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前言

近年来，随着智能电网研究和建设的不断推进、各种分布式可再生能源的大规模应用等，电网规模不断扩大、结构日趋复杂，对电网监测的广度不断扩大、深度不断加强，而对大规模电网的全方位、多尺度感知将使电力系统运行和监测过程中收集的数据量呈指数级增长，并逐渐形成了电力大数据。通常情况下，电力大数据具有如下特点。

（1）体量巨大。从TB级别跃升到PB级别，广域向量测量系统（Wide Area Measurement System, WAMS）和数据采集与监视控制系统（Supervisory Control and Data Acquisition, SCADA）遥测点增加、采集频率提高，每年将产生超过TB级的数据；用电信息采集系统成为世界上最大的自动化计量系统，连接着以亿计算的用户，随着采集频率提高，数据量将以PB计算。

（2）多源异构特性。电力系统本身结构复杂、规模庞大，采集的数据具有明显的多源异构特性。同时也需要对电网系统外数据（气象、地理、环境等）与内部数据进行关联分析。比如与电力设备状态评估相关的数据来源广、种类多，包括在线监测实时数据、设备台账信息、预试数据以及音视频和气候环境等非结构化数据。

（3）生成速度快。由于电力系统的特殊性，在某些场景下数据采样频率很高，数据生成速度非常快。分布式能源随气候环境动态变化，要求快速准确预测变化，需要对设备和环境实时监控。在SCADA调度系统中，每分钟产生的数据量也将达到GB级。

（4）价值密度低。以视频数据为例，连续不间断监控过程中，可能有用的数据仅仅有1～2s。在基于经验和人工的传统输变电设备状态监测评估中，只对少量异常数据关注、处理和采用，而丢弃所谓“正常数据”，然而大量的正常数据也可能成为故障分析判断的重要依据。

基于电力大数据的特点，深入探讨数据驱动的电力系统各项技术，提高数据利用率是当前智能电网建设过程中必须要面对的问题。云计算技术是处理分析大数据的有效方式，具有良好的可扩展性和容错机制，在商业互联网领域应用广泛。随着电力大数据的形成，探讨基于云计算技术的电力大数据分析处理，进而对提高电力系统的整体安全性和可靠性具有重要的研究价值。然而，由于电力系统运行模式与商业互联网企业相比具有自身的特点和性能要求，当云计算应用于生产运行数据时具有很大的挑战性，本文正是基于此背景展开相关研究和探讨。

当前云计算技术包括批处理计算、流式计算和内存计算等三种方式，分别适应于不同的数据处理类型。其中，批处理适合离线静态数据分析，对运行时间要求较低；而流式计算面对流动的实时数据动态计算，对时限性要求较高；内存计算是针对批处理频繁磁盘操作性能瓶颈，适应需要多次迭代的机器学习类算法。另外，针对电力大数据的多源异构特点，需要开展数据融合分析技术，为用户提供统一综合的查询视图。综上所述，本书主要开展了如下几项研究工作。

（1）智能电网大数据批处理技术模式研究与应用（第1章）

利用收集的静态离线电力大数据，开展了电力短期负荷预测、绝缘子泄漏电流数据高效存储和聚类划分及局部放电信号处理的并行EEMD算法研究。主要采用的技术是Hadoop的MapReduce技术，通过并行计算和大数据的支撑，提高数据处理的效率。

（2）智能电网大数据高性能内存计算技术研究（第3章）

针对电力系统中部分应用需要高性能计算分析的特点，开展内存计算技术在电力系统中的应用研究。重点对监测数据尤其是在线监测领域，监测数据速度快的特点，研究高效的内存聚类算法。另外，对电力数据高级分析的OLAP技术开展了基于内存计算的并行方体计算技术研究。

（3）智能电网大数据的多源数据融合分析技术（第4章）

针对智能电网大数据多源异构的特点，研究数据融合技术，为用户提供统一的查询或显示视图。重点研究内容包括多通道数据融合特征提取和多数据源的连接技术，并结合Hadoop和Spark研究并行计算模式和高速融合算法。

（4）智能电网大数据的流式计算研究（第5章）

针对智能电网大数据速度快，多种场景下表现出流数据的特征，研究流式计算技术动态处理数据，应用在在线监测和实时用电信息采集系统中。研究了监测流数据实时过滤和检测技术，通过设计基于工作流的处理模型，快速实现对大规模流数据的监测，实时发现异常，提高监测效率。针对大规模用电信息采集系统，设计流式计算的聚类算法，完成数据聚类划分，实时发现用电行为异常，从而提升数据分析技术与生产系统的融合水平。

（5）全景实时分析平台关键技术探索（第6章）

智能电网最终目标的实现需要借助全景实时分析平台的支撑，将大数据平台变为智能电网的神经中枢，促进大数据与电力系统的深度融合，从数据驱动的角度研究当前电力系统面临的挑战问题。探讨基于内存计算、实时流式大数据处理技术、大规模并行计算技术及列存储等在电力大数据实时分析中的应用，满足电力系统对大数据分析的时效性需求；结合主流开源大数据处理技术，设计了电力大数据分析平台的分层体系架构，为电力系统的高效运行提供保证。

（6）能源互联网中的大数据（第7章）

能源互联网是实现广域范围内的能源分享和支持分布式清洁能源为主体，将涵盖大规模的分布式能源、交通网络、天然气网络等，而支撑能源互联网高效运行和实时能源分享的核心技术应包括大数据分析技术。探讨了通过大数据提高能源互联网的安全等级和高效实时调度技术。
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第1章　智能电网大数据现状及挑战

1.1　智能电网

智能电网通俗地讲是指电网的智能化或智能电力，也被称为“电网2.0”，它是建立在集成的、高速双向通信网络的基础上，通过先进的传感和测量技术、先进的设备技术、先进的控制方法以及先进的决策支持系统技术的应用，实现电网的可靠、安全、经济、高效、环境友好和使用安全的目标，其主要特征包括自愈、激励，用户抵御攻击、提供满足高要求的用户电能质量、支持大规模分布式等各种不同发电形式的接入、启动电力市场以及资产的优化高效运行等。建设智能电网将有效促进世界经济社会发展，并更好地应对全球气候变化和能源危机，对促进世界经济社会可持续发展具有重要作用。智能电网的作用主要表现在如下5个方面。

（1）促进清洁、可再生能源的开发利用，减少温室气体排放，推动低碳经济社会发展。

（2）优化能源结构，实现多种能源形式的互补，确保能源供应的安全稳定，减少对化石能源的依赖程度。

（3）有效提高能源输送和使用效率，增强电网运行的安全性、可靠性和灵活性，促进在更大范围内的能源动态平衡。

（4）推动相关领域的技术创新，促进装备制造和信息通信等行业的技术升级，扩大就业，促进社会经济可持续发展。

（5）实现电网与用户的双向互动，创新电力服务的传统模式，为用户提供更加优质、便捷的服务，提高人民生活质量。

随着智能电网的发展，电网功能逐步扩展到促进能源资源优化配置、保障电力系统安全稳定运行、提供多元开放的电力服务、推动战略性新兴产业发展等多个方面。作为我国重要的能源输送和配置平台，智能电网从投资建设到生产运营的全过程都将为国民经济发展、能源生产和利用、环境保护等方面带来巨大效益，具体表现在如下几个方面。

（1）在电力系统方面：可以节约系统有效装机容量；降低系统总发电燃料费用；提高电网设备利用效率，减少建设投资；提升电网输送效率，降低线损。

（2）在用电客户方面：可以实现双向互动，提供便捷服务；提高终端能源利用效率，节约电量消费；提高供电可靠性，改善电能质量。

（3）在节能与环境方面：可以提高能源利用效率，带来节能减排效益；促进清洁能源开发，实现替代减排效益；提升土地资源整体利用率，节约土地占用。

（4）其他方面：可以带动经济发展，拉动就业；保障能源供应安全；变输煤为输电，提高能源转换效率，减少交通运输压力。

智能电网的核心技术包括如下几个方面。

（1）发电领域：主要包括大规模可再生能源、分布式能源、光伏发电等电源的接入和协调运行技术。

（2）输电领域：主要包括大电网规划技术、电力电子技术、输电线路运行维护技术、输电线路状态检修技术和设备全寿命周期管理技术等。

（3）调度领域：主要包括大电网安全稳定分析与控制技术、经济运行技术、综合预警和辅助决策技术、安全防御技术等。

（4）变电领域：主要包括变电站信息采集技术、智能传感技术、实时监测与状态诊断技术、自适应保护技术、广域保护技术、智能电力设备技术等。

（5）配电领域：主要包括配电网安全经济运行与控制、电能质量控制、智能配电设备研究、大规模储能、电动汽车变电站等技术。

（6）用电领域：主要包括高级量测技术、双向互动营销技术、用户储能技术、用户仿真技术等。

综上所述，智能电网最终目标是建设成为覆盖电力系统整个生产过程，包括发电、输电、变电、配电、用电及调度等多个环节的全景实时系统。而支撑智能电网安全、自愈、绿色、坚强及可靠运行的基础是电网全景实时数据采集、传输和存储，以及累积的海量历史多源异构数据快速分析。因而随着智能电网建设的不断深入和推进，电网运行和设备检/监测产生的数据量呈指数级增长，逐渐构成了当今信息学界所关注的大数据，因此需要相应的存储和快速处理技术作为支撑。

1.2　云计算与大数据

大数据可以通俗地理解为无法在一定时间内用传统数据库软件工具对其内容进行抓取、管理和处理的数据集合。根据国际数据公司（International Data Corporation, IDC）的监测统计，即使在遭遇金融危机的2009年，全球信息量也比2008年增长了62%，达到80万PB（1PB=220
 GB），到2011年全球数据总量已经达到1.8ZB（1ZB=240
 GB），并且以每两年翻一番的速度飞速增长，预计到2020年全球数据量总量将达到40ZB。在数据规模急剧增长的同时，数据类型也越来越复杂，包括结构化数据、半结构化数据、非结构化数据等多种类型，其中采用传统数据处理手段难以处理的非结构化数据已接近数据总量的75%。

鉴于大数据分析技术在经济、社会的应用和潜在的巨大影响，很多国家都将大数据视作战略资源，并将大数据应用提升为国家战略。2012年3月，美国奥巴马政府宣布推出“大数据的研究和发展计划”。2012年9月，日本总务省发布2013年行动计划，提出以复苏日本为目的推进“活跃在ICT领域的日本”ICT综合战，明确提出“通过大数据和开放数据开创新市场”。2013年2月，法国政府发布了《数字化路线图》，列出了5项将会大力支持的战略性高新技术，“大数据”就是其中一项。2013年1月，中国国家能源局下发了《关于数据中心建设布局的指导意见》，国家发展和改革委员会与中科院正式启动基础研究“大数据服务平台应用示范”项目；2013年3月，中国电机工程学会发布了《中国电力大数据发展白皮书》；2013年年初，贵州省发布《贵州“云计算”战略规划》；2013年10月，中国国内领先水平的大规模云计算数据中心、云计算研发应用示范基地——中国电信云计算贵州信息园在贵阳正式开工建设。这些实例进一步说明了大数据应用的重要性，未来大数据可能成为国家创新能力和竞争力的重要体现。

仅2009年，谷歌公司通过大数据业务对美国经济的贡献就为540亿美元，而这只是大数据所蕴含的巨大经济效益的冰山一角。淘宝公司通过对大量交易数据变化分析，可以提前6个月预测全球经济发展趋势。2011年5月，麦肯锡公司发布了关于大数据的调研报告《大数据：下一个前沿，竞争力、创新力和生产力》，文中充分阐明了大数据研究的地位以及将会给社会带来的价值，大数据研究已成为社会发展和技术进步的迫切需要。

目前，大数据应用已在社会经济活动方面展示出巨大的价值和潜力，在电力行业也有成功的应用范例。丹麦的维斯塔斯风力技术集团（Vestas Wind System A/S），通过在世界上最大的超级计算机上部署国际商业机器公司（International Business Machines Corporation, IBM）大数据解决方案，得以通过分析包括PB量级气象报告、潮汐相位、地理空间、卫星图像等结构化及非结构化的海量数据，从而优化风力涡轮机布局，提高风电发电效率。这些以前需要数周时间完成的分析工作现在只需不到1小时即可完成。美国的Space-Time公司2011年利用大数据可视化技术为美国加州独立系统运营商设计了一套实时监控电力传输系统能源基础设施的可视化软件Space-Time Insight，该系统可实时监测25000km的输电线路状况，可根据发生问题的严重性和临近地区的反应及时做出决策，保障电网的安全运行。中国国家电网所属的国家冀北电力有限公司，正在使用智慧风能解决方案来整合可再生能源并入所属电网，通过使用IBM风力预测技术，张北项目的第一阶段目标，旨在增加10%的可再生能源的整合发电量。通过分析提供所需的信息，将使能源电力公司得以减少风能并网的限制，进而更有效地使用已产出的能源，强化电网的运行。这种大数据的应用实践对中国电力大数据分析展示乃至整个能源相关行业都具有巨大的参考价值。应对大数据处理分析的有效技术方式是云计算技术。

云计算（Cloud Computing）是基于互联网的计算存储服务的增加、使用和交付模式，通常涉及通过互联网提供动态易扩展且通常是虚拟化的资源，是应对当前大数据挑战的有效方式。云是对网络或互联网的一种比喻说法。过去在图中往往用云表示电信网，后来也用于表示互联网和底层基础设施的抽象。云计算可以让用户体验每秒10万亿次的运算能力，拥有这么强大的计算能力可以模拟核爆炸、预测气候变化和市场发展趋势。用户通过计算机、笔记本、手机等方式接入数据中心，按自己的需求进行运算。

现阶段广为接受的云计算定义是美国国家标准与技术研究院（National Institute of Standards and Technology, NIST）提出的：云计算是一种按使用量付费的模式，这种模式提供可用的、便捷的、按需的网络访问，进入可配置的计算资源共享池（资源包括网络、服务器、存储、应用软件、服务等），这些资源能够被快速提供，只需投入很少的管理工作，或与服务供应商进行很少的交互。

当前，被普遍接受的云计算特点如下所述。

（1）超大规模

“云”具有相当的规模，Google云计算已经拥有100多万台服务器，Amazon、IBM、微软、Yahoo等的“云”均拥有几十万台服务器。企业私有云一般拥有数百上千台服务器。“云”能赋予用户前所未有的计算能力。

（2）虚拟化

云计算支持用户在任意位置、使用各种终端获取应用服务。所请求的资源来自“云”，而不是固定的有形的实体。应用在“云”中某处运行，但实际上用户无须了解、也不用担心应用运行的具体位置。只需要一台笔记本或者一个手机，就可以通过网络服务实现我们需要的一切，甚至包括超级计算这样的任务。

（3）高可靠性

“云”使用了数据多副本容错、计算节点同构可互换等措施保障服务的高可靠性，使用云计算比使用本地计算机可靠。

（4）通用性

云计算不针对特定的应用，在“云”的支撑下可以构造出千变万化的应用，同一个“云”可以同时支撑不同的应用运行。

（5）高可扩展性

“云”的规模可以动态伸缩，满足应用和用户规模增长的需要。

（6）按需服务

“云”是一个庞大的资源池，你按需购买；云可以像自来水、电、煤气那样计费。

（7）极其廉价

由于“云”的特殊容错措施，可以采用极其廉价的节点构成云，“云”的自动化集中式管理使大量企业无须负担日益高昂的数据中心管理成本，“云”的通用性使资源的利用率较之传统系统大幅提升，因此用户可以充分享受“云”的低成本优势，经常只要花费几百美元、几天时间就能完成以前需要数万美元、数月时间才能完成的任务。云计算可以彻底改变人们未来的生活，但同时也要重视环境问题，这样才能真正为人类进步做贡献，而不是简单的技术提升。

（8）潜在的危险性

云计算服务除了提供计算服务外，还必然提供了存储服务。但是云计算服务当前垄断在私人机构（企业）手中，而他们仅能够提供商业信用。对于政府机构、商业机构（特别像银行这样持有敏感数据的商业机构）选择云计算服务应保持足够的警惕。一旦商业用户大规模使用私人机构提供的云计算服务，无论其技术优势有多强，都不可避免地让这些私人机构以“数据（信息）”的重要性挟制整个社会。对于信息社会而言，“信息”是至关重要的。另一方面，云计算中的数据对于数据所有者以外的其他用户云计算用户是保密的，但是对于提供云计算的商业机构而言确实毫无秘密可言。所有这些潜在的危险，是商业机构和政府机构选择云计算服务、特别是国外机构提供的云计算服务时，不得不考虑的一个重要前提。

在智能电网运行过程中，大数据产生于整个系统的各个环节。比如在用电侧，随着大量智能电表及智能终端的安装部署，电力公司和用户之间的交互行为迅猛增长，电力公司可以每隔一段时间获取用户的用电信息，从而收集了比以往粒度更细的海量电力消费数据，构成智能电网中用户侧大数据。通过对数据分析可以更好地理解电力客户的用电行为、合理地设计电力需求响应系统和进行短期负荷预测等，从而有利于电网的规划和运行。

在智能电网中，随着高压、特高压电网及配电自动化建设的不断推进，智能化设备及系统应用数量不断增长，电网设备的部署结构与产生的数据日益复杂庞大。一方面，设备的自身状态和外部环境都会影响系统的运行，迫切需要对输变电设备负载能力、运行状态进行动态评估，以降低故障发生概率及相关风险，减少设备运行维护成本，提高设备净资产收益率；另一方面，由于智能输变电设备数量的不断增长，电网中获取与传输的各类数据也在发生几何级数的增长。这些数据不仅包括设备异常时出现的各类故障信号，运行过程中设备的各类状态信息，同时还包含了大量的相关数据，如地理信息、气象、视频图像、设备台账、实验数据与文档等。如何将这些多源异构高维的数据资源进行统一的收集、过滤与处理，并对现有的设备状态检测方案进行优化成为新的挑战。此外，基于因果关系的传统设备状态评价方法着眼点为单一设备和少量异常数据，难以实现对大量“数据资产”的综合有效利用以及面向整个电网的准确状态评估和风险预测。

鉴于大数据在电力系统中出现的场合越来越多，有必要对目前的应用现状和将来的挑战进行总结，为大数据技术在智能电网建设中的应用提供有益的参考。本节试图将智能电网中大数据的研究和应用现状及挑战进行综述，并给出了智能电网大数据存储与分析系统的一种可选的框架。

1.3　智能电网大数据及特点

1.3.1　智能电网中的大数据

电网业务数据大致分为三类：一是电网运行和设备检测或监测数据；二是电力企业营销数据，如交易电价、售电量、用电客户等方面的数据；三是电力企业管理数据。

根据数据的内在结构，这些数据可以进一步细分为结构化数据和非结构化数据。结构化数据主要包括存储在关系数据库中的数据，目前电力系统中的大部分数据是这种形式，随着信息技术发展，这部分数据增长很快。但由于数据库存储容量的限制，数据会定期更新，一般只存储最新的数据。相对于结构化数据而言，不方便用数据库二维逻辑表表现的数据即称为非结构化数据，主要是包括视频监控、图形图像处理等产生的数据等。这部分数据增长非常迅速，据IDC的一项调查报告中指出，企业中80%的数据都是非结构化数据，这些数据每年都按指数增长60%。在电力系统中，非结构化数据占智能电网数据很大比重，这部分数据增长速度也很快，对电网数据中心的存储压力很大。

结构化数据根据处理时限要求又可以划分为实时数据和准实时数据，比如电网调度、控制需要的数据是实时数据，需要快速而准确地处理；而大量的状态监测数据对实时性要求相对较低，可以作为准实时数据处理。数据依据时限要求不同可以采取不同的处理方式，比如实时数据采用流式内存计算方式，而准实时数据可以采用批处理方式。

智能电网与传统电网存在很大的不同，具有更高的智能化水平，而实现智能化的前提是大量的实时状态数据及时获取和快速分析处理，目前智能电网中的大数据主要是因为以下几个方面。

（1）为了准确实时获取设备的运行状态信息，采集点越来越多，常规的调度自动化系统含数十万个采集点，配用电、数据中心将达到百万甚至千万级。需要监测的设备数量巨大，每个设备都装有若干传感器，监测装置通过适当的通信通道把这些传感器连接在一起，由变电站的数据收集服务器按照统一的通信标准上传到数据中心，这实际上构成了一个物联网。而物联网的后端采用云计算平台已被认为是未来的发展趋势。智能电网设备物联网同云计算平台的基础设施层互联，进行数据交换。

（2）为了捕获各种状态信息，满足上层应用系统的需求，设备的采样频率越来越高。比如在输变电设备状态监测系统中，为了能对绝缘放电等状态进行诊断，信号的采样频率必须在200kHz以上，特高频检测需要吉赫兹的采样率。这样，对于一个智能电网设备监测平台来说，需存储的监测或检测的数据量十分庞大。

（3）为了真实而完整地记录生产运行的每一个细节，完整地反映生产运行过程，要求达到“实时变化采样”，实现对设备的全生命周期管理和实时状态评估。

同时，在智能电网中，大数据产生于电力系统的各个环节。

（1）发电侧：随着大型发电厂数字化建设的发展，海量的过程数据被保存。这些数据中蕴藏丰富的信息，对于分析生产运行状态、提供控制和优化策略、故障诊断以及知识发现和数据挖掘具有重要意义。基于数据驱动的故障诊断方法被提出，利用海量的过程数据，解决以前基于分析的模型方法和基于定性经验知识的监控方法所不能解决的生产过程和设备的故障诊断、优化配置和评价的问题。

另外，为及时准确掌握分布式电源的设备及运行状态，需要对分布广泛和大量的分布式能源进行实时监测和控制。为支持风机选址优化，所采集的用于建模的天气数据每天以80%的速度增长。

（2）输变电侧：在2006年美国能源部和联邦能源委员会建议安装同步相量监测系统

（Synchrophasor-based Transmission Monitoring Systems）。目前，美国的100个相位测量装置（Phasor Measurement Unit, PMU）一天收集62亿个数据点，数据量约为60GB，而如果监测装置增加到1000套，每天采集的数据点为415亿个，数据量达到402GB。相量监测只是智能电网监控的一小部分，电网中还包括其他大量需要高采样监测的设备。

（3）用电侧：为了准确获取用户的用电数据，电力公司部署了大量的具有双向通信能力的智能电表，这些电表可以每隔五分钟的频率向电网发送实时用电信息。美国太平洋天然气电力公司（Pacific Gas&Electric）每个月从900万个智能电表中收集超过3TB的数据。国家电网公司也建成了包含上亿用户的自动化采集系统。

电动汽车的无序充放电行为会对电网运行带来麻烦，如果能合理地安排电动汽车的充放电时间，则会对电网带来好处，变害为利，而前提是对基数很大的电动汽车电池的充放电状态进行监测，并合理制定调度规则，而这也会产生大数据，需要大数据处理技术的支撑。

1.3.2　智能电网中大数据的特点

与互联网中的大数据相似，智能电网中的大数据也具备“4V”特征，即规模大（Volume）、类型多（Variety）、价值密度低（Value）和变化快（Velocity）。

1.规模大

从TB级别，跃升到PB级别。常规SCADA系统10000个遥测点，按采样间隔3～4s计算，每年产生1.03TB的数据（1.03TB=12字节/帧×0.3帧/s×10000遥测点×86400秒/天×365天）；广域向量测量系统（Wide Area Measurement System, WAMS）10000个遥测点，采样率可以达到100次/s，按上述公式计算，则每年产生495TB的数据。目前正在发展的直升机和无人机巡线技术所产生的红外、紫外视频信息，每年作业采集的数据量达40TB。某省级电力公司已有数字化变电站178座，每天产生的数据量约为700TB。随着监测系统规模的扩大，以及数据采样频率的提高，数据量还将成倍增加。若同时考虑环境、气象、地理信息等，则数据量更为庞大。

2.类型多

电网数据广域分布、种类众多，包括实时数据、历史数据、文本数据、多媒体数据、时间序列数据等各类结构化、半结构化数据以及非结构化数据，各类数据查询与处理的频度和性能要求也不尽相同。比如，电力设备状态监测数据中的油色谱数据半个小时采样一次，而绝缘放电数据的采样速率高达几百千赫兹，甚至吉赫兹。随着状态监测技术的发展和智能化设备类型与数量的增加，音视频等非结构化数据在数据中的占比进一步加大。此外，大数据应用过程中还存在对电网系统运行环境相关数据（气象、地理、环境等）的大量关联分析需求，而这些都直接导致数据类型的增加以及状态评估应用领域数据的复杂度。

3.价值密度低

以视频为例，连续不间断监控过程中，可能有用的数据仅仅有一两秒。在输变电设备状态监测中也存在同样问题，所采集的绝大部分数据都是正常数据，只有极少量的是异常数据，而异常数据是状态检修的最重要的依据。以视频数据和高压设备放电波形为例，连续不间断监测过程中，基于经验和人工的传统输变电设备状态监测评估方法可能只对小段时间（如1～2s）的数据和少量异常数据予以关注、处理和分析，而丢弃大量所谓的“正常数据”，对这些正常数据的深度挖掘也可能为故障分析提供重要的线索和依据。

4.变化快

在几分之一秒内对大量数据进行分析，以支持决策制定。这种在线的流数据分析与挖掘同传统的数据挖掘技术有着本质的不同。输变电设备状态评估和风险预测要求对大量数据进行及时分析并做出判断，以支持生产调度决策的制定，对在线状态数据的处理性能要求远高于离线数据。尤其对输变电设备状态监测系统，在极端（天气、故障发展阶段等）情况下，大规模报警数据会在短时间内以“井喷式”的方式产生与传输，并要求实时处理，将对信息处理系统的吞吐技术提出挑战。SCADA采集了大量的电压、电流、开关状态等电网稳态数据。常规SCADA系统10000个遥测点，按采样间隔3～4s计算，每年产生1.03TB数据（1.03TB=12字节/帧×0.3帧/s×10000遥测点×86400s/天×365天），目前三华的数据量每日65.3万条，7.58GB；WAMS 10000个遥测点，采样率100次/s，按上述公式计算，每年产生495TB的数据。

另外，智能电网中的数据处理，对数据质量有一定的要求，可以考虑为各类智能电网数据引入一个新的属性：数据的真实性。数据的真实性是指与特定类型数据相关的可靠性级别。高质量数据对于数据分析结果的正确性有重要影响。然而即使最好的数据清洗方法也无法去除某些数据固有的不可预测性。承认不确定性需求，并将数据的真实性作为智能电网大数据的一个维度是可行的。

智能电网中汹涌而来的大数据为智能电网建设带来了新的挑战和机遇。国网信通公司成立了大数据团队应对智能电网建设中的大数据挑战问题。IBM收集并建模大数据，服务于智能电表分析、基于决策的运维、基于天气数据的风机选址、分配负荷预测与调度等各类能源行业与公用事业。

中国电机工程学会电力信息化专委会在此基础上，总结智能电网中大数据特征还包括“3E”，分别是数据即能量（Energy）、数据即交互（Exchange）、数据即共情（Empathy）。

1.数据即能量（Energy）

电力大数据具有无磨损、无消耗、无污染、易传输的特性，并可在使用过程中不断精炼而增值，可以在保障电力用户利益的前提下，在电力系统各个环节的低耗能、可持续发展方面发挥独特而巨大的作用。通过节约能量来提供能量，具有与生俱来的绿色性。电力大数据应用的过程即是电力数据能量释放的过程，从某种意义上讲，通过电力大数据分析达到节能的目的，就是对能源基础设施的最大投资。

2.数据即交互（Exchange）

电力大数据以其与国民经济社会广泛而紧密的联系，具有无与伦比的正外部性。其价值不只局限在电力工业内部，更能体现在整个国民经济运行、社会进步以及各行各业创新发展等方方面面，而其发挥更大价值的前提和关键是电力数据同行业外数据的交互融合，以及在此基础上全方位的挖掘、分析和展现。这也能够有效地改善当前电力行业“重发轻供不管用”的行业短板，真正体现出“反馈经济”所带来的价值增长。

3.数据即共情（Empathy）

企业的根本目的在于创造客户，创造需求。电力大数据天然联系千家万户、厂矿企业，推动中国电力工业由“以电力生产为中心”向“以客户为中心”转变，这其中的本质就是对电力用户的终极关怀，通过对电力用户需求的充分挖掘和满足，建立情感联系，为广大电力用户提供更加优质、安全、可靠的电力服务。在电力行业价值最大化的贡献过程中，中国的电力工业也找到了常变常新的动力源泉，共情方能共赢。

1.4　大数据处理技术

1.4.1　大数据处理的价值和复杂性

近年来，大数据已经成为科技界和产业界共同关注的热点。2012年3月，美国奥巴马政府宣布投资2亿美元启动“大数据研究和发展计划”。美国政府认为大数据是“未来的新石油”，将“大数据研究”上升为国家意志，对未来的科技与经济发展必将带来深远影响。一个国家拥有数据的规模和运用数据的能力将成为综合国力的重要组成部分，对数据的占有和控制也将成为国家间和企业间新的争夺焦点。

目前全球数据的存储和处理能力已远落后于数据的增长幅度。例如，淘宝网每日新增的交易数据达10TB；eBay分析平台日处理数据量高达100PB，超过了美国纳斯达克交易所全天的数据处理量；沃尔玛是最早利用大数据分析并因此受益的企业之一，曾创造了“啤酒与尿布”的经典商业案例。现在沃尔玛每小时处理100万件交易，将有大约2.5PB的数据存入数据库，此数据量是美国国会图书馆的167倍；微软花了20年，耗费数百万美元完成的Office拼写检查功能，谷歌公司则利用大数据统计分析直接实现。

与大数据在商业及互联网领域的广泛研究和应用相比，大数据在智能电网建设的研究中还有待进一步加强。由于云计算平台具有存储量大、廉价、可靠性高、可扩展性强等优势，但在实时性方面难以保证，故它不适合于作为电网调度自动化系统的主系统，但可用于调度自动化系统的后台，也可用于智能电网数据中心（营销、管理和设备状态监测）。云平台环境下的通用大数据处理和展现工具正在不断涌现，为减少软件开发工作带来了好处。然而，数据挖掘通常是与具体应用对象相关的，大数据挖掘是一个不小的挑战。如故障录波数据初次筛选等一些基于聚类方法的应用，在面对海量数据时，传统聚类算法在普通计算系统上无法完成。此外，在数据处理面临规模化挑战的同时，数据处理需求的多样化逐渐显现。相比支撑单业务类型的数据处理业务，公共数据处理平台需要处理的大数据涉及在线/离线、线性/非线性，流数据和图数据等多种复杂混合计算方式。下面对目前主流的大数据处理技术进行综述，并指出在应对智能电网大数据时这些技术的局限性，探讨了可能的解决方案。

1.4.2　并行数据库

关系型数据库系统在电力系统中获得了广泛的应用，比如Oracle等。关系数据库主要存储结构化数据，提供便捷的数据查询分析能力、按照严格规则快速处理事务（Transaction）的能力、多用户并发访问能力以及数据安全性的保证。其通过SQL语言查询语言及强大的数据分析能力以及较高的程序与数据独立性等优点获得广泛应用。

然而随着智能电网建设的加速，数据已远远超出关系型数据库的管理范畴，地理信息系统以及图片、音视频等各种非结构化数据逐渐成为需要存储和处理的海量数据的重要组成部分。面向结构化数据存储的关系型数据库已经不能满足智能电网大数据快速访问、大规模数据分析的需求，主要表现在如下几个方面。

1.数据存储容量有限

关系数据库可以有效处理TB级的数据，当数据量达到PB级时，目前主流数据库很难处理。为了回避此问题，目前电力企业采用先从“生数据”中提取“熟数据”的存储方式，这样虽然可以减少网络传输和数据库存储的数据量，但不可避免损失“生数据”中隐藏的重要特征量信息，如绝缘的放电频谱。

2.关系模型束缚对海量数据的快速访问能力

关系模型是一种按内容访问的模型，即在传统的关系型数据库中，根据列的值来定位相应的行。这种访问模型会在数据访问过程中引入耗时的输入输出，从而影响快速访问的能力。虽然传统的数据库系统可以通过分区的技术（水平分区和垂直分区），来减少查询过程中数据输入输出的次数以缩减响应时间，提高数据处理能力，但是在海量数据的规模下，这种分区所带来的性能改善并不显著。

3.缺乏对非结构化数据的处理能力

传统的关系型数据库对数据的处理只局限于某些数据类型，比如数字、字符、字符串等，对非结构化数据（图片、音频等）的支持较差。然而随着用户应用需求的提高、硬件技术的发展和互联网上多媒体交流方式的推广，用户对多媒体处理的要求从简单的存储上升为识别、检索和深入加工，面对日益增长的处理庞大的声音、图像、视频、E-mail等复杂数据类型的需求，传统数据库已显得力不从心。

4.扩展性差

在海量规模下，传统数据库一个致命弱点，就是其可扩展性（Scalability）差。通常解决数据库扩展性问题有两种方式：向上扩展（Scale Up）和向外扩展（Scale Out）。面对海量数据处理，通过提升服务器性能进行Scale Up的方式在成本及处理能力方面均不能满足要求，唯一可行的方法就是进行Scale Out。关系数据库管理系统Scale Out的方法是通过对数据库的垂直和水平切割将整个数据库部署到一个集群上，这种方法的优点在于可以采用关系数据库管理系统（Relational Database Management System, RDBMS）这种成熟技术，但缺点在于它是针对特定应用的，应用不同切割方法不一样。

目前工业监测系统中常采用实时数据库（也属于内存数据库）和内存数据库。然而，内存数据库难以胜任智能电网中对大规模设备的监控，其原因主要包括以下几个方面。

（1）内存数据库对事务一致性具有很高的要求，而根据CAP（Consistency, Availability, Partition Tolerance）理论，一致性的高要求必然会制约其可扩展性。

（2）由于扩展能力差，使得可用内存容量有限，当数据超出内存可以管理的范围后，性能会急剧下降。

（3）内存数据库主要处理结构化数据，而智能电网系统中，既包括结构化数据，还包含大量的半结构化和非结构化数据。

1.4.3　云计算技术

大数据技术的需求是伴随着云计算平台的出现而出现的，故有必要介绍一下云计算技术。实际上目前云计算技术是大数据存储与处理技术的重要组成部分。由于大数据的数据量和分布式的特点，使得传统的数据管理技术难以胜任这种海量数据。

云计算的核心是海量数据存储和数据并行处理技术。其核心思想包括分布式文件系统（Distributed File System, DFS）和MapReduce技术，主要思路由Google公司提出。

DFS有着高容错性（Fault-tolerant）的特点，并且是为部署在价格低廉的硬件上而设计的，而且它为应用程序提供高吞吐量的数据访问，适合有着超大数据集（Jarge Data Set）的程序。Hadoop提供了DFS的一种开源实现（Hadoop Distributed File System, HDFS），该分布式文件系统放宽了可移植操作系统接口（Portable Operating System Interface, POSIX）的要求，可以实现流的形式访问（Streaming Access）文件系统中的数据，并具有高可靠性、高可扩展性以及负载均衡等能力。

MapReduce是2004年由谷歌公司提出的一个用来进行并行处理和生成大数据集的并行编程模型。Hadoop包括了MapReduce的开源实现，是引起关注的大数据处理技术之一。为使MapReduce并行编程模型更易使用，出现了多种大数据处理高级查询语言，如Facebook的Hive、雅虎的Pig、谷歌的Sawzall等。这些高层查询语言通过解析器将查询语句解析为一系列MapReduce作业，在分布式文件系统上并行执行。与基本的MapReduce系统相比，高层查询语言更适于用户进行大规模数据的并行处理。MapReduce及高级查询语言在应用中也暴露了在实时性和效率方面的不足，因此有很多研究针对它们进行优化。Cloudera发布了实时查询开源项目Impala 1.0 beta版，实测表明，它比原来基于MapReduce的Hive SQL查询速度提升3～90倍。Mahout是Apache开发的基于MapReduce的并行数据挖掘项目，相对传统数据挖掘算法，能够适应大规模数据集，性能大幅提升。

1.4.4　云计算在智能电网中的应用

智能电网中数据量最大的应属于电力设备状态监测数据。状态监测数据不仅包括在线的状态监测数据（时序数据和视频），还包括设备基本信息、实验数据、缺陷记录等，数据量极大，可靠性要求高，实时性要求比企业管理数据要高。

云计算技术在国内电力行业中的应用研究还处于探索阶段，研究内容主要集中在系统构想、实现思路和前景展望等方面。针对智能电网状态监测的特点，结合Hadoop，借助虚拟化技术、分布式冗余存储以及基于列存储的数据管理模式存储和管理数据，以保证电网海量状态数据的可靠和高效管理，目前还只是一个框架。为了解决电力系统灾备中心资源利用率低、灾备业务流程复杂等一系列问题，设计了云计算资源管理平台框架和部分模块，其目标是实现电力企业ERP（Enterprise Resource Planning）数据的备份，但尚未实现。有学者初步设计了电力系统仿真云计算中心的系统架构及其所属的层次：基础设施云、数据管理云、仿真计算云等。当前智能电网控制中心面临的严峻的挑战，提出物联网和云计算技术结合是新型控制中心的技术支撑。笔者课题组在实验室中搭建了Hadoop云计算平台，设计实现了基于Hadoop的电力设备状态监测存储系统，对动态时序数据、静态数据以及视频数据进行了存储、关键字查询与并行处理方面的研究，并对系统进行了测试，验证了云计算平台高可靠性、良好的可扩展性和数据并行访问的性能优势。

在国外，云计算应用目前已用于海量数据的存储和简单处理，已有实现并运行的实际系统。有学者分析了电力系统中不同用户的实时查询需求，设计了用于实时数据流管理的智能电网数据云模型，特别适合处理智能电网中产生的海量流式数据，同时基于该模型实现了一个实时数据的智能测量与管理系统。Cloudera公司设计并实施了基于Hadoop平台的智能电网在田纳西河流域管理局（Tennessee Valley Authority, TVA）上的项目，帮助美国电网管理了数百TB的电源管理单元（Pressure Measurement Unit, PMU）数据，突显了Hadoop高可靠性以及价格低廉方面的优势；另外，TVA在该项目基础上开发了superPDC，并通过openPDC项目将其开源，此工作将有利于推动量测数据的大规模分析处理，并可为电网其他时序数据的处理提供通用平台。日本Kyushu电力公司使用Hadoop云计算平台对海量的电力系统用户消费数据进行快速并行分析，并在该平台基础上开发了各类分布式的批处理应用软件，提高了数据处理的速度和效率。

对云计算平台应用于智能电网进行了详细的分析，得出的结论是：现有云计算平台可以满足智能电网监控软件运行的可靠性和可扩展性，但实时性、一致性、数据隐私和安全等方面的要求尚不能满足，有待进一步研究。

1.5　智能电网大数据机遇与挑战

1.5.1　大数据传输及存储技术

随着智能电网建设的逐步推进，在电力系统各个环节的运行数据及设备状态在线监测数据被记录下来，由此产生的海量数据传输和存储问题不仅对监控装置造成极大的负担，而且也制约着电力系统智能化的跨越式发展。

通过数据压缩可以有效减少网络数据传输量，提高存储效率。因此数据压缩技术获得了广泛关注，杨奇逊院士探讨了基于提升格式的故障暂态过程信号实时数据的压缩和重构算法，利用线性整数变换小波双正交滤波器组合哈夫曼编码方法对电力系统的实时数据进行压缩和解压缩。针对时序数据存在大量重复的问题，为减小存储空间，压缩算法是一种可行的选择，研究了基于二维提升小波的火电厂周期性数据压缩算法和电力系统稳态数据参数化压缩算法。在输电线路状态监测系统中，为了发现绝缘子放电，泄漏电流的采样频率比较高，数据量大。目前该类系统普遍采用无线通信方式，网络带宽有限，因此需要进行数据压缩。利用自适应多集树集合分裂排序（Set Partitioning in Hierarchical Trees, SPIHT）算法可以根据小波系数集合的显著性自适应地进行集合划分，尤其适合压缩泄漏电流这类高噪声信号。数据压缩一方面减少了存储空间；另一方面压缩和解压缩造成大量中央处理器（Central Processing Unit, CPU）资源的耗费。在数据到达监控中心后需要对数据进行解压缩，需要合适的计算与存储平台。

在数据存储方面，智能电网中的海量数据可以利用分布式文件系统来存储，比如利用Hadoop的HDFS等存储系统，然而这些系统虽然可以存储大数据，但很难满足电力系统的实时性要求。因此必须对系统中的大数据根据性能和分析要求进行分类存储：对性能要求非常高的实时数据采用实时数据库系统；对核心业务数据使用传统的并行数据仓库系统；对大量的历史和非结构化数据采用分布式文件系统。本节提出为智能电网中的大数据构建多级存储系统，如图1-1所示。需要指出的是，鉴于目前云平台接收智能电网监测数据的实时性不能保证，可以在图1-1的数据接入与信息集成前面设置若干前置机，负责实时接收通信网中送来的报警信息或监测数据，并在云平台不能响应时负责暂存。
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图1-1　智能电网大数据多级存储系统



另外，智能电网中的数据格式与传统商业数据具有很大的不同，拥有自己的特点。比如在故障录波及在输变电设备状态监测中，波形数据较多，而波形数据与传统商业数据具有本质的不同，具有数据生成速度快、体量大和处理计算复杂度高等特点。因此需要研究面向智能电网大数据存储的格式，从而有利于后续的数据分析和计算。

智能电网环境下各类数据异构，不能用已有的简单数据结构描述，而计算机算法在处理复杂结构数据方面相对低效，但处理同质的数据则非常高效。因此，如何将数据组织成合理的同质结构，是大数据存储处理中的一个重要问题。另外，智能电网中存在大量的非结构化和半结构化数据，如何将这些数据转化为一个结构化的格式，是一项重大挑战。

1.5.2　实时数据处理技术

1.数据处理时效性

对大数据而言，数据处理速度十分重要。一般情况下，数据规模越大，分析处理的时间就会越长。传统的数据存储方案是为一定大小的数据量而设计的，在其设计范围内处理速度可能非常快，但不能适应大数据的要求。未来智能电网环境下，从发电环节、输变电环节，到用电环节，都需要实时数据处理。目前的云计算系统可以提供快速的服务，但有可能会受到短暂的网络拥塞，甚至是单台服务器故障的影响，而不能保证响应时间。

基于内存的数据库越来越受到关注。内存数据库就是将数据放在内存中直接操作的数据库。相对于磁盘，内存的数据读写速度要高出几个数量级，将数据保存在内存中相比从磁盘上访问能够极大地提高应用的性能。目前，电力系统中已经开始使用内存数据库，以提高实时性。例如，针对去年我国部分地区出现用电荒，而另一部分地区则呈现电能过剩的状态，SAP（Systems Application and Products）推出了基于HANA（High-performance Analytic Appliance）内存数据库的智能电表分析解决方案，希望能够将智能电网涉及的环节和电力大用户的数据进行集成和整合分析，以实现各地电能消费情况的分析，以做好相应的预防措施。

在大数据集中，进行关键字的查询也是一个重要的挑战。通过对整个数据集进行扫描来找到符合要求的记录的方法显然是不可行的，即使通过类似MapReduce这样的并行处理技术加快扫描，也不是很合理。而通过事先为数据建立索引结构帮助查找是一种比较快速同时节省系统资源的方法。目前一般的索引结构的设计仅支持一些简单的数据类型，大数据则要求为复杂结构的数据建立合适的索引结构，这也是一个大数据的巨大的挑战。例如，物联网采集的多维数据，其数据量不断增长，同时对查询时限有要求，需要不断更新索引结构，索引的设计就非常具有挑战性。下面分别从发电、输变电和用电环节分析智能电网大数据在数据处理方面带来的挑战。

2.发电

发电企业属于连续工业生产企业，它的特点是生产过程连续、自动化程度高，要求全过程的实时监控、高速的实时数据处理、长期的历史数据存储以及生产信息的集成与共享。有研究表明，正常运行的SCADA系统当接收到监测数据延时如果超过50ms，就会导致错误的控制策略；还有研究表明，SCADA系统在使用Internet环境下最普遍的TCP/IP协议时出现故障，主要原因是TCP协议在进行流量控制和数据纠错，而造成数据延迟。未来的智能电网解决方案将需要实时响应，即使出现节点故障的情况。目前的关系数据库系统和云计算系统被设计为是处理永久、稳定的数据。关系数据库强调维护数据的完整性、一致性；云计算系统强调可靠性和可扩展性，但很难顾及有关数据及其处理的定时限制，不能满足工业生产管理实时应用的需要。

3.输变电环节

状态监测对数据存储与处理平台的性能或实时性具有较高的要求，而云计算技术虽然可以有效地处理大数据，但需要进一步提升云平台对海量监测数据的存取性能，以满足实时性的要求。以往的大规模停电事故，最初是由一些环境因素引起的，比如大风导致的线路跳闸等。现有SCADA系统的监控范围仅限于系统的主参数，对构成系统的各重要设备的健康状况的信息缺失，致使运行人员在事故面前难以做出正确的处理。未来智能电网要求具有故障自愈功能，其SCADA系统须拥有全网的监测数据，需要将电力设备的状态数据纳入其中，这对平台的实时处理提出了更高的要求。

新型绿色能源发电功率的不稳定造成电网的波动，对整个电网调度形成很大的压力。目前电网调度与控制模型不能够处理这种大量的小型发电系统产生的波动和不可预知的行为。最新的研究表明，为支持这种情况，需要创建一种新型的电网状态监控系统，能够更加细粒度地跟踪电网实时状态。因此未来的SCADA系统需要实时处理比目前多几个数量级的监控数据。

4.用电

未来智能电网环境下，家庭可能配备多种电能、电量监测设备，用以实现低成本的用电，并与电网的负载相匹配。例如，电热水器可能会选择在夜间这种用电量低谷时段运行；空调会根据用户舒适度、电价以及电网负荷等参数实时自动调整。某种程度上，可以认为SCADA系统进入了普通家庭，用电环节的实时数据处理变得越来越重要。

1.5.3　异构多数据源处理技术

1.异构信息整合

未来智能电网要求贯通发电、输电、变电、配电、用电、调度等多个环节，实现信息的全面采集、流畅传输和高效处理，支撑电力流、信息流、业务流的高度一体化。因此，首要功能是实现大规模多源异构信息的整合，为智能电网提供资源集约化配置的数据中心。针对海量异构数据，如何构建一个模型对其进行规范表达，如何基于该模型实现数据融合，以及对其进行有效的存储和高效查询是急需解决的问题。

电网各信息系统大多是基于本业务或本部门的需求，存在不同的平台、应用系统和数据格式，导致信息与资源分散，异构性严重，横向不能共享，上下级间纵向贯通困难，例如：电力系统中存在监控、能量管理、配电管理、市场运营等各类信息系统，大多处于相互独立、数据信息不能共享的状态。使用云平台实现各独立系统的集成，可实现这些分散孤立系统之间的信息互通。

另外，智能电网的基础设施规模庞大，数量众多且分布在不同地点。例如：国家电网公司的信息化平台在公司总部与各个网省公司建立2级数据中心，实现公司总部、网省公司、地市县公司的3层应用。如何有效管理这些基础设施、减少数据中心的运营成本是一个巨大的挑战。

2.各类电网数据的高效管理

在智能电网异构多源信息融合和管理中，建立类似IEC61850或IEC61970的信息互操作模型是很有必要的。由于智能电网中的数据类型比IEC61850所涉及的类型要多，所以应用多层知识结构和语义的方法、建立面向领域的分析模型与基于语义的服务模型是一种可选的方法。综合运用统计学习、支持向量机、相关向量机和关联规则挖掘等理论，研究异构数据融合与挖掘的集成方案以及实时挖掘算法。由于设备状态的劣化是一个由量变到质变的过程，像多年积累的油色谱这样的时序数据的挖掘更有意义，目前这种大数据挖掘虽有一些研究成果，但实用化程度不高。

1.5.4　大数据可视化分析技术

面对海量的智能电网数据，如何在有限的屏幕空间下，以一种直观、容易理解的方式展现给用户，是一项非常有挑战性的工作。可视化方法已被证明为一种解决大规模数据分析的有效方法，并在实践中得到广泛应用。智能电网各类应用产生的大规模数据集，其中包含高精度、高分辨率数据、时变数据和多变量数据等。一个典型的数据集可达TB数量集。如何从这些庞大复杂的数据中快速而有效地提取有用的信息，成为智能电网应用中的一个关键技术难点。可视化通过一系列复杂的算法将数据绘制成高精度、高分辨率的图片，并提供交互工具，有效利用人的视觉系统，并允许实时改变数据处理和算法参数，对数据进行观察和定性及定量分析。

电力企业将电力科学可视化引入电力工业生产和管理领域，借助可视化的图形展示手段，为电力系统的运行监视、控制、调度、分析、规划等提供有力保障。随着电力信息日益丰富，电力大数据需要创新原有的可视化手段，通过可视化在更广阔的范围挖掘和展示电力数据的价值。这方面的挑战主要包括可视化算法的可扩展性、并行图像合成算法、重要信息的提取和显示等方面。

1.5.5　流式计算技术

随着业务的增长，业界对大数据的速度（Velocity）维度越来越关注，过去需要几天或者几个小时才能回答的问题现在期望在几分钟、几秒甚至毫秒内得到解决。实时流数据存储和处理技术将会越来越多地被研究和开发。实时流式大数据的处理在很多方面和分布式系统在原理上有很多相似之处，然而也有其独特需求。流式计算是一种高实时性的计算模式，需要对一定时间窗口内应用系统产生的新数据完成实时的计算处理，避免造成数据堆积和丢失。很多行业的大数据应用，如电信、电力、道路监控等行业应用，以及互联网行业的访问日志处理，都同时具有高流量的流式数据和大量积累的历史数据，因而在提供批处理数据模式的同时，系统还需要能具备高实时性的流式计算能力。流式计算的一个特点是数据运动、运算不动，不同的运算节点常常绑定在不同的服务器上。

Hadoop MapReduce为大数据处理提供了一个很好的平台。然而，由于MapReduce设计之初是为大数据线下批处理而设计的，随着很多需要高响应性能的大数据查询分析计算问题的出现，MapReduce在计算性能上往往难以满足要求。随着内存价格的不断下降以及服务器可配置的内存容量的不断提高，用内存计算完成高速的大数据处理已经成为大数据计算的一个重要发展趋势。Spark则是分布内存计算的一个典型的系统，SAP公司的Hana则是一个全内存式的分布式数据库系统。但目前尚未查到内存计算技术在输变电设备监测系统中的应用报道。

数据流技术在电力系统中应用研究起步晚，成果相对少。法国电力公司针对电力AMM（Automatic Metering Management）产生的大量用电数据流（可能以秒计量）进行连续查询，如按表或按城市查询最近5分钟用电量情况、查询午夜到早8点用电量超过正常值10%的用户，传统数据库管理系统无法满足对数据流的这些连续聚集查询需求，他们采用两个著名的数据流管理系统原型（STREAM和TelegraphCQ）进行了试验测试，试验结果发现这两个系统都无法完全满足需求，他们还要继续寻找更合适的其他系统或跟踪TelegraphCQ的更高版本或使用其他的商业系统。土耳其的Power Quality Group提出了针对电能质量数据监测的数据流系统框架PQStream，实时采集分析电能质量参数，且准备引入数据挖掘内容。葡萄牙的波尔图大学经济学院提出了针对电力市场买售电的负荷预测框架，根据负荷数据的实时变化及时做出决策。根据调查发现，未见国外研究机构根据输变电设备监测流式大数据进行分析并故障诊断的相关研究报道。

1.6　小结

未来的智能电网将是依托大数据处理分析技术的全景实时电网。云计算为这种异构且多样化的数据提供了存储和分析的平台。平台运行一段后必然产生大数据，云平台和大数据分析将会为电力设备的状态检修、电网自愈、孤立信息系统的互通提供支持，并成为重要的候选方案，具有低成本、好的系统扩展性（存储容量无限）、高可靠性、并行分析等优势，在国际上已有几例系统投入实际运行，但在实时性、数据一致性、隐私性和安全性方面仍有不少的挑战，需要找出相应的解决方法。大数据的处理技术在电力系统中的深度融合还很欠缺，有待人们去探索。


第2章　批处理计算模式及其应用

2.1　批处理技术

随着IT技术及Web 2.0的广泛应用，大型企业收集了海量的数据的PB级数据，并且数据量在持续增长；随着物联网技术应用的推进，也会收集海量的数据。这些海量数据中蕴涵着丰富的知识，通过对这些海量数据进行分析，可以为企业带来可观的收益。因此，为了有效地对海量数据进行处理，近年来，工业界提出了云计算（Cloud Computing）技术。普遍认为，云计算是处理海量数据的一种有效方式，其内涵主要是指IT基础设施的交付和使用模式，普通用户可以通过网络以按需、易扩展的方式获得所需要的资源。一般来说云计算主要包含以下3个层级。

（1）基础架构即服务（Infrastructure-as-a-Service, IaaS）：意味着从云中提供虚拟服务器、虚拟桌面计算机或远程存储，从而避免硬件和人力资源上的资本投入。

（2）平台即服务（Platform-as-a-Service, PaaS）：平台服务是实践云计算的重点之一，将应用运行所需的各种IT资源和基础设施以服务的方式提供给用户使用，包括中间件服务、系统服务、通信服务等，并提供消息服务等多种服务形式。

（3）软件即服务（Software-as-a-Service, SaaS）：是一种通过Internet提供软件使用和服务的模式，用户无须购买软件，而是向提供商租用基于Web的软件，来管理企业经营活动。相对于传统的购买和自主开发软件，SaaS解决方案有明显的优势，包括较低的前期成本，便于系统维护、升级及快速展开应用等。

通常云计算应该具备以下几条特征：基于虚拟化技术快速部署资源或获得服务；实现动态的、可伸缩的扩展；按需求提供资源、按使用量付费；通过互联网提供、面向海量信息处理；用户可以方便地参与；形态灵活，聚散自如；减少用户终端的处理负担；降低了用户对于IT专业知识的依赖。

针对智能电网中收集的大数据，需要挖掘数据价值，提高数据利用率。当前处理离线数据的有效方式是批处理技术，比如主流的Hadoop MapReduce技术。批量计算首先进行数据的存储，然后再对存储的静态数据进行集中计算。Hadoop是当前主流且典型的大数据批量计算架构，由HDFS（Hadoop Distributed File System）分布式文件系统负责静态数据的存储，并通过MapReduce将计算逻辑分配到各数据节点进行数据计算和价值发现。

Hadoop分布式文件系统（HDFS）被设计成适合运行在通用硬件（Commodity Hardware）上的分布式文件系统。它和现有的分布式文件系统有很多共同点，但同时它和其他的分布式文件系统的区别也是很明显的。HDFS是一个高度容错性的系统，适合部署在廉价的机器上。HDFS能提供高吞吐量的数据访问，非常适合大规模数据集上的应用。HDFS放宽了一部分POSIX约束，实现流式读取文件系统数据的目的。HDFS在最开始是作为Apache Nutch搜索引擎项目的基础架构而开发的。HDFS是Apache Hadoop Core项目的一部分。HDFS有着高容错性（Fault-tolerant）的特点，并且设计用来部署在低廉的（Low-cost）硬件上。而且它提供高吞吐量（High Throughput）来访问应用程序的数据，适合那些有超大数据集（Iarge Data Set）的应用程序。HDFS放宽了（Relax）POSIX的要求（Requirements），这样可以实现流的形式访问（Streaming Access）文件系统中的数据，其分布式存储结构如图2-1所示。
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图2-1　HDFS的分布式存储结构



MapReduce是一种编程模型，用于大规模数据集的并行运算。概念“Map（映射）”和“Reduce（归约）”和它们的主要思想都是从函数式编程语言里借来的，还有从矢量编程语言里借来的特性。它极大地方便了编程人员在不会分布式并行编程的情况下，将自己的程序运行在分布式系统上。当前的软件实现是指定一个Map（映射）函数，用来把一组键值对映射成一组新的键值对，指定并发的Reduce（归约）函数，用来保证所有映射的键值对中的每一个共享相同的键组。比如经典的wordcount的实现过程如图2-2所示。
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图2-2　MapReduce的执行过程



本节将针对智能电网大数据利用云计算技术进行处理，包括利用历史数据预测短期用电负荷；利用聚类算法实现监测数据的划分，减少人工工作量；利用并行EEMD（EnsembleEmpirical Mode Decomposition）算法，提高信号处理的算法。主要采用的是Hadoop MapReduce技术。

随着智能电网的发展，电网与用户之间的交互行为将显著增长。通过与用户的广泛交互，原来不能或很难获取的信息现在变得触手可得，这必将为智能电网发展提供更多的机遇。在智能电网环境下，通过云计算技术帮助海量用户预测短期电力负荷，从而通过利用群体智慧提高电网公司短期用电负荷预测的准确性。该方法有效地利用了MapReduce技术，具有较高的效率和可扩展性。

近年来，随着输变电设备状态监测的广度和深度不断加强，收集的监测数据越来越多，逐渐形成了智能电网状态监测大数据。然而，如何有效地存储和分析状态监测大数据是大数据在状态监测领域应用的关键问题之一。基于云计算平台并考虑状态监测数据的特点，将监测数据海量小文件组合成大的序列文件，并压缩存储，从而提高存储和处理效率。针对状态监测大数据价值密度低的特点，首先利用分形理论对监测数据降维处理，提取时域和频域特征量，并使用密度聚类算法（Density-Based Spatial Clustering of Application with Noise, DBSCAN）对样本数据聚类划分，提取不同聚类的特征数据；然后结合云平台的数据处理能力设计MapReduce并行算法，实现状态监测大数据的聚类划分，并更新和丰富样本特征数据。实验结果表明，该方法可以有效存储状态监测大数据并提取特征数据，为提高设备的状态评估及诊断具有一定辅助作用。

局部放电的检测对于大型电力变压器在监测和故障诊断具有重要的实际意义。局部放电信号通常非常微弱，而数据采集现场往往又含有大量的噪声干扰，可能将局部放电信号淹没。因此，如何正确地从采集到的信号中提取出局部放电信号是对变压器进行在线监测时首要解决的问题。本文开展了基于MapReduce并行技术的EEMD信号处理技术研究。

2.2　用户短期用电负荷预测技术

2.2.1　智能电网的互动特性

智能电网是以特高压电网为骨干网架、各级电网协调发展的坚强电网为基础，利用先进的通信、信息和控制技术，构建以信息化、自动化、互动化为特征的统一坚强智能化电网。而其中“互动化”，即广泛的用户参与是智能电网的一个重要特征。智能电网将彻底改变电网公司与用户之间的距离，客户变得触手可及，并且心甘情愿地参与与电网公司的交互，并从中获得经济效益。随着智能电网技术的普及和发展，基于智能电网的用户参与行为将迅猛发展，形式也更加快捷方便。

通过用户的广泛参与和高级计量体系（Advanced Metering Infrastructure, AMI）的广泛应用，电网公司可以准确掌握用户的用电习惯，获取实时用电信息，并存储用户的历史用电信息。利用这些信息可以有效地加强用户需求侧管理，为实现实时或准实时电价提供基础，从而达到“削峰填谷”，提高发电效率，最终实现“节能减排”的效果。比如在美国典型峰荷日的峰荷时刻，居民用电功率占到峰荷的30%，而其中2/3即20%属于可与电网友好合作的负荷，其值超过占峰荷13%的旋转储备容量。通过信息通信技术的支撑，利用电力公司与终端用户的互动（需求响应或用电管理），可以实现电力负荷曲线的“削峰填谷”。

随着智能电网建设的推进，电网交互性不断加强，通过利用一些经济手段，鼓励用户积极参与短期电力负荷预测，从而利用群体智慧有效地提高电力短期负荷预测的准确性。用户通过互联网或智能终端将自己将来一段时间（小时或天）的用电负荷预测信息报告给电网公司，电网公司利用收集的大量用户数据进行分析、汇总，并进而利用统计知识修正电网公司的负荷预测数据，从而达到利用群体智慧提高电力负荷预测的准确性。为了使用户更准确和方便地预测自己将来一段时间内的用电负荷信息，电网公司应为用户提供历史用电数据和将来一段时间的用电预测数据的参考值，并将这些数据推送给用户，帮助用户更好地预测或调整自己的负荷预测，进而帮助提高电网公司的预测准确性。

然而在智能电网中，同时存在可能达上亿或几亿的用户参与与电网的互动。需要为几亿用户提供实时短期电力负荷预测数据，这对电力系统的计算能力及通信带宽提出了很高的要求。

与此同时，近年来在IT领域，云计算技术获得了产业界和学术界的广泛关注。云计算利用大量廉价的普通计算机以并行计算的方式可以有效地处理海量数据，完成大规模的计算。因此，通过云计算技术为海量用户计算短期电力负荷预测数据是一种有效的方式。

基于上述论述，本文提出了基于云计算的智能电网用户侧短期用电负荷预测分析技术。首先对原始数据进行划分，通过Map函数将同一用户的数据映射到一个节点；然后对每个节点上同一用户的数据进行排序；最后通过Reduce函数预测下一个时间段的负荷数据。通过这种方式实现了负荷数据的并行计算，提高了计算效率，并可以有效地处理大数量，具有良好的可扩展性。

2.2.2　电力短期负荷预测

电网短期负荷预测是保证电网安全稳定经济运行的一项重要的基础性工作，是合理安排电网开机方式、电力电量平衡的重要依据。同时，有效的电力短期负荷预测也是实现实时电价的基础。电力短期负荷预测通常是指1小时或24小时的日负荷预测或168小时的周负荷预测，主要预测的是时或日平均负荷，对于短期负荷预测，一般要求具有较高的准确性和能够实时预测（预测算法的运行效率较高）。

由于电力短期负荷预测的重要性，一些学者提出了大量有效的预测理论和技术，有多种方法可以用于短期负荷预测，其中常用的技术包括趋势分析法、回归分析法、指数平滑法、单耗法、灰色模型法、负荷密度法和弹性系数法等，这些技术有各自的特点和适用范围。通过这些技术有效地提高了电力短期负荷预测的准确性。随着用电信息采集系统的大规模建设，用户的日常用电信息按一定频率记录下来，这些数据的体量很大。而当前的预测技术较少考虑基于海量历史用电信息，进行短期负荷预测。而对海量数据进行处理，需要借助云计算技术。

由于云计算在处理海量数据及可扩展性方面的优势，云计算在智能电网海量数据处理领域获得了广泛关注。相关学者提出了基于云计算的智能电网信息平台的概念，讨论了该平台的体系结构，并针对智能电网状态监测的特点，结合开源的Hadoop框架云计算技术，提出了智能电网状态监测云计算平台的解决方案，并进一步研究了云计算中的虚拟化、分布式存储与并行编程模型等问题，实现智能电网海量信息的可靠存储与快速并行处理。

2.2.3　基于MapReduce的用户短期电力负荷预测技术

在智能电网应用中，电网公司收集了用户的海量用电信息，并将这些信息存储在历史数据库中，作为电力负荷预测的历史数据。某一个用户的用电信息形成了一个时间序列，在综合考虑天气、政治等多方面的因素上，可以基于时间序列或其他技术预测用户下一天或下一个小时的电力负荷数据，并将这些数据推送给用户，用户进而根据自己的实际情况对预测数据进行调整，并将调整后的数据返回电网公司，从而最终提高电网公司负荷预测的准确性，提高发电效率。

然而对上亿用户和海量数据进行短期电力负荷预测是一项非常有挑战性的任务，需要电网公司具有计算能力很强的数据处理中心。而建设这样的数据中心，造价昂贵且周期很长。而云计算可以将一些价格低廉的设备组合，满足大数据快速的处理要求。于是，本文提出了基于MapReduce的用户电力短期负荷预测技术。

在智能电网中收集的用户历史用电信息可以以表2-1所示的方式进行存储。
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注：同一用户数据在物理存储上不一定相邻。

根据MapReduce的执行过程，将基于MapReduce的短期电力负荷预测技术分为如下几个步骤。

（1）划分：对原始数据进行划分，分割为多个数据块，每个块单独处理；在数据存储过程中尽量将某一用户的所有数据存储在一个节点，从而减少数据的移动。

（2）Map：选取合适的映射函数，比如取余运算等，对划分后的每个块并行处理，将相同用户ID的数据映射到同一个节点，并完成数据格式的转换。

（3）Shuffle：每个节点对自己的数据根据时间进行排序，排序依据月、日、时进行。

（4）Reduce：每一个节点上排序后的数据组成一个时间序列，应用一种成熟的电力负荷预测技术，预测下一个时段的电力负荷数据。

（5）输出结果：得到每一个用户的下一个时间段的电力负荷预测数据，并通过宽带网络推送给用户，从而保证用户及时获取这些数据。

整个流程可以用图2-3表示。

如图2-3所示，假设有三个用户，用户ID分别为1、2、3，预测用户9：00—10：00的电力负荷。预测算法使用的是简单的基于时间序列的简单移动平均法。在实际应用中，电网公司根据自己公司的情况，选取更复杂和准确的预测技术，比如基于神经网络、小波分析等技术的预测方法。
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图2-3　云计算执行过程



2.3　绝缘子泄漏电流数据聚类划分技术

2.3.1　状态监测数据特点

近年来，随着智能电网建设的不断推进及对电力系统安全稳定运行的要求越来越高，对输变电设备状态监测的广度和深度不断扩大，并逐步实现了设备的实时在线监测，同时状态监测向高采样率、连续稳态记录和大存储的趋势发展，逐渐形成了智能电网状态监测大数据。比如美国田纳西河流域管理局（Tennessee Valley Authority, TVA）每年会收集大约15TB的PMU状态监测数据，而且随着时间推移和更多PMU设备的加入，数据采集频率的提高，数据量还会进一步增加。

当前状态监测数据的存储主要采用企业级关系数据库，按分钟级准实时数据的采集速度考虑数据存储的要求，并将超过一定时限的历史数据删除；要求采集装置具有一定缓存和数据处理能力，上传的是经过加工处理的“熟数据”，而不是原始的“生数据”。这种方式主要存在以下3个问题。

（1）存储“熟数据”而不是“生数据”，虽然可以减少网络传输和数据库存储的数据量，但不可避免地损失“生数据”中隐藏的重要信息，不能反映真实的状态监测情况，不利于监测特征量的识别，也不利于后续的设备状态诊断及优化；

（2）关系数据库由于固有的数据处理及存储模式，可扩展性差、成本高、数据处理能力有限，面对输变电设备的状态监测大数据，关系数据库显得无能为力，更无法满足状态监测大数据分析处理的要求；

（3）删除历史数据不仅损失了历史数据中有价值的信息，而且也不能实现设备全生命周期状态监测，当前利用价值低的数据，在未来可能蕴含丰富的价值，所以不能由于存储容量有限而简单地删除数据。

基于上述分析，可以采用云平台存储状态监测大数据，但当前的云平台主要面向互联网领域，很多方面并未考虑电力系统的特点。比如状态监测数据主要由海量小文件组成，如绝缘子泄漏电流数据大约在几十千字节到几百千字节，而云平台最小数据分块是64MB，云平台上海量小文件存在存储代价高和处理效率低下等问题；另外，状态监测数据中包含大量重复的平稳信号数据，常规存储会浪费大量空间，需要采用压缩存储。

大数据一般具有“4V”特征，即规模大（Volume）、类型多（Variety）、价值密度低（Value）和速度快（Velocity），而价值密度低的问题在状态监测大数据中尤为突出。大部分监测数据是设备正常运行的数据，而有价值的、能有效反映设备状态的特征数据较少，并且被淹没在大数据中。利用分形理论计算监测数据的时域和频域分形维数特征量，基于特征量采用密度聚类算法（Density-Based Spatial Clustering of Application with Noise, DBSCAN）对实测数据进行聚类划分，从而发现各种聚类的特征数据，形成样本。以样本数据为参考，结合云平台计算能力，对存储在云平台中的状态监测大数据设计MapReduce并行程序进行聚类，分析特征数据，并动态丰富和更新样本数据。

2.3.2　基于数据驱动的状态监测技术

近年来，随着智能电网建设的推进，输变电设备状态监测的范围和数量逐渐扩大，其中绝缘子状态监测是输变电设备状态监测的重要内容之一。输电线路绝缘子长期工作暴露在恶劣环境中，绝缘子污染非常普遍，在电压等级、污泥度及环境温湿度适当的情况下会产生污闪事件，从而成为严重影响电力系统安全的问题。通过对绝缘子状态进行实时监测，并对绝缘子污染状态进行评估，可以帮助电力公司制订准确及时的清污计划，从而有效地减少污闪事件的发生。因此，绝缘子污染状态分类、预测技术获得广泛关注，取得了可喜的成果。

在绝缘子状态监测中，泄漏电流是电压等级、气候湿度和污染程度等多种要素的综合反应，其中包含了绝缘子状态信息的丰富数据，因此可以通过对泄漏电流监测评价绝缘子的状态。通过提取泄漏电流特征量，并应用多种神经网络、聚类分析等算法，可以有效地预测分类绝缘子污染情况，避免污闪事件发生。

近年来，随着对绝缘子泄漏电流监测的范围越来越大，电力公司收集的数据越来越多，然而如何对大量数据进行处理分析，并从数据中发现有价值的信息，帮助实现绝缘子状态诊断和故障预测是目前亟待解决的问题。但目前对绝缘子污染状况进行分类预测主要是通过在试验室中模拟实际环境，通过分析试验环境中收集的泄漏电流时域或频域特征对生产环境中实测泄漏电流数据与试验室中的监测数据进行对比分析，从而判断绝缘子污染程度。然而，通过试验室或者人工雾室模拟真实的绝缘子工作场景存在一定局限性，模拟各种真实天气气候工作场景具有较高难度。而随着实测绝缘子泄漏电流数据的不断增长，探索基于大量实测数据驱动的绝缘子泄漏电流特征量提取及分类预测成为可能。

与此同时，近年来随着工业化与信息化的融合，大量反映系统运行过程和运行状态的数据被记录下来，如何利用这些海量数据提高系统运行的安全性和可靠性是学术界目前普遍关注的问题，而其中基于数据驱动的分类预测、状态评估是其中的一个重要方面。数据驱动技术通过对大量在线和离线数据进行分析，在无须知道系统精确模型的情况下，实现对数据分类处理，从而评估系统或设备工作状态。基于数据驱动的评价技术在电力系统中引起广泛关注，并取得了可喜的研究成果。基于电站海量历史数据信息，提出以蒸汽热能品质的稳定性能综合得分描述燃烧的稳定程度的方法。通过对行波暂态高速采集的海量录波数据通过半监督聚类技术进行划分，实现对多通道海量录波数据中故障数据集的有效筛选。

对泄漏电流监测收集的是大量的时序波形数据，一般情况下需要提取特征量，根据特征量分析数据，而基于分形理论的分形维数特征量，可以有效地表征泄漏电流特性。分形理论在自然科学、社会科学、思维科学等各个领域都获得了广泛的应用。分形理论描述了系统的粗糙、破碎、不规则、不光滑程度及复杂性。分形作为一种新的数学概念被广泛应用于处理与分析具有复杂细节特征的自然现象，它的价值在于在有序和混沌之间提供了一种中间可能性，可以用来衡量一个几何形状的不规则程度。分形维数可以有效地表征泄漏电流的特性，并且在绝缘子泄漏电流的研究领域获得了成功的应用。可以通过对不同污秽度下绝缘子分形特征研究表明泄漏电流的分形维数可以预测绝缘子表面污秽的轻重。探讨了绝缘子污秽度与分形维数之间的关系，并证明了泄漏电流分形维数的变化规律能有效预测污秽放电发展趋势及污闪的发生。

2.3.3　状态监测大数据存储技术

1.海量小文件组合存储

在状态监测过程中，从设备传送过来的数据一般都是记录几个工频周期的小文件（几十千字节到几百千字节）。这些小文件所需存储空间远远小于HDFS（分布式文件系统）中定义的最小存储单元块（Block，64MB）的大小。大量小文件会给Hadoop系统的扩展性和性能带来严重问题。

首先，在HDFS中任何Block、文件在内存中均以对象的形式存储，每个对象约占150B，如果有1000万个小文件，每个文件占用一个Block，则在采用默认3份备份复制策略情况下，命名节点（NameNode）需要3GB内存空间。这样NameNode内存容量制约了集群的扩展。其次，访问大量小文件代价远远高于访问几个大文件，HDFS主要是为访问离线大文件开发的，如果访问大量小文件，需要不断地在多个数据节点之间跳转，从而严重影响性能。最后，每个小文件需要作为一个Block处理，因此每一个小文件要占用一个任务槽（Slot），而频繁的Hadoop任务启动和释放将耗费大量时间，从而影响数据分析的效率。

针对Hadoop平台上大规模小文件处理问题，可以采取如下两种解决方案：设计一种打包工具，每隔一段时间将小文件打包为一个大的文件，这种方式包括HadoopArchive、序列文件（SequenceFile）和CombineFileInputFormat等；从系统层面解决HDFS小文件，相关论文提出在原有HDFS基础上添加一个小文件处理模块，先将很多小文件合并成一个大文件，然后为这些小文件建立索引，以便进行快速存取和访问。当用户上传一个文件时，判断该文件是否属于小文件，如果是，则交给小文件处理模块处理，否则交给通用文件处理模块处理。针对状态监测大数据的特点，采用将小文件组合成大序列文件的方法。序列文件是一种二进制文件，数据以＜key, value＞的形式存储在文件中。将每个小文件的文件名作为key，文件内容作为value，从而实现海量小文件的组合存储。将小文件组合存储为序列文件的过程大致如图2-4所示。
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图2-4　小文件组合存储为序列文件



将小文件组合为序列文件的源程序如下：
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2.序列文件压缩存储

在状态监测大数据中含有大量重复或相似度很高的监测数据，如果采用普通存储会严重浪费存储空间，因此，可以采用压缩存储。通过数据压缩技术可以有效减少存储文件所需的空间，提高存储效率；同时也加快了数据在网络上传输和从磁盘读取写入的速度。

目前，Hadoop平台采用的常见压缩算法包括LZO、GZ、bzip2等，Hadoop可以根据扩展名自动选择解码器解压。Hadoop平台下压缩技术对用户是透明的，通过配置文件设置好以后，MapReduce任务在执行时能够自动将压缩文件解压。

（1）Gzip压缩

优点：压缩率比较高，而且压缩/解压速度也比较快；Hadoop本身支持，在应用中处理gzip格式的文件就和直接处理文本一样；有hadoop native库；大部分Linux系统都自带gzip命令，使用方便。

缺点：不支持split。

应用场景：当每个文件压缩之后在130MB以内的（1个块大小内）都可以考虑用gzip压缩格式。譬如说一天或者一个小时的日志压缩成一个gzip文件，运行mapreduce程序的时候通过多个gzip文件达到并发。hive程序、streaming程序和Java写的mapreduce程序完全和文本处理一样，压缩之后原来的程序不需要做任何修改。

（2）LZO压缩

优点：压缩/解压速度也比较快，合理的压缩率；支持split，是Hadoop中最流行的压缩格式；支持hadoop native库；可以在Linux系统下安装LZOP命令，使用方便。

缺点：压缩率比gzip要低一些；Hadoop本身不支持，需要安装；在应用中对lzo格式的文件需要做一些特殊处理（为了支持split需要建索引，还需要指定inputformat为lzo格式）。

应用场景：一个很大的文本文件，压缩之后还大于200MB以上的可以考虑，而且单个文件越大，lzo优点越明显。

（3）Snappy压缩

优点：高速压缩速度和合理的压缩率；支持hadoop native库。

缺点：不支持split；压缩率比gzip要低；Hadoop本身不支持，需要安装；Linux系统下没有对应的命令。

应用场景：当mapreduce作业的map输出的数据比较大的时候，作为map到reduce的中间数据的压缩格式；或者作为一个mapreduce作业的输出和另外一个mapreduce作业的输入。

（4）Bzip2压缩

优点：支持split；具有很高的压缩率，比gzip压缩率都高；Hadoop本身支持，但不支持native；在Linux系统下自带Bzip2命令，使用方便。

缺点：压缩/解压速度慢；不支持native。

应用场景：适合对速度要求不高，但需要较高的压缩率的时候，可以作为mapreduce作业的输出格式；或者输出之后的数据比较大，处理之后的数据需要压缩存档减少磁盘空间并且以后数据用得比较少的情况；或者对单个很大的文本文件想压缩减少存储空间，同时又需要支持split，而且兼容之前的应用程序（即应用程序不需要修改）的情况。

Hadoop常见压缩技术及特点如表2-2所示。
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其中，LZO算法具有支持分块、并行处理和速度快等特点，因此适合对合并后的序列文件采用LZO压缩算法进行压缩。

2.3.4　基于分形维数的密度聚类划分

1.基于时域特征和频域特征的分形维数

分形学理论是由波兰科学家在1967年提出的，用来研究整体与部分的相似度，起初主要应用在集合拓扑领域，后来普遍应用到自然科学和工程领域，比如刻画路面的不平度、机械设备振动情况等。分形理论的另一个优点是具有较强的抗噪能力，对噪声数据不敏感，可以处理含有噪声的数据。实际环境中收集的状态监测数据由于工作环境的复杂性经常包含各种噪声数据，而分形理论可以有效地处理此类数据。分形维数是分形理论中的主要参数，它可以定量描述分形集的复杂性。

分形维数可以采用盒计数法计算，但盒计数法计算复杂度高，当应用于大量时间序列数据时，计算量庞大。因此，给出对于数字化离散时间序列数据的分形维数计算公式。设信号的时间序列为：x（t1
 ），x（t2
 ），……，x（tN
 ），x（tN+1
 ），其中N为偶数。令
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因此，通过盒计数法计算得到的分形维数Dt
 可以表示为：
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基于时间序列（时域）的分形维数表征了序列的波动程度，也就是序列中任意一段与序列整体之间的相似度；分形维数越高，表明监测数据具有较大波动，反之表明数据比较平稳。

状态监测数据在频域中也包含了丰富的信息，比如泄漏电流数据3次和5次谐波在污闪前会迅速升高，而基于功率谱密度的分形维数值表征了状态监测数据的频域特征。功率谱分形维数越大，表明信号的波动大，信号中相邻点之间的相关性弱，信号包含的高频成分多。

在计算功率谱估计中，AR模型具有良好的特性，其计算公式如下：

[image: ]


式中：σ2
 是激励白噪声的方差；Px
 （ejw
 ）为功率谱密度；ak
 为模型参数。

首先，AR模型功率谱估计需要通过levinson＿dubin递推算法由Yule-Walker方程求得AR的参数：σ2
 ，a1
 ，a2
 ，……，ak
 。

然后，在双对数功率谱logp（ω）-logω图上描述各个点，利用最小二乘法拟合直线，设所拟合的直线斜率为K，则基于现代功率谱估计的分形维数Dh
 可以表示为
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2.分形维数的计算过程及聚类效果

选取在某下雨天监测的一段状态监测数据（泄漏电流）为例计算其时域和频域的分形维数，采集数据的时间为2012年7月4日晚上。采集数据的波形图如图2-5所示。
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图2-5　实测绝缘子泄漏电流波形数据



依据公式（2-1）、公式（2-2）和公式（2-3），可以计算得到基于盒计数法的时域特征分形维数：Dt
 =1.3322。

计算频域分形维数的过程如下，首先计算得到现代功率谱估计，结果如图2-6所示。根据功率谱估计，得到双对数功率谱logp（ω）-logω曲线，如图2-7所示。
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图2-6　现代功率谱估计曲线



利用最小二乘法拟合曲线的斜率为-3.0156，进而得到功率谱估计的频域特征分形维数：Dh
 =（5-3.0156）/2=0.9922。

通过对不同天气状况下收集的实测数据计算其时域和频域分形维数，结果如表2-3所示，这里主要列举了3种常见天气情况的计算值。

根据计算得到的特征量，以Dt
 为横轴，Dh
 为纵轴绘制的散点图如图2-8所示。通过观察图形，可以发现不同天气情况下的数据具有很强的内聚性，形成不同天气情况下的聚类。
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图2-7　双对数功率谱曲线图
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通过图2-8大致可以发现实测状态监测数据的聚类情况，然而当面对大量数据时，需要借助聚类算法有效地处理数据，而不是直观地观察。关于监测数据聚类的划分应具有如下原则：由于数据在空间中的几何形状是任意的，因此聚类算法要求可以发现任意形状的聚类；异常数据不影响聚类划分的效果，聚类算法可以处理噪声数据和具有较强的抗干扰能力。基于以上两点，本文选择基于密度的聚类算法DBSCAN（Density-Based Spatial Clustering of Applications with Noise）。
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图2-8　散点图



3.密度聚类算法DBSCAN

DBSCAN是一个比较有代表性的基于密度的聚类算法。它将聚类定义为密度相连的点的最大集合，能够把具有足够高密度的区域划分为聚类，并可在有噪声的空间数据库中发现任意形状的聚类，具有较强的抗干扰能力和较少人工干预的优势。DBSCAN算法在电力系统中也获得了应用，有学者研究了基于变密度聚类的居民阶梯分段电量制定方法。

首先说明DBSCAN算法的几个重要定义。

密度：以空间中某点为圆心，以Eps为半径的圆内包含点的数目称为该点的密度。

邻域：以空间中某点为圆心，以Eps为半径的圆内包含点的集合称为该点的邻域。

核心点：若空间中某点的邻域内至少包含最少MinPts个点，则该点为核心点。

边界点：若空间中某点的密度小于阈值MinPts，则称该点为边界点。

直接密度可达：在给定的集合D中，如果点p在q的邻域内，并且q是核心点，那么称点p从点q是直接密度可达的。

密度可达：如果存在集合p1
 ，p2
 ，……，p n
 , p 1
 =q, pn
 =p，对p i
 ∈D（1≤i≤n），p i+1
 是从p i
 直接密度可达，则点p是从点q密度可达的。

密度相连：在给定的集合D中，如果p和q都是从o密度可达的，那么称p和q是密度相连的。

类：如果集合D的非空子集C是一个类，当且仅当C满足以下条件时，相应结论成立。

（1）对于任意的p, q∈D，如果q∈C，同时p是从q密度可达的，那么p∈C。

（2）对于任意的p, q∈C, p和q是密度相连的。

噪声：不属于任何类的对象被认为是噪声。

DBSCAN算法计算过程大致如下：从数据集D中选取任意点p，并查找D中满足Eps范围内所有密度可达的点。如果点的个数＞MinPts，则p是核心点，则根据该算法可以找到一个关于参数Eps和MinPts的聚类。如果p是一个边界点，即p的半径为Eps的邻域中包含的对象数＜MinPts，则没有对象从p密度可达，p被暂时标注为异常点。然后以同样的方式处理数据集D中的下一个未标注的点，直到所有数据点处理完毕。对收集的每段绝缘子状态监测数据，构建特征量：x=D[t
 , Dh
 ]，……，从而形成数据集D。为了提高区分度，可以进一步增加其他特征量。

在DBSCAN算法中需要确定参数MinPts和Eps，对于MinPts可以采用经验估计法，如果点数较少，可以取3，如果点数足够多，可以取一个较大的值。

对Eps可以采用如下公式预估计。
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式中：m表示特征向量的长度；n表示数据集的大小。

通过利用分形维数特征量和密度聚类算法，可以有效实现对状态监测数据的划分，从而有助于对数据分类处理，也有利于发现异常特征数据。

2.3.5　大数据聚类算法及仿真试验

1.状态监测大数据的聚类划分算法

对于小规模数据集，DBSCAN算法可以有效地完成聚类划分，但该算法具有较高的时间复杂度O（n2
 ），即使采用空间索引技术（R树等）时间复杂度仍为O（n·log（n））。这样当使用DBSCAN算法处理状态监测大数据时，性能很难保障，而且将该算法用MapReduce技术重写也具有较高的难度。

因此，可以借鉴半监督聚类算法思想，同时结合云平台的计算能力和DBSCAN算法的有效性，设计基于MapReduce的并行算法（见图2-9），利用已知样本数据的聚类情况，对未知的大数据样本进行划分，从而提高聚类算法的执行效率。算法基本流程如下：

（1）将已标记好的聚类样本数据分发到各个节点，此步骤利用Hadoop的分布式内存技术实现。

（2）每个节点执行Map操作计算每个监测数据条目的分形维数特征量，为了避免多次读取数据，一次计算多个特征量。

（3）根据计算生成的特征量，与样本中数据进行比较，如果与某一节点距离小于Eps，则该数据条目标记为相同的聚类，如果节点中数据与样本中所有数据距离大于Eps，则标记为异常数据。

（4）对所有产生的异常点数据进行分析过滤，并应用DBSCAN算法进行聚类划分，分析结果；根据聚类结果更新样本数据。

（5）随着监测数据的增加，重复步骤（1）～（4）。其中步骤（1）～（3）以增量计算的方式完成。
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图2-9　基于MapReduce的增量聚类算法



2.实验环境

实验室在输变电设备状态监测领域收集了丰富的实测数据，并搭建了包含6个节点的Hadoop测试云平台，这为开展状态监测大数据存储和处理工作提供了技术和数据保障。以实验室在真实环境中采集的监测数据为样本数据，并以样本数据为基础，生成模拟的状态监测大数据，分别测试数据的存储效率和聚类划分效果，实验效果证明了本方法的有效性。

对实测数据使用DBSCAN算法进行聚类划分后的结果如表2-4所示。其中ClusterID表示数据点属于哪个聚类，-1表示不属于任何聚类异常点；Type表示是核心点、边界点和异常点，1表示核心点，0表示边界点，-1表示异常点。
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2.4　局部放电信号处理的并行EEMD算法

2.4.1　局部放电信号处理介绍

局部放电现象主要指高压电气设备在电力设备绝缘足够强的电场作用下局部范围内发生的放电现象。这种放电以仅造成导体间的绝缘局部短路（桥接）而不形成导电通道为限。每一次局部放电对绝缘介质都会有一些影响，轻微的局部放电对电力设备绝缘的影响较小，绝缘强度的下降较慢；而强烈的局部放电则会使绝缘强度很快下降。这是使高压电力设备绝缘损坏的一个重要因素。因此，设计高压电力设备绝缘时，要考虑在长期工作电压的作用下，不允许绝缘结构内发生较强烈的局部放电。对运行中的设备要加强监测，当局部放电超过一定程度时，应将设备退出运行，进行检修或更换。局部放电信号由于受环境和采样设备的影响，存在较强的噪声干扰，去噪是局部放电信号处理的重要步骤之一。

目前小波去噪方法是一种应用非常广泛的方法，但是小波去噪方法受小波基函数选择、分解层数确定、阈值选择等因素影响，缺乏自适应性。经验模态分解（Empirical Mode Decomposition, EMD）可以自适应的处理非线性、非平稳的复杂信号，而且能解决一些小波变换不能解决的问题，一些学者研究利用EMD进行局部放电信号去噪。与常规的小波去噪算法相比，EMD方法对时频平面的铺砌方式没有任何限制，分解所得的每个IMF都反映了信号中的一种特有频率信息，不受小波母函数和最佳小波分解层数选取的限制，去噪效率和准确性有所提高。但由于EMD方法存在的固有缺陷，使得在信号分析过程中会产生模态混叠现象，一些学者研究使用EMD的改进算法EEMD（Ensemble Empirical Mode Decomposition）进行信号去噪，并取得较好的效果，但相关文献并未将EEMD去噪方法与小波去噪方法进行比较，也没有考虑现有信号分析仪器采样率高（数据量大）且EEMD分解运算量大导致的算法实时性差的问题。不论EMD和EEMD，在进行信号分解过程中，都需要利用3次样条插值算法进行上下包络线的拟合，过程中需要进行多次的迭代，算法计算量大，运行速度缓慢，实时性差。在快速算法研究方面，文献放弃3次样条插值，采用简化的拟合方法，并适当放宽终止准则；采用B样条插值函数构造包络线；只对有效数据进行拟合和进行终止准则判定；建立滤波器组提取各个分量，以提高算法计算速度。但是这些方法在进行分段处理时，划分处引发端点效应问题；进行重叠划分时，由于各段去均值的次数不同，引起划分处的不连续问题。与上述方法完全不同的一种思路是，能否利用云计算平台，在完全保持EEMD算法特性和优势的前提下，设计并行化的EEMD，加速算法执行，消除上述快速算法的问题。

MapReduce并行编程模型通过定义良好的接口和运行时支持库，能够自动并行执行大规模计算任务，隐藏底层实现细节，降低并行编程的难度，近年来在各类数据密集型系统中得到广泛应用。这为实现快速的EEMD去噪提供了全新的思路。本节主要工作包括如下几个方面。

（1）在EEMD的基础上，使用仿真数据和局部放电实测数据验证了EEMD去噪方法优于小波去噪。

（2）采用矩形窗对信号进行分段处理，针对矩形窗的固有缺陷，提出基于局部平稳度的自适应分段包络线重构算法LF-ASER进行补偿处理。该算法能够自适应地确定信号分段的边界和延拓长度，确保分段包络线在分段边界处连续，二阶导数连续，实现包络线的精确重构，保持了原始EEMD算法特性。

（3）提出并实现了基于MapReduce模型的并行化EEMD算法MR-EEMD。该算法能够有效处理高采样率信号，进行快速的EEMD去噪，并获得了较高的加速比，提高了EEMD去噪的工程实用性。

（4）在Hadoop云平台上对所提算法进行性能测试。在实验室搭建的19节点的Hadoop云计算平台，将局部放电数据存储于Hadoop分布式文件系统（HDFS），并利用Java语言编写的MR-EEMD程序进行并行化信号去噪。实验结果表明，所设计的算法能够对高采样率局放信号进行有效去噪，并提供高可扩展性和加速比。

2.4.2　经验模态分解EMD

美国科学家Huang提出，任何复杂的信号均由简单振荡模态信号组成，因此EMD以信号的极值点为集成，首先扫描信号，求出信号所有的极大值点和极小值点，然后利用插值法连接这些点组成上、下包络线，求取其中值形成平均包络线，并用原始信号减去平均包络线形成得到第一个分量。重复上述步骤直至得到的分量满足IMF信号的定义，每一个IMF在每一个时刻都只有一个单一的频率成分，经过EMD分解之后，任何信号x（t）在经过EMD分解之后都可以表示为公式（2-7）的形式：
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式中：imfi
 （t）为第i层IMF分量；r（t）为剩余分量；N为分解层数。

于是可以根据其分解的IMF分量，设计出高通、低通和带通滤波器。由于EMD在降噪的过程中存在模态混叠现象，由Flandrin的EMD算法研究小组和Huang本人的研究小组共同提出了改进方法，即总体经验模态分解（EEMD）方法。

2.4.3　总体经验模态分解EEMD

EEMD是通过加入白噪声而进行辅助分析的算法，其本质是人为地添加强度相同但序列不同的白噪声补充信号中缺失的尺度，并对得到的信号进行分解。向整个时频空间中加入均匀的白噪声，滤波器组就会将这个时频空间分割成不同的尺度成分；当均匀的噪声作为信号的背景加入到其中后，不同尺度的信号区域将自动映射到与背景白噪声相应的尺度上。在这个过程中，每个独立的测试都可能会产生非常嘈杂的结果，因为加入噪声后的信号不仅包括了有用的信号部分，还有附加在其上的白噪声。由于每个独立的测试中噪声是不相关的，因此，当添加的次数足够多时，噪声将会被消除，相关学者指出，当添加噪声重复次数达到100次，并且强度为0.1～0.3dB时，能够取得较好的结果；而全体的均值作为最终运算结果。对每次添加白噪声之后分解得到的每一层IMF取总体平均，即为EEMD的IMF。

对信号进行EMD分解之后得到的每层IMF分量的中心频率均严格地保持为前一层IMF中心频率的一半，这对于EEMD的分解也是如此，因此，可以通过选取适当频率范围的IMF以获得不同的滤波效果。

2.4.4　EEMD去噪

1.阈值处理

Flandrin指出，白噪声经过EEMD分解以后的各个分量中，第一个分量的能量最大，并且通常最先分解出来的几层IMF分量仅由噪声产生，可以直接滤除。随着分解层数的增加，IMF分量会既包含噪声分量又包含有用信号分量，这几层的IMF分量需要进行阈值处理，而最后分解得到的IMF分量是仅由有用信号产生的，可以直接保留。因此可以得到重构后的信号，如公式（2-8）所示。

[image: ]


式中：imf′是经过阈值处理后的IMF分量。

由上可知，最重要的是对IMF分量进行阈值处理。在阈值的处理方式中，由于硬阈值能够很好地保留信号的细节信息，因此选取硬阈值的处理方式。经过大量实验验证，通过公式（2-9）确定阈值。
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式中：N为信号的长度；σ为噪声分量的标准差，σ可通过公式（2-10）来表示。
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2.去噪评价系数

为评价去噪效果，本文采用信噪比SNR和波形相关系数NCC描述去噪后的信号和原信号的相似程度，如公式（2-11）和公式（2-12）所示。
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式中：x（n）为原始信号；m为信号长度；x′（n）为去噪后的信号。

由上可知，信噪比SNR和波形相关系数NCC越大，其去噪效果越明显。

2.4.5　基于MapReduce模型的并行化EEMD算法

1.EEMD算法分析

EEMD算法可描述如下：

（1）通过给原始信号x（t）叠加一组高斯白噪声信号ω（t）获得一个总体信号X（t），如公式（2-13）所示。
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（2）对x（t）进行EMD分解，得到各阶IMF分量，如公式（2-14）所示。
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（3）在原始信号中加入不同的白噪声ωi
 （t），重复步骤（1）和（2），过程如公式（2-15）所示。
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（4）利用高斯白噪声频谱的零均值原理，消除高斯白噪声作为时域分布参考结构带来的影响，原始信号对应的IMF分量cn
 （t）如公式（2-16）所示。
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（5）原始信号x（t）最终的分解结果如公式（2-17）所示。
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通过分析算法流程可知，EEMD通过循环迭代计算N个IMF分量。在单次迭代过程中，计算量最大的过程是求曲线极值点，并根据极值点，利用3次样条插值求解曲线的上下包络线。通过在程序中加入计时器，多次统计表明，求上下包络的时间占求解IMF时间的85%左右（通过变换处理信号长度计算各过程占用时间，多次求平均时间占比所得）。因此，提高算法整体性能的关键就是加快曲线上下包络线的求解过程。

有研究学者利用多核，基于MPI设计实现了并行化的3次样条插值算法。与传统的并行计算不同，MapReduce强调数据并行，即将数据拆分成多个部分，利用多个计算节点并行处理分布式的数据，然后进行汇总。基于MapReduce设计实现并行化的EEMD算法，重点是将时间占比最大的曲线极值以及包络线求解过程并行化。

2.矩形窗的引入

利用矩形窗函数对原信号截断，形成多个信号分段，并行处理多个分段信号。矩形窗属于时间变量的零次幂窗，其函数形式如式（2-18）所示。
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并行处理任务在各自的矩形窗内对信号分段计算极值，并构造信号分段的上、下包络线。完成分段求解之后，对分段求解的包络线进行连接重构。一种简单的重构方法如公式（2-19）所示。
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式中：M为分窗的个数；xwl
 （m）为第l个窗口信号；m为每个窗的采样点数。

但是这种简单的重构方式未考虑矩形窗的固有缺陷，重构得到信号整体包络线与原始信号包络线相比，形状发生了扭曲，如图2-10所示。图2-10为随机选取的一段变压器局部放电信号，选取不同的分界点，分别画原始信号包络线和分段信号的包络线。从图2-10中可以看出，分段求解的包络线与整体包络线总体上是一致的，但在窗口边界附近区域，分段包络线与整体包络线存在较大误差。图2-10（a）选取某极小值点（x=50）作为边界，下包络误差相对较小，上包络误差较大。图2-10（b）选取某极大值点（x=51）作为边界，上、下包络线均存在较大误差。因此，若采用公式（2-19）对分段包络线进行连接重构，需要额外的处理机制对分界点附近曲线进行修正。

从图2-10中可以看出，无论窗口边界选择的是极大值或极小值点，上下包络线均可能存在较大误差，误差大小主要取决于边界点前后信号值的差异大小。边界点前后信号值越平稳，变化越小，则分段包络线的误差越小，反之，则越大。为了减小分段误差，一种可行的方法是对窗口进行延拓。当选取的窗口边界不同时，为获得相同的包络线误差，需要延拓的长度不同，首先给出延拓代价的概念。

定义1　延拓代价λ，使分段包络线与总体包络线的绝对误差小于指定阈值ε需要对矩形窗口进行延拓的长度。

图2-11给出了选取不同窗口边界时不同的延拓代价。图2-11（a）中，当窗口边界取x=44时，需要将窗口延拓至x=51，（延拓代价为7）才能使x＜44的分段包络线误差较小（图中可以看到分段包络线与整体包络线几乎重合）。图2-11（b）中，则仅需要延拓4个点即可获得可接受的误差，延拓代价为4。

延拓的长度直接影响着包络线重构时的计算量大小，延拓代价越小越好。因此，应尽量选择信号平稳、变化较小的点作为窗口边界，使包络线重构时的延拓代价尽可能小。

从图2-11中可观察到，窗口边界附近信号值变化越大，则延拓代价越大。为获得平稳的窗口边界，给出信号局部平稳度的概念，定量的描述信号局部变化剧烈程度，用以自适应地计算窗口边界。
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图2-10　矩形窗口截断对分段包络线的影响



定义2　信号局部平稳度δi
 描述信号中某个点xi
 附近信号值变化相对于信号总体的剧烈程度，是一个相对大小的概念，由如下公式给出定义：
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式中：l表示信号局部的长度。

信号局部可表示为如下的点集。
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因此，l总是奇数。

Ei
 表示局部信号的均值，可用如下公式表示：

[image: ]
图2-11　选取不同窗口边界时不同的延拓代价
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E表示信号总体的均值。如果δi
 ＞1，表示局部差异大于信号总体差异，若以此作为分界点，需要的延拓代价较大，因此点xi
 不适合作为窗口边界；若δi
 ＜1，则延拓代价较小，适合作为窗口边界。

3.基于局部平稳度的自适应分段包络线重构算法LF-ASER

LF-ASER算法（Local Flatness-Adaptive Segmentation Envelope Reconstruction Algorithm）的主要思想是：为保证尽量减小重构误差，首先根据原始信号波形局部平稳度对用于分段的矩形窗边界进行自适应的选取，即通过逐点计算局部平稳度确定窗口边界（使局部平稳度δi
 ＜1，同时满足窗口长度大于指定阈值），从而将原始信号划分成不等长的多个分段；之后，根据每个分段平稳度的大小，对窗口边界进行横向的延拓。对延拓后的信号求解包络线，再按原窗口大小对包络线进行裁切，从而保证在窗口边界处连续，且二阶导数连续，实现包络线的精确重构。具体算法描述如下所示。

算法1　LF-ASER

输入：原始信号x（n），窗口长度最小阈值τmin
 ，延拓代价表λ-table。

输出：重构的整体包络线y（n）。

1　初始化窗口边界点及拓代价集合{（x（i），δi）}为空集，集合长度l=0；

2　计算原始信号x（n）的长度n；

3　if（n＞τmin
 ）then

4　｛（x（i），δi
 ）｝=AWS（x（n），τmin
 ）；

5　End if

6　for｛（x（i），δi
 ）｝中的每个窗口x（i）do

7　根据δi
 查找拓代价表λ-table，确定该窗口的延拓代价λi
 ；

8　对窗口x（i）进行横向延拓，i=i+λi
 ；

9　利用3次样条插值求解该窗口的包络线we i
 ，并对we i
 进行裁切，i=i-λi
 ；

10　end for

11　对各分段we i
 进行连接，输出重构的整体包络线y（n）。

算法中最重要的步骤是自适应地确定窗口边界AWS（Adaptive Window Edge）。在给定窗口长度最小阈值的前提下，可逐点判断其δi
 是否小于1，从而确定平稳的窗口边界。AWS算法框架见算法2。

算法2　自适应的窗口边界选择算法AWS

输入：原始信号x（n），窗口长度最小阈值τmin
 。

输出：窗口边界点及拓代价集合{（x（i），δi
 ）}，集合长度l。

1　While（i＜n）｛

2　If（δi
 ＜1）｛

3　将x（i）添加至结果集；

4　l=l+1；

5　i=i+τmin
 ；｝｝

在确定了窗口边界之后，各窗口边界的局部平稳度δi
 虽然均小于1，但大小不同，为获得相同的包络线误差，需要的延拓代价λ也不相同。为确定延拓代价λ，需要对分段包络线的误差进行定义。采用相对误差以衡量分段包络线的准确性，误差的定义如公式（2-23）所示。

[image: ]


式中：x（t）为原始信号的包络线；c（t）为由分段包络线重构的整体包络线。

在指定相对误差限ε，使σ≤ε的前提下，根据ε从理论上倒推出最小的延拓代价λ是困难的，而且计算任务繁重，影响工程实用性。采用实验的方式得出δi
 、ε与λ关系的经验数据，存储为表格形式，在算法执行时，通过查表快速获得窗口需要延拓的长度。实验过程及经验数据参见2.4.6小节。

4.并行化EEMD算法

求解信号包络线是EEMD算法中最重要也是最为耗时的步骤之一。算法1中对各分段求解包络线是采用循环方式串行完成的，计算量大，运行时间长，难以满足工程实用性。从算法中可以看出，在分段进行延拓后，各分段数据相互独立，包络线的求解彼此没有依赖关系，因此适合采用MapReduce模型将算法并行化，以提高算法执行效率。

基于上述分析，提出并行化的EEMD算法：MR-EEMD。在计算量大的信号包络线求解过程中对信号进行加窗分段，并行求解极值以及包络线。算法需要进行多次迭代计算，其整体流程如图2-12所示。算法的核心步骤包括如下几步。
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图2-12　MR-EEMD算法流程图



（1）数据分布式存储。

为对局部放电数据进行并行去噪处理，首先需要将原始波形数据上传至HDFS（Hadoop分布式文件系统），以分布式文件形式存储。

（2）求极值。

采用并行算法完成，算法框架见算法4。

（3）数据预处理。

分布式文件的物理存储以及数据分布由HDFS自动完成。数据文件的逻辑结构采用记录式文件，每条局部放电数据作为一条记录，存储为单独的一行，记录中的记录项表示一个采样值，格式如下：

1，0. 0030 0.0031 0.0031 0.0034 0.0035 0.0036……

2，0. 0032 0.0033 0.0033 0.0034 0.0034……

……

数据预处理的任务是根据算法2确定窗口边界，并根据延拓长度，将一条波形记录转换为MapReduce能够处理的波形数据矩阵，作为Map任务的输入。以延拓后的边界点作为窗口边界对波形记录进行分割，每个分割的记录片段作为波形数据矩阵的一行。由于记录被分割为不等长的片段，矩阵中的空余位置补零。矩阵的宽度等于最长窗口的长度，记为wl。矩阵的元素表示为（key, value）。key为采样值在数据记录中的位置，value为采样值。定义FloatPair类，实现了WritableComparable接口用于存储矩阵元素。定义matrixInputSplit类，继承InputSplit接口，用于为Map任务输入数据。（WritableComparable和InputSplit均来自mapreduce框架，是开源代码，详细描述请参见文献。）每个matrixInputSplit包含wl个（key, value）。

（4）求包络线。

采用并行算法完成，算法框架见算法5。

（5）计算IMF。

通过计算上下包络线均值得到IMF分量。

MR-EEMD算法的主过程通过多次迭代计算多个IMF分量。MR-EEMD算法的框架见算法3。

算法3　MR-EEMD

输入：原始信号x（n）、重复噪声次数NE、噪信标准偏差比率Nstd、窗口长度最小阈值τmin
 ，延拓代价表λ-table。

输出：N*（m+1）矩阵，N为原始信号x（n）的长度，m为IMF分量个数。

1　计算原始信号标准差σ，x（n）=x（n）/σ；

2　计算IMF分量个数TNM；

3　Loop（NE）

4　添加白噪声；

5　loop（TNM）

6　向量初始化；

7　loop（imf）

8　将x（n）转换为矩阵Y；

9　MR-Extremum（Y）；

10　数据预处理，结果表示为L；

11　MR-Envelope（L）；

12　求上下包络均值；

13　End loop

14　获得一个IMF分量；

15　End loop；

16 End loop

17　计算IMF均值，将分解结果乘以标准差σ；

18　End.

算法中步骤8是对曲线并行求解极值，算法框架见算法4 MR-Extremum；步骤9为数据预处理，包含了算法2，自适应的确定窗口边界，并查找延拓代价表λ-table，对窗口进行延拓，并转换为矩阵表示。步骤10是上下包络线并行求解，算法框架见算法5 MR-Envelope。

算法4　MR-Extremum
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li
 为矩阵行号，即将原始信号x（n）分为ln
 行。

输出：极大值向量spmax，极小值向量spmin。

1 Map函数：

Begin

①输入：（key, value），key=l i
 , value=｛（ki1，vi1），（ki2，vi2），……，（kim, vim）｝；

②for all p i
 ∈in＿data

if　p i-1
 ＜=p i
 and p i
 ＞=p i+1


记录p i
 为极大值点，加入spmax；

if　p i-1
 ＞=p i
 and p i
 ＜=p i+1


记录p i
 为极小值点，加入spmin；

if　spmax长度or　spmin长度＞设定阈值

对spmax or spmin边界极值点进行修正；

③输出：｛key=l i
 , value=spmax｝；

End；

2 Reduce函数：

Begin

①输入：（key, value），接收所有的Map函数的输出；

②对接收的局部极值片段进行连接操作；

③输出：极大值向量spmax，极小值向量spmin；

End；

算法5　MR-Envelope

输入：数据预处理的结果，表示为：[image: ]
 ；其中，信号片段l i
 和l i+1
 存在交集，可表示为公式（2-24）所示。
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存在交集的原因是因为对分段进行了延拓，延拓长度为λi
 。

输出：上包络线upper，下包络线lower；

1　Map函数：

Begin

①输入：（key, value），key=l i
 , value=｛（ki1，vi1），（ki2，vi2），……，（kim, vim）｝；

②3次样条插值计算片段上、下包络；

③输出：｛key=l i
 , value=（upper i
 , lower i
 ）｝；

End；

2　Reduce函数：

Begin

①输入：（key, value），接收所有的Map函数的输出；

②对接收的局部包络片段进行连接；

③输出：上包络upper，下包络lower；

End；

2.4.6　实验研究

1.EEMD去噪与小波去噪的对比实验

为验证所提并行EEMD算法去噪的有效性，分别采用仿真数据和实测数据进行去噪实验，并与小波去噪进行对比。

（1）仿真数据分析
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采用单指数衰减振荡函数和双指数衰减振荡函数来模拟变压器局部放电数据，进行仿真分析，其仿真公式如公式（2-25）和公式（2-26）所示。

式中：A为局部放电信号的幅值；t0
 为局部放电脉冲起始时刻；f c
 为衰减振荡频率；τ为衰减时间常数。

分别选取模型参数A 1
 =0.25mV, A 2
 =0.9mV；t 0
 分别选取50μs、80μs；f c
 分别选取300kHz，200kHz，τ分别选取2μs、4μs；采样频率为10MHz。噪声采用周期为150kHz、幅值为0.02mV的周期脉冲干扰，并附加信噪比为0.5的随机噪声进行模拟。图2-13给出了原始局部放电信号和加入脉冲干扰和白噪声的信号。
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图2-13　局部放电数据仿真信号



分别用小波和EEMD去噪，EEMD分解之后得到11层IMF，为了统一，选择小波分解的层数为10层，小波基为“db8”小波，得到的小波去噪后的信号和EEMD去噪后的信号如图2-14所示。

从图2-14可以看出，小波去噪基本无法滤除周期脉冲干扰，而EEMD则能在周期脉冲干扰和白噪声干扰具有非常良好的滤波特性。
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图2-14　小波和EEMD去噪后信号



为了更加细致地说明小波和EEMD消噪的效果，我们采用信噪比SNR和波形相关系数NCC说明。由于在相同信噪比下每次去噪的效果会产生细微的差别，因此对该信号在两种去噪方法下做20组实验，然后取平均值。得到EEMD去噪和小波去噪后的信噪比和波形相关系数如表2-5所示。

[image: ]


为了更显著地比较EEMD方法与小波方法去噪效果的优劣性，给出不同噪声信噪比下两种去噪方法的信噪比与波形相关系数，结果如图2-15（a）和图2-15（b）所示。

基于以上分析，在局部放电信号的去噪中，EEMD去噪方法要明显地优于小波去噪方法。

（2）实测数据分析

为进一步验证所提算法有效性，选取某公司在线监测系统所采集局部放电实测数据进行分析。系统的采样频率为5MHz，每个周期的信号是20ms，现场采集到的一个周期的局部放电波形如图2-16所示。

可以看到采集到的信号中含有很强的背景噪声，将信号图中圆圈处的放电脉冲放大，如图2-17所示。

从图2-17可以看出，采集到的信号噪声很严重，主要的噪声来源是周围的嘈杂环境以及周围设备带来的噪声，无法直接用来提取特征。采用并行EEMD去噪之后如图2-18（a）所示，图2-18（b）为使用小波去噪后的信号波形。

同样放大图中圆圈处的脉冲波形，如图2-19所示，其中（a）图是经过并行EEMD方法去噪后的脉冲放大波形，（b）图是经过小波方法去噪后的脉冲放大波形。
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图2-15　不同信噪比的去噪效果
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图2-16　采集到的气隙放电波形



可以看到，小波去噪后的脉冲放大波形并没有很好地滤除噪声，还存在有少量的周期脉冲干扰。而经过并行EEMD的方法去噪后，原信号中的背景噪声已经基本消除，较好地保留了其中的放电脉冲成分。

2.包络线相对误差限ε、信号局部平稳度δi
 与延拓代价λi
 的关系实验

在确定窗口边界之后，各窗口边界的局部平稳度δi
 虽然均小于1，但大小不同，为获得相同的包络线误差，各窗口需要的延拓代价λ也不相同。在指定相对误差限上限ε的前提下，需要一种快速有效的方法，根据窗口边界的局部平稳度δi
 确定该窗口的延拓代价λi
 。根据ε和δi
 从理论上倒推出最小的延拓代价λ的计算公式是困难的，采用实验的方式得出δi
 、ε与λi
 关系的经验数据，存储为表格，在算法执行时，通过查表快速获得窗口需要延拓的长度。
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图2-17　脉冲放大波形
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图2-18　两种方法去噪后的波形图



选取某公司在线监测系统所采集局部放电实测数据进行实验分析。从局部放电信号中通过逐点计算局部平稳度δi
 ，选取0＜δi
 ＜1范围内的点作为窗口边界，对窗口进行延拓，求分段包络，并计算相对误差。延拓长度λi
 从1开始递增变化，记录每次产生的相对误差。将δi
 的变化范围等分为10个小区间，即，0＜δi
 ≤0.1，0.1＜δi
 ≤0.2，……，0.9＜δi
 ＜1，从每个区间各选取20个δi
 进行实验，通过递增λi
 ，计算每次的包络线相对误差。图2-20绘制了0.2＜δi
 ＜0.3时，4个δi
 （δi1
 =0.22，δi2
 =0.24，δi3
 =0.25，δi4
 =0.27）的实验结果。从中可以看出，在确定δi
 后，相对误差随着延拓代价的增长而下降。平稳度相似时，形成的相对误差与延拓代价的曲线也相似。其他δi
 的实验结果曲线均具有上述性质。
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图2-19　去噪后的脉冲放大波形
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图2-20　相对误差、信号平稳度与延拓代价的关系



在指定ε的前提下，对每个δi
 区间选择样本中相对误差小于ε的最大的λi
 ，作为该δi
 区间的延拓代价，根据实验数据得到δi
 与λi
 的关系数据表，如表2-6和表2-7所示。表2-6中选定的相对误差上限ε为1×10-3
 ；表2-7中选定的相对误差上限ε为5×10-3
 。
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按照同样的方式，可以获得其他ε时δi
 与λi
 的关系数据。在算法执行时，首先根据指定ε，确定待查询的表，然后根据δi
 所属的区间，确定需要进行延拓的长度λi
 。

另外，可根据需要将δi
 所属区间划分为更细粒度，例如，每个区间的宽度取0.05，从而可以获得更准确的延拓代价。在数据的组织上，也可以将ε作为关系表的一列，从而将所有数据存储到1张表格内，表头设计如表2-8所示。
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3.并行化EEMD去噪性能分析

为验证所提并行算法运行时间性能，搭建了由19个节点组成的Hadoop云计算平台。每个节点的配置为4核CPU（Intel Core i5），主频2.60GHz，4GB RAM内存，1TB SATA 7200rpm硬盘（64MB缓存），配备千兆以太网用于云平台节点的互联。每个节点的操作系统采用Ubuntu（Version 10.04 LTS），并安装Apache Hadoop（Version 0.20.2）云计算平台软件。将其中一个节点配置为主控节点（jobtracker, namenode），其他节点配置为计算节点（tasktracker, datanode）。对每个计算节点，根据CPU核的数量配置map或reduce任务数量上限为4。HDFS块的大小配置为64MB，每个块配备3个物理备份。使用TestDFSIO对集群的整体I/O性能进行了基准测试。

实验数据采用图2-16～图2-19给出的变压器局部放电实测数据，采样频率为5MHz，每个周期的信号是20ms。在单机环境下（4核CPU，主频2.60GHz，4GB RAM内存），选取不同长度信号进行EEMD去噪，运行时间如表2-9所示。

[image: ]


可以看出，由于EEMD分解计算的复杂性，去噪运行时间随信号长度呈非线性快速增长，对于长度为4万点的信号，运行时间大于15分钟，工程实用性差。

在所搭建的云平台上运行MR-EEMD算法，选取不同长度的信号（500～100000点）进行去噪处理，算法参数NE（重复噪声次数）取100，Nstd（噪信标准偏差比率）取0.2，窗口长度最小阈值τmin
 取5000（信号长度小于5000时，τmin
 取500），集群节点数19，运行时间如图2-21（a）所示。对图2-21（a）信号长度小于10000的区域进行放大，得到图2-21（b）。
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图2-21　EEMD与MR-EEMD运行时间对比



图2-21反映EEMD去噪运行时间受信号长度影响很大，而MR-EEMD算法运行时间增长相对较平缓，在信号长度为4万点时，运行时间仅为127s（单机运行时间大于15min），在信号长度为10万点时，运行时间为565.1s，加速比达到7.2。由于集群通信开销等原因，在信号长度小于5000点时，EEMD运行速度更快，云平台优势不能体现。

为验证MR-EEMD算法的加速比，分别选取信号长度为5万点（WL-1）和10万点（WL-2）的两段样本进行实验。改变云平台规模运行MR-EEMD，云平台中计算节点数从2个至18个递增，统计程序运行时间，并计算加速比。MR-EEMD算法参数NE取100，Nstd取0.2，τmin
 取5000。加速比如图2-22所示。

矩形窗口大小决定了MR-EEMD算法执行时并行处理的粒度，直接影响算法运行时间。
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图2-22　MR-EEMD算法加速比



对WL-1和WL-2数据样本，分别选取τmin
 为1000、2000、5000、10000，运行MR-EEMD，统计运行时间，如图2-23所示。
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图2-23　矩形窗口大小对运行时间的影响



从图2-23中可以看出，WL-1在窗口长度为2000时运行时间最短（相对本次实验的其他窗口长度），WL-2在窗口长度为5000时运行时间最短。MR-EEMD运行时间受信号长度、窗口大小以及集群规模的影响，在集群规模一定的条件下，较小的窗口大小使得计算粒度更小，并行度更高，但节点间通信以及任务管理开销增大，需要进行折中选择，以达到最优运行效果。

2.5　小结

随着大数据在电力系统中的逐渐形成，利用大数据分析技术并结合电力系统特点，有助于从数据分析方面解决电力系统中面临的某些问题，比如新能源的布局和接入等。本节初步探讨了在状态监测领域大数据的存储及处理技术，并借助大数据提高聚类划分的效果，丰富状态特征数据。随着状态监测大数据的不断增长，应用领域逐渐扩大，基于大数据分析的设备状态评估、故障预测也将成为可能，从而有利于提高现有电力系统状态监测的水平。

在局部放电去噪方面，EEMD不仅在参数的选择方面优于小波去噪方法，在去噪效果上也比小波去噪方法好。但在高采样率情况下，局部放电信号每个周波含有的采样点数过多，由于EEMD本身分解计算的复杂性和计算机性能的限制，使得在单机上EEMD算法运行速度缓慢，实时性差。因此采用矩形窗对信号进行分段，利用MapReduce模型将EEMD算法并行化，首次提出并实现了基于MapReduce模型的并行化EEMD算法MR-EEMD。算法并行化的设计过程中，考虑到矩形窗的固有缺陷，使分段包络线在窗口边界附近相对原始信号包路线发生较大的扭曲，提出基于局部平稳度的自适应分段包络线重构算法LF-ASER进行补偿处理。该算法能够自适应地确定信号分段的边界和延拓长度，确保分段包络线在分段边界处连续，二阶导数连续，实现包络线的精确重构，保持了原始EEMD算法特性。在Hadoop云平台上进行的实验表明，所提方法能够有效处理高采样率信号，实现了快速的EEMD去噪，提高了EEMD去噪的工程实用性，并取得了很好的去噪效果。


第3章　智能电网中内存计算高性能数据分析技术及应用

3.1　内存计算技术

随着内存价格的不断降低、容量不断增大，现代计算机内存配置在不断增大，理论上64位计算机可以在内存存储4×232
 GB的数据。而通过计算机内存集群，可以适应更大规模的数据集，从而内存计算应运而生。内存计算（In-Memory Computing）实质上就是CPU直接从内存而非硬盘上读取数据，并对数据进行计算、分析，从而克服传统数据分析中的磁盘I/O性能瓶颈。表3-1展示了CPU访问不同存储介质的访问延迟。
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内存计算相比传统计算的优势是：能充分发挥多核的能力，可以对数据并行处理，并且内存读取的速度成倍数加快，数据按优化的列存储方式存放在内存里面。因此，普遍认为内存计算可对大规模海量的数据做实时分析和运算，不需要事先的数据预处理和数据建模。例如，想要以任何维度去分析数据，实时建立模型，实时完成分析处理，上亿条数据可能从几天缩短为几秒钟就处理完。而电力系统由于本身对实时数据分析需求的迫切性很高，有必要探索内存计算技术在电力系统中的应用。

利用内存计算的高性能，可以帮助决策者完成更好的决策。例如，在互联网领域根据现在社交网络上的数据，再加上一些假设条件，去做一个预测。内存计算能根据社交网络提供的海量数据，即时看到当前的客户行为模式，进而做出模拟预测。再比如在市场活动中，用户人群的特点、消费倾向等数据一定，如何增加满意度？满意度的增加会带来多少收益？这样的预测性问题都是内存计算分析擅长的内容。可以说，内存计算是决策者的一个有力工具。在电力系统的调度中，每分钟或每秒都会有大量的数据涌入调度中心，而调度需要综合快速地分析数据，从而优化决策，而这些场景是内存计算的用武之地。

一些IT解决方案提供商也早已看到了内存计算市场的强大商机。SAP副总裁、中国区生态系统和渠道总经理潘应麟在接受天极网采访时曾表示，“SAP的内存计算产品是可以改变游戏规则的重要武器”。早在2008年，EMC在企业存储系统中率先采用了基于闪存的固态硬盘，EMC将促进闪存技术应用的战略，提高存储系统和应用的性能，EMC还发布了EMC Hadoop版本，进行实时、非结构化的数据处理。而SAP的内存计算产品HANA也从2010年就已传出风声，2011年SAP宣布内存计算产品SAP HANA软件，开始提供给全球客户使用，SAP正式加入了内存计算的战场。不久后，作为SAP老对手的甲骨文发布了名为Exalytics的内存数据库设备，一向“人有我优”的甲骨文，也在宣示着对于内存计算领域的不甘人后。

随着智能电网建设和研究的不断推进，对输变电设备状态监测的广度和深度不断加强，状态监测过程中收集的数据量呈指数级增长。然而，电力系统要求对生产、管理、运营能够实时监控，对在线监测系统的实时性要求很高。现有的大数据处理技术（如MapReduce等适合离线大数据分析）应用于在线状态监测系统时，其性能很难保证。根据状态监测数据特点，利用Spark内存集群计算技术，提高状态评价和数据分析算法的性能，设计了K-means的聚类算法，实现数据的聚类划分；模糊C-均值聚类在电力系统中应用广泛，尤其适合大数据时代的聚类技术，研究基于内存计算的模糊C-均值聚类算法。最后提出了结合大数据处理、实时流数据处理和内存批处理技术的状态监测数据实时分析框架。

3.2　高性能数据分析

针对电力系统自身的特点：电能光速传播，并需要保持瞬时平衡；大量分布式能源受气候、环境影响很大等，在输变电设备在线监测、电力调度及可再生能源发电预测等领域都面临着实时高性能数据分析的挑战，电力系统中对高性能数据分析具有很强的需求。

近年来，电力系统中输变电设备状态监测的广度和深度不断加强，需要存储和处理的状态监测数据量不断增长，并成为电力大数据中重要的组成部分。通过对状态监测数据及相关数据的在线综合分析，有利于发现反映设备状态的特征量，从而有助于在线评估设备状态，减少由于设备故障造成的电网安全事故。但目前大数据在状态监测领域的应用研究还处于探索起步阶段，成熟的商业互联网领域大数据分析技术很难直接应用，主要原因可以总结为如下两点：一方面，电力系统作为关系国计民生的基础能源行业，系统的安全稳定运行至关重要，而互联网大数据处理技术对此考虑不足；另一方面，电力系统作为一个有机的整体，是一个动态实时平衡系统，对能源调度及故障处理需要实时完成，对数据处理的时限要求更高。

实时大数据分析技术在商业互联网领域应用广泛，比如在电子商务网站上根据用户当前浏览页面的点击行为，实时分析用户的购买动机，为用户准确推送推荐商品等。通常实时大数据处理分为两类：流式数据实时分析和实时批处理技术。相关研究人员认为状态监测数据是一种典型的流式数据，具有持续不断、数据量大、规模及顺序无法预知等特点，并提出了复杂装备状态监测实时流数据处理框架。综述了当前处理流数据的主流技术和发展趋势，数据流式计算系统应具有可伸缩性、系统容错、状态一致性、负载均衡、数据吞吐量高等特性。在电力系统中，随着智能电网的快速建设，流数据也获得了关注，相关文献论述了流数据处理技术在电力系统自动化中的应用。为了高效处理流数据，研究人员设计并开发了成熟的流数据处理平台，具有代表性的包括Storm、S4等，这些系统在互联网企业应用广泛，然而在电力系统中鲜有应用。

另一方面，以Hadoop为代表的传统大数据批处理方式需要频繁的磁盘I/O操作，计算效率低下，很难满足电力系统中在线状态监测、评估的需求。通过优化Hadoop的执行方式，有助于提高Hadoop的分析速度，相关人员研究利用Hadoop技术分析广域量测数据，并利用数据挖掘算法，高效地挖掘出连锁故障时各站点之间的相互影响。通过聚类可以实现数据划分，相关学者研究了利用聚类划分技术对状态监测数据分类，减少人工分析的工作量。但两者都属于离线静态数据分析，而不是在线分析。随着分布式能源的广泛应用，微网应运而生，相关学者研究了实时数据库在微网运行监控中的应用，但实时数据库存储容量很难满足大范围状态监测数据存储和处理的需求。另外，Hadoop技术在处理需要多次迭代算法（如人工智能、机器学习等）的情况下，存在效率低的问题，而状态评估算法大多使用的人工智能算法需要多次迭代，比如各种神经网络、数据聚类分类算法等。针对此类问题，基于内存的计算平台Spark获得了广泛应用，效率相比Hadoop提高几倍甚至更高。用Spark分析状态监测数据，一定程度上可以满足在线监测评估的要求。

本节探讨在输变电设备状态监测领域的实时数据处理技术，利用Spark内存计算平台批处理数据，全面提高数据处理的实时性，满足大范围在线监测的需求，为大数据分析技术在输变电领域的应用进行有益的尝试。

3.3　状态监测实时内存计算技术

3.3.1　状态监测实时批处理技术

在状态监测中，除对流式监测数据需要快速处理、分析设备的状态外，随着时间累积形成的海量历史数据也需要快速分析技术的支持，从而发现隐藏在数据中丰富、有价值的信息，而某些情况下，需要利用机器学习算法快速评估设备状态，以方便决策人员制定相关政策，避免设备故障。

传统的Matlab处理方式对小样本数据量适用，当样本数据量急剧增大后，存储和运算代价很高，一般很难在有限的时间内处理完成，甚至出现无法处理等情况。而目前通用的Hadoop MapReduce技术虽然可以有效处理大数据，但针对需要多次循环迭代的输变电设备状态评价计算分析任务，需要频繁的磁盘I/O操作，性能很难满足要求。因此对状态监测数据分析，需要借助内存并行技术加快数据分析的速度。

3.3.2　实时批处理的Spark技术

Spark是一款基于内存计算的开源集群计算系统，目的是让数据分析更加快速。Spark采用类似于Hadoop的集群计算框架，但Spark适用于特定工作负载类型的集群计算，这种计算在多个并行迭代操作之间需要共享工作数据集（如机器学习算法）。为了优化这种类型的计算，Spark引入基于内存的集群计算，即将数据集缓存在内存中，减少磁盘访问延迟。

在Spark计算中使用弹性分布式数据集RDD（Resilient Distributed Datasets）提高效率。RDD是分布在一组节点之间的只读对象集合。这些集合能够在部分数据集丢失的情况下重建，使得Spark具有容错机制，重建部分数据集的过程需要维护血统（Lineage），即通过记录数据的生成过程，重建丢失的部分数据集。在Spark中RDD可以是：从HDFS（Hadoop Distributed File System）文件系统中创建的Scala对象；分布在各个节点之间的并行数据切片；从其他RDD转换而来的RDD；改变已有RDD的持久性，如将已有的RDD缓存在内存中。

Spark在处理某些特定任务时，比Hadoop运行效率高1～2个数量级。图3-1展示了互动数据挖掘算法在Spark和Hadoop中运算效率的比较，Spark的速度是Hadoop MapReduce的30倍。因为运行Spark系统时，服务器可以把中间数据存储在RAM内存中，而无须经常从磁盘加载。

[image: ]
图3-1　Hadoop与Spark性能比较



Spark与Hadoop的对比，Spark计算或迭代的中间数据放到内存中，没有磁盘交互，因此对于迭代运算效率更高。Spark更适合于迭代运算比较多的ML（Machine Learning）和DM（Data Mining）运算。在Spark中，弹性分布式数据集（Resilient Distributed Datasets, RDD）是其核心概念。RDD只读、可分区，这个数据集的全部或部分可以缓存在内存中，在多次计算间重用。

Spark比Hadoop更通用，Spark提供的数据集操作类型有很多种，不像Hadoop只提供了Map和Reduce两种操作。比如map、filter、flatMap、sample、groupByKey、reduceByKey、union、join、cogroup、mapValues、sort、partionBy等多种操作类型，Spark把这些操作称为Transformations。同时还提供Count、collect、reduce、lookup、save等多种actions操作。

这些多种多样的数据集操作类型，给开发上层应用的用户提供了方便。各个处理节点之间的通信模型不再像Hadoop那样就是唯一的Data Shuffle一种模式，用户可以命名、物化、控制中间结果的存储、分区等，因此其编程模型比Hadoop更加灵活易用。

不过由于RDD的特性，Spark不适用那种异步细粒度更新状态的应用，例如Web服务的存储或者是增量的Web爬虫和索引，对于增量修改的应用模型不适合。

3.3.3　Spark大数据分析

为方便机器学习类算法的应用和开发，Spark包含了对常用的机器学习算法的实现库MLlib（Machine Learning Labrary），同时包括相关的测试和数据生成器。MLlib目前支持4种常见的机器学习问题：二元分类、回归、聚类以及协同过滤，同时也包括一个底层的梯度下降优化基础算法。本指南将会简要介绍MLlib中所支持的功能，并给出相应的调用MLlib的例子。

1.依赖

MLlib将会调用jblas线性代数库，这个库本身依赖于原生的Fortran程序。如果你的节点中没有这些库，你也许会需要安装gfortran runtime library。如果程序没有办法自动检测到这些库，MLlib将会抛出链接错误的异常。如果想用Python调用MLlib，需要安装NumPy 1.7或者更新的版本。

2.二元分类

二元分类是一个监督学习问题。在这个问题中，我们希望将实体归类到两个独立的类别或标签的其中一个，例如判断一个邮件是否是垃圾邮件。这个问题涉及在一组被打过标签的样例运行一个学习算法，例如一组由（数字）特征和（相关的）类别标签所代表的实体。这个算法将会返回一个训练好的模型，该模型能够对标签未知的新个体进行潜在标签预测。

3.线性回归

线性回归是另一个经典的监督学习问题。在这个问题中，每个个体都有一个与之相关联的实数标签（而在二元分类中个体的标签都是二元的），并且希望在给出用于表示这些实体的数值特征后，所预测出的标签值可以尽可能接近实际值。

4.聚类

聚类是一个非监督学习问题，在这个问题上，我们的目标是将一部分实体根据某种意义上的相似度和另一部分实体聚在一起。聚类通常被用于探索性的分析，或者作为层次化监督学习管道网（Hierarchical Supervised Learning Pipeline）的一个组件（其中每一个类簇都会用于训练不同的分类器或者回归模型）。

5.协同过滤

协同过滤常被应用于推荐系统。这些技术旨在补充用户—商品关联矩阵中所缺失的部分。MLlib当前支持基于模型的协同过滤，其中用户和商品通过一小组隐语义因子进行表达，并且这些因子也用于预测缺失的元素。

6.隐性反馈vs显性反馈

基于矩阵分解的协同过滤的标准方法一般将用户商品矩阵中的元素作为用户对商品的显性偏好。

在现实生活中的很多场景中，我们常常只能接触到隐性的反馈（例如游览、点击、购买、喜欢、分享等），在MLlib中所用到的处理这种数据的方法来源于文献：Collaborative Filtering for Implicit Feedback Datasets。本质上，这个方法将数据作为二元偏好值和偏好强度的一个结合，而不是对评分矩阵直接进行建模。因此，评价不是与用户对商品的显性评分，而是和所观察到的用户偏好强度关联了起来。然后，这个模型将尝试找到隐语义因子来预估一个用户对一个商品的偏好。

7.梯度下降基础算法

梯度下降（及其随机的变种）是非常适用于大型分布式计算的一阶优化方案。梯度下降旨在通过向一个函数当前点（当前的参数值）的负梯度方向移动的方式迭代地找到这个函数的本地最优解。

Spark可以应用到多种状态评估算法中，本节以利用Spark聚类划分状态数据为例。聚类技术在状态评估中应用较多，比如诊断变压器、绝缘子的故障和录波数据过滤等。通过聚类算法将数据划分为不同的类别，缩小人工分析检查的范围，可以有效降低工作人员的负担。常用的聚类算法包括K-means、神经网络、DBSCAN等，其中K-means采用距离作为相似性的评价指标，即认为两个对象的距离越近，其相似度就越大。该算法认为聚类是由距离相近的对象组成的。

K-means算法接受输入量k；然后将n个数据对象划分为k个聚类，并使所生成的聚类满足：同一聚类中的对象相似度更高；而不同聚类中的对象相似度较小。

基于Spark的K-means算法描述如下所示。

（1）读取存储在HDFS上的文件块（Block）到内存中，每个块转化为一个RDD，里面包含监测数据的特征量集合（Vector）。

（2）然后对RDD进行映射（Map）操作，计算每个Vector（Point）对应的聚类编号（Class），并输出键值对（K, V）为（Class，（Point，1）），生成为新的RDD。

（3）接着在归约（Reduce）操作中，对每个新的RDD进行混合，相同聚类的数据存放在一起，并在RDD内部计算每个聚类中心点。

（4）最后判断中心点与前一个中心点之间的距离，如果满足要求，则结束，否者从第（2）步开始，直到满足结束条件。

（5）最后将输出结果写到HDFS中。

Spark中K-means实现过程如图3-2所示，其中①～⑤表示数据点，黑点表示聚类的中心点。
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图3-2　Spark中K-means实现过程



算法的实现过程如下：
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3.4　模糊C均值聚类算法

模糊C均值（Fuzzy C-means, FCM）聚类算法是一种基于模糊聚类的柔性划分算法，其核心思想是使被划分到同一聚类的对象之间相似度最大，而不同聚类之间的相似度最小。算法广泛应用在电力系统数据处理、大规模数据分析、数据挖掘、矢量量化、图像分割、模式识别等众多领域，具有重要的理论与实际应用价值。然而，在FCM中涉及大量的矩阵运算和对数据的多次迭代操作，采用传统的Matlab工具虽然矩阵运算方便，但难以应对规模越来越大的数据集，出现程序运行时间过长，难以满足实际工程需求的情况，甚至数据加载或运行中造成内存溢出错误；采用Hadoop MapReduce方式虽然可以处理大规模数据集，但由于FCM需要对原始数据集进行多次迭代计算才能完成，存在代价很高的中间结果磁盘读写和资源申请过程，效率也很难保证。因此，随着数据规模的持续增长，有必要开展针对大规模数据集的快速FCM算法的研究。

分布式内存计算技术是当前流行的高效大数据分析主流技术，通过将数据存储在分布式内存中，避免了频繁的磁盘操作，提高计算性能。Spark是由伯克利大学开发的通用分布式内存计算平台，是继Hadoop之后的新一代大数据分布式处理框架。Resilient Distributed Dataset（RDD）弹性分布式数据集是Spark的最基本抽象，是对分布式内存的抽象使用，实现了以操作本地集合的方式操作分布式数据集的抽象实现，适合优化需要多次迭代操作的机器学习类算法。基于Spark的机器学习库MLlib（Machine Learning Library）有助于开发可扩展性强的机器学习算法。当前Spark机器学习算法广泛应用在聚类分析、分类、回归分析等领域。基于Spark下的并行FCM算法研究将有助于提高FCM算法的性能和大数据处理能力。

在FCM算法中涉及大量的矩阵运算，为方便FCM及其他以矩阵运算为主的机器学习类算法的实现，基于Spark的机器学习库MLlib设计并实现了满足分布式要求的并行常用矩阵运算，包括矩阵的转置、乘法、加法及求和操作等。这些算法利用Spark的基础操作单元，通过矩阵数据的分布式存储，实现了分布式并行处理，且具有良好的缓存特性，突破了Spark矩阵操作的单机内存限制。

3.4.1　FCM算法

FCM算法是将n个向量xj
 （j=1，2，……，n）划分为c个模糊聚类，并计算每个聚类的中心，使得非相似性指标的价值函数达到最小。FCM与HCM（硬聚类）的主要区别在于FCM用模糊划分，使得每个给定数据点x j
 在[0，1]之间的隶属度u ij
 来确定其属于各个聚类的程度。与引入模糊划分相适应，隶属矩阵U允许在[0，1]之间取值。不过，加上归一化规定，一个数据集的隶属度的和总等于1：
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FCM的价值函数（或目标函数）可以表示为如下形式：
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式中：u ij
 介于[0，1]间的一个数；c i
 为模糊组i的聚类中心；d ij
 =‖c i
 -x j
 ‖为第i个聚类中心与第j个数据点间的欧几里得距离；且m∈[1，∞）是一个加权指数。

基于公式（3-1），构造如下新的目标函数，可求得使式（3-2）达到最小值的必要条件。
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这里λj
 , j=1，……，n，是式（3-1）的n个约束式的拉格朗日乘子。对所有输入参量求导，使式（3-3）达到最小的必要条件如公式（3-4）和公式（3-5）所示。
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基于上述两个必要条件，FCM算法是一个不断迭代的过程。在批处理方式运行时，FCM用下列步骤确定聚类中心c i
 和隶属矩阵U[1]。

步骤1：用值为[0，1]之间的随机数初始化隶属矩阵U，使其满足公式（3-1）中的约束条件。

步骤2：用公式（3-4）计算新的c个聚类中心c i
 , i=1，……，c。

步骤3：根据公式（3-2）计算价值函数，如果它小于某个确定的阈值，或它相对上次价值函数值的改变量小于某个阈值，则算法停止。

步骤4：用公式（3-5）计算新的U矩阵，返回步骤2。

上述算法也可以先初始化聚类中心，然后再执行迭代计算过程。由于不能确保FCM收敛于一个最优解，算法的性能依赖于初始聚类中心的选取，因此，要么用另外的快速算法确定初始聚类中心，要么每次用不同的初始聚类中心启动该算法，多次运行FCM。

FCM算法应用在多个领域，在电力系统的负荷计算中，利用FCM实现聚类划分，从而可以根据不同类别预测负荷。在图形图像处理领域，FCM应用广泛，开展了基于FCM的自适应多阈值图像分割技术。基于MapReduce的FCM实现过程如下：在Map阶段和Reduce阶段分别完成隶属度和聚类中心的计算，每次迭代都需要启动一次完整的MapReduce执行过程。通过多次迭代计算出隶属度值以及聚类中心，并更新聚类中心文件，供下一次作业使用，重复执行这一过程直至得到最终聚类结果。

3.4.2　Spark上矩阵操作定义

Spark针对RDD提供了一系列的转换（Transformations）和动作（Actions）操作，方便开发人员编写程序。但这些转换和动作比较基础，多种情况下需要组合使用，尤其是针对矩阵运算的操作较少，某些算法也仅适用于本地操作，不支持分布式的算法，为更进一步方便Spark上的机器学习算法开发，有必要提供更高级的机器学习操作原语，提高开发速度。南京大学PASA大数据实验室利用Breeze调用Netlib-java进行矩阵运算，获得了较高的性能提升，但算法更偏底层，不便开发人员调试。

1.累加和广播变量

在算法中需要多次累加操作，比如计算目标函数等，采用累加变量保存计算结果可以实现分布式计算功能。在Spark中提供了常用累加变量Accumulators，比如MapReduce中的counters就是不断累加的变量。Spark原生支持Int和Double类型的累加变量。通过SparkContext.accumulator（v）来创建accumulator类型的变量，然后运行的task可以使用“+=”操作符来进行累加。由于在Spark中累加变量多种情况下是向量，因此需要重写支持向量累加的累加器。首先定义支持累加操作的Vector，并重写“+=”操作符。伪代码如下：
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除了累加变量外，在FCM算法需要将某些小数据集广播到所有节点，从而再通过map操作完成，减少由于reduce操作带来的数据移动。在Spark中提供了Broadcast广播变量，其原理是在每个节点上保持一份read-only的变量，与Hadoop平台的DistributedCache相似。但Spark针对广播变量进行了优化，从task粒度上升到node粒度，节约了内存资源。另外Spark的broadcast路由算法也考虑到了通信开销。通过SparkContext.broadcast（v）来实现广播变量。

2.矩阵操作定义

常用的矩阵运算包括转置、乘法及加法等，但通常这些算法都不是分布式的，因此基于Spark平台，给出常用矩阵运算的并行版本。

定义1　矩阵A：是由m×n个数组成的一个m行n列的矩形表格，形如公式（3-6）所示。
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在Spark-FCM算法中，原始数据和划分矩阵采用IndexedRowMatrix分布式矩阵存储结构，从而支持更大规模的数据集，突破单机内存的限制。IndexedRowMatrix的行索引具有特定含义，本质上是一个含有索引信息的行数据集合（Iindexed Rows）。每一行由long型索引和一个本地向量Vector组成。一个IndexedRowMatrix可从一个RDD[IndexedRow]实例创建，这里的IndexedRow是（Long, Vector）的封装类。矩阵数据分布存储在多个节点。IndexedRowMatrix在集群中的分布结构如图3-3所示。
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图3-3　矩阵的RDD存储示例



每个RDD由多个分区Partition组成，每个分区包含一定数量的行向量，实现了矩阵数据的分布式存储。

定义2　向量V：一个m×1矩阵[image: ]
 ，也称为一个m维列向量；而一个1×n矩阵B={b1
 b 2
 …… bn
 }，也称为一个n维行向量。在Spark中提供了向量的表示类Vector，支持从数组生成和转换为数组。向量包括两种运算“+”和“×”，其中“+”表示每个Vector的对应位置元素相加，“×”类似于矩阵乘法，见定义4。矩阵是由向量组成的。

定义3　矩阵转置AT
 ：

设[image: ]
 为m×n矩阵，定义A的转置为一个n×m矩阵，并用AT
 表示A的转置，即：[image: ]


在Spark中，矩阵的转置可以通过一系列map、reduce操作完成，其RDD的转换如图3-4所示。

[image: ]
图3-4　矩阵转置执行过程



其实现的伪代码如下：
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定义4　矩阵乘法A×B：设A=（a ij
 ）为m×n矩阵，B=（bij
 ）为n×l矩阵，则矩阵A可以左乘矩阵B（注意：矩阵A的列数与矩阵B的行数相等），所得的积为一个m×l矩阵C，即A×B=C，其中C=（c ij
 ），并且c ij
 =a i1
 b 1j
 +a i2
 b 2j
 +……+a in
 b nj
 。在Spark环境下，矩阵的乘法实现方式有两种。

当参与运算的两个矩阵中，其中一个足够小可以存储在内存中时，将小的矩阵广播到所有节点，在本地完成分块的乘法运算，最后结果以RDD的形式存在。

通常情况下矩阵乘法是行×列，但在此处表示中矩阵是行向量的集合。因此，首先对其中一个矩阵转置操作，矩阵乘法变成了行×行，从而具有更好的缓存特性。

算法的伪代码如下：
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当两个矩阵都比较大，难以在一个节点存储矩阵所有数据时，则采用MapReduce机制完成。首先将其中一个矩阵转置，然后计算两个矩阵的笛卡儿积，接着计算乘积，并分组输出结果。其RDD的转换过程如图3-5所示。

[image: ]
图3-5　矩阵乘法



算法实现的伪代码大致如下：
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定义5　矩阵求和S（A），将矩阵Am×n
 按行或列求和，生成m维列向量或n维行向量；或求矩阵中所有元素的和。算法通过累加变量实现，其伪代码如下：
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狚

如果是计算一个值，采用类似的方式处理。

定义6　矩阵加法A+B：如果A=（aij
 ），B=（b ij
 ）是两个同型矩阵（即它们具有相同的行数和列数），则定义它们的和C=A+B仍为与它们同型的矩阵，C的元素为A和B对应元素的和，即：A+B=（a ij
 +b ij
 ）。

矩阵加法在Spark环境下的实现过程如下：首先转置其中一个矩阵；然后join两个矩阵；最后通过map操作生成最终结果。其RDD的转换过程如图3-6所示。

[image: ]
图3-6　矩阵的加法



其Spark语句表示如下：
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3.4.3　Spark-FCM算法

基于上述常用矩阵操作定义，实现了Spark环境下的FCM算法（Spark-FCM）。算法结合Spark计算特点，实现了分布式计算FCM的各个步骤，能够适应大规模数据集的情况。在实现过程中，Spark-FCM算法尽量避免数据在节点间移动，提高数据处理的本地性，进而提高迭代的效率。

FCM算法每次迭代过程都需要重新计算聚类中心c、距离矩阵D、价值函数J和隶属度矩阵U，每一步都涉及数据在节点间的移动。为了尽量减少数据的移动，提高数据利用率，Spark-FCM根据主要数据结构的特点，采用广播变量和累加变量等方式计算完成。

在FCM中主要的数据结构包括原始数据X、隶属度矩阵、距离矩阵和聚类中心。由于通常情况下原始数据最大，所以采用分布式存储，存储结构如图3-3所示；而聚类中心一般情况下包含有限数据点，因此当需要聚类中心参与计算时以广播方式发送到各个节点。而隶属度矩阵和距离矩阵则根据算法计算需求采取分布式或广播方式。

与FCM算法的迭代过程类似，Spark-FCM算法包括如下实现步骤。

（1）计算新的聚类中心

计算聚类中心如公式（3-4）所示，需要矩阵乘和累加的过程。为减少节点间数据移动，结合Spark的广播变量和累加变量，完成此操作。将隶属度矩阵以广播变量的方式分发到所有节点；并创建累加器变量，分别在每个节点独立保存和计算新的聚类中心，最后转换成聚类中心RDD。

（2）计算距离矩阵

距离矩阵是存储计算聚类中心与原始数据点之间的距离后的值，由于聚类中心数据量小，所以将聚类中心作为广播变量分发到所有节点，这样在计算距离矩阵过程中数据节点之间没有数据移动，计算在本地节点完成。然后利用矩阵转置操作将距离矩阵转置，方便后续操作。

（3）更新隶属度矩阵

根据距离矩阵计算隶属度矩阵，首先创新累加变量，计算每个节点到各个聚类中心点的距离和；然后再以广播变量的方式广播到所有节点；最后利用Spark的map操作，从距离矩阵计算得到隶属度矩阵。数据移动量主要为累加变量和广播变量。

（4）计算价值函数

通过隶属度矩阵和原始数据计算目标函数，本质上是一个矩阵乘积并求和的过程，首先广播隶属度矩阵到所有节点；然后针对原始数据利用累加变量求和，最终得到价值函数值J。

（5）迭代输出最终结果

根据迭代次数或两次迭代间价值函数的变化值，确定是否结束或返回到（1）。

整个算法的伪代码表示如下所示。

输入：原始数据X、聚类中心c、距离矩阵D、价值函数J和隶属度矩阵U。

输出：聚类中心c和隶属度矩阵U。
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程序实际运行代码如下：
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[image: ]


[image: ]


3.4.4　实验与实验结果分析

Spark集群选择搭建在Xenserver服务器虚拟化平台上，整个虚拟化平台包括一台Dell PowerEdge R210服务器和4台ThinkServer RD640服务器；虚拟化平台的版本为Xenserver6.5，采用XenCenter进行统一管理。Spark主节点搭建在Dell PowerEdge R210服务器上，Dell服务器CPU型号为Intel（R）Core（TM）i3-2120 CPU@3.30GHz, CPU速度3292MHz，内存大小为4086MB。Spark工作节点搭建在ThinkServer RD640服务器上，每个ThinkServer服务器安装两个虚拟机，每个虚拟机即一个工作节点。Thinkserver RD640服务器CPU型号为Intel（R）Xeon（R）CPU E5-2609 v2@2.50GHz, CPU速度为2494MHz，服务器内存16309MB。整个Spark集群包括1个主节点和8个工作节点，所有节点操作系统为Ubuntu 12.04版本，集群中节点统一安装了jdk1.8.0＿45、scala-2.10.4、hadoop-2.6.0以及spark-1.3.0-bin-hadoop2.4。Spark集群各个节点之间通过SSH无密钥通信，并且Spark采用YARN Cluster模式进行部署。

本实验的主要目标是测试单机环境下Spark-FCM算法的性能，然后对比在集群环境下Spark-FCM算法可扩展性和大数据的适应性。

1.单机环境

在单机环境下（4GB内存），首先测试了Matlab程序的性能，版本为R2015a。Matlab版的FCM程序来自网络，涉及大量矩阵运算。在数据量较小规模的情况下，程序能够较快完成，但随着数据量增大，当数据规模达到300万条（3维）数据时，导入数据长时间没有响应，整个Matlab程序占用内存达2GB，处于死机状态，说明Matlab程序大数据适应能力较差。

本文分别测试了单机环境下随着数据量增长和维数变化算法的性能，试验结果如表3-2所示。通过表3-2可以发现，Spark-FCM算法随着数据量增长近似呈线性增长，算法性能与数据量成正比。同时反映了随着维数的变化对算法性能影响不大，主要原因是随着维数变化，对程序主要数据结构影响有限，Spark-FCM的并行化主要通过水平分割实现，对维数的变化不敏感。

[image: ]


2.集群环境

本文在集群环境下分别测试了算法随数据量和维数变化时的运行情况，实验结果如表3-3所示。算法与单机环境表现出了类似的特征，与单机环境相比，在目前集群配置下，性能提高2～3倍。
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3.5　Spark环境下的高性能OLAP分析查询

3.5.1　相关背景及工作介绍

数据立方体是数据仓库和联机分析处理中的核心，在电力系统高层分析查询中应用广泛。近年来，随着云计算的发展和大数据时代的到来，互联网、物联网和科学领域每天都会产生海量结构化和半结构化的数据，大数据的规模已经给数据存储和数据分析带来了巨大的挑战。随着时间和应用范围的不断扩展，企业收集了大规模数据，如何从这些海量数据中快速有效地获取有价值信息成为亟待解决的问题。利用数据仓库提供的联机分析处理技术，对多维数据进行数据分析、有效的数据泛化和数据挖掘来获取有价值信息。

数据立方体计算是数据仓库实现的一项基本任务，数据立方体的完全或者部分预计算带来大幅提高响应速度，提高联机分析处理的性能，但是需要大量计算时间和存储空间来计算和存储数据立方体单元。目前已有很多关于大数据下的联机分析处理优化方法研究，相关学者提出了基于MapReduce的封闭立方体并行计算方法，研究了一种用于大数据分析的DOLAP技术，采用MapReduce模型实现OLAP操作，Haolap在数据装载方面相比Hive、HadoopDB、HBase、Olap4Cloud略显逊色，但是其OLAP性能明显要优于上述4个系统。针对如何提高OLAP的性能，相关学者提出了基于Hadoop的商立方体和QC-Tree新的构建算法，利用MapReduce并行模型提高算法的并行度并提高构建效率。使用canopy算法对K-means算法进行优化，并在Spark平台上实现Canopy-K-means算法的并行化，并且与Hadoop平台相比基于Spark平台算法并行化效率更高。目前MapReduce、分布式文件系统已经广泛应用到大数据分析领域中，但是鲜有基于Spark的OLAP计算技术相关研究。

Spark是一种类MapReduce开源的基于内存计算的大数据处理框架，利用Spark的快速数据处理能力可以减轻海量数据下数据立方体计算的压力。OLAP技术基于多维数据模型，而这个模型可以看作数据立方体，BUC（Bottom-up construction）是一种自顶向下构造稀疏冰山立方体的算法，算法根据所给定的维进行深度搜索，如果满足最小支持度则继续搜索，反之进行剪枝操作。

本节拟将在Spark平台下实现BUC算法，简称BUCPark（BUC on Spark）算法，并且对于BUCPark算法迭代次数太多性能不足方面进行了改进，提出了一种Spark框架下的分层计算的BUC算法，称为LBUCPark（Layered BUC on Spark）算法。最后对于BUCPark算法和SBUCPark算法在快速数据立方体计算方面进行了算法性能对比分析。

3.5.2　相关理论知识介绍

1.Spark介绍

Spark是伯克利大学推出的开源的基于内存计算的大数据处理框架，创新性地提出了一种新的抽象的弹性分布式数据集。Spark具有MapReduce所具有的优点，与MapReduce不同的是，Spark可以把任务计算中间结果保存到内存中，因此Spark能更好地适用于数据挖掘与机器学习等需要迭代的算法。AMPLabs开发Spark为核心的BDAS时目标就是将批处理、交互式处理、流式处理融合到同一软件栈中，现在Spark生态系统包括SparkCore、SparkSQL、SparkStreaming、GraphX、MLlib等。Spark支持多种编程语言，而且Spark生态圈能够完美兼容Hadoop生态系统中的HDFS和YARN等，使得Hadoop用户能够非常容易地迁移到Spark系统中。Spark需要大量的内存将重复利用的数据缓存到内存中来提高计算效率，因此Spark尤其适合迭代型和交互型的任务。

Spark核心的数据结构是弹性分布式数据集RDD，实现了以操作本地集合的方式来操作分布式数据集的抽象实现，代表一个被分区的只读数据集，与分布式共享内存相比，RDD支持粗粒度的读操作，将作用于RDD的一系列转换操作记录下来构建RDD的继承关系以便进行容错处理。Spark提供了除Map和Reduce操作外更加丰富而简单的创建操作、转换操作、控制操作和行动操作4种类型算子供用户使用。Spark程序开发者可以充分利用这些算子对RDD进行操作，如图3-7所示。图中描述了数据从外部数据空间输入Spark，经创建和转换等一系列RDD操作，最后输出Spark的过程，RDD表示数据缓存在内存。
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图3-7　RDD算子



2.BUC算法

BUC是一种自顶向下计算稀疏冰山立方体的算法。BUC采用了深度遍历的策略，从顶点方体开始向下构造基本方体，逐步完成子立方的聚集计算。BUC使用维度对输入元组进行划分，首先计算出单个维上的子立方的聚集结果，然后再计算两个维属性上的子立方的聚集结果，逐次增加，直到聚集完所有的立方单元。

对于一个由A、B、C这3个维度组成的数据立方体，BUC算法的具体计算过程如下所示。

步骤1：扫描所有元组聚集得到单元（*，*，*）的聚合结果，记为All。

步骤2：从维度A开始扫描，根据维A的值进行分组，不同分组对应维度的不同值。假设分为4组，分别是a1、a2、a3、a4，对于a1分组的元组计数结果即单元（a1，*，*）的聚集结果。

步骤3：以维度B的属性值作为划分条件，假设a1分组满足最小支持度，则在维度B上划分a1分组。假设维度B有3个值b1、b2、b3，根据b1值聚集的结果即单元（a1，b1，*）。

步骤4：以维度C的属性值作为划分条件，假设（a1，b1，*）满足最小支持度，则在维度C上划分（a1，b1，*）。假设维度C有3个值c1、c2、c3，根据c1值聚集的结果即单元（a1，b1，c1）。

步骤5：所有维度划分完毕，算法继续聚集单元（a1，b1，c2）。

步骤6：算法回溯到第四步，依次遍历（a1，b2，*）分组和（a1，b3，*）分组，同时检查最小支持度，直到（a1，*，*）分组的数据全部聚集完成。

步骤7：算法回溯到第三步，依次遍历（a2，*，*）分组、（a3，*，*）分组和（a4，*，*）分组，同时检查最小支持度，直到数据立方体单元全部聚集完成。

3.5.3　基于Spark的BUC算法设计及改进

1.Spark框架下BUC算法设计与实现

本节在Spark集群环境下，对BUC算法进行了分布式实现，简称BUCPark（BUC on Spark）算法。集群依次部署Spark依赖的JDK和Scala环境，最后部署Spark。图3-8为Spark的Standalone模式下的逻辑结构框图。

Spark集群的Standalone模式由Master节点和Worker节点组成，并且客户端与Master通信提交任务，Master节点负责管理整个集群的资源。Worker拥有实际的资源并向Master汇报自身的资源拥有情况，并且Worker负责启动Executor。Driver会提交作业到集群，每个作业在拆分成多个任务后会分发到各个Executor, Executor是执行作业的进程。
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图3-8　Standalone模式逻辑结构框图



（1）数据载入阶段

本课题的任务是利用Spark内存计算框架快速计算数据立方体单元，核心思想是利用Spark将需要迭代的中间数据进行内存缓存来提高计算速度，然后将计算任务分配到各个工作节点，最终汇总结果。

Spark框架中SparkContext实例是用户与Spark集群连接交互的入口，在Spark集群中用户可以从HDFS、S3等分布式文件系统读取数据。读入数据文件后，经Spark算子创建数据RDD，输入数据一般是多维数据，因此不同维度生成的立方体单元数不同，BUC处理树遍历顺序也不同。所以数据载入阶段需要根据输入数据的维度生成遍历顺序。生成遍历顺序后，从HDFS文件系统读取数据文件，并创建顶点立方体All的RDD并保存在内存中作为BUC处理树的根节点。

（2）数据处理阶段

Spark应用程序中，用户程序利用RDD的一系列transformation和action操作来对数据进行转换，而且对RDD的transformation操作是延迟计算的，所有的transformation操作需要等到action操作时才会触发真正的作业并向Spark提交作业。作业提交到集群后，生成具有前后依赖关系的RDD有向无环图。Spark中DAGScheduler负责将用户提交的作业（Job）拆分成不同调度阶段（Stage）的具有依赖关系的任务集（TaskSet），而TaskScheduler负责每个具体任务（Task）的物理调度。

逻辑计算的任务由transformation操作实现完成，根据Spark的特点，BUCPark算法利用键值对的键值来处理立方体计算的分区阶段。BUCPark算法主要由countByKey和filter来完成算法的主要逻辑。算法利用countByKey函数进行聚集操作，然后根据冰山条件对聚集结果进行filter筛选即剪枝操作，filter后结果作为下一轮迭代的输入。根据算法遍历顺序对于需要迭代立方体单元RDD进行cache操作。计算任务结束后BUCPark不负责计算结果的保存，所以利用Spark中saveAsTextFile操作来保存BUCPark计算结果到HDFS文件系统，便于查询检索。BUCPark算法流程图如图3-9所示。

2.BUCPark算法改进

BUCPark算法是按照深度遍历顺序逐个对于方体格的每一个方体进行聚集，而且随着维数的增加需要计算的立方体随之增加，算法的迭代次数和算法的复杂度也会上升。
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图3-9　BUCPark算法流程图



BUCPark将中间结果即需要迭代的立方体单元保存到内存，以便下次迭代时快速进行计算。然而随着维数增加，需要计算的立方体单元数也随之增多，内存中迭代的立方体单元也越积越多且算法迭代的次数会以指数级膨胀，从而导致算法性能下降。为了进一步提高BUCPark算法的性能，结合Spark框架的并行化特点提出了一种分层次计算的BUC算法（Layerd BUC on Spark, LBUCPark）。LBUCPark是在BUCPark算法的基础上对于迭代次序方面进行了改进，并在Spark框架下实现了并行化。

考虑到迭代次数影响BUCPark算法性能的问题，LBUCPark算法采用了分层计算的方法。LBUCPark算法的思想是对于要计算的BUC处理树分层进行计算，即维数相同的属性组合的立方体计算生成一个作业，每一层的聚集结果都会进行剪枝操作作为下一层的输入，从上往下按层计算，直到计算完最后一层。图3-10为3维BUC处理树的LBUCPark算法的作业流图。

LBUCPark算法作业流图相比BUCPark算法要简洁很多。在BUCPark算法下，图3-10中的数字代表算法在立方体计算时候的遍历顺序，即在BUCPark算法下计算3维的BUC处理树时，作业流按照深度遍历数序执行，而LBUCPark算法只需自顶向下逐层遍历。如图3-10中从顶点立方体All开始计算，作业1计算一个维属性组合的立方体单元，对于作业1的输出进行剪枝操作，然后作为2的输入并进行计算。以此类推，直到作业3执行完毕。
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图3-10　LBUCPark作业流



3.BUCPark算法及LBUCPark算法分析

假设算法处理的维度为n, BUC处理树则有2n
 个树节点，其中根节点在不作为立方体节点考虑范围，因此实际计算节点为2n
 -1个。

对于BUCPark算法，n维的BUC处理树需要计算2n
 -1个节点即在Spark环境下需计算2n
 -1个作业，则算法在计算过程中需要迭代次数为2n
 -1次。而LBUCPark算法只需要计算n个作业即可完成2n
 -1立方体单元的计算任务，其中间结果次数也仅为n-1次。因此，LBUCPark算法的迭代次数远远小于BUCPark算法，在n较大时尤为明显。

而待聚集的输入数据规模也会影响算法的性能，假设算法的输入数据维度为n，每个维度属性基数为m i
 （i=1，2，……，n）。BUCPark算法从顶点方体开始计算，在按照深度遍历顺序计算立方体单元时，第j（j=1，2，……，n）个立方体只需要计算m i
 （i=1，2，……，n）个分区的聚集结果。而LBUCPark计算立方体单元时每一层需要计[image: ]
 个分区的聚集结果。随着维度n的增加LBUCPark算法每一层聚集计算的键会出现膨胀，然而在Spark计算框架中，通过分布式计算可以通过集群的特性完成算法计算任务。

3.5.4　实验与实验结果分析

搭建的Spark集群运行在Standalone模式下，集群有1个Master节点和6个Worker节点，通过高速交换机形成一个192.168.1.0网段的内部网络。Spark集群每个节点配置双核，2GB内存，操作系统为Ubuntu12.04。在集群无其他任务运行的条件下进行实验。

本实验的主要目标是测试BUCPark算法和LBUCPark算法的数据立方体计算性能，然后比较BUC算法、BUCPark算法和LBUCPark算法在单机环境下的算法性能，最后分析集群环境下BUCPark算法和LBUCPark算法的性能。实验用Spark框架支持Scala、Python和Java语言编程，由于Spark内核是采用Scala语言编写，所以选择Scala语言编写实现了BUC算法的Spark处理程序。

1.单机环境

首先测试单机环境下BUC算法和Spark单机环境下BUC算法、BUCPark算法和LBUCPark算法的立方体计算性能，对于不同维度的输入数据集进行数据立方体计算然后进行性能对比，以验证BUCPark算法和LBUCPark算法的有效性。BUC算法、BUCPark算法和LBUCPark算法采用Scala语言编程实现。单机内存配置为6GB，输入数据集维度为4维和6维的情况下，从10万条增加到100万条，在最小支持度为100的条件下进行测试，测试结果如图3-11和图3-12所示。
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图3-12　6维输入下BUC、BUCPark和LBUCPark对比



[image: ]
图3-11　4维输入下BUC、BUCPark和LBUCPark对比



从测试结果分析可知，一开始阶段在数据量较小的情况下，BUC算法计算速度要优于并行化实现的BUCPark算法和LBUCPark算法。由于Spark即使在单机环境下也需要申请资源、启动作业、划分任务等，需要花费时间。随着数据量的增大，BUCPark算法和LBUCPark算法的计算性能逐渐体现。当数据的维度增加到6维，BUC算法性能明显下降，而LBUCPark算法的计算性能略逊于BUCPark算法。

2.集群环境

Spark集群有6个Worker节点，测试用数据存储在HDFS文件系统。利用集群分别测试算法在最小支持度、维度和数据集大小分别不同的情况下BUCPark算法和LBUCPark算法计算性能。

在输入数据为1000万条、2000万条和4000万条且输入纬度为4维的情况下，分别测试最小支持度为100时各个立方体单元的计算情况。输入数据维度为4，除了顶点立方体外计算15个立方体单元，实验结果如图3-13所示。
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图3-13　集群环境下BUCPark算法分析



从图3-13中可以看出，第一个立方体单元的计算时间明显大于其他立方体单元的计算时间且耗时平均1分钟左右，这是由于输入数据保存在HDFS文件系统当中，算法需要从HDFS读取数据并进行分区和计算。

在输入数据为1000万条、2000万条、3000万条、4000万条和5000万条且输入维度为4维的情况下，分别测试最小支持度为100和100000时BUCPark算法和LBUCPark算法计算性能。实验结果如图3-14和图3-15所示。

从图3-14和图3-15中可以发现，在输入维度为4维的情况下，LBUCPark算法性能较BUCpark算法提升了近2倍左右，最小支持度对于算法性能影响不明显。而且随着输入数据量增大，LBUCPark计算性能要优于BUCPark。

在输入维度为6维的情况下，输入数据分别为200万条、400万条、600万条、800万条和1000万条，然后测试最小支持度为100和100000时BUCPark算法和LBUCPark算法计算性能。实验结果如图3-16和图3-17所示。

从图3-15和图3-16中可以看出，在输入维度为6维的情况下，随着数据量的增大，LBUCPark算法性能同样优于BUCpark算法。
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图3-14　4维输入下minsup=100的算法性能对比
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图3-15　4维输入下minsup=100000的算法性能对比
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图3-16　6维输入下minsup=100的算法性能对比
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图3-17　6维输入下minsup=100000的算法性能对比



3.6　小结

针对输变电设备状态监测中数据实时处理分析的需求，结合当前主流大数据实时处理技术，利用Spark内存集群计算技术提高数据批处理的效率，加速设备状态评价的计算过程和数据处理的效率。并针对在电力系统中应用广泛的FCM聚类算法进行优化，设计了常用并行分布式矩阵操作，实现了高性能FCM聚类算法。

在Spark计算框架下实现了BUC算法，结合Spark内存迭代计算的特点，极大地提高了数据立方体计算速度。在不同输入维度和不同最小支持度情况下，分析并测试了BUCPark算法，并且提出了一种改进的BUC算法LBUCPark。通过实验表明LBUCPark算法计算性能要优于BUCPark算法，并且Spark可以胜任海量数据的数据分析和数据立方体计算任务。在接下来的工作中将研究更适合数据立方体计算的数据存储模型，以进一步提高LBUCPark算法的性能。


第4章　智能电网多源异构数据分析技术

4.1　多源异构数据

智能电网大数据将囊括系统多个环节和系统外部数据，数据收集传输的方式各不相同，表现出很强的多源异构特性。比如在输变电设备监测中，状态监测与设备状态评估相关的数据来源广、种类繁多。从来源上说，其包括在线监测实时数据、离线检测数据、设备台账信息、预防性试验数据等；从类型上说，其包括结构化数据、半结构化数据和非结构化数据。随着状态监测技术的发展和智能化设备类型与数量的增加，音视频等非结构化数据在数据中的占比进一步加大。此外，大数据应用过程中还存在着对电网系统运行环境相关数据（气象、地理、环境等）的大量关联分析需求，而这些都直接导致了数据类型的增加以及状态评估应用领域数据的复杂度。

因此，通过智能电网建设，电力信息系统已贯穿输变电的各个环节，产生了海量的高维异构数据。对电网系统产生的海量异构数据进行有效存储和高效检索是对其进行分析处理的重要基础。

随着高压、特高压电网及配电自动化建设的不断推进，智能化设备及系统应用数量不断增长，电网设备的部署结构与产生的数据日益复杂庞大。一方面，设备的自身状态和外部环境都会影响系统的运行，迫切需要对输变电设备负载能力、运行状态进行动态评估，以降低故障发生概率及相关风险，减少设备运行维护成本，提高设备净资产收益率；另一方面，由于智能输变电设备数量的不断增长，电网中获取与传输的各类数据也在发生几何级数的增长。这些数据不仅包括了设备异常时出现的各类故障信号，运行过程中设备的各类状态信息，同时还包含了大量的相关数据，如地理信息、气象、视频图像、设备台账、实验数据与文档等。如何将这些多源异构高维的数据资源进行统一的收集、过滤与处理，并对现有的设备状态检测方案进行优化成为新的挑战。此外，基于因果关系的传统设备状态评价方法着眼点为单一设备和少量异常数据，难以实现对大量“数据资产”的综合有效利用以及面向整个电网的准确状态评估和风险预测。

针对多源异构数据的特点，首先要研究数据的存储模式，由于多源异构数据复杂，基于常用用户查询操作的频率，对数据进行分类组合优化存储，减少后续数据分析中由于数据移动造成的性能降低。为了从全景分析和度量系统的特性，需要对多源数据进行综合（融合）查询分析，需要对多个数据源数据连接操作，最终为用户提供统一视图。本节主要研究结合主流大数据平台的高效多源异构数据的存储和融合技术。

4.2　存储优化研究

4.2.1　数据分布优化

当前电力系统中生产运行数据还主要存储在关系型数据库中，比如在输变电设备状态监测数据的存储与查询方面，现有输变电设备状态监测主站系统普遍采用企业级关系数据库进行数据的集中存储，比如Oracle等。由于关系型数据库以及所采用的按行存储模式主要被设计为支持数据记录和事务处理（On-line Transaction Processing, OLTP），并非海量数据分析，在海量数据装载以及查询时性能下降明显，不能很好地适应输变电设备状态监测大数据的准实时处理应用需求。目前，只有少量的监测数据上传到主站系统，大量可能隐含重大价值的数据被丢弃，造成数据的极大浪费。随着光线通信网络的建设，数据传输通道的瓶颈问题将消失，支持更大规模的数据上传到主站系统。

当前并行数据库技术以关系数据库集群的方式来支持海量结构化数据的存储与处理，但与“key-value”数据库相比，这种方式在处理关键字查询时的性能低很多。此外，由于采用了严格的事务处理机制，在监测数据频繁更新的条件下，并行数据库的数据处理效率十分低下。

在分布式数据存储系统的并行查询和处理中，数据的分布策略是一个关键问题，直接影响查询的执行效率。目前，在数据分布策略方面已有大量的研究，提出了许多有效的并行数据分布方法。传统负载均衡系统以及分布式实时数据系统，基于Hash的负载均衡或数据分布方法被广泛应用。为尽量减少节点失效或节点增加时数据的迁移，一致性Hash算法被提出并且广泛应用于各类分布式系统，利用一致性Hash算法解决分布式视频监控系统中负载均衡问题。相关学者在考虑了多副本情况下的均匀分布，提出了多副本一致Hash算法。但上述两种方法并未对数据本身进行区分。设计了一种基于Hadoop的分布式缓存系统，但主要考虑数据从磁盘传输至内存进行缓存，也未考虑数据的相关性。从基于大数据分析的输变电设备负载能力动态评估、输变电设备状态评价、故障预测等高级应用程序的角度考虑，某些监测数据之间具有较强的相关性，这些数据会同时被某一个计算任务所使用，比如来自同一位置的多种监测数据具有较强的相关性，报警时间相近的报警数据也会具有相关性。充分考虑这种相关性，并将其作为数据存储分布的依据，以减少数据使用时在节点间的迁移，提高数据处理的性能。

综合以上分析可以看出，针对输变电设备状态监测大数据管理所面临的存储和快速处理等挑战，Hadoop平台由于在可靠性、高性能等方面的优势，适合作为输变电设备状态监测大数据的存储和处理平台，但鉴于输变电设备状态监测大数据自身的特点，Hadoop在应用时仍有很大的优化余地。

从电力云平台的上层应用程序角度考虑，数据的分布主要受以下因素的影响：①数据需要尽量均匀地分布到集群中各节点，以保持负载均衡；②Hadoop集群中节点故障被视为一种常态，优化数据分布式需要考虑节点失效问题；③为保证数据的可靠性及查询处理效率，需要采取多副本冗余方案；④Hadoop运行环境下，网络传输及磁盘I/O操作是影响整体性能的重要因素，如果能减少无关数据的通信量，将能有效减少数据处理时间。位于同一设备或属于同一条输电线路上的状态监测数据具有相关性，这些数据有可能用于同一个计算任务。以状态监测系统中常用的数据关联查询为例，在执行MapReduce关联查询时，采用标准的Hadoop数据布局方案（未考虑数据相关性），连接操作需要在Reduce阶段完成。在Map阶段，所有数据在多个节点上进行分组排序，之后由Reduce任务的TaskTracker节点通过远程访问的方式进行数据拉取。在这个过程中，可能有大量与最后连接操作无关的数据也在网络中被复制和传输。如果在数据上传时根据数据的设备属性将同一设备的数据尽量存储在相同节点上，则可以在Map阶段完成连接操作，省去Reduce阶段的数据通信，使整体执行效率得到提高。

根据以上对数据布局影响因素的综合分析，对Hadoop的数据布局进行了优化，提出基于数据相关性的多副本一致性Hash存储算法（Data Correlation Based Multi-copy Consistency Hash Algorithm, CMCH）。该算法的基本思想是：将相关的数据尽量集中存储，在数据查询和分析时，将主要工作放在Map端执行，以减少由Map到Reduce中间过程网络通信负载，从而提高整体查询和分析性能。每一种类型的监测装置所获得的监测数据可能具有不同的数据类型和格式，但它们的共同特点是均具有时空特性，即每个传感器采样数据均对应于一个具体的采样时间和一个具体的采集地点，这构成数据查询和分析时最常使用的关键字。由于Hadoop默认将数据存为3个副本，以提高数据存储的可靠性，算法考虑3方面的相关性：监测装置位置、数据采集时间和自定义相关性。利用一致Hash方法，将数据的第一个副本按照采集装置ID进行Hash映射；将数据的第二个副本按照采集时间戳进行Hash映射；将数据的第三个副本按照自定义相关系数进行Hash映射，以满足不同查询和数据分析需求。这里相关系数作为监测数据的一个属性，根据上层查询分析应用的需求，可以将用于同一种应用程序的不同来源监测数据赋予相同的相关系数，以实现自定义的相关数据的集中存储。算法中需要构建Hash环，Hash环配置如图4-1所示。

CMCH算法流程描述如下所示。

（1）监测数据的相关系数以及冗余的副本数量可通过配置文件预定义，这里冗余副本数量定义为3。

（2）计算集群中每个数据节点（DataNode）的hash值，并将其配置到一个0/232
 的圆环（哈希环）区间上。

（3）根据监测数据的时空属性以及相关系数计算数据的hash值。在云平台下存在数据的多个副本。对第1份副本数据①，根据数据的来源，即监测装置ID，计算hash值1，将其映射到哈希环上；对第2份数据②，根据监测数据的时间属性，即采集时间戳，计算其hash值2，并将其映射到哈希环上；对第3份数据③，根据数据的相关系数，计算其hash值3，并将其映射到哈希环上。如果需要更高的存储可靠性，配置了大于3的副本数量，则交替按照上述3种方式计算其hash值i，并依次映射到哈希环上。

（4）根据数据hash值和数据节点hash值确定数据的存储位置。在图4-1中按顺时针将数据映射到距离其最近的数据节点上（数据1放至A）；对于冗余副本，跳过顺环最近的节点，顺时针选取就近的新节点。

（5）若数据将存放的节点出现空间不足等异常情况，则跳过该节点以寻找下一个存放节点。
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图4-1　CMCH算法示意图



4.2.2　数据块尺寸调优

HDFS中默认数据块大小为64MB，远远大于物理磁盘的块大小（通常512B或4KB）。这样设计的原因是HDFS的主要目标是存储较大体量的文件。对HDFS文件进行访问时，访问时间主要包括两部分，即寻址时间和数据传输时间。访问的性能通常使用文件传输效率来计算。文件传输效率effect可以使用公式（4-1）表示。
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式中：trans＿time表示传输时间，可以用公式block＿size/speed计算；speed表示传输速度；block＿size表示数据块大小；seek＿time表示文件系统寻址时间。

从公式（4-1）中可以看出，文件传输效率＜1。在数据布局和索引方法确定的情况下，文件系统寻址时间和网络传输速度通常是确定的值，因此，提高文件传输率应增加数据块的大小。在HDFS中，可通过设置dfs.block.size参数进行设置。但是数据块过大会引起负载均衡性的下降，这需要根据接入系统的数据规模综合考虑传输率和负载均衡因素，调整数据块的尺寸。

4.2.3　Hadoop集群网络拓扑规划

在进行数据读取时，名字节点（NameNode）会根据DataNode与客户端（Client）之间的距离对多个DataNode进行排序后返回给Client，以便从最近的节点读取数据。Hadoop中网络节点呈树状结构，树中每棵子树的根节点通常是连接计算机的交换节点（交换机），两个节点之间的距离定义为一个节点到达另一个节点所经过的跳数，如图4-2所示。在图4-2中，datanode1和datanode2位于同一个机架内，之间通过交换节点E3连接，之间的距离为2；datanode1和datanode3位于同一机房内的相邻机架上，经过2级交换，之间的距离为4；而datanode1和datanode4位于不同的机房，经过3级交换，之间的距离为6。
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图4-2　Hadoop集群示例及对应树状图



Hadoop的默认配置认为所有的节点均在一个机架中，因此需要根据实际集群的配置情况，将集群节点的网络拓扑传递给Hadoop，才能使Hadoop调度器选择合理的DataNode进行数据读取和写入。网络拓扑结构可采用脚本代码的形式传递给Hadoop。表4-1给出了一个描述图4-2中网络拓扑的脚本代码，输入参数argv[1]为IP地址，返回值为与IP地址对应的网络位置。
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4.3　并行数据融合算例分析

4.3.1　多数据源并行连接查询

1.查询需求和数据描述

输变电设备状态监测系统需要对在线监测的多种设备以及线路参数根据监测设备ID、采样时间等条件进行综合查询。综合查询涉及设备台账数据（名称、运行时间、安装地点等）、本体参数（直径、密度、粗糙度等）、监测数据（导线温度、载流量、拉力等）、环境数据（环境温湿度、气压等）、地理信息数据（海拔、经纬度等）等多数据源，这需要将不同的数据源进行数据连接。多源数据通常来自于不同的文件。以输电线路状态监测数据分析为例，作者的课题组所研发输电线路监测综合监测装置能够对绝缘子泄漏电流、导线张力、导线电流、导线温度、微气象等数据进行统一的数据采集并上送，如图4-3所示。在绝缘子异常、导线接头过热或塔身失衡的情况下能进行相关的信息报警。线路管理人员在异地监控室内就可监测到远方绝缘子、导线和铁塔的运行参数。
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图4-3　在铁塔上部署的输电线路综合监测装置



以泄漏电流综合查询为例，查询涉及3个数据文件：设备台账数据文件，其格式如表4-2所示；绝缘子泄漏电流数据文件，其格式如表4-3所示；环境数据文件，其格式如表4-4所示。
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综合查询需要生成综合监测装置在2013年11月9日20：12至20：15综合监测数据，即获得带有设备信息和环境信息的监测数据列表，这需要将3个数据文件进行连接处理，才能获得满足要求的列表，满足预期的结果如表4-5所示。所设计的连接查询算法同样可适用于更多张表的连接查询操作。

[image: ]


2.基于CMCH的多数据源并行连接查询算法

我们所涉及的连接查询算法是一个在Map端执行的并行过滤连接查询算法，算法的主要思想是，在Map阶段完成数据的过滤及连接过程，避免进行Reduce阶段，从而节省网络传输开销，提升查询处理性能。算法执行的前提是数据已经按照4.2.1小节所描述的基于数据相关性的多副本一致性哈希算法进行了数据分布，从而使连接时所需要的数据聚集到了同一个数据节点。连接查询算法流程描述如下所示。

（1）根据用户提出的查询条件，对数据进行过滤，去除不满足条件的数据。

（2）根据连接查询需求，设定连接组键（Groupkey）；连接组键可以是监测装置ID、时间戳或者相关系数。

（3）对各数据源的每条记录进行标记，可采用数据文件名作为标签进行标记。

（4）根据groupkey将相同属性值的记录划分到一组，并进行数据连接。

如图4-4所示，数据在优化分布后，连接查询的Map过程中的过滤、标记设定、分组排序、连接等操作在本地节点进行，连接查询的结果输出到HDFS文件系统。

3.算法性能分析

由于相关数据聚集，查询算法避免了从其他数据节点进行数据拉取，节约了网络通信开销，查询性能得到有效提升。在未优化的标准Hadoop平台上，每个数据文件都按固定尺寸进行数据分块，并以数据块为单位随机选择数据节点进行存储分布，因此查询中所需数据是随机分布在不同数据节点上的。在使用MapReduce框架进行并行查询程序设计时，节点间需要进行大量数据通信。下面简要分析在未进行存储优化连接查询时的网络通信数据量。假设Hadoop集群节点数量为N，查询任务在节点i上执行Mapi
 任务时所使用的数据块数量为a i
 ，数据的副本数为B，则Map i
 所需要的a i
 个数据块刚好都在本地的概率可表示为pi, all
 =（R/N）ai
 ，此时不需要拉取其他节点上的数据，网络通信量为0；Map i
 所需的数据块中有k个块在本地的概率为pi, k
 =（R/N）k
 ，则需要拉取的数据量为a i
 -k个数据块；因此，Map i
 执行时的网络通信量可表示为如下的概率平均值：
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图4-4　数据优化分布及Map端连接模式流程图



假设有M个任务节点参与计算任务，则总的网络通信量可表示为
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可以看出，网络通信量随节点数量N增长而增长，N越大，相关数据聚集性越差，算法性能越差。数据备份的数量对算法的性能也有影响，数据备份数量越多，数据聚集性就越好，算法性能会有所提升，但是数据备份数量受系统数据容量以及数据一致性等各方面的影响，不能取太大，Hadoop默认值为3。另外，数据块的大小对网络通信量也有影响。公式（4-3）是以数据块为单位衡量网络通信开销，因此数据块越小，网络通信开销就越小，但数据块的大小通常需要根据文件传输率、负载平衡等多种因素折中考虑。

4.3.2　多通道数据融合特征提取

1.多尺度多变量样本熵

伴随多传感测量技术广泛应用于各种电力设备状态监测，海量同步观测的多通道数据序列被采集并保存。这些同步的多通道数据序列内或序列间动态相互关系蕴含着丰富特征信息，能更全面地反映电力设备运行状态，虽然目前学界对这种动态相互关系并没有严格意义上的定义，但在不同的应用背景下研究者已提出了多种评价方法。其中，2011年由Ahmed等人提出的多尺度多变量样本熵（Multiscale Multivariate Sample Entropy, MMSE）从复杂度、互预测性以及长时相关性等多角度对多通道时间序列的动态相互关系进行了评价，为研究者展现出其内在非线性耦合特征，目前已在物理、生理等学科多个领域中获得应用，如三维风速数据分析、心跳和呼吸序列分析等，显示了其潜在的理论和应用价值。

本算例应用MMSE对6通道同步采集的变压器振动信号数据进行数据融合特征提取。当数据量呈现海量时，MMSE算法执行速度较慢。在Hadoop平台下，基于CMCH算法设计并行化的MMSE算法，加快特征提取速度。

2.基于CMCH的MMSE并行算法

原始采集数据按照通道独立存储于多个文件中。本算例中的6通道变压器振动信号分别存储于6个文件中，文件中的每段信号带有时间戳。文件上传至HDFS后被分块，并根据机架感知策略随机分布到多个数据节点上。由于未考虑数据相关性，在一次MMSE计算任务中使用的同步多通道信号可能被分配到不同的节点，因此，并行化的MMSE算法只能采用在Map端对数据进行数据过滤，并将各段信号通过网络发送给Reduce端进行MMSE求解的计算模式，其数据分布和并行计算过程如图4-5所示。每个通道文件被划分成多个分段，分布存储于多个数据节点上。图中相同编号的小圆代表同步采集的具有相同时间戳的信号片段，会在同一个MMSE的计算任务中使用。MMSE的计算在Reduce阶段完成，计算结果（多尺度多变量样本熵）输出到HDFS中保存，图中以带编号的小方格表示。
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图4-5　未优化前数据分布及Reduce端特征提取流程



应用4.2.1小节所提数据优化分布算法对同步采集的多通道数据进行重新分布，利用数据的时间相关性，将采集时间戳作为key计算Hash存储位置。优化分布使同步数据聚集，并行程序在Map任务中即可完成MMSE计算任务，数据分布和计算过程如图4-6所示。
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图4-6　优化数据分布及Map端特征提取流程



基于CMCH的Map端多尺度多变量样本熵并行算法流程描述如下所示。

（1）根据MMSE计算任务时间，对数据进行过滤，去除不满足时间条件的数据。

（2）将时间戳作为主groupkey，对每条记录进行标记。

（3）根据groupkey将相同属性值的记录划分到一组，并调用MMSE算法过程。计算结果输出到HDFS。

MMSE算法流程描述如下所示。

设原始p维（通道）时间序列为｛x k, i
 ｝N
 i
 =1，k=1，2，……，p，其中每维序列有N个点。首先对预先给定的尺度因子ε构建多变量粗粒化时间序列｛yε
 k, j
 ｝，即

[image: ]


式中：1≤j≤N/ε；k=1，2，……，p。

当ε=1时，序列｛yε
 k, j
 ｝就是原始时间序列。

（1）根据多元嵌入理论，预设参数嵌入矢量M=[m 1
 ，m 2
 ，……，m p
 ]，时间延迟向量τ=[τ1
 ，τ2
 ，……，τp
 ]，利用序列｛yε
 k, j
 ｝构建N-n个复合延迟向量[image: ]
 ，即
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式中：i=1，2，……，N-n；n=max｛M｝×max｛τ｝。

（2）定义Y m
 （i）和Y m
 （j）之间的距离为d[Y m
 （i），Y m
 （j）]，即
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（3）对于给定的阈值r，对每个i值计算事件P i
 ：d[Y m
 （i），Y m
 （j）]≤r（j≠i）出现的概率[image: ]
 ，此概率表示了所有Y m
 （j）与Y m
 （i）（i≠j）的关联程度，同时表示了序列｛Y m
 （j）｝的规律程度。

（4）求Bm
 （r）对所有i的平均值，即
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（5）扩展第（2）步中的m为（m+1），重复步骤（3）～（5）得到Bm+1
 （r）。

（6）最后计算多尺度多变量样本熵为
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4.3.3　实验与结果分析

1.Hadoop云计算实验平台搭建

本实验搭建了由10个节点（服务器）组成的Hadoop集群，每个节点的配置为4核CPU（Intel Core i5），主频2.60GHz，8GB RAM内存，1TB SATA 7200rpm硬盘（64MB缓存），配备千兆以太网用于集群节点的互联。节点操作系统使用Ubuntu，并安装Apache Hadoop云计算平台。选择1个节点作为主控节点（运行Jobtracker和Namenode），1个节点作为客户端，另外8个节点作为存储和计算节点（运行Tasktracker和Datanode）。数据块的大小设置为64MB，每个计算节点分配3个Map计算任务槽和1个Reduce计算任务槽（总数对应于4个CPU内核）。使用TestDFSIO对集群的整体I/O性能进行了基准测试。

2.多数据源连接并行查询实验

为了测试存储优化后多数据源连接查询算法的性能，本文和目前稳定版本的Hadoop平台（Version 1.0.4）所提供的Reduce端连接查询处理算法做了对比试验。

实验使用了作者课题组所研发的“输电线路在线监测与诊断系统”中存储的真实数据集，数据集的具体情况如表4-6所示。
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为了验证基于CMCH的多数据源并行连接查询算法在不同查询需求下算法的执行性能，选择了3种典型连接查询需求进行运行测试，记录运行时间：①全连接查询（不设置查询条件），根据设备ID对设备台账数据、泄漏电流数据和环境数据进行连接，查询所有设备的综合信息；②以设备为查询条件，查询设备ID在某个范围内的监测综合信息；③以时间为查询条件，查询满足指定时间范围内的监测综合信息。这3类典型查询的类SQL语言描述如表4-7所示。

[image: ]


实验4-1　连接查询运行时间变化趋势实验。验证基于CMCH的多数据源并行连接查询算法执行时间与数据规模的关系。在数据集中选取不同规模的子数据集，从50万条记录递增至数据全集（13.76M条），综合查询算法运行时间如图4-7所示。随数据规模增长，查询运行时间增长平缓。由于对数据存储布局进行了优化，综合查询过程在Map过程中完成，查询时间基本不涉及网络通信开销，查询性能稳定。
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图4-7　多数据源连接查询运行时间趋势



实验4-2　运行时间对比试验。分别使用基于CMCH的多数据源并行连接查询算法和标准Hadoop平台下Reduce端连接查询处理算法对数据全集（13.76M条）进行连接查询，对比运行时间，实验结果如图4-8所示。基于CMCH的多数据源并行连接查询算法在进行全连接查询、以设备为查询条件和以时间为查询条件的连接查询时，运行时间仅为标准Hadoop平台上运行时间的33.1%、32.6%和31.9%。性能提升的主要原因在于优化布局后使多数据源相关数据聚集，在Map任务中在本地就能完成数据连接，省去了由Map端到Reduce端的数据传输，同时减少了磁盘I/O以及Reduce任务的启动开销。

3.MMSE并行计算实验

本实验使用的数据集是在实验室对一台三相绕组变压器使用6个ICP型加速度振动传感器（100mV/g），按照10240Hz采样频率采集的6通道同步振动数据。数据按照通道独立存储于6个文件中，单个文件大小约为6.5MB（含81920个采样点）。由于样本数量限制，为了验证基于CMCH的多通道数据融合并行特征提取算法在处理较大规模数据时算法的性能，对数据集进行了复制，使单个文件达到650MB，总体规模达到3900MB（3900=650×6）。
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图4-8　运行时间对比试验结果



实验4-3　数据上传实验。验证优化存储策略对数据上传速度的影响。本实验分别使用标准Hadoop默认的随机选择数据分布策略和CMCH算法，将数据集从客户端本地文件系统上传至HDFS。数据集的规模从1个文件（650MB）递增至6个文件（3900MB），上传过程运行时间变化趋势如图4-9所示。实验结果表明，两种情况下数据传输时间均随数据规模增长基本保持线性增长，数据传输率稳定。优化存储策略对数据上传速度有微小的影响，上传过程运行时间较随机分布情况下略长，传输率略有下降。使用CMCH算法数据传输率平均值为19.7Mbps，标准Hadoop平台下数据传输率平均值为21.3Mbps。造成这种情况的主要原因在于优化布局需要额外的处理时间完成数据节点的选择，而原始Hadoop平台采用随机分布的策略。
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图4-9　数据上传运行时间趋势对比



实验4-4　运行时间趋势实验。验证基于CMCH的Map端MMSE并行计算时间。本实验选择5210个采样点（进行0.5s数据采集）作为样本信号长度，计算MMSE。多尺度因子ε分别取8和15，嵌入维数向量设置为M=[2，2，2，2，2，2]，时间延迟向量τ=[1，1，1，1，1，1]，阈值参数r=0.45。数据集共包含1600条样本信号（3900MB）。实验样本数据规模从200条逐渐增加至1600条，算法运行时间变化趋势如图4-10所示。由实验结果可以看出，MMSE求解时间随数据规模增长运行时间增长平缓，数据处理速率有所提升，表明设计的算法适合处理较大规模的数据。MMSE计算过程在Map过程中完成，整体运行时间基本不受网络通信带宽影响，算法性能稳定。
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图4-10　基于CMCH的Map端MMSE运行时间趋势



实验4-5　运行时间对比实验。选取不同规模的样本数据集，200条递增至1600条样本，对比基于CMCH的Map端多通道数据融合并行特征提取算法运行时间和在标准Hadoop平台下Reduce端特征提取算法的运行时间，结果如图4-11所示。由于数据优化分布节约了大量的网络通信并省去了Reduce任务过程，优化后的特征提取运行时间仅为标准平台下运行时间的35%左右。
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图4-11　MMSE运行时间对比



4.4　多维数据连接技术

在智能电网大数据中，数据通常包含多个维度，而用户在分析时需要从不同的维度或视角对数据进行组合分析，而对多维数据高效分析，常用的工具称为联机分析处理（On-Line Aanlytical Processing, OLAP）系统。

自1993年数据库专家E.F.Codd提出联机分析处理OLAP的概念以来，OLAP获得学术界和产业界的广泛关注，并取得了大量研究成果，创造了一个每年几十亿美元的商务智能市场。但据BI SURVEY调查数据显示，在所罗列的OLAP产品的15个问题中，“性能太差”排在第一，而且用户关于性能的抱怨以很大的比例逐年上升。OLAP虽然采用了各种各样的优化策略，如实体化视图、预建索引、数据聚簇存放等，查询性能在一定程度上得到了提高，但仍然无法满足用户的需求，更难以支持复杂的基于用户驱动的规划类应用，例如What-if假设分析。

因此，如何提高OLAP系统的性能，成为学术界和工业界广泛关注的一个关键问题。造成OLAP性能较低的主要原因包括以下几个方面。

随着时间和应用范围的不断扩展，以及互联网、物联网等的广泛应用，企业收集了海量的数据，OLAP需要处理的数据量越来越大（Big Data）；用户的查询越来越复杂，OLAP需要经过大量的计算才能获取满足用户要求的查询结果；随着物联网、智能电网及云计算等技术的不断推进和发展，对OLAP技术提出了新的挑战。

另外，传统OLAP分析使用的是具有一定滞后性的历史数据，在当今瞬息万变的市场经济中，如何快速把握稍纵即逝的商业机会，企业决策者需要分析最新的数据或者实时数据，OLAP需要具有实时性；物联网、智能电网等技术的迅速发展，需要OLAP系统对某些事件快速做出反应，OLAP不是被动地处理查询，而是主动响应某些紧急事件，OLAP需要具有主动性；同时，像What-if分析等基于用户驱动的规划类查询（Driver-based Planning）需要大量实时计算，OLAP需要具有很强的计算能力。因此，近年来一些学者提出了实时或主动OLAP的概念（Real Time or Active OLAP），实时OLAP需要分析实时数据和完成实时计算，对OLAP的性能提出了更高的要求。而面对数据密集和计算密集的OLAP系统，实现对实时数据的实时分析是非常有挑战性的工作。

OLAP是数据仓库中最主要的应用之一，用于支持复杂的分析操作，提供对决策或高层管理人员的数据支持，是一种重要的知识发现方式。传统的OLAP系统利用周期性更新的数据静态计算整个Cube或者部分Cuboid，以保证用户查询性能。然而，随着人们对实时数据交互分析需求的提高，RTOLAP（Real Time OLAP）技术获得了广泛关注，RTOLAP要求对实时数据进行实时分析，而不是预计算。对实时数据实时计算，需要高性能计算平台的支撑，从而使当前流行的内存计算技术有望成为支持RTOLAP的有效方式。内存计算也将成为最终跨越大数据计算性能障碍、实现高实时高响应计算的最有效的技术手段之一。

Spark是UC Berkeley AMP实验室开发的开源类Hadoop MapReduce的通用内存并行计算框架，但不同于MapReduce直接读写磁盘，Spark Job中间输出和结果可以保存在内存中，从而不再需要读写HDFS（分布式文件系统），因此Spark能更好地适用于数据挖掘与机器学习等需要多次迭代的MapReduce算法。Resilient Distributed Dataset（RDD）弹性分布式数据集是Spark的最基本抽象，是对分布式内存的抽象使用，实现了以操作本地集合的方式来操作分布式数据集的抽象实现。RDD也是Spark中核心的数据结构，它表示已被分区、不可变的并能够被并行操作的数据集合，不同的数据集格式对应不同的RDD实现。RDD必须是可序列化的，RDD根据需求可以将数据缓存到内存中，每次对RDD数据集操作之后的结果也可以存放到内存中，后续操作可以直接从内存中输入，避免了像MapReduce那样需要大量的磁盘I/O操作，从而提高性能。Spark在数据分析领域获得了广泛关注，应用领域包括频繁相集的计算、RDF数据处理、文本数据分析、实时图像处理等。

星型连接是OLAP系统中核心和基础的操作之一，对OLAP系统的整体性能具有较大的影响。星型连接通常涉及事实表和多个维表的连接操作，事实表主要由对应维表的外键（di
 ）和测度列（ci
 ）组成，比如SSB（Star Schema Benchmark）数据集的星型模型，此模型包含1个事实表（lineorder）和4个维表（customer、supplier、ddate、part）。同时，SSB也提供了13个标准的针对OLAP的查询语句，供相关人员测试使用。

在Spark环境下，常用的连接算法包括广播（Map-side）连接和重划分（Reduce-side）连接两种，然而这两种算法应用于星型连接时将面临严重的性能挑战。在星型连接中，虽然维表的大小相对事实表较小，但如果将所有维表广播到所有节点，需要大量的网络通信带宽和较大的内存开销，且不具有良好的适应性和扩展性。采用重划分连接（Spark中的join算子），利[image: ]
 的方式，由于事实表很大，将造成庞大的中间结果和事实表数据移动，性能也很难提升。因此，如果在星型连接中可以尽量避免事实表的数据移动，同时广播较小的数据量，则有助于提高星型连接的性能。

在星型连接中很重要的一个步骤是根据维表去过滤事实表，通常将维表构建为一个Hash表（Hash连接）。然而Hash表需要占用较大的存储空间，当广播到所有节点时，产生大量的通信I/O，造成效率低下的后果。相对于Hash表，Bloom Filter是一种实现快速查找算法的数据结构，其主要存储空间为位向量，从而具有很小的存储空间要求。因此可以利用Bloom Filter以广播方式实现事实表的过滤操作。

在星型连接中，过滤条件大多在维表上，对过滤后的维表构建Bloom Filter，并将这多个标准Bloom Filter构建为多维Bloom Filter，再将其广播到所有节点，实现对事实表的本地过滤，将过滤后的事实表和过滤后的维表连接，从而保证具有较高的执行效率。此算法称为Spark环境下的基于多维Bloom Filter的星型连接算法（SMDBFSJ）。算法结合了广播连接和重划分连接的优势，避免了广播维表的通信和存储代价；通过在本地节点对事实表过滤，避免事实表数据移动，减小了中间结果。并且，SMDBFSJ算法借助Bloom Filter数据结构可以适应数据量很大的表之间的连接操作。实验效果表明，在单机和集群环境下算法比重划分连接性能提高3倍左右。

4.4.1　连接操作

连接操作作为数据处理中重要的基础操作，在Spark中提供了相应的支持。在Spark中常用的连接算法包括Map-side连接（广播连接）和Reduce-side连接（重划分连接）。

Map-side连接适用的场景是一个大表和一个小表的连接操作，其中，“小表”是指文件足够小，可以加载到内存中。该算法可以将join算子执行在Map端，无须经历shuffle和reduce等操作阶段，因此效率非常高。

Reduce-side连接应用在两个表的数据非常大，难以将某一个表存放到内存中的情况下，Reduce-side连接是一种解决思路。该算法需要通过Map和Reduce两个阶段完成，在Map阶段，将key相同的记录划分给同一个Reduce Task（需标记每条记录的来源，便于在Reduce阶段合并），在Reduce阶段，对key相同的进行合并。

而星型连接是一种特殊的连接，涉及一个很大的事实表和多个较小的维表连接，其经典结构如图4-12所示。
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图4-12　SSB数据集



由于连接操作的重要性，相关学者研究了Spark环境下的等值连接情况，算法首先将事实表在连接属性上进行以数据块为单位的去重，然后将按块去重后的事实表与维表进行预连接，预连接通过将去重后的事实表和维表基于一致性哈希的原理进行划分，使之在集群中并行完成，算法需要对事实表预处理，不可避免地造成事实表数据移动，从而影响性能。

在Hadoop环境下的并行星型连接算法获得了广泛的关注，有效地提高了算法的并行度和单节点的处理能力。根据维表将事实表划分为不同的片段，实现分段处理，从而提高并行度。文献结合缓存特性，对事实表和维表进行划分，提高单个节点的缓存特性和吞吐率。基于列存储结构，将星型连接进行划分，每个维表单独与事实表不同的列连接，然后再生成最终结果。但Hadoop与Spark运行特点不同，上述算法不能直接应用于Spark环境，而且这些算法并没有考虑Bloom Filter数据结构。本文提出了在Hadoop环境下的Bloom Filter连接算法，通过快速过滤连接操作产生的中间结果，提高连接算法性能，但此方法没有考虑Spark环境和星型连接的特殊性。

4.4.2　多维Bloom Filter

1.标准Bloom Filter

Bloom Filter是由Bloom在1970年提出的一种基于多哈希函数映射的快速查找算法。通常应用在一些需要快速判断某个元素是否属于集合，但是并不严格要求100%正确的场合，在大数据时代，Bloom Filter以其占用空间小且可以表示大数据集而具有广阔的应用场景，比如应用在大规模网络数据过滤、大数据连接算法中等。

通常情况下，一个空的Bloom Filter是由m位组成的二进制向量，所有位初始值为0。其原理是通过k个不同的Hash函数将一个元素随机地分布到k个位置。向Bloom Filter中添加元素的过程是通过计算该元素的k个Hash值，得到k个位置，将这些位置值设为1。查询一个元素时，计算该元素的k个Hash值，并判断向量中对应位置的值是否为1，如果所有位都是1，则该元素在集合中（有可能存在误判），但如果有一位为0，则表明该元素一定不在集合中。Bloom Filter的插入和查找过程如图4-13所示。
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图4-13　Bloom Filter的插入和查找过程



在Bloom Filter中，Hash函数的性能和分布情况对Bloom Filter影响很大。MurmurHash是一种非加密型哈希函数，适用于一般的哈希检索操作。其由Austin Appleby在2008年发明，并出现了多个变种，且已经发布到了公有领域（Public Domain）。与其他流行的哈希函数相比，对于规律性较强的key, MurmurHash的随机分布特征表现更良好。在星型连接中，维表的key具有很强的规律性，因此在Bloom Filter中选择MurmurHash函数。

2.多维Bloom Filter

单个Bloom Filter只能用于表示查询具有单个属性的规则集合，在星型连接中，需要对多个属性同时进行高效过滤。本文针对多维元素的表示和查询，提出多维Bloom Filter（MDBF）。

MDBF由和元素维数相同的多个普通Bloom Filter组成，直接将多维元素的表示和查询分解为单属性值子集合的表示查询，每个普通Bloom Filter表示查询元素的某一维属性。进行元素查询时，通过判断多维元素的各个属性值是否都在相应的Bloom Filter中来判断元素是否属于集合，其运行过程如图4-14所示，判断事实表中的记录是否满足维表过滤条件，需要判断属性值d1
 、d 2
 、d 3
 经查询是否在对应的属性子集合都命中。

[image: ]
图4-14　MDBF的查找过程



MDBF有4个参数｛n, m，k, L｝，n表示数据集中元素的个数，m表示存储空间的位数，k表示每一维布隆过滤器所使用的哈希函数的个数，L表示元素的维数。在MDBF中，每个普通Bloom Filter使用相同个数和类型的Hash函数。

MDBF实现简单，而且误判率更低，只有所有维度的属性值均出现误判时，才会导致元素误判，是一种对多维属性同时过滤的有效方式。

4.4.3　基于MDBF的星型连接算法

1.算法实现过程

星型连接一般由一个事实表和多个维表组成，维表大多数情况下提供过滤功能，过滤后的事实表将显著减小，比如SSB数据集提供的13个标准查询中，事实表的选择率如图4-15所示。
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图4-15　SSB标准查询中的事实表选择率



从图4-15中可以看出，大多数查询选择率都比较低，即使选择率最高的Q3.1也只有0.034（≈1/30）。因此过滤后的事实表将显著减小，从而减少重划分连接过程中的通信和内存需求，有助于提高星型连接的效率。利用MDBF可以高效地完成对事实表的过滤操作，也就是提出的SMDBFSJ算法。

其算法的核心流程如下所示。

（1）首先对所有维表过滤，并根据过滤后的结果构建MDBF。

（2）将MDBF以广播的方式传输到各个节点，并对事实表在本地进行过滤。

（3）过滤后的维表与过滤后的事实表连接，并输出最后结果。

算法对应RDD的DAG图（无回路有向图）如图4-16所示，图中的数字表示算法执行的过程。

下面以SSB数据集中的Query 4.1为例来说明算法的执行过程，选择4.1查询是因为该查询在所有查询中具有相对较高的查询选择率，Query 4.1查询去掉聚集操作后可以表示为：
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图4-16　SMDBFSJ算法的DAG图
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首先，根据准确率的要求和维表的大小n i
 确定Bloom Filter的大小m和Hash函数的个数k。

然后，根据不同维表查询条件过滤维表σφ
 （Dim i
 ），并构建MDBF｛max（n i
 ），m, k，｜Dim｜｝，其中max（n i
 ）表示最大维表的个数。此步骤可以利用Spark的filter转换和foreach动作完成。

将MDBF添加为广播变量，并广播到所有节点，利用Spark的broadcast操作完成。

接着，读取事实表，并利用MDBF对其进行过滤，对事实表的每一条记录中不同的连接属性分别计算其多个Hash值，读取对应不同位置的位向量值，并进行“与”运算，如果最终结果均为1，表示此条记录满足条件，否则不满足。

其详细执行过程可参考图4-16。

最后通过重划分连接，获取需要选择的字段c＿nation、d＿year、lo＿revenue和lo＿supplycost，并输出最终结果。

形式表达如公式（4-9）所示。
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由于在Query 4.1中最后选择的字段没有来自part表的字段，所以在此阶段也没有必要与part表进行连接操作。

在构建Bloom Filter的过程中，为避免维表数据移动，在每个节点分别构建，并在本地进行填充，然后再将填充后的Bloom Filter在Driver节点汇总，从而避免维表数据移动。

算法的源程序如下：
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2.性能与正确性分析

通常情况下，Bloom Filter的长度以如下方式确定。在Bloom Filter中，查找结果错误的概率可以表示为：
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式中：k表示Hash函数的个数；n处理数据集中元素的个数，假定在Bloom Filter的长度为m的情况下。

为了使错误的概率最小，使右边最小化需要满足k=ln2×m/n，则上述公式可以调整为
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因此，在n和k确定的情况下，可以确定m的大小。假设错误率要求＜0.01，在k=8时，则m应大概是n的13倍。比如100万条记录的表表示为Bloom Filter后的大小约为1.6MB。

而MDBF的误判率，在多个标准Bloom Filter一致的情况下可以表示为
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式中：｜Dim｜表示维表的个数。

因此，MDBF具有更低的误判率，并且维数越高，误判率越低，从而可以进一步减小Bloom Filter的大小、较少数据的传输量和存储空间。

SMDBFSJ算法的主要代价由网络I/O代价和磁盘I/O代价决定。网络I/O代价主要由广播MDBF和过滤后的维表、事实表的重划分连接组成。每个节点的网络I/O可以表示为
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式中：c表示集群中节点的数量；Fact filtered
 表示经过MDBF过滤后的事实表。

相对于广播连接需要广播所有维表，而SMDBFSJ算法广播的是MDBF，并且通常情况下sum（size（Dim））≥size（MDBF）。所以，广播连接仅适用于维表很小的情况下，在大数据环境下很难适用。

相对于重划分连接，每个节点的网络I/O大约可以表示为
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针对星型连接查询的特点size（Fact）≥size（Fact filtered
 ），而广播的MDBF又具有较小存储空间的特点，所以SMDBFSJ算法的网络I/O远小于重划分连接。

下面以SSB数据集在SF=1的情况下Q4.1查询为例，比较3个算法的网络I/O。

广播连接每个节点的网络I/O为过滤后的所有维表的大小之和，表示为（维表根据SSB生成结果计算）：228KB+17MB×2/5+828KB×1/5+3MB×1/5≈8MB。重划分连接的网络I/O约为（依据公式（4-14）计算）：（560MB+8MB）/10×4≈227MB。而SMDBFSJ算法约为（依据公式（4-13）计算）：122KB+（560MB×0.016+8MB）/10×3≈5MB，并且随着维表增大，SMDBFSJ优势会更加明显。

磁盘I/O代价对广播连接主要是访问一次事实表（维表的I/O忽略）size（Fact）的代价，而重划分连接约为｜Dim｜×size（Fact），SMDBFSJ算法的代价为size（Fact）+｜Dim｜×size（Fact filtered
 ）。所以，SMDBFSJ算法略大于广播连接，但远小于重划分连接；并且相比广播连接，SMDBFSJ算法可以适用于维表很大的情况。

其I/O代价用公式表示如下：
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在算法复杂度方面，SMDBFSJ的构建Bloom Filter和Hash函数等运算与事实表数据规模呈线性关系，所以其算法复杂度为O（｜Fact｜）。与重划分连接的计算复杂度O（｜Fact｜）持平，但远小于广播连接的O（ni
 *｜Fact｜）。

在正确性方面，由于Bloom Filter并不能保证100%的准确率，所以在使用MDBF过滤事实表时，某些应该过滤掉的记录可能会出现在结果中。但在算法最后一步的重划分连接中，由于误判的记录在维表中找不到对应的数据，最终会被过滤掉，从而保证算法结果的正确性。

4.4.4　算法分析及性能测试

本文分别在单机和集群环境下测试算法的性能，数据集采用SSB标准数据集，通过修改SF来调整数据集的规模，Spark采用的版本是1.0正式版。

1.单机环境

首先测试单机环境下算法的性能，单机配置4GB内存，在SF=1条件下，事实表数据为600万条记录，大小约为600MB。针对SSB中的第四组查询进行测试，因为第四组查询涉及事实表和所有维表的连接，具有很强的代表性。比较SMDBFSJ算法和重划分连接的性能，由于广播连接适应性差，所以没有参与比较。重划分连接主要利用Spark提供的join算子完成。测试结果如图4-17所示。
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图4-17　单机环境下SF=1的性能对比



相比重划分连接，SMDBFSJ算法获得了3倍左右的性能提升。在单机环境下，算法性能提升的主要因素在于SMDBFSJ利用MDBF对事实表过滤，过滤后的事实表显著减小，在与维表连接时具有较高的效率，而重划分连接是原始事实表与维表连接，需要处理的数据量很大。

在SF=10条件下，事实表数据为6000万条记录，大小约为6GB。SMDBFSJ算法可以完成连接操作，而Spark下的Join算子报内存溢出异常，无法完成连接操作。

SMDBFSJ算法的执行时间如图4-18所示。
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图4-18　单机环境下SF=10的性能对比



从单机环境运行结果分析，SMDBFSJ由于避免事实表数据移动和较少的广播数据量，获得了较好的运行效率和较强的适应性。

2.集群环境

利用实验室搭建的Spark集群测试算法的性能，集群由6个节点组成，SSB数据集存储在Hadoop的HDFS中。每个节点采用Ubuntu系统，配置2GB内存，设置单独的Driver master节点。分别测试SSB数据集在SF=1和SF=10情况下的算法效率，其实验结果如图4-19和图4-20所示。
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图4-19　集群环境下SF=1的性能对比



从图4-19和图4-20可以发现，SMDBFSJ算法与在单机环境下表现基本一致，获得了3倍左右的性能提升，而且随着数据规模的增长，算法也表现出了相似的特性，从而可以说明SMDBFSJ算法具有较强的适应性和高性能的特征。

4.5　小结

Hadoop云计算技术是目前最主要的大数据处理技术之一。本章研究了基于Hadoop平台的输变电设备状态监测大数据存储优化和并行处理方法，提出了基于数据相关性的多副本一致性Hash存储算法（CMCH）。该算法可以按照设备主属性、时间戳和相关系数使具有相关性的数据在集群中聚集，从而加快数据处理速度。
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图4-20　集群环境下SF=10的性能对比



基于CMCH算法，应用MapReduce并行编程模型设计实现了多数据源并行连接查询算法和多通道数据融合并行特征提取算法。实验研究表明，存储优化使两个算例的执行速度得到有效提升，多数据源并行连接查询的执行时间仅为标准Hadoop方案的32%，多通道数据融合并行特征提取算法执行时间仅为标准Hadoop方案的35%，验证了CMCH算法的有效性。受目前实验室硬件条件和已获取实验数据规模的限制，实验使用的数据集仅达到GB规模，但已能够反映出算法随数据规模变化时运行时间的变化趋势，下一步工作准备对TB级数据开展并行分析的实验研究，为开展基于大数据分析的输变电设备状态评估研究进行技术储备。

针对联机分析处理（OLAP）系统中实时数据高性能分析需求不断提高的问题，本文提出一种能够适合Spark环境并结合多维Bloom Filter的星型连接算法SMDBFSJ（Spark Multi Dimensional Bloom Filter Star Join）。首先，根据多个维表构建多维Bloom Filter，利用其占用空间小的特点，广播到所有节点；然后在本地节点完成事实表过滤操作，事实表不需要在节点间移动数据；最后，过滤后的事实表与维表采用重划分方式进行连接，进而得到最终结果。SMDBFSJ算法避免了事实表数据移动，通过多维Bloom Filter减小了需要广播的数据量，充分结合了广播连接和重划分连接的优势。实验结果证明了算法的有效性，在单机和集群环境下，算法相比重划分连接均获得了3倍左右的性能提升。


第5章　流式计算技术应对智能电网高速实时数据

5.1　流式数据

5.1.1　流式计算概述

当前，大数据的主流计算模式划分为批处理计算（Batch Computing）和流式计算（Stream Computing）两种，流式计算和批量计算分别适用于不同的大数据应用场景。其中批处理计算模式（Hadoop MapReduce），首先将数据存储起来，然后再对存储的静态数据进行离线集中计算。而流式计算是当流动的在线数据到达后在内存中直接进行数据的实时计算，适用于对实时响应要求更高的情境。流式计算与生产系统结合更为紧密，能够快速反映系统的状态，并发现问题。通常流式计算模式可以用图5-1表示。
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图5-1　大数据流式计算



通常输入数据流是一个带有时间戳（Timestamp）的多维数据集合x 1
 ，……，x n
 ，每一个数据点x i
 是包含D维的多维向量。数据流中的异常点N表示与数据集中的一般行为和模型不一致的点，通过聚类或分类技术可以发现异常点。流式计算过程通常用有向无环图（Directed Acyclic Graph, DAG）表示，用于描述数据流的计算过程，类似于流水线处理方式，如图5-1所示：圆形表示数据的计算节点，箭头表示数据的流动方向，最终结果也是以流的方式输出。

实时流数据处理系统的特点包括：①数据流加载：大规模流式计算系统中，数据通常以流的方式进入系统，如何高效且可靠地将数据加载到内存系统中成为流式计算系统实现低延迟处理的基础；②复杂事件处理（CEP）：数据流中的数据源是多种多样的，数据的格式也是多种多样，而数据的转换、过滤和处理逻辑更是千变万化，因而需要强大而又灵活的复杂事件处理引擎来适应各种场景下的需求；③高可用性：数据通过复杂处理引擎和流计算框架时，通常会经过很多步骤和节点，而其中任何一步都有出错的可能，为了保证数据的可靠性和精准投递，系统需要具有容错和去重能力；④流量的控制和缓存：整个流计算系统可能有若干个模块，每个模块的处理能力和吞吐量差别很大，为了实现总体高效的数据处理，系统需要具备对流量进行控制和动态节点增加、删除的能力。当数据流入大于流出的速度时，还需要有一定的缓存能力，如果内存不足以缓存快速流入的数据，需要能够持久化到存储层。

5.1.2　智能电网中的流式数据

为了持续地监测、管理和优化电力系统运行情况，提高生产效率，减少由于设备故障造成的事故，大量电力设备安装了丰富的传感量测装置，这些装置会持续地向监测中心发送设备的监测信息。因此，电力监测中心需要处理大量的请求、运行众多耦合性弱的处理分析任务。这些请求本身是独立的，通常由能够在多个处理器上独立执行的任务组成。系统在服务请求或者执行分析时需要处理和分析海量的数据。在极端情况下，工业监测中大规模请求涉及的数据可达到TB量级，次数达到M级，而要求系统具备秒级响应能力。同时，电力监测具有负载波动性、负载复杂性以及硬件、软件系统结构的复杂性交织等特点。针对电力系统的大规模流数据监测的应用场景如图5-2所示。
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图5-2　电力系统中的实时流数据



在电力系统的输变电设备监测中，1条长100km输电线路，需要安装2000个绝缘子。在大雾或阴雨天气下，绝缘子会产生2种报警：泄漏电流越限、闪络导致短路引起的导线电流报警。一般泄漏电流的采样频率为2MHz，每次采样2字节、每个越限量采集0.5s，则每个越限绝缘子采集的数据量为2MB，按30%的绝缘子越限，每个越限绝缘子1min发送10次报警数据，数据量为：100条线路×2000个绝缘子×30%×2MB×10=120GB/min，报警条数为100条线路×2000个绝缘子×30%×10=60万次/min。导线电流的报警数据量约为100×10×360MB=360GB/min，报警次数为1000次/min。通用电气为其分布在全球的航空发动机、水力发电机、医疗设备等配备了12亿个传感器，以每分钟5个数据点的频率向监测中心发送数据，相当于每分钟需要处理600万次请求和数据分析任务。波音737的发动机在飞行中每30分钟就能产生10TB数据。可见电力监测数据不仅在规模和数量上与互联网数据相当，而且实时性和可靠性要求更高。电力监测数据具有的特征包括以下几点。

（1）不同监测数据具有不同的紧急程度

在复杂电力系统中包含多种设备，而不同设备的监测数据具有不同的优先级；同时，同一设备的不同角度监测值也具有不同的等级；即使同一监测量由于越限程度不同，优先级也不同，而互联网数据较少具有优先等级。

（2）监测数据包含体量很大的波形数据

电力监测数据中包含大量的波形数据，某些具有很高采样频率（MHz甚至GHz）的测量值在一个工频周期内的数据达到几百万个点。而处理波形数据需要复杂的信号分析技术，具有数据、计算密集型特点，而在互联网中较少存在波形数据。

（3）监测数据的处理具有一定的时效性要求

监测数据反映了设备某些方面的特性，稍纵即逝，数据如果不能在规定时限内处理完成，则失去意义。与互联网数据相比，时效性要求更高。

当前大多数电力监测中心接收的主要是设备发送的“熟数据”，而不是原始数据，这种方式可以减少网络通信流量、降低中心的数据存储需求，较适用于一个设备上安装有限传感量测装置的情况，当一个设备上安装有大量传感装置时，对本地节点的处理和存储能力要求很高，而且中心不能实时准确与各个传感装置通信。另外，当前监测中心为了保证系统运行的效率，只接入关键设备的关键参数，而丢弃其他监测值。上述情况造成监测中心数据不够全面或缺少细节数据，从而影响设备状态评价的准确性、实时性和全面性。

依据监测数据评估设备的状态，当前主要评估算法的数学模型基于小样本数据，而随着电力监测收集的数据越来越丰富，利用触手可得的数据资源，探索基于数据驱动的状态评估技术，提高评估的精度和准确性具有很强的现实意义。然而，当前主要评估算法应用于大样本数据时，效率急剧下降，甚至失效。

5.1.3　基于分布式技术的监测大数据可靠接收及其快速分发

针对电力设备监测中设备类型多样、监测数据复杂，既包含按一定频率发送的流数据，也包括设备的实时越限报警数据，同时不同设备的多种监测数据具有不同的优先级，且它们对处理时效性的要求也不同，根据到达数据的优先级、到达顺序和时限性要求等因素来保证重要报警数据的接收和分发，过程示意如图5-3所示。

在图5-3中，从某一数据源到来的报警数据（图中来自数据源），需要先将其缓存到接收与分发平台的不同节点的多个接收优先级队列，如图中的数据源S1的报警数据队列（a1，a2，a3，a4）分别存储到节点1和节点2上，以避免由于单节点宕机造成的数据丢失，队列中每个元素表示一条报警信息。每个队列对应多个处理节点，避免由于一个处理节点繁忙，而使报警数据得不到及时处理的情况，如图中队列（a1，a2，a3，a4）由Storm平台中的节点1和节点2处理。对于常规监测数据和流式数据（图中来自S2），远不如报警数据重要，采用普通队列缓存，按先来先服务原则进行分发。

当新报警数据到来后，依据数据的紧急程度、实效性要求和处理时间等多种因素加权，确定监测数据插入队列中的位置，重点考虑报警数据的时效性要求。

设报警数据的时限要求为L，处理此报警所需时间为T，数据等待时间为W，则该报警数据的实效性要求表示为
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图5-3　分布式数据的接收和分发
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某一时刻，优先级队列中的某一个报警数据D i
 ，在队列的前面共有N个数据需要处理，这N个事件中每个事件所需时间为T i
 。那么D i
 的时效性要求的充分条件为
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5.1.4　流式计算在电力系统中的应用

在电力系统的多个环节中都面临着大规模流数据快速分析的挑战，比如在输变电设备在线监测中，随着监测范围扩大和深度加强，众多量测和传感装置采集的大量多源异构数据实时发送到监测中心，从而形成大规模数据流，而监测中心需要高效率地处理这些流数据。调度是电力系统的中枢神经，随着大量分布式能源的并网，电网规模扩大且结构复杂；同时电力系统的能量流由单向变为双向，调度的合理性和准确性很大程度上取决于全景实时数据的快速采集和准确分析，而全系统的数据也将是以流数据的形式汇集到调度中心。未来电力系统的核心系统将建立在流式计算的基础上，图5-4展示了流式计算在电力系统的应用前景。
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图5-4　流式计算在电力系统中的应用前景



在智能电网环境中，随着输变电设备在线监测系统的应用与推广，各个监测装置将产生多种类型的海量监测数据。由于重要输变电设备的重要参数需要较长时间的持续监测，且采样速率一般较高，如放电和振动参数的监测；因此状态监测流式数据成为监测数据量比例最大的数据，这些数据通常包含时间、位置、环境和行为等内容，具有明显的颗粒性。另外，由于监测设备和监测参数的多元化、差异化以及环境的多样化，这些数据呈现出鲜明的异构性、多样性、非结构化、有噪声、高增长率等特征。所产生的数据量之密集、实时性之强、价值密度之低是前所未有的，需要进行实时、高效的计算分析，以便根据处理结果进行在线决策。

输变电设备流式监测数据具有如下5个特征。

（1）实时性

输变电设备在线监测系统的数据实时产生、实时计算和分析，结果反馈往往也需要保证及时性。这要求监测系统具有足够低延迟计算能力，可快速地进行数据计算，在数据价值有效时间内体现数据有用性。对于时效性特别短、潜在价值又很大的数据需优先计算。

（2）易失性

监测数据流往往是到达后立即被计算并使用，部分异常有价值数据被持久化保存，而大多数数据将直接被丢弃。数据的使用是一次性的、易失的，需要系统具有一定的容错能力，要充分地利用好仅有的一次数据计算机会，尽可能全面、准确、有效地从数据流中得出有价值的信息。

（3）突发性

由于输变电设备分布范围广，在不同时空范围内的状态不统一且动态变化，导致数据流速率呈现出了突发性的特征。前后刻数据速率可能会有巨大的差异，这需要系统具有很好的可伸缩性，能够动态适应不确定流入的数据流。比如极端天气情况下的设备报警数据等。

（4）无序性

由于监测设备之间相互独立，所处时空环境也不尽相同，因此无法保证数据流间的各个数据元素相对顺序。需要监测系统在数据计算过程中具有很好的数据分析和发现规律的能力。

（5）无限性

在输变电设备监测中，数据实时产生、动态增加，只要监测装置处于有效状态，数据将一直产生和持续增加，潜在数据量是无限的。监测系统需要具有很好的稳定性，保证系统长期而稳定地运行。

输变电设备监测中心服务器在接收这种流式数据的过程中，首先要进行快速处理，包括数据校验、解析、转换、归属和数据异常判断等，工作模式采用边接收数据边计算处理（即流式计算）。然后将计算发现的异常数据段和结果存储起来，供其他服务器进行更复杂的分析计算，这是本项目开展研究的基本思想和立意所在。

当前流式计算在互联网领域应用广泛，但在电力系统中的应用还有待进一步深化，因为与批处理模式不同，流式计算需要与生产系统进一步融合，并将影响系统的安全性，从而其应用更加需要慎重。相关学者较早地意识到数据流技术在电网自动化中的应用，从而利用实时数据分析技术及时提高电网自动化水平，并展望了电网实时流数据处理的架构。但文献主要针对单一数据流，并没有考虑大规模数据流场景。有学者研究了基于Storm平台对在线监测数据实时检测的技术，并通过试验表明了算法的有效性和实时性。

能源互联网是当前研究的热点，能源互联网利用互联网的思维实现广域范围内的发电、负荷及其他资源的动态平衡，能源互联网首要任务是全景实时数据采集，而对大范围内系统数据采集监测也需要流式计算技术的支撑。

5.2　状态监测实时流数据处理技术

5.2.1　状态监测流数据

电力系统输变电设备状态监测中，需要对多种设备和状态量长期监测，具有持续时间长、数据密集、实时性强、价值密度低等特点。数据按一定采集频率流向数据中心，使监测数据成为一种典型的流式数据，满足流数据连续不断、数据量大、规模及频率无法预知等特点。比如在线监测绝缘子泄漏电流数据及各种越界报警数据等，按一定采集周期获取几个工频周期内的泄漏电流数据。

另外，在极端天气情况下（如大雾、雾霾、阴雨天等），由于绝缘子表面湿润，会引起绝缘子泄漏电流越限，甚至发生闪络，比较严重的情况下会造成电网故障，如几年前的沈阳大停电。绝缘子泄漏电流越限比例可达到50%，每分钟100条线路的报警数据量可达到120GB。如果线路中安装大量的短路电流测点，在绝缘子发生闪络时可引起短路并导致导线电流报警，100条线路在1分钟内短路电流监测的报警数据量可达到360GB。如此大规模的流数据要求在线监测系统实时处理，及时评估设备状态，这对在线监测系统的实时性、吞吐量和可靠性等方面提出了很高的要求。

5.2.2　Storm流数据处理技术

目前，针对大规模流数据处理在商业互联网领域有成熟的解决方案和系统，其中Storm系统应用较多。Storm是一款具有分布式、容错特性的实时流计算系统。

Storm是复杂事件处理（Complex Event Processing, CEP）系统的一个示例。CEP系统通常分为计算和面向检测，其中每个系统都可通过用户定义的算法在Storm中实现。举例而言，CEP可用于识别事件洪流中有意义的事件，然后实时地处理这些事件。

Storm与其他大数据解决方案的不同之处在于它的处理方式。Hadoop在本质上是一个批处理系统。数据被引入Hadoop文件系统（HDFS）并分发到各个节点进行处理。当处理完成时，结果数据返回到HDFS供始发者使用。Storm支持创建拓扑结构来转换没有终点的数据流。不同于Hadoop作业，这些转换从不停止，它们会持续处理到达的数据。

Storm实现了一种数据流模型，其中数据持续地流经一个转换实体网络，如图5-5所示。一个数据流的抽象称为一个流（Stream），这是一个无限的元组序列。元组就像一种使用一些附加的序列化代码来表示标准数据类型（比如整数、浮点和字节数组）或用户定义类型的结构。每个流由一个唯一ID定义，这个ID可用于构建数据源和接收器（Sink）的拓扑结构。流起源于喷嘴（Spout），喷嘴将数据从外部来源流入Storm拓扑结构中。
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图5-5　一个普通的Storm拓扑结构的概念性架构



接收器（或提供转换的实体）称为螺栓（Bolt）。螺栓实现了一个流上的单一转换和一个Storm拓扑结构中的所有处理。螺栓既可实现MapReduce之类的传统功能，也可实现更复杂的操作（单步功能），比如过滤、聚合或与数据库等外部实体通信。典型的Storm拓扑结构会实现多个转换，因此需要多个具有独立元组流的螺栓。

可使用Storm为词频轻松地实现MapReduce功能。如图5-6所示，喷嘴生成文本数据流，螺栓实现Map功能（令牌化一个流的各个单词）。来自“map”螺栓的流然后流入一个实现Reduce功能的螺栓中（以将单词聚合到总数中）。
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图5-6　MapReduce功能的简单Storm拓扑结构



注意：螺栓可将数据传输到多个螺栓，也可接收来自多个来源的数据。Storm拥有流分组的概念，流分组实现了混排（Shuffling）（随机但均等地将元组分发到螺栓）或字段分组（根据流的字段进行流分区）。还存在其他流分组，包括生成者使用自己的内部逻辑路由元组的能力。

但是，Storm架构中一个最有趣的特性是有保障的消息处理。Storm可保证一个喷嘴发射出的每个元组都会处理；如果它在超时时间内没有处理，Storm会从该喷嘴重放该元组。此功能需要一些聪明的技巧来在拓扑结构中跟踪元素，也是Storm重要的附加价值之一。

除了支持可靠的消息传送外，Storm还使用ZeroMQ最大化消息传送性能（删除中间排队，实现消息在任务间的直接传送）。ZeroMQ合并了拥塞检测并调整了它的通信，以优化可用的带宽。

另外，Storm具有如下主要特点。

编程模型简单：Storm采用类似于MapReduce的开发模式，为用户提供了流数据处理的并行框架，降低了实时流数据处理的复杂性。

支持多种编程语言：在Storm之上可以使用多种编程语言，包括Clojure、Java、Ruby和Python等。要增加对其他语言的支持，只需要实现Storm通信协议。

高容错性：Storm会管理工作进程和节点的故障，并快速恢复。

水平可扩展性：计算任务分布在多个线程、进程和服务器之间并行进行。

消息处理可靠性：Storm能保证每个消息至少得到一次完整的处理。当任务失败时，从消息源重试消息。

快速性：系统的设计保证了消息能得到快速的处理，其底层使用消息队列机制。

在一个Storm系统中有两类节点：一个主节点Nimbus、多个从节点Supervisor。三种运行环境：Master、Cluster和Slaves构成。Storm的体系结构如图5-7所示。

5.2.3　状态监测流数据处理

在输变电设备状态监测中，主站会按一定时间间隔从监测装置请求设备监测数据或者监测装置主动上报数据。而在恶劣天气情况下，比如大范围浓雾、阴雨天及雾霾等气候情况下，监测数据因越界会频繁地向主站上送越限数据，请求主站快速分析处理。上报的越限数据组成了数据流，而这些情况下的流数据处理传统的Hadoop很难适应，但可以利用Storm完成分析。
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图5-7　Storm的体系结构



使用Storm处理流数据时，首先要设计流数据处理过程的拓扑（Topology）结构，也就是数据处理的先后逻辑关系。对状态监测流数据的处理顺序依次为：获取数据、去噪（多种）、计算特征量（多种）、评价状态等，最后通过多种评价机制最终评估设备状态，设计的拓扑结构如图5-8所示。
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图5-8　流数据处理的Topology结构



这里，Spout表示流数据的起源，支持多种数据来源，并支持分类进行处理，比如在状态监测中，包含泄漏电流、雷击电流和其他多种监测数据源；Blot表示数据处理的一个过程或操作，比如去噪、计算特征量、评价等，而不同的特征量计算方式和不同评价方式表示为不同的Blot。一个Blot的输出可以作为另一个Blot的输入。

下面以泄漏电流处理过程为例说明Storm的处理过程。通过计算泄漏电流有效值，将绝缘子状态明确表示为安全区（＜50mA）、预报区（＜150mA）和危险区（＞150mA）3个区段；也可根据波形变化率或功率谱最大谱峰值曲线增长速率等判断。基于Storm的绝缘子监测数据流式计算过程大致如下：基于状态监测数据处理的拓扑结构，设计流数据处理的消息树，如图5-9所示。

原始数据为采集包含几个工频周期泄漏电流数据，首先利用例如小波分析等技术对数据进行去噪；然后分别计算不同类型特征量，比如有效值、波形变化率等；根据不同的特征量与标准值比较评估绝缘子的状态并输出结果。
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图5-9　泄漏电流处理的消息树



5.3　大规模用电数据流实时聚类技术

5.3.1　用电数据流

随着电力公司用电信息采集系统“全覆盖、全采集、全费控”的推进，截至2013年年底，国家电网公司累计安装智能电能表1.82亿只，实现用电信息采集1.91亿户，智能电能表应用量占全球的一半，其用电信息采集系统成为世界上最大的电能计量自动化系统，针对如此大规模电能表的信息采集，催生了电力系统中的用电大数据。以100万只电能表计，如果采集频率为15min，则一年收集的数据量达到3.18TB，如果采集频率提高到1s，则数据量将达11.2PB，而现在的采集规模远远超过100万台的数量。

当前用电信息采集数据处理以静态离线数据分析为主，然而这种方式存在与生产运行系统结合不紧密、不能快速反映系统的运行状态、及时发现异常现象等问题。而在用电信息采集系统中，某些情况下期望随着实时到达的数据同步处理，从而有利于更快速发现和报警各种异常问题，比如用户的窃电行为、系统故障等。但是，用电信息采集系统主要部署在网省两级，对部署在省级公司及以上层次的系统需要面对以千万计的电能表固定频率数据采集和各种异常上传任务，将面临大规模流式数据的汇集和快速处理的挑战。

针对大规模流数据的处理需要借助流式计算技术的支持，流式计算是指随着实时到达的数据快速分析，具有更好的实时性和处理速度，且与生产系统结合紧密，可以用于处理用电信息采集的流数据。而传统以批处理为主的离线数据分析方式，由于性能和计算模式的问题，很难应对这种在线流数据的快速分析。当前电力系统的多个环节都面临着大规模流数据快速分析的挑战，比如针对大范围内输变电设备或发电设备的在线监测、能源互联网广域范围内信息采集处理等，大规模流式计算技术也是大数据与电力系统深度融合的关键技术之一，是利用大数据提高实时生产系统的运行效率和安全性的关键。

当前主流的流式计算平台包括Storm和Spark Streaming等，这些框架提供了分布式流数据处理框架，支持应对大规模流数据。借助成熟流式计算平台，可以提高系统的安全性和可扩展性，使开发人员更多地关注业务处理。其中Spark是继Hadoop之后的新一代大数据分布式处理框架，基于内存计算技术，从而具有更高的计算效率。Spark Streaming是Spark针对流数据处理的扩展，适合处理高可扩展性、高吞吐率和容错机制的实时数据流。Spark Streaming广泛应用在实时流数据处理领域，包括实时竞价、点击流等，因此，可以使用Spark Streaming处理用电流数据。

以天或小时为单位的相同类型用户的用电行为具有较强的相似性，根据用户类型形成不同的聚类；另一方面，同一用户的历史用电行为也表现出聚类特性。而当用户的用电行为与其聚类不符或不属于任何一个聚类时，表明该用户需要重点关注，有可能用户存在某些违法行为或采集系统的某个环节出现了问题。聚类技术已广泛应用在电力系统数据分析中，密度聚类算法（Density-Based Spatial Clustering of Applications with Noise, DBSCAN）具有抗干扰力强、能发现任意形状的聚类特点和从数据中发现聚类及异常点的特征。因此，基于流式DBSCAN技术和实时到达的用电流数据，通过与相似类型用户及本用户海量历史数据的对比，可发现用户异常行为，为电力公司提供参考。

5.3.2　DBSCAN聚类算法

1.聚类技术在电力系统中的应用

聚类是一种重要的数据划分方法，同一个聚类中的对象彼此相似，而与其他聚类中的对象相异。在大数据时代，由于聚类需要较少的人工干预、数据驱动和较强的大数据适应能力等特点，是处理大数据的有效方式之一。聚类技术也广泛应用在电力系统多个环节的数据处理中。

相关学者研究了对高速采集的海量录波数据通过半监督聚类技术进行划分，实现对多通道海量录波数据中故障数据集的有效筛选，减少人工工作量。基于水轮发电机组振动故障数据，提出基于模糊聚类的分析诊断方法，为水轮发电机组状态监测及故障诊断提供了一种新途径。基于用电信息采集大数据用传统方式难以处理的问题，实现了MapReduce K-means聚类技术，实现了基于数据驱动的用户分类。但这些技术主要采用的是静态聚类技术，不能直接用于流式数据。

2.DBSCAN聚类算法

DBSCAN是基于密度的聚类算法。与划分和层次聚类方法不同，它将聚类定义为密度相连的点的最大集合，能够把具有足够高密度的任意区域划分为聚类，并可发现异常点。在用电大数据中，相同类型的用户通常情况下表现出相似的用电行为，如果用户的行为与自己的类型不符，则此用户的用户行为出现异常，需要特别关注。

DBSCAN计算中需要两个参数：扫描半径（eps）和最小包含点数（MinPts）。该算法从数据集中任选一个未被访问（Unvisited）的点开始，计算距离在eps之内的所有点。如果附近点的数量≥MinPts，则当前点与其附近点形成一个聚类，并且起始点被标记为已访问（Visited）。然后以相同的方法处理该聚类内所有未被标记为已访问（Visited）的点，实现对距离的扩展。如果附近点的数量＜MinPts，则该点暂时被标记作为噪声点（异常点）。如果聚类内的所有点被标记为已访问，然后用同样的算法去处理数据集中未被访问的点。聚类的执行过程如图5-10所示。这里定义的MinPts=3。算法从A点开始，不断的扩展，最终形成一个聚类和一个异常点。其中聚类中的点分为核心点（A）和边缘点（B, C）。
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图5-10　聚类执行过程



5.3.3　流数据上DBSCAN

在用电信息采集系统中，用户的用电数据以流的形式到达，需要随着数据到达频率动态计算更新聚类，从而迅速发现异常数据。流式DBSCAN算法（Streaming DBSCAN）可以实现此功能，并通过参数来控制历史数据的延迟和遗忘度。对实时到达的流数据，在数据集中查找与之最近的点，并根据最近点的类型，定义新点属于某个聚类或异常。如果与最近点的距离≤eps，并且最近点为核心点，则将此点添加到此聚类中；如果最近点为边缘点，通过计算最近点的邻居个数，来确定新到达的点是属于此聚类还是异常点。如果新到点与最近点的距离＞eps，则该点表示为异常点。

随着流数据的实时到达，需要不断地更新聚类数据，以如下方式更新聚类：
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式中：c t
 是上一个时刻的聚类情况；n t
 是聚类中点的个数；x t
 是新加入聚类中的点；m t
 是新加入点的个数；α是延迟因子，用来控制历史数据对新聚类的影响。

如果α=1，表示历史数据和新数据具有同等影响；如果α=0，则忽略历史数据。

5.3.4　Spark中的流式DBSCAN算法

1.Spark Streaming介绍

大规模实时流式数据处理对系统的性能、安全性等具有较高的要求，通常需要集群技术的支撑，为方便流式数据处理，满足高性能和容错机制的分布式流式计算框架应用广泛，而Spark Streaming是当前主流的流式计算框架之一。

Spark是UC Berkeley AMP实验室开发的开源类Hadoop MapReduce的通用内存并行计算框架。但不同于MapReduce直接读写磁盘，Spark Job中间输出和结果可以保存在内存中，从而不再需要读写分布式文件系统（Hadoop Distribute File System, HDFS），因此Spark能更好地适用于数据挖掘与机器学习等需要多次迭代的MapReduce算法。Resilient Distributed Dataset（RDD）弹性分布式数据集是Spark的最基本抽象，是对分布式内存的抽象使用，实现了以操作本地集合的方式来操作分布式数据集的抽象实现。

Spark Streaming是Spark针对流数据处理的扩展，适合处理高可扩展性、高吞吐率和容错机制的实时数据流，支持多种数据源的接入，并提供了高层次的函数，比如map、reduce和windows等分析流数据。DStreams（Discretized Streams）是Spark针对数据流的抽象，用于表示持续的流数据或者从其他数据源接收的数据，DStreams表示连续的序列RDDs，每个RDD包含一段特定时间间隔的数据，其表示形式如图5-11所示。
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图5-11　DStreams的结构



2.大规模用电流数据DBSCAN聚类算法

基于Spark Steaming平台，实现了用电流数据的Streaming DBSCAN算法。具体计算过程包括如下几个步骤。

（1）数据归一化处理

由于用电数据的特征量包含不同的量纲和量纲单位，需要通过归一化消除指标之间的量纲影响。归一化处理也是数据挖掘的一项基础工作，因为不同评价指标往往具有不同的量纲和量纲单位，这样的情况会影响到数据分析的结果，以解决数据指标之间的可比性。原始数据经过数据标准化处理后，各指标处于同一数量级，适合进行综合对比评价。Min-Max标准化（Min-Max Normalization）方法是一种有效的归一化方法，也称为离差标准化，是对原始数据的线性变换，使结果值映射到[0～1]之间。转换函数如下：
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式中：max为样本数据的最大值；min为样本数据的最小值。

这种方法的缺陷是当有新数据加入时，可能导致max和min的变化，需要重新定义。在Streaming DBSCAN中max和min的值会根据聚类数据的更新重新计算。

（2）利用历史数据计算聚类

选取典型历史数据（训练数据集），使用传统DBSCAN算法对数据聚类，并对每个数据点进行标注，标注后的数据点格式为：
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式中：y表示点所属的聚类；x表示点的各个属性；z表示数据点的类型，包括核心点、异常点和边缘点三类。

历史数据的选取应具有较好的代表性和较大的数据量，随着系统正常运行后，此部分数据可以是系统上几个时间间隔内的真实数据。在系统运行时，这部分数据作为广播变量（Broadcast）分发到所有节点。

（3）计算以天或小时为单位的数据向量

当前用电信息采集系统通常每隔15min采集一次数据，数据项包括：电压、电流、相角及用电量信息等，根据系统实时性要求可以计算出以天或小时为单位的电压、电流有效值和用电量，作为用户用电数据的特征量。结合电力公司存储的其他用户信息，比如家庭人数、房屋面积及家用电器数等，综合成数据点向量。

通过电流有效值来刻画用户的用电特性，电流有效值是对得到的一定时间内采样值利用公式计算得出：
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式中：T是采样周期；i（t）和I是采样时刻值；N是一个采样周期内的采样点个数。

利用Spark Streaming计算接收到时间间隔内的数据点，为每个家庭用户生成一个向量，计算过程包括Map和Reduce两个阶段。Map阶段实现对数据的解析，提取需要的数据；Reduce阶段规约数据，将数据根据用户进行分类汇总，最终每个用户每个时间间隔是一条记录（向量）。

（4）向量生成

用电信息数据通过join（连接）操作与家庭其他信息合并，生成最终包含家庭和用电信息的向量。join操作利用家庭编号实现两个RDD数据集的合并，Spark Streaming提供了join算子。

（5）流式DBSCAN算法

针对转化后的用电数据向量，实时判断向量的聚类特征，发现异常数据，供相关人员参考，用电数据在纵向（历史数据）和横向（相似用户）上表现出聚类特性。对一个用户来讲，其每天的用电信息与历史上某天的用电数据具有相似性，形成聚类特性。对同一类型用户，比如具有相似的房屋面积、人口数和电器数量，则用电特征具有相似性，也会表现为聚类特征。在样本数据足够丰富的情况下，如果用户的数据与历史数据不符或与同类用户不符，则可能存在问题，需要特别关注。判断过程如下：如果用电数据在纵向和横向上表现出聚类特征，则标记为正常数据，否则标记为异常数据。

（6）迭代计算

根据历史数据的实效时间，将最近一段时间间隔内的数据作为训练数据集，重复（2）～（5）步。

整个处理过程如图5-12所示。
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图5-12　用电数据流的聚类过程



3.试验验证

为验证算法的执行效率和正确性，利用单机模拟Spark Streaming集群环境（Spark版本为1.4.1）对算法进行测试。试验数据为模拟数据，模拟数据参考了某省级电网公司用户采集的正常数据。试验包括两个方面：支持对大规模用电流数据的快速异常检测和检测的正确性。

通常在用电信息采集系统中通过通信前置机接收各种终端发送过来的数据，在测试环境中使用Java编写的程序来模拟生成用电数据流，并将数据流推送到Spark Streaming集群处理，最后将数据保存到HDFS中，而异常数据则实时输出。测试环境的架构如图5-13所示。
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图5-13　测试环境体系架构



模拟100万个用户每隔15min采集一次数据，每小时接收的数据条目400万条，以小时为单位汇总数据。并通过变换用户数和采集频率，验证算法的效率，实验结果表明Spark Streaming可以支持大规模用电流数据处理，并有效地发现异常数据。

5.4　基于近似熵算法的电网数据特征提取

特征提取是对电网数据进行分析评估的重要途径之一，相关算法通常具有计算量大、算法复杂度高特点，运算耗时较长，尤其在高频采样信号处理时，在较短时间内到达监测节点的数据量很大时，由于监测中心处理能力不足，数据会在短时间内大量积累，无法保证及时响应。数据因响应慢会造成通信拥塞，由于长时间得不到处理，新数据会覆盖掉原来的监测数据，造成有价值或关键数据的丢弃，不能满足设备状态监测的实时性和可靠性的要求，因此有必要开展快速电网监测数据特征量提取算法研究。

近似熵（Approximate Entropy, ApEn）是一个从衡量时间序列复杂角度出发的反映信号整体特征的指标，其具有计算所需数据短，对确定信号和随机信号都有效的特点。近似熵算法在非平稳信号序列分析中具备独特的优势，提供了能定量描述故障信号特征的有效参数，被广泛应用于电网状态监测数据的特征提取中，在电力设备的状态检测、线路故障识别、电力暂态信号分析等方面有良好的应用前景。本节基于近似熵算法的实现，进行监测流数据的快速特征提取研究，探索Storm流式计算平台在电力大数据实时处理中的应用。

5.4.1　近似熵理论

近似熵算法是一种度量序列复杂性和统计量化的规则，它以概率形式存在的非负数表征序列的复杂性。序列包含的频率成分越丰富，产生新模式的概率越大，相应的近似熵就越大。

设信号序列为｛u（i），i=1，2，……，N｝，近似熵可以通过以下步骤求得。

（1）重构m维向量X i
 , X i
 =[u（i），u（i+1），……，u（i+m-1）]，其中i=1～N-m+1。

（2）计算任意向量X i
 与其他向量X j
 （其中j=1，2，……，N-m+1且j≠i）对应元素之间差值绝对值的最大值，作为两向量之间的距离，即

d ij
 =max｜u（i+k）-u（j+k）｜，k=0，1，……，m-1

（3）给定阈值r，对每个向量X i
 ，统计d ij
 小于r的数目，求出此数目与距离总数N-m的比值，记为Cm
 i
 （i）。

（4）将Cm
 i
 （i）取对数，再对所有的i求平均值，记为φm（r），即
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（5）把维数m加1，重复步骤（1）～（4）得Cm+1
 i
 （r）和φm+1
 （r）

（6）理论上此序列的近似熵为

ApEn（m, r）=lim[φm
 （r）-φm+1
 （r）]N→∞

普遍意义上讲，此极限值以概率1存在。实际工作时N不可能为∞。当N为有限值时按上述步骤得出的是序列长度为N时近似熵的估计值。记作：

ApEn（m, r，N）=φm
 （r）-φm+1
 （r）

Pincus提出的近似熵算法中有很多冗余的计算，效率低、速度慢，不利于实际应用，洪波等人在定义的基础上引入二值距离矩阵的概率，提出了一种实用快速的算法，其Matlab程序如下。

近似熵的值与参数N、m、r的选取有关，当m=2，r=0.1～0.2SDx时（SDx为原始数据的标准差），近似熵对N的依赖程度较小，因此常取m=2，r 0
 =0.1～0.2SDx。

具体的Matlab算法如下所示。
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5.4.2　Storm框架下近似熵算法的实现

本节针对智能电网中状态监测数据的特点，设计并实现了基于Storm框架的近似熵计算模型，将整个处理过程分为数据接入、近似熵计算、结果处理3个阶段，在Storm框架预定义的组件中分别编程实现，各组件通过数据流连通，形成任务实体，任务提交到集群中运行完成，图5-14是Storm集群架构与执行流程图。

[image: ]
图5-14　Storm集群架构与执行流程图



1.数据接入模块

Spout组件是整个Storm框架的数据源头，可以通过实现IRichSpout接口实现数据接入。根据实际应用场景的不同，近似熵计算过程可能直接访问现有的数据文件，也可能处理由动态信号形成的数据流，据此实现了动态和静态两种不同的数据接入方式，分别命名为DynimicDataSpout和StaticDataSpout，两者相互独立，接收数据后续的逻辑处理相同，使用哪种Spout可以在主函数中进行配置，从而实现可插拔式数据接入。

原始数据是没有间隔的数据流，近似熵算法处理的是固定长度的数据序列，数据首先要按照算法设计进行分割，然后封装到各个元组中，Tuple是Spout与Bolt之间数据流的元组，也是执行每次近似熵计算的处理对象。为了保证数据的顺序性，发送的每个Tuple会有唯一Id, Id中保存了Tuple在数据流中的具体位置，最后会根据Id的顺序来汇总计算结果。此外，Spout的ack方法和fail方法在元组被成功处理和处理失败时分别调用，保证了数据的完整性。由于Storm中的进程以服务的形式存在，如非人为杀死，这些进程将会一直运行，所以该流程是没有结束标记的。数据接入模块的流程如图5-15所示。

2.数据处理模块

在Storm框架中，逻辑运算的任务主要在Bolt环节实现，Bolt各组件与数据源Spout是灵活的订阅关系，形成了松耦合的管道过滤器体系结构，这一设计极大提升了Storm的可扩展性。

根据系统设计，近似熵算法的计算逻辑封装在名为ApEn的单独文件中，Storm框架中进算法实现的Bolt命名为ApEnBolt，在ApEnBolt组件中实现对ApEn的调用。Bolt处理过程主要包括准备、执行和清理3个阶段，分别对应预定义的prepare、execute和cleanup函数，开发人员在各函数中编程实现即可。在prepare函数中声明执行对象和输出对象，获取相关资源；execute函数是计算任务执行的主体，计算任务可以分阶段在多个execute函数中实现，提交任务时可以为不同Bolt分配不同的并行任务量，来弱化瓶颈对执行效率的影响；cleanup阶段主要是释放和清理资源，保证后续任务顺利执行。

Storm框架本身不负责计算结果的保存；可以实现不同的Bolt来完成计算结果的多样化存储；可以直接写入数据文件；可以持久化存储到数据库；可以通过Redis等缓存实现结果的快速存储，也可以保存到云平台等。
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图5-15　数据接入模块流程图



根据实际需求，在本书中对近似熵计算结果处理方式有DatabaseBolt、FileBolt和HDFSbolt。DatabaseBolt实现了计算结果保存到数据库的操作，以便于其他电力行业应用的查询检索；通过FileBolt将结果直接存储到数据文件中，数据文件可以灵活地复制和迁移；在HDFSBolt中，将计算结果存储到云平台，实现流式处理和批处理的有机结合。系统处理过程可以用图5-16表示。
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图5-16　数据处理过程示意图



计算结果除了存储之外，还可以继续参与其他运算，只需要新建Bolt实现其逻辑并在主函数中订阅ApEnBolt的计算结果。

3.主函数设计

主函数的主要任务是设置作业执行相关参数，确定各spout和bolt组件间的订阅关系，以及各组件分配的任务数量，主要有以下步骤。

（1）实例化TopologyBuilder的静态对象，TopologyBuilder的作用是创建任务执行的实体。必须先导入backtype.storm.topology.TopologyBuilder包，然后才能进行TopologyBuilder对象的实例化。

（2）通过Config对象设置端口、路径等配置参数，任务开始后，具体配置信息将分发给不同的机器。同样的，Config对象的实例化也必须先导入backtype.storm.Config包。

（3）调用SetSpout函数实现数据源的接入，设置其任务执行数量，声明输出字段，后续的Bolt将按照可选的流聚合方式订阅Spout的输出数据，本节中ApEnBolt订阅Spout的聚合方式采用allGrouping，结果保存的FileBolt等组件订阅ApEnBolt输出结果时，由于无顺序等要求，采用的聚合方式是shuffleGrouping。

（4）调用SetBolt函数，根据业务需求设定Topology中的任务组成。合理设置各Bolt的处理顺序和并行任务数量，使更多的计算资源分配给性能瓶颈，以此提升程序的运行效率。

（5）利用TopologyBuilder创建Topology，所有任务执行流程被完整地封装在Topology中。

（6）通过命令向Storm集群提交Topology任务，任务的执行情况可以通过Nimbus节点的UI端口实时监控。

5.5　小结

本章主要探讨了流式计算技术在电力系统中的应用和展望，提出利用流式计算技术处理大规模用电数据流、输变电设备在线状态监测数据流的技术方案，基于Spark Streaming平台和Storm平台，设计了Streaming DBSCAN算法及流数据的流水线处理模型，结合电力系统中数据的特性，实现了对电力系统流数据的快速检测。利用Storm实时分析状态监测流数据，保证监测和报警数据的及时分析，确定设备运行状态。大数据流式计算技术将进一步促进大数据在电力系统中的深度应用，使大数据与实际生产系统紧密结合，下一步的主要工作是将流式计算应用到电力系统核心领域数据分析中。


第6章　智能电网大数据全景实时分析平台探索

6.1　全景实时分析背景

针对智能电网建设过程中收集的电力大数据，基于电力系统全景实时数据分析的需求，探讨基于大数据的电力系统安全可靠性分析、实时状态监控及能源全景动态平衡调度等核心问题的解决思路，使大数据分析技术成为电力系统的“神经中枢”，促进大数据与电力系统的深度融合，从数据驱动的角度研究当前电力系统面临的挑战问题。本节首先分析了利用大数据解决安全可靠性分析、设备全寿命周期管理及能源实时平衡调度等问题的挑战及解决思路，基于大规模实时多源细节数据和设备全景数据的分析计算，有助于提高分析的精度和准确度，保证电网安全运行；接着探讨了内存计算、实时流式大数据处理技术、大规模并行计算技术及列存储等在电力大数据实时分析中的应用，满足电力系统对大数据分析的时效性需求；基于以上研究，结合主流开源大数据处理技术，设计电力大数据分析平台的分层体系架构，为电力系统的高效运行提供保证。

近年来，随着全球能源危机、环境问题等因素的不断加剧，世界各国对清洁能源的开发利用程度不断提高，大量分布式、间歇性能源的广泛接入对电力系统安全稳定运行提出更高的要求，智能电网应运而生。智能电网建设的最终目标是成为覆盖发、输、变、配、用及调度等过程的全景实时电力系统，而支撑系统准确、安全、实时及可靠运行的基础是电力系统多源异构大数据的快速采集、响应和分析。未来智能电网既要支持个人终端用户与电网系统的交互，也要满足控制系统对电网安全稳定性的需求，智能电网中的多数应用需要海量数据处理技术的支撑。

随着智能电网建设在广度和深度上的不断推进，智能电网在运行过程中将会收集到系统内外的海量全景数据，从而形成电力大数据。比如截至2013年年底，国家电网公司累计安装智能电能表1.82亿只，实现用电信息采集1.91亿户，智能电能表的应用量占全球的一半，其用电信息采集系统成为世界上最大的电能计量自动化系统，将产生以PB级计算的数据。同样在电力系统状态监测中安装的PMU（Phasor Measurement Unit，相位测量单元）是用于进行同步相位的测量和输出以及进行动态记录的装置。100个PMU一天收集62亿个数据点，数据量约为60GB，而如果监测装置增加到1000套，每天采集的数据点为415亿个，数据量将达到402GB，展示了智能电表生成数据量与采集频率的关系。

同样，电力系统的其他各环节随着大量传感采集装置的安装都将产生大规模的数据，而如何规划、存储、整合及综合分析这些数据，是电力系统当前需要迫切需要解决的关键问题之一。由于电力大数据与传统互联网大数据不同，对分析的全景性、实时性、可靠性具有更高的要求。

建设基于大数据分析技术的全景实时系统，并使之成为整个系统的“神经中枢”，将有助于从大数据驱动的角度解决电力系统当前面临的主要挑战：包括可靠性分析、实时调度等问题，并提高数据的利用率，挖掘数据价值。电力大数据全景实时分析平台在系统中的地位如图6-1所示。
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图6-1　电力大数据分析平台



将电力大数据中心建设成为整个电力系统的中心节点，使其负责全景信息收集、整合、状态监控和资源调度平衡。通过获取整个系统的实时全景数据，将电力系统变成一个“端到端”的透明系统，实现全局信息共享，消除“信息孤岛”，避免由于信息不对称造成的资源浪费；利用大数据分析技术，结合电力系统理论知识，构建系统分析模型，提高电力系统整体规划水平，促进能源动态平衡；利用全景实时大数据，实现对输变电设备的实时监控、评估、分析及状态预测，从而快速隔离事故；利用大数据，实时获取发电及负荷信息，达到资源的优化配置、调度，提高新能源接纳吸收能力，促进“削峰填谷”和高级需求响应技术的应用。

然而，当前部分电力公司虽然已经建成了规模庞大的数据中心，但其距离大数据分析平台还存在很大的差距，主要包括两方面的问题。一方面，不同的业务系统被分割为不同的“信息孤岛”，彼此之间数据不能共享，系统内外数据资源整合不足，不能从系统全景的角度分析、解决问题；为了保证系统的实时性，大量有助于提高运算精度的信息并不接入数据中心，从而造成系统因为无法协调全部可用资源而导致整体运行效率和数据利用率低，大规模实时数据分析处理技术能力需要加强。通过建设智能电网全景实时大数据中心，有助于上述问题的解决。另一方面，电力系统作为人类有史以来创造的最复杂系统之一，其具有系统规模庞大、整体性强、复杂度高、安全稳定运行要求高、电能光速传输并不能大规模有效存储等特性，决定了电力大数据全景实时分析将面临两方面的主要挑战：第一，大数据分析挖掘技术与电力系统理论的深度融合，从数据驱动的角度探讨解决系统所面临问题的思路，促进大数据在电力系统中应用落地；第二，满足一定可靠性和时间约束的大数据（批处理和流数据）全景实时分析技术，快速从系统整体层面分析解决问题、合理调度资源，满足电力系统高可靠性的要求。

6.2　全景实时分析关键技术问题

本节主要探讨电力大数据全景实时分析处理技术的挑战及关键问题，第一部分介绍相关工作，第二部分分析电力大数据的挑战问题，第三部分研究处理电力大数据的核心技术及对应的案例，第四部分讨论电力大数据分析的平台架构，最后总结全文。

6.2.1　基于大数据的大电网安全可靠性分析技术

随着电网规模的不断扩大、大规模可再生间歇性能源的接入，电网面临着严峻的安全可靠性问题。传统电力系统安全可靠性分析技术具有采集点少、运算量大的特点，随着覆盖整个系统的信息采集系统逐步完善，智能电网可以实时获取整个系统的全景数据，而基于全景数据的分析评估计算量非常大，容易造成“计算灾难”，几千阶的微分方程求解，无法满足实时性要求；另外，随着大规模分布式间歇性能源的接入，由于分布式能源的不确定性和难以预测等，很容易对大电网造成冲击，从而对系统的稳定性提出了更高的要求。因此利用大数据从全局角度来动态实时分析系统安全可靠性是电力大数据分析面临的一项重要工作。

潮流计算是电力系统安全可靠性分析的重要手段之一，是研究电力系统稳态运行的一种基本电气计算，根据给定的运行条件和网路结构确定整个系统的运行状态。而传统潮流计算的计算复杂度高、数据量小，计算精度难以保证。当面对全景实时大数据和动态实时变化的分布式能源时，传统的计算技术很难动态精确计算系统的潮流情况，而基于大数据的高性能并行快速高精度的潮流计算技术，有助于提高潮流计算的速度和精度，从而提高电力系统的可靠性水平。

目前电力可靠性分析主要采用传统的N-1（即当某一设备失效后系统的安全性评价）安全准则，不考虑概率较低的多重事件，而电网事故中很多情况下会因为某一设备故障产生连锁反应，所以有必要研究多重事故发生情况下的系统可靠性问题。而N-m情况下的可靠性分析计算量将成指数级增长，并且在数据规模不断增长的情况下，分析任务很难在有效时间内实时完成。

在电力系统安全稳定分析中，大多数分析归结为代价很高的高维稀疏矩阵与向量常量的乘法运算。比如在潮流计算的过程中，如果电力网络有n个节点，则节点方程为：
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式中：[image: ]
 ，分别是节点注入电流列向量及节点电压列向量；Y=

[image: ]
 ，Y是导纳矩阵，对角元素是节点i的自导纳，非对角元素是节点间的导纳。

方程（6-1）是典型的非线性方程，求解方法一般采用迭代法，而解的过程中的核心运算是矩阵与向量的乘积。因此，快速高维稀疏矩阵运算是电力系统可靠性分析的基础，是研究适应电力系统特点的矩阵运算技术。

马尔可夫方程是计算电力系统可靠性的一种常用技术，其以状态空间图为基础。一个特定系统可能出现的全部状态的集合为状态空间Ω，状态空间分解法用系统所处的状态和这些状态之间可能发生的转移来表示系统，并由故障数据判定系统工作状态和故障状态，求得系统的可靠性指标。应用状态空间法分析电力系统可靠性的条件是由一种状态转移到另一种状态的概率与系统的历史无关，即无记忆性。
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在电力系统的可靠性计算中，转移频率λij
 是重要的指标。转移频率λij
 可解释为单位时间内从状态i向状态j转移的期望次数。往往可以假定λij
 为常数，这时有以下关系存在：

式中：X（t）为系统在时刻t的状态；X（t+Δt）为系统在时刻t+Δt的状态；0（Δt）为在Δt期间发生两次以上转移的概率。

当Δt足够小时，则可得：
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如果使电力系统状态变化（故障、修复）的所有事件发生的时间服从指数分布，则可假定转移率为常数。发生的时间服从指数分布，是分析电力系统可靠性的一个基本假定。

应用状态空间法分析电力系统可靠性的一般步骤如下所示。

（1）定义系统的范围和每种状态的具体含义。电力系统的范围很广，因此，一般在做可靠性分析之前，要具体规定系统的范围，还应规定每种状态的具体含义。系统的状态表示系统在特定时间内所处的特定状况，这些状况包括工作、维修、停运或其他状况。

（2）建立状态装移图。在建立状态转移图时，一般假定转移频率为已知常数，还要注意修理工是否充足的问题，因为修理工充足与否直接影响状态转移图的结构。

（3）建立和求解方程组。如果要得到的是瞬时状态概率，则必须要列出和求解线性微分方程组；如果要得到的是平稳状态概率，则必须要列出和求解线性代数方程组。

线性微分方程组为
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式中：[image: ]
 ，元素a ij
 =λij
 （i≠j），a ij
 =-∑λij
 。

求解以上微分方程组，可求得瞬时状态概率P i
 （t）。如果要求解平稳状态概率，可解以下线性代数方程组。
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（4）在大多数情况下，要得到的是平稳状态概率，并可进一步求出其他的系统可靠性指标，如状态频率和平均持续时间等。

状态空间法能解决更广泛的课题，便于计算机计算，缺点则是比较复杂，多数情况下修复时间服从指数分布，即使修复时间服从非指数型分布也可化为指数型。当系统的元件增加时，计算工作量大大增加，这时就要采用近似方法。而随着电网规模扩大，系统中可监测和控制的元件个数迅速增加，采用近似方法将影响系统的准确性和精度，有必要开展基于分布式并行技术的大数据支撑的状态空间算法，提高大数据的适应性和计算性能。

6.2.2　基于大数据的输变电设备全寿命周期管理

电力系统不仅安全稳定运行非常重要，而且其本身是一个动态实时变化的系统，因此必须实时监测系统的运行状态，快速处理各种情况，保证系统的安全稳定运行。统计发现大多数电网故障是由于设备故障问题引发的，通过收集设备的全寿命周期数据（实验数据、运行数据及气候环境数据等），建立设备运行模型，有利于实时评估设备状态，从而避免由于设备故障造成的电网事故。目前的设备管理系统记录存储的主要是设备台账信息，而设备全寿命数据由于时间和空间跨度大，收集整理具有很大的难度。通过大数据中心，整合系统可利用的所有内外部数据，使设备的全寿命周期管理成为可能。利用设备全寿命周期大数据，构建新的设备运行评估模型，以修正由于试验环境条件有限造成的设备模型不准确、运行等级分类不足等问题。在设备全寿命周期大数据的基础上，利用聚类划分、异常点检测、深度学习等技术，实现设备的无监督分类及故障预测。

当前，电力设备状态评估主要是基于实验室建立的模拟环境产生的测试数据，利用人工智能（神经网络等）对数据进行分析和划分等级。然而这种方式存在数据样本有限、数据与真实环境不一致、算法针对大规模数据集失效等问题。借助电力大数据，利用数据分析技术，挖掘设备状态、环境等之间的关联规则，发现有价值的特征量，实现设备状态监控，保证电网安全运行。因此，在设备全寿命周期管理中关键问题是数据挖掘分析算法在电力系统中的深度广泛应用。

首先在现有的电力系统综合数据平台的基础上，充分考虑从大数据中挖掘的状态特征参量，采用面向对象编程语言（如C++、C#）构建输变电设备状态评价与故障预测的通用开发环境。该平台除了包含传统的状态分析模型外，还包含多种针对大数据环境下多源异构数据进行高效融合处理，进而对设备运行状态进行评估和对潜在故障进行预测的快速算法。在满足系统基本功能的前提下，通用开发平台作为基于输变电大数据的输变电设备状态评估的公共开发环境，为用户提供多种可选的知识获取工具和更新算法，为推理机提供多种可选的推理算法和自学习模型，以及为多源异构数据提供多种数据融合、分析和诊断的数学工具。用户能够根据分析对象的实际需求，在该平台上完成不同业务模型（如变压器、开关）的二次开发设计，从而完成对针对不同电力设状态评价和故障预测的标准化建模与软件开发。整个状态评价体系框架如图6-2所示。
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图6-2　基于大数据的输变电设备状态评价体系



在大数据环境下，输变电设备状态评价体系中的多源数据来自和设备直接相关的基础数据以及间接相关的结构化数据和非结构化数据。其主要包括设备运行参数、在线监测数据、离线试验数据、带电检测数据、巡检数据、运维数据、故障数据、历史数据、人文数据、环境信息、地理信息等。其中，设备运行参数主要针对电网设备的负载、动态负荷等数据。运维数据主要是电网设备的台账、维护等数据。环境信息包括气候条件、环境温度、湿度、风速、雷雨电活动情况等。人文数据包括重要社会活动及节假日、人口流动、经济趋势等。

所建立的输变电设备状态评价系统包括综合数据库、知识库、推理机、知识获取和数据融合算法、咨询解释等部分。其中，大数据下知识库的更新和推理机的自学习是系统设计的核心问题。综合数据库存放经过数据挖掘后的原始数据、推理过程中的中间数据以及最终诊断识别结果，通过数据融合算法对综合数据库的数据进行分析和整理，采用主成分分析对输入参量进行降维处理，使其满足诊断分析模型的基本输入要求。知识库用于存取和管理求解模型所需要的各领域专家知识（如设备基本老化规律、检测参量和设备可靠性的关系以及从实践中得到的运行经验等）。通过对多源数据的持续分析，将事实性文本知识、经验性知识等转化为计算机所能利用的形式，从而完成对知识库的更新和扩充，以及对已有知识的修改和完善，使其更加符合输变电设备的实际运行情况。推理机根据所获取的状态信息，综合利用知识库中的专家知识，采用拟合、相关、聚类等数学方法分析状态信息之间的关联性，完成对设备可靠性、经济性、环境影响等指标的多角度、多指标评价，以及通过系统提供的预测模型对设备可能存在的故障进行诊断和预测，通过风险预警机制进行风险评估。最后通过咨询解释规则向用户说明推理过程，解释推理结果，为用户提供决策支持，实现对设备的维护和管理。

6.2.3　全景实时能源动态平衡调度技术

电力系统作为一个有机的整体，系统内电能的生产、输送与使用总量在不断变化，但必须保持瞬间平衡。根据电力生产发、供、用必须同时完成的瞬时平衡规律及电能不能大规模有效存储的特点，需要对电网进行严格的科学调度，保持电网正常运行。电力系统调度当前主要应用SCADA（Supervisory Control And Data Acquisition，数据采集与监视控制系统）系统，以实现数据采集、设备控制、测量、参数调节以及各类信号报警等功能。然而，传统调度系统由于数据处理能力和速度有效，只接收电力系统主参数，而大量细节数据由于不能利用而丢弃。但随着大规模间歇性能源的接入，电力系统的结构更加复杂多变，海量、分散、异构的实时信息大量涌入数据中心，面对大量实时信息时，传统调度系统实时性和合理性很难满足要求，无法实现电网精益化调度。智能电网环境下，电力大数据调度中心面临的形势如图6-3所示。
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图6-3　电力大数据调度中心



在掌握全系统实时数据的情况下，电力大数据调度中心将能够更有效地实现全局资源的整合，实现电力供需平衡调度。在电网运行过程中，根据能量的实时需求、负荷建模信息及实时产能信息进行能量自动调配等技术是系统的关键。因此，基于大数据的调度技术关键问题是设计基于大规模多源细节数据的电力系统调度模型和实时流数据分析处理技术，实现电力系统调度从粗放型向集约型转变。

传统的调度与控制都是通过调节发电机组来实现发用电的平衡，但在风电等间歇性能源并网容量达到较大比例时，仅依靠常规发电机组的调整来平衡风功率波动的传统调度模式未能充分发挥电网的全部调控能力，未来需求侧可控资源也必将纳入电网调度计划与实时控制体系。需求侧资源具有类型多、数据量大、广域分布的特点。利用大数据技术综合分析全网负荷信息和需求侧可控资源信息，按最大范围资源优化配置的原则实现从实时到日、月、年等不同时间尺度的优化调度与控制决策，可提高电网全局态势感知、快速精确分析和全网统一控制决策的能力，在满足电网安全、经济、低碳环保运行的同时，也满足大范围资源优化配置以及最大限度接纳可再生能源等需求。

6.3　电力大数据实时分析核心技术

6.3.1　主要技术挑战

目前主流的Hadoop批处理方式可以适应电力大数据的历史数据分析，但Hadoop采用先存储后计算的模式，且需要频繁的磁盘操作，难以满足对生产系统的快速响应需求。因此，电力大数据全景实时分析平台面临着严重的性能和安全性挑战，具体而言主要包括如下两个方面。

（1）利用大规模复杂细节多源数据的电力系统分析算法

在智能电网环境下，PMU、AMI（Advanced Metering Infrastructure）及IED（Intelligent Electronic Devices）提供了大规模可利用的复杂细节数据，这些数据为提高电力系统的操作水平、建模技术和计划调度提供了机遇。通过现代计算机高性能并行计算平台，设计快速、高精度的安全稳定分析算法，能够提高数据利用率，并保证系统的实时性要求。

（2）大规模实时流数据调度、分析技术

为了保证监测、调度等关键业务的时效性，大规模实时流数据的接入和分析性能至关重要。将常用数据存储在分布式内存中，并充分利用多核或众核处理器的并行技术和大内存的缓存技术，以及高效的调度算法，保证流数据的实时处理效率。

6.3.2　多核/众核并行计算技术

当前电力系统中的主要算法通过串行计算技术实现，而随着需要处理数据的增加和计算任务复杂度的提高，算法处理时间不断增长，而通过并行计算技术，将部分算法通过并行来实现，可以显著提高数据分析处理的执行速度。同时，随着现代处理器向多核（multi-core）和众核（many-core）方向发展，充分利用多线程并行，可以提高电力大数据平台集群中节点的利用率，从而加快数据处理的效率。目前，普通CPU已经配置8个计算核心，而图形处理器（Graphics Processing Unit, GPU）拥有上千个计算核心，具有更强大的数据处理能力，两者混合的并行计算技术，将是未来的主流计算平台。多核CPU与众核GPU的结构如图6-4所示。
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图6-4　多核CPU与众核GPU的结构



近年来，GPU从图形图像处理领域进入通用计算领域，成为理想的高性能计算平台。GPU在众多领域的大数据分析中，有效地提升了数据处理的效率。GPU通过大规模线程并行隐藏内存访问延迟，同时支持几百万线程运行，线程间切换代价很低。GPU的并行计算技术采用SIMD（Single Instruction Multiple Data）数据并行，同一指令一次操作不同的数据。GPU适合处理电力系统中数据密集型的计算任务，利用它可以有效提高电力系统中密集数据的分析和处理效率。比如其处理电力系统安全性分析中的稀疏矩阵与向量乘积的计算过程如下所示。

首先将稀疏矩阵以“偏移量+前缀和+值”的形式存储，并通过前缀记录每行中非零元素的个数及位置信息；然后将常量存放在共享内存中，其中CUDA的每个线程块（Block）负责稀疏矩阵中的一行和常量乘积；而Block内的每个线程负责进行常量与稀疏矩阵本行内对应元素的乘法运算并求和。大致的运行过程如图6-5所示。
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（1）并行波形数据信号分析处理

图6-5　GPU下的矩阵与向量乘法运算

电力监测中的大体量波形数据，需要通过一系列的复杂信号处理技术进行分析。而大多数信号处理算法不仅复杂度高，而且要求对整个波形数据同步处理。随着波形数据增大，算法效率急剧下降。因此，拟利用内存多线程并行加速波形数据的信号处理过程，将波形数据分解为多个数据片，每个分片单独处理，利用SIMD技术，一次处理多个数据点；根据NUMA内存特点和算法中间数据结构大小，合理分配内存，避免内存冲突，减少访问远程内存数据和通信代价；最后，整合分片的计算结果。

这里的关键问题是如何保证分解算法的合并结果与整体算法之间的正确性和精度差。本课题拟采用矩形窗分段划分波形数据，基于信号局部平稳度和延拓代价的概念，提出基于局部平稳度的自适应分段重构算法。算法的主要思想是：为保证尽量减小重构误差，首先根据原始信号波形局部平稳度对用于分段的矩形窗边界进行自适应的选取，即通过逐点计算局部平稳度确定窗口边界（使局部平稳度满足窗口长度大于指定阈值），从而将原始信号划分成不等长的多个分段；之后，根据每个分段平稳度的大小，对窗口边界进行横向的延拓。对延拓后的信号求解，再按原窗口大小进行裁切，从而保证在窗口边界处连续，且二阶导数连续，实现精确重构。波形数据的内存计算模式如图6-6所示。
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图6-6　结合SIMD的NUMA感知的并行信号处理算法



（2）设备状态实时评估

利用已获取的小样本数据，实现部分监督聚类，以提高准确率，减少陷入局部极值的机会，加快算法收敛；依据监测数据的特点（比如极短的时间邻域内的多条数据应存在一定关联性），指导聚类过程，从而实现半监督聚类算法。针对主要聚类算法都需要通过多次迭代逼近目标结果的特点，拟采用Spark分布式内存计算平台完成。具体步骤如下所示。

①小样本数据采取广播的方式，存储在本地节点内存。

②将数据依据算法特点进行划分，使聚类可以在本地节点完成。

③合并各个节点的聚类结果，处理各种冲突。

④判断结果，如果不满足条件，继续执行②。

6.3.3　列存储技术

在电力大数据全景实时分析中，应支持多种数据存储模式，比如文件存储、Key-value分布式存储及结构化数据存储等。而电力系统中，结构化数据占有较大的比例，比如PMU的数据、设备监测的数据及居民用电数据等。结构化数据采用列存储，可以有效地提高数据分析效率。

列存储要求每列单独存储，这样在执行查询时只需要读取与查询相关的列，而不相关的列不用读取，当一个表包含很多列，而查询只涉及较少的列时，可以大量减少磁盘I/O，从而提高查询性能。另外，由于每一列内的数据单独存储，一列内的数据相似度更高，当采用压缩存储时有更高的压缩率。在列存储数据库中常用的压缩技术主要有：数据字典、位向量和扫描宽度Run-length三种方法。
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下面以电能质量监测数据为例，讨论列存储在电力系统中的应用。电力作为一种商品，电能质量的优劣已经成为电力系统运行与管理水平高低的重要标志，同时电能质量水平高低也是电网公司安全运行水平和优质服务水平的重要体现。通过对某一线路或区域内电网电能质量的持续监测，便于相关人员实时查看各监测站点的电能质量状况，迅速查找电能质量发生问题的地点及原因，从而有利于电能质量的优化。然而对多个监测点的实时、不间断地监测，将产生海量的数据如何有效地存储和管理海量数据，并从海量数据中发现有价值的信息是目前电能质量监测中面临的主要问题之一。电能质量监测中需要采集的数据包括监测点实时数据（功率、功率系数、频率、有效值、各次电压含有率有效值、总谐波畸变率）、短时间闪变数据、实时波形数据、实时间谐波数据等。数据量非常大，而且随采集频率的提高，数据量呈指数级增长，表6-1展示了在不同采集频率和采集规模情况下，以天为单位需要存储的数据量。

注：一个监测点一次采集的数据量为870（实时数据）+1576（实时波形数据）+296（实时间谐波数据）

如果将采集频率设定为15s一次，则1000个监测点一年的数据采集量达到5.6TB，而这只是单纯电能质量监测数据，如果加上其他设备监测及环境数据，作为电力大数据重要组成部分的电能质量数据常规存储方式很难实现对其有效管理，从而造成数据利用率低，不利于从数据挖掘的角度分析和解决电能质量问题。

电能质量监测系统需要存储大量的时序监测数据，这些数据分为不同的监测类别，刻画了电能质量的不同方面的特性，比如谐波、间谐波及波形、参数数据等。而用户的查询分析主要是针对每个监测点或通道的查询和分析，因此将每一个通道的数据尽量存储在相邻的节点，有助于后续的数据检索分析，通过以“监测点+通道号”为key，以监测数据为value的键值对方式存储，从而实现监测数据的连续存储，方便后续的数据检索操作。

根据监测数据的监测类别划分为不同的列簇，其中谐波、间谐波及频谱数据划分为一个列簇，数据不根据次数分别存储，而是采用组合压缩存储；各项电压电流波形数据划分为一个列簇；其他监测数据为另一个列簇；闪变数据也组成一个列簇。通过划分列簇，利用数据的相关性提高读取效率。其存储结构在HBase数据库上的表现大致如表6-2所示。
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HBase数据被建模为多维映射，其中值（表单元）通过4个键索引：value=Map（表名，行key，列key，时间戳）。

HBase支持以行key和时间戳为输入的范围检索。

对存储在云平台中的数据进行分析，可以通过MapReduce技术实现，常用的算法包括：统计算法及分析算法。

统计算法包括：最大值、最小值、95%概率及合格率等，其中计算最大值和最小值的示意程序如下所示。

Map阶段完成某条线路的数据过滤（某个时间段），并对数据转换，生成以次数为key，电压、电流畸变率为value的键值对，并作为Reduce的输入。

Reduce阶段对数据进行计算，同时计算最小值、最大值及平均值。

示例实现过程如图6-7所示。

基于存储在平台中的海量数据，可以实现对某个监测点电能质量的评估，在电能质量的各种评估方法中，现在应用较多的就是采用模糊数学、概率统计以及归一化方法，提出了利用应用概率统计和矢量代数的电能质量量化和评估方法，并得出了评价电能质量的量化指标。基于模糊原理从不同的角度对电能质量进行了评价，提出了电能质量评价的二级评判法。其他还包括神经网络等人工智能评价方法。本文采用一种简单的分类评估算法，根据三相电压电流中最大畸变率与国标值比较的结果平均划分为10个等级，等级严重程度依次类推。对应的MapReduce程序实现如下。在Map阶段对原始数据过滤，读取通道及对应的总畸变率值；在Reduce阶段根据每个通道分别计算评估等级，并输入每个通道的等级。
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图6-7　MapReduce电能质量分析程序



6.3.4　基于优先级的电力云平台的任务调配

集3种数据中心为一体的电力云平台，将面临繁重和复杂的任务调配工作。为了保证调度工作的有序高效执行，需要为任务设置不同的优先等级，企业信息管理任务优先级较低，而电网设备监测的报警事件分析任务具有较高优先级；同时考虑数据访问量，数据量小的优先级高，而数据量大的优先级低，这样可避免越限不严重的某些大数据（如反映变压器放电的超高频信号的数据量大）上传对信道和接口的长时间占用。任务调度算法是云平台上的一项核心工作，目前云平台调度策略主要考虑如下两个方面：优先将任务分配给空闲的机器，使所有的任务能公平地分享系统资源，实现负载均衡；尽量将Map任务分配给输入数据所在的机器，以减少网络I/O的消耗。然而，这些任务调度机制主要应用于批处理任务的执行，较少考虑分级任务的实时调度。随着云平台应用范围的扩大，相关研究人员设计了实时任务和具有时限要求任务的调度算法，这些技术一定程度上提高了云平台任务调度的实时性。然而，电力云平台在恶劣天气情况下需要及时响应井喷式报警，面对这些高并发报警事件，任务的实时调度是必需的，也是一项非常有挑战性的工作。目前有关成果在电力监控云平台的研究领域鲜有报道。因此，本文将重点研究电力云平台下高并发的井喷式报警事件分析任务的实时调度策略和算法。

面向高并发井喷式报警事件分析任务的在线调度算法是电力云平台的一项重要研究内容，本文根据报警事件的不同优先级进行分级处理；为保证紧急任务优先执行，调度算法需要是抢占式的；为保证任务快速执行，需要将任务调度到数据存储节点，利用数据本地性提高算法效率。因此，本文提出了基于数据本地性的分级抢占式在线调度算法。

首先，一个报警事件可以表示为：A=（T, data, D），这里A表示报警事件，T表示报警事件到达的时间，data表示报警事件需要操作的数据，D表示处理时限要求。

一个报警任务的处理一般情况下可以由一个MapReduce Job来完成。

J=（m1
 ，m 2
 ，……，m u
 , r 1
 ，r 2
 ，……，r v
 ）：一个MapReduce Job处理报警A可以划分为u个Map和v个Reduce阶段，并且所有Map完成后才开始处理Reduce。

n=m+r：报警事件A到达时，系统可以利用的任务槽值（slots），任务槽分为Map和Reduce两种。在MapReduce中任务槽值表示可利用的系统资源。

c m
 , cr
 ：分别表示Map和Reduce任务槽执行的代价，在这里代价主要表示为访问数据data和CPU计算的代价，现代计算机拥有很强的计算能力，所以在模型中对CPU的计算代价进行加权处理。同时，所有的任务需要操作的数据都可以在本地找到，从而避免网络数据传输代价。

因此，对于报警事件A具有如下时限要求。
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依据公式（6-6），可以推断在时限要求为D的情况下，完成报警A所需要的最小任务槽个数m min
 和r min
 。

当有多个报警事件到达时，在每个报警最小资源确定的情况下，要求系统同时处理的报警事件最多，因此需要满足如下要求。
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基于上述调度模型，针对高并发井喷式报警事件处理任务的调度过程如下：当报警事件到达时，获取报警事件的优先等级及事件分析任务的数据访问量和计算量，将任务划分为不同的优先级队列，估算报警事件分析需要的最小系统资源。从队列中选择优先级高的任务执行，如果云平台中任务槽数满足最小个数要求，则执行该任务；如果不满足要求，则强制没有时限要求的任务挂起，并释放资源，挂起的任务在高优先级任务完成后，可以继续执行；根据系统可利用的资源，最大化同时调度执行的报警事件分析任务数。

在调度过程中，为了简化调度算法的复杂性，提高实用性，可定义一系列启发式规则：尽量让优先权高且计算量小的任务先执行；任务到达的时间早的任务优先执行；分配任务到数据存储节点；分配的任务槽尽量均衡地分布在不同计算节点上等。

此调度算法对调度服务器（master节点）的计算和存储资源具有较高的要求，现代处理器拥有大内存和多核资源，因此可以利用现代处理器进一步优化调度算法。首先调度算法需要操作的数据存储在内存中，尽量减少与磁盘的交互；采用多线程并行完成调度算法，每个核心处理一个报警任务；每个核心使用的数据存储在本地缓存中；调度算法中使用的共享数据存储在最低层缓存（Last Level Cache）中。

6.3.5　大规模流数据可靠接收技术

为了持续地监测、管理和优化电力设备运行情况，提高生产效率，减少停机时间，大量电力设备安装了丰富的传感量测装置，这些装置会持续地向监测中心发送设备的监测信息。因此，电力监测中心需要处理大量的请求、运行众多耦合性弱的处理分析任务。这些请求本身是独立的，通常由能够在多个处理器上独立执行的任务组成。系统在服务请求或者执行分析时需要处理和分析海量的数据。在极端情况下，电力监测中大规模请求涉及的数据可达到TB量级，次数达到M级，而要求系统具备秒级响应能力。同时，电力监测具有负载波动性、负载复杂性以及硬件、软件系统结构的复杂性交织等特点。

针对高通量电力监测设备和数据类型多样、处理方式及安全等级各不相同的特点，设计满足可靠性和实效性要求的分布式数据分发机制是首要任务。整体采用分布式的发布/订阅机制，处理节点采用“Pull”的方式拉取数据，而不是“Push”的推送方式，避免处理节点的排队和负载不均衡问题。

根据电力监测的特点，在传感量测节点和接收节点之间建立影射关系（1：n），监测数据到达后在相应的节点缓存，并创建优先级队列；在数据队列和处理节点间建立影射关系（1：n），处理节点完成计算任务后，主动从队列中取数据；节点间采用互备份机制，实现容错功能；当队列达到一定长度后，某些实效性低的数据缓存到磁盘，等系统空闲时间处理；严重情况下丢弃低优先级数据，保证高优先级数据处理的时效性。

根据不同设备的不同监测数据划分为不同的队列，而每个队列根据紧急程度和实效性等权重排序，保证优先级高的数据先处理。每个队列具有多个订阅节点，避免由于处理节点繁忙，数据得不到处理的情况。为支持多个数据处理进程的协作，订阅方支持进程组的概念，允许一个进程组进行消息订阅；用户可以依据应用的不同定制组内进程的负载均衡策略。

其整体系统架构初步设计如图6-8所示。
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图6-8　分布式数据接收和分发



6.4　电力大数据分析平台

6.4.1　平台架构

结合互联网领域成熟的大数据解决方案，设计并测试整合Kafka、Storm、Spark和Hadoop的大数据全景实时分析平台，满足对电力大数据分析处理的需求。通过Kafka不间断采集设备及系统的事件、状态、预警等多数据源信息，形成流数据，完成高效实时数据收集功能。然后，Kafka将处理好的数据传输给Storm, Storm将数据混合并实时预处理，基于CEP（Complex Event Processing）的快速发现和过滤异常数据，分析状态并实时反馈给用户。最后将数据存储在Hadoop的HDFS进行持久化存储，使用内存计算平台Spark进行数据快速分析与预警计算，保证电力系统中数据分析实时性的要求。

电力大数据全景实时分析平台采用分层架构，层与层之间采用松耦合模式，各层由可以独立配置的模块组成，系统具有较高可移植性和可配置性。结合电力系统运行特点及参考主流开源系统，架构应包括如下几个层次。

首先，由于最低层是数据存储层，为保证平台的可扩展性采用分布式文件存储系统，采用以数据相关性和负载均衡策略为基础的数据分布方案。在分布式文件系统之上，结合高性能列存储技术，进一步优化存储代价和性能。本层可以采用Hadoop的分布式文件系统存储方案并结合HBase的列存储数据库技术实现。

其次，是流式大数据接收处理和分布式内存计算层，流式大数据处理模块用于响应电力系统中的实时流数据，关键是流数据的高效可靠接收，保证关键数据的不丢失，通过优先级任务调度技术，实现紧急数据的实时处理；分布式内存用于存储使用频率高的热数据，为上层计算提供数据缓存，减少磁盘访问，实现安全可靠性分析和各类机器学习算法。本层可以采用Storm和Spark技术分别实现流数据处理和内存计算。

再次，是整合计算层，电力系统中基于大数据的并行分析算法框架，并考虑利用现代计算机的硬件体系架构（多核+大内存+GPU）的核心算法库，将电力系统中常用的分析算法封装为库函数供上层高级应用调用。此层将涵盖常用的电力系统安全稳定分析算法和可靠性分析算法，各种设备的状态评估的机器学习算法，系统优化调度模型及算法，并应该向用户提供可以定制开发的其他功能。

最后一层是应用层，包括可靠性分析、状态监测和能源调度等各种业务应用系统，并直接和最终用户交互。通过Web或移动终端以图形化界面方式提供给用户各种信息，各种紧急事件实时通知相关负责人员。

电力大数据全景实时分析平台大致层次体系结构如图6-9和图6-10所示。
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图6-9　电力大数据分析平台结构
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图6-10　项目研究方案和技术路线图



具体研究内容包括以下几方面。

（1）满足可靠性和实效性要求的分布式数据接收和分发机制

针对智能电网中数据具有大规模并发的特点，呈现出相当高的请求级并行度和数据级并行度。通过研究高性能的分布式容错负载均衡分发算法，以提高吞吐量和可靠性。

重点研究具有高可扩展性的数据接收和分发的分布式体系结构；研究基于优先级队列的数据缓存机制；研究节点间数据互为备份的容错技术；研究监测数据处理的时效性代价模型。

（2）高速智能电网监测数据检测技术

针对智能电网监测中异常数据稀少的特点，而实时准确发现异常数据有助于判断设备状态，因此本课题将研究从大规模并发数据中快速发现异常数据的算法。

重点研究适应于高速智能电网监测数据的分布式并行异常点快速检测算法；研究并行子序列检测算法，依据检测算法中含有大量迭代计算的特点，设计基于分布式内存的并行子序列检测算法。

（3）基于内存计算的波形数据处理和设备状态实时评估算法

在智能电网监测过程中，对筛选后的数据需要进行实时的分析，以评估设备或系统的状态，并采取行动，保障安全。基于内存计算的技术有助于提高数据处理的实时性。

重点研究并行高频采样波形数据的内存计算技术，包括基于矩形窗的数据分片策略，考虑信号局部平稳度和延拓代价的合并算法；研究结合内存计算、已标注小样本数据和未标注大样本数据的半监督聚类算法，实现基于数据驱动的设备状态评估；研究应用SIMD和NUMA感知等技术的波形数据处理和设备状态评估内存计算技术。

6.4.2　平台特色

1.大数据与电力系统深度融合的复杂电网分析、监控、调度技术和理论

由于电力大数据规模不断扩大，以及电网结构、运行模式复杂多变，人们开始从大数据角度探讨复杂电网分析、监控、调度技术和理论，促进大数据在电力系统中的深度应用，发现挖掘电力大数据的价值。

2.面向电力行业特定领域的大数据全景实时分析技术

针对电力行业对数据分析时效性、全景性的高要求，面向特定行业领域的大数据实时分析技术，可以提供整个电力系统的全景视图和实时动态监控、调度技术，促进大数据在特定行业应用中落地。

6.5　小结

构建电力大数据全景实时分析平台，需要借助云计算技术实现。当前主流的Hadoop批处理方式可以适应电力大数据的历史数据分析，但Hadoop采用先存储后计算的模式，且需要频繁的磁盘操作，难以满足对生产系统的快速响应需求。因此，电力大数据全景实时分析平台面临着严重的性能和安全性挑战，具体而言主要包括如下两个方面：利用大规模复杂细节多源数据的电力系统分析算法；大规模实时流数据调度、分析技术。通过内存计算技术、流式大数据分析技术、多核/众核并行计算技术和列存储技术等有助于提高平台的各项能力。

结合互联网领域成熟的大数据解决方案，设计并测试整合Kafka、Storm、Spark和Hadoop的大数据全景实时分析平台，满足对电力大数据分析处理的需求。通过Kafka不间断采集设备及系统的事件、状态、预警等多数据源信息，形成流数据，完成高效实时数据收集功能。然后，Kafka将处理好的数据传输给Storm, Storm将数据混合并实时预处理，基于CEP（Complex Event Processing）的快速发现和过滤异常数据，分析状态并实时反馈给用户。最后将数据存储在Hadoop的HDFS进行持久化存储，使用内存计算平台Spark进行数据快速分析与预警计算，保证电力系统中数据分析实时性的要求。

随着电力大数据规模的不断膨胀，以及电网结构、运行模式复杂多变，从大数据角度探讨复杂电网分析、监控、调度技术和理论，促进大数据在电力系统中的深度应用，进一步发现挖掘电力大数据的价值将是本文的后续工作，具体包括：大数据与电力系统深度融合的复杂电网分析、监控、调度技术和理论；面向电力行业特定领域的大数据全景实时分析技术。


第7章　大数据支撑能源互联网建设

能源互联网是将大量由分布式能量采集装置、分布式能量储存装置和各种类型负载构成的新型电力网络、石油网络、天然气网络等能源节点互联起来，以实现能量双向流动的能量对等交换与共享网络。能源互联网具有规模大、设备装置多、实时性好、安全性高等特点，要实现如此大规模系统的资源动态平衡和高效运行，快速采集系统全景实时数据并实时分析将是系统成败的关键，而这些需要大数据处理技术的支撑。

能源互联网是智能电网的进一步深化和发展，是以数据为核心的综合能源管理模式，以大数据支撑下的能源互联，是一场智慧体系与架构的变革，它必将带来电工技术及能源产业的创新突破。

7.1　能源互联网

美国著名学者杰里米·里夫金在其《第三次工业革命》一书中，首先提出了能源互联网的愿景，引发了世界范围的广泛关注。里夫金认为，由于化石燃料的逐渐枯竭及其造成的环境污染问题，在第二次工业革命中奠定的基于化石燃料大规模利用的工业模式正在走向终结。里夫金预言，以新能源技术和信息技术的深入结合为特征的一种新的能源利用与共享体系，即“能源互联网”（Energy Internet）即将出现。而以能源互联网为核心的第三次工业革命将给人类社会的经济发展模式与生活方式带来深远影响。

通过建设能源互联网将有助于形成一个巨大的“能源资产市场”（Market Place），实现能源资产的全生命周期管理，通过这个“市场”可有效整合能源产业链上、中、下游各方，形成供需互动和交易，也可以让更多的低风险资本进入能源投资开发领域，并有效控制新能源投资的风险。

能源互联网还将通过实时匹配供需信息，整合分散需求，形成能源交易和需求响应。当每一个家庭都变成能源的消费者和供应者的时候，无时无刻不在进行电力交易，比如屋顶分布式光伏电站发电、电动汽车充放电行为等。通常认为能源互联网具备如下五大特征。

（1）可再生：可再生能源是能源互联网的主要能量供应来源。可再生能源发电具有间歇性、波动性以及受气候环境影响大的特点，其大规模接入将对电网的稳定性产生冲击，从而促使传统的能源网络转型为能源互联网，可以更为有效地接纳可再生能源。

（2）分布式：由于可再生能源的分散特性，为了最大效率地收集和使用可再生能源，需要建立就地收集、存储和使用能源的网络，这些能源网络单个规模小、分布范围广，每个微型能源网络（微网）构成能源互联网的一个节点，能源互联网实现了众多微网的连接和能源分享，体现了分布式的特征。

（3）互联性：大范围分布式的微型能源网络并不能全部保证自给自足，需要互联起来进行能量交换才能平衡能量的供给与需求。能源互联网关注将分布式发电装置、储能装置和负载组成的微型能源网络互联起来，而传统电网更关注如何将这些要素接入网络。

（4）开放性：能源互联网应该是一个对等、扁平和能量双向流动的能源共享网络，发电装置、储能装置和负载能够“即插即用”，只要符合互操作标准，这种接入是自主的，从能量交换的角度看没有一个网络节点比其他节点更重要。

（5）智能化：能源互联网中能源的产生、传输、转换和使用都应该具备一定的智能，能够对整个网络的状态或将来的状态进行动态感知，保证能源的动态平衡和系统的安全运行，实现能源的智能化利用。

另外，能源互联网与其他形式的电力系统相比，具有以下4个关键技术特征。

（1）可再生能源的高渗透率：能源互联网中将接入大量各类分布式可再生能源发电系统，在可再生能源高渗透率的环境下，分布式的能源互联网的控制管理与集中式的传统电网之间存在很大不同，需要研究由此带来的一系列新的科学与技术问题。

（2）非线性随机特性：分布式可再生能源是未来能源互联网的主体，但可再生能源具有很大的不确定性和不可控性，表现出很强的非线性随机特性，同时考虑实时电价、运行模式变化、用户侧响应、负载变化等因素的随机特性，能源互联网将呈现复杂的随机特性，其控制、优化和调度将面临更大挑战。

（3）多源大数据特性：能源互联网需要高度信息化技术的支撑，随着大规模分布式电源并网，储能及需求侧响应的实施，需要实时处理包括气象信息、用户用电特征、储能状态等多种来源的海量多源异构信息。而且，随着高级量测技术的普及和应用，能源互联网中具有量测功能的智能终端数量将会大大增加，所产生的数据量也将急剧增大。

（4）多尺度动态特性：能源互联网是一个物质、能量与信息深度耦合的系统，是物理空间、能量空间、信息空间乃至社会空间耦合的多域、多层次关联，包含连续动态行为、离散动态行为和混沌有意识行为的复杂系统。作为社会、信息、物理相互依存的超大规模复合网络，与传统电网相比，具有更广阔的开放性和更大的系统复杂性，呈现出复杂的、不同尺度的动态特性。

7.2　能源互联网中的实时大数据

能源互联网是将大量由分布式能量采集装置、分布式能量储存装置和各种类型负载构成的新型电力网络、石油网络、天然气网络等能源节点互联起来，以实现能量和信息双向流动的能量信息对等交换与共享网络，是互联网思维在能源领域的应用，是互联网与能源深度融合的产物。当前电力大数据是各方研究的热点，并广泛应用在输变电设备监测、大电网安全运行分析等方面。能源互联网在多个环节将面临大数据技术的挑战，主要包括统一的数据通信及存储格式、大规模实时数据流接收与检测、高性能数据分析技术等3个方面。

由于电能光速传播及不能有效大规模存储的特点，电力系统成为一个不可分割的整体，从发电、输电、配电到用电天然形成一张超级巨大的电网。一端是燃煤、燃气、核电、水电等传统能源和大量风、光等分布式可再生能源；另一端是数以百万计的高耗能动力装置、数亿计的电力用户和智能电器以及电动汽车。遍布整个电网的传感量测装置将每时每刻生成海量实时大数据，并将数据在网络内传输和共享，从而依托电网构建了一个庞大的能源互联网。实时大数据的分析处理能力将在一定程度上成为制约能源互联网发展的重要因素之一。

能源互联网将连通多种网络和各种装置，而不同的网络及装置拥有不同的通信协议和数据格式，因此，需要设计实现满足不同网络及设备间的数据共享及互操作标准。IEEE 1888标准或协议（Standard for Ubiquitous Green Community Control Network Protocol，泛在绿色社区控制网络协议）是全球能源互联网领域首个ISO/IEC国际标准，是利用互联网技术（支持IPv6、兼容IPv4）使所有传感数据和控制数据进行自由传输与交互的应用层面通信协议。因此，可以将IEEE 1888标准作为能源互联网中设备及网络的统一数据标准，实现设备及系统的互联。

在能源互联网中为保证实时监控和高效调度，需要实时采集众多设备装置的监测数据，大量设备也会实时汇报各种信息，从而形成大规模数据流。其具有大规模并发的特点，呈现出相当高的请求级并行度和数据级并行度。因此能源互联网需要支持大规模数据流的采集和快速处理，通过高性能的分布式容错负载均衡分发算法，实现数据流的可靠接收，利用分布式技术提高吞吐量和可靠性。

能源互联网将接纳大量分布式清洁能源，而分布式清洁能源具有分布范围广、数量大、变化快等特点；另外能源互联网将实现用户侧和供应侧的实时交互，动态调节电力平衡，而这些需要高效的大数据分析技术支撑，保证能源互联网的运行效率。为了进一步提高大数据处理的性能，目前已经达成了一个基本共识，即随着内存成本的不断降低，内存计算将成为最终跨越大数据计算性能障碍、实现高实时高响应计算的有效技术手段。能源互联网覆盖广大区域，包含大量实时变化的清洁能源，因此对数据分析处理具有很高的时效性要求，通过内存计算可以有效地提高数据的处理效率，进而满足系统的实时性。

7.3　大数据支撑能源互联网

7.3.1　大数据支撑能源互联网整体优化和调度

能源互联网在实现连接发电设备、电网设备、用电设备和用户群体等后，可以实时采集各种信息，利用掌握的实时全景数据进行优化计算，进而实现实时的能源交换，从而有助于实现对整个系统的运行效率优化和安全调度。由于通常能源互联网是由多个微网组成的两层或多层结构分层网络，所以能源互联网应该采用分层调度技术，首先在微网内部进行能源优化调度和存储，实现分散式局部最优；然后将多余的能源在更广域范围内共享，实现高效的全局协调共享。能源互联网整体优化和调度的主要原则包括如下几个方面。

首先，能源互联网中需要的新一代能量管理系统（Energy Management System, EMS）必须是分散协同式或满足分布式需求的，要求其充分考虑大规模可再生能源发电的特点，强化可再生能源发电系统和电网之间的衔接和交互，具有高效实时大数据分析技术的支撑，使得可再生能源发电被充分利用，最大化整个电网的收益。其次，在能源互联网系统中，传统电网用户不仅是电力使用者，也是电力生产者。他们可以将生产的电力无障碍地传输给电网，并获取相应的回报。通过电力生产控制、通信技术和能源存储装置的协调工作，能源互联网系统可以实现可靠的双向电力传输，同时为普通和工业用户提供高质量的电力供应。

其次，为减少能源互联网中的各种连锁故障，能源互联网发生故障时要求各分布子系统可以自动实现孤岛运行与并网运行之间的平滑切换，整个网络的中枢系统可以基于本地信息对能源网中的事件做出快速独立的响应，并切断与主干网络的连接。建立基于大数据的能源互联网安全可靠性分析模型，能够实时动态评估系统的安全性，而传统的能量管理系统在消纳大规模可再生能源发电方面遇到瓶颈，需要在能源互联网的基础上实现一个能源信息实时采集、处理、分析与决策的分散协同式的新一代能量管理系统。

基于大数据分析、物联网和云计算等先进信息通信技术的支撑，主要包括各种支持大规模数据采集和处理的信息系统，如电能信息采集控制系统、电能质量监测分析系统、电网能量管理系统、用户侧能量管理系统等多个子系统，可以实现基于实时数据的能源优化调度。例如当前电力系统仿真分析和能量管理面临着负荷信息不全和参数不准等重要问题，而能源互联网与信息基础设施紧密结合融为一体，可以为实时动态的收集和处理海量采集信息提供最强有力的技术支撑，同时提供基于大数据的智能信息处理和决策支持能力，实现电源和负荷的同步协调控制、电能质量控制以及其他高级能量管理功能和应用。能够根据能源需求、市场信息和运行约束等条件实时决策，自由控制可再生能源发电与电网的能量交换；提供分级服务，通过延迟对弹性负荷的需求响应确保关键负荷的优质电力保证；对设备和负荷进行灵活调度确保系统的最优化运行等。

7.3.2　大数据提高能源互联网安全等级

互联网体系架构决定了其具有较高的安全性和稳定性，而其冗余方式可保证系统整体的可靠性；同时通过分散路由等方式实现设备和线路的动态备用，保持一定的利用率。能源互联网可以借鉴其中的机制，但能量和信息的交换和传输是有本质不同的。相比现在集中式电网自上而下的紧耦合模式，能源互联网能实现局域自治，在广域互联中可通过储能缓冲、直流输电等方式实现解耦，同时局域不稳定问题可以通过广泛互联实现广域的动态互备用，达到安全稳定可靠的目标，而不是依靠过大的安全裕度而降低系统的利用率。

能源互联网是通过能源技术与信息技术的深度融合，逐渐形成的以电力为核心，涵盖供电、供热、供冷、供气、电气化交通等多个复杂系统的综合能源网络，必将要求其是一个信息物理系统，以保证能源互联网的灵活性、自治性、可靠性、经济性和安全性。作为一类典型的CPS系统，随着其应用模式的成熟和应用程度的深化，必将获得海量数据，其规模也将沿数据类型、量测终端、采用频率等多个维度呈现爆发式增长，因此需要具备良好的大数据处理计算能力。能源互联网是能源与信息高度融合的大系统，其通信结构复杂并具有多尺度动态性，对能量控制与信息交互响应要求严格，因此要求这类系统具有高可靠、高安全的通信能力。

信息是支撑能源互联网智能化和优化运行的关键，信息获取效率和利用程度决定能源互联网的性能。传感器、网络计算技术等为信息获取和处理提供了良好基础，主要是实现对能源互联网所涉及各类设备的多种状态参数进行监测和收集，为这些设备的状态实时监控和潜伏故障发现等提供有效的数据支持，能保证能源互联网安全工作。

从纷繁复杂的数据中挖掘有用的信息，更好地支撑所提供的服务是大数据研究的目标。未来，能源互联网将覆盖人类生产、生活的方方面面。影响运行效率的数据包括天气、个体需求、网络状态健康信息、社会事件等，不仅数据来源广泛，数据规模也异常庞大，大数据技术研究成果的应用将有力地保证能源互联网的安全服务质量，对应的处理方法也将丰富大数据技术的理论体系。

实现能源供需实时平衡、极大地利用清洁可再生能源、满足尽量多用户的个性化需求是能源互联网的目标，实时的能源供给和需求数据、能源存储情况、正交的个性化需求数量是影响决策的因素。但是，上述数据往往蕴含在天气状况、用户使用习惯、生产或存储设备的运行状况等各类纷杂的数据中。安全可靠的通信骨干网是能源互联网正常工作的重要保证。

由于能源局域网内能量设备具有易接触性与高动态拓扑变化性，能源互联网的多尺度动态性，使得能源互联网中的通信结构复杂，数据处理量大。为了保证能源互联网的稳定运行，要求通信网络满足网络时延小、数据传输优先级分类、可靠传输、时间同步以及支持多点传输等多种功能。实现正常、高效的能源互联网通信网络，需要处理好以下几个方面的问题：①通信的设备繁多；②通信层级各异（广域网、区域网、局域网）；③通信时延要求较高（＜20ms）。因此，主要可从以下几个方面进行突破。①主要从地理与控制关系上将通信网络进行合理的层次划分与设计，分析影响各层通信可靠性和网络安全性的因素；对传统电网通信网络的通信协议分析，根据能源互联网信息物理系统的体系结构改进或重新设计通信协议。安全传输机制设计涉及传输网络的选择、保护设备的部署、设备协同工作机制及安全事件应急响应方案等；②基于通信协议层和数据传输层，对各能源局域网系统中不同通信子系统进行异构通信数据集成，同时考虑不同通信子系统的数据传输对信息物理系统中能量控制的影响，设置相应的安全防护功能，保证数据信息在通信网络中可靠传输的同时，满足系统对能量管控响应的要求，构建能源互联网可靠安全通信的物理层、数据链路层、伪传输层和应用层协议标准；③通信实验平台设计与实验评估，主要是通过建立实验平台评估网络通信的功能是否满足要求，需要完成软件系统设计、系统实验与评估、系统改进等工作。安全传输机制设计涉及传输网络的选择、保护设备的部署、设备协同工作机制及安全事件应急响应方案等。

随着大量分布式电源的接入及需求响应侧的实施，包括气象信息、用户行为信息等数据类型都将纳入系统；随着高级测量技术的普及和应用，系统中具有量测功能的智能终端的数量将迅速增加；随着信息采样频率的增加，上述两个维度的数据将随时间积累呈几何级数增加。

基于能源互联网大数据的类型、特点及分析需求，重点突破平台体系架构、大数据建模、大数据存储和大数据分析等关键技术，构建能源互联网大数据处理分析平台。研究提出支持横向扩展，具有分布、并行、高效等特点，且面向服务的支持大数据工程全生命周期活动的平台体系架构。研究提出适合能源互联网大数据特点的数据描述方法，解决多源、分布和异构数据整合和统一管理问题。研究提出合理的集群存储资源映射方法，建立基于Hadoop分布式文件系统的大数据存储机制。主要针对能源互联网所涉及的大规模海量数据，研究提出云计算环境下的并行数据挖掘算法与策略。

通过对大数据进行分析，更准确地掌握能源负荷变化规律，提高负荷预测精度；分析新能源产出与气象环境条件的关联关系，更准确地对新能源发电能力进行预测；研究检修、运行工况、气象条件等因素对设备状态的影响，基于设备运行机理和退化规律，开展故障预测与健康管理；基于气象环境信息、能源产出能力、用户耗能习惯和设备健康状态，对能源的跨区域调度提供安全辅助决策支持，深化能源互联网大数据的应用。


第8章　总结与展望

8.1　总结

随着电力系统与信息化、自动化技术的深度融合，将实现对电力系统的全方位、多角度的感知，从而使电力系统变成一个规模庞大的物联网，收集的系统运行和监测数据将越来越多，并形成了电力大数据。利用大数据分析技术，将有助于实时动态评估设备的状态信息、更准确地评估计算系统安全可靠性、实时分析动态数据，进而提高电力系统的安全等级，支撑电力系统安全运行。正是在此背景下本书开展了智能电网大数据云计算技术研究工作，利用云计算和大数据分析技术针对智能电网数据展开分析研究，并在如下6个方面开展了相关工作。

针对静态离线大数据，结合批处理计算模式，开展了电力短期负荷预测、绝缘子泄漏电流数据高效存储和聚类划分及局部放电信号处理的并行EEMD算法研究。主要采用的技术是Hadoop的MapReduce技术，通过并行计算和大数据的支撑，提高数据处理的效率。

针对电力系统中部分应用需要高性能计算分析的特点，开展内存计算高性能分析技术在电力系统中的应用研究。重点对监测数据尤其是在线监测领域监测数据速度快的特点，研究高效的内存聚类算法。另外对电力数据高级分析的OLAP技术，开展了基于内存计算的并行方体计算技术研究。

针对智能电网大数据多源异构的特点，研究数据融合技术，为用户提供统一的查询或显示视图。重点研究内容包括多通道数据融合特征提取和多数据源的连接技术，并结合Hadoop和Spark研究并行计算模式和高速融合算法。

针对智能电网大数据速度快，多种场景下表现出流数据的特征，研究流式计算技术动态处理数据，应用在在线监测和实时用电信息采集系统中。研究了监测流数据实时过滤和检测技术，通过设计基于工作流的处理模型，快速实现对大规模流数据的监测，实时发现异常，提高监测的效率。针对大规模用电信息采集系统，利用流计算技术快速检测，并发现异常数据，提升数据分析技术与生产系统的融合水平。

针对电力系统中大数据全景实时分析的需求，将大数据平台变为智能电网的神经中枢，促进大数据与电力系统的深度融合，从数据驱动的角度研究当前电力系统面临的挑战问题。探讨基于内存计算、实时流式大数据处理技术、大规模并行计算技术及列存储等在电力大数据实时分析中的应用，满足电力系统对大数据分析的时效性需求；结合主流开源大数据处理技术，设计了电力大数据分析平台的分层体系架构，为电力系统的高效运行提供保证。

针对当前热议的能源互联网，探讨了通过大数据提高能源互联网的安全等级和高效实时调度技术。能源互联网将在更大范围内实现能源分享，将涵盖大规模的分布式能源、交通网络、天然气网络等，而支撑能源互联网高效运行和实时能源分享的核心技术应包括大数据分析技术。

8.2　展望

随着能源互联网和“互联网+电力”等模式及概念的提出，传统电力行业通过与互联网结合，将提升整个电力系统的创新能力。电力系统与信息化的深度融合，也将为电力系统带来更大的发展机遇。后续的研究方向可以关注如下几个方面。

（1）大数据与电力核心生产系统结合

当前大数据在电力系统中应用广泛，但与电力系统的核心功能，比如调度自动化等结合的还较少，因此电力大数据与系统的深度融合还有待加强，与生产系统核心功能的结合还需要进一步研究。

利用分布式并行计算技术，研究特高压大电网在线安全分析、电力系统安全稳定在线优化决策等在线安全分析新技术将是后续重点内容，将电力系统的运行和监控构建在大数据分析平台之上。

（2）能源互联网

随着大规模新能源系统的接入，电网结构越来越复杂、规模越来越大，借鉴信息领域的互联网理念、方法与技术等成果，能够保证从能源生产、传输到消费全过程的开放对等、便捷接入、智慧用能的能源互联网成为重要发展方向，推动电力系统创新发展。但能源互联网面临着众多挑战，包括能源共享机制和理论、经济可行的大规模储能装置等。能源互联网将实现大范围内的实时信息采集，并基于实时信息，实现能源的最优调度和平衡，能源互联网的多项业务系统需要大数据技术的支撑。

（3）“互联网+电力”模式

互联网促进了跨界融合，采用“互联网+电力”的模式，将有助于电力系统的创新发展，深入以云计算、物联网和大数据为代表的新一代“信息技术+传统电力行业”的电力改革，推动传统电力行业向现代服务业的转型升级，以互联网和移动互联网为基础，以数据整合为核心，以服务电力用户为目的，把电力资源和电力信息进行系统化整合和深度开发应用，促进电力系统的创新。
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rdd_centers.saveAsTextFile ("../data /center")
/7o) A R

u_matrix.saveAsTextFile("../data AiMatrix™")
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var temp = new Array [Double] (clusterNum)
var count_p =0

for (d <-broadcastCenters.value)

{

var sum =0.0
for(i<-0 to line.vector.size -1)
{

sum = sum + (d.vector.apply (i) - line.vector.apply (1))

vector.apply (i) - line.vector.apply (i))
}

temp (count_p) = java.lang.Math.sqgrt (sum)
count_p =count_p +1
}

Vectors .dense (temp)

}
)
)

/AR BRI F IndexedRowMatrix,rdd, IndexedRow
/70,(2,4))(1,4,6))@2,(6,7)) == ==>(0,(2,4,6)) (1, (4,6,7))
var rdd_length_d = rdd_length_temp.map (line =>line.vector.toArray).flatMap
(row =>vectorTrans (row) ) .groupByKey () .sortByKey () .map (line => new IndexedRow
(line._1,Vectors.dense (line._2 .toArray)))
/5 TR R ¢ xn
var grad = sc. accumulator (Vectors. dense (new Array [Double] (n)))
(VectorAccumulatorParam)
for (u<-rdd_length_d)
{
grad += u.vector
}
var arr_grad = grad.value.toArray
for(i<-0ton-1)
{
arr_grad(i) = java.lang.Math.pow(arr_grad(i),2 /(expo-1))
}
var b_grad = Vectors.dense (arr_grad)
var broadcc = sc.broadcast (b_grad)
var u_matrix_new =rdd_length_d.map (line =>new IndexedRow (line.index,
{
var arr = line.vector.toArray
for(i<-0ton-1)
{

arr (i) =java.lang.Math.pow(arr(i),2 /(expo -1)) /broadcc.value.apply

arr(i) =1/arr(i)
}
Vectors.dense (arr)
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public class SmallFilesToSequenceFileConverter extends Configured implements
Tool({
/A NTBAE AF A mapper
static class SeqguenceFileMapper extends Mapper < NullWritable,
BytesWritable, Text,
BytesWritable>
{
private Text filenameKey;
//setup fE task JFUARTIMA , FE/EREVILA1E £1lenamekey
@ Override
protected void setup (Context context)

{
InputSplit split = context.getInputSplit();
Path path = ((FileSplit) split).getPath();
filenameKey = new Text (path.toString());

}

@ Override
public void map (NullWritable key, BytesWritable value, Context context)
throws IOException, InterruptedException{
context .write (filenameKey, value);

@ Override

public int run(String[] args) throws Exception {
Configuration conf = new Configuration();
Job job = new Job (conf);
job.setJobName ("SmallFilesToSequenceFileConverter");

FileInputFormat .addInputPath (job, new Path(args([0]));
FileOutputFormat.setOutputPath(job, new Path(args([l]));

/AR B A SRR X 2 B — I SO R RS |1
job.setInputFormatClass (WholeFileInputFormat.class);
job.setOutputFormatClass (SequenceFileQutputFormat .class);

/AR B B ) ey Aralue, YeSE T U A FSCIREA T IS SR
job.setOutputKeyClass (Text.class);
job.setOutputValueClass (BytesWritable.class);

job.setMapperClass (SequenceFileMapper.class);

return job.waitForCompletion (true) 20 :1;

public static void main (String [] args) throws Exception

{

int exitCode = ToolRunner.run (new SmallFilesToSequenceFileConverter
(), args);
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function ApEn = EntropyCompute (sig,m,r,)

% T —4E(E S AR | SR PR Bk
% sig: FERIE IR RS 5
% m: —JRHE 2
% r,: —MEL0.1 ~ 0.25
% Ref: AN : —Ff I T 25090 1 A 2 vk i
% JEka“J'& \T“mwwvﬁéﬁkl‘mﬁkkﬁmﬂ’aﬂ“ i
N = size(sig,l);
r=r0 =% std(31g)
d =zeros (N,N) ;
%% 9 Tf%ﬂiﬁ%%ﬁ% $ %%
for i =1:N
d(i,:) =abs(sig(i) -sig) <r;
end

Q

$%% 2% %%
c2 =zeros(l,N-m+1);
fori=1:N-m+1

for j=1:N-1;

buf = d@i,j) &d@d+1,7+1);
c2 (1) =c2 (1) +buf;
end

end

Fi(l)=sum(log(c2))/(N-m+1);

m=m+1;

o o o
5 % o

HEG %33

ok

7W'J

UL
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c3 =zeros(l,N-m+1);
fori=1:N-m+1
for j=1:N-2;
c3(i)=c3(@)+(d(Ed,j)&dd+1,7+1)&d(d+2,7+2));
end
end
Fi(2)=sum(log(c3))/N-m+1);
ApEn =Fi (1) -Fi(2);
Feturn;
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/AL AR

var data = sc.textFile("../data/data.txt")
/AT ABWETER ) IndexedRowMatrix
/AEIR R 51 (0) FARIF5 1 -3 FIRX LR 5 m 5 SO 6
var data _Matrix = data.map (_.split (',').map (_. toDouble)).map (line =>
IndexedRow (line (0).toLong,Vectors.dense (line(l),line(2),1line(3))))
/B L
var n =data.count.toInt
/73,5 SCRIYSEIE (R TR BERERG ) AR B AR 28 B, (RN Bt ]
var arr_u =Array.ofDim[IndexedRow] (clusterNum)
var tmpl = Array.ofDim[Double] (n)
for (1 <- 0 to clusterNum-1)
{
var tmp = Array.ofDim[Double] (n)
for(j<-0ton-1)
{
tmp (j) = java.lang.Math.random ()
tmpl (j) =tmpl (3) +tmp (3)
}
arr_u (i) =new IndexedRow (1,Vectors.dense (tmp))
}
for (i <- 0 to clusterNum-1)
{
var tmp = arr_u(i).vector.toArray
for(j<-0ton-1)
{
tmp (3) = tmp (3) /tmpl (3)
}
arr_u (i) =new IndexedRow (i,Vectors.dense (tmp))
}
var U_rdd = sc.parallelize(arr_u)
var matrix_u =new IndexedRowMatrix (U_rdd)
/% Indexedrowmatrix #{fly rdd
var u_matrix = matrix_u.rows
Ve )ik i
object VectorAccumulatorParam extends AccumulatorParam[Vector] {
def zero (initialValue: Vector): Vector = {
initialvalue
}
def addInPlace (vl: Vector, v2: Vector): Vector = {
var al = vl.toArray
var a2 = Vv2.toArray
for(i<-0 tovl.size-1)
{
al (i) =al (i) +a2 (i)
¥
Vectors.dense (al)

)
/A A

def vectorTrans (a: Array [Double]):Array [ (Int,Double)] ={
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Spark - FCM ()
For (0 <-1 tomax_iter)
{

C=XxU //broadcast 4[4 IeiE
D=CxX /AT I B SR R

U =D.map /5 of I FE SR R
J=5(DxU) /AT R EL

if (J, -J, ,<threshold)
break
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import org.apache.spark.mllib.linalg._

import org.apache.spark.mllib.linalg.distributed._
import org.apache.spark.AccumulatorParam

var max_iter = 100 /AEAR IR B
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Matrix A =A"

Matrix C =B.cartesian (A)

.map (row =>(Bi.index,Aj.index),row._1 xrow._2))
.groupByKey () .sortByKey () .map ()
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matrix B = sc.broadcast (B")

matrix C = A.map (line =>new IndexedRow (

a; .index,
{
vector ¢,
for (b,<-B)

{
for(i<-0 to vector.size-1)
{
ey (1) =a, xb,
I
}

return c;

)
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matrix A"

A.map (row =>row.vector.toArray)
.flatMap (vector =>{

var array =new Array [ (Double,Int)] (vector.size)
for(i<-0 to vector.size -1)

{

array (i) = (a(i),1)

}

return array})
Jmap (7 =2 (e 2s Ve 1))

.groupByKey ().sortByKey ().map (1line = > new IndexedRow (line._1,Vectors.dense
(line_2 .toArray)))
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object VectorAccumulatorParam extends AccumulatorParam[Vector] {

def addInPlace (vl: Vector, v2: Vector): Vector = {

var al = vl.toArray
var a2 = v2.toArray
for(i<-0 tovl.size-1)
{

al(i)=al (i) +a2 (i)
}

Vector.dense (al)
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% line ->vector
*/
def parseVector (line: String): Vector = {
return new Vector (line.split (' ') .map (_.toDouble))

VAR
* TR AR TG AL
* /
def closestCenter (p: Vector, centers: Array [Vector]): Int = {
var bestIndex = 0
var bestDist = p.squaredDist (centers (0)) //ZFHZH
for (1 <- 1 until centers.length) {
val dist = p.squaredDist (centers(i))
if (dist <bestDist) {
bestDist = dist
bestIndex = i

}

return bestIndex

def main (args: Array [String]) {

if (args.length<3) {

System.err.println("Usage: SparkKMeans <master ><file><dimensions ><k

><iters>")

System.exit (1)
}
val sc = new SparkContext (args (0), "SparkKMeans")
val lines = sc.textFile(args(l), args (5).toInt)
val points = lines.map (parseVector (_)).cache()

S/AHERAT R — A0 R PR R S Vector

val dimensions = args(2).toInt//fim 4L
val k = args (3).toInt //RENE
val iterations = args(4).toInt/ARfCIREL

// BEHLOIHIRAE k ASH0A AL
val rand = new Random (42)
var centers = new Array [Vector] (k)
for (1 <- 0 until k)
centers (i) = Vector (dimensions, _ =>2 #% rand.nextDouble - 1)
println("Initial centers: " + centers.mkString(", "))
val timel = System.currentTimeMillis()
for (i <- 1 to iterations) {
println("On iteration " + 1)

//Map each point to the index of its closest center and a (point, 1) pair
// that we will use to compute an average later

val mappedPoints = points.map {p => (closestCenter (p, centers), (p, 1)) }

val newCenters = mappedPoints.reduceByKey {
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case ((suml, countl), (sum2, count2)) => (suml + sum2, countl + count2)

/AR, TR AR )
}.map {
case (id, (sum, count)) => (id, sum /count)
/ARYERTTE Y SRS A PO SRS
}.collect
V8% L Ay
for ((id, value) <- newCenters) {
centers (id) = value
}
i
val time2 = System.currentTimeMillis()
println ("Final centers: " + centers.mkString (", ") + ", time: " + (time2 -
timel) )

}
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var customer = sc.textFile("../../data/sf10 /customer.tbl")
var filterdCustomer =customer.filter (line =>1line.contains ("AMERICA"))
var customerBloom = new FastBloomFilter (1000000,6)
filterdCustomer.toArray .foreach (x =>
customerBloom.add (x.split (' I')(0).toInt))
var supplier = sc.textFile("../../data/sfl0 /supplier.tbl")
var filterdSupplier =supplier.filter (line =>line.contains ("AMERICA"))
var supplierBloom = new FastBloomFilter (1000000,6)
filterdSupplier.toArray.foreach(line =>supplierBloom.add(line.split (' [')(0).
toInt))

var part = sc.textFile("../../data/sf10 fart.tbl")

var filterdPart =part.filter(line =>1ine.split ('|') (2).equals ("MFGR#1") ||line.
split (' |') (2) .equals ("MFGR#2 "))

var partBloom = new FastBloomFilter (1000000,6)

filterdPart.toArray.foreach (line =>partBloom.add (1ine.split (' |') (0).toInt))

var broadCastCustomer = sc.broadcast (customerBloom)
var broadCastSupplier = sc.broadcast (supplierBloom)
var broadCastPart = sc.broadcast (partBloom)
var lineorder = sc.textFile("../../data/sfl0/lineorder.tbl")
var filterdLineorder = lineorder. filter (line = > broadCastCustomer.value.
mightContain(line.split (' [')(2).toInt)
&&broadCastSupplier.value.mightContain(line.split (' |') (4).toInt)
&&broadCastPart.value.mightContain(line.split (' ') (3).toInt))
var pairsl = filterdCustomer .map{x =>
var pos = x.split('|')
(pos (0), pos(4)) }
var result = filterdLineorder .map{x =>
var pos = x.split('|')
(pos (2),pos (5) + " |"+pos(13) +" |"+ pos (14)) }.join(pairsl).map (x=>x.2. 1 +"|"+
X 2.2
var dateTable = sc.textFile("../../data/sfl0 date.tbl")
var pairs2 = dateTable.map{x =>
var pos = x.split('[')
(pos(0), pos (4)) }
var finalresult = result.map{x =>
var pos = x.split('[")
(pos (0), pos (1) +" ["+pos (2) +"|"+ pos (3))}.join (pairs2).map(x =>x. 2. 1+"["+
. Fiai2Y
finalresult.saveAsTextFile("../../data/ceshi")
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