
版权信息

书名：机器学习与优化

作者：〔意〕罗伯托·巴蒂蒂 毛罗·布鲁纳托

译者：王彧弋

ISBN：978-7-115-48029-3


本书由北京图灵文化发展有限公司发行数字版。版权所有，侵权必究。




您购买的图灵电子书仅供您个人使用，未经授权，不得以任何方式复制和传播本书内容。

我们愿意相信读者具有这样的良知和觉悟，与我们共同保护知识产权。

如果购买者有侵权行为，我们可能对该用户实施包括但不限于关闭该帐号等维权措施，并可能追究法律责任。



091507240605ToBeReplacedWithUserId






版权声明



第 1 章　引言



1.1　学习与智能优化：燎原之火



1.2　寻找黄金和寻找伴侣



1.3　需要的只是数据



1.4　超越传统的商业智能



1.5　LION 方法的实施



1.6　“动手”的方法



第2版补遗



电子书



第 2 章　懒惰学习：最近邻方法



最近邻方法



第 3 章　学习需要方法



3.1　从已标记的案例中学习：最小化和泛化



3.2　学习、验证、测试



3.3　不同类型的误差



第一部分



监督学习



第 4 章　线性模型



4.1　线性回归



4.2　处理非线性函数关系的技巧



4.3　用于分类的线性模型



4.4　大脑是如何工作的



4.5　线性模型为何普遍，为何成功



4.6　最小化平方误差和



4.7　数值不稳定性和岭回归



第 5 章　广义线性最小二乘法



5.1　拟合的优劣和卡方分布



5.2　最小二乘法与最大似然估计



5.2.1　假设检验



5.2.2　交叉验证



5.3　置信度的自助法



附录：绘制置信区间（百分位值和箱形图）



规则、决策树和森林



6.1　构造决策树



6.2　民主与决策森林



第 7 章　特征排序及选择



7.1　特征选择：情境



7.2　相关系数



7.3　相关比



7.4　卡方检验拒绝统计独立性



7.5　熵和互信息



第 8 章　特定非线性模型



8.1　logistic回归



8.2　局部加权回归



贝叶斯局部加权回归



8.3　用LASSO来缩小系数和选择输入值



拉格朗日乘数优化约束问题



第 9 章　神经网络：多层感知器



9.1　多层感知器



9.2　通过反向传播法学习



9.2.1　批量和bold driver反向传播法



9.2.2　在线或随机反向传播



9.2.3　训练多层感知器的高级优化



第 10 章　深度和卷积网络



10.1　深度神经网络



10.1.1　自动编码器



10.1.2　随机噪声、屏蔽和课程



10.2　局部感受野和卷积网络



第 11 章　统计学习理论和支持向量机



11.1　经验风险最小化



11.1.1　线性可分问题



11.1.2　不可分问题



11.1.3　非线性假设



11.1.4　用于回归的支持向量



第 12 章　最小二乘法和健壮内核机器



12.1　最小二乘支持向量机分类器



12.2　健壮加权最小二乘支持向量机



12.3　通过修剪恢复稀疏



12.4　算法改进：调谐QP、原始版本、无补偿



第 13 章　机器学习中的民主



13.1　堆叠和融合



13.2　实例操作带来的多样性：装袋法和提升法



13.3　特征操作带来的多样性



13.4　输出值操作带来的多样性：纠错码



13.5　训练阶段随机性带来的多样性



13.6　加性logistic回归



13.7　民主有助于准确率--拒绝的折中



第 14 章　递归神经网络和储备池计算



14.1　递归神经网络



14.2　能量极小化霍普菲尔德网络



14.3　递归神经网络和时序反向传播



14.4　递归神经网络储备池学习



14.5　超限学习机



第二部分



无监督学习和聚类



第 15 章　自顶向下的聚类：K 均值



15.1　无监督学习的方法



15.2　聚类：表示与度量



15.3　硬聚类或软聚类的K均值方法



第 16 章　自底向上（凝聚）聚类



16.1　合并标准以及树状图



16.2　适应点的分布距离：马氏距离



16.3　附录：聚类的可视化



第 17 章　自组织映射



17.1　将实体映射到原型的人工皮层



17.2　使用成熟的自组织映射进行分类



第 18 章　通过线性变换降维（投影）



18.1　线性投影



18.2　主成分分析



18.3　加权主成分分析：结合坐标和关系



18.4　通过比值优化进行线性判别



用于特征选择的费希尔判别指标



18.5　费希尔线性判别分析



第 19 章　通过非线性映射可视化图与网络



19.1　最小应力可视化



19.2　一维情况：谱图绘制



19.3　复杂图形分布标准



第 20 章　半监督学习



20.1　用部分无监督数据进行学习



20.1.1　低密度区域中的分离



20.1.2　基于图的算法



20.1.3　学习度量



20.1.4　集成约束和度量学习



第三部分



优化：力量之源



第 21 章　自动改进的局部方法



21.1　优化和学习



21.2　基于导数技术的一维情况



21.2.1　导数可以由割线近似



21.2.2　一维最小化



21.3　求解高维模型（二次正定型）



21.3.1　梯度与最速下降法



21.3.2　共轭梯度法



21.4　高维中的非线性优化



21.4.1　通过线性查找的全局收敛



21.4.2　解决不定黑塞矩阵



21.4.3　与模型信赖域方法的关系



21.4.4　割线法



21.4.5　缩小差距：二阶方法与线性复杂度



21.5　不涉及导数的技术：反馈仿射振荡器



21.5.1　RAS：抽样区域的适应性



21.5.2　为健壮性和多样化所做的重复



第 22 章　局部搜索和反馈搜索优化



22.1　基于扰动的局部搜索



22.2　反馈搜索优化：搜索时学习



22.3　基于禁忌的反馈搜索优化



第 23 章　合作反馈搜索优化



23.1　局部搜索过程的智能协作



23.2　CoRSO：一个政治上的类比



23.3　CoRSO的例子：RSO与RAS合作



第 24 章　多目标反馈搜索优化



24.1　多目标优化和帕累托最优



24.2　计算机优化：循环中的用户



第四部分



应用精选



第 25 章　文本和网页挖掘



25.1　网页信息检索与组织



25.1.1　爬虫



25.1.2　索引



25.2　信息检索与排名



25.2.1　从文档到向量：向量-空间模型



25.2.2　相关反馈



25.2.3　更复杂的相似性度量



25.3　使用超链接来进行网页排名



25.4　确定中心和权威：HITS



25.5　聚类



第 26 章　协同过滤和推荐



26.1　通过相似用户结合评分



26.2　基于矩阵分解的模型



更精确的模型：加入偏差



参考文献






版权声明

Authorized translation from the English language edition, entitled The LION Way: Machine Learning plus Intelligent Optimization
 by Roberto Battiti and Mauro Brunato. Copyright © 2014-2015 by Roberto Battiti and Mauro Brunato.

All rights reserved. No part of this book may be reproduced or transmitted in any form or by any means, electronic or mechanical, including photocopying, recording or by any information storage retrieval system, without permission from the author.

Simplified Chinese-language edition copyright © 2018 by Posts & Telecom Press. All rights reserved.

　

本书中文简体字版由 Roberto Battiti and Mauro Brunato 授权人民邮电出版社独家出版。未经作者书面许可，不得以任何方式复制或抄袭本书内容。

版权所有，侵权必究。



第 1 章　引言


人不应该过着野兽般的生活，而是要追寻美德与知识。　　

——但丁
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1.1　学习与智能优化：燎原之火


优化是指为了找到更好的解决方案而进行的自动化搜寻过程。
 可以说，流程、方案、产品和服务之所以能持续改进，正是缘于优化为之提供
 的强大动力
 。优化不仅关乎方案的确定（从一些给定的可行方案中，选出最好的一个），它还能主动创造出新的解决方案
 。

优化催生了自动化的创造和革新
 。这看起来非常矛盾，因为自动化通常不会和创造与革新联系起来。因此，那些相信机器只能用来处理单调的重复性工作的人们在阅读本书时，会觉得书中的观点简直是胡言乱语，甚至会感受到如同被挑衅一般的愤怒。

自伽利略（1564---1642）之后，人们希望用科学改变世界，而这不仅需要哲学上的阐释，还需要测量和实验
 的支持。“测量那些可测量的，并使那些不可测量的变得可测量。”测量一开始看起来并不起眼，但它允许人们用务实的方式逐渐改变世界，只要人们还关心生产方式和生活质量。

几乎所有的商业问题都可以归结为寻找一个最优决策值x

 ， 这要通过使某个收益函数
 goodness(
x

 )最大化
 来实现。为了能形象地理解，我们假设有一个集合变量[image: \boldsymbol{x}=(x_1,\cdots,x_n)]
 ，它描述的可以是一个或多个待调节的旋钮，也可以是将要做出的选择，还可以是待确定的参数。在市场营销中，
x

 可以是一个向量，其数值表示为各类宣传活动（电视、报纸、各种网站、社交媒体）分配的预算，goodness(
x

 )则可以是由这些宣传活动而产生的新客户数量。在网站优化中，
x

 可以涉及图片、链接、话题和不同大小文本的使用，goodness(
x

 )则可以是该网站的普通访客成为客户的转化率。在工程学中，
x

 可以是一个汽车发动机的设计参数集，goodness(
x

 )则可以是该发动机每加仑汽油所能行驶的英里数。

将问题归结为“优化一个收益函数”也激励着决策者，使用量化的目标，就可以用可衡量的方式来领会宗旨，也就可以专注于方针的制定而非执行的细枝末节。
 当人们深陷于执行的泥潭中，以至于遗忘了目标时，企业就染上了“疫病”，此时如果外界环境发生了变化，这种“疫病”将会使企业无法做出及时的应对。


自动化
 是解决这个问题的关键：将一个问题形式化地表述后，我们把得到的收益模型输入计算机，计算机将自动创造出并找到一个或多个最佳的选项。另外，当条件和重点发生改变时，只需要修改一下收益函数的量化目标，再重启优化过程就可以了。当然，CPU时间会是个问题，也并非每次都能保证找到全局最优解决方案。但可以肯定的是，使用计算机来搜寻，无论是速度还是范围，都远远领先于人力搜寻，并且这一领先优势会越来越明显。

然而，在大多数现实场景中，优化的惊人力量仍遭到很大程度的压制。优化在现实中没有被广泛采纳的主要原因是，标准的数学优化理论假设存在一个需要最大化的收益函数，
 也就是说，有一个明确定义的模型goodness(
x

 )为每个输入配置
x

 匹配一个结果。而目前，在现实的商业情境里，这个函数通常是不存在的。即使存在，靠人力找到这个函数也是极其困难、极其昂贵的。试想，问一个CEO“请您告诉我，优化您业务的数学公式是什么”，显然不是咨询工作中开始对话的最佳方式。当然，一个经理对于目标应该会有一些想法和权衡，但是这些目标并没有以数学模型的方式给定，它们是动态的、模糊的，会随着时间改变，并且受限于估计误差和人们的学习进程。直觉
 被用来替代那些明确给定的、量化的和数据驱动的决策过程。

如果优化是燃料，那么点燃这些燃料的火柴就是机器学习
 。机器学习通过摒弃那种明确定义的目标 goodness(
x

 )来拯救优化：我们可以通过丰富的数据来建立模型
 。


机器学习与智能优化
 （learning and intelligent optimization，LION）结合了学习和优化，它从数据中学习，又将优化用于解决复杂的、动态的问题。LION方法提高了自动化水平，并将数据与决策、行动直接联系起来。描述性分析和预测性分析之后，LION的第三阶段（也是最终阶段）是规范性分析
 （prescriptive analysis）。 在自助服务的方式中，决策者手中直接握有更多的权力，
 而不必求助于中间层的数据科学家。就像汽车的发动机一样，LION包含一系列复杂的机制，但是用户（司机）并不需要知道发动机的内部工作原理，就可以享用它带来的巨大好处。在未来的几十年内，LION方法带来的创新，将会像野火那样，以燎原之势延伸到大多数行业。那么企业就像野火频发的生态系统中的植物一样，只有适应并拥抱LION技术才能生存下来，并繁荣昌盛；否则，无论之前如何兴盛，在竞争逐渐加剧的挑战面前，都可能土崩瓦解。


LION范式关注的并不是数学上的收益模型，而是海量数据，
 以及如何针对多种具体选择（包括实际的成功案例）进行专家决策，或者如何交互地定义成功的标准。当然，这些都是建立在让人们感觉轻松愉快的基础之上的。例如，在市场营销中，相关数据可以描述之前的资金分配和宣传活动的成效；在工程学中，数据可以描述发动机设计的实验（真实的或模拟的）和相应的油耗测量方式。

1.2　寻找黄金和寻找伴侣

用于优化的机器学习需要数据。数据来源可以是以往的优化过程
 ，也可以是决策者的反馈
 。

要了解这两种情境，先来看两个具体的例子。丹尼尔·克里金（Danie G.Krige，见图1-1）是一名南非的采矿工程师，他曾遇到一个问题：如何在一张地图上找到挖掘金矿的最佳坐标[74]
 。大约在1951年，他开创性地将统计学的思想应用于新金矿的估值，而这一方法仅需用到有限的几个矿坑。需要优化的函数是Gold(
x

 )，即坐标
x

 处的金矿的金量。当然，在一个新的地方
x

 评估Gold(
x

 )是非常昂贵的。你可以想象，挖一个新矿没那么快，也没那么简单。但是在一些试探性的挖掘之后，工程师们会积累一些把坐标[image: \boldsymbol{x}_1, \boldsymbol{x}_2,\boldsymbol{x}_3\cdots]
 和金量[image: {\rm Gold}(\boldsymbol{x}_1),{\rm Gold}(\boldsymbol{x}_2),{\rm Gold}(\boldsymbol{x}_3)]
 关联起来的实例知识
 。克里金的直觉告诉他， 用这些实例（来自以往优化过程的数据
 ）可以 建立起函数Gold(
x

 )的模型。这个称为GoldModel(
x

 )的模型归纳以往的实验结果，为地图上的每个位置
x

 给出金量的估计值。通过优化，这个模型找到使预计黄金产量GoldModel(
x

 )最大化的地点[image: \boldsymbol{x}_{\rm best}]
 ，于是这个[image: \boldsymbol{x}_{\rm best}]
 成为下一个挖掘的地点。

[image: ]



图 1-1　丹尼尔·克里金，克里金法的发明者


可以用如图 1-2 所示的模型来形象地说明这个过程。先在地图上为每个矿坑插一根针，每根针的高度取决于在该处发现的金量。克里金的模型可以看作基于这些针的“训练”信息在整个地图上方生成的一个曲面，使得给定位置的高度对应当地的预计黄金产量。因此，优化意味着在这个模型曲面上找到最高的那个点，并在对应的地点进行下一次挖掘。

[image: ]



图 1-2　从样本中使用克里金法构造模型。一些样本在图中用点标示出来。表面的高度和颜色依赖于产金量


这种技术现在被称为克里金法（{Kriging}），它背后的理念是未知点对应的值应该是其邻近已知点所对应的值的加权平均，权重与这些已知点到该未知点的距离相关。高斯过程
 、贝叶斯推断
 和样条函数
 （spline）都涉及了相关的建模方法。

第二个例子关于决策者的反馈
 。想象有这样一个约会服务：人们付费在数以百万计的候选人中匹配一个最佳的约会对象。在克里金法中，需要优化的函数是存在的，只是评估起来极为困难。对于这个案例，我们很难假设存在一个类似的函数[image: {\rm IdealMate}(\boldsymbol{x})]
 ，它将个人特征
x

 ，例如美貌、智力等，与你的个人喜好联系起来。如果你不这么认为，且坚信存在这样一个函数，那么给你留一个作业，尝试用准确的数学术语来定义你心目中理想伴侣的 IdealMate 函数。即使你能准确地指出某些组成部分，例如Beauty(
x

 )和Intelligence(
x

 )，但是在开始寻找最佳候选人之前，把这两个目标合并起来仍然是困难的。像“降低多少IQ值对应减少一点美貌”或者“美貌是否比智力重要，重要多少”这类问题是非常难回答的。假使你很痛苦地给出了一个初步答案，也肯定不会相信这个优化，在真正见到这个候选人之前，你不会为这个匹配服务付费，当然也不会对服务感到满意。你会想了解这个人的特征，而不仅仅是得到系统优化的肤浅的IdealMate(
x

 )函数值。只有在考虑过不同的候选人并且对这个匹配服务进行反馈后，你才能希望找到最满意的另一半。

换句话说，在一开始，待优化函数中的某些信息是不全面的，只有决策者才能够调整优化的过程。许多现实问题，即使不是大多数，都需要借助有学习参与的迭代过程来解决。
 在了解了越来越多的案例后，用户会认识并调节自己的喜好，系统会从用户的反馈中建立起他的喜好模型。这一过程将持续下去，直到用户满意或者直到耗尽为这一决策分配的时间。

1.3　需要的只是数据

下面继续谈论商业用户的动机。如果你不关心这方面的内容，可以放心地跳过这部分，直接阅读 1.6 节。

商业领域里充斥着各种数字形式的数据。大数据指的是大量的半结构数据。顺便提一句，在20世纪七八十年代，数据对于当时的存储设备来说
 是庞大的，而如今的“大数据”更多是商业上的宣传概念：即便是最大的公司产生的所有数据，只需一台PC就足以处理了。

随着社交网络的爆发、电子商务的迅速扩张和物联网的兴起，网络正在掀起一场由结构化和非结构化数据引起的海啸。这场海啸驱使人们在信息技术领域花费多达数十亿美元。也有新的证据表明，标准的商业智能平台使用率正在下降，这是因为企业界已经不得不开始考虑一些非结构化的数据，而这些数据拥有无法估量的现实价值。例如，社交网络产生大量的数据，其中的大多数无法分类，也无法用传统数据的刚性层次结构来表示。试想，你该如何评估Facebook上一个“赞
 ”的价值？况且非结构化数据需要用自适应方法来分析。再想想，随着时间的流逝，一个“赞
 ”的价值会发生怎样的变化?由于这类问题的存在，我们需要在数据建模、自适应学习和优化等领域运用更加先进的技术。

为了让软件能够自我改进，并能快速适应新数据和调整后的业务目标，需要使用LION方法。这种方法的优势在于能够从过往的经验中学习、在工作中学习
 、应对不完全的信息，并快速适应新的情况，而这些能力通常只与人类的大脑联系起来。

LION技术这种内在的灵活性是至关重要的，因为在求解过程开始之前，我们很可能无法确定哪些是对决策有影响的因素和重点。例如，我们要给一个市场营销的前景评分来估计其价值，应该考虑哪些因素？这些因素又对结果分别有多大程度的影响?如果使用LION方法的话，这些问题的答案就是：“这些都不是问题。”系统会开始自我训练，源源不断的数据加上终端用户的反馈将快速提升系统的性能。专家——这里指营销经理——可以通过表达他们自己的观点来改善系统的输出。

1.4　超越传统的商业智能

每一家企业都需要数据来满足3项基本需求：

(1) 了解
 目前的业务流程，并评估以往的表现；

(2) 预测
 商业决策的影响；

(3) 对业务的关键因素制定并执行明智且合理的决定，从而提升
 赢利能力。

传统的描述型
 商业智能（business intelligence，BI）擅于记录和可视化过往的表现。构建这样的记录意味着需要聘请顶级顾问，或雇用那些有统计、分析和数据库等领域知识的专业人员。专家必须要设计数据提取和操作的流程，然后交给程序员来实际执行。这是一个缓慢而繁琐的过程，毕竟大多数商业的境况都是瞬息万变的。

因此，那些严重依赖于BI的企业正在利用性能快照，尝试理解当前情况和未来趋势，并对此做出反应。这就如同开车的时候只盯着后视镜，很有可能会撞上什么东西。现在对于企业来说，就像是已经撞到了一堵僵化的墙，并且缺乏快速适应变化的 能力。


预测分析
 确实在预见方案效果方面做得更出色，然而，将数据驱动模型和优化进行整合，
 自动创建完善的解决方案，才是LION真正的强大之处。规范性分析
 做到了引领我们直接从数据到最佳改进方案，以及从数据到可执行的洞察力，再到行动本身！


1.5　LION 方法的实施

对于处在不同业务状态的企业而言，全面采用LION方法作为商业实践的步骤会有所不同。更重要的是，相关数据的情况也会影响这一进程。显然，在数据收集完成的时候引进LION范式会相对容易，开销也更少。对某些企业来说，由于遗留系统的迁移和转换需要涉及大范围的整理，开销会非常大。这也正是那些老练的服务提供商能大显身手的地方。

除了整理和定义相关数据的结构之外，最重要的一点就是建立起数据分析团队和商业终端用户之间的合作。LION方法通过自身的特性提供了一种合作方式，助其共同发现蕴藏在结构化或半结构化数据中的潜能。数据分析团队能够和商业终端用户高效地并肩合作，关键在于能够使业务目标的不断变化迅速反映到模型上。LION方法的引入可以帮助数据分析团队在价值创造链中产生根本性的变化，它能揭示隐藏的商机，也能加快他们的商业伙伴对客户要求和市场变化的反应速度。

就业市场也将被打乱。从人类的实例中进行学习的软件将推导出我们在使用却又不明确了解的规则。这将消除进一步自动化的障碍，在许多需要适应性、常识和创造性的任务中，机器将会代替工人，也许会让中产阶级处在风险之中[110]
 。

LION方法可以说是一种极具颠覆性的发现隐藏价值的智能方法，它能快速适应改变并改进业务。
 通过恰当的规划和实施，LION技术可以帮助企业在竞争中独领风骚，避免被燎原之火灼伤，同时也可以帮助个人在高技能人才的就业市场中保持竞争力。

1.6　“动手”的方法
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因为这是一本关于从实例中进行（机器）学习的书，所以在学习这本书时也要遵从这一点。本书大多数的内容都是按照从实例中学习和从实践中学习
 的原则来安排的。当介绍不同的技术时，我们会讨论这些技术的基础理论，然后会总结出一些你“应该了解的梗概”。本书鼓励用现实中的情况来做实验，你可以在本书的网站上找到相关的例子和软件。这样做能让你体会到LION技术并不是只为专家准备的；它属于任何对快速且可测量的结果感兴趣的实践者。

第一次阅读本书时你可以跳过某些理论部分。但是某些理论知识是十分关键的，它们不仅能帮助开发新的、更加先进的LION技术，还能使你更加得心应手地使用这些技术。掌握一些基础的、未被稀释的理论，就像在陌生国度旅行时手中有地图指引。如果你是一艘不知要驶向何处的船，那么风往哪边吹都是无意义的。

我们会尽量兼顾开发人员和终端用户的感受。下面两个图标粗略地表示了不同章节的难度级别。当然，难易程度的真实感受跟读者的知识背景有关，因此可能与我们试验性的级别分类不同。
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本书作者以及读者群发布的数据、指导说明和教学短片都可以在本书的网站上找到：https://intelligent-optimization.org/LIONbook/
 。

我们感谢为这本书做出了贡献的人们。首先是照片和插画。 CarloNicolini 提供了在 LION- 4@VENICE 2010 会议期间拍摄的威尼斯照片。第1章的但丁像是 Domenico di Michelino 于1465年在佛罗伦萨完成的。George Chernilevsky 提供了第2章装着蘑菇的篮子的图片。第9章大脑图片是达·芬奇（1452---1519）的作品。聚类深度网络的图来自Geoffrey Hinton。 第11章的 Vapnik 教授的照片由Yann LeCun 提供。 超限学习机的图片来自Guangbin Huang。储备池的结构图由Herbert Jaeger提供。第13章的威尼斯绘画由卡纳莱托在 1730 年完成。 第15章的绘画是米开朗基罗于 1541 年完成的。我们也在维基百科中找到了一些解释性的图片。 Hopfield网络图来自Gorayni，能级相图由Mrazvan22提供。本书作者和作者的儿子们都是维基百科条目积极的撰写者。第14章章首Reschense 湖的照片来自MarkusBernet。第10章的蟾蜍图片由André Karwath提供。

最后，我们感谢读者为提升这本书的品质所做的越来越多的贡献。他们包括Patrizia Nardon、Fred Glover、Alberto Todeschini、YaserAbu-Mostafa、Marco Dallariva、Enrico Sartori、Danilo Tomasoni、Nick Maravich、Drake Pruitt、Dinara Mukhlisullina、Rohit Jain、Jon Lehto、 George Hart、Markus Dreyer、Yuyi Wang和GianlucaBortoli。书中的漫画是 Marco Dianti赠予我们的礼物。我们十分乐意与读者沟通。如果你有评论、建议或者勘误
 1
 ，请给我们发电子邮件，我们会把你的名字加在下一个版本中。你可以在LIONlab的网站上找到联系方式和电子邮件地址：https://intelligent-optimization.org/
 。


1
 中文版勘误请读者到图灵社区的本书页面提交：http://www.ituring.com.cn/book/1413
 。——编者注

第2版补遗

现在你正在读的是本书的第2版：我们在此感谢许多读者发送的更正和改进建议。

电子书

扫描如下二维码，即可购买本书电子版。
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第 2 章　懒惰学习：最近邻方法


自然不允许跳跃。
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如果你还记得小时候是如何识字的，那么你就可以理解什么是从实例中学习
 ，尤其是监督学习。父母和老师给你展示一些带有英文字母（a、b、c，等等）的实例，然后告诉你：这是a，这是b，……

当然，他们并没有用数学公式或者精确的规律来描述这些字母的几何形状。他们只是展示了一些不同风格、不同形式、不同大小和不同颜色的已标记的实例
 。经过一些努力和失误之后，你的大脑就能够正确识别这些实例了。然而这不是关键，因为仅凭记忆你其实就能够做到这一点。重要的是，通过这些实例的训练，你的大脑还能从中提取出与认字真正相关的模式和规律，过滤掉不相关的“噪声”（比如颜色），从而进行泛化
 （generalize），以识别
 在训练阶段从未见过 的新实例
 。这是很自然的结果，但确实是值得注意的成果。取得这一成果不需要什么先进的理论，也不需要博士学位。如果有一种方法也能如此自然而又轻松地解决商业问题，是不是很令人振奋呢？结合了从数据中学习和优化的LION范式就是这样的一种方法，我们将从这一熟悉的语境开始。

在监督学习
 中，由监督者（老师）给出 一些已标记的实例
 ，系统根据这些已标记的实例来完成训练。每一个实例是一个数列，它包括一个作为输入参数的向量 x

 ，称为特征
 （feature），和与之相对应的输出标记 y
 。

本书作者生活的地方有很多的山地和森林，因此采蘑菇是一项十分普及的消遣活动。虽然采蘑菇很受欢迎也很有趣，但是误食有毒的蘑菇将造成致命的危害（见图2-1）。这里的小孩子在很小的时候就学会了如何区分可以食用的和有毒的蘑菇。到这里来的游客可以买到相关的书籍，书中有这两类蘑菇的图片和特征；他们也可以把采到的蘑菇带到当地的警察局，让专家帮他们免费检验这些蘑菇。
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图 2-1　采蘑菇要区分可以食用的和有毒的


这里有一个被简化过的例子，如图2-2所示，假设我们用两个参数，比如高度和宽度，就能够区分这两种蘑菇。当然，一般来说，我们需要考虑更多的输入参数，像颜色、形状、气味等，甚至是更加令人困惑的正类（可以食用的）和负类实例的概率分布。
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图 2-2　简化的例子：两个特征（宽度和高度）用以区分可以食用的和有毒的蘑菇


那些懒惰的初学者在采蘑菇的时候遵循简单的模式。通常他们在采摘蘑菇之前没有学习任何相关的知识，毕竟，他们到特伦蒂诺是来度假的，而不是来工作的。当发现一个蘑菇时，他们会在书中寻找相似的图片，然后仔细检查对照细节列表中的相似特征。这就是机器学习中懒惰的“最近邻”（nearestneighbor）算法
 在实际问题中的一次应用。

为什么这样一种简单的方法是有效的呢？ 我们可以用Natura non facitsaltus（“自然不允许跳跃”的拉丁文）原则来解释它。自然的事物与特征常常是逐渐改变，而不是突然改变的。如果你将书中的一个可食用的蘑菇作为原型，然后发现你自己采摘的蘑菇与这个原型蘑菇的各项特征非常相似，那么你也许会认为你的蘑菇是可以食用的。


声明
 ：不要使用这个简单的例子来区分真正的蘑菇，因为每一种分类器都有一定的概率出错，另外蘑菇分类中的假正
 类%原书第1版中误为“假负”，但第2版中已经修改为“假正”。（把有毒的蘑菇当成可食用的）将会对你的健康造成极大的损害。

最近邻方法

在机器学习领域，最近邻方法
 的基本形式与基于实例的
 学习、 基于案例的
 学习和基于记忆的
 学习有关。它的工作原理如下：我们把已标记的实例（包括输入及相应的输出的标记）储存起来，不进行任何操作，直到一个新输入模式需要一个输出。这种系统被称为懒惰的学习者
 ：它们只是将这些实例储存起来，其他的什么也不做，直到用户询问它们。当一个新输入模式到达时，我们在存储器中查找到与这个新模式相近的
 那些实例，输出则由这些相近模式的输出所决定，见图2-3。一百多年来，这种数据挖掘的形式仍然被统计学家和机器学习专家广泛地用于分类问题和回归问题。
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图 2-3　最近邻分类：一个清晰的情形（左），一个不太清晰的情形（右）。在第二种 情形中，标有问号的查询点的最近的邻居属于负类，但它的更多近邻属于正类


简单点说，一个新输入对应的输出就是存储器里相距最近的
 那个实例的输出。如果要判断一个新遇见的蘑菇是否可以食用，我们就把它归到记忆中与之最相似的蘑菇的那一类。

虽然十分简单，但很多情况下这种技术都出奇地有效。然而它毕竟是一种偷懒的方法，要为懒惰付出代价！不幸的是，为识别一个新实例所花费的时间可能与存储器中的实例数量成正比，除非用不那么偷懒的方法。这就好比有一个学生，虽然平常买了不少书，但是只在遇到问题时才去读这些书。

一个更具健壮性和灵活性的方法是考虑大小为k
 的近邻集合，而不仅仅是最相近的那一个，不难猜到这种方法被称为 K近邻
 （KNN）方法。它的灵活性来源于可以使用不同的分类方法。例如，新实例的输出可以用多数同意规则
 ，即输出这k
 个近邻中占大多数的那一个输出。如果想要更加安全的方法，可以仅在这k
 个近邻的输出完全相同时才确定新实例的类别（一致同意规则
 ），否则就输出“未知”。这个建议可以用在区分有毒的蘑菇时：如果输出“未知”，就联系当地警方寻求帮助。

如果面临的是一个回归问题
 （预测一个实数，例如蘑菇中有毒物质的含量），我们可以将这k
 个最相近的实例的输出平均值作为新实例的输出。

当然，这k
 个实例到新实例的距离可能有所差别，而且在某些情况下，距离较近的实例对新实例的输出影响更大是很合理的。在这种被称为加权K近邻
 （WKNN）的方法中， 权重取决于距离。

设给定的正整数[image: k\leqslant\ell]
 （[image: \ell]
 为已标记实例的个数）；
x

 表示新的实例，是一个属性向量1
 。


1
 featurevector若译为“特征向量”， 恐被误认为eigenvector，因此译作“属性向量”。——译者注

下面是一个用于估计
x

 所对应的输出y
 的简单算法，分两个步骤。

(1) 在训练集中找到k
 个下标[image: i_1,\cdots,i_k]
 ，使得属性向量[image: \boldsymbol{x}_{i_1},\cdots,\boldsymbol{x}_{i_k}]
 与给定的
x

 最相近（根据某种给定的属性空间度量）。

(2)通过下面的加权平均来计算估计的输出，权重反比于属性向量之间的距离：

[image: y=\frac{\displaystyle\sum_{j=1}^k\frac{y_{i_j}}{d(\boldsymbol{x}_{i_j},\boldsymbol{x})+d_0}}{\displaystyle\sum_{j=1}^k\frac{1}{d(\boldsymbol{x}_{i_j},\boldsymbol{x})+d_0}}\qquad\qquad\qquad\qquad\qquad\qquad\qquad(2.1)]


其中[image: d(\boldsymbol{x}_i,\boldsymbol{x})]
 指两个向量在属性空间中的距离（例如欧氏距离），[image: d_0]
 是一个小的偏移常数，用以避免出现0作为除数的情况。[image: d_0]
 越大，距离较远的点的贡献就越大。如果[image: d_0]
 趋近于无穷大，那么这k
 个实例的权重就几乎一样了。

WKNN算法很容易实现，并且相应的估计误差也很小。它的主要缺点是需要大量的内存空间，以及在测试阶段巨大的计算量。因此我们常常将已标记的实例进行聚类，用来减少所需的内存空间。聚类方法按照相似性将它们划分成一个个小组，并且只存储每个小组的原型（中心）。第15章会讨论更多的细节。

本书接下来将继续考虑新实例和内存中实例之间的距离，并且将这一想法一般化。核方法
 与局部加权回归
 就可看作最近邻方法的一般化，这两种方法并不是粗鲁地直接将远处的点排除，而是根据它们到查询点的距离，灵活地赋予它们相应的重要性（权重）。
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 　梗概


KNN（K近邻）是一种原始的懒惰的机器学习方式：它只是把所有的训练实例存在存储器中（输入和对应的输出标记）。

当有一个新输入并需要计算其对应的输出时，在存储器中查找k
 个最接近的实例。读取它们的输出，并根据它们的大多数或平均值推导出新实例的输出。当存储了非常多的实例时，训练阶段的懒惰会让预测阶段的响应时间变得很长。

相似的输入经常对应着相似的输出，这是机器学习
 领域的一个基本假设，因此KNN方法在很多实际案例中都有效。它与人类的某些“基于案例”的推理具有相似性。虽然这个方法简单粗暴，但它在很多现实案例中的效果都令人惊奇。

从现在起，不要做一个懒惰的学习者，别以为这样可以高枕无忧。继续读下面的章节，坚持学下去。早起的鸟儿有虫吃，睡懒觉只能肚子空空了。





第 3 章　学习需要方法


数据挖掘，名词，对数据进行的严刑逼供……





如果拷打得足够久，它会向你坦白任何事情。

[image: ]


无论是对于人类，还是对于机器来说，学习都是一种强大却又微妙的能力。真正的学习涉及如何从一个现象中提取深层次的、基础的关系，如何简要地概括各种不同的事件所遵循的规律，以及如何通过发现基本的定律来统一解释不同的情况
 。

最重要的是，我们真正的目标是能够泛化的模型，以及模型对新实例的解释能力
 ，新实例是指与训练实例来自同一个应用领域，但在学习阶段没有遇见过的实例，而从实例中学习仅仅是走向这一终点的途径之一。与此相反，死记硬背常常被认为是非常低效的学习方式，它虽然对初学者有一定的作用，但是无法使你成为真正的专家。如果目标是泛化，那么模型在学习集上的表现并不能保证泛化是正确的，还可能导致我们对结果过于乐观，因此要极其谨慎地估计这个模型的性能
 。归根结底，只擅于死记硬背的学生日后在生活中未必能取得个人的成功。

我们需要定义机器学习（简称为ML）的上下文，让其能够全力发挥，又不会因使用不当或过于乐观而造成损害。另外，使用ML并不意味着就不需要使用我们的头脑了。

事实上，开始机器学习流程之前，用户会根据直觉和智能在原始数据中提取一个具有代表性的子集，这一步是非常有用的。特征（或属性）是观察到的现象的各个可度量的性质，这些性质包含了与输出有关的有用的信息。这一准备阶段称为特征选择
 （选出一个集），以及 特征提取
 （生成一个组合，见图3-1）。

[image: ]



图 3-1　监督的学习体系：特征提取和分类


举例来说，字母和数字的图像可以作为输入，输出则是与图像对应的字母或数字符号。与此相关的应用包括邮政编码的自动读取、旧书页图片自动转换为相应文本内容等，这些被称为光学字符识别。直觉告诉我们，图片的绝对亮度不是一个能提供信息的属性（无论亮度如何，数字都保持不变）。在这种情况下，合适的属性可能与图像中的边缘或灰度直方图等有关。一些更为复杂的技术尝试确保那些经过平移和放大的图像也能被正确识别，例如在提取特征的时候参考图像的重心（将一个像素的灰度值当作那个点的质量），或者将图像进行伸缩，使得黑色部分面积尽可能大，等等。提取有用的特征通常需要对该问题的专注、见解和知识储备，这样做将大大简化接下来的自动学习阶段。这就好比一位学识渊博的教授为他所擅长的一门课精心准备教材。

考虑 [image: \ell]
 元组
 （元素的有序列表）的训练集，其中每一个元组是形如[image: (\boldsymbol{x}_i,y_i),\,i=1,\cdots,\ell]
 的有序对，[image: \boldsymbol{x}_i]
 是一个d
 维空间里（[image: \boldsymbol{x}_i\in\mathbb{R}^d]
 ）的输入参数向量（数列），[image: y_i]
 是测量到的输出，即算法要学习的部分。如前所述，我们将会考虑两类问题：当[image: y_i]
 可以取实数值时，为回归问题
 （regression）；当[image: y_i]
 在一个有限集里取值时，为分类问题
 （classification）。


分类问题
 （识别以特征
x

 描述的某一特定目标的类别）中，输出是类别的相应编码。输出y
 属于一个有限集，例如[image: y_i=\pm1]
 ， 或者[image: y_i\in{1,\cdots,N\}]
 。例如，可以将蘑菇分为两类：可食用的和有毒的。


回归问题
 的输出从一开始就是一个实数值，它的目标是通过建模研究因变量（输出值y
 ）与一个或多个自变量（输入值
x

 ）之间的关系。例如，根据蘑菇的特征来预测其有毒物质的含量。

在某些情况下，分类很难始终保持清晰，因为不同类别之间的界线可能是模糊的。试想如何区分秃顶的人和有头发的人？二者之间并不存在明确的界线，正如为掉头发而焦虑的人和卖防脱发产品的人所知的那样。

这种情况下，“清晰的”分类问题很自然地转换成回归问题。为了谨慎起见，输出可以是0~1的实数值。对于给定的输入值，我们可以认为这个输出值是某个给定类别的后验概率
 ；如果不能以概率来解释的话，也可以当作模糊隶属度
 。举例来说，如果有个人只有几根头发了，说他有头发的概率是0.2并没什么意义，这种情况下说他以0.2这个值模糊隶属于
 有头发的人可能更合适。当实验的输出数据不确定但可重复时，使用概率是合适的。

以连续值作为输出，例如0~1，可以增加分类系统在实际使用中的灵活性
 。 还可以通过设定阈值，判断是由人还是由更复杂的系统来帮助解决一些令人迷惑的案例（例如案例的输出落在0.4~0.6的范围内）。简单明了的案例由系统自动处理，而最棘手的案例则由人来处理。在光学字符识别中，比如有一个图像，它可能是数字0（零），也可能是字母O（就像单词Old中的那个），系统最好告诉我们每种情况都有50%的可能性，而不是强行做一个硬分类。当然，接下来还可以使用这个字符的邻近字符或语义信息来进一步分辨。

3.1　从已标记的案例中学习：最小化和泛化

监督学习方法使用实例构造一个函数[image: y=\hat{f}(\boldsymbol{x})]
 ，将输入
x

 和输出y
 关联起来。这一关联选自一个灵活的模型
 [image: \hat{f}(\boldsymbol{x};\boldsymbol{w})]
 ，其中的灵活性 来自可调整的参数
 （即权重系数
 ）
w

 。

为了能有具体的印象，想象一台将输入转化为输出的绞肉机，可以通过齿轮与杠杆来调节它。或者想象一个等待输入的“多功能盒子”，它能根据内部参数的影响产生输出。用于“自定义”这个盒子的信息取自给定的训练实例集。 ML的神奇之处在于，这些齿轮的调节不是手动完成的，而是自动通过正确的输入-输出对的示例来进行优化。

图3-1展示了该架构的一种方案，其中区别了两个部分，即特征提取，以及分类器内部最优权重的确定。在许多情况下，特征提取需要一些来自人类的洞见， 然而最优参数的确定则是完全自动的
 ，这也是这一方法被称为机器
 学习的原因。让模型对训练集中的实例进行正确的分析
 ，从而确定那些自由参数。

认为优化具有强大力量的真正信徒会先从定义误差度量
 （errormeasure）最小化开始1
 ，并通过合适的（自动化的）优化过程来确定最优参数。这里的误差度量
 指所有正确答案（由实例的标记得出）与模型输出（由这个多功能盒子的输出得出）之间误差的总和。通常这个误差是一个绝对值，并经常取其平方值。“误差平方和
 ”可能是机器学习领域应用最为广泛的一种误差度量。如果误差为零，表明这一模型在给定的实例上能百分之百地正确工作。误差越小，模型在这些实例上的平均表现就越好。


1
 把要优化的函数乘以(-1)，就可以将最小变为最大。这就是为什么经常谈论“最优化”时通常不会谈及特定方向的最大或最小的原因。

监督学习因此变成了最小化某个特定的误差函数
 ，这一误差函数依赖于参数
w

 。如果只关心最终结果，你可以把优化部分当作多功能盒子上的红色大按钮
 ，当你将已标记的实例集输入这个盒子后，按下这个按钮，它会就某个具体问题提供自定义的结果。

如果你有兴趣开发新的LION工具，接下来的章节将为你呈现优化技术的更多细节。它们的要领是，如果函数是光滑的（想象一下宜人的草木丰茂的加州群山），人们可以蒙住眼睛，像跳伞那样找到一个随机初始点，然后用脚来感觉周围的地势，并总是向着最速下降的方向移动，这样就可以找到海拔很低的那些点（如湖泊）。计算机并未配备“人类视觉”来“看到”这些湖泊，只能每次抽样一个点。通过重复两个步骤，在当前点的邻域进行抽样——在
w

 空间中——并移动到误差更小的邻居，可以生成一个值越来越小的轨迹。神奇的是，对许多应用而言，这个简单的过程足以达到适当的[image: \boldsymbol{w}^*]
 值。

现在用数学的语言来表述。如果需要优化的函数是可微的，一个简单的方法是使用梯度下降
 （gradientdescent）。人们可以重复地计算这个函数关于权重的梯度，并朝着负梯度的方向移动一小步。事实上，这是神经网络里很流行的一种技术，称为基于误差反向传播
 （backpropagation）的学习[115, 116, 92]
 。

函数是平滑的，这一假设并非凭空捏造，而是基于监督学习的一个基础的平滑假设
 ：若两个输入[image: \boldsymbol{x}_1]
 和[image: \boldsymbol{x}_2]
 距离很近2
 ，则它们对应的输出y
 1
 和y
 2
 应该也很相近。如果这一假设不成立，那么就不可能将有限训练集泛化到可能无限多的尚未见过的新测试案例上。可以注意到，人们大脑中的信号和相互作用的物理现实都满足这一平滑假设。树突中的化学和电信号交互可看作神经元的输入，神经元的活动（输出）平滑地依赖这些输入，并依次作出反应。


2
 有些情况下可以测量[image: \boldsymbol{x}_1]
 和[image: \boldsymbol{x}_2]
 之间的标准欧几里得距离，但其他情况下需要更有针对性的度量方法。

到现在，你可能会认为机器学习等同于对训练集上的某性能度量的优化，但还缺失了一个部件。误差函数的最小化是首要的关键因素，但并不是唯一的。如果模型复杂度
 （灵活性、需要调整的参数个数）极高，模型在训练实例上达到零误差是非常容易的，但若将这个模型用于预测新实例的输出，则很可能会一塌糊涂。用人类的学习来打比方，如果死记硬背却未抓住真正的规律，学生将很难做到举一反三。这与偏差-方差
 （bias-variance）困境有关，它要求我们在选择模型的时候倍加小心，或者将目标函数最小化，改为训练实例误差与模型复杂度的加权组合。


偏差-方差困境
 可表述如下。


	参数过少的模型会因较大的偏差而失准：它们缺乏灵活性。

	参数过多的模型则会因较大的方差而失准：它们对于样本中的细节过于敏感（细节中的改变将会使模型产生大的变化）。

	找到最佳模型需要控制“模型复杂度”，即模型的结构和参数数量都要恰到好处，从而在偏差和方差之间达成折中方案。



避免过于复杂的模型，而优先选用简单的模型，这种偏好有一个有趣的名字：奥卡姆剃刀
 ，意指“剃去”理论中那些不必要的复杂性3
 。优化仍在使用，但由于顾及模型的复杂度问题，误差度量需要进行整合。


3
 奥卡姆剃刀归功于14世纪的神学家和方济会修士奥卡姆的威廉，他写道：“如无必要，勿增实体（entia non suntmultiplicanda praeternecessitatem）。”引用艾萨克·牛顿的解释：“我们要承认，无须为自然事物寻找更多的原因，能正确并充分地解释事物的表现就够了。因此，对于相同的自然现象，我们尽可能给出相同的原因。”

区分监督分类的两类方法也是有意义的。第一类热衷于得到某个关于输入是如何产生输出的“构造性的模型”；第二类更在意结果，即获得正确的分类。前者关心对内在机制的解释，后者则单纯地在意其性能。

第一类情况下，生成方法
 （generativemethod）尝试在实例中建模，为不同的类型y
 生成实测数据
x

 的过程进行建模。给定某个类，比如有毒的蘑菇，它具有某种外形的概率是多少？用数学的术语来说，学习到的是一个类条件概率密度[image: p(\boldsymbol{x}|y)]
 ，即在给定y
 的情况下
x

 的概率。那么，在给定一个新测量
x

 时，根据贝叶斯定理，分类y
 可以通过最大化后验概率得到：

[image: p(y|\boldsymbol{x}) = \frac{p(\boldsymbol{x}|y) p(y)}{\sum\nolimits_y p(\boldsymbol{x}|y)p(y) }\qquad\qquad\qquad\qquad\qquad\qquad\qquad(3.1)]


其中[image: p(\boldsymbol{x}|y)]
 称为数据的似然性，p
 (y
 )是先验概率，用以反映在测量之前各种结果的可能性。分母中的项就是普通的规范化条件，使得概率之和为1。有个用于帮助记忆贝叶斯定理的口诀：后验=先验×似然性。


判别算法
 （discriminativealgorithm）就不会尝试建模数据的生成过程，它们直接估计[image: p(y|\boldsymbol{x})]
 ，这个问题在某些情况下比之前生成方法的两步过程（首先建模[image: p(\boldsymbol{x}|y)]
 ，然后才导出[image: p(y|\boldsymbol{x})]
 ）要更简单。判别型方法的例子包括多层感知器神经网络，以及支持向量机（SVM）等，接下来的章节里将会讨论。

判别算法所示的捷径具有深远意义，我们不必知道某些类别如何产生输入实例，也不必为此建立一个详尽的模型，就可以构造精确的分类器。
 想要不用冒着生命危险去采摘蘑菇，并不需要成为真菌学家，你只需要大量有代表性的蘑菇实例集，并且它们已经正确地分好了类。

认识到不需要成为某个领域的专家就可以做出贡献，这是个人的一小步，却是LION发展道路上的一大步。不用说，成功的企业用朴实低调而又功能强大的数据驱动和优化驱动的工具，弥补了专业知识方面的缺憾。

3.2　学习、验证、测试

基于已标记实例的学习要求我们采用细致的实验程序
 来测量学习过程的效果。尤其注意，不能将已经用于训练的实例再用于测试学习系统的性能，如果这么做，将是一个可耻且无法原谅的错误。机器学习的目标是获得一个拥有泛化
 能力的系统，用以分析新的或以往未见过的数据；否则，这个系统就不是在学习，而只是记住了一些已经知道的模式，这也是学校不停更换考试题的原因……

假设有一个能从给定的概率分布中生成标记实例的监督者（一个软件程序或实验过程）。在训练阶段，我们最好向监督者索要一些实例，在测试性能阶段再索要一些新的实例。理想情况下，用于训练的实例数量应足以确保收敛，并且用于测试的实例数量也应该足以保证这个估计具有统计学意义。如果一个用于区分可食用蘑菇和毒蘑菇的机器学习系统只测试了7个蘑菇，那么我们强烈建议你不要认为这个系统是可用的。

然而现实可能与理想相差甚远。一些情况下，训练集是相当小的，并且需要尽可能保证它们能同时
 满足训练和
 性能测试的要求。这种情况下，实例集必须清楚地分为训练集
 和验证集
 ，前者用来训练，后者用来测试性能，如图3-2所示。一个典型的性能测试是系统输出与监督者给出的正确输出之间的均方根
 （root meansquare，RMS）误差。值集的RMS值是原始值的平方
 的算术平均
 的平方根
 。若[image: e_i]
 是第i
 个实例的误差，则RMS值由下式给出：

[image: {\rm RMS}=\sqrt{\frac{e_1^2+e_2^2+\cdots+e_\ell^2}{\ell}}]


[image: ]



图 3-2　标记的实例必须分为训练集、验证集和测试集


一般而言，学习过程通过优化模型参数以使得模型尽可能好地拟合
 训练数据的输出。那样的话，如果我们从验证数据的同一个总体中取一个独立的抽样作为训练数据，一般会导致验证数据集的误差大于训练数据集的误差。如果训练过度的话，这种差异很可能会变得非常严重，并导致过拟合
 （过度训练
 ）。当训练实例很少，或者模型中的参数很多时，更容易发生这种情况。

如果实例数量非常有限，就会面临一个问题：我们是希望用其中的大多数来训练，但要承担一个差劲的有噪声的性能测量的风险，还是拥有一个更具健壮性的性能测量，但要放弃一些训练实例？具体来说，如果有50个蘑菇实例，你是用其中的45个来训练，用剩下的5个来做测试，还是30个用于训练，20个用于测试？……幸好交叉验证
 （cross-validation）可以帮我们跳过这个尴尬的境况，这是一种普遍适用的方法，它通过重复实验来预测模型的性能，而不是依靠数学分析。

交叉验证的基本思路是以不同的划分形式将原实例集多次划分成两部分，一部分用于训练，另一部分用于测试，再重复
 多次训练-测试实验，最后取测试结果的平均值。这一思路可以通过
k
 折交叉验证
 来实现：将原集随机分为k
 个子样本，K
 -1个子样本用于训练，还有一个子样本用于测试。重复这一过程k
 次，保证每个子样本有且仅有一次作为验证数据。最后，将各次的结果平均计算出一个估计值。这种方法的优势是每一个测点都既充当过训练数据，又充当过验证数据，并且刚好有一次用于验证。若实例集实在是非常小，则可使用交叉验证的一种极端情况——留一验证
 （leave-one-out cross-validation），每次留下原实例集中单独的一个测点用作验证数据，余下的实例都用作训练数据（这种情况下，k
 等于实例数）。


分层交叉验证
 （stratifiedcross-validation）作为一种改进，可以避免训练集和测试集中不同类的平衡问题。它能够避免有时发生这种情况，即某一个类在训练集中很多，而在验证集中很少（相对于所有实例的平均出现率）。应用分层能够分别从每个类别中抽取出[image: \ell/K]
 个测试样本，以保证不同类别的实例分布均衡（见图3-3）。
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图 3-3　分层交叉验证，图中是两个类别的例子。在普通的交叉验证中，实例的1/K
 用于测试，然后该切片“轮换”k
 次。在分层的情形中，每个类别中有一个独立切片，用于保持两个类别的相对均衡


如果机器学习方法本身也有一些需要调节的参数
 ，那么将产生一个附加问题。为了避免与模型中的基本参数混淆，或者说为了避免与多功能盒子中自定义的权重相混淆，我们称这些参数为元参数
 。假设我们想要确定一个迭代的最小化方法的终止条件（什么时候停止训练），或者一个多层感知器中的隐藏神经元的数量，再或者一个支持向量机（SVM）中的关键参数的合适取值。为元参数寻找最优值意味着需要多次重用
 验证集。而重用验证集又意味着它们也成为了训练过程的一部分
 。事实上我们正在处理一种元学习，也就是要学会学习的最佳方法。验证集被重用得越多，测得的性能就越可能过于乐观，这很危险，因为已经和新的数据上的真实表现不一致了。这就是现实版的“对数据进行的严刑逼供……如果拷打得足够久，它会向你坦白任何事情”。

在上面提到的方法中，有限的实例集中的每一个实例都被用于各种用途，而合理的做法是，需要将数据分为 3个集合:一个训练集、一个验证集和一个（最后的）测试集
 。其中测试集仅在最后测试性能时用到一次
 。

最后，请注意，在标准的单轮训练-验证循环中，“验证”和“测试”常被用作同义词，这可能会更令人感到困惑。

3.3　不同类型的误差

在测试一个模型的性能时，各种各样的误差带来的影响并不一样。如果你将有毒的蘑菇当作可食用的，你可能会有生命危险；如果你将可食用的蘑菇当作有毒的，你只是浪费了一点时间。根据问题的不同，确定最佳分类的标准也随之改变。考虑一个二元分类（输出“是”或者“否”）。一些可能的标准是：准确率
 （accuracy）、精确率
 （precision） 和召回率
 （recall）。虽然它们的定义都很简单，但是需要小心区分以避免混淆（见图3-4）。
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图 3-4　矩阵中的每一行报告一个类别的不同分类。你可以想象从左边进入，按不同的列进行分类，再从顶部退出的情况。准确率定义为正确答案占总体的比例，精确率定义为正确答案占标记为正类的比例，召回率定义为正确答案占本身是正类的比例。图中依据浅灰色区域的案例，对暗灰色区域的案例进行了划分



准确率
 是这个分类器给出正确结果（真的正类和真的负类）的比例。其他的度量标准都专注于被标记为属于此类（“正类”）的情况。 精确率
 等于真的正类数（正确地
 被标记为属于正类的实例数）除以被标记为属于正类的实例数（真的正类数和假的正类数之和，假的正类是指错误地被标记为属于正类的实例）。召回率
 等于真的正类数除以本身属于正类的实例数（即真的正类数和假的负类数之和，假的负类是本应该标记为正类，却错误地被标记为负类的实例）。精确率回答这个问题：“有多少被标记为正类的案例是正确的?”召回率回答这个问题：“有多少正类的案例被正确地检索为正类了?”那么现在，在采摘蘑菇时，你是希望精确率更高，还是召回率更高？


混淆矩阵
 （confusionmatrix）展示了不同案例的分类情况，其中有正确的分类，也有被混淆成其他类别的（见图3-5）。
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图 3-5　光学字符识别的混淆矩阵（手写的邮政编码数字）。其中的各种混淆也有道理可言。 例如数字“3”被正确识别632次，被错认为“2”8次，被错认为“5”10次， 被错认为“8”7次。“3”从没有被错认为“1”或“4”，因为它们的形状差别太大了


其中的每一行都展示了某个类别的情况：考虑的总实例数，以及其中有多少被正确地识别（对角线上的单元格），或者有多少被错认为其他类别的成员（其他列上的单元格）。


[image: ]
 　梗概


机器学习（ML）的目标是用一个训练实例集来建立系统，这个系统能够正确地泛化到新实例上，这些新的实例是在学习阶段没有见过的，但来自同一个问题。

ML的学习即是为一个灵活的模型找到合适的参数值，这些参数要使得实例集上的误差度量自动最小化
 ，同时也需要避免复杂的模型，从而增加正确泛化的概率。

这个系统的输出值可以是一个类（分类问题），或者是一个数值（回归问题）。在某些情况下，为了增加可用性，可以输出某一类的概率。

只要我们有丰富的有代表性的数据，我们可以在不知道背景知识的情况下建立一个准确的分类器。相较于基于专业领域知识的手动构建的系统，这是一个了不起的改变。

ML是非常强大的，但是它要求严格的方法（一种ML的“教育学”）。可以肯定的是，不要在训练集上测试性能
 ，因为这是弥天大罪：重用验证数据将导致过于乐观的估计。如果实例非常稀缺，你可以使用交叉验证这一手段来炫耀你是个ML专家。

为了安全起见，也为了置身于ML的天堂，你应该保留一些实例用于测试，仅在最后测试性能的时候使用它们。

测试一个模型的性能的方法并不是唯一的，不同类型的误差可能造成不同的损失。准确率
 、 精确率
 和召回率
 是二元分类中性能度量的一些可能的选择，对于更多类别的情况，一个混淆矩阵
 可以给出全部信息。





第一部分

监督学习



第 4 章　线性模型


大多数惯用右手的人拥有线性思维，爱用传统的方式思考。（读者可以自由选择是否相信我们的开场白。）
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优化的强大力量建立在拥有神奇力量的线性代数上。你是否记得在学校里老师说“好好学习线性代数，你会受益终身”？好吧，多年以后你会发现他是对的。线性代数是“数学生存工具包”，当你面临一个棘手的问题时，应该首先试试线性方程组。在很多情况下，即使你不能用线性代数直接解决这些问题，至少也能得到一个不错的逼近。这不足为奇，解释数据的模型也是这样的。

图4-1中画出了不同车型的价格与它们的功率之间的函数关系。正如你所能想到的，功率越大的汽车，价格也会越高。汽车经销商是诚实的，这两个量之间有着近似的线性关系。如果用这个线性模型（这条直线）来总结这些数据，我们的确会损失一些细节，但是趋势会保留下来。我们所做的就是用直线来拟合
 （fitting）这些数据。
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图 4-1　不同车型的价格与功率的数据。线性模型看起来像一条直线


当然，定义我们所说的“最优拟合”会马上将我们引向优化
 （optimizing）对应的收益函数。

4.1　线性回归

输入与输出特征的线性相关是一个广泛采用的模型。这一模型十分简单，并且训练起来很容易。另外，模型中每一项的权重系数
 都为这一项对应的特征的重要性
 提供了直观的解释：某一项权重系数的绝对值越大，对应的属性的影响就越大。所以，为了不让问题变得复杂，不要轻易尝试非线性模型，除非你的理由十分充足。

数学家不愿意浪费树木和纸张1
 ，数组（向量
 ）常用一个字母来表示，比如
w

 。向量
w

 由它的分量[image: (w_1,w_2,\cdots,w_d)]
 组成，其中d
 是输入属性的个数，或者说维度
 。向量以一列的方式“站着”，为了使它们躺下来，你可以对它们进行转置操作，得到[image: \boldsymbol{w}^{\rm T}]
 。 因此，向量
w

 和
x

 之间的标量积就是[image: \boldsymbol{w}^{\rm T}\cdot\boldsymbol{x}]
 ，根据标准的矩阵乘法，相当于[image: w_1x_1+w_2x_2+\cdots+w_dx_d]
 。


1
 在本书中我们不能非常深入地讲解线性代数，我们将给出基本的定义和动机，你能够非常容易地在专业书籍或者网站上找到进一步的内容。

输出与输入参数成线性关系的这一假设可以表示为：

[image: y_i=\boldsymbol{w}^{\rm T}\cdot\boldsymbol{x}_i+\epsilon_i,]


其中[image: \boldsymbol{w}=(w_1,\cdots,w_d)]
 为待确定的权重向量
 ，[image: \epsilon_i]
 是误差项。在大多数情况下，假设误差项[image: \epsilon_i]
 遵从高斯分布。即使一个线性模型能正确地解释这些现象，误差仍然会在测量时产生：每一个物理量都只能在有限精度内测量。
 逼近并不是疏忽的产物，而是因为测量本身就不是完美的。

现在人们寻找一个权重向量
w

 ，使得线性函数

[image: \hat{f}(\boldsymbol{x})=\boldsymbol{w}^{\rm T}\cdot\boldsymbol{x}\qquad\qquad\qquad\qquad\qquad\qquad\qquad(4.1)]


尽可能逼近实验数据。这一目标可以通过寻找使平方误差和最小的[image: \boldsymbol{w}^*]
 来达到（最小二乘
 逼近，least squaresapproximation）：

[image: \text{ModelError}(\boldsymbol{w})=\sum_{i=1}^{\ell}(\boldsymbol{w}^{\rm T}\cdot\boldsymbol{x}_i-y_i)^2\qquad\qquad\qquad\qquad\qquad\qquad\qquad(4.2)]


如果在一个不太现实的场景里，测量误差为零并且有一个完美的线性模型，那么就留下了一个线性方程
 的集合[image: \boldsymbol{w}^{\rm T}\cdot\boldsymbol{x}_i=y_i]
 ，其中每一个方程对应一次测量，如果这个方程组是良好定义的（d
 个未知数对应d
 个非冗余的方程），那么它们可以用标准的线性代数方法求解。然而在所有的现实场景里，测量误差都是存在的，并且测量数[image: (\boldsymbol{x}_i,y_i)]
 可以远远大于输入维度。因此人们需要寻找一个近似解，确保权重向量
w

 使得式(4.2)对应的值——通常大于零——尽可能小。

使用线型模型其实不需要了解式(4.2)是如何
 被最小化的，优化的真实信徒可以放心地相信它解决线性模型问题的神奇手法。但如果你对此充满好奇，或有自虐倾向，或要处理某些规模非常大而且比较困难的情况，可以考虑读一下4.6节和4.7节。

4.2　处理非线性函数关系的技巧

线性代数的美味现在肯定让你食欲大增了，但很可惜，并不是所有情况都能被一个线性模型解决。在很多情况下，一个形如[image: f(\boldsymbol{x})=\boldsymbol{w}^{\rm T}\boldsymbol{x}]
 的函数是不实用的，因为它确实有着过多的限制。尤其考虑到它还假设f
 (0)=0。这个问题可以通过加入一个常数项w
 0
 来解决，这样就从线性
 （linear）模型变成了仿射
 （affine）模型：[image: f(\boldsymbol{x})=w_0+\boldsymbol{w}^T\cdot\boldsymbol{x}]
 。这一常数项也可以并入到内积中，只需要重新定义[image: \boldsymbol{x}=(1,x_1,\cdots,x_d)]
 ，这样等式(4.1)对仿射模型仍然成立。

加入一个常数项是建模非线性函数关系方法的一种特殊情况，然而其他部分还属于最小二乘逼近的简单情况。这一明显的矛盾可以用一个技巧来解决：仍然用线性模型，只不过将原输入数据
x

 进行非线性转换得到非线性属性
 ，并在其上应用线性模型。我们可以定义这样的一个函数集：

[image: \phi_1,\cdots,\phi_n:\mathbb{R}^d\longrightarrow\mathbb{R}^n]


它从输入空间映射到某个更为复杂的空间，使得我们可以用向量[image: \varphi(\boldsymbol{x})=(\phi_1(\boldsymbol{x}),\dots,\phi_n(\boldsymbol{x}))]
 进行线性回归，而不是原始数据
x

 。

举例来说，如果d
 =2并且输入向量[image: \boldsymbol{x}=(x_1,x_2)]
 ，输出的二次相关可以通过如下的基函数
 （basis function）得到：

[image: \begin{aligned}\phi_1(\boldsymbol{x})=1,\qquad\phi_2(\boldsymbol{x})=x_1,\qquad\phi_3(\boldsymbol{x})=x_2,\\\phi_4(\boldsymbol{x})=x_1x_2,\qquad\phi_5(\boldsymbol{x})=x_1^2,\qquad\phi_6(\boldsymbol{x})=x_2^2\end{aligned}]


注意定义[image: \phi_1(\boldsymbol{x})]
 是为了使函数中允许常数项的存在。上面描述过的线性回归的方法则可以用在经过这些基函数变换后的六维向量上，而不是原来的二维参数向量。

更精确地说，我们寻找如下的一个函数，它是权重向量
w

 和属性向量[image: \varphi(\boldsymbol{x})]
 的标量积：

[image: \hat{f}(\boldsymbol{x})=\boldsymbol{w}^{\rm T}\cdot\varphi(\boldsymbol{x})]


输出是这些变换后的属性的加权和。

4.3　用于分类的线性模型

4.1节考虑了能近似拟合观察数据的线性函数，例如最小化平方误差的总和。然而在某些任务中，输出的可能取值被限定在一个很小的集合里。其中涉及分类
 问题。

假设输出变量是二值的（如±1）。在此情况下，线性函数可以用作判别器
 （discriminant），基本思路是让一个垂直于向量
w

 的超平面将这两类隔离开。平面是直线的一般化；同样，当维度大于3时，超平面就是平面的一般化。

训练过程的目标是找到最佳的超平面，使得属于同一类的实例在这个超平面的一边，而属于另一类的实例在另一边。用数学语言表述就是，要找到最佳的系数向量
w

 使得决策程序
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表现得最好。决定最优线性分离函数
 （best separating linearfunction，几何上的一个超平面）的方法取决于分类标准和误差度量的选择。

从这一章可知，如果要进行回归，可以要求第一类的点映射到+1，第二类的点映射到-1。这是一个比可分离更强的要求，但是让我们能够使用回归的方法，像梯度下降法（gradientdescent）和广义逆矩阵法（pseudo-inverse）。此外，最小二乘法不仅可以实现两个类别样本的分类（如果这两类样本是可分的），还可以让分类是健壮的，分割的超平面离样本都很远
 ，这也是接下来的章节将会遇到的一个主题
 。通过强制模型的输出为+1或-1，加上平方误差惩罚项，可以避免得到过多的分割超平面，从而提升模型的稳定性。一个普通的分割超平面可能使得正负样本的输出都接近于0（例如+1样本的输出值为0.000001，-1样本的输出值为-0.000001），这样当我们使用该模型对有噪声的测试数据进行分类时，就很容易得到错误的类别（见第11章，图11-1）。

如果训练实例不能被一个超平面所分离，要么忍受一些训练误差，要么尝试使用前面建议的技巧，从原始数据中计算出一些非线性的属性
 ，使得变化后的输入能够被分离。图 4-2 给出了一个例子，两个在 0-1 坐标上的输入，输出是对应的异或
 函数（XOR函数，一个输入与另一个输入的或，但不都等于1）。
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图 4-2　不能进行线性分离的情形（XOR函数，左）。可以通过将点以非线性方式映射到更高维度的空间，通过超平面获得线性分离


在原二维输入空间里，这两类（以1或者0为输出）不能被一条直线（一个一维的超平面）分离。但是它们能够在转换后的三维输入空间里被一个平面分隔开。

4.4　大脑是如何工作的

我们的大脑是一团乱麻，至少本书作者的是这样。可以肯定的是，计算两个很大数的和的系统，与玩“赶尽杀绝”这类动作游戏的系统是很不一样的。进行逻辑演算或推理的系统认出母亲的脸的系统也是很不一样的。前一种系统是迭代的，它的工作方式是按照顺序的步骤来进行的，需要有意识地努力集中注意力。后一种系统以并行的方式工作，速度很快，无须太多努力，以非符号的方式（不会用到符号和逻辑）工作。

机器学习中的不同机制可以模仿这两类系统。线性判别器运用迭代梯度下降
 的学习方法来逐步改进，它更多模仿的是非符号系统；基于一连串“如果-那么-否则”规则（后面的章节将会提到它们）的分类树更多模仿的是逻辑系统。

用于分类的线性函数有许多名字，其中具有历史意义的一个是感知器
 ，它强调了与生物神经元的类比。神经元以化学突触来通信（见图 4-3）。突触2
 在神经元的工作中必不可少：神经元是一类特定的细胞，它们专门将信号传递给各个靶细胞，而完成这一工作需要依靠突触。


2
 “突触
 （synapse）”这个词是由希腊语“syn-”（在一起）与“haptein”（密切合作）合成的。
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图 4-3　人类大脑中的神经元和突触


触发突触进行信号传递的基本过程是利用传播的电信号，这些电信号又是从神经元的电兴奋膜产生的。当且仅当兴奋性和抑制性突触的输入信号的结合超过某个给定的阈值时，这个电信号才会产生（神经元的输出打开了
 ）。图 4-4因此可以被看作单个神经细胞的抽象和功能性的表示。
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图 4-4　感知器：输入的加权和通过最终的“挤压”函数输出


4.5　线性模型为何普遍，为何成功

线性模型如此普遍的深层原因是存在于许多或大部分物理现象中的平滑性
 （“自然不允许跳跃”）。图 4-5 中的例子表明，青少年的平均身高随着年龄逐渐增长，而不是跳跃式地增长，直到青春期之后慢慢停滞。
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图 4-5　描述物理现象的函数一般都是
 平滑的。图中身高-年龄曲线可以用从2~20岁的切线逼近


现在，如果你记得微积分的知识，每一个光滑（可微）函数都可以在一个点x
 
c

 附近得到它的泰勒展开式逼近
 。这个展开式序列的第二项就是线性的，由梯度[image: \nabla f(x_c)]
 和位移量的标量积给定，余项以二阶的速度收敛到零：

[image: f(x)=f(x_c)+\nabla f(x_c)\cdot(x-x_c)+O(\|x-x_c\|^2)\qquad\qquad\qquad\qquad\qquad\qquad\qquad(4.4)]


因此，在平滑系统中，如果考虑与一个特定点x
 
c

 相距很近的点，那么线性逼近是一个合理的起点。

一般情况下，局部模型将只在一个给定的点附近表现得相当好。在青少年身高增长的线性模型中，7岁那个点对应的切线在15岁以后就不适用了。幸好如此，否则我们的房子就不够大了。

4.6　最小化平方误差和

线性模型通过最小化式(4.2)中的平方误差和确定下来。如果你不满足于“证据在布丁里”3
 的说辞，而是想深入理解这件事情，那么请继续读下去。


3
 这句谚语表明，“我”有足够的证据，但“我”不想论证了，你自己试试就知道了。（原意是，布丁好不好吃，得自己尝尝。）——译者注

前面提到过，在一个零测量误差和完美线性模型的不现实场景里，人们只需要解一系列线性方程
 [image: \boldsymbol{w}^{\rm T}\cdot\boldsymbol{x}_i=y_i]
 ，每一个这样的方程对应于一次测量。如果这个系统是良好定义的（d
 个非冗余的方程对应d
 个未知数），我们就可以通过对系数矩阵求逆
 （inverting thematrix）来解这些方程。

在实际操作中，让模型误差（ModelError）达到零是不可能的，另外数据点的个数会远远大于参数个数d
 。并且，我们要记住学习的目标是泛化，我们感兴趣的是降低未来
 预测的误差。没必要过分地要求降低训练误差，以极低或零误差重新产生训练样本，这种要求事实上会适得其反。

我们需要通过允许误差的存在来将线性方程组的解进行一般化
 ，从而一般化矩阵的逆。幸运的是，等式(4.2)是二次的，求它的最小值将再次得到线性方程组。实际上，你可能会意识到二次模型的成功正与这个事实有关：在我们计算导数后，就留下了一个线性表示。

如果你熟悉数学分析，那么求最小值很简单：计算梯度，然后要求它为零。如果你不熟悉数学分析，想想一个山谷的底部（最小值的那些点）的特征，就是一些小的移动，会使你保持在同一个高度。

下面的方程可以确定
w

 的最优值：

[image: \boldsymbol{w}^*=(X^{\rm T}X)^{-1}X^{\rm T}\boldsymbol{y}\qquad\qquad\qquad\qquad\qquad\qquad\qquad(4.5)]


其中[image: \boldsymbol{y}=(y_1,\dots,y_l)]
 并且X
 是以向量[image: \boldsymbol{x}_i]
 为行的矩阵。

矩阵[image: (X^{\rm T}X)^{-1}X^{\rm T}]
 是广义逆矩阵
 （pseudo-inverse），它是对那些非方阵矩阵的矩阵求逆的一种很自然的延伸。如果这个矩阵是可逆的，并且这个问题可以零误差地求解，那么广义逆矩阵就等于逆矩阵，但是一般情况下，例如训练实例数大于权重系数的个数时，寻求一个最小二乘
 解能避免无法找到精确解的尴尬，并且能提供一个统计上有意义的“折中”解。在现实中，精确模型与自然本身和物理测量的不精确性是无法兼容的，因此也难怪最小二乘
 和广义逆矩阵
 能跻身于最流行的工具中。

解等式(4.5)的方法是“一招制胜”：从实验数据中算出广义逆矩阵，然后相乘得到最优权重系数。在某些情况下，如果训练实例数非常大，基于迭代方法的梯度下降
 可能会更受欢迎：从一个初始权重系数开始，然后沿着负梯度的方向小步移动，直到梯度变为零，到达一个稳定点。顺便说一下，也许你已经想到了，真实的神经系统，比如大脑，并不采用线性代数这种“一招制胜”的方式，而是更多地使用迭代的方法，逐步地改进权重系数。也许这就是线性代数在学校里不那么受欢迎的原因。

注意平方误差的最小化有如图4-6中物理学上的弹簧模型的类比。想象一下，每一个样本点都有一根与刚性杆相连的垂直弹簧，这个刚性杆是最优拟合直线的物理实现。所有的弹簧都有一样的弹性系数，在松弛状态下长度为零。这种情况下，每根弹簧的势能与它长度的平方成正比，因此式(4.2)描述了这个系统的整体势能，仅相差一个常数因子。如果让这个物理系统振荡起来，直到达到平衡，在阻尼振荡的情况下，那么这根刚性杆的最终位置就给出了最小二乘的拟合参数；这就是一台直线拟合的模拟计算机。
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图 4-6　在物理学中，最小二乘拟合的原理类似于弹簧，最佳拟合的直线最小化整个系统中所有弹簧的势能（正比于弹簧长度的平方和）


你肯定会忘了广义逆矩阵，但肯定永远不会忘记这个阻尼振荡的弹簧物理系统，它能为这些实验数据找到最好的拟合直线。

如果属性是通过某个[image: \varphi]
 函数变形的（作为一个考虑非线性关系的技巧），求解的方式也十分相似。 令[image: \boldsymbol{x}'_i=\varphi(\boldsymbol{x}_i),\,i=1,\cdots,\ell]
 表示训练输入元组[image: \boldsymbol{x}_i]
 的变形。如果X'
 是以[image: \boldsymbol{x}_i]
 为行向量的矩阵，那么关于最小二乘逼近的最优权重系数可以这样求得：

[image: \boldsymbol{w}^*=(X'^{\rm T}X')^{-1}X'^{\rm T}y\qquad\qquad\qquad\qquad\qquad\qquad\qquad(4.6)]


4.7　数值不稳定性和岭回归

实数（比如π和“大多数”的数）无法在数字计算机中表示出来，它们是“伪的”。数字计算机中的每个数都被赋以一个固定的有限的
 二进制数，没有方法来表示一个无限数位的数，像3.14159265…。因此，在计算机中表示的实数都是“伪的”，它们能并且经常造成误差。误差会在数学运算的过程中不断传播，在某些情况下，一连串运算的结果可能与数学上的结果相差甚远。找一个矩阵，求它的逆矩阵，并且将二者相乘。你期望会得到单位矩阵，但最后你却得到一个不同的答案。也许你应该查查银行使用的小数精度。

当训练实例数很大的时候，式(4.6)是超定（over-determined）情况的线性系统的解（线性方程多于变量）。特别是矩阵[image: X^{\rm T}X]
 必须是非奇异的，这要求训练点集[image: x_1,\cdots,x_\ell]
 没有全部落在[image: \mathbb{R}^d]
 的某个真子空间里，也就是说它们没有被“对齐”。在很多情况下，即使[image: X^{\rm T}X]
 是
 可逆的，也有可能因为训练点集的分布不那么合适而导致不稳定
 。稳定性
 在 这里意味着样本点中的微扰只会造成结果中的微小改变。图 4-7 中给出了一个例子，如果样本点的选择不好（右图，x
 1
 和x
 2
 不是独立的），将会使系统更多地依赖于噪声，甚至是舍入误差。
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图 4-7　一个分布均匀的训练数据集（左侧）会得到一个稳定的数值模型，而一个糟糕的数据点选择将会得到许多差异很大的拟合平面，比如右侧图中的数据点几乎分布在一条直线上（引用自参考文献[9]）


如果没有办法来改变训练样本点的选择，而样本点又没有如愿地分布时，用以保证数值稳定性的数学工具是岭回归
 （ridgereghression）。它在需要最小化的（最小二乘）误差函数中加入了一个正则化
 （regularization）项：

[image: \text{error}(\boldsymbol{w};\lambda)=\sum_{i=1}^\ell(\boldsymbol{w}^{\rm T}\cdot\boldsymbol{x}_i-y_i)^2+\lambda\boldsymbol{w}^{\rm T}\cdot\boldsymbol{w}\qquad\qquad\qquad\qquad\qquad\qquad\qquad(4.7)]


对
w

 进行最小化，得到：

[image: \boldsymbol{w}^*=(\lambda I+X^{\rm T}X)^{-1}X^{\rm T}\boldsymbol{y}]


在对角线上插入这些小的项使得求逆变得更加具有健壮性。另外，事实上人们也要求将权重向量的规模列入考虑范围，以避免出现如图 4-7 中右图那样陡峭的差值平面。术语“岭”（ridge）指的是将最优权重绘制为λ的函数时所造成的图形突起的模式。 正如你所想象的，较大的λ值会导致总权重的收缩 （图4-8）。
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图 4-8　“岭”图，较大的λ值会导致总权重的收缩


如果你感兴趣的话，这一方法的理论基础是 Tichonov正则化
 ，它是处理众多不适定
 （ill-posed）问题的最通用的方法。如果一个问题没有给出足够的信息来唯一确定一个解，那么这个问题被称为不适定的，例如实例数不够多。因此有必要提供一些额外的信息或者作出平滑性的假设。通过同时最小化实验误差和惩罚项，我们寻找这样一个模型，它不仅能很好地拟合，还足够简单，以避免在估计复杂模型时出现的大的变化。

你使用机器学习的时候不需要知道这些理论，但必须要意识到这个问题。当复杂的运算没有产生预期的结果时，这种意识将提升你的故障排除能力。避免非常大或非常小的数是一种解决大多数问题的实用方法，例如在机器学习之前，对输入数据进行缩放。


[image: ]
 　梗概


传统的线性回归模型（一组输入-输出对的线性逼近）通过最小化线性模型预测值与训练样本输出值之间的平方误差和
 来找到可能的最好的实验数据线性拟合。最小化可以是“一招制胜”，通过推广线性代数中的矩阵求逆，也可以通过迭代的方式逐步修改模型参数并降低误差。广义逆法可能是拟合实验数据的最常用的技术。

在分类中，线性模型旨在用线条、平面与超平面来分离实例。要确定分离平面，人们可以要求把输入值映射到两个不同的输出值 （如 +1 和 -1） 并使用回归。考虑到泛化性，找到健壮的分离超平面的更先进的技术是下面章节中将会描述的支持向量机。

计算机中不存在实数，它们只能用有限大小的二进制数字逼近，而这可能会导致误差和不稳定（样本点的小扰动导致结果变化较大）。

一些机器学习方法与生物大脑从经验和功能中的学习方式存在松散的联系。学习骑自行车与符号逻辑和方程无关，而是关于如何进行逐步调整以及……迅速从初始的事故中恢复过来。





第 5 章　广义线性最小二乘法


如无必要，勿增实体。

——奥卡姆的威廉（约1285---1349）



[image: ]


上一章关于线性模型（模型的参数是线性的，即线性参数模型）的讨论留下了一些问题。 一个严谨的建模工作的输出并不是一个单一的“带走它或者留下它”的模型。通常，人们通过评价一个 模型的性能
 （拟合的优劣）来处理多种建模体系结构，通过确定模型参数 估计值的置信区间
 （例如误差线）来选择尽可能好的架构
 ，等等。读完本章之后，你应当可以从一个普通用户变成专业的最小二乘法大师。

上一章中提到了一个用于处理非线性性的技巧：用某个非线性函数[image: \varphi]
 对原输入进行映射，然后在转换后的输入空间里考虑一个线性模型（见4.2节）。虽然本章讨论的话题适用于一般情况，但是如果你记得单一输入变量的多项式拟合
 （polynomialfit）这一特殊情况，有助于你直觉上的理解。在单一输入变量的多项式中，非线性函数包含了原输入的幂，如下所示：

[image: \phi_0(x)=x^0=1,\quad\phi_1(x)=x^1=x,\quad\phi_2(x)=x^2,\cdots]


这是让人特别感兴趣的一种方法，也在现实中被广泛应用，因此值得研究。

原始数据以成对值的方式给出：

[image: (x_i,y_i),\qquad i\in 1,2,\cdots,N]


目标是推导出函数f
 (x
 )，它要近似地建模Y
 对X
 的依赖关系，以便能在新出现的和未见过的x
 上计算函数值。

学习数据显著的模式和关系，意味着需要消除非显著的细节，例如测量噪声
 （由物理测量中有限精度导致的随机误差）。想想如何建模一个人的身高随着年龄改变的趋势。如果你重复用高精密仪器测量你的身高，那么每个测量会得到不同的值。这些带噪声的测量反映了一个简单的事实，那就是只能用有限的数位来描述你的身高（没有哪个精神正常的人会回答自己的身高是 1 823 477 微米）。

回到模型上来，我们并不
 要求函数也对噪声建模，也不要求函数图像准确地经过样本值（也就是说，不要求对所有的样本点都有[image: y_i=f(x_i)]
 ）。我们并不是做插值
 （interpolation），而是拟合
 （即兼容、相似或一致的）。不完全保真并不是一个坏处，相反还是一个优势，通过简化分析和允许忽略一些细节的推理论证，它能够提供建立更强大的模型的机会。如图5-1所示，一个插值数据集中所有点的函数与一个简单得多的函数进行比较，立刻可以显示出这些函数在建模数据分布上的行为是多么不同。奥卡姆剃刀
 说明了一个基本原则：相比于那些不必要的复杂的模型，简单的模型应该是首选。
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图 5-1　插值和拟合的比较。多项式的自由参数（等于其度数减1）从数据点数目（左图）到3个（右图）的变化


享有选择不同模型的自由，例如选择不同次数的多项式，就应肩负起评价不同模型的优劣这一职责。评价多项式拟合的一个标准方法来自所得误差平方和的统计。

5.1　拟合的优劣和卡方分布

让我们以一个次数为M
 -1的多项式开始，M
 被定义为次数界
 （degreebound），等于次数加一。M
 也是自由参数的个数（多项式中的常数项也算）。人们可以寻找一个合适次数的多项式，它能够最好地描述这些数据分布：

[image: f(x,\boldsymbol{c})=c_0+c_1x+c_2x^2+\cdots+c_{M-1}x^{M-1}=\sum_{k=0}^{M-1}c_kx^k\qquad\qquad\qquad\qquad\qquad\qquad\qquad(5.1)]


当与参数
c

 的依赖关系不言自明的时候，为了简便，只写出f
 (x
 )。因为一个多项式由它的M
 个参数（在向量
c

 中）确定，所以只需寻找这些参数的最优值
 （opticmalvalue）。这是我们称为优化的力量
 的一个例子。一般的方法是：将问题形式化为函数最小化，然后借助优化的力量。

出于统计学和最大似然估计的考虑，如5.2节将要描述的那样，卡方
 （chi-square）评价函数被广泛应用于估计拟合优度
 （goodness-of-fit）。卡方是从希腊字母派生的名词，用以表示一个与其相关的统计分布[image: \mathcal{X}^2]
 ：

[image: \mathcal{X}^2=\sum_{i=1}^N\left(\frac{y_i-f(x_i)}{\sigma_i}\right)^2\qquad\qquad\qquad\qquad\qquad\qquad\qquad(5.2)]


如果参数[image: \sigma_i]
 都等于1，那么解释很简单：这种情况下，[image: \mathcal{X}^2]
 测量真实值y
 
i

 和模型估计值[image: f(x_i)]
 之间的平方误差和，也就是前一章所描述的ModelError[image: (\boldsymbol{w})]
 。

然而，在某些情况下，不同数据点的测量过程可能是不同的，人们对于某个测量的误差[image: \sigma_i]
 有一个估计，假设为标准差。试想用不同精度的仪器进行的测量，比如使用米尺和高精度卡尺。

对于米尺来说，毫米级的误差是可以接受的，但是对于卡尺来说，误差就要远远小于毫米级了，卡方的定义就是对这一事实精准的数学表达方式：当计算[image: \mathcal{X}^2]
 时，误差必须拿来跟标准差进行对比（即归一化
 ，normalize），因此要将误差除以[image: \sigma_i]
 。这样得到的结果是与实际误差规模无关的一个数，并且它的含义是经过了标准化的。

现在有了一个精确的用归一化的卡方
 来衡量多项式模型性能的方法，于是问题就变成了如何找到这些多项式系数来最小化
 这个误差。图5-2中给出了一个启发式的物理学解释。幸运的是，正如上一章所提到的，这个问题可以用标准的线性代数方法来解决。

这里 用如下的方式来完成分析工作：取偏导数[image: \partial\chi^2/\partial c_k]
 ，并令其为零。由于卡方
 是系数c
 
k

 的二次函数，需要求解M
 个线性方程：

[image: 0=\frac{\partial\chi^2}{\partial c_k}=2\sum_{i=1}^N\frac{1}{\sigma_i^2}\left(y_i-\sum_{j=0}^{M-1}c_jx_i^j\right)x_i^k, \qquad k=0,1,\cdots,M-1\qquad\qquad\qquad\qquad\qquad\qquad\qquad(5.3)]


为了缩短这个数学表达式，可以方便地引入一个N
 ×M
 矩阵[image: A=(a_{ij})]
 ，其中[image: a_{ij}=x_i^j/\sigma_i]
 ，包含了经过[image: \sigma_i]
 归一化之后的x
 
i

 的幂。再引入未知系数向量
c

 和向量
b

 ，其中[image: b_i=y_i/\sigma_i]
 。

很容易验证，式(5.3)中的线性系统可以写成以下紧凑形式：

[image: (A^{\rm T}\cdot A)\cdot\boldsymbol{c}=A^{\rm T}\cdot\boldsymbol{b}\qquad\qquad\qquad\qquad\qquad\qquad\qquad(5.4)]


这称为最小二乘问题的法方程
 （normal equation）。
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图 5-2　一条直线的拟合，有一个物理的类比:每个数据点与拟合直线间由弹簧连接。 弹簧的强度正比于[image: 1/\sigma_i^2]
 。 能量最低的情况对应于最小的[image: \mathcal{X}^2]



令逆矩阵为[image: C=(A^{\rm T}\cdot A)^{-1}]
 ，则系数可以通过[image: \boldsymbol{c}=C\cdot A^{\rm T}\cdot\boldsymbol{b}]
 得到。有趣的是，如果将系数向量
c

 看作随机变量，那么C
 就是它的协方差矩阵：C
 的对角线上的元素是拟合参数的方差（不确定度的平方）[image: c_{ii}=\sigma^2(c_i)]
 ，而那些非对角线上的元素就是参数对之间的协方差。

矩阵[image: (A^{\rm T}\cdot A)^{-1}A^{\rm T}]
 是广义逆矩阵
 ，我们在上一章已经遇到过了， 它将线性方程组的解从最小二乘误差
 的意义上进行了一般化：

[image: \min\chi^2\mathop{=}\limits_{\boldsymbol{c}\in\mathbb{R}^M}\|A\cdot\boldsymbol{c}-\boldsymbol{b}\|^2\qquad\qquad\qquad\qquad\qquad\qquad\qquad(5.5)]
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