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前言

人工智能（Artificial Intelligence，AI）正在对各行各业产生决定性的影响。神经网络（Neutral Network）作为当今人工智能的旗舰模型，将成为各行业从业人员的必备知识。PyTorch作为简单、易用、灵活的人工神经网络库，是学习神经网络的优秀工具。在此诚邀你一起学习PyTorch和神经网络，拥抱人工智能的大时代。

本书特色

本书的目的是成为简单易学的神经网络中文图书，因此将理论和实践有机结合。

·在理论方面
 ，本书带你从零开始入门神经网络。本书将基于“张量”这一既简单又前沿的概念，讲授必要的数学知识，与你一起轻松掌握深度学习的核心理论。

·在实践方面
 ，本书带你在Windows系统或是macOS系统中轻松安装新版本的PyTorch开发环境，由浅入深学习PyTorch开发，让你在自己的电脑上轻松实现超酷的人工智能算法与应用。

读者对象

本书面向以下读者：

·想了解人工智能、机器学习、神经网络、深度学习等热门技术的人士；

·想运用人工智能、机器学习、神经网络、深度学习解决实际问题的人士。

你也许没有学过编程，或是英语不太好，或是好久没有用数学了，没关系——本书将以简单易懂的方式，给出所有必要的知识。只要你有兴趣，就能轻松快乐地学会神经网络。

本书主要内容

全书逻辑上分为三个部分。

·第1～2章：感性介绍神经网络的基础知识，并给出一个利用PyTorch搭建神经网络解决实际问题的例子，使你初步了解神经网络和PyTorch；

·第3～9章：介绍基于PyTorch的科学计算和神经网络搭建，涵盖了几乎所有PyTorch基础知识，涉及了所有神经网络的常用结构，并通过例子使你完全掌握神经网络的原理和应用；

·第10～11章：介绍生成对抗网络和增强学习，使你了解更多神经网络的实际用法。

代码下载与技术支持

本书的所有代码都可以在http://github.com/zhiqingxiao/pytorch-book
 上下载。笔者会实时更新代码，保证代码能够在新版本的PyTorch下运行。

在此推荐你加入本书学习交流QQ群698847007，关注微信公众号pytorcher。如果有任何意见、建议或者有通过网络搜索仍不能解决的问题，可以在QQ群里提问、在GitHub上提Issue，或给笔者发邮件，笔者的电子邮箱是xzq.xiaozhiqing@gmail.com
 。

致谢

在此感谢为本书出版做出贡献的所有工作人员。机械工业出版社华章公司的高婧雅对本书的写作提出了很多建设性意见。同时，还要感谢其他编辑为提升本书质量做出的大量工作，与他们合作是一个愉快的过程。最后，还要感谢我的上司、同事和亲友，特别是我的爸爸、妈妈，他们在本书写作期间给予我极大的支持。

感谢你选择本书。祝你学习快乐！


第1章　初识神经网络

本章将以在围棋比赛中战胜人类世界冠军的AlphaGo为例，介绍什么是神经网络，使你初步认识神经网络的强大。本章还介绍人工智能、机器学习、神经网络等热门概念的区别和联系。


1.1　例说神经网络


1.1.1　从围棋和AlphaGo说起




围棋（Go）是一种历史悠久的棋类游戏。如图1-1所示，围棋的棋盘是一个[image: ]
 的网格。下棋时，双方选手轮流每人下一步棋。每下一步棋，棋手可以将一枚自己的棋子放在围棋棋盘的某一个网格上。直接或间接占有最多棋盘网格的选手获胜。长期以来，人们普遍认为在短期内计算机程序不可能在围棋上战胜人类职业选手，所以围棋也被视为人类智慧的瑰宝。谷歌（Google）旗下产品阿尔法狗（AlphaGo）于2016年3月战胜围棋世界冠军李世石，于2017年5月战胜排名世界第一的围棋世界冠军柯洁，引起了全社会的关注。

[image: ]


图1-1　围棋的棋谱。其中实心圆圈表示黑棋棋子，空心圆圈表示白棋棋子。圆圈中的数字表示这个棋子是在第几步被放置在棋盘上的（图片改编自D.Silver,et al.Mastering the game of Go without human knowledge,Nature,2017）

在AlphaGo诞生之前，就出现过一些围棋程序。最早的棋类程序是根据预定的固定策略来下棋的（如1914年L.Quevedo实现的自动下棋机）。在这类棋类程序的设计过程中，人类根据自己的对弈经验，抽象出一系列明确的对弈策略，并将这些策略用程序实现。这类程序的逻辑是这样的：首先判断当前棋局是不是满足第一种策略的适用条件。如果满足第一种策略的适用条件，则根据第一种策略决定棋子的放置位置；如果不满足，则判断当前棋局是不是满足第二种策略的适用条件。如果满足第二种策略的适用条件，则根据第二种策略决定棋子的放置位置；以此类推，直到棋子的方法被确定。具体流程如图1-2所示。这种方法能够利用人类已经知道的围棋对弈知识，达到一定的效果。

[image: ]


图1-2　基于预定策略的围棋程序

但是，这些基于预定策略的围棋程序明显弱于人类职业棋手的围棋水平。基于预定策略的围棋程序无法战胜人类职业棋手，主要原因是围棋的最优决策非常复杂。围棋的复杂性具体体现为以下几点。

·围棋的棋盘网格上共有[image: ]
 个交叉点。在围棋进行的某个时刻，每个交叉点都可能有3种情况（交叉点上有黑棋、交叉点上有白棋或交叉点上没有棋子）。这使得围棋对弈中可能遇到的状态非常多。宋代的沈括在《梦溪笔谈》中称：“大约连书万字四十三个，即是局之大数”，即棋局的可能状态数是要通过连续写43个代表[image: ]
 的“万”字，即[image: ]
 （这可以通过[image: ]
 计算得到）。如果扣除一些不满足围棋规则的状态，剩下的状态（约占总状态数的1%）也有约[image: ]
 种。这比棋子数目有限的象棋、国际象棋等大得多。

·在围棋中，很难通过棋子的数量和棋子的绝对位置判断形势的好坏。这与象棋这样的棋子有限的游戏不同。在象棋中，我们可以通过评估各类棋子的数目给出一个形势的简易判断。但是在围棋中，棋子的数量和形势的好坏往往没有特别明显的关系。这会对计算机进行形势判断造成障碍。

·在围棋进行的过程中，双方交替下棋，每一步可以在某一个网格交叉点上放置一颗自己的棋子，而这361个网格交叉点都有可能是放置的位置。即使在某步确定棋子位置的时候只考虑未来的8步，也大概有[image: ]
 种可能组合。按照当今最快的超级计算机之一“天河二号”的理论峰值运算能力计算，也需要4个小时来穷举来这些组合。

·围棋中的每一步都可能影响未来几百步，在决策某一步时只评估未来的若干步远远不够。而穷举未来所有可能的计算量过大，其必胜记忆法超过[image: ]
 。这个数字远远超过了可观测宇宙的原子总数（约[image: ]
 ）。

围棋程序经过数十年的改进，已经越来越强。目前，AlphaGo等围棋程序已经超过人类顶尖职业高手的水平。那么，为什么AlphaGo能够克服上述的种种困难，达到令人惊叹的围棋水平呢？这其中的关键在于，AlphaGo不再使用人工抽象的诸多规则，而使用了人工神经网络来进行决策。人工神经网络是受生物大脑运作机理的启发而设计的一种数学模型。通过神经网络，可以做出非常复杂的决策。在下面的章节中，我们将从生物的神经系统出发，介绍人工神经网络的基本原理。


1.1.2　人的神经系统

人类的神经系统可以做非常复杂的决策，而这些决策离不开神经系统中广泛存在的基本单元——神经元（neutron）。神经元的简化模型如图1-3所示。每一个神经元都有一个胞体、一个或多个树突和一个轴突。对于某个神经元，其他神经元发来的信号通过树突传递到神经元内，然后在胞体中进行非线性的处理。处理过的信号再通过轴突传出。一个轴突可以有多个轴突末梢，将相同的信号传递给其他神经元。

[image: ]


图1-3　神经元的简化模型（图片改编自http://en.wikipedia.org/wiki/Neuron
 ）

初看之下，神经元模型只是将简单叠加过的输入信号进行了预设的非线性处理，其输入和输出关系并不复杂。那么，如此简单的模型是为什么有能力完成日常中多样而又复杂的决策呢？原因在于，人的神经系统中神经元的数量非常多，神经元间又通过树突和轴突以复杂的拓扑关系互相传递信号。这些神经元联合起来组成神经网络，能实现非常复杂的输入/输出关系。在后续的两节中，我们将用简化的定量模型来佐证这一点。


1.1.3　人工神经元

在AlphaGo等软件使用的人工神经网络中，计算机使用人工神经元来模拟人的神经元。人的神经元是这样的一种运算：假设人工神经元有N个输入[image: ]
 ，每个输入[image: ]
 （[image: ]
 ）都是一个实数，那么人工神经元的输出y可以由[image: ]
 个权值[image: ]
 和1个非线性函数f确定，确定的方法为

[image: ]


图1-4表示了这样的输入/输出关系。在这样的人工神经元中，将每个输入乘以权重，就相当于人的神经元中树突的功能；将各输入加起来再做非线性变换f，就相当于人的神经元中胞体的功能；将非线性变换的结果输出出去，就相当于轴突的功能。

[image: ]


图1-4　人工神经元的运算

下面来看一个人工神经元的例子。某个神经元有N=2个输入，它的权值分别为[image: ]
 、[image: ]
 、[image: ]
 ，并且非线性函数f为函数输入值和0的最大值[image: ]
 。这个人工神经元输入和输出之间的关系是

y=max(x[0]+x[1]-1,0)

值得一提的是，这个神经元可以完成逻辑运算中的“与”（and）运算。与运算是一种二元运算，它的输入和输出都是取自二元集合[image: ]
 中的元素。当两个输入[image: ]
 满足[image: ]
 时，与运算的输出为1；在其他情况下，与运算的输出为0。我们可以列出所有可能的输入，通过逐一验证所有可能的输出来证明这个神经元实现了与运算（见表1-1）。

表1-1　与运算中输入和输出之间的关系
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实际上，在非线性函数f固定的情况下，选择不同的权重，神经元可以完成不同的运算。例如，在刚才的例子中，即使保持函数[image: ]
 和输入范围为[image: ]
 不变，只要将权重改为[image: ]
 、[image: ]
 、[image: ]
 ，神经元就变成下面的函数：

[image: ]


再进一步，如果输入范围不仅限于[image: ]
 ，这个神经元采用不同的权重后，还可以表示其他很多函数，例如[image: ]
 等。

但是，仅仅通过改变权重，并不能实现所有的运算关系。一个不能实现的例子是“或”（or）运算。或运算是一个定义在[image: ]
 上的二元运算，它在[image: ]
 的情况下输出0，在其他情况下输出1，即

[image: ]


可以证明，不存在权重[image: ]
 ，使得神经元的输入和输出关系为或运算。用反证法证明：反设权重为[image: ]
 时输入/输出关系为或运算，则权重应满足①[image: ]
 [image: ]
 ；②[image: ]
 。由②可得[image: ]
 [image: ]
 ，进而[image: ]
 ，[image: ]
 ，这与①矛盾。得证。

通过刚才的例子，我们了解到一个人工神经元可以表示多种输入/输出关系，但是不能表示所有可能的输入/输出关系，而实际的问题（比如围棋）远远比这样的形式复杂得多。这时候，就需要同时使用多个神经元，将它们连成网络。


1.1.4　人工神经网络

人工神经网络是由多个神经元组成的网络。在神经网络中，某些神经元的输出会作为另外一些神经元的输入。
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图1-5　两个神经元组成的神经网络

我们来看一个例子。图1-5是一个由两个神经元组成的神经网络。第1个神经元就是上节提到的与运算神经元，它可以将输入[image: ]
 转化为输出[image: ]
 。第2个神经元有3个输入，前2个输入[image: ]
 直接取自第1个神经元的输入，第3个输入[image: ]
 是第1个神经元的输出。第2个神经元可以将输入[image: ]
 转化为输出[image: ]
 。这两个神经元组成的神经网络可以将输入[image: ]
 转化为输出
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仿照之前对与运算的分析，我们可以列表验证，当输入[image: ]
 时，输入和输出如表1-2所示。这就是1.1.3节提到的或运算。在该节中，我们知道了单个神经元不可能实现或运算，但是现在，我们用两个权重不同的神经元搭成的神经网络实现了或运算。

表1-2　或运算中输入和输出之间的关系

[image: ]


上面的例子告诉我们：多个神经元可以实现单个神经元不能完成的运算。这已经暗示了神经网络有可能实现各种各样的运算。那么，神经网络是否能模拟所有可能的运算呢？答案是肯定的。

为了体现神经网络强大的表达能力，下面来说明。由非线性函数为[image: ]
 的神经元组成的神经网络可以模拟任意闭区间上的连续分段线性函数。下面就来证明这一点。考虑一个任意满足以下性质的函数h(x)：①函数h(x)只有1个输入，输入范围是闭区间[image: ]
 ；②函数[image: ]
 连续；③[image: ]
 ；④区间[image: ]
 被分划点[image: ]
 划分为许多小区间，在每个小区间[image: ]
 （[image: ]
 ）上函数h(x)都是线性的，且斜率为[image: ]
 。下面就来构造一个神经网络模拟这个输入/输出关系。为了模拟函数h(x)，将h(x)表示成n个只有一个分段点的分段线性函数[image: ]
 的线性组合，即（见图1-6）：

[image: ]
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图1-6　用多个只有一个分段点的分段线性函数表示任意分段线性函数

每一个hi
 (x)都可以用一个单输入的神经元来表示，而n个这样的神经元的输出都输入到同一个神经元。这样，我们就得到了如图1-7所示的神经网络。通过上面的分析，我们知道这个神经网络的输入/输出关系与分段线性函数h(x)完全相同。虽然图1-7中的神经网络只针对仅有一个输入的情形，但是可以将它扩展到更多的输入，不再赘述。
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图1-7　用神经网络实现连续分段线性函数

因此，如果输入和输出直接的关系不是分段线性函数，那么它还能不能用神经网络来模拟呢？答案是肯定的。直观来看，任意一个输入/输出关系都可以用分段线性函数来近似。只要分段点足够多，就可以非常精确地用分段线性函数来近似这个函数。而前面我们已经知道分段线性函数可以通过人工神经网络搭建得到，所以只要人工神经网络中神经元的个数足够多，神经元之间的连接关系足够复杂，我们就可以非常精确地模拟任意的输入/输出关系。这被称为万能近似定理（universal approximation theorem）。


1.1.5　神经网络的设计和权重的学习

到目前为止，我们已经知道神经网络可以实现各种各样的输入/输出关系。但是很多时候，我们并不知道一个问题最优的输入/输出关系是什么。比如，对于围棋程序AlphaGo而言，并没有已知函数能表示最优的下棋策略。那么，AlphaGo中神经网络的结构和权重是如何确定的呢？


神经网络结构的确定。
 一般而言，神经网络中神经元的个数越多、神经元之间的连接越复杂，能够表示的输入/输出关系就越多，对特定输入/输出关系的表示就越精确。但是，只有在恰当选取神经网络中各神经元权重的情况下，神经网络才能发挥出强大的威力。一般而言，神经元个数越多，神经元之间的连接越复杂，就越难找到合适的权重。因此，这里存在着折中关系。神经元之间如何连接，也是有讲究的。本书的后续章节会介绍如何设计神经网络的结构。


神经网络中神经元权重的确定。
 前面提到，只有神经元中的权重都合适时，神经网络才能得到正确的输入/输出关系，那么AlphaGo如何确定神经网络中神经元的权重呢？事实上，权重的选取可以看作一个优化问题。对于每一组确定的权重值，我们可以确定出优化问题的收益或损失。当权重不合适时，优化问题的收益小、损失大；当权重合适时，优化问题的收益大、损失小。通过调节权重，最大化收益、最小化损失，我们就可以得到合适的权重，使得神经网络发挥预期的功能。例如，我们可以用神经网络来评估棋局的形势。如果神经网络的权重合适，那么这个形势评估器的评估就比较准；如果神经网络的权重不合适，那么这个形势评估器的评估就不准。通过调节权重使得评估器尽量准一些，这样就有希望得到比较好的形势评估器。


1.2　神经网络与人工智能等概念的关系

到目前为止，我们已经初步了解了AlphaGo的核心技术——神经网络。在新闻报道中，AlphaGo更常被称为一种人工智能。另外，我们还常常听到机器学习、深度学习、数据挖掘、模式识别这些名词。本节就来介绍这些名词都是什么意思，以及它们之间有何区别和联系。


1.2.1　人工智能和数据挖掘

人工智能（Artificial Intelligence，AI）是让机器体现出生物的智能，进而完成各种应用。从广义上说，人工智能可以分为强人工智能和弱人工智能。强人工智能能够全面模拟人类智能，有自己的知觉和意识。许多科幻片中出现的机器人（如电影《大都会》（Metropolis，1927）中的机器人）具有强人工智能。虽然学术界对强人工智能有研究，但是短期内不大可能实现强人工智能。弱人工智能专注于某些特定的应用，使机器在该特定应用上表现出解决问题的能力。西周时代的偃师制作的木偶伶人、AlphaGo下围棋都属于弱人工智能。本书涉及的技术内容都是弱人工智能。

人工智能的智能可以体现在以下方面。

·理解智能：例如机器视觉、语音识别。

·推理智能和决策智能：例如AlphaGo等棋类程序、自动推理系统、自动规划系统。

·表现智能：例如文本转语音、演奏乐器。

一个应用可以同时具有以上多种智能。例如语音聊天机器人可以听懂人类说的话，并进行逻辑分析，再用语音做应答。

人工智能的实现方法有以下发展脉络。

·大脑模拟（brain simulation）：综合利用神经学、信息论和控制论，试图用机器精确模仿生物大脑的计算机制。20世纪40年代至50年代，此方法非常热门，但是后来发现实现起来过于困难。

·逻辑与符号计算（logic and symbolic computation）：不使用数值，在符号级别和逻辑进行各种运算，并依此来完成许多应用。20世纪60年代，该方法曾在小型证明程序上模拟高级思考获得较大的成就。著名的A*算法也属于此类。

·基于知识的专家系统（knowledge-based expert system）：收集外部知识，再利用预定策略对存储的知识做运算得到应答。在20世纪80年代，专家系统在商业上获得了巨大的成功。

·次符号学习（sub-symbolic learning）：不依靠于符号，而依赖于具体的数据。模糊计算、常见的机器学习等都属于此类。目前基于学习的人工智能应用最为热门。

在人工智能发展的上述4个阶段中，人工智能解决问题的范围越来越小，但在特定应用中的表现越来越好。目前人工智能的发展已经进入学习主导的阶段。

以学习为主的人工智能应用主要关注以下任务。

·聚类
 （cluster）：在不知道数据的分类数、分类方法、分类结果的情况下，试图发现数据的类别及分类方法。例如，通过分析很多蚂蚁的行为，发现蚂蚁存在不同的分工，并且根据分工将蚂蚁分为若干类。聚类还可以进一步细分为硬聚类（hard cluster）和模糊聚类（soft cluster）。硬聚类把每个数据都划分到一个确切的类；模糊聚类可以把数据归属到多个类，并显示数据点和某个类之间的关系有多强。

·分类
 （classification）：在已经知道数据的分类数和某种结构的情况下，对新的数据推广已知的结构。例如将电子邮件分为“垃圾邮件”和“正常邮件”。异常检测（abnormally detection）旨在识别出不寻常的数据记录。

·回归
 （regression）：探索变量之间的关系，特别是因变量和自变量之间的关系。例如，有一些变量[image: ]
 ，其中[image: ]
 两两独立，y由[image: ]
 决定。通过分析数据，了解y是如何由[image: ]
 决定的，就是回归研究的问题。

·关联规则学习
 （associate rule learning）：分析事件之间的关联规则。关联规则指的是这样的一种规则：如果某些事件发生了，那么某个事件也会发生。这些事件往往是对等的关系，可以互换位置。例如，通过分析超市中顾客的购买习惯，发现哪些商品常常被一起购买。

·压缩表示
 （compressed representation）：将比较长的数据压缩表示为比较短的数据，包括汇总（automatic summarization）和降维（dimensionality reduction）。汇总的例子：为一篇文章写摘要、起标题。降维的例子：将高维数据在二维的平面上进行可视化。

·密度估计
 （density estimation）：估计变量的概率分布。这个变量可能独立存在，也可能受其他因素影响。

数据挖掘（Data Mining，DL）是另外一个从应用效果定义的概念。

数据挖掘并不是希望“挖掘”新的数据或试图得到新的数据，而是希望通过有效管理和分析数据，来发现原本不知道的新知识、新方法。数据挖掘中对数据进行逻辑分析的算法可以发现新知识和新方法，体现出一定的智能，所以数据挖掘应用往往都可以认为是人工智能应用。但是数据挖掘不仅仅只考虑数据处理的算法，还关注数据的有效存储、读取和更新。因此数据库、数据管理等内容也是数据挖掘的主要研究内容。AlphaGo分析大量人类棋谱后发现了某些下棋的新策略，这也算是一种数据挖掘。

当然，并不是所有数据挖掘应用都是人工智能应用。比如，某人通过观察各个股票的走势发现了股票涨跌的某种规律，这个和机器没什么关系，自然不是人工智能应用。


1.2.2　机器学习和模式识别

目前人工智能的发展主要体现在机器学习（Machine Learning，ML）方面。机器学习的核心目标是在没有明确指定输入和输出关系的情况下，通过程序自主学习，得到输入和输出之间的关系。而要得到输入/输出之间关系，需要依靠计算，而且这个计算常常是浮点计算。例如，AlphaGo面对的围棋问题其实是一个离散的问题，它只需要判定在每种围棋局势下，下一步应该将棋子放在棋盘上361个网格交叉点中的哪一个。在AlphaGo利用神经网络解决这个问题时，AlphaGo的设计者不需要一一指定各种情况下AlphaGo应该如何下棋。AlphaGo通过阅读人类棋谱、自我对弈等方法，去学习神经网络中的系数，逐渐发现围棋的下棋策略。虽然这个问题不是一个连续的问题，但是人工神经网络中的系数并不一定是整数，也有可能是小数。因此，AlphaGo使用的神经网络就是一种机器学习的技术。

机器学习往往要利用数据学习。根据数据的特点，机器学习可以分为有监督学习和无监督学习两类。

（1）有监督学习

严格意义上的有监督学习（supervised learning）需要借助已有的数据进行训练，并且已有的数据既要包括输入数据，也要包括每种输入对应的参考输出。例如，如果要使用有监督学习的方法训练判别器判别一个人像是男性还是女性，就需要已知很多人像，并且还需要知道这些人像中人的真实性别。除了这种严格意义上的有监督学习外，还有一些广义上的有监督学习（也有人认为它们并不是监督学习）。

①半监督学习（semi-supervised learning）——已知的数据中只有部分数据有参考输出，剩下的数据并没有参考输出。

②主动学习（active learning）——一开始，在已知数据中只有很少的数据有参考输出。在训练的过程中，程序会主动挑选出一些还没有参考输出的数据，而希望人类提供这些数据的参考输出。我们给出参考输出后，所给参考输出会用于程序后续的学习。主动学习的特点在于该交互过程。

③强化学习（reinforcement learning）——对于输入并没有给出参考输出，而是给出了一个优化目标（奖励或损失）。在学习的过程中，希望最大化奖励，最小化损失。AlphaGo就用到这种学习方法。另外，还有对抗机器学习（adversarial machine learning），它试图找出现有模型中的弱点，试图使现有模型尽可能多地出现错误、获得尽量少的收益。例如，可以试图生成一个假的数据，来突破某iPhone手机的指纹识别验证或人脸识别验证。

（2）无监督学习

无监督学习（unsupervised learning）同样需要使用数据，但是这些数据没有参考输出。利用没有参考输出的数据，无监督学习可以自行发掘数据中的规律。比如，无监督学习可以发现数据能分为若干没有事先定义的类，或发现数据中存在着和大部分数据有明显区别的异常点。再例如，生成对抗网络（Generative Adversarial Network，GAN）可以根据已有的数据来生成新的数据，使得别人没有办法判别出哪些数据是真实数据，哪些数据是假数据。例如，可以仿照画家梵高已有的绘画作品画出许多风格类似的画。

机器学习有许许多多的技术，在这里列举一些常见的模型。

·人工神经网络
 （Artificial Neutral Network，ANN）：对输入进行多次线性变换和非线性变换得到输出。学习的要点在于学习线性变换的系数。

·决策树
 （decision tree）：使用树形判定结构，计算满足不同判定条件的输入对应的输出。学习的要点在于学习树的判定准则和满足不同判定的结果。

·贝叶斯推断
 （Bayesian inference）：利用数据来更新变量的概率分布。学习的要点在于学习变量的分布。

·支持向量机
 （Support Vector Machine，SVM）：试图找到一种满足特定形式的分割方法，将数据分割成若干部分。

·提升
 （boosting）：将多个性能较差的模型结合起来，使其成为一个较强的模型。


模式识别
 （pattern recognition）是一个与机器学习高度重合的概念。

模式识别研究数据和符号的自动处理，特别是数据的理解和判读。模式识别认为数据存在某种可以利用的结构（称为“模式”），并且可以对这个结构加以利用。但是，模式识别并不一定要精确地匹配某种模式（精确匹配模式的算法称为“模式匹配”）。模式识别所识别的数据可以是光学数据（如人像、虹膜、笔迹）、声学数据（如语音、器乐声）、电学数据（如心电图、脑电波）等具象的东西，也可以是符号等抽象的东西。

许多模式识别算法可以根据数据不断改进自身的性能，这些模式识别算法都可以算是机器学习算法。


1.2.3　人工神经网络和深度学习

人工神经网络是最重要的机器学习模型之一。随着人工神经网络在诸多应用上的成果，人工神经网络已经成为业界普遍使用的机器学习方法。

通过本书开头对人工神经网络的介绍，我们已经对人工神经网络有了基本的认识。简而言之，人工神经网络就是将很多人工神经元连接起来，而每个人工神经元是由一个线性变换和一个非线性函数组成的。

神经网络最简单的情况是前馈神经网络（Feed-Forward Neural Network，FFNN）。前馈神经网络中，神经元可以分层排布。神经网络中神经元的层数称为神经网络的深度（depth）。例如，图1-8所示有3个神经网络，左上角的神经网络的4个神经元分2层排布，所以这个网络的深度为2；右边的神经网络的16个神经元分6层排布，所以这个神经网络的深度为6。通过比较这两个网络的深度，我们可以知道右边的网络比左边的网络深。

深度学习就是使用深度超过2的神经网络进行机器学习。在应用中使用的神经网络可能高达数千层。

神经网络中每一层的神经元个数可以认为是该层的宽度（width）。如图1-8所示，左上角的2层神经网络中，第1层有3个神经元，第2层有1个神经元；左下角的2层神经网络中，第1层有5个神经网络，第2层有1个神经网络。我们可以认为，图1-8左下角的神经网络比左上角的神经网络更宽。


1.2.4　各概念之间的联系

人工智能和数据挖掘是从应用效果的角度来描述的概念。人工智能最为宽泛，只要体现智能的应用都可以称为人工智能应用。若数据挖掘应用可以体现智能，这时也可以认为它是人工智能应用。

人工智能的技术演进目前集中在机器学习。机器学习和模式识别都是对技术路线的描述。机器学习和模式识别都认为数据中存在着可以学习或识别的结构，这两个概念高度重合。

[image: ]


图1-8　神经网络的加宽和加深

在机器学习的诸多模型中，人工神经网络是最重要的模型之一。人工神经网络可以用于解决各种人工智能的任务。例如，可以用人工神经网络做分类实现人工智能，也可以用人工神经网络做回归实现人工智能，还可以用人工神经网络做聚类实现人工智能，等等。如果在机器学习的算法里用到了层数比较多的人工神经网络，就可以称这个机器学习算法是深度学习算法。例如，AlphaGo就利用了机器学习中的深度学习，使用人工神经网络实现了人工智能。


1.3　本章小结

本章直观介绍了什么是人工神经元和人工神经网络，感性介绍了人工神经网络具有强大的能力。本章还介绍了人工智能、机器学习、神经网络、深度学习等概念及其之间的关系。


第2章　初识PyTorch

为了在我们自己的电脑上实现人工神经网络，需要借助人工神经网络的开发工具。本章将介绍人工神经网络的开发工具PyTorch，并通过一个简单的例子来让你初步了解PyTorch是如何帮助我们实现人工神经网络的。


2.1　人工神经网络库PyTorch


2.1.1　PyTorch是什么




PyTorch（http://pytorch.org/
 ）是一个人工神经网络开发库，利用PyTorch可以让机器实现人工神经网络，完成人工智能应用。PyTorch得名于“蟒蛇”（Python）和“火炬”（Torch）这两个单词。Python是一种程序设计语言，它规定了应该如何编程。Torch也是另外一种人工神经网络的开发库的名称，PyTorch就是由Torch演进而来的。因为Torch有“火焰”之意，所以PyTorch的商标就像熊熊燃烧的红色火焰。PyTorch主要由脸书人工智能研究所（Facebook’s Artificial Intelligence Research，FAIR）开发和维护。

PyTorch是最简单、最灵活的人工神经网络库之一。回顾前文，人工神经网络就是由人工神经元组成的网络，而人工神经元是对输入进行线性组合再进行非线性操作。在确定人工神经网络的结构后，通过优化，为人工神经元内的权重设置合适的值，就可以发挥人工神经网络强大的功能。那么，如何让计算机实现人工神经元、搭建人工神经网络，并选择合适的权重呢？这就需要人工神经网络的开发软件来帮忙。PyTorch就是一种人工神经网络的开发软件。

在开发人工神经网络的过程中，PyTorch可以帮助我们做以下事情：

·确定人工神经网络的结构：我们只要告诉PyTorch神经网络中神经元的个数、每个神经元是什么样的（比如输入、输出、非线性函数），以及各神经元的连接方式，PyTorch就可以让计算机构建出这个人工神经网络的结构。

·确定人工神经元的权重值：只要告诉PyTorch什么样的权重值比较好，PyTorch就可以帮助我们找到合适的权重值。

·处理输入和输出：此外，PyTorch还可以和其他库合作，协助处理人工神经网络的输入和输出，把人工神经网络的计算结果展示出来。

有了人工神经网络开发工具PyTorch，我们不再需要编写复杂的代码去实现人工神经元，或是漫无目的地寻找合适的权重值。借助PyTorch，只需要一句话，就可以指定某些神经网络连接关系；只需要一句话，就可以指定神经元使用的非线性函数。而且，我们不需要手动为每个神经元寻找合适的权重。

PyTorch不仅简单好用，而且完全免费。PyTorch的源代码是完全公开的，你可以在https://github.com/pytorch/pytorch
 上找到所有的实现代码。并且它遵循BSD-3许可证，这个许可证允许所有人在没有额外授权的情况下使用或修改PyTorch，包括将它用于商业目的。


2.1.2　编写PyTorch程序

既然PyTorch如此简单好用，那么应该如何使用PyTorch呢？这时就需要借助程序设计语言Python。Python是免费自由的程序设计语言（Python主页：https://www.python.org/
 ）。PyTorch有一套基于Python的应用编程接口（Application Programming Interface，API）。API里面有许多函数（function），它们封装了各种各样的功能。可以编写Python语句来调用API，使得这些功能为我们所用。

例如，图2-1中使用了PyTorch提供的Python类Linear（“类”是Python中的一种对象，附录B会介绍）。Linear类表示一层神经网络，这层神经网络上可能有多个神经元，并且每个神经元的输入都是一样的。在使用Linear类的时候，我们需要指定每个神经元有几个输入，这个层有多少个神经元。通过调用Linear类，并在调用过程中指定每个神经元的输入个数和神经元的个数，就可以确定部分神经网络的结构。再例如，图2-1还使用了类ReLU。这个类表示[image: ]
 这个运算。通过调用ReLU类，就可以指定神经元的非线性函数是什么。

通过Python语句调用PyTorch的API，就可以完成人工神经网络的搭建。搭建人工神经网络原来如此简单！


2.2　例说PyTorch

本节来看一个用PyTorch实现的完整应用。在这一节中你会看到一些使用PyTorch的Python语句。也许你不会Python，或是没有安装运行Python的软件，这都没有关系。本书后续的章节会详细介绍软件安装、Python编写和PyTorch的使用。本节只是希望你能对PyTorch的用法有个初步的了解。
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图2-1　使用PyTorch实现人工神经网络。左边框内是使用PyTorch的Python代码，右边框内是代码对应的神经网络结构


2.2.1　迷你AlphaGo介绍

本节一起来看一个小程序“迷你AlphaGo”。这个小程序完成了下面的功能：有一个连续可导的函数g，它有4个输入，前3个输入是[image: ]
 ，第4个输入是y，它能返回一个实数z。我们并不清楚函数g的具体形式。我们的目标就是对任意的[image: ]
 ，找到合适的y，使得函数g的值最大。用数学语言表示，就是给定函数g，求解

[image: ]


这个问题可以用图2-2表示。图中标有问号“?”的方框就是我们想要求解的关系。

[image: ]


图2-2　“迷你AlphaGo”试图求解从X到y的映射关系，使得函数g的输出最大。图中标有问号的方框是待求的关系

这个应用之所以称为“迷你AlphaGo”，是因为这个问题和AlphaGo试图解决的问题非常相似。如果我们把前三个输入[image: ]
 看作围棋的当前局势，把y看作下一步要下的棋，把函数g看作胜率函数，那么这个问题就相当于在给定局势的情况下，找到最优的下棋策略，使得胜率最大（当然，AlphaGo实际比这个复杂得多，例如实际可选的下棋位置只是离散的几个网格交叉点，胜率函数不能非常容易地评估出来等。所以本节的例子只是AlphaGo的一个简化版本）。

“迷你AlphaGo”问题可以用人工神经网络求解。求解思路如下：用一个人工神经网络来代替从[image: ]
 到y的关系。通过设计人工神经网络的结构、确定合适的参数，使得这个人工神经网络可以实现从X到y的关系。值得一提的是，由于不知道函数g的具体形式，所以也不知道从X到y的最优关系的形式。实际上，从X到y的关系甚至可能没有显式表达式。这再一次体现了人工神经网络的强大之处：我们不需要知道解答的形式，只需要搭建人工神经网络；我们不需要告诉机器神经网络中神经元的权重都是多少，PyTorch可以帮助找到神经元的权重。在完成神经网络的搭建、选取合适的权重后，这个人工神经网络就能够实现“迷你AlphaGo”的全部功能。


2.2.2　迷你AlphaGo的完整实现

在这一节我们来看一个基于PyTorch的迷你AlphaGo的完整实现。完整实现分为4个部分。

·确定神经网络结构。这个部分确定神经网络中有几个神经元，神经元之间是怎么连接的。

·构造测试函数g。这个部分确定要针对哪个函数来选择人工神经元的权重。显然，函数不同，设置的权重值就不同。

·设置人工神经元的权重值。根据测试函数g，让PyTorch自动设置合适的神经元权重值。完成这步后，神经网络就完全确定了。

·测试人工神经网络的效果。这步验证之前实现的人工神经网络能够很好地完成“迷你AlphaGo”的功能。

接下来依次来看这四部分的完整代码。将这四部分完整代码依次拼接在一起，就得到了完整的程序（而不需要再添加其他任何代码）。代码下载地址参见本书前言部分。


注意：
 如果你觉得这些代码难以理解，请不用担心。这里只是希望你有一个初步的概念。本书的后续章节会逐步介绍如何理解或编写这些代码。等你读完本书，你也能写出这样的代码。

首先来看第一部分代码。如代码清单2-1所示，这部分代码的主要功能是确定神经网络的结构。具体而言，以“import”和“from”开头的第1行代码告诉计算机我要用PyTorch了，让机器做好准备。接下来用一个序列构造神经网络。在这个序列中，有表示连接的Linear类，也有表示非线性运算的ReLU类。在这个序列中一共有3个Linear类实例，说明这个神经网络有3层。第一个Linear类实例用参数3和8构造，这两个参数说明每个神经元都有3个输入，一共有8个神经元。这个序列中有两个ReLU类实例，也就是说，其中两个层的神经元的非线性函数都是max（·，0）。

你可能会有疑问：为什么这个神经网络的最后一层没有使用非线性函数max（·，0）？这是因为，我们希望将要制作的“迷你AlphaGo”应用既能输出[image: ]
 的结果，也能输出<0的结果。如果在最后的输出中设置了max（·，0），那就不可能输出<0的结果。因此这里最后一层的神经元没有使用非线性函数max（·，0）。

代码清单2-1　神经网络结构搭建代码



     from torch.nn import Linear, ReLU, Sequential
     net = Sequential(
             Linear(3, 8), # 第1层有8个神经元
             ReLU(), # 第1层神经元的非线性函数是max(·,0)
             Linear(8, 8), # 第2层有8个神经元
             ReLU(), # 第2层的神经元的非线性函数是max(·,0)
             Linear(8, 1), # 第3层有1个神经元
             )




接下来看第二部分代码。在这部分中，将定义函数g。当然，这个函数的形式可以是任意的，而且神经网络不需要知道这个函数的具体形式。但是，神经网络权重的确定和函数g有关。函数g不同，神经网络就需要不同的权重值。因此，给出函数g是有必要的。这部分代码如代码清单2-2所示。这里的代码需要用到一些PyTorch的编程知识，我们目前只需要知道这段代码定义了函数
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其中，[image: ]
 。

代码清单2-2　函数g的定义



     def g(x, y):
         x0, x1, x2 = x[:, 0] ** 0, x[:, 1] ** 1, x[:, 2] ** 2
         y0 = y[:, 0]
         return (x0 + x1 + x2) * y0 - y0 * y0 - x0 * x1 * x2




接下来看第三部分代码。这部分代码见代码清单2-3。在这部分代码中，在PyTorch的帮助下为神经网络中的每个神经元找到合适的权重。在这段代码中，我们没有显式地为每个神经元指定权重值，而是使用了一个优化器。代码第3行构造了优化器optimizer。这个优化器每次可以改良所有权重值，但是这个改良不是一步到位的。我们需要让优化器反复改良很多次，才能让神经网络的所有权重都合适。在这段代码中以“for”开头的语句说明整个过程需要循环很多次（实际上是1000次），而后面缩进的语句都是要循环的内容。在循环的内容中，我们需要告诉优化器每次改良的依据是什么。因此后面缩进的代码先告诉优化器改良的依据，然后通过“optimizer.step()”语句完成权重的改良。完成循环后，神经网络中所有的权重值就都比较合适了。这时候我们就训练好了人工神经网络。

代码清单2-3　使用优化器确定神经元的权重值



     import torch 
     from torch.optim import Adam
     
     optimizer = Adam(net.parameters())
     for step in range(1000):
         optimizer.zero_grad()
         x = torch.randn(1000, 3)
         y = net(x)
         outputs = g(x, y)
         loss = -torch.sum(outputs)
         loss.backward()
         optimizer.step()
         if step % 100 == 0:
             print ('第{}次迭代损失 = {}'.format(step, loss))




那么，实现好的人工神经网络是不是正确完成了“迷你AlphaGo”的任务目标呢？第四部分的代码就来验证。这部分代码见代码清单2-4。这部分的代码又可以细分为三小部分。

·生成测试数据
 。随机生成一些数据作为输入[image: ]
 ，我们将看到人工神经网络是不是能很好地计算出对应的y。生成的输入数据被以“print”开头的语句输出在电脑屏幕上。

·调用人工神经网络
 ，看看在给定输入下神经网络的输出是什么。神经网络的输出和对应的函数g的值被打印了出来。

·计算理论最优结果作为参考。
 这部分并没有用到人工神经网络，只是用这个结果和神经网络的输出做比较。如果g的具体形式为[image: ]
 [image: ]
 ，那么这个g实际上是一个关于y的二次函数，它的开口向下。利用二次函数的知识，可以知道，这个二次函数在[image: ]
 处取到最大值。因此，理论上的最佳输出为[image: ]
 。这部分代码将理论上的最佳输出和最佳输出对应的函数g的值打印了出来。

代码清单2-4　验证生成的人工神经网络



     # 生成测试数据
     x_test = torch.randn(2, 3)
     print ('测试输入: {}'.format(x_test))
     
     # 查看神经网络的计算结果
     y_test = net(x_test)
     print ('人工神经网络计算结果: {}'.format(y_test))
     print ('g的值: {}'.format(g(x_test, y_test)))
     
     # 根据理论计算参考答案
     def argmax_g(x):
         x0, x1, x2 = x[:, 0] ** 0, x[:, 1] ** 1, x[:, 2] ** 2
         return 0.5 * (x0 + x1 + x2)[:, None]
     yref_test = argmax_g(x_test)
     print ('理论最优值: {}'.format(yref_test))
     print ('g的值: {}'.format(g(x_test, yref_test)))




由于第四部分验证代码的输入是随机确定的，所以每次运行的输入和输出都不一样。下面给出某次运行结果：



     测试输入: tensor([[ 0.2487,  0.3399, -0.4967],
             [ 1.0140,  0.1038, -0.1002]])
     人工神经网络计算结果: tensor([[ 0.8289],
             [ 0.4975]])
     g的值: tensor([ 0.5442,  0.3056])
     理论最优值: tensor([[ 0.7933],
             [ 0.5569]])
     g的值: tensor([ 0.5455,  0.3091])




比较神经网络的输出结果和理论计算结果，可以断定，我们的人工神经网络已经正确地输出了最优结果，实现了“迷你AlphaGo”的功能。


2.3　PyTorch学习路线

在上一节中，你已经通过“迷你AlphaGo”这个例子对使用PyTorch实现人工智能有了初步的感性认识。但是，你可能对其中某些代码或是所有代码的具体意思并不了解，也不知道如何写这些代码，或者不知道怎样在自己的电脑上运行这些代码。事实上，这些都是本书将会涵盖的内容。为了能够在自己的电脑上随心所欲地利用人工神经网络实现各种各样的功能，你需要做以下一些事情。

·安装相关的开发软件，学习开发软件的使用。完成这步，电脑才能运行相关代码。本书的附录A将介绍如何安装和使用开发环境。


注意：
 请你务必安装开发环境。不安装开发环境，无法进行本书后续的学习。

·学习程序设计语言Python的语法。学会了Python的编程，你才能编写出电脑可以识别的代码。本书的附录B将介绍Python编程的基础知识。


注意：
 如果你还不会Python程序设计语言，请务必阅读附录B学习Python程序设计语言的基础知识。

·学习人工神经网络库PyTorch。学会了这一步，你才能调用PyTorch提供的API，实现各种各样的人工神经网络。本书的后续章节会详细介绍PyTorch的使用方法。

·学习人工神经网络的设计。学会了这一步，你才能根据实际应用，设计适合相应应用的人工神经网络。本书的后续章节会循序渐进地介绍人工神经网络的设计。

以上就是使用PyTorch实现人工神经网络需要学习的内容。这些内容在本书后续章节和附录都会覆盖到。


2.4　本章小结

在本章中，你已经初步了解了PyTorch是怎么帮助我们实现神经网络的。你是否跃跃欲试，想自己实现一个人工神经网络呢？在后续的章节，我们将安装相关的开发软件，学习Python程序设计语言的编写，学习如何通过Python语句使用PyTorch。学了这些，你就能自己实现一个人工神经网络。


第3章　使用PyTorch进行科学计算

本章开始介绍PyTorch。我们已经知道，PyTorch可以用来搭建人工神经网络。但是，本章不会直接介绍人工神经网络的搭建，而是学习一些预备知识。本章将介绍PyTorch的基本数据类型——张量，并利用张量进行科学计算。


3.1　初识张量


3.1.1　张量的数学定义




本小节将从数学角度介绍什么是张量（tensor）。在高中数学和高等数学中，我们已经学习过向量和矩阵的概念。标量可以看作零维张量，向量可以看作一维张量，矩阵可以看作二维张量。继续扩展数据的维度，可以得到更高维度的张量（见图3-1）。因此，张量又称为多维数组（multi dimension array）。

[image: ]


图3-1　张量的例子

给定一个张量数据，我们可以确定它的维度（dimension）、大小（size）和元素个数。对于n维张量，它的大小可以用n个元素的元组来表示。例如在图3-1中，张量T0
 是零维张量，它的大小为有0个条目的元组()，元素个数为1。张量T1
 是一维张量，它的大小是有1个条目的元组(3,)，元素个数为3。张量T2
 是二维张量，它的大小是有2个条目的元组(3,3)，元素个数为9。张量T3
 是三维张量，它的大小是有3个条目的元组(3,3,3)，元素个数为27。


注意：
 张量的概念在PyTorch下和其他语境下略有不同。本书遵循PyTorch的概念，定义张量、张量的维度、大小和元素个数。在数学和物理学中，张量并不是这么定义的。PyTorch中张量的维度在其他语境中可能被称为阶（rank）或维度大小（dimension size），PyTorch中张量的大小在其他语境中可能被称为维度（dimensions）或形状（shape）。

值得一提的是，只有维度、大小、元素个数、各元素都相同的两个张量，才是两个相同的张量。对于某个张量，若其大小中有个条目是1，那么这个1也不可以省略，也应该算进张量的维度里。例如，大小为(3,1)的二维张量和大小为(3,)的张量虽然有着相同的元素个数，但是它们的维度不同、大小不同，所以不可能是相同的张量。


注意：
 一维张量的大小具有[image: ]
 的形式，而不是[image: ]
 或[image: ]
 的形式。一维张量和向量同构（isomorphism），但严格意义上并不是向量，也没有所谓“行张量”或是“列张量”这样的说法。二维张量和矩阵同构。虽然向量可以看作特殊的矩阵，但是一维张量都不是二维张量。同理，零维张量也不是一维张量。


3.1.2　PyTorch里的张量

在扩展库PyTorch中，张量是运算的基本数据类型，用类torch.Tensor实现。在正式介绍torch.Tensor类的用法之前，本节先来看一段使用torch.Tensor类的代码，使你对PyTorch里的张量有个直观的印象。

代码清单3-1是一段使用torch.Tensor类的代码。该代码首先导入了扩展库PyTorch。扩展库PyTorch在Python里记作“torch”，可以用语句“import torch”导入。接着，代码用torch.tensor()函数将一个列表转化为torch.Tensor类实例t2。注意，函数名tensor的所有字母都是小写字母，而类名的首字母是大写的。得到torch.Tensor类实例t2后，代码显示t2的数据内容。接着，代码还将张量t2的元素进行重新组织，使得其大小从(2,3)变为(3,2)。最后，代码演示了如何利用张量进行数学计算，将张量逐元素加1得到新的张量。

代码清单3-1　一段使用torch.Tensor类的代码



     import torch
     t2 = torch.tensor([[0, 1, 2], [3, 4, 5]])
     print(t2)
     print('数据 = {}'.format(t2))
     print(t2.reshape(3, 2)) # 重新组织元素
     print(t2 + 1) # 逐元素运算




代码清单3-1涉及张量的构造、元素重组、科学计算等用法。在本章后续内容中，我们将逐一对以上话题进行介绍。

前一节提到了张量的大小、维度和元素个数。在PyTorch中，可以通过torch.Tensor类实例的成员获得这些性质。torch.Tensor类包括以下成员（但不限于此）。

·成员size()：返回张量的大小，它是一个元组的子类torch.Size类实例。

·成员dim()：返回张量的维度，它是一个int类型的数值。它是张量大小的数据条目个数。

·成员numel()：张量中元素的个数，它是一个int类型的数值。它是张量大小各条目之积。

例如，可以用以下代码查看代码清单3-1中张量t2的数据、大小、维度和元素个数：



     print('数据 = {}'.format(t2))
     print('大小 = {}'.format(t2.size()))
     print('维度 = {}'.format(t2.dim()))
     print('元素个数 = {}'.format(t2.numel()))




在代码清单3-1中，张量类实例t2的大小为(2,3)，维度为2，元素个数为6。

另外，每个张量类实例还会有元素类型（dtype）。为了更好地适应不同的应用需求，PyTorch提供了下列元素类型。

·浮点类型：torch.float16、torch.float32、torch.float64。它们的区别在于位数和精度不同。类型名称的后缀“16”“32”“64”表示位数，位数越大精度越高。这些浮点类型中最常用的是torch.float32。

·整数类型：torch.uint8、torch.int8、torch.int16、torch.int32、torch.int64。其中torch.uint8是无符号（unsigned）的整数类型，它只能表示非负整数；其他整数类型都是有符号类型。这些整数类型中最常用torch.int64类型表示指标（即0、1、2这样的序号），用torch.uint8表示逻辑类型（即“是”或“否”）。

可以通过张量类实例的成员dtype查看元素类型：



     print('元素类型 = {}'.format(t2.dtype))




代码清单3-1在构造torch.Tensor类实例时，使用了int值列表，所以构造出来的张量的数据类型默认为torch.int64型。如果用bool值列表构造，则构造出来的张量元素类型默认是torch.uint8型；如果用float值列表构造，则构造出来的张量的元素类型默认是torch.float32型。


3.2　构造torch.Tensor类实例

本节将正式介绍torch.Tensor类实例的方法。表3-1列出了本节会涉及的函数。这些函数都是用来构造torch.Tensor类实例的。

表3-1　本节将介绍的构造张量的函数

[image: ]



3.2.1　构造含有特定数据的张量

本节介绍如何利用torch.tensor()函数构造含有特定数据的张量。

首先来看一个例子。代码清单3-2用torch.tensor()函数构造了张量t0、t1、t2和t3。在张量构造语句中，使用了列表作为参数。由于参数列表中的数据都是浮点数，所以这些张量的元素类型都是torch.float32。

代码清单3-2　用列表作为参数构造torch.Tensor类实例



     t0 = torch.tensor(0)
     t1 = torch.tensor([0., 1., 2.])
     t2 = torch.tensor([[0., 1., 2.], [3., 4., 5.], [6., 7., 8.]])
     t3 = torch.tensor([[[0., 1., 2.], [3., 4., 5.], [6., 7., 8.]],
             [[9., 10., 11.], [12., 13., 14.], [15., 16., 17.]],
             [[18., 19., 20.], [21., 22., 23.], [24., 25., 26.]]])




torch.tensor()函数还提供了一个关键字参数dtype，用来指定张量的元素类型。如果没有使用这个关键字参数，张量的元素类型是从列表元素推导而来的（bool值推导为torch.uint8，int值推导为torch.int64，float值推导为torch.float32）；使用了这个关键字参数，张量的元素类型就由这个参数指定。

代码清单3-3演示了如何利用torch.tensor()函数构造不同元素类型的torch.Tensor类实例。在构造类实例时，传入的数据列表都是一样的，只是关键字参数dtype不同。这样得到的张量的元素类型也不同。

代码清单3-3　构造不同元素类型的torch.Tensor类实例



     t_int8 = torch.tensor([1, 2], dtype=torch.int8)
     t_int16 = torch.tensor([1, 2], dtype=torch.int16)
     t_int32 = torch.tensor([1, 2], dtype=torch.int32)
     t_int64 = torch.tensor([1, 2], dtype=torch.int64)
     t_float16 = torch.tensor([1, 2], dtype=torch.float16)
     t_float32 = torch.tensor([1, 2], dtype=torch.float32)
     t_float64 = torch.tensor([1, 2], dtype=torch.float64)





3.2.2　构造特定大小的张量

本节介绍如何利用torch.zeros()、torch.zeros_like()、torch.ones()、torch.ones_like()、torch.full()、torch.full_like()、torch.empty()、torch.empty_like()、torch.eye()这些函数构造给定大小的张量。

torch.zeros()函数、torch.ones()函数和torch.empty()函数可以使用多个int类型的参数来构造给定类型的张量。要想用这些函数构造n维张量，就要传入n个整数。这n个整数就是张量大小的n个条目。用这种方法构造张量，可以不指定张量中元素的值，也可以指定张量中元素的值为相同值。如果不指定张量中元素的值，可以用torch.empty()函数，这样构造出来的张量的元素值是不确定的。如果要指定张量中元素的值，可以用torch.zeros()函数、torch.ones()函数，它们分别指定代码中的元素均为0或1。如果要将元素初始化为0和1以外的值，则可以用torch.full()函数。torch.full()函数的用法和torch.zeros()函数和torch.ones()函数略有不同，它需要使用两个不同的参数，分别输入张量大小和要填充的值。代码清单3-4给出了一些利用int参数构造tensor.Tensor类实例的例子。

代码清单3-4　使用多个int数值构造tensor.Tensor类实例



     t1 = torch.empty(2)                      # 未初始化
     t2 = torch.zeros(2, 2)                   # 各元素值为0
     t3 = torch.ones(2, 2, 2)                 # 各元素值为1
     t4 = torch.full((2, 2, 2, 2), 3.)        # 各元素值为3




torch.empty()函数、torch.zeros()函数、torch.ones()函数和torch.full()函数都有对应的torch.*_like()形式，以构造一个和现有张量一样大小的张量。例如，下列代码就构造了一个和张量t2大小一样的张量：



     torch.ones_like(t2)




这些函数都可以使用关键字参数dtype指定张量的元素类型。


3.2.3　构造等比数列和等差数列张量

本节介绍如何用torch.arange()、torch.range()、torch.linspace()和torch.logspace()函数构造张量，使其元素为等差数列或等比数列。

首先来看等差数列张量的构造。

先来看torch.arange()函数。使用这个函数需要指定数列的开始元素start（含，默认是0）、结束元素end（不含）和公差step。得到的数列包括start但不包括end，数列长度为[image: ]
 。使用torch.range()函数可以得到长度为[image: ]
 的等差数列。例如，下列两行代码构造了两个相等的张量，它们的大小都是(4,)，元素都是0、1、2、3这4个数。



     torch.arange(0, 4, step=1)
     torch.range(0, 3, step=1)




构造等差数列还可以使用torch.linspace()函数。这个函数的前两个参数是数列最开始的数和最后的数，还有一个参数steps说明数列中一共有几个数。例如，运行下面代码可以得到大小为(4,)的张量，其元素为0、1、2、3这4个数：



     torch.linspace(0, 3, steps=4)




然后来看等比数列张量的构造。构造等比数列张量需要用到torch.logspace()函数。

torch.logspace()函数的用法和torch.linspace()函数非常相似。不过，torch.logspace()函数的前两个参数经过10x
 的运算后，才是数列最开始的数和最后的数，还有一个参数steps说明数列中一共有几个数。例如，运行下面代码可以得到大小为(4,)的张量，其元素为1、10、100、1000这4个数：



     torch.logspace(0, 3, steps=4)





3.2.4　构造随机张量

本节将介绍如何构造各元素是随机数的torch.Tensor类实例。机器生成的样本都是伪随机样本，样本的值由随机数种子（seed）和生成逻辑完全确定。但是由于种子往往不固定，并且生成逻辑经过精心设计，所以得到的样本体现出充分的随机性。

随机样本是根据概率分布生成的。概率分布可以分为离散概率分布和连续概率分布。由离散概率分布得到的样本一般是0、1这样的整数值，由连续概率分布得到的样本一般是浮点数。

首先来看离散随机张量的构造。这里介绍torch.bernoulli()、torch.multinomial()、torch.randperm()、torch.randint()和torch.randint_like()这5个函数。

·函数torch.bernoulli()可以生成元素值为0或1的张量。这个函数的参数是一个概率张量，概率张量的各元素都是0～1的值，表示结果张量对应位置为0的概率。例如：



     probs = torch.full((3, 4), 0.6) # 概率张量
     torch.bernoulli(probs) # 大小为(3, 4)的0～1张量




·函数torch.multinomial()可以生成元素值为[image: ]
 的张量。这个函数可以接受两个参数，分别是表示结果张量中元素出现可能性的张量和表示对每个概率分布抽样次数的数值（一般设置为1）。值得一提的是，第0个参数中各元素出现可能性的和不需要为1。该函数会自行完成概率的归一化。例如：



     weights = torch.tensor([[1,100],[100,1],[1,1]], dtype=torch.float32) # 权重
     torch.multinomial(weights, 1)




·函数torch.randperm()可以随机生成一个排列。它的参数就是一个整数n，得到的样本就是[image: ]
 的一个排列，是大小为[image: ]
 的张量。如果没有为这个函数指定关键字参数dtype，则默认的元素类型为torch.int64；如果指定了关键字参数dtype，则元素类型由dtype决定。例如，下面的代码构造了元素类型为torch.float32的张量：



     torch.randperm(5, dtype=torch.float32)




·函数torch.randint()和函数torch.randint_like()以独立同均匀分布生成离散均匀分布的张量。这两个函数都有关键字参数low和high，其中low表示均匀分布的最小值（含），high表示均匀分布的最大值（不含）。torch.randint()函数还有一个关键字参数size，指定张量的大小，而torch.randint_like()函数是通过第0个参数的大小推断张量大小的。在默认情况下，由该函数生成的张量的元素类型是torch.float32。



     torch.randint(low=0, high=4, size=(3, 4))
     torch.randint_like(torch.ones(3, 4), low=0, high=4)




接着介绍连续随机样本的生成。这里介绍torch.rand()、torch.rand_like()、torch.randn()、torch.randn_like()和torch.normal()这5个函数。

·函数torch.rand()和函数torch.rand_like()生成标准均匀分布的随机变量。标准均匀分布在[image: ]
 上的概率都相同。函数torch.rand()的参数和函数torch.ones()的参数类似，传入生成张量的大小；函数torch.rand_like()的参数和函数torch.ones_like()的参数类似，构造出和传入张量相同大小的随机张量。例如：



     torch.rand(2, 3)
     torch.rand_like(torch.ones(2, 3))




·函数torch.randn()和函数torch.randn_like()生成标准正态分布的随机变量。标准正态分布均值为0，方差为1。函数torch.randn()的参数和函数torch.ones()的参数类似，传入生成张量的大小；函数torch.randn_like()的参数和函数torch.ones_like()的参数类似，构造出和传入张量相同大小的随机张量。例如：



     torch.randn(2, 3)
     torch.randn_like(torch.ones(2, 3))




·函数torch.normal()也是生成正态分布的随机变量。不同之处在于，它可以指定正态分布的均值和方差。例如：



     mean = torch.tensor([0., 1.])
     std = torch.tensor([3., 2.])
     print(torch.normal(mean, std))




至此，我们已经了解了许许多多构造torch.Tensor类实例的方法。后续我们将使用构造好的torch.Tensor类实例。


3.3　组织张量的元素


3.3.1　重排张量元素




本节介绍如何在不改变张量元素个数和各元素的值的情况下改变张量的大小。本节将涉及以下torch.Tensor类的成员方法。

·reshape()、squeeze()和unsqueeze()：这些成员不会改变元素的实际位置；

·permute()、transpose()和t()：这些成员可能改变元素的实际位置。

接下来详细看看这些成员。

首先来看torch.Tensor类的成员方法reshape()。reshape()方法的参数是多个int类型的值。如果想要把一个张量的大小改成[image: ]
 ，那就让[image: ]
 作为reshape()方法的n个参数。

我们来看个例子。代码清单3-5首先构造了一个大小为(12,)的一维张量tc。接着，张量tc被改变成大小为(3,2,2)的张量t322。再后来，张量t322被改变成大小为(4,3)的张量t43。在这个例子中，各个张量的元素个数都相同，张量中元素的值都是0～11这12个数。但是，各个张量的维度和大小都不同。

代码清单3-5　使用reshape()在不改变元素个数和各元素的值的情况下改变张量大小



     tc = torch.arange(12) # 张量大小 (12,)
     print('tc = {}'.format(tc))
     t322 = tc.reshape(3, 2, 2) # 张量大小 (3, 2, 2)
     print('t322 = {}'.format(t322))
     t43 = t322.reshape(4, 3) # 张量大小 (4, 3)
     print('t43 = {}'.format(t43))




在reshape()参数里，1个维度的大小用-1代替。如果某个维度的大小用-1代替，那么该函数就会根据张量总元素的个数和其他各维度的元素个数自动计算这个用-1指定的维度的大小。例如，运行下面的代码会得到大小为[image: ]
 的张量，其中3就是通过计算得到的：



     torch.arange(24).reshape(2, -1, 4) # 大小 = (2, 3, 4)




部分reshape()操作可以使用squeeze()和unsqueeze()代替。squeeze()可以消除张量大小中大小为1的维度。例如：



     t = torch.arange(24).reshape(2, 1, 3, 1, 4) # 大小 = (2, 1, 3, 1, 4)
     t.squeeze() # 大小 = (2, 3, 4)




而unsqueeze()正好相反，它可以增加一些大小为0的维度。增加的维度的位置由关键字参数dims指定。例如：



     t = torch.arange(24).reshape(2, 3, 4) # 大小 = (2, 3, 4)
     t.unsqueeze(dim=2) # 大小 = (2, 3, 1, 4)




接下来介绍张量的交换（permute）。张量的交换是将张量的各维度重新排列。假设原来的张量大小为[image: ]
 ，其按照交换[image: ]
 得到的张量的大小为[image: ]
 。例如：



     t = torch.arange(24).reshape(1, 2, 3, 4) # 大小 = (1, 2, 3, 4)
     t.permute(dims=[2, 0, 1, 3] # 大小 = (3, 1, 2, 4)




某些张量的交换还可以用转置（transpose）函数实现。张量的转置是将两个维度的索引互换。例如，如果将大小为[image: ]
 的张量的第c维和第d维互换，可以得到大小为[image: ]
 的张量。要对张量进行转置，可以使用成员方法transpose()。成员方法transpose()的两个参数是要交换的两个维度。对于二维张量，还有一个成员方法t()，相当于transpose(0,1)，即将张量的大小从[image: ]
 变为[image: ]
 。例如，下面的代码就用了这两种方法对张量t12进行了转置，得到同样的结果：



     t12 = torch.tensor([[5., -9.],])
     t21 = t12.transpose(0, 1)
     print('t21 = {}'.format(t21))
     t21 = t12.t()
     print('t21 = {}'.format(t21))





3.3.2　选取部分张量元素

本节介绍如何选取一个张量中的部分元素，会涉及torch.Tensor类的成员方法index_select()、masked_select()和take()，并介绍如何利用英文方括号“[]”取元素。

首先来看index_select()。这个成员方法有两个参数：参数dim是一个int值，它表示对哪个维度进行处理；参数index是一个torch.Tensor类实例，表示选取那个维度的哪些指标。如果调用index_select()的torch.Tensor类实例的大小为[image: ]
 ，参数dim的值为i，参数index的大小为[image: ]
 ，那么选取得到的张量大小为[image: ]
 [image: ]
 。代码清单3-6给出了一个使用index_select()选择元素的例子。

代码清单3-6　index_select()用法举例



     t = torch.arange(24).reshape(2, 3, 4) # 大小 = (2, 3, 4)
     index = torch.tensor([1, 2]) # 大小 (2,)
     t.index_select(1, index) # 大小 (2, 2, 4)




要对张量的某个维度进行选取，除了使用成员函数index_select()外，还可以使用英文方括号“[]”。与index_select()不同，如果要使用英文方括号，需要给出在所有维度上的指标。在每个维度上，可以选取1个指标、多个指标（包括全部指标）。

首先来看看如何给出某个维度上的指标。如果要选取某个指标，直接写出指标数即可。如果某一维度的大小为s，则指标数可以是[image: ]
 这样的非负整数，也可以是[image: ]
 这样的负数。如果是非负数，指标指示从开始往结尾顺序数第几个元素（从0开始）；如果是负数，指标的绝对值指示从结尾到开头逆序数第几个元素（从1开始）。还可以利用英文冒号“:”得到连续的指标：冒号之前是开始指标（含），冒号之后是结束指标（不含）。如果没有写开始指标，则默认从0开始；如果没有写结束指标，则默认到最末尾。在开始指标和结束指标之后，还可以再用一个英文冒号来指定一串不连续的指标。第2个英文冒号后表示从多少个元素中选取1个元素。代码清单3-7演示了如何选取某个维度上的指标。

代码清单3-7　选取某一维度的元素举例



     t = torch.arange(12)
     print(t[3])           # 选取1个元素,大小(),值为3
     print(t[-5])          # 选取1个元素,大小(),值为7
     print(t[3:6])         # 选取连续元素,大小(3,)
     print(t[:6])          # 选取连续元素,大小(6,)
     print(t[3:])          # 选取连续元素,大小(9,)
     print(t[-5:])         # 选取连续元素,大小(5,)
     print(t[3:6:2])       # 选取不连续元素,大小(2,)
     print(t[3::2])        # 选取不连续元素,大小(5,)




对于有多个维度的情况，可以用英文逗号“,”分隔各维度的指标。代码清单3-8给出了从多个维度选取元素的示例。

代码清单3-8　从多个维度选取元素



     t = torch.arange(12).reshape(3, 4)
     print(t[2:,-2]) # 大小(1,),值为[10,]
     print(t[0,:]) # 大小(4,),值为[0,1,2,3]




接下来介绍成员方法masked_select()。这个方法接受1个张量参数mask，它的大小必须和调用masked_selected()方法的类实例相同，并且元素类型必须为torch.uint8。张量mask里面的元素非0即1，表示是否要选择对应元素。masked_select()将用张量mask选定的那些值以一个一维张量的形式返回，一维张量的元素个数就是张量mask中1的个数。例如：



     t = torch.arange(12).reshape(3, 4)
     mask = torch.tensor([[1, 0, 0, 1], [0, 1, 1, 0], [0, 0, 1, 0]], dtype=torch.uint8)
     t.masked_select(mask) # 大小 (5,)




最后，来看torch.Tensor类的成员take()。take()函数不再考虑张量的具体大小，而只考虑张量的元素总个数。take()函数将张量各元素按照唯一的指标进行索引，相当于对经过reshape(-1)操作后的张量进行索引。例如：



     t = torch.arange(12).reshape(3, 4)
     indices = torch.tensor([2, 5, 6])
     t.take(indices) # 大小(3,),值为[2,5,6]





3.3.3　张量的扩展和拼接

本节介绍如何扩展张量，或将多个张量拼接成1个张量，会涉及torch.Tensor类的成员方法repeat()、函数torch.repeat()和函数torch.cat()。

torch.Tensor类的成员方法repeat()可以将张量的内容进行重复，使得张量的大小变大。对于大小为[image: ]
 的张量，在使用成员方法repeat()并给定参数[image: ]
 时，可以得到大小为[image: ]
 的张量，张量的元素就是将原来张量的元素复制[image: ]
 份。

例如，在代码清单3-9中，首先构造了一个大小为(1,2)的张量t12。接着通过t12.repeat()得到大小为(3,4)的张量t34。

代码清单3-9　使用repeat()函数扩大张量



     t12 = torch.tensor([[5., -9.],])
     print('t12 = {}'.format(t12))
     t34 = t12.repeat(3, 2)
     print('t34 = {}'.format(t34))




torch.cat()函数可以将多个张量拼接成1个张量。torch.cat()函数有两个参数。第1个是一个张量的列表或是元组，这个函数就是要将这个列表或是元组里面的所有张量拼接起来。第2个参数指示要将这些张量在哪个维度拼接起来。如果要将这些张量在第[image: ]
 维拼接起来，那么被拼接的张量的大小需要满足下列条件：

·所有张量的维度都完全相同，并且大于d。拼接得到的张量的维度也就是其中任意一个张量的维度。

·所有张量的大小只在第d维可能不相同，在其他维都相同。拼接得到的张量在第d维以外的维度保持不变，在第d维的大小是各张量第d维大小之和。

代码清单3-10给出了用torch.cat()函数拼接多个张量的例子。

代码清单3-10　使用torch.cat()函数拼接多个张量



     tp = torch.arange(12).reshape(3, 4)
     tn = -tp
     tc0 = torch.cat([tp, tn], 0)
     print('tc0 = {}'.format(tc0))
     tc1 = torch.cat([tp, tp, tn, tn], 1)
     print('tc1 = {}'.format(tc1))




拼接张量的另一种方法是使用torch.stack()函数。这个函数同样有张量列表（或元组）和维度两个参数。torch.stack()函数与torch.cat()函数的不同之处在于，torch.stack()函数要求输入张量的大小完全相同，得到的张量的维度会比输入的张量的大小多1，并且多出的那个维度就是拼接的维度，那个维度上的大小就是输入张量的个数。代码清单3-11给出了使用torch.stack()拼接张量的例子。

代码清单3-11　使用torch.stack()拼接张量



     tp = torch.arange(12).reshape(3, 4)
     tn = -tp
     ts0 = torch.stack([tp, tn], 0)
     print('ts0 = {}'.format(ts0))
     ts1 = torch.stack([tp, tp, tn, tn], 1)
     print('ts1 = {}'.format(ts1))





3.4　张量的科学计算


3.4.1　有理运算和广播语义




本节介绍张量的有理运算。在数学上，有理运算包括加、减、乘、除、有理数次乘方、有理数次开方这6种运算。在Python语法中，可以用英文加号“+”、英文连字符“-”、英文星号“*”、英文斜杠“/”分别表示加、减、乘、除四则运算，用两个英文星号“**”表示幂次运算，实现有理数次乘方和有理数次开方（即[image: ]
 ）。在PyTorch中，它们也可以对两个大小相同的张量逐元素做这类运算。代码清单3-12给出了两个大小相同的张量做初等运算的例子。

代码清单3-12　张量的初等运算



     tl = torch.tensor([[1., 2., 3.], [4., 5., 6.]])
     tr = torch.tensor([[7., 8., 9.], [10., 11., 12.]])
     print(tl + tr)                                 # 加法
     print(tl - tr)                                 # 减法
     print(tl * tr)                                 # 乘法
     print(tl / tr)                                 # 除法
     print(tl ** tr)                                # 有理数次乘方
     print(tl ** (1 / tr))                          # 有理数次开方




在代码清单3-12的最后一行，用到了一个int型数据和张量的除法“1/tr”。这里用到了“广播”（broadcast）这个语义（semantic）。广播语义可以解决一个数值和一个张量之间、两个大小不同的张量之间的运算。例如，代码清单3-13给出了一些利用广播语义完成有理运算的例子。

代码清单3-13　使用广播语义的有理运算的例子



     print(torch.zeros(3, 4) + 5)               # 得到各元素全为5的大小为(3,4)的张量
     print(-6 * torch.ones(2))                  # 得到各元素全为-6的大小为(2,)的张量
     print(torch.ones(2, 3, 4) + torch.ones(4)) # 得到各元素全为2的大小为(2,3,4)的张量




值得一提的是，并不是任意两个张量都可以进行广播。两个张量之间要进行广播，它们的大小必须满足以下条件：

·两个张量的维度必须都大于等于1；

·从后往前比较两个张量的大小，各大小条目都需要相同，直到任意一个张量的大小没有条目了，或者条目元素为1。

例如，大小为(2,3,4)和大小为(1,1,4)的两个张量之间可以广播，大小为(2,3,4)和大小为(2,1,4)的两个张量之间可以广播，大小为(2,3,4)和大小为(4,)的两个张量之间可以广播。但是，大小为(2,3,4)和大小为(2,4)的两个张量之间就不可以广播，因为从后往前看第2个条目一个是3，另一个是2，不相同。

torch.Tensor还提供了一些成员方法，使得逐元素做相同的初等运算更简单，具体如下。

·成员方法reciprocal()：求倒数，即1除以张量。

·成员方法sqrt()：开平方。

·成员方法rsqrt()：先开平方，再取倒数。

·成员方法addcmul()和成员方法addcdiv()：计算[image: ]
 ，[image: ]
 ，其中c是数值，e是调用的张量中的元素，e1
 和e2
 是作为参数的张量的元素。

利用tensor.Tensor类成员实现有理运算的例子见代码清单3-14。

代码清单3-14　利用tensor.Tensor类成员方法实现有理运算



     t234 = torch.arange(24).view(2, 3, 4)
     print('倒数 = {}'.format(t234.reciprocal()))
     print('开平方 = {}'.format(t234.sqrt()))





3.4.2　逐元素运算

上一节我们已经了解了如何对张量进行逐元素有理运算。本节更多考虑对张量的逐元素运算。

首先来看初等运算。在数学上，初等运算除了有理运算外，还包括以下函数。

·幂函数（power function）：可用函数torch.pow()实现。

·指数函数（exponential function）：可用函数torch.exp()实现。torch包里还有表示ex
 -1的torch.expm1()函数，表示1/(1+e-x
 )的sigmoid()函数，双曲函数torch.sinh()、torch.cosh()和torch.tanh()。

·对数函数（logarithmic function）：可用函数torch.log()实现自然对数，用函数torch.log2()实现以2为底的对数，用函数torch.log10()实现以10为底的对数。torch包里还有表示ln(1+x)的torch.log1p()函数。

·三角函数（trigonometric function）和反三角函数（inverse trigonometric function）：包括三角函数torch.sin()、torch.cos()、torch.tan()和反三角函数torch.asin()、torch.acos()、torch.atan()。用到的数据是弧度值而不是角度值。

代码清单3-15给出了利用以上函数完成初等运算的例子。

代码清单3-15　利用torch包中的函数完成初等运算



     tp = torch.pow(torch.arange(1, 4), torch.arange(3))
     print('pow = {}'.format(tp))
     te = torch.exp(torch.tensor([0.1, -0.01]))
     print('exp = {}'.format(te))
     ts = torch.sin(torch.tensor([[3.14 / 4,],]))
     print('sin = {}'.format(ts))




此外，torch包里还提供了许多分段函数，例如：

·符号函数torch.sign()和绝对值函数torch.abs()；

·与取整有关的函数，包括下取整函数torch.floor()、上取整函数torch.ceil()、四舍五入取整函数torch.round()、直接截取函数torch.trunc()、取小数部分的函数torch.frac()等；

·和除法余数有关的函数，如torch.fmod()、torch.remainder()；

·限制数据范围的函数torch.clamp()。

代码清单3-16中给出了一些使用分段函数的例子。

代码清单3-16　使用torch包中的分段函数



     t5 = torch.arange(5)
     tf = torch.frac(t5 * 0.3)
     print('frac = {}'.format(tf))
     tc = torch.clamp(t5, 0.5, 3.5)
     print('clamp = {}'.format(tc))




在torch包里还有其他特殊函数，在此无法一一列举。例如，误差函数torch.erf()计算

[image: ]


torch.erfinv()函数计算torch.erf()函数的反函数。


3.4.3　张量点积和Einstein求和

本节介绍张量点积和Einstein求和。

张量点积（tensor dot）是一种利用元素乘法和加法定义的运算，张量点积可以看作矩阵乘法在张量运算中的推广。为了直观了解张量点积的定义，来看几个张量点积的特殊情况。


一维张量和一维张量之间的张量点积
 ：考虑两个相同大小的一维张量[image: ]
 和[image: ]
 ，则张量T和张量[image: ]
 的张量点积为

[image: ]


你可能已经发现，这种情况下的张量点积和矩阵论中两个实列向量之间的点积非常相似。在矩阵论中，考虑两个实列向量[image: ]
 和[image: ]
 ，这两个实列向量之间的点积（又称内积）正是[image: ]
 。因此，两个一维张量之间的张量点积可以理解成对应的两个实列向量之间的点积。

在PyTorch中，两个一维张量之间的张量点积用函数torch.dot()实现，示例如下：



     x = torch.arange(4)
     y = torch.arange(1, 5)
     torch.dot(x, y)




由以上代码得到数值20，即[image: ]
 。


二维张量和一维张量之间的张量点积：
 考虑大小为[image: ]
 的二维张量[image: ]
 和大小为[image: ]
 的一维张量[image: ]
 ，如果[image: ]
 ，则可以定义张量[image: ]
 关于最后一维（即第一维）和张量[image: ]
 的张量点积为[image: ]
 ，它是大小为[image: ]
 的一维张量，其第i个元素为

[image: ]


你可能已经发现，在这种情况下的张量点积与矩阵论中矩阵和列向量之间的矩阵乘法非常相似。在矩阵论中，考虑矩阵[image: ]
 和列向量[image: ]
 [image: ]
 ，矩阵T和列向量[image: ]
 之间的矩阵乘法的结果[image: ]
 是一个列向量，其第i个元素正是[image: ]
 。因此，二维张量的最后1维和一维张量之间的张量点积可以理解成矩阵和列向量之间的矩阵乘法。

在PyTorch中，这样的张量点积用函数torch.mv()实现，示例如下：



     x = torch.arange(4).view(2, 2)
     y = torch.arange(2)
     torch.mv(x, y)




以上代码的输出为张量(1,3)。


二维张量和二维张量之间的张量点积
 ：考虑大小为[image: ]
 的二维张量[image: ]
 和大小为[image: ]
 的二维张量[image: ]
 ，如果[image: ]
 ，则可以定义张量[image: ]
 关于最后1维（即第1维）和张量[image: ]
 第0维的张量点积为[image: ]
 ，它是大小为[image: ]
 的二维张量，其第[image: ]
 个元素为

[image: ]


你可能已经发现，在这种情况下的张量点积与矩阵论中矩阵和矩阵之间的矩阵乘法非常相似。在矩阵论中，考虑矩阵T和矩阵[image: ]
 ，矩阵乘法的积[image: ]
 的元素的值和上式相似。因此，二维张量的最后1维和二维张量的第0维之间的张量点积可以理解成两个矩阵之间的矩阵乘法。

在PyTorch中，这样的张量点积用函数torch.mm()实现，示例如下：



     x = torch.arange(6).view(2, 3)
     y = torch.arange(6).view(3, 2)
     torch.mm(x, y)




以上代码的输出为张量[image: ]
 。

在以上三个例子中，对于两个张量[image: ]
 和[image: ]
 ，我们计算了张量[image: ]
 关于最后1维和张量[image: ]
 关于第0维的张量点积。对于一般的情形，张量[image: ]
 的大小为[image: ]
 ，张量[image: ]
 的大小为[image: ]
 ，并且有[image: ]
 ，那么张量[image: ]
 关于最后1维和张量[image: ]
 关于第0维的张量点积[image: ]
 的大小为[image: ]
 ，其第[image: ]
 个元素的值为

[image: ]


我们来看一个具体的例子。考虑大小为[image: ]
 的张量[image: ]
 和大小为[image: ]
 的张量[image: ]
 。张量[image: ]
 的第1维和张量[image: ]
 的第0维大小相同，张量[image: ]
 的第2维和张量[image: ]
 的第4维大小相同，张量[image: ]
 的第3维和张量[image: ]
 的第1维相同。因此，可以考虑张量[image: ]
 关于维度[image: ]
 和张量[image: ]
 关于维度[image: ]
 的张量点积。这样的张量点积的结果张量的维度为[image: ]
 ，大小为[image: ]
 ，其第[image: ]
 个元素的值为

[image: ]



注意：
 本书中用到的点积符号“[image: ]
 ”只表示前一个张量的最后1维和后一个张量的第0维的张量点积。

以上各个例子对前一个张量的最后1维和后一个张量的第0维进行了张量点积运算。事实上，张量点积的定义不仅限于以上情况。例如，可以在两个张量中各取多个维度进行张量点积运算，取的维度也不一定需要是前一个张量的最后几维或后一个张量的前几维。对于一般的情况，从维度为d的张量[image: ]
 中取出d个维度，并且在大小为d的张量[image: ]
 中取出大小相同的d个维度，也可以做张量点积运算，得到的结果张量的维度是[image: ]
 。例如，可以从大小为[image: ]
 的张量[image: ]
 取出第[image: ]
 维，从大小为[image: ]
 的张量[image: ]
 取出第[image: ]
 维，得到的张量点积的大小是[image: ]
 。对于这样的情况，就不能用点积符号“[image: ]
 ”表示。为了解决这一问题，爱因斯坦（Einstein，研究相对论的物理学家）引入了Einstein求和约定（Einstein summation convention）。本小节后面将介绍Einstein求和约定。

下面介绍什么是Einstein求和约定。Einstein求和约定用一个字符串来表示一个张量或多个张量的运算。首先来看一些字符串的例子：



     'i,j->ij'
     'bn,anm,bm->ba'
     'bij,bjk->bik'




在这些字符串中，有一个英文连字符和英文大于号组成的“->”符号。这个符号之前表示运算的输入，之后表示运算的输出。运算的输入部分是由英文逗号“,”分隔的一些英文小写字母串。每个英文小写字母串代表一个张量，每个英文小写字母串中的一个英文小写字母代表张量的1个维度。例如，字符串'bn,anm,bm->ba'表示将一个二维张量、一个三维张量、一个二维张量进行运算，得到一个二维张量。

如果输出张量中代表某个维度的字母只在输入张量中出现1次，则代表将该维度的所有元素都和其他张量相乘，并且保留各乘积结果。字符串'i,j->ij'表示将一维张量和一维张量运算得到二维张量，其形式为

[image: ]


再例如，字符串'ijk,lmno->ijklmno'表示将三维张量和四维张量运算得到七维张量。如果三维张量的大小是[image: ]
 ，四维张量的大小是[image: ]
 ，那么七维张量的大小是[image: ]
 。

在输入部分，如果同一个英文小写字母出现两次，那么这两个维度就要被缩并（contraction）。缩并处理的两个维度必须大小相同。缩并是这样操作的：先将对应指标元素相乘，再将乘积相加，相当于做了点积。例如，字符串'ij,ik->jk'中字母i出现了两次，那么字母i对应的两个维度就要被缩并。例如，可以将张量[image: ]
 和张量[image: ]
 进行运算得到[image: ]
 ，其中

[image: ]


这就相当于将X的第0维和Y的第0维做了张量点积。

在PyTorch中，可以使用函数torch.einsum()来实现用Einstein求和约定表示的张量点积。torch.einsum()函数有两个参数：第0个参数就是像'ij,ik->jk'这样的表达式，第1个参数是张量的元组，表示这个表达式要对哪些张量进行运算。代码清单3-17给出了用Einstein求和约定进行张量点积运算的例子。

代码清单3-17　利用Einstein求和约定实现张量点积运算



     loper = torch.arange(4).reshape(2, 2)
     roper = torch.arange(6).reshape(2, 3)
     torch.einsum('ij,jk->ik', (loper, roper))





3.4.4　统计函数

本节介绍一些统计张量中所有元素的性质的函数。

表3-2列出了torch.Tensor类的一些成员函数，它们可以根据张量中的所有元素计算统计量。除了kthvalue()函数以外，对于其他所有成员，在调用时如果不提供任何参数，就会忽略张量的具体形状，而把所有元素看作一整个大列表，计算统计量，得到1个零维张量。成员函数kthvalue()略有不同。kthvalue()计算第k大元素，需要传入k的值，而且该函数返回一个长度为2的元组，元组里分别是元素的值和元素对应的指标（即原张量的第几个元素）。代码清单3-18给出了使用统计函数的例子。

表3-2　张量的部分统计函数

[image: ]


代码清单3-18　利用统计函数得到统计结果



     t = torch.arange(5)
     print ('各元素方差 = {}'.format(t.var())) # 2.5
     print ('各元素积 = {}'.format(t.prod())) # 0.
     print ('最大值 = {}'.format(t.max())) # 4.
     print ('中位数 = {}'.format(t.median())) # 2.
     print ('第2大值 = {}'.format(t.kthvalue(2))) # 1. 和 1.




在调用表3-2中的成员函数时，还可以指定关键字参数dim，以对某个维度进行统计。在这种情况下，函数max()、min()、median()和kthvalue()都返回长度为2的元组，元组中的两个条目分别提供值和指标。代码清单3-19给出了对张量的某个维度进行统计的例子。

代码清单3-19　对某个维度进行统计



     t = torch.arange(12).reshape(2, 2, 3)
     print ('各元素方差 = {}'.format(t.var(dim=1)))
     print ('各元素积 = {}'.format(t.prod(dim=1)))
     print ('最大值 = {}'.format(t.max(dim=1)))
     print ('中位数 = {}'.format(t.median(dim=1)))
     print ('第2大值 = {}'.format(t.kthvalue(2, dim=1)))




成员函数norm()可以求张量的范数。这个函数有一个数值类型的参数。对于元素为e∈E的张量，参数的值为p，则范数为[image: ]
 。p的默认值为2。

另外，torch.Tensor还有两个成员方法cumsum()和cumprod()，分别可以对指定的维度做累加和累乘。对于数据[image: ]
 ，累加后的结果为[image: ]
 [image: ]
 ，累乘后的结果是[image: ]
 。


3.4.5　比较和逻辑运算

本节介绍逐元素比较张量大小的函数和逻辑函数。

可以直接使用Python运算符（<、<=、>、>=、==和!=）逐元素比较两个张量的大小或张量和数值之间的大小。当运算符的左操作数和右操作数不是大小相同的张量时，会使用前文描述的广播语义。比较的结果张量的元素类型为torch.uint8。例如：



     loper = torch.tensor([-1, 1, 3], dtype=torch.float32)
     roper = torch.arange(3)
     print ('< : {}'.format(loper < roper))
     print ('== : {}'.format(loper == roper))





注意：
 在PyTorch中使用运算符“==”比较两个张量时，是进行逐元素比较，而不是将张量当作整体比较两个张量的所有元素是不是都相同。如果想把两个张量作为整体比较，可以用torch.equal()函数。

另外，torch.Tensor类还有成员方法nonzero()，相当于与0进行逐元素相等比较。

还可以用torch.min()函数和torch.max()函数分别逐元素求两个张量的最小值和最大值，例如：



     torch.max(loper, roper)





注意：
 对于torch.min()函数和torch.max()函数，当它们只传入1个张量参数时，会分别试图统计张量内所有元素的最小值和最大值，是上一节介绍的统计函数。当它们传入两个张量参数时，则分别是逐元素选取最小值和最大值。

接下来介绍张量的逻辑运算。这里只介绍torch.where()函数。torch.where()函数实现了逐元素if-else的功能。torch.where()函数有3个参数：condition、x和y。当这3个参数是大小相同的张量时，该函数返回同样大小的张量。返回的张量里的元素是这样确定的：对于每个元素，考虑condition张量中对应元素的值是1（即表示真的值）还是0（即表示假的值）。如果是1，则选择张量x中对应的元素；如果是0，则选择张量y中对应的元素。例如，下列代码就根据传入的第0个参数的值，一次选择了x中的元素、y中的元素：



     cond = torch.tensor([1, 0, 1], dtype=torch.uint8)
     x = torch.tensor([0.3, -0.5, 0.2])
     y = torch.tensor([-0.2, 0.5, 0.3])
     torch.where(cond, x, y) # 得到 [0.3, 0.5, 0.2]





3.5　例子：用蒙特卡洛算法计算圆周率

本节将通过一个例子综合演示PyTorch的科学计算。我们将利用PyTorch的Tensor类，使用蒙特卡洛（Monte Carlo）算法，计算圆周率π的数值。


3.5.1　随机计算与蒙特卡洛算法

随机计算是科学计算中的一种常用方法。对于确定性问题，为了获得数值解，也可以使用随机化方法来求解。

随机计算主要包括以下几类算法。

·蒙特卡洛（Monte Carlo）算法：蒙特卡洛算法在相对确定的时间里获得可能不完全正确的结果。但是，从概率上看，运行时间越长，获得的结果越可能正确，或和正确值越接近。

·拉斯维加斯（Las Vegas）算法：拉斯维加斯算法总是能获得正确的结果，但是运行时间不确定。

·大西洋城（Atlantic City）算法：在正确率一定的情况下，运行时间不确定。

在这3种算法中，蒙特卡洛算法总是很快，但只是可能正确；拉斯维加斯算法总是正确，但只是可能会快；大西洋城算法只是可能正确，也可能会快。（注：这几种算法的名称都和赌博有关。蒙特卡洛是欧洲小国摩纳哥最大的赌场，拉斯维加斯则是美国西海岸著名的赌城，大西洋城是美国东海岸的赌城。）

在本节中，我们将利用蒙特卡洛算法计算圆周率π。使用蒙特卡洛计算圆周率的思路如下：我们知道，对于半径为r的圆C，其面积为πr2
 。在直角坐标系中，考虑圆心在原点、半径为1的圆在第一象限的部分（见图3-2），这部分的面积为[image: ]
 。如果在第一象限中的[image: ]
 区域以等概率随机生成一个点，那么这个点落在圆C里的概率是[image: ]
 。如果在这个区域里撒上很多点，那么落在圆C里的点和所有点的比大概就是[image: ]
 。（在数学上可以证明，这个比例p服从二项分布。对于n个样点，其比例为[image: ]
 的概率为

[image: ]


其均值为[image: ]
 ，方差为[image: ]
 。随着n越来越大，方差越来越小。当然，由于比例p是有理数，[image: ]
 是无理数，比例p永远不可能等于[image: ]
 。）

[image: ]


图3-2　使用蒙特卡洛算法计算圆周率


3.5.2　蒙特卡洛算法求解圆周率的实现

在上一节中，我们已经了解了利用蒙特卡洛算法计算圆周率的基本思路。首先，要生成很多在[image: ]
 上的随机样点。然后判断每个样点是否在单位圆内。最后统计在单位圆里的样点占所有样点的比例。这个比例就接近[image: ]
 。把这个比例乘以4，就得到圆周率π的近似值。

代码清单3-20完整实现了上述逻辑。代码清单3-20先导入了torch包。接着，生成了一个大小为(10000000,2)的张量sample，每个元素都是在[image: ]
 上均匀分布的样点。张量sample的每一个零维索引得到的一维张量，如sample[0,:]、sample[1,:]都是一个大小为(2,)的张量，它们可以看作[image: ]
 上的一个点。代码“sample.norm(p=2,dim=1)”逐一计算了这些点的2范数，即这些点到原点之间的距离。其中的参数dim=1表示计算范数时应该对每个第1维以外的索引逐一计算，得到的范数张量的大小应当为(10000000,)。根据圆的定义，如果样点到原点的距离小于1，则样点在圆内。代码“dist<1”就是判断样点是否在圆内。代码“dist<1”可以返回一个元素为1或0的张量，但是这个张量并不是torch.Tensor类型的。利用它的成员方法float()，可以把这个张量转换为torch.Tensor类型。接着，使用这个torch.Tensor类实例的成员方法mean()，可以求torch.Tensor类实例所有元素的平均值。用这种方法，就计算得到torch.Tensor类实例中元素1占所有元素的比例。这个比例就是[image: ]
 上样点在单位圆里的比例。这个比例存在于零维张量ratio中。将ratio乘以4，就得到了圆周率π的近似值。

代码清单3-20　使用蒙特卡洛算法计算圆周率



     import torch
     num_sample = 10000000
     sample = torch.rand(num_sample, 2)
     dist = sample.norm(p=2, dim=1)
     ratio = (dist < 1).float().mean()
     pi = ratio * 4
     print('pi = {}'.format(pi))




这个例子综合应用了张量的随机生成和数学运算。希望通过这个例子，你能够更好地熟悉PyTorch包的torch.Tensor类及其科学计算。


3.6　本章小结

本章介绍了PyTorch库中的基本数据类型——张量，涉及张量的构造和数学运算，还基于概率分布生成了张量样本。我们还通过一个例子，综合运用了上述知识。通过本章，你应该能够运用PyTorch包完成常见的科学计算。


第4章　求解优化问题

本章介绍如何利用PyTorch求解优化问题。我们已经知道，人工神经网络只有在神经元的权重合适的时候才能发挥出合适的功能，而权重值需要通过优化得到。从这个角度看，求解优化问题是任何一个神经网络库的必备功能。本章将利用PyTorch求解优化问题。本章先介绍求解优化问题中一个非常重要的概念——梯度，然后介绍基于梯度的优化算法。最后再通过一个例子展示优化求解的综合应用。


4.1　梯度及其计算


4.1.1　梯度的定义




梯度（gradient）是表征函数上升趋势的量。

梯度的定义如下：考虑自变量为张量[image: ]
 的标量函数[image: ]
 。若函数[image: ]
 的自变量是大小为[image: ]
 的张量，则函数[image: ]
 的梯度[image: ]
 也是一个大小为[image: ]
 的张量，并且它的第[image: ]
 个元素为函数[image: ]
 对元素[image: ]
 的偏导数，即

[image: ]


在不至于混淆的情况下，可以将[image: ]
 记为[image: ]
 。

这个梯度的概念看上去有些抽象。为此，我们来看一个比较具体的例子。

考虑函数[image: ]
 ，它的自变量是大小为(2,)的张量[image: ]
 ，其函数表达式为[image: ]
 。函数f对[image: ]
 的偏导为

[image: ]



推导过程如下
 。

[image: ]


函数f对[image: ]
 的偏导为

[image: ]


综合以上两式，函数f的梯度为

[image: ]


图4-1将函数f和梯度[image: ]
 的梯度绘制了出来。在这个图中，上面的部分是标量函数f。这个函数在原点[image: ]
 附近低，在远离原点的地方高。在f=-4的平面上绘制了很多小箭头，它们表示梯度张量[image: ]
 。这个梯度张量的大小是(2,)。每个小箭头的长度正比于梯度张量的范数（即[image: ]
 ，本例中[image: ]
 小箭头的方向代表梯度张量的方向（即[image: ]
 ，本例中为[image: ]
 [image: ]
 。从图4-1中可以确认：

·梯度的方向就是函数上升的方向；

·梯度的范数越大，函数上升越快。

正因为梯度具有上述两个性质，所以只要沿着梯度方向改变自变量，函数的值就有希望变大，沿着梯度方向的反方向改变自变量，函数的值就有希望变小。因此，梯度对函数的优化有着重要的意义。为此，基本所有的神经网络库的优化引擎都想办法求解梯度。在后续的小节中，我们将介绍如何计算梯度。

[image: ]


图4-1　函数f(X)=-(cos2
 x[0]+cos2
 x[1])2
 及其梯度（此图改编自维基百科https://en.wiki-pedia.org/wiki/File:Gradient_Visual.svg
 ）


注意：
 本章只介绍零维张量（即标量）对张量的梯度。事实上，张量也可以对张量求梯度。对于大小为[image: ]
 的张量函数[image: ]
 对大小为[image: ]
 的张量X的梯度[image: ]
 是大小为[image: ]
 的张量，其第[image: ]
 个元素为[image: ]
 。


4.1.2　梯度的性质和计算

本节介绍梯度的性质和计算。

由于梯度是由偏导数定义的，所以计算梯度不可避免地会涉及偏导数计算。对于只有1个自变量的函数，计算偏导数就是计算导数。导数计算的常用公式如下。

·幂函数：[image: ]


·指数函数[image: ]


·对数函数[image: ]


·三角函数：[image: ]


·反三角函数：[image: ]
 。

但是，有很多函数并不具有标准函数的形式。这时，计算梯度就需要用到偏导数和梯度的性质。

偏导数和梯度最常见的性质如下。

·线性（linearity）：对于函数f0
 ,f1
 ,……,fn-1
 和实数α0
 ，α1
 ，……，αn-1
 ，有

[image: ]


·乘积法则（product rule）：对于函数f0
 ,f1
 ,……,fn-1
 ，有

[image: ]


除了以上两种性质外，还有一个非常重要的性质，称为“链式法则”（chain rule）。链式法则有以下形式：

·对于函数[image: ]
 ，其中[image: ]
 表示定义域，[image: ]
 表示某张量集合，[image: ]
 表示实数集。有

[image: ]


·对于函数[image: ]
 ，则有

[image: ]


在计算梯度时难免会用到链式法则。例如，在之前计算函数f(X)=-(cos2
 x[0]+cos2
 x[1])2
 的梯度时，就可以使用链式法则。在这个例子中，设g(X)=cos2
 x[0]+cos2
 x[0]+cos2
 x[1]，则f=-g2
 ，利用链式法则可得[image: ]
 ，再利用[image: ]
 就可求得[image: ]
 。


4.1.3　使用PyTorch计算梯度数值

在PyTorch中，计算梯度的数值非常简单。所谓计算梯度的数值，是指计算自变量为某一特定值的时候的梯度，而不是计算出梯度函数的解析表达式。

在PyTorch中，只要指定自变量、函数，就可以得到梯度的数值。使用PyTorch计算梯度数值有两大要点。

·在构造用作自变量的torch.Tensor类实例时，应将参数requires_grad设置为True，这样，PyTorch在求梯度时才会考虑它。之前介绍的各种构造torch.Tensor类的方法都可以使用这个参数。设置requires_grad为True的张量个数不限。如果有多个可求梯度的张量，计算梯度时它们会一起当作自变量。

·调用张量类实例的成员方法backward()可以告诉PyTorch要对哪个函数求偏导。调用完backward()后，自变量的成员数据grad就存储了求得的偏导的数值。值得一提的是，目前PyTorch只支持对有且仅有1个元素的张量实例调用成员方法backward()。

值得一提的是，这个梯度值是给定自变量处的梯度值。如果自变量的数值不同，梯度值也不同。代码清单4-1利用PyTorch计算了函数f(X)=-(cos2
 x[0]+cos2
 x[1])2
 在[image: ]
 [image: ]
 处的梯度。代码中通过语句“f=-((x.cos()**2).sum())**2”求得函数在给定点处的值-1，然后通过语句“f.backward()”求出在给定点的梯度值为[image: ]
 。整个代码并没有显式指定梯度函数[image: ]
 的解析表达式。

代码清单4-1　利用PyTorch求解图4-1中函数在给定点的梯度值



     from math import pi
     import torch
     x = torch.tensor([pi / 3,  pi / 6], requires_grad=True)
     f = - ((x.cos() ** 2).sum()) ** 2
     print('value = {}'.format(f))
     f.backward()
     print('grad = {}'.format(x.grad))




PyTorch利用梯度的性质，特别是梯度的链式法则，来计算梯度值。本章的前几个小节已经介绍过梯度的各种性质。PyTorch中的每一步运算都有其配套的梯度，整个梯度的计算就是将各步的梯度以合适的形式乘起来、加起来，而这些运算并不需要编程人员干预。有了PyTorch，求梯度值变得如此简单！


4.2　优化算法与torch.optim包


4.2.1　梯度下降算法




本节考虑优化问题的求解。优化问题并不是一个简单的问题。在数学上可以证明某些优化问题非常难，当前的计算技术不可能在合理的时间内找到最优解。但是，这并不能阻止我们找到一种有效的算法在大多数问题上得到一个不错的解。

前文已经提到，梯度可以表示函数的上升趋势，这对优化问题的求解有重要意义。对于某个自变量，如果自变量顺着梯度的方向改变一些，那么函数值就可能变大；如果自变量逆着梯度方向改变一些，那么函数值就可能变小。梯度下降（gradient descent）算法就是利用这一个原理求解函数的最小值。事实上，如果能让任意函数的值尽可能小，就能让任意函数的值尽可能大。这是因为，要让函数的值尽可能大，则相当于让函数值的负值尽可能小。

下面介绍什么是梯度下降算法。梯度下降算法是一个迭代算法。开始时（t=0），算法随便指定一个初始张量值X0
 和一个学习率（Learning Rate，LR）[image: ]
 。每次迭代，都反复执行以下步骤：在第t次迭代开始前（t=1,2,……，这里，t从1开始与PyTorch的内部实现有关），自变量张量值为[image: ]
 ，基于这个自变量值计算出的梯度值为[image: ]
 。基于算出的梯度值，用下式更新自变量：

[image: ]


由于自变量逆着梯度方向改变，所以函数的值很可能下降。

例如，将梯度下降法应用到函数f(X)=-(cos2
 x[0]+cos2
 x[1])2
 中，初始化张量值为[image: ]
 ，设置学习率[image: ]
 =0.1。前10次迭代时，[image: ]
 、[image: ]
 和[image: ]
 的值如表4-1所示。从这个表中可以看出，梯度下降法确实有效地使函数的值下降了，并且已经和最优解Xopt
 =(0,0)、f(Xopt
 )=-4充分接近了。

表4-1　利用梯度下降法最小化函数f(X)=-(cos2
 x[0]+cos2
 x[1])2
 （学习率为0.1，迭代10次）

[image: ]


torch.optim子包里的torch.optim.SGD类已经实现了梯度下降的逻辑。在后续小节会详细介绍这个类。要使用torch.optim.SGD类里的梯度下降逻辑，需要构造类实例。一个构造torch.optim.SGD类实例的示例代码为：



     import torch.optim
     optimizer = torch.optim.SGD([x,], lr=0.1, momentum=0)




构造类实例时，第0个参数是需要更新的参数列表，参数lr表示学习率（即式[image: ]
 [image: ]
 中的[image: ]
 ），最后一个参数表示动量。动量的含义会在后续小节介绍。

每次迭代时，先调用优化器实例的成员方法zero_grad()清空优化器在上次迭代中存储的数据，然后调用torch.Tensor类实例的成员方法backward()求解梯度，最后调用优化器实例的成员方法step()更新自变量的值。示例代码如下：



     optimizer.zero_grad()
     f.backward()
     optimizer.step()




基于这样的方法，可以利用torch.optim.SGD类完成梯度下降法。

现在来看一个利用torch.optim.SGD类实例实现梯度下降的例子。代码清单4-2将梯度下降算法用于函数f(X)=-(cos2
 x[0]+cos2
 x[1])2
 。在迭代开始前，自变量被初始化为[image: ]
 。接着构造torch.optim.SGD的类实例optimizer，设置学习率[image: ]
 =0.1。在后续的迭代过程中，调用张量f的成员方法f.backward()计算梯度，再用optimizer的成员方法step()更新张量x的值。每次迭代时，[image: ]
 、[image: ]
 和[image: ]
 的值和表4-1完全吻合。

代码清单4-2　利用torch.optim.SGD类实例最小化函数f(X)=-(cos2
 x[0]+cos2
 x[1])2




     from math import pi
     import torch
     import torch.optim
     x = torch.tensor([pi / 3,  pi / 6], requires_grad=True)
     optimizer = torch.optim.SGD([x,], lr=0.1, momentum=0)
     for step in range(11):
         if step:
             optimizer.zero_grad()
             f.backward()
             optimizer.step()
         f = - ((x.cos() ** 2).sum()) ** 2
         print ('step {}: x = {}, f(x) = {}'.format(step, x.tolist(), f))





4.2.2　梯度下降算法的缺陷和解决方案

上一节介绍了梯度下降算法的基本形式。对于最基本的梯度下降算法，在第t步迭代时（t=1,2,……），需要定义学习率[image: ]
 ，计算梯度[image: ]
 ，并按下式更新自变量：

[image: ]


其中，[image: ]
 。

这个算法有些明显的缺陷，包括：

·基本的梯度下降算法容易陷入局部极小值（local minimum），甚至陷入鞍点（saddle）。例如，将梯度下降法应用于图4-2中的几个函数，在第t步迭代时，自变量从某个小于0的点（例如xt-1
 =-1）更新到0（即xt
 =0）。在第t+1步迭代时，对于子图a），由于[image: ]
 ，所以算法可以继续增加自变量的值，找到更小的函数值；但是对于子图b），由于[image: ]
 ，所以算法不能更新自变量的值，没有办法找到右边更小的函数值；对于子图c），由于[image: ]
 ，所以本次迭代会减小自变量的值，这可能导致迭代落入局部最优点（即图中的[image: ]
 ），无法找到更小的函数值，无法达到最优。

[image: ]


图4-2　动量示意图。图a）不需要动量，就可以从[image: ]
 迭代到[image: ]
 时继续向右前进；图b）需要任意的正动量，就可以从[image: ]
 迭代到[image: ]
 时继续向右前进；图c）需要超过一定大小的正动量，才能在迭代到[image: ]
 时继续向右前进

·基本的梯度下降算法可能会在最优点附近振荡但始终无法有效接近最优点。例如对于函数f(x)=x2
 ，如果设置学习率[image: ]
 ，在某次迭代时[image: ]
 =1，这时[image: ]
 (xt-1
 =-2)vt=gt-1t
 vt=gt-1vt=gt-1[image: ]
 (xt
 )=2vt=gt-1t+1
 vt=gt-1opt
 vt=gt-1[image: ]
 vt=gt-1

幸运的是，以上两个问题都有解决方案。对于前一个问题，可以通过引入“动量”来解决；对于后一个问题，可以通过动态调整学习率来解决。

首先来介绍动量。回顾图4-2，在子图b）和c）中，当自变量从小于0的[image: ]
 开始迭代时，[image: ]
 ，自变量变大。到达[image: ]
 时，由于[image: ]
 ，所以仅仅靠[image: ]
 处的梯度不能进一步增大自变量的值。但是，如果考虑到之前自变量不断增大的趋势，将前几次迭代的梯度值和本次梯度的结果做个综合，就有机会得出不妨尝试继续增大自变量的决策。动量就是试图将历次梯度和最新的梯度做线性叠加。一般而言，动量的表达式可以是

[image: ]


其中，ρ和ρ＇是两个预设的常数，[image: ]
 将用于更新[image: ]
 （如[image: ]
 ）。


注意：
 在PyTorch中，动量的表达式和其他某些机器学习文献中的表达式有所不同。例如，带动量的梯度下降算法在PyTorch中是按照[image: ]
 和[image: ]
 来更新的，在D.Rumelhart等人的《Learning internal representations by error propagation》（1985）中是按照[image: ]
 和[image: ]
 来更新的。

接下来介绍学习率的动态调整。为了让迭代开始时自变量的变化尽可能大，到快接近最优点时自变量的变化尽可能小，可以为不同的迭代设置不同的学习率，让学习率随着迭代不断减小。不过，张量中各元素的变化步调可能不一致。张量中的有些元素可能一开始就已经剧烈变化了；另一些元素可能迟迟按兵不动，需要继续迭代才能有效调整。因此，有必要为张量的不同元素设置不同的学习率。这可以通过借助历次梯度的各元素的平方来实现。例如，对于自变量X中的元素X[I]，设其在第t次的梯度[image: ]
 vt=gt-1t
 vt=gt-1vt=gt-1vt=gt-1t-1
 vt=gt-1vt=gt-1

[image: ]


其中，l和[image: ]
 是预设的常数。随着迭代的过程，上式的分母会不断变大，[image: ]
 会不断减小，并且每个元素x[I]都有自己的学习率。这样就实现了学习率的动态调整。

在上文解说动量和学习率动态调整时，都需要对历次梯度值[image: ]
 做综合。这里再介绍一种综合的方法，叫作“指数权重平均”（Exponential Weighted Average，EWA）。对于一个序列[image: ]
 ，其指数权重平均序列[image: ]
 的定义为

[image: ]


其中，b0
 =0，ρ为衰减因子（[image: ]
 ）。注意上式中，{at
 }的指标从0开始，{bt
 }的指标从1开始。这种计算被称为指数权重平均的原因在于，对于结果序列中的某个元素bt
 ，原序列中元素[image: ]
 的贡献分别为[image: ]
 ，是指数衰减的。这种综合方式考虑到了之前所有的结果，并且时间最近的结果影响大，比较久远的结果影响小。利用这种方法，可以用梯度和衰减因子[image: ]
 定义张量[image: ]
 ：由张量[image: ]
 的元素[image: ]
 组成的序列[image: ]
 是梯度元素序列[image: ]
 以衰减系数[image: ]
 进行指数权重平均得到的序列，即

[image: ]


可以将基于以上定义得到的张量[image: ]
 和[image: ]
 用于动量和学习率调整等过程。

基于以上思路和其他一些思路，可以对梯度下降算法做出改进。实际上，研究人员已经发现了许多改进算法，并且torch.optim子包中已经实现了许多改进算法。下一节将介绍这些改进算法。


4.2.3　各种优化算法

上一节介绍了最基本的梯度下降算法的缺点及其改进思路。本节将介绍各种具体的改进算法及其在torch.optim子包中的实现。这些算法和torch.optim的实现总结见图4-3。总的来说，每个算法各有千秋，并没有哪一种算法一定会比其他算法好。要选择最合适的优化算法，需要理解算法的原理。本节将介绍这些算法的原理。但是，如果你不想了解这些算法的原理，或是对于理解它们的原理有困难，也没有关系。对于这种情况，可随便选一种算法（推荐用Adam算法及其对应的torch.optim.Adam类），如果不行，再调整则可。

[image: ]


图4-3　梯度下降法的各种变形和torch.optim子包里的对应实现


注意：
 如果你觉得理解本节后续内容有困难，可直接跳过。不知道选什么优化器时，不妨试试torch.optim.Adam类。

在开始介绍各种算法前，先对字母做一些约定。为了叙述方便，本节将考虑张量中的每个元素，并略去元素的指标I。例如，在第t次迭代前（t=1,2，……），自变量记为xt-1
 （即自变量张量Xt-1
 的元素xt-1
 [I]），梯度记为gt-1
 （即梯度张量[image: ]
 的元素gt-1
 [I]）。利用梯度gt
 的历次值和指数衰减因子[image: ]
 可以定义指数加权平均[image: ]
 vt=gt-1[image: ]
 vt=gt-1[image: ]
 vt=gt-1(2)
 vt=gt-1[image: ]
 vt=gt-1[image: ]
 [image: ]
 vt=gt-1

[image: ]


其中，[image: ]
 是学习率量（即学习率张量Ht
 的元素[image: ]
 ），vt
 是一个辅助量（下文称为“改变量”，是改变张量Vt
 的元素vt
 [I]）。

对于最基本的梯度下降，在各次迭代均有vt
 =gt-1
 ，且各元素的学习率都为一致的常数。

接下来将动量引入梯度下降算法。带动量的梯度下降算法先定义一个系数ρ，再令改变量为vt
 =ρvt-1
 +gt-1
 。这样，每次迭代的改变量都会综合考虑上次迭代的改变量和最新的梯度值，学习率为常数η。

这种改进还有一种变形，称为“Nesterove加速梯度法”（Nesterov Accelerated Gradient，NAG）。对于NAG法，改变张量的定义为[image: ]
 。这个式子与普通带动量情形中改变张量的定义式[image: ]
 相比，只在梯度函数[image: ]
 的自变量上有差别：普通带动量情形中梯度函数的自变量为Xt
 ，NAG法中梯度函数的自变量是[image: ]
 ，NAG法中的[image: ]
 可以这么理解：如果仅利用上次迭代得到的改变张量Vt
 改变自变量Xt-1
 ,而认为不考虑梯度的值，那么自变量就会从Xt
 变为[image: ]
 vt=gt-1

基本的梯度下降算法、带动量的梯度下降算法和NAG算法已由torch.optim.SGD类实现。这里的SGD是“随机梯度下降”（Stochastic Gradient Descent）的意思。说这个梯度下降是随机的，是因为对于每次梯度下降可以随机选择不同的参与数据，而不是把所有的数据都用于运算。有的时候，全部数据太大了，使用全部数据，则迭代太慢（或是内存不够），所以每次迭代可以随机选择一部分数据。torch.optim.SGD类需要使用者设定学习率，动量可以通过参数momentum设置（默认值0.9），也可以通过参数nesterov选择是否使用NAG（默认不使用）。

对于随机梯度下降，还有一种变形是“平均随机梯度下降”（Average Stochastic Gradient Descent，ASGD）。ASGD的过程和普通梯度下降是一样的。不同之处在于，ASGD认为到达某次迭代之后（如t0
 次迭代之后），其实就很接近最优点了。但是由于数据是随机的，所以结果会在最优点附近随机变化。这时候只要对t0
 次迭代后的结果xt
 (t≥t0
 )求个平均，就会得到比较好的结果。

ASGD算法已由torch.optim.ASGD类实现。学习率可以通过参数lr设置（默认值为0.01），开始计数的迭代次数可以通过参数值t0来设置（默认值为106
 ）。

接下来介绍Adagrad算法。Adagrad算法是在基本梯度下降的基础上，设置第t次迭代的学习率为

[image: ]


其中，l和[image: ]
 是预设的常数。在上节已经介绍过，这样的设定可以使学习率随着迭代不断减小，也能够兼顾各元素的差异。而数值[image: ]
 的目的是提升算法稳定性（例如避免“除0”错误），一般很小。Adagrad的变化量仍为vt
 =gt-1
 。

Adagrad算法已由torch.optim.Adagrad类实现。初始学习率可由参数lr调节大小，参数[image: ]
 不能调整，为10-10
 。

RMSprop（Root Mean Square propagation）算法是Adagrad算法的扩展。利用衰减因子[image: ]
 ，可以定义出指数加权平均[image: ]
 。该方法定义第t次迭代的学习率为

[image: ]


变化量仍为vt
 =gt-1
 。

RMSprop算法已由torch.optim.RMSprop类实现。初始学习率可以由参数lr调节大小（默认为0.01），衰减因子[image: ]
 可以由参数alpha调节（默认为0.99）。参数[image: ]
 可以由参数eps设置（默认为10-8
 ）。

Adadelta算法是在RMSprop算法的基础上的进一步扩展。利用衰减因子[image: ]
 ，可以定义指数加权平均[image: ]
 。利用与定义指数加权平均[image: ]
 类似的方法，还可以用同样的衰减因子[image: ]
 为变化张量Vt
 各元素的平方也定义一个指数加权平均[image: ]
 。这样，学习率为

[image: ]


这里的[image: ]
 同样是一个很小的正数，用来保持算法的稳定性。变化量仍为vt
 =gt-1
 。

Adadelta算法已由torch.optim.Adadelta类实现。初始学习率可以由参数lr调节大小（默认为1），衰减因子[image: ]
 可由参数rho指定（默认为0.9），[image: ]
 的值可以由参数eps指定（默认为10-6
 ）。

Adam（Adaptive Moment Estimation）算法综合了RMSprop和动量的思想。首先，它用两个衰减因子ρ(1)
 和[image: ]
 定义了指数衰减平均[image: ]
 和[image: ]
 ，然后定义改变量为

[image: ]


学习率为

[image: ]


其中，[image: ]
 是小正数，1-(ρ(1)
 )t
 和1-(ρ(2)
 )t
 是用于消除偏差的。试想，在第t次迭代时，[image: ]
 是Gt-1
 ，Gt-1
 ，……，G0
 的线性组合，组合的系数为1-ρ(1)
 ,(1-ρ(1)
 )ρ(1)
 ,(1-ρ(1)
 )(ρ(1)
 )2
 ,……,(1-ρ）(ρ(1)
 )t-1
 。这些系数的和为

[image: ]


正因为这些系数的和1-(ρ(1)
 )t
 <1，所以需要对[image: ]
 除以1-(ρ(1)
 )t
 ，才显得更合理。同理，对于[image: ]
 也要除以1-(ρ(2)
 )t
 ，才显得更合理。

AMSGrad则是另外一种对RMSprop和动量的综合。在前面提到的Adam算法中，[image: ]
 不能保证总是越来越大。如果完成迭代t后，[image: ]
 ，反而会导致学习率变大（即[image: ]
 ）。为了避免这种情况，AMSGrad再引入了一个辅助量[image: ]
 ，其定义为

[image: ]


并定义学习率为

[image: ]


这样就保证了学习率总是下降的。改变量依然为[image: ]
 。

Adam算法和AMSGrad算法已由torch.optim.Adam类实现。初始学习率可由参数lr调节（默认值为10-3
 ），ρ(1)
 和ρ(2)
 的值可以由参数beta调节（默认值分别为0.9和0.999），[image: ]
 的值可以由参数eps调节（默认值10-8
 ），参数amsgrad可以控制是否启用AMSgrad算法（默认不启用）。

Adamax算法是对Adam算法的进一步扩展。Adamax算法在[image: ]
 的基础上进一步引入辅助量

[image: ]


并替换Adam算法里的[image: ]
 。这样得到了学习率的表达式

[image: ]


改变量依然为[image: ]
 。

Adamax算法已由torch.optim.Adamax类实现。初始学习率可由参数lr调节（默认值为2×10-3
 ），ρ(1)
 和ρ(2)
 的值可以由参数beta调节（默认值分别为0.9和0.999），[image: ]
 的值可以由参数eps调节（默认值10-8
 ）。

至此已经介绍完图4-3中的所有算法。表4-2对这些算法进行了比较。这些优化器的使用和之前torch.optim.SGD类的使用方法大致相同。在后续的小节中，可通过例子再次展示优化器的使用方法。

表4-2　本节介绍的各种优化算法比较（按优化器字母排序）

[image: ]


[image: ]



4.3　例子：Himmelblau函数的优化


4.3.1　Himmelblau函数及可视化




Himmelblau函数是一个自变量大小为(2,)的4次函数，它得名于数学家David Himmelblau。该函数常用于测试优化器的性能。

Himmelblau函数的表达式如下，对于自变量[image: ]
 ，有

[image: ]


该函数的图像如图4-4所示。

[image: ]


图4-4　Himmelblau函数

代码清单4-3实现了Himmelblau函数。

代码清单4-3　Himmelblau函数的实现



     def himmelblau(x):
         return (x[0] ** 2 + x[1] - 11) ** 2 + (x[0] + x[1] ** 2 - 7) ** 2




接下来，我们试图用matplotlib包来绘制Himmelblau函数的图像。由于Himmelblau函数的自变量张量有两个元素，所以绘制一个三维图像来表示Himmelblau函数，是一个不错的选择。

代码清单4-4绘制了类似于图4-4的函数图像。代码清单4-4分为以下3个部分。

·导入必要的包
 。注意，语句“from mpl_toolkits.mplot3d import Axes3D”是必须的，而且必须在导入matplotlib之前运行。虽然在后面的代码中并没有用到Axes3D，但是只有导入Axes3D之后再导入matplotlib，才能支持三维图表的绘制。

·准备图表数据
 。这部分代码借助了扩展包numpy。这部分代码先用np.arange()函数分别准备X轴的采样点（一维）和Y轴的采样点（一维），再调用np.meshgrid()函数将X轴的采样点和Y轴的采样点整合起来，得到二维的采样点。这些二维的采样点表示了整个自变量空间。接着，调用在代码清单4-3中定义的函数himmelblau()，得到自变量空间上每个样点对应的函数值。

·绘制图表
 。要绘制图4-4所示的表面图（surface plot），可以使用Axes3D类实例的plot_surface()函数。Axes3D类就是在导入部分导入的那个类。由代码“ax=fig.gca(projection='3d')”获得了Axes3D的类实例ax。接着调用这个类实例ax的成员方法plot_surface()绘制表面图。这个函数的3个参数分别代表每个样点的X轴坐标、Y轴坐标和Z轴坐标。接着，还要指定用什么视角来观察这个三维图。三维图的视角可以由仰角（elevation angle）和方位角（azimuth angle）这两个角完全确定。Axes3D类的view_init()函数的参数就是仰角和方位角的角度值（而不是弧度值）。

代码清单4-4　绘制Himmelblau函数图像



     %matplotlib inline
     import numpy as np
     from mpl_toolkits.mplot3d import Axes3D
     import matplotlib.pyplot as plt
     from matplotlib import cm
     from matplotlib.colors import LinearSegmentedColormap
     
     x = np.arange(-6, 6, 0.1)
     y = np.arange(-6, 6, 0.1)
     X, Y = np.meshgrid(x, y)
     Z = himmelblau([X, Y])
     
     fig = plt.figure()
     ax = fig.gca(projection='3d')
     ax.plot_surface(X, Y, Z)
     ax.view_init(60, -30)
     ax.set_xlabel('x[0]')
     ax.set_ylabel('x[1]')
     fig.show();





4.3.2　求解Himmelblau的最小值

在上一节，我们已经了解了什么是Himmelblau函数，并绘制了该函数的图像。观察图像可以发现，Himmelblau函数有4个极小值，本节将使用torch.optim子包中的优化器来求解这些极小值。

要用torch.optim子包提供的优化器进行优化，需要完成以下步骤。

·在构造torch.Tensor类实例时，用关键字参数requires_grad告诉PyTorch哪个张量是求梯度时需要考虑的自变量。这时还需要设置自变量的初始值。

·选择优化器，并且告诉优化器哪些是要优化的决策变量。一般情况下，要优化的决策变量就是哪些求梯度时的自变量。还需要设置优化器的参数。

·迭代优化。在初始化完成后，使用循环，反复求函数、调用优化器的成员方法step()改变的自变量的值。

代码清单4-5利用torch.optim子包里的优化器求解Himmelblau函数的极小值。一开始，它设置了自变量为张量x，其初始值为(0,0)。这个初始值可以任意设定。在后文我们会发现，设置不同的初始值，得到的最优解会不同。接着，代码选择了优化器类torch.optim.Adam。前文提到，如果不知道选择什么优化器，就不妨选择Adam试一试。基于这个原因，代码清单4-5就选择了Adam算法。接下来，代码调用优化器20000次。每次迭代时，代码“optimizer.step()”都会改变自变量x的值。每迭代1000次，代码输出结果，看看优化是否正常进行。

代码清单4-5　用优化器torch.optim.Adam最小化Himmelblau函数



     import torch
     x = torch.tensor([0., 0.], requires_grad=True)
     optimizer = torch.optim.Adam([x,])
     for step in range(20001):
         if step:
             optimizer.zero_grad()
             f.backward()
             optimizer.step()
         f = himmelblau(x)
         if step % 1000 == 0:
             print ('step {}: x = {}, f(x) = {}'.format(step, x.tolist(), f))




通过观察代码清单4-5的输出，可以发现其结果收敛到值(3,2)，对应的函数值为0。结果说明，以上代码已经正确找到一个极小值点。由于Himmelblau函数总是大于等于0，所以这个极小值点也是最小值点。

观察Himmelblau函数可知，函数一共有4个极小值点。代码清单4-5中的程序只找到了其中的一个点。那么，如何找到其他3个极小值点呢？这可以通过改变初始值得到。

例如，将代码清单4-5中的初始值从[image: ]
 改变为[image: ]
 ，收敛到的点就从(3,2)变为另外一个。表4-3给出了一些不同的初始值对应的收敛到的点。这个表中各次迭代的轨迹如图4-5所示。观察表4-3可以发现，通过改变初始值，可以找到全部4个极小值点。并且，在这4个极小值点处的函数值都是0，所以这4个极小值点都是最小值点。

表4-3　不同的初始值对应的收敛到的点及对应的函数值

[image: ]


[image: ]


图4-5　不同初始值的迭代轨迹。其中4条粗线是表4-3中4个不同的起始值迭代到不同的最小值点的迭代轨迹。细线是Himmelblau函数的等高线（用对数刻度绘制）

使用torch.optim子包优化的结果和理论分析结果是一致的。理论分析表明，Himmelblau函数有且仅有以下4个最小值点。

[image: ]


（证明：
 零点满足[image: ]
 且[image: ]
 。将[image: ]
 代入[image: ]
 ，得[image: ]
 ，整理可得[image: ]
 [image: ]
 ，所以[image: ]
 或[image: ]
 。代入3次方程求根公式可得[image: ]
 （[image: ]
 ）。）


4.3.3　求解Himmelblau的局部极大值

Himmelblau函数有4个最小值点，但是没有最大值点。这是因为Himmelblau函数可以任意大。但是Himmelblau函数在[image: ]
 附近有一个局部极大值。要用解析的方法找到这个值就不那么容易了。

·详细过程
 ：由梯度[image: ]
 得[image: ]
 和[image: ]
 [image: ]
 ，所以[image: ]
 。由于[image: ]
 ，所以[image: ]
 。代入[image: ]
 ，整理得[image: ]
 。5次方程无一般求根公式。

本节将用torch.optim子包来找到这个局部极大值。

由于torch.optim子包里的优化器都试图最小化函数的值，所以要对函数值取负号。对函数值取负号后求梯度得到的梯度值，与不取负号得到的梯度值正好相反。利用取反后的梯度值更新自变量，就可以最大化函数。

对于Himmelblau函数的例子，只需要把代码清单4-5中的



     f.backward()




改为



     (-f).backward()




其他代码不变（包括初始值和优化器等都不变）。运行更改过的代码，就可以找到局部极大值，其对应的函数值约为181.6。

至此，我们已经通过调用torch.optim子包中的优化器，使用优化算法，找到了Himmelblau函数的全部极小值点和极大值点，并得到每个点对应的函数值。希望通过这个例子，你熟悉了如何最小化或最大化任意的函数。


4.4　本章小结

本章介绍了梯度和基于梯度下降的优化算法，并用著名的Himmelblau函数测试了优化算法。这些优化算法将成为后续在人工神经网络中获得神经元权重的重要工具。


第5章　线性回归

回归的目的是试图找到自变量和因变量之间的关系。本章介绍最简单的回归：线性回归。由于线性回归相当于神经网络中神经元的线性叠加运算，而线性叠加运算是神经网络中不可或缺的运算，所以学习线性回归是后续学习神经网络的基础。


5.1　一元线性回归

谈及m个自变量[image: ]
 和因变量y之间的关系，线性关系是最简单的关系之一。线性关系具有如下形式：

[image: ]


其中，[image: ]
 是m+1个权重值。

线性回归就是假设自变量和因变量之间的关系具有这样的形式，再利用数据确定出这m+1个权重值，最终找到自变量和因变量之间的关系。


5.1.1　最小二乘法

最小二乘法（Linear Least Squares，LLS）是一种最基本的线性回归方法。在最小二乘回归中，有n条数据，每条数据有m个自变量的数值[image: ]
 和1个因变量的数值[image: ]
 （[image: ]
 ）。一般情况下，[image: ]
 。在机器学习领域，数据条目中的自变量又称为“特征”（feature），因变量的数值又称为“标签”（label）。用张量记号，我们可以把所有数据条目的特征和标签都分别记为一个张量，即

[image: ]


其中，设定张量[image: ]
 的第1维大小是[image: ]
 ，并让特征[image: ]
 （[image: ]
 ），这是为了数学上表示方便。进一步，第i个数据条目的特征还可以表示为[image: ]
 ，其中英文冒号“:”表示取该维的所有元素。类似地，可以将权重表示为张量[image: ]
 [image: ]
 。用这样的表示方法，结合前文介绍过的张量点积的定义，有

[image: ]


如果特征和标签之间完全由W指定的线性关系精确确定，则有[image: ]
 。若以上等式对所有条目都成立，则有[image: ]
 。线性回归，就是试图找到权重值W，使得[image: ]
 和[image: ]
 尽可能接近。

最小二乘法用均方误差（Mean Squared Error，MSE）表示Y和[image: ]
 的接近程度。均方误差的表达式为

[image: ]


其中，[image: ]
 是前文介绍过的元素2范数，即

[image: ]


PyTorch中的函数torch.gels()实现了最小二乘法。这个函数有两个参数，分别对应[image: ]
 里面的张量[image: ]
 和[image: ]
 。这个函数有两个返回值，前一个返回值包括所有的权重值。当[image: ]
 的大小为[image: ]
 ，[image: ]
 的大小为[image: ]
 ，这个返回值是一个大小为[image: ]
 的张量（注意这个张量是二维张量）。取这个张量的前m+1个元素，可以得到大小为(m+1,)的张量W。

代码清单5-1演示了函数torch.gels()的用法。代码清单5-1首先构造了大小为(5,2)的特征张量和大小为(5,)的标签张量。然后调用torch.gels()函数得到两个返回值，其中前一个返回值是一个大小为(5,)的张量。接着，从这个返回值取前3个元素得到大小为(3,)的权重张量。这个权重张量就是最小二乘的结果，其值为[image: ]
 。

代码清单5-1　使用torch.gels()函数求解最小二乘



     import torch
     x = torch.tensor([[1., 1., 1.], [2., 3., 1.],
             [3., 5., 1.], [4., 2., 1.], [5., 4., 1.]])
     y = torch.tensor([-10., 12., 14., 16., 18.])
     wr, _ = torch.gels(y, x)
     w = wr[:3]
     w




也许你会好奇，函数torch.gels()的前一个返回值中前m+1个元素以外的元素是什么呢？函数的后一个返回值又是什么呢？事实上，前一个返回值中其他元素是表示残差的量，它们的平方和正是MSE的值。后一个返回值是QR分解（QR decomposition）的结果。这些结果对最小二乘的进一步分析有帮助，本书就不再涉及这些细节。


5.1.2　正规方程法

正规方程（normal equation）法是最常见的求解最小二乘的方法。对于特征[image: ]
 和标签[image: ]
 ，正规方程法就是让权重的估计值为

[image: ]


本节将介绍正规方程法的原理和推导。虽然torch.gels()函数已经能够求解最小二乘问题，但是学习理解正规方程法的推导依然有着积极的意义。通过学习推导过程，我们能进一步了解张量的运算（特别是张量点积的运算），并且类似的运算将会在后续的线性判决和神经网络中用到。

上节已经提到，最小二乘法就是要让[image: ]
 最小。要求解让[image: ]
 最小的[image: ]
 ，一个明显的方法就是，找到让[image: ]
 的梯度等于0的[image: ]
 值。因此，推导的第1步就是求解[image: ]
 的梯度。

下面求解[image: ]
 的梯度。从[image: ]
 的定义可以知道

[image: ]


所以

[image: ]


其中，[image: ]
 是张量[image: ]
 对张量[image: ]
 的梯度。大小为[image: ]
 的张量[image: ]
 对大小为[image: ]
 的张量[image: ]
 求梯度，得到的结果[image: ]
 是大小为[image: ]
 的张量，其第[image: ]
 个元素为

[image: ]


所以，验算可知[image: ]
 。进而有

[image: ]


令[image: ]
 ，可以得到

[image: ]


这个方程就称为正规方程。这个方程的解正是

[image: ]


这样就完成了正规方程法的推导。

利用正规方程法，只要将数据代入公式，就可以得到最小二乘的权重值。从这个意义上看，正规方程法简单有效。因此，正规方程法是求解最小二乘最经典的方法。

不过，正规方程法是基于最小二乘推导得到的，它只对MSE损失适用。对于其他类型的损失，需要另找办法。


5.2　多元线性回归

多元线性回归试图讨论自变量与多个因变量之间的关系。我们可以逐一考虑自变量和每一个因变量之间的关系，建立多个线性回归问题来求解。但是，我们也可以将多个线性回归问题合并为1个问题一次求解。

设自变量有m个（不包括常数1），因变量有c个，则特征张量[image: ]
 的大小为[image: ]
 ，标签张量[image: ]
 的大小为[image: ]
 。这时的权重张量[image: ]
 的大小为[image: ]
 。

在多元线性回归中，我们仍然可以用MSE来表示[image: ]
 和[image: ]
 的接近程度。均方误差的表达式仍为

[image: ]


我们希望均方误差[image: ]
 最小，可以让均方误差关于张量W的梯度为0。为了求解让[image: ]
 的梯度等于0的权重张量[image: ]
 ，仍然可以使用正规方程法求解，或直接调用PyTorch中的torch.gels()函数求解。

代码清单5-2利用函数torch.gels()进行多元最小二乘回归。与代码清单5-1相比，代码清单5-2使用了相同的特征，但是因变量的数量变成了两个，所以标签张量的大小变为(5,2)。程序结束得到了权重张量[image: ]
 。这个权重张量中的元素[image: ]
 就是代码清单5-1运行结果中第0个因变量的权重，而[image: ]
 是新的因变量的权重。

代码清单5-2　利用torch.gels()函数进行多元最小二乘回归



     import torch
     x = torch.tensor([[1., 1., 1.], [2., 3., 1.], 
             [3., 5., 1.], [4., 2., 1.], [5., 4., 1.]])
     y = torch.tensor([[-10., -3.], [12., 14.], [14., 12.], [16., 16.], [18., 16.]])
     wr, _ = torch.gels(y, x)
     w = wr[:3, :]
     w





5.3　其他损失情况下的线性回归

本节将考虑用梯度下降法求解线性回归问题。为了叙述方便，本节将一元线性回归看作多元线性回归的特殊情况，不再区分一元线性回归和多元线性回归。


5.3.1　MSE损失、[image: ]
 损失和平滑[image: ]
 损失

在前面的章节中，我们总是试图最小化MSE损失。事实上，除了MSE损失，还有其他类型的损失。本节将介绍3种损失：MSE损失、[image: ]
 损失和平滑[image: ]
 损失。

为了叙述方便，定义预测结果张量[image: ]
 。预测结果张量[image: ]
 的大小和标签张量[image: ]
 的大小相同，其大小为[image: ]
 （一元线性回归时[image: ]
 ）。利用预测结果[image: ]
 和标签张量[image: ]
 可以定义各种损失。为了叙述方便，本节定义张量[image: ]
 的元素个数为[image: ]
 。

MSE损失又称为[image: ]
 损失（[image: ]
 loss）。预测结果[image: ]
 和标签张量[image: ]
 的MSE损失为

[image: ]


其中，2范数为[image: ]
 。

[image: ]
 损失（[image: ]
 loss）又称为“平均偏差”（Mean Absolute Deviance，MAD）。预测结果[image: ]
 和标签[image: ]
 的[image: ]
 损失定义为

[image: ]


其中，1范数为[image: ]
 。

平滑1范数损失（smooth[image: ]
 Loss）又称为Huber损失。预测结果[image: ]
 和标签[image: ]
 的损失定义为

[image: ]


其中，

[image: ]


对于张量中的某个元素[image: ]
 ，在给定标签值[image: ]
 的情况下，损失函数如图5-1所示。

[image: ]


图5-1　MSE损失、[image: ]
 损失和平滑[image: ]
 损失

在MSE损失、[image: ]
 损失和平滑[image: ]
 损失的表达式中，如果交换预测结果[image: ]
 和数据标签[image: ]
 的位置，损失的值不变。这样的损失称为对称损失。但是，无论损失是不是对称损失，在定义和使用的过程中，都必须把预测结果[image: ]
 写在前面，把数据标签[image: ]
 写在后面。这是因为，预测结果和数据标签在损失中的地位不对等。因为预测结果需要对权重张量[image: ]
 求梯度（这样后续才能求权重张量），而数据标签不需要对权重张量[image: ]
 求梯度。作为惯例，将预测结果[image: ]
 排在数据标签[image: ]
 前面，以表示损失函数中的预测结果是要求梯度的。

本节的最后将介绍这3种损失的区别和优劣。

·MSE损失在单个元素差别比较大时会有比较大的值，这样的比较大的值容易对整体产生影响。但是MSE损失有简单且唯一的解（如前文提到的正规方程法）。当数据微小变化时，基于MSE损失计算出来的权重值也只有不大的变化。MSE损失是最常用的损失。

·[image: ]
 损失能够克服某个元素在差别比较大时对整体带来的影响。但是基于[image: ]
 损失的计算可能会有多个最优权重值，并且数据的微小变化可能带来最优权重值的跳变。

·平滑[image: ]
 损失试图结合MSE损失和[image: ]
 损失，它也能够克服某个元素在差别比较大时对整体带来的影响。但是，它的计算最为复杂。


5.3.2　torch.nn子包与损失类

PyTorch已经在torch.nn子包中实现了多种损失。上一节介绍的各种损失对应的类如表5-1所示。

表5-1　损失对应的torch.nn子包中的损失类

[image: ]


torch.nn里的损失类都是torch.nn.Module类的子类。要使用torch.nn.Module类的子类，需要构造并调用类实例。具体而言，使用损失类的方法如下。

·根据损失类型选择torch.nn子包中对应的类。一种损失对应着torch.nn包中的一种损失类。MSE损失由类torch.nn.MSELoss实现，[image: ]
 损失由类torch.nn.L1Loss实现。

·使用选定的损失类构造类的实例。例如：



     criterion = torch.nn.MSELoss()




·调用类的实例，并以预测结果和标签作为参数。这两个参数都是张量类型的。值得注意的是，要先用预测结果作参数，再用标签作参数。虽然在MSE损失和[image: ]
 损失的表达式中预测结果与标签的地位看起来是对等的，但是它们在梯度下降法的应用过程中的地位不同。预测结果需要是权重的函数，在后续代码中需要对其求梯度；标签自然和权重没有关系，在后续代码中不需要对其求梯度。正因为预测结果和标签的地位不同，所以不能更改这两个参数的顺序。调用类实例的代码如下：



     pred = torch.arange(5, requires_grad=True)
     y = torch.ones(5)
     loss = criterion(pred, y)
     loss




·利用调用类得到的损失值进行后续操作，如求梯度、优化等。对调用类得到的损失值求梯度的示例代码如下：



     loss.backward()





5.3.3　使用优化器求解线性回归

无论是什么损失，都可以用梯度下降法找到合适的权重[image: ]
 ，使得损失最小。采用这种方法，需要先实现损失，然后对损失求梯度，并据此迭代更新[image: ]
 的值。事实上，即使是MSE损失，当数据过多而不能一次性全部载入内存时，也可以使用随机梯度下降法，在每次迭代时选择一部分数据进行运算。

代码清单5-3给出了一个完整的例子。这个例子考虑了MSE损失，利用Adam算法完成了和代码清单5-1相同的功能，得到了相同的结果。与代码清单5-1相比，这个方法更加费时费力，运行时间也更长。因此，对于torch.gels()函数可以解决的问题，尽量用torch.gels()函数解决。对于不能用torch.gels()函数解决的情况（如损失不是MSE损失，或数据太多而没有办法一下子全载入内存），才考虑用优化算法求解权值。

代码清单5-3　使用Adam算法求解最小二乘的权重



     import torch
     import torch.nn
     import torch.optim
     
     x = torch.tensor([[1., 1., 1.], [2., 3., 1.], 
             [3., 5., 1.], [4., 2., 1.], [5., 4., 1.]])
     y = torch.tensor([-10., 12., 14., 16., 18.])
     w = torch.zeros(3, requires_grad=True)
     
     criterion = torch.nn.MSELoss()
     optimizer = torch.optim.Adam([w,],)
     
     for step in range(30001):
         if step:
             optimizer.zero_grad()
             loss.backward()
             optimizer.step()
         
         pred = torch.mv(x, w)
         loss = criterion(pred, y)
         if step % 1000 == 0:
             print('step = {}, loss = {:g}, W = {}'.format(
                     step, loss, w.tolist()))




值得一提的是，torch.nn子包中的torch.nn.Module扩展类不仅有各种损失类，还有本书最开始提到的torch.nn.Linear类。torch.nn.Module类可以包括一些能求梯度的张量（在torch.nn.Linear类中，那些可以求梯度的张量则是线性组合使用的权重张量）。torch.nn.Linear类的使用方法遵循torch.nn.Module类的使用方法，需要构造并调用类实例。在构造torch.nn.Linear类实例时，需要提供两个int型参数。这两个参数原意是表示每个神经元有几个输入，以及每层有多少个神经元。在线性回归的语义下，这两个参数就相当于特征的个数（包括常量1，由此有m+1个）和因变量的个数（即c）。除了这两个参数外，还有一个关键字参数bias，它的默认值为True。关键字参数bias表示是否需要考虑偏移（bias）：

·bias=True时，考虑偏移，线性模型为[image: ]
 ；

·bias=False时，不考虑偏移，线性模型为[image: ]
 。

torch.nn.Module类实例还有一个成员方法parameters()，它返回一个张量的生成器（generator），可以生成这个模块涉及的所有可求导的张量。要从生成器得到生成的结果，可以用Python 3的内置函数next()。每调用一次next()函数，可以得到一个值。torch.nn.Linear类实例在bias=True的情况下，parameters()返回的生成器可以生成一个大小为[image: ]
 的权重张量和大小为[image: ]
 的偏移张量。通过这两个张量的值，可以知道回归的结果。

代码清单5-4使用torch.nn.Linear类完成了与代码清单5-2相同的功能，得到了相同的结果。在代码清单5-4中，我们没有再显式定义权重张量[image: ]
 ，而是构造了torch.nn.Linear类实例。这个类实例中就包括了我们关心的权重张量。而且对于这里的特征张量不需要再补齐没有实际意义的1，因为使用了torch.nn.Linear类并对偏移进行了特殊处理。

代码清单5-4　利用torch.nn.Linear类实现线性回归



     import torch
     import torch.nn
     import torch.optim
     
     x = torch.tensor([[1., 1.], [2., 3.], [3., 5.], [4., 2.], [5., 4.]])
     y = torch.tensor([-10., 12., 14., 16., 18.]).reshape(-1, 1)
     
     fc = torch.nn.Linear(2, 1)
     criterion = torch.nn.MSELoss()
     optimizer = torch.optim.Adam(fc.parameters())
     weights, bias = fc.parameters()
     
     for step in range(30001):
         if step:
             optimizer.zero_grad()
             loss.backward()
             optimizer.step()
         
         pred = fc(x)
         loss = criterion(pred, y)
         
         if step % 1000 == 0:
             print('step = {}, loss = {:g}, weights = {}, bias = {}'.format(
                     step, loss, weights[0, :].tolist(), bias.item()))





5.3.4　数据的归一化

在某些线性规划问题中，特征的数值范围和标签的数值范围差别很大，或者不同特征之间的数值范围差别很大。这时，某些权重值可能会特别大，这为优化器学习这些权重值带来了困难。在这种情况下常常对数据进行归一化（normalization），使得优化器面对的每个特征的数值或标签的数值在一个相对固定的范围内。

torch.mean()函数和torch.std()函数可以用于求解张量的均值和方差。利用这两个函数，我们可以将某个特征或标签[image: ]
 归一化为

[image: ]


归一化得到的特征或标签的均值为0，方差为1。这样，它们的取值范围就相对固定了。

代码清单5-5和代码清单5-6分别在没有数据归一化和有数据归一化的情况下使用优化器进行线性回归。程序输出了迭代过程中的损失。这里的损失都是原数据下的统计结果，与是否归一化没有关系。统计结果表明（见图5-2），对数据进行归一化后，损失下降得更快了。

代码清单5-5　在没有数据归一化的情况下进行线性回归



     import torch.nn
     import torch.optim
     
     x = torch.tensor([[1000000, 0.0001], [2000000, 0.0003],
             [3000000, 0.0005], [4000000, 0.0002], [5000000, 0.0004]])
     y = torch.tensor([-1000., 1200., 1400., 1600., 1800.]).reshape(-1, 1)
     
     fc = torch.nn.Linear(2, 1)
     criterion = torch.nn.MSELoss()
     optimizer = torch.optim.Adam(fc.parameters())
     
     for step in range(10001):
         if step:
             optimizer.zero_grad()
             loss.backward()
             optimizer.step()
         pred = fc(x)
         loss = criterion(pred, y)
         if step % 1000 == 0:
             print('step = {}, loss = {:g}'.format(step, loss))




代码清单5-6　借助数据归一化进行线性回归



     import torch
     import torch.nn
     import torch.optim
     
     x = torch.tensor([[1000000, 0.0001], [2000000, 0.0003],
             [3000000, 0.0005], [4000000, 0.0002], [5000000, 0.0004]])
     y = torch.tensor([-1000., 1200., 1400., 1600., 1800.]).reshape(-1, 1)
     
     x_mean, x_std = torch.mean(x, dim=0), torch.std(x, dim=0)
     x_norm = (x - x_mean) / x_std
     y_mean, y_std = torch.mean(y, dim=0), torch.std(y, dim=0)
     y_norm = (y - y_mean) / y_std
     
     fc = torch.nn.Linear(2, 1)
     criterion = torch.nn.MSELoss()
     optimizer = torch.optim.Adam(fc.parameters())
     
     for step in range(10001):
         if step:
             optimizer.zero_grad()
             loss_norm.backward()
             optimizer.step()
         pred_norm = fc(x_norm)
         loss_norm = criterion(pred_norm, y_norm)
         pred = pred_norm * y_std + y_mean
         loss = criterion(pred, y)
         if step % 1000 == 0:
             print('step = {}, loss = {:g}'.format(step, loss))




在图5-2中，无归一化的损失曲线下降到一定数值就不再快速下降。在快速下降部分，是对其中的一个特征进行了充分优化。当那个特征带来的红利用尽时，再次迭代就不能再大幅度减少损失。在后续的迭代中，损失仍然能够缓慢下降，但是由于下降的速度太慢，所以在图中看起来就像没有变化一样。理论上，只要迭代次数足够多，损失仍然能够下降到最小值。只是这个过程将非常漫长，以至于没有实际的意义。
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图5-2　无归一化和有归一化的比较：损失随迭代次数变化的曲线

这个例子告诉我们，在用优化器求解线性回归的权重时，对各特征和标签进行归一化非常必要。


5.4　例子：世界人口的线性回归


5.4.1　从维基百科页面获取世界人口数据




本节将对1950年以来的世界人口进行回归分析。我们将使用维基百科（Wikipedia）上英文条目“世界人口估计”（World_population_estimates）下的数据。该条目的网页地址为：http://en.wikipedia.org/wiki/World_population_estimates


通过浏览器打开该网页，在网页中找到“1950年至今”（1950 to present）这个段落，其中有一个统计表格（见图5-3）。这个表格是整个表格中的第2个表格（从0开始计数），记录了不同的机构对1950年到2016年世界人口的统计结果。表格的第0列Year是年份信息（从1950到2016）。表格的第1列是美国人口调查局（United States Census Bureau）在2017年发布的世界人口值。其他列是其他机构发布的人口估计值。本节将使用代码读取这个表格中的前2列，得到美国人口调查局发布的1950年到2016年的世界人口值。
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图5-3　Wikipedia页面上的人口数据表

利用Python扩展库Pandas里的pandas.read_html()函数，可以读取网页中的所有表格。pandas.read_html()函数的第0个参数是网页的URL。此外，这个函数还可以有其他参数，如标注表格是否有表头的参数header。如果header是一个int型数值，则表格中的那一行就将作为表头，而不是表头的内容。

代码清单5-7利用pandas.read_html()函数读出了图5-3中的表格。由于Wikipedia页面上的表格的class属性都是wikitable，所以在调用函数时设置了表示属性的参数attrs。该函数会读出若干表格，其中从0开始计算的第2个表格就是我们要的表格。在代码中，对pandas.read_html()函数的返回值取[2]，可选择所需要的那个表格。最后显示出表格。

代码清单5-7　利用pandas.read_html()函数读取Wikipedia网页上的人口数据



     import pandas as pd
     url = r'http://en.wikipedia.org/wiki/World_population_estimates'
     df = pd.read_html(url, header=0, attrs={"class" : "wikitable"})[2]
     df




由代码清单5-7得到的变量df是pandas.DataFrame类实例，它含有整个表格的内容。我们并不需要整个表格中的所有数据，只需要表格中的年份及其对应的美国人口调查局的人口统计数据这两列。所以，可以从变量df中选出相应的数据列。选取数据列的代码见代码清单5-8。至此，我们已成功读取了人口数据。

代码清单5-8　从pandas.DataFrame类实例df中取出第0列数据和第1列数据



     years = torch.tensor(df.iloc[:, 0], dtype=torch.float32)
     populations = torch.tensor(df.iloc[:, 1], dtype=torch.float32)




如果将数据绘制在散点图上，可以得到图5-4。观察图5-4可以发现，在这段时间里，世界人口的数目不断增长，并且人口数随年份变化可以近似为一条直线。因此，用线性回归来模拟年份与人口之间的关系具有合理性。在后续的章节，我们将对这个关系做线性回归。
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图5-4　美国人口调查局2017年公布的1950年至2016年的世界人口值


5.4.2　对世界人口做最小二乘法线性回归

本章已经提到，最小二乘可以通过直接调用torch.gels()函数实现。这是线性回归最常用的方法。本例将调用torch.gels()函数的代码，如代码清单5-9所示。

代码清单5-9　使用torch.gels()函数完成最小二乘



     import torch
     x = torch.stack([years, torch.ones_like(years)], 1)
     y = populations
     wr, _ = torch.gels(y, x)
     slope, intercept = wr[:2, 0]
     result = 'population = {:.2e} * year + {:.2e}'.format(slope, intercept)
     print('回归结果：' + result)




最小二乘法不仅可以通过调用torch.gels()实现，也可以采用正规方程法实现。不过由于PyTorch已经提供了torch.gels()函数，它能够完全替代正规方程法。使用正规方程法进行线性回归如代码清单5-10所示。

代码清单5-10　用正规方程法求解最小二乘



     import torch
     x = torch.stack([years, torch.ones_like(years)], 1)
     y = populations
     w = x.t().mm(x).inverse().mm(x.t()).mv(y)
     slope, intercept = w
     result = 'population = {:.2e} * year + {:.2e}'.format(slope, intercept)
     print('回归结果：' + result)




代码清单5-9和代码清单5-10得到了相同的结果。它们都会在屏幕上打印。



     回归结果：population = 7.53e+07 * year + -1.45e+11




上述是回归的结果。我们可以用代码清单5-11将该结果绘制成图5-5，可以看出，线性回归的结果相当不错。

代码清单5-11　绘制线性回归的结果



     %matplotlib inline
     import matplotlib.pyplot as plt
     plt.scatter(years, populations, s=0.1, label='actual', color='k')
     estimates = [slope_value * yr + intercept_value for yr in years]
     plt.plot(years, estimates, label=result, color='k')
     plt.xlabel('Year')
     plt.ylabel('Population')
     plt.legend()
     plt.show();





5.4.3　用优化算法实现最小二乘回归

如果数据太大以至于不能载入内存，则可以使用随机梯度下降法。在本例中，数据完全足够载入内存，不需要使用梯度下降法。为了说明随机梯度下降法的使用，本节将使用梯度下降法求解线性回归。

代码清单5-12给出了使用梯度下降法实现线性回归的示例。其中使用Adam优化器进行优化。
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图5-5　世界人口的线性回归结果

代码清单5-12　用Adam优化器进行线性回归



     import torch
     import torch.nn
     import torch.optim
     
     x = years.reshape(-1, 1)
     y = populations
     
     x_mean, x_std = torch.mean(x), torch.std(x)
     x_norm = (x - x_mean) / x_std
     y_mean, y_std = torch.mean(y), torch.std(y)
     y_norm = (y - y_mean) / y_std
     
     fc = torch.nn.Linear(1, 1)
     criterion = torch.nn.MSELoss()
     optimizer = torch.optim.Adam(fc.parameters())
     weight_norm, bias_norm = fc.parameters()
     
     for step in range(5001):
         if step:
             fc.zero_grad()
             loss_norm.backward()
             optimizer.step()
         output_norm = fc(x_norm)
         pred_norm = output_norm.squeeze()
         loss_norm = criterion(pred_norm, y_norm)
         weight = y_std / x_std * weight_norm
         bias = (weight_norm * (0 - x_mean) / x_std + bias_norm) * y_std + y_mean
         if step % 1000 == 0:
             print('第{}步：weight = {}, bias = {}'.format(step,
                     weight.item(), bias.item()))
     
     result = 'population = {:.2e} * year + {:.2e}'.format(
             weight.item(), bias.item())
     print('回归结果：' + result)




值得一提的是，代码清单5-12利用torch.mean()函数和torch.std()函数完成了特征和标签的归一化。这个归一化能够大大加快收敛速度。在代码清单5-12中，将特征张量[image: ]
 、标签张量[image: ]
 平移、缩放为平均值为0、标准差为1的张量[image: ]
 和[image: ]
 ，即

[image: ]


再做线性回归得到

[image: ]


则这个线性回归等价于

[image: ]


将上式与[image: ]
 比较，有

[image: ]


代码清单5-12最后就是用以上两个式子将经Adam优化器优化得到的权重值转化为适用于原始特征和标签的权重值。

代码清单5-12得到的结果与代码清单5-9和代码清单5-10的结果完全一致。


5.5　本章小结

本章介绍了线性回归。首先介绍了最小二乘法，以及如何利用正规方程法求解最小二乘。接着，介绍了多元线性回归。本章还介绍了多种损失，包括MSE损失、[image: ]
 损失和平滑[image: ]
 损失。在后续神经网络的学习中，我们还会反复用到本章提到的损失，并利用类似的方法确定神经网络的权重。在用优化器求解线性回归时，对各特征和标签做数据归一化，可能会大大加快求解速度。这个归一化的思想在神经网络中也会用到。正确理解线性回归对神经网络的学习有着积极的意义。


第6章　线性判决与逻辑回归

本章将考虑判决问题。线性判决是最简单的判决方法，它与线性回归类似，都试图用线性关系刻画特征和标签之间的关系。线性判决和线性回归的区别在于，线性回归所针对的标签往往在[image: ]
 中连续取值，而判决器往往只有几种可能的输出取值。本章将介绍如何对线性关系进行判决。


6.1　线性判决与互熵损失


6.1.1　判定问题与准确率




在日常生活中，我们常常会遇到各种各样的判定问题。有一些是二值判定问题，结果只有两种可能的选择，比如收银员需要判断一张纸币是不是假币，领导判断要不要给某个员工升职，交易员判断一只股票会不会涨。还有一些多元判定问题，例如银行家判断在哪一个国家投资房产最有前途，或是某个富豪判断在哪个国家退休会有最幸福的晚年生活。做判定时，我们往往不知道判定问题的答案。为了更好地完成判定，常常学习目前能拿到的数据和知识，得到一定的经验，然后根据这些经验进行判定。

在机器学习领域中，要解决判定问题，需要从数据中学习一个判定器。这个判定器在面对具有未知结果的数据时，可以做出判定，得到一个预测的结果。但是由于数据本身没有结果，所以我们也不知道这个判定是否正确。

既然不知道判定器判定的结果是否正确，那么是否就能允许判定器随意判定呢？答案显然是否定的。判定器的判定需要在已有的数据上进行检验，只有能在已有数据上有效判定的判定器才能获得我们的认可。对于某个判定器，它在大小为n的数据集上能够判定正确n+
 个数据，那么就称它在数据集上的判定准确率（accuracy）为n+
 /n。显然，准确率越高，这个判定器在这个数据集上的性能越好。


6.1.2　线性判决

线性判决器是最简单的判决器。现在来看一个线性判决器的例子。在图6-1中，每一点表示一个数据，直角坐标系横轴[image: ]
 和纵轴[image: ]
 分别表示数据的两个特征。每个数据还有一个标签[image: ]
 ，它用数据点的形状表示。这些数据被直线[image: ]
 分成了两个部分：[image: ]
 的部分，[image: ]
 ；[image: ]
 的部分，[image: ]
 。对于这个数据集，显然最佳的判决方法就是按照[image: ]
 的符号进行判决：若[image: ]
 ，则判决为0；否则判决为1。这样的判决器就是一个线性判决器。

[image: ]


图6-1　有两个特征的线性判决器

对于一般的情况，如果每个数据点一共有[image: ]
 个特征[image: ]
 和1个标签[image: ]
 ，且标签[image: ]
 的取值为0或1，那么可以建立一个线性关系

[image: ]


来帮助判决。一种显而易见的判决方式是：

·如果[image: ]
 ，则判决[image: ]
 ；

·如果[image: ]
 ，则判决[image: ]
 。

如果数据的真实关系确实像图6-1所示那样是线性分离的，那么在权重合适的情况下线性判决器就会有很好的性能。

与线性回归中的情况类似，正确地确定权重张量[image: ]
 会直接影响线性判决器的性能。在线性回归中，我们为线性回归引入了MSE等形式的损失，通过最小化损失为线性回归找到合适的权重。在线性判决问题中，我们也要找到合适的损失，通过最小化损失为线性判决问题找到合适的权重。

由于准确率往往是判决问题关心的指标，所以你的第一直觉也许就是利用准确率设计损失，例如负准确率。但是，由准确率确定的损失有一个严重的缺陷：准确率对张量的梯度往往是0，或是不存在。具体而言，当权重张量[image: ]
 做微小变化时，有以下两种情况。

·权重变化前正确判定的数据个数和权重变化后正确判定的数据个数相同。这时，准确率不随权重变化而变化，准确率对权重的梯度为0。

·权重变化前正确判定的数据个数和权重变化后正确判定的数据个数不同。这时，准确率发生了变化。考虑到权重的变化可以任意小，所以对应的梯度张量不存在（或是认为某些分量为无穷大）。

无论出现以上哪种情况，准确率对权重的梯度都没有实际的利用价值。由于没有合适的梯度，所以要优化权重非常困难。因此，训练权重时不能依靠由准确率决定的损失。

为了训练线性判决器的权重，需要引入一个由[image: ]
 决定的损失，并且该损失需要对[image: ]
 可导，并且导数不总为0。这样的损失才会有实际的意义。下一小节将介绍的互熵损失就是这样一个有意义的损失。


6.1.3　极大似然和互熵损失

与线性回归相同，我们考虑[image: ]
 个数据条目，这[image: ]
 个数据条目的特征可以排列为大小为[image: ]
 的张量[image: ]
 ，标签可以排列为大小为[image: ]
 的张量[image: ]
 。张量[image: ]
 中各元素的值是0或是1。我们要用这些数据来确定大小为[image: ]
 的权重张量[image: ]
 。

用预测概率[image: ]
 表示判决器认为第i条数据的标签是1的概率。对于一个好的判决器，如果第i条数据的标签[image: ]
 ，则概率[image: ]
 要尽可能小；如果它的标签[image: ]
 ，那么它的预测概率[image: ]
 要尽可能大。可以定义二元判定器正确预测第i条数据的概率为

[image: ]


其中，[image: ]
 是由[image: ]
 决定的一个量，我们希望这个值越大越好。在全部样本上正确预测的概率又称为似然函数（likelihood function），为

[image: ]


这个值也是越大越好。让似然函数尽可能大的方法，又称为“极大似然”（maximum likelihood）。对于判定问题而言，一般都选用基于极大似然设计的损失。

基于极大似然的思想，可以定义出“互熵损失”（cross entropy loss）。互熵（cross entropy）是信息论里面的概念。对于两个定义在[image: ]
 上的分布[image: ]
 和[image: ]
 （二元判定问题中[image: ]
 ），它的互熵为

[image: ]


两个概率分布差别越大，则互熵越大。两个概率分布完全相同时，互熵最小。（c=2时的证明：
 对于固定概率分布[image: ]
 ，在互熵表达式[image: ]
 [image: ]
 中对[image: ]
 求导，有[image: ]
 。令其等于0，则有[image: ]
 。）

观察第[image: ]
 个条目的预测概率[image: ]
 ，可以发现它的对数值的负值具有和互熵类似的形式，即

[image: ]


可以看作真实的概率分布[image: ]
 和预测概率分布[image: ]
 的互熵。如果让互熵最小，就相当于让预测概率[image: ]
 最大。据此，我们可以定义“二项互熵损失”（Binary Cross Entropy Loss，BCE Loss）为

[image: ]


这里的“二项”指的是标签元素只有两种可能的取值。通过最小化互熵损失，达到极大似然，就可以让预测尽可能正确，从而确定出线性判决器中的权重值。

现在遗留的问题是，预测概率[image: ]
 是如何由[image: ]
 决定的。在下一节中，我们将介绍最常见的决定方法：用逻辑函数确定。


6.2　逻辑回归

在上一节中，我们学习了线性判决。在确定线性判决器的权重时，我们知道需要设计一个从[image: ]
 到概率张量[image: ]
 的运算，使得梯度张量[image: ]
 能够有效帮助实现权重优化。逻辑回归（logistic regression）的核心思想就是，让从[image: ]
 到概率张量[image: ]
 的运算为逐元素进行逻辑函数运算，即

[image: ]


其中，expit()函数成为逻辑函数。


6.2.1　expit()函数和logit()函数

本节介绍逻辑函数expit()和它的反函数——对数赔率函数logit()。

首先来看逻辑函数expit()。expit()函数的定义为

[image: ]


这个函数的图像如图6-2所示。该函数是从[image: ]
 到[image: ]
 的单调递增函数。它的图像是S形曲线，所以常常称逻辑函数是一种“S形函数”（sigmoid function）。当[image: ]
 时，[image: ]
 ，刚好在[image: ]
 的中间。当[image: ]
 时，[image: ]
 ；当[image: ]
 时，[image: ]
 。

[image: ]


图6-2　expit()函数


注意：
 本书中exp()函数、expit()函数、ln()函数、logit()函数都是对张量逐元素进行运算的。

在PyTorch中，torch.sigmoid()函数实现了对张量的逐元素expit()运算。例如：



     z = torch.arange(-3, 4)
     torch.sigmoid(z)




对数赔率函数的定义为

[image: ]


这个函数被称为对数赔率函数的原因如下：如果把[image: ]
 看作事件发生的概率（简单限定[image: ]
 ），那么[image: ]
 则是事件没有发生的概率。进一步，称[image: ]
 为赔率（odd）。对赔率取自然对数，则得到对数赔率。因此，logit()函数实际上就是对概率值计算对数赔率。logit()函数的图像如图6-3所示。它是从[image: ]
 到[image: ]
 的单调递增函数。

[image: ]


图6-3　logit()函数

在本节中，定义[image: ]
 。由于expit()函数和logit()函数互为反函数，所以有[image: ]
 。

接下来，我们来详细看看expit()函数的一个性质：[image: ]
 。这个性质说明了，如果事件发生的对数赔率是[image: ]
 ，那么事件没发生的对数赔率是[image: ]
 。（证明
 ：[image: ]
 [image: ]
 。）这个性质还有一个直接的推论，就是[image: ]
 。（证明
 ：在式[image: ]
 两边取对数即可。）

利用这个性质，可以简化BCEWithLogitsLoss损失。BCEWithLogitsLoss损失是将预测概率对应的对数赔率代入BCELoss损失得到的损失形式。对于某一个数据条目而言，它对BCEWithLogitsLoss损失的贡献为

[image: ]


其中，[image: ]
 。利用logit()函数的定义和刚刚提到的性质，可以得到

[image: ]


显然，[image: ]
 比式[image: ]
 简单得多。事实上，PyTorch里的torch.nn.BCEWithLogitsLoss类就是用这个方法计算损失的。进一步，如果把[image: ]
 对[image: ]
 求导，有

[image: ]


（证明：
 [image: ]
 ，所以[image: ]
 。）从上式可知道，计算BCEWithLogitsLoss损失的梯度非常简单。实际上，PyTorch中的torch.nn.BCEWithLogitsLoss类就是用这个方法计算梯度的。在优化权重的过程中使用简单的梯度，能够加快计算速度。

接下来，再来看一个expit()函数的重要性质：[image: ]
 。（证明
 ：[image: ]
 [image: ]
 。）这个函数刻画了expit()函数和logit()函数的导数。由于[image: ]
 ，所以expit()函数的导数范围是[image: ]
 ，logit()函数的导数范围是[image: ]
 。

利用以上性质，可以在之前[image: ]
 的基础上，进一步求出[image: ]
 [image: ]
 对[image: ]
 的二阶导：

[image: ]


（证明：
 [image: ]
 。）原来二阶导的计算也非常简单！这个二阶导的表达式会在后文介绍Newton-Raphson方法时用到。


6.2.2　用优化器实现逻辑回归

本节将介绍如何使用优化器得到合适的权重值。在本节中，我们将使用torch.nn子包中提供的损失类，通过优化器最小化损失得到合适的权重值。

在PyTorch中，损失类torch.nn.BCELoss和损失类BCEWithLogitsLoss实现了互熵损失。这两个类的区别在于使用损失类实例时，BCELoss类实例需要的参数是预测概率张量[image: ]
 和标签张量[image: ]
 ，而BCEWithLogitsLoss类实例需要的参数是对数赔率张量[image: ]
 和标签张量[image: ]
 。BCEWithLogitsLoss类实例得到对数赔率[image: ]
 后，会使用上一小节介绍的方法，将逐元素的expit()运算和互熵损失的运算结合起来，使得运算更加稳健高效。因此，在二项逻辑回归中一般只用BCEWithLogitsLoss类。

代码清单6-1使用BCEWithLogitsLoss类实现了逻辑回归。代码中有5条数据，特征张量的大小是[image: ]
 ，标签张量的大小为[image: ]
 ，权重张量的大小为[image: ]
 。代码中定义了BCEWithLogitsLoss类实例，并调用该类实例得到损失值。再利用优化器最小化损失值，得到了权重的最优值。

代码清单6-1　使用BCEWithLogitsLoss类实现逻辑回归



     import torch
     import torch.nn
     import torch.optim
     
     x = torch.tensor([[1., 1., 1.], [2., 3., 1.],
             [3., 5., 1.], [4., 2., 1.], [5., 4., 1.]])
     y = torch.tensor([0., 1., 1., 0., 1.])
     w = torch.zeros(3, requires_grad=True)
     
     criterion = torch.nn.BCEWithLogitsLoss()
     optimizer = torch.optim.Adam([w,],)
     
     for step in range(100001):
         if step:
             optimizer.zero_grad()
             loss.backward()
             optimizer.step()
         pred = torch.mv(x, w)
         loss = criterion(pred, y)
         if step % 10000 == 0:
             print('第{}步：loss = {:g}, W = {}'.format(step, loss, w.tolist()))





6.2.3　Newton-Raphson方法

在用逻辑回归求解权重值的方法中，Newton-Raphson方法是学术界公认的最有效的方法。Newton-Raphson方法对逻辑回归而言正如正规方程法对于线性回归而言那样重要。

Nweton-Raphson方法是一种迭代的方法。在第t次迭代，它使用以下迭代式将权重张量[image: ]
 更新为[image: ]
 ：

[image: ]


其中，[image: ]
 ，[image: ]
 ，[image: ]
 是一个大小为[image: ]
 的张量，其定义为

[image: ]


使用Newton-Raphson方法计算权重张量[image: ]
 的原理大致如下：为了极大似然，试图最小化BCEWithLogitsLoss损失。为了求解让BCEWithLogitsLoss损失最小的权重值，求解这个损失的梯度，并试图让梯度尽可能为0。为了求解梯度的0点，采用了广义的Newton-Raphson方法迭代求解梯度的0点。

接下来看看详细的推导。

在上一节中，我们分析了expit()函数和logit()函数的性质，知道BCEWithLogitsLoss函数可以被简化为

[image: ]


它对对数赔率[image: ]
 的梯度为

[image: ]


记损失

[image: ]


则[image: ]
 对张量[image: ]
 的梯度[image: ]
 为

[image: ]


其中，[image: ]
 ，[image: ]
 。如前所述，要找到权重张量[image: ]
 ，使得梯度张量[image: ]
 尽量为0。

为了使梯度张量[image: ]
 尽量为0，需要用到广义的Newton-Raphson方法。这个方法是一种迭代算法，它的大致思路如下：在第t次迭代前，假设权重张量为[image: ]
 ，对应的张量值为[image: ]
 ，张量[image: ]
 对张量W的梯度[image: ]
 的值为[image: ]
 。线性近似[image: ]
 在[image: ]
 附近的方程，有

[image: ]


其中，[image: ]
 是要确定的迭代结果。为了让最终的[image: ]
 为0，就让[image: ]
 尽可能为0。利用以上近似关系，需要让

[image: ]


Newton-Raphson方法就是利用这个上述方程确定[image: ]
 的值。

就逻辑回归而言，我们已经知道[image: ]
 ，并且利用上一小节介绍的[image: ]
 [image: ]
 可知

[image: ]


因此，从式[image: ]
 可以得到

[image: ]


这就相当于线性回归里的正规方程。利用上式，可以解得

[image: ]


这就是逻辑回归Newton-Raphson方法中的迭代式。


6.3　多项逻辑回归

二项互熵损失与逻辑回归只能解决标签值只有0或1两种情况的问题，但是在现实生活中许多问题有超过两种可能的情形。例如，一个人的肤色可能是黄色、白色、黑色等多种；交通指示灯可能有绿灯、黄灯、红灯3种。当结果有[image: ]
 （[image: ]
 ）种可能性时，标签元素[image: ]
 的取值可能为[image: ]
 ，共[image: ]
 种可能的取值。为了解决这个问题，需要对前述的线性判决和逻辑回归进行推广。

对于多项线性判决器，特征张量[image: ]
 的大小仍为[image: ]
 ，标签张量[image: ]
 的大小仍为[image: ]
 。但是，权重张量[image: ]
 的大小为[image: ]
 ，进而张量[image: ]
 的大小为[image: ]
 。在进行判决时，不再使用[image: ]
 的符号得到判决结果，而是选择一个数据中最大的那个分量。具体而言，对于第i条数据，比较[image: ]
 ，取判决结果为

[image: ]


相应地，二项逻辑回归也要推广为多项逻辑回归。在多项逻辑回归中，张量[image: ]
 不再是对数赔率张量。从张量[image: ]
 计算概率张量[image: ]
 也需要使用expit()函数的一种扩展形式：softmax()函数。

softmax()函数可以将[image: ]
 个实数[image: ]
 映射到一个大小为[image: ]
 的概率分布[image: ]
 ，其中概率分布[image: ]
 满足

[image: ]


softmax()函数能够总是将[image: ]
 个实数映射为概率分布，是因为它具有以下定义：

[image: ]


这样的定义保证了结果张量的各元素均为正数，并且和为1。因为[image: ]
 [image: ]
 ，所以softmax()函数可以看作expit()函数的推广。

在多元逻辑回归中，第i个条目的[image: ]
 是一个大小为[image: ]
 的张量。我们对它取softmax()运算，得到第i个条目概率张量

[image: ]


这样，[image: ]
 就表示第i个条目预测为[image: ]
 的概率。对于所有条目，概率张量[image: ]
 是大小为[image: ]
 的张量。

在多元逻辑回归中，我们依然使用极大似然来求权重值。对于第i条数据，成功预测的概率为

[image: ]


其负对数为

[image: ]


其中，[image: ]
 。这样，我们就得到了多元逻辑回归的互熵损失：

[image: ]


PyTorch中的损失类torch.nn.CrossEntropyLoss已经实现了上述互熵损失。这个损失类的方法和之前损失类的方法相似，在调用类实例时要依次传入可以求梯度的特征张量和不能求导数的标签张量。值得一提的是，标签张量的数据类型需要是整数类型的，这可以在构造张量时将torch.Tensor类换成torch.LongTensor类来实现。

代码清单6-2使用CrossEntropyLoss损失实现多元逻辑回归。它和代码清单6-1相比，特征张量完全相同，标签张量的大小也相同。数据方面的唯一区别在于，标签张量中元素的值不再仅有0和1两种，而是有0、1、2三种。针对这种情况，代码使用CrossEntropyLoss损失解决了多标签值的回归问题。

代码清单6-2　使用CrossEntropyLoss损失实现多元逻辑回归



     import torch
     import torch.nn
     import torch.optim
     
     x = torch.tensor([[1., 1., 1.], [2., 3., 1.],
             [3., 5., 1.], [4., 2., 1.], [5., 4., 1.]])
     y = torch.tensor([0, 2, 1, 0, 2])
     w = torch.zeros(3, 3, requires_grad=True)
     
     criterion = torch.nn.CrossEntropyLoss()
     optimizer = torch.optim.Adam([w,],)
     
     for step in range(100001):
         if step:
             optimizer.zero_grad()
             loss.backward()
             optimizer.step()
         pred = torch.mm(x, w)
         loss = criterion(pred, y)
         if step % 10000 == 0:
             print('第{}步：loss = {:g}, W = {}'.format(step, loss, w))





6.4　例子：数字图像的识别

这一节考虑一个和光学字符识别（Optical Character Recognition，OCR）有关的例子。在这个例子中判断阿拉伯数字图片中的数字到底是多少。


6.4.1　使用torchvision读取MNIST数据集

这个例子将使用MNIST数据集。修改的国家标准科技数据库（Modified National Institute of Standards and Technology database，MNIST）数据集是一个和数字图像有关的数据集（主页：http://yann.lecun.com/exdb/mnist/
 ）。这套数据由4个文件组成，文件大小在压缩和传输时大概一共11MB左右，解压后54MB左右。这个数据集分为训练集（training set）和测试集（test set）两个部分，训练集有6万张图片，测试集有1万张图片。这些图片是250个来自美国人口调查局的员工和美国高中生的笔迹。训练集的图片和测试集的图片均出自不同人之手。每条数据的特征都是[image: ]
 个[image: ]
 之间的实数，表示灰度图像（见图6-4），而标签是[image: ]
 这10个数字中的一个。值得一提的是，这里的图像数据的格式与日常生活中使用的彩色图片压缩格式并不相同，所以用电脑上的图片查看软件是无法查看那些图像的。

[image: ]


图6-4　训练集的前4条数据，图像上的数字依次为4、5、3、8

使用Python扩展库torchvision可以轻松读取MNIST数据集。使用torchvision读取MNIST数据集，不需要手动下载任何数据，也不需要利用其他应用解压文件，只需要调用Python函数torchvision.datasets.MNIST()即可。该函数会自动联网下载数据。torchvision.datasets.MNIST()函数有以下参数。

·root：
 表示要将数据存在哪里。例如，可以设置参数root='./data/mnist'。这时，函数会将解压后的文件存在'./data/mnist/raw'，将处理过的文件存在'./data/mnist/processed'。

·train：
 表示要读取训练集还是读取测试集。如果train=True，则读取训练集数据；如果train=False，读取测试集数据。

·transform
 ：表示要将读取的原始数据转换为什么格式。为了方便PyTorch使用，一般用torchvision.transforms.ToTensor()函数将其转换为张量。

·download：
 表示是否要尝试从网络上下载数据。一般设置为True。设置为True时，如果之前参数root指定的位置没有数据，才会下载数据；如果参数root指定的位置已经有之前下载的数据了，那么就不需要重新下载数据。

代码清单6-3给出了使用torchvision扩展库读取MNIST数据的代码。执行代码清单6-3后，训练数据就存在了类实例train_dataset里，测试数据就存在了类实例test_dataset里。

代码清单6-3　使用torchvision扩展库读取MNIST数据集



     import torchvision.datasets
     import torchvision.transforms
     train_dataset = torchvision.datasets.MNIST(root='./data/mnist',
             train=True, transform=torchvision.transforms.ToTensor(),
             download=True)
     test_dataset = torchvision.datasets.MNIST(root='./data/mnist',
             train=False, transform=torchvision.transforms.ToTensor(),
             download=True)




可以使用torch.utils.data.DataLoader类分批读取类实例train_dataset和类实例test_dataset里面的内容。由于数据集里有上万条数据，所以往往要分批从数据集中读出数据。例如，可以每次读1个数据条目，或是每次读100个数据条目，当然也可以每次读1万条数据条目。在构造torch.utils.data.DataLoader类实例时，有以下参数。


·dataset：
 确定使用哪个数据集。要读取训练集，则设置dataset=train_dataset，要读取测试集，则设置dataset=test_dataset。

·batch_size：
 确定每批次读取几条数据。默认每次读1条数据。

·shuffle：
 是否要打乱读取顺序。默认为不打乱数据。

代码清单6-4演示了如何构造torch.utils.data.DataLoader类实例，以读取由代码清单6-3得到的数据集。在代码清单6-4中，设置了每次读取batch_size=100条数据。由于训练集一共有6万条数据，所以要600次才能读完；由于测试集一共有1万条数据，所以要100次读完。在代码清单6-4中，还显示了首次读取测试集数据得到的特征张量和标签张量的大小：特征张量的大小是(100,1,28,28)，标签张量的大小是(100,)。这两个张量大小的第0维都是每批读取数据的条目数量。特征张量的第1维大小总是1，最后两维大小是图片尺寸[image: ]
 。

代码清单6-4　利用torch.utils.data.DataLoader类读取torchvision库返回的MNIST数据集



     import torch.utils.data
     batch_size = 100
     train_loader = torch.utils.data.DataLoader(
             dataset=train_dataset, batch_size=batch_size)
     print('len(train_loader) = {}'.format(len(train_loader)))
     test_loader = torch.utils.data.DataLoader(
             dataset=test_dataset, batch_size=batch_size)
     print('len(test_loader) = {}'.format(len(test_loader)))
     
     for images, labels in train_loader:
         print ('image.size() = {}'.format(images.size()))
         print ('labels.size() = {}'.format(labels.size()))
         break




至此，我们就已经将MNIST数据集载入内存，并将各条数据以张量的形式存在程序中。如果要显示某条数据的特征，可以用matplotlib.pyplot子包里的imshow()函数。例如，代码清单6-5就显示了第0条训练数据的特征和标签。

代码清单6-5　显示第0条训练数据的特征和标签



     import matplotlib.pyplot as plt
     plt.imshow(images[0, 0], cmap='gray')
     plt.title('label = {}'.format(labels[0]))





6.4.2　利用多项逻辑回归识别MNIST数据

本节针对上一节读取出的MNIST数据集，基于训练集训练识别图片数字的判决器，并在测试集上测试判决器的性能。

首先训练判决器。由于判决结果是[image: ]
 中的一个值，所以这里使用多项逻辑回归训练判决器。代码清单6-6给出了训练判决器的代码。在这个代码中，使用了有[image: ]
 个特征的10项逻辑回归。逻辑回归用到的权重张量由代码“torch.nn.Linear(28*28,10)”定义。由于是多项逻辑回归，所以代码还使用了CrossEntropyLoss损失。利用优化器减小损失，完成了训练过程。

代码清单6-6　训练线性判决器



     import torch.nn
     import torch.optim
     
     fc = torch.nn.Linear(28 * 28, 10)
     criterion = torch.nn.CrossEntropyLoss()
     optimizer = torch.optim.Adam(fc.parameters()) 
     
     num_epochs = 5
     for epoch in range(num_epochs):
         for idx, (images, labels) in enumerate(train_loader):
             x = images.reshape(-1, 28*28)
             
             optimizer.zero_grad()
             preds = fc(x)
             loss = criterion(preds, labels)
             loss.backward()
             optimizer.step()
             
             if idx % 100 == 0:
                 print('第{}趟第{}批：loss = {:g}'.format(epoch, idx, loss))




训练结束后，得到的权重值就存在了torch.nn.Linear类实例里。可以通过实例的成员函数parameters()查看权重值，也可以直接使用fc类实例来为未知数据做判决。

接着，要在测试集上测试判决器的准确率。测试代码如代码清单6-7所示。在测试过程中，对每批测试数据，都通过fc类实例获得线性加权后的结果，然后再对每条数据求出让这个结果最大的索引，作为预测值。通过比较预测值和真实的标签，就可以计算出一共正确预测了多少条测试数据，进而计算出准确率。在本例中，准确率的值约为92.2%。

代码清单6-7　对训练好的线性判决器进行测试



     import torch
     
     correct = 0
     total = 0
     for images, labels in test_loader:
         x = images.reshape(-1, 28 * 28)
         preds = fc(x)
         predicted = torch.argmax(preds, 1)
         total += labels.size(0)
         correct += (predicted == labels).sum().item()
         
     accuracy = correct / total
     print('测试集上的准确率：{:.1%}'.format(accuracy))





6.5　例子：股票成交量预测

本节再来看一个例子。这个例子是读取股票每日价格和成交量数据，并利用线性判决预测未来成交量是否会增加。


6.5.1　股票数据的读取和可视化

本节介绍如何用pandas-datareader包从Quandl数据库读取美股的价格和成交量数据。后续的预测需要用到这些数据。

为了使用扩展库pandas-datareader读取数据，需要安装扩展库pandas-datareader。安装pandas-datareader的方法和安装其他扩展库的方法类似，就是用管理员权限在Anaconda命令提示符中运行下列语句：



     conda install pandas-datareader




只有正确安装了以上扩展库后，才能完成后续的数据读入。

读入数据需要用到pandas_datareader包下data子包的DataReader()函数。（函数名本不应该以大写字母开头，这算是一个设计失误。最正确的函数名应该是read_data()或是read()。）

代码清单6-8演示了如何使用DataReader()函数。在代码清单6-8中，第1行导入DataReader()函数，第2行调用DataReader()函数读出数据并存到变量df里，第3行显示df中存入的内容。特别地，在调用DataReader()函数时，提供了4个参数。

·第1个参数是股票名称
 。代码清单6-8给出的参数值是字符串'FB.US'，它表示脸书公司（Facebook）。当然，你也可以把这个参数换成其他公司，例如Apple（股票代码'AAPL.US'）、Google（股票代码'GOOG.US'）、Microsoft（股票代码'MSFT.US'）、Amazon（股票代码'AMZN.US'）等。

·第2个参数是数据源的名称
 。代码清单6-8给出的参数值是字符串'quandl'，表示我们要从Quandl数据库里读数据。Quandl是为投资专业人士提供财务、经济和替代数据的平台。在联网情况下，该函数可以直接从Quandl数据库读取数据。

·第3个参数和第4个参数分别是数据的开始日期
 和结束日期
 。你可以将日期改成其他的值。不过时间跨度越大，数据读取得就越慢。

代码清单6-8　使用pandas-datareader读入股票数据



     from pandas_datareader.data import DataReader
     df = DataReader('FB.US', 'quandl', '2012-01-01', '2018-02-01')
     df





注意：
 虽然代码清单6-8中设置的读取起始时间是2012年1月1日，但是由于Facebook于2012年5月18日才开始正式在二级市场上交易，所以实际读取的数据是从2012年5月18日开始的。

DataReader()函数的返回值df是pandas.DataFrame类的实例。pandas.DataFrame类是在扩展库Pandas里定义的类，这个类可以用来表示二维表格，特别是每一行表示不同时刻所发生事件的表格。变量df的每一行就表示某天的股票信息。变量df有很多列，其中一些列的含义如表6-1所示。

表6-1　DataReader()返回的DataFrame类实例某些列的意义
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至此，我们已经从网络上读入了数据。


6.5.2　成交量变化方向预测

本节将利用每天的价格和成交量数据，预测次日成交量是否会增加。预测方法就是本章介绍的线性判决器。

本节针对上节读取的Facebook自2012年5月18以来的数据，选取以下两段数据作为训练集和测试集。

·训练集：
 从2013年至2017年的数据作为训练集，在训练集中一共有1008个交易日，其中，471个交易日的次日成交量与当日成交量相比有增加（占46.7%），另外537个交易日的次日成交量与当日成交量相比没有增加（占53.3%）。

·测试集：
 将2017年的数据作为测试集。在测试集中，一共有250个交易日，其中，114个交易日的次日成交量与当日成交量相比有增加（占45.6%），另外136个交易日的次日成交量与当日成交量相比没有增加（占54.4%）。

接下来，我们就利用训练集训练线性判决器。线性判决器的特征是表6-1中的那些列用训练集中的均值和方差进行归一化后的结果，标签是次日成交量是否大于当日成交量。如果次日成交量大于当日成交量，则标签为1；否则标签为0。代码清单6-9给出了特征和标签的计算代码。

代码清单6-9　特征和标签的计算



     train_start, train_end = sum(df.index >= '2017'), sum(df.index >= '2013')
     test_start, test_end = sum(df.index >= '2018'), sum(df.index >= '2017')
     n_total_train = train_end - train_start
     n_total_test = test_end - test_start
     s_mean = df[train_start:train_end].mean()
     s_std = df[train_start:train_end].std()
     n_features = 5
     df_feature = ((df - s_mean) / s_std).iloc[:, :n_features]
     s_label = (df['Volume'] < df['Volume'].shift(1)).astype(int)
     df_feature, s_label




得到特征和标签后，利用代码清单6-10进行训练和测试判决器。

代码清单6-10　训练和测试线性判决器



     import torch
     import torch.nn
     import torch.optim
     
     fc = torch.nn.Linear(n_features, 1)
     weights, bias = fc.parameters()
     criterion = torch.nn.BCEWithLogitsLoss()
     optimizer = torch.optim.Adam(fc.parameters())
     
     x = torch.tensor(df_feature.values, dtype=torch.float32)
     y = torch.tensor(s_label.values.reshape(-1, 1), dtype=torch.float32)
     
     n_step = 20001
     for step in range(n_step):
         if step:
             optimizer.zero_grad()
             loss.backward()
             optimizer.step()
         pred = fc(x)
         loss = criterion(pred[train_start:train_end], y[train_start:train_end])
         
         if step % 500 == 0:
             print('#{}, 损失 = {:g}, '.format(step, loss))
             
             output = (pred > 0)
             correct = (output == y.byte())
             n_correct_train = correct[train_start:train_end].sum().item()
             n_correct_test = correct[test_start:test_end].sum().item()
             accuracy_train = n_correct_train / n_total_train
             accuracy_test = n_correct_test / n_total_test
             print('训练集准确率 = {}, 测试集准确率 = {}'.format(
                     accuracy_train, accuracy_test))




测试结果表明，采用日内数据进行线性判决，在测试集上的准确率可以达到63.2%。这个结果比随机猜测的准确率（50%）或固定猜成交量增加或不增加的准确率（分别为45.6%或54.4%）都高得多。因此，线性判决器发挥了明显的作用。

值得一提的是，如果能用更多的特征，使用更复杂的判决器，可能会进一步提高预测准确率。例如，如果不仅是使用本节提到的5个单日原始数据，还引入更多更复杂的历史数据，来运算得出特征，就可能进一步提升准确率。在后续的章节中，还会介绍基于神经网络的判决器。它们会更加复杂，也更加强大。


6.6　本章小结

本章介绍了线性判决与线性判决的指标：准确率。为了给线性判决找到合适的权重，引入了互熵损失和逻辑回归。在逻辑回归的讲解过程中，介绍了逻辑函数和对数赔率函数的定义与性质，并推导了Newton-Raphson方法。最后，本章还在著名的MNIST数据集上演示了如何利用多项逻辑回归进行线性判决，利用当日股票数据预测次日成交量的变化。由于逻辑回归中的线性叠加运算和非线性的运算叠加起来就相当于一个神经网络中神经元的运算，所以正确理解线性判决和逻辑回归对神经网络的学习有着积极的意义。


第7章　全连接神经网络

本章将介绍最为简单的一种神经网络——全连接神经网络。本章将综合利用前几章介绍的知识，用非线性函数来搭建神经网络，用优化器和损失函数来计算权重。通过本章的学习，你将能搭建一个较为复杂的神经网络，实现较为复杂的功能。


7.1　前馈神经网络


7.1.1　前馈神经网络的定义




神经网络是神经元连接形成的网络。对于一个神经网络，如果各神经元从输入层开始，接收前一级输入，并输出到下一级，直至输出层，并且整个网络中无反馈，可用一个有向无环图表示，那么这样的神经网络是前馈神经网络（Feed-Forward Neutral Network，FFNN）。

前馈神经网络是最简单的神经网络类型。

在图7-1a）所示的神经网络中，神经元分层排列，并且每一层的输入都是上一层的输出，这样的神经网络是前馈神经网络。但是图7-1b）所示的神经网络中，某层神经元的输入是之后某层的输出，它的连接关系里面有环，所以这个网络不是前馈神经网络。

一般来说，前馈神经网络的结构就是将多层运算依次连接。一般情况下，将最后一层称为输出层（output layer），前面几层称为隐含层（hidden layer）。为了简单，神经网络中每一层的神经元常常使用相同的逐元素非线性运算，所以也可以把每一层神经网络进一步分为做线性运算的层和做逐元素非线性运算的层。可以把这两个层称作“线性层”和“激活层”。实际上，前馈神经网络中的层不仅仅有图7-1a）那样的线性连接和逐元素运算。下面对前馈神经网络中常见的运算做一个系统梳理。

前馈神经网络可以包括下面类型的层。

·线性层
 （linear layer）和卷积层
 （convolution layer）。这两种层对输入进行线性运算。层内维护着线性运算的权重。

·激活层
 （activation layer）。这种层对数据进行非线性运算。非线性运算可以是逐元素非线性运算，也可以是其他类型的非线性运算。

·归一化层
 （normalization layer）。根据输入的均值和方差对数据进行归一化，使得数据的范围在一个相对固定的范围内。

·池化层
 （pooling layer）和视觉层（vision layer）。这两种层和数据重采样有关，包括对数据进行下采样（就是隔几个数据取1个数据）、上采样（把1个数据复制出很多份）和重新排序。

·丢弃层
 （dropout layer）。在输入中随机选择一些输出。

·补齐层
 （padding layer）。采用循环补齐等方法让输入变多。

本书将覆盖其中大部分种类。
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图7-1　一些神经网络的结构。a）网络是前馈神经网络，而b）网络不是前馈神经网络


7.1.2　使用torch.nn.Sequential类搭建前馈神经网络

在PyTorch中，前馈神经网络可以用torch.nn.Sequential类来搭建。本节将介绍如何用torch.nn.Sequential类搭建前馈神经网络。

torch.nn.Sequential类是由torch.nn.Module类派生得到的。说到torch.nn.Sequantial类，就不得不提torch.nn.Module类。torch.nn.Module类及其子类可以有以下用途。

·表示一个神经网络。例如，torch.nn.Sequential类可以表示一个前馈神经网络。

·表示神经网络的一个层，例如我们见过的torch.nn.Linear类就是表示神经网络的一个层的线性连接部分，它是一种线性层；torch.nn.ReLU类表示逐元素计算[image: ]
 ，它是一种激活层。

·表示损失。我们见过的torch.nn.MSELoss类、torch.nn.L1Loss类、torch.nn.SmoothL1Loss类、torch.nn.BCEWithLogitsLoss类、torch.nn.CrossEntropyLoss类都是这种情况。

PyTorch让torch.nn.Module类同时服务于这3种功能，是因为无论是神经网络、一个层或是损失都可能自带需要优化的参数。如果用同样的接口来表示，可以统一用法、简化编程。比如可以用类实例的成员方法parameters()获得变量，或是用类实例的成员方法zero_grad()清除变量的梯度值。


注意：
 对于某些神经网络，除了线性连接部分的权重张量以外，还有其他要优化的变量。例如，在后文介绍的非线性运算PReLU内就有需要优化的变量。

由于前馈神经网络就是将一些层依次连接起来，所以使用类torch.nn.Sequential，也就是将对应的表示层的类依次传给torch.nn.Sequential类实例的构造方法。例如，在代码清单7-1中，将表示线性组合的torch.nn.Linear类和表示[image: ]
 运算的torch.nn.ReLU类按照一定的顺序传给torch.nn.Sequential类，得到了表示前馈神经网络的类实例net。类实例net表示的神经网络依次为：①有4个输入、2个输出的线性组合；②对数据做[image: ]
 运算；③有2个输入、1个输入的线性组合；④对数据做[image: ]
 运算。这样的结构就对应着图7-1a）中的前馈神经网络。

代码清单7-1　利用torch.nn.Sequential类构建前馈神经网络



     from torch.nn import Linear, ReLU, Sequential
     net = Sequential(Linear(4, 2), ReLU(), Linear(2, 1), ReLU())
     net




除了利用torch.nn.Sequential类搭建前馈神经网络，还可以通过扩展torch.nn.Module类搭建神经网络。扩展torch.nn.Module类搭建神经网络的方法将在后续章节用到的时候再介绍。


7.1.3　权重的确定与反向传播

在搭建好前馈神经网络的结构后，往往需要确定神经网络中的权重张量。与线性回归和线性判决的情形一样，要确定权重张量，同样要确定损失，并且通过最小化损失得到合适的权重。

前馈神经网络可以使用的损失包括之前介绍的MSE损失、互熵损失，以及其他各种损失。

为了最小化损失，还是要使用各种基于梯度的优化器。在PyTorch中，无须关注梯度的计算过程，只需要调用torch.Tensor类实例的成员方法backward()，就可以得到梯度的值。

求解梯度值的成员方法的名称为backward，是因为求解梯度值的计算常被称为“反向传播”（backward propagation）。从理论上说，对于某个权重元素，无论该元素位于神经网络的哪层，都可以利用链式法则计算损失对于该权重元素的值。对于多层神经网络，梯度值可以逐层计算。之所以称其为反向传播，是因为计算梯度的顺序和计算输出值的顺序大致相反。如图7-2所示，在计算输出值时，顺序是，先计算上层神经元的输出Y1
 =(y1
 [0],y1
 ,[1],y1
 [2])，之后，再利用Y1
 的值计算下层神经元的输出[image: ]
 。求解梯度时，先求输出[image: ]
 对下层神经元中权重张量的梯度，其中往往要用到[image: ]
 的值。接下来，再求解输出[image: ]
 对上层神经元中权重张量的梯度，其中往往要用到[image: ]
 对Y1
 的梯度和Y1
 的值。

[image: ]


图7-2　前向传播与反向传播


7.2　全连接层和全连接神经网络

前馈神经网络是最简单的神经网络类型，而全连接神经网络则是最简单的前馈神经网络类型。本节将介绍全连接层和全连接神经网络。

所谓“全连接层”（Fully Connected layer，FC layer），就是说一个神经元组成的层的所有输出和该层的所有输入都连接，即每个输入都会影响所有的神经元的输出。现在来看一个全连接层的例子。如图7-3a）所示，每个神经网络都有两层神经元。对于上面的那层神经元，有4个输入，两个输出。这4个输入是通过线性组合得到两个数值，再经过激活函数[image: ]
 运算得到该层神经元的输出。这里，4个输入都会影响所有的输出值。因此这样的层就被称为全连接层。值得一提的是，如果把该层神经元按照PyTorch中的划分方式划分为线性层和激活层，那么激活层是对两个输入分别做非线性运算，每个非线性运算的结果都只和1个输入有关。这种情况下，这样的激活层不算是全连接层。但是，如果把线性层和激活层联合起来看作一层神经网络，那么这一层神经网络算作全连接层。一般说全连接层，都是将线性函数和激活函数合起来看的。

并不是所有的神经元层都是全连接层。现在来看一个不是全连接层的例子。在图7-3b）中的网络也有两层神经元，上面那层有4个输入[image: ]
 ，两个输出[image: ]
 。观察发现，只有输入[image: ]
 和[image: ]
 能改变[image: ]
 的值，而[image: ]
 和[image: ]
 不能影响[image: ]
 的值。同理，[image: ]
 和[image: ]
 不能影响[image: ]
 的值。因此，这样的神经元层就不算是全连接层。那么，在图7-3b）中，能不能因为4个输入都可影响最终的输出[image: ]
 ，而说整个网络是一个全连接层呢？答案是：不能。虽然对于整个网络而言，所有输入都能影响输出，但是整个网络并不是一个层，而是两个神经元层。

[image: ]


图7-3　全连接神经网络和非全连接神经网络比较

现在已经了解了什么是全连接层，那么再来看看什么是全连接神经网络。

全连接神经网络（fully connected neural network）是仅由全连接层组成的前馈神经网络。从这个定义可以知道，一个全连接神经网络要满足以下两大要点。

·必须是前馈神经网络。如果不是前馈神经网络，那么它就不是全连接神经网络。例如，图7-1b）中的网络不是前馈神经网络，所以它就不是全连接神经网络。

·所有神经元层都必须是全连接层。如果某个神经网络有一个层不是全连接层，那么这个神经网络就不是全连接神经网络。例如，图7-3b）中的网络含有非全连接层，所以它不是全连接网络。

参照全连接神经网络的定义，就可知道图7-1a）和图7-3a）所示网络都是全连接神经网络。

本节最后介绍如何在PyTorch中搭建全连接神经网络。由于全连接神经网络是一种特殊的前馈神经网络，而PyTorch中可以使用torch.nn.Sequential类搭建前馈神经网络，所以全连接神经网络也可以使用torch.nn.Sequential类搭建。在使用torch.nn.Sequential类搭建全连接神经网络时，需要向其传递表示线性运算的torch.nn.Linear类和表示非线性运算的激活层类。在后续的小节中，我们将介绍各种激活层。


7.3　非线性激活

激活层进行非线性运算，是多层全连接网络不可或缺的部分。试想，如果某个全连接网络没有激活层，那么它所有的运算都是线性运算，整个网络就相当于一个线性组合。这时，神经网络就没有办法发挥出它强大的威力。

激活层有以下两大类：

·基于逐元素非线性运算的激活层。对于这类激活层，一个称为“激活函数”的非线性函数对张量进行逐元素运算。例如，可以对张量的逐元素求[image: ]
 ，或是逐元素求expit()。

·多元素组合运算的激活层。对于这类激活层，并不是“激活函数”对张量逐元素运算，而是利用多个元素的值联合计算。例如，对某些元素联合起来进行softmax()运算。

在PyTorch中的torch.nn子包里已经实现了很多激活层。接下来我们来看看PyTorch提供的激活层。


7.3.1　逐元素激活

本节介绍PyTorch提供的用于逐元素非线性运算的激活层。根据非线性运算图像的形状，这些激活层可以分为以下三类：

·S形激活；

·单侧激活；

·皱缩激活。

首先来看S形（sigmoid）激活。S形激活函数把[image: ]
 范围的值映射到一个有限的闭区间里。从这个意义上看，S形激活可以有效控制输出的范围。但是，S形激活函数常常在输入的绝对值比较大的时候导数为0，从而会导致梯度消失。

PyTorch提供的S形激活层如表7-1所示。基于expit()函数的激活层是最常用的S形激活层。值得一提的是，激活函数expit()与激活函数tanh()之间有着简单的关系：

[image: ]


表7-1　S形激活

[image: ]


[image: ]


它们的函数图像在经过放缩和平移后完全相同；激活函数hardtanh()和激活函数relu6()之间也有简单的关系：

[image: ]


它们的图像在经过放缩和平移之后完全相同。对自变量的放缩和平移往往可以通过放缩和偏移之前层的权重抵消，所以它们主要的区别就在于输出范围不同。一些S形激活函数图像的比较如图7-4所示。
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图7-4　一些S形激活函数图像比较。图中的函数在0处的值均为0，导数均为1

单侧激活对正输入基本保持不变，而对负输入的范围进行压缩。绝大多数的单侧激活将范围为[image: ]
 的输入压缩到区间[image: ]
 （其中[image: ]
 是一个常数）（当然也有例外）。采用单侧激活后，比较大的值基本保持不变，而比较小的值基本被抛弃。这样的做法能够让比较多的输入有梯度，大大缓解梯度消失问题。但是，它并不能完全将输出控制在一个范围内，并且会导致输出的均值不为0。另外，这样的函数往往是通过分段的方法实现的，而从数学意义上看，在分段点上可能没有导数，这会引起不便。

PyTorch提供的单侧激活层如表7-2所示。最常用的单侧激活是与线性修正单元（Rectified Linear Unit,ReLU，又称线性整流）有关的激活。基于斜坡函数relu()函数（即[image: ]
 函数）的激活层是最基本的激活层，但是这个激活层有一个明显的缺陷：它对负输入的输出为常数，这会导致很大的范围内没有导数，很可能会严重影响权重的求解。为了解决这个问题，研究人员先后提出了Leaky ReLU、PReLU和RReLU。这三种激活在负输入的时候还有一个小的正导数[image: ]
 （[image: ]
 ），起到了压缩功能。Leaky ReLU、PReLU和RReLU分别用不同的类实现，它们的区别如下。

·torch.nn.LeakyReLU类：
 构造类实例的时候需要确定[image: ]
 的值（默认为0.01），一旦设定就不能更改。

·torch.nn.RReLU类：
 构造类实例时需要确定两个参数lower和upper，[image: ]
 将是lower和upper间均匀分布的随机数。lower的值默认为[image: ]
 ，upper的值默认为[image: ]
 。

·torch.nn.PReLU类：
 斜率[image: ]
 作为一个可以优化的值，将在确定权重时一并确定。并且每个元素可以使用不同的权重值。

基于threshold()函数的激活层可以看作基于relu()的激活层的又一种扩展。如果令threshold()函数中的两个参数[image: ]
 ，则threshold()函数褪化为relu()函数。这个函数的值在[image: ]
 处可能会有跳变，有一点皱缩激活的意思。selu()函数、softplus()函数和ln expit()函数都是试图借助指数函数来解决分段折线两段间梯度跳变的问题。torch.nn.ELU类和torch.nn.SELU类有类似的形式。它们在[image: ]
 时，在[image: ]
 处有导数；否则，左右导数不同，导数不存在。它们的区别在于具体的参数不同：

·torch.nn.ELU类已经固定[image: ]
 ，[image: ]
 的值可以在构造时指定（默认为1）。

·torch.nn.SELU类已经固定了[image: ]
 。它在[image: ]
 处无导数。

类torch.nn.Softplus和类torch.nn.LogSigmoid则没有采用分段的形式，用单一的初等表达式保证了函数处处可导。这两个类的区别在于：

·torch.nn.Softplus类将输入映射到值域[image: ]
 上，当输入[image: ]
 值特别大时[image: ]
 （在PyTorch里就是这么实现的）。另外，在构造类实例时可以指定一个缩放因子[image: ]
 （默认为1，表示不缩放）。

·torch.nn.LogSigmoid类将输入映射到值域[image: ]
 上，当输入[image: ]
 特别大时，则约为[image: ]
 。

表7-2　单侧激活

[image: ]


[image: ]


最后一类逐元素激活是皱缩（shrinkage）激活。皱缩激活比较少用，它偶尔会用来修正0点附近的值。

PyTorch提供的皱缩激活层如表7-3所示。基于hardshrinkage()的激活和基于softshrinkage()函数的皱缩激活都是消灭区间[image: ]
 上的输入。阈值[image: ]
 可以在构造类实例时指定，默认值为0.5。这两者的区别在于：

·基于hardshrinkage()的激活不是连续的，区间[image: ]
 外输入保持不变；

·基于softshrinkage()的激活是连续的，区别[image: ]
 外的输入做了相应的平移来保持连续性。

皱缩函数tanhshrinkage()则是在softshrinkage()基础上，用单一初等函数表示，使得整个激活函数处处可导。[image: ]
 接近于0。

表7-3　皱缩激活
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这3大类的激活函数各有利弊。在选择激活函数时，最常见的考量是输出的范围和梯度是否消失。如果不知道应该选什么激活函数，不妨先试试torch.nn.Sigmoid类，再试试torch.nn.LeakyReLU类。最后一层全连接层可以不用激活函数。


7.3.2　非逐元素激活

PyTorch里提供的非逐元素激活大多和softmax()函数有关。在前一章中，我们已经知道了softmax()函数的定义为
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在PyTorch中，关于softmax()函数的激活类有torch.nn.Softmax类、torch.nn.Softmax2d类和torch.nn.LogSoftmax类。这3类的区别如下。

·torch.nn.Softmax类只能对张量的某一维度做softmax()。在构造类实例时需要指定对哪一维做softmax()。

·torch.nn.Softmax2d类只能对四维张量做运算，并且softmax()函数将作用于第1维（维度是从0开始计算的）。

·torch.nn.LogSoftmax类是在torch.nn.Softmax类的基础上，再求自然对数ln()。这样得到的数值都是负值。调用该类同样需要指定对哪一维做softmax()。

与softmax()函数类似，还可以定义softmin()函数：

[image: ]


这个函数一样也是把多个元素值映射到概率单纯形上。在PyTorch中，关于softmin()函数的激活类有torch.nn.Softmin类，它就相当于先对输入求负号，然后后续操作和torch.nn.Softmax类相同。

非逐元素激活相当于进行了多值判决，从多个特征中选择了一个特征。这一功能是常见逐元素激活不方便实现的。


7.4　网络结构的选择

在设计全连接网络的结构时，需要确定有几层神经网络，每层神经网络有几个神经元，神经元的激活函数是什么。本节将介绍在有监督学习的情况下如何确定网络结构。


7.4.1　欠拟合和过拟合

一般而言，神经网络的层数越多，每个层的节点越多，那么神经网络就越复杂，就越能表达更复杂的关系。但是，对于一般的问题，数据是有限的，并且数据是有误差或是有噪声的。对于有限的有噪数据，神经网络并不是越复杂越好。这就涉及了欠拟合和过拟合的概念。

·欠拟合（under fitting）是指由于网络的复杂性不够，导致网络不能很好地完成任务。

·过拟合（over fitting）是指由于网络的复杂性过大，导致网络错误地将噪声带来的影响引入网络中。这样在没有见到过的数据中就会引发错误。

例如，在图7-5中，要从某数据中学习一个判别器，该判别器需要根据两个特征来判定一条数据是属于类别0还是属于类别1。图7-5所示是3个不同的神经网络针对同一组数据设计的判决器。判决器对于图中虚线左下方的数据判决为类别0，对于虚线右上方的数据判决为类别1。可以观察到：判决器a）过于简单，它只进行了线性判决（单层神经网络会导致线性判决，参见第6章）。这样过于简单的判决器使得训练数据中的错误率比较高。同时，对于新的未知数据，它也会有比较高的错误率。这种情况就是属于欠拟合。判决器b）是一个复杂度适中的神经网络的判决结果。对于现有数据，判决器b）的准确率比判决器a）高多了，而且它的判决分界线比较简明。对于新的未知数据，它可能也会保持差不多的准确率。判决器c）则是一个过于复杂的判决器。虽然它完全正确地判决了所有的现有数据，但是它的判决分界线很不自然。对于新的未知数据，这样的判决分界线可能会导致比判决器b）更高的错误率。这种情况就属于过拟合。
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图7-5　欠拟合和过拟合示意。图中虚线为判决分界线

在确定神经网络的结构时，既要避免欠拟合，又要避免过拟合。这两种情况都会使得神经网络在新的数据上的性能（又称为“泛化能力”）变差。在给定训练数据上进行有监督学习得到的网络，在新的数据上难免会出现差错，称为泛化差错（generalization error）。这里，泛化差错可以分为“偏差差错”（bias）、“方差差错”（variance）、“噪声”（noise）这3个部分。偏差差错是由于网络的缺陷导致网络不能正确完成目标的差错。一般而言，网络越复杂，偏差差错越小。偏差差错过大，就会出现欠拟合。方差差错是由于训练模型使用的数据和新的数据有一定的差别，训练过的网络从训练数据上学习到了在新的数据上并不满足的性质，从而导致差错。一般而言，对于固定的训练数据，网络越简单，方差差错越小。方差差错过大，就会出现过拟合。噪声则是这个系统中没有办法消除的部分。由于方差差错和偏差差错随模型复杂度的变化趋势相反，总泛化差错随着模型复杂度先变小再增大（见图7-6）。在理想情况下，应当选择复杂度合适的模型，使得总差错最小，这就需要在偏差差错和方差差错之间进行折中。
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图7-6　模型复杂度和总泛化差错的关系

如果经判断得知当前偏差差错过大，发生了欠拟合，则可以试图通过增加网络层数、每层神经元个数等手段，使得网络变复杂；如果经判断得知当前方差差错过大，发生了过拟合，在训练数据不变的情况下，可以试图通过减小网络层数、每层神经元个数等手段，使得网络变简单。

下一节介绍如何判断是否出现了高偏差差错（欠拟合）或是高方差差错（过拟合）。


7.4.2　训练集、验证集和测试集

本节将介绍如何用训练集数据绘制学习曲线和验证曲线来判断当前是否出现了高偏差差错（即欠拟合）或是高方差差错（即过拟合）。

为了实现这一目标，需要将数据分为训练集（train set）、验证集（validation set）和测试集（test set）这3个集合。训练集用来计算权重值；验证集用来判定是否出现欠拟合或是过拟合，并确定网络结构或者控制模型复杂程度的参数；而测试集用来评价最终的效果。绘制学习曲线和验证曲线需要用到训练集和验证集，不需要使用测试集。

一般可以以60%、20%、20%的比例将数据分为训练集、验证集和测试集。当然其他比例也可以。

下面介绍学习曲线（learning curve）和验证曲线（validation curve）的绘制方法。考虑以下情况：对于某个结构固定的神经网络，如果在训练网络时，只利用训练集中的一个数据，并忽视其他训练数据，那么，很容易就能让这个网络满足训练集的特征和标签之间的关系。这时候，在训练集上的差错大概就是0。但是，这个网络跟实际上可用的目标差距很大。如果用验证集上的所有数据验证这个网络的性能，就会发现这个网络的性能很差。现在，如果在训练集中取更多的数据进行训练（如取10条数据），那么网络可能就不那么容易满足全部10条数据的特征和标签之间的关系，这样，在这些训练数据上的差错可能就会比只用1条数据时在那条数据上的差错要大。用这10条数据训练好网络后，再计算这个网络在整个验证集上验证的差错率，则差错率会减小。这是因为，我们用了更多的训练数据来训练网络，网络可能更接近真实情况，所以在验证集上的差错会减小。就这样，我们可以从训练集上取更多条数据训练网络，随着选择条目的数量逐渐增多，在训练数据条目上的差错会越来越大，在验证集上的差错会越来越小。在训练数据条目上的差错随着训练数据条目数的变化称为学习曲线，在验证集上的差错随着训练数据条目数的变化称为验证曲线。

图7-7给出了一些学习曲线和验证曲线的例子。在图7-7的3个子图中各有一条学习曲线和验证曲线，它们是3种不同的神经网络结构对同一训练集和验证集的学习曲线及验证曲线。如前所述，随着使用的训练数据条目数的增加，在训练数据上的差错逐渐变大（即学习曲线单调递增），在验证集上的差错逐渐变小（即验证曲线单调递减）。当模型复杂度合适时，学习曲线和验证曲线都会逐渐收敛到目标差错值（见图7-7a））；当模型复杂度过小时，会导致高偏差差错，学习曲线和验证曲线会收敛到比目标差错高的值（见图7-7b））；当模型复杂度过大时，会导致高的方差差错，学习曲线和验证曲线的差错相差很大（见图7-7c））。
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图7-7　学习曲线和验证曲线

偏差方差分析（bias-variance analysis）利用验证曲线和学习曲线，可以判断网络是否出现了欠拟合或过拟合。

·如果某种结构的网络的学习曲线和验证曲线都收敛到同一个比较大的差错值，通过改大网络可以使得学习曲线和验证曲线收敛到的差错值变小，那么在改大网络前就应该出现了高偏差差错，出现了欠拟合。

·如果某种结构的网络的学习曲线和验证曲线最终值差别较大，通过改小网络可以使得这个差别变小，那么在改小网络前就应该出现了高方差差错，出现了过拟合。

对于过拟合的情况，继续收集训练数据，增加训练集大小，有望进一步增强网络性能；对于欠拟合的情况，增加训练集大小没有多大作用。

表7-4总结了欠拟合和过拟合的性质和解决方案。

表7-4　欠拟合和过拟合的性质和解决方案
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7.5　例子：基于全连接网络的非线性回归

在本节中，我们将使用全连接网络来对示例数据做非线性回归。我们将生成一些示例数据，并将这些数据分割为测试集、验证集和测试集，再根据训练集和验证集选择网络结构，利用训练集训练网络，利用测试集数据测试训练得到的网络的性能。


7.5.1　数据的生成和数据集分割

在实际应用中，数据往往是从现实生活中采集得到的（例如之前MNIST的例子），也可以能是某种软件生成的（例如围棋程序AlphaGo自我对弈的数据）。在本节中，我们将生成一些数据。数据的生成方法对回归器而言是保密的。

本节将利用Himmelblau函数生成有噪数据。生成数据的代码如代码清单7-2所示。输入数据在[image: ]
 上均匀分布。输出是输入经过Himmelblau函数运算后乘以0.01倍，再叠加上的标准正态分布加性噪声得到的。该代码生成了1000条数据。（你也可以选择其他输入范围、函数、噪声和样本条目数，但是如果选择了其他设置，运行的结果就不一样了。例如，你可能需要与后文不同的网络结构，得到不同的性能。）

代码清单7-2　生成有噪数据



     import torch
     torch.manual_seed(seed=0)         # 固定随机数种子,这样生成的数据是确定的
     sample_num = 1000                              # 生成样本数
     features = torch.rand(sample_num, 2)  * 12 - 6 # 特征数据
     noises = torch.randn(sample_num)
     def himmelblau(x):
         return (x[:,0] ** 2 + x[:,1] - 11) ** 2 + (x[:,0] + x[:,1] ** 2 - 7) ** 2
     hims = himmelblau(features) * 0.01
     labels = hims + noises                 # 标签数据




生成数据后，我们按照60%、20%、20%的比例将1000个数据分隔为600个数据的训练集、200个数据的验证集和200个数据的测试集。代码清单7-3查看了这3个数据集上的噪声的真实大小。

代码清单7-3　将数据分隔为训练集、验证集和测试集，查看各数据集上的噪声大小



     train_num, validate_num, test_num = 600, 200, 200 # 分割数据
     train_mse = (noises[:train_num] ** 2).mean()
     validate_mse = (noises[train_num:-test_num] ** 2).mean()
     test_mse = (noises[-test_num:] ** 2).mean()
     print ('真实:训练集MSE = {:g}, 验证集MSE = {:g}, 测试集MSE = {:g}'.format(
             train_mse, validate_mse, test_mse))
     # 输出: 真实:训练集MSE = 0.918333, 验证集MSE = 0.902182, 测试集MSE = 0.978382




后续的章节只会用代码清单7-2生成的数据，但是不知道这些数据是怎么生成的，也不知道各数据集上的噪声大小应该是多少。后续的章节要利用训练集和验证集上的数据得到合适的神经网络，并在测试集上测试神经网络的性能。


7.5.2　确定网络结构并训练网络

本节使用7.4.2节介绍的偏差方差分析来确定网络的结构。我们将试探着选择某个网络结构，绘制学习曲线和验证曲线，再通过减小网络或增大网络，来判断是否出现欠拟合或过拟合。

作为开始，我们考虑3层神经网络，前2个隐含层分别有6个神经元和2个神经元，并使用逻辑函数激活；最后1层输出层有1个神经元，没有非线性激活。利用torch.nn.Sequential类可以搭建这个神经网络：



     import torch.nn as nn
     hidden_features = [6, 2]             # 指定隐含层数
     layers = [nn.Linear(2, hidden_features[0]),]
     for idx, hidden_feature in enumerate(hidden_features):
         layers.append(nn.Sigmoid())
         next_hidden_feature = hidden_features[idx + 1] \
                 if idx + 1 < len(hidden_features) else 1
         layers.append(nn.Linear(hidden_feature, next_hidden_feature))
     net = nn.Sequential(*layers)         # 前馈神经网络
     print('神经网络为 {}'.format(net))




在上述代码中，先将torch.nn.Sequential类的构造参数放在一个列表里。这样做是为了让后续的代码可以轻易地修改神经网络的层数和每层神经元的个数。例如，如果要将两个隐含层的神经元个数从6和2修改为5和2，只需要将



     hidden_features = [6, 2]                 # 指定隐含层数




修改为



     hidden_features = [5, 2]                 # 指定隐含层数




即可。

接下来，我们来计算这个神经网络在给定训练数据条目数的情况下的训练差错和验证差错。代码清单7-4完成了这一功能。

代码清单7-4　计算特定结构的神经网络在某训练数据条目数下的训练差错和验证差错



     import torch.optim
     optimizer = torch.optim.Adam(net.parameters())
     criterion = nn.MSELoss()
     
     train_entry_num = 600 # 选择训练样本数
         
     n_iter = 100000 # 最大迭代次数
     for step in range(n_iter):
         outputs = net(features)
         preds = outputs.squeeze()
         
         loss_train = criterion(preds[:train_entry_num],
                 labels[:train_entry_num])
         loss_validate = criterion(preds[train_num:-test_num],
                 labels[train_num:-test_num])
         if step % 10000 == 0:
             print ('#{} 训练集MSE = {:g}, 验证集MSE = {:g}'.format(
                     step, loss_train, loss_validate))
     
         optimizer.zero_grad()
         loss_train.backward()
         optimizer.step()
     
     print ('训练集MSE = {:g}, 验证集MSE = {:g}'.format(loss_train, loss_validate))




改变代码清单7-4中用于训练的数据条目数，可以得到在不同训练数据条目数的情况下的差错值。值得注意的是，由于训练集只有600条数据，所以不能使用超过600条数据来训练。训练的结果如表7-5所示。在表7-5中，差错值是经105
 次迭代后在训练数据上和验证集上的MSE损失。表7-5中的数据可以绘制成图7-8。

表7-5　使用不同条目数的数据训练的差错值（2个隐含层，各有6个神经元和2个神经元，训练100000次）
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接下来，我们试图增加或减小网络的复杂度。表7-6考虑了两种较为简单的网络和两种较为复杂的网络。首先，表7-6考虑了两种减小网络复杂度的方法：①减小前一个隐含层的神经元个数，从6减小到5；②去掉后一个隐含层。由于后一个隐含层本来就只有2个神经元，如果再继续减少这一层的神经元，那么这层就只有1个神经元，后续输出层就没有意义了。因此，就直接去掉这一层。对程序做相应修改并运行后可以发现，在训练数据和验证数据上的差错值都变大了。这说明出现了高偏差，即网络欠拟合，网络的结构过于简单了。表7-6还考虑了两种增加网络复杂度的方法：①增加前一个隐含层的神经元个数，从6增加到7；②增加后一个隐含层的神经元个数，从2增加到3。修改相应的程序并运行后发现，训练集上的误差降低了，但是验证集上的误差增加了。这说明出现了高方差，即网络过拟合，网络的结构过于复杂了。综合以上分析可以知道，两个隐含层并且每个隐含层有6个神经元和2个神经元是复杂度适中的网络结构。
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图7-8　学习曲线和验证曲线（2个隐含层，各有6个神经元和2个神经元，训练100000次）

表7-6　不同的网络复杂度训练的结果
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至此，我们已经确定好神经网络的结构。这个神经网络一共有3层，其中2个隐含层分别有6个神经元和2个神经元。


7.5.3　测试性能

在上一节中，我们已经确定好神经网络的结构，并训练出相应的权重值。本节评估这个已经训练好的网络在测试集上的性能。

在代码清单7-4中，训练好的网络存在类实例net中。代码清单7-5调用这个类实例进行预测，就可以得到训练集上的预测值。将预测值和标签做比较，就可以得到测试集上的差错。代码清单7-5输出测试集上的差错值，为0.955。

代码清单7-5　计算测试集上的差错



     outputs = net(features)
     preds = outputs.squeeze()
     loss = criterion(preds[-test_num:], labels[-test_num:])
     print (loss)





7.6　本章小结

本章介绍了前馈神经网络，特别是全连接神经网络。在PyTorch中，可以使用torch.nn.Sequential类搭建神经网络，用torch.nn.Linear类搭建全连接层的线性部分，用各种各样的激活函数做非线性运算。在设计网络时，可以将数据分割为训练集、验证集和测试集，利用训练集和验证集来绘制给定网络结构的学习曲线和验证曲线，利用这两条曲线判断网络是否出现了欠拟合或过拟合，并据此调节网络结构。最后，我们还看了一个利用全连接网络进行非线性回归的例子。


第8章　卷积神经网络

本章将介绍另外一种前馈神经网络——卷积神经网络（Convolutional Neutral Network，CNN）。K.Fukushima于1980年发表文章《Neocognitron:A Self-organizing Neural Network Model for a Mechanism of Pattern Recognition Unaffected by Shift in Position》，将互相关引入神经网络，开启了使用卷积神经网络处理图像的新纪元。目前，在图像视频等机器视觉应用中，卷积神经网络是最常用到的神经网络类型。本章将介绍卷积神经网络的原理和应用。


8.1　卷积层


8.1.1　序列的互相关和卷积




卷积神经网络的核心是互相关（cross-correlation）运算和卷积（convolution）运算。本节将介绍互相关运算和卷积运算的思想。

互相关运算和卷积运算都是二元运算，它们都可以将两个序列映射为一个新的序列。

首先来看一维的情况，给定一维序列[image: ]
 和一维序列[image: ]
 [image: ]
 ，则这两个序列的互相关序列为[image: ]
 ，其中的元素为

[image: ]


这两个序列的卷积序列为[image: ]
 ，其中的元素为

[image: ]



注意：
 互相关的运算符号“＊”有5个瓣，卷积的运算符号“[image: ]
 ”有6个瓣。

为了直观理解上面的一维互相关和一维卷积的定义，现在来看一个例子。考虑序列[image: ]
 和序列[image: ]
 ，它们的互相关序列[image: ]
 满足
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卷积得到的序列[image: ]
 满足

[image: ]


观察得到的序列，可以发现互相关运算和卷积运算都可以归纳为对齐元素、对应元素求积、各乘积结果求和这三个步骤。

·对于互相关运算得到的序列[image: ]
 ，其第i个元素可以看作将序列[image: ]
 的第[image: ]
 个元素[image: ]
 和序列[image: ]
 的第[image: ]
 个元素[image: ]
 对齐，使其满[image: ]
 足，然后将对应元素相乘，再将各乘积结果求和。

·对于卷积运算得到的序列[image: ]
 ，其第i个元素可以看作将序列[image: ]
 的第[image: ]
 个元素[image: ]
 和序列[image: ]
 的第[image: ]
 个元素[image: ]
 对齐，使其满足ix
 +iw
 =i，然后将对应元素相乘，再将各乘积结果求和。

比较互相关运算和卷积运算，可以发现它们唯一的区别在于元素的对齐方式。如果把序列[image: ]
 看作输入，把序列[image: ]
 看作对序列[image: ]
 进行线性组合的权重序列，只要权重序列中的权重是可以学习的，那么它的顺序就无关紧要，互相关运算和卷积运算就没有本质的区别。

实际应用中更多情况用到的是更高维的互相关和卷积。对于二维的情况，考虑二维的序列

[image: ]


它的互相关[image: ]
 为

[image: ]


其中，
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例如，当

[image: ]


时，互相关运算的结果为

[image: ]


因为篇幅关系，仅列举其中若干元素，如下：
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卷积运算的结果为

[image: ]


其中，某些元素为

[image: ]


这个例子告诉我们，二维的互相关和卷积运算依然是通过对齐元素、对应元素相乘、乘积相加这3个步骤完成的，互相关和卷积只在对齐的方式上有所不同。

对于更高的维度，也可以定义互相关和卷积运算。一般的，考虑[image: ]
 维序列[image: ]
 和[image: ]
 维序列[image: ]
 ，其互相关得到的序列[image: ]
 的元素为

[image: ]


卷积得到的序列[image: ]
 的元素为

[image: ]


它们仅在对齐方式上有所不同。

如果把互相关或卷积看作右操作数的线性组合，把左操作数看作线性组合时使用的权重张量，那么互相关和卷积的区别就在于是否对权重进行重新排序。考虑到权重张量是可以学习、修改的，它的顺序无关紧要，所以在卷积神经网络的分析中常常模糊互相关和卷积的区别。由于互相关运算比卷积运算少了翻转这个步骤，实现更加简单，所以实际的卷积神经网络都是基于互相关操作的。


8.1.2　一维张量的互相关

在8.1.1节中，我们已经学习了序列互相关的基本定义。本节将介绍张量的互相关。张量的互相关还有一些变形，包括补齐、膨胀、步幅。为了简单，本节将以一维张量互相关为例进行介绍。更高维的张量互相关可以在此基础上做推广。

如前所述，一维序列[image: ]
 和一维序列[image: ]
 的互相关序列为W＊X，其中的元素为

[image: ]


如果序列[image: ]
 中只有[image: ]
 不为0（其他元素均为0），序列[image: ]
 只有[image: ]
 不为0（其他元素均为0，lx
 是一个任意正整数），那么在互相关序列[image: ]
 中，只有[image: ]
 这[image: ]
 个元素是将[image: ]
 个[image: ]
 中的元素线性叠加得到的，它们的结果为

[image: ]


从这个角度看，我们可以认为一维张量[image: ]
 和一维张量[image: ]
 经过卷积得到一维张量[image: ]
 。

在卷积神经网络中，对于一维的情况，一般将张量[image: ]
 看作某个卷积层的输入，将张量[image: ]
 看作某个卷积核（kernel），得到新的张量[image: ]
 。如果[image: ]
 的大小为(lx
 ,)，[image: ]
 的大小为[image: ]
 ，结果张量[image: ]
 的大小为(lz
 ,)，则有
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图8-1给出了这样的卷积层的例子。在图8-1所示的卷积层中，输入张量[image: ]
 的大小为(5,)，核张量[image: ]
 的大小为(3,)，输出张量[image: ]
 的大小则为[image: ]
 。
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图8-1　基本的互相关

接下来介绍卷积运算的扩展运算。扩展运算往往改变了元素的对应关系，进而影响输出张量的大小。

首先来看“补全”（pad）运算。补全运算是在输入张量[image: ]
 的前后加上一些0元素得到新的张量[image: ]
 。补全既可以在张量[image: ]
 的最开始补零，也可以在张量[image: ]
 的最后面补零，也可以前后同时补零。前后同时补零是最常见的做法。如果在张量[image: ]
 的前后各补[image: ]
 和[image: ]
 个零，则补全后的张量相应维度大小为

[image: ]


对于补全后的张量[image: ]
 ，可以和核张量[image: ]
 进行基本互相关。

图8-2和图8-3都是补全互相关运算的例子。在图8-2中，[image: ]
 ，所以[image: ]
 。再考虑到[image: ]
 ，所以[image: ]
 。由于[image: ]
 [image: ]
 ，所以
 [image: ]
 。这种情况常被称为“半补全”（half pad）。在图8-3中，
 [image: ]
 ，所以
 [image: ]
 。再考虑到
 [image: ]
 ，所以
 [image: ]
 [image: ]
 。由于
 [image: ]
 ，所以输入的每个元素都对输出有贡献。这种情况又称为“全补全”（full pad）。


[image: ]


图8-2　半补全互相关运算（虚线表示可以省略的运算，下同）

[image: ]


图8-3　全补全互相关运算

接下来介绍核的膨胀（dilate）。回顾图8-1，在基本的互相关中，每个权重元素都是连续地对应着输入张量中的元素。对于这种情况，可以认为膨胀系数为[image: ]
 ，膨胀后核的大小[image: ]
 和膨胀前的大小一致。如果每个权重值不是依次对应着输入元素，而是隔几个对应着一个输入元素，则称膨胀系数[image: ]
 。一般来说，膨胀前核的大小[image: ]
 与核膨胀后核的大小[image: ]
 的关系为

[image: ]


由于在[image: ]
 时[image: ]
 ，所以使用膨胀时可以用较少的权重元素来感知较大坐标范围的输入。

图8-4就给出了一个膨胀系数d膨胀
 =2的例子。在膨胀前，核的大小为[image: ]
 ，按d膨胀
 =2膨胀后，核可以管到d膨胀后
 =5这样的范围。

最后介绍带“步幅”（stride）的互相关。回顾图8-1，在基本互相关中核张量[image: ]
 每次相对输入张量[image: ]
 向右移动一个元素的位置，并生成一个结果张量[image: ]
 中的元素。这样一共生成了lx
 -k+1个元素。可以将这个数量视为进行步幅操作前的输出张量Z步幅前
 大小（lz
 步幅前
 ）。对于基本的互相关，可以认为它的步幅s步幅
 =1，也就是张量Z步幅前
 中的每个元素都输出到最终的输出张量中，即lz
 =lz
 步幅前
 。但是，如果只选取张量
 Z步幅前
 中的某些元素，例如每隔几个元素选取一个元素到最终的结果张量
 [image: ]
 中，则认为步幅
 s步幅
 >1。步幅
 s步幅
 就是指定在
 Z步幅前
 中的某个维度每
 s步幅
 个元素选取1个元素到最终的结果张量
 [image: ]
 。因此


[image: ]


图8-5给出了一个步幅s步幅
 =2的例子。图中lx
 =5，[image: ]
 ，所以lz
 步幅前
 =lx
 -k+1=3。由于s步幅
 =2，所以[image: ]
 。

[image: ]


图8-4　带核膨胀的互相关

[image: ]


图8-5　步幅为2的互相关

补全、步幅、膨胀可以综合使用。综合前文，输入大小(lx
 ,)、输出大小(lz
 ,)、核张量大小(k,)、两侧分别补全数[image: ]
 和[image: ]
 、步幅s步幅
 、膨胀系数d膨胀
 之间的关系满足

[image: ]


将以上几式综合起来，可以得到

[image: ]


图8-6就是一个将单侧补全和步幅结合起来的例子。在图8-6中，先通过单`侧补全使得输入张量的大小从(6,)增加到(7,)，然后利用步幅为s步幅
 =2的互相关得到大小为(3,)的结果张量。


8.1.3　一维张量的转置卷积

本节介绍互相关运算的衍生运算——转置卷积（transposed convolution）。本节依然以一维张量为例进行介绍。高维张量可以在此基础上推广。

首先来看基本的转置卷积运算。

在8.1.2节介绍的全补全互相关中，对于大小为[image: ]
 的核张量[image: ]
 和大小为(lx
 ,)的输入张量[image: ]
 ，对输入前后各补px-
 =px+
 =k+1个零，得到补全后[image: ]
 。再互相关得到元素个数为[image: ]
 的张量[image: ]
 。基本的转置卷积运算和全补全互相关在运算上并无差别。图8-7给出了一个转置卷积的例子，它和图8-3除字母以外并无区别。对于转置卷积运算，用张量[image: ]
 表示输入，用张量[image: ]
 表示输出，这和互相关运算中的定义正好相反。如果用张量点积来表示图8-7中的运算，有

[image: ]


[image: ]


图8-6　单侧补全和步幅为2的互相关

[image: ]


图8-7　基本的转置卷积

对张量[image: ]
 做线性组合的权重张量正好是求卷积时使用的权重张量[image: ]
 [image: ]
 的转置。因此，这样的互相关操作又称为转置卷积。

在一维转置卷积运算中，记输入张量[image: ]
 的大小为(lz
 ,)，输出张量[image: ]
 的大小为(lx
 ,)。

之所以要单独讨论转置卷积，是因为转置卷积运算对输入/输出张量大小的影响与互相关运算对转置卷积的影响正好相反。在前一节对互相关及其各种扩展形式的介绍中，我们已经知道，对于核大小为[image: ]
 、补全数为[image: ]
 和[image: ]
 、步幅为s步幅
 、膨胀系数为d膨胀
 的互相关，输入大小(lx
 ,)和输出大小(lz
 ,)满足

[image: ]


转置卷积也同时满足以上4个式子。转置卷积在输入与输出字母是互相关的输入和输出对调的情况下，满足了关于输入/输出大小的所有关系。正因为转置卷积有这样的性质，所以少数文献会误称其为“反卷积”（deconvolution）。实际上反卷积对应着另外一种运算（本书不介绍）。

对于基本的转置卷积，[image: ]
 ，所以[image: ]
 [image: ]
 。利用
 [image: ]
 后，有
 [image: ]
 ，即
 [image: ]
 。因此，如果要用互相关来实现基本的转置卷积，需要使用全补全互相关。


图8-7给出了基本的转置卷积的例子。在这个例子中，补全参数[image: ]
 ，但是事实上输入张量[image: ]
 的前后还是被补全了。

下面就来详细看看转置卷积是如何实现各扩展参数的。在互相关中，这些扩展参数是按照补全、膨胀、步幅的顺序来介绍的；在转置卷积中，将以相反的顺序来介绍这些扩展参数。

首先来看步幅。转置卷积的输入张量[image: ]
 应当视作已经被步幅处理过的张量，在有步幅的情况下，应当试图恢复出在步幅处理之前的张量Z步幅前
 。从前文可知道，输入张量大小（lz
 ,）和步幅处理前张量大小（lz步幅前
 ）应当满足[image: ]
 。值得注意的是，在这个关系中，仅仅知道lz
 和s步幅
 ，在s步幅
 >1的情况下，是不足以确定出lz步幅前
 的。具体而言，给定lz
 ，有[image: ]
 ，进而[image: ]
 。在此基础上再给定s步幅
 ，有[image: ]
 [image: ]
 ，进而lz步幅前
 可取

[image: ]


其中，pz+
 =0.1,……,s步幅
 -1。所以，对于步幅s步幅
 >1的情况，还需要引入另外一个参数“输出补全”（output pad，记为pz+
 ），才能完全确定lz步幅前
 。

图8-8和图8-9是带步幅的转置卷积的例子。在这两个图中步幅均为s步幅
 =2，输出补全分别为pz+
 =0和pz+
 =1。在图8-8中，lx
 =5，s步幅
 =2，pz+
 =0，所以[image: ]
 [image: ]
 。由于该例子不带补全参数，即[image: ]
 ，所以[image: ]
 [image: ]
 。为了让[image: ]
 ，需要在[image: ]
 前后都补[image: ]
 个零。在图8-9中，[image: ]
 ，[image: ]
 ，所以[image: ]
 。由于该例子不带补零参数，即[image: ]
 ，所以[image: ]
 。为了让[image: ]
 ，需要在[image: ]
 前后都补[image: ]
 个零。不过，由于[image: ]
 是由3个零的线性组合得到的，[image: ]
 的值不会随着输入张量[image: ]
 的值的变化而变化，所以设计[image: ]
 就变得没有意义。比较图8-11和图8-12的输出，这两个输出中有意义的元素个数相同，产生输出的线性组合方式也相同。因此这两个图的运算是完全等价的。

[image: ]


图8-8　步幅为2的转置卷积

[image: ]


图8-9　步幅为2、输出补全为1的转置卷积

接下来看膨胀系数[image: ]
 。在转置卷积运算中，膨胀后的核的大小依然是

[image: ]


图8-10就是一个带膨胀的转置卷积。其核大小[image: ]
 ，膨胀系数[image: ]
 =2，所以膨胀后的核大小[image: ]
 。因此，在[image: ]
 时，[image: ]
 。

最后看转置卷积的补全数[image: ]
 。在互相关中补全数是在输入张量[image: ]
 前后补全的个数，所以在转置卷积中的补全数[image: ]
 控制了最终输出[image: ]
 的大小。在转置卷积中，[image: ]
 和[image: ]
 的转置卷积为[image: ]
 。为了实现以下关系

[image: ]


我们在张量[image: ]
 的前后抠掉[image: ]
 个元素（这些元素实际上并不一定为零），得到最终的输出张量[image: ]
 。

[image: ]


图8-10　带膨胀的转置卷积

例如，图8-7、图8-11、图8-12分别演示了不补全、半补全和全补全。在图8-7的转置卷积中，虽然在输入张量前后都补了2个零，但是仍然称补全数[image: ]
 ，其为基本的转置卷积操作。在图8-11所示的转置卷积中，[image: ]
 ，所以[image: ]
 ，是半补全。在图8-12的转置卷积中，[image: ]
 ，没有在实际的输入[image: ]
 两侧补全，这种情况称为全补全。

比较上述3个例子可以发现，补全数[image: ]
 越大，实际在输入张量[image: ]
 前后要补的零越少。当转置卷积的补全数为[image: ]
 ，则实际上在输入张量[image: ]
 前后要补的零元素的个数为[image: ]
 和[image: ]
 。这样，才有[image: ]
 ，即[image: ]
 [image: ]
 ，从而才能在定义了[image: ]
 的情况下有[image: ]
 。

[image: ]


图8-11　半补全的转置卷积

[image: ]


图8-12　全补全的转置卷积

将步幅[image: ]
 和输出补全[image: ]
 、膨胀[image: ]
 、补全数[image: ]
 结合起来，可以得到一维转置卷积运算的输入大小[image: ]
 和输出大小[image: ]
 之间的关系：

[image: ]


综合以上式子，有

[image: ]


值得一提的是，上式中[image: ]
 和[image: ]
 符号相反，可以相互抵消一部分。例如在图8-13所示的例子中，步幅[image: ]
 ，补全数[image: ]
 ，输出补全[image: ]
 。考虑到[image: ]
 ，这里的[image: ]
 和[image: ]
 就可以互相抵消。所以，这个图也可以看作步幅[image: ]
 ，补全数[image: ]
 但是[image: ]
 。

[image: ]


图8-13　同时有补全和输出补全的转置卷积


8.1.4　高维张量的互相关和转置卷积

以上两节介绍了一维张量的互相关和转置卷积运算。这样的运算可以扩展到更高维。由于卷积神经网络最常用于图像和视频的处理，所以这些运算往往都是用于二维及其以上维度的数据。本小节将介绍如何将一维张量的互相关和转置卷积扩展到更高维度。

对于[image: ]
 维的互相关或转置卷积（[image: ]
 ），记张量[image: ]
 的大小为[image: ]
 ，张量[image: ]
 的大小为[image: ]
 ，核张量[image: ]
 的大小为[image: ]
 。对于扩展参数，都是逐维度定义的。同一扩展参数的逐元素往往相同，也可以不同。例如，记补全数[image: ]
 和[image: ]
 ，膨胀系数[image: ]
 [image: ]
 ，步幅[image: ]
 ，对于转置卷积的输出补全为[image: ]
 。之前在一维运算中涉及的关系将在每个维度都一一满足，即对于任意的[image: ]
 ，均有

[image: ]



8.1.5　torch.nn包里的卷积层

在前面的章节中，我们已经见识过线性运算相关的层和激活函数层。本节将介绍在卷积神经网络中完成互相关运算和转置卷积运算的层。

torch.nn子包里完成互相关运算和转置卷积运算的卷积层如表8-1所示，所有这些层都是torch.nn.Module类的子类，其用法都遵循torch.nn.Module类的用法。目前，torch.nn子包只是为一维、二维、三维的情形分别提供了卷积和互相关运算的层。

表8-1　torch.nn子包里的卷积层

[image: ]


对于[image: ]
 维的互相关运算或卷积运算，在调用类实例时，输入张量和输出张量的维度数均为[image: ]
 维。在多出来的前2维中，第0维是表示样本的计数，第1维表示数据的通道数。所谓数据的通道数，就是一条数据有几个[image: ]
 维张量。在前几个小节的讲解中，都只涉及1个通道的情况。事实上，图片等卷积神经网络处理的对象常常是有多个通道的。例如，图片常常有“红、黄、蓝”3个通道，或是在这个基础上还有一个透明度通道。输入张量的通道数和输出张量的通道数可以不同。比如可以将有“红、黄、蓝”3个通道的图片处理成只有1个通道的结果。卷积层的输出通道数则表示最多可以支持的特征个数。因为每个通道都是使用相同的卷积核计算，每个卷积核只能提取一种特征（输出的维度则是表示特征出现的位置）。因此，要提取出多少种不同的特征，就要有多少输出通道。

输入通道和输出通道之间的运算方式由分组方式指定。最常见的情况是把所有输入都分为1组。以互相关运算为例，对于有[image: ]
 个输入通道、[image: ]
 个通道的卷积层，就有[image: ]
 多个大小为[image: ]
 的核权重张量。对于权重张量的第[image: ]
 个部分[image: ]
 ，它作用于第[image: ]
 个通道上的输入[image: ]
 得到互相关的结果[image: ]
 。再将结果叠加到第[image: ]
 个输出通道上，即[image: ]
 。输出还可能会有偏差，这时

[image: ]


其中，[image: ]
 是偏差张量（和权重张量一样需要通过学习确定）。对于转置卷积，也有类似的情形，即

[image: ]


对通道的操作类似于全连接网络中的全连接关系，只不过这里链接各个通道的是大小为[image: ]
 的核权重张量，而不是一个单一的数值。如果不止1组，则会把输入通道和输出均匀地分为多个组，让各组通道之间互相连接，达到类似于多个互相独立的卷积层的效果。

[image: ]
 维互相关对应的层为torch.nn.Convdd类。构造类的实例时，最开始的两个参数是in_channels和out_channels，指定输入通道数[image: ]
 和输出通道数[image: ]
 。接着是指定核大小[image: ]
 的参数kernel_size，指定步幅[image: ]
 的参数stride，指定补全[image: ]
 和[image: ]
 的参数padding，指定膨胀系数[image: ]
 的参数dilation。对于这3个参数，可以传给它一个整数，就相当于对每一维度都做同样的设置。默认情况下步幅为1，补全数为0，膨胀系数为1。接着参数groups设置通道之间运算的分组，默认为1。最后参数bias设置是否有偏差项，默认为有偏差项。

[image: ]
 维转置卷积对应的层为torch.nn.ConvTranspose[image: ]
 d类。构造类的实例时，指定输入通道数[image: ]
 的参数是in_channels，指定输出通道数
 [image: ]
 的参数是out_channels，指定核大小
 [image: ]
 的参数kernel_size，指定步幅
 [image: ]
 的参数是stride（默认为1），指定补全
 [image: ]
 和
 [image: ]
 的参数是padding（默认为0），指定输出补全
 [image: ]
 的参数output padding（默认为0），指定膨胀系数
 [image: ]
 的参数dilation（默认为1），指定运算间分组的参数是groups（默认为1），指定是否有偏差项的参数是bias（默认为True）。


代码清单8-1给出了一个卷积层用法的例子。代码首先构造了一个torch.nn.Conv2d的类示例conv。在构造类示例时，依次指定了输入通道数、输出通道数、核大小等参数。接着，代码定义了输入张量。输入张量经过卷积层操作后，就得到输出张量。

代码清单8-1　卷积层用法示例



     conv = torch.nn.Conv2d(16, 33, kernel_size=(3, 5), 
             stride=(2, 1), padding=(4, 2), dilation=(3, 1))
     inputs = torch.randn(20, 16, 50, 100)
     outputs = conv(inputs)
     outputs.size()




在图像处理等问题中常常使用卷积层。这是因为，互相关运算和转置卷积运算可以提取出图像的特征。互相关运算和转置卷积运算都是对输入的元素做线性组合，但是它与全连接层相比，权重的数量少很多。而且，对于某种类型的特征，无论它出现在图片中的哪个部分，都会由相同的卷积核得出相同的结果。因此，只要用很少的权重值就有能力抽取图片中的特征。如果把卷积层换成全连接层，则会造成参数过多，一方面训练困难，另一方面容易出现过拟合。因此，在图片和视频等媒体的处理中，往往会用卷积层抽取图像特征。获得图像特征后，再使用全连接层等根据图像特征做后续的判别等运算。

至此，我们已经了解了卷积神经网络的核心——卷积层。


8.2　池化层、视觉层和补全层

本节介绍与互相关运算和转置卷积运算具有直接关系的运算：池化运算、反池化运算和补全运算，以及与反池化相似的上采样运算。本节还会介绍和实现这些运算的池化层、视觉层和补全层。


8.2.1　张量的池化

池化（pooling）运算是一个和互相关运算密切相关的运算。在互相关运算中，我们通过互相关操作，在权重核张量[image: ]
 的帮助下，可以将某一维度大小为[image: ]
 的输入张量[image: ]
 转换为某一维度大小为[image: ]
 的输出张量[image: ]
 。池化运算则不需要权重核张量[image: ]
 （或是认为固定权重核张量各元素固定为1），就能完成具有相同结构的运算。本节将介绍最大池化、平均池化、[image: ]
 池化这3种池化。

首先来看最大池化（max pool）。在最大池化中，输出张量中的每个元素都是若干个输入张量元素的最大值：

[image: ]


正因为如此，这种池化操作才称为最大池化。最大池化是最常用的池化。图8-14给出了一个一维基本最大池化的例子。

[image: ]


图8-14　基本最大池化

将基本最大池化（见图8-14）和基本互相关（见图8-1）做比较，可以发现基本最大池化和基本互相关具有相同的结构，仅在运算上有以下两个区别：

·互相关需要将输入和核权重[image: ]
 对应元素相乘；而最大池化运算中无此操作，相当于权重均为1。

·在互相关操作中，元素和对应核元素相乘后的值要加起来成为输出张量的元素；而在最大池化运算中是取各元素中最大的一个元素。

和互相关的情形相同，最大池化也可以扩展到高维，并且可以有输入补全[image: ]
 和[image: ]
 、膨胀系数[image: ]
 、步幅[image: ]
 等。它们对输入张量和输出张量的影响与互相关中的完全相同，即输入张量[image: ]
 的某一维度大小[image: ]
 和输出张量[image: ]
 的某一维度大小[image: ]
 满足关系

[image: ]


综合可得

[image: ]


这些关系对后续介绍的各种池化也都是适用的。

接下来介绍平均池化（average pool）。平均池化与最大池化的区别在于，最大池化的输出元素是由若干输入元素取最大值得到的，而平均池化的输出元素是由若干输入元素求平均得到的，即

[image: ]


图8-15给出了一个一维基本平均池化的例子。

平均池化也可以看作在互相关中固定核权重张量[image: ]
 的各元素的值为权重张量总元素个数[image: ]
 的倒数，即[image: ]
 。

最后介绍[image: ]
 池化（[image: ]
 pool）。给定参数[image: ]
 ，[image: ]
 池化计算输入元素组合的[image: ]
 范数（[image: ]
 norm），即

[image: ]


图8-16给出了基本一维[image: ]
 池化的例子。

[image: ]


图8-15　基本平均池化

[image: ]


图8-16　基本[image: ]
 池化

考虑到[image: ]
 范数的性质，当[image: ]
 时，[image: ]
 范数相当于求和（与求平均只差系数）；当[image: ]
 时，[image: ]
 范数相当于求最大值。因此[image: ]
 池化可以看作最大池化和平均池化的推广。但是，由于求平均和求和的范围不同，并且实际上[image: ]
 值并不能取到[image: ]
 ，所以[image: ]
 池化不能代替平均池化或最大池化。


8.2.2　张量的反池化

张量的互相关与张量的反卷积相对应，其输入张量和输出张量的大小恰好可以互换。同样，张量的池化和张量的反池化相对应，也可以让输入张量和输出张量的大小恰好可以互换。本节将介绍张量的反池化（unpool）。特别地，本节着重介绍张量的反最大池化（max unpool）。

正如转置卷积并不是互相关的逆运算，反最大池化也不是池化的逆运算。事实上，在最大池化操作过程中，有些不是那么大的元素消失了，之后就不可能恢复回来。反最大池化试图尽最大努力恢复出原来的张量。但是对于那些已经没有办法恢复出的元素，就只好设置其为0。另外，为了恢复出原来的张量，在最大反池化的过程中，还需要指定张量[image: ]
 中的元素对应着原来张量[image: ]
 中的哪一个元素。

图8-17给出了基本一维最大反池化的例子。对于输入张量[image: ]
 中的每个元素，都有一个配套的指示说明这个元素对应着输入张量[image: ]
 中的哪个元素。

[image: ]


图8-17　基本一维最大反池化

最大反池化输入张量[image: ]
 的某一维度大小[image: ]
 和输出张量
 [image: ]
 的某一维度大小
 [image: ]
 的关系与转置卷积中的关系完全相同，即


[image: ]


综合有

[image: ]


使用反池化时常常有[image: ]
 ，很多时候有[image: ]
 。当[image: ]
 时，输出张量[image: ]
 中每[image: ]
 个元素就恰好有1个元素来自输入张量[image: ]
 ，剩下元素都是0。具体哪个元素不是0则由指标确定，每组元素的位置都不同。如果考虑每组元素都在相对固定的位置获得输入张量[image: ]
 的位置，则这种情形类似于上采样。本章后续章节会介绍上采样。


8.2.3　torch.nn包里的池化层

本节介绍PyTorch扩展库里完成池化运算、反池化运算的层。这些层还是放在torch.nn子包中，并且都是以torch.nn.Module类的子类体现。表8-2列出了torch.nn子包里的池化层。

表8-2　torch.nn子包里的池化层

[image: ]


[image: ]


最大池化和平均池化每种维度均有两种版本。不带“自适应”（Adaptive）字样的版本是基本版本，这类版本的步幅均为整数，输出张量的大小可由步幅等参数推算出来。带有“自适应”字样的版本是自适应版本。自适应版本不能设置输入补全数、核大小、膨胀系数、步幅，只能直接设置输出张量的大小。自适应池化将根据输入张量的大小和输出张量的大小自动选择合适的参数。

由于最大反池化只有在提供位置信息的情况下才能完成，所以在使用最大池化层时可以选择输出位置信息。具体而言，在构造最大池化层时，除了指定表示核大小的参数kernel_size、表示步幅的参数stride、表示输入补全的参数padding=0、表示膨胀系数的参数dilation之外，还有一个参数return_indices用来控制是否要输出位置信息。默认的情况下，return_indices为False，表示不输出位置信息。如果不输出位置信息，就无法实现最大反池化。例如，下列代码演示了return_indices为默认值的情况下的输出，输出仅为输出张量：



     inputs = torch.Tensor([[[1, 2, 3, 4, 5]]])
     pool = nn.MaxPool1d(kernel_size=2, stride=2)
     outputs = pool(inputs)
     outputs




如果规定return_indices=True，则可以得到位置信息。位置信息就可以用于后续的反池化运算，如



     inputs = torch.Tensor([[[1, 2, 3, 4, 5]]])
     pool = nn.MaxPool1d(kernel_size=2, stride=2, return_indices=True)
     outputs, indices = pool(inputs)
     unpool = nn.MaxUnpool1d(kernel_size=2, stride=2)
     recovers = unpool(outputs, indices)
     recovers




不过在上述例子中，最大池化层的输入张量大小为(5,)，反池化层输出的大小为(4,)。要让反池化层的输出张量与池化层输入张量的大小完全相同，可以使用反池化层的可选参数output_size，如



     unpool(outputs, indices, output_size=inputs.size())




对于平均池化和[image: ]
 池化，目前暂时不能设置膨胀系数，即固定[image: ]
 。


8.2.4　张量的上采样

本节介绍张量的上采样（up-sample）。上采样是一种类似于反池化在[image: ]
 情况下的运算。上采样可以将输入张量[image: ]
 的每个维度大小扩展若干倍，但是对于多出来的数并不是补全，而是根据元素的值给一个合理的估计。本节将介绍上采样运算，包括最邻近上采样和线性插值上采样。

首先来看最邻近上采样（nearest up-sample）。最邻近上采样就是将每个元素重复若干次。这个倍数称为比例因子（scale factor）。例如，对于一维张量(1,0,2)，比例因子为3的最邻近上采样结果为(1,1,1,0,0,0,2,2,2)，即将每个元素重复3次；比例因子为2的最邻近上采样结果为(1,1,0,0,2,2)，即将每个元素重复2次。对于更高维的张量，也是如此。一般而言，对于大小为[image: ]
 的输入张量[image: ]
 ，在各维度的比例因子为[image: ]
 ，则输出张量[image: ]
 的大小[image: ]
 满足

[image: ]


最邻近插值的各维度比例[image: ]
 都应为整数。

接下来看线性插值上采样（linear up-sample）。线性插值上采样比最邻近上采样复杂一些。线性插值的输入张量[image: ]
 某一维度的大小[image: ]
 和输出张量[image: ]
 某一维度的大小[image: ]
 同样满足[image: ]
 ，不过这时候[image: ]
 不一定要是正整数（当然[image: ]
 和[image: ]
 还是需要是正整数的）。

为了说明线性插值上采样，我们来看几个例子。


第1个例子：
 对于一维张量(1,0,2)，比例因子为3的线性插值上采样结果为[image: ]
 [image: ]
 。这个结果是这么计算的：输入张量大小为(3,)，比例因子为(3,)，所以输出张量的大小为[image: ]
 。如果把输入张量的第0个元素放在输出张量的第0个元素位置，把输入张量的最后一个元素放在输出张量的最后一个位置，把输入张量中间的元素放在输出张量的中间位置，那么输出张量具有形式[image: ]
 。接下来就要确定其中[image: ]
 的值。确定元素的方法是采用线性插值的方法。[image: ]
 是由第0个元素[image: ]
 和中间元素[image: ]
 插值而来：

[image: ]


[image: ]
 是由中间元素[image: ]
 和最后的元素[image: ]
 插值而来：

[image: ]


这样计算后，在从[image: ]
 到[image: ]
 这一段，数据是线性变化的；在从[image: ]
 到[image: ]
 这一段，数据也是线性变化的。这样的插值方式就是线性插值。

第2个例子：对于一维张量(1,0,2)，比例因子为2的线性插值上采样结果为[image: ]
 。这个结果是这么计算的：输入张量大小为(3,)，比例因子为(2,)，所以输出张量的大小为[image: ]
 。如果把输入张量的第0个元素放在输出张量的第0个元素位置，把输入张量的最后一个元素放在输出张量的最后一个位置，那么输出张量具有形式[image: ]
 。现在考虑原输入张量的中间元素[image: ]
 。照理来说，这个元素应该放在输出张量的中间，但是输出张量的中间位置是[image: ]
 ，不是一个可以放元素的地方，所以输入元素[image: ]
 就没有办法在输出张量中体现。输出张量中的其他元素通过线性插值确定：

[image: ]


第3个例子：对于一维张量(1,0,2)，比例因子为[image: ]
 的线性插值上采样结果为[image: ]
 。这个结果是这么计算的：输入张量大小为(3,)，比例因子为[image: ]
 ，所以输出张量的大小为[image: ]
 。如果把输入张量的第0个元素[image: ]
 放在输出张量的第0个元素位置[image: ]
 ，把输入张量的最后一个元素[image: ]
 放在输出张量的最后一个位置[image: ]
 ，输入张量的中间元素[image: ]
 放在输出张量实际并不存在的“中间位置”[image: ]
 。输出张量中的其他元素通过线性插值确定：

[image: ]


通过以上例子，我们已经能够观察出线性上采样的一般计算公式。对于一维输入张量[image: ]
 ，其元素[image: ]
 可以对应到输出张量[image: ]
 中[image: ]
 这个位置（当然，如果[image: ]
 不是整数的话，这个位置实际上是不存在的），然后进行线性插值得到[image: ]
 中的各元素。对于元素[image: ]
 ，记[image: ]
 ，则有[image: ]
 ，所以

[image: ]


这就是一维线性插值的计算式。

高维的情况则需要对线性插值进行推广。二维的线性插值上采样又称双线性（bilinear）插值上采样，三维的线性插值上采样又称为三线性（trilinear）插值上采样。


8.2.5　torch.nn包里的视觉层

本节介绍PyTorch扩展库里完成上采样运算的层。在PyTorch里的上采样运算属于视觉层（visual layer）。

在PyTorch中，最邻近上采样和线性上采样都是用torch.nn子包里的torch.nn.Unsample类实现。torch.nn.Unsample类依然是torch.nn.Module类的子类。在构造类的实例时，由一个参数mode来指定要用哪一种算法进行上采样。默认情况下，mode参数值为字符串'nearest'，表示最邻近上采样。如果要进行线性上采样，对于一维线性上采样、二维线性上采样、三维线性上采样，mode的值应当分别设置为字符串'linear'、'bilinear'和'trilinear'（见表8-3）。

表8-3　torch.nn.Unsample类用法

[image: ]


代码清单8-2给出了一个使用上采样类的例子。

代码清单8-2　torch.nn.Unsample类用法示例



     inputs = torch.arange(1, 5).view(1, 1, 2, 2)
     upsample = nn.Upsample(scale_factor=2, mode='nearest')
     upsample(inputs)





8.2.6　张量的补全运算

本节介绍另一个和张量互相关运算息息相关的运算——补全（pad）运算。

在学习张量的互相关时，我们已经知道可以对输入张量[image: ]
 进行输入补全操作。对于某个输入维度[image: ]
 ，输入补全数为[image: ]
 和[image: ]
 ，则补全后该维度的大小为

[image: ]


补全后输入张量[image: ]
 的最前[image: ]
 个元素和最后[image: ]
 个元素都是0，这样的补全方式称为“补零”（zero pad）。

在实际应用过程中，补零并不能满足所有的需求。虽然补零是最常见的补全方式，但是有的时候我们也会尝试其他补全方式。补全方式包括以下几种。

1）常数补全
 （constant pad）：输入补全在输入张量前后补上常数。补零就是补常数的特例。常数补全不仅可以补零，也可以补其他常数。假设补全用的常数是[image: ]
 ，则补全后的输入张量具有以下形式：

[image: ]


2）重复补全
 （replication pad）：重复补全就是在输入张量前面补全时，用输入张量的第0个元素[image: ]
 ，在输入张量后面补全时，用输入张量最后一个元素[image: ]
 。补全后的输入张量具有形式：

[image: ]


3）反射补全
 （replication pad）：反射补全是以张量的边界为对称轴向外侧补全。例如对输入张量[image: ]
 的左侧补全时，首先在[image: ]
 的左边补上[image: ]
 ；如果还要补全，则在[image: ]
 的左边再补上[image: ]
 ，以此类推；对输入张量右侧补全时，首先在[image: ]
 的右边补上[image: ]
 ；如果还要补全，则在[image: ]
 的右边再补上[image: ]
 ，以此类推。补全后的输入张量具有形式：

[image: ]


在各种补全方式中，补零则是最常见的补全方式。


8.2.7　torch.nn包里的补全层

本节介绍PyTorch扩展库里完成补全运算的层。这些层还是放在torch.nn子包中，并且都是以torch.nn.Module类的子类体现。表8-4列出了torch.nn子包里的补全层。

对于常数补全，如果是补零，既可以用torch.nn.ConstantPad2d类也可以用torch.nn.ZeroPad2d类，如果不是补零，则只能用torch.nn.ConstantPad2d类。在实际补零时，补零操作往往可以由卷积层、池化层等兼任，不需要特意构造补全类实例完成。对于补全非零常数的情况，需要在构造类实例时指定参数value来确定补全的常数是什么，例如：



     pad = nn.ConstantPad2d(padding=[1, 1, 1, 1], value=1)




表8-4　torch.nn子包里的补全层

[image: ]


各种补全层都需要参数padding来指定输入补全数。代码清单8-3给出了各种类型的补全层的用法。

代码清单8-3　各种类型的补全层的用法



     inputs = torch.arange(12).view(1, 1, 3, 4)
     pad = nn.ConstantPad2d(padding=[1, 1, 1, 1], value=-1)
     print ('常数补全 = {}'.format(pad(inputs)))
     pad = nn.ReplicationPad2d(padding=[1, 1, 1, 1])
     print ('重复补全 = {}'.format(pad(inputs)))
     pad = nn.ReflectionPad2d(padding=[1, 1, 1, 1])
     print ('反射补全 = {}'.format(pad(inputs)))




在代码清单8-3中，补全前的输入张量为

[image: ]


常数补齐、重复补齐、反射补齐后的张量分别为

[image: ]


至此，我们已经掌握了补全层的用法。


8.3　例子：MNIST图片分类的改进

在第6章，已经介绍过MNIST图片库的数字识别问题，并利用逻辑回归给出了一个线性判决器。

在MNIST问题中，每条数据的特征是[image: ]
 个[image: ]
 之间的实数，它代表一张灰度图像。每条数据的标签是0~9这10个自然数中的任意一个，代表图片上显示的数字。MNIST问题含有训练集和测试集，训练集里面有6万张图片，测试集里有1万张图片。

本节将搭建卷积神经网络来完成MNIST判决问题。使用比线性判决器更加强大也更加复杂的卷积神经网络，可以得到更好的性能。


8.3.1　搭建卷积神经网络

本节将直接采用一种性能不错的卷积神经网络结构。这种结构已经被其他研究人员验证了在MNIST问题上表现不错。所以，本节不再划分训练集和测试集，也不再调节神经网络的结构参数。

一般情况下，用于图像处理的卷积神经网络可以分为两个部分：第一部分提取特征，第二部分利用提取的特征。特征提取部分常常利用卷积层完成。在特征利用部分，首先会进行池化来避免相同特征的简单重复，然后会用全连接层和ReLU层（或类似的激活层）对特征进行运算得到目标结果。在全连接层前后，还可以安插“丢弃层”（dropout layer）。丢弃层的作用是在输入张量中随机选择一部分元素令其为0（即“丢弃”），剩下的元素保持不变。同一丢弃层在不同次使用时会随机选择不同的元素丢弃。引入丢弃可以防止过拟合，所以丢弃层在输入大小较大或输出大小较大的全连接层前后。丢弃层的参数有丢弃概率[image: ]
 ，表示以多大的概率将一个元素变为0。为了使丢弃层输入张量的总体元素大小和输出张量的总体元素大小大致相同，输出还会乘上系数[image: ]
 。

本节将要搭建如图8-18所示的卷积神经网络。这个网络的特征提取部分，分别是卷积层、ReLU激活层、卷积层和ReLU激活层。前一个卷积层将1个通道（即图像的灰度通道）映射到64个通道（即支持至多64种不同的小局部特征），后一个卷积层将64个通道映射到128个通道（即支持至多128种不同的稍大的局部特征）。这两个卷积层的步幅均为1，并且都使用半补齐，所以每个通道的大小仍然为(28,28)。考虑之前没有进行过步幅操作，所以同一特征会在连续多个相邻位置激活。因此，在特征利用部分，首先用最大池化削减分辨率，使得每个通道的大小减小为(14,14)。这样，每条数据就变成大小为(128,14,14)的特征张量。

[image: ]


图8-18　卷积神经网络结构

接下来，就要利用这大小为(128,14,14)的特征张量判定数字。为此，我们试图搭建一个全连接网络来完成这一功能。考虑到全连接网络的每条数据输入都是一维张量，所以要先把大小为(128,14,14)的特征张量重排为大小为[image: ]
 的一维张量。接着，使用全连接层和ReLU激活层。ReLU激活层之后，考虑到1024这个数比较大，所以网络还安排了一个丢弃层。丢弃层的丢弃概率为默认值0.5。最后还有一个全连接层。

和之前线性判决的情形相同，网络基于CrossEntropyLoss损失进行训练。

代码清单8-4实现了图8-18所示的卷积神经网络。代码清单8-4并没有直接使用torch.nn.Sequential类，这是因为这个卷积神经网络种有一步运算是将大小为(128,14,14)的特征张量变为大小为[image: ]
 的特征张量，这步无法用某个torch.nn.Module类的子类完成。因此，仅靠torch.nn.Sequential类无法完成此功能。

代码清单8-4　卷积神经网络搭建代码



     import torch.nn
     
     class Net(torch.nn.Module):
         
         def __init__(self):
             super(Net, self).__init__()
             self.conv0 = torch.nn.Conv2d(1, 64, kernel_size=3, padding=1)
             self.relu1 = torch.nn.ReLU()
             self.conv2 = torch.nn.Conv2d(64, 128, kernel_size=3, padding=1)
             self.relu3 = torch.nn.ReLU()
             self.pool4 = torch.nn.MaxPool2d(stride=2, kernel_size=2)
             self.fc5 = torch.nn.Linear(128 * 14 * 14, 1024)
             self.relu6 = torch.nn.ReLU()
             self.drop7 = torch.nn.Dropout(p=0.5)
             self.fc8 = torch.nn.Linear(1024, 10)
             
         def forward(self, x):
             x = self.conv0(x)
             x = self.relu1(x)
             x = self.conv2(x)
             x = self.relu3(x)
             x = self.pool4(x)
             x = x.view(-1, 128 * 14 * 14)
             x = self.fc5(x)
             x = self.relu6(x)
             x = self.drop7(x)
             x = self.fc8(x)
             return x
     
     net = Net()
     net




当然，我们也可以使用torch.nn.Sequential类将代码清单8-4中的部分层整合在一起。例如，代码清单8-5就利用torch.nn.Sequential类实现了和代码清单8-4相同的卷积神经网络。

代码清单8-5　卷积神经网络的另一种搭建代码



     import torch.nn
     
     class Net(torch.nn.Module):
         
         def __init__(self):
             super(Net, self).__init__()
             self.conv = torch.nn.Sequential(
                     torch.nn.Conv2d(1, 64, kernel_size=3, padding=1),
                     torch.nn.ReLU(),
                     torch.nn.Conv2d(64, 128, kernel_size=3, padding=1),
                     torch.nn.ReLU(),
                     torch.nn.MaxPool2d(stride=2, kernel_size=2))
             self.dense = torch.nn.Sequential(
                     torch.nn.Linear(128 * 14 * 14, 1024),
                     torch.nn.ReLU(),
                     torch.nn.Dropout(p=0.5),
                     torch.nn.Linear(1024, 10))
             
         def forward(self, x):
             x = self.conv(x)
             x = x.view(-1, 128 * 14 * 14)
             x = self.dense(x)
             return x
     
     net = Net()





8.3.2　卷积神经网络的训练和测试

本节将训练和测试8.3.1节搭建的卷积神经网络。训练和测试卷积神经网络的代码见代码清单8-6。

代码清单8-6　训练和测试卷积神经网络（运行本代码要较长时间）



     import torch
     import torch.utils.data
     import torch.nn
     import torch.optim
     import torchvision.datasets
     import torchvision.transforms
     
     # 数据读取
     train_dataset = torchvision.datasets.MNIST(root='./data/mnist',
             train=True, transform=torchvision.transforms.ToTensor(),
             download=True)
     test_dataset = torchvision.datasets.MNIST(root='./data/mnist',
             train=False, transform=torchvision.transforms.ToTensor(),
             download=True)
     
     batch_size = 100
     train_loader = torch.utils.data.DataLoader(
             dataset=train_dataset, batch_size=batch_size)
     test_loader = torch.utils.data.DataLoader(
             dataset=test_dataset, batch_size=batch_size)
     
     # 搭建网络结构
     class Net(torch.nn.Module):
         
         def __init__(self):
             super(Net, self).__init__()
             self.conv1 = torch.nn.Sequential(
                     torch.nn.Conv2d(1, 64, kernel_size=3, padding=1),
                     torch.nn.ReLU(),
                     torch.nn.Conv2d(64, 128, kernel_size=3, padding=1),
                     torch.nn.ReLU(),
                     torch.nn.MaxPool2d(stride=2, kernel_size=2))
             self.dense = torch.nn.Sequential(
                     torch.nn.Linear(128 * 14 * 14, 1024),
                     torch.nn.ReLU(),
                     torch.nn.Dropout(p=0.5),
                     torch.nn.Linear(1024, 10))
             
         def forward(self, x):
             x = self.conv1(x)
             x = x.view(-1, 128 * 14 * 14)
             x = self.dense(x)
             return x
     
     net = Net()
     
     criterion = torch.nn.CrossEntropyLoss()
     optimizer = torch.optim.Adam(net.parameters()) 
     
     # 训练
     num_epochs = 5
     for epoch in range(num_epochs):
         for idx, (images, labels) in enumerate(train_loader):
             optimizer.zero_grad()
             preds = net(images)
             loss = criterion(preds, labels)
             loss.backward()
             optimizer.step()
             
             if idx % 100 == 0:
                 print('epoch {}, batch {}, 损失 = {:g}'.format(
                         epoch, idx, loss.item()))
     
     # 测试
     correct = 0
     total = 0
     for images, labels in test_loader:
         preds = net(images)
         predicted = torch.argmax(preds, 1)
         total += labels.size(0)
         correct += (predicted == labels).sum().item()
         
     accuracy = correct / total
     print('测试数据准确率: {:.1%}'.format(accuracy))




代码清单8-6先读取训练集和测试集，然后搭建神经网络，再利用训练集训练神经网络。最后，在测试集上测试网络的准确性。各部分代码都已有类似的代码被讲解过，所以这里就不再赘述了。

训练过程可能需要比较长的时间。在一般家用电脑上训练可能需要1个小时。实际上，很多神经网络的训练都需要比较长的时间。在测试集上测试可以得到大概为98.5%的准确率。这个准确率比之前线性判决的准确率高得多。这体现了卷积神经网络的威力。


8.4　本章小结

本章介绍了卷积神经网络。首先介绍了互相关运算和转置卷积运算，涉及基本的运算规则和扩展参数（包括输入补齐、膨胀、步幅、输出补齐）。还介绍了相关的操作，如池化等。本章还介绍了如何利用torch.nn子包里面的层，包括卷积层、池化层、补齐层等，来实现本章介绍的运算。至此，我们已经完成了前馈神经网络的学习。在后续的章节中，我们将学习结构更加复杂的神经网络。


第9章　循环神经网络

本章将介绍一种新的神经网络结构——循环神经网络。循环神经网络常常用于信号处理和时间序列的处理，具有非常广泛的应用价值。


9.1　神经网络的循环结构

循环神经网络（Recurrent Neural Network，RNN）是一种运算单元被循环使用的神经网络。


注意：
 RNN既是循环神经网络（Recurrent Neural Network）的缩写，又是递归神经网络（Recursive Neutral Network）的缩写。循环神经网络和递归神经网络这两个概念并不相同。本章只介绍循环神经网络。


9.1.1　单向单层循环结构

本节介绍循环神经网络中最简单的循环结构——单向单层循环结构。

为了直观理解“循环”一词的含义，不妨用Python语句的执行打个比方。对于顺序执行的Python代码，每行代码只被执行一次，引入了“循环”这种控制结构后，每行代码可以被执行多次。类似，在前馈神经网络中，每次计算特定输入所对应的输出时，神经网络中的每个神经元只被使用1次，但是在循环神经网络中，每个神经元会被使用多次（见图9-1）。图9-1有两个子图，它们试图表示同一个循环结构。在a）中，运算单元[image: ]
 的输出反过来又成为下一次运算的输入，这样就引入了循环结构。如果将a）中的循环结构展开，则可以得到b）。在b）中，所有[image: ]
 表示同一个运算单元，多个[image: ]
 表示同一运算单元的多次使用。每次使用运算单元时，有输入张量[image: ]
 和一个输出张量和[image: ]
 [image: ]
 。输入张量和输出张量之间满足[image: ]
 ，输入输出之间的关系依赖于权重[image: ]
 。每次使用运算单元都使用相同的权重，运算也都相同。如果权重的值做出了某种变动，则所有使用这个单元的关系都会受相同的影响。在训练过程中如果要对权重求梯度，则要注意到权重所在的单元已被多次使用，求梯度需要考虑所有的使用。

[image: ]


图9-1　单向循环网络结构

运算单元[image: ]
 的两次使用用张量[image: ]
 和[image: ]
 联系起来。张量[image: ]
 和张量[image: ]
 分别称为单元状态（cell state）张量和隐藏张量。这两个张量的本质区别在于，单元状态张量仅在单元内部存储，仅在单元下次运算时使用，不需要输出到运算单元外部；隐藏张量需要输出给运算单元外部，可用作后续单元的运算。运算单元未使用时，初始的单元状态记为[image: ]
 ，隐藏张量为[image: ]
 ；运算被使用[image: ]
 次后，单元状态为[image: ]
 ，隐藏张量为[image: ]
 。单元状态张量的大小（cell state size）可记为[image: ]
 ，隐藏张量大小称为隐藏大小（hidden size），可记为[image: ]
 。单元状态和隐藏张量的状态空间越大，则单元各次使用就可以以更复杂的方式联系。如果运算单元两次使用间的所有信息都输出到单元之外，则可以认为不存在单元状态张量，或认为[image: ]
 。

使用单向循环结构后，每一次运算的输出和之前所有输入都有关，相当于运算具有某种记忆性。


9.1.2　多层循环结构

本节介绍多层循环结构。图9-2给出了一个多层循环结构的例子。在多层循环结构中，有多个运算单元被循环使用，而且上一个循环单元的输出是下一个循环单元的输入。这就类似于多层前馈网络中的“多层”。使用多层结构后，可以表示更加复杂的运算关系。

对于多层循环网络，每层循环使用不同的运算单元，它们的权重可以不同。

在任意两层之间，可以加入随机丢弃（dropout）运算。随机丢弃运算是将张量的元素以一定的概率[image: ]
 置为0，这样可以简化网络结构，防止过拟合。随机丢弃运算是可选的。最后的输出不需要随机丢弃。

[image: ]


图9-2　3层单向循环网络结构


9.1.3　双向循环结构

本节介绍双向循环结构。与仅能使用过去信息的单向循环结构相比，双向循环网络不仅可以使用过去的信息，还能使用未来的信息。

图9-3给出了一个双向循环结构的例子。在这个双向循环神经网络中，正向循环和反向循环都只有1层。输入数据同时输入到正向和反向循环单元中。正向循环单元的输出和反向循环单元的输出共同作为隐藏输出，用于后续的计算。

[image: ]


图9-3　双向单层循环神经网络

双向循环网络可以和多层循环网络相结合，组成双向多层循环网络。

至此，我们已经了解了循环神经网络的循环结构。这些循环结构可以搭配不同形式的循环单元[image: ]
 。下一节将介绍常见的循环单元。


9.2　循环神经网络中的循环单元

在上一节中，我们已经了解了循环神经网络会反复使用某一运算单元。运算单元可以有多种不同的形式。本节将介绍最常见的3种循环单元：基本循环神经元、长短期记忆单元和门控循环单元。


9.2.1　基本循环神经元

本节介绍基本循环神经元。基本循环神经元如图9-4所示。对于基本循环神经元，单元间传递的所有信息都输出了，即只有[image: ]
 ，没有[image: ]
 。基本神经网络单元内含两个可以训练的变量：权重张量[image: ]
 和偏差张量[image: ]
 。该运算单元完成运算：

[image: ]


其中，“[image: ]
 ”依然表示张量点积，f是一个逐元素运算的非线性函数（可为tanh()函数或是[image: ]
 函数）。如果记[image: ]
 ，则上式还可以写为

[image: ]


当隐藏层的大小为[image: ]
 ，输入张量大小[image: ]
 为[image: ]
 时，[image: ]
 的大小为[image: ]
 ，[image: ]
 的大小为[image: ]
 ，[image: ]
 的大小为[image: ]
 。

[image: ]


图9-4　基本循环神经元

基本循环神经元有个缺陷：当单元的循环次数比较多的时候，较后级的输出很难受到较前级的输入的影响。这是因为，每次预算都是乘以权重张量[image: ]
 ，乘了比较多次以后，累积的效果要么特别大，要么特别小（就像指数函数[image: ]
 中[image: ]
 特别大的情况，只要[image: ]
 ，则[image: ]
 要么特别大，要么接近0）。因此，对于很多应用，基本循环神经网络并不是最佳选择。


9.2.2　长短期记忆单元

本节介绍另外一种循环神经网络的运算单元——短期记忆（Long Short Term Memory，LSTM）单元。长短期记忆单元引入了“遗忘”（forget）机制，解决了基本循环神经网络中的梯度消失问题。因此，长短期记忆网络往往能够得到比基本神经网络更好的性能。

长短期记忆单元如图9-5所示，它有不输出的运算间信息，即同时存在运算状态张量[image: ]
 和隐藏张量[image: ]
 。

[image: ]


图9-5　长短期记忆单元

长短期记忆单元有两个重要参数：输入大小[image: ]
 和隐藏大小[image: ]
 。单元状态大小和隐藏大小一样大。

长短期记忆单元的运算规则如下：首先将来自上次运算结构的张量[image: ]
 （大小为[image: ]
 ）和本次新的输入[image: ]
 （大小为[image: ]
 ）拼接，得到大小为[image: ]
 的张量[image: ]
 ；然后对这个张量进行线性变换和S形激活，得到4个中间张量：

·遗忘门（forget gate）张量[image: ]
 ；

·输入门（input gate）张量[image: ]
 ；

·单元新值张量[image: ]
 ；

·输出门（output gate）张量[image: ]
 。

这4个张量大小都为[image: ]
 。张量[image: ]
 由expit()函数激活得到，张量[image: ]
 由tanh()函数激活得到，即

[image: ]


[image: ]


这里，激活函数的选用主要是从输出值的范围考虑的。几个门张量的输出使用expit()函数激活，这样输出的范围为[image: ]
 ，可以起到类似于开关的功能，可用于控制其他数据信息的流动。遗忘门张量[image: ]
 用于控制上次运算遗留下来的单元状态信息[image: ]
 ，输入门张量[image: ]
 用于控制单元新值张量[image: ]
 ，输出门张量[image: ]
 用于控制从[image: ]
 到[image: ]
 的过程。而数据[image: ]
 都应该是零均值的，所以使用tanh()激活。获得这些值后，可以得到遗留的单元状态：

[image: ]


这里的[image: ]
 表示逐元素对应相乘。这个式子的含义是：遗忘门张量[image: ]
 控制从上次运算来的单元状态[image: ]
 有多少比例到达本次运算的输出，即控制“遗忘”的程度；输入门张量[image: ]
 控制本次新生成的数据[image: ]
 有多少比例到达本次的输出，即控制“输入”的程度。最后将这两个部分加起来，就是本次运算的单元状态。输出门张量[image: ]
 控制输出的单元状态：

[image: ]


这里使用tanh()函数来激活[image: ]
 （而不是用expit()函数），是为了让运算输出[image: ]
 的均值为0。这样就完成了整个长短期记忆单元的运算。

PyTorch在实现长短期记忆单元时，直接对输入[image: ]
 和[image: ]
 分别做线性变换，即使用

[image: ]


计算得到大小为[image: ]
 的张量，其中[image: ]
 的大小为[image: ]
 ，[image: ]
 的大小为[image: ]
 ，偏差张量[image: ]
 和[image: ]
 的大小均为[image: ]
 。然后再将以上两个结果相加。两个偏差[image: ]
 和[image: ]
 将相加得到一个新的偏差张量（所以这里其实只需要1个偏差张量即可）。相加的结果[image: ]
 [image: ]
 全部用expit()激活，再分配给4个不同的张量，得到张量[image: ]
 [image: ]
 。这里[image: ]
 也可以使用expit()激活，是利用了tanh()函数和expit()函数的形状的相似性，特别是这两个函数输入的放缩和平移可以通过调整权重张量等价实现。这样的实现和图9-5是等价的，并且简单得多。

至此，我们已经了解了长短期记忆单元的原理。

长短期记忆单元通过引入遗忘机制，有效解决了基本循环神经网络中的梯度消失问题。因此，在一般情况下长短期记忆单元的性能都会比基本循环神经网络要好。


9.2.3　门控循环单元

本节介绍门控循环单元的原理。门控循环单元如图9-6所示，它没有额外的单元状态信息，不同运算间只通过隐藏张量传递数据。

[image: ]


图9-6　门控循环单元

对于输入大小为[image: ]
 ，隐藏大小为[image: ]
 的门控循环单元，首先对[image: ]
 和[image: ]
 分别做线性变换，得到

[image: ]


其中，[image: ]
 的大小为[image: ]
 ，[image: ]
 的大小为[image: ]
 ，偏差张量[image: ]
 和[image: ]
 的大小均为[image: ]
 。然后，将这个结果分为3份。前两份对应相加，再使用expit()函数激活，得到重置门（reset gate）[image: ]
 和输入门（input gate）[image: ]
 ，即

[image: ]


重置门[image: ]
 将控制[image: ]
 有多少部分会接入到后续的运算中，即控制“重置”的程度。将重置门[image: ]
 和[image: ]
 的最后一个部分对应元素相乘，得到[image: ]
 ，再和[image: ]
 的最后一部分相加，经过tanh()函数激活得到更新的数据：

[image: ]


接着，在输入门[image: ]
 的控制下，在上次运算得到的隐藏张量[image: ]
 和本次新的张量[image: ]
 之间做加权平均，得到本次的输出，即

[image: ]


门控循环单元和长短期记忆单元相比，计算更加简单。门控循环单元中输入门同时实现了长短期记忆单元中的遗忘门和更新门的功能，可以得到和长短期记忆单元近似的性能（当然有的时候它的性能不如长短期记忆网络）。


9.3　循环神经网络的实现

PyTorch中的torch.nn子包已经实现了之前介绍的各种循环结构和各种运算单元。本节将介绍如何使用torch.nn子包里的相关类实现循环神经网络。torch.nn子包里有关循环神经网络的类见表9-1。这个表中以Cell结尾的类表示单个运算单元，不以Cell结尾的类表示整个神经网络，实际使用时选一种即可。所有这些类都是torch.nn.Module类的子类。

表9-1　torch.nn子包里的循环运算单元和循环神经网络有关的类

[image: ]



9.3.1　torch.nn子包中的循环单元类

本节介绍PyTorch里的torch.nn子包内循环单元的使用，即torch.nn.RNNCell类、torch.nn.LSTMCell类和torch.nn.GRUCell类的使用。

要使用torch.nn.RNNCell类、torch.nn.LSTMCell类和torch.nn.GRUCell类，需要和使用其他torch.nn.Module类的子类一样，先构造类实例。在构造类实例时，需要提供以下参数。

·参数input_size：int类型，表示输入大小[image: ]
 。

·参数hidden_size：int类型，表示隐藏大小[image: ]
 。

·参数bias：bool类型，表示是否需要引入偏差张量。默认值为True，表示需要引入偏差张量，即对[image: ]
 和[image: ]
 的线性变换分别为[image: ]
 如果将此参数设置为False，则线性变换变为[image: ]
 和[image: ]
 。

对于GRUCell类，还有一个额外的参数nonlinearity，表示线性变换后的输出使用何种函数激活。该参数默认值为tanh，表示使用tanh()函数激活。你也可以将其设置为relu，表示使用[image: ]
 函数激活。

构造的类实例自带4个或2个可以训练的变量。如果参数bias=True，则有4个变量weight_ih、weight_hh、bias_ih和bias_hh，分别表示[image: ]
 ；如果参数bias=False，则只有2个变量weight_ih、weight_hh。各变量大小如表9-2所示。

表9-2　循环单元中的变量大小

[image: ]


构造类实例和查看内部变量的例子如代码清单9-1所示。

代码清单9-1　构造RNNCell类实例并查看变量内容



     import torch.nn
     cell = torch.nn.RNNCell(input_size=3, hidden_size=5)
     for name, param in cell.named_parameters():
         print ('{} = {}'.format(name, param))




构造好循环单元后，就可以利用循环单元搭建循环神经网络。代码清单9-2给出了搭建单向单层循环神经网络的例子。你也可以使用循环单元搭建多层循环神经网络和双向循环神经网络，这时需要构造多个循环单元并将它们的输入输出正确连接。

代码清单9-2　构造LSTMCell类实例并用其搭建单向单层循环神经网络



     import torch
     import torch.nn
     seq_len, batch_size = 6, 2
     input_size, hidden_size = 3, 5
     cell = torch.nn.LSTMCell(input_size=input_size, hidden_size=hidden_size)
     inputs = torch.randn(seq_len, batch_size, input_size)
     h = torch.randn(batch_size, hidden_size)
     c = torch.randn(batch_size, hidden_size)
     hs = []
     for t in range(seq_len):
         h, c = cell(inputs[t], (h, c))
         hs.append(h)
     outputs = torch.stack(hs)
     outputs




考虑由我们自己连接循环单元的输入输出比较麻烦，torch.nn子包里也提供了连好的循环神经网络。本节使用单独的循环单元，使用起来更灵活，但是也更麻烦。


9.3.2　torch.nn子包中的循环神经网络类

本节介绍torch.nn子包里面的循环神经网络类的使用，即torch.nn.RNN类、torch.nn.LSTM类和torch.nn.GRU类的使用。

由于这些类都是torch.nn.Module类的子类，所以要使用这些类需要先构造类实例。在构造这3个类的实例时，与构造其对应版本的循环单元的类实例相比，有以下可选参数。

·n
 um_layers
 ：int型，表示循环神经网络的层数。默认值为1，表示单层神经网络。对于双向循环神经网络，这个值表示每个方向各有几层。

·batch_first
 ：bool型，默认值为False。该参数为False时，表示特征张量[image: ]
 的指标为[image: ]
 ，其中[image: ]
 是运算的指标，[image: ]
 是样本指标，[image: ]
 是某个样本某次使用运算单元时输入特征的指标。这时特征张量[image: ]
 的大小为[image: ]
 ，其中[image: ]
 表示循环次数，[image: ]
 表示样本数，[image: ]
 表示输入大小。相应地，隐藏张量[image: ]
 的大小为[image: ]
 。该参数为True时，表示特征张量[image: ]
 的大小为[image: ]
 ，隐藏张量[image: ]
 的大小为[image: ]
 。

·dropout
 ：数值类型，默认为0。对于多层神经网络，表示各层之间随机丢弃的概率。默认值0表示无丢弃操作。

·bidirectional
 ：bool类型。默认值为False，表示单向循环结构；若该参数为True表示双向循环结构。

一个循环神经网络类实例的核心就是循环神经元的类实例。所以，循环神经网络类实例有着相似的内部变量和用法。值得一提的是，如果使用了多层循环结构或双向循环结构，则在初始化时需要提供的初始隐藏张量和初始单元状态张量的大小也需要相应扩大。

代码清单9-3给出了利用torch.nn.GRU类搭建单向多层循环神经网络的例子。比较代码清单9-3和代码清单9-2可以发现，使用封装好的整个神经网络，可以避免编写Python循环，使得编程变得容易许多。

代码清单9-3　使用torch.nn.GRU类实例



     import torch
     import torch.nn
     num_layers = 2
     seq_len, batch_size = 6, 2
     input_size, hidden_size = 3, 5
     rnn = torch.nn.GRU(input_size, hidden_size, num_layers=num_layers)
     inputs = torch.randn(seq_len, batch_size, input_size)
     h0 = torch.randn(num_layers, batch_size, hidden_size)
     outputs, hn = rnn(inputs, h0)
     outputs




值得一提的是，在构造循环单元类或是循环神经网络类的时候，我们并没有指定循环次数（即序列的长度）。每次使用循环神经网络类，输入序列的长度都可以不同。这就体现了PyTorch动态图的优势。PyTorch的动态图是指神经网络的结构可以在运行时确定（比如在循环神经网络中看到某条数据才知道要将运算单元循环几次），而且每次运行的网络结构可以不同（例如对于不同条数据可以使用不同的循环长度）。其他静态图工具（例如TensorFlow的静态图模式）就做不到这一点。

至此，我们已经学会了如何利用PyTorch搭建各种各样的循环神经网络。


9.4　例子：人均GDP的预测

本节将使用循环神经网络预测各国的GDP（Gross Domestic Product，人均国内生产总值）。


9.4.1　使用pandas-datareader读取世界银行数据库

为了预测各国的人均GDP，首先要拿到历年人均GDP的数据。世界银行（World Bank）在其网站上（https://data.worldbank.org/indicator/NY.GDP.PCAP.KD
 ）给出了人均GDP的历年数据。本节将使用Python扩展包pandas-datareader读取这些数据。

在之前的章节中，我们已经使用过pandas-datareader包了。利用pandas-datareader包从不同的数据源获取数据时，用法略有不同。从世界银行获取人均GDP的方法如下：



    from pandas_datareader import wb
     dat = wb.download(indicator='NY.GDP.PCAP.KD', 
             country=['US', 'CN'], start=1970, end=2016)




这里使用了pandas_datareader.download()函数。这个函数的参数indicator指要下载的数据类型，'NY.GDP.PCAP.KD'表示人均GDP，参数country表示需要查看的国家和地区，参数start和end表示始止年份。这里的country可以是一个字符串列表，每个字符串表示一个国家或地区，表示方法遵循ISO 3166-1 alpha-2标准，用两个大写英语字母来代表国家或地区。完整的列表可参见链接https://en.wikipedia.org/wiki/ISO_3166-1_alpha-2
 。该参数的返回值是一个pandas.DataFrame类实例。

代码清单9-4从世界银行的数据库中获取了11个国家从1970年（含）到2016年（含）的数据，并对数据做一些处理，使其便于后续操作。代码运行后，数据保存在pandas.DataFrame类实例的df中。

代码清单9-4　从世界银行获取各国历年GDP数据



     from pandas_datareader import wb
     countries = ['BR', 'CA', 'CN', 'FR', 'DE', 'IN', 'IL', 'JP', 'SA', 'GB', 'US',]
     dat = wb.download(indicator='NY.GDP.PCAP.KD',
             country=countries, start=1970, end=2016)
     df = dat.unstack().T
     df.index = df.index.droplevel(0)
     df




我们还可以查看变量df里的一些基本信息，包括设计的年份、国家等：



     year_num, sample_num = df.shape
     countries = df.columns
     years = df.index





9.4.2　搭建LSTM预测模型

本节将搭建用于预测人均GDP的神经网络。人均GDP是时间序列，尤其适合使用循环神经网络进行预测。本节将基于LSTM搭建神经网络。

首先来确定神经网络的输入和输出。神经网络的输入和输出都用大小为[image: ]
 的二维张量表示，其中[image: ]
 是时间序列的条数（即国家数），[image: ]
 是时间序列的长度（即年份数）。对于每条数据的第[image: ]
 次运算（[image: ]
 ），输入那个国家相应年份的实际数据，得到用于预测后一年数据的隐藏张量。由于每个国家每年只有一个数值，所以循环神经网络的输入大小为1。

代码清单9-5给出了神经网络的搭建代码。这个神经网络主要包括两个部分：LSTM和全连接层。在设计循环神经网络时，考虑到预测时只能使用历史数据，所以使用单向神经网络。至于神经网络的层数，使用了比较简单的单层结构。隐藏张量再通过全连接层的线性变换，得到后一年数据的预测值。值得注意的是，在成员方法forward()内部，对变量x的维度进行过变换：刚输入时，将变量x的大小从[image: ]
 变为[image: ]
 ，以适应循环神经网络的输入格式；在全连接层后，又把它的大小从[image: ]
 变回[image: ]
 。

代码清单9-5　神经网络的搭建



     import torch.nn
     
     class Net(torch.nn.Module):
         
         def __init__(self, input_size, hidden_size):
             super(Net, self).__init__()
             self.rnn = torch.nn.LSTM(input_size, hidden_size)
             self.fc = torch.nn.Linear(hidden_size, 1)
             
         def forward(self, x):
             x = x[:, :, None]
             x, _ = self.rnn(x)
             x = self.fc(x)
             x = x[:, :, 0]
             return x
     
     net = Net(input_size=1, hidden_size=5)
     print (net)




至此，我们就已经搭建好循环神经网络。


9.4.3　网络的训练和使用

本节将训练9.4.2节搭建好的神经网络，并使用训练后的网络进行预测。

我们已经下载好从1970年（含）到2016年（含）的数据。本节将把1971年（含）到2000年（含）这30年的数据当作训练数据，把2001年（含）到2016年（含）这16年的数据当作测试数据。

在数据进入神经网络前，还要对输入数据进行归一化。简单起见，本节将输入数据直接除以各国2000年的人均GDP数值，使得归一化后的各国人均GDP在2000年均为1。这样做并不能使得归一化后的数据均值为0，但是也能将数据控制在一个比较小的范围。

代码清单9-6给出了数据归一化、划分训练集和测试集、训练神经网络的代码。该代码在导入必要的包后，利用代码清单9-4的运行结果，对数据进行了归一化，并确定了训练集和测试集的范围，以及要输入到网络的特征张量和标签张量。接着，该代码对代码清单9-5运行得到的网络进行了训练。在训练过程中，可以看到随着迭代训练集上的误差逐渐减小。

代码清单9-6　训练循环神经网络



     import torch
     import torch.optim
     
     #数据归一化
     df_scaled = df / df.loc[2000]
     
     # 确定训练集和测试集
     years = df.index
     train_seq_len = sum((years >= 1971) & (years <= 2000))
     test_seq_len = sum(years > 2000)
     print ('训练集长度 = {}, 测试集长度 = {}'.format(
             train_seq_len, test_seq_len))
     
     # 确定训练使用的特征和标签
     inputs = torch.tensor(df_scaled.iloc[:-1].values, dtype=torch.float32)
     labels = torch.tensor(df_scaled.iloc[1:].values, dtype=torch.float32)
     
     # 训练网络
     criterion = torch.nn.MSELoss()
     optimizer = torch.optim.Adam(net.parameters())
     for step in range(10001):
         if step:
             optimizer.zero_grad()
             train_loss.backward()
             optimizer.step()
         
         preds = net(inputs)
         train_preds = preds[:train_seq_len]
         train_labels = labels[:train_seq_len]
         train_loss = criterion(train_preds, train_labels)
         
         test_preds = preds[-test_seq_len]
         test_labels = labels[-test_seq_len]
         test_loss = criterion(test_preds, test_labels)
         
         if step % 500 == 0:
             print ('第{}次迭代: loss (训练集) = {}, loss (测试集) = {}'.format(
                     step, train_loss, test_loss))




至此，我们已经完成了模型的训练。

接下来，我们利用训练好的网络做预测。代码清单9-7给出了做预测的代码。该代码首先利用训练好的网络得到变量preds，再将其封装为pandas.DataFrame类实例。考虑标签数据曾被2000年的数值归一化过，所以该代码再将预测结果乘回原始的数值大小。最后，显示在测试集上预测到的人均GDP数值。

代码清单9-7　使用训练好的网络做预测



     from IPython.display import display
     preds = net(inputs)
     df_pred_scaled = pd.DataFrame(preds.detach().numpy(),
             index=years[1:], columns=df.columns)
     df_pred = df_pred_scaled * df.loc[2000]
     display(df_pred.loc[2001:])




得到预测值后，我们可以分析预测的MSE误差，绘制真实值和预测值的比较图表等。有兴趣的读者可以自行尝试完成这些内容。


9.5　本章小结

本章对循环神经网络进行了介绍。首先介绍了各种循环结构，然后介绍了各种循环运算单元，还介绍了PyTorch中使用循环神经网络的方法。最后，还通过例子，进一步巩固了循环神经网络的使用。通过循环神经网络，我们能够解决很多与序列有关的问题。


第10章　生成对抗网络

本章介绍生成对抗网络（Generative Adversarial Network，GAN）。使用生成对抗网络，可以基于现有数据生成类似的新数据。生成对抗网络是一种非监督学习。


10.1　生成对抗网络的原理


10.1.1　例说生成对抗




本节通过一个现实生活的例子来直观理解什么是生成对抗。

现实生活中，在真品稀缺或是昂贵的情况下，常常会出现仿制品。例如有些做假鞋的鞋厂，它们仿造外国知名品牌的假鞋可以达到以假乱真的地步，专柜都不一定能分辨出这些假鞋。刚开始，假鞋厂做的假鞋和真鞋有很大区别，特别是假鞋的颜色和造型与真鞋有较大的差异，使得普通消费者通过比对图片就能识别出假鞋。后来制假人员可以把假鞋的颜色和造型做得与真的非常接近，普通消费者通过网络比对图片已经不能分辨。这时，更精明的消费者会考虑鞋的做工，比如鞋面上的车线或鞋底是否有溢出的鞋胶等。制假者于是就进一步改进工艺，使得假鞋做工达到和真鞋相当的水平。更进一步，更精明的消费者会利用鞋的质感来鉴别。为了对抗这样的消费者，制假人员进一步研发出质感相近但是档次却差得多的材料，制作出质感类似的假鞋。这样，很多消费者没有办法分辨出鞋的真假。再后来，人们又发现了假鞋的鞋底和真鞋的鞋底有所不同，制假人员又进行了改进。甚至还有人注意到真鞋的鞋标（也就是鞋舌下标注尺码的标签）中内文的对齐方式和鞋盒（就是装鞋的纸盒子）里盖的钢印与假鞋里的不同。制假人员闻之，又改进了鞋标和鞋盒。

在上述的例子中，消费者和制假人员是博弈的双方。消费者不断试图找到真鞋和假鞋的区别，并据此分辨出假鞋；制假人员意识到消费者找到的这些区别后，不断改进制假工艺，使得假鞋和真鞋更加难以区别。这就是一种生成对抗。

生成对抗是一种双方博弈。博弈的其中一方试图制作出更多的假产品，博弈的另外一方试图找到真品和仿品之间的区别。随着博弈的进行，制假方制假水平会越来越高，假货会越来越像真货。

生成对抗网络就是基于这种生成对抗的思想来生成新的数据。在已经有一些真实数据的情况下，有些应用还希望生成新的数据。这是一个非监督学习问题。已有真实数据没有什么特别的标签，它们都是对等的真实数据。那么，如何生成新的数据，使得新的数据和已有真实数据非常接近呢？生成对抗网络引入了一个鉴别网络，来鉴别生成的假数据和真实数据。鉴别网络的判断可以指导生成网络如何生成假数据。


10.1.2　生成对抗网络的结构

本节介绍生成对抗网络的结构。该结构由Ian Goodfellow等人在2014年发表的论文《Generative Adversarial Networks》中给出。

生成对抗网络主要包括两个部分（见图10-1）。

1）生成网络
 （generative network）：生成网络生成假数据，并且使假数据尽量显得真实，从而使得鉴别网络误以为生成的数据是真数据。生成网络的输入是随机数。生成网络之所以需要有随机输入，是因为生成网络需要生成不同的假数据。如果没有随机输入，则生成网络就只能一直生成相同的假数据，不符合应用需求。一般一条随机输入是一个有多个元素的张量Z。张量Z的取值空间称为“潜在空间”（latent space），张量Z的元素个数称为“潜在大小”（latent size）。生成网络g可以将这条潜在张量样本Z映射为一条数据张量[image: ]
 ，这个数据张量X就是伪造的数据。

2）鉴别网络
 （discriminative network）：鉴别网络对生成网络生成的数据进行判定。真实数据和生成网络生成的数据都可以输入到鉴别网络中，鉴别网络试图区分真假。鉴别网络[image: ]
 可以对一条输入张量[image: ]
 进行判决，得到结果[image: ]
 。鉴别网络只是用来帮助训练生成网络的，因此，鉴别网络只在训练过程中使用，不在实际应用中使用。

[image: ]


图10-1　生成对抗网络的结构

在训练的过程中，生成网络希望鉴别网络不能正确判别出数据的真假，而鉴别网络希望尽量正确判断数据的真假。定义鉴别网络的标签为

[image: ]


并将[image: ]
 当作鉴别网络得到的对数赔率（[image: ]
 越大，表示越可能是真数据，[image: ]
 越小，表示越可能是假数据）。利用在第6章介绍的知识可以知道，无论是真数据还是生成网络生成的假数据，都可以通过最小化互熵损失
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来训练鉴别网络。因此，鉴别网络的优化有以下两个目标：

·最小化[image: ]
 ，其中[image: ]
 是真实数据；

·最小化[image: ]
 。

对于生成网络，它希望鉴别网络不能正确判别，所以生成网络的训练目标是：最大化[image: ]
 。

从上述分析可知，这两个神经网络对于[image: ]
 的值有着截然相反的训练目标：在训练生成网络时，希望改变[image: ]
 以最大化[image: ]
 ；在训练鉴别网络时，希望改变[image: ]
 以最小化[image: ]
 。虽然最终目标是获得很好的生成网络以生成假数据，但是生成网络的训练和鉴别网络的训练都很重要。如果鉴别网络没有训练好，那么鉴别网络就不能为生成网络提供足够的指导，生成网络也就不能提供高质量的结果。只有在鉴别网络足够强大时，生成网络才能足够强大。因此，我们应当希望[image: ]
 和[image: ]
 使得
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这正是博弈论中的极大极小（maximin）思想。

在训练的过程中，两个神经网络在相互博弈的过程中学习。一般情况下，生成网络和鉴别网络是交替训练的。也就是说，先训练一会儿鉴别网络，再训练一会儿生成网络，之后再回来训练鉴别网络，这样交替进行。

生成网络和鉴别网络可以是任何类型的神经网络，包括但不限于之前章节介绍的全连接神经网络、卷积神经网络、循环神经网络。


10.2　用生成对抗网络生成图像

对于图片生成应用，使用卷积神经网络来搭建生成网络和鉴别网络是自然而然的选择。但是，简单照抄照搬图片分类中的卷积神经网络结构，并不能有效地生成图片。主要原因在于，生成网络和鉴别网络互相级联，整个网络深度大，训练困难。因此，在上一节提到的生成对抗网络的论文中，也只能生成MNIST数据集这样极其简单的图片（之前章节已经介绍过MNIST数据集。MNIST数据集中的图片都是28×28的灰度图片，图片内容只是0～9中的一个数字）。本节将介绍利用生成对抗网络生成较为复杂的图片的方法。


10.2.1　深度卷积生成对抗网络

生成对抗网络可以用来生成图片。Alec Radford等人在2016年发表了文章《Unsupervised Representation Learning with Deep Convolutional Generative Adversarial Networks》，介绍了一种深度卷积生成对抗网络（Deep Convolution GAN，DCGAN），它对生成网络和鉴别网络做出了一些重要的改进和约束，可以生成更大的彩色图片。

DCGAN中的生成网络和鉴别网络没有全连接层。鉴别网络中的线性层只有执行互相关操作的卷积层，生成网络中只有执行转置卷积操作的卷积层。这样的设计可以使得梯度更好地在较深的网络中传导，能加快训练速度。实际上，生成图片的GAN的训练往往要很长时间。如果使用一般的家用计算机生成中等清晰度的图片，就可能要训练数天时间。因此，DCGAN取消全连接层以加快训练速度非常必要。

至于生成网络选择转置卷积而鉴别网络选择互相关操作的原因在于，鉴别网络的功能类似于一般图片分类器的功能，所以它采用比较基本的互相关操作。生成网络的功能和鉴别网络的功能大致相反，特别是输入和输出张量的大小大致相反，所以生成网络使用和互相关操作大致相反的转置卷积操作。

在生成网络和鉴别网络中，隐藏的卷积层（即不是网络中最后的输出卷积层）的输出都要经过规范化操作。这里的规范化操作是指对数据进行放缩和平移运算，使得数据在一定的范围内。这样的操作使得非线性运算的输入在一个合适的范围内，不容易出现梯度消失的问题。对于收敛较慢的卷积神经网络，规范化可能会大大提高训练速度。下一节会详细介绍规范化操作。

对于某个卷积层，如果卷积层的输出会直接连接到规范化层，那么这个卷积层的偏差就没有意义。因为即使卷积层训练好偏差，也会立即被规范化。

在生成网络和鉴别网络中，隐藏的卷积层输出都使用折线激活，而不是使用S形激活。特别地，生成网络使用ReLU激活，鉴别网络使用LeakyReLU激活。这样的设计进一步缓解了梯度消失问题，提高了训练速度。它们的输出层使用S形激活：生成网络使用expit()激活或是等价的tanh()激活，激活后的结果归一化到0～1这个数据范围并得到图片（但是输入到鉴别网络的值是没有经过归一化操作过的值）；鉴别网络由于使用了BCEWithLogitsLoss损失，线性运算后直接输出对数赔率，相当于用expit()函数进行了激活。

对于彩色图片，往往有“红、绿、蓝”3个通道，或是“红、绿、蓝、透明度”4个通道。对于多个通道的情况，生成网络的输出就应该是多个通道的。

对于大小为64×64的彩色网络，文章中给出了生成网络和鉴别网络的结构，如图10-2所示。这种结构可以处理内容比较复杂的图片。如果图片的内容比较简单，可以适当减少各卷积层的输出通道数，例如将各卷积层的输出通道数减半。生成网络的生成数据[image: ]
 是没有经过归一化的图片值（即要输入到鉴别网络中的值），它要经过归一化后才是图片的真实值。

DCGAN除了对生成网络和鉴别网络的结构进行限制和改进外，还对优化器进行了限制和改进。DCGAN要求使用Adam优化器。Adam优化器的默认学习率[image: ]
 ，过高，应当减小为0.002。另外，Adam优化器默认的动量参数[image: ]
 会导致训练结果的振荡，所以应减小为0.5。


注意：
 有些研发人员一开始对这里的Adam优化器的参数要求不以为然，为了省事，就使用Adam优化器的默认参数，最后发现训练效果不好。多方比较后才不得不佩服这里的参数设计，这对训练过程非常重要。这里给出的Adam优化器的学习率、动量参数与网络结构一样，是经过大量实验验证过的，这样的设置能保证训练稳定进行。
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图10-2　DCGAN的生成网络和鉴别网络结构

由于图片的训练数据量大，所以常常将图片分批进行训练，以加快训练速度。


10.2.2　规范化层

本节介绍在DCGAN中不可或缺的规范化操作及其在PyTorch中对应的批规范化层。

在线性回归中，我们已经介绍过基本的规范化（normalization）操作。对于输入张量[image: ]
 ，基本规范化的结果为
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其中，[image: ]
 是张量[image: ]
 的元素均值，[image: ]
 是张量[image: ]
 的标准差。考虑到标准差[image: ]
 和方差[image: ]
 之间的关系[image: ]
 ，上式也可以写作
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前面已经提到，由于图片等数据往往较大，所以常常将图片分批进行训练，而且由于图片等数据往往是彩色的，所以可能有多个通道。在上述规范化式中，对于同一通道。

·如果均值、方差和规范化操作是对所有数据条目一起运算的，即同一通道的所有数据条目使用同样的均值、方差进行归一化，则这样的规范化称为“批规范化”（batch normalization）。批规范化操作是Sergey Ioffe等人于2015年在文章《Batch Normalization:Accelerating Deep Network Training by Reducing Internal Covariate Shift》中提出的。

·如果均值、方差和规范化操作是对不同的数据条目逐一计算的，即同一通道的不同数据条目使用不同的均值、方差进行归一化，则这样的规范化称为“实例规范化”（instance normalization）。实例规范化是Dmitry Ulyanov等人于2016年在文章《Instance Normalization:The Missing Ingredient for Fast Stylization》中提出的。

这两种规范化操作可以提高深度网络的学习速度，但是它们的应用范围不同。批规范化是对整个应用领域的数据分布进行规范化，它更适用于特征提取这样的应用；实例规范化是对单条数据（例如单张图片）的数据分布进行规范化，它更适用于生成数据这样的应用。

在实际应用中，常常在基本的规范化操作的基础上做以下两点改进。

·为了计算更加稳定（例如避免除0错误），常常在分母处加一个小量[image: ]
 ，即
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·为了让网络能够自动调节数据的范围，引入可以学习的放缩参数[image: ]
 和平移参数[image: ]
 ，对规范化后的值做放缩和平移：
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你可能会有疑问：对于含有放缩参数[image: ]
 和平移参数[image: ]
 的规范化，它先把数据控制在一定的范围内，然后又把数据范围移走，这不是在做无用功吗？事实上，这样做是有意义的。先把数据的范围控制在固定的范围内，可以使得前一层输出的变动不会对后层的训练造成颠覆性的影响；再对数据的范围进行调整，可以保证前一层输出的分布细节被尊重，使得网络的表达能力不因规范化而下降。

值得一提的是，对于数据分批训练，可能出现各批数据均值和方差变动剧烈的情况。为了解决这一问题，也可以引入“动量”（momentum），使得均值和方差尽量稳定。

PyTorch里实现了以上各种规范化运算。PyTorch子包里实现规范化运算的类如表10-1所示。

表10-1　torch.nn子包里的规范化类
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规范化类都是torch.nn.Module的子类，所以使用这些类也要先构造类实例。构造批规范化类实例和实例规范化需要提供以下参数。

·num_features：int型，表示特征个数，即输入输出张量第1维大小[image: ]
 。

·eps：浮点型，表示[image: ]
 中分母处的小量[image: ]
 ，默认值为10-5
 。

·momentum：动量，有助于均值和方差保持稳定，默认值为0.1。

·affine：bool型。默认为True，表示需要引入可训练的放缩和平移参数。否则，不进行额外的放缩和平移。

代码清单10-1给出了规范化层使用的例子。

代码清单10-1　规范化层使用例子



     input = torch.randn(20, 100, 35, 45)
     bn = nn.BatchNorm2d(100)
     output = bn(input)




表10-1中除了有批规范化和实例规范化外，还有“层规范化”（layer normalization）。层规范化是Jimmy Lei Ba等人于2016年在文章《Layer Normalization》中提出的，主要用于循环神经网络。循环神经网络中运算的循环次数可能不确定，并且没有“通道”一说，所以批规范化和实例规范化都不适用于循环神经网络。卷积神经网络一般不使用层规范化，所以这里就不展开介绍。


10.2.3　网络权重值的初始化

DCGAN不但给出了网络的结构，还给出了对网络中的权重张量进行初始化的方法。

在没有对网络进行初始化的情况下，网络训练前的权重张量（包括偏差张量）的值是任意的。如果这个权重张量的值不太凑巧，会对网络的训练带来困难。举个极端的例子：如果一开始权重值都是0，那么整个网络中传递的所有元素都是0，梯度也都是0，那么整个网络就无法训练。因此，合适地对网络的权重进行初始化，可以使得网络的训练更加容易。

在PyTorch里完成权重初始化需要借助torch.nn.init子包和torch.nn.Module类的成员方法apply()。

首先来看torch.nn.init子包。这个子包里定义了许多函数，这些函数可以改变张量的值。值得注意的是，这些函数并不是利用某个张量计算得到新的张量，而是直接改变张量的值。这样的改变无法对改变时使用的参数求解梯度。表10-2列举了torch.nn.init子包中最常用的几个函数。一般情况下，对于线性层和卷积层，将权重张量中的元素按均匀分布或正态分布初始化，将偏差张量中的元素初始化为0。

表10-2　torch.nn.init子包里的部分函数
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表10-2中最后2行的函数名以xavier为前缀，表示这里的分布采用了Xavier Glorot等人于2006年在文章《Understanding the difficulty of training deep feedforward neural networks》中推荐的均值和标准差。该文章指出，当权重张量的分布的均值为0，标准差为
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并且偏差均为0时，线性层的输入和输出能量（以及它们输入梯度和输出梯度的能量）的值保持不变。如果在线性层后面有非线性激活函数，那么还需要根据非线性函数选择增益值，对权重的标准差做适量放大，以保持输入输出能量基本不变。

非线性函数需要额外的增益，原因在于，非线性函数的输入和输出的能量并不相同。例如，假设将某个标准正态分布的随机变量通过ReLU激活，那么有一半的概率输出为0，另外一半的概率输出等于输入。这时，如果没有引入其他增益，则输出能量是输入能量的一半。如果对输出引入增益[image: ]
 ，则输入和输出的能量就差不多了。由于激活函数及其导数会在前向传播和反向传播中反复用到，所以在激活层引入系数[image: ]
 会增加很多计算。为此，一般不在激活层引入增益，而是在初始化的权重上考虑增益，并在训练过程中调整增益。

torch.nn.init子包里的torch.nn.init.calculate_gain()函数可以帮助我们计算得到各种激活层对应的增益值。这个函数有一个字符串参数nonlinearity，表示需要对何种激活计算增益，然后还有一些可选的参数，这些可选的参数对应激活层的其他参数。下面是计算增益的例子：



     import torch.nn.init as init
     print (init.calculate_gain('relu'))




表10-3给出了常见激活层的增益。

表10-3　常见激活层的增益
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接下来看torch.nn.Module类的成员方法apply()。apply()方法有一个参数，这个参数是一个Python函数，并且这个函数的参数必须是torch.nn.Module类。当调用apply()方法时，torch.nn.Module类及其内部的torch.nn.Module类实例会递归地调用传入的函数。例如，代码清单10-2定义了一个方法weights_init()，它有且只有一个参数m。这个函数就可以用作apply()方法的参数。当调用apply(weights_init)时，torch.nn.Module类实例会递归地让自己成为weights_init()函数里面的m，这样，这个类实例的成员m.weight和m.bias就可能被weights_init()函数里面的内容修改。

代码清单10-2　一个可以用作torch.nn.Module类的成员方法apply()的参数的函数



     import torch.nn.init as init
     def weights_init(m):
             init.xavier_normal_(m.weight)
             init.constant_(m.bias, 0)




值得一提的是，DCGAN对权重的初始化给出了详细建议。DCGAN建议将各卷积层的权重元素初始化为正态分布，并且正态分布的均值为0，标准差为0.02。


10.3　例子：CIFAR-10图像的生成

本节将考虑一个新的彩色照片集CIFAR-10，并利用DCGAN生成相似的照片。


10.3.1　CIFAR-10数据集

CIFAR数据集是一套图片数据集，它得名于加拿大高等研究所（Canadian Institute For Advanced Research，CIFAR）。CIFAR数据集（网址：http://horatio.cs.nyu.edu/mit/tiny/data/index.html
 ）里有79302017张大小为32×32的彩色图片，总数据大小有数百GB。由于整个CIFAR数据集太大，研究人员为了方便，提取了它的两个子集CIFAR-10和CIFAR-100（网址：https://www.cs.toronto.edu/~kriz/cifar.html
 ）。

·CIFAR-10里有10类图片，每类6000张（5000张属于训练集，1000张属于测试集），共60000张图片。

·CIFAR-100里有20个大类、100小类图片，每小类600张（500张属于训练集，100张属于测试集），共60000张图片。

这两个数据集的大小差不多在170MB左右。由于CIFAR-10的类别比CIFAR-100少，所以一般认为CIFAR-10比CIFAR-100简单。

本节将利用CIFAR-10中的图片生成更多类似的图片。

接下来，我们来详细了解CIFAR-10。图10-3列举了CIFAR-10中的10个类，并逐类给出一些图片的例子。这些图片实际上都是彩色图片，每个图片有“红、绿、蓝”3个通道。

[image: ]


图10-3　CIFAR-10中的部分图片

使用torchvision包，可以很方便地读取CIFAR-10数据集。torchvision包提供了torchvision.datasets.CIFAR10类，用于读取CIFAR-10数据集。torchvision.datasets.CIFAR10类的用法和读取MNIST数据集的torchvision.datasets.MNIST类类似，需要构造torchvision.datasets.CIFAR10类实例，并将类实例作为参数构造torch.utils.data.DataLoader类实例。

代码清单10-3自动从网络上下载CIFAR-10数据集，并以64张图片为一批读取数据。一般情况下，每批最好不超过100张图片。代码清单10-3还利用torch.utils.save_image()函数将某些批次的图片存储在硬盘上，每批次一张图片。

代码清单10-3　分批读取CIFAR-10图片并将部分批次保存为图片文件



     from torch.utils.data import DataLoader
     from torchvision.datasets import CIFAR10
     import torchvision.transforms as transforms
     from torchvision.utils import save_image
     
     dataset = CIFAR10(root='./data', download=True,
             transform=transforms.ToTensor())
     dataloader = DataLoader(dataset, batch_size=64, shuffle=True)
     
     for batch_idx, data in enumerate(dataloader):
         real_images, _ = data
         batch_size = real_images.size(0)
         print ('#{} has {} images.'.format(batch_idx, batch_size))
         if batch_idx % 100 == 0:
             path = './data/CIFAR10_shuffled_batch{:03d}.png'.format(batch_idx)
             save_image(real_images, path, normalize=True)




torchvision.utils.save_image()的函数用法如下：该函数的第0个参数是一个四维张量，它的大小为[image: ]
 ，其中[image: ]
 是该批次的图片数，[image: ]
 是通道数，[image: ]
 是图片大小。该函数的第1个参数是要保存的文件名称。该函数还有一些可选参数，例如，int型参数nrow，表示每行显示几张图片。默认显示8张。注意，这个参数不是行数，而是列数。还有bool型参数normalize，表示是否根据输入张量的范围将范围重新调整到[image: ]
 区间，该参数默认为False，表示不调整。


10.3.2　搭建生成网络和鉴别网络

本节搭建生成网络和鉴别网络。由于CIFAR-10数据集的图片大小仅为32×32，比DCGAN预算的图片大小64×64要小，而且图片只涉及10类内容，所以本节将使用比图10-2简单的生成网络和鉴别网络结构（见图10-4）。这个结构与图10-2的结构相比，卷积层数、卷积层的特征数、潜在张量的大小都相应减小了。生成网络使用expit()函数激活，这与tanh()激活是等价的。若网络中的各卷积层后面直接跟着批规范化层，则不适合用偏差张量；否则使用偏差张量。
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图10-4　针对CIFAR-10数据集的生成网络和鉴别网络

代码清单10-4搭建了生成网络和鉴别网络。生成网络gnet将大小为[image: ]
 的潜在张量转化为大小为[image: ]
 的假数据；鉴别网络dnet将大小为[image: ]
 的数据转化为大小为[image: ]
 的对数赔率张量。注意，这里的对数赔率张量是三维张量，所以它需要转化为维度更小的张量后，才能输入到损失类实例中。代码清单10-4并不包括更改对数赔率张量大小这个功能。

代码清单10-4　生成网络和鉴别网络的搭建



     import torch.nn as nn
     
     # 搭建生成网络
     latent_size = 64 # 潜在大小
     n_channel = 3 # 输出通道数
     n_g_feature = 64 # 生成网络隐藏层大小
     gnet = nn.Sequential( 
             # 输入大小 = (64, 1, 1)
             nn.ConvTranspose2d(latent_size, 4 * n_g_feature, kernel_size=4,
                     bias=False),
             nn.BatchNorm2d(4 * n_g_feature),
             nn.ReLU(),
             # 大小 = (256, 4, 4)
             nn.ConvTranspose2d(4 * n_g_feature, 2 * n_g_feature, kernel_size=4,
                     stride=2, padding=1, bias=False),
             nn.BatchNorm2d(2 * n_g_feature),
             nn.ReLU(),
             # 大小 = (128, 8, 8)
             nn.ConvTranspose2d(2 * n_g_feature, n_g_feature, kernel_size=4,
                     stride=2, padding=1, bias=False),
             nn.BatchNorm2d(n_g_feature),
             nn.ReLU(),
             # 大小 = (64, 16, 16)
             nn.ConvTranspose2d(n_g_feature, n_channel, kernel_size=4,
                     stride=2, padding=1),
             nn.Sigmoid(),
             # 图片大小 = (3, 32, 32)
             )
     print (gnet)
     
     # 搭建鉴别网络
     n_d_feature = 64 # 鉴别网络隐藏层大小
     dnet = nn.Sequential( 
             # 图片大小 = (3, 32, 32)
             nn.Conv2d(n_channel, n_d_feature, kernel_size=4,
                     stride=2, padding=1),
             nn.LeakyReLU(0.2),
             # 大小 = (64, 16, 16)
             nn.Conv2d(n_d_feature, 2 * n_d_feature, kernel_size=4,
                     stride=2, padding=1, bias=False),
             nn.BatchNorm2d(2 * n_d_feature),
             nn.LeakyReLU(0.2),
             # 大小 = (128, 8, 8)
             nn.Conv2d(2 * n_d_feature, 4 * n_d_feature, kernel_size=4,
                     stride=2, padding=1, bias=False),
             nn.BatchNorm2d(4 * n_d_feature),
             nn.LeakyReLU(0.2),
             # 大小 = (256, 4, 4)
             nn.Conv2d(4 * n_d_feature, 1, kernel_size=4),
             # 对数赔率张量大小 = (1, 1, 1)
             )
     print(dnet)




搭建完生成网络和鉴别网络后，还可以对网络进行初始化。这里也对初始化的参数做一些调整。代码清单10-5给出了初始化生成网络和鉴别网络的代码。对于卷积层，使用torch.nn.init.xavier_normal_()函数进行初始化。对于批规范化层，代码清单10-5也给出了初始值。

代码清单10-5　生成网络和鉴别网络的初始化



     import torch.nn.init as init
     
     def weights_init(m): # 用于初始化权重值的函数
         if type(m) in [nn.ConvTranspose2d, nn.Conv2d]:
             init.xavier_normal_(m.weight)
         elif type(m) == nn.BatchNorm2d:
             init.normal_(m.weight, 1.0, 0.02)
             init.constant_(m.bias, 0)
     
     gnet.apply(weights_init)
     dnet.apply(weights_init)




至此，我们已经搭建好生成网络和鉴别网络，并对其进行了初始化。


10.3.3　网络的训练和使用

本节将利用之前读取的CIFAR-10数据，对前一节搭建的生成网络和鉴别网络进行训练，并使用训练过的生成网络产生一些假数据。

代码清单10-6实现了训练代码。其中，首先构造好损失类BCEWithLogitsLoss的类实例和训练过程中需要的优化器。然后定义了一个固定的潜在张量。这个固定的潜在张量用来在后续训练过程中生成图片，以在训练的过程中，了解生成网络是如何将相同的潜在张量转化为假数据的。使用相同的潜在张量，使得我们可以看到表达同一内容的数据随着训练的过程越来越显得真实。接着，利用CIFAR-10数据进行训练。对于每批数据，先对鉴别网络进行训练，再对生成网络进行训练。训练鉴别网络时，鉴别网络首先考虑真数据带来的损失，再考虑假数据带来的损失。然后，针对这两者带来的损失，一次性对鉴别网络的权重进行更新。值得一提的是，在计算假数据带来的损失时，使用张量的成员方法detach()。这个方法可以终止梯度的链式传递。这里用这个方法的原因在于，对鉴别网络训练时，我们没必要求解损失对于生成函数中那些权重的梯度。因此，这里使用成员方法detach()终止梯度的反向传播，可以简化计算量，加快程序运行速度。在训练过程中，程序还计算了鉴别网络将多少比例的真数据和假数据视为真数据。这个计算并不是训练需要的，只是显示给我们作为参考。最后，在训练过程中，还时不时地将一开始确定的固定潜在张量转化为假数据，以验证训练的有效性。

代码清单10-6　训练生成网络和鉴别网络并输出图片（此代码需要运行数小时）



     import torch
     import torch.optim
     
     # 损失
     criterion = nn.BCEWithLogitsLoss()
     
     # 优化器
     goptimizer = torch.optim.Adam(gnet.parameters(),
             lr=0.0002, betas=(0.5, 0.999))
     doptimizer = torch.optim.Adam(dnet.parameters(), 
             lr=0.0002, betas=(0.5, 0.999))
     
     # 用于测试的固定噪声,用来查看相同的潜在张量在训练过程中生成图片的变换
     batch_size = 64
     fixed_noises = torch.randn(batch_size, latent_size, 1, 1)
     
     # 训练过程
     epoch_num = 10
     for epoch in range(epoch_num):
         for batch_idx, data in enumerate(dataloader):
             # 载入本批次数据
             real_images, _ = data
             batch_size = real_images.size(0)
             
             # 训练鉴别网络
             labels = torch.ones(batch_size) # 真实数据对应标签为1
             preds = dnet(real_images) # 对真实数据进行判别
             outputs = preds.reshape(-1)
             dloss_real = criterion(outputs, labels) # 真实数据的鉴别器损失
             dmean_real = outputs.sigmoid().mean()
                     # 计算鉴别器将多少比例的真数据判定为真,仅用于输出显示
             
             noises = torch.randn(batch_size, latent_size, 1, 1) # 潜在噪声
             fake_images = gnet(noises) # 生成假数据
             labels = torch.zeros(batch_size) # 假数据对应标签为0
             fake = fake_images.detach()
                     # 使得梯度的计算不回溯到生成网络,可用于加快训练速度。删去此步，结果不变
             preds = dnet(fake) # 对假数据进行鉴别
             outputs = preds.view(-1)
             dloss_fake = criterion(outputs, labels) # 假数据的鉴别器损失
             dmean_fake = outputs.sigmoid().mean()
                     # 计算鉴别器将多少比例的假数据判定为真,仅用于输出显示
             
             dloss = dloss_real + dloss_fake # 总的鉴别器损失
             dnet.zero_grad()
             dloss.backward()
             doptimizer.step()
             
             # 训练生成网络
             labels = torch.ones(batch_size)
                     # 生成网络希望所有生成的数据都被认为是真数据
             preds = dnet(fake_images) #让假数据通过鉴别网络
             outputs = preds.view(-1)
             gloss = criterion(outputs, labels) # 从真数据看到的损失
             gmean_fake = outputs.sigmoid().mean()
                     # 计算鉴别器将多少比例的假数据判定为真,仅用于输出显示
             gnet.zero_grad()
             gloss.backward()
             goptimizer.step()
             
             # 输出本步训练结果
             print('[{}/{}]'.format(epoch, epoch_num) +
                     '[{}/{}]'.format(batch_idx, len(dataloader)) +
                     '鉴别网络损失:{:g} 生成网络损失:{:g}'.format(dloss, gloss) +
                     '真数据判真比例:{:g} 假数据判真比例:{:g}/{:g}'.format(
                     dmean_real, dmean_fake, gmean_fake))
             if batch_idx % 100 == 0:
                 fake = gnet(fixed_noises) # 由固定潜在张量生成假数据
                 save_image(fake, # 保存假数据
                         './data/images_epoch{:02d}_batch{:03d}.png'.format(
                         epoch, batch_idx))




DCGAN总是需要比较长的训练时间。本例虽然是简化的DCGAN，但是训练也需要数小时。刷数据5遍时，已经能大概看到比较模糊的图像；刷数据15遍以上，大概就能训练到最佳性能，再训练也用处不大了。


10.4　本章小结

本章介绍了生成对抗网络，涉及生成对抗网络的原理和生成对抗网络的结构。本章还介绍了其中一种生成对抗网络——深度卷积生成对抗网络，并介绍其需要使用的规范化层和权重初始化操作。最后，我们在CIFAR-10数据集上使用深度卷积生成对抗网络生成了与CIFAR-10图像相似的图像。


第11章　强化学习

本章介绍强化学习（Reinforcement Learning，RL）。强化学习不同于传统的非监督学习或监督学习，它在没有参考答案的情况下，试图优化一个目标来完成学习过程。


11.1　初识强化学习


11.1.1　例说强化学习




“强化学习”这一名称源于行为心理学（behavior psychology）：当我们就某种外界状况（reinforcer）做出正确的行为（action）时，会获得一些奖励（reward）。我们会记住这样的经验，使得从外界刺激到行为的关联关系得到强化（reinforcement）。例如，我每天中午要考虑午饭吃什么。如果我今天买了好吃的东西，我就会感到满足，这就是正确决策带来的奖励；如果我今天买了难吃的东西，我就会不快乐，这就是错误决策带来的惩罚。下一次考虑中午要吃什么的时候，我就会考虑到之前的成功经验和失败经验，倾向一些曾经觉得好吃的东西，避免一些特别难吃的东西，从而使得每天中午都能吃到好吃的午饭。

强化学习就是在观察外界状况的情况下，试图做出合适的行为，以获得尽量大的奖励。强化学习在现实生活中应用广泛。例如，围棋程序AlphaGo希望通过巧妙的走棋使得胜率尽量大，还有很多游戏AI希望通过正确的操作获得尽可能好的成绩，智能股票交易系统希望通过巧妙的交易赚尽可能多的钱。

强化学习和普通监督学习的最大区别在于，监督学习知道训练数据的参考答案，而强化学习不知道训练数据的参考答案，只有奖励大小反馈。例如，在我选择午饭吃什么的时候，我没有午饭应该吃什么的正确答案，而只有好不好吃这样的奖励作为反馈；围棋AlphaGo在训练的时候，没有人告诉它每一步最优应该下在哪里，它只能通过那盘棋最终是否胜利作为反馈；游戏AI在训练的时候，没有人告诉它最优的操作是什么，而只有游戏的最后结果。

强化学习和深度学习没有必然的关系。很多强化学习的过程并没有用到神经网络，但是也有许多强化学习的算法用到了神经网络。本章后续会介绍部分强化学习的算法。

由于强化学习不能得到表示正确结果的标签，所以强化学习往往需要对“利用”（exploitation）和“探索”（exploration）进行折中。“利用”指利用过去的经验进行趋利避害，例如在选择午饭时选择之前觉得不错的餐厅；“探索”指在过去的成功经验以外尝试没有尝试过的行为或是反馈并不是那么好的行为，例如在选择午饭时尝试之前没有吃过的餐厅或是之前觉得不是那么好吃的餐厅。通过利用，我们可以借鉴以前的成功经验。但是，以前的成功经验不一定是最佳的行为（例如也许有更好的餐厅还没有试过），以前的某次失败经验也可能具有某种偶然性（比如某次某家餐厅的体验特别差，是因为刚好有个东西不太新鲜），而且之前的经验可能也已经过时（比如各餐厅的菜品和服务质量也在不断变化中）。因此，如果仅仅固守过去的成功经验，很可能会过于狭隘。“探索”则解决了这个问题，通过尝试以前没有尝试过的行为或是以前收益不是最高的行为，我们可以找到获得更高收益的方法。对“利用”和“探索”进行折中是强化学习最基本的思想之一。

“利用”和“探索”折中的比例是随着学习的过程不断变化的。刚开始时，我们可以更加重视探索。随着探索过的行为越来越多，我们可以逐渐减小探索的比例。例如，当我只知道很少的几种午餐选项时，我就会更倾向于探索未知的食物；当我对各家餐厅和各种食物都比较了解时，我会更倾向于依靠过去的经验做出选择。

至此，我们已经通过例子了解了强化学习的定义以及“利用-探索”之间的折中。在后续小节中，我们将利用到这一折中关系。


11.1.2　强化学习的分类

本节介绍强化学习的分类。强化学习有多种不同的分类方式。

强化学习的过程可以分为在线学习（on-policy）和离线学习（off-policy）两种。在线学习是边决策边学习，学习的人要亲自进行决策过程。在线学习的过程要求用来学习的数据是由当前策略生成的。离线学习是通过之前的历史（可以是自己的历史或是别人的历史）进行学习。在离线学习过程中并不要求策略和决策者当前的策略相同，也不需要知道数据是由什么策略生成的。比如围棋AI可以边对弈边学习，这就算在线学习；围棋AI也可以通过阅读人类历史的棋局来学习，这就算离线学习。

强化学习还可以分为基于回合更新（monte carlo update）的学习和基于时序差分更新（temporal difference update）的学习。对于有些强化学习的任务，存在回合（episode）这一概念。这类任务称为回合制任务（episodic task）。例如，一局围棋可以由很多步组成，那么整局围棋就看作一个回合。基于回合更新的学习是指在整个回合结束之后才更新要学习的参数（例如神经网络的权重值）。例如，围棋AI在学习过程中，每次都是利用一整盘下好的棋的结果来更新要学习的参数，也就是回合更新。有些任务不是回合制任务，它没有明确的终止状态，这种任务称为连续性任务（continuing task）。连续性任务就不能用回合更新。基于时序差分更新的学习又称为时序差分学习（temporal difference learning），它是在每次决策都进行更新。例如，围棋AI在学习过程中，它可以每读取一步棋就更新学习的参数。时序差分学习更新得更加频繁，在线学习时可以及时利用刚才的观测。但是对于比较复杂的问题，由于不能正确评估动作带来的长期收益，时序差分学习的结果会有偏差。例如，在围棋AI的学习过程中，读取一步棋后，并不能很好地判断这步棋到底是好还是不好。时序差分学习只能尽量估计收益，但是这个估计可能是错误的：可能某一步棋其实很烂，但由于没有读取整局棋的记录，可能还误以为这步棋是好的。时序差分更新既可以用于回合制任务，也可以用于连续性任务。

强化学习还可以分为无模型（model-free）学习和有模型（model-based）学习。有模型学习是对环境进行建模，在真实的环境之外再搭建一个假的环境来模拟真实的环境，然后利用假的环境做推演学习。例如，对于在线学习的围棋AI，它可以在下棋的过程中虚拟出另外一个棋盘，然后在那个虚拟的棋盘上试下，并通过试下来学习，这就是有模型学习。无模型学习则没有搭建假的环境来模拟。


11.2　Markov决策过程及其算法


11.2.1　Markov决策过程




很多研究把强化学习要解决的问题建模为Markov决策过程（Markov Decision Process，MDP）。虽然强化学习并不一定要用Markov决策过程分析，但是将环境建模为Markov决策过程是目前强化学习的主流方法。本节将介绍什么是Markov决策过程。

Markov决策过程是在某个环境（environment）中，决策者（agent）通过动作分步改变自己的状态而获得收益的决策过程。Markov决策过程中的环境可以用以下数学语言描述：

·状态集合[image: ]
 ，其中某个状态（state）记为[image: ]
 ；

·动作集合[image: ]
 ，其中某个动作（action）记为[image: ]
 ；

·转移概率[image: ]
 表示在状态s时执行动作α后下一步状态转移到[image: ]
 的概率；

·收益（reward）[image: ]
 表示采取在状态s时执行动作α后获得的奖励，其中E表示求期望。

决策者的行为可以用下列数学语言描述。

·策略（policy）[image: ]
 表示决策者在状态s下采取动作α的概率。


注意：
 状态和动作可以用一个数表示，也可以用一个张量表示，也可以用多个张量表示，等等。为了简单，本节将用大写字母来表示随机变量，用小写字母表示随机变量的取值，而不用大小写来区别张量和元素。

在每一步，可能的状态和可能采取的动作可能相同，也可能不相同。例如我在选择午饭时，今天的可选项可能和昨天完全一样；在围棋对弈的过程中，每一步能够下棋的地方与上一步可以下的地方都不一样。为了简化，在实际建模的过程中可认为状态集S是各步可能的状态的集合，动作集[image: ]
 是各步可能的动作的集合。Markov决策过程中的环境需要满足Markov无后效性，即

[image: ]


增强学习并不是希望每步的短期收益最大，而是希望长期的总体收益最大。对于步数有限的过程，则希望所有步数的总收益最大。例如，对于一共有[image: ]
 步的游戏，总收益为

[image: ]


对于步数无限多的情况，总收益的期望往往为无穷大。为了区分策略的好坏，常引入折扣因子（discount factor）[image: ]
 ，计算考虑折扣的总收益

[image: ]


以避免总收益总是[image: ]
 而无法比较好的策略和坏的策略。在本章中，总是用这个带折扣因子的形式。

基于收益，我们还可以再引入以下两个函数。

·状态价值函数[image: ]
 ，它表示在给定策略[image: ]
 的情况下，[image: ]
 时刻的状态[image: ]
 能得到未来带折扣收益[image: ]
 的期望值。在不需要强调策略的情况下，状态价值函数可简记为[image: ]
 。

·动作价值函数[image: ]
 ，它表示在给定策略[image: ]
 的情况下，[image: ]
 时刻的状态[image: ]
 时执行动作[image: ]
 能得到未来带折扣收益[image: ]
 的期望值。在不需要强调策略的情况下，动作价值函数可简记为[image: ]
 。

通过分析状态价值函数和动作价值函数的定义，不难得到状态价值函数和动作价值函数之间的关系：

[image: ]


这一关系又称为Bellman期望方程。


11.2.2　最优策略的性质和求解

在环境中可以有各种各样的决策，有些决策比较好，有些决策比较差。本节将考虑最优决策的性质和求解。

对于两个策略[image: ]
 和[image: ]
 ，如果对于任意的状态[image: ]
 ，均有[image: ]
 ，则称策略[image: ]
 不差于策略[image: ]
 ，记作[image: ]
 。可以证明（此处从略），存在一个策略[image: ]
 ，它不差于所有可能的策略。这个策略的状态价值函数和动作价值函数满足

[image: ]


这时，最优策略是一个确定性的策略，其形式为（假设关于[image: ]
 的函数[image: ]
 只有一个最大值点）：

[image: ]


这时，又可记此确定性策略为[image: ]
 。


注意：
 当策略[image: ]
 有两个参数时（即形式为[image: ]
 ），其输出为概率值；当确定性策略[image: ]
 只有1个参数时（即形式为[image: ]
 ），其输出为动作。

上一节中已经介绍过Bellman期望方程。Bellman期望方程对所有可能的决策都成立。对于最优决策，Bellman期望方程则变为Bellman最优方程。Bellman最优方程的表达式如下：

[image: ]


利用Bellman期望方程和Bellman最优方程，我们可以迭代求解最优策略。迭代求解的方法主要可以分为策略迭代（policy iteration）和价值迭代（value iteration）两种。

首先介绍策略迭代。策略迭代基于Bellman期望方程和贪心策略选择。假设在第t次迭代前，状态价值函数为[image: ]
 ，最优策略为[image: ]
 ，那么第t步可以用以下两个步骤来优化策略。


第1步
 ：计算状态价值函数：

[image: ]



第2步
 ：改良策略：

[image: ]


其中，

[image: ]


价值迭代则是基于Bellman最优方程，使用以下两个步骤进行迭代。


第1步
 ：计算动作价值函数：

[image: ]



第2步
 ：改良状态价值：

[image: ]


价值迭代需要计算所有动作的动作价值，所以它适用于动作数量有限的情况。对于动作数量有限的情况，价值迭代的运算往往比策略迭代要小，运行速度也会更快。对于动作是连续的情况，只能使用策略迭代。


11.2.3　时序差分更新算法

本节介绍两个在Markov决策过程中进行时序差分更新的算法。

时序差分更新的基本思路如下：如果在第t步更新前[image: ]
 ，估计[image: ]
 的值并记为[image: ]
 ，新的信息指示[image: ]
 的值为[image: ]
 ，那么称[image: ]
 为时间差分误差（temporal difference error）。定义学习率α，可以利用以下式子更新对[image: ]
 的估计：

[image: ]


这个式子又可以写成

[image: ]


其中，右边可以看作两个部分的加权平均。[image: ]
 是保留之前经验的权重，学习率α是采纳新信息的权重。

首先来看一种在线的时序差分算法——“状态-动作-收益-状态-动作”（State-Action-Reward-State-Action，SARSA）算法。SARSA算法每次迭代要用到5个值[image: ]
 。SARSA算法就是由这5个值的符号得名。在第t步前，对[image: ]
 的估计为[image: ]
 。接着根据当前的状态[image: ]
 和策略决定动作[image: ]
 （这里可以使用[image: ]
 贪心的方式决定，后文会介绍[image: ]
 贪心），观察得到收益[image: ]
 和下一步状态[image: ]
 。然后，再根据下一状态[image: ]
 和当前策略得到动作[image: ]
 。这样就得到了本轮更新需要的[image: ]
 。得到这5个值后，认为这组数据告诉我们[image: ]
 的值其实是[image: ]
 ，即[image: ]
 。因此，SARSA算法按照以下规则更新：

[image: ]


SARSA算法在决定状态[image: ]
 下的动作[image: ]
 时，有多种可采用的方法。最著名的方法是[image: ]
 贪心（[image: ]
 -greedy）。[image: ]
 贪心是这样决定动作的：它以[image: ]
 的概率选择[image: ]
 最大的动作，以[image: ]
 的概率随机选择各种动作。用这样的方法，就能兼顾“利用”和“探索”：一方面，对于[image: ]
 最大的[image: ]
 ，它会以超过1-[image: ]
 的概率选择，这可以让迭代的策略相对较好；另一方面，对于
 [image: ]
 较小的
 [image: ]
 ，也有机会重新计算，带来更新
 [image: ]
 的机会。


接着来看一种离线的时序差分算法——Q学习（Q learning）。当在状态[image: ]
 上执行动作[image: ]
 时（例如使用[image: ]
 贪心），我们会得到收益[image: ]
 并进入下一状态[image: ]
 。Q学习不需要使用当前的策略来决定[image: ]
 ，而是选取使得[image: ]
 最大的α值作为[image: ]
 。由于从[image: ]
 选取α的过程不是由当前的策略执行的，而是由复杂的历史策略综合决定的，我们不需要知道历史数据是如何生成这样的策略，只需要据此预计[image: ]
 。所以，Q学习的更新方法为

[image: ]


Q学习可以和神经网络结合，即用深度Q网络（Deep Q Network，DQN）来模拟[image: ]
 。在动作集A较小的情况下，深度Q网络的输入为[image: ]
 ，对每个动作[image: ]
 都输出一个[image: ]
 的估计。对于连续的或是很大的动作集A，深度Q网络的输入为状态[image: ]
 和动作[image: ]
 ，输出[image: ]
 的估计。在第t步迭代时，这个Q网络得到的估计值就视作[image: ]
 ，进而得到[image: ]
 和时间差分误差[image: ]
 。在训练Q网络时，就需要使时间差分误差尽量为0。为了减小时间差分误差，可以通过最小化MSE损失使得[image: ]
 尽量等于[image: ]
 。这样，我们就不再直接更新[image: ]
 值，而是通过更新Q网络的参数来间接更新[image: ]
 。

至此，我们已经学习了用Markov决策过程建模强化学习，并了解了几个迭代学习的算法。事实上，强化学习还有很多迭代学习的算法。由于篇幅有限，这里就不再介绍其他算法。


11.3　例子：车杆游戏的游戏AI开发

本节将开发一个游戏AI。这个游戏AI将利用深度Q网络进行增强学习，使得游戏AI在游戏中能得到高分。


11.3.1　游戏环境及其使用方法

本节将考虑车杆游戏CartPole-v0，介绍游戏环境。

车杆游戏CartPole-v0（游戏网址：https://gym.openai.com/envs/CartPole-v0/
 ）是“开放人工智能组织”（OpenAI，网站http://www.openai.com/
 ）提供的一个用于测试AI性能的测试游戏。这个游戏是这么玩的：如图11-1，游戏界面上有一个小车（cart）和一个杆（pole）。小车可以在直线滑轨上移动。杆的一头连着小车，另一头悬空，它可以不完全直立。每局游戏开始时，小车的位置和杆的角度等在一定范围内都是随机的。接下来，在本局游戏中的每一步，玩家（即AI程序）可以控制小车沿着滑轨左移1个单位或是右移1个单位（移动的幅度是固定的，也不可以不移动）。每玩一步，可以获得1分。当游戏中出现以下情形中的任何一种时，游戏结束：

·杆的倾斜角度超过15°；

·小车移动超过2.4个单元；

·游戏已经玩了200步。

游戏结束后，本局各步的得分之和就是本局得分。对于每一局，玩家希望步数越多越好，每局最高可以得200分。

[image: ]


图11-1　车杆游戏界面

OpenAI提供了Python扩展库gym来实现这个游戏。要使用这个扩展库，需要先在Anaconda中安装扩展库gym：



     pip install gym
     pip install pyglet==1.2.4




安装好扩展库gym后，就可以使用它来玩车杆游戏。玩一局游戏的代码如代码清单11-1所示。代码清单11-1首先引入了gym包，并且通过gym.make()函数获得游戏环境env。这个游戏环境可以反复被使用。调用gym.make()函数时，会出现一个告警（warn），这个是扩展库gym的问题，可以忽略这个告警。接着，调用env的成员方法reset()，开始一局新的游戏。reset()方法返回游戏的初始观测。观察值有4个分量，分别表示小车位置、小车速度、木棒角度和木棒角速度。接下来，就具体开始。在循环中，图11-1首先调用了env.render()，它可以在一个新的窗口上绘制当前的游戏状态（见图11-1）。绘制过程不是必需的。如果不想看图，就不必调用这个函数，其他逻辑也能正常进行。如果不绘制，能加快运行速度。接下来选择一种动作（即用0和1表示左移和右移）。选定动作后，将动作传递给env.step()函数执行动作，并获得以下返回值：

·观测（observation）：和之前env.reset()返回值意义相同；

·收益（reward）：总是为1；

·本局结束指示（done）：如果当前步结束时游戏结束，则为True，否则为False；

·其他信息（info）：总是为空的字典。

接下来，根据done来决定是否继续本局游戏。如果done为True，则本局游戏结束。游戏结束后，用env.close()关闭环境，这时候游戏显示窗口就会关闭。

代码清单11-1　玩一局车杆游戏的代码



     import gym
     env = gym.make('CartPole-v0') # 获得游戏环境
     observation = env.reset() # 复位游戏环境,新一局游戏开始
     print ('新一局游戏 初始观测 = {}'.format(observation))
     for t in range(200):
         env.render()
         action = env.action_space.sample() # 随机选择动作
         print ('{}: 动作 = {}'.format(t, action))
         observation, reward, done, info = env.step(action) # 执行行为
         print ('{}: 观测 = {}, 本步得分 = {}, 结束指示 = {}, 其他信息 = {}'.format(
                 t, observation, reward, done, info))
         if done:
             break
     env.close()




至此，我们已经学习了如何玩一局车杆游戏。接下来，我们来看如何玩多局车杆游戏。代码清单11-2表示玩了20局车杆游戏。在代码清单11-2中，只构造了一个游戏环境的实例env，所有局游戏都使用同一个实例。每局游戏开始前调用env.reset()启动新游戏。为了加快运行速度，这里把env.render()注释掉了。代码还统计了每局游戏的得分并显示。

代码清单11-2　玩多局车杆游戏并统计每局得分



     import gym
     env = gym.make('CartPole-v0')
     n_episode = 20
     for i_episode in range(n_episode):
         observation = env.reset()
         episode_reward = 0
         while True:
             # env.render()
             action = env.action_space.sample() # 随机选
             observation, reward, done, _ = env.step(action)
             episode_reward += reward
             state = observation
         if done:
                 break
         print ('第{}局得分 = {}'.format(i_episode, episode_reward))
     env.close()




在代码清单11-1和代码清单11-2中，玩家的动作都是随机选择的。但是随机选择的效果较差，每局大概只能得十几分。在后续的小节中，我们要进行强化学习，得到更加强大的游戏AI。


11.3.2　游戏AI和深度Q网络的设计

本节设计游戏AI。游戏AI将使用[image: ]
 贪心探索法，并且用全连接神经网络实现深度Q网络。

深度Q网络的代码如代码清单11-3所示。该深度Q网络是3层全连接网络，隐藏层用ReLU层激活。网络的输入元素个数是观测的元素个数env.observation_space.shape[0]，总是为4；网络的输出元素个数是可能的行为个数env.action_space.n，总是为2。

代码清单11-3　深度Q网络的搭建



     import torch.nn as nn
     net = nn.Sequential(
             nn.Linear(env.observation_space.shape[0], 128),
             nn.ReLU(),
             nn.Linear(128, 128),
             nn.ReLU(),
             nn.Linear(128, env.action_space.n)
             )




代码清单11-4利用代码清单11-3搭建的深度Q网络进行决策。决策方法是[image: ]
 贪心探索法。函数act()实现了[image: ]
 贪心探索法。在函数内部，首先用random.random()抽取1个[image: ]
 的随机数。如果这个随机数大于[image: ]
 ，那么就确定性地选使得[image: ]
 最大的动作α；如果随机数小等于[image: ]
 ，则随机选择一种动作。

代码清单11-4　根据深度Q网络做决策



     import random
     def act(net, state, epsilon):
         if random.random() > epsilon: # 选最大的
             state = torch.FloatTensor(state).unsqueeze(0)
             q_value = net.forward(state)
             action = q_value.max(1)[1].item()
         else: # 随便选
             action = random.randrange(env.action_space.n)
         return action




至此，我们已经完成了游戏AI的结构设计。


11.3.3　深度Q网络的训练

本节将训练11.3.2节构造的深度Q网络。

代码清单11-5给出了根据训练步数改变[image: ]
 值的函数calc_epsilon()。随着训练步数的增加，[image: ]
 值从1逐步减小到0.01。

代码清单11-5　[image: ]
 值随着训练步数不断变小



     import math
     def calc_epsilon(t, epsilon_start=1.0,
             epsilon_final=0.01, epsilon_decay=500):
         epsilon = epsilon_final + (epsilon_start - epsilon_final)
                 * math.exp(-1. * t / epsilon_decay)
         return epsilon




代码清单11-6实现了ReplayBuffer类，它可以存储最近的历史，并在最近的历史中采样。该类内部有个大小有限的双端队列buffer，它可以不断存储新的历史，并且在满时自动删去最久远的历史。

代码清单11-6　实现最近历史的缓存



     import numpy as np
     from collections import deque
     
     batch_size = 32
     
     class ReplayBuffer(object):
         def __init__(self, capacity):
             self.buffer = deque(maxlen=capacity)
         
         def push(self, state, action, reward, next_state, done):
             state = np.expand_dims(state, 0)
             next_state = np.expand_dims(next_state, 0)
             self.buffer.append((state, action, reward, next_state, done))
         
         def sample(self, batch_size):
             state, action, reward, next_state, done = zip( \
                     *random.sample(self.buffer, batch_size))
             concat_state = np.concatenate(state)
             concat_next_state = np.concatenate(next_state)
             return concat_state, action, reward, concat_next_state, done
         
         def __len__(self):
             return len(self.buffer)
     
     replay_buffer = ReplayBuffer(1000)




有了这两个辅助代码块后，就可以开始正式的训练了。代码清单11-7给出了深度Q网络的训练代码。代码首先指定优化器为Adam优化器。接着指定了折扣率[image: ]
 。接着就开始了训练过程。在训练过程中使用时间差分训练。每步训练都在历史缓存中进行采样，以得到本次的时间差分损失，并对时间差分损失进行优化。当连续20局游戏的得分都相当高时，就认为这个网络已经训练好了，结束训练。

代码清单11-7　训练深度Q网络



     import torch.optim
     optimizer = torch.optim.Adam(net.parameters())
     
     gamma = 0.99
     
     episode_rewards = [] # 各局得分,用来判断训练是否完成
     t = 0 # 训练步数,用于计算epsilon
     
     while True:
         
         # 开始新的一局
         state = env.reset()
         episode_reward = 0
     
         while True:
             epsilon = calc_epsilon(t)
             action = act(net, state, epsilon)
             next_state, reward, done, _ = env.step(action)
             replay_buffer.push(state, action, reward, next_state, done)
     
             state = next_state
             episode_reward += reward
     
             if len(replay_buffer) > batch_size:
     
                 # 计算时间差分误差
                 sample_state, sample_action, sample_reward, sample_next_state, \
                         sample_done = replay_buffer.sample(batch_size)
     
                 sample_state = torch.tensor(sample_state, dtype=torch.float32)
                 sample_action = torch.tensor(sample_action, dtype=torch.int64)
                 sample_reward = torch.tensor(sample_reward, dtype=torch.float32)
                 sample_next_state = torch.tensor(sample_next_state,
                         dtype=torch.float32)
                 sample_done = torch.tensor(sample_done, dtype=torch.float32)
                 
                 next_qs = net(sample_next_state)
                 next_q, _ = next_qs.max(1)
                 expected_q = sample_reward + gamma * next_q * (1 - sample_done)
                 
                 qs = net(sample_state)
                 q = qs.gather(1, sample_action.unsqueeze(1)).squeeze(1)
                 
                 td_error = expected_q - q
                 
                 # 计算 MSE 损失
                 loss = td_error.pow(2).mean() 
                 
                 # 根据损失改进网络
                 optimizer.zero_grad()
                 loss.backward()
                 optimizer.step()
                 
                 t += 1
                 
             if done: # 本局结束
                 i_episode = len(episode_rewards)
                 print ('第{}局收益 = {}'.format(i_episode, episode_reward))
                 episode_rewards.append(episode_reward)
                 break
                 
         if len(episode_rewards) > 20 and np.mean(episode_rewards[-20:]) > 195:
             break # 训练结束





11.3.4　游戏AI的使用

之前的章节已经搭建好基于深度Q网络的游戏AI，并完成了深度Q网络的训练。本节将利用训练好的深度Q网络，使用游戏AI。

代码清单11-8给出了利用训练好的游戏AI玩游戏的代码。它与代码清单11-2的区别仅仅在于将随机选择动作修改为根据[image: ]
 的值选择动作。由于已经完成了训练过程，所以这里不再有探索过程，即设置[image: ]
 。

代码清单11-8　使用游戏AI玩车杆游戏



     n_episode = 20
     for i_episode in range(n_episode):
         observation = env.reset()
         episode_reward = 0
         while True:
             # env.render()
             action = act(net, observation, 0)
             observation, reward, done, _ = env.step(action)
             episode_reward += reward
             state = observation
             if done:
                 break
         print ('第{}局得分 = {}'.format(i_episode, episode_reward))




运行上述代码可以发现，该游戏AI绝大多数情况下能够达到满分200分。至此，我们已经成功验证了该游戏AI。


11.4　本章小结

本章介绍强化学习的概念和分类，并将强化学习问题建模为Markov决策过程。为了求解最优决策，本章引入了Bellman期望方程和Bellman最优方程，并据此设计了迭代算法。深度Q网络是一种将时序差分更新算法和神经网络结合的强化更新算法。最后基于深度Q网络实现了一个游戏AI，这个游戏AI在游戏中有非常好的表现。


附录A　开发环境的安装和使用

为了使用人工神经网络完成各种功能，我们需要在电脑上安装一些软件（即开发环境），然后在这个开发环境里写一些代码。这些代码会在开发环境的帮助下实现各种功能。本章将介绍什么是开发环境，并选择神经网络的开发环境。我们将安装基于PyTorch的开发环境，并让这个开发环境执行简单的代码。

A.1　初识开发环境

A.1.1　为什么要安装开发环境

要用电脑或是手机做事情，难免需要借助各种各样的软件。比如写文档要用到Microsoft Office Word，做电子表格要用到Microsoft Office Excel，等等。同样，利用神经网络实现各种功能也需要一些软件。这些应用软件合起来可以称为开发环境。

在使用神经网络实现功能时，开发环境可以帮助我们完成以下事情。

·运行输入的代码。这是开发环境最重要的功能。输入的代码都是英文字母之类的东西。开发环境需要将这些英文字母转化为机器可以识别的指令，并让机器执行这些指令。

·提供图形化的界面（Graphics User Interface，GUI）。在这个界面中，我们可以输入和编辑代码、运行代码，查看代码运行的结果。这个界面还可以帮助我们管理代码和数据。

·帮助我们完成代码的输入和编辑。

①语法高亮（syntax highlight）：将代码中的英文字母显示为不同的颜色和字体，提示我们输入的代码都是什么东西，这样就能更轻松地阅读代码，也能够更早发现代码中的错误。

②自动补全（auto completion）：根据已经输入的内容猜测出后续将要输入的内容，减轻代码编写的痛苦程度。

·帮助发现代码中出现的错误。开发环境中有一个调试器（debugger）。当代码运行出现错误的时候，这个调试器可以帮助我们发现代码哪里写错了。

工欲善其事，必先利其器。如果不安装开发环境，那就没有办法运行代码，也没有办法利用神经网络实现任何功能。要完成本书的学习，必须安装开发环境。在后续的小节中，我们将选择一个开发环境并安装它。

A.1.2　选择开发环境应该考虑的因素

在选择开发环境前，先来了解一下选择开发环境应该考虑哪些因素。

在选择开发环境时，最重要的因素是要不要为开发环境交钱。有许多软件是需要付费的。有些正版软件的授权费用可能高达数千美元；如果铤而走险非法使用盗版软件，可能会引发法律纠纷，承担比正版授权费用高得多的费用。考虑到费用问题，推荐你选择免费的“自由软件”（free software）。自由软件不仅可以免费使用，用户还可以对其任意修改。许多自由软件的许可证（license）还允许将其用于商业用途。事实上，大多神经网络开发者主要使用自由软件。

选择开发环境还要考虑软件的配置需求，包括以下两方面。

1）操作系统
 （Operating System，OS）：有些软件可以运行在Windows系统上，另外一些软件不能运行在Windows系统上（这些软件可能可以运行在Linux系统或是苹果（Apple）的macOS系统上）。如果开发环境配置在一个你不熟悉的系统上，那就要求你学习新的系统的使用方法。建议：如果你主要使用Windows系统的电脑，或者正在使用的电脑中性能最强的是Windows系统的电脑，那么就在Windows系统上搭建开发环境。如果你主要使用的电脑是macOS系统（比如主力台式机是Mac机，或主力笔记本是MacBook），那就在macOS系统上搭建开发环境。（神经网络的训练可能需要比较长的运行时间，选择比较好的电脑能缩短运行时间。）另外，有的软件只能运行在64位的操作系统上，这也要特别注意。

2）硬件要求
 ：有些软件还对内存或硬盘的大小有硬性要求。有的软件会占用大量的硬盘空间（甚至是系统盘空间）。还有一些软件需要有配套的图形处理器（Graphics Process Unit，GPU）。

在选择开发环境时，推荐你选择比较容易使用的环境。如果选择了一个很难使用的环境，则要花大量的时间和精力与环境搏斗，影响做正事的进度。

在选择开发环境时，还推荐你选择比较流行的环境。一个流行的环境会有比较多人使用，网络上资料也会比较多，遇到实在不能解决的问题也比较容易找到救兵，学习起来比较容易。

A.1.3　本书选择的开发环境介绍

本书选择Anaconda3+Juypter Notebook+PyTorch作为开发环境。本节，我们先介绍Anaconda3、Jupyter Notebook和PyTorch。

Python作为免费自由的程序设计语言，每个人都可以试图制作自己的Python开发环境而不需要特别为语言付费。Python目前已经有许多现成的开发环境，Anaconda就是其中之一。

Anaconda是一种Python的发行版，也是最流行、最常用的Python开发环境之一。Anaconda自带多个科学计算的包，安装Anaconda后就不需要再另外安装Python的官方安装包，也不需要再另外安装许多科学计算的包。虽然神经网络的包（如TensorFlow和PyTorch）一般都没有默认安装，但是在Anaconda里安装TensorFlow和PyTorch都不困难。Anaconda是许多科学计算库的首选开发环境。例如，PyTorch官方就将Anaconda作为唯一推荐的开发环境，并且它在Windows、macOS和Linux上都可以安装。它还自带conda工具，安装PyTorch包非常容易。Anaconda的安装包分为Anaconda 2和Anacanda 3两种，分别对应Python 2和Python 3。

由于使用新版本的Python 3已经成为业界共识，所以毫无悬念地选择Anaconda 3。


注意：
 Python 2和Python 3是两个互相不兼容的版本。Python 2比Python 3出现的早，在使用过程中发现了许多设计上的问题。目前Python 2已经不再增加新功能，只对旧功能做维护，并将于2020年1月1日寿终正寝。Python 3对Python 2进行了改进，是目前Python主要的发展方向。Python官方推荐学习Python应选择Python 3。有些库（如PyTorch的Windows版本）只支持Python 3。

Jupyter Notebook是Anaconda里预装的交互式网页版的编辑器。记事本（notebook）是一种特殊的代码编辑器，它可以用来编辑记事本文件（扩展名为*.ipynb）。记事本文件既可以保存代码，又可以保存结果（如图A-1左边的网页）。与记事本相对的是传统的代码编辑器（如图A-1右边的应用），它的文件（*.py格式）只能保存代码，不能保存结果。记事本文件可以记录每次运行的结果，这一功能大大方便了初学者学习。除了Anaconda以外的其他Python开发环境暂时都没有提供这一功能。

PyTorch是Facebook目前主推的机器学习库。它在2016年10月就有公开版，2017年1月Facebook开始大规模公开宣传。它可以通过编程语言Python使用。由于PyTorch的编程语言从小众的Lua变成了流行的Python，使得其被更多人接受了。PyTorch编程和调试非常简单，一经推出就在机器学习研究界引起轰动。有人称“2016年是TensorFlow之年，2017年则是PyTorch之年”。目前PyTorch没有TensorFlow流行的主要原因在于PyTorch出现的比TensorFlow晚，很多系统已经被TensorFlow占据了。但是，由于PyTorch编程简单灵活、易于调试，使用PyTorch的研究人员数量在飞速增长。并且，PyTorch文档完备、精美，特别便于学习。由于PyTorch使用极其简单、开发和调试极其容易、文档特别齐全，又有Facebook撑腰，所以我推荐所有初学者都使用PyTorch作为神经网络的入门语言。
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图A-1　记事本和传统代码编辑器比较。左图使用Jupyter Notebook运行Anaconda 3中的Python，右图使用Microsoft Visual Studio运行Anaconda 3中的Python

A.2　安装开发环境

本节介绍开发环境的安装。如前所述，我们将安装Anaconda 3和PyTorch。总的来说，安装分为以下几个步骤。

·在操作系统上安装Anaconda 3。根据操作系统（如Windows、macOS、Linux）下载适合该操作系统的安装包，安装Anaconda 3开发环境。Anaconda 3安装包自带包管理器conda和Python 3，而且还自带一些Python扩展功能包。安装好Anaconda 3后，就已经安装好了conda、Jupyter Notebook、Python 3以及一部分的Python扩展功能包。但是没有安装PyTorch。

·Anaconda里用包管理器conda安装PyTorch等Python扩展库。Anaconda里已经默认安装了许多库，但是没有安装任何神经网络库（包括PyTorch）和一些后文将要用到的库。在这一步，我们将要安装PyTorch和其他Python扩展库。安装完这一步后，就可以在Jupyter Notebook里用PyTorch开发神经网络程序了。

做完以上两步，开发环境就安装好了。

后续的3节将介绍如何在Windows操作系统、macOS操作系统和Linux操作系统上安装开发环境。你只需要根据自己选用的操作系统，阅读相应的小节即可。

A.2.1　在Windows操作系统中安装开发环境

本节介绍Windows操作系统中开发环境的下载和安装。

首先下载免费的开源软件Anaconda。请务必下载Anaconda 3的64位最新版本，否则不能在后续步骤中安装PyTorch。下载最新版本的64位Anaconda 3的方法如下：进入Anaconda的主页https://www.anaconda.com/
 ，点击右上角“下载”（Download）按钮进入页面https://www.anaconda.com/download/
 。在页面正中间有3个操作系统的图标，分别是Windows、macOS和Linux。点击Windows图标，进入页面http://www.anaconda.com/download/#windows
 ，会出现下载按钮（绿色的“Download”按钮）。下载按钮可能会有两个。第1个按钮上标有“Python 3.X版本”（Python 3.X version）字样，这是我们要下载的Anaconda 3。点击下载按钮后就开始下载安装包了（要点击绿色的按钮本身，而不要点击底下的小字，见图A-2）。安装包的大小在600MB左右，随着版本更新，会越来越大。
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图A-2　点击Python 3.X下面的绿色按钮下载Anaconda 3

如果网速过慢，可以使用百度云离线下载。只要将下载的安装包的链接贴到百度云的离线下载里，就可以瞬间将Anaconda 3安装包下载到自己的百度云里。下载链接大概会是这样的（以5.1.0版为例，如果有更新的版本请下载最新版）：https://repo.continuum.io/archive/Anaconda3-5.2.0-Windows-x86_64.exe
 。

·注意
 ①：请不要使用迅雷下载安装包。迅雷下载得到的安装包有的时候会和原本的软件不一样，导致安装失败。（如果你知道怎么验证文件的正确性，则可以用英文网页https://docs.anaconda.com/anaconda/install/hashes/
 中的信息检查所下载的安装包是否正确。）

·注意
 ②：所下载的安装包的名称需要以Anaconda 3开头（而不是Anaconda 2开头），并且以“64”结尾，这样的才是64位的Anaconda 3安装包，而且请务必下载最新版（默认就是下载最新版），并且一定要下载64位的Anaconda 3，否则不能正确安装PyTorch。

Anaconda的安装和其他软件的安装并没有本质区别：双击安装包开始安装，“接受”（Accept）使用协议，然后一路点击“下一步”（Next）就安装好了（见图A-3）。
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图A-3　Anaconda图形化安装界面

Windows系统的用户还需要升级Python，才能支持后续的PyTorch安装。要更新Anaconda中的部件，需要用管理员权限打开开始菜单中Anaconda目录下的“Anaconda命令提示符”（Anaconda Prompt）。用管理员权限打开程序的方法是：如图A-4所示，在开始菜单右击Anaconda Prompt，选择“以管理员模式运行”（Run as administrator）。
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图A-4　在开始菜单中以管理员身份运行Anaconda Prompt的方法

在以管理员模式运行的Anaconda中，输入“conda update conda”（按回车键确认，下同）就可以更新conda。更新完conda后，再输入“conda update python”就可以更新Python。在输入命令后，如果发现有要更新的内容，则会提示用户是否需要更新。输入“y”再按回车健表示确认进行更新（见图A-5）。
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图A-5　使用conda update命令更新conda、Python和各扩展库。本图中，Anaconda已经自带了最新版本的conda、Python和扩展库，所以不需要输入“y”确认更新

Python语言要和它的扩展库联合起来，才能发挥它的强大威力。在本节，我们要安装PyTorch库和许多其他库。有些库是安装PyTorch必备的；有些库虽然不是PyTorch要求的，但是将在本书正文中会用到。本书常用的Python扩展库见表A-1。

表A-1　本书常用的Python扩展库
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接下来，使用包管理器conda来完成部分扩展库的安装和升级，将用到以下两条conda命令：



     conda install 扩展库名称 #安装扩展库的命令
     conda update 扩展库名称 #更新扩展库的命令




首先，更新扩展库numpy、pandas和matplotlib。更新的命令如下（见图A-5）：



     conda update numpy pandas matplotlib




然后安装PyTorch，安装命令如下（见图A-6）：



     conda install pytorch-cpu -c pytorch




这个命令中的“-c”表示让conda到哪里去搜索这个包的安装文件。
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图A-6　安装PyTorch

最后安装torchvision。使用pip来安装torchvision。如图A-7所示，首先用下列命令更新pip：



     python -m pip install --upgrade pip




然后用下列命令安装torchvision：



     python -m pip install --upgrade torchvision
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图A-7　升级pip并安装torchvision

至此，我们就完成了在Windows操作系统上开发环境的安装。

A.2.2　在macOS操作系统中安装开发环境

本节介绍macOS操作系统中开发环境的下载和安装。

首先下载免费的开源软件Anaconda。这里也强烈推荐你下载Anaconda 3的64位最新版本。下载方法同A.2.1节。

使用百度云快速下载的方法和下载注意事项及安装等同A.2.1节中的介绍。

然后安装PyTorch和torchvision，使用以下命令安装：



     conda install pytorch torchvision -c pytorch




这个命令中的“-c”表示让conda到哪里去搜索这个包的安装文件。

至此，我们就完成了在macOS操作系统上开发环境的安装。

A.2.3　在Linux操作系统中安装开发环境

本节介绍Linux操作系统中开发环境的下载和安装。

首先下载免费的开源软件Anaconda。还是强烈推荐你下载64位最新版本，下载方法同A.2.1节。

使用百度云快速下载的方法同A.2.1节中的介绍。

Linux用户可以根据网页http://docs.anaconda.com/anaconda/install/linux
 中的描述来安装Anaconda并验证Anaconda是否已正确安装。关键步骤包括：使用bash运行下载好的按照包，关注安装目录（默认位置为/home/<user>/anaconda3，在安装过程中可以修改）。


注意：
 使用GPU能够显著提升程序的运行速度。如果你的机器有符合条件的GPU，推荐你安装带GPU的版本。

至此，我们就完成了在Linux操作系统上开发环境的安装。

A.3　运行程序

A.3.1　命令行运行

以命令行（Command Line Interface，CLI）运行Python的方法如下：运行Anaconda Prompt，在Prompt里输入命令“python”（英文小写），即可进入Python的交互式命令行界面。在这个界面中，闪烁的光标前有提示符号“>>>”，提示我们现在可以输入Python语句了。例如，可以输入Python语句“1+2”（按回车键确认，下同），就能返回结果“3”。如果想退出Python，可以输入“quit()”（见图A-8）。
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图A-8　命令行模式运行Python语句

A.3.2　在Jupyter Notebook里运行程序

本节介绍如何启动Jupyter Notebook，并在Jupyter Notebook里运行程序。

运行Jupyter Notebook的方法如下：先运行Anaconda Prompt，进入合适的目录。用命令“盘符:”选择文件将要保存的位置（默认是C盘），用“cd+路径名”选择文件和数据的保存路径，然后输入“jupyter notebook”启动Jupyter Notebook服务器。服务器启动时，会自动选择一个浏览器运行Jupyter Notebook网页。例如，对于Windows用户，如果要在目录D:\Users\Zhiqing\Anaconda下启动Jupyter Notebook，则可以输入以下命令。



     d:
     cd d:\Users\Zhiqing\Anaconda
     jupyter notebook




不久之后，在浏览器上会出现一个标题为“Jupyter Notebook”的页面。在这个页面中，可以新建文件、打开已有文件等。操作文件可以采用以下方法。

·新建文件：点击网页右上角的“New”（新建文件），即可在新的网页中打开一个新文件。

·打开已有文件：在列表里点击链接*.ipynb条目，即可在新的网页打开选定的文件。

·文件的改名、删除等操作：直接操作文件夹下的文件。

现在新建一个文件。在网页中，点击网页中间的文本编辑区，就可以输入Python语句。例如，可以输入：



     x = 1 + 2
     print(x)




输入完毕后，按Ctrl+回车键运行。这时，输入框下面就会出现计算结果3。

如果想增加一个输入区域，选择网页中菜单栏的“Insert”（插入），再选择“Insert Cell Below”（在下面插入）则可插入一个新的输入区域。

更多Jupyter Notebook的用法，请参见下节。

A.4　Juypter Notebook使用技巧

本节介绍Jupyter Notebook的使用技巧。

A.4.1　编辑器与快捷键

Jupyter Notebook的编辑器是一种情态编辑器（model editor），它可以处在两种不同的模式：编辑模式（edit mode）和命令模式（command mode）。在编辑模式下，可以修改单元（cell）输入区域的内容。在命令模式下，可以对整个单元进行操作，但是不能编辑单元输入区域里的代码。

可以通过鼠标或键盘在编辑模式和命令模式之间切换。切换的方式如下。

·在编辑模式下，鼠标点击输入区域以外的部分，或用快捷键Esc切换到命令模式。

·在命令模式下，鼠标点击输入区域内的部分，或按回车（Enter）键切换到编辑模式。

在不同的模式下，有不同的快捷键。

在这两种模式下，都可以用以下与运行有关的快捷键。

·Ctrl+Enter：运行单元并进入本单元的命令模式。如果本来就在命令模式，那么仍然停留在命令模式。

·Shift+Enter：运行单元并进入下一单元的命令模式。

·Alt+Enter：运行单元并在本单元下新建单元，并进入新建单元的编辑模式。

在命令模式下，还可以使用以下快捷键。

·k或[image: ]
 ：将焦点移动到上一单元。

·j或[image: ]
 ：将焦点移动到下一单元。

·a：在本单元前新建一个单元。

·b：在本单元后新建一个单元。

·y：将本单元改成代码单元。

·m：将本单元改成Markdown单元（Markdown单元将在后续小节讲解）。

·l：显示或隐藏单元的行号。

·dd：删除本单元。

·s：保存当前文档。

·ii：中断Python运行环境。执行该操作会丢掉当前环境中的所有对象。

·00：重新启动Python运行环境。执行该操作会丢掉当前环境中的所有对象。

以上列表不包括所有的快捷键。想要查看所有的快捷键，可以在Jupyter Notebook界面工具栏的“帮助”（Help）[image: ]
 “键盘快捷键”（Keyboard Shortcuts）下查看（英文）。

A.4.2　IPython魔法函数

本节介绍IPython魔法函数（magic function）。虽然IPython魔法函数不是Python语句，但是在Jupyter Notebook里，IPython魔法函数可以和Python语句一样写在输入区域并运行。IPython魔法命令分为行魔法和单元魔法两大类。

行魔法（line magic）是以1个英文百分号“%”开头的魔法函数。常用的“%matplotlib inline”就是行魔法。表A-2列出了所有IPython内置的行魔法。除了内置的行魔法外，也可以自己定义行魔法。

表A-2　IPython内置行魔法
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在此介绍一些常见的行魔法。

首先来看行魔法%matplotlib。这在本书正文中大量用到。该魔法可以用来选择matplotlib库的后台实现（backend）。可以用下列代码查看当前支持的所有后台实现：



     %matploblib -l




一种可能的返回是：



     Available matplotlib backends: ['tk', 'gtk', 'gtk3', 'wx', 'qt', 'qt4', 'qt5', 'osx', 'nbagg', 'notebook', 'inline']




给出了所有的后台实现。一般选择实现'inline'。这可以通过以下语句完成：



     %matplotlib inline




行魔法%pwd。这个行魔法可以用来查看当前的工作目录。使用该行魔法不需要参数，直接使用魔法名即可：



     %pwd




行魔法%time和行魔法%timeit。这两个魔法都是用来计算程序的运行时间。它们的区别在于，%time只运行程序1次，%timeit多次运行相同的程序来得到更加精确的统计结果。例如：



     %time sum(x * x for x in range(100000))




行魔法%who和%whos。这两个行魔法可以列出当前Python环境下的所有对象。%who只列出对象的名字；%whos不仅列出对象的名字，还列出对象的类型和一些数据描述。使用时可以加类型参数，例如，下面语句列出所有的函数。



     %whos function




最后介绍行魔法%pinfo和%pinfo2。这两个魔法可以用来查看对象的信息。%pinfo显示的比较简略，%pinfo2显示的比较详细。另外，还可以通过以英文问号“?”开头的语句实现%pinfo的功能，用以两个英文问号“??”开头的语句实现%pinfo2的功能。例如：



     import torch
     ?torch.Tensor




和



     import torch
     ??torch.Tensor




单元魔法（cell magic）以两个英文百分号“%%”开头。表A-3列出了IPython所有内置的单元魔法。除了内置的单元魔法外，也可以自定义单元魔法。单元魔法的主要用途是告诉Jupyter Notebook当前的单元是什么语言的。它常常用在单元的首行。

表A-3　IPython内置单元魔法
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A.4.3　Markdown语言

Jupyter Notebook支持Markdown单元。在Markdown单元中，可以使用Markdown语言来编写解释性的文字，以方便程序的阅读和理解。Markdown语句不是Python的一部分，它也不能改变Python运行环境中的任何东西，或是代替任何Python语句。

Markdown语言是一种标记语言（markup language）。它的用法如下：

·对于正常的文本，直接输入文字即可。

·在段落中可以用“*文字*”或“_文字_”的形式使得文字呈斜体。

·在段落中可以用“**文字**”或“__文字__”的形式加粗文字。

·在段落中可以用“[链接文字](链接地址)”的形式生成超链接。

·行首用英文“#”号表示标题。1个“#”表示1级标题，即最高级的标题；2个“#”表示2级标题，以此类推。最多支持6级标题。

·在行首用制表符（Tab）或4个空格表示缩进。

·在行首用英文右尖括号“>”表示后续为引用内容。

·在行尾输入2个以上空格表示换行。

·在单独的行里连续输入3个以上英文星号“***”或下划线“___”或连字符“---”表示水平分割线。

代码清单A-1给出了使用Markdown语言写说明性文字的例子。该代码渲染的效果如图A-9。

代码清单A-1　Markdown语言示例



     # PyTorch 简介
     [PyTorch](http://pytorch.org) 是一个神经网络库。它的基本数据类型是 **torch.Tensor** (张量)。PyTorch还包括以下模块：
     - torch.nn  *实现了神经网络的各种层和损失*
     - torch.optim  *实现了多种优化算法*
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图A-9　代码清单A-1的显示效果


附录B　Python编程基础

本附录介绍Python 3编程的基础知识。对于没有学过Python的读者，在学习PyTorch之前，推荐阅读本部分，了解Python编程的基础知识。

B.1　Python 3语法

B.1.1　函数、print()和关键字

先来看一个Python程序。



    print('Hello')




这个程序只有一行，它的功能是把“Hello”这个单词显示在屏幕上。为了实现这个功能，程序使用了print()函数。函数（function）是Python中的重要概念。在Python中，我们可以创造新的函数（称为“定义”函数），也可以使用已有的函数（称为“调用”函数）。这个程序中使用的print()函数是Python 3内置的函数，它能够把字符串（str）输出在屏幕上。在调用函数print()时，程序给函数print()传递了1个参数（parameter）。这个参数就是字符串'Hello'。我们把字符串'Hello'传给函数print()，告诉print()函数需要输出这个字符串。

函数最重要的意义在于它可以重复使用逻辑。刚刚用print()函数输出了字符串'Hello'。如果要输出另外一个字符串，例如要输出字符串'ANN'，可以这么写：



     print('ANN')




因此，通过使用函数print()，我们复用了“在屏幕上显示字符串”这个逻辑。并且，通过为函数设置不同的参数，这个逻辑可以根据参数的不同表现出不同的行为。

在Python 3中，除了有print()函数外，还有其他内置函数，见表B-1。在后续的小节中会介绍其他内置函数。

表B-1　Python 3中的内置函数
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我们已经学会了如何调用函数。接下来看看如何定义新的函数。定义新的函数需要用到关键字def和return。关键字（keyword）是Python定义的一些特殊的英文单词，每个关键字都有自己独特的含义。在编辑器里输入关键字时，关键字会显示出和其他代码不同的颜色。Python 3中的所有关键字见表B-2。

表B-2　Python 3中的关键字
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接下来，通过一个例子来介绍如何用关键字def和关键字return定义一个函数。这个例子见代码清单B-1。所定义的函数名为relu，它的功能就是实现[image: ]
 这个运算。函数的定义以关键字def开始，告诉计算机接下来要定义一些东西。关键字def后接函数的名字，这里让函数的名称为relu（这里的名字relu是“调整线性单元”（rectified linear units）的缩写。Python中的函数名称一般全用小写。神经网络的研究人员常称函数[image: ]
 为relu函数）。写完函数的名称relu后，需要说明这个函数有几个参数。参数的名称放在英文括号里。在这个例子中，函数有且只有一个参数x。在后续函数定义内部再出现的x就是指这个参数。用括号包括的参数表结束后，有一个英文冒号“:”。英文冒号提示后面的代码将描述这个函数的功能。下一行代码具有缩进。缩进一般是4个空格（注：PEP 8规定“Use 4 spaces per indentation level”）。在4个空格后，用到了关键字return。关键字return说明后面将定义函数的输出。这个函数输出max(x,0)，也就是输出参数x和数字0中比较大的值。这里的max()函数是内置函数。这样，就完成了函数的定义。

代码清单B-1　函数的例子



     def relu(x):
         return max(x, 0)




定义好函数后，就可以使用这个函数。例如，下面代码就用到了所定义的relu()函数：



     print(relu(-3))
     print(relu(5))




这两行代码分别输出0和5。

在代码清单B-1的例子中，函数relu()只有一个参数，并返回了一个结果。事实上，对于一个函数而言，它的参数和返回值的个数并没有限制，可以是0个、1个或多个，并且输入参数的个数和返回值的个数可以不同。例如，我们刚刚使用的max()函数有两个参数，1个返回值。再例如，代码清单B-2中定义了函数print2()，它有两个参数，但是没有返回值。

代码清单B-2　两个参数、没有返回值的例子



     def print2(x, y):
         print(x)
         print(y)




调用print2函数的例子如下：



     print2(4, -3)




调用后，屏幕上会出现



     4
     -3




B.1.2　import语句

在上一节，我们知道了Python有许多关键字，并且学会了如何使用def关键字和return关键字定义函数。在这一节，我们将使用关键字import、as和from来导入包（package）。

Python语言内置了许多包，比如数学包math、日期时间包datetime等。除了Python语言内置的包以外，还有需要安装的Python扩展包，如科学计算包Numpy、人工神经网络包PyTorch等（这些包的安装已经在之前的章节介绍过）。另外，我们还可以自己实现包。通过使用包，我们可以使用除了内置函数以外的大量函数。

使用包的第一步是导入包。无论是Python内置的包，还是扩展包，还是自定义的包，它们的导入方法都是一样的。

可以使用import关键字来导入一个包，例如，下面的代码就可以导入math包：



     import math




完成包的导入后，就可以使用包里面的函数。例如math包里面有一个函数gcd()，可以计算两个数的最大公约数（Greatest Common Divisor，GCD）。如果开启一个新的Python运行环境但是没有导入任何包，这个函数就没有办法使用。例如，如果在没有导入任何包的情况下使用下列语句：



     print(gcd(20, 30))




那么Python会报错“NameError:name'gcd'is not defined”。这个错误信息的意思是，gcd这个东西没有被定义过，不能用。如果先用“import math”导入math包，就可以使用math包里面的gcd()函数。用法如下：



     print(math.gcd(20, 30))




有的时候，包下面会有子包。例如，PyTorch库的torch包下会有nn子包，而nn子包下还会有functional子包，functional子包里面有relu()函数。如果想用这个relu()函数，就需要用下面的导入语句：



     import torch.nn.functional




import关键字可以和as关键字结合使用，使得导入的包有一个别名。例如，要导入Python语言自带的datetime包，并将导入的包记为dt，可以这么做：



     import datetime as dt




这样导入后，就可以通过dt这个名字访问datetime包下面的内容了。

对于子包，也可以使用as关键字对子包起个别名。例如，下面的代码将matplotlib包下的pyplot子包记为plt：



     import matplotlib.pyplot as plt




以后直接使用plt就可以代替matplotlib下的pyplot，而不需要体现这个子包的结构。例如，调用matplotlib.pyplot下的plot()函数，可以这样：



     plt.plot([1,2,3], [4,5,6])




最后，我们介绍一种导入包中的某一个特定东西的语法。这个语法需要同时用到关键字from和关键字import。利用“from包名import对象名”，就可以将包中的某一对象导入。在后续使用这个对象时，就不需要指定包名。例如，下面的代码导入了math包里的函数gcd()并使用：



     from math import gcd
     print(gcd(20, 30))




以上两行代码的输出和以下代码的输出是完全相同的：



     import math
     print(math.gcd(20, 30))




B.1.3　Python的内置类型

Python的变量或常量可以有不同的数据类型。可以用内置函数type()来查看变量当前的类型。Python语句可以改变变量的类型。

例如，在代码清单B-3中，变量x一开始是整数（int）类型，以后变为浮点数类型（float，即小数类型）、复数类型（complex）和字符串类型（str）。

代码清单B-3　改变变量数据类型的例子



     x = 1
     print(type(x))
     x = 1.
     print(type(x))
     x = 1 + 0j
     print(type(x))
     x = '1'
     print(type(x))




在代码清单B-3的例子中，int类型、float类型、complex类型和str类型都是Python的内置类型（built-in type）。Python的内置类型有以下几类。

·逻辑类型bool。这类数据只有“真”和“假”两种可能的取值。“真”用关键字True表示，“假”用关键字False表示。

·数值类型int、float和complex。

·序列类型list、tuple、range。

·集合类型set、frozenset。

·映射类型dict。

·字符串类型str。这个类型不仅可以表示英文字符串，还可以用来表示中文等多种语言的字符串。

·其他内置类型，具有其他内置类型的数据包括但不限于：关键字None表示的空类型对象、用Ellipsis表示的省略对象、表示代码还没有实现的NotImplemented对象，等等。

Python的内置函数bool()、int()、float()、complex()、list()、tuple()、range()、set()、frozenset()、map()、str()可以用来将其他类型的对象转换成目标类型的对象。不过值得一提的是，并不是所有类型之间都可以直接互相转换。代码清单B-4给出了一些利用这些内置函数转换数据类型的例子。

代码清单B-4　利用内置函数转换数据类型



     bool(4)
     int(-4.5)
     float(5)
     complex(-4)
     range(4)
     list(range(4))
     tuple(str(123))
     str(123)




接下来，我们来看看3种常用类型：列表（list）、元组（tuple）和集合（set）。这3种类型都是可以迭代的（iterable）类型，每个数据都可以含有很多条目（entry）。

首先来学习如何创建这些类型的变量。需要使用英文方括号“[]”来创建列表，用英文圆括号“()”来创建元组，用英文花括号“{}”来创建集合。有多个数据的情况下，可以用英文逗号“,”将它们隔开。例如：



     lst = ['a', 3, None]
     tpl = (0., range(4), 'Hello')
     st = {'Aa', 0+1j}




还可以用关键字in来判断列表、元组或集合里是否存在某个数据，如：



     3 in lst
     3 in tpl
     3 in st




还可以用内置函数len()计算这个列表或元组的长度或集合中元素的个数。例如：



     len(lst)
     len(tpl)
     len(st)




列表和元组是有顺序的，集合中的元素是没有顺序的。对于有顺序的列表和元组，可以用条目的索引值（index）从列表或元组中取出元素。索引值从0开始计数。开头元素的索引值是0，接下来元素的索引值是1，以此类推。索引值要放在英文方括号“[]”里。例如，在刚刚的例子中，可以用“lst[1]”取出int型数据3，用“tpl[1]”取出range型数据range(4)。

接下来介绍表示映射关系的字典（dict）。所谓映射关系，是指每个数据条目由两部分组成：一部分称为“键”（key），一部分称为“值”（value）。利用字典，可以很快通过“键”找到“值”。在创建字典时，可以用“键:值”的形式表示一个数据条目，并用英文逗号“,”分隔不同的数据条目。下面是创建字典和利用键查询值的例子：



     dct = {'A': 3, 'B': 6, 'C': -4}
     dct['B']




B.1.4　控制语句

这一节将介绍控制语句。控制语句的用途是改变代码运行的顺序。在没有使用控制语句的情况下，代码是从上到下逐行运行的。如果想让某些语句只在某些条件下运行，或是要让某些语句运行多次，就需要用到控制语句。

先来看看如何让特定的语句在某些条件下运行，在另外一些条件下不运行。为了完成这个功能，要用到关键字if。例如，有一个int型的变量x，要让x是正数的时候输出“x是正数”，在x不是正数的时候什么都不做，就可以这么写代码：



     if x > 0:
         print('x是正数')




在这个代码中，if关键字后面是后续代码执行的条件。如果后续的条件为真，那后面缩进部分的代码就会执行；如果后续的条件为假，那么后面缩进部分的代码就不会执行。判断条件的后面，有一个英文的冒号“:”说明后续代码是选择执行的内容。选择执行的内容应该有缩进。

如果想要在某个条件成立的时候执行某些代码，在这个条件不成立的时候执行另外一些代码，可以结合使用关键字if和关键字else。例如，下面的代码在x是正数的时候输出“x是正数”，在x不是正数的时候输出“x不是正数”：



     if x > 0:
         print('x是正数')
     else:
         print('x不是正数')




关键字elif是关键字else和关键字if的结合体，相当于先写了关键字else，再写关键字if。例如，在下面的代码中，如果变量x是正数，则输出“x是正数”，如果变量x是负数，则输出“x是负数”，否则，输出“x是零”：



     if x > 0:
         print('x是正数')
     elif x < 0:
         print('x是负数')
     else:
         print('x是零')




接下来看看如何让一条语句执行很多遍。这可以通过关键字for来实现，也可以通过关键字while来实现循环。

首先来看如何利用关键字for实现循环。先来看一个例子。在下面的例子中，依次打印出0到4这5个数字。



     for idx in range(5):
         print(idx)




在上面的代码中，range(5)是一个range类型的数据。当用for和in遍历这个range数据时，遍历的变量（代码中的idx）的取值可以为0、1、2、3、4。对于每个取值，都会运行后面缩进部分的代码。因此，上面代码就能够调用5次print()函数，分别输出idx的5种取值。

再看一个例子。在下面这个例子中，同时使用了for循环和if判断。它的功能是把列表x中的正数打印出来：



     x = [4, -1, 2, 8, -6]
     for e in x:
         if e > 0:
             print(e)




值得一提的是，在这段代码中，调用函数print()的语句有两重缩进。每重缩进在行首有4个空格，所以两重缩进一共有8个空格。

要实现循环，除了使用关键字for以外，还可以使用关键字while。现在来看一个使用while的例子：



     x = 0
     while x < 5:
         print(x)
         x = x + 1




这段代码也是依次输出5行数字，分别为0、1、2、3、4。在这段代码中，一开始先定义了一个变量x，让它的值为0。然后在循环内部，输出x的值。输出完毕后，让x的值增加1。接着，判断x的值是否小于5。如果小于5，则开始下一次循环；否则，退出循环。

至此，我们已经学会了如何使用控制语句。

B.1.5　类

类（class）是一种可以生成实例（instance）的类型。一个类实例可以包含一些数据，并通过类提供的成员方法来修改和访问。

为了更具象地理解类和类的实例，现在来看一个例子。代码清单B-5用到了datetime包里的date类。代码第1行用import语句导入了datetime包，这使得date类可以通过dt.date的方式访问到。代码第2行利用date类生成了一个类实例d。在生成d的时候，给date类传递了3个参数：年、月、日。这3个参数值存在于实例内。通过在实例名后使用英文句号“.”，可以访问实例的数据和方法。例如，可以通过d.year、d.month、d.day访问实例d内存储的成员year、month和day。这段代码的最后，调用了实例的成员方法strftime()。成员方法就相当于定义在类内的函数。date类实例的成员方法strftime()可以根据参数指定的字符串格式返回一个字符串。在这个例子中，这行代码的输出是“2020年01月01日”。

代码清单B-5　使用date类的例子



     import datetime as dt
     d = dt.date(year=2020, month=1, day=1)
     print(d.month)
     print(d.strftime('%Y年%m月%d日'))




通过上面的例子，我们已经对类和类实例有了初步的了解。除了可以使用现成的类外，还可以自己定义类。接下来通过一个例子，看看如何定义一个类。

在代码清单B-6中，定义了一个类Point。这个类有两个成员方法，分别为__init__()和get()。在定义类的成员方法时，以两个英文下划线“__”开头和结束的名称往往有着特殊的意义。例如，例子中的__init__()是在通过类构造类实例时会调用的成员方法。每个成员方法可能会有1个或多个参数，并且第1个参数总是self。这里的参数self表示类的实例。例如，在__init__()中，语句“self.x=x”将参数x的值存在了实例中的成员x里。get()就是普通的成员方法，它能返回成员的值。代码清单B-6最后没有缩进的部分，则不是类定义的部分，而是类的使用。首先生成了一个类实例p，然后调用它的get()方法。注意，这里调用get()方法的时候并不需要用任何参数。在成员方法执行时，self就是指实例p。

代码清单B-6　定义和使用类Point



     class Point:
     
         def __init__(self, x, y):
             self.x = x
             self.y = y
             
         def get(self):
             return self.x, self.y
     
     p = Point(3, 5)
     print(p.get())




最后，我们来学习类的派生（derive）。类的派生的意思是，在现有的类的基础上，定义出一个新的类，并且新的类可以使用旧类的大多数特性。例如，我们刚刚定义了一个类Point，它有成员方法__init__()和get()。可以从Point类派生出一个新的类，让这个新类有Point类的全部功能，还有其他新的功能。例如代码清单B-7定义了Point类的派生类SettablePoint。在类名SettablePoint之后有一个英文圆括号，里面写有Point，说明这个类是从Point类派生出来的。这个派生类不但有代码清单B-7中显示的成员方法set()，还有代码清单B-6中显示的成员方法__init__()和get()。在后面构造的SettablePoint类实例sp中，就用到了get()。这个get()就是在类Point中定义的。

代码清单B-7　Point类的派生类SettablePoint类



     class SettablePoint(Point):
         
         def set(self, x, y):
             self.x = x
             self.y = y
     
     sp = SettablePoint(3, 5)
     sp.set(6, 2)
     print(sp.get())




至此，我们已经了解了Python语言中最重要的一些语法。此外，Python语言还有其他的高级语法。

B.2　使用matplotlib进行数据可视化

在介绍Python语法的过程中，提到可以利用函数print()显示字符串。本节将介绍使用Python扩展库matplotlib显示图表。

B.2.1　折线图的绘制

Python扩展库matplotlib主要用于绘制各种各样的图表。要让matplotlib绘制的图表在Jupyter Notebook的网页中显示，在导入和使用matplotlib之前需要使用“魔法命令”（magic command）“%matplotlib inline”（见图B-1）。在Jupyter Notebook中，可以使用一些魔法命令。魔法命令并不属于Python的语法，而是Jupyter Notebook自己的功能。
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图B-1　在Jupyter Notebook中用matplotlib绘制折线图

使用matplotlib最简单的方法是，直接使用matplotlib包的pyplot子包下的函数plot。一般情况下，人们常常对pyplot子包起个别名plt，即



     import matplotlib.pyplot as plt




之后就可以直接使用plt.plot()函数。如图B-1所示，给plt.plot()函数传入一个列表，就可以绘制折线图。在这样的折线图中，每个数据点的X轴的值就是列表的下标（0、1、……），Y轴的值就是列表中的数据的值。

值得一提的是，图B-1中的plot()函数调用后有一个英文分号“;”。一般情况下，Python语句不会以英文分号结尾。这里的语句以英文分号结尾，是故意为之的。它的意图是阻止plot()函数返回一个列表（实际上plot()函数可以返回一个列表）。你如果有兴趣，可以试着删除这个分号，看看代码的输出有何不同。

在图B-1的例子中，我们给plot()函数一个列表类型的参数。这个参数指定了折线上每个数据点Y轴的值。事实上，如果给plot()函数输入两个长度相同的列表，则不但能指定折线上每个数据点的Y轴的值，还能指定折线上每个数据点X轴的值。例如：



     plt.plot([2, 5, 6], [6, 3, 1]);




这行代码绘制的折线上有3个点，分别是(2,6)、(5,3)、(6,1)。

一张图上不仅可以绘制一条折线，还可以同时绘制多条折线。例如，下面的代码就在一张图上绘制了两条折线：



     plt.plot([1,3,5,7,9], [4,2,3,7,1])
     plt.plot([2,4,6,8,10], [6,3,8,2,9])
     plt.show();




这个代码中，plt.show()用于显示图表。在Jupyter Notebook里，这句话是可有可无的。在Jupyter Notebook中，如果不写这句话，图片一样也能显示出来。

B.2.2　为图表标注文字

绘制图表时，用文字为图表做恰当的解释能够让图表更易理解。matplotlib准备了一些函数，让你能够很方便地在图表上标注文字。如图B-2所示，这个图片里就有一些文字，包括以下几方面。

·标题（title）：标题一般在绘图区（如图B-2中的矩形框）的上边。例如，图B-2上方的文字“title”就是标题。可以用plt.title()函数设置标题。

·X轴标签（xlabel）：标题一般在绘图区的下边。图B-2下方的文字“xlabel”就是X轴标签。可以用plt.xlabel()函数设置X轴标签。

·Y轴标签（ylabel）：标题一般在绘图区的左边。图B-2左边的文字“ylabel”就是Y轴标签。可以用plt.ylabel()函数设置Y轴标签。

·图例（legend）：图例可以出现在绘图区的内部（如左上角、右上角等），还可以在绘图区之外。图B-2左上角框内的文字“legend”就是图例。函数plt.legend()可以帮助我们设置图例。

·文本（text）：文本可以出现在绘图区的任意位置。在图B-2中，文字“text”就是文本。可以用函数plt.text()设置文本。

代码清单B-8完成了图B-2的绘制。代码首先用plot()函数绘制折线。使用plot()函数时，给了一个label参数。这个label参数将作为图例显示的字符串。接着，代码设置了X轴标签、Y轴标签和标题。接着，使用plt.legend()函数说明需要绘制图例。如果没有这句话，图表上就不会显示图例。这里的legend()函数没有任何参数，图例显示出来的字符串是之前调用plt.plot()函数时就指定好的。接下来调用了plt.text()函数绘制文本。调用plt.text()函数时，指定了绘制文本的坐标（本例中的坐标值为(5,5)，这是文本开始的坐标）。全部设置完毕后，调用plt.show()函数显示图表。
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图B-2　带有文字的图表

代码清单B-8　绘制图B-2的代码



     plt.plot([2,4,6,8,10], [6,3,8,2,9], label='legend')
     plt.xlabel('xlabel')
     plt.ylabel('ylabel')
     plt.title('title')
     plt.legend()
     plt.text(5, 5, 'text')
     plt.show();




B.2.3　matplotlib的其他功能选讲

用matplotlib库除了能绘制折线图以外，还能绘制很多类型的图表，包括超过二维的高维图表。除了折线图外，常见的图表还包括：

·散点图（scatter plot）。可以使用scatter()函数绘制。例如：



     plt.scatter([1,2,3], [4,5,6])




·直方图（histogram）。直方图可以显示数据出现的频次，可以使用hist()函数绘制。例如：



     plt.hist([0,1,1,1,1,2,2,2,3,3], bins=4)




·条形图（bar chat）。可以使用bar()函数绘制。例如：



     plt.bar([0,1,2,3], [5,4,6,8])




·饼图（pie chat）。饼图常用来表示数据占总量的比例，可以使用pie()函数绘制。例如：



     plt.pie([3, 6, 2, 3])




在一张图表中可以包括多个子图。例如，代码清单B-9在一张图表中画了4个子图。这4个子图排布为2行2列，每个子图的图表类型都不相同。绘制子图的关键在于使用plt.subplot()函数。

subplot()函数有3个参数：第1个参数表示一共有几行子图，第2个参数表示一共有几列子图。这两个参数相乘，表示这个图一共有几个子图。第3个参数表示是第几个子图。这里，子图的索引是从1开始的。这和Python语法的常见索引规则不同（Python的索引从0开始）。这样设计是为了和另外一种程序设计语言MATLAB兼容，对于这种不合理的情况，你不必在意。

代码清单B-9　含有4个子图的图



     plt.subplot(2, 2, 1)
     plt.scatter([1,2,3], [4,5,6])
     plt.subplot(2, 2, 2)
     plt.hist([0,1,1,1,1,2,2,2,3,3], bins=4)
     plt.subplot(2, 2, 3)
     plt.bar([0,1,2,3], [5,4,6,8])
     plt.subplot(2, 2, 4)
     plt.pie([3,6,2,3])
     plt.show();




B.3　例子：心脏线

你已经学习了很多Python语法，并学习了如何用扩展库matplotlib绘制图表。至此，你已经可以做很多事情啦！接下来看看综合使用Python语法和扩展库matplotlib的例子。在这个例子中，会用到一些之前没有介绍过的函数，并会对它们进行解说。
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图B-3　心脏线

本节的例子是要绘制图B-3中的心脏线。心脏线（cardioid）是一个圆沿着另一个半径相同的圆滚动时圆上一点的轨迹。在极坐标（polar）系中，它的方程为
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（心脏线一般在极坐标系中表示。这是因为，心脏线的极坐标系方程比在直角坐标系中简单得多。直角坐标系方程的推导：利用[image: ]
 ，可得[image: ]
 ，进而[image: ]
 。两边平方得[image: ]
 。再利用[image: ]
 ，有[image: ]
 [image: ]
 。整理得[image: ]
 [image: ]
 。显然心脏线在直角坐标系下的表达式比极坐标系上的表达式复杂）。

为了完成图B-3的绘制，需要用到以下知识：

·如何在极坐标系中绘制图形。为了解决这个问题，可以使用subplot()函数的projection参数。在前文已经提到，subplot()函数可以用来在1个图片中绘制多个子图。与此同时，subplot()函数还有一个参数projection，当projection的值为字符串'polar'时，这个子图就成为了极坐标系下的图。在本节的例子中，虽然并不需要绘制多个子图，但是为了使用极坐标系，还是使用了subplot()函数。

·使用三角函数。由于极坐标系的表达式含有正弦函数，所以绘制心脏线的时候需要用到这个函数。Python的数学包math提供了许多三角函数，其中就包括正弦函数sin()。math.sin()函数的参数必须为弧度（radian）值，不可以是角度（degree）值。如果需要求某个角度的正弦值，可以先用math.radians()函数将角度转化为弧度。

·在图中标注极坐标的公式。为了标注文本，可以使用plt.text()函数。考虑到这个公式是居中对齐的，所以可以使用plt.text()函数的horizontalalignment参数。当这个参数的值是字符串'center'时，文本关于指定的坐标居中对齐。另外，这里标注的数学公式包括了希腊字母（[image: ]
 ）。为了显示希腊字母，可以采用TeX语句来输入数学公式。TeX语言是另外一门编辑语言，它可以将TeX语句转化为排版精美的数学公式。图中的数学公式可以用TeX语句“$\rho=1-\sin\theta”实现。在这个TeX语句中，两个美元符号“$”表示数学公式的开始和结束，两个美元符号之间的内容就是公式的内容。公式一开始，首先是表示希腊字母[image: ]
 的“\rho”。TeX语句中，每个希腊字母都可以用以英文反斜杠“\”开始的英文单词表示。这里的“\”又被称为转义字符（escape character），说明后续的英文字母不是普通的数学符号，而要表示其他意思。这句TeX代码一共用到3次转移字符，两次用在了希腊字母上，还有一次是用在了正弦函数上。在“sin”前面增加“\”后，“sin”就不再表示“s”“i”“n”这3个数学符号的乘积，而是表示TeX内置的正弦函数sin()。

解决了以上问题后，就可以开始考虑实现绘制图B-3的代码。在Jupyter Notebook中绘制图B-3的代码见代码清单B-10。

代码清单B-10　绘制图B-3的代码



     %matplotlib inline
     import math
     import matplotlib.pyplot as plt
     
     theta = [math.radians(d) for d in range(360)]
     rho = [1. - math.sin(t) for t in theta]
     
     plt.subplot(1, 1, 1, projection='polar')
     plt.plot(theta, rho)
     plt.gca().get_yaxis().set_ticks([0.5, 1, 1.5, 2])
     plt.text(math.pi / 2, 1, r'$\rho =1-\sin \theta $',
             horizontalalignment='center')
     plt.show();




在Jupyter Notebook里面写代码时，一般先写魔法命令，再写Python导入语句，最后写其他Python语句。代码清单B-10就是这样的。

在代码清单B-10中，第1行使用了魔法命令，使图片可以在Jupyter Notebook中显示。

在第2行和第3行，使用Python导入语句导入了math包和matplotlib.pyplot包。一般情况下，要先导入Python内置包，再导入扩展包。因此，这里先导入内置包math，再导入扩展包matplotlib.pyplot。值得一提的是，在导入语句后，接下来的Python语句并没有马上用到matplotlib.pyplot包，但是由于最好要在程序一开始把所有需要导入的包都导入好，所以这里也把matplotlib.pyplot包导入了。

接下来的两行准备要绘制的数据。这两行中，我们准备了两个长度相同的列表，分别代表极坐标系上的弧度轴和长度轴。首先考虑弧度轴，用代码“[math.radians(d)for d in range(360)]”定义了一个列表。回顾前文，内置函数range()可以将int类型的数据360转换为range类型的数据。“range(360)”这个range类型的数据表示0、1、……、359这360个值。代码“for d in range(360)”表示逐一考虑这360个值，分别让变量d为这360个值。接着，用函数math.radians()把每个d值转换为弧度值。这样最终得到的列表就是含有360个弧度值的列表[image: ]
 。变量theta存储了这个列表。得到theta后，接下来又构造了一个列表（存在了变量rho里）。与构造theta时候的情况类似，代码“[1.-math.sin(t)for t in theta]”逐一考虑变量theta里面的元素，计算[image: ]
 ，然后把计算结果存在列表里。这样就完成了数据的准备。

代码的最后几行绘制图表。如前所述，代码使用了plt.subplot()函数的projection参数指定图表用极坐标系表示。极坐标系中的弧度坐标就相当于直角坐标系中的X轴坐标，极坐标系中的长度坐标就相当于直角坐标系中的Y轴坐标。因此在调用函数时，把列表theta和列表rho作为plt.plot()函数的两个参数。接下来的代码“plt.gca().get_yaxis().set_ticks([0.5,1,1.5,2])”的用途是让长度坐标轴上显示0.5、1、1.5、2这4个数。这行代码仅仅用于美化图片，删除此代码不影响整体效果。在这行代码中，plt.gca()函数获得当前的子图，get_yaxis()函数进一步获得当前子图的Y轴（即长度轴），最后用set_ticks()函数指定这个长度轴需要在哪些数据位置标注出数字。再接下来用plt.text()函数在图表上标注出数学公式。这里就用到了前文介绍的TeX语句。TeX语句作为字符串传递给plt.text()函数。值得一提的是，反斜杠“\”不仅可以作为TeX语句的转义字符，也可以作为Python语句的转义字符。为了防止“\”作为Python语句的转义字符，字符串前有1个英文字母“r”，表示“原始”（raw）。这样“\”在这个Python语句中就不会成为转义字符，只会成为TeX语句的转义字符。代码的最后一行用plt.show()函数显示图表。

在本节中，我们完成了一个绘制心脏线的例子。在这个例子中，综合利用了魔法命令和Python语言（包括导入语句、列表、函数调用、扩展库matplotlib的使用）。希望你能够通过这个例子，更加了解Python编程。你也可以尝试绘制其他图形（比如画个圆），以熟悉Python编程。
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Downloading and Extracting Packages
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Requirement not upgraded as not directly required: torch in c:\program
data\anaconda3\lib\site-packages (from torchvision) (0.4.0)
Requirement not upgraded as not directly required: six in c:\programda
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Requirement not upgraded as not directly required: numpy in c:\program
data\anaconda3\1lib\site-packages (from torchvision) (1.14.3)
distributed 1.21.8 requires msgpack, which is not installed.
Installing collected packages: torchvision
Successfully installed torchvision-0.2.1
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Solving environment: done

# All requested packages already installed.
(base) C:\WINDOWS\system@2>conda update python
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# All requested packages already installed.
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# All requested packages already installed.
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