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Introduccin




Gracias por comprar el libro, “Aprendizaje Profundo”.



El aprendizaje profundo es un proceso que ampla el rango de la mayora de los problemas de inteligencia artificial, como el reconocimiento de voz, la clasificacin de imgenes, la respuesta a preguntas, el reconocimiento ptico de caracteres y la transformacin de texto a voz. Es cierto que el aprendizaje profundo es un tema complejo para aprender y comprender, pero no es difcil para la mayora de los algoritmos de aprendizaje automtico. Si desea aprender cmo construir un modelo de aprendizaje profundo en Python, ha venido al lugar correcto. Recuerde que necesitar conocer algunas partes de los temas mencionados en el libro antes de construir modelos de aprendizaje profundo.



A lo largo de este libro, recopilar informacin sobre qu es el aprendizaje profundo y en qu se diferencia del aprendizaje automtico. Tambin aprender acerca de las diferentes arquitecturas de redes neuronales que los diseadores usan para programar un modelo de aprendizaje profundo. El libro proporciona informacin sobre cmo puedes construir un modelo de aprendizaje profundo en Python usando Keras. Los ejemplos en este libro utilizan conjuntos de datos que estn disponibles en lnea. Puede descargar los datos de los enlaces mencionados en el libro y usar estos conjuntos de datos para probar su modelo.



Cuando llegue al final del libro, se convertir en un experto en la construccin de modelos en Keras. Tambin aprender a construir modelos de aprendizaje profundo para sus proyectos.



Espero que rena toda la informacin que busca.










Captulo Uno: Qu es el Aprendizaje Automtico?




El acto de aprender es difcil de definir. En su sentido ms simple, aprender es adquirir conocimiento o comprensin de un nuevo concepto. Solo se puede obtener esto a travs del estudio, la experiencia o la instruccin.



Hay muchas correlaciones que se pueden dibujar entre el aprendizaje humano o el aprendizaje animal y el aprendizaje automtico. Las tcnicas utilizadas en el aprendizaje con animales a menudo se emplean para desarrollar conceptos de aprendizaje automtico. Por el contrario, ciertos avances en el aprendizaje automtico nos han ayudado a comprender nuevas perspectivas en los patrones biolgicos y de aprendizaje animal.



Para mejorar la eficiencia de una mquina, a menudo se recalibra estructuralmente. Hacerlo a menudo aumenta el rendimiento y la calidad de la salida y, de hecho, es un mtodo para aprender cmo funciona la mquina. Con el aprendizaje automtico, sin embargo, no todas las recalibraciones dan como resultado un nuevo aprendizaje.



Por ejemplo, suponga que una mquina es predecir si India ganar una partida de cricket contra Australia. El ingeniero o desarrollador puede proporcionar informacin histrica relativa a jugadores tanto de India como de Australia, sus estadsticas de partidos y tasas de ejecucin, etc. en la mquina. La mquina puede usar esa entrada para predecir un resultado. Este es un tipo de aprendizaje automtico.



Todo el concepto detrs del aprendizaje automtico es aplicarlo a algo que tenga inteligencia artificial que pueda procesar grandes volmenes de informacin y generar anlisis y resultados. Como tal, la inteligencia artificial y el aprendizaje automtico van de la mano. Los ingenieros construyen mquinas con inteligencia artificial para realizar las siguientes funciones: diagnstico, prediccin y reconocimiento. Estas mquinas aprenden a realizar estas tareas aprendiendo del conjunto de datos de capacitacin que el ingeniero le proporciona. El ingeniero puede usar datos de muestra o datos histricos para entrenar a la mquina para predecir el resultado deseado. La mquina identifica patrones en estos datos de entrenamiento y se ensea a s misma a realizar diferentes tipos de anlisis en los datos.



Adems de los datos de entrenamiento, hay varios otros mecanismos de aprendizaje que un ingeniero ensea a una mquina con inteligencia artificial. Los ms utilizados son el aprendizaje supervisado y el aprendizaje no supervisado.



Hay algunos que consideran el aprendizaje automtico como un ejercicio cuestionable: no consideran que las mquinas sean capaces de hacer algo ms que realizar ciertas tareas. Es imperativo que una mquina aprenda por varias razones. Una de las razones principales es que el aprendizaje automtico allana el camino para una mayor comprensin del aprendizaje humano.



Aqu hay algunas otras ventajas que el aprendizaje automtico trae consigo.




Ventajas del Aprendizaje Automtico




Debido al gran volumen y la magnitud de las tareas, hay algunos casos en los que un ingeniero o desarrollador no puede tener xito sin importar cunto se esfuerzan; en esos casos, las ventajas de las mquinas sobre los humanos son claramente extremas.




Identificando Patrones




Cuando un ingeniero le da un conjunto de datos de entrenamiento a una mquina con inteligencia artificial, la mquina aprender a identificar patrones dentro de los datos y producir resultados para cualquier entrada similar que los ingenieros proporcionen a la mquina. Esta es la eficiencia ms all de la de un analista normal. Debido a la fuerte conexin entre el aprendizaje automtico y la ciencia de datos (que es el proceso de procesar grandes volmenes de datos y desenterrar las relaciones entre las variables subyacentes), mediante el aprendizaje automtico se puede obtener informacin importante sobre grandes volmenes de datos.




Mejora la Eficiencia




Los humanos pueden haber diseado ciertas mquinas sin la completa apreciacin de sus capacidades, ya que pueden desconocer las diferentes situaciones en las que funciona una computadora o una mquina. A travs del aprendizaje automtico y la inteligencia artificial, una mquina aprender a adaptarse a los cambios ambientales y mejorar su propia eficiencia independientemente de su entorno.




Completamiento de Tareas Especficas




Un programador generalmente desarrolla una mquina para completar ciertas tareas especficas. Estas tareas suelen ser un programa complicado y arduo donde el programador puede cometer errores de omisin. l / ella puede olvidar algunos pasos o detalles que deben incluir en el programa. Una mquina artificialmente inteligente que puede aprender por s sola no enfrentar estos desafos, ya que aprender las tareas y los procesos por s misma.




Ayuda a las Mquinas a Adaptarse al Entorno Cambiante




Con la tecnologa en constante cambio y el desarrollo de nuevos lenguajes de programacin para comunicar estos avances tecnolgicos, es casi imposible convertir todos los programas y sistemas existentes en estas nuevas sintaxis. Redisear cada programa desde su etapa de codificacin para adaptarse a los avances tecnolgicos es contraproducente. En esos momentos, es altamente eficiente utilizar el aprendizaje automtico para que las mquinas puedan actualizarse y adaptarse al clima tecnolgico cambiante.




Ayuda a las Mquinas a Manejar Grandes Conjuntos de Datos




El aprendizaje automtico trae consigo la capacidad de manejar mltiples dimensiones y variedades de datos simultneamente y en condiciones inciertas. Una mquina artificialmente inteligente con habilidades para aprender por s misma puede funcionar en entornos dinmicos. Esto enfatiza el uso eficiente de los recursos.



El aprendizaje automtico ha ayudado a desarrollar herramientas que proporcionan una mejora continua de la calidad en entornos de procesos pequeos y grandes.




Desventajas del Aprendizaje Automtico




Es difcil adquirir datos para entrenar la mquina. El ingeniero debe saber qu algoritmo quiere usar para entrenar la mquina. Solo as podr l o ella identificar el conjunto de datos que necesitarn usar para entrenar la mquina. Puede haber un impacto significativo en los resultados obtenidos si el ingeniero no toma la decisin correcta.



Es difcil interpretar los resultados con precisin para determinar la efectividad del algoritmo de aprendizaje automtico.



El ingeniero debe experimentar con diferentes algoritmos antes de elegir uno para entrenar la mquina.



Se est investigando la tecnologa que supera el aprendizaje automtico. Por lo tanto, es importante que las mquinas aprendan y cambien constantemente para adaptarse a los cambios en la tecnologa.










Captulo Dos: Una Introduccin a las Redes Neuronales




Antes de profundizar en los conceptos de aprendizaje profundo, entendamos qu es la arquitectura de red neuronal. Los ingenieros construyeron redes neuronales artificiales para ayudar a las mquinas a procesar informacin de la misma manera que el cerebro humano. La caracterstica clave de estas redes es cmo se estructuran las capas para procesar la informacin. Cada capa consiste en una red de neuronas interconectadas que procesan informacin. Estas neuronas trabajan juntas para resolver un problema. Dado que la red neuronal procesa la informacin de la misma manera que el cerebro humano, una mquina con arquitectura de red neuronal aprender con el ejemplo. Los ingenieros solo pueden desarrollar estas mquinas para un propsito especfico, como reconocimiento de patrones o clasificacin de datos. Los seres humanos aprenden cuando el cerebro hace ajustes a la neurona. Las redes neuronales funcionan de la misma manera.




Antecedentes Histricos




Aunque las redes neuronales se desarrollaron antes de la invencin de las computadoras, sufrieron un revs ya que las personas no eran totalmente adeptas al uso de estas redes. Es por esta razn que la simulacin de redes neuronales es un desarrollo reciente. Las mejoras hechas a las computadoras han impulsado muchos avances en el desarrollo de redes neuronales. Las personas se dedicaron a la investigacin cuando el concepto de redes neuronales gan importancia. No pudieron obtener informacin sobre cmo pueden usar las redes neuronales para mejorar la precisin y la eficiencia de las mquinas. Esto llev a una inmersin en el entusiasmo. Hubo algunos investigadores que continuaron estudiando redes neuronales y trabajaron arduamente para desarrollar una tecnologa de redes neuronales que la gente de la industria tecnolgica acept.



Warren McCulloch y Walter Pitts desarrollaron o produjeron la primera red neuronal artificial en 1943. Esta neurona se conoce como la neurona de McCulloch-Pitts. Dado que la tecnologa para desarrollar an ms la red no estaba disponible para ellos en ese ao, no pudieron utilizar esta red neuronal para realizar tareas complejas.




Por qu Usar Redes Neuronales?




Hoy en da, todas las industrias utilizan grandes volmenes de datos para mejorar el funcionamiento de la industria. Estos conjuntos de datos tienen muchas variables que dificultan que los seres humanos comprendan los patrones en el conjunto de datos. Las redes neuronales facilitan la identificacin de estos patrones ocultos en el conjunto de datos. Algunas computadoras tambin tienen dificultades para identificar tendencias en el conjunto de datos si no tienen una arquitectura de red neuronal. Un ingeniero puede entrenar la red neuronal utilizando grandes conjuntos de datos para ayudarlo a convertirse en un experto en el campo. El ingeniero puede usar la red para predecir la salida de cualquier entrada futura. Esto le da al ingeniero la oportunidad de responder preguntas importantes sobre el futuro. Algunas ventajas de las redes neuronales incluyen:



	
Las redes neuronales utilizan una tcnica de aprendizaje automtico llamada aprendizaje automtico supervisado para adaptarse y aprender nuevas tareas.


	
Pueden representar informacin proporcionada durante la etapa de aprendizaje.


	
Dado que las redes neuronales pueden calcular datos en paralelo, las mquinas con arquitectura de redes neuronales trabajan ms rpido para proporcionar resultados


	
Si una red neuronal est parcialmente daada, puede provocar una cada en el rendimiento; sin embargo, la red neuronal puede conservar algunas de sus propiedades incluso cuando est daada






Redes Neuronales versus Computadoras Convencionales




Las computadoras convencionales y las redes neuronales no utilizan el mismo enfoque para resolver un problema. El primero solo usa algoritmos para resolver un problema dado. Las computadoras convencionales tambin pueden resolver problemas si saben qu pasos deben seguir para identificar la solucin. Esto significa que las computadoras convencionales a menudo resuelven problemas que los seres humanos pueden resolver. Las computadoras son tiles cuando pueden resolver problemas que los seres humanos no saben cmo resolver.



Como se mencion anteriormente, las redes neuronales funcionan de la misma manera que el cerebro humano; Las neuronas en la red estn interconectadas. Estas redes neuronales siempre funcionan en paralelo para resolver la mayora de los problemas. Como la red aprende con el ejemplo, el ingeniero no puede ensear a la red a realizar una tarea especfica. Esto hace que sea importante para el ingeniero elegir cuidadosamente los conjuntos de datos de entrenamiento. De lo contrario, ser difcil para la mquina aprender a resolver correctamente un problema. Como la red neuronal aprende del conjunto de datos, puede resolver una variedad de problemas, incluidos aquellos en los que el ingeniero no entrena a la mquina para resolver. Esto hace que estas redes sean impredecibles.



Las computadoras tambin resuelven problemas usando enfoques cognitivos. La computadora debe conocer el proceso que debe seguir para resolver el problema, y
 ​
 ​
 esto solo funcionar cuando el ingeniero proporcione a la computadora las instrucciones correctas. El ingeniero puede proporcionar estas instrucciones a la mquina utilizando un lenguaje de programacin de alto nivel. La computadora decodificar las instrucciones en un idioma que pueda entender. Este proceso ayuda al ingeniero a predecir cmo funcionar una computadora. Si hay un problema con el resultado, el ingeniero sabe que se debe a un problema de hardware o software.



Las redes neuronales y las computadoras convencionales se complementan entre s. Algunas tareas, como los clculos aritmticos, son ms adecuadas para las computadoras algortmicas convencionales, mientras que las tareas complejas son ms adecuadas para las redes neuronales. La mayora de las tareas requieren una combinacin de estos enfoques para garantizar que la mquina funcione con la mxima eficiencia.




La Arquitectura de las Redes Neuronales





Capas de Red




La capa de red es el tipo ms comn de arquitectura de red neuronal. Tiene tres capas de neuronas interconectadas. La primera capa, conocida como la capa de entrada, est conectada a la capa oculta de las neuronas, que est conectada a la capa de salida. La capa de entrada representa los datos o la informacin que el ingeniero proporciona a la red. La forma en que la capa de entrada ve los datos en bruto determina los pesos que se colocan en las neuronas en la capa oculta y los pesos que se colocan en los nodos que conectan las neuronas en la capa de entrada a la capa oculta. El comportamiento de la capa de salida depende de los pesos colocados en las neuronas en la capa oculta y los pesos colocados en los nodos que conectan las neuronas en la capa oculta a la capa de salida.



Esta es la estructura para una red neuronal simple, y es interesante ya que las capas ocultas pueden elegir representar los datos en cualquier forma. Los pesos presentes en los nodos que conectan la capa de entrada a la capa oculta determinan cundo la capa de red oculta debe permanecer activa. El ingeniero puede modificar los pesos entre las capas de entrada y ocultas para garantizar que la unidad oculta representar lo que quiere el ingeniero.



Es fcil diferenciar entre una arquitectura de una sola capa y una multicapa. En la arquitectura de una sola capa, las neuronas estn conectadas en sus nodos. Esto significa que cada capa en la red est conectada, lo que aumenta la potencia de clculo de la red. En la arquitectura multicapa, la red est numerada por capas. Esto significa que las capas estn interconectadas, y no las neuronas.




Redes de Prealimentacin




La red de prealimentacin tambin se conoce como red de arriba a abajo o de abajo a arriba. Las seales en la red de prealimentacin solo viajan en una direccin, desde la entrada hasta la salida. Esta red no tiene un aspecto de retroalimentacin, lo que significa que la salida derivada de una capa no afecta la salida derivada de otras capas. La red es sencilla en el sentido de que la entrada est asociada con la salida. Este tipo de red se utiliza en el reconocimiento de patrones.




Redes de Retroalimentacin




Las seales en la red de retroalimentacin viajarn en ambas direcciones. Esto introduce un bucle dentro de la red. Estas redes son complicadas de construir pero son extremadamente poderosas. El estado de la red de retroalimentacin cambiar hasta que las seales alcancen un punto de equilibrio. La red permanecer en este estado de equilibrio hasta que cambie el conjunto de datos de entrada. Cuando el ingeniero alimenta un nuevo conjunto de datos a la mquina, la red deber identificar un nuevo punto de equilibrio. Estas redes son interactivas y recurrentes. Sin embargo, solo las redes de una sola capa se denominan recurrentes. Aprenderemos ms sobre las redes neuronales recurrentes en este captulo.




Perceptrones




El trmino perceptrones fue acuado en 1960 por Frank Rosenblatt, cuando hubo desarrollos significativos en la arquitectura de redes neuronales. Un perceptrn es un tipo de modelo de McCulloch y Pitts. En este modelo, a cada neurona se le asigna un peso fijo o de preprocesamiento. Un perceptrn es similar al sistema o funcin visual en los seres humanos. Los perceptrones se usan solo en el reconocimiento de patrones, aunque se pueden usar para otras funciones.




Redes Neuronales Recurrentes




En las redes neuronales recurrentes, la informacin siempre pasa por un bucle. Cuando la red toma una decisin, considerar la entrada actual y tambin evaluar lo que ha aprendido de las entradas anteriores. El RNN habitual tiene una memoria a corto plazo, y cuando se combina con el LSTM (memoria a largo plazo a largo plazo) tendr una memoria a largo plazo. Esto se discute ms adelante.



Una buena manera de ilustrar los conceptos de RNN es usando un ejemplo. Tenga en cuenta que est utilizando una red neuronal de alimentacin directa y le da a la red la palabra "cerebro" como entrada, esta red procesar esa palabra carcter por carcter, y en el momento en que alcance el carcter "I", se olvidar de los tres primeros personajes. Esto hace que sea imposible usar este modelo para predecir cul ser el siguiente personaje. Un RNN puede recordar los caracteres anteriores y tambin predecir el siguiente carcter, ya que tiene una memoria interna. Produce salidas y las copia de nuevo en la red. Esto significa que los RNN siempre agregan la informacin pasada inmediata a la informacin presente. Por lo tanto, una red RNN tiene las siguientes entradas:



	
Los Datos Actuales


	
Los Datos Recientes





Un ingeniero debe tener cuidado con el conjunto de datos de entrenamiento que usa para ensear el modelo, ya que el modelo usa las secuencias para predecir los caracteres en el texto. Esto significa que un RNN puede realizar funciones que la mayora de los otros algoritmos no pueden. Una red neuronal de alimentacin directa asignar ponderaciones a las neuronas en cada capa para producir la salida. El RNN aplica peso a los datos de entrada actuales y anteriores, y tambin ajusta los pesos asignados a las neuronas.










Captulo Tres: Una Introduccin al Aprendizaje Profundo




La mayora de los ingenieros y desarrolladores ayudan a las mquinas a aprender utilizando diferentes tcnicas de aprendizaje automtico. El aprendizaje profundo es una de las muchas tcnicas utilizadas para ayudar a una mquina a aprender con el ejemplo. Es una de las tecnologas clave utilizadas para ayudar a un automvil a navegar por las calles sin conductor. Los automviles ahora pueden identificar seales de alto, peatones y farolas. El aprendizaje profundo tambin se usa en dispositivos de control de voz como telfonos, tabletas, televisores y otros dispositivos de manos libres como Alexa. A travs del aprendizaje profundo, la industria de la tecnologa puede lograr resultados que nunca antes fueron posibles.



Los modelos de computadora que utilizan tcnicas de aprendizaje profundo aprenden a realizar tareas de clasificacin de texto, sonido o imgenes. Una mquina que usa modelos de aprendizaje profundo puede lograr altos niveles de precisin que los seres humanos no pueden. Estas mquinas tambin funcionan mejor que los seres humanos. Los ingenieros capacitan a las mquinas utilizando grandes conjuntos de datos denominados conjuntos de datos de entrenamiento y arquitectura de red neuronal.




Cmo obtiene el Aprendizaje Profundo estos resultados tan impresionantes?




El aprendizaje profundo puede lograr estos resultados debido a su precisin. A travs de tcnicas de aprendizaje profundo, los ingenieros pueden garantizar que las mquinas que desarrollan tengan un mayor nivel de precisin de reconocimiento. Esto ayuda a la mquina a satisfacer las demandas del cliente, y es crucial para los dispositivos como los autos sin conductor tener esta caracterstica. Los desarrollos recientes en el aprendizaje profundo han mejorado las mquinas hasta un punto en el que realizan algunas tareas, como la clasificacin de imgenes, mejor que los seres humanos.



Aunque el aprendizaje profundo se estudi a principios de la dcada de 1980, hay dos razones por las que ahora es una tcnica popular de aprendizaje automtico.



	
El aprendizaje profundo utiliza grandes volmenes de datos etiquetados para entrenar mquinas. Por ejemplo, se requieren miles de horas de video y millones de imgenes para entrenar a un auto sin conductor para que se desempee bien en las carreteras.


	
El aprendizaje profundo tambin requiere poder de computacin. La mayora de las mquinas tienen una arquitectura paralela que mejora la funcin de la tcnica de aprendizaje profundo. Cuando el aprendizaje profundo se combina con la computacin en la nube o los clsteres, reduce el tiempo que el ingeniero debe dedicar al entrenamiento de la mquina de unas pocas semanas a horas o menos.






Ejemplos de Aprendizaje Profundo




Las tcnicas y aplicaciones de aprendizaje profundo se utilizan en una amplia gama de industrias.




Conduccin Automatizada




Los investigadores automotrices utilizan tcnicas de aprendizaje profundo para ayudar a una mquina a detectar objetos como semforos y seales de alto. Adems de esto, las tcnicas se utilizan para detectar peatones y otros automviles, lo que ayuda a disminuir el nmero de accidentes.




Defensa y Aeroespacio




Las tcnicas de aprendizaje profundo se utilizan para identificar zonas seguras o inseguras para personas y tropas. Estas tcnicas tambin ayudan a las mquinas a identificar las reas de inters utilizando imgenes satelitales.




Investigacin Mdica




Los investigadores del cncer utilizan tcnicas de aprendizaje profundo para detectar clulas cancerosas en el cuerpo humano. Muchos equipos en UCLA construyeron un microscopio que usa tcnicas de aprendizaje profundo para producir un conjunto de datos de alta dimensin. Este microscopio puede detectar clulas cancerosas en cualquier parte del cuerpo humano.




Automatizacin Industrial




Las tcnicas de aprendizaje profundo ayudan a las organizaciones a mejorar la seguridad de los trabajadores en torno a la maquinaria pesada. Las mquinas que utilizan estas tcnicas detectan cuando un objeto o una persona se encuentran a una distancia insegura de la maquinaria pesada.




Electrnica




Las tcnicas de aprendizaje profundo ahora se utilizan en la traduccin automtica del habla y la audicin. Por ejemplo, los dispositivos de asistencia domiciliaria como Alexa, que pueden responder a su voz y comprender sus preferencias, utilizan algoritmos de aprendizaje profundo.




Cmo Funciona el Aprendizaje Profundo?




La arquitectura de red neuronal se utiliza en la mayora de las tcnicas de aprendizaje profundo y es por esta razn que los modelos de aprendizaje profundo se conocen como redes neuronales profundas. El concepto de redes neuronales se trata en el captulo anterior. El trmino profundo se refiere a las muchas capas ocultas en la red. Una red neuronal tradicional solo puede tener hasta dos capas ocultas, pero una red neuronal profunda puede tener cerca de 150 capas. Los modelos de aprendizaje profundo utilizan grandes conjuntos de datos llamados conjuntos de datos de entrenamiento y redes neuronales para aprender caractersticas de los datos. Esto significa que no es necesario que el ingeniero extraiga manualmente las caractersticas de los datos para entrenar la mquina.



Uno de los tipos ms comunes de redes profundas se llama red neuronal convolucional o CNN. Este tipo de red es ideal para procesar datos bidimensionales como imgenes. Una CNN combina las caractersticas que ha aprendido de las caractersticas en los datos de entrada y utiliza las capas convolucionales bidimensionales para procesar la informacin.



Una CNN elimina la necesidad de extraer caractersticas de los datos manualmente. Esto significa que el ingeniero no necesita clasificar las caractersticas o identificar las imgenes para ayudar a la red a clasificarlas. La CNN extrae las caractersticas directamente de las imgenes o datos de entrada. El ingeniero no entrena los datos para elegir algunas caractersticas de la informacin que se le proporciona. La CNN aprende qu caractersticas debe buscar cuando el ingeniero le proporciona el conjunto de datos de capacitacin. Es por esta razn que las computadoras, o modelos con CNN, se usan para clasificar objetos.



Una CNN aprende a identificar las diferentes caractersticas y caractersticas de una imagen. Lo hace utilizando los cientos de capas ocultas dentro de la red. Cada capa oculta identifica caractersticas complejas de la imagen, y la complejidad aumenta a medida que aumentan las capas ocultas. Por ejemplo, la primera capa oculta puede detectar colores en la imagen, mientras que la ltima capa puede identificar diferentes objetos en el fondo.




Diferencia entre Aprendizaje Profundo y Aprendizaje Automtico.




El aprendizaje profundo es un tipo de aprendizaje automtico. Consideremos una instancia en la que un ingeniero est entrenando un modelo de aprendizaje automtico y profundo para categorizar imgenes. En aprendizaje automtico, el ingeniero entrena el modelo extrayendo las caractersticas relevantes del conjunto de datos de capacitacin y proporcionando esa informacin a la mquina. La mquina utiliza estas funciones para clasificar los objetos presentes en las imgenes. Como se mencion anteriormente, un modelo de aprendizaje profundo identificar las caractersticas del conjunto de datos de capacitacin. Adems de esto, el aprendizaje profundo tambin realiza el aprendizaje "de extremo a extremo". En este proceso, la red recibe el conjunto de datos de entrenamiento y se le pide que realice una tarea, como la clasificacin, y la red aprende a hacerlo sin la ayuda del ingeniero.



Otra diferencia es que los algoritmos de aprendizaje superficial convergen con el aumento de datos, mientras que un algoritmo de aprendizaje profundo se escalar con los datos. Esto significa que las capas ocultas en la red neuronal profunda continan aprendiendo y mejorando en su funcionamiento a medida que aumenta el tamao del conjunto de datos. Los algoritmos de aprendizaje superficial se refieren a los algoritmos de aprendizaje automtico que se estancan en un nivel de rendimiento especfico cuando el ingeniero agrega ms datos de capacitacin o ejemplos a la red.



En palabras simples, en aprendizaje automtico, el ingeniero debe darle a la mquina un clasificador y una funcin para ordenar las imgenes, mientras que con el aprendizaje profundo, la mquina aprende a realizar estas funciones por s misma.




Elegir Entre el Aprendizaje Profundo y el Aprendizaje Automtico




Los algoritmos de aprendizaje automtico ofrecen diferentes modelos y tcnicas que el ingeniero puede elegir segn la aplicacin, el tipo de problema que la mquina debe resolver y los datos que procesa. Las redes neuronales profundas requieren un gran volumen de datos que el ingeniero puede usar para entrenar el modelo, as como unidades de procesamiento de grficos o GPU, que procesarn los datos rpidamente.



Cuando necesite elegir entre redes neuronales profundas y aprendizaje automtico, debe considerar si tiene datos etiquetados y una GPU de alto rendimiento. Si no tiene ninguno de los dos, debe atenerse a los algoritmos de aprendizaje automtico. Dado que el aprendizaje profundo es ms complejo, necesitar al menos unos pocos miles de variables para garantizar que el algoritmo proporcione el resultado necesario. Si tiene GPU con un alto rendimiento, puede estar seguro de que el modelo analizar los datos rpidamente.




Sujetos Involucrados en Aprendizaje Profundo y en el Automtico




El aprendizaje profundo no es una ciencia independiente, sino que toma prestados sus fundamentos y conceptos de mltiples materias. Juntos, todos estos temas ayudan a un programador a desarrollar nuevos mtodos de aprendizaje profundo y de forma colectiva forman el tema interdisciplinario de aprendizaje profundo.



A continuacin se presentan algunas de las disciplinas e idiomas que encuentran su aplicacin en el aprendizaje profundo.




Estadstica




La estadstica es la ciencia de los datos y, donde hay datos, hay un aprendizaje profundo. Uno de los muchos conceptos estadsticos que se presta al aprendizaje profundo es el de la prueba de hiptesis, en el que el estadstico predice los parmetros de un conjunto de datos desconocido. Otro problema de las estadsticas que se pueden resolver con el aprendizaje profundo es predecir los valores de las funciones utilizando ciertos valores de muestra de esa funcin. El aprendizaje profundo resuelve este y otros problemas estadsticos mediante el uso de informacin histrica y datos pasados
 ​
 ​
 para predecir resultados futuros. Las estadsticas son de hecho una faceta importante del Aprendizaje Profundo.




Modelado Cerebral




Tanto el aprendizaje automtico como el aprendizaje profundo utilizan redes neuronales para obtener soluciones a partir de datos. Leemos acerca de las redes neuronales y su arquitectura en el captulo anterior. Los cientficos han sugerido que se pueden usar elementos no lineales con entradas ponderadas para crear una red neuronal. Se estn realizando amplios estudios para evaluar estos elementos no lineales. Los cientficos y los psiclogos estn tratando de reunir ms informacin sobre la mente humana a travs de estas redes neuronales. El conexionismo, el procesamiento sub-simblico y el clculo del estilo cerebral son algunas esferas asociadas con este tipo de estudios.




Teora del Control Adaptativo




La teora del control adaptativo es un tema que est estrechamente asociado con el control de los sistemas. Como se mencion anteriormente, es difcil para el sistema adaptarse a un cambio en el entorno que lo rodea. La teora del control adaptativo es una parte de este tema que trata los mtodos que ayudan al sistema a adaptarse a dichos cambios y continuar desempendose de manera ptima. La idea es que los sistemas deberan anticiparse a los cambios y modificarse a s mismos en consecuencia.




Modelado Psicolgico




Durante aos, los psiclogos han tratado de entender el aprendizaje humano. Utilizan las redes de EPAM para comprender e identificar los patrones en el aprendizaje humano. Esta red almacena y recupera palabras de una base de datos cuando el ingeniero le da un problema a la mquina. Los conceptos de redes semnticas y rboles de decisin surgieron mucho ms tarde. La inteligencia artificial ha afectado la investigacin en psicologa, ya que la mayora de los estudios de investigacin incluyen el uso de una mquina que les ayuda a comprender la mente humana. Los ingenieros utilizan el concepto de aprendizaje por refuerzo para ayudar a una red o mquina a aprender.




Inteligencia Artificial




Como se mencion anteriormente, el aprendizaje profundo est muy relacionado con el tema de la inteligencia artificial. Mientras estudiaba inteligencia artificial, en el pasado se ha puesto un gran nfasis en el uso de analogas para aprender y en cmo las experiencias pasadas influyen en la aclimatacin y la adaptacin para futuros eventos. Estudios ms recientes se han centrado en el uso de los conceptos de programacin de lgica inductiva y mtodos de rbol de decisin.




Modelos Evolutivos




La famosa ideologa darwiniana afirma que los animales no solo muestran una preferencia por aprender cosas nuevas en la vida, sino que tambin se ven obligados a adaptarse a su entorno, mejorando as su rendimiento. Los primeros hombres fabricaron armas con materiales disponibles en su entorno para protegerse de los depredadores ms grandes, ms fuertes y ms rpidos. Para las mquinas, los conceptos de evolucin y aprendizaje significan lo mismo; Los modelos evolutivos y las ideologas se pueden utilizar para disear tcnicas de aprendizaje profundo. La tcnica ms prominente que se ha desarrollado utilizando modelos evolutivos es el algoritmo gentico.










Captulo Cuatro: Aprendizaje Supervisado




Una parte importante del proceso de aprendizaje se denomina capacitacin en la que a una mquina se le proporcionan datos sobre eventos histricos que ayudarn a la mquina a anticipar eventos futuros. Este tipo de aprendizaje se denomina aprendizaje supervisado cuando se supervisan los datos de capacitacin suministrados. La informacin suministrada consiste esencialmente en ejemplos de entrenamiento. Estos ejemplos consisten en entradas y salidas deseadas. Estas salidas deseadas tambin se conocen como seales de supervisin. La mquina luego utiliza un algoritmo de mquina supervisado que crea una funcin inferida que se usa para pronosticar eventos. Si las salidas son discretas, la funcin se denomina clasificador, y si las salidas son continuas, la funcin se conoce como funcin de regresin. La funcin se utiliza para predecir las salidas para futuras entradas tambin. Este algoritmo se usa para generar un mtodo generalizado para alcanzar la salida de los datos que se ingresaron como entrada. Una analoga que se puede hacer en las esferas del aprendizaje humano y animal es el aprendizaje conceptual.




Visin General




Este tipo de aprendizaje siempre utiliza un algoritmo fijo. Los pasos que estn involucrados en el proceso se enumeran a continuacin.




Paso 1




El primer paso en este proceso de aprendizaje es determinar el tipo de ejemplos que se necesitaran para entrenar la mquina. Este paso es crucial, ya que el ingeniero necesitar saber qu tipo de datos quiere usar como ejemplos para su mquina. Por ejemplo, para un sistema de reconocimiento de voz, el ingeniero puede usar palabras simples, oraciones pequeas o prrafos completos para entrenar la mquina.



 
Paso 2




Cuando el ingeniero haya decidido el tipo de datos que se utilizarn, deber recopilar esos datos y crear un conjunto de capacitacin. Este conjunto se utilizar para representar las posibilidades de cualquier funcin que se pueda utilizar. El segundo paso requiere que el ingeniero recopile las entradas y salidas deseadas que debern utilizarse para el proceso de capacitacin.




Paso 3




El siguiente paso es determinar cmo representar los datos de entrada a la mquina. Esto es muy importante, ya que la precisin de la mquina depende de la representacin de entrada de la funcin. Normalmente, la representacin se realiza en forma de un vector. Este vector contiene informacin sobre varios rasgos caractersticos de la entrada; sin embargo, el vector no debe incluir informacin sobre demasiadas funciones, ya que esto aumentar el tiempo necesario para la capacitacin. Un nmero mayor de caractersticas tambin puede conducir a errores cometidos por la mquina en la prediccin. El vector debe contener datos suficientemente exactos para predecir las salidas.




Paso 4




Una vez que el ingeniero haya decidido qu datos usar como datos de entrada, se deber tomar una decisin sobre la estructura de la funcin que se crear. El algoritmo de aprendizaje debe ser decidido tambin. Los algoritmos que se utilizan a menudo son vectores y rboles de decisin compatibles.




Paso 5




El ingeniero ahora tendr que completar el diseo. El algoritmo que se elija deber ejecutarse en el conjunto de datos que se ha utilizado como datos de entrada de entrenamiento. Hay algunos algoritmos que necesitarn el ingeniero para identificar los parmetros de control para verificar que el algoritmo est funcionando bien. Estos parmetros se pueden estimar probando en un subconjunto ms pequeo o usando el mtodo de validacin cruzada.




Paso 6




Una vez que se haya ejecutado el algoritmo y se haya generado la funcin, ser necesario calcular la precisin y la efectividad de la funcin. Los ingenieros usan un conjunto de pruebas para esto. Este conjunto de datos es diferente del conjunto de datos de entrenamiento, y ya se conocen las salidas correspondientes a los datos de entrada. Las entradas del conjunto de pruebas se envan a la mquina y las salidas obtenidas se verifican con las del conjunto de pruebas.



Los algoritmos de aprendizaje supervisado se utilizan a menudo, y cada uno de estos tiene sus fortalezas y debilidades. Dado que no existe un algoritmo definitivo que pueda usarse para todas las instancias, la seleccin del algoritmo de aprendizaje es un paso importante en el procedimiento.




Aspectos a Considerar en el Aprendizaje Supervisado




Con el uso de algoritmos de aprendizaje supervisado, surgen algunos problemas. A continuacin se presentan cuatro temas principales:




Compensacin Sesgo-Varianza




El tema que debe tenerse en cuenta es que, mientras que trabajar con el aprendizaje es la compensacin de la desviacin de sesgo, considrese en una situacin en la que tenga algunos conjuntos de capacitacin buenos. Cuando se entrena a una mquina utilizando algunos conjuntos de datos de entrenamiento, proporciona predicciones que son sistemticamente incorrectas para ciertos resultados. Se puede decir que el algoritmo est sesgado hacia el conjunto de datos de entrada. Tambin se puede considerar que un algoritmo de aprendizaje tiene una alta varianza para la entrada. Esto ocurre cuando el algoritmo hace que la mquina prediga diferentes salidas para esa entrada en cada conjunto de entrenamiento. La suma de la varianza y el sesgo del algoritmo de aprendizaje se conocen como error de prediccin para la funcin clasificadora. Existe una compensacin que existe entre la varianza y el sesgo. Un requisito para los algoritmos de aprendizaje con bajo sesgo es que deben ser lo suficientemente flexibles para acomodar todos los conjuntos de datos. Si son demasiado flexibles, los algoritmos de aprendizaje podran terminar dando resultados variables para cada conjunto de entrenamiento y, por lo tanto, aumentan la varianza. Esta compensacin deber ajustarse utilizando algoritmos de aprendizaje supervisados. Esto se hace automticamente o usando un parmetro ajustable.




Complejidad de Funciones y Cantidad de Datos de Capacitacin




El segundo problema se refiere a la decisin sobre la cantidad de datos de entrenamiento en funcin de la complejidad del clasificador o la funcin de regresin que se generar. Supongamos que la funcin que se va a generar es simple, un algoritmo de aprendizaje que es relativamente inflexible con baja varianza y alto sesgo podr aprender de una pequea cantidad de datos de entrenamiento. En muchas ocasiones, la funcin ser compleja. Este puede ser el caso debido a la gran cantidad de funciones de entrada involucradas, o debido a que se espera que la mquina se comporte de manera diferente para diferentes partes del vector de entrada. En tales casos, la funcin solo puede aprenderse de una gran cantidad de datos de entrenamiento. Estos casos tambin requieren que los algoritmos solan ser flexibles con bajo sesgo y alta varianza. Por lo tanto, los algoritmos de aprendizaje eficientes llegan automticamente a una compensacin entre el sesgo y la varianza, dependiendo de la complejidad de la funcin y la cantidad de datos de entrenamiento requeridos.




Dimensionalidad del Espacio de Entrada




Otro tema que debe tratarse es la dimensionalidad del espacio del vector de entrada. Si el vector de entrada incluye varias caractersticas, el problema de aprendizaje se volver difcil incluso si la funcin solo considera algunas de estas caractersticas como entradas valiosas. Esto se debe simplemente a que las dimensiones adicionales e innecesarias podran generar confusin y podran hacer que el algoritmo de aprendizaje tenga una gran variacin. Entonces, cuando las dimensiones de entrada son grandes, el clasificador se ajusta para compensar los efectos al tener una varianza baja y un sesgo alto. En la prctica, el ingeniero podra eliminar manualmente las caractersticas irrelevantes para mejorar la precisin y la eficiencia del algoritmo de aprendizaje. Esto podra no ser siempre una solucin prctica. Recientemente, se han desarrollado muchos algoritmos que son capaces de eliminar caractersticas innecesarias y conservar solo las relevantes. Este concepto se conoce como reduccin de dimensionalidad, que ayuda a asignar datos de entrada a dimensiones ms bajas para mejorar el rendimiento del algoritmo de aprendizaje.




Ruido en los Valores de Salida




Por ltimo, pero no menos importante, estn las interferencias de ruido (ruido blanco) en los valores de salida proporcionados por la mquina. Los valores de salida pueden estar equivocados debido al ruido blanco que se agrega a los valores de salida. Estos valores tambin podran estar equivocados debido a un error humano. En tales casos, el algoritmo de aprendizaje no debe buscar coincidir las entradas de entrenamiento con sus resultados exactos. Los algoritmos con una varianza baja y un sesgo alto son los ms deseables.









 
Captulo Cinco: Aprendizaje No Supervisado







Ahora que hemos cubierto el aprendizaje supervisado, debe poder definirlo con facilidad. Si no es as, retroceda un paso y lea el captulo anterior. Aparte del aprendizaje supervisado, hay otros conceptos de aprendizaje, como el aprendizaje no supervisado, que est ganando importancia. En esta tcnica, la mquina est diseada para interactuar con su entorno ambiental a travs de acciones. En funcin de la respuesta del entorno a estas acciones, la mquina recibe recompensas si el entorno reacciona positivamente o castiga si reacciona negativamente. La mquina aprender de las reacciones, y esta mquina aprende a reaccionar de manera que pueda maximizar las recompensas e identificar eventos futuros. El objetivo tambin podra ser minimizar los futuros castigos. Esta tcnica de aprendizaje est relacionada con los temas de la teora del control en ingeniera y la teora de la decisin en estadstica y ciencias de la administracin.



Los principales problemas estudiados en estos dos temas son ms o menos equivalentes, y las soluciones tambin son similares, pero ambos temas se centran en diferentes aspectos del problema. Tambin hay otra tcnica que utiliza el aprendizaje no supervisado y la teora de juegos. La idea aqu es similar a la del aprendizaje no supervisado. La mquina produce acciones que afectan el entorno circundante y recibe recompensas o castigos en funcin de la reaccin del entorno. Sin embargo, la principal diferencia es que el entorno no es esttico. Es dinmico y puede incluir otras mquinas tambin. Estas otras mquinas tambin son capaces de producir acciones y recibir recompensas (o castigos). Por lo tanto, el objetivo de la mquina es maximizar sus recompensas futuras (o minimizar sus futuros castigos) teniendo en cuenta los efectos de las otras mquinas en su entorno.



La aplicacin de la teora de juegos a una situacin de este tipo con mltiples sistemas dinmicos es un rea popular de investigacin. Finalmente, la cuarta tcnica se llama aprendizaje no supervisado. En esta tcnica, la mquina recibe entradas de entrenamiento, pero no recibe salidas objetivo o recompensas y castigos por sus acciones. Esto plantea la pregunta: cmo puede la mquina aprender algo sin recibir retroalimentacin del entorno o tener informacin sobre los resultados de destino? Sin embargo, la idea es desarrollar una estructura en la mquina para construir representaciones de los vectores de entrada de tal manera que puedan usarse para otras aplicaciones como la prediccin y la toma de decisiones. Esencialmente, el aprendizaje no supervisado se puede considerar como la mquina que identifica patrones en los datos de entrada que normalmente pasan desapercibidos. Dos de los ejemplos ms populares de aprendizaje no supervisado son la reduccin de la dimensionalidad y el agrupamiento. La tcnica del aprendizaje no supervisado est estrechamente relacionada con los campos de la teora de la informacin y las estadsticas.










Captulo Seis: Cmo Crear y Entrenar Modelos de Aprendizaje Profundo




Este captulo proporciona informacin sobre las tres formas en que un ingeniero puede entrenar un modelo de aprendizaje profundo para clasificar objetos.




Capacitacin desde Cero




Si desea entrenar la red neuronal profunda desde cero, debe recopilar un gran volumen de datos etiquetados. Luego, debe disear la red para asegurarse de que aprender todas las caractersticas del conjunto de datos. Esta es una buena prctica para aplicaciones nuevas o para aplicaciones que tienen mltiples categoras de salida. La mayora de los ingenieros no utilizan este enfoque, ya que la red tardar unos das o semanas en aprender el proceso debido al gran volumen de datos de capacitacin.




Transferencia de Aprendizaje




La mayora de los ingenieros entrenan redes de aprendizaje profundo utilizando el enfoque de aprendizaje por transferencia En este enfoque, se ajusta un modelo preexistente o pre-entrenado. Puede comenzar con redes como GoogleNet y AlexNet y proporcionar a estas redes nuevos datos que contengan clases desconocidas. Puede hacer algunos ajustes a la red, lo que permitir que la red realice nuevas tareas. Esto significa que no necesita grandes volmenes de datos para entrenar la red, lo que reduce el tiempo de clculo a unas pocas horas o minutos.



Si desea utilizar una transferencia de aprendizaje para entrenar un modelo, necesitar una interfaz que le permita conectarse a la red preexistente. Esta interfaz le ayudar a mejorar y modificar la red para realizar la tarea. El software como MATLAB tiene funciones y herramientas que puede utilizar para este propsito.




Caractersticas de Extraccin




Este es un enfoque especializado y ligeramente menos comn para entrenar una red neuronal profunda. Cada capa en la red necesita identificar las diferentes caractersticas en el gran conjunto de datos. Puede extraer estas funciones de la red en cualquier momento durante el proceso de capacitacin. Estas caractersticas se pueden usar para entrenar mquinas de vectores de soporte o un modelo de aprendizaje automtico.










Captulo Siete: Aplicaciones del Aprendizaje Profundo.





Colorizacin Automtica de Imgenes




Es difcil aadir color a las fotografas en blanco y negro. Los seres humanos tradicionalmente hacan esto, ya que era una tarea difcil de hacer. Ahora puede usar redes de aprendizaje profundo para agregar automticamente color a las fotografas. Una red de aprendizaje profundo identificar los objetos en la imagen y su contexto dentro de la fotografa. Luego agregar color a la imagen usando esa informacin. Esta es una hazaa muy impresionante. Esta capacidad aumenta el uso de grandes redes neuronales convolucionales y de alta calidad como ImageNet. El enfoque implica el uso de capas supervisadas y de CNN para recrear una imagen agregndole color.




Aadiendo Sonido a las Pelculas Silentes




En esta tarea, la red neuronal profunda debe desarrollar o recrear sonidos que coincidirn con un video silencioso. Consideremos el siguiente ejemplo. Necesitamos la red para agregar sonidos a un video donde la gente est tocando la batera. El ingeniero proporcionar a la red cerca de 1000 videos con el sonido del tambor golpeando muchas superficies. La red identificar los diferentes sonidos y asociar los cuadros de video del video o pelcula en silencio con los sonidos pregrabados. A continuacin, seleccionar el sonido de la base de datos que coincida con el video en la escena. Este sistema luego se evala utilizando una prueba de Turing donde se pidi a los seres humanos que diferencien entre el video real y el sintetizado. Las redes neuronales CNN y LSTM se utilizan para realizar esta aplicacin.




Traduccin Automtica




Las redes neuronales profundas pueden traducir palabras, frases u oraciones de un idioma a otro automticamente. Esta aplicacin existe desde hace bastante tiempo, pero la introduccin a las redes neuronales profundas ha ayudado a esta aplicacin a lograr excelentes resultados en las siguientes reas:



	
Traduccin de imgenes.


	
Traduccin de textos.





Para la traduccin de un texto, el ingeniero no tiene que alimentar la red neuronal profunda con una secuencia de preprocesamiento. Esto permite que el algoritmo identifique las dependencias entre las palabras en una oracin y las asigne a un nuevo idioma. Las redes apiladas en una gran red neuronal recurrente LDTM se utilizan para este propsito.



Es posible que haya deducido de las secciones anteriores del captulo que se utiliza una CNN para verificar si una imagen tiene letras y dnde puede encontrar esas letras en la escena. Una vez que la red identifica estas letras, puede transformarlas en texto, traducirlas a un idioma diferente y recrear la imagen con el texto traducido. Este proceso se conoce como traduccin visual instantnea.




Deteccin y Clasificacin de Objetos en Imgenes.




En esta aplicacin, la red neuronal profunda identifica y clasifica los objetos en una imagen. La red clasifica las imgenes en un conjunto de objetos conocidos previamente. Se han utilizado CNN muy grandes para lograr resultados precisos en comparacin con los ejemplos de referencia del problema.




Generacin Automtica de Escritura a Mano




Para esta aplicacin, el ingeniero debe alimentar la red neuronal profunda con algunos ejemplos de escritura a mano. Esto ayuda a la red a generar nueva escritura a mano para una palabra, frase u oracin determinada. El conjunto de datos que el ingeniero alimenta a la red debe proporcionar una secuencia de coordenadas que el escritor usa cuando escribe con un bolgrafo. A partir de este conjunto de datos, la red identifica y establece una relacin entre el movimiento de la pluma y las letras en el conjunto de datos. La red puede generar nuevos ejemplos de escritura a mano. Lo que es fascinante es que la red puede aprender diferentes estilos e imitar esos estilos cuando sea necesario.




Generacin Automtica de Texto




El ingeniero alimentar la red con un conjunto de datos que solo incluya texto. La red aprende este texto y puede generar utilizando texto nuevo carcter por carcter o palabra por palabra. La red puede aprender cmo puntuar, deletrear, formar oraciones, diferenciar entre prrafos y capturar el estilo del texto del conjunto de datos.



Un ingeniero utiliza grandes redes neuronales recurrentes para realizar esta tarea. La red establece la relacin entre los elementos en las muchas secuencias en el conjunto de datos y luego genera un nuevo texto. La mayora de los ingenieros eligen la red neuronal recurrente LSTM para generar texto, ya que estas redes utilizan un modelo basado en caracteres y generan solo un carcter a la vez.




Generacin Automtica de Subttulos de Imagen




Como su nombre lo indica, el modelo, cuando se le da una imagen, debe describir el contenido de la imagen y generar un ttulo. En 2014, muchos algoritmos de aprendizaje profundo utilizaron los modelos para la deteccin de objetos y la clasificacin de objetos en imgenes para generar un ttulo. Una vez que el modelo detecte objetos en la imagen y los categorice, deber etiquetar esos objetos y formar una oracin coherente. Esta es una aplicacin impresionante de aprendizaje profundo. Los modelos utilizados para esta aplicacin utilizan CNN grandes para detectar los objetos en las imgenes y una red neuronal recurrente como el LSTM para generar una oracin coherente utilizando las etiquetas.




Jugando un Juego Automticamente




Esta es una aplicacin donde una mquina aprende cmo puede jugar un juego usando solo los pxeles en la pantalla. Los ingenieros usan modelos de refuerzo profundo para entrenar una mquina para jugar un juego de computadora. DeepMind, que ahora es parte de Google, trabaja principalmente en esta aplicacin.








Captulo Ocho: Una Introduccin a Python





Ejecutando Python




Python es un software que puede instalarse y ejecutarse en mltiples sistemas operativos, incluidos Mac OS X u OS / 2, Linux, Unix y Windows. Si est ejecutando Python en GNU / Linus o Mac OS X, es posible que ya tenga el software instalado en el sistema. Se recomienda que use este tipo de sistema, ya que ya tiene Python configurado como parte integral. Los programas en este libro funcionan en cualquier sistema operativo.



Instalacin en Windows



Si est utilizando Windows, deber instalar Python y configurar ciertas configuraciones correctamente antes de comenzar a trabajar en los ejemplos que se ofrecen en este libro. Para hacerlo, debe consultar las instrucciones especficas proporcionadas para su sistema operativo en las siguientes pginas web de Python:



	
http://wiki.python.org/moin/BeginnersGuide/Download


	
http://www.python.org/doc/faq/windows/


	
http://docs.python.org/dev/3.0/using/windows.html





Primero debers descargar el instalador oficial. Las versiones alternativas para mquinas AMD e Itanium estn disponibles en http://www.python.org/download/. Este archivo, que tiene una extensin .msi, debe guardarse en una ubicacin que pueda encontrar fcilmente. Luego puede hacer doble clic en este archivo para iniciar el asistente de instalacin de Python, que lo guiar a travs de la instalacin. Es mejor elegir la configuracin predeterminada si no est seguro de las respuestas.




Instalacin en Otros Sistemas




Puede elegir instalar Python en otros sistemas si desea aprovechar las ltimas versiones de Python. Las instrucciones para sistemas tipo Unix y Linux se pueden encontrar en los siguientes enlaces:



	
http://docs.python.org/dev/3.0/using/unix.html





Si est usando OS X, sus instrucciones estn aqu:



	
http://www.python.org/download/mac/


	
http://docs.python.org/dev/3.0/using/mac.html






Elegir la Versin Correcta




Los diferentes instaladores incluyen diferentes nmeros despus de la palabra Python, que se refiere al nmero de versin. Si observa los archivos en varios sitios web, los nmeros de versin variarn de 2.5.2 a 3.0, donde el primero es una versin antigua pero utilizable de Python, mientras que el ltimo es la ltima versin. El equipo de Python lanz la versin 2.6 al mismo tiempo que lanz la versin 3.0. Hay algunas personas que pueden querer atenerse a la versin 2 de Python, ya que desean continuar escribiendo cdigo de la manera antigua, pero an quieren beneficiarse de correcciones generales y algunas de las nuevas caractersticas introducidas en la versin 3.0.



El lenguaje Python est en continua evolucin; la versin 3.0 se ha convertido en la norma y ha evolucionado a la versin 3.1.1. Las versiones ms nuevas de 3.0 son mejoras de la versin 3.0. La versin 3.0 incluye varios cambios en el lenguaje de programacin que es incompatible con la versin 2.0. No tiene que preocuparse por la programacin con diferentes versiones de Python, ya que solo hay una sutil diferencia en el lenguaje o la sintaxis.



Puede haber algunas diferencias al ejecutar Python en otros sistemas operativos, que se sealarn en el libro donde sea necesario. De lo contrario, los cdigos en el libro funcionarn de la misma manera en diferentes sistemas operativos. Este es uno de los muchos puntos buenos de Python. En su mayor parte, este libro se concentrar en la parte divertida: aprender a escribir programas utilizando Python. Si desea obtener ms informacin sobre Python, debe leer la documentacin preparada por los desarrolladores, que es gratuita y est bien escrita. Est disponible en http://www.python.org/doc/.




Aprendiendo mientras se Divierte




En la mayora de las ocasiones, las personas no quieren divertirse cuando trabajan en disciplinas tcnicas ya que se subestima la diversin. Cada ser humano solo aprende bien un tema cuando se divierte con l. Desarrollar software usando Python es a menudo una experiencia fascinante y agradable, en parte porque puede probar sus cambios tan pronto como los haya realizado sin tener que realizar ningn paso intermedio.



A diferencia de otros idiomas, Python se encarga de la mayora de las tareas en segundo plano, lo que le facilita concentrarse en el cdigo y el diseo del mismo. Esto facilita que el usuario permanezca en el flujo creativo y contine desarrollando y refinando el programa.



Python es fcil de leer y es uno de los muchos idiomas que utilizan una sintaxis ms cercana al ingls. Por lo tanto, pasa menos tiempo tratando de comprender lo que ha escrito, lo que significa que tiene ms tiempo para comprender cmo se puede mejorar el cdigo y cmo puede expandir el cdigo para abarcar diferentes aspectos.



Otra cosa buena acerca de Python es que puede usarse para completar cualquier tarea, sin importar cun grande o pequea sea la tarea. Puede desarrollar programas simples basados
 ​
 ​
 en texto o basados
 ​
 ​
 en nmeros, as como aplicaciones grficas importantes. El lenguaje tiene algunas limitaciones, pero antes de identificarlas, ya se habr convertido en un experto en la programacin, lo que le ayudar a saber cmo evitar esa limitacin.










Captulo Nueve: Entorno Python para el Aprendizaje Profundo




Este captulo proporcionar informacin sobre el entorno que necesita configurar para usar Python para un aprendizaje profundo. Debe instalar el siguiente software para crear algoritmos de aprendizaje profundo en Python.



	
Python 2.7+


	
Matplotlib


	
SciPy with NumPy


	
Theano


	
Keras


	
TensorFlow





Los expertos recomiendan que instale Python, Matplotlib, SciPy y NumPy a travs de la distribucin Anaconda, ya que viene con todos los paquetes. Debe asegurarse de que el software diferente que descargue est instalado correctamente. Para importar las bibliotecas del software mencionado anteriormente en Python, escriba los siguientes comandos en el programa de lnea de comandos en Python.



$ python



Python 3.6.3 |Anaconda custom (32-bit) | (default, Oct 13, 2017, 14:21:34)



[GCC 7.2.0] on Linux



Ahora, importe las bibliotecas necesarias e imprima las versiones en la ventana de resultados.



import numpy



print numpy.__version__



Recibir el nmero de versin del software instalado.




Instalacin de Keras, TensorFlow y Theano.




Antes de instalar los paquetes de Keras, TensorFlow y Theano, debe confirmar que su mquina tiene un pip instalado. Pip es el sistema de gestin de paquetes en Anaconda. Debe escribir el siguiente comando en Python para confirmar si se ha instalado el pip.



$ pip



Cuando Python confirma que se ha instalado pip, debes instalar Keras y TensorFlow usando el siguiente comando:



$pip install theano



$pip install tensorflow



$pip install keras



Para confirmar si Theano se ha instalado en Python, debe escribir el siguiente cdigo:



$python –c “import theano: print (theano.__version__)”



Una vez que obtenga el nmero de versin de Theano que se ha instalado en su sistema, debe confirmar si TensorFlow se ha instalado en Python ejecutando la siguiente lnea de cdigo:



$python –c “import tensorflow: print tensorflow.__version__”



Ahora, para confirmar la instalacin de Keras en su sistema, ejecute la siguiente lnea de cdigo:



$python –c “import keras: print keras.__version__”



Using TensorFlow backend



Recibir el nmero de versin de TensorFlow que est instalado en su sistema.










Captulo Diez: Cmo Desarrollar una Red Neuronal en Python usando Keras




Ahora que tiene las bibliotecas necesarias en Python, puede crear su primera red neuronal con Keras.




Cargar Datos




Si desea utilizar un algoritmo de aprendizaje automtico que solo use modelos estocsticos para generar resultados, debe usar una semilla. Esto es para garantizar que pueda ejecutar el mismo cdigo repetidamente y aun as generar el mismo resultado. Debera usar este mtodo si desea comparar los resultados de diferentes modelos o algoritmos para los mismos datos o depurar alguna parte del cdigo.



Puede inicializar un generador de nmeros aleatorios con cualquier nmero como semilla. Por ejemplo:



from keras.models import Sequential



from keras.layers import Dense



import numpy



numpy.random.seed(7)



La ltima declaracin en el cdigo anterior le permite corregir una semilla aleatoria que puede usar para reproducir los resultados.



Ahora, puede cargar los datos en Python. Para los ejemplos de este captulo, usaremos un conjunto de datos del repositorio de aprendizaje automtico de UCI. El conjunto de datos que usaremos es el inicio de la diabetes de los indios pima. Este conjunto de datos contiene registros mdicos de mltiples pacientes para Pima India y proporciona informacin sobre si desarrollaron diabetes en cinco aos o no.



Este es un problema de clasificacin binaria, ya que solo est verificando si el paciente ha desarrollado diabetes o no, donde la aparicin de la diabetes est etiquetada como 1 y la diabetes no est etiquetada como 0. Las variables de entrada utilizadas en el conjunto de datos son numricas, lo que significa que puede usar este conjunto de datos cuando trabaja con redes neuronales que necesitan valores numricos de entrada y salida. Este es un ejemplo ideal para usar en tu primera red neuronal. Descargue el conjunto de datos de la siguiente ubicacin: https://raw.githubusercontent.com/jbrownlee/Datasets/master/pima-indians-diabetes.data.csv



Mueva el conjunto de datos al directorio de trabajo local donde guard el archivo de Python y gurdelo con un nombre de archivo. Ahora, puede cargar el archivo en Python usando la funcin loadtxt (), que es una funcin NumPy. Ir a travs del conjunto de datos y comprender las diferentes variables en el conjunto.



El conjunto de datos tiene una variable de salida en la ltima columna y ocho variables de entrada. Una vez que cargue los datos en Python, puede dividir los datos en variables de entrada y salida.



dataset = numpy.loadtxt("file_name.csv", delimiter=",")



X = dataset[:,0:8]



Y = dataset[:,8]



En la primera declaracin del cdigo anterior, est cargando el conjunto de datos en Python. Recuerde nombrar el conjunto de datos una vez que lo descargue. Las declaraciones segunda y tercera del cdigo dividen los datos en las variables de entrada (X) y salida (Y). Hay nueve columnas en el conjunto de datos, y el rango en la segunda lnea del cdigo, 0: 8, seleccionar las columnas con su ndice entre 0 y 7.



En la primera parte de esta seccin, definimos la semilla. Ahora, puedes definir el modelo de red neuronal.




Define el Modelo




Utilizar una secuencia de capas cuando defina un modelo en Keras. En esta seccin, aprender a desarrollar un modelo secuencial y agregar capas a ese modelo de una en una. Puede dejar de agregar capas al modelo una vez que est satisfecho con la topologa de la red.



Primero deber asegurarse de que la capa de entrada en su modelo tenga el nmero correcto de entradas. Puede especificar esto cuando cree la primera capa utilizando el argumento input dim, y configurarlo en 8 para cada una de las variables de entrada. Puede preguntarse cmo sabr la cantidad de capas y cules son sus tipos. Esta es una pregunta difcil de responder, pero puede utilizar el mtodo de prueba y error para comprender mejor la estructura de la red. Solo debe preocuparse por crear un modelo que capture el problema y comprender si la red puede resolver el problema o no.



En el ejemplo de esta seccin, usaremos una estructura de red que tiene tres capas y est totalmente conectada.



Puedes definir las capas completamente conectadas en Python usando la clase Dense. Puede especificar el nmero de neuronas en cada capa como primer argumento, init (el mtodo de inicializacin) como segundo argumento y usar el argumento de activacin para especificar la funcin de activacin.



En el siguiente ejemplo, asignaremos ponderaciones a la red utilizando un pequeo nmero generado a partir de la distribucin uniforme. El peso est entre los nmeros 0 y 0.05 en el siguiente ejemplo, ya que es el peso predeterminado asignado a las neuronas en Keras. Una alternativa sera generar un nmero aleatorio de la distribucin Normal o Gaussiana.



En este ejemplo, utilizaremos la funcin sigmoide para la capa exterior y la funcin rectificadora para las dos primeras capas de la red. Anteriormente, las funciones tanh y sigmoides se utilizaron para todas las capas. La mayora de los ingenieros han pasado de la funcin de activacin de tanh a la funcin de activacin del rectificador para mejorar el rendimiento de la red.



La funcin sigmoide se utiliza en la capa de salida para garantizar que la salida est solo entre 0 y 1. La funcin facilita que la red asigne los datos en diferentes clases con probabilidades 0 y 1 utilizando un umbral de 0.5.



model = Sequential()



model.add(Dense(12, input_dim=8, activation='relu'))



model.add(Dense(8, activation='relu'))



model.add(Dense(1, activation='sigmoid'))



En el modelo que hemos creado anteriormente, la primera capa tiene 8 variables de entrada y 12 neuronas. La segunda capa, que es la capa oculta, tiene 8 neuronas y la capa de salida tiene solo una neurona para predecir si el paciente tiene diabetes o no.




Compila el Modelo




Una vez que hayas definido el modelo, puedes compilarlo. Python utiliza las bibliotecas Theano y TensorFlow para compilar el modelo, ya que tienen bibliotecas numricas eficientes. Estas bibliotecas se encuentran en el backend y deciden cmo debe representar el sistema a la red para capacitarse o hacer predicciones. El backend decidir si el sistema debe distribuir las funciones de la red de manera uniforme entre la CPU y la GPU, o si solo debe utilizar la CPU o la GPU.



Cuando desee compilar el modelo, debe definir algunas propiedades adicionales que son necesarias para entrenar la red. Cuando digo "entrenar una red", quiero decir que debe permitir que la red identifique los pesos o un conjunto de pesos que debera usar para predecir los resultados del problema. Tambin debe especificar la funcin de prdida que usar para evaluar los pesos calculados, el optimizador para buscar diferentes pesos en la red y cualquier otra mtrica que desee recopilar durante la capacitacin.



En el siguiente ejemplo, utilizamos la prdida logartmica que se define como "binary_crossentropy" en Keras para un problema de clasificacin binaria. Tambin utilizaremos "adam", que es el algoritmo de descenso de gradiente, ya que es un valor por defecto eficiente. Como estamos resolviendo un problema de clasificacin, notificaremos la precisin de la clasificacin como la mtrica.



model.compile(loss='binary_crossentropy', optimizer='adam', metrics=['accuracy'])



El cdigo anterior se utiliza para compilar el modelo.




Ajustar el Modelo




Ahora que el modelo est definido y compilado, puede usarlo para el clculo. Introduzca algunos datos para ejecutar el modelo. Puede ajustar o entrenar a su modelo usando la funcin de ajuste (). Cuando entrena a la red, el proceso de capacitacin se ejecutar para un nmero especfico de iteraciones, llamadas pocas. Puede especificar el nmero de iteraciones utilizando la instruccin nepochs. El modelo se ejecutar a travs del conjunto de datos y asignar ponderaciones a las diferentes capas de la red. Puede establecer el nmero de instancias que el modelo puede evaluar utilizando el argumento batch_size.



En el siguiente ejemplo, solo ejecutaremos 150 iteraciones y usaremos un tamao de lote de 10. Esto significa que solo permitiremos que el modelo defina 10 instancias. Puede aumentar o disminuir el tamao una vez que haya ejecutado el modelo varias veces.



model.fit(X, Y, epochs=150, batch_size=10)



El cdigo anterior se ajusta al modelo.



Dependiendo de lo que decida el modelo, el trabajo se realizar en la CPU o en la GPU. Para el ejemplo que estamos usando, no requerimos una GPU ya que el conjunto de datos no es muy amplio. Si desea ejecutar el cdigo para un conjunto de datos grande, puede usar el hardware de GPU que est disponible en la nube.




Evaluar el Modelo




Ha entrenado la red neuronal y ha dejado que se ejecute a travs del conjunto de datos 150 veces. Ahora, puede evaluar cmo funciona la red neuronal utilizando el mismo conjunto de datos. Esto le ayudar a comprender qu tan bien ha modelado el conjunto de datos, pero no recopilar informacin sobre el rendimiento del modelo en un nuevo conjunto de datos. En este ejemplo, estamos usando el mismo conjunto de datos para entrenar y evaluar el rendimiento de su modelo, ya que le facilita entender cmo probar el modelo. Puede dividir el conjunto de datos en conjuntos de datos de entrenamiento y conjuntos de datos de prueba para entrenar y evaluar su modelo.



Puede evaluar el modelo utilizando su conjunto de datos de entrenamiento y la funcin evaluar (). Pase la misma entrada y salida que us para entrenar el modelo. El modelo generar una prediccin para cada par de entrada y salida. Tambin recopilar las puntuaciones en cualquier mtrica que haya definido, como la prdida o precisin promedio. Puedes usar el siguiente cdigo para evaluar el modelo.



scores = model.evaluate(X, Y)



print("\n%s: %.2f%%" % (model.metrics_names[1], scores[1]*100))




talo Todo Junto




Ahora que sabe cmo crear una red neuronal en Keras, atemos todos los pasos y escribamos el cdigo completo. Las oraciones que comienzan con el smbolo "#" representan los comentarios. Estos comentarios lo ayudarn a comprender qu significa la declaracin en el cdigo.



# Create your first network in Keras



from keras.models import Sequential



from keras.layers import Dense



import numpy



# fix random seed to reproduce the results



numpy.random.seed(7)



# load the dataset



dataset = numpy.loadtxt("file_name.csv", delimiter=",")



# split the data into input and output class variables



X = dataset[:,0:8]



Y = dataset[:,8]



# create the model



model = Sequential()



model.add(Dense(12, input_dim=8, activation='relu'))



model.add(Dense(8, activation='relu'))



model.add(Dense(1, activation='sigmoid'))



# Compile the model



model.compile(loss='binary_crossentropy', optimizer='adam', metrics=['accuracy'])



# Fit the model



model.fit(X, Y, epochs=150, batch_size=10)



# Evaluate the model



scores = model.evaluate(X, Y)



print("\n%s: %.2f%%" % (model.metrics_names[1], scores[1]*100))



Cuando ejecute este modelo, siempre debe leer el mensaje que recibe al final de cada iteracin o poca. Este mensaje proporciona informacin sobre la precisin de los datos y evala el modelo capacitado en el conjunto de datos utilizado para la capacitacin. Si utiliza un backend Theano en su CPU, este cdigo tardar 15 segundos en ejecutarse. La siguiente salida es para el nmero de iteracin 145.



...



Epoch 145/150



768/768 [==============================] - 0s - loss: 0.5105 - acc: 0.7396



Epoch 146/150



768/768 [==============================] - 0s - loss: 0.4900 - acc: 0.7591



Epoch 147/150



768/768 [==============================] - 0s - loss: 0.4939 - acc: 0.7565



Epoch 148/150



768/768 [==============================] - 0s - loss: 0.4766 - acc: 0.7773



Epoch 149/150



768/768 [==============================] - 0s - loss: 0.4883 - acc: 0.7591



Epoch 150/150



768/768 [==============================] - 0s - loss: 0.4827 - acc: 0.7656



32/768 [>.............................] - ETA: 0s



acc: 78.26%



Si usa la notebook Jupyter o IPython para ejecutar este programa, recibir un error, ya que el progreso de la salida en estas plataformas est prohibido durante la capacitacin. Puede desactivar las barras de progreso de salida haciendo un cambio en la funcin detallada cuando ajuste el modelo. Tambin debes recordar que la habilidad de tu modelo variar.



Las redes neuronales son algoritmos estocsticos, lo que significa que puede entrenar un modelo diferente con una habilidad diferente utilizando los mismos datos y algoritmos. Esto no es un error o un error, sino una caracterstica de la red neuronal. No debe preocuparse si no recibe la misma salida que la anterior, aunque s arreglamos la misma semilla.




Hacer Predicciones




Ahora que ha entrenado el modelo, puede preguntarse cmo puede usar el modelo para predecir el resultado en nuevos conjuntos de datos. Puede adaptar el ejemplo anterior para generar predicciones en el conjunto de datos de capacitacin.



Es fcil instruir al modelo para hacer predicciones. Todo lo que necesitas hacer es usar la funcin model.predict (). Utilice la funcin sigmoide para activar la capa de salida para asegurarse de que los resultados estn entre 0 y 1. Puede convertir los resultados en una prediccin binaria utilizando la funcin de redondeo en los datos. Puedes usar el siguiente cdigo para hacer predicciones:



# Create your first network in Keras



from keras.models import Sequential



from keras.layers import Dense



import numpy



# fix random seed to reproduce the results



numpy.random.seed(7)



# load the dataset



dataset = numpy.loadtxt("file_name.csv", delimiter=",")



# split the data into input and output class variables



X = dataset[:,0:8]



Y = dataset[:,8]



# create the model



model = Sequential()



model.add(Dense(12, input_dim=8, activation='relu'))



model.add(Dense(8, activation='relu'))



model.add(Dense(1, activation='sigmoid'))



# Compile the model



model.compile(loss='binary_crossentropy', optimizer='adam', metrics=['accuracy'])



# Fit the model



model.fit(X, Y, epochs=150, batch_size=10)



# Evaluate the model



scores = model.evaluate(X, Y)



print("\n%s: %.2f%%" % (model.metrics_names[1], scores[1]*100))



# Making predictions



predictions = model.predict(X)



rounded = [round(x[0]) for x in predictions]



print(rounded)



En el ejemplo anterior, estamos redondeando las predicciones para obtener nmeros enteros como resultados.



Cuando ejecute el programa completo, recibir una salida para cada patrn de entrada. Puede utilizar estas predicciones en su aplicacin, si es necesario.










Captulo Once: Cmo Evaluar el Desempeo de un Modelo de Aprendizaje Profundo




Tendr que tomar muchas decisiones cuando disee y configure los modelos de aprendizaje profundo. La mayora de las decisiones que tome deben resolverse mediante el mtodo de prueba y error. A continuacin, debe evaluar el modelo en datos reales o datos de prueba. Por lo tanto, es importante que identifique una forma slida de evaluar el rendimiento de una red neuronal profunda. Este captulo proporcionar informacin sobre las diferentes maneras en que puede evaluar el modelo que est construyendo utilizando Keras.




Evaluar Empricamente las Configuraciones de Red




Hay muchas decisiones que debe tomar cuando disea y configura modelos de aprendizaje profundo. Puede tomar la mayora de estas decisiones copiando un modelo preexistente y realizando cambios en el modelo en funcin de sus requisitos. La mejor tcnica es disear pequeos segmentos del modelo y evaluar los segmentos ms pequeos utilizando datos reales. Si el modelo funciona bien, puede combinar los pequeos segmentos del modelo para desarrollar el modelo final.



Las decisiones que debe tomar incluyen el tamao de la red, el nmero de capas en la red y sus tipos, la funcin de activacin, el nmero de iteraciones o pocas, la eleccin de la funcin de prdida y el procedimiento de optimizacin.



A menudo se usan modelos de aprendizaje profundo para resolver problemas en los que el conjunto de datos de entrada es grande, es decir, el conjunto de datos tiene al menos un milln de instancias. Por lo tanto, debe identificar algunos criterios que lo ayudarn a estimar el rendimiento de diferentes configuraciones de la red en datos invisibles.




Divisin de Datos




Cuando utiliza grandes volmenes de datos complejos, debe dar a la red neuronal profunda suficiente tiempo para aprender. En lugar de utilizar un conjunto de datos grande para entrenar los datos, puede dividir los datos en dos conjuntos: el conjunto de datos de entrenamiento y el conjunto de datos de prueba o validacin. Keras le permite evaluar los algoritmos de aprendizaje profundo utilizando los siguientes mtodos:



	
Utilice un conjunto de datos manual para la verificacin


	
Utilice un conjunto de datos automtico para la verificacin






Use un Conjunto de Datos Automtico para la Verificacin




Puede usar Keras para dividir el conjunto de datos en un conjunto de datos de entrenamiento y un conjunto de datos de validacin. Luego puede usar este conjunto de datos de validacin para evaluar cmo realiza su modelo y validar los resultados despus de cada poca. Puede dividir los datos, incluido el argumento de divisin de validacin en la funcin fit () del cdigo. Puede informar a Python qu cantidad de datos desea dividir en el conjunto de datos de validacin. Por ejemplo, puede decirle a Python que retenga al menos el 20% o el 33% del conjunto de datos de entrenamiento en el conjunto de datos de validacin.



El ejemplo en esta seccin muestra cmo puede usar Keras para dividir el conjunto de datos de entrenamiento en un conjunto de datos de validacin. El conjunto de datos utilizado en los ejemplos a continuacin es el mismo que usamos en el Captulo Seis.



# Neural network with an automatic validation set



from keras.models import Sequential



from keras.layers import Dense



import numpy



# fix random seed to reproduce results



numpy.random.seed(7)



# load pima indians dataset



dataset = numpy.loadtxt("file_name.csv", delimiter=",")



# split into input (X) and output (Y) variables



X = dataset[:,0:8]



Y = dataset[:,8]



# create model



model = Sequential()



model.add(Dense(12, input_dim=8, activation='relu'))



model.add(Dense(8, activation='relu'))



model.add(Dense(1, activation='sigmoid'))



# Compile model



model.compile(loss='binary_crossentropy', optimizer='adam', metrics=['accuracy'])



# Fit the model



model.fit(X, Y, validation_split=0.33, epochs=150, batch_size=10)



Cuando ejecute el ejemplo anterior, recibir la siguiente salida para cada iteracin o poca. Esta poca mostrar la precisin y la prdida en los conjuntos de datos de validacin y entrenamiento.



Epoch 145/150



514/514 [==============================] - 0s - loss: 0.5252 - acc: 0.7335 - val_loss: 0.5489 - val_acc: 0.7244




Use un Manual para la Verificacin




A travs de Keras, puede especificar manualmente el conjunto de datos que desea que el modelo utilice para la validacin durante el perodo de capacitacin. En el siguiente ejemplo, usaremos la funcin train_test_split () en la biblioteca de scikit y separaremos los datos en un conjunto de datos de capacitacin y validacin. El modelo utilizar el 67% del conjunto de datos para la capacitacin y el 33% restante para la validacin. Puede especificar el conjunto de datos de validacin en la funcin fit () usando el argumento validation_data. Este argumento toma la tupla de los conjuntos de datos de entrada y salida.



# Neural network with manual validation set



from keras.models import Sequential



from keras.layers import Dense



from sklearn.model_selection import train_test_split



import numpy



# fix random seed to reproduce results



seed = 7



numpy.random.seed(seed)



# load the dataset



dataset = numpy.loadtxt("file_name.csv", delimiter=",")



# split into input (X) and output (Y) variables



X = dataset[:,0:8]



Y = dataset[:,8]



# split into 67% for train and 33% for validation



X_train, X_test, y_train, y_test = train_test_split(X, Y, test_size=0.33, random_state=seed)



# create model



model = Sequential()



model.add(Dense(12, input_dim=8, activation='relu'))



model.add(Dense(8, activation='relu'))



model.add(Dense(1, activation='sigmoid'))



# Compile model



model.compile(loss='binary_crossentropy', optimizer='adam', metrics=['accuracy'])



# Fit the model



model.fit(X_train, y_train, validation_data=(X_test,y_test), epochs=150, batch_size=10)



Al igual que en el ejemplo anterior, recibir una salida para cada poca, que incluye la precisin y la prdida de cada modelo para los conjuntos de datos de entrenamiento y validacin.



Epoch 145/150



514/514 [==============================] - 0s - loss: 0.4847 - acc: 0.7704 - val_loss: 0.5668 - val_acc: 0.7323



 
Manual de Valida
 cin Cruzada




Una de las mejores maneras de evaluar un modelo de aprendizaje profundo es mediante el mtodo de validacin cruzada de k-fold. Este mtodo le proporciona al diseador una estimacin de cmo se desempea el modelo en datos invisibles. Este mtodo divide los datos en k subconjuntos y luego ejecuta el conjunto de datos de entrenamiento a travs de cada uno de estos subconjuntos, excepto el que contiene. A continuacin, evala el rendimiento del modelo en el conjunto de datos que ha mantenido. Este proceso se repite hasta que cada subconjunto se mantiene fuera de iteracin al menos una vez. El modelo calcula un promedio de las estimaciones y lo toma como medida de rendimiento. Este mtodo a menudo no se utiliza para evaluar un modelo de aprendizaje profundo, ya que es caro. Por ejemplo, el mtodo de validacin cruzada k se usa para 5 o 10 veces. Esto significa que se deben construir y evaluar 5 o 10 modelos, lo que aumenta el tiempo necesario para evaluar el modelo. Si tiene un problema que es pequeo y tiene suficientes recursos para calcular la cantidad de modelos, este mtodo lo ayudar a obtener una estimacin menos sesgada del modelo.



En el siguiente ejemplo, usaremos la clase StratifiedKFold de la biblioteca de scikit en Python para dividir el conjunto de datos de entrenamiento en 10 pliegues. El algoritmo trata de mantener un equilibrio entre el nmero de instancias en cada clase en cada pliegue. En este ejemplo, crearemos y evaluaremos los diez modelos y utilizaremos las diez divisiones de datos para recopilar las puntuaciones.



El algoritmo imprime el rendimiento de cada modelo y lo almacena. Al final del ciclo, el algoritmo calcular el promedio y la desviacin estndar del rendimiento del modelo y lo imprimir en la ventana de resultados despus de cada ejecucin. Esto le da una estimacin robusta del rendimiento del modelo.



# Neural network for dataset with 10-fold cross validation



from keras.models import Sequential



from keras.layers import Dense



from sklearn.model_selection import StratifiedKFold



import numpy



# fix random seed to reproduce the results



seed = 7



numpy.random.seed(seed)



# load pima indians dataset



dataset = numpy.loadtxt("file_name.csv", delimiter=",")



# split into input (X) and output (Y) variables



X = dataset[:,0:8]



Y = dataset[:,8]



# define 10-fold cross validation test harness



kfold = StratifiedKFold(n_splits=10, shuffle=True, random_state=seed)



cvscores = []



for train, test in kfold.split(X, Y):



 # create model



 model = Sequential()



 model.add(Dense(12, input_dim=8, activation='relu'))



 model.add(Dense(8, activation='relu'))



 model.add(Dense(1, activation='sigmoid'))



 # Compile model



 model.compile(loss='binary_crossentropy', optimizer='adam', metrics=['accuracy'])



 # Fit the model



 model.fit(X[train], Y[train], epochs=150, batch_size=10, verbose=0)



 # evaluate the model



 scores = model.evaluate(X[test], Y[test], verbose=0)



 print("%s: %.2f%%" % (model.metrics_names[1], scores[1]*100))



 cvscores.append(scores[1] * 100)



print("%.2f%% (+/- %.2f%%)" % (numpy.mean(cvscores), numpy.std(cvscores)))



Recibir la siguiente salida cuando ejecute el algoritmo.



acc: 77.92%



acc: 68.83%



acc: 72.73%



acc: 64.94%



acc: 77.92%



acc: 35.06%



acc: 74.03%



acc: 68.83%



acc: 34.21%



acc: 72.37%



64.68% (+/- 15.50%)










Captulo Doce: Cmo Guardar y Cargar Modelos de Aprendizaje Profundo




Dado que los modelos de aprendizaje profundo requieren horas, das, semanas y, a veces, meses para entrenar, es importante saber cmo guardar el modelo y cargarlo del disco cuando sea necesario. Este captulo proporciona informacin sobre cmo puede guardar un modelo de Keras en su disco y cargarlo en Python cuando necesita hacer predicciones. Con Keras, no tiene que preocuparse por guardar la arquitectura y los pesos de los modelos. Todos los pesos de los modelos se guardan en el formato HDF5, que es un formato de cuadrcula que se utiliza para almacenar datos multidimensionales. Puede guardar la estructura del modelo utilizando los siguientes formatos – JSON y YAML. Veremos los siguientes ejemplos en este captulo:



	
Guardar el Modelo en el formato JSON


	
Guardar el Modelo en el formato YAML





Los ejemplos en el captulo tambin demostrarn cmo puede guardar y cargar los pesos del modelo al formato HDF5. Continuaremos usando el conjunto de datos que usamos en el captulo anterior para estos ejemplos. Primero necesitars instalar h5py en Python.



sudo pip install h5py




Guarde su Modelo de Red Neuronal en JSON




JSON es un formato simple que le permite usar una jerarqua para describir los datos. Keras le permite guardar el archivo y luego cargarlo usando la funcin model_from_json (). Esto crear un nuevo modelo utilizando la especificacin o el formato JSON. Los pesos que usa en el modelo se guardan directamente usando la funcin save_weights (), y estos se cargan nuevamente en Python usando la funcin load_weights ().



Los pesos del modelo se guardan directamente usando la funcin save_weights (), y luego se cargan en Python usando la funcin load_weights (). En el ejemplo a continuacin, cargar el modelo utilizando los archivos guardados y luego crear un nuevo modelo. Es importante que compile el modelo cargado antes de comenzar a usarlo. Esto se hace para garantizar que las predicciones realizadas utilicen los clculos eficientes y apropiados del backend de Keras.



# Neural network for the dataset Serialize to JSON and HDF5



from keras.models import Sequential



from keras.layers import Dense



from keras.models import model_from_json



import numpy



import os



# fix random seed to reproduce results



numpy.random.seed(7)



# load pima indians dataset



dataset = numpy.loadtxt("file_name.csv", delimiter=",")



# split into input (X) and output (Y) variables



X = dataset[:,0:8]



Y = dataset[:,8]



# create model



model = Sequential()



model.add(Dense(12, input_dim=8, kernel_initializer='uniform', activation='relu'))



model.add(Dense(8, kernel_initializer='uniform', activation='relu'))



model.add(Dense(1, kernel_initializer='uniform', activation='sigmoid'))



# Compile model



model.compile(loss='binary_crossentropy', optimizer='adam', metrics=['accuracy'])



# Fit the model



model.fit(X, Y, epochs=150, batch_size=10, verbose=0)



# evaluate the model



scores = model.evaluate(X, Y, verbose=0)



print("%s: %.2f%%" % (model.metrics_names[1], scores[1]*100))



# serialize model to JSON



model_json = model.to_json()



with open("model.json", "w") as json_file:



 json_file.write(model_json)



# serialize weights to HDF5



model.save_weights("model.h5")



print("Saved model to disk")



# load json and create model



json_file = open('model.json', 'r')



loaded_model_json = json_file.read()



json_file.close()



loaded_model = model_from_json(loaded_model_json)



# load weights into new model



loaded_model.load_weights("model.h5")



print("Loaded model from disk")



# evaluate loaded model on test data



loaded_model.compile(loss='binary_crossentropy', optimizer='rmsprop', metrics=['accuracy'])



score = loaded_model.evaluate(X, Y, verbose=0)



print("%s: %.2f%%" % (loaded_model.metrics_names[1], score[1]*100))



Cuando ejecute el ejemplo, obtendr la siguiente salida:



acc: 78.78%



Saved model to disk



Loaded model from disk



acc: 78.78%



El formato del modelo en JSON es el siguiente:



{



 "keras_version":"2.0.2",



 "backend":"theano",



 "config":[



 {



 "config":{



 "dtype":"float32",



 "bias_regularizer":null,



 "activation":"relu",



 "bias_constraint":null,



 "use_bias":true,



 "bias_initializer":{



 "config":{







 },



 "class_name":"Zeros"



 },



 "kernel_regularizer":null,



 "activity_regularizer":null,



 "kernel_constraint":null,



 "trainable":true,



 "name":"dense_1",



 "kernel_initializer":{



 "config":{



 "maxval":0.05,



 "minval":-0.05,



 "seed":null



 },



 "class_name":"RandomUniform"



 },



 "batch_input_shape":[



 null,



 8



 ],



 "units":12



 },



 "class_name":"Dense"



 },



 {



 "config":{



 "kernel_regularizer":null,



 "bias_regularizer":null,



 "activation":"relu",



 "bias_constraint":null,



 "use_bias":true,



 "bias_initializer":{



 "config":{







 },



 "class_name":"Zeros"



 },



 "activity_regularizer":null,



 "kernel_constraint":null,



 "trainable":true,



 "name":"dense_2",



 "kernel_initializer":{



 "config":{



 "maxval":0.05,



 "minval":-0.05,



 "seed":null



 },



 "class_name":"RandomUniform"



 },



 "units":8



 },



 "class_name":"Dense"



 },



 {



 "config":{



 "kernel_regularizer":null,



 "bias_regularizer":null,



 "activation":"sigmoid",



 "bias_constraint":null,



 "use_bias":true,



 "bias_initializer":{



 "config":{







 },



 "class_name":"Zeros"



 },



 "activity_regularizer":null,



 "kernel_constraint":null,



 "trainable":true,



 "name":"dense_3",



 "kernel_initializer":{



 "config":{



 "maxval":0.05,



 "minval":-0.05,



 "seed":null



 },



 "class_name":"RandomUniform"



 },



 "units":1



 },



 "class_name":"Dense"



 }



 ],



 "class_name":"Sequential"



}




Guarde Su Modelo de Red Neuronal en YAML




El ejemplo en esta seccin es el mismo que el de arriba, excepto por el hecho de que usaremos el formato YAML para especificar el modelo. El modelo descrito a continuacin usa YAML, guarda el modelo en el archivo llamado neural_yaml y carga el nuevo modelo usando la funcin model_from_yaml (). Las ponderaciones se manejan de la misma manera que en el ejemplo anterior en el formato HDF5 como model.h5.



# Neural network for the Pima Indians Dataset to serialize to YAML and HDF5



from keras.models import Sequential



from keras.layers import Dense



from keras.models import model_from_yaml



import numpy



import os



# fix random seed to reproduce results



seed = 7



numpy.random.seed(seed)



# load pima indians dataset



dataset = numpy.loadtxt("file_name.csv", delimiter=",")



# split into input (X) and output (Y) variables



X = dataset[:,0:8]



Y = dataset[:,8]



# create model



model = Sequential()



model.add(Dense(12, input_dim=8, kernel_initializer='uniform', activation='relu'))



model.add(Dense(8, kernel_initializer='uniform', activation='relu'))



model.add(Dense(1, kernel_initializer='uniform', activation='sigmoid'))



# Compile model



model.compile(loss='binary_crossentropy', optimizer='adam', metrics=['accuracy'])



# Fit the model



model.fit(X, Y, epochs=150, batch_size=10, verbose=0)



# evaluate the model



scores = model.evaluate(X, Y, verbose=0)



print("%s: %.2f%%" % (model.metrics_names[1], scores[1]*100))







# serialize model to YAML



model_yaml = model.to_yaml()



with open("model.yaml", "w") as yaml_file:



 yaml_file.write(model_yaml)



# serialize weights to HDF5



model.save_weights("model.h5")



print("Saved model to disk")



# Load YAML to create the model



yaml_file = open('model.yaml', 'r')



loaded_model_yaml = yaml_file.read()



yaml_file.close()



loaded_model = model_from_yaml(loaded_model_yaml)



# Load weights into the new model



loaded_model.load_weights("model.h5")



print("Loaded model from disk")



# Evaluate the model using test data



loaded_model.compile(loss='binary_crossentropy', optimizer='rmsprop', metrics=['accuracy'])



score = loaded_model.evaluate(X, Y, verbose=0)



print("%s: %.2f%%" % (loaded_model.metrics_names[1], score[1]*100))



Cuando ejecute el programa anterior, recibir la siguiente salida:



acc: 78.78%



Saved model to disk



Loaded model from disk



acc: 78.78%



El modelo que describi en el formato YAML se ver as:



backend: theano



class_name: Sequential



config:



- class_name: Dense



 config:



 activation: relu



 activity_regularizer: null



 batch_input_shape: !!python/tuple [null, 8]



 bias_constraint: null



 bias_initializer:



 class_name: Zeros



 config: {}



 bias_regularizer: null



 dtype: float32



 kernel_constraint: null



 kernel_initializer:



 class_name: RandomUniform



 config: {maxval: 0.05, minval: -0.05, seed: null}



 kernel_regularizer: null



 name: dense_1



 trainable: true



 units: 12



 use_bias: true



- class_name: Dense



 config:



 activation: relu



 activity_regularizer: null



 bias_constraint: null



 bias_initializer:



 class_name: Zeros



 config: {}



 bias_regularizer: null



 kernel_constraint: null



 kernel_initializer:



 class_name: RandomUniform



 config: {maxval: 0.05, minval: -0.05, seed: null}



 kernel_regularizer: null



 name: dense_2



 trainable: true



 units: 8



 use_bias: true



- class_name: Dense



 config:



 activation: sigmoid



 activity_regularizer: null



 bias_constraint: null



 bias_initializer:



 class_name: Zeros



 config: {}



 bias_regularizer: null



 kernel_constraint: null



 kernel_initializer:



 class_name: RandomUniform



 config: {maxval: 0.05, minval: -0.05, seed: null}



 kernel_regularizer: null



 name: dense_3



 trainable: true



 units: 1



 use_bias: true



keras_version: 2.0.2










Captulo Trece: Reduciendo los Abandonos en Modelos de Aprendizaje Profundo




Una de las tcnicas ms poderosas y simples que puede usar para regularizar una red neuronal y un aprendizaje profundo es la desercin. En este captulo, recopilar informacin sobre qu es la tcnica de regularizacin de desercin y cmo puede aplicarla a sus modelos de aprendizaje profundo en Python utilizando Keras.




Regularizacin del Abandono para Redes Neuronales




Srivastava y su equipo propusieron el uso de deserciones para regularizar las redes neuronales. Explicaron el concepto de abandono y cmo ayudan a regularizar las redes neuronales en el documento,
 "Abandono: Una Forma Sencilla de Evitar que las Redes Neuronales se Sobrecalienten".



La desercin es una tcnica en la que el modelo ignora algunas neuronas en cada iteracin durante el perodo de entrenamiento. Estas neuronas son "abandonadas" al azar. Esto significa que estas neuronas no contribuyen a obtener los resultados. Su contribucin no se tiene en cuenta en el pase hacia adelante, y las actualizaciones realizadas durante la iteracin no se devuelven a estas neuronas.



A medida que la red neuronal aprende, a cada neurona de la red se le asigna un peso. A algunas neuronas de la red se les asignar un peso adicional para representar una caracterstica especial en el conjunto de datos de entrenamiento. Las neuronas vecinas dependern de este peso especial, y si este peso es demasiado alto, puede resultar en un modelo sensible que se especialice en los datos de entrenamiento. El fenmeno en el que muchas neuronas dependen de una neurona en la red se conoce como coadaptacin.



Si las neuronas se eliminan de la red al azar durante el entrenamiento, otras neuronas debern intensificar y resolver el problema. Deben aprender a hacer predicciones incluso si falta una neurona. Esto asegura que la red aprenda a realizar mltiples representaciones internas independientes del conjunto de datos.



El efecto de esto es que las neuronas en la red se volvern menos sensibles a un cambio en los pesos especficos de otras neuronas. Esto te ayudar a desarrollar un modelo que pueda hacer mejores predicciones. Estos modelos no adaptarn los datos de entrenamiento, lo que reducir el efecto de la coadaptacin.




Regularizacin de Abandonos en Keras




Puede implementar fcilmente los abandonos seleccionando, al azar, qu notas deben eliminarse dada una probabilidad especfica en cada poca o ciclo de ponderacin. As es como puedes implementar abandonos en Keras. Es importante recordar que los abandonos solo se pueden usar cuando se est entrenando el modelo y no cuando se quiere evaluar el modelo.



Ahora veremos diferentes formas de usar Dropout en Keras. Los ejemplos utilizan el conjunto de datos de Sonar. Puede descargar este conjunto de datos desde la siguiente ubicacin:
 
http://archive.ics.uci.edu/ml/datasets/Connectionist+Bench+(Sonar,+Mines+vs.+Rocks

 )



El conjunto de datos se toma del repositorio de Aprendizaje Automtico de la UCI. Al igual que los ejemplos utilizados anteriormente, este conjunto de datos proporciona un problema de clasificacin binaria. El modelo debe diferenciar entre las mock-mines y las rocas de los retornos del sonar en los datos. Este es un buen conjunto de datos de capacitacin, ya que los valores de entrada tienen la misma escala y son numricos.



El conjunto de datos tiene un solo valor de salida y sesenta valores de entrada. Debe estandarizar estos valores de entrada antes de usar el conjunto de datos en la red. El modelo de red neuronal tiene una capa de entrada, dos capas ocultas y una capa de salida. La primera capa oculta tiene 60 unidades y la segunda tiene 30 unidades. Entrenamos el modelo con un impulso y una velocidad de aprendizaje bajos utilizando el descenso de gradiente estocstico.



Una vez que descargue los datos, muvalos directamente al trabajo y d un nombre al archivo. En el siguiente ejemplo, evaluaremos el modelo utilizando el mtodo scikit-learn y una validacin cruzada de 10 veces. Eso le ayudar a identificar las diferencias en los resultados. El siguiente cdigo desarrollar el modelo de red neuronal.



# Baseline Model on the Sonar Dataset



import numpy



from pandas import read_csv



from keras.models import Sequential



from keras.layers import Dense



from keras.layers import Dropout



from keras.wrappers.scikit_learn import KerasClassifier



from keras.constraints import maxnorm



from keras.optimizers import SGD



from sklearn.model_selection import cross_val_score



from sklearn.preprocessing import LabelEncoder



from sklearn.model_selection import StratifiedKFold



from sklearn.preprocessing import StandardScaler



from sklearn.pipeline import Pipeline



# fix random seed for reproducibility



seed = 7



numpy.random.seed(seed)



# load dataset



dataframe = read_csv("file_name.csv", header=None)



dataset = dataframe.values



# split into input (X) and output (Y) variables



X = dataset[:,0:60].astype(float)



Y = dataset[:,60]



# encode class values as integers



encoder = LabelEncoder()



encoder.fit(Y)



encoded_Y = encoder.transform(Y)



# baseline



def create_baseline():



 # create model



 model = Sequential()



 model.add(Dense(60, input_dim=60, kernel_initializer='normal', activation='relu'))



 model.add(Dense(30, kernel_initializer='normal', activation='relu'))



 model.add(Dense(1, kernel_initializer='normal', activation='sigmoid'))



 # Compile model



 sgd = SGD(lr=0.01, momentum=0.8, decay=0.0, nesterov=False)



 model.compile(loss='binary_crossentropy', optimizer=sgd, metrics=['accuracy'])



 return model



numpy.random.seed(seed)



estimators = []



estimators.append(('standardize', StandardScaler()))



estimators.append(('mlp', KerasClassifier(build_fn=create_baseline, epochs=300, batch_size=16, verbose=0)))



pipeline = Pipeline(estimators)



kfold = StratifiedKFold(n_splits=10, shuffle=True, random_state=seed)



results = cross_val_score(pipeline, X, encoded_Y, cv=kfold)



print("Baseline: %.2f%% (%.2f%%)" % (results.mean()*100, results.std()*100))



El cdigo generar resultados con una precisin de clasificacin estimada del 86%.




Usando Abandono en la Capa Visible




Puede aplicar abandonos a las neuronas de entrada en la capa visible. En el siguiente ejemplo, hemos incluido una capa de exclusin entre la capa visible y la primera capa oculta. La tasa se establece en 20%, lo que significa que una de cada cinco entradas se excluir de cada ciclo de actualizacin. La entrada se seleccionar al azar. Adems, hemos impuesto una restriccin a los pesos en cada capa oculta. Esto asegura que el mximo de los pesos en las capas no exceda de tres. Hacemos esto incluyendo el argumento kernel_contraint en la clase densa cuando construyes el modelo. El impulso se incrementa a 0.9 y la tasa de aprendizaje se incrementa en uno. El documento mencionado en la primera seccin del libro recomienda que aumente la velocidad de aprendizaje cuando desee utilizar los abandonos en su modelo.



Continuando con el ejemplo anterior, el cdigo incluye un abandono de entrada para la misma red.



# dropout in the input layer with weight constraint



def create_model():



 # create model



 model = Sequential()



 model.add(Dropout(0.2, input_shape=(60,)))



 model.add(Dense(60, kernel_initializer='normal', activation='relu', kernel_constraint=maxnorm(3)))



 model.add(Dense(30, kernel_initializer='normal', activation='relu', kernel_constraint=maxnorm(3)))



 model.add(Dense(1, kernel_initializer='normal', activation='sigmoid'))



 # Compile model



 sgd = SGD(lr=0.1, momentum=0.9, decay=0.0, nesterov=False)



 model.compile(loss='binary_crossentropy', optimizer=sgd, metrics=['accuracy'])



 return model







numpy.random.seed(7)



estimators = []



estimators.append(('standardize', StandardScaler()))



estimators.append(('mlp', KerasClassifier(build_fn=create_model, epochs=300, batch_size=16, verbose=0)))



pipeline = Pipeline(estimators)



kfold = StratifiedKFold(n_splits=10, shuffle=True, random_state=seed)



results = cross_val_score(pipeline, X, encoded_Y, cv=kfold)



print("Visible: %.2f%% (%.2f%%)" % (results.mean()*100, results.std()*100))



Cuando ejecute el ejemplo anterior, notar que la precisin de la clasificacin se ha reducido en al menos una ejecucin de prueba. Recibir el siguiente resultado cuando ejecute el cdigo:



Visible: 83.52% (7.68%)




Usando Abandono en Capas Ocultas




Puede aplicar abandonos a las capas y neuronas ocultas en el modelo. El siguiente ejemplo le muestra cmo puede aplicar un abandono entre dos capas ocultas y entre la capa de salida y la ltima capa oculta. La tasa de abandono utilizada es del 20% y se coloca una restriccin en los pesos utilizados en esas capas.



def create_model():



 # create model



 model = Sequential()



 model.add(Dense(60, input_dim=60, kernel_initializer='normal', activation='relu', kernel_constraint=maxnorm(3)))



 model.add(Dropout(0.2))



 model.add(Dense(30, kernel_initializer='normal', activation='relu', kernel_constraint=maxnorm(3)))



 model.add(Dropout(0.2))



 model.add(Dense(1, kernel_initializer='normal', activation='sigmoid'))



 # Compile model



 sgd = SGD(lr=0.1, momentum=0.9, decay=0.0, nesterov=False)



 model.compile(loss='binary_crossentropy', optimizer=sgd, metrics=['accuracy'])



 return model



numpy.random.seed(7)



estimators = []



estimators.append(('standardize', StandardScaler()))



estimators.append(('mlp', KerasClassifier(build_fn=create_model, epochs=300, batch_size=16, verbose=0)))



pipeline = Pipeline(estimators)



kfold = StratifiedKFold(n_splits=10, shuffle=True, random_state=seed)



results = cross_val_score(pipeline, X, encoded_Y, cv=kfold)



print("Hidden: %.2f%% (%.2f%%)" % (results.mean()*100, results.std()*100))



La salida para el cdigo anterior es:



Hidden: 83.59% (7.31%)



Encontrar que el uso de los abandonos para el problema y la red elegida no mejor el rendimiento del modelo. El rendimiento fue peor que el de referencia. Es posible que necesite aumentar el nmero de pocas durante la etapa de entrenamiento. Alternativamente, es posible que necesite ajustar la tasa de aprendizaje en el cdigo.




Consejos para Usar Abandono




El documento mencionado anteriormente proporciona informacin sobre los muchos problemas de aprendizaje automtico. Tambin brindan informacin sobre lo que debe tener en cuenta al utilizar los abandonos en su modelo.



	
Es mejor usar un valor de abandono pequeo, en cualquier lugar entre el 20% y el 40% de las neuronas. Es mejor usar el 20% como punto de partida. Si utiliza un valor de probabilidad muy pequeo o muy grande, la red no aprender lo suficiente.


	
Si desea incluir abandonos en su modelo, debe usar un modelo grande, ya que obtendr un mejor rendimiento. Los abandonos ayudan al modelo a aprender a representar los datos sin el uso de algunas neuronas en las capas.


	
Debe usar abandonos en unidades ocultas y visibles.


	
Para obtener buenos resultados, debe aplicar abandonos en cada capa de la red.


	
Puede usar una gran tasa de aprendizaje con un gran impulso y decaimiento. Aumente la tasa de aprendizaje en el modelo en un factor de 100 y usar un valor de impulso de 0.99 o 0.9.


	
Mantenga el tamao de los pesos en la red. Si tiene una gran tasa de aprendizaje, puede resultar en un peso muy grande. Cuando imponga o mantenga el tamao del peso, mejorar los resultados del modelo.












Conclusin




Gracias por comprar el libro.



A lo largo del libro, aprender ms sobre las redes neuronales y el aprendizaje profundo. Tambin aprender cmo construir una red neuronal profunda en Python usando Keras. Los ejemplos de este libro son fciles de seguir, y puede usar estos ejemplos como base cuando desee construir su propia red neuronal profunda. Si no sabe cmo desarrollar un modelo de aprendizaje profundo, o no est seguro de cmo construir el modelo, puede usar cdigos preexistentes y modificarlos para ayudarlo a obtener el resultado deseado.



Espero que pueda construir un modelo bsico de aprendizaje profundo utilizando la informacin presente.
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