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前言

记得刚刚进入复旦大学学习社会学的时候，读到的第一本学术著作便是英克尔斯的《社会学是什么？》。总结这本书的主要思想，社会学是一门采用科学的方法研究社会结构与社会发展规律的学科。虽然当时对什么是科学的方法还不甚了解，但我从这本书中学习到一种受益终生的观念：社会学的学术研究离不开科学的方法。正所谓“工欲善其事，必先利其器”，社会学研究者只有掌握了一套研究社会的科学手段和工具，才能够从纷繁复杂的社会现象中抽离出具有规律性的模式。正因为如此，我后来在研究生阶段的学术训练很大一部分内容都是围绕研究方法展开的。这种对于科学方法的重视也促使我在学习社会学之外专门修读了统计学硕士学位。

那么，什么是科学的方法呢？对于这个问题，相信不同的学者会有不同的答案。但是，社会学研究者们能够基本上达成共识的是：一套科学的社会学研究方法应当具有以下两个特点。其一，这套方法可以用于经验事实的研究；其二，这套方法可以帮助研究者确立某种因果关系。第一点毋庸置疑，既然社会学探索的是社会的基本模式，那么社会学家们所采用的研究手段也必然是经验取向的。正因为如此，超验的思辨并不是一种研究社会的手段，尽管它或可成为一种理论建构的路径。第二点在某种程度上也是毋庸置疑的。这是因为社会学的很多理论恰恰是用来“解释”社会现象的。说到“解释”，自然涉及因果了。

但是，通过社会学的经验方法去建构因果关系是非常困难的。究其原因，在于社会学所关注的议题往往非常复杂，且其背后的形成机制太多。例如，社会学中一个很重要的研究主题是经济地位的不平等，造成这种不平等的原因有很多，其中可能涉及地区差异、行业区别、教育成就、家庭背景、个人能力等诸多因素，不一而足。面对这种情况，如果研究者想确立教育成就与收入不平等之间的“净”关系，就需要对其他形塑经济地位不平等的因素进行控制。但正因为需要控制的因素太多，以至于几乎没有社会学研究者能够非常自信地宣称自己已经控制了所有需要控制的因素。此时，收入不平等的成因有可能是教育成就的差异，但也有可能是一些没有考虑到的混淆因素。在这种情况下，经验研究的结论便很容易受到质疑了。

实际上，上面谈到的这个问题不仅仅在社会科学研究中经常出现，它也是其他学科进行科学研究中经常遇到的“拦路虎”。比如，在生物学中，研究者为了确定特定基因对于某种植物抗倒伏性的影响，需要充分考虑到实验中这一植物所处的自然环境并将其控制。对于自然科学家而言，控制潜在的混淆因素可以通过随机实验完成。统计学理论告诉我们，在一个随机实验中，因变量Y的变化只可能归因于两个因素，一个是我们关心的自变量X的取值变化，一个是随机误差。当我们的研究对象足够多且能够保证较高统计检定力的时候，Y的变化只有很小的概率是由于随机性造成的（通常设定在5％）。此时，研究者就有很高的自信（95％）来确立从X到Y的因果关系。正因为如此，随机实验方法通常被看作科学研究的“黄金方法”。

那么，社会学研究中能不能进行随机实验呢？这个问题的答案在很大程度上取决于具体的研究主题。很遗憾的是，对于社会学家们关心的很多主题而言，随机实验方法是不现实或者不恰当的。我们不可能随机地安排一些人去经历战争，以考察战争的社会创伤效果。我们也不可能随机地安排一些被研究者有意酗酒，以考察酒精上瘾对于生活状态的影响。此时，摆在社会学研究者面前的往往是另外一种研究途径，即：收集一些经历了战争的个体的信息，并将其与没有经受战争的人进行比较。同理，找到一些现实生活中的酗酒者，观察其生活状态，并将之与非酗酒者的生活状态进行对比。这类研究虽然可以实施，但是上面谈到的各种混淆因素也随之进入研究者的分析框架中。也就是说，基于观测性数据进行研究的社会学学者不能很有自信地说自己的结论反映了某种因果关系。此时，社会学的研究者为了进行因果推论，不得不采用更为复杂的分析策略。对于这些策略的理论基础进行系统的介绍便是本书的任务。

摆在读者面前的这本书共有7章。第1章介绍了随机实验的基本原理，以及如何在反事实的统计理论框架下进行因果推论。第2章着重讨论了倾向值匹配的基本过程，以及为什么我们能够利用倾向值匹配的方法进行因果推论。第3章通过一个具体的实例展示了倾向值匹配的过程。第4章讨论了如何从传统的倾向值方法出发，将因果推论分析扩展到多类别变量、因果中介分析和因果异质性分析。第5章关注了因果分析过程中非常重要却往往被学者们忽视的统计检定力和样本量问题。第6章将因果推论分析推广到个案研究中，系统介绍了综合控制个案方法。第7章总结全书，并对倾向值技术进行了反思。

通过上述各章的基本信息介绍，读者们不难发现，本书并不是一本常规意义上的统计学教科书。在本书中，我并没有具体告诉读者如何利用流行的统计软件（如R或者Stata）来进行具体的经验分析。相反，作为一本严肃的学术著作，本书的重点在于系统介绍基本的因果推论原理和背后的统计理论。之所以这样安排，是出于以下原因。其一，好的统计学教材有很多，其中不乏一些讨论因果关系的经典教材。因此，感兴趣的读者可以参考这些教材自学，本书没有必要做简单重复劳动。其二，统计软件毕竟是我们研究的工具，只有在了解了各种统计模型背后的基本原理之后，研究者才能够准确和高效地使用这些工具。否则，社会学的量化研究有可能沦为一种简单的数据加工，相关的研究结论可能由于缺乏坚实的方法论基础而变得不准确。因此，我在自己教授的统计课上，一直希望引导学生将学习的重心放在原理上，而不是简单地学会某种方法的操作。本书也体现了我的这一一贯主张。

最后，希望读者能够从本书中获益，我也衷心希望本书的出版能够为国内的量化社会科学研究做出微薄的贡献，让更多对社会生活因果关系感兴趣的人愿意加入社会科学研究的行列中。

胡安宁

2015年6月
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第1章　社会科学中的因果推论：反事实框架与随机实验

我们在阅读国内外社会学领域的各种学术期刊［例如《美国社会学评论》（American Sociological Review
 ）、《美国社会学杂志》（American Journal of Sociology
 ）、《社会学研究》］时，会时不时地遇到诸如“因此”、“所以”、“其原因在于”这样的词语。这样的表述实际上隐含了一种“因果关系”（causal relationship）或者“因果性”（causality）。在今天的社会科学研究中，因果关系已经成为社会科学家们对某种社会现象进行“科学”解释的同义词。学者们希望通过各种途径来确定两个或者多个变量之间的关系（例如自变量对因变量的影响），并且他们并不满足于确认“这个变量和那个变量之间有关系”，而是希望能够回答“变量A对变量B的因果关系是什么”这样的问题。正因为如此，我们在阅读那些经过同行审查（peer-reviewed）的论文时，已经很难找到这样一篇论文，其中作者的最后结论仅仅是“通过研究，我们发现某两个变量是在95％的置信区间水平上显著相关”。相反，现代社会学的研究者希望能够回答的问题是：变量A和变量B之间究竟是谁在影响谁？进一步讲，这种因果关系的形成机制（mechanism）是怎样的？

那么，社会科学研究一般是通过何种方式进行因果关系探索的呢？如果说早期的社会科学理论家们是通过逻辑论证或者总结个体化的有限经验来进行因果分析
(1)

 ，那么现代社会学的因果关系则更多的是和统计模型联系在一起。这种基于统计模型的因果关系推断在20世纪60年代随着路径模型分析（path mode analysis）的兴起而被引入社会学研究中，并随之得到很多学者的重视（Duncan 1966）。路径模型分析后来逐渐发展成了一系列的结构方程模型（structural equation modeling）。直至今日，很多学者依然在结构方程模型的范式体系下通过构建不同变量之间［观测变量（observed variables）或者潜变量（latent variables）］的结构关系来验证其对于因果关系的判断（例如Pearl 2009）。虽然基于路径分析模型的因果推论方法从严格的统计学意义上讲还存在诸多限制（这在第4章中会有专门论述），但是它却在社会学经验研究和规范的统计模型之间搭建起了一座桥梁。可以说，在现代社会学研究中，对于因果关系的考查绝大多数是在某种特定的统计模型中展开的。

然而，我们却不能简单地将统计模型的应用和因果关系的确立等同起来。例如，一个经验社会学研究者常常会遇到的问题是，常规意义上的统计分析（例如基于最小二乘法的多元回归）能否帮助我们建立严格意义上的因果关系。换句话说，当我们用诸如一般多元线性回归这样的“常规”方法进行数据分析并得到相关变量之间的关系时（例如估计出的回归系数），这种关系是否就代表了一种因果关系呢？对于这个问题，很多学者的答案是肯定的。我们发现，在很多社会科学研究中，大量学者将方差分析、线性回归或者广义线性回归模型下得到的系数进行某种因果性的解读。一个很经典的例子便是教育水平和收入的关系。无论是教育社会学研究还是经济学研究都倾向于认为“教育为因，收入为果”，并由此阐发相关理论（例如著名的人力资本理论和经济学中的收入决定模型）。然而，本书下面几章的讨论将会告诉我们，这些基于传统回归模型的分析依旧没有脱离对相关关系（correlation）的依赖，从而并不能够称得上是严格意义上的因果关系。回到上面的例子，当我们用个人特征（例如年龄、性别、户口以及教育水平）去预测个人收入水平，我们一般会发现教育和收入之间的系数是正的，而且这种相关系数往往在统计推断的意义上是显著的。但是，这里我们得到的系数实际上是一种条件概率（conditional probability），即在控制了年龄、性别与户口这些所谓的“控制变量”之后特定教育水平下收入的均值情况（Tu，Gunnell，＆Gilthorpe 2008）。这种条件概率依旧是在分析教育和收入的“相关性”而非“因果性”。那么，是不是这就意味着传统的统计模型（线性回归以及方差分析等）就无法用来探索因果关系了呢？答案是否定的。一般而言，在两种情况下，我们认为经过常规统计模型得出的结论能够代表某种因果关系。其一是在研究设计的时候采取严格的随机实验控制，以保证被研究的个体随机分布于某种处理变量
(2)

 （treatment variable）的不同水平上。这种方法在生物医药领域内经常用于测试新药效果［例如将病人随机分配到实验组和控制组中。随后，实验组中的个体服用新药，而控制组中的个体则服用没有药效的安慰剂（placebo）］。其二是在传统的统计模型上添加更多的分析以求控制潜在的因果推论误差。无论是采取哪一种方法，我们实际上是在希望通过某种人为安排
(3)

 与设置（manipulation）争取让我们的研究满足一定的因果推论条件。那么，这种因果推论的条件究竟是什么呢？


 1.1　因果关系的反事实分析框架

在过去的十几年中，在社会科学领域内被反复使用的一个因果推论框架是反事实（countefactual）理论（Morgan＆Winship 2007；Rosenbaum＆Rubin 1983；Rubin 1997）。反事实，顾名思义，是和我们能够观测到的现实情况相反的一种状态。一般而言，我们区分事实和反事实的依据在于其是否能够为我们直接观测。因此，事实可以被称为某个特定变量可观测到的某种状态，而反事实则是同一变量不能够被直接观测到的另外一种状态。按照反事实理论，一个变量A对于另外一个变量B的因果性效果就是A成立时B的事实状态与A不成立时B的反事实状态之间的差异。如果这种差异存在且在统计上十分显著，则证明变量A对变量B是有因果效果的，否则二者之间就不存在因果关系。

实际上，鲁宾（Rubin）等人提出的这种反事实框架和我们日常生活中判断因果关系的标准非常一致。我们之所以没有感觉到，只是由于我们平时对这种反事实因果推论的逻辑“日用而不知”，或者说，我们没有十分“严格”、“准确”地使用这一套分析框架。这里，我们用一个具体的例子来展示反事实框架的基本逻辑。假设一个人得了感冒，而服用感冒药以后症状得到了缓解。在这个十分简单的例子中，大多数人脑海中会建立这样一种因果关系，即：原因是“吃药”，而结果是“感冒症状得到缓解”。也就像很多人所说的那样，“多亏及时吃药，不然感冒可好不了”。此时我们恰恰采用了一种反事实的理论框架来判断是否吃药这个自变量对于感冒症状是否缓解这个因变量的因果效果。采用反事实理论的术语，我们能够看到的“事实”是一个人在吃过感冒药以后感冒症状得到了缓解。人们在将感冒症状的缓解归因于吃药的时候实际上是在假定一种反事实的状态，即：如果不吃药的话，“感冒可好不了”。这两种状态的差异（一个是感冒症状缓解，而另一个是感冒症状依旧存在甚至加重）实际上就自然归因于我们关心的处理变量的不同水平（即是否服用感冒药）。通过这种方式，我们得以确定是否吃药和感冒症状是否缓解之间的因果关系。另外一个例子，我们日常生活中会经常听到人们说，有一个大学文凭对于找到一个好工作是非常有帮助的。如果用工资水平来衡量工作的好与坏（当然，这并不是工作优劣判断的唯一标准），我们实际上是在不经意间对比那些上了大学的人的工资水平与没有上大学的人的工资水平，如果前者明显高于后者（通常情况下是这样），我们就会说“上大学是有用的”，否则就会说“读书无用”。在这个推论过程中，大学毕业生的收入水平是我们能够观测到的事实状态，而没上大学的人的收入水平可以看作反事实状态，这和“吃药—感冒治愈”这个例子有着同样的因果推论逻辑。当然，那些没有上大学的高中毕业生的收入水平能不能够作为大学毕业生收入水平的反事实状态还是需要具体讨论的。本书下面会有一个独立的章节来分析这个问题。

需要指出的是，虽然人们日常生活中总是在有意无意间使用反事实的因果推论的理论框架，这些使用却是非常随意、不规范的。之所以说不规范，一个重要的原因在于反事实和事实的区分需要针对特定的个体，而具体到某个人，我们是不可能知道反事实状态究竟是什么样子的。回到上面感冒吃药的例子，我们看到的事实是个体甲吃了感冒药以后感冒症状得到了缓解。严格意义上的反事实状态便应当是个体甲这同一个个人在没有吃感冒药的情况下会是什么样的状态。同理，在大学教育的经济回报一例中，我们观测到的事实是一批高中毕业生上了大学后收入的平均水平，但此时的反事实应当是“同样”这批高中毕业生“如果”在当时没有上大学的情况下他们的收入水平是怎么样的。因此，按照严格的反事实因果推论逻辑，无论是事实还是反事实，都需要发生在同样的研究对象身上。从这个角度来看，我们便面临一个非常严重的问题，即没有办法观测反事实的状态。在现实生活中，个体甲的确是吃了感冒药，我们怎么可能让时光倒流，让他不吃感冒药，然后观测一下他的感冒症状呢？同样，当我们得到一批大学毕业生的收入水平后，我们也不能够去“假设历史”，来看如果这同一批人当年没上大学而是高中毕业以后直接去工作，其收入会是什么水平。这种反事实的“不可观测性”也被称为“因果推论中的基本问题”（Holland 1986）。

既然“历史不可以假设”，我们能够做的只能是找到和我们关心的个体特征“基本一致”的人，看他或者她在与我们关心的个体所经历的事件的不同状态下在因变量上的取值是什么样的。例如，为了知道感冒药是不是真的有效，我们找到了和个体甲相比各种情况都十分相近的个体乙，假设个体乙感冒，但他或者她没有像个体甲那样服用感冒药。此时，我们近似地将个体乙没有吃感冒药时的感冒症状作为个体甲吃过感冒药后的感冒症状的“反事实”，由此推论吃感冒药是不是真的有用。这个思路在社会科学领域内非常普遍，例如，大量研究使用兄弟姐妹数据来进行因果分析，其基本的假设就是孪生兄弟或者孪生姐妹之间存在极强的相似性，从而能够控制大量的混淆因素（甚至基因因素）（例如Aaronson 1998）。同样，在分析大学教育经济回报的时候，我们也可以找到一批和上了大学的那批高中毕业生十分类似的另外一群高中毕业生（例如高中成绩和上大学的同学近似），这些人没有继续到大学读书，而是直接进入劳动力市场工作。通过对比他们的收入水平与那些上了大学的同学的收入水平，我们便可以近似判断大学教育的经济回报。综上，为了能够在反事实框架下进行因果关系的研究，我们需要做的是找到一些和我们研究的个体特征十分类似的人在因变量上的取值作为我们关心的个体在因变量上的取值的反事实，然后对比二者之间的差异。因此，重要的是我们要找到那些和我们关心的个案“十分类似”的“反事实个案”
(4)

 （counterfactual case）。

在进一步的讨论之前，我们需要回答另外一个基本问题，即我们为什么需要在反事实的理论框架下进行因果推断。换句话说，对于社会学经验研究而言，反事实的因果推论框架的优势体现在哪里呢？正如上面反事实理论所指出的，所谓的反事实从理论上来讲是同样的个体在接受与不接受某种处理变量影响（例如是否吃药）之间所体现出来的因变量取值差异（症状是否缓解）。既然我们所关心的是同样的个体，我们实际上就屏蔽掉了很多外来的混淆因素。例如，在上面的“吃药—感冒治愈”例子中，如果时间可以倒退，让个体甲“当时”没有吃药，结果发现他的症状一点都没有缓解，则此时“吃药时的症状缓解”与“不吃药时的症状不缓解”之间的差异“只能”归因于是否吃药，而不是其他的外在因素。同理，如果在假设的不吃药的情境下个体甲的感冒症状也得到了缓解，此时我们就会得出结论：就个体甲而言，吃不吃药对于感冒症状的缓解是没有因果效果的。因为无论是否吃药，个体甲的感冒症状都会缓解的。所以，反事实理论的优势在于，如果我们能够找到“回溯并假定历史”的状态下的反事实（当然这是不可能的），我们就能够将某种事件的发生“完全归于”某种处理变量，而非其他混淆因素，因为除了处理变量的取值不同（是否吃感冒药）之外，就某个个体（例如个体甲）而言，他或者她与其反个案之间是完全一样的（因为是同一个人）。

当然，历史的回溯是不可能的。即使有可能，我们也往往在研究中由于伦理的要求不允许这样做（研究者不能强迫某个感冒的被研究对象一直不吃药以建构反事实状态）。因此，我们所能够做的只能是找到和我们关心的个体极为类似的其他个体作为“反事实个案”。此时，一个问题是，我们找到的这些“反事实个案”和我们关心的个体有可能不是那么相似。那么，我们所观测到的某种效果就不能够完全归因于我们所关心的处理变量，而有可能归因于其他的“混淆变量”（confounding variables）。还是以上面的例子来说明这一问题。假设我们找到的个体乙的免疫力要高于个体甲，结果个体乙在感冒以后没有吃药但是由于自身身体素质的原因很快就痊愈了。此时，我们如果还是以个体乙作为个体甲的反事实个案的话，我们就会得出结论：感冒药对于感冒症状是没有用的。因为无论吃不吃感冒药，感冒的症状都会痊愈（因为乙痊愈了）。自然，这个结论是不准确的。因为感冒痊愈这个事件的原因既可能归于感冒药的药效，也可能归于个体身体素质差异。遗憾的是，在这个例子中，这两个潜在的原因是无法彼此分离开的。正因为如此，社会科学研究需要尽可能地保证我们找到的反事实个案和我们关心的个案之间呈现极强的相似度，其目的就是为了控制这些混淆变量对因变量的潜在效果。
(5)

 换句话说，在各种潜在的混淆变量的取值上（如上述的身体素质这一变量），我们希望能够保证个案与反事实个案是近似的。那么接下来的问题便是：我们如何保证做到这一点呢？在社会科学的研究中，具体的方法还是上文提到的两个：一个是随机实验，另一个是在传统的统计模型上面增加附加分析。

随机实验之所以可以帮助社会科学研究者建构反事实框架下的因果关系，是因为随机化的过程保证了我们关心的个案和那些与之对应的反事实个案之间在处理变量之外的混淆变量上的取值是近似的。例如，一个比较常见的简单随机实验是将一批病人随机分配到实验组（接受某种新药的治疗）和控制组（不接受任何药物治疗或者仅仅是服用一种和新药在外观上一模一样的安慰剂）。此时，实验组中的个体对于控制组中的个体而言是反事实个案，而控制组中的个体对于实验组中的个体而言也是反事实个案。
(6)

 个案与反事实个案在实验处理变量（是否服用新药物）之外的其他特征（例如性别、年龄、以往病史等）上的差异都因为随机化的过程被“平均”了。此时，如果实验组和控制组中的个体在某种疾病的表现（例如癌症相关症状）上有所不同，这种不同也就只能归因于两个原因，一个是新药物的效果，另一个是随机误差。当然，在样本大到可以保证统计检定力的时候（关于样本量和统计检定力的问题，在本书后面的章节中会有专门论述），随机误差的可能性被大大地降低了。我们便能够在处理变量和结果变量之间建立某种因果性联系。在随机实验过程中，结果变量的变化不能够归因于可观测到的以及潜在的不可观测到的混淆变量。

与随机实验不同，在传统的统计模型上面增加附加分析的方法则是根据手头现有的数据将我们关心的个案与一些我们挑选出来的个案进行配对，使其在一些（我们数据中可观测到的）混淆变量上的取值接近。
(7)

 例如，在分析高等教育经济回报的时候，我们的数据中通常既有大学毕业生，也有高中毕业生，二者在受教育水平上有所不同。此时我们一般认为潜在的混淆变量有可能包括性别、年龄、能力和户籍情况（现实情况中可能存在其他的混淆变量）等。那么我们就要找到那些在这些混淆变量上与大学生的取值近似的高中生，并将之与大学生群体进行匹配。此时，基于这个匹配样本的分析，收入的差异就能够基本上归因于是否上大学，而不是诸如性别、年龄、能力和户籍这样已经得到我们控制的混淆变量。和随机实验的方法相比，这种在传统的统计模型上面增加附加分析的方法是有其局限性的。最主要的局限在于，这种方法所能够考察和控制的混淆因素仅仅是数据中已有的可观测到的变量（即这里的性别、年龄、能力和户籍因素），而某些可能影响我们结论的其他混淆变量有可能在我们手头的数据中没有直接测量（问卷中没有问到）。对于这些没有直接观测到的潜在混淆变量，客观地讲我们是无能为力的。与之相比，随机实验法通过随机化的方式让我们在实验组和控制组之间达到混淆变量上的平衡，这种平衡所涉及的不仅仅是数据中已有的可观测到的混淆变量，还包括潜在的不可观测到的混淆变量。鉴于此，在进行社会科学研究设计的时候，如果研究者希望能够发掘出变量之间的因果关系的话，应当在保证足够外部效度的前提下尽可能地选择随机实验方法。

上面探讨的这两种操作反事实个案的方法实际上对应了两种不同的统计研究类型：实验性研究（experimental study）和观测性研究（observational study）（Rosenbaum 2002）。实验性研究指研究者对于被研究个案有着比较明确的控制力，且随机化过程是可以实施的。所谓随机化过程可以实施，是指研究者对于被研究对象进入实验组和控制组的过程是完全可以控制的。观测性研究与之相反，研究者往往不能够分配和控制被研究个案对于处理变量特定水平的接受或者拒绝（即无法控制被研究对象究竟是进入实验组还是控制组）。在这种情况下，随机化的过程自然是不可能实施的。在社会科学研究中，绝大多数基于调查数据（survey data）的研究属于观测性研究。在一般的调查中，研究者对于被访个体如何受到处理变量影响的过程是无法得知并加以控制的。研究者能够做的更多时候是对现有的情况进行数据收集和分析，通过附加某些统计分析或者假设来进行因果推论。正因为如此，在社会科学领域内，基于传统的统计模型并增加附加分析的方法虽然不是最理想的方法，但是却要比随机实验方法得到更为广泛的运用。鉴于此，本书的主要关注点将放在观测性研究下如何通过相关的附加统计操作来进行因果推断。不过在讨论具体的统计模型之前，有必要对随机实验下的因果推断过程有一个初步的了解。通过随机实验的例子，社会科学的研究者可以对因果推断的逻辑有一个基本的把握，从而能够更好地理解观测性研究下的因果推论模型。


 1.2　随机实验与因果推论

如上文所述，随机实验方法通过随机化的方式保证我们关心的个案与其反事实个案之间无论是在观测到的混淆变量还是在没有观测到的混淆变量上面都可以保证一定的相似性，由此让我们能够将特定的因变量变化的效果归因于实验中的处理变量本身的变化而非其他混淆因素。换言之，随机化地分配被研究个案使我们所关心的因变量Y和我们关心的自变量X都不会受到混淆变量U的影响，因为U在随机化的过程中可以近似地看成一个随机变量，而一个随机变量U是不会和Y与X之间呈现某种统计关联的。

随机实验的另外一个优势在于，通过随机化的方式，我们能够知道因变量在面对不同处理变量的时候所可能呈现的统计分布（distribution）。这里所指的统计分布是非参数性（nonparametric）的，也就是说，我们能够在随机化的过程中得知我们的因变量可能的“经验分布”是什么，而不是像观测性研究中那样需要假定因变量的分布。
(8)

 我们都知道，在一般线性回归中，如果我们没有对因变量的分布进行设定，我们是没有办法进行统计推论的。而在一个完全随机的实验设计中，我们并不需要预先指定因变量的分布一定是服从正态分布或者其他任何分布。相反，我们仅仅从随机化过程中就能够看出我们的研究结论是否站得住脚。那么，我们究竟如何在随机实验中建构因变量的经验分布呢？这里通过费舍尔（Fisher）的精确p值分析来展示这一点（Fisher 1953；Rosenbaum 2002；Salsburg 2002）。

在社会科学的统计分析中，一组最基本的概念是零假设（null hypothesis）与替代假设（alternative hypothesis）。所谓替代假设就是理论所指出的一个假设，而零假设则与之相反。举例而言，一个比较常见的替代假设是大学生的平均工资要高于高中生的平均工资。与之相对应的零假设就是大学生的平均工资和高中生的平均工资处于同一水平（当然，也可以假设相反，即高中生平均收入高于大学生平均收入，只是这个假设不太具有现实意义）。对于这样的零假设和替代假设，一般的社会学研究者并不陌生。然而，需要指出的是，这里的假设都是针对某一个特定的统计量（statistic）而言的。所谓统计量，是指能够反映某种数据特征的函数。在上面的例子中，我们所使用的统计量是均值（即平均收入）。当然，其他的统计量也是可以用来进行假设检验的。例如，我们可以假设大学生收入的变异程度要小于高中生收入的变异程度。那么零假设就变成了大学生和高中生的收入变异程度是在同一个水平上。如果这里用方差（variance）去衡量变异程度的话，那么我们的零假设就变成了不同教育水平下的个体收入在收入方差这个统计量上是相等的。无论采用何种统计量，我们可以发现，统计量总是一个“集合性”的概念，即某个统计量的取值是综合了某一组个体的特征计算出来的。均值和方差是指某个变量在一群人中间的取值上所体现出来的集中程度和变异程度，因此不存在针对一个人的均值或者方差。然而，和这种基于“集合性”统计量的假设检验不同，费舍尔的精确p值分析实际上是在每个个人层面上论述假设检验的问题。在这种情况下，我们又是如何通过随机实验进行因果分析的呢？

这里通过一个例子来进行说明。假设我们关心的是一所初中某个新的教学项目对提升学生学习成绩的效果。现在有6个候选个案（学校、班级或者学生等），按照随机化的方式，其中的3个个案被安排接受这个新的教学项目，而另外3个还是采取过去的旧的教学项目。在经过几个月以后，这6个个案参加了一个考试，考查学生对在过去的这几个月中学习到的知识的掌握程度。假设考试得分的区间是0到100分，那么我们最后的结果如表1-1所示。

表1-1　实际观测到的处理效果

单位：分



	个案编号
	接受的教学项目
	考试成绩



	1
	新
	85



	2
	新
	92



	3
	旧
	81



	4
	新
	95



	5
	旧
	76



	6
	旧
	80




在上面的这个例子中，个案1、个案2和个案4被随机安排接受新的教学项目，而剩下的则接受旧的教学项目。为了判断这个教学项目是否对提升学生学习成绩有明显效果，常规的做法是将接受新项目的个案的考试成绩与接受旧项目的个案的考试成绩进行对比。比如，我们看一下这两组个案的考试成绩均值，便可以发现那些接受新教学项目的个案的平均成绩是（85＋92＋95）÷3＝90.67分，而接受传统旧教学项目的个案的平均成绩则是（81＋76＋80）÷3＝79分。很明显，90.67大于79，这似乎表示新的教学项目相比于旧的教学项目更能提升学生的学习成绩。

回到反事实因果分析框架下，我们就会有一个疑问。那些在旧的教学项目中学习的个人是否能够作为那些接受新的教学项目的个体的反事实个案呢？答案是肯定的。正如上文所述，由于我们的处理变量是教学项目，而这个变量又是随机分配的，因此这里可以认为11.67（90.67-79）分的考试成绩差异缘于新教学项目，因为这6个参加研究的个案在混淆变量（如理解力、学习积极性等）上的取值被随机化的过程控制了。
(9)

 在解决了这个问题之后，我们还有另外一个问题：这个11.67分的考试成绩差异会不会是一个“偶然”的现象呢？正如上面谈到的，在随机实验条件下，因变量的取值变化既可以归因于自变量的取值变化，也可以归因于一个随机事件，或者说“碰巧而已”。换一种表述，由于个案们所接受的教学项目是被随机分配的，那么当我们的教学项目安排不是如表1-1中所展示的方式去分配，而是将这6个个案换一种安排（如接受新的教学项目的学生被安排接受旧的教学项目），会不会这种11.67的分值差异就会消失不见了呢？当我们的随机安排改变了以后，那些接受新的教学项目的学生的平均成绩会不会和接受旧的教学项目的学生一样甚至比他们更差了呢？对于这个问题的回答需要建立起关于因变量（考试成绩）的经验统计分布，而这则依赖于费舍尔的强零假设（strong null hypothesis）。

上文已经指出，费舍尔的精确p值分析是在个人层面上论述假设检验的问题。而所谓的强零假设是指我们在个人层面上建立零假设而不是针对某个集体层面的统计量来建立零假设。具体而言，在上面的例子中，我们的零假设是：新的教学项目是没有作用的。因此，强零假设认为“每一个人”无论是在新的教学项目组还是在旧的教学项目组，他们的成绩都是不变的。如果用T＝1指代某个个体被分配在新的教学项目组，T＝0指代被分配在旧的教学项目组，Y指代考试成绩的话，这里的强零假设就是：针对每一个人而言，Y（T＝1）
 ＝Y（T＝0）
 。不难发现，强零假设之所以被称为一种强假设，是因为它在个人的层面上而不是在均值或者方差这样的“集合性”统计量层面上来建立零假设。
(10)

 从这种强零假设出发，我们可以认为新的教学项目是无效的，而且是对每个人都“完全”无效。

和我们常规的假设检验步骤一致，我们需要根据强零假设建立一个因变量的经验分布，然后观察我们的个案在因变量上的观测值在这个基于强零假设建立起来的分布上所处的位置。如果处在尾部，那么我们观测到的效果就不是一个随机事件，而是切实地反映出了某种因果性的处理效应。但是和常规的假设检验不同的是，我们这里不是基于零假设建立一个常规的正态分布、t分布等分布形态，而是基于强零假设建立一个非参数性的因变量分布形态。具体而言，我们会将在这6个个体中间所有可能的分配处理效应的方式都一一列举出来。比如说，我们接受新的教学项目的个体可以不再是1、2和4，而有可能是3、4和6。在这种情况下，我们就会有如表1-2所示的一种情况。

表1-2　一种替代性安排处理变量方案下的处理效果

单位：分



	个案
	接受的教学项目
	考试成绩



	1
	旧
	（85）



	2
	旧
	（92）



	3
	新
	（81）



	4
	新
	95



	5
	旧
	76



	6
	新
	（80）




在表1-2中，我们看到教学项目安排有了新的排列，考试成绩却没有变。和表1-1相比，个案1、个案2、个案3和个案6的考试成绩用括号括了起来。这是因为这些数字是根据费舍尔的强零假设建构起来的。换句话说，我们真正观测到的数据是表1-1所示的数据，但是在强零假设下，每个人被假设在接受另外一个处理水平的时候（即那些本来接受了新的教学项目的学生“如果”接受的是旧的教学项目的话），他们的考试成绩（亦即反事实）是和观测到的考试成绩一样的。正是因为这样，我们才能够用观测值来填充括号。那么，在表1-2所示的这种排列处理变量水平的情况下，我们的处理效果又会是多大呢？和上面一样，我们比较一下两个项目中被研究个体的平均考试成绩之差，得到（81＋95＋80）÷3-（85＋92＋76）÷3＝85.33-84.33＝1分。

我们知道，在6个个体中间分配这两种处理变量水平（新的教学项目和旧的教学项目）一共有20种分配方法，因变量的分布就可以按照这20种分配方法建立起来。具体而言，这20种分配方法如表1-3所示。


表1-3　随机分配方案列举

[image: ]


基于这20种排列，我们分别可以得到因变量在新的教学项目和旧的教学项目中的分布情况以及均值的组间差异分布。其图形表示如图1-1所示。

图1-1（a）是依据随机化的标准，按照强零假设建立起来的分布。而（b）则是这种强零假设分布下的组间均值差异。和常规的假设检验一样，这里我们要看观测到的组间考试分数差异（11.67）是否处于这个经验分布的尾部位置。如果观测值是尾部取值，则意味着我们观测到的组间差异按照一个完全随机化的情况来看是极其罕见的，从而我们就拒绝了我们观测到的处理效果是一个随机现象这一结论。也就是说，我们所观测到的处理效果确实代表了某种真正意义上的实质处理效果。如图1-1（b）所示，11.67是观测到的组间差值，其的确是处在右边尾部。这样，我们就能够得出结论，按照一个完全随机化的方式建构起来的分布，我们观测到的11.67的组间差值实际上是十分罕见的。换句话说，我们也就有证据支持新的教学项目对提高学生的学习成绩的确是有显著效果的。

[image: ]
图1-1　处理变量不同安排方式下的因果效果



以上通过一个简单的例子展示了如何通过随机实验来进行因果推断。综合上面的讨论我们可以发现，在费舍尔的精确p值分析中，之所以随机实验能够帮助我们建构一种因果关系，其原因有二。其一，随机化的过程保证了各种可观测到的和不可观测到的潜在的混淆变量都成了一种随机现象，而随机现象本身既不和我们关心的处理变量X相关，也不和我们关心的因变量Y相关。其二，一个完全随机化的实验设计在费舍尔的精确p值分析中意味着我们不需要人为地给定因变量的统计分布（如正态分布、t分布等）。与之相反，我们的因变量分布完全是根据数据建立起来的一个经验分布。由此，我们就能够通过一种假设检验的逻辑来验证我们观测到的某种“效果”是否可以称得上是一种显著性的发现，而非一个随机发生的现象，从而进一步支撑我们给出的因果关系的结论。

正是因为随机实验有如此多的优势，笔者主张，对于社会科学家而言，虽然进行一个完全随机的实验设计是很困难的，但是一旦有机会，应当尽可能地采用随机实验的方式进行研究设计。实际上，很多社会科学家也提出了“自然实验”（natural experiment）概念。这个概念的启示在于，虽然很多时候社会科学研究者难以像医生进行药品研究那样从头至尾地控制和安排我们的研究个体，但是社会自然环境很多时候会为研究者提供一种“自然”的实验环境，研究者则需要尽可能去挖据这种自然状态下的实验环境以求达到一种因果性推论。例如，大学的课程设置变化有可能会影响到学生的学习成绩。假设课程设置的变化从时间t开始。此时，我们就近似地得到了一种自然实验的环境。因为t-1这一届没有经历课程设置变化的学生和t届经历了课程变化的学生是上下届关系，二者的入学条件基本类似（能够进入同一所大学的两届学生在性别比、家庭背景等方面不会有太大差异）。那么，当我们比较t-1届和t届的学生在学习成绩上的差异时，我们实际上无形中控制了诸如性别、家庭背景这样的混淆变量，这是因为这两届学生间隔时间很短，相应的背景性因素是十分近似的。那么，他们的平均学习成绩上的差异就可以归因于课程设置的变化。这样的设计可以说是一种类实验设计（quasi experimental design）或者自然实验设计（natural experimental design）。

需要说明的是，相比于观测性研究，实验设计的方法在社会学研究中不是很常见，因此本书的重点将放在讨论如何通过各种统计模型来利用调查数据建立因果性联系。在这方面，计量经济学中的工具变量（instrumental variable）方法早已经得到了广泛的使用。相关的介绍性文章或者教材可谓汗牛充栋。因此，在本书中，计量经济模型的工具变量方法及其相关的二阶段回归（two-stage regression）、方程组模型（simultaneous equation modeling）等统计技术不再赘述。感兴趣的读者可以参阅伍德里奇（Wooldridge）（2010）、格林（Greene）（2011）等人的经典著作。


 1.3　附录：其他研究情境下因果推论模型举例

一种因果关系的建立需要代表原因的那个自变量或者处理变量发生在表示结果的因变量之前，因此对因果关系的讨论必然会涉及时间序列分析。在这方面的研究中，比较著名的一个模型是格兰杰因果模型（Granger causal model）。这个模型是计量经济学家格兰杰在20世纪60年代提出来的（Granger 1969）。具体而言，他认为在一个时间序列中，如果考察Xt
 以后能够更好地预测Yt
 ，则Xt
 是引起Yt
 的原因。这里Xt
 表示的是在时间t时的X取值，而Yt
 则是我们关心的因变量在时间t时的取值。

格兰杰这里用U来指代一种一般意义上（universal）的解释Y取值的因素，其中U包括X以及其他所有没有观测到的可以解释Y的因素。那么，在常规的回归模型中，假设将X从U中去除，则U对于Y的解释力应当是变弱。这反映在因变量Y在用U进行预测以后其残差项的方差取值产生变化。如果用数学表达式来表示，则意味着：

[image: ]


在这个不等式中，Y表示时间t的取值。[image: ]
 表示t之前（t-1，t-2，…，m）的能够解释Y的所有因素。从上面的表达式可以看出，如果X能够解释Y，则从U中去除X后，σ2
 （Y）会变大，即不能很好地解释Y。如果经验研究发现这个模式，则证明X对Y有某种因果性的效果。

基于这个基本的模型，格兰杰也列举了其他几种不同的因果关系模式。例如，互为因果则意味着X和Y之间互相影响。因此就可以表达成以下公式：

[image: ]


即时因果（instantaneous causality）则能够表述为：

[image: ]


其中，[image: ]
 包括t时间及其之前的X取值。也就是说，我们把U和X都考虑进来要比单纯考虑U能够更好地解释Y。

从时间序列模型上讲，一个格兰杰因果关系意义上的分析则要求在模型中，t之前的X的取值能够显著地预测Yt
 ，即在下面的公式中，bj
 不可以为0。
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————————————————————


(1)
  例如，涂尔干的宗教社会学思想依据的是澳大利亚的土著居民的生活经验（Durkheim［1912］1995），而韦伯的宗教社会学研究则是进行不同宗教传统之间的个案对比（Weber 1946，1963）。


(2)
  这里的处理变量可以看作自变量，即我们希望了解其效果的那个变量。


(3)
  这里所指的安排并不是研究者为了得到自己“所希望”的结论而干扰实验过程。相反，安排的含义是通过特定的实验设计来尽可能地避免潜在的因果推论误差。


(4)
  反事实个案是和我们关心的个案相匹配的个案，其在某个因变量上的取值可以看作我们关心的个案在同样因变量上取值的反事实。


(5)
  这也就是为什么我们希望就同样的个体（例如个体甲）来建构反个案，因为如果个案和反个案都是针对同样的个体的话，他们之间除了处理变量之外在所有的其他变量的取值上都是一样的。


(6)
  这取决于我们研究的关注点是在实验组中的个体还是在控制组中的个体。


(7)
  并非所有的混淆变量都能够被直接观测到，这就要求研究者进行敏感性分析。详细信息见本书后面章节。


(8)
  在一般的线性回归中，我们会假设因变量Y是正态分布的。而在广义线性回归中，因变量的分布可以是逻辑分布，也可以是负二项分布，等等。但是这些分布状态都是研究者人为指定的，而不是从数据中直接得出的。


(9)
  当然，6个个案的数量不足以提供较强的统计检定力。这里仅仅是一个简单的例子。


(10)
  例如，一般的零假设会认为接受新教学项目和旧教学项目的学生在“均值”上相等，但是强零假设则强调对每个人而言，新旧教学项目的效果都是一样的。



第2章　倾向值匹配与因果推论
(1)



如第1章所述，在过去的十几年中，社会科学研究越发关注如何通过严格的统计技术进行因果推论（Sobel 1995，1996，2000；Morgan＆Winship 2007；Winship＆Morgan 1999；Winship＆Sobel 2004）。在各种统计学方法中，倾向值匹配（propensity score matching）受到越来越多的重视，并在教育学、传染病学以及社会学等领域得到了广泛的应用（Harding 2003；Morgan 2001；Morgan＆Harding 2006；Normand et al. 2001；Smith 1997）。

然而到目前为止，很少有研究专门探讨倾向值匹配方法的历史、发展及其对调查研究的意义。此外，对于为什么倾向值匹配的统计结果能够代表因果关系而不仅仅是相关关系这一问题也缺少专门的论述。这些问题本身是实施倾向值匹配之前需要了解的“元方法论”（meta-methodology）问题。但是很可惜，很多已有的研究片面强调了技术上的可操作性而没有深究其背后的方法论意义。本章试图通过探讨这些问题来填补这一空白。

具体而言，本章主要分为四个部分。在第一部分，笔者将系统地梳理倾向值匹配方法的历史、发展以及它对社会学调查研究的意义。在第二部分，笔者主要从科技哲学和统计学两个研究传统出发讨论为什么对倾向值匹配的结果可以进行因果性解读。在第三部分，笔者将把倾向值匹配与海克曼的选择模型、回归中断设计和工具变量方法进行比较，以此凸现出倾向值匹配方法的独特性。最后，笔者简要讨论一下倾向值匹配方法的局限性，并总结本章内容。


 2.1　倾向值匹配：历史、发展及其对调查研究的意义

倾向值（propensity score）作为分析因果关系的概念工具最早出现在1983年罗森鲍姆（Rosenbaum）和鲁宾（Rubin）合写的一篇名为《倾向值对于观测性研究中因果效果的中心作用》（The Central Role of Propensity Score in Observational Studies for Causal Effects）的论文中（Rosenbaum＆Rubin 1983）。其中，倾向值是指被研究的个体在控制可观测到的混淆变量的情况下受到某种自变量影响的条件概率。在一般的实证研究中，由于存在很多其他潜在的混淆变量来干扰自变量和因变量之间的关系，研究者通常很难发现二者之间的“净效果”（net effects）。例如，大学教育的收入回报可能受到年龄、性别以及地区差异这些混淆变量的影响。这些混淆变量对因果效果的影响通常被称为选择性误差（selection bias），而通过倾向值匹配的方式来控制和消除选择性误差则是罗森鲍姆和鲁宾论文的题中之义。罗森鲍姆和鲁宾用数理方法证明：通过将这些混淆变量纳入逻辑斯蒂回归模型或者Probit模型来产生预测个体受到处理变量影响的概率（倾向值），研究者就可以通过控制倾向值来遏制选择性误差对于因果关系的影响从而保证了因果结论的可靠性。在各种控制倾向值的方法中，匹配（matching）是比较简便易行的。其基本逻辑是将受到自变量影响的个体与那些没有受到影响的个体按照倾向值得分进行配对，即保证匹配起来的个体的倾向值得分相等或者近似。再次回到大学教育的例子，倾向值匹配过程就是将没有受过大学教育的人和受过大学教育的人配对并保证他们的倾向值（即上大学的概率）相同或者近似。这样做可以保证上过大学和没上过大学的两组个体在接受某种处理变量（是否上大学）影响方面存在近似的概率，即倾向值得分。因为已有的可观测到的混淆变量已经被用于预测倾向值得分，因此这些混淆变量的影响在基于倾向值的配对过程中被间接控制起来。故而，上过大学的和没有上过大学的两组个体在收入水平上的差异就只能归因于大学教育的有无，而不是其他混淆变量。至此，研究者便在某种程度上遏制了选择性误差。

罗森鲍姆和鲁宾的思想和计量经济学家海克曼（James Heckman）的想法不谋而合。从样本选择（sample selection）的角度出发，海克曼认为社会科学家在研究某个处理变量的效果时会不自觉地选择一些样本而忽视另外一些样本。例如，针对某个特定的研究项目，不同的个体有不同的参与意愿（例如女性或者老年人更容易参加到某些项目中去），或者研究者对于参加研究项目的个体选择有特定的倾向（例如有的研究者比较偏好选择大城市的人口，有的研究者选取的个案男性居多，等等）。这些选择性效果（selection effect）使得研究者最后能够接触到的样本必然是有一定“偏向的”（biased），或者说是片面的。分析一个带有选择性的样本，我们得出的结论也会由于选择性效果的“污染”而出现偏差（Heckman 1979；Heckman＆Smith 1995）。面对这种情况，海克曼认为在进行量化评估（evaluation）研究时需要做两步工作。第一步是建立模型来考察个体接受处理变量影响的可能性，第二步则是在控制这种参与可能性的前提下来考察我们所关心的处理变量对于因变量的效果。因此，海克曼的方法也被称为“两步估计法”（two-step estimator）（Heckman 1978，1979）。

我们今天所探讨的倾向值匹配可以说是罗森鲍姆和鲁宾的统计学传统与海克曼的计量经济学传统的结合。罗森鲍姆和鲁宾通过逻辑斯蒂回归方法将混淆变量回归成为一个倾向值，这恰恰是海克曼两步估计法中的第一步，即通过模型估算个体在某个研究中接受处理变量特定水平影响的概率，二者在这一步是殊途同归的。然而，二者的一个不同点在于他们对待第一步分析的结果（或曰倾向值）有一定差异。在得到具体的倾向值得分之后，罗森鲍姆和鲁宾提出了多种控制倾向值的方法：除了匹配之外，也可以将倾向值分层（stratification）或者细分（sub-classification），然后在每个层次或者类别内探索因果关系。在海克曼的计量经济学传统中，倾向值或者说第一步分析的结果主要是作为一个新的变量被纳入已有的计量经济模型中的（这一点在后面的讨论中会具体展开）。需要指出的是，二者只是在处理第一步模型结果（倾向值得分）的具体方式上不同，本质上这两个传统的基本逻辑和思路是一致的，即在考察自变量效果之前需要通过模型来估计并控制个体受到自变量影响的概率。在下面的讨论中，我们会具体比较海克曼的选择模型与倾向值匹配方法。

在社会学领域中，早在1997年，宾夕法尼亚大学社会学系的赫伯特·史密斯（Herbert Smith）就已经使用倾向值匹配的方法研究了医院改革对于患者死亡率的影响（Smith 1997）。然而，史密斯这篇文章的主要目的是展示倾向值匹配方法，因此是作为方法论的论文发表在《社会学方法论》（Sociological Methodology
 ）期刊上的。两年以后，哈佛大学的克里斯托佛·温希普（Christopher Winship）和斯蒂芬·摩尔根（Stephen Morgan）在《美国社会学年鉴》（Annual Review of Sociology
 ）上系统梳理了如何通过统计方法进行因果推论，其中也谈到了倾向值匹配（Winship＆Morgan 1999）。总体上说，在20世纪末，社会学领域内对于倾向值匹配的主要关注点还是在于熟悉倾向值匹配的基本逻辑，将其作为一种普遍适用的统计方法去研究实质问题则到21世纪才渐渐兴起。2003年，当时还在哈佛大学读书的大卫·哈尔丁（David Harding）在《美国社会学杂志》上发表了一篇论文，研究了社区贫困程度对于社区少年辍学以及早孕事件的影响。其中，倾向值匹配开始像多元回归那样作为一种统计技术来验证和发展已有理论（Harding 2003）。也正是在这一阶段，倾向值匹配的软件模块开始被开发出来并嵌入一般的统计软件中。例如，萨斯喀·贝克尔（Sascha Becker）和安德里亚·伊齐诺（Andrea Ichino）在2002年发布了可以嵌入斯塔特（Stata）用于倾向值匹配的模块pscore
 （Becker＆Ichino 2002）。埃德温·鲁汶（Edwin Leuven）以及芭芭拉·夏内西（Barbara Sianesi）也在一年以后发布了他们所编写的用于倾向值匹配的模块psmatch2
 （Leuven＆Sianesi 2003）。这些统计模块的开发使得倾向值匹配开始在社会学领域内得到广泛的应用。根据哈佛大学社会学系安卫华的梳理，截至2009年，在《美国社会学评论》和《美国社会学杂志》上发表的论文中，利用倾向值匹配技术的超过了200篇，内容涉及教育社会学、互联网使用、失业问题、健康问题等多个主题（An 2010）。可以说，在当今的社会学研究中，倾向值匹配已经逐渐发展成为一个普适的统计研究方法，得到越来越多的重视。

倾向值匹配在社会学领域内的兴起并非偶然，这和社会学对于大规模调查资料的日渐依赖是分不开的。正如本书第1章所言，和随机实验设计不同，基于调查资料的研究被称为“观测性研究”（observational study）（Rosenbaum 2002）。在随机实验中，选择性误差可以通过随机化（randomization）的方法来克服，但是在观测性研究中，类似的随机化是不可能完成的。因此，社会学家们基于调查资料去探究任何两个变量关系的时候都不可避免地会遇到其他混淆变量的影响。例如，珍妮·布兰德（Jennie Brand）和谢宇在2010年《美国社会学评论》的一篇论文中列举了在研究大学教育和收入关系时所存在的选择性误差（Brand＆Xie 2010）。一方面，很多人之所以能够上好大学是因为他们的个人能力较其他人高，而这些人在未来的工作中也很有可能表现得更好从而收入更高。如果我们的研究样本大部分都是高智商群体，那么就会“显得”大学教育带来高收入。但实际上，大学教育对收入的影响是被个人能力这个变量给“膨胀起来”（inflated）了。另一方面，很多人上大学概率低是由于他们家庭贫困，难以负担教育开销。对于这些人，只要他们完成了大学教育，即使毕业后的收入只是达到平均水平，也比之前有一个很大的飞跃。这时，如果我们的样本偏重于家境贫寒的人，我们就会发现大学教育再一次“显得”对收入提升有很大的促进作用，而此时的混淆变量就是家庭经济背景。对于这种选择性误差，我们当然也可以通过海克曼选择模型（selection model）来进行处理。不过相比较而言，倾向值匹配为我们提供了一种更为直观、简便的处理混淆变量以及选择性误差的方法。

例如，在关注大学教育回报的研究中，我们通常将是否上大学作为一个二分虚拟变量（dummy variable）来放入回归模型，即自变量选取了大学教育（1＝上过大学；0＝没有上过大学）这个变量。但是我们知道，大学教育这个虚拟变量和随机误差之间如果存在相关性的话，一般的最小二乘估计就不再准确了（Guo et al. 2006；Sobel 1996）。假定我们建立的回归模型如下：
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其中，β1
 是截距，D是虚拟变量（1＝上过大学；0＝没有上过大学），β2
 是D的系数，X1
 和X2
 是其他已经考察到的控制变量，ε是随机误差。我们知道一些其他的混淆变量（X3
 或者X4
 ）也会影响个体是否受到D的影响，即D的取值。而这些变量在上面的模型中是被纳入随机误差项ε里的。这就使得ε和D产生了相关性从而违反了最小二乘估计中变量独立于随机误差项这一条件。一个比较常见的混淆变量就是个人能力或者智力水平。一般而言，衡量个体智力水平的变量是不会在大规模的调查数据中涉及的。很明显，一个智力水平高的人将来的收入会高，而他或者她上大学的概率也比其他人高。此时大学教育和收入之间的关系或许仅仅反映了智力水平的选择性效果，而不是二者之间的某种真正的因果联系。如果是这种情况，自变量D就和随机误差项ε产生了联系，这也让虚拟变量D的系数β2
 的估计值不准确了。

此时，如果我们事先通过混淆变量X3
 和X4
 预测了倾向值得分，则倾向值匹配的分析方法就克服了上述问题。由于X3
 和X4
 作为混淆变量已经纳入倾向值的计算中，因此，只要上面的虚拟变量模型所依据的研究个体的倾向值近似（即已经匹配好的个体），我们就能保证X3
 和X4
 被控制了，从而使得β2
 可以被精确估计。正是在这个意义上，倾向值匹配是应对潜在混淆变量及其选择性误差的一个可行的统计方法。


 2.2　倾向值匹配与因果推论

倾向值匹配后的分析不仅仅指出变量之间是否有某种统计关联，而且进一步确立了二者之间的因果性。为了更好地理解倾向值匹配的方法论优势，我们可以从科技哲学和统计学两个研究角度来进行阐释。


 2.2.1　科技哲学角度的阐释

倾向值匹配对于因果性结论的支持首先依据的是科技哲学领域内对于因果关系的理论探讨。当谈及因果性的时候，我们往往会回归到约翰·斯图亚特·密尔（John Stuart Mill）对于求同法（method of agreement）以及求异法（method of differences）的讨论（彭玉生2011；Mill［1848］2002；Sobel 1995，1996）。求同法是指在一个群体中所有人都在两个变量上取值相同（例如所有人都上了大学，同时所有人都是高智商）而在其他变量上取值不同（他们不全是女性，不全是农村居民，等等），那么这两个变量之间（大学教育和智力水平）就具有因果关系。求异法是指两个个体在因变量上的取值不同，而在某个自变量之外的其他自变量上的取值相同，则那个取值不同的自变量和因变量之间存在因果关系。正如彭玉生在他的论文中所论述的那样，密尔的这两种探索因果关系的方法对于后来的统计实验设计产生了巨大影响（彭玉生 2011）。无论是求同法还是求异法，二者都要求对于关键自变量之外的其他自变量进行某种程度的控制。只有其他自变量满足特定的条件时（求同法要求其他自变量的取值都不一样，求异法要求其他自变量的取值都一样），我们才能够确定某种因果关系。这恰恰是引入了控制的思想，即只有控制了其他变量之后，我们才能够真正确定我们关心的两个变量之间存在因果关系。

从控制的角度出发，倾向值匹配十分巧妙地完成了对于多个混淆变量的控制。这里我们从一个混淆变量的情况谈起：假定只有个人智力水平混淆了大学教育和收入之间的关系。一个比较直观的控制个人智力的办法是将个人智力这一变量细分（sub-classification）成不同层次以保证每一个层次中的人的个体智力水平近似。这时我们在各个层次内部观察大学教育和收入的关系，最后将这些关系综合起来（Rubin 1997）。如果存在两个混淆变量（例如家庭经济背景好坏和个人智力高低），我们可以将两个混淆变量交互分成2×2＝4个小组，组内个体在这两个变量上的取值都是一样的（1＝家庭背景好且智力高；2＝家庭背景好但智力低；3＝家庭背景不好但智力高；4＝家庭背景不好且智力低），在每组内部观察大学教育和收入的关系，然后平均起来。至此，通过细分的方法，我们完成了控制混淆变量的工作。但是随着混淆变量越来越多，这种细分法就变得十分不方便了。例如，如果我们要控制5个混淆变量，每个变量有5个取值水平，我们就需要划分55
 ＝3125个小组。很快我们的数据就不够保证每个小组都有观测个体。倾向值匹配的办法巧妙地解决了这个多混淆变量下的“多维”（multiple dimensional）问题：它不再关注需要控制的单个混淆变量的具体取值，转而关注将这些变量纳入逻辑斯蒂回归方程后预测出来的倾向值取值。罗森鲍姆和鲁宾证明，只要保证倾向值匹配，所有这些需要控制的混淆变量就都考虑到了（Rosenbaum＆Rubin 1983）。这样做实际上将对多个混淆变量的控制转为对倾向值的单一控制，从而达到“降维”（dimension reduction）的目的。换句话说，无论有多少需要控制的混淆变量，我们都能够通过倾向值匹配的方法将它们控制，从而帮助我们得出因果性结论。因此，从控制的角度出发，倾向值匹配的方法很好地解决了多混淆变量时的控制问题，从而支持了因果推论。
(2)




 2.2.2　统计学角度的阐释

倾向值匹配的因果推论功能也能够通过第1章谈到的统计学视角进行阐释，即反事实的理论框架（counterfactual framework）。如第1章所言，反事实是指相反情境下的某种状态。自变量X对于因变量Y的因果性效果在统计学意义上就是指这“同一群人”在实验组时的Y的取值和在对照组时的Y的取值之间的差异，亦即可观察到的“事实”与其“反事实”之间的差异。故而，从反事实的理论框架出发，因果性的关系可以表示为：
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在这个公式里，Τ是指因果关系，π是指所有调查对象在实验组中的比例，1-π表示所有调查对象在对照组的比例（例如1/3是大学生，那么π＝1/3，没上大学的人的比例就是1-π＝2/3），w是一个二分变量，其中，1代表个体在实验组，0代表个体在对照组，Y1
 和Y0
 分别指代实验组和对照组的成员在因变量上的取值，E则指期望值。在上述公式中，E（Y1
 |w＝1）或者E（Y0
 |w＝0）是可观测到的事实，而E（Y1
 |w＝0）和E（Y0
 |w＝1）则是反事实。
(3)

 因果关系T就表示实验组中的个体其“事实”与“反事实”之间的差异［即E（Y1
 |w＝1）-E（Y0
 |w＝1）］与对照组中的个体其“事实”与“反事实”之间的差异［即E（Y1
 |w＝0）-E（Y0
 |w＝0）］的加权平均值（权重分别为π和1-π）。

但是问题在于，我们永远也不可能观测到反事实是什么，因为在某项特定的研究中，某一群人只可能在实验组或者对照组，而不能同时在两组中出现。为了做出因果推论，我们需要用可观测到的E（Y1
 |w＝1）和E（Y0
 |w＝0）来简化上面的因果推论公式。具体而言，我们希望能够满足以下条件，这在统计学上称为“非混淆假设”（unconfoundedness assumption）。
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不难看出，如果满足非混淆假设，反事实框架下的因果推论公式就简化为：
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由于简化因果推论公式右边的两项均能够直接观测到，我们就能够做出因果性结论。因此，从反事实框架出发，能否做出因果推论主要取决于非混淆假设是否满足
(4)

 。随机化是统计学中常用的办法，由于实验个体是通过随机的方式分配到实验组和对照组中，w本身就和最后的实验结果Y1
 或者Y0
 没有关系了
(5)

 。此时，无论w＝0还是w＝1，E（Y1
 ）或者E（Y0
 ）的值都是固定的，进而E（Y1
 |w＝0）＝E（Y1
 |w＝1）并且E（Y0
 |w＝0）＝E（Y0
 |w＝1）。但是，对于基于调查资料的社会学研究来讲，我们很难做到随机化。为了满足非混淆假设，我们能做的是尽可能控制混淆变量，并保证这些变量一旦被控制起来，w就能够近似地和Y1
 或者Y0
 保持独立，换句话说，我们希望做到：
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上式表明，只要能够找到并控制混淆变量X，我们就能够近似地做到w独立于Y。在倾向值匹配中，所有的这些X通过逻辑回归总结成为一个特定的倾向值P，而非混淆假设就是通过控制倾向值P来满足的。即：
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至此，通过控制倾向值，我们可以近似地满足统计学反事实框架下的非混淆假设从而做出因果推论。之所以是近似，是因为控制倾向值的效果毕竟不是真正的随机化。很多时候我们很难知道我们是否已经控制了需要控制的“所有”混淆变量。正是因为如此，在完成倾向值匹配以后我们通常需要进行敏感性分析（sensitivity analysis）。正是在这个意义上，倾向值匹配只是努力地满足反事实框架下的因果推论条件。至此，我们已经从统计学意义上理解了倾向值匹配为什么能够帮助我们得出因果性结论。关于敏感性分析的基本原理，参见本章附录。

需要指出的是，非混淆性假设也可以通过类似结构方程模型这样的图示方法表示出来。在这方面，朱迪亚·珀尔（Judea Pearl）的研究是具有突破性的。按照珀尔的研究，如果用数学图论的方式来表示因果关系，则非混淆性假设可以表达成一个后门标准（backdoor criterion）。如果混淆变量Z满足自变量X和因变量Y之间的后门标准，那么，Z中没有变量是X引起的，且Z中包含所有连接X和Y的箭头，这些箭头囊括了指向X的混淆变量。单纯地陈述后门标准是比较抽象的。这里采用珀尔经常用到的一个经验例子来展示珀尔的理论（Pearl 2009）。

如图2-1（a）所示，我们所关心的变量之间的关系是从X到Y的，那么当Z包含混淆变量U3和U4的时候，或者Z包含混淆变量U4和U5的时候，Z满足后门标准。此时，控制了Z实际上就满足了非混淆性假设。这是因为在同时控制U3和U4（或者同时控制U4和U5）的时候，所有指向X并且勾连X和Y的线都被屏蔽掉了［如图2-1（b）和图2-1（c）所示］。
(6)

 但是如果我们只是控制U4，就不能够满足后门标准。例如，如果我们只是控制U4，则X和Y的关系可以通过U3←U1→U4←U2→U5这条路径连接起来［如图2-1（d）所示］。这实际上就违反了非混淆性假设。对于如何通过数学图形的形式来表示变量之间的因果关系，有兴趣的读者可以参阅珀尔（Pearl 2009）。

[image: ]
图2-1　珀尔的因果推论：后门标准




 2.3　倾向值匹配与其他社会科学方法的比较

前文从科技哲学以及统计学的角度阐释了为什么通过倾向值匹配可以得到因果性结论。然而，因果性分析的方法并不局限于倾向值匹配，在教育学以及计量经济学领域中有很多其他的方法可以帮助我们建构因果关系。在以下讨论中，笔者将把倾向值匹配与海克曼选择模型、回归中断设计以及工具变量方法进行比较，以凸显倾向值匹配的独特性。


 2.3.1　倾向值匹配和海克曼选择模型

正如上文所述，倾向值匹配的基本思想涉及两个模型。在第一个模型中，通过常规的逻辑斯蒂或者是Probit回归，研究者计算出每一个被研究的个体接受某种处理效应的概率。例如分析个人接受大学教育的概率，接受某种实验处理的概率，等等。在得到这个概率，也就是倾向值得分之后，通过匹配的方法保证每个人能够拥有一个或者几个相对应的匹配个体。如果我们关心的是那些接受处理变量影响的个体所体现出的因果效果的话，那么我们就要保证大多数接受过处理的个案能够找到一个或者几个没有受过处理的控制个案与之匹配。
(7)

 例如，如果我们希望知道对于大学毕业生而言大学教育是否明显带来经济回报的话，那么我们就需要将大学毕业生和一个或者几个没有上过大学的高中毕业生进行匹配。
(8)

 在得到匹配好的数据以后，研究者就能够通过常规的t检验或者回归模型来进行分析，此时得出的结论就是因果性的结论了。

和倾向值匹配的思路类似，经济学家海克曼所提出的选择模型也是采取两步模型的分析策略。在第一个模型中，海克曼选择模型同样是估算个体接受某种处理变量影响的概率。在第二个模型中，海克曼选择模型探索某个处理变量对于特定因变量的处理效应（Heckman 1979）。具体而言，海克曼选择模型所要处理的问题是，研究者在针对某一群体进行研究的时候，实际上并不能够探索这个群体中的每一个人，相反，真正能够被研究者了解到的只是我们所关心的那个群体中的一部分人。例如，如果我们希望知道某个项目的效果（如职业培训项目对于提升被培训对象寻找工作成功率的影响），我们所能够分析的只是那些愿意参加这些项目的人，或者项目组织者所能够找到的人。对于那些没有在项目中出现的个体，我们实际上是无法了解的。这种情况就给我们的统计推断带来了困难，因为如果我们根据一小部分人所体现出的某种处理效应去推算一些我们不了解的个体时，我们所得到的处理效应就必然会是有偏（biased）的。换句话说，这时我们得到的处理效应相比于真实的处理效应而言就会被低估或者高估。至于具体是低估还是高估，则取决于我们的项目吸引人的方式。例如，高等教育机构有可能主要吸引那些家庭背景好、个人智商高的高中毕业生，那么他们大学毕业后的收入就有可能很好，即使这种高收入与他们在大学四年的教育无关。此时大学教育的劳动力市场价值就被高估了。当然，也有可能大学有意识地吸引一些社会边缘群体，他们在毕业以后受到各种各样的劳动力压制，从而体现出低收入，对于这种情况，大学的效用自然是被低估的。总之，如果我们的处理效应不是普遍性地适用于我们关心的群体中的每个人，而是体现出某种选择性，我们就需要对这种选择性做出处理，否则我们有可能得出令人误解的结论。鉴于此，海克曼认为研究者需要首先就个体参与某个项目接受处理的概率进行估算，然后基于此对一般回归模型进行修正。

在模型设定上，海克曼假定一个个体i是否能够被观测到接受某种处理取决于其潜变量（latent variable）[image: ]
 的取值。如果其值大于0，我们就能够观测到这个个案i的相关测量值，否则就观察不到。假定潜变量[image: ]
 是受变量wi
 影响的，那么我们就能设定如下模型：

[image: ]


在这个模型中，wi
 是影响个体是否接受某种处理的混淆变量，γ是其系数，ui
 则是随机误差项。根据[image: ]
 的取值，我们有：
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其中，yi
 和xi
 分别是我们所关心的针对个体i的因变量和自变量，而β和εi
 分别是模型系数以及误差项。如果潜变量[image: ]
 大于零，我们就能够观察到yi
 ，否则就无法观察到。一般而言，针对个体接受处理的潜变量模型和预测个体因变量取值的模型，我们能够假定ui
 和εi
 的分布及其关系。我们一般将其设定为正态分布，且二者相关系数为ρ，亦即：
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ui
 和εi
 的相关系数为ρ。

在上述假定条件中，N代表正态分布。根据以上的这些假定，我们就能够计算出因变量yi
 在自身能够被观测到的前提条件下的条件期望值E（yi
 ｜yi
 是可观测到的）。具体的推断过程如下：
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最后我们得到的是海克曼修正模型。和常规的线性模型相比，我们可以发现，在考虑选择误差以后，常规回归模型的自变量那里多了一部分[image: ]
 。海克曼指出，我们在估计个体接受处理的潜变量模型时实际上已经能够计算得到[image: ]
 ，亦即γ的估计值。这也就是说，通过估计个体接受处理的潜变量模型，我们能够计算出[image: ]
 ，如果将ρ×σε
 合在一起看作一个回归系数βγ
 的话，我们通过个体接受处理的潜变量模型做出了一个新的变量[image: ]
 ，其回归系数就是βγ
 。在控制了[image: ]
 以后，我们对于处理效果的估算才是能够真正反映无偏的回归效果。

和倾向值匹配模型一样，海克曼的选择模型对于传统的回归模型而言是一个巨大的突破，因为通过两个模型，海克曼的选择模型充分考察了个体接受某种处理的概率。而这一点恰恰是倾向值匹配方法所着重解决的。对比倾向值匹配和海克曼的选择模型，二者都需要在第一步模型中构建出一个明确的个体接受某种处理的概率。而这种概率，无论是通过匹配、加权等方法还是通过控制一个新生成的控制变量[image: ]
 ，都在第二步分析中考察并控制了选择性误差。实际上，通过逻辑斯蒂回归模型或者Probit模型得到的预测值恰恰就是[image: ]
 ，在这个意义上，倾向值匹配与海克曼的选择模型是相通的。


 2.3.2　倾向值匹配和回归中断设计

在教育学中应用比较广泛的因果推论方法是“回归中断设计”（regression discontinuity design）。这个方法最先由唐纳德·西斯尔斯威特（Donald Thistlethwaite）和唐纳德·坎贝尔（Donald Campbell）在1960年提出（Thistlethwaite＆Campbell 1960）。回归中断设计的逻辑非常直观，这里以西斯尔斯威特和坎贝尔的经典研究为例。在他们的研究中，西斯尔斯威特和坎贝尔关心的是学习上的荣誉奖励（原因）是否能够提升学生未来的学术成就（结果）。这里的荣誉奖励根据考试成绩而定：当考试成绩X超过一定分数C，则给予奖励（D＝1）；X＜C时，则没有奖励（D＝0）。通过这种操作，我们就在我们所关心的自变量的取值区间上建立了一种“中断”（C之下和C之上）。随后，如果学生的学术成就也发生了类似的中断（例如考试成绩在C以下的学生的学术成就低于考试成绩在C以上的学生的学术成就），则可以认为奖励和学术成就之间有因果关系。图2-2用图示的方式表达了这种关系。

[image: ]

图2-2　回归中断设计的基本逻辑


注：t代表因果效果。

图片来源：Lee＆Lemieux（2010：287）。



图2-2中横坐标表示可观测到的“分配变量”（assignment variable），这个变量又可称为“强制变量”（forcing variable）或者“游走变量”（running variable）。这个变量的作用在于分配某种“处理”（treatment）。在西斯尔斯威特和坎贝尔的研究中，强制变量X是考试成绩。当成绩大于临界点C时给予奖励，否则就不给予奖励。这里的奖励代表某种处理。纵坐标表示因变量或者结果变量的取值，在西斯尔斯威特和坎贝尔的研究中，Y代表学术成就。

在图2-2中，X在C处的中断对应于因变量Y的中断，这种中断t代表X对于Y的因果效果。从反事实框架来看，回归中断设计满足非混淆假设。在上面的荣誉奖励的例子中，一个人得到荣誉奖励可以理解为一个人进入了实验组，而这“完全”取决于学生的考试分数X（分数高就有奖励，分数低则没有奖励）。因此，只要我们控制了分数X，w（是否得到奖励）就和因变量Y1
 （得到奖励的学生的学术成就）以及Y0
 （没有得到奖励的学生的学术成就）独立了。用公式可以表述如下：
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这里我们可以将回归中断设计与倾向值匹配进行比较。倾向值匹配将对多个混淆变量的控制转化为对单一倾向值的控制，以此满足非混淆假设。而回归中断设计通过控制一个变量（如上例中的考试成绩）就能完成这一点。之所以回归中断设计不需要考虑多个混淆变量就在于个体是否能够接受某个自变量的影响（即能否得到奖励）完全取决于单一变量X（考试成绩）。换句话说，回归中断设计中只有一个混淆变量X。然而，需要指出的是，社会学研究中很难找到这种单一混淆变量的情况。正是因为如此，回归中断设计在社会学中的应用远不及教育学中普遍（Angrist＆Lavy 1999；Black 1999）。此外，回归中断设计的另外一个缺陷在于：如果存在其他自变量也出现某种“中断”，我们就很难确切地了解是什么因素造成了因变量取值的中断。假设一个人是否获奖不仅仅与考试成绩在临界点上下有关（X＞C或者X＜C），也和年龄有关（例如年龄大的人因为智力发育成熟而容易获奖，年龄小的人却很难获奖），则回归中断设计就无法探究荣誉奖励本身对于未来学术成就的影响（因为学术成就的中断也有可能因为C两端的被研究个体年龄不同）（Hahn et al. 2001）。在社会学研究中，类似的多重中断并不少见，这也使得回归中断设计的应用范围受到限制。


 2.3.3　倾向值匹配和工具变量

除了回归中断设计，在经济学以及传染病学领域内应用比较广泛的另外一个方法是工具变量（instrumental variable）（Angrist et al. 1996；Angrist＆Krueger 2001；Greenland 2000；Martens et al. 2006；Newhouse＆McClellan 1998）。假定我们希望探索变量X对Y的因果关系，混淆变量U的存在会影响我们的研究。这时我们可以寻找到一个工具变量Z，这个变量的特点在于和X相关，但是不和Y直接相关（除非是通过X），同时Z也不同混淆变量U相关。这样，我们就不直接考察X是否能够影响Y，而是转而探索Z对Y的影响。如果Z很明显地影响了Y，我们就能够得出结论X影响了Y。

通过图2-3我们很容易理解工具变量的基本逻辑。由于混淆变量U和X互相影响，我们很难直接探索X对Y的净效果，所以我们找到工具变量Z。Z和Y的关系只能通过X完成，因此如果我们能够发现Z对Y有作用，我们就能间接得出结论说X对Y有作用，从而确定了一种因果关系。

[image: ]
图2-3　工具变量的基本逻辑



从严格的统计学角度出发，利用工具变量进行因果推论需要满足很多假设条件（Imbens＆Angrist 1994）。这里可以通过一个经典实例来展示这些假设。经济学家约书亚·安格瑞斯特（Joshua Angrist）等人（1996）使用工具变量分析了服兵役（X）是否会对士兵在退伍后的健康状况（Y）产生因果性影响。这里，服兵役的工具变量是一个随机抽签的结果（Z）。当抽到的数字低于某个值时需要服兵役，高于这个值则不需要服兵役。在这个例子中，安格瑞斯特及其同事阐述了使用工具变量进行因果推论的几个关键假设。第一个假设称为“单位处理值稳定假设”（stable unit treatment value assumption）。这意味着每个人的抽签结果不会对他人是否服兵役产生影响。
(9)

 第二个假设就是上面提到的非混淆假设，即抽签的结果和个体的健康之间相互独立。由于这里是随机抽签，这一条件自然得到满足。第三个假设是“排除性假设”（exclusion restriction）。这一假设意味着在因果推论中排除两类人。第一类人无论抽签结果如何都会服兵役（称为“总是服兵役的人”），第二类人是无论抽签结果如何都不会服兵役（称为“总是不服兵役的人”）。
(10)

 第四个假设是“平均因果效果非零”（nonzero average causal effect）。第五个假设是“单调性”（monotonicity）假设，意指抽中小数字的人去服兵役的概率要比抽中大数字的人去服兵役的概率高。
(11)

 根据这一个假设，那些“低数字偏偏不服兵役”而“高数字偏偏服兵役”的“叛逆者”
(12)

 就被排除在外了。

根据这些假设，我们回到反事实框架下的因果推论公式，即T＝［πE（Y1
 |w＝1）＋（1-π）E（Y1
 |w＝0）］-［πE（Y0
 |w＝1）＋（1-π）E（Y0
 |w＝0）］。这里由于我们有抽签的机制，π（即服兵役的比例）就等于X（Z＝1）
 ，没有服兵役的比例1-π则等于X（Z＝0）
 ，而w＝X。其中，X表示是否服兵役，它是Z的函数，而Z表示抽签结果（Z＝1表示抽中小号，Z＝0表示抽中大号）。将它们代入反事实框架下的因果推论公式，我们得到：
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由于“叛逆者”被排除出去，可以假定E（Y0
 |X＝1）＝E（Y0
 |X＝0）＝0，从而进一步将因果关系简化成为：
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上述公式右端的各项都是可以直接观测到的，从而使得因果推论得以完成。然而，使用工具变量方法存在诸多限制。首先，我们所推论出的因果关系被称为“局部平均处理效果”（local average treatment effect）（Wooldridge 2002）。这是因为我们最终能够推算出的因果关系仅仅适用于那些遵循“拿到小号服兵役，拿到大号不服兵役”原则的“服从者”（complier）（Imbens＆Angrist 1994）。我们不能考察总是服兵役的人、总是不服兵役的人或者“叛逆者”。其次，工具变量方法能否带来因果推论很大程度上取决于我们能否找到好的工具变量。如果工具变量本身不够好（例如工具变量和我们关心的自变量的联系很弱，或者和某些混淆变量相关），那么我们的结论就站不住脚了（Bound et al. 1995）。最后，工具变量的实施需要满足一定的随机性以满足非混淆假设。但是在社会学研究中，类似于随机抽签这样“完美”的工具变量几乎很少见到。

总之，无论是回归中断设计还是工具变量都没有倾向值匹配那样可以非常方便地应用于基于调查研究的数据分析。回归中断设计需要寻找一个变量“完全决定”个体是否进入实验组或者对照组，而工具变量的方法也需要寻找到合适的工具变量来满足上面列举的诸多条件，这些在调查数据中往往难以满足。正因为如此，在社会学研究中倾向值匹配的方法要比其他方法更为“流行”。


 2.4　倾向值匹配的局限性

任何统计方法都有其自身的局限性，倾向值匹配也不例外。在本节中，笔者将简要探讨倾向值匹配方法的一些局限性。

第一，在社会学研究中，非混淆假定往往难以满足。以本书开始的实例为例，受到问卷变量的限制，我们很有可能没有办法控制一些影响人们上大学的因素（例如个人智力水平）。正因为如此，很多研究会明确说明其结论有效性的前提是非混淆假设成立，如果假设不成立，结论也会相应受到质疑（Brand＆Xie 2010）。

第二，倾向值匹配假定个体之间不存在互相影响，即“单位实验效果值稳定”（the stable unit treatment value assumption）。这个假设也同样会在社会学研究中受到质疑。举例而言，摩尔根（Morgan 2001）在研究天主教学校对于学生成绩的影响时指出，单位实验效果值稳定意味着天主教学校对于个体A的影响与其对个体B的影响无关，照此推论，因为彼此互不影响，接触天主教学校教育的人数多少就不是一个需要考虑的问题。换句话说，天主教学校教育对于学生成绩的影响和学校人数无关。这个推论无疑和现实情况相左。因此，在利用倾向值匹配进行组织研究时，研究者需要十分注意这一点。

第三，除了上述的基本假设之外，倾向值匹配并不考虑变量之间的交互作用而只是关注某个我们关心的自变量的效果。同时，和多元回归一样，倾向值匹配也会受到忽略变量（omitted variables）问题的影响。

总体而言，倾向值匹配方法主要应用于效果评估（evaluation）研究中。例如上面提到的大学教育对收入的影响，摩尔根研究的天主教学校对于学生成绩的影响，等等。这类问题的一个共同特点在于我们在分析数据之前已经预先知道一个二分型的变量对于另外一个变量可能具有因果效应。此外，对于那些影响二分变量的混淆变量，我们也应该具有比较清楚的理论支持。在这种情况下，倾向值匹配会比较适用。然而，如果我们对于“谁影响谁”不是十分清晰（例如互为因果），或者对于我们需要考虑哪些混淆变量也不了解的话，倾向值匹配很有可能违反上面提及的前提假设，从而使得我们的结论受到质疑。因此，模型的不确定性应当成为应用倾向值匹配方法时需要特别注意的一个问题。


 2.5　总结与讨论

社会学研究中对于因果关系的重视使得我们开始关注并且应用倾向值匹配方法。本章系统地梳理了倾向值匹配方法的历史、发展及其对社会科学调查研究的意义。此外，本章从科技哲学理论层面与统计学数理层面论述了为什么倾向值匹配可以帮助我们进行因果推论，然后对比了倾向值匹配、回归中断设计与工具变量方法在因果推论中的应用。

作为一种新兴的统计技术，倾向值匹配方法还在不断地发展。首先，在最近几年中，很多新的匹配技术被开发出来。例如完全匹配方法（full matching）可以提高样本的利用率，从而保证每个个体都能在匹配过程中被使用到（Hansen 2004；Stuart＆Green 2008）。遗传性匹配（genetic matching）则利用人工智能的方法提高匹配效率，其过程甚至不需要计算具体的倾向值得分（Sekhon＆Mebane 1998）。在未来的一段时间内，如何开发新的匹配技术将是统计学家以及社会科学家共同努力的方向。其次，倾向值匹配方法的另外一个发展趋势在于对更多的研究情景的考虑。例如，新的技术开始被开发出来，以考察如何将倾向值匹配应用于自变量是连续型的情况（Hirano＆Imbens 2004）或者自变量超过两个取值水平的情况（Lechner＆Miquel 2010）（这在本书下面的章节中会有专门的讨论）。最后，倾向值匹配与现有的统计模型和统计技术也越来越多地结合起来。这方面已有的探索包括将倾向值匹配和分层模型结合起来考察因果效果在不同群体中体现出的异质性（Brand 2010；Brand＆Davis 2011；Brand＆Xie 2010）以及利用贝叶斯方法考察倾向值计算过程的不确定性（An 2010）。以上这三点发展趋势都预示着倾向值匹配的方法会在未来一段时间有更大的飞跃。


 2.6　附录：敏感性分析简介

本附录介绍敏感性分析的基本原理。所谓敏感性分析，就是指我们得出的结论对于那些我们没有考察到的变量（omitted variable）有多大的敏感程度。如果敏感程度高，那么我们的结论就会很容易站不住脚。这是因为，如果这个我们没有考察到的变量被我们考察到了，我们很有可能得到不同的结论。反之，如果我们的结论无论我们没有考察到的那些变量怎样变化都是基本保持不变的，那么，我们便有证据认为我们的结论是稳健的（robust）。

但是，如何来考察那些我们根本就没有观测到的变量对我们研究结论的影响程度呢？例如，我们都知道在传统的分析教育回报的研究中，由于相关测量（measure）的缺乏，我们很难将个人能力作为自变量控制进来。此时，如果我们看到大学毕业生相比于高中毕业生有更高的收入水平，一个潜在的质疑就是，这也许并不是上大学这个变量本身的作用，而是潜在的没有被考虑到的个人能力在起作用。在这种情况下，一般研究者会考察一个虽不完美但是也可以近似表示个人能力的变量并将其控制起来。但即使如此，类似的分析结果也是不完美的，因为能力并不能够简单地通过诸如IQ水平这样单一的测量指标来表示。因此，敏感性分析考虑的问题是，如果这个潜在的能力变量在自己的取值区间内不断变化，我们得到的大学教育收益是不是还能够保持在一个比较高的水平上呢？

敏感性分析在倾向值匹配方法中尤其重要。这是因为，我们在估算倾向值得分的时候一般不可能将影响某个个体接受某种处理变量影响概率的所有混淆变量都考虑到。还是以上大学为例，我们往往只能通过家庭背景、个人性别、居住地区等因素来预测上大学的概率，但很多其他的有潜在关系的混淆变量是难以测量到的。在这种情况下，我们需要有一个统计分析过程来看是否我们预测的倾向值得分针对特定的因变量足够站得住脚。具体而言，这里的基本问题是，是否潜在的没有考虑到的那些混淆变量会影响我们对因果效果的推断。人们希望能够知道一个没有观测到的混淆变量需要多大程度的变动才能够影响样本的选择过程，从而进一步动摇对倾向值得分的预测以及我们基于倾向值得分而得到的最后结论。假设我们有两个个体i和j。其参加某种项目的概率分别是Pi
 和Pj
 。我们用可观测的变量x和一些我们没有能够观测到的变量u来预测这种概率。假设这里使用的是逻辑斯蒂回归，则我们有：
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通过上面的这些等式可以发现，即使两个个体在可观测到的变量上取值完全一样（xi
 ＝xj
 ），他们参与某一个项目的概率也因为在未观测到的变量u上的差异而有所不同。此时，我们能够根据这个未观测到的混淆变量u的取值不同而计算出[image: ]
 的一个可能的变动区间。如果假设u是一个二分变量，那么，我们会得到[image: ]
 。换句话说，我们实际上根据潜在的被忽视的变量u的取值区间而计算出了个体接受处理变量影响概率的变动情况。这个变动情况自然会有一定的变动区间。在罗森鲍姆的经典著作《观测性研究》（Observational Studies
 ）中，他提供了很多统计量用以敏感性分析［例如麦克尼玛检验（McNemar's Test）、秩检验（Rank Test）等］。通过这些统计量，我们可以了解，在何种情况下，我们的研究结论会受到质疑。如果我们的结论在潜在的未观测到的变量u变得十分“罕见”的时候才变得统计不显著，那么，这就在一定程度上证明了我们的结论是靠得住的。因为为了推翻我们的结论，我们需要那个未观测到的混淆变量非常“极端”才行。

基于上述敏感性分析的基本原理，很多研究进一步探索了如何在常规的回归模型下进行敏感性分析。在这一部分，伊姆本斯（Guido W．Imbens）（2003）提出了一个测定回归模型下敏感性程度的方法。按照伊姆本斯的分析逻辑，假设有一个研究者没有观测到的混淆变量U，U既和我们关心的处理变量W相关也和我们关心的因变量Y相关。那么在回归模型下进行的敏感性分析就是看U对于W和Y的影响究竟如何变化才使得我们关心的自变量因果效果系数变得不再显著。伊姆本斯为了分析上的便利，假设这个混淆变量U服从二项分布，即U～Binary（1，0.5）。由于通常我们关心的那个处理变量是一个二分型变量（即接受某种处理变量的影响和没有受到某种处理变量的影响），所以如果用U去预测处理变量W的时候，我们一般可以用逻辑斯蒂回归。用X去表示那些我们已经考察到了的混淆变量，那么我们就有：
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在这一表达式中，X对于处理变量W的影响系数为γ，未知的混淆变量U对W的影响是α。Pr（W＝1|X，U）表示的是在控制了X和U的情况下W＝1（即进入实验组）的概率。

此时，假设我们的因变量是一个呈正态分布的连续型变量，那么我们就有：
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在这个表达式中，在控制了一系列混淆变量X和潜在的混淆变量U以后，W对于Y的效果是τ。很明显，U在上述两个表达式中的作用是通过α和δ体现出来的，敏感性分析所要回答的问题是，α和δ需要如何变化才能使得τ变得统计上不显著。为了回答这个问题，伊姆本斯采取的策略是建立似然函数的对数值。具体而言，基于上述的分布假设，似然函数的对数值可以表达为：
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通过将似然函数的对数值最大化，我们可以将τ表述成α和δ的函数，因此研究者就可以通过控制α和δ的变化来使τ变得不显著。换句话说，研究者能够知道α和δ的取值在什么样的组合下，τ变得不显著。为了操作上的便利，伊姆本斯用U解释掉多少W的变化来表述α，用U解释掉多少Y的变化来表述δ。对于这两个数值，伊姆本斯采用偏方差解释比例（partial R2
 ）来表示。针对W的偏方差解释比例指的是W的变化中有多少未解释的部分可以由U来解释。同理，针对Y的偏方差解释比例指的是Y的变化中有多少未解释的部分可以由U来解释。在确定了这两个数值之后，伊姆本斯构建了如图2-4所示的敏感性分析原理。
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图2-4　伊姆本斯敏感性分析原理



在图2-4中，纵轴是U对Y的偏方差解释比例，横轴则是U对W的偏方差解释比例。图中的曲线则表示使τ变得不显著的时候这两个偏方差解释比例的不同搭配。例如，当U对Y的偏方差解释比例为a，而U对W的偏方差解释比例为c的时候，或者当U对Y的偏方差解释比例为b，而U对W的偏方差解释比例为d的时候，τ变得不显著。这条曲线实际上表示的就是潜在的混淆变量U是如何通过影响W和Y来使得我们关心的处理变量对Y的效果τ变得不显著的。

那么，在建构了如图2-4所示的原理之后，研究者如何进行敏感性分析呢？这里伊姆本斯是通过将潜在的混淆变量U对于W和Y的效果与已经考虑到了的其他混淆变量X对于W和Y的效果进行对比来进行的。由于可以观测到的X可以同时影响到W和Y，因此我们能够计算X对W以及Y的偏方差解释比例。进而，我们能够在图2-4中根据X对W以及Y的偏方差解释比例将X标注出来。这里举一个具体的例子，假设我们希望了解父母的教育年限（W）对于个体教育年限（Y）的影响。此时，我们认为除了父母的教育年限之外，我们还控制了家庭所在地的户口类型（X）。除了它们之外，还有一个我们没有考虑到的潜在的混淆变量U存在。那么，按照上面的分析，我们计算了U如何影响父母的教育年限（U对W的偏方差解释比例）以及子女的教育年限（U对Y的偏方差解释比例）并构建出图2-4。此时，我们知道家庭所在地的户口类型X也会同时影响父母的教育年限（W）和个体的教育年限（Y）。这时，我们就按照家庭所在地的户口类型对于父母以及子女教育年限的影响将家庭所在地的户口类型在图中标示出来，如图2-5所示。
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图2-5　伊姆本斯敏感性分析举例



在图2-5中，曲线依然表示为了让τ变得不显著的时候U的两个偏方差解释比例的搭配。图2-5中的点表示户口类型这个我们已经考察到了的混淆变量。这个点的位置取决于户口类型对于父母的教育年限以及子女的教育年限的解释程度（m和n的取值）。图2-5所要表达的信息是：为了让我们关心的处理变量的处理效应τ变得不显著，我们观测不到的混淆变量U对于W和Y的解释程度需要大于户口类型对于W和Y的解释程度。由于户口类型对于父母以及子女的解释程度都比较高，因此要找到这样一个潜在的混淆变量U实际上是“很难”的。或者说，这个混淆变量本身是“不多见的”。由此，我们可以近似地得出结论，我们的分析并没有受到某个潜在的混淆变量的影响。

伊姆本斯（Imbens 2003）的研究思路是通过建构似然函数的对数值来进行敏感性分析。在伊姆本斯的基础上，原田正孝（Masataka Harada）（2012）发展出了广义敏感性分析（generalized sensitivity analysis）方法。和伊姆本斯不同，原田正孝建立的敏感性分析的方案是通过建构潜在的混淆变量开始的。具体而言，假设我们还是考察混淆变量U如何变动才会使得我们的处理变量对于因变量的效果τ变得不显著（或者等于零）。我们知道，U对于W以及Y都具有解释能力，因此U必定是从预测W的回归方程的残差以及预测Y的回归方程的残差中产生。假设用X预测W以后的残差用e1表示，用X和W预测Y以后的残差用e2表示，那么原田正孝认为一个潜在的混淆变量U可以表示为：

U＝C1×e1＋C2×e2＋ε

在这个表达式中，C1和C2是两个残差项的加权，ε是一个随机扰动项。原田正孝设定这个随机扰动项符合标准正态分布。通过这种建构，我们实际上可以产生出很多潜在的混淆变量U（这是因为C1和C2有很多取值）。但是我们所要寻找的U需要满足的条件是，在考察了W、X和U以后，W的回归系数τ变得不显著。因此，在通过C1×e1＋C2×e2＋ε这个表达式产生出的诸多U中间，我们只需要保留那些可以使τ变得不显著的那些U。基于这个原理，原田正孝的广义敏感性分析有以下几步。

第一，我们需要确定τ发生什么样的变化。换句话说，我们设定混淆变量U对τ的影响需要达到什么程度。通常这里我们选择让τ不显著或者点估计等于零。

第二，通过C1×e1＋C2×e2＋ε这个表达式，产生很多候选的潜在混淆变量U。

第三，用U、X和W去预测Y，如果W的系数变得不显著，则相应的U保留下来。

第四，在得到了某个U之后，进一步计算这个潜在变量U对于W和Y的偏方差解释水平。

第五，通过调整C1和C2的取值，重复上述步骤直到步骤四。

第六，将每一次产生的U对影响偏方差解释的比例画出来，研究者就能够得到一个类似于图2-4的曲线。后续的分析和伊姆本斯的分析逻辑就是一致的了。



————————————————————


(1)
  本章的部分内容曾经发表在《社会学研究》2012年第1期。


(2)
  倾向值匹配的另一个优势在于，如果我们有很多需要控制的混淆变量，它们之间有可能互相抵消或者强化。如果使用细分的方法去考察单个混淆变量，这种抵消或者强化效果就无法体现出来。相反，倾向值匹配预测出的倾向值通过回归的方式考虑到了这种互相抵消或者强化。


(3)
  这里，E（Y1
 |w＝0）是指在对照组中的人“如果”放置在实验组时所得到的因变量均值，E（Y0
 |w＝1）则是指在实验组中的人“如果”放置在对照组内的话所得到的因变量均值。


(4)
  当然，在反事实框架下的因果推论还预设了其他条件，比如个体之间没有相互影响（stable unit treatment value assumption）等。这些预设的前提条件会在下面的讨论中提到。具体可以参阅Guo＆Fraser（2010）以及Morgan＆Winship（2007）。


(5)
  根据大数定理，个体的各种不可控差异在随机分配过程中被平均了。换句话说，两组人可以近似地认为“总体上同质”。


(6)
  所谓控制，意指被控制的U和X、Y都相互独立。


(7)
  这也被称为受过处理的个案的平均处理效应（average treated effects for the treated）。


(8)
  按照迈尔（Robert Mare）的教育变迁模型（educational transition model），高等教育的经济回报只能通过比较大学毕业生和高中毕业生去进行估算，而不能将大学毕业生和非大学毕业生（包括小学毕业生和初中毕业生）进行直接比较。


(9)
  数学表达式为：如果Z＝Z′，那么X（Z）
 ＝X（Z′）
 ；如果Z＝Z′而且X＝X′，那么Y（Z，X）＝Y（Z′，X′）。这里Z表示抽签号，X表示是否服兵役。因为服兵役根据抽签号决定，所以X可以表示成Z的函数，即X（Z）
 。


(10)
  排除性假设认为这两类人的健康结果和其他通过抽签而服兵役或者不服兵役的人的健康状况相同。其数学表达式为：Y（Z，X）＝Y（Z′，X）＝Y（X）。这也就是说，最后的健康状况是和服兵役与否直接挂钩，而不是和抽签号本身直接挂钩。


(11)
  数学表达式为：P［X（Z＝1）
 ］＞P［X（Z＝0）
 ］。


(12)
  这些人在安格瑞斯特等人的文章中被称为“叛逆者”（defier），因为这里的规定是小数字服兵役而大数字不去服兵役，但他们总是做“相反”的事情，即抽到小数字偏偏不去服兵役，抽到大数字却偏偏去服兵役。这些人在因果推论中不予考虑。



第3章　如何进行倾向值匹配？——以大陆城市居民的教育回报为例


在第2章中，我们在鲁宾的反事实框架下详细介绍了倾向值匹配方法的基本原理。倾向值匹配方法通过模型预测个体接受某种处理变量影响的概率，然后按照倾向值相近的原则将实际生活中接受了某种处理变量影响的个体和没有接受这个处理变量影响的个体进行匹配。在得到一个匹配样本之后，研究者可以通过各种统计方法（例如回归模型、方差分析等）来探索处理变量和因变量之间的关系。此时，我们可以认为这种关系是在一种类似于随机实验的环境下建立起来的，从而代表了某种因果关系。

因果推断原理的掌握不应当仅仅停留在统计理论层面上，而是应当应用于社会学具体的研究问题中，这就涉及倾向值方法的实施过程。在这一章中，我们试图通过分析中国综合社会调查（CGSS）2005年的数据来展示如何通过倾向值匹配的方法来分析高等教育对于个体收入的影响，以此和第2章中的原理论述部分形成对照。与第2章相比，本章侧重于介绍操作层面上如何对不同的个体进行匹配，以及在得到匹配样本后的统计分析。具体而言，本章分为四个部分：第一部分从高等教育经济回报的角度简要地回顾倾向值匹配的基本原理。第二部分利用中国综合社会调查（CGSS）2005年的数据展示如何采用不同的匹配方法估计教育的收入回报。第三部分用最小二乘多元线性回归模型（OLS）分析同样的问题，以求将倾向值匹配方法和常用的多元线性回归方法进行对比。最后一部分为小结。


 3.1　倾向值匹配的基本原理回顾：以高等教育的经济回报为例

如本书第2章所述，倾向值是指人们得到某种“处理”（treatment）的概率，而在统计学领域中，因果结论依据的是比较“受到处理的个体”与“没有受到处理的个体”在因变量取值上的差异。然而，社会学研究中的因果推断往往没有统计学随机实验中的因果分析那样简单，其中一个很重要的原因就在于存在“选择性误差”（selection bias）。选择性误差指的是我们在分析变量A对于变量B的因果关系时，有其他变量C存在，使得我们的结论被C所“混淆”。以高等教育回报为例，当我们希望了解大学教育对于收入的影响时，如果我们选择的大学生绝大多数是男性，那么我们很难分辨大学生与非大学生在收入上的差异是因为教育上的差异还是因为性别因素的影响。在这个例子中，性别就成为混淆变量。通常而言，这些混淆变量的特点在于，它们既和我们关心的自变量（是否上大学）相关，也和因变量（收入水平）相关。正如很多研究所指出的，性别因素影响了人们接受大学教育的概率（由于种种原因，很多女性无法接受大学教育），同时也影响了人们的收入水平（例如劳动力市场上的性别歧视使得女性收入偏低）。如果不能将这些混淆变量控制起来，我们就很难得出高等教育与劳动力市场回报之间存在因果关系的结论。

倾向值匹配是通过将这些混淆变量转化成为一个单一的倾向值来控制这些混淆变量的。假定大学教育是一个二分变量（1＝上大学；0＝没上大学），其他诸如性别、户口这样的混淆变量统称为矩阵X。我们可以建立一个逻辑斯蒂回归模型或者Probit回归模型
(1)

 ：

[image: ]


在这两个模型中，β
 是回归系数矩阵，ε是随机误差矩阵。其中，针对不同的模型，随机误差有不同的分布（逻辑斯蒂分布或者正态分布）。在建立这个模型以后，我们就能预测被研究个体上大学的概率。为了简便，这里假定只有一个混淆变量：性别（1＝男性；0＝女性）。那么我们的模型就是：
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或者Probit（大学教育的概率）＝β0
 ＋β1
 性别＋ε正态


通过估计，我们能够得到β0
 以及β1
 的具体取值。假设逻辑斯蒂模型下β0
 ＝0.01，β1
 ＝1.05，那么我们就能算出男性上大学的概率是e1.06
 ÷（1＋e1.06
 ）＝0.743，女性上大学的概率为e0.01
 ÷（1＋e0.01
 ）＝0.5。这些估计出的概率就是倾向值得分。


 3.2　如何进行匹配？

在得到了倾向值得分之后，下一步的任务就是依据倾向值进行样本的匹配。正如第2章所述，匹配的方法就是将那些受过大学教育的人和没有受过大学教育的人进行匹配，然后观察二者之间是否在收入上存在差异，以此判断大学教育是否影响个体收入。倾向值匹配就是保证匹配起来的个体在倾向值取值上近似。由于倾向值是根据那些混淆变量计算出来的，因此保证倾向值的近似也就控制了混淆变量对于研究的影响，从而帮助我们得出因果性结论。在具体操作时，以下几种匹配方法比较常见：邻近匹配（nearest neighborhood matching）、半径匹配（radius matching）、核心匹配（kernel matching）以及分层匹配（stratification matching）。


 3.2.1　邻近匹配

在邻近匹配中，我们首先找到受过大学教育的某个个体的倾向值a，然后从没有受过大学教育的个体中找到倾向值与a最为接近的那个人与之匹配。邻近匹配的方法最为直接，同时我们也能够保证每个受过大学教育的人都能够找到一个或者多个没有受过大学教育的个体与之匹配。但是，邻近匹配的一个局限在于，随着匹配过程的进行，我们可能匹配出来的两个个体之间的倾向值开始变得不是那么接近。例如，在表3-1中，我们从受过大学教育的个体出发去寻找没有受过大学教育的个体与之匹配。个体A的倾向值是0.33，那么在没有受过大学教育的人里面个体E的倾向值0.30与之最为接近，那么A和E就可以匹配起来。同理，B和F、C和G、D和H都进行了匹配。但是我们发现，根据邻近原则匹配下来，D和H虽然匹配在一起，但是二者之间的倾向值差异很大（差值为0.3）。这种差异表明D和H的倾向值实际上是不那么近似的。遗憾的是，在邻近匹配中，这种差异往往会被忽视。


表3-1　本节所使用的例子
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基于邻近匹配，我们只需要将不同匹配对象之间的收入差值平均起来就能够计算出大学教育的回报情况。在本例中，教育对于收入的提升程度为［（5000-2000）＋（4500-1500）＋（3300-3200）＋（6500-2100）］÷4＝2625元。


 3.2.2　半径匹配

相比较而言，半径匹配就不存在邻近匹配中出现的倾向值差别过大的问题。在半径匹配中，我们还是从受过大学教育的人出发，但是我们找的是倾向值“在一定区间内的”未受过大学教育的人与前者进行匹配。这里的区间取决于我们设定的半径大小。例如在表3-1中，如果我们设定半径范围为0.1，那么能够和个体A匹配的没有受过大学教育的人的倾向值应当在0.33±0.1的范围内，即［0.23，0.43］。在没有受过大学教育的人里面，个体E满足这一条件，因此E和A匹配。同理，F和G同B匹配（区间范围为0.36到0.56），F、G、H和C匹配（区间范围为0.4到0.6），而D则没有个体与之匹配。

根据上面的设定（半径为0.1），我们可以计算出大学教育的收入回报。需要指出的是，在我们设定的区间范围内，如果某个个体有两个或者两个以上的匹配对象，则一般做法是以倾向值差值的倒数作为权重来求匹配对象收入的加权平均值。具体而言，针对个体B，F和B的倾向值差值为0.01，而G和B的倾向值差值为0.08，因此F和G的加权平均值则为[image: ]
 。同理，针对个体C，与其匹配的三个个体F、G、H的加权平均值为[image: ]
 。所以，大学教育的整体收入回报值为[image: ]
 [image: ]
 。

半径匹配虽然解决了邻近匹配中存在的一些问题，但是也有其自身的困境。首先，并非所有受过大学教育的人都能找到相应的匹配个体。例如在上面的例子中，个体D就找不到与之匹配的个体。其次，由于半径选择和我们最后得出的结论有很大关系，不同的半径设定往往带来不同的结论。假设我们把半径范围缩小到0.01，则A、C、D均没有与之匹配的个体，我们只能分析B和F在收入上的差异，从而得出结论：大学教育的回报等于4500-1500＝3000元。无疑，这和上面的2243.098元结论差异很大。


 3.2.3　核心匹配

核心匹配比较复杂，其基本原理是将没有受过大学教育的人的收入值（因变量取值）加权平均起来，而权重则是核心方程的取值。为了进行核心匹配，我们需要给定核心方程K（u）以及带宽参数h。如果样本呈正态分布，则核心方程是[image: ]
 ，带宽参数h则近似等于1.06×样本标准差×（样本量）-1/5
 ，为了计算方便，h可以取值为0.1。对于受过大学教育的某个个体的收入值[image: ]
 而言，与其匹配的值可以表示为[image: ]
 。在这个匹配的收入值中，[image: ]
 指的是没有受过大学教育的个体的收入值，j是下标，指代某个个体。K（·）是核心方程。pj
 是没有受过大学教育的个体j的倾向值，而pi
 是受过大学教育的个体i的倾向值。还是以表3-1中的情形为例，针对个体A，个体E、F、G、H与A在倾向值上的差异分别为0.03、0.12、0.21和0.27。故而可以计算出与A的收入水平匹配的没有受过大学教育的人的收入水平，其值为1931.314
(2)

 。同理，我们可以求出个体B、C、D在收入水平上的匹配值分别是2173.258、2371.344和2231.133。基于这些数值，大学教育的收入回报等于［（5000-1931.314）＋（4500-2173.258）＋（3300-2371.344）＋（6500-2231.133）］÷4＝2648.238元。


 3.2.4　分层匹配

分层匹配的基本思路是：将倾向值分成若干层次，在某个层次内，保证受过大学教育与没有受过大学教育的人的倾向值近似。这样我们就分别在每个层次内考察大学教育的经济回报，然后将不同层次的数值加权平均起来得到最终的大学教育回报。假设我们将倾向值按照每0.1为一个层次，那么表3-1中的不同倾向值层次为0.3～0.4、0.4～0.5、0.5～0.6、0.6～0.7、0.7～0.8、0.8～0.9以及0.9～1。其中在0.3～0.4层次中的个体是A与E，在0.4～0.5层次中的个体是B与F，在0.5～0.6层次内的个体是C与G，在0.6～0.7层次内的个体只有H，在0.9～1层次内的个体只有D。我们需要保证在每一个层次内均有受过大学教育和没有受过大学教育的个体存在，因此层次0.6～0.7以及层次0.9～1被合并掉。针对0.3～0.4这一层次，我们得到受过大学教育和没受过大学教育的个体的收入差值为5000-2000＝3000，在0.4～0.5这一层次上的差值为4500-1500＝3000，在0.5～0.6这一层次上的差值为3300-3200＝100。综合这些差值，我们得到总体教育回报为（3000＋3000＋100）÷3＝2033.333元。

以上通过一个简单的例子展示了如何通过不同的方法来进行倾向值匹配从而得出相应的因果性结论。但是在实践中，社会科学研究者们所使用的数据往往有很大的样本量，因此手工计算匹配过程并不现实。下面，笔者通过分析中国综合社会调查（CGSS）2005年的数据展示如何通过软件进行倾向值匹配的相关计算。这里所使用的软件是STATA 12.0。


 3.3　教育的经济回报：基于CGSS 2005的分析

本书所使用的数据是中国综合社会调查（CGSS）2005年的城市问卷部分。2005年度CGSS调查覆盖了全国28个省、自治区、直辖市的125个县级单位，整个样本容量为10372人，其中城市样本6098人，农村样本4274人。共有住户成员情况、个人基本情况、家庭情况、心理健康、经济态度与行为评价、社区生活与治理、农村治理七个模块。中国综合社会调查（CGSS）采用分层四阶段不等概率抽样，在全国28省、自治区、直辖市中，共抽取了125个县（区），500个街道/乡镇，1000个居委会/村委会，10000个家庭，每个家庭中随机抽取一人作为最终调查对象。

本书使用到了CGSS 2005中的以下变量：性别、年龄、政治身份、收入水平、被访者教育水平、父亲教育水平、户口类型、被访者的单位性质以及父亲的单位性质。其中，性别是二分变量（1＝女性；0＝男性）。年龄变量包括年龄大小，同时在分析时也将年龄数值的平方项纳入模型。政治身份编码为：1＝党员；0＝非党员。收入水平是2004年全年总收入，包括工资、各种奖金、补贴、分红、股息、保险、退休金、经营性纯收入、银行利息、馈赠等所有收入在内。在以下研究中，收入水平取自然对数。被访者教育水平是被访者最终完成的最高的教育程度，在本研究中其编码为二分变量（1＝大学本科教育及以上；0＝大学本科教育以下）。父亲的教育水平也用其所完成的最高教育程度来测量，其二分化为：1＝高中教育及以上；0＝高中教育以下。户口类型二分为：1＝本地户口；0＝非本地户口。
(3)

 受访者及其父亲的单位性质均分为五类：1＝党政机关；2＝国有企业；3＝国有事业；4＝集体企事业；5＝其他。这里选取变量的依据是因为已有研究表明这些变量有可能混淆教育水平和收入水平之间的关系，一般认为：①女性的收入水平较男性低，其受高等教育的机会也要比男性少（Shu 2004）；②拥有政治身份的人要比没有政治身份的人的收入水平高，而且政治身份往往会提升接受高等教育的概率（Li＆Walder 2001）；③家长尤其是父亲的教育水平影响了子女接受高等教育的概率，一般认为二者成正比（Lin＆Bian 1991）；④个体的单位性质对于收入有着显著的影响，即使在改革开放时期，单位的经济效应也不可忽视（Xie＆Wu 2008）；⑤身份的代际传递研究表明父亲的单位性质对于子女的社会经济地位有着显著的影响（Walder＆Hu 2009）。

下面的分析分为三步：首先，通过Probit回归，利用这些混淆变量预测个体接受大学教育的概率，即倾向值得分。其次，根据估计出的倾向值得分，利用不同的匹配规则来考察高等教育的收入回报。最后，通过敏感性分析（sensitivity analysis）评估倾向值匹配过程的稳健性。


 3.3.1　预测倾向值

将上述的混淆变量作为因变量，将是否受过大学教育作为自变量，进行Probit回归，得到表3-2的结果
(4)

 。

表3-2　预测倾向值的Probit回归结果


	
	回归系数
	标准误
	Z值本



	地户口
	-0.734
	0.189
	-3.880***




	单位性质：党政机关
	1.013
	0.149
	6.790***




	单位性质：国有企业
	0.083
	0.104
	0.800



	单位性质：国有事业
	0.728
	0.111
	6.550***




	单位性质：集体企事业
	0.141
	0.146
	0.970



	父亲单位性质：党政机关
	0.007
	0.138
	0.050



	父亲单位性质：国有事业
	0.106
	0.097
	1.090



	父亲单位性质：集体企事业
	-0.163
	0.146
	-1.110



	女性
	0.019
	0.075
	0.250



	党员
	0.732
	0.092
	-7.960***




	年龄
	-0.123
	0.014
	-8.990***




	年龄平方
	0.001
	0.000
	7.590***




	截距
	3.275
	0.396
	8.270***




	log likelihood＝-714.937



	pseudo R2
 ＝0.183





*
 p＜0.1，**
 p＜0.05，***
 p＜0.01（两端检验）

通过表3-2我们可以发现，本地户口、单位性质、党员身份以及年龄都和个体接受大学教育的概率显著相关。具体而言，我们发现在党政机关和国有事业单位工作的人以及党员有更高的概率进入大学读书。此外，进入大学读书的概率与年龄之间呈现一种U字形关系，即随着年龄的增长，人们接受大学教育的概率先下降然后有所提升。此外，户口类型这一变量的回归系数是负的，表明拥有本地户口反而降低了接受大学教育的概率。这里一个可能的解释在于那些持有外地户口的人往往通过提升教育水平以求在城市中寻得就业机会，从而使得持有外地户口的人“显得”有着较本地人更高的进入大学读书的概率。可以发现，这些混淆变量加在一起对于是否进入大学学习有着比较强的解释力，这一点可以从虚拟R2
 （pseudo R2
 ）的数值（超过18％）看出来。对于一般的社会学研究而言，这个虚拟R2
 值并不低，由此可以看出这个模型中的混淆变量能够比较显著地预测个体能否进入大学读书的概率。


 3.3.2　基于倾向值进行匹配

有了上面的Probit模型，我们就能够预测每个研究个体的倾向值得分，这个数值是根据个体在混淆变量上的取值并依据模型预测出来的。需要指出的是，虽然理论上每个个体都有倾向值得分，但是有些上了大学的个体的倾向值得分太高或者太低（例如有些人的倾向值可能接近0，即概率上几乎不可能上大学，而另外有些人的倾向值可能高达0.99，即几乎必定上大学），因此无法从没有受过大学教育的人里面找到与之相匹配的个体。这些倾向值取值较为“极端”的人因为没有与之匹配的个体存在往往无法为我们提供有用的信息，所以在随后的分析中他们就没有被考虑进去，这就使得最后我们在分析高等教育的收入回报时所采用的个体数量要比一开始的样本量小。在这个最后使用的“匹配样本”中，我们能够保证受过高等教育的人可以找到至少一个没有受过高等教育的人与之匹配。其中，个体倾向值取值范围被称为“共同区间”（common support）。在共同区间内的倾向值的基本统计信息如表3-3所示。


表3-3　倾向值的描述统计信息

[image: ]


通过表3-3可以看出，尽管样本量为6098，我们最终所使用的个体数仅为3364。在这3364个个体中，倾向值的平均得分是0.072，标准差是0.094。其中，倾向值得分的最小取值为0.005，最大取值为0.742。在这个共同区间内，倾向值的偏度系数和峰度系数分别为2.612和11.316，可见倾向值的分布并不是严格的正态分布。然而，倾向值匹配的方法对倾向值取值的分布并没有具体要求，因此，非正态分布并不是问题。

在这个共同区间内，根据上述不同的匹配方法，我们能够得到高等教育的收入回报情况。具体的发现如表3-4所示。


表3-4　倾向值匹配的结果
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*
 p＜0.1，**
 p＜0.05，***
 p＜0.01（两端检验）

注：需要说明的是，由于我们这里主要是用没有受过大学教育的人去匹配受过大学教育的人，我们的关注点是那些受过高等教育的人（即接受了某种“处理”的人），因此，这里的因果关系系数也成为“受到处理的个体的平均处理效果”（average treatment effect of the treated，简写为ATT）。

通过表3-4可以发现，利用不同的匹配方法所使用的个体数量是不同的。如果采取邻近匹配，只有760个个体能够使用。采用半径匹配时，涉及的个案数是1785，采用核心匹配以及分层匹配时所采用的个案数分别是3307和3249。此外，通过不同的匹配方法，我们得到的因果关系系数也不尽相同。这里在解释这些系数的时候需要知道未受过大学教育的人的基本收入水平。通过原始数据我们知道没有受过大学教育的人的平均年收入是8135.697元，转化为指数形式即为exp（9）。因此，如果采取邻近匹配，大学教育能够带来的收入增长是exp（9＋0.775）-exp（9）＝9485.406
(5)

 元。同理，我们也能够根据其他匹配方法计算出收入增长数值。这些数值展示在表3-4最后一列中。可以发现，采取不同的配对方法，我们所估计出的高等教育回报并不完全相同，其中很大的原因在于某些受过大学教育的个体在不同的匹配方式下和不同的未受大学教育的个体进行了匹配。然而这些不同的匹配方法得出的结论基本一致，由此我们可以认为大学教育的回报在9000元左右（核心匹配的结果相对而言更大一些）。


 3.3.3　模型稳健性评估

在倾向值匹配方法中，对于模型的评估主要是看我们在估计倾向值的时候是否忽视了其他关键的混淆变量。这一点十分重要，因为如果忽视了某个或者某些影响个体接受大学教育的混淆变量的话，我们上面所估计出来的大学教育回报率就有可能被这些忽略的混淆变量所“污染”。也就是说，当我们忽略了某个或者某些混淆变量的时候，我们所得出的因果关系系数有可能是大学教育与这个被忽略的混淆变量共同作用的结果。然而，将所有理论上存在的混淆变量都纳入模型中往往是不现实的。一方面，很多变量本身可能存在极强的相关性，因此在逻辑斯蒂或者Probit模型拟合的时候会因为考虑到共线性而将其自动删除（正如上面Probit模型中父亲的教育水平这一变量）。另一方面，很有可能理论指出的混淆变量并没有包含在问卷的测量过程中因而无法将其纳入模型。因此，在评估倾向值匹配方法的时候，我们需要考虑的问题是：“假设”存在某个混淆变量对于人们进入大学读书有很大影响，那么把其忽略会对现有结论造成什么影响呢？换句话说，如果要对我们的结论产生影响的话，这个潜在的混淆变量需要对进入大学读书的概率产生多大的影响呢？这些问题可以通过上一章附录介绍的敏感性分析得以回答。

在敏感性分析中，比较常用的方法是罗森鲍姆界限（Rosenbaum bounds）。在这个方法中，我们用伽马系数来指代这个被忽视的混淆变量对于人们是否进入大学读书产生的影响。如果伽马系数等于1，则认为这个混淆变量没有影响，随着伽马系数的增大，这个混淆变量的影响力也就越来越大。假设伽马系数等于2，那么即便两个个体在我们“已经考虑到的”混淆变量上的取值完全相同，其中一个人进入大学读书的概率也是另一个人的两倍。这是由于这两个人在这个被忽略的混淆变量上的取值不同造成的。随着伽马系数的不断加大，我们所忽略的混淆变量变得越来越重要，我们根据已经考虑到的那些混淆变量得出的结论就会越来越受到质疑。因此，当这个混淆变量的重要性达到一定程度，即伽马系数达到一定数值后，我们已有的结论就会变得统计不显著。然而，我们需要注意的是，这个被忽略的混淆变量能够使得人们进入大学接受教育的概率存在两倍或者以上的差异，说明这个变量本身是很不容易被忽视的。也就是说，如果这个变量如此重要，我们早已经纳入我们的逻辑斯蒂或者Probit模型中了。从这个意义上讲，如果我们已有的结论是在伽马系数在一个比较大的数值的时候才变得不显著的，那么这本身也就说明了我们的结论是站得住脚的。换一种说法，为了使我们根据现有的混淆变量得出的结论变得不显著，我们需要“忽略”一个现实情况中很罕见的且对于人们是否进入大学读书有着极大影响的混淆变量，这本身就是一个小概率事件。因此，使用罗森鲍姆界限进行敏感性分析时，我们主要观察在什么样的伽马系数水平上我们的结论变得不显著。如果在伽马系数接近1的时候我们的结论就已经不显著了，那么我们已有的结论就经不起推敲。如果在伽马系数取值很大的时候我们的结论才变得不显著，我们就能够确定我们的结论是站得住脚的。

在本研究中，伽马系数和已有结论的显著度在图3-1中展示出来。在图3-1中，中间的一条横线标示了0.05的显著性水平。通过图3-1可以发现，只有当伽马系数在3.5左右的时候，我们的结论的显著性水平才大于0.05，即变得不显著了。正如上文所述，这说明，为了使我们的结论不显著，这个被忽视的混淆变量需要“强大”到在这个变量上取值不同的两个人中一个人（读大学）的概率是另一个人的3.5倍。这样的混淆变量太少见了，因此，我们根据已有的混淆变量建构的模型以及估计的倾向值是稳健的。
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图3-1　敏感性分析的结果




 3.4　倾向值匹配与多元回归的比较

以上的分析展示了如何利用倾向值匹配进行研究。在这一部分，笔者主要将倾向值匹配的结论与多元回归进行对比。尽管很多学者认为倾向值匹配在很多方面优于多元回归，但是最近的模拟研究表明通过倾向值匹配方法得出的结论往往也能够通过多元回归的方法实现（Shah et al. 2004；Zanutto 2006）。利用CGSS 2005，我们也可以进行常规的多元回归分析，其结果如表3-5所示。

表3-5　多元回归模型的结果


	
	回归系数
	标准误
	T值



	大学本科以及上
	0.738
	0.056
	13.120***




	本地户口
	-0.482
	0.100
	-4.800***




	单位性质：党政机关
	0.114
	0.076
	1.500



	单位性质：国有企业
	-0.069
	0.037
	-1.900*




	单位性质：国有事业
	0.137
	0.048
	2.880***




	单位性质：集体企事业
	-0.203
	0.050
	-4.030***




	父亲单位性质：党政机关
	0.045
	0.059
	0.770



	父亲单位性质：国有事业
	0.083
	0.040
	2.080**




	父亲单位性质：集体企事业
	0.024
	0.049
	0.480



	女性
	-0.160
	0.028
	-5.700***




	党员
	0.205
	0.042
	-4.900***




	年龄
	-0.006
	0.006
	-1.020



	年龄平方
	0.000
	0.000
	0.470



	截距
	10.308
	0.182
	56.540***




	Adj R2
 ＝0.123





*
 p＜0.1，**
 p＜0.05，***
 p＜0.01（两端检验）

通过表3-5可以发现，个体的收入水平是和教育水平、户口性质、单位性质、父亲的单位性质、性别、政治身份显著相关的。具体而言，拥有大学本科及以上学历的人较之教育水平在本科以下的人有着更高的收入。同在私营企业、外资企业等单位工作的人相比，在国有企业和集体企事业单位中工作的人的平均收入水平偏低。但是国有事业单位的工作人员的收入水平要比私有部门的个体的平均收入水平高。父亲在国有企业工作的人，他们的平均收入要比那些父亲在私有部门工作的人的平均收入高。此外，党员的平均收入要比非党员高，男性的平均收入要比女性高。

这里，教育水平这一变量的回归系数是0.738，这和表3-4 中通过倾向值匹配的方法得到的因果系数基本一致（0.775、0.743、0.790和0.747）。这里如果我们还是以原始数据中没有受过大学教育的个体的平均年收入值8135.697元［即exp（9）］为基准，大学本科及以上的教育回报是exp（9＋0.738）-exp（9）＝8846.524元。这一发现与通过倾向值匹配得到的结论基本一致。因此，本研究通过具体数据验证了多元回归与倾向值匹配方法在结论上的一致性。那么，我们为什么需要使用倾向值方法呢？对于倾向值与多元回归模型的进一步讨论将放在第7章展开。


 3.5　小结

随着社会科学领域内对于因果关系越来越重视，倾向值匹配的方法得到越来越多的应用。本书首先通过一个实例展示了多种匹配方法。随后，本章根据中国综合社会调查（CGSS）2005年的数据分析了高等教育的回报率，并将倾向值匹配的方法和一般多元回归进行了对比。在具体操作时，以下几点需要注意。

首先，针对不同的匹配方法，我们会得到不同大小的共同区间，其中个体与个体之间彼此匹配的方式不尽相同，这种差异使得最后的结论也不会完全一样。因此，在使用倾向值匹配进行数据分析的时候需要采用多种匹配方法进行交互验证（cross validation）。当不同的匹配方法得出的结果大致接近时，我们才能够确定我们的结论站得住脚。

其次，倾向值匹配需要比较大的样本支持。通过上面的例子可以看出，虽然一开始使用的样本量很大，但是经过匹配，真正能够使用的共同区间内的样本数量要小很多。因此，我们在进行匹配前需要保证我们的样本量足够大。大样本的好处在于我们比较容易为上过大学的人找到一个没有上过大学但倾向值近似的人与之匹配。如果样本太小，则有可能无法找到倾向值近似的匹配对象。

最后，虽然本章的例子以及很多前人研究发现倾向值匹配和多元回归可以得出一致的结论，但是如果我们有把握认为存在很多混淆变量的话，倾向值匹配的方法更优。这是因为，倾向值匹配考虑到了将上过大学和没上大学的人进行对比的“可行性”，而这在多元回归中没有考虑到。例如，针对某一特定的样本，如果上过大学的人都是男性且年龄都在30岁以上，而没上大学的人都是女性且年龄都在30岁以下。通过倾向值匹配很容易发现受过大学教育的人的倾向值可能接近1，而没受过大学教育的人的倾向值可能接近0。这种倾向值上的“非重叠性”（non-overlapping）意味着这个样本本身无法提供有效信息来展示教育的回报（因为教育和年龄、性别高度一致）。这个问题在倾向值匹配时一目了然，但在多元回归那里则被隐藏掉了。在多元回归中，我们很少去探究某个自变量（例如年龄）在另一个自变量的不同取值（上不上大学）上是否有足够的重叠（overlap）。我们有可能只是因为共线性的原因而删除年龄以及性别变量，但是这样做得出的教育的回归系数本身是受到性别和年龄混淆的。鉴于此，在混淆变量控制方面，倾向值匹配要优于多元回归。



————————————————————


(1)
  这两个模型的效果近似，因此二者都可以用于估计倾向值。在实践中，学者们更偏向于使用Probit模型。


(2)
  这里计算过程比较复杂，具体计算过程为：
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(3)
  由于本研究使用的是城市数据，因此主要考察是否为本地户口对于收入的影响。


(4)
  其中父亲的教育水平因为和其他变量存在完全共线性关系而被自动删除。


(5)
  这里可以设想一种回归模型的情况，即log（收入）＝截距＋大学教育的回报。如果没有上过大学，其收入水平就是截距的值，即9，上过大学的人则在这一数值基础上增加0.775。



第4章　因果关系中的多类别性、中介性与异质性——对倾向值统计模型的扩展
 
(1)



如前面几章所述，基于倾向值统计方法的经验分析在社会学研究中越来越多见（参见胡安宁 2012）。利用倾向值得分的相关统计技术，研究者可以在观测性数据（observational data）的基础上建立一种类似于随机实验（quasi-experimental）环境的匹配样本（matched sample），因此有效地结合了本书第1章中统计学家鲁宾（Donald Rubin）等人提出的反事实（counterfactual）的因果推论理论（Rubin 1997）。可以说，倾向值方法是对传统回归模型的一个重要扩展与突破。

正是由于倾向值方法有着广阔的应用前景，在过去的短短十几年中，这一方法得到了长足的发展。相比较于20世纪90年代倾向值统计方法的运用，新的倾向值方法有三个方面的拓展值得注意。第一，传统的倾向值方法关注二分变量（binary variable），即比较一个实验组（treatment group）和一个控制组（control group）之间的差异。但是社会学研究中所关注的问题绝不仅仅局限于一个仅仅只有两个水平（level）的处理变量。例如，教育社会学领域内关注较多的教育成就这一变量不仅仅只是大学教育及以上、大学教育以下这两个层级。更为细致的分析需要考察小学、初中、高中以及大学四个类别，由此凸显不同教育阶段的质的差异。当代社会的分层也绝不仅仅局限在马克思所假设的那种上层的资本家和下层的工人阶级这两个基本分类之上。相反，现代社会的社会分层是多样化的并且构成了涵盖超过两个层级的分层体系。因此，对于倾向值方法的扩展之一就是如何在统计技术上超越二分的处理变量而关注如何处理多类别（multi-categorical）甚至连续型（continuous）的处理变量。第二，一个完整的因果关系链条往往并不仅仅局限于“由此及彼”这样的关系。心理学的中介效果研究（mediation effect）以及传统的结构方程模型（structural equation modeling）都已经指出，一个因果关系链条往往涉及一个或者多个中介变量。例如，高等教育可以通过提升个人的自我控制能力（the sense of self-control）来促进个人健康（例如，Ross＆Mirowsky 2010）。类似的中介关系在社会学研究中可谓比比皆是。因此，单纯地通过倾向值匹配去确定处理变量对因变量的因果效应无论是在理论意义上还是在实践意义上都是不够的，尤其是现代社会学中更多地关注不同变量之间关系的“解释机制”。鉴于此，倾向值模型需要将含有中介性效果的因果关系考虑进来，这正是倾向值方法的另一个突破方向。第三，以往的倾向值方法没有能够超越传统的回归模型中对于“平均效果”（average effect）的追求。和回归模型一样，在21世纪初的很多社会学研究中，学者们采用传统的倾向值匹配来探讨“平均来看，自变量是如何影响因变量的”。和一般回归方法所不同的是，倾向值方法采取了一个更为精致的控制选择性误差的分析策略，这在第3章中已经进行了讨论。然而，这种对于平均效果的关注早已在经验研究中显现其不足之处，即：我们无法探究是否一个变量对于另一个变量的因果效果在不同群体之间是有差异的，即因果关系是否体现出异质性（heterogeneity）。换句话说，我们在探索平均效果的时候实际上隐含地假设了这种效果在我们研究的个体中间都是一样的。无疑，这种隐含的假设和现实情况往往存在距离。因此，如何探索异质性的因果关系也是倾向值方法的重要发展方向之一。

在本章中，笔者将从因果关系的多类别性、因果关系的中介性以及因果关系的异质性这三个方面系统梳理社会科学领域在过去十几年中对于倾向值模型的扩展。这些讨论构成了本章的三个主体部分。在每一部分，除了介绍相关的方法之外，笔者还着重分析了这些新方法的基本假设以及在操作过程中可能出现的问题。其他讨论则放在本章末尾。


 4.1　对多类别处理变量的处理：广义倾向值得分方法

在传统基于倾向值得分的统计模型中，研究者们所关心的是在控制了潜在的选择性误差之后，实验组和控制组中的个体在因变量取值上的差异是否能够归因于某些处理变量上的差异。因此，这里关心的处理变量是二分的（一个实验组和一个控制组）。如果用T＝1指代个体进入实验组，T＝0指代个体进入控制组，则个体i的因变量观测值可以写成Yi
 ＝Yi
 （1）×t＋Yi
 （0）×（1-t）。这里的t是具体到个体i时T的取值，Yi
 （1）指的是个体i被放进实验组后因变量Y的取值。同理，Yi
 （0）则是个体i被放进控制组后因变量Y的取值。对于个体i而言，个体层面上的因果关系（treatment effect，以下简写为TE）可以表述为在实验组时的取值Yi
 （1）与在控制组时的取值Yi
 （0）之差：
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但是正如本书第1章中所谈到的，在现实情况中，Yi
 （1）和Yi
 （0）中只有一个能被观测到，因此研究者是无法探索个人层面上的因果关系的。一个替代性的研究策略是关注平均效果，即平均因果关系（average treatment effect，以下简写为ATE）。这里的平均因果关系是指对于某个特定的群体而言，某个处理变量的因果性效果。如果用公式表示，平均因果关系可以表述为：
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以上的分析逻辑是基于处理变量是二分变量这个条件之上的，这也是前面几章中所讨论的主要内容。但是，如果处理变量是一个多分类变量的话，我们应当如何处理呢？假设某个处理变量有m（m＞2）个类别，我们关注的是某个群体在某特定两个类别j和k上面因变量取值的差异，那么仿照二分处理变量情况下平均因果效果的估计过程，自变量j水平和k水平之间的平均因果关系就能表述为：
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这个表达式的意思是，当处理变量从层次j转换到层次k时，因变量Y的变化情况。针对ATEjk
 的估计，经济学家平野圭佑（Keisuke Hirano）以及伊姆本斯（Guido W．Imbens）进行了广泛的讨论（Hirano＆Imbens 2001；Imbens 2000）。具体而言，他们提出了两种估算ATEjk
 的方法：倾向值回归调整（propensity score regression adjustment）以及倾向值加权（propensity score weighting）。这两种方法无一例外都立足于广义倾向值（generalized propensity）得分的估算之上。

相对于传统倾向值方法中利用逻辑斯蒂回归或者Probit回归模型进行的二分性倾向值得分预测，广义倾向值得分意指某个个体在多个类别（m类且m＞2）的处理变量下选择特定类别t的概率。自然，根据处理变量的多个类别是否体现出某种顺序性（ordering），预测广义倾向值得分的方法可以选择多分类的逻辑斯蒂回归（multinomial logistic regression）或者排序逻辑斯蒂回归（ordered logistic regression）。通过这些模型可以计算出每个个体接受处理变量特定类别t影响的概率。例如，假设我们关心的处理变量是不同教育阶段（1＝小学；2＝初中；3＝高中；4＝大学）对于收入的影响。我们就可以通过排序逻辑斯蒂回归模型利用一系列的混淆变量（例如父母教育水平、户口等）来计算出每个个体接受小学、初中、高中以及大学教育的预测概率（predicted probability）。换句话说，样本中的每个个体将会有四个新的变量，即P（1）、P（2）、P（3）和P（4）。这些变量指代接受不同教育水平的概率，而这些概率之和等于1。这些预测得出的概率就是广义倾向值得分，即P（t），且t＝1，2，3，4。


 4.1.1　倾向值回归调整

在得到广义倾向值得分之后，倾向值回归调整以及倾向值加权采取了不同的分析策略。倾向值回归调整将所得到的广义倾向值得分作为一个新的处理变量来预测因变量的取值，即建立以下的模型：

Yi
 （t）＝α（t）＋β（t）×Pi
 （t）＋ε（t）

这个模型是常见的回归模型。其中Yi
 （t）是指个体i在接受t这个类别的处理变量取值时的因变量取值（例如t＝1表示接受小学教育时的收入），α（t）、β（t）和ε（t）是t类别下的截距、回归系数以及随机扰动项。通过这个模型，我们得到回归系数的估计值[image: ]
 和[image: ]
 。那么，不同类别下的因变量预测取值就是：
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还是采用上面四个教育阶段的例子，个体i在不同教育阶段下可能的收入水平分别是：

[image: ]


和二分类的倾向值匹配一样，我们所关心的是在群体层面上的因果效果。因此，通过平均化操作，最终我们得到：
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至此，群体层面上类别j、k之间的平均因果效果就估算出来了。


 4.1.2　倾向值加权

与倾向值回归调整不同，倾向值加权采取的策略不再是参数性的（parametric）线性回归模型，转而采用一种非参数性（nonparametric）的方法。具体而言，倾向值加权可以看作是对贺维兹-汤普森（Horvitz-Thompson）加权估计值的一个应用。贺维兹-汤普森估计值主要用于不等概率抽样的情境，其基本假定是每个个体在抽样时被抽中的概率是不一样的（Horvitz＆Thompson 1952）。因此，为了能够正确地推论到总体，每个个体的观测值需要根据被抽中的概率（inclusion probability）进行调整。那些很容易就被抽到的个体的权重相对较低，而那些很难被抽中的个体所赋的权重则高一些。如果用πi
 指代个体被抽中的概率，则对于某个变量Y的均值的总体估计就是：
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其中，n是样本数，Yi
 是被抽中的个体i的观测值。

和贺维兹-汤普森不等概率抽样类似，一个个体接受某个处理变量不同类别T的概率也是不一样的。因此，我们为了进行无偏推论，需要对我们关心的统计量（例如均值）进行加权。如果说贺维兹-汤普森加权估计中所使用的权重是个体在抽样过程中被抽中的概率的话，那么这里倾向值加权所采用的权重就是广义倾向值得分。类似于贺维兹-汤普森加权估计，因变量Y在处理变量取值为类别t的情况下，其均值的总体估计是：
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此时，群体层面上类别j、k之间的平均因果效果就可以表述为：
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至此，群体层面上类别j、k之间的平均因果效果就估算出来了。


 4.1.3　对倾向值回归调整与倾向值加权方法的评论

尽管倾向值回归调整与倾向值加权采取了不同的研究路径，已有的经验研究表明其基本结果还是高度一致的（Feng et al. 2011）。因此，在具体的实证分析过程中，采取哪一种研究策略去估计多类别处理变量的因果关系通常取决于研究者个人的选择。然而，在具体的研究项目中，笔者认为以下几点需要特别注意。

首先，正如上文所述，无论是倾向值回归调整还是倾向值加权都取决于广义倾向值的估算。因此，在进行具体的操作之前需要保证广义倾向值计算的准确、可靠。对于这一点，笔者认为，现有的估算广义倾向值的方法还需要进一步优化。本质上讲，估算广义倾向值的过程需要保证用于估算广义倾向值的预测变量X
 
(2)

 能够尽可能显著地影响个人接受处理变量某一类别t的概率。在过去传统的倾向值匹配方法中，我们只需要找到那些影响处理变量从0到1这一变化的预测变量X
 ，所以寻找预测变量X
 相对而言并不是十分困难。例如，在考察个体是否接受大学教育时，我们会考察个体的智力水平、父母教育水平等混淆变量。这些变量无疑是和个体是否接受大学教育的概率息息相关的。然而，在对多类别的广义倾向值得分进行预测时，我们所要关注的不再仅仅是处理变量从0到1的变化，而有可能是从1到4，从2到4，以及从3到4这样的变化（这里我们假设有4个处理水平）。此时，我们所采用的那一套估算个体倾向值得分的混淆变量X
 有可能仅能强烈地影响某些变化（例如从1到4），而对另外一些变化（例如从3到4）则解释力度很低。这里列举一个简单的例子：父母的教育水平可以很显著地解释个体相比小学教育而言上大学的概率，却很难解释个体相比小学教育而言读初中的概率。因此，当我们采用同样的一套预测变量X
 （父母的教育水平、性别、年龄、居住地户口等）进行广义倾向值得分预测的时候，针对某些处理水平t的概率可能预测很准确（例如上不上大学），而某些处理水平t′（t≠t′）的概率可能预测很不准确（例如上不上中学）。这种不同处理变量类别t上面预测概率准确性的差异无疑对于结论的可靠性提出疑问。因为我们的发现对于上不上大学而言是比较准确的，但是对于上不上中学却有可能出现很大的误差。针对这个问题，笔者认为实践中有两个相对可行的策略。第一是尽可能地将那些影响处理变量在“各个”处理水平之间转化的混淆变量都纳入广义倾向值的估计中去。需要指出的是，由于预测广义倾向值得分的目的是尽可能地准确预测广义倾向值而不是看哪些变量显著，因此研究者并不需要考虑潜在的共线性问题。因为即使共线性存在，我们只要能够更为精确地预测倾向值得分就可以了。当然，这样做会面临另外一个困境，即很多理论上指出的需要考察的重要预测变量在具体的研究数据中往往不能够全部涉及（例如一般的社会调查不会问个体的高考成绩这一衡量个体智力水平的重要指标）。面对这个问题，第二个策略是在完成广义倾向值得分之后进行敏感性分析以考察是否在估算广义倾向值得分的过程中遗漏了关键的混淆变量。通过敏感性分析，我们可以对预测广义倾向值得分的模型有一个基本的把握，即看出是否一个潜在的没有被观察到的混淆变量会影响到广义倾向值得分的预测。关于敏感性分析的基本原理，我们已经在第3章中予以介绍。

其次，倾向值回归调整与倾向值加权的一个重要区别在于前者是参数性估计（parametric estimation）而后者是非参数性估计（nonparametric estimation）。和常规的参数性估计一样，倾向值回归调整也会面临模型形式（model form）上的限制。在上文中为了叙述上的便利，笔者只是列举了一个简单的一元回归模型Yi
 （t）＝α（t）＋β（t）×Pi
 （t）＋ε（t）。但是在具体的操作过程中，广义倾向值得分Pi
 （t）与因变量Yi
 （t）的取值之间可以呈现多种关系（例如非线性关系或者呈现多个波峰、波谷的波浪形关系）。因此，假定一种线性一元回归关系很明显是过于简单了。平野圭佑以及伊姆本斯也认识到了模型形式对于倾向值回归调整的限制，因此他们指出研究者需要考察广义倾向值得分的二次方形式以及广义倾向值得分和观测到的处理变量取值t之间的交互项，即建立如下模型：
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这个模型要比上文所列举的简单一元回归模型复杂很多。然而，笔者认为，这个复杂模型虽然更容易把握广义倾向值得分和因变量之间的非线性关系，但研究者依旧无法了解这个模型是不是一个理想的、和经验一致的模型。鉴于此，笔者认为在具体的操作过程中需要综合考查多种模型形式下的模型拟合程度，通过模型选择方法（例如贝叶斯因子）选出一种最佳的模型形式。或者，研究者也可以通过经验性的平滑法（smoothing）等非参数性方法来预测个体的广义倾向值得分（例如贝叶斯线性累加回归树）。相比平野圭佑以及伊姆本斯预先设定好的复杂模型形式，多模型形式下的选择以及基于机器学习原理的非参数模型拟合无疑在操作性上更为简便也更为直观，同时也更能够为研究者提供一种衡量模型拟合效果的统计指标。

再次，需要指出的一点是，广义倾向值方法也同样适用于连续型的处理变量。连续型的处理变量可以看作多类别处理变量扩展到了无限多的类别。但是和二分型以及多类别处理变量下的倾向值匹配模型相比，针对连续型处理变量的广义倾向值匹配却无法计算出特定处理变量取值水平t下的概率。这是因为严格意义上讲T的取值是无限连续的，因而我们不知道某一个特定取值下的概率是多少。鉴于此，我们的广义倾向值P（t）就不再停留在简单的预测概率之上，而是转而在给定预测变量X的条件下处理变量取值为t到Δt这个区间时的概率密度（probability density）。其中Δt代表一个很短的区间。假定其概率密度函数为f，则连续型变量下的广义倾向值得分就是fT|X
 （t|x）。通常情况下，我们会假定连续型的处理变量的条件概率分布遵循正态分布，即：
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基于这一假定，处理变量取值为t时的广义倾向值得分即概率密度就变成：
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在得出P（t）之后，后续的研究就可以采取倾向值回归调整或者倾向值加权了。

最后，和二分类的倾向值匹配一样，广义倾向值模型也需要满足一系列的假设条件。其中最关键的一点在于非混淆性假设（unconfoundedness hypothesis）。基于这一假设，在控制了广义倾向值得分P（t）之后，个体的因变量取值Y（t）与进入处理变量特定类别t的概率相互独立。如果用I（t）＝1表示个体选择了处理变量特定类别t，而I（t）＝0则取值为别的类别。那么用数学表达式表示非混淆性假设，则为：

Y（t）⊥I（t）|P（t）

由于这一表达式只是将传统倾向值模型非混淆性假设中的倾向值得分代替为广义倾向值得分，这里不再赘述。


 4.2　因果中介模型：对因果关系中间机制的探索

常规的倾向值匹配方法所关注的是两个变量之间的直接因果关系，因此往往没有专门探讨它们之间的中间机制。政治学家今井浩辅（Kosuke Imai）等人将这种探索因果关系的方法称为“黑箱”（black box）式的因果分析路径（Imai et al. 2011）。根据这种路径，研究者知道一个黑箱的输入变量（处理变量）和这个黑箱的产出变量（因变量），但是黑箱之内的情况却无法得知。很明显，这种传统的探究因果关系的方式并不适合社会学的经验研究和理论验证。很多时候，我们希望能够确定一个因果链条，其中处理变量作用于中介变量，而中介变量进一步作用于因变量。由此，我们不仅仅能够知道处理变量是否影响因变量，还能够知道处理变量是通过什么途径来影响因变量的。中介分析在心理学研究中早已经得到了广泛的应用（例如MacKinnon et al. 2007）。然而，已有的中介分析模型大多没有考察反事实的因果分析框架，因此从统计学意义上来讲其并不能够称得上是严格的因果性探索。此外，对中介模型予以拓展的常规的结构方程模型更多的是将不同的变量按照一定的顺序排列，然后通过某种结构性的连接来估计其相互关系。但是，同样的，结构方程模型中的显著性的相关系数严格来讲并不能够确定一种基于反事实框架下的统计因果关系。为了确立一种因果性的中介模型，一些假设条件是需要满足的。为了更好地理解因果性中介分析，这里有必要对传统的中介分析模型进行简要的考察。


 4.2.1　传统中介分析

具体而言，传统的中介分析一般立足于以下三个方程：
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在上面的三个方程中，Y和X分别是因变量和处理变量，i1、i2和i3代表的是不同方程下的截距，M则是中介变量。其中a、b、c和c′是各个变量的系数，e1、e2和e3则是各自模型的随机扰动项。

在经典的巴郎-肯尼（Baron-Kenny）中介分析中，一个中介关系的确立需要四个条件。首先，c要在统计上显著，也就是说X要对Y有显著的作用。其次，处理变量X也要对M有显著的解释作用，即a要在统计上显著。再次，当中介变量M和处理变量X都放入模型的时候，中介变量要在统计上显著。最后，处理变量X的系数在引入中介变量M以后要变小。也就是说，回归系数c要比回归系数c′大。在满足上述这四个条件以后，中介关系有两种基本的表达方式，[image: ]
 或者[image: ]
 （MacKinnon＆Dwyer 1993）。这里[image: ]
 以及[image: ]
 都是上述模型中各个系数对应的估计值。[image: ]
 是比较直观的，因为[image: ]
 代表X对于M的作用，而[image: ]
 代表M对Y的作用，通过传递，[image: ]
 也就代表X如何通过影响M而间接影响到Y，即所谓的中介效果。[image: ]
 也是比较直观的，[image: ]
 代表X对于Y的效果，其中包含中介变量M的作用。而[image: ]
 则是在扣除中介变量M以后X对于Y的效果。很明显，[image: ]
 就是X对Y的解释作用中M的效用，即中介效果。



实际上，上述两个表述中介效果的方式（[image: ]
 和[image: ]
 ）彼此是相通的。麦金农（Mackinnon）等人通过图示的方式展示了这一点，具体如图4-1所示。

[image: ]
图4-1　传统中介模型举例

资料来源：MacKinnon，Fairchild，＆Fritz（2007：600）。



在图4-1中，假定我们的处理变量X是一个0/1变量，那么图中分别表述了上面指出的三个表达式。我们不难看出，b作为回归线的斜率，其值等于（c-c′）÷a。由此换算，ab＝c-c′。

虽然传统的回归中介分析在心理学领域内有着极其广泛的应用，但是无论是[image: ]
 或者[image: ]
 ，本质上还是就不同变量之间的相互关系来进行讨论的。我们通过这种分析得出的结论并没有有效地结合反事实框架下的因果推断规则。因此严格来说还是停留在相关关系的分析之上。

那么，是不是传统的中介分析完全无法进行因果推断呢？答案也并非如此。正如随机实验可以帮助研究者进行因果推断一样，如果一个因果链条是依据随机实验的方式完成的，那么中介相关关系本身也就能够代表一种中介因果关系。然而，和仅关注因变量、处理变量二者关系的“黑箱”式的随机实验相比，中介模型中的随机实验设计要更为复杂。这是因为我们不仅仅要将处理变量X随机分配给被研究的个体，还要将中介变量M也随机进行分配。这对于一般的研究设计而言是十分困难的，因为一旦一群个体被分配至特定的X以后，我们很难再将他们合并起来进行二次随机分配。但即使如此困难，在心理学实验中确实开发出了这样的设计。这种设计通常被称为“双随机化设计”。

针对“双随机化设计”，一个被广泛引用的例子是由沃德等人（Word et al. 1974）在1974年的一篇文章中介绍的实验设计。这个设计的目的是希望了解刻板印象（stereotype）是否通过影响非言语性的行为来间接地导致和刻板印象相一致的行为。具体而言，沃德等人是这样进行实验的。在第一步实验中，一组白人面试官被随机分配给黑人或者白人候选人。其中，处理变量是有关种族的刻板印象（黑人/白人），而此时的因变量（也就是整个实验设计中的中介变量）则是一系列的非言语性行为，例如是否身体前倾、眼神是否有直接交流、肩膀的方位以及与候选人的距离远近等。在这一步，因为候选人的种族是随机分配给面试官的，因此这里的实验可以看作随机实验。在第二步实验中，处理变量变成了第一步实验中的因变量，即一系列的非言语性行为，而因变量也就是我们关心的因变量，即与刻板印象相一致的行为，这里主要包括面试官对候选人的评价等。在第二步的实验设计中，第一步实验中的白人候选人被要求面试第一步实验中的面试官。换句话说，第一步实验中的白人候选人和白人面试官在第二步实验中进行了互换。假定第一步实验中白人面试官面对黑人候选人时的非言语性行为表述为Mb，而面对白人候选人时的非言语性行为表述为Mw，那么在第二步实验中，经过角色互换后的面试官（也就是第一步中的候选人）被随机要求按照Mb或者Mw的方式来面试候选人（也就是第一步的面试官），并记录下他们对于此时的候选人的评价。至此，整个实验结束。综合上面的实验设计可以发现，作为处理变量的刻板印象与作为中介变量的非言语性行为在两步实验中都是随机分配的，因此我们可以认为通过这种实验设计得到的结果是一种因果性的中介效果。

当然，需要指出的是，这种实验设计本身也不是没有任何缺陷。在评价沃德等人的研究时，斯宾塞等人（Spencer et al. 2005）指出了类似的双随机化实验设计的四个问题。首先，中介变量本身可能很难测量。沃德本人的实验因为关心的是具体的行为，所以相对而言比较容易测量。但是如果中介变量涉及的是一系列的心理过程，测量问题就会出现。其次，随机化过程要求研究者能够很好地控制处理变量与中介变量在研究群体中的分配，但是这也取决于我们的研究主题。很多时候恰恰是这种控制性难以完成。再次，沃德等人的实验设计分为两部分，分别对应于处理变量和中介变量的关系以及中介变量和因变量的关系。而斯宾塞等人的问题则是，第一步实验中的非言语行为和第二步实验中的非言语行为真的是一样的吗？的确，斯宾塞等人提出的这个质疑确实对沃德等人的研究提出了很强的挑战。在第一步实验中，非言语性行为是个体自发产生的。而在第二步实验中，非言语性行为是由实验设计者分配给被研究个体的。从这个意义上说，虽然同为非言语行为，但是其起到的效果似乎应该是不同的。因为在第二步中，新的面试官被要求“按照”某种方式对待新的候选人，而他们做的是否能够和第一步面试官的“自发”状态完全一样无疑是要打一个问号的。最后，类似沃德的双随机化实验设计很难帮助研究者了解中间变量对于处理变量和因变量之间关系能够解释掉的比例。面对这种种限制，在社会科学具体研究设计中，双随机实验是十分少见的。也正因为如此，传统的中介分析更多的是在呈现一种相关关系，而非严格意义上的因果性中介。那么，我们如何才能够将反事实框架与中介分析结合起来呢？普林斯顿大学政治科学系的今井浩辅（Kusuke Imai）及其同事对这一问题进行了深入的探讨（Imai，Keele，＆Tingley 2010，2011；Imai，Keele，＆Yamonoto 2010）。


 4.2.2　因果中介模型

正如传统的倾向值方法需要满足非混淆性假设一样，一个因果中介模型也同样需要满足非混淆性假设。然而，传统的倾向值模型因为只是关注处理变量和因变量二者之间的关系，所以其非混淆性假设只是要求在控制了一系列的其他混淆变量X之后，因变量取值Y与是否接受处理变量某个水平t的概率I（t）相互独立。但是在因果中介模型中，因为存在三个变量（处理变量、中介变量和因变量），所以就需要两组非混淆性假设以限定它们两两之间的关系。
(3)

 具体而言，今井浩辅及其同事认为一个因果中介模型得以成立需要满足“连续阶段性”的非混淆性假定。其具体表达式如下：
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在上面的数学表达式中，Yi
 ［t，M（t）］是指在处理变量取值为t，中介变量取值为M（t）的情况下因变量的取值。Ii
 （t）＝1表示个体i选择了处理变量类别t，Ii
 （t）＝0则表示此个体取值为别的处理水平。连续阶段性的非混淆性假定I意指在控制了一系列的变量X之后，个体i的因变量取值Y和接受某个处理变量类别t的概率Ii
 （t）之间是相互独立的。很明显，连续阶段性的非混淆性假定I就是传统倾向值匹配的非混淆性假定，唯一的区别在于因变量不仅仅是由处理变量的取值t决定，还由中介变量M（t）决定。连续阶段性的非混淆性假定II则限定当个体i的处理变量取值已定（T＝t），且控制了一系列的混淆变量X之后，这个个体在中介变量上的取值Mi
 （t）和因变量Yi
 是相互独立的。结合连续阶段性的非混淆性假定Ⅰ和Ⅱ，我们就能够理解为什么这里的非混淆性假定被称为“连续阶段性”的。首先，从X出发，则Ii
 （t）和Yi
 ［t，Mi
 （t）］相互独立，然后将Ii
 （t）考虑在内，则Mi
 （t）和Yi
 ［t，Mi
 （t）］相互独立。如果连续阶段性的非混淆性假定Ⅰ和Ⅱ都满足，我们就可以探索因果中介模型了。

具体而言，今井浩辅等人认为在因果中介模型中，处理变量对因变量的因果关系主要分为两类：一个是T不通过中介变量M直接作用于Y，这个关系可以称为直接因果效果（causal direct effect）。另一个则是T通过中介变量M作用于Y，这是中介因果效果（causal mediation effect）。

对于特定的个体i而言，直接因果效果可以表述为：
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这个表达式的意思是，无论中介变量的取值Mi
 （t）是多少，我们只关心处理变量T的取值变化（1和0）能够带来多大的因变量Yi
 上的取值变化。例如，当中介变量是处理变量取值为1的值时，那么直接因果效果就是Yi
 ［1，Mi
 （1）］-Yi
 ［0，Mi
 （1）］。同理，当中介变量是处理变量取值为0的值时，那么直接因果效果就是Yi
 ［1，Mi
 （0）］-Yi
 ［0，Mi
 （0）］。当然，Yi
 ［1，Mi
 （t）］和Yi
 ［0，Mi
 （t）］不可能同时观测到，所以和常规的倾向值匹配一样，我们需要考察群体层面上的平均效果。

个体层面上的中介因果效果则可以表达为：
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和直接因果效果的逻辑类似，中介因果效果关注的是无论处理变量T取值如何，中介变量M因为处理变量取值变化而变化［Mi
 （1）和Mi
 （0）］所带来的因变量的取值变化。和传统倾向值匹配模型一样，Mi
 （1）和Mi
 （0）是不可能同时观测到的。

将个体层面上的中介因果效果与直接因果效果取平均值，我们就得到了群体层面上的平均效果。平均直接因果效果（average direct effect，以下简称ADE）和平均中介因果效果（average causal mediation effect，以下简称ACME）可以表述为：
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在了解了基本原理以后，我们如何估计中介因果效果与直接因果效果呢？今井浩辅等人提出了一种非参数性的估计方法。具体而言，他们首先用处理变量T以及其他混淆变量X去预测中介变量M的值，即建立以下的模型：
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通过常规的估计方法（例如最小二乘法或者最大似然法等）可以估计出α、β、γ以及[image: ]
 。然后分别针对每个研究个体预测其M（0）和M（1）的值，即[image: ]
 和[image: ]
 。在得到这些预测值之后，再将它们作为预测变量和处理变量T以及其他混淆变量X一起来预测因变量Y，即建立如下模型：
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同理，我们可以估算出系数的估计值[image: ]
 和[image: ]
 。基于这些估计出来的系数，我们就可以进一步预测Yi
 ［1，Mi
 （t）］、Yi
 ［0，Mi
 （t）］、Yi
 ［t，Mi
 （1）］以及Yi
 ［t，Mi
 （0）］。结合上面平均直接因果效果以及平均中介因果效果的公式，平均直接因果效果与平均中介因果效果也就能够计算出来了。


 4.2.3　方法论评价

在实施因果中介分析的时候，以下几点需要特别注意。

首先，因果中介模型和传统的倾向值方法相比，不同的一点在于过去的倾向值方法是用一系列的混淆变量X去预测倾向值得分，即用X预测个体接受处理变量某个特定水平t的概率。而在中介模型中，X似乎只是被用来预测中介变量M的取值以及因变量Y的取值，而没有被用来去直接预测t。这种理解实际上是不准确的。根据连续阶段性的非混淆性假定I，我们可以知道，控制了X实际上也就是控制了个体接受处理变量某个取值类别t的概率P（t）。在此基础上，我们才能够进行中介分析。鉴于此，我们可以说因果中介分析是建立在能够利用X有效估算个体接受处理变量某个特定水平t的概率的基础上的。所以，一个更为贴切的表达应该是：混淆变量X在中介分析时实际上不仅仅用于计算倾向值得分，还要用于计算中介变量的取值以及因变量的取值。也正是因为如此，今井浩辅等人也反复强调了研究者应当尽可能地将相关的可以影响t、M以及Y的那些混淆变量考虑在内。

其次，尽管X需要尽可能全面，但是在进行因果中介分析的时候一个非常重要的原则是X绝不能够包括任何受到处理变量T影响而发生在T之后Y之前的变量。换句话说，所有的混淆变量X代表的都是在个体接受处理效应之前的变量，而不能是处理变量“产生”出来的变量。这个问题在过去的倾向值方法中也是存在的，即：在预测倾向值得分的时候，研究者不能够将实验开始以后产生出来的某些变量放到X中，否则将会出现“倒果为因”或者“用结果预测原因”的谬误。例如，当我们计算上大学的倾向值得分时，我们不能够将个人的单位性质放到混淆变量X里面，因为单位性质是在实验开始（即上大学）之后发生的。

相比较而言，这种“倒果为因”的谬误在传统的倾向值方法中比较容易避免，但是在因果中介分析中却很容易发生。这是因为，研究者在中介分析中往往将注意力集中于因变量身上，从而更加愿意尽可能地控制那些可能会影响因变量取值的变量。在传统的回归模型中，这样做无可厚非，但是在中介分析中，“过度”的控制可能会让研究者“低估”（underestimate）某个特定自变量的效果，因为我们在控制这个自变量的“后果”的同时也就将这个自变量对因变量的某种处理效果给控制起来了。无疑，这样做得到的结果并不能够准确反映自变量的综合处理效果。

例如，假设如图4-2所示，我们希望知道大学教育如何通过影响收入来提高个人的幸福感。这里个人的单位性质可以近似看作在大学教育之后、个人幸福感之前的另外一个可能的中介变量。由于这个变量既能影响个人的幸福感（通过线A）又能影响个人的收入（通过线B），我们很自然地希望控制单位性质以求得到个人收入对于幸福感的“净效果”（控制线A、线B下的线C所反映出的效果）。然而，这样操作的话我们实际上低估了大学教育的作用，因为大学教育对于收入的影响很重要的就是通过单位性质来实现的。如果控制了单位性质，大学教育—收入—幸福感这条因果关系链条中大学教育的作用就是单位性质这个因素之外大学教育的作用，无疑这个估计低估了大学教育对于幸福感的功能。换句话说，控制了单位性质以后，研究者就无法准确地估算大学教育的因果性中介效果了，我们得到的最多只是个人收入如何因果性地决定幸福感而已（即线C）。
(4)

 在这种情况下，我们又回到了传统的关注两个变量（收入和幸福感）因果关系的分析路径上来，而偏离了因果性中介分析的路径。从本质上讲，这里之所以控制了单位性质会破坏大学教育—收入—幸福感的因果中介分析，原因在于多个中介变量所带来的混淆误差，这在下面会具体探讨。
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图4-2　大学教育、收入、单位性质与幸福感之间的中介关系



再次，正是因为我们不可以控制那些出现在处理变量之后、因变量之前的其他中介性变量，我们就很容易在X中遗漏关键的预测倾向值得分的变量。所以，今井浩辅等学者提出在进行因果中介分析的时候需要辅以敏感性分析。和传统的罗森鲍姆敏感性分析（Rosenbaum 2002）一样，这里的敏感性分析也是希望考察是否在X中遗漏了可能的关键的混淆变量。具体而言，今井浩辅等学者提出了两种敏感性分析策略。第一个分析策略是看中介变量预测模型的随机扰动项ε1
 和因变量预测模型的随机扰动项ε2
 之间的相关系数。如果可能的混淆变量X都已经考虑到了，这个相关系数应该接近于0，因为ε1
 和ε2
 中已经没有共同的被忽视的某个或者几个变量来将这两个随机扰动项联系起来。另外一个分析策略是看某个潜在的被忽视的变量x对于中介变量预测模型以及因变量预测模型的解释程度。具体而言，我们可以看某个潜在的被忽视的变量对于中介变量预测模型的[image: ]
 以及因变量预测模型的[image: ]
 的乘积的解释程度，其中[image: ]
 和[image: ]
 分别是用x去预测中介变量和用x去预测因变量所得到的方差解释比例。如果这些解释比例的取值很高，则表明这个被忽视的变量是十分重要的，否则，则可以忽略这个混淆变量x。

最后，笔者希望提及的一点是，中介因果模型虽然精致，但是在实际应用的过程中往往面临很多制约。其中一个很重要的制约因素是对多个彼此相关的中介变量难于处理。在社会学的经验研究中，很多中介关系涉及两个或者多个中介变量，这些中介变量之间往往是彼此相关的。例如，医学社会学研究中发现教育可以提高个人的健康状况，其中的中介变量可以是经济地位、自控能力（the sense of control）以及生活习惯等。很显然，这些中介变量之间彼此存在比较强的相关性。这种相关性使得研究者在关注其中一个中介变量的效果时总是会受到其他中介变量的干扰，而对其他中介变量的考察也一样被干扰。其结果就是，无论就哪一个中介变量而言，都无法探究其“净中介效果”。这里之所以多个中介变量的相关性会破坏因果中介分析，是因为各个中介变量都是受到处理变量T影响的。例如在图4-2中，收入和单位性质都受到了大学教育的影响，因此在分析大学教育通过收入影响幸福感时，我们无法区分大学教育是通过收入影响幸福感，还是大学教育通过单位性质，然后再通过收入影响幸福感。也就是说，我们无法区分D→C和B→E→C这两条路径，进而我们也就无法估计出纯粹的D→C效果。


 4.3　因果关系的异质性

无论是回归模型还是传统的倾向值模型，它们所关注的都是一个变量对另外一个变量在某个特定群体中的平均效果（即ATE）。这种对平均效果的关注隐含的假设是对于这个群体中的个体而言，处理变量和因变量的关系是处于同一水平的，或者说是同质的（homogeneous）。例如，我们在分析大学教育的经济回报的时候，通过倾向值方法得到的平均处理效应会被看作适用于我们所研究的这个群体中的每一个人。只要人们上了大学，他们的回报“平均而言”就是等于某个特定的值。在过去的十几年中，社会学以及经济学领域内的研究都发现这种“同质性”的因果关系假定并不足以体现出因果关系的复杂性（Brand＆Halaby 2006；Dale＆Krueger 2002）。相反，越来越多的学者提出，处理变量对因变量的关系对于不同的个体而言是不同的，即因果关系存在异质性（heterogeneity）。如何利用倾向值模型来探索异质性的因果关系就成为倾向值方法的一个重要发展方向。

首先需要指出的是，在计量经济学的近期方法论发展中已经有学者提出很多相关的模型用来分析异质性的因果关系。例如，诺贝尔经济学奖得主海克曼（James Heckman）提出了边际处理效应（marginal treatment effect）模型（例如Heckman et al. 2006）。基于这个模型，研究者可以分析处理变量对因变量的因果关系针对人们进入某个项目的不同概率（也就是我们这里所说的倾向值得分）而体现出来的异质性程度。海克曼的边际处理效应模型已经被广泛地应用于人力资本分析以及医学研究中（Basu et al. 2007；Carneiro et al. 2011）。此外，根据计量经济学家李奇（Qi Li）和拉辛（Jeff Racine）所提出的非参数的局部线性核心方法（local linear kernel method）（Li＆Racine 2004），很多研究者也分析了高等教育的异质性回报（Henderson et al. 2006；Zhu 2011）。对于这些计量经济学方法的讨论将放在本章附录。这里笔者主要讨论的是社会学研究中被广泛使用的另外一个探究异质性因果关系的方法，即布兰德（Jennie Brand）和谢宇的多层次分析方法（Brand＆Xie 2010）。


 4.3.1　基于倾向值的多层次分析方法

多层次分析的基本逻辑来源于传统的多层次模型（multilevel model）。一般来讲，如果我们认为某个变量的系数呈现某种随机效应（random effect），而且这种随机效应可以由更高层面上的某个变量予以解释，那么我们就会在模型设定时采取多层次模型。例如，学生的智力水平可能影响学习成绩，但是不同的学校环境有可能会影响智力水平对学习成绩的效果。这里我们假设学校所处的地区会影响智力水平对学习成绩的效果，并进一步设定在大城市的学校中学生的智力水平对学习成绩的影响有可能被淡化，而在农村的学校中学生的智力水平对学习成绩的影响非常明显。如果出现这种情况，我们便需要采取多层次模型将个人层面上智力水平对学习成绩的系数设定成随机效应，然后利用学校地区类别这个更高层面上的变量来解释随机效应。这种多层次模型可以通过图4-3表达。
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图4-3　智力水平对不同类型学校学生的学习成绩的影响



在图4-3中，超越个人层面的学校类型分析表明，学校所在地区会影响到处理变量（智力水平）对因变量（学习成绩）的效果。学校地区类型的效果体现在从农村到城市智力水平对于学习成绩的效果的线性下降。这里的基本逻辑是将个体按照其学校所处地区进行分组，然后看不同组之间是否在某种变量效果上体现出差异，这就是“多层次模型”的分析策略。
(5)



采取同样的分析策略，我们也可以探究某种因果关系在不同群体之间是否体现出异质性。我们都知道，倾向值得分所表达的是个体接受某种处理（treatment）的概率。通过相应的逻辑斯蒂或者Probit模型，我们就能够估算出每个个体的倾向值得分。这时，我们需要做的是将倾向值得分接近的人分配到一组中。按照倾向值得分由小到大的顺序，我们会得到不同的倾向值得分小组。其中，组内的个体倾向值得分接近，组间的倾向值得分有显著差异。很明显，从倾向值得分低的小组过渡到得分高的小组表示接受某种处理的概率由小到大。这时，在每一个小组中，我们通过常规的统计方法（回归模型、方差分析或者简单的相关分析等）来计算处理变量对因变量的效应并由此得到代表这个效应的系数。之后，我们会看不同小组的系数之间是否会在小组之间体现出某种特定的模式（上升、下降或者维持恒定）。通过这种方法，我们就可以分析出因果关系是否因为接受某种处理的概率不同（也就是不同小组）而体现出异质性。

这里列举一个例子来展示上述的方法。布兰德和谢宇在2010年的《美国社会学评论》上发表了论文《谁从高等教育中获益最大？》（Brand＆Xie 2010）。其中，他们使用了上述的方法分析了个体的高等教育的收入回报是否会随着个体接受高等教育的概率不同而不同。这里展示了他们文章中的一个图表，分析的是威斯康星历时调查（Wisconsin Longitudinal Survey）中的女性情况。

在图4-4中，布兰德和谢宇将调查中的个体按照他们的倾向值得分分配到六个小组中。其中第一个小组的倾向值得分取值区间是0到0.05，第二个小组是0.05到0.1，依此类推。在每个小组中，布兰德和谢宇用是否完成大学教育这个变量来预测收入水平，并得到了大学教育的收入回报系数。
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图4-4　大学高等教育回报的异质性举例


来源：Brand＆Xie（2010：289）。



在图4-4中，这些不同小组的回归系数被表示为不同的点。当然，按照不同的年龄段，这些点有着不同的格式（年龄在35岁到36岁的为空心点；年龄在52岁到53岁的为实心点）。在得到这些点以后，布兰德和谢宇进行了多层次分析，即在更高的层次上通过拟合一个线性模型来看这些点是否随着个人接受高等教育的概率变化而体现出某种模式。以年龄在35岁到36岁的这个女性群体为例，可以发现高等教育对收入的影响随着个人接受高等教育的概率的提高而下降。布兰德和谢宇称这种模式为“负选择误差”（negative selection bias），其隐含了某种程度的社会不平等。对比图4-2和图4-3，我们可以发现，布兰德和谢宇的分析在每个小组内部用高等教育来预测收入水平是个体层面上的分析，而在不同小组之间的分析则是更高层面的分析，也就是所谓的多层次分析。这和图4-3中在学校层面上探讨智力水平对于学习成绩的影响的分析逻辑是一致的，即都采用了某种多层次模型的路径。


 4.3.2　方法论评价

布兰德和谢宇所采用的分析异质性因果效应的方法实施起来简单易行，并且其背后的多层次模型逻辑也一目了然。这些优点使得多层次分析方法得到了广泛的运用（Brand 2010；Brand＆Davis 2011）。然而，在具体应用的时候，有几点需要予以特别注意。

首先，和所有的倾向值统计模型一样，多层次分析建立在对倾向值得分的准确预测的基础之上。可以说，倾向值得分预测的准确与否对于多层次分析尤为重要。这是因为增加或者减少一个预测倾向值得分的变量x就有可能改变大部分甚至全部被研究个体的倾向值得分，从而使得最后的分组结果出现不同。自然，分组结果不同就会改变多层次分析的结果，亦即图4-4中的回归线的走向以及系数显著与否。换句话说，如何有效预测倾向值得分成为多层次分析成功与否的关键。对于这个问题，一个常规的做法是拟合很多预测倾向值得分的模型，然后按照一定标准（例如贝叶斯模型选择方法等）来选取一个最佳模型。但是在具体的分析过程中，这一模型选择过程往往并不被学者们所重视。相反，学者们习惯于依照自己的理论背景、学术经验来判断应该在预测倾向值得分的时候用什么样的混淆变量。这样做的结果便是多层次模型的拟合过程具有一定程度的主观性。那么，结论的稳健性就会受到一定程度的影响。

需要指出的是，在传统的倾向值匹配研究中，对于特定混淆变量x的忽视是没有问题的，因为我们需要的是尽可能准确地预测倾向值得分，而不是看哪些变量能够显著地影响倾向值得分的预测。换句话说，研究者只要尽可能地将潜在的有关联的混淆变量放进来就行了，而不需要关注哪些是显著的，哪些是不显著的。但是这种分析思路对于多层次分析是不合适的。例如，两个预测倾向值得分的模型在拟合优度上有可能是一样的（例如虚拟R2
 一样大），只是一个模型多加了一个不显著的预测倾向值得分的变量x′。对于传统的倾向值匹配模型而言，这两个模型是一样的，因为它们有着近似的预测倾向值得分的能力。但是对于多层次分析而言，这个多加的不显著变量x′有可能使得根据这两个模型预测的倾向值得分有所不同，这种不同会最终影响多层次分析的结果。之所以增加一个不显著的变量x′会改变倾向值预测得分是因为倾向值的预测需要保证所有被考虑到的预测变量X在实验组和控制组之间达成平衡，无论这个预测变量是否显著。因此，增加一个不显著的变量有可能不会改变模型的拟合优度，却有可能改变预测的倾向值得分，从而改变多层次分析的结果。之所以两个采取同样的数据、同样的变量的研究者有可能会得到完全不同的结论，有可能就是因为其中一个研究者在预测倾向值得分的时候多纳入一个不相关的变量。这种预测倾向值得分时的敏感性无疑需要予以特别注意。

其次，多层次分析对于第二个层次数据的细微变化是十分敏感的，因此其稳健性（robustness）有可能比较差。在布兰德和谢宇的模型中，第二个层次的分析是在不同小组的点之间建立一个线性模型。然而仔细审视这个模型可以发现，这些模型所依据的数据实在是太少了。在图4-4中，每一条回归线所依据的只有六个点，即六个小组中的因果效果。可想而知，依据六个点的数据进行回归分析会使得这个回归模型存在两个主要问题。第一，这个回归模型的斜率系数很容易变得不显著。第二，任何一个点的细微变化（例如某个小组的点上升或者下降一个很小的程度），都会立刻使回归模型产生巨大变化。实际上，布兰德和谢宇的多层次分析模型的斜率系数也是不显著的。正是因为这种不显著性，图4-4所展示出来的结论严格来讲只能作为一种描述性的结论来解读，而无法通过统计检验。无疑，这使得模型的解释力下降了很多。那么在多层次分析中这个问题能不能够解决呢？布兰德等人在其2010年的论文之后先后开发了相应的统计模块，利用非参数的平滑方法来进行多层次分析。换句话说，利用非参数方法，在图4-4中就不再是拟合一个线性回归模型，而是拟合一个平滑线，以此来看不同小组的因果关系是否体现出异质性。非参数的方法要明显优于基于线性模型的参数方法，但是这依然无法改变二层次分析结果较低的稳健性。从某种意义上说，通过非参数的平滑法进行二层次分析还是依据有限的数据点进行的数据描述。所以，一个看似可行的方案是通过增加倾向值得分的小组数量来增加第二个层次分析的数据量（即增加点的数量），从而提高二层次分析模型的可靠性。很遗憾，这个做法在操作的时候很难执行。倾向值得分的区间最大只能在0到1之间，而倾向值得分的分组依据则是倾向值得分的接近程度。一般而言，倾向值得分差距在0.01的个体应该算作一组。所以我们不可能在0到1之进行无限度的细分（例如将个体的倾向值得分在0.0001的等级上进行分组），以求得到更多的倾向值分组。所以，我们最后得到的倾向值得分小组的数量基本上都是十分有限的。此外，即使能够建立很多倾向值小组，我们又会面临另外一个问题，即：在特定的样本量下，更多的小组意味着每个小组中的样本量就会十分有限。对于一个有限的样本量而言，针对每个小组内部进行的诸如回归模型等分析就有可能面临统计检定力（power）低的问题。自然，这也对于后续的结论产生影响。因此，一个特定研究中能够建立多少倾向值得分小组从某种意义上说并不是由研究者决定的，而是由数据本身的特征决定的。此外，过度增加倾向值得分小组的数量会损害每个小组内分析的统计检定力。鉴于此，在操作中我们实际上并不能够通过提高倾向值得分小组的数量来提高第二个层次模型的稳健性。


 4.4　结论与讨论

在过去的十几年中，基于倾向值得分的统计方法得到了长足的发展。本章从因果关系的多类别性、因果中介关系以及异质性因果关系三个方面系统梳理并且评论了倾向值方法在这些方面的新进展。对于社会学经验研究而言，这些新的方法论发展无疑可以帮助研究者建构更加细致的统计模型，以帮助其验证并且发展相关的理论。

然而，正如上文中所论述的那样，对于这三种倾向值理论模型的扩展都涉及满足诸多假设条件以及实际性操作过程中的“陷阱”。对于这些假设条件和“陷阱”的全面认识是极其重要的，否则研究者很容易得出误导性的结论。综合考察上述方法，我们可以发现，无论是在哪种分析情境下，最主要的一点还是在于如何尽可能准确地估算倾向值得分，这一点无论是针对二分的倾向值还是针对广义倾向值均是如此。然而，对于使用大规模调查数据的社会学研究者而言，如何准确地估计倾向值得分恰恰是最大的制约因素。

第一，我们很难在已有的数据中寻找到自己需要的所有可以预测倾向值得分的混淆变量。严格来讲，如果一个被忽视的变量可以十分显著地影响倾向值得分从而使得相应的敏感性分析结果很不理想的话，整个倾向值匹配的分析过程就变得十分不可靠了。需要指出的是，这里和传统的回归模型中对R2
 变动的容忍是不一样的。因为在常规的回归模型中，研究者并不是十分关注R2
 大一些还是小一些。
(6)

 相反，研究者更关心某一变量的系数是否显著。但是在预测倾向值得分的逻辑斯蒂或者Probit模型中，正如上文所述，我们关心的不是某个系数是否显著，甚至我们都不关心潜在的共线性问题。相反，我们要看这些考察到的预测变量加在一起是否可以准确地预测倾向值得分。此时，R2
 或者虚拟R2
 就变得十分重要了。因为R2
 或者虚拟R2
 取值的大小和所考察的处理变量X是否能够有效预测倾向值得分这一问题息息相关。

第二，能否有效地预测倾向值得分还要看我们所要考察的处理变量T的特征。一个很有意思的现象是，目前对倾向值匹配的运用主要关注的是某种身份变化性的变量，例如是不是大学生，是不是某个项目的参与者，等等，很少有研究者利用倾向值得分去研究幸福感这样的主观问题。其中一个很重要的原因就在于是不是大学生有一个比较清晰的测量，但是幸福感从比较幸福到很幸福的转变本身就是一个相对“模糊”的主观感受，因此我们很难去找到那些相关变量去“精准”地预测一种很微弱的心理变化。所以，如果我们所考察的处理变量的取值是比较模糊的，倾向值匹配的预测就有可能不准确，从而制约倾向值得分方法的使用。

第三，也是本书反复提到的一点，倾向值得分的预测受到模型形式的影响。在用诸多预测变量X去估计倾向值得分时，需不需要将二次方项考察进来，需不需要将交互项考察进来，都是需要研究者具体考虑的问题。正如上文所谈到的，就算是加入一个很无关紧要的变量x′，也有可能改变倾向值的得分，从而改变后续的针对处理效果异质性水平的分析结果。因此，模型的形式往往会左右我们最后的分析结论。

正是因为在预测倾向值得分的时候有如此诸多的“陷阱”，笔者认为，在采用倾向值匹配去进行经验分析时，需要将重点放在建立最优的预测倾向值得分的模型之上。在得到相应的倾向值得分之后，后续的分析基本上就比较直接了。最后需要提及的是，对于因果分析的讨论一直是计量经济学长期关注的主题，因此有很多计量经济模型可以处理倾向值匹配所要处理的问题，例如工具变量以及相关的一套计量方法等，这些方法同样值得社会学研究者借鉴使用。此外，本书所选取的三个主题同社会学经验研究有着密切的关联，但是这些绝不是过去十几年倾向值匹配技术的全部新进展。相比于这些突破，很多新的匹配算法也被逐渐开发出来。只是这一部分和社会学的应用型经验研究并没有十分直接的联系，因此本书不再赘述。


 4.5　附录1：海克曼边际处理效应

与布兰德和谢宇的思路类似，经济学家海克曼也是希望挖掘特定处理效果随着个体接触这种处理的概率的不同而体现出的异质性（Carneiro et al. 2011；Heckman et al. 2006）。换句话说，海克曼希望能够确立处理效应与倾向值之间的关系。与前面介绍的海克曼选择模型一脉相承，在这里海克曼也是建构了两个模型来研究异质性的处理效果。在第一个模型中，海克曼所关注的是个体接触到某种处理的概率。如果用Z表示影响个体接受某种处理的相关混淆变量，用γ′表示这些变量的系数，则个体接受某种处理的概率可以表述为以下两个等式：
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在等式（A）中，D是一个指示变量，代表个体是否接受某种处理。D的取值取决于变量I的值。当I大于0时，个体接受某种处理。反之，当I小于或等于0的时候，个体不接受这种处理。那么，是什么因素影响个体I的取值呢？海克曼从理性选择的理论出发来思考这个问题。具体而言，一个人是否接受某种处理取决于这个处理所伴随的收益和成本。其中，海克曼用一系列的变量Z来预测收益，用一个随机误差项V来代表成本。通过这样的设计，I的取值就能够表述为公式（B）。结合公式（A）和公式（B）我们能够发现，当收益γ′Z大于成本V时，I就大于零，因此D＝1，即个体接受某种处理。需要指出的是，公式（B）虽然是通过经济学的理性人假设建立起来的，其本身并没有脱离常规的回归模型。所以在公式（B）中，γ′Z可以看作一系列的预测变量Z与其系数γ′的乘积，V则是随机误差项，I是因变量。从这个意义上讲，公式（B）本质上是在预测倾向值的得分，即预测个体参与某种处理的概率。

在分析完个体接受某种处理的概率之后，海克曼的第二个模型开始关注处理效应。他在这一步设置了两个模型，分别对应于个体接受处理和未接受处理时的情况。这两个模型如下：
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在这两个模型中，下标1和0分别对应于个案接受和未接受某种处理时的情况，α1
 和α0
 是两种处理水平下的截距，对于同样的处理变量X，受处理的与没有受过处理的个案的回归系数分别为β1
 和β0
 ，二者的随机误差项分别是U1
 和U0
 。对比这两个模型，我们发现除了公共的处理变量X之外，海克曼假设我们所关心的那个处理变量对于因变量的处理效果是φ。结合这两个模型，我们的平均处理效应（ATE）应当是E（Y1
 -Y0
 |X＝x）。然而，海克曼希望回答的问题是，在个体接受处理的概率的不同取值上，这种处理效应会出现什么变化，也就是考察E（Y1
 -Y0
 |X＝x，V＝v）。这个表达式表示的就是海克曼意义上的边际处理效应（MTE）。这里由于V代表I的随机误差，所以它有自身的概率密度函数fV
 和累计概率分布函数FV
 。因此，一个个体参加了某种处理意味着γ′Z＞V。对这个不等式两边同时取V的累计概率分布函数FV
 ，不等式的方向不变，因为累计概率分布函数自身是一个非递减函数。亦即γ′Z＞V↔FV
 （γ′Z）＞FV
 （V）。如果用UT
 来指代FV
 （V）。上述的边际处理效应可以表达成以下形式：
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通过表达式（E）不难看出，边际处理效应实际上是表示当个体接受某种处理的概率在一定水平上的时候，在控制了相关的变量X后，处理效应的大小是多少。由于UT
 代表个体接受某种处理的成本，亦即和个人接受处理的概率呈现某种负相关关系，因此MTE也就表示在特定的接受某种处理的概率下的处理效果的大小。这也在本质上回答了布兰德与谢宇所要回答的问题，即某种处理的大小与接受某种处理的概率之间是否存在某种关联性。对比多层次分析与海克曼边际处理效应模型，我们可以发现其区别在于，布兰德和谢宇的分析相比较而言十分直接，通过把个体按照不同的倾向值得分进行分组，研究处理效应与倾向值本身的关系，而海克曼的边际处理效应直接分析的是处理效应与接受某种处理的成本之间的关系。根据公式（B），这里的成本与估计出的倾向值得分之间是有某种负向联系的，因为倾向值得分本身代表参加某种处理的收益，收益大于成本时则参加处理，收入小于成本时则不参与这种处理。从这个意义上来说，海克曼的边际处理效应模型与布兰德和谢宇的研究一样，在回答类似的问题。

我们这里用一个例子来展示边际处理效应所要传达的信息。假设我们希望利用海克曼的模型来展示布兰德与谢宇所指出的负向选择效应，即大学教育本身的经济回报在那些不容易上大学的人中间更高，那么我们希望能够看到如图4-5所示的模型。

[image: ]
图4-5　海克曼边际处理效应举例



在图4-5中，纵轴表示的是大学教育的经济回报，X轴表示的是具体取值UT
 。由于布兰德与谢宇发现那些很难上大学的人中间会体现出更高的大学教育的经济回报，我们希望发现UT
 取值比较大的那群人中间体现出更高的教育回报，这是因为UT
 代表了上大学的成本（或者称之为困难程度）。自然，那些上学成本高的人相比教育成本低的人而言是更难取得大学文凭的。换句话说，布兰德和谢宇所指出的负向选择效应就应该是在这群很难上大学的人中间呈现更高的高等教育回报。用图示表达就是图4-5所示的向上直线。将这个图与上文中布兰德与谢宇的图示（图4-4）相比，我们可以发现实际上二者表述的信息是一致的，只是一个图中的横坐标是倾向值得分，而另一个则是接受某种和倾向值得分负相关的参加处理的成本。

需要提到的一点是，海克曼提出了很多方法来估算边际处理效应，应用比较广泛的一个方法是局部工具变量法（local instrumental variable，简写为LIV）。这个方法分两步进行，在第一步中计算出相应的倾向值得分P（Z）。在第二步中，将第一步计算得来的倾向值得分作为处理变量的局部工具变量纳入模型来估算处理效应。具体而言，边际处理效应可以表述为：

[image: ]


其中，E［Y|X＝x，P（Z）＝p］表示特定X与倾向值得分取值为p时Y的预测值。

海克曼的边际处理效应模型另外一个很重要的特点是，我们在得出边际处理效应MTE以后可以很容易地计算出平均处理效应ATE，针对实验组的平均处理效应ATT以及针对控制组的平均处理效应TUT。对于平均处理效应，我们只需要针对uT
 取积分就可以了。而针对实验组的平均处理效应则需要MTE乘以一个权重，如果用f来指代倾向值得分的概率密度函数，那么[image: ]
 ，在计算针对控制组的平均处理效应时，相应的权重为wTUT
 ＝[image: ]
 。基于这些权重，我们可以得出不同的处理效应：
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 4.6　附录2：用非参数方法处理效应的变异程度

无论是布兰德和谢宇的多层次分析模型还是海克曼的边际处理效应模型，他们所关注的共同点都是处理效应本身随着接受某种处理的概率大小（或者考察倾向值得分，或者考察“倾向”成本）而产生的变化。无疑，这种处理效应的异质性是十分重要的。但是另一方面，处理效应的异质性问题并不仅仅局限于其和倾向值得分二者之间的关系，另外还有一种处理效应的异质性需要关注，那就是处理效果本身的变异程度（variation）。

统计指标的变异程度对于社会科学研究者而言并不陌生，常见的一个衡量变异程度的指标就是方差（variance），此外，极差（range）也可以用来代表一组数据的变异程度。虽然通常而言衡量变异程度的统计指标是针对特定的数据，但是处理效应本身也可以呈现某种变异程度。还是以大学教育的收入回报为例，如果我们用常规的回归模型来考察两个时间段的大学教育回报，我们可能发现两个阶段的回报没有太大变化。但是这种仅关注平均处理效应的方式并不能够反映处理效应变动的全貌。一个很有可能发生的情况是，虽然不同时间点的处理效应的平均水平基本类似，但是它们的变异程度可能在变化。例如，中国改革之初的大学教育处理效应的变异程度是很低的。只要一个个体上了大学，无论其社会背景如何，他的经济回报相比较而言都是很高的。但是随着中国高等教育的扩招，很多之前没有能力进入大学接受教育的人开始获取大学文凭。此时，大学教育的处理效应就开始呈现越来越大的变异性。也就是说，同样是大学生，两个个体的大学教育回报可能会有很大差别。比较改革之初和今天的大学教育的经济回报，我们似乎可以假设，这种回报的变异程度是在不断加深的。如果我们忽略掉了这种变异程度上的差异而仅仅看平均回报情况，那么我们有可能忽视了处理效应本身一个十分重要的侧面。

那么我们如何来估计处理效应本身的变异程度呢？针对这个问题，计量经济学家李奇和拉辛的非参数模型为我们提供了帮助（Li＆Racine 2007）。具体而言，李奇和拉辛提出了广义核估计（generalized kernel estimation）方法。这个方法可以帮助研究者探索非参数回归模型系数的平均值与坡度（gradient）。具体而言，一个非参数模型可以设定为：
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在这个模型中，yi
 是针对个体i的因变量。m（xi
 ）是我们需要估计的一个未知的平滑方程。[image: ]
 ，其中[image: ]
 是连续型处理变量构成的矩阵，[image: ]
 是分类型处理变量构成的矩阵。

对于方程（J）进行针对x的一阶泰勒展开，我们就有：
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其中β（x）是m（x）针对xc
 的偏导数取值。采取局部线性最小二乘估计（local-linear least squares estimator），我们可以得到δ（x）≡［m（x），β（x）］′相应的估计值，如下：
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在这个表达式中，X代表一个矩阵，其中每一行是（1，[image: ]
 ）。K（x）是核加权方程矩阵。在这个矩阵中，连续型和分类型处理变量的带宽为（h，λ）（Li＆Racine 2007）。假定有s个连续型处理变量和l个分类型处理变量，核加权方程矩阵可以表述为：
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其中，g是连续型处理变量的二阶高斯核（the second-order Gaussian kernel）且带宽是[image: ]
 ，m则是针对分类型处理变量的艾奇森—艾肯核的变体，其中[image: ]
 [image: ]
 （Li＆Racine 2007）。

在估计渐进最优带宽（the asymptotically optimal bandwidth）时，一般是采用最小二乘交叉验证过程（least square cross-validation procedure）（Li＆Racine 2007）。在估计的过程中，我们需要最小化方程[image: ]
 ，其中[image: ]
 是将个体i去除后对m的估计。

通过上述分析，我们实际上可以得到在个人层面上的处理效应β（x）。此时，我们就能够通过常规的分析变异程度的指标来看处理效应本身的变异程度。换句话说，通过非参数回归的方式，我们得到的是一个新的变量，这个变量可以用来衡量某种个人层面上的处理效应。因此，针对这个衡量处理效应的变量，我们能够通过诸如方差等统计量来考察其变异程度。例如，我们可以计算处理效应的变异系数（the coefficient of variation）或者是处理效应的四分位变异系数（coefficient of quartile variation）[image: ]
 ，其中Q75和Q25分别代表第75分位数和第25分位数。此外，一个最为直接的考察处理效应变异程度的方式是直接估算其统计分布，并通过图示的方法展现其变异性。以大学教育的回报为例，胡安宁和希贝尔（Hibel）发现，随着中国高等教育的扩招，大学教育的回报变异程度是在加大的（Hu＆Hibel 2013）。具体而言，大学教育的处理效应在2003年和2010年的分布如图4-6所示。
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图4-6　非参数因果关系异质性模型


图片来源：Hu＆Hibel（2013：7）。



通过图4-6可以很明确地发现，高等教育的回报情况在2003年到2010年的确呈现越来越大的变异性。其中，2003年的分布很“尖”，表明处理效应距离其平均值的变动不是很大。但是到了2010年，处理效应的分布变得扁平了。也就是说，体现出了更大的方差。此时，我们可以得出结论：2010年的处理效应异质性要大于2003年的处理效应异质性。因此，在进行处理效应的分析时，除了关注平均效果之外，处理效应本身在变异程度上的变化也是需要特别关注的。



————————————————————


(1)
  本章部分内容发表于Current Sociology
 ，DOI：10.1177/0011392115589599。


(2)
  这里的X代表一个矩阵，即所有可以预测倾向值得分的混淆变量。


(3)
  为了论述方便，这里假设只有一个中介变量。对于多中介变量的讨论会在下面的论述中涉及。


(4)
  这是因为仅就图4-2的例子而言，收入对幸福感的因果关系中混淆变量是单位性质，而控制单位性质以后我们能够得到收入对幸福感的因果效应。


(5)
  我们不能简单地采用交互效用模型。这是因为多层次数据情况下不同环境的方差不同（例如智力水平和学习成绩在城乡之间有不同的统计分布）。


(6)
  一般而言，社会科学研究中R2
 在10％以上就是能够接受的了。



第5章　因果分析中样本量以及统计检定力的计算问题

在进行社会科学因果关系分析的时候，一个十分重要的考虑因素是样本量问题。这个问题在因果关系分析中之所以重要，是因为一个小样本的分析即使得出某种因果关系，这种因果关系也有可能只是一种“偶然事件”，并不代表某种真正意义上的因果关系。比如在进行新药测试的时候，如果一个医生只有两个病人，一个放到了实验组服用新药，一个放到了控制组不服用任何药物。那么即使我们发现他们的某些症状呈现差异（例如服用新药的人症状减轻，而没有服用新药的人症状加重），我们也难以有十足的自信说这种症状上的差异是由于药物引起而不仅仅是一种偶然事件。同样的，在费舍尔经典的“英国女士品茶实验”中，一位女士宣称她可以准确判断出一杯英国茶是先放牛奶后放茶水还是先放茶水后放牛奶。费舍尔让她品尝了多杯英国茶来判断这位女士是否有能力判断茶水和牛奶的放入顺序。这时，实验A只给这位女士两杯茶，其中一杯是先放牛奶而另一杯是后放牛奶。实验B给这位女士10杯茶，其中5杯是随机先放牛奶，5杯是随机后放牛奶。假设这位女士在这两个实验中都判断对了牛奶和茶水的放置顺序（即实验A中这位英国女士辨识出了哪一杯是先放牛奶的，而在实验B中这位英国女士判断出了哪5杯是先放牛奶的），那么究竟哪个实验更有说服力呢？换句话说，研究者根据哪个实验的结果能够更有自信得出结论说这位女士有准确地品茶能力呢？无疑，实验B是优于实验A的。这是因为在试验A中，即使是靠猜测，一个人能够判断出两杯茶中哪杯先放牛奶的概率是[image: ]
 。但是一个人能够准确地猜中10杯茶中哪些是先放牛奶的概率就只有[image: ]
 。这么低的概率说明仅仅靠猜是不可能答对的。之所以我们在实验B中可以确信我们的结论更可靠就是因为实验B有更大的样本量。

样本量的大小不仅仅对因果推论有着重要的意义，也越来越强烈地影响到常规社会科学研究中的数据收集和资料分析过程。在过去的十几年中，越来越多的社会科学研究者自己收集调查资料进行定量分析。在这个过程中，很多学者都会遇到的问题是：究竟应该收集多大的样本才能算得上“足够大”？一方面，调查研究中问卷的发放受到人力和物力的限制，因此从经济的角度考虑，样本量要尽量小。另一方面，从统计推论的角度看，更多的研究个体可以帮助学者避免因为抽样误差而忽略潜在的显著性变量，因而样本量越大越有助于得到精确的结论。在这样的权衡中，如何通过科学的方法确定自己需要的样本量就尤为重要（Cohen 1990；Kraemer＆Thiemann 1987；O'Brien＆Muller 1993）。

统计分析中样本量的估算是通过检定力分析（power analysis）来实现的。现有的检定力分析方法绝大多数是针对t检验或者方差分析，很少涉及回归模型。这主要是因为应用统计学更多的是使用实验设计的方法进行研究（例如事先将研究个体分配进实验组和控制组），在这些方法中，最后的结果往往依赖于组间均值的比较。由于用于比较组间均值的统计方法主要是t检验或者方差分析，因而现有的检定力分析主要涉及这些方法（Montgomery 2008）。但是，在社会科学研究中，我们比较常用的统计工具是多元回归以及逻辑斯蒂回归。相比较而言，回归模型下的检定力分析以及样本量计算问题在社会学研究中并没有得到充分的关注。

针对这一空白，本章试图通过实例来展示社会科学研究中基于回归模型的样本估算方法。通过预先设定回归模型的某些参数，本章介绍的方法能够帮助研究者在抽样之前了解自身研究所需要的样本量从而为下一步的数据收集提供帮助
(1)

 。此外，对于已经收集好的数据，本章提及的这些方法也能够帮助研究者计算相应的统计检定力（statistical power）
(2)

 。从某种意义上讲，本章的内容不再局限于因果推论，而是可以推广到常规的回归模型分析中。具体而言，下面的讨论分为三个部分：第一部分通过一个直观的例子介绍了样本量的大小对于研究结论准确性的影响。第二部分介绍了线性模型中进行样本量估算的一些通用方法。第三部分展示了如何通过SAS软件来完成样本量估算。


 5.1　为什么需要足够的样本量？

在统计学中，样本量的重要性是和统计检定力联系在一起的，二者存在正相关关系（Cohen 1988；Hogg＆Craig 2005；Maxwell 2000；Montgomery 2008）。所谓统计检定力，就是指原假设（H0
 ）错误时，否定原假设的概率。检定力越高，我们通过模型得出错误结论的可能性就越低。例如，我们希望知道教育对收入的影响程度，于是建立回归模型：收入＝α＋β教育年限＋ε。在这个简单的模型中，α是截距，β是教育的回归系数，ε是随机误差项。针对β，我们一般将原假设（original hypothesis）H0
 设为β＝0，即认为教育不对收入产生影响。统计检定力是指：如果现实情况是教育对收入有影响，即β≠0，我们在模型中得到的β不为0的概率。如果这种概率高，我们的结论就站得住脚（因为我们的统计模型准确反映了现实中存在的关系），否则就会得出虚假结论（例如实际上教育对收入有影响而我们得出的结论却是没有影响）。

以上是从统计推论的角度来理解样本量的。从本质而言，样本量的大小决定了我们结论的准确性（亦即检定力的大小），这点可以从以下例子看出来。假设我们要研究一个班级的学生（50人）每天用于科研的平均时间（小时）。我们的研究总体（population）就是这50个学生。如果我们不抽样，而是采取一种普查（census）式的方法去了解每个学生的科研时间，则我们可以计算其均值为每天7.28小时。由于我们考察了我们希望考察的每个个体，7.28可以认为是真实值，即总体均值。对于这个数值的估算是完全精确的，即没有任何误差。


表5-1　50个学生的科研时间

[image: ]


下面，假设我们从这50个人中抽取一个40个人的样本（A列到H列），这时我们得到的样本均值是7.15。距离真实值7.28就有一定距离了，这种距离可以认为是一种误差（bias）。如果我们对于误差的容忍是0.28，那么凡是在［7.00，7.56］范围内的值都是可以接受的，这样的话我们可以认为在误差容忍范围内的样本均值7.15“代表了”总体均值。假设我们的样本量再缩小到35人（A列到G列），我们的样本均值就是7.14，这个数值在误差范围内依然可以接受。但是如果我们的样本缩小到20人（A列到D列），样本均值就是6.5，此时如果我们再用样本均值去推论总体均值，我们的结论就超过了误差允许范围，从而产生了一个偏差度过高的结论。

在具体的统计推论中，对于整体均值误差的估算需要考虑其分布，而且统计推论不仅仅是基于某一特定样本，而是建立在无数次抽样的基础上。但是，上面的例子可以很直观地展示样本量对于得出正确结论的重要性。如果样本太小，我们就很难知道总体的情况。上面的例子也说明，在一定的误差容忍范围内，我们也不是必须尽量抽取最大的那个样本。某些不是那么大的样本也能够在一定的误差范围内反映整体的情况。总之，我们对于误差的容忍度越高，对于样本量的要求就越低，反之亦然。基于这种关系，我们有很多统计方法可以计算我们所需的样本量。


 5.2　回归模型的样本量估算

通过上面的讨论，我们了解到样本量的估算和我们对于误差的容忍度高度相关。误差的大小是通过统计检定力反映出来的，因此统计学领域通常在保证一定水平统计检定力的情况下估算样本量。一般而言，我们希望统计检定力在0.8以上，即保证我们有80％或者以上的概率能够通过模型得到正确的结论（Maxwell 2000）。由于多元回归以及逻辑斯蒂回归在社会科学研究中有着广泛的应用，本节会针对这两种模型分别展开论述。在进行具体讨论之前需要说明的一点是，在社会科学中，学者们经常会有一些估算样本量的经验法则。例如，有学者认为对于多元回归而言，无论如何需要保证300～400的样本量（Nunnally 1978）。也有学者认为，回归方程中的样本量是和自变量个数相关的，为了保证结论的可靠性，我们需要保证每个自变量至少有10个个体相配套。这样，如果我们有p个自变量，我们的样本量至少是10×p（Harris 1985；Wampold＆Freund 1987）。这些经验法则在某些条件下（例如自变量和因变量有比较强的相关性时）确实能够指导我们的样本量选取。但是，这些经验法则并不是根据统计检定力严格计算出来的，而更多的是代表一种经验总结，因此它们并不能够作为一种一般意义上的样本量估算工具来使用，其适用性自然也受到很多质疑（Maxwell 2000）。下面将要讨论的方法是建立在严格统计计算基础上的，读者们将会发现，通过这些计算得到的样本量往往会和上述经验法则认可的样本量有出入。


 5.2.1　多元回归模型

如果希望知道保证多元回归模型中某个特定回归系数βj
 的检定力大于0.8时的样本量，我们需要用到以下公式：[image: ]
 。
(3)

 在这个公式中，N代表样本量，R指的是总体多元相关系数（population multiple correlation coefficient），而R（-j）
 则是将我们所关心的变量Xj
 拿出回归模型后的总体多元相关系数
(4)

 。在实践中，总体多元相关系数可以通过以下公式计算：[image: ]
 。其中，ρXY
 是每个自变量和因变量的相关系数向量，而RXX
 是自变量之间的相关系数矩阵。把我们关心的变量Xj
 拿出去以后，我们也可以利用上述公式计算[image: ]
 。p是指回归模型中的自变量个数。

如果我们关心的不是某个特定自变量的回归系数，而是某组自变量的回归系数（即我们希望保证多元回归模型中某些回归系数的检定力大于0.8），则我们需要使用以下公式[image: ]
 。其中，A和B指代两组自变量，RAB
 是把A、B两组自变量都放进模型时的总体多元相关系数，而RA
 则是仅放置A组自变量时的总体多元相关系数。N以及p的含义同上。

这里笔者用一个例子来说明如何利用上述公式进行样本量估算。由于单变量情况可以看成多变量情况的特例，笔者这里只考察多变量的情况，即保证多元回归模型中某些回归系数的检定力大于0.8时的样本量估算。假设我们用4个自变量X1、X2、X3以及X4来建立回归模型。其中，我们感兴趣的是前两个变量X1和X2（设为组A），而把后两个变量X3和X4作为控制变量（设为组B）。通过文献、试调查
(5)

 或者其他数据资料，我们假定这四个变量和因变量y的相关系数分别为0.6、0.5、0.6以及0.4，这四个变量彼此之间的相关系数矩阵为[image: ]
 。基于这些信息，我们就可以计算样本量，具体过程如下：

[image: ]


将这些数字代入公式，我们可以得到样本量的估算值为：

[image: ]
 
(6)

 。

由此我们可以发现，在以上预设的相关关系下，如果我们只有4个自变量，43个个案的随机样本就足以保证其中两个变量的检定力大于0.8。当然，如果我们改变自变量之间的相关关系或者自变量与因变量之间的相关关系，样本量也会随之变化。这里需要提及的是，在具体的调查研究中，自变量和因变量的相关关系以及自变量之间的相关关系往往难以估算。如果涉及的变量很多，相关的计算也十分繁琐。因此在实践操作中，有三种比较常见的简化方法。

第一种方法是直接估算总体多元相关系数的平方，而不是估算变量间的相关系数。在具体研究中，如果自变量数量为p，我们需要估算p（p＋1）÷2个相关系数值，很显然，学者们一般而言并没有十足的把握来精确估算每个相关系数的取值。但是，如果我们转而估算R2
 、[image: ]
 、[image: ]
 以及[image: ]
 的值，则操作起来比较简单。其中：R2
 是将所有变量都放置进回归方程后能够解释掉因变量的方差比例；[image: ]
 代表除了变量j外的自变量解释掉的方差比例；[image: ]
 是将两组变量都放入回归方程的方差解释比例；[image: ]
 是只将组A中的自变量放入回归方程中的方差解释比例。对于这些值，我们有一定把握进行估算。例如，假设我们关心的是教育年限对于收入的影响。根据以往研究，教育基本上能够大致解释掉30％的方差，而加入性别和年龄两个控制变量后，方差解释掉的比例可能在37％。这样，[image: ]
 ，所以得到样本量的估算值为N＝73。

第二种方法是在第一种方法的基础上进一步进行简化。科亨（Cohen 1988）定义了以下三种情形：如果我们关心的自变量和因变量弱相关，那么[image: ]
 ；如果我们关心的自变量和因变量中等程度相关，那么[image: ]
 ；如果我们关心的自变量和因变量强相关，那么[image: ]
 0.35。将这些值代入我们估算样本量的公式中可以得到以下三个十分简便的样本量估算公式：对于弱相关，N＝392＋p；对于中等程度相关，N＝52＋p；对于强相关，N＝22＋p。科亨的这种算法十分简便，我们要做的只是事先设想我们关心的自变量和因变量的相关程度属于强、中、弱三项中的哪一类，随后就能估算样本量了。例如，假设我们认为教育和收入强相关，那么引入性别和年龄控制变量后，我们的样本量估算值是22＋3＝25。
(7)



第三种方法再次回到了变量间相关系数的估算上，但是并不是估算p（p＋1）÷2个相关系数的具体取值，而是假设：①所有的自变量和因变量的相关系数是一样的；②所有自变量之间的相关系数都是一样的。这种假定被称为“可交换性相关系数结构”（exchangeable correlation structure）的假定（Kelley＆Maxwell，＆Rausch 2003；Maxwell 2000）。例如，我们假设有三个自变量（两个为控制变量），它们与因变量的相关关系均为0.5，彼此相关系数为0.3，则我们可以计算出[image: ]
 ，从而得出N＝49。在心理学研究中，可交换性相关系数结构的假设有一定的合理性（Rigdon 1999）。然而，对于社会科学研究而言，假定所有自变量和特定因变量的相关程度都一样而且所有自变量之间的相关关系也一样无疑是比较牵强的。因此，第三种简化方法本身并不是十分适宜于社会科学研究中的样本量估算。


 5.2.2　逻辑斯蒂回归模型

社会科学研究中另外一个被广泛应用的统计技术是逻辑斯蒂回归。然而，由于逻辑斯蒂回归中自变量和因变量本身不再是线性关系，对于逻辑斯蒂回归的样本估算要比多元线性回归复杂得多。Hsieh等人（1998）为我们提供了一个比较简便的针对逻辑斯蒂回归的样本量估算方法，本节的讨论就是基于他们所提供的方法。

对于逻辑斯蒂回归，如果我们只有一个自变量而没有其他控制变量，以下方法可以用于样本量估算。

如果自变量是连续性变量，样本量估算的公式是：

[image: ]


s在这个公式中，Z1-α/2
 是标准正态分布中1-α/2百分位所对应的值，Z1-β
 则是标准正态分布中1-β百分位所对应的值。其中α是显著性水平，通常设为0.05。1-β是检定力水平，我们设定其为0.8。P1
 是自变量在平均值时因变量取值为1的概率。β*
 是替代性假设中我们设定的回归系数取值。

如果自变量是一个二分变量，样本量估算公式是：

[image: ]


其中，P是因变量取值为1的概率。B是样本中二分变量X取值为1的个案所占的比例。P1
 是自变量取值为0时因变量取值为1的概率。P2
 是自变量取值为1时因变量取值为1的概率。Z1-α/2
 和Z1-β
 的含义同上。

上面两个公式仅适合于单一自变量的逻辑斯蒂模型，其中并没有涉及控制变量。如果我们需要同时引入多个控制变量，Hsieh等人证明，我们仅仅需要在上述公式的基础上乘以我们所关心的那个自变量的方差膨胀因子（variance inflation factor）即可。如果用[image: ]
 来表示我们所关心的自变量j之外的所有自变量去掉回归自变量j所得到的方差解释量，在引入多个控制变量后，上面的两个公式就变成：

[image: ]


逻辑斯蒂回归中的样本量计算比较复杂，这里仅就连续性自变量举一个例子。假设我们希望了解收入水平对于是否参与某种社会活动（1＝参与；0＝不参与）的影响。设定收入增加的单位是1000元，且每增加1000元可以增加3％参加社会活动的概率（odds）。这样β*
 ＝1.03。同时我们假定在平均收入水平上，人们参加社会活动的概率是0.5。那么，我们所需的样本量N＝（1.96＋0.84）÷（0.5×0.5×1.032
 ）＝11。如果我们引入另外两个控制变量（性别和年龄），并且假定通过性别和年龄去回归收入时可以解释掉收入30％的方差，那么[image: ]
 ，我们需要的样本量就是11÷0.7＝16。

以上，我们已经了解了如何通过公式来估算使用多元回归模型以及逻辑斯蒂模型时的样本量。在进行具体的调查资料收集之前，我们可以通过上面的公式进行估算从而保证最后的模型中某个或者某些自变量回归系数的检定力在0.8以上。然而，如果我们的模型比较复杂，手工计算就会变得十分繁琐，因此一般而言，研究者会通过计算机软件来估算样本量。在下面一节中，笔者会展示如何通过SAS（Statistical Analysis System）软件来计算不同情况下样本量的大小。


 5.3　样本量计算示例

在本节中，笔者将在保证检定力大于0.8的前提下利用SAS估算多元回归以及逻辑斯蒂回归模型中特定条件下的样本量。在SAS中，多元回归模型中针对特定回归系数的样本量估计可以使用proc power这一模块完成。在使用这一模块时，我们需要给定以下参数。

首先，我们需要知道我们回归模型中的自变量个数（nfullpredictors）和我们所关心的自变量个数（ntestpredictors）。其次，我们需要了解当所有自变量纳入回归模型后解释掉的方差比例（rsquarefull）以及我们所关心的某个或者某些自变量本身能够解释的方差比例（rsquarediff）。最后，我们需要限定检定力（power）的数值。在下面的分析中，我们假定这样一种情形
(8)

 ：回归模型中一共有10个自变量（nfullpredictors＝10）；当这些变量全部纳入模型，其解释掉的方差范围在0.15到0.8之间（步长变化为0.02）；我们首先关注特定某一自变量的回归系数（ntestpredictors＝1），然后同时关注五个自变量的回归系数（ntestpredictors＝5）；我们所关注的那个自变量或者那五个自变量本身的方差解释比例均设为0.1；检定力设定为0.8。基于这些设定，我们可以得到如图5-1所示的输出结果，相关的SAS代码见本章附录。

[image: ]
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图5-1　多元回归模型下的样本量估算



图5-1（a）展示了针对特定回归系数的样本量估算情况，图5-1（b）是针对五个回归系数的样本量估算情况。在图5-1（a）中我们可以发现，在假定所有自变量能够解释因变量27％方差的前提下，为了保证某一回归系数的估计检定力大于0.8，所需样本量在60左右（点7）。然而在图5-1（b）中，如果我们的关注点不仅仅是某一个自变量，而是五个自变量的话，我们所需的样本量就在100左右（点7）。通过比较图5-1（a）和图5-1（b），我们可以发现当我们的关注点不局限于一个自变量的时候，我们需要更大的样本量。此外，随着自变量对于因变量的解释力越来越强，我们所需的样本量就越来越小。例如，当所有的自变量能够解释掉因变量79％的方差的时候，我们所需的样本量只有22（针对一个变量）和35（针对五个变量）。当然，这些数字仅仅是在我们限定的条件下得出的样本量估算，当我们改变条件以后，我们会得到完全不同的数值。

对于逻辑斯蒂回归，SAS的proc power模块也可以进行样本量估算。但是proc power模块在逻辑斯蒂回归模型中的使用存在两个重要的前提条件。首先，在用于逻辑斯蒂回归中的样本量估算时，proc power只能关注一个变量，而不能同时兼顾多个。其次，它要求自变量之间的相关系数为0。

对于社会科学研究而言，第二个条件往往很难满足，因此这里并不建议使用proc power模块估算逻辑斯蒂回归下的样本量情况。然而，如果我们有证据能够表明自变量之间不相关或者相关性很弱的话，proc power也可以为我们提供某种关于样本量的信息。

和多元回归一样，使用proc power模块进行逻辑斯蒂回归下的样本量估算也需要给定一些参数，这里通过一个例子进行说明。例如我们的因变量是自我阶层评价（1＝上层；0＝中下层），自变量包括教育水平和年龄，其中教育水平是我们主要关心的自变量，年龄是控制变量。

针对这个例子，我们需要给定以下假定：

（1）教育年限以及年龄的概率分布。这里设定教育年限是一个分类变量（0年教育；5年教育；10年教育；15年教育），这些教育年限对应的概率分别是0.2、0.3、0.3和0.2。此外，我们假定年龄是正态分布（均值为32，方差为7）。

（2）当自变量都取其均值时，因变量等于1时的概率。这里假设教育年限和年龄在均值时人们认为自己处于社会上层的概率为0.35。

（3）我们所关心的自变量对于因变量的效果。我们假设教育年限的发生比（odds ratio）在1.1和2.0之间，步长为0.2。

（4）控制变量对于因变量的效果。我们假设年龄的发生比（odds ratio）在1.1和2.0之间，步长为0.2。

基于这些假定的参数，我们可以得出如图5-2所示的发现。
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图5-2　基于proc power模块的逻辑斯蒂回归模型下的样本量估算



图5-2（a）到（e）是利用proc power来估算的样本量，我们关心的变量是教育年限，年龄是控制变量。从（a）到（e）的各图中，控制变量对于因变量的影响力逐渐加强（发生比从1.1到1.9）。而在特定的图中，不同的点代表教育年限对因变量的不同影响力（发生比从1.1到1.9）。从图5-2的各个图中可以发现，随着教育年限对于自我阶层评价影响力的增强，我们需要的样本量逐渐降低。例如，当教育年限的发生比取值为1.1，即教育水平提高一个等级只能够增加10％的概率（odds）的时候，所需的样本量为3800左右。而当教育年限的发生比为1.9的时候，样本量仅需100左右。此外，样本量也和控制变量的影响力有关。例如，当年龄的发生比从1.1涨到1.3以后，保持教育年限的发生比在1.1的水平上，样本量的需求迅速从3800上涨到5300。但是，当年龄的发生比为1.3而教育年限的发生比为1.9时，我们所需的样本量依然保持在100左右。这表明，提升控制变量对因变量的影响力主要影响到那些和因变量关系比较弱的自变量。正如图5-2所示，年龄的发生比的提升使得我们需要更大的样本量来考察与自我阶层评价相关性比较弱的教育年限变量。然而，如果教育年限和自我阶层评价的联系很强，我们的样本量就不会那么容易受到强控制变量的影响。

需要再次提及的是，这里使用proc power过程的前提是年龄和教育年限的相关性很低（即自变量近乎不相关）。但是，社会科学研究中很少出现自变量不相关的情况，尤其是诸如性别这样的控制变量往往和很多我们感兴趣的其他自变量产生关联，这时proc power就不能够使用了。使用proc power的另外一个限制在于，它无法同时考虑多个回归系数，而只能够处理某个特定的回归系数。对于proc power的这些限制，基斯·威廉姆（Keith D.Williams）提供了一个宏程序LRPowerCorr10
(9)

 来处理自变量相关以及同时考察多个回归系数。下面的示例展示了如何利用宏程序LRPowerCorr10来解决相关的样本量估算问题。
(10)



假设我们希望了解性别（1＝男性；0＝女性）、教育年限、出生年份以及收入对于是否归信宗教（1＝归信；0＝没有归信）的影响。我们需要假定以下条件：

（1）自变量之间的相关系数。我们这里设置为0.04。

（2）当把所有自变量都排除出逻辑斯蒂模型以后，因变量取值为1的概率。我们这里假定当不考虑任何自变量时，归信与不归信的概率是相同的，即因变量取值为1的概率为50％。

（3）目前宏程序LRPowerCorr10只能够处理最多10个自变量，其中前两个（x1和x2）要求是二分变量，变量x3到x6是均匀分布的变量，变量x7到x10是正态分布变量。这里性别是二分变量，教育年限、出生年份以及收入都是正态分布变量，因此我们需要将这些变量按照相应的性质进行设定，即性别＝x1，教育＝x8，出生年份＝x9，收入＝x10。

（4）设定各个自变量对于因变量影响的发生比（odds ratio）。由于理论上假定男性、高教育水平、年轻人以及高收入群体更不倾向于信教，因此这些变量的发生比设定均小于1，分别为0.7、0.5、0.3和0.7。

（5）哪些是我们关心的自变量，哪些是控制变量。这里假定我们关心的自变量是性别以及教育年限，控制变量是出生年份以及收入。由于我们关心两个变量，而一共有四个自变量，自由度就是4-2＝2。

（6）当二分变量取值为1时因变量等于1的概率。这里就是设定男性中归信宗教的人的比例，对于这个值，我们设定为0.35。

基于这些参数，我们得到了相应的样本估算情况（图5-3）。我们可以发现，经过1000次迭代以后，为了保证检定力在0.8以上（竖轴），我们需要至少130左右的样本量。此外，图5-3也表明，随着样本量的不断加大，检定力的增长趋势逐渐放缓。这意味着单纯增加样本量对于检定力的贡献一开始会十分明显，但是当样本量达到一定水平以后（例如当样本量大于160以后），样本量的提升对于检定力的贡献就趋于平缓了。在实际研究中，研究者可以通过改变LRPowerCorr10的参数来计算适合自己调查研究的样本量。
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图5-3　基于LRPowerCorr10宏程序的逻辑斯蒂回归模型下的样本量估算




 5.4　结语

以上的分析介绍了如何利用公式以及SAS软件进行样本量估算。尽管在调查实践中我们有着各种各样的经验法则，但是这些法则往往没有考虑到模型的具体形式，因此失于精确。严格的统计学样本量估算需要和统计检定力结合起来。在上面的讨论中我们已经发现，在进行样本量估算时需要综合考虑模型中一共有多少自变量、我们关心哪些自变量、我们的模型是线性模型还是非线性模型以及各个自变量与因变量是什么样的关系等因素。这些需要考虑的因素在SAS模型中都需要事先设定。在结语部分，笔者主要谈三个方面的问题：样本估算软件、样本估算的可靠性、其他情况下的样本量估算。

首先，样本量估算的软件并不局限于SAS。除了SAS之外，社会科学中比较常用的SPSS也有一个独立的样本估算程序SPSS SamplePower。SPSS SamplePower可以完成上述SAS中proc power模块的工作，此外，SPSS SamplePower也能够进行逻辑斯蒂回归方程中的样本量估算。但是这个程序本身并没有整合进SPSS，因此需要额外安装。Stata中用于样本估算的模块是sampsi，但是相对于proc power和SPSS SamplePower，sampsi的功能局限于基于正态分布的单一样本和两个样本的均值比较。除了SAS、SPSS和Stata这三个比较常用的大型商业软件之外，R是在统计学领域中使用比较广泛的免费软件，其中的pwr模块类似于SAS中的proc power模块，除了常规的均值比较之外，pwr可以进行多元回归下的样本量估算。然而，pwr并不能考察逻辑斯蒂回归模型下的样本量估算。此外，还有一些软件专门用于样本量估算，例如PASS和Power and Precision。这些软件的样本量估算功能十分强大，二者都能够处理多元回归模型以及逻辑斯蒂回归模型下的样本量估算问题。

其次，样本量估算的可靠性需要交叉验证（cross validation）。在具体实践中，样本量的估算需要采用多种方法。一方面，我们可以通过公式进行样本量估算，然后利用软件估算的值进行交叉验证。另一方面，在利用软件进行估算时，笔者建议考虑回归模型的多种形式（例如，我们可以考察模型中自变量的数量在一定数值区间变化时的样本量大小，或者考察自变量和因变量多种相关程度下的样本量变化）。一般而言，如果我们的多种估算值相差不大，即达到聚合（convergence），则可以基本肯定我们的样本量估算值是可靠的。但是，如果利用软件与公式估算出来的样本量差别很大，那么就需要考虑我们所采用的公式是否恰当、我们在设定回归模型时的输入参数是否合理等问题。

最后，本章讨论的样本量估算方法针对的是假设检验，即我们希望了解回归系数是否为0。如果我们的关注点不是假设检验，那么本章所介绍的样本量估算方法就不能使用了。例如，如果我们希望了解的不是我们的回归系数是否为0，而是希望尽可能“准确”地估计回归系数的具体数值，那么我们往往需要更大的样本量。这里所谓的“准确估计”指的是要求我们的估计区间尽可能地“窄”。如果我们的估计区间很窄（例如估算中国人的月平均收入在1500元到1700元之间），回归系数可能的变动范围就比较小，进而也就说明我们的估计比较准确。但是如果我们的系数估算变动区间很大（例如估算中国人的月平均收入在0元到20000元），那么我们的研究就几乎没有告诉我们什么有用信息。当我们关心的是估算区间大小的问题时，我们需要使用别的公式进行样本量估算（Kelley 2007；Kelley，Maxwell，＆Rausch 2003；Maxwell et al. 2008）。除此之外，如果我们建立模型是为了预测因变量的值，我们也需要别的计算方法（Algina＆Olejnik 2000；Knofczynski＆Mundfrom 2008）。最后，在上面的讨论中，我们没有考察自变量之间的交互作用，一旦我们考虑交互项，我们的样本量估算也需要进行调整（Demidenko 2008）。一般而言，针对假设检验的样本量往往要比针对估计区间、预测以及交互作用的样本量小，因此如果学者们希望尽可能地控制置信区间，或者关心自己的模型能否进行预测，则需要更大的样本量来保证检定力在0.8以上。不过，在社会科学研究中，学者们主要关心的还是回归系数是否为0，即假设检验的问题。鉴于此，本章介绍的信息具有比较重要的应用价值。


 5.5　附录：SAS中计算样本量的代码

（1）多元回归-单一变量

proc power；

multreg

model＝fixed

nfullpredictors＝10


ntestpredictors＝1


rsquarefull＝0.15
 to 0.8
 by 0.02


rsquarediff＝0.1


ntotal＝.

power＝0.8
 ；

plot y＝power key＝bycurve INTERPOL＝join；


run
 ；

（2）多元回归-多个变量

proc power；

multreg

model＝fixed

nfullpredictors＝10


ntestpredictors＝5


rsquarefull＝0.15
 to 0.8
 by 0.02


rsquarediff＝0.1


ntotal＝.

power＝0.8
 ；

plot y＝power key＝bycurve INTERPOL＝join；

run；

（3）逻辑斯蒂回归-单一变量（假定自变量独立）

proc power；

Logistic

vardist（“Education”）＝ordinal（（051015
 ）：（0.20.30.30.2
 ））

vardist（“Age”）＝normal（32，7
 ）

testpredictor＝“Education”

covariates＝“Age”

responseprob＝0.35


testoddsratio＝1.1
 to 2.0
 by 0.2


units＝（“Education”＝5
 ）

covoddsratios＝1.1
 to 2.0
 by 0.2
 /*the effect of age*/

alpha＝0.05


power＝0.8


ntotal＝.；

plot y＝power key＝bycurve INTERPOL＝join；

run；

（4）逻辑斯蒂回归-多个变量（考虑自变量彼此相关）


％LRpowerCorr10C
 （10，200，1000，

.04，.5，

0.7，1，1，1，1，1，1，0.5，0.3，0.7，

cx1 cx8 cx9 cx10，

cx9 cx10，

.05，

2，

.35，0.5）；



————————————————————


(1)
  这也被称为预先检定力分析（priori power analysis）。


(2)
  这也被称为事后检定力分析（post hoc power analysis）。


(3)
  7.85指的是非中心化参数（noncentrality parameter）。这个参数加上自由度共同决定了替代假设（alternative hypothesis）下F分布的形状，进而影响样本量的大小。在检定力为0.8的时候，非中心化参数值为7.85。根据Cohen（1988）的研究，非中心化参数可以表示为f2
 ×（u＋v＋1）。其中f2
 是效果量（effect size）。所谓效果量，指的是某个特定回归系数到达或者比这个值更大时我们就认为这个回归系数不等于0，亦即认为这个变量对因变量“产生效果了”。此外，u、v分别是F检验时的分子自由度和分母自由度。如果我们只是关注某一特定的回归系数，则u＝1，v＝N-p-1，其中N是样本量，p是自变量个数。


(4)
  总体多元回归系数的平方也就是回归方程中的R2
 ，即因变量的方差由自变量解释掉的比例。


(5)
  一些学者认为，基于试调查的数据往往不能够准确反映变量之间的关系，因而不提倡根据试调查得来的数据来计算正式调查所需的样本量（Kelley，Maxwell，＆Rausch 2003；Maxwell 2000）。


(6)
  样本估算时如果得到小数，则取比这个小数大的那个整数，而不实行四舍五入。


(7)
  科亨的方法虽然简便，但限定了变量间的偏相关系数（partial correlation coefficient）大于零阶相关系数（zero-order correlation coefficient）。而在多元回归中，如果自变量间存在相关关系的话，偏相关系数应该比零阶相关系数小，这时科亨的方法就有问题了（Cohen 1988；Green 1991；Maxwell 2000）。


(8)
  这些假定是任意给定的。但是可以发现这些假定的数值在社会科学研究中是合理的。


(9)
  LRPowerCorr10在LRpowerCorr基础上扩展了自变量的数量，对于后者的介绍，参见Williams＆Bursac（2008）。此外，关于LRPowerCorr10的介绍可以参见http://www.uams.edu/biostat/williams。


(10)
  LRPowerCorr10主要提供文本输出，图5-3是通过LRPowerCorr10C画出的。二者的参数基本一致。



第6章　个案研究中的因果推断

无论是在随机实验还是在基于调查数据进行的观测性研究中，研究者通常能够同时得到实验组和控制组中的个案。这在随机实验中自然不必赘言，因为一个特定的群体（例如一组病人）恰恰是以随机化的方式分别分配到实验组或者控制组中去的。在观测性研究中，针对某个特定的处理变量的不同水平，我们一般也会得到一定数量的研究个案。比如，假设我们希望了解的是上不上大学所带来的某种劳动力市场上的结果（例如收入水平），我们的调查数据中总是会有一定数量的大学生和非大学生。因此，通常而言，研究者在进行随机实验和观测性研究的时候并不会面临缺失实验组或者是控制组个体的问题。然而，如果我们进行的是个案研究，缺失问题就出现了。

个案研究和一般的观测性研究不同的一点在于，只有我们所观测到的那个个案受到了某种处理效果的影响。例如，如果我们希望知道上海市的房价调控政策是否能够抑制房价，我们所能够观察到的事实只是一个“已经经历过房价调控的上海社会”。回到鲁宾提出的反事实因果推论框架，一个事件的因果性效果是其“事实”与“反事实”之间的差值。那么，上海的房价调控政策是否起到了抑制房价上涨的作用取决于和我们观测到的“已经经历过房价调控的上海社会”相比，“假设”上海没有出台抑制房价的政策的话，上海的房价会如何变化。将两种情况下的房价相对比，我们就能够在反事实的框架内了解上海房价政策的因果性效果。不过遗憾的是，正如我们经常会说的那样，历史是不能够假设的，这个“没有经历过房价调控”的上海社会是不存在的，我们因此也无法直接观测到。那么，为了对这一个案进行因果性的探索，我们就需要人为地建构一个“控制个案”（control case），即没有经历过某种事件的个案，然后将这个建构起来的个案和那个现实世界中发生了的个案进行对比。

需要指出的是，很多质性研究没有采取一种基于数据“构建”个案的方式来寻求一个控制个案，而是主观地选择了另外一个没有经历过特定处理的个案（例如没有出台房价抑制政策的济南），然后通过将其与我们关心的个案（即上海）进行对比以求凸显出某种处理变量（房价抑制政策）的效果。这种主观选择控制个案的方法往往借助研究者本人的理论论证或者生活经验来支持这种对比的合理性。但是从严格的因果推论角度出发，这样人为选择的个案存在很多问题。比如，研究者并没有十分坚实的事实证据来证明这个被选择出的个案可以作为我们关心的那个个案的“反事实个案”。换句话说，没有经历过房价调控的济南是否可以作为经历过房价调控的上海的反事实个案是值得商榷的。如果不能够证明这种对比的合理性，我们所得到的结论就很难说是一种因果性推断。此外，个案研究的出发点是希望看出处理效应，而这种效应应该不会是一种简单的随机现象。这样，我们需要得到某种证据证实我们选择的个案和我们关心的个案之间的差异不是一种“随机现象”。换句话说，我们需要通过某种方式证明，当我们选择不同的对比个案时（例如南京和上海），我们的结论（抑制房价政策的某种效果）不会发生变化。否则，我们通过对比济南和上海得到的结论有可能只是因为我们偶然选择了济南所致。对于这些问题，常规的质性个案比较研究或许难以回答。也正是在这个背景下，综合控制个案方法被发展出来。通过综合控制个案，研究者的控制个案完全是通过数据建构起来的，因此可以克服研究者自身的主观偏好。此外，综合控制个案方法也能够帮助研究者了解通过个案对比得出的结论究竟是一种随机现象，还是体现了某种实质性的研究结论。换句话说，综合控制个案的方法可以帮助研究者建立类似置信区间这样的统计分析工具来考察相关结论的显著性水平。


 6.1　基本思路

综合控制个案的方法需要被研究个体的观测值跨越不同的时间段，这里我们用Yit
 来表示个体i在时间点t时的因变量Y的取值。如果个体i没有接受某种处理，则取值[image: ]
 ；如果接受了某种处理，则取值为[image: ]
 。根据反事实框架，个体i在时间t的因果效果可以表述为[image: ]
 。如果用一个指示变量Dit
 来指代个体i在时间t时是否接受某种处理（1＝接受处理；0＝没有接受处理），那么个体i在时间t的观测值就能够表述为[image: ]
 。

正如上文所述，我们所关心的特定个案一般而言是接受过某种处理的，即[image: ]
 是我们能够观测到的事实（例如上面提到的经历了房价调控的上海）。而我们所希望找到的是那个“没有经历过处理的个案”，也就是[image: ]
 。根据经济学家阿巴迪（Abadie）及其同事们的相关研究（Abadie，Diamond，＆Hainmueller 2010），这个“没有经历过处理的个案”主要是通过综合很多没有经历过处理的个案构造出来的，而构造的依据就在于保证在处理发生的时间点Tt
 之前，我们构造出来的那个控制个案与我们关心的那个个案的历时性趋势（longitudinal trend）是一致的。具体而言，[image: ]
 可以表述为如下的一个因子模型：

[image: ]


在这个模型中，δt
 是一个一般性的常量因子，Zi
 是一系列的可观测到的个案特征，这些个案特征不能够受到处理效应的影响
(1)

 。在这里，Zi
 类似于一般倾向值方法中的混淆变量；θt
 是Zi
 的系数矩阵；λt
 是一系列未知的因子，μt
 是其因子负载；εit
 代表随机扰动项。如果时间t的观测范围是从T0
 开始的，那么，阿巴迪等人证明，如果[image: ]
 不是奇异矩阵，则其他很多没有受到处理的J个个案可以加权起来形成一个新的控制个案，如果其权重表述为wj
 ，则[image: ]
 [image: ]
 趋向于0。换句话说，我们可以用[image: ]
 来近似代表我们所关心的个案的反事实个案。

依旧是以上海的楼市调控效果为例。假定我们将楼市调控政策出台的时间定在2011年，这时Tt
 ＝2011。我们将中国很多没有出台过类似楼市调控政策的大中型城市的楼市价格数据收集起来（这里假设一共是J个），假设我们最早可以找到1995年以来各个大中型城市的楼市价格的时间序列数据（即T0
 ＝1995）。这时我们就将不同城市通过某种构建过程（这一部分将在下面论述）综合成为一个个案（表述为[image: ]
 ）。这个个案的楼市价格走向和上海市的楼市价格走向在2011年之前是一致的。但是我们知道，这个基于不同城市而综合起来的个案和上海的唯一不同在于上海在2011年开始经历楼市调控政策的影响，而这个基于数据构造起来的个案并没有经历这种调控。此时，如果我们关注2011年以后上海楼市价格与这个构建出来的控制个案的楼市价格，我们就能够看出上海的楼市调控政策的效果。在这个例子中，通过很多没有经历过楼市调控的城市数据建立起来的控制个案就是上海的一个反事实个案，将这个个案上所发生的事实与我们所观测到的事实进行对比，我们就能够得出一种因果性的结论。

为了更直观地展示这种事实与反事实之间的差异，笔者这里引用了阿巴迪等人对加利福尼亚州的禁烟政策效果的分析（Abadie，Diamond，＆Hainmueller 2010）。这个政策的实施时间是1988年（Tt
 ＝1988）。阿巴迪等人采用了没有通过类似政策的美国其他各州作为“个案池”（case pool），去除不合适的州以后还剩下38个州。阿巴迪等人可以观测到从1970年开始（T0
 ＝1970）各个州历时性的香烟销售情况。通过某种加权，各个州的香烟销售情况被汇总成为一个控制个案。其基本的分析结果可以用图6-1表示。

[image: ]
图6-1　阿巴迪等人研究的加州禁烟政策的效果

资料来源：Abadie，Diamond，＆Hainmueller（2010：499，501）。



图6-1（a）是加州香烟销售量与建构的控制个案的香烟销售量在1970年到2000年之间的变化情况，图6-1（b）则是二者之间的差值。通过图6-1不难看出，在1988年加州禁烟政策实施之前，建构起来的控制个案和我们关心的加州之间在香烟销售上的情况是基本一致的，二者在1970年到1988年之间的曲线基本重合。而1988年以后，加州的香烟销售情况要比控制个案少了很多。换句话说，1988年以后这两个曲线之间越来越大的距离就是加州禁烟政策的实施效果。


 6.2　控制个案的构建过程

在上面的论述中，我们总结了综合控制个案方法的基本逻辑。在整个分析过程中，最主要的一点在于如何通过某种加权将J个没有受到处理影响的个案综合起来形成我们关心的那个个案的反事实个案，或曰控制个案。阿巴迪等人提出了一套十分复杂的建构控制个案的方式。具体而言，从T0
 开始到Tt
 ，我们可以存在很多不同类型的加权。由于我们的时间点是从T0
 到Tt
 ，对于特定的一个没有受到处理的个案j而言，其权重可以表述为K，且[image: ]
 ，那么[image: ]
 。这里，[image: ]
 是指某个没有受到处理的个案在T0
 到Tt
 这段时间内经过加权后所呈现的趋势。可以发现，K的设置可以说是多种多样的，如果k1
 ＝k2
 ＝…＝kTt

 ＝1÷（Tt
 -T0
 ），那么[image: ]
 就是个案j在T0
 到Tt
 这个时间段的简单平均值，即[image: ]
 。假设K的设置有M种，分别表述为K1
 ，K2
 ，…，直到KM
 。那么我们就能够建构一个极其复杂的矩阵X0
 ，在这个矩阵中，每一行代表一种组合k，每一列代表一个个案j。在这个矩阵中，既包含[image: ]
 也包含一些混淆变量Z。因此，X0
 的第j列就能够表述为Xtreatment
 ＝0＝[image: ]
 。同理，我们也采用同样的方式处理了我们所关心的那个个案的历时性趋势，得到针对这个个案的矩阵[image: ]
 [image: ]
 。此时，我们需要做的，就是找到一套加权方案W，尽可能地缩短Xtreatment
 ＝1与Xtreatment
 ＝0×W的距离。这里阿巴迪等人采用了以下方程表述矩阵之间的距离：
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在这个表达式中，v是一个k×k的对称且半正定矩阵。通过将上式取最优解，我们就能够找到我们所需要的权重W。


 6.3　如何判断随机性？

在个案研究中，长期以来一直被研究者忽视的一个问题是：如何判断我们在个案比较中发现的所谓“处理效应”是真正的处理效应，而不是一些随机性的差异。例如，如果只是单纯比较上海在控制房价政策实施以后的房价走向与其他某个没有实施房价控制政策的地区（例如济南）同时期的房价走向，发现上海的房价的确在下降。那么这个下降的房价走向是不是由于房价抑制政策所导致的呢？对于这个问题，传统的个案分析是无法回答的。一方面，上海的房价下降走向有可能是由于上海实施了一个特定的政策，而这个政策产生了某种后果。但是另一方面，也有可能上海和济南的这种房价走向差异完全是两个不同个案之间的差异。假设我们换了一个控制个案，例如南京，那么我们有可能发现上海在实施抑制房价政策之后的房价走向和南京相比下降得根本就不明显，或者还有可能体现出某种房价上的上升性。此时，我们就无从判断上海的这个抑制房价政策是否有效，因为比较不同的个案我们得到了不同的结果。这在一定程度上也表明通过简单的个案比较得出的房价抑制政策的效果不是那么“靠得住”，从而体现出较强的随机性。一旦一个处理变量的效应是倾向于随机性的，我们就没有很强的证据支持这个处理变量的效应了。

实际上，处理效应的随机性在传统的统计假设检验中也有所涉及。例如我们都比较熟悉的原假设和替代假设的区分。如果一个变量的效果（例如回归模型的系数）不是统计上显著的，那么一个回归系数即使点估计值不等于零，也可以近似地看作一个随机现象，因为其本身并不比零效应在统计分布上有着显著的不同。通过假设检验这样的过程，我们可以通过诸如T分布值、Z分布值或者p值来判断我们所得到的处理效应是不是在特定的置信水平上显著不为零。如果没有这一步，而仅仅看系数的点估计值，对于一般的社会科学研究而言是远远不够的。

遵循类似的逻辑，在综合控制个案方法中，我们也是希望能够通过某种方法建构出处理效应的一个分布，然后在这个分布上面来看我们观察到的处理效应是否在分布上显著不为零，或者说，体现出显著的非随机性。在这方面，阿巴迪等人的方法是将我们考察到的J个没有经受处理效应的个案分别看作“经历过”处理的个案，然后依次去做综合个案分析。换句话说，我们从J个个案中依次拿出一个并假定这个个案接受了处理（如经历房价调控），而将我们关心的那个个案放入个案池，然后依次做出如图6-1所示的效应图。以阿巴迪等人的研究为例，他们将香烟控制政策这个处理变量赋予个案池中38个州中的每一个州，然后将加州放到个案池中。这样针对每一次分析，个案池还是保持38个。通过依次分析，我们就能够勾画出39条与图6-1中的图形类似的图形。这些图形可以近似地看成是处理效应的一个分布。将它们叠放在一起，我们就能够得到如图6-2所示的发现。
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图6-2　阿巴迪等人研究的加州禁烟政策效果的置信区间

资料来源：Abadie，Diamond，＆Hainmueller（2010：502）。



正如图6-2所示，我们所发现的处理效应实际上在不同个案构建出来的分布中是处于边界的位置的。换句话说，我们通过对比加州与其他各州形成的综合控制个案所体现出的香烟销售量的下降针对这个分布而言是十分显著的。这里可以比照常规的假设检验来理解这一点。在常规的假设检验中，我们是按照零假设形成的分布来看经验发现的某个统计值（例如均值）在这个分布的位置。如果这个统计值是在这个分布的两个尾部，那么我们就可以说我们的经验发现是近似地可以拒绝依据零假设建立起来的分布的。也就是说，我们可以拒绝零假设。同理，在图6-2中，竖轴取值为零的这条线表示加州与综合控制个案之间不存在差异，也就是所谓的零假设。经历了1988年出台的禁烟政策以后，加州与控制个案香烟销售量的差异在诸多差异中是显著性地在边界的（相当于在传统假设检验的尾部）。正是在这个意义上，我们可以认定处理效应是显著的。也就是说，我们的发现不是一个随机现象。


 6.4　结论和讨论

综合控制个案方法的提出无疑极大地丰富了经验社会科学的个案研究。通过人为地建构一个控制个案，综合控制个案方法在鲁宾的反事实框架之下进行了因果分析。对于这一方法，有以下几点值得注意。

第一，综合控制个案方法对于数据的质量有比较高的要求。通过阿巴迪等人的研究可以发现，构建综合控制个案的这些个案库要和我们所关心的那个个案有可比性。例如，美国的其他州是可以用来和加州进行比较的。在这个意义上说，综合控制个案方法并不是严格意义上的“个案”方法，而是在用很多个案作为对比的材料来研究某一个我们关心的个案。此外，在进行综合控制个案分析的时候，我们不仅仅需要知道时间t时所有个案的信息，而且需要知道所有这些个案t之前的历史趋势。也就是说，无论是我们关心的个案还是那些我们用来构建综合控制个案的备选个案，我们都需要了解其时间序列信息。鉴于此，截面（cross-sectional）数据是难以用来进行综合控制个案方法研究的。即使是在时间序列信息方面，综合控制个案方法也有自己独特的要求，即：我们既需要观察到某个个案接受某种处理之前的情况，也需要了解这个个案在接受了处理之后的情况。在处理发生之前（如禁烟令颁布之前），我们希望时间序列数据的时间跨度越长越好，这样可以有充分的数据保证我们建构的综合控制个案和我们关心的个案在时间序列特征上是相似的。而在处理发生之后，我们依然需要一定的时间跨度跟踪以保证处理效应能够真正展现出来。例如，在上面的禁烟令研究中，阿巴迪等人考察了加州禁烟令颁布之后十几年的情况。只有这样，禁烟令独特的处理效果才会真正展现出来（即综合控制个案和我们关心的个案在历史发展过程中的差异有足够的时间跨度展现出来）。

第二，在使用综合控制个案方法的时候，我们并不总是能够成功建构综合控制个案。针对这一点，最直观的解释是，建构综合控制个案方法需要这个被建构起来的个案和我们关心的个案之间在处理效应发生之前保持时间序列上的重合。但是，这并不总能够办到，有很多因素在制约着综合控制个案的构建。首先，我们必须保证我们用来建构综合控制个案方法的个案池中没有经历过类似的处理效果。正如阿巴迪等人的研究中所展示的那样，在建构综合控制个案时需要剔除同样有类似禁烟政策的州。其次，这些个案池中的个案要和我们关心的个案有可比性。不同省份的确是比较好的建构综合控制个案的个案池，但是如果我们不去研究省一级的某种处理效应，相应的个案池很难建构。例如，如果我们研究一个发生在某个人身上的处理效应，则没有太大的社会科学意义。但是如果我们研究在国家层面上的处理效应，则国与国之间的不可比性有可能使得我们难以成功建构一个“虚拟国”从而和我们关心的那个国家进行比较。最后，为了成功地建构综合控制个案，我们需要有一定数量的候选个案。换句话说，我们的个案池需要大到一定程度以保证我们能够在建构综合控制个案时对一些个案进行取舍。

第三，在综合控制个案方法的置信区间问题上，阿巴迪等人所采取的分析策略类似于本书一开始谈到的费舍尔的精确p值检验。这个方法的一个重要特点在于通过随机化的过程依据数据建构因变量的分布情况，而费舍尔的强零假设认为如果某种处理变量是没有效果的，则事实与反事实之间的取值是一样的。在阿巴迪等人的研究中，他们是将我们考察到的J个没有经受处理效应的个案分别看作“经历过”处理的个案。换句话说，在建构如图6-2那样的分布时，阿巴迪等人也有意无意地假设了反事实与事实在因变量上的取值是一样的，因此也在一定程度上遵照了费舍尔的强零假设。

第四，在介绍完综合控制个案方法之后，我们需要再一次反思以下这个问题：综合控制个案究竟有没有必要？之所以要问这个问题，是因为我们希望能够探究是否还有别的替代的方法来分析某个处理变量在特定“个案”上的因果效果。这里，我们是否可以不去采用综合控制个案而是仅仅就我们关心的那个个案的历时性数据（longitudinal data）进行分析呢？还是以加州的禁烟令为例，既然我们已经知道了禁烟令出台以前烟草消费的时间序列趋势，那么我们可以进行某种程度的外推（extrapolation），即假设加州的烟草销售维持长期以来一贯的趋势的话，我们应该会看到什么趋势，正如图6-3所示。
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图6-3　通过外推研究加州禁烟政策的效果



在图6-3中，实线是用来表示我们实际观测到的香烟销售量，而外推线则是根据禁烟政策实施之前的时间序列趋势外推形成的。禁烟政策实施后外推线和观察线之间的差异表明我们实际观测到的趋势要比我们外推的趋势低。也就是说，按照加州长期以来的趋势来看，加州在通过禁烟令之后的烟草销售量实际上是下降了。需要指出的是，通过外推，我们也能够得到一种判断效果统计显著性的手段。由于外推线不可能是一条确定的线，而是总体中的一个变动区间，如果实际观测线不在外推线的变动区间内，则我们可以认定政策效果是统计显著的。如果我们发现了这个模式，是不是可以认为这种外推的趋势与实际观测到的趋势之间的这种差异是由于禁烟令的推行呢？

对于这个问题，笔者认为，如果在禁烟令实施的同时没有其他混淆性的政策同时实施的话，这种差异的确可以看成是禁烟政策的效果。但是综合控制个案方法的一个重要功能就在于通过引入别的个案，将影响所有个案（我们关心的个案和个案池中的个案）的某种混淆政策控制掉。这里还是以加州禁烟的例子来说明这一点，假设在加州通过禁烟令的同时美国全国推行了新的教育资助计划，而教育水平本身是和香烟消费呈反比的。在这个背景下，我们会发现，即使加州没有类似的禁烟令，其香烟消费也会由于居民教育水平的提升而降低。此外，由于教育资助计划是全国通行，因此别的州的香烟消费也是降低的。此时，如果我们只是看图6-3所示的观察线和外推线的差异，就不知道这个效果是应当归因于加州独特的禁烟政策，还是应当归因于美国全国范围内的教育资助计划。但是采取综合控制个案方法，我们就能够将二者区分开。

如图6-4所示，假设加州禁烟政策的效果与美国全国范围内的教育资助计划的效果是可加（additive）的，我们就会发现如图6-4所示的效果。较粗的实线依然代表加州的时间序列观测值，较细的实线则是综合控制个案的观测值。由于禁烟政策实施之前综合控制个案的观测值和加州的观测值是完全重合的，因此不能在图中区分出来。当我们看外推线、综合控制个案的观测线与加州的观测线的差异时，我们实际上区分出了不同的处理变量的效果。如果我们是比较外推线和综合控制个案的观测线之间的差异，则这个差异可以近似地看成是教育资助的结果。因为这里的外推线不仅仅是加州的外推线，也是综合控制个案的外推线。由于这些综合控制个案没有出台类似的禁烟政策，因此其外推线和观测线之间的差异可以近似地归因于教育资助计划。而加州的禁烟政策的效果则是综合控制个案的观测线和加州的观测线之间的差异。由于加州既受到教育资助计划的影响，也受禁烟政策的影响，因此，外推线和加州观测线的区别是这两个政策效果的叠加（假设这两个效果是可加的）所致。由于外推线和综合控制个案观测线的差异代表了教育资助计划的效果，综合控制个案的观测线和加州观测线之间的差异就是加州独有的禁烟政策的效果了。
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图6-4　区分教育资助计划的效果和加州禁烟政策的效果



综上所述，综合控制个案方法要比传统的时间序列分析中的外推更能帮助研究者进行因果分析。其原因就在于，综合控制个案方法可以帮助控制那些同时影响我们关心的个案和个案池中的个案的那些混淆变量（如这里的教育资助计划），而这些混淆变量是无法通过一般的时间序列外推来进行处理的。



————————————————————


(1)
  否则会有倒因为果的谬误。



第7章　结论与讨论

自社会学的创始人孔德开始，社会学的一个重要任务就是希望能够通过实证的方式探究复杂的社会现象所呈现的基本模式以及对这种模式进行科学性的解释。虽然后来的社会学家们已经不再像孔德那样将实证主义坚持得那样彻底，但是不可否认的一点是，对于社会现象的科学解释依然是当代社会学研究的核心任务。科学解释自然离不开“因果”二字。对于研究物理世界的学科而言，因果关系基本上可以做到尽在掌握。例如，用锤子砸石头，石头会碎。此时用锤子砸是原因，石头碎是结果。一切都十分直接，客观。但是对于社会现象而言，类似如此直接的因果关系似乎太过于理想化了。正是因为如此，社会学家们希望通过种种途径从纷繁复杂的社会现实中探究出某种因果联系。在当代社会学中，对于因果关系的探索涉及很多具体的统计技术以及统计模型，阐明这些统计模型并为社会科学研究者提供一套因果推论的理论基础就是本书的目的。

在本书中所介绍的统计理论和方法以倾向值得分为主轴，并讨论了其他各种统计方法。之所以将倾向值得分作为本书的核心，是因为这种方法和我们探讨问题的常规思路比较接近，操作起来也比较简便易行。从某种意义上说，本书希望能够以倾向值得分这一方法作为载体，勾连起多种用于因果推论的统计技术。需要说明的是，计量经济学中的很多方法在本书中并没有展开论述。这绝对不是因为这些方法不重要。恰恰相反，在整个社会科学领域中对方法的研究最为深入的学科之一就是计量经济学。此外，正如本书中的各个章节所展示的那样，抛除术语上的差异，在数学原理上，很多计量经济学方法和倾向值方法是相通的。只是由于计量经济学方法方面的国内外经典教材很多，介绍也十分详细，这里便没有赘述。

作为一种统计控制技术，倾向值方法的确为社会学研究打开了新的方法论天地。本书前面的介绍也说明了这一点。但是在展现了倾向值匹配的“强大”以后，这里笔者希望讨论一下倾向值匹配的一些潜在的不足。这些不足之所以说是“潜在”的，是因为很多时候经验研究者对于这些问题似乎并不会去过多考虑，而不考虑这些问题似乎“看起来”也不会对相关的研究产生太大的负面影响。任何统计方法本身都是有局限性的，为了全面地理解倾向值方法以及其背后代表的因果推论逻辑，在这一章的讨论中，笔者将主要关注倾向值方法作为一套因果推论统计基础的逻辑所存在的“潜在”不足。针对倾向值匹配具体方法在应用方面的种种“陷阱”，在前面的具体章节中已有论述，这里就不再重复讨论。


 7.1　再议倾向值统计方法和选择性误差

我们在前面的很多章节中已经反复论证倾向值得分技术相比于传统统计分析方法的一个重要优点在于其对选择性误差的处理。通过倾向值匹配，实验组和对照组中的个体对于某种处理（treatment）的接受概率是接近的。这时，一个匹配样本就能够看成是类似随机实验环境下的样本。由此，我们实际上控制了选择性误差对于统计估计的影响。但是，倾向值匹配技术从本质上讲是对实验组样本和控制组样本的配对，这种操作会不会带来另外一种选择性误差呢？换句话说，倾向值匹配方法在努力解决选择性误差对于统计估计的影响时，会不会同时引入了另外一种人为的选择性误差呢？为了回答这个问题，我们不妨从统计抽样的角度来看选择性误差的影响。

对于大多数社会科学研究者而言，选择性误差通常是在线性模型框架下进行讨论的。最经典的分析莫过于计量经济学对于工具变量的讨论，其中选择性误差可以近似地理解为在随机扰动项中有一些我们没有考察到的变量，这个变量和自变量有关，会影响到个人接受自变量影响的概率，从而使得自变量的系数估计有偏。所以，我们需要找到一个只和自变量相关，不和随机扰动项相关的工具变量来分离出这种选择性误差的影响。上述这种理解选择性误差的方式在社会科学研究中是非常普遍的。但是，选择性误差这个概念也可以在统计抽样理论框架下去理解。统计抽样，顾名思义，就是希望通过抽取出特定的样本，然后通过推论以达到了解总体的目的。对于抽样过程而言，重要的一点是随机性，即采取一定随机化抽样的方式从总体中抽样。只有满足了这一点，我们才有把握通过样本的信息去反映总体的信息。在这个意义上，社会学研究中经常谈到的所谓滚雪球抽样、便利抽样等方法都不是概率抽样，因此从严格意义上讲是无法推知总体的。从统计抽样的角度来看，选择性误差是指总体中的某些个体被人为地过度抽取或者抽取不足以至于样本中这种类型个体的分布情况和总体中的分布情况之间出现了偏差。也正是在这个意义上，我们把这种误差叫作选择性误差，因为我们在选择样本的时候抽取过多或者过少。一个很简单的例子是，在一个男女性别比例接近1∶1的社会中，如果样本中的性别比达到了1∶9，就说明抽样过程出了问题，我们对某个性别的人抽取过多，而对另一个性别的人抽取过少，这就是选择性误差。

那么，从统计抽样的角度来看，为什么选择性误差会有问题呢？这是因为一个存在选择性误差的样本是难以反映总体的全貌的。假设我们关心的是总体的收入情况，在抽样的时候，很多高收入的人根本不愿意告诉研究者他们的收入水平，这时我们实际上很难通过样本的收入水平来推知总体的收入水平。这个问题在美国的综合社会调查中（general social survey）中是现实存在的（Saez 2005）。根据美国综合社会调查的设计，为了保护高收入群体的隐私，一般在问及收入问题时会有一个封顶（top-coding）选项，即将最后一个选项设定为“a美元以上”。究竟高收入群体的收入水平高出a多少，研究者是无从得知的。所以，我们实际上对于总体中收入分布右侧的尾部情况是不得而知的。综上所述，在统计抽样的过程中，选择性误差所带来的主要问题就在于样本对于整体的反映水平上。基于存在选择性误差的样本所进行的统计推断往往是有偏的。

基于统计抽样过程对选择性误差的定义，我们再回过头来看倾向值匹配技术。众所周知，倾向值匹配的过程是将实验组中的个体与控制组中的个体进行配对，其中可以采取一对一或者一对多等方式。那么，势必会产生一些被调查对象找不到能够与之匹配的个案。例如，一个研究大学教育回报的研究中个别大学生或许找不出与之对应的高中生相匹配。同理，某些高中生也找不到对应的大学生相匹配。对于这些无法匹配的样本，或者说不是在匹配的支持区间（common support）中的样本，通常研究者会舍弃它们。但是问题正是出在这里，如果无法配对的个体都被舍弃了，我们的推论所依据的仅仅是其中一部分群体，这部分群体能不能够反映总体呢？答案并不总是肯定的。即使我们的抽样十分完美，样本是一个完全基于概率抽样的样本，这也并不能够保证匹配样本是一个完美的反映总体的样本。它们之间的关系可以用下述的关系图表示：
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图7-1　总体、随机样本和匹配样本



正如图7-1所示，我们从总体中通过某种概率抽样手段得到一个随机样本，但是这个随机样本通过匹配过程实际上分成了匹配个体和那些无法匹配的个体。当研究者将无法匹配的个体扔掉以后，我们实际上并不清楚匹配个体能否反映总体情况，这时我们或许就有了新的选择性误差问题。

为了进一步分析为什么匹配样本无法必然反映总体情况，我们可以看匹配样本是否能够反映随机样本的情况。如果匹配样本代表随机样本，那么我们可以说匹配样本间接地反映了总体的信息。这个思路可以参见自助法（boostrap）的相关论述（例如，Efron＆Tibshirani 1994）。顺着这一思路，我们会发现，匹配样本并不必然反映随机样本的信息。

如图7-2所示，我们这里有两个分布，假设分别对应于实验组和控制组。通过倾向值匹配，我们实际上只能够匹配这两个分布中的一部分人。在图7-2中，我们用阴影部分来表示匹配样本。在图7-2（a）中，我们发现实验组和控制组的大部分都是重合的，匹配样本占据了实验组与控制组分布的大部分面积。此时，匹配样本和随机样本比起来只是缺少一个分布的左边尾部的个体以及另一个分布右边尾部的个体。换句话说，匹配样本只是随机样本去掉一些处于分布尾部的极值以后达到的一个样本，那么我们可以近似地认为匹配样本是能够反映随机样本进而反映总体的情况的。在图7-2（b）中，我们发现和图7-2（a）比较起来，阴影部分的面积要小很多，此时匹配样本和随机样本的区别就不再仅仅是某些极值的有无。相反，在图7-2（b），我们配对起来的匹配样本本身才是极值（即在两个分布的尾部）。这时，匹配样本只是占据了左边分布的右尾部以及右边分布的左尾部而已。换句话说，我们这时的匹配样本仅仅只能够代表随机样本中基于处理水平不同的极值区域。自然，这是不能够反映随机样本的整体信息的。另外一种分析图7-2（b）的方法是，可以简单地观察一下匹配样本（阴影部分）与实验组、控制组分布均值相比处于什么位置。很明显，实验组与控制组的均值点都不在匹配样本中，这也从另外一个侧面反映出了匹配样本本身是很难代表随机样本以及总体的。图7-2（c）展示了一种不是很常见却问题最严重的情况。在图7-2（c）中，我们看到，依据倾向值，实验组中的个体根本无法找到一个控制组中的个体与之匹配，反之亦然。这时，我们实际上已经没有所谓的匹配样本了，那么我们自然也就无法进行因果推论，因为实验组和控制组根本就没有任何可比性。
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图7-2　实验组与控制组分布的重合程度


注：假设左侧为实验组，右侧为控制组。



从某种意义上说，图7-2反映的信息是经过简化处理的。在实际的倾向值匹配过程中，我们需要保证的是匹配样本在多个混淆变量上的平衡（balanced）。如果我们考察多个变量的话，匹配样本（阴影部分）可能会更小。例如，在图7-3中，我们还是看实验组与控制组依据倾向值匹配以后得到的匹配样本的大小，也就是阴影部分的面积。假设我们这里有三个混淆变量需要考察，那么在考察第一个混淆变量的时候，我们得到的是匹配样本A，第二个混淆变量让我们得到的是匹配样本B，第三个混淆变量让我们得到的是匹配样本C。为了同时保证匹配样本在这三个混淆变量之上都是平衡的，我们最后会取A、B、C的交集，也就是B。可以看出，如果我们最后的匹配样本仅仅是B的话，匹配样本只是反映了随机样本的极少一部分信息，那么我们又如何根据匹配样本去推知总体呢？

[image: ]

图7-3　多个混淆变量下实验组与控制组分布的重合程度


注：假设左侧为实验组，右侧为控制组。



综合上面的讨论，笔者这里希望指出的是，倾向值匹配本身亦是对随机样本的一个再限制。这种限制的效果有可能只是最终把随机样本中的部分特点突出出来。其结果或许会引起另外的选择性误差问题。当然，对于这个问题的一个可能的辩解是，虽然有这样的问题，但是倾向值匹配通过控制潜在的混淆变量的影响努力保证了研究者进行因果推论的可能性。对于这种辩解，我们可以从实验研究的内在信度（internal reliability）与外在信度（external reliability）的区分来看。的确，基于倾向值匹配得到的结论一般而言要比依据传统统计分析技术得到的结论有更高的内在信度。但是，如果这种有很高内在信度的研究结论难以推至总体，我们不得不说这个研究结论的外在信度是有问题的。这就好比：一个结论基于的是一个精密设计实验，但是这个结果却难以突破有限的被试而推广到更多的人，这样的结论，其价值必然是有限的。例如，如果一种新药仅仅只能对参与新药实验的人有用而对于实验外的他人没有什么实质效果的话，这种新药是不会被推广的。鉴于此，我们在使用倾向值匹配方法的时候需要时刻注意这种内在信度与外在信度之间的平衡。


 7.2　倾向值统计方法和多元回归

倾向值方法作为一种因果推论统计技术，从被提出之日起就是作为传统多元线性回归的一个重要扩展而存在的。正是因为如此，对于十分熟悉多元线性回归的社会科学研究者而言，一个非常重要的问题便是：倾向值匹配究竟在哪些方面要优于多元回归呢？我们知道，作为一种统计模型，多元回归也起到了控制其他变量的作用。这种控制不仅仅是将一些我们可观测到的变量予以控制（例如控制性别、年龄等社会人口学因素），还通过随机误差项ε将某些我们没有观测到的变量控制了起来。在这个意义上，多元回归也满足了科技哲学中有关控制的思想，从而起到了因果推论的效果（彭玉生 2011）。然而，很多学者指出倾向值匹配要优于多元回归（Rubin 1997；Harding 2003），他们的理由有以下几点。

第一，多元回归依赖于模型的形式，而倾向值匹配只是比较二组（实验组与控制组）均值的差异，从而脱离了模型形式的束缚。具体而言，多元回归既可以拟合简单线形关系也可以将某些变量的二次方形式或者三次方形式引入从而拟合曲线关系。不同的模型对于拟合有不同效力。但是在实际数据分析的时候，最好的模型形式往往难以发现。相反，倾向值匹配后的分析是非参数性的，最后需要做的只是比较实验组与控制组的均值差异。这方面倾向值匹配要优于多元回归。

第二，多元回归存在多重共线性的问题，这个问题在倾向值匹配过程中被克服了。具体而言，如果我们将个人智力、家庭经济背景和是否上大学都引入多元回归模型，那么它们会存在某种共线性，从而导致回归模型难以正确估计回归系数。这个问题如果放在倾向值匹配的逻辑斯蒂模型中就不是问题，因为我们关心的是逻辑斯蒂模型的预测能力，而共线性对于模型预测能力没有影响。

第三，倾向值匹配考虑到了实验组和控制组对比的“可行性”，而这在多元回归中没有考虑到。在倾向值匹配过程中，如果实验组的倾向值与控制组的倾向值差距很大，则表明在很多变量上，实验组和控制组的个体都不一样，这样，我们就会发现这两组很难进行比较。例如，针对某一特定的样本，有可能通过倾向值匹配发现上大学的人都是男性且年龄都在30岁以上，而没上大学的都是女性且年龄在30岁以下。这时实验组的倾向值可能接近于1，而控制组的倾向值可能接近于0。这种倾向值上的“非重叠性”意味着我们没有办法通过匹配得到上大学对于收入的因果性影响。换句话说，我们比较一组上大学的30岁以上男性和另一组没上大学的30岁以下女性的年均收入差值并不能得出上大学本身的收入回报。这个问题在倾向值匹配时一目了然，但在多元回归那里却被隐藏了。在多元回归中，我们很少去探究某个自变量（例如年龄）在另一个自变量不同取值（上不上大学）处是否有足够的重叠（overlap）。回归模型总是能够提供一个系数，即使这个系数并不能实际告诉我们某种因果关系。

以上三点都指出了倾向值匹配相对于多元回归的优势。然而，从实践层面上看，上述三点中多元回归的劣势是可以克服的。首先，模型的最佳形式可以通过观察散点图或者拟合多种形式的模型然后选优的方式来确定。其次，多重共线性也能够通过删除某些自变量或者将存在共线性的自变量结合起来产生一个潜在变量的方式予以解决。至于第三点中提到的问题，笔者认为有两个理由可以支持多元回归。第一个理由是，我们可以在具体回归模型拟合之后考察自变量之间的联合分布（例如分别考虑上大学与不上大学的群体中的年龄分布，或者不同年龄段的群体中是否上大学的人数分布）。通过这种方式，多元回归就能够和倾向值匹配一样了解实验组和控制组的对比是否可行。第二个理由是，在社会学研究中，像上面提到的上大学的全是30岁以上的男性这种情况极少发生。这是因为社会学处理的调查数据往往样本量很大，在这种情况下，发生不同变量完全不重叠的概率很小。基于这些理由，笔者认为在因果推论方面，与倾向值匹配相比，多元回归本身并没有明显劣势。过去的几年中，很多学者也试图通过模拟数据或者实证数据来对比倾向值匹配与多元回归，他们的一个共同发现是：多元回归的结果和倾向值匹配的结果是接近的，二者都能够指出那些显著性的变量（Shah et al. 2004；Zanutto 2006）。基于上述这些原因，笔者认为，多元回归依然能够做到因果关系的推断，它和倾向值匹配只是两种不同的统计方法，后者不能取代前者。


 7.3　倾向值统计模型和加权

在本章的最后一部分，笔者希望就加权问题进行更深入的讨论。在本书前面章节中我们已经指出，倾向值得分作为个体接受某种处理的概率，类似于抽样过程中的抽样概率。在这个意义上，在过去的社会科学研究中很多学者将倾向值得分作为权重来估计因果关系，比较典型的是我们在前面介绍的通过倾向值得分加权的方式来分析多个类别的处理效应。可以说，利用倾向值得分进行加权的研究如此普遍，以至于任何传统意义上的统计分析模型都可以和倾向值得分加权结合起来使用。根据社会统计学家弗里德曼的总结，利用倾向值得分加权进行分析的研究涉及传统的多元回归、逻辑斯蒂回归、泊松回归、多层次模型以及生存分析等（Freedman＆Berk 2010：289）。一时间，似乎倾向值得分加权的方法成了帮助社会科学研究者进行因果分析的一种简便易行的策略。

但是，任何加权过程都不是完美的。例如在处理缺失数据的时候，一个常用的方法就是通过加权来强化非缺失数据的重要性而降低缺失数据的重要性。这种方法的一个最大的问题在于会加大统计推论的标准误。这个问题在基于倾向值得分加权的分析中也是存在的。弗里德曼针对这一问题进行了深入的讨论。在他和博克（Richard A.Berk）合写的《利用倾向值加权回归》（Weighting Regressions by Propensity Scores）一文中，弗里德曼通过统计模拟发现采用倾向值得分加权进行因果分析的方法是既有利又有弊的。好的一面就是本书所着力讨论的倾向值得分对选择性误差的处理功能，坏的一面则是人为地扩大了标准误，从而使得一些可能边际显著的统计量变得不显著了。因此，倾向值得分加权绝不是提升传统回归模型的“灵丹妙药”，研究者需要注意加权的过程带来的标准误扩大是否真的是“值得的”。当然，对于这个问题可能是见仁见智了。这里引用弗里德曼的结论来总结倾向值得分加权方法：

对于自己的因果模型很有信心的调查者应当只用模型拟合数据就可以了。如果存在缺失变量的问题，倾向值可以比较准确地被估算出来，加权的过程可以减少误差。此外，加权很有可能会极大地增加随机误差，名义上的标准误通常会向下偏差，并且在估算因果关系的时候实质误差也依旧存在（Freedman＆Berk 2010：294）。
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