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到这里，终于可以松一口气了，一个持续多年的工作总算可以告一段落了。本系列起源于我2012年想写的《并行乱弹》一书，乱弹是乱弹琴的意思。按我的本意，并不想把它写成一本非常严谨的著作，当时更无意出版，因此并不是非常注意全书逻辑的严密性，虽然经过我和编辑的多次修改，但想必问题依旧难以避免，在此诚恳地请求读者谅解。

本系列的3本书相互之间有联系，也有其独立性：《并行算法设计与性能优化》介绍常见的串行代码优化方法和并行算法的设计；《并行编程方法与优化实践》介绍常见的向量化和并行编程环境及一些实例；《科学计算与企业级应用的并行优化》则介绍领域相关的算法与应用的性能优化。

如果说要写一本简短的武侠小说来描写主角是如何学习这3本“秘笈”的话，我想故事是这样的：在2015年，主角是某位内向宅男码农hpc，因为程序速度太慢天天被产品经理骂，受项目经理白眼，每天工作到晚上10点，遭到家人埋怨。在某个月黑风高的晚上，某条街道上那位江湖人称“风辰”的“HPC帮”护法长老收hpc为不记名弟子，并传授给hpc《并行算法设计与性能优化》《并行编程方法与优化实践》及《科学计算与企业级应用的并行优化》3本“秘笈”，“风辰”临走时收了传功费用1024万元。hpc如获至宝，休假一月潜心修炼。一月后出关，容光焕发，程序速度大幅度提升，产品经理天天请吃大餐，项目经理忙着加项目奖金。此后，hpc每天下午5点即下班回家，修身养性，陪家人一起吃饭、购物。

愿这3本书能够真正成为改变读者生活的良师益友！

风辰

2015年5月17日于深圳


前言

IT行业急需这本书

和本系列的前两本书一样，在解释为什么笔者认为软件工程师需要这本书之前，笔者先来介绍并行、并发和代码性能优化这3个概念，因为理解这3个概念是阅读本系列3本书的基础。

·并行对应的英文单词是parallelism，是指在具有多个处理单元的系统上，通过将计算或数据划分为多个部分，将各个部分分配到不同的处理单元上，各处理单元相互协作，同时运行，以达到加快求解速度或者提高求解问题规模的目的。

·并发对应的英文单词是concurrency，是指在一个处理单元上运行多个应用，各应用分时占用处理单元，是一种微观上串行、宏观上并行的模式，有时也称其为时间上串行、空间上并行。

·代码性能优化是指通过调整源代码，使得其生成的机器指令能够更高效地执行，通常高效是指执行时间更少、使用的存储器更少或能够计算更大规模的问题。

从大的方面来说，并行和并发都是代码性能优化的一种方式，但是今天并行和并发已经是如此重要，以至于需要“开宗立派”。为了明晰并行、并发和代码性能优化的边界，在本书中，代码性能优化特指除了并行和并发以外的代码优化方法，比如向量化和提高指令流水线效率。在本书中，笔者将向量化独立出来解说。

2003年以前，在摩尔定律的作用下，单核标量处理器的性能持续提升，软件开发人员只需要写好软件，而性能的提升就等待下次硬件更新来解决，在2003年之前的几十年里，这种“免费午餐”模式一直在持续。2003年后，主要由于功耗的原因，这种“免费午餐”已经不复存在。为了生存，各硬件生产商不得不采用各种方式提高硬件的计算能力。目前最流行的3种方式如下：

1）让处理器在一个周期处理多条指令，多条指令可相同可不同。如Intel Haswell处理器一个周期可执行4条整数加法指令、两条浮点乘加指令，而访存和运算指令也可同时执行。

2）使用向量指令，主要是SIMD和VLIW技术。SIMD技术将处理器一次能够处理的数据位数从字长扩大到128或256位，也就提升了计算能力。

3）在同一个芯片中集成多个处理单元，根据集成方式的不同，相应地称为多核或多路处理器。多核处理器是如此重要，以至于现在即使是手机上的嵌入式ARM处理器都已经是四核或八核了。

目前绝大部分应用软件都是串行的，因为串行执行过程符合人类的思维习惯，易于理解、分析和验证。由于串行软件只能在多核CPU中的一个核上运行，和2003年以前的CPU没有多少区别，这意味着花多核CPU的价钱买到了单核的性能。通过多核技术，硬件生产商成功地将提高实际计算能力的任务转嫁给软件开发人员，而软件开发人员没有选择，只有直面挑战。

标量单核的计算能力没有办法继续大幅度提升，而应用对硬件计算能力的需求依旧在提升，这是个实实在在的矛盾。在可见的将来，要解决这个矛盾，软件开发人员只有代码性能优化和并行可以选择。代码性能优化并不能利用多核CPU的全部计算能力，它也不要求软件开发人员掌握并行开发技术，另外通常也无需对软件架构做改动，而且串行代码优化有时能够获得非常好的性能（如果原来的代码写得很差的话），因此相比采用并行技术，应当优先选择串行代码性能优化。一般来说，采用并行技术获得的性能加速不超过核数，这是一个非常大的限制，因为目前CPU硬件生产商最多只能集成十几、几十个核。

从2006年开始，可编程的GPU越来越得到大众的认可。GPU是图形处理单元（Graphics Processing Unit）的简称，最初主要用于图形渲染。自20世纪90年代开始，NVIDIA、AMD（ATI）等GPU生产商对硬件和软件加以改进，GPU的可编程能力不断提高，GPGPU（General-purpose computing on graphics processing units）比以前容易许多。另外由于GPU具有比CPU强大的峰值计算能力，近年来引起了许多科研人员和企业的兴趣。

近两三年来，在互联网企业中，GPU和并行计算越来越受到重视。无论是国外的Google、Facebook，还是国内的百度、腾讯、阿里和360，都在使用代码性能优化、并行计算和GPU来完成以前不能完成的任务。

10年前，并行计算还是实验室里教授们的研究对象，而今天多核处理器和GPU的普及已经使得普通人就可以研究它们。对于软件开发人员来说，如果不掌握并行计算和代码性能优化技术，在不久的将来就会被淘汰。

作为本系列的压轴之作，本书专注于领域相关的算法和应用的并行与性能优化。笔者介绍了如何优化线性代数、偏微分方程求解、分子动力学和机器学习领域的一些重要算法。

如果以武侠中的功夫来比喻的话，本系列的第一本书《并行算法设计与性能优化》专注于理论基础和实践的结合，是“内功”和“心法”的修炼；本系列的第二本书《并行编程方法与优化实践》专注于程序设计语言的核心内容的应用，是“招式”的学习；而本书则是“内功心法”和“招式”的具体运用。“内功心法”好意味着基础好、潜力大，以后发展空间广泛；“招式”好则能够通过“奇招”“怪招”解决问题；而只有将“内功心法”和“招式”完美融合，做到“心中无招而手中有招，无招胜有招，无招即有招”，才能成为异构并行计算这个领域真正的集大成者。愿读者和笔者一起向这个目标前进。

本书完全是“干货”，是一本真正将业界最佳实践和“只可意会，不可言传”的领域知识简洁明了地贡献出来的著作。为了帮助读者理解，本书使用了大量的示例。开发人员通常比较忙，因此本书力求简洁明了，点到为止。

读者对象

由于多核处理器和GPU已经非常便宜，而代码性能优化、向量化和并行已经深入IT行业的骨髓，所有IT行业的从业者都应当阅读本书。如果非要列一个读者清单，笔者认为下列人员应当阅读本书：

·互联网及传统行业的IT从业者，尤其是希望将应用移植到多核向量处理器的软件开发人员；

·对向量化和并行化感兴趣的职业工作者；

·线性代数、偏微分方程、分子动力学和机器学习相关领域的科技工作者；

·大中专院校及研究所的学生、教师；

·关注异构并行计算和高性能计算的人们。

如何阅读本书

本系列包括3本书，本书是此系列的第三本。本书重点介绍如何利用目前主流的C语言的各种特定硬件或平台的向量化扩展、并行化库，来设计性能优良的向量化和并行代码。而本系列的第一本《并行算法设计与代码优化》关注并行优化和并行计算相关的理论、算法设计及高层次的实践经验；本系列第二本《并行编程方法与优化实践》关注C程序设计语言的向量化和并行化扩展及算法到硬件的映射；本书则关注如何将线性代数、偏微分方程求解、分子动力学和机器学习领域的常见算法优良地实现出来。

本书不但包括如何使用SSE/AVX向量化扩展、OpenMP编译制导语句来优化运行在X86多核处理器上的代码性能，还包括使用NEON向量化扩展、OpenMP编译制导语句优化运行在移动处理器（ARM）的代码性能，以及使用CUDA和OpenCL优化运行在图形处理器（GPU）的代码性能。笔者希望通过这种方式能够让阅读本书的软件开发人员了解和掌握如何将常见算法映射到具体硬件上以获得高性能，以及如何依据硬件和算法的特点进行代码性能优化。

本书分为以下几章：


第1章
 　介绍常见的并行编程基于的多核/众核向量处理器的架构、OpenCL程序如何映射到这些平台上执行及OpenCL程序在这些硬件上运行时具有哪些不同。先介绍Intel Haswell、ARM A15、Intel MIC、AMD GCN GPU和NVIDIA Kepler/Maxwell GPU的架构。然后介绍OpenCL程序如何映射到Intel Haswell处理器、AMD GCN GPU和NVIDIA Kepler/Maxwell GPU上执行。最后介绍OpenCL程序在这些处理器上运行时的细微区别。


第2章
 　介绍如何在X86、ARM和GPU上优化常见的线性代数运算，如计算稀疏矩阵向量乘法，求解下三角线性方程组，计算矩阵乘法等。对于电子电路模拟、计算流体力学相关的领域来说，稀疏矩阵向量乘法是非常重要的。本章还介绍如何在主流的X86、ARM和NVIDIA GPU上优化稀疏矩阵向量乘法运算。


第3章
 　介绍如何在X86和GPU处理器上优化偏微分方程的求解，主要介绍如何求解热传递问题和三维Stencil问题。


第4章
 　介绍如何在X86处理器和GPU上优化常见的分子动力学算法，如邻居搜索、范德华力计算、键长伸缩力计算和径向分布函数计算。


第5章
 　介绍如何在X86、ARM和GPU上优化常见的机器学习算法，如k-means、KNN、二维卷积和四维卷积的计算性能。最后介绍多GPU并行卷积神经网络的常见方法，以及如何使用数据并行来使用多GPU并行优化Caffe。

对于对并行和代码性能优化不太了解的人员，笔者建议先阅读本系列的第一本书《并行算法设计与性能优化》
[1]

 和第二本书《并行编程方法与优化实践》
[2]

 。对于对并行或代码性能优化非常了解的人员，可按照自己相关的领域选择对应的章节阅读。

勘误和支持

由于笔者的水平有限、工作繁忙、编写时间仓促，而向量化、并行和代码性能优化又是一个正在高速发展的、和硬件及算法密切相关的、影响因素非常多、博大精深、兼具个人特色的领域，许多问题还没有统一的解决方案，虽然笔者已经努力确认很多细节，但书中难免会出现一些不准确的地方，甚至是错误，恳请读者批评指正。你可以将书中的错误或写得不好的地方通过邮件发送到ly152832912@163.com，微博联系“异构并行计算-风辰”或微信联系“风辰”，以便再版时修正，笔者会尽快回复大家。如果有更多的宝贵意见，也欢迎发送邮件，期待能够得到读者朋友们真挚的反馈。

致谢

首先要感谢我的老婆，她改变了我的人生轨迹，让我意识到人生有如此多的乐趣。如果不是她容忍我晚上10点下班回家后还要接着写书，此系列的出版估计得晚个两三年。

感谢我的母校中国地质大学（武汉）的图书馆，那是我对并行计算产生兴趣的地方。感谢我的母校中国科学院研究生院和中国科学院图书馆，在那里我奠定了从事并行计算事业的基础。

感谢我的朋友陈实富、高洋等，如果没有你们，我还需要更多时间来提升水平。感谢我的老板王鹏、吴韧和汤晓欧，在这些技术大佬和“人生赢家”的指导下，我才会成长得如此迅速。

感谢我在英伟达（NVIDIA）时的实习生、百度时的实习生和我现在的同事及下属，如果不是你们的努力工作，我没有时间来写这个系列。

感谢机械工业出版社华章公司的高婧雅和杨福川老师，我本无意出版此书，是你们引导我将这本书付梓成书，是你们帮我修改书稿，让它变得可读、可理解，是你们帮我修正错误，是你们的鼓励和帮助使得我顺利完成全部书稿。

最后感谢我的爸爸、妈妈、姥姥、姥爷、奶奶、爷爷，感谢你们将我培养成人，并时时刻刻为我提供精神力量！
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第1章　多核向量处理器架构

多核向量处理器的出现是为了更好地提供程序所需的性能，而处理器的峰值性能、程序代码能够实现的性能则与硬件的特性、组织结构紧密相关。

硬件的性能最终由程序代码实现。代码中的各个部分（如访存、计算）如何在硬件上执行，在硬件上执行时，其具体行为如何；这些问题的答案都影响了代码的最终性能。目前看来只有OpenCL才有可能在主流的多核向量处理器（CPU、MIC、GPU、FPGA等）上都得到支持（即一份代码可以在这些平台上运行），故本章只介绍OpenCL程序如何映射到CPU和GPU上执行。

处理器和程序是两个相互独立、而又相互联系的事物。在计算机编程的发展史上，有些看起来相互矛盾的几个现象一直在共同发展，即：

1）程序要独立于硬件，不能过分依赖硬件。为了更好地达到这一目标，有解释型编程语言、运行时编译（Just In Time，JIT）等技术支持，如CUDA的JIT驱动能够编译PTX为可执行代码，Python和Bash会解释执行代码，Java虚拟机和C#的CRT则上升到另外一个层面。

2）依据硬件的特性设计程序。为了发挥硬件的性能，许多软件开发人员不得不依据硬件的特性来设计程序，比如X86处理器是否支持popcount（用来计算二进制表示的数据中1的数量）就可能导致完全不同的算法设计；在基于GPU的异构并行计算平台上，PCI-E的带宽在很大程度上影响了算法的设计策略。

3）依据程序来设计硬件。为了让程序在自家的处理器上运行得更快，硬件生产商会依据一些典型的应用的计算特点来设计处理器，让处理器在这些典型的应用上性能非常好。这类典型的应用有Stencil、矩阵乘等。

从某种程度上说，这些现象是相互矛盾的，一方面要求独立于硬件，另一方面又要求依赖硬件；从另外一方面来说，这些现象又是相互融合的，软件开发人员依据硬件设计程序和硬件生产商依据典型应用程序来设计硬件都是为了让应用的计算性能更优；而不同的编程语言希望独立于硬件则是为了让使用该语言编写的应用能够运行在更多的平台上。

本章将介绍目前市场上的主流多核向量处理器（如AMD GPU、NVIDIA GPU、Intel MIC、ARM A15 CPU和Intel Haswell）的硬件组织架构，以及OpenCL程序如何映射到这些硬件上执行。为简单起见，本章只介绍和性能优化相关的部分。


1.1　众核系统结构

众核是指处理器核数比较多，通常指处理器核心数量在几十个或以上。目前主流的众核处理器都是多核向量处理器，如NVIDIA和AMD的GPU、Intel的MIC等。

目前的众核处理器都是通过PCI-E总线连到主板上，作为CPU控制的一个硬件加速器使用。Sandy Bridge已经完全集成了内存控制器和IOH，这意味着连接到不同的CPU上的众核处理器会连接到不同的IOH（I/O Hub）。如图1-1所示为一种简单的两个GPU连到两个处理器的情形。

在目前的Intel和AMD的X86处理器之间，分别通过QPI总线和HT总线连接多个X86多核向量处理器。由于处理器集成了内存控制器，因此在多路处理器上编程时最好启用NUMA特性，编程时要考虑NUMA的影响。
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图1-1　多GPU多socket组织结构图

在某些版本的Intel主板上，由于QPI总线的原因，多个众核处理器之间通过QPI交换数据时，必须通过内存而不能使用DMA传输。

在Sandy Bridge处理器上由于IOH的原因，连接的同一IOH上的众核处理器之间通过DMA传输的带宽有可能比通过内存中转的带宽要差。

通常GPU操作显存而不是内存，而程序开始执行时数据通常保存在内存上，这就需要将数据从CPU内存传入GPU显存。目前这类数据传输由PCI-E总线（不包括APU的Fusion Compute Link总线）负责，如图1-1所示。PCI-E 2.0规范中，每个通道的数据传输速度达到了500.0 MB/s，这样PCI-E 2.0×16插槽能够提供8 GB/s（0.5×16 GB/s）的带宽，即有效带宽为8 GB/s。但是由于PCI-E数据封包及运行时操作系统的影响，实际可用的带宽最多为5 GB/s~6 GB/s，慢的可能为2 GB/s~3 GB/s（PCI-E 2.0×16）。PCI-E 3.0规范的上下行数据带宽均为16 GB/s，实测最高传输速度可达近12 GB/s。


1.2　众核架构的一致性

不同的厂家生产的众核产品具有不同的架构名词、编程环境名词，但是从架构的某些抽象上来说，几乎都是一致的，这称为众核架构的一致性。众核架构的一致性非常重要，如果每种众核架构都是完全不相同的，那么程序开发人员和优化人员就需要了解每一种众核架构的特点才能在上面开发应用，以及优化运行在某种众核处理器架构上的应用，这种代价的巨大可想而知。同时众核架构的一致性也为OpenCL这种通用的众核架构编程环境的存在提供了土壤，而OpenCL的出现减少了在不同的众核架构间移植程序的代价。

不同的处理器生产商采用的这种众核架构的一致性既有现实应用的特点，又由计算机体系结构的理论所决定。

1）从应用来说：不同的应用具有不同的特点，有的是计算密集型，有的是数据访问密集型。有的拥有复杂的逻辑控制结构；有的逻辑结构简单，但是数据量或计算量大。今天人类产生的数据的数量已经越来越大，这些数据由大量人类产生，因此其天生具有并行性，非常适合多核处理；数据通常具有不同的特点，也有维度，故适合向量化。

2）从计算机体系结构来说：不同架构的计算机适合处理的工作负载具有不同类型，但是计算机本质上是利用应用中不同层次的并行性，如指令级并行、数据并行和线程级并行。另外现代计算机设计中提升单机硬件性能的两大主要手段就是多核并行和SIMD并行，多核并行编程通常需要使用线程级并行API，而SIMD并行则需要利用应用中的数据并行。

无论是从应用特点的角度，还是从计算机体系结构的角度来说，线程并行和SIMD并行是所有众核架构必须具有的特性。而一种处理器架构很难处理不同类型的负载，因此异构并行计算架构已经越来越得到业界的重视。


1.异构并行计算架构


异构并行计算架构包含两个方面的内容：异构和并行。异构是指计算系统上具有两种或两种以上不同特点的处理器。目前来说，异构主要是指CPU+加速器；CPU主要指X86、Power、ARM等，现代的X86和Power处理器已经能够支持多种加速器；加速器主要指GPU、Cell和FPGA等众核处理器。并行是指无论是要发挥CPU的峰值性能，还是要发挥加速器的峰值性能，都要使用并行的编程方式，因为绝大多数的加速器都是众核处理器。

由于异构系统具有多种不同架构的处理器，不同架构处理器具有不同的特点，因此如果要发挥处理器的峰值性能，编程时算法映射也会有所不同。由于异构系统的出现时间比较短，目前编译器方面的研究也不多，这些都增加了软件设计人员的负担。


2.多核并行+SIMD并行


由于制造工艺和提升主频遇到的挑战，目前计算机提升性能的方式主要是将多个单核的处理器集成在一起，这称为多核。为了增加多个单核处理器间协作的性能，集成起来的多个单核处理器会共享一些组件，比如缓存、执行单元等，这种特点反映在多个层次上。由于协作导致的通信消耗，使得不能无休止地集成处理器。在多核X86上，目前能够集成的单核处理器数量为8左右（单socket）。为了进一步提升性能，生产商又改造主板，使得一个主板上能够安装多个多核处理器，通常称为多路。

在通过多核提升性能的同时，生产商还在单核中集成多个向量处理单元来提升性能，每个向量中的不同处理单元必须执行相同的逻辑路径，这称为SIMD。

对多核处理器来说，每个处理器可独立执行不同的任务，而SIMD单元却必须共同执行同一操作。故要发挥多核向量处理器的性能，则必须同时考虑多核并行和SIMD并行。

现代的GPU具有多个计算单元（SM，CU），而每个计算单元又是一个SIMD处理器。GPU和X86 CPU的不同在于：在基于GPU编程时无需知道SIMD单元的宽度。


1.3　多核向量处理器架构

计算机架构可简单分为两个部分：

1）指令集架构
 （Instruction Set Architecture，ISA）。指令集架构确定了处理器原生支持哪些指令（功能），如支持哪些寻址方式、哪些计算指令等。

2）实现
 。实现也被称为微架构（microarchitecture），描述了处理器的硬件如何组织，各个组件的数量。比如处理器具有几级缓存，每级缓存的容量、吞吐量、映射策略、替换策略及缓存结构等。计算机体系结构中的实现决定了硬件的峰值性能和程序是否容易发挥硬件性能。

本节主要介绍主流多核向量处理器的实现，比如多核处理器如何组织、缓存层次结构、核心的计算性能等。


1.3.1　Intel Haswell CPU架构

Intel Haswell处理器相比其前一代做了许多改进，这些改进既提升了其峰值计算能力，又减少了软件开发人员为了发挥其性能所付出的努力。

相比之前的Sandy Bridge和Ivy Bridge架构，Intel Haswell架构主要有以下增强：

1）支持AVX2指令集和FMA指令。AVX指令集将向量长度从128位扩展到256位，但是只支持浮点类型指令。AVX2使得整型指令也可以使用长度为256位的向量，弥补了AVX指令集的缺陷。FMA指令可以用一条指令同时计算乘法和加法（也可以是乘法和减法），它降低了发挥一些常见科学运算应用性能所付出的努力，隐式地提升了科学计算应用程序的运行效率。在笔者的经验中，只要代码中具有浮点乘加运算，使用FMA指令的性能总是比不使用FMA要好一些。

2）一级数据缓存带宽加倍。Haswell架构中一级缓存的读带宽为每周期每核心64字节，写带宽为每周期每核心32字节。一级缓存读带宽的增加显著地提升了许多缓存使用非常好的代码的性能。另外在提高乘加计算能力的同时提升一级缓存的读带宽，能够保证在Sandy Bridge架构上设计良好的程序，在Haswell架构上也能够获得很好的性能。

3）事务同步扩展。对于并发度要求非常高的应用来说，事务的概念非常重要。比如数据库应用，通常要求一个事务要么全部执行成功，要么回滚到执行前的状态，Haswell针对这一重要概念提供了指令级的支持。

对于Haswell处理器来说，另外一个重要的提升是其电源的利用效率大幅度提升，Intel已经尝试将其应用于SOC（System Of Chip，片上系统）系统。


1.处理器层次结构


Intel Haswell多核向量处理器可集成4~8个核心，每个核心具有独立的SIMD和标量计算流水线，其每周期每个核心32位浮点运算可达到32个（2×2×256/32）。每个核心具有独立的一级、二级数据缓存，所有核心通过环形总线（RingBar）共享三级缓存和64位内存控制器，Intel Haswell处理器的GEN架构集成显卡也连接到环形总线上，如图1-2所示。
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图1-2　Intel Haswell处理器环形总线（来自Intel手册）

Haswell处理器支持DDR3和DDR4内存，DDR4内存的最高等效频率是DDR3的两倍以上，这大幅度提升了内存带宽。


2.核心


程序开始执行前，数据和程序要执行的指令都保存在存储器中。一条指令的生命周期通常包括取指令、解码、发射指令、执行指令及写回结果几个阶段。为了提高程序性能，现代处理器将这几个主要阶段拆分为多个小阶段，以流水线的方式执行，以提高吞吐量。

图1-3是Intel Haswell处理器的流水线图，从图中可以看出，相比传统的五段式流水线，Intel做了许多优化，如增加了预解码阶段，增加了指令队列和微指令缓存，以提升指令解码效率。
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图1-3　Intel Haswell架构流水线

执行完成后，硬件需要将结果写回缓存/内存，存储缓冲区的存在使得硬件能够将写操作完全流水线化。如果后面的指令需要前面的指令的结果，那么就需要检查存储缓冲区，这会引入额外的延迟。硬件提供了写转发（store forward）逻辑以减少写指令的消耗。写回内存的结果需要使缓存中对对应数据的缓存失效，这是一个长延迟的操作，硬件提供了一个队列来缓存等待失效的数据，以减少其消耗。

Intel Haswell支持AVX2指令，能够使用256位SIMD单元计算整数和浮点运算；AVX2还支持整数的位统计、位插入、SIMD的不同槽执行不同的移位数量等指令。

AVX2指令支持收集指令（gather），可用来向量化如下代码：



for（

int i = 0; i < n; i++）

{
        c[i] = a[b[i]];
}




gather指令的出现增加了向量化的用武之地，之前一些不能或不便于向量化的应用，也能够很方便地向量化。Haswell架构不支持对应gather的发散指令（scatter）。

Intel Haswell架构支持的FMA指令，能够计算浮点乘加，其延迟和乘法相同，吞吐量也得到了提升。表1-1列出了Intel Haswell处理器支持的常见SIMD整数、浮点运算指令的延迟和吞吐量。

表1-1　常见SIMD整数、浮点运算指令的延迟和吞吐量
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比较奇怪的是：向量浮点加减法的吞吐量比向量浮点乘法要小，这意味着如果能够利用向量FMA指令就不应当联合使用向量加法和向量乘法指令。


3.缓存层次结构


Intel Haswell处理器具有三级数据缓存，其中一级缓存和二级缓存是核心独享的，三级缓存由多个核心共享。一级数据缓存大小为每核心32 KB，采用8路组相联，故每路的长度为4KB，缓存线长度为64字节，采用写回策略。二级数据缓存大小为每核心512 KB，采用8路组相联，故每路的长度为64 KB，缓存线长度为64字节，采用写回策略。Haswell的一级和二级数据缓存每个时钟周期可读取64B、可写32B；三级缓存的读写带宽为每周期32字节。一级缓存的命中最小延迟是4个周期，最大是7个周期；而二级缓存命中的最小延迟是11个周期，三级缓存命中延迟为33个周期，如表1-2所示。

表1-2　Intel Haswell处理器缓存信息
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Intel Haswell支持的DDR4内存最高等效频率可达4.2 GHz，这意味着单通道的内存带宽可达4.2×8=33.6 GB/s。


1.3.2　ARM A15多核向量处理器架构

ARM A15处理器广泛应用在平板电脑和手机上，由于手机和平板电脑电池容量的限制，因此ARM A15处理器的设计更关注于降低功耗和提高性能功耗比。


1.处理器层次结构


ARM A15多核向量处理器可集成4个核心，每个核心具有独立的SIMD和标量计算流水线，其每周期每个核心32位浮点运算可达到8个（1×2×128/32）。每个核心具有独立的一级数据缓存，4个核心共享二级缓存和内存控制器。如图1-4所示是ARM A15多核向量处理器的架构示意图。


2.核心


ARM A15支持NEON指令，能够使用128位NEON SIMD单元计算整数和浮点运算；ARM A15处理器支持乱序执行，每周期最多可发射3条指令，并提供了寄存器重命名机制。作者在ARM A15处理器上测得32位浮点vmla指令的吞吐量为1，延迟为4个周期。
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图1-4　ARM A15架构示意图


3.缓存层次结构


ARM A15架构具有32 KB独立的一级指令缓存，采用2路组相联，缓存线长度为64B，使用最近最少使用策略。

ARM A15处理器具有二级数据缓存，其中一级缓存是核心独享的，二级缓存由多个核心共享。一级数据缓存大小为每核心32 KB，采用2路组相联，故每路的长度为16KB，缓存线长度为64 B。二级数据缓存大小为每核心512 KB，采用8路组相联，故每路的长度为64 KB，缓存线长度为64 B，采用写回策略。笔者测试发现：ARM A15的一级缓存每个时钟周期可读取16B。一级缓存的命中最小延迟是8个周期，最大是11个周期，如表1-3所示。

表1-3　ARM A15处理器缓存信息
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ARM A15处理器搭配的大多数是低功耗的LPDDR3内存，内存等效频率在1.3 GHz左右，大多数使用两个32位内存控制器，故通常内存带宽在10 GB/s左右，不过这已经接近单路单通道DDR3的内存带宽。


1.3.3　AMD GCN GPU架构

AMD的GCN架构在向NVIDIA Fermi靠拢，其在硬件架构上做出了巨大的改进，比之前的VLIW4和VLIW5更适合通用计算。本节介绍AMD GCN架构中和性能优化相关的部分。


1.处理器层次结构


为了满足不同的消费者的要求，GPU厂商通常采用模块化设计，通过增加或减少模块的数目来满足不同层次的需求。为了与OpenCL抽象一致，AMD将其GCN GPU模块化为3个层次：设备、CU和ALU。AMD GCN GPU第一代基于GCN架构的显卡Radeon HD7970，具有32个CU，每个CU具有64个流核心，故总共有2048个核心。每个CU具有独立的局部存储器、一级缓存和常量缓存。所有的32个核心共享统一的二级缓存，二级缓存通过交叉总线（CrossBar）连接到显存控制器。


2.CU


GCN架构中的CU除了具有4组向量核心以外，还有一个标量核心。每组向量核心包含16个标量ALU，每组向量核心每次执行一条wavefront指令。CU中的标量核心用于计算分支、常量缓存访问和其他以wavefront为单位的操作。GCN中每个CU具有64 KB局部存储器，但是每个工作组最多只可使用32 KB。GCN架构中没有单独用于超越函数计算的单元。图1-5所示为HD7970 CU结构图。

CU中计算单元主要是4个向量核心，每个核心可同时处理16个32位浮点乘加运算，这意味着CU每周期的计算能力为16×4×2=128个操作。


3.存储器层次


AMD GCN GPU的存储器和处理器一样也呈现出层次结构，这种结构通常表现出缓存的关系，比如局部存储器和二级缓存会缓存全局存储器的数据，一级缓存会缓存二级缓存中的数据。
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图1-5　HD 7970 CU架构图

全局存储器就是显存，它能够被整个索引空间内任何一个工作项读写，并且在多个内核的调用间持久（除非显式释放），其延迟非常大，常用来缓存主机端的大容量数据，以避免多次传输。目前常用的显存采用GDDR5技术，容量从2 GB到12 GB不等。在满足合并访问的条件下，能够获得更大的带宽。

AMD GCN GPU的存储器信息如表1-4所示，其中的吞吐量表示每时钟周期每个CU最多能够提供的带宽。

表1-4　AMD GCN GPU缓存信息
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CU对全局存储器和图形存储器的访问都会通过二级缓存，二级缓存由索引空间内的所有工作项共享，HD 7970具有768 KB二级缓存。对于GPU来说，二级缓存存在的主要目的是减少访存不对齐的影响，增大带宽，而不是减少延迟，因此其容量大小远小于对应的X86 CPU。

常量存储器是只读的，索引空间内所有工作项都可以读取，且在多个内核间持久。常量存储器具有高性能、独立的缓存，为了更好地利用缓存，AMD GCN架构限制软件开发人员声明的大小为16 KB。笔者测试发现，在AMD S10000 GPU上，常量缓存的带宽为每CU每周期32字节。由于现代的GPU都具有缓存，因此常量存储器已经不那么重要，但是在某些情况下还是能够显著提升程序性能。

局部存储器只能被同一个工作组的工作项读写，且只在工作项的生存期内有效，一旦工作组执行完成即不可再用，使用时需要注意并行访问时的竞写问题。局部存储器类似于用户可控制的缓存，软件开发人员必须显式地使用。GCN架构上每个CU具有64 KB局部存储器，但是运行在CU上的每个工作组最多只能使用32 KB。GCN的局部存储器也划分为32个存储体，每个存储体宽度为4字节。局部存储器常用于通用并行计算时的共享数据和工作组通信，但是由于采用的是片上存储器，其速度极快，因此也被用于优化程序性能。笔者测试发现：在AMD S10000 GPU上，局部存储器的最大带宽为每周期每CU 128字节，但是大多数程序只能发挥64字节带宽。局部存储器的使用需要注意存储体冲突的问题。

GCN架构上每个CU具有16KB一级缓存，它们被用于缓存对全局存储器的访问。

GCN架构具有标量和向量寄存器，向量寄存器大小为256 KB，每个寄存器大小为32位，故总共有64K个寄存器。如果数据大小是64位，则会使用相邻的两个寄存器。GCN架构限制每个工作项最多可使用的向量寄存器数目为255。


1.3.4　NVIDIA Kepler和Maxwell GPU架构

市场上的NVIDIA显卡主要基于Kepler/Maxwell架构，分为GK10x、GK110、GM10x和GM20x几个系列。


1.处理器层次结构


为了满足不同的消费者的要求，GPU厂商通常采用模块化设计，通过增加或减少模块的数目来满足不同层次的需求。NVIDIA的GPU模块化分为4个层次，分别为设备、图形处理器簇（Graphic Processor Cluster，GPC）、流多处理器（Streaming Multiprocessor，SM）和流处理器（Streaming Processor，SP）。从Fermi时代开始，NVIDIA将SP改称为CUDA Core。

基于Kepler架构的K40 GPU具有15个SMX，每个SMX具有192个CUDA Core，故共有2880个核心，每个SM具有独立的局部存储器、一级缓存、纹理缓存和常量缓存。所有的15个核心共享统一的二级缓存，二级缓存通过交叉总线（CrossBar）连接到显存控制器，如图1-6所示。

基于Maxell架构的GPU GTX 980具有16个SM，每个SM具有128个CUDA Core，故总共有2048个核心。每个SM具有独立的局部存储器、纹理缓存和常量缓存。所有的16个核心共享统一的二级缓存，二级缓存通过交叉总线（CrossBar）连接到显存，如图1-7所示。
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图1-6　NVIDIA Kepler GPU架构图


2.SM


在NVIDIA GPU上，SM角色类似于AMD GCN的CU，是模块化的核心，NVIDIA通过增加或减少它们的数量来满足市场要求。通常认为SM才能称得上是真正的核心，因为只有它们才能够独立计算。

在SM中，主要的计算单元是CUDA Core。在Kepler GPU上，每个SM具有192个CUDA Core，SM具有局部存储器，在Kepler上，其大小可配置为48 KB、32 KB和16 KB；局部存储器用于通用并行计算时的共享数据和工作组通信。但是由于它采用的是片上存储器，其速度极快，因此也被用于优化程序性能，如图1-8所示。

在Maxwell GPU上每个SM具有128个CUDA Core，这128个CUDA Core分成4组，每组有一个warp调度单元和两个指令发射单元。在Maxwell上，局部存储器大小不可配置，固定为64 KB（Maxwell 1，750Ti）或96 KB（Maxwell2架构，如GTX980，每个工作组最多可使用48KB），如图1-9所示。
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图1-7　NVIDIA Maxwell GPU架构图

另外，每个SM上还有特殊函数单元（Special Function Unit，SFU），可以进行超越函数和属性插值函数（根据顶点属性来对像素进行插值）以及其他特殊运算。SFU执行的指令延迟比浮点乘加延迟大，吞吐量要小。一些由多个指令构成的复杂运算（如平方根或者指数运算）延迟更高，吞吐量更小。在某些NVIDIA GPU架构上，SFU也可以用来进行乘法运算，这能够提高浮点乘法的吞吐量。

在顶级的Kepler产品中，每个SMX具有64个双精度单元。

从功能上说，CUDA Core只是GPU中的一条执行流水线，它不停地执行流水线的指令。SP能够进行整型和单精度数值计算，并拥有自己的指令指针（PC或IP寄存器），因此能够自由分支。

[image: ]


图1-8　NVIDIA Kepler SM示意图


3.存储器层次


GPU的存储器和处理器一样也呈现出层次结构，这种结构通常表现出缓存的关系，比如局部存储器和二级缓存会缓存全局存储器的数据，一级缓存会缓存二级缓存中的数据。
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图1-9　NVIDIA Maxwell SM示意图

全局存储器就是显存，能够被整个索引空间内任何一个工作项读写，并且在多个内核的调用间持久（除非显式释放），其延迟非常大，常用来缓存主机端的大容量数据，以避免多次传输。目前常用的显存采用GDDR5技术，容量从2 GB到12 GB不等。在满足合并访问条件下，能够获得更大的带宽。

SM对全局存储器和图形存储器的访问都会通过二级缓存，二级缓存由索引空间内的所有工作项共享，在NVIDIA Kepler GPU上具有1.5M二级缓存，而在Maxwell上具有2M二级缓存。对于GPU来说，二级缓存存在的主要目的是减少访存不对齐的影响，增大带宽，而不是减少延迟，因此其大小远小于对应的X86 CPU。

常量存储器常用来加速常数的读取，索引空间内所有工作项都可以读取，且在多个内核间持久。常量存储器具有高性能、独立的缓存，为了更好地利用缓存，NVIDIA GPU中限制其大小为64 KB，由于现代的GPU都具有缓存，因此常量存储器已经不那么重要，但是在某些情况下还是能够提升程序性能。

表1-5列出了NVIDIA Kepler架构的存储器相关信息，而表1-6列出了NVIDIA Maxwell架构的存储器相关信息。由于NVIDIA Maxwell具有多少不同的子版本，这些子版本在某些细节上会有微小的不同。

表1-5　NVIDIA Kepler GPU缓存信息
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表1-6　NVIDIA Maxwell GPU缓存信息
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Kepler上每个SM加入了一个容量为48 KB的常数缓存，所有的纹理读取都会经过常数缓存。访问const restrict限制的指针也会经过常数缓存；在Maxwell架构上，此缓存容量减少为24KB，但是所有对全局存储器的访问都会被常数缓存加速。

局部存储器只能被同一个工作组的工作项读写，且只在工作项的生存期间有效，一旦工作组执行完成即不可再用，使用时需要注意并行访问时的竞写问题。局部存储器类似于用户可控制的缓存，软件开发人员必须显式地使用。在Kepler GPU上，局部存储器的大小可配置为16 KB、32 KB或48 KB。在Kepler架构上，每个SM上局部存储器的最大带宽为每周期256B，而Maxwell上，其带宽为每SM每周期128B。

在Kepler GPU上，一级缓存和局部存储器每SM总大小为64 KB，每SM的一级缓存大小可配置为48 KB、32 KB和16 KB，一级缓存不缓存全局存储器访问而只缓存寄存器溢出。

私有存储器通常映射为寄存器，如果寄存器溢出，则会保存到全局存储器并会被缓存。存储器的速度是最快的，只能够被工作项私有，在工作项的生存期间有效，常用来保存工作项频繁使用的数据。在Kepler和Maxwell架构上，每个SM拥有64K个32位寄存器，如果数据大小为64位，则使用相邻的两个寄存器，如果数据大小为128位，则使用相邻的4个寄存器。


1.4　Intel MIC架构

由于GPU给予Intel太多的压力，长期没有对应的竞争产品，Intel在高性能计算方面的收入下降，为了保证利润，Intel的MIC项目给予了回应。

MIC又称为Xeon Phi，它和GPU一样，也是安装在PCI-E总线上，并且使用GDDR5显存。另外，MIC基于Intel以前的显卡项目Larrabee。

对MIC来说，架构上基于1993年的奔腾CPU架构，但是加入了64位支持，并且每核心使用4个硬件线程，通过线程的切换来隐藏延时。


1.4.1　整体架构

从高层次上看，MIC由许多串行核心组成，各核心拥有独立的一级缓存，以及半独立（指既从属于某个核心，又可由其他核心通过总线访问）的二级缓存。图1-10展示了MIC的高层次抽象。
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图1-10　MIC高层次抽象图

MIC具有8个64位的存储器控制器，故可提供512位宽，依据目前的存储器制造技术，最多可支持8 GB存储器。

MIC和主机相联的接口采用PCI-E GEN 2，其单向实际数据传输带宽最多可达6GB/s。


1.4.2　计算单元


1.Core


每个MIC核心都是64位按序的处理器；MIC具有新的512位向量指令集，但是并不支持MMX、AVX、SSE。

每个MIC核心具有32个512位向量浮点寄存器，和8个整数标量寄存器。MIC的核心结构示意图如图1-11所示。
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图1-11　MIC核心结构图

每个MIC核心每时钟周期可执行两条指令，这两条指令发射到以下两条流水线上：

·V流水线：能够执行各种指令类型，可按照规则同时执行一对指令，其延迟为一个周期，吞吐量也为一个周期一条指令。

·U流水线：只能执行向量指令，其延迟为4个周期，但是吞吐量为一个周期一条指令。

核心支持标量单元的双发射；对于VPU来说，每两个时钟可为一个线程发射一条指令，但是能够在两个周期内为两个线程发射两条指令（即两个周期为两个线程，每个线程发射一条指令）。举例来说，在时钟0时为线程0发射了一条指令，那么在时钟1时就不能为线程0发射指令，只能为其他线程发射指令。


2.VPU


VPU（vector processing unit）是MIC的向量运算单元，支持512位SIMD指令集，每个时钟周期可执行16个单精度（SP）或8个双精度（DP）运算；且支持融合乘加（FMA）指令。另外，某些型号的产品中的VPU也支持整数运算。

VPU具有8个16位的掩码寄存器，以支持基于通道（per lane）的条件执行，这有利于向量化短条件分支。

VPU硬件直接支持分散和收集指令，这有助于简化向量化步长大于1的存储器访问。

VPU具有EMU单元，EMU能够执行超越函数，如求倒数、平方根和对数。EMU通过计算这些函数的多项式近似求值。

图1-12给出了VPU结构示意图。
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图1-12　MIC VPU结构图


1.4.3　存储器单元

MIC基于早期的X86架构进行改进，其存储器层次和X86架构没有明显的不同。


1.缓存


MIC具有两级缓存，其中二级缓存是统一的。MIC的一级数据缓存和指令缓存的大小都为32KB，缓存线长度为64B，每组具有8条缓存线，故总共有64组。另外，一级缓存支持乱序返回，且具有8个存储体。

如果一级缓存命中，其延迟为1~3个周期，如果不命中，则需要向二级缓存请求数据，其延迟为15~30个周期。另外，一级缓存最多可同时支持请求8条缓存线。

MIC的二级缓存大小为每核心512KB，缓存线长度为64B，每组有8条缓存线，故总共有1024组。另外二级缓存支持预取，二级缓存具有8个存储体，还支持错误校正编码（ECC）。

如果二级缓存命中，其延迟为11个周期，如果不命中，则需要访问内存，延迟在500周期以上。另外，二级缓存最多可同时支持请求32条缓存线。

一级缓存和二级缓存使用MESI协议来保证一致性。


2.环形总线


核心通过环形总线和二级缓存、标签目录、存储器控制器相联。

环形总线是双向的，每个方向由3条独立总线组成：

·最大也最贵的数据块总线，其宽度为64字节。

·地址总线宽度要小一些，用于读写命令和存储器地址。

·最小也最便宜的是确认总线，用于发送控制流和一致性消息。


3.标签目录


标签目录用于保存二级缓存的引用，以保证缓存一致性。检索标签目录是非常耗时的。

如果核心访问它自己的二级缓存，并且缓存不命中：地址请求会通过地址总线（环形总线中的一条）发送到标签目录；如果请求在另外一个核心的二级缓存中找到，就会通过地址总线发送一个请求到那个核心的二级缓存，随后请求的数据块会通过数据块总线传输；如果数据没有在标签目录中找到，那么核心会产生一个地址请求并在存储器中查找数据；存储器控制器会取得数据块，然后通过数据总线将数据块发给核心。


1.4.4　MIC架构上一些容易成为瓶颈的设计

MIC使用标签目录来保证缓存一致性，标签目录是一个可扩展的方式。那些二级缓存不友好的代码可能会频繁地访问其他核心二级缓存中的数据，这会导致频繁地访问标签目录。而对MIC来说，核心数越多，访问标签目录的代价越大。

由于MIC的所有核心通过环形总线交换数据，如果应用频繁地在核心间交换数据，那么环形总线就会发生堵塞成为瓶颈。可以预料的是：MIC处理器的核数越多，发生堵塞的可能性就越大，堵塞导致的后果就越严重。

MIC的内存控制器和内存模块是通过环形总线连接的，某些型号上，内存控制器和内存模块的分布并不是均匀的，按照访存均匀分页在各个内存模块或内存控制器上的设计反而容易导致对各个内存控制器的不均匀访问。而由于Intel并没有公布其细节，因此软件开发人员也不能更好地设计算法来回避这个问题。


1.5　OpenCL程序在多核向量处理器上的映射

硬件的架构决定了程序最终如何执行，这包括CUDA和OpenCL的抽象如何映射到现实的设备上。对于传统的基于高级语言的CPU编程而言，硬件是完全透明的，软件开发除了优化性能时需要了解一些高层的抽象外，几乎不关心底层的硬件如何运作。而在使用OpenCL或CUDA进行基于GPU的编程时，开发人员需要了解一些底层的抽象，这一方面能够帮助理解程序的行为；另一方面能够让他们明白CUDA和OpenCL能够做什么，不能够做什么，而最重要的一点是能够写出可扩展的、稳定的高性能程序。

OpenCL程序无论是在不同的CPU上执行，还是在不同的GPU上执行，它们都有相似的地方。笔者尝试过把这些细节融合在一起介绍，最终发现结果比较混乱和模糊，因此推倒重来，采用了现在这种分别介绍的模式。分别介绍会增加篇幅，但是却能够让关注某一方面的读者只阅读感兴趣的内容。


1.5.1　OpenCL程序在多核向量CPU上的映射

多核向量CPU具有线程级和向量级两层并行，这正好对应了OpenCL中的工作组和工作项的抽象。通过适当的映射，OpenCL程序能够发挥硬件在这两个层次上的计算能力。

目前的AMD和Intel的实现中，将整个多核CPU视为一个设备。如果需要将一个或多个CPU核心视为一个设备，可使用OpenCL的子设备划分技术。


1.多核


多核处理器上的每个核心映射为OpenCL的一个CU。Intel的许多多核向量处理器支持超线程，可对应理解为每个CU可同时支持1个（AMD多核处理器）或2个（Intel多核处理器）工作组同时执行。

调度器会将索引空间内的每个工作组分发给每个核心上的硬件线程计算，一个工作组内的所有工作项在同一个核心上的同一个硬件线程上执行。在程序运行时，工作组不会从一个核心上的硬件线程迁移到另一个核心上。

CU上运行的多个硬件线程共享CU的所有资源（比如缓存、流水线），但是也有一些资源是独立的（比如寄存器文件、指令指针）。

为了减少负载不均衡的影响，通常要求工作组数量是核心数量的10倍以上。


2.向量单元


如果编译器成功地向量化了工作组内的负载，那么一个工作项映射到向量单元的一个槽上，映射方式是循环划分，比如向量长度为256位，可同时处理8个32位浮点数据，那么工作项0和工作项8会被映射到向量的同一个元素上，以此类推。如果编译器不能向量化工作组内的负载，那么工作组内的所有工作项都会映射到同一个硬件线程。

硬件线程会循环执行工作组内的所有工作项，直到所有的工作项都被执行完毕。

如果工作组内的计算量不能满足向量单元的需求，可能会存在频繁的硬件线程上下文切换，这正好对应了CPU核心需要大粒度的线程级并行。


3.栅栏


硬件线程执行到栅栏时，会暂停硬件线程对当前工作项的执行，保存上下文信息，然后加载另一个没有被执行到该栅栏的工作项的上下文执行，如此往复，直到工作组内的所有工作项都执行到该栅栏处，才会接着执行栅栏后面的指令。

在X86架构上，上下文切换是比较耗时的，由于在多核向量CPU上每个工作组由一个硬件线程执行，因此栅栏是可以通过更改算法去除的。


4.局部存储器


X86架构上并没有设计软件开发人员可手动控制的缓存，因此局部存储器会被映射到内存中。硬件可以通过缓存、在同一硬件线程上执行的所有工作组间共享同一块缓存以减少消耗。


1.5.2　OpenCL程序在NVIDIA GPU上的映射

启动内核时创建的工作组被分发到具有可用执行资源的CU上。索引空间内的工作项在执行时被组织成工作组。在OpenCL执行模型中，CU负责执行工作组，PE负责执行工作项。

在NVIDIA GPU上，从Fermi架构开始，硬件被允许多个内核同时在同一GPU上执行。Kepler最多允许32个内核同时占用，并且允许多个主机线程同时占用。这样在一个内核访问数据时，另一个内核能够进行计算，可以有效地提高设备的利用率。


1.SM


在NVIDIA的实现中，SM映射为OpenCL中的CU，一个工作组只能在一个CU上执行，但是CU允许同时执行多个工作组，以允许多个工作项的零代价的切换，隐藏访存延迟。目前NVIDIA的Kepler GPU可同时执行最多16个工作组，Maxwell将这个值提高到了32。一个工作组中的所有工作项只能在一个SM上执行，SM再将工作组内的每个工作项映射到CUDA Core上。SM在利用硬件多线程线程级并行的同时，还能利用指令级并行。

SM处理的每个工作组的执行进度信息（程序计数器、寄存器等）在其生存期内被维护在硬件上。由于工作组不能被切换下，因此需要其他的机制来隐藏工作组内访存延迟。

不同的NVIDIA GPU硬件的SM能够同时执行的工作项数量有限，每个工作组支持的工作项数量也有限。如Kepler和Maxwell架构中，每个工作组最多支持1024个工作项，但是每个SM最多可同时执行2048个工作项。


2.warp


工作组在CU上执行时，硬件会将其划分成更小的单元。CUDA和NVIDIA OpenCL实现称其为warp。通常硬件采用相同的办法将工作组分割成warp，warp是对齐到32并且大小为32的线程组（第一个warp中包含线程的索引0~31）。分割时，先分割0维，再1维，最后2维。

在Kepler架构上，一个SM可以同时执行4个warp，这4个warp可以来自相同或不同的工作组。在同一个SM上同时执行的4个warp会共享SM的指令发射、执行、调度单元，这增大了SM实现的复杂性，提高了延迟。

在Maxwell架构上，SM被划分成4个更小的组件，每个组件拥有自己独立的指令发射、执行、调度单元，这简化了硬件设计，降低了延迟，提高了效率。每个组件每次为一个warp发射指令，每次执行一条warp指令，如图1-13所示。

在实际执行中，warp中的工作项是步调一致的，严格串行，因此无需同步。利用这一点可以高效地实现许多算法，如CUDA中的warp vote函数。
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图1-13　warp执行指令

由于工作组的上下文在其生命期内被保存在硬件上，不像CPU控制流切换时需要保存和重建warp的上下文，因此warp之间切换几乎没有消耗。

因为warp内的工作项是严格串行的，故当其内所有工作项都执行同一代码时，可有效地利用执行资源和指令流水线。如果warp内各工作项都走向同一分支路径，那么向量化很完全，性能最高。如果一个warp内的工作项执行N个不同的分支路径，那么SM就需要把每一个分支路径的指令发射到每一个CUDA Core上，再由CUDA Core决定需要不需要执行，由于对执行流水线的影响，总执行时间大于各个分支时间之和。要注意的是，分支只会在warp内出现，不同warp的执行是独立的，因此不存在分支，不会有性能损失。

对于软件开发人员来说，warp是半透明的，即使忽视它也能够编写出正确运行的代码。但是在一些具体实践中，显式地展示warp概念可能会编写出性能更好的代码。warp内工作项的数目可能会随着硬件的发展发生变化，在本文写作时，warp内工作项的数目是32。

硬件利用了一种称为SIMT（Single Instruction Multiply Thread，单指令多线程）的执行模型，以管理、调度众多线程。SIMT是SIMD的变种。

在使用单指令控制多处理元素这点上，SIMT类似SIMD（Single Instruction Multiply Data，单指令流多数据流），共同之处是在多个元素上执行同一指令。不同在于SIMD宽度在代码编译时已经确定，而SIMT实现的是依据硬件及软件条件自动决定向量宽度。


3.CUDA Core


CUDA Core是标量处理器，每次只执行工作项的一条指令。映射到一个warp的所有工作项共同执行一条向量指令。工作项拥有自己独立的寄存器状态和指令指针，因此能够独立分支，但是由于分支逻辑是共享的，因此对向量化性能会有极大的影响。


4.全局存储器合并访问


为了满足众多并发线程的访存要求，全局存储器必须能够提供非常大的带宽，这使得如何有效地利用一次访存得到的数据变得非常重要。在早期的NVIDIA GPU G80和GT200架构GPU上，由于没有缓存，其合并访问要求非常严格。而NVIDIA Kepler和Maxwell架构上，由于拥有缓存，则要求相对减弱。

在Kepler和Maxwell架构上，访问全局存储器以warp为单位，因此是否满足合并访问的要求也限定在warp之内。

为了能够高效地访问显存，读取和存储必须对齐。如果没有正确地对齐，读写可能被硬件拆分为多次操作，会极大地影响效率。此外，访存单位内工作项的读写操作如果能够满足合并访问（coalesced access），那么多次访存操作会被合并成一次完成，从而提高了访问效率。如图1-14所示就是一个典型的全局存储器合并访问的例子，工作项0~工作项31都一对一地访问不同的、相邻地址，其完美地满足合并访问要求。
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图1-14　全局存储器合并访问示例

合并访问简言之是尽量让编号相邻的工作项访问相邻的数据，当然在早期的GPU上还存在对齐的问题。其实从缓存的角度来讲，合并访问也能够促进缓存的利用。

NVIDIA Kepler和Maxwell架构由于拥有缓存，其合并访问的要求大为降低。如没有对齐时，其利用率接近100%。在Kepler和Maxwell架构上，一级缓存的缓存线大小是128B；缓存进一步降低了合并访问的影响，减小了优化难度。

另外，在NVIDIA Kepler和Maxwell GPU上，访问同一地址会产生一次广播，对性能没有损失。

在G80/GT200的硬件上，由于全局存储器没有缓存，为了节约随机读取的带宽，使用常量存储器和纹理存储器是必不可少的。在Kepler架构上，纹理存储器通过常数缓存，可以通过纹理对象、ldg函数或const__restrict__来利用常数缓存。在Maxwell架构上，所有对全局存储器的访问都会通过常数缓存。


5.局部存储器存储体冲突


局部存储器是可以被同一工作组内的所有工作项访问的可读写存储器，它的生存期就是工作组的生命期。在没有冲突的情况下，局部存储器带宽只比寄存器带宽小，是实现线程间通信的最好方法。局部存储器可以实现许多不同的功能，如用于保存工作组共用的计数器或者公用结果（例如reduction）。一般而言，在内核运行时，要先将数据从全局存储器保存进局部存储器；计算完成后要将局部存储器中的结果转存入全局存储器。

为了使一个访存单位（在Kepler和Maxwell上是warp）内的工作项能够并行访问，局部存储器被组织成等于访存单位个数的存储体，每个存储体拥有32位或64位的宽度，相邻地址的数据存放在相邻的存储体中。可以把局部存储器抽象成一个32列的矩阵，矩阵的每个元素大小为4或者8字节。

在Kepler架构上，可以将每个存储体宽度配置为8字节，此时局部存储器的带宽为每周期每SM 256字节。为了发挥8字节带宽，程序需要显式地使用8字节的模式访问共享存储器。

如果一个访存单位中有一部分工作项访问属于同一个存储体、不同地址的数据，则会产生存储体冲突，降低访存效率，在冲突最严重的情况下，速度可能会比全局存储器还慢。但是如果在warp的工作项访问同一地址的时候，会产生一次广播，其速度反而没有下降。在不同的工作组之间，局部存储器毫不相关。对于矩阵抽象来说，如果warp内有两个或多个工作项访问同一列的不同地址，就存在存储体冲突。需要指出的是：如果多个工作项访问同一存储体的不同字节，也不存在冲突，当然带宽会成比例下降，如访问4字节中的1字节，则程序最多能发挥的局部存储器带宽只有峰值的1/4。如图1-15所示，左边和右边的访问模式都不存在存储体冲突，而中间的访问模式存在2路的存储体访问冲突。
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图1-15　共享存储器访问实例

在实现中，GPU要把显存中的数据写到局部存储器中，必须先把数据写到寄存器里，再转移到局部存储器中，在编程时，这是隐式实现的。所以如果没有工作组内的数据共享不要使用局部存储器，否则会降低速度。但是如果寄存器使用过量，那么可以把局部存储器当寄存器使用，此时比纯使用寄存器慢一点，但是是值得的。

通常作用在局部存储器上原子函数比作用在全局存储器上的原子函数要快得多，一方面是由于局部存储器比全局存储器快，另一方面通常局部存储器的原子操作引起的访存冲突比较容易分散。


1.5.3　OpenCL程序在AMD GCN上的映射

启动内核时创建的工作组被分发到具有可用执行资源的CU上。索引空间内的工作项在执行时被组织成工作组，OpenCL执行模型中，CU负责执行工作组，PE负责执行工作项，如图1-16所示。
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图1-16　OpenCL程序在AMD GPU上映射

AMD的GCN架构具有两个硬件命令队列，可同时向这两个硬件命令队列提交计算任务。这样在一个内核访问数据时，另一个内核能够进行计算，可以有效地提高设备的利用率。


1.CU


在AMD的实现中，一个工作组被调度到一个CU上执行，但是CU允许同时执行多个工作组，以允许多个工作项零代价地切换隐藏访存延迟。目前AMD GCN GPU可同时执行最多8个工作组（Kepler允许同时16个）。一个工作组中的所有工作项只能在一个CU上执行，CU再将工作组内的每个工作项映射到ALU的一条槽上。CU在利用硬件多线程利用线程级并行的同时，还能利用指令级并行。

CU处理的每个工作组的执行进度信息（程序计数器、局部存储器、寄存器等）在其生存期内被维护在硬件上。由于工作组不能被切换下，因此需要其他的机制来隐藏工作组内访存延迟。

不同的硬件的CU能够同时执行的工作项数量有限，每个工作组支持的工作项数量也有限。如在GCN架构上，每个工作组最多可允许256个工作项，而每个CU最多可允许2560个工作项同时执行。


2.wavefront


工作组在CU上执行时，硬件会将其划分成更小的单元。AMD OpenCL实现称其为wavefront。通常硬件采用相同的办法分割工作组，wavefront是指对齐到64且大小为64的工作项集合。分割时，先分割0维，再1维，最后2维，如图1-17所示。

在GCN架构上，一个CU可同时执行4个wavefront，每个wavefront被发射到一个ALU上执行。

在实际执行中，wavefront中的工作项是步调一致的，严格串行，因此无需同步。利用这一点可以高效地实现许多算法。为了很好地利用硬件的这一特性，OpenCL 2.0标准加入了“子工作组”的概念。

由于不像CPU控制流切换时需要保存和重建wavefront的上下文，因此wavefront之间切换几乎没有消耗。
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图1-17　索引空间切分成wavefront、工作项

因为wavefront内的工作项是严格串行的，故当其内所有工作项都执行同一代码时，可有效地利用执行资源和指令流水线。如果wavefront中各线程都走向同一分支，那么性能不会有太大的影响。如果一个wavefront中的工作项走向N个分支路径，那么SM就需要把每一个分支路径的指令发射到ALU上，再由ALU决定哪些槽需要执行。由于对执行流水线的影响，总执行时间大于各个分支时间之和。要注意的是，分支只会在wavefront内出现，不同wavefront的执行是独立的，因此不存在分支，不会有性能损失。

硬件利用了一种称为SIMT的执行模型以管理、调度众多工作项。SIMT是SIMD的变种。

在使用单指令控制多处理元素这点上，SIMT类似SIMD，共同之处是在多个元素上执行同一指令。不同在于：对某一个固定架构的处理器来说，SIMD宽度是确定，程序在编译时就已经确定了能够利用的SIMD宽度，而SIMT实现的是依据硬件及软件条件自动决定向量宽度。


3.ALU


在GCN架构上，ALU的每个槽每次为每个工作项执行一条标量指令。映射到一个ALU的wavefront内的工作项共同执行一条向量指令。工作项拥有自己独立的寄存器状态和指令指针，因此能够独立分支，但是由于分支逻辑是共享的，因此对向量化性能会有极大的影响。

在GCN之前的架构上，每个工作项需要每次执行一条VLIW4或VLIW5指令才可能发挥峰值性能，使用VLIW很难发挥硬件的计算能力，因为要么应用没有足够的VLIW指令，要么软件开发人员需要寻找更多的向量化可能性。


4.全局存储器合并访问


为了满足众多并发线程的访存要求，全局存储器必须能够提供非常大的带宽，因此主流的GPU都采用了GDDR5技术。如何能够有效地利用一次访存得到的数据从而避免多次访问内存就变得非常重要。AMD GCN系列由于拥有一级缓存，要求相对减弱。

在AMD GCN架构上，访问全局存储器的基本单位是1/4 wavefront，因此是否满足合并访问的要求也被限制在1/4 wavefront之内，本文称1/4 wavefront为访存单位。

为了能够高效地访问显存，读取和存储必须对齐。如果没有正确地对齐，读写将被硬件拆分为多次操作，会极大地影响效率。此外，访存单位内工作项的读写操作如果能够满足合并访问（coalesced access），那么多次访存操作会被合并成一次完成，从而提高访问效率。GCN架构不支持写操作的合并，但是相邻工作项访问相邻地址能够获得更好的带宽。为了表述的一致性，故称之为满足合并访问要求。

简而言之，合并访问是指尽量让编号相邻的工作项访问相邻的数据，当然在早期的GPU上还存在对齐的问题。从缓存的角度来讲，合并访问也能够促进缓存的利用。图1-18是AMD GCN GPU的全局存储器合并访问的一个典型例子。
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图1-18　AMD GPU全局存储器合并访问示例

AMD GCN系列由于拥有一级缓存，其合并访问要求大为降低。如首地址没有对齐时，其利用率接近100%。在AMD GCN系列上一级缓存的缓存线长度是32字节。缓存进一步降低了合并访问的影响，减小了优化难度。AMD GCN具有768 KB二级缓存，二级缓存可用来加速全局存储器和图形存储器的读取。在AMD GCN GPU上，wavefornt访问同一地址会产生最多的冲突。


5.局部存储器存储体冲突


局部存储器是可以被同一工作组内的所有工作项访问的可读写存储器，它的生存期就是工作组的生命期。在没有冲突的情况下，局部存储器带宽只比寄存器带宽小，是实现线程间通信的最好方法。局部存储器可以实现许多不同的功能，如用于保存工作组共用的计数器或者公用结果（例如reduction）。

GCN架构上，每个CU具有64 KB的局部寄存器，但是一个工作组最多只能分配32 KB。

为了使一个访存单位（AMD GCN是1/4 wavefront）内的工作项能够并行访问，局部存储器被组织成32个存储体，每个存储体拥有32位的宽度，相邻地址的数据存放在相邻的存储体中。读者可以把局部存储器抽象成一个32列的矩阵，矩阵的每个元素大小为4字节。

如果一个访存单位中有一部分工作项访问属于同一存储体的数据，则会产生存储体冲突，降低访存效率，在冲突最严重的情况下，速度会比全局存储器还慢。在不同的工作组之间，局部存储器毫不相关。如代码清单1-1所示的代码就是一种典型的无冲突的存储体访问。

代码清单1-1　在AMD GCN GPU上无冲突的局部存储器访问示例



local int data[256];
int lid = get_local_id（

0）

;
int d = data[lid];




工作组内每一个工作项都访问一个不同的局部存储器地址，故1/4 wavefront中读取的局部存储器地址不存在存储体冲突。

在实现中，GPU要把显存中的数据写到局部存储器中，必须先把数据写到寄存器里，再转移到局部存储器中，在编程时，这是隐式实现的。所以如果没有工作组内的数据共享不要使用局部存储器，否则会降低速度。但是如果寄存器使用过量，那么可以把局部存储器当寄存器使用，此时比纯使用寄存器慢一点，但是是值得的。

通常作用在局部存储器上原子函数比作用在全局存储器上的原子函数要快得多，一方面是由于局部存储器比全局存储器快，另一方面通常局部存储器的原子操作引起的访存冲突比较容易分散。


1.6　OpenCL程序在各众核硬件上执行的区别

虽然OpenCL是平台中立的，但是为了获得好的性能，需要了解不同的生产商的产品的特点，同时在编译时利用宏也可以获得很好的可移植性。本节将以提升性能为目的介绍AMD和NVIDIA的OpenCL实现的不同点。


1.索引空间、工作组和工作项的映射


在AMD和NVIDIA的GPU上，索引空间内的所有线程映射到一个GPU上，索引空间内的线程划分为工作组，每个工作组在一个CU（NVIDIA GPU上为Streaming Multiprocessor，AMD GPU上为SIMD引擎）上执行，工作组内的工作项映射为一个PE。由于Intel和AMD的X86 CPU具有SIMD单元，每个工作项可能映射到SIMD单元的一个槽中。

在Intel和AMD的CPU上，索引空间内的线程映射到所有的核心上，但是一个工作组只映射到一个核心上，因此工作项并不一定代表一个线程，很多时候多个工作项映射到一个SSE向量指令上。

为了发挥X86 CPU的性能，显式地使用向量数据类型可能更好。


2.数据传输


GPU具有独立的显存，因此计算时需要将数据从GPU上传输到CPU上，这个过程可以利用DMA加速。NVIDIA的OpenCL实现显式地提供了这一功能，而AMD的实现会在运行时自动调用。

基于CPU的OpenCL不使用显存，无需数据复制，因此最好使用OpenCL的存储器映射，这样就免掉了内存复制的消耗。


3.任务并行


CPU天生适合任务并行，而GPU适合数据并行，应当合理的安排两者的计算，以达到整体最优。但在某些情况下这是一个非常难的问题。

另外CPU也支持数据并行，如SSE/AVX指令就是为了这一目的设计的。同时GPU也可以实现任务并行，只要一个kernel使用一个工作项即可，由于只使用了一个PE，其性能也会相当差。


4.全局存储器读写


由于GPU读写全局存储器要满足合并访问的要求才能够很好地发挥硬件的带宽，目前AMD GPU和NVIDIA GPU的合并访问要求基本上是一致的（都要求一个执行单元的工作项访问相邻的地址且有对齐要求），而CPU的数据访问要尽量具有局部性以发挥缓存的能力，同时对齐的内存访问也易于编译器使用SSE指令优化。


5.局部存储器


AMD某些系列的GPU使用全局存储器模拟局部存储器，因此其局部存储器的性能很差。而CPU上根本无需存在局部存储器，因此它们都是内存模拟的，故为CPU进行OpenCL编程时最好不要使用局部存储器。

不同的GPU的局部存储器的数量是不一样的，如NVIDIA的G80/GT200上每个SM的局部存储器大小为16KB，Fermi上可配置为48KB，而AMD GPU中，每个SIMD引擎具有32KB。

在基于GPU的OpenCL平台编程时，使用局部存储器要考虑每个工作组使用的局部存储器大小，因为这会影响硬件的占用率。


6.工作组声明


在OpenCL中，工作组的大小可以显式指定，也可以由编译器决定，这和CUDA不同。

在NVIDIA的GPU上，warp的大小是32，因此工作组大小应当是32的倍数，但是笔者建议至少是64的倍数。AMD的GPU上，wavefront的大小是64，故工作组大小应当是64的倍数。目前无论是在AMD的GPU上，还是NVIDIA的GPU上，一开始将工作组大小设置为128~256是比较好的选择。

在基于CPU的OpenCL平台上编程时，工作组的大小一般选择32~128比较好，并且要尽量保证工作组的大小和SSE指令的大小是对齐的，如工作组访问char数组，那么工作组大小最好为64或128。


7.上下文切换


由于GPU上切换执行单元执行时，不会保存或重启上下文的内容，因此这是零消耗的，利用这点可以隐藏访存或其他计算的延迟。

在CPU上，上下文切换需要保存和重启上下文，因此其代价非常高，在某些编程语言中（如CUDA）有设置是切换上下文还是忙等待的函数。此时编程要注意上下文切换与其他操作的时间长短，才能知道进行上下文切换是否值得。一般在网络服务应用中，使用上下文切换是值得的。


8.分支


由于GPU的分支单元相对比较少而且缺乏分支预测能力，因此分支会减弱性能。而CPU天生就适合控制指令执行，因此在进行OpenCL编程时，应尽量将分支移到kernel外面让CPU来负责它的执行。


1.7　众核编程模式

对于CPU+GPU的异构系统来说，常见的编程方式是：使用CPU来完成逻辑控制，而使用GPU来处理计算密集的数据并行运算。

Intel宣称MIC支持4种编程模式。

1）至强（Xeon）本地模式：所有的进程和线程都在主机上，此时MIC不干任何事情，处于休息状态。通常使用这种模式以更好地调试。

2）至强为主机，MIC为协处理器：串行代码在主机上运行，并行代码在MIC上运行，这种模式和GPU没有任何区别。这也是目前最常见的模式，通常使用Intel OpenMP扩展来编写程序。

3）对称模式：并行代码同时在主机和MIC上运行，这种模式可以利用主机和MIC上的所有计算能力，但是由于架构的不同，对某些应用来说，如何在主机和MIC之间分配任务并保证负载均衡变得非常困难。对于另外一些应用，使用动态负载均衡策略可能会获得好的结果。

4）MIC本地模式：所有的进程都运行在MIC上面，就将MIC看成一个多核处理器。在这种模式下，也许只需要重新编译原来的MPI程序即可，非常有利于入门学习。由于MIC单核心的性能比Xeon要差很多，因此原来的串行运行时间会成倍增加，在某些应用上，会成为瓶颈。另外，目前MIC最多只有8GB内存，进程数多的话，平均到每个进程占用的内存就很少了。

目前适用于CPU+GPU架构的编程语言有NVIDIA CUDA和开放的OpenCL，两者基本概念的设计一致。

Intel自己的MPI/OpenMP/OpenCL/cilk/Fortran都支持MIC。另外基于GPU设计的OpenACC也支持MIC。


1.8　众核性能优化

每个MIC核心支持4个硬件线程，多个硬件线程间的切换能够隐藏延迟，但是MIC上线程的切换不是免费的，因此需要在线程切换时间、问题规模和线程数量上权衡。这没有固定的公式或规则可以应用，通常的做法是试验。

MIC的主要性能来自于VPU，如何保证代码能够被向量化就非常重要。通常向量化代码要求地址对齐、访问地址不相关，一个常见的实践是将对多维数组变化最快的维上的数据的处理留给VPU。

编写缓存友好的代码，必要时使用缓存分块、非一致内存访问及预取技术。在必要时，可转换数据，如将由结构体组成的数组改成由数组组成的结构体。


1.9　MIC和GPU编程比较

Intel宣称MIC是兼容X86的，实际上目前MIC只兼容没有使用SSE/AVX指令的代码（在64位机器上，浮点运算即使用SSE指令实现），而且这种兼容是源码的兼容而非二进制兼容。不过不管怎么样，这总比移植到GPU上时，需要将部分代码完全重写要好。

对于某些应用，重新编译可能能够通过，但是这通常不能发挥硬件的性能，因为要利用VPU，代码必须要向量化。

Intel宣称MIC使用OpenMP编程，因此其编程应当会简单一些。但是这个前提是默认GPU编程使用CUDA，如果使用OpenACC的话，两者的难度就相差不大。另外，对于高性能计算来说，通常计算性能优化比入门更重要，而GPU的计算性能优化比MIC要容易很多。


1.10　本章小结

本章介绍了主流的多核向量处理器架构，主要是处理器核心组织和缓存金字塔，包括Intel Haswell、ARM A15、Intel MIC、AMD GCN和NVIDIA Kepler架构。

本章还介绍了OpenCL程序如何在多核处理器上执行，其工作项和工作组如何映射到硬件上，以及OpenCL程序如何在多核向量CPU、NVIDIA Kepler GPU和AMD GCN GPU上执行，并且比较了OpenCL程序在各种不同处理器上执行时的区别。


第2章　常见线性代数算法优化

线性代数中的许多操作是其他算法和应用的基础，如矩阵向量乘法广泛应用在图论、有限元和有限差分求解器中。矩阵乘法则大量应用在数据挖掘、计算机视觉算法中，并且已经成为很多硬件厂商用来衡量现代计算机性能的标准之一。

本章提出了许多优秀的计算方法，例如：笔者提出的使用一个工作组计算稀疏矩阵多行与向量乘积；使用自适应方法计算稀疏矩阵与向量乘积；如何向量化下三角方程组求解等。另外，本章提出的在X86、ARM和GPU上实现的、简单的矩阵乘法的性能也是非常不错的（已经接近一些库的性能）。

本章介绍如何优化常见的线性代数算法，包括稀疏矩阵向量乘法、对称矩阵向量乘法、矩阵乘法及下三角线性方程组求解。


2.1　稀疏矩阵与向量乘法

现实应用中，很多矩阵都是稀疏的，如许多使用图论来解决的问题都可以转化为对稀疏矩阵的操作。以北京市地铁站点图为例，以每个站点为一个节点且以整数索引为其编号，那么站点间的连接关系就可以以一个稀疏矩阵来表示，矩阵的值可以表示不同的量，以表示在具体应用场景下不同的物理含义，可以表示站点间的运行时间、表示票价等。可以依据Floyd/迪杰思特最短路径算法求得两站间的最短换乘距离/最少票价等。

有限元计算时通常需要对偏微分方程进行离散化处理，离散后会形成一个线性方程组，方程组的系数矩阵很多时候是稀疏的。求解稀疏系数线性方程组常见的有两种办法：直接法和间接法。直接法是指类似LU分解类方法，而间接法通常指迭代法。在使用各种迭代法求解稀疏系数线性方程组时，最主要的操作是计算稀疏矩阵向量乘法。


2.1.1　稀疏矩阵的存储格式

为了减少存储消耗和提高缓存利用以提升性能，稀疏矩阵通常采用只存储非零元的方式，显而易见还需要其他方式来保存行列结构关系。常用的稀疏矩阵存储格式主要有DIA、COO、ELL、CSR、HYB。

1）DIA格式依据对角线存储非零元。这种格式非常适合于对角线矩阵。

2）COO格式使用用3个数组：rowIndex、columnIndex、val，来表示原矩阵中的非零元素及索引，3个数组的长度都等于非零元素个数。rowIndex数组表示原矩阵中非零元素的行索引，columnIndex数组表示原矩阵中非零元素的列索引，val数组表示原矩阵中非零元素的值，即对原矩阵中每一个非零元都用一个三元组（行，列，值）来表示，即对原来矩阵中的第i个非零元素，其行索引为rowIndex[i]，列索引为columnIndex[i]，其值为val[i]。

3）ELL格式使用两个矩阵来保存非零元，其中一个存储每行的K个非零元，另一个存储非零元对应的列索引，故每个矩阵的大小都是K乘以矩阵行数，如果某一行的非零元数量小于K，则通过某种方式表示出来，如将其列索引指定为-1。在GPU上面，这种方式能够很好地满足GPU DRAM的合并访问要求，但是由于其要求K大于所有行中非零元数量的最大值，在每行非零元个数变化非常大的时候会引起存储空间和计算能力的浪费。

4）CSR是目前使用最广的稀疏矩阵存储格式，是COO格式的扩展。CSR格式分为两种，一种是以行为主的存储格式，一种是以列为主的存储格式。以行为主的存储格式使用rowIndex、columnIndex和val三个数组表示，其中val按非零元出现的顺序保存（行优先），而columnIndex保存每个非零元的列号，而数组rowIndex保存每行非零元在val中存储的下标范围。对于CSR格式保存的稀疏矩阵来说，第i行的非零元的列索引范围是相比COO格式，CSR格式减少了存储行索引的消耗。本章采用以行为主的CSR格式。

5）HYB格式指使用两种或多种存储格式来保存非零元，如使用ELL格式和COO格式，即使用ELL格式保存每行前K个非零元；使用COO格式保存非零元数目超过K的行的其他的非零元。相比只使用ELL格式，HYB格式在空间利用率和计算速度上都可能取得更好的效果。对于HYB格式来说，K的选择非常重要，K值选择偏大或偏小的话，都会浪费存储空间。


2.1.2　CSR格式稀疏矩阵与向量乘法

目前最常用的稀疏矩阵存储方式是CSR格式，因此本节以CSR存储格式为例，介绍如何在X86和GPU上优化稀疏矩阵向量乘运算。

大多数时候使用稀疏矩阵向量乘法都是为了求解方程组，故对求解稀疏矩阵方程组应用来说，向量的值会经常改变，而系数矩阵的值不会发生改变，所以本节的优化方法都基于矩阵的稀疏结构不发生改变这一前提。


1.串行代码


代码清单2-1是CSR格式的稀疏矩阵向量乘法串行实现，其中numRows表示行数，x表示原向量，r表示结果向量。

代码清单2-1　串行CSR格式稀疏矩阵向量乘



inline void smmSerial（

const int numRows，

 const int *rowIndex，

 
const int *columnIndex，

 const float *val，

 const float *x，

 float *r）

{
    int rowStart;
    int rowEnd;
    for（

int i = 0; i < numRows; i++）

{
        rowStart = rowIndex[i];
        rowEnd = rowIndex[i+1];
        float sum = 0.0f;
        for（

int j = rowStart; j < rowEnd; j++）

{
            sum += val[j]*x[columnIndex[j]];
        }
        r[i] = sum;
    }
}




该算法首先遍历稀疏矩阵每行，假设当前行为i，然后使用rowStart和rowEnd变量保存当前行内非零元的索引范围。其次遍历行i的非零元（j循环），获得其值val[j]和列索引columnIndex[j]。最后通过列索引columnIndex[j]得到x的元素值，再和前面获得的非零元值相乘即可。

考虑使用AVX指令向量化加速串行实现，从代码清单2-1来看，可能向量化的只有j循环，但是读取向量x时需要使用gather指令才能向量化，gather指令在Intel MIC众核处理器和Intel Haswell处理器上得到支持。在不支持gather指令的处理器上，可以考虑将向量扩充到和val一样的长度，填充数据为和非零元相乘的数据，需要权衡填充和扩充向量的代价与使用AVX的收益，这个问题的具体答案和应用场景密切有关，比如在向量x不变且矩阵非零元索引不变的情况下（即只有非零元的值会发生改变），对向量的一次填充可以被多次使用，那么扩充向量的代价可能可被计算收益掩盖。


2.缓存优化


从代码清单2-1中可以看出，算法读取非零元的缓存局部性很好，但是读取向量x的局部性和非零元的分布有关，在矩阵非常稀疏的情况下，读取向量通常几乎全都会缓存不命中。

提高读取向量的局部性的常用方法是对稀疏矩阵采用分块存储，即BCSR格式。BCSR格式先将稀疏矩阵依据一定的规则划分成小块，然后再对每个小块采用CSR格式存储，此时小块内非零元的列索引之间最大距离不超过块的长度。

对于BCSR格式来说，最大的挑战在于如何确定分块的大小，分块太大的话会减少缓存的利用效率，分块太小既会减少缓存利用，又会增加遍历块的开销。


3.在OpenMP环境下计算稀疏矩阵向量乘法


从代码清单2-1可以看出，算法对矩阵每行的处理都是不相关的，因此可以使用OpenMP多线程并行处理不同的行，如代码清单2-2所示。由于每行的非零元数量可能是不同的，而且不同行的非零元数量可能差别巨大，如果使用静态负载均衡方法，那么会存在负载不均衡的问题。为了减小负载均衡问题，使用了动态负载均衡策略，至于size大小确实是个不太好预先确定的量，需要读者在具体实验中确定。

代码清单2-2　OpenMP并行CSR格式稀疏矩阵向量乘



inline void smmSerial（

const int numRows，

 const int *rowIndex，

 
const int *columnIndex，

 const float *val，

 const float *x，

 float *r）

{
    int rowStart;
    int rowEnd;
#pragma omp parallel for private（

rowStart，

 rowEnd）

 schedule（

dynamic：

 size）


    for（

int i = 0; i < numRows; i++）

{
        rowStart = rowIndex[i];
        rowEnd = rowIndex[i+1];
        float sum = 0.0f;
        for（

int j = rowStart; j < rowEnd; j++）

{
            sum += val[j]*x[columnIndex[j]];
        }
        r[i] = sum;
    }
}




使用private（rowStart，rowEnd）表示每个线程都有独立的rowStart、rowEnd变量存储，其实一个更好的办法是直接在i循环内部声明和使用这两个变量。

从代码中可以看出，相比串行代码，笔者只增加了一行OpenMP语句，由于没有使用OpenMP的函数，所以此代码也可以在不支持OpenMP的编译器环境下编译。


4.在CUDA环境下计算稀疏矩阵向量乘法


（1）第一个版本的CUDA代码

使用CUDA在NVIDIA GPU上实现时，最直接的想法就是一个工作项（CUDA线程）计算一行，但是这不能满足合并访问要求，而且在行内非零元数目不等时会引起大量的warp内分支发散。对一个warp来说，其计算时间由计算时间最长的工作项的计算时间决定，如代码清单2-3所示。

代码清单2-3　CUDA计算稀疏矩阵向量乘



__global__  void smmNaive（

const int numRows，

 const int *rowIndex，

 
const int *columnIndex，

 const float *val，

 const float *x，

 float *r）

{
    int tx = threadIdx.x;
    int bx = blockIdx.x;
    int id = bx * blockDim.x + tx;
    int rowStart，

 rowEnd;
    for（

int i = id; i < numRows; i += blockDim.x*gridDim.x）

{
        rowStart = rowptr[i];
        rowEnd = rowptr[i+1];
        float sum = 0.0f;
        for（

int j = rowStart; j < rowEnd; j++）

{
            sum += val[j] * x[columnIndex[j]];
        }
        r[i] = sum;
    }
}




从代码中可以看出：在读取行索引和写入结果向量时满足合并访问要求，但是在读取长度最长的非零元数组val和列索引数columnIndex时，并不满足合并访问要求。可以预料到，在GPU上，此算法的性能会非常差。

由于通常非零元的数目远比行数大（平均每行非零元数可以表示这个比例），故应当优先满足访问非零元val和列索引columnIndex的合并访问要求。可以采用一个向量单元（workgroup或warp）计算稀疏矩阵的一行和向量的乘积。

（2）一个warp计算一行

在每行非零元数目比较多的时候可以直接使用一个工作组（CUDA中称为线程块）计算稀疏矩阵的一行和向量相乘，如果平均每行的非零元数量比较多的话，这种算法是极好的。如果每行的非零元数目比工作组内工作项数目少，使用一个工作组计算稀疏矩阵一行和向量乘积的话，会有太多的工作项处于空闲状态。本节使用一个warp计算稀疏矩阵的一行和向量乘积，如代码清单2-4所示。

代码清单2-4　一个CUDA warp计算稀疏矩阵一行



__global__ void smmWarpPerRow（

const int numRows，

 const int *d_rowIndex，

 
const int *d_columnIndex，

 const float *d_val，

 const float *d_x，

 float *d_r，

 
const int warpsPerBlock）

{
    int tid = threadIdx.x;
    const int warpId = （

tid >> 5）

;
    const int tidInWarp = （

tid & 31）

;
    int row = （

blockIdx.x+gridDim.x*blockIdx.y）

*warpsPerBlock + warpId;
    if（

row >= numRows）


        return;
    int col;
    extern float __shared__ volatile s_r[];
    float temp = 0.0f;
    for（

int i = d_rowIndex[row]+tidInWarp; i < d_rowIndex[row+1]; i += warpSize）

{
        col = d_columnIndex[i];
        temp += d_x[col]*d_val[i]; 
    }
    s_r[tid] = temp;
    __syncthreads（）

;
    if（

tidInWarp < 16）

{
        s_r[tid] += s_r[tid+16];
    }
    if（

tidInWarp < 8）

{
        s_r[tid] += s_r[tid+8];
    }
    if（

tidInWarp < 4）

{
        s_r[tid] += s_r[tid+4];
    }
    if（

tidInWarp < 2）

{
        s_r[tid] += s_r[tid+2];
    }
    if（

tidInWarp < 1）

{
        s_r[tid] += s_r[tid+1];
    }
    int f = （

warpId << 5）

;
    if（

tid == f）


        d_r[row] = s_r[f];
}




warpSize是CUDA的内置变量，表示warp内有多少个工作项，在目前的所有NVIDIA硬件上，其值为32。warp计算完稀疏矩阵一行和向量的乘积后，再使用归约算法求得warp内部和。由于warp是同步的，因此无需使用__syncthreads（）函数，但是为了保存每次读写局部存储器都返回正确的结果，需要使用volatile修饰局部存储器声明（不过在目前的NVIDIA硬件上，去掉volatile也不会出错）。

实际上，即使使用一个warp计算稀疏矩阵的一行与向量乘积的模式，访问非零元数组和列索引数组也没有完美地合并访问，因为warp读取的首地址没有对齐，读者可试着通过纹理对象读取它们以减少不对齐的影响。

（3）半个warp计算一行

对某些稀疏矩阵而言，一个warp计算一行可能还是会有许多工作项空闲。此时使用半个warp线程计算稀疏矩阵的一行和向量的乘积可能会更好。实际上在Fermi及以前的NVIDIA GPU上，硬件每次只处理16个工作项的访存请求。本节使用的半个warp计算稀疏矩阵一行与向量乘积的代码如代码清单2-5所示。

代码清单2-5　半个CUDA warp计算稀疏矩阵一行



__global__ void smmHalfWarpPerRow（

const int numRows，

 const int *d_rowIndex，

 
const int *d_columnIndex，

 const float *d_val，

 const float *d_x，

 float *d_r，

 
const int halfwarpsPerBlock）

{
    int tid = threadIdx.x;
    const int warpId = （

tid >> 4）

;
    const int tidInWarp = （

tid & 15）

;
    int row = （

blockIdx.x+gridDim.x*blockIdx.y）

*halfwarpsPerBlock + warpId;
    if（

row >= numRows）


        return;
    int col;
    extern float volatile __shared__ s_r[];
    float temp = 0.0f;
    for（

int i = d_rowIndex[row]+tidInWarp; i < d_rowIndex[row+1]; i += warpSize/2）

{
        col = d_columnIndex[i];
        temp += d_x[col]*d_val[i];
    }
    s_r[tid] = temp;
    __syncthreads（）

;
    if（

tidInWarp < 8）

{
        s_r[tid] += s_r[tid+8];
    }
    if（

tidInWarp < 4）

{
        s_r[tid] += s_r[tid+4];
    }
    if（

tidInWarp < 2）

{
        s_r[tid] += s_r[tid+2];
    }
    if（

tidInWarp < 1）

{
        s_r[tid] += s_r[tid+1];
    }
    int f = （

warpId << 5）

;
    if（

tid == f）


        d_r[row] = s_r[f];
}




为了简单和少更改代码，作者并没有改变一些变量的名称以更好地反映代码的含义。相比代码清单2-4，本节代码的改动非常小，故不详细解说。

（4）一个工作组计算多行

在每行非零元不够多、不够少且比较均匀的情况下（比如每行非零元数目为5~10个），在计算稀疏矩阵和向量乘积时，使用每一个工作组计算矩阵相邻的多行和向量的乘积，可避免每行非零元太少时，太多工作项空运行的问题，同时也基本满足了合并访问的要求。但是由于此合并访问不是完美对齐的，因此将其绑定到纹理存储器；由于访问向量没有满足合并访问的要求，故将其绑定到纹理存储器。

使用一个工作组处理稀疏矩阵多行与向量乘积时，如果简单地使用每个工作组处理相同数量的行的话，在行中非零元数目变化比较大的情况下，各工作组的负载会非常不均匀。考虑到这一因素，在本节使用的算法中一个工作组处理的矩阵行数是变化的，但是每个工作组处理的非零元数量是接近的。

由于一个线程块处理多个行中的元素，为了保证线程块的计算量相差不太大，本节尽量使得分配给每个工作组的元素数目相近，由于存在某些行的非零元比较多的情况，此时其将由一个单独的工作组处理。

将矩阵元素与向量对应元素的乘积保存在局部存储器中，在求和时只需要为每行分配一个工作项，就没有合并访问的问题了。

无论是使用一个warp计算稀疏矩阵的一行与向量乘积，还是使用半个warp计算稀疏矩阵的一行与向量乘积，都会因为warp负载不一致导致有的warp先计算完成，有的后计算完成，导致工作组等待。本节使用的工作组计算固定数目的非零元与向量乘积的方法，通过先将各行分类处理之后，使得每个工作组计算的多个行总的非零元数目接近，来减少负载均衡和合并访问的影响。对于某些行中非零元数量非常多的情况，本算法由一个工作组负责计算。

对于本算法来说，难点在于确定每个工作组计算的非零元数目，这个值由每行非零元数目及硬件提供的局部存储器数量共同确定。

本节使用的参考代码如代码清单2-6所示。

代码清单2-6　一个工作组计算稀疏矩阵多行与向量乘



__global__ void smmBlockMultiRow（

const int* __restrict__ d_rowIndex，

 
const int* __restrict__ d_columnIndex，

 const int* __restrict__ d_blockRowIndex，

 
float* __restrict__ d_r）

{
    unsigned int bid = blockIdx.x;
    unsigned int tid = threadIdx.x;
    __shared__ float s_r[ITEM_NUM_MAX+1];
    int col;
    int start = d_blockRowIndex[bid];
    int end   = d_blockRowIndex[bid+1];
    int startItem = d_rowIndex[start];
    int endItem   = d_rowIndex[end];
//if resolve one row have too many item
    if（

start+1 == end）

{
        float temp = 0.0f;
        for（

int i = tid+startItem; i < endItem; i += blockDim.x）

{
            col = d_columnIndex[i];
            temp += tex1Dfetch（

tex_x，

 col）

*tex1Dfetch（

tex_a，

 i）

;
        }
        s_r[tid] = temp;
        __syncthreads（）

;
        for（

int i = （

blockDim.x>>1）

; i >= 32; i >>= 1）

{
            if（

tid < i）

{
                s_r[tid] += s_r[tid+i];
            }
            __syncthreads（）

;
        }
        if（

tid < 16）

{
            s_r[tid] += s_r[16+tid];
        }
        if（

tid < 8）

{
            s_r[tid] += s_r[8+tid];
        }
        if（

tid < 4）

{
            s_r[tid] += s_r[4+tid];
        }
        if（

tid < 2）

{
            s_r[tid] += s_r[2+tid];
        }
        if（

tid < 1）

{
            s_r[tid] += s_r[1+tid];
            d_r[start] = s_r[0];
        }
        return;
    }
    for（

int i = tid+startItem; i < endItem; i += blockDim.x）

{
        col = d_columnIndex[i];
        s_r[i-startItem] = tex1Dfetch（

tex_x，

 col）

*tex1Dfetch（

tex_a，

 i）

;
    }
    __syncthreads（）

;
    for（

int i = start+tid; i < end; i += blockDim.x）

{
        float sum = 0.0f;
        int istart = d_rowIndex[i];
        int iend   = d_rowIndex[i+1];
        for（

int j = istart; j < iend; j++）

{
            sum += s_r[j-startItem];
        }
        d_r[i] = sum;
    }
}




根据作者的试验，在平均每行非零元数量在5到8个的情况下，本节的算法的性能大约是使用半个warp计算一行的3倍。

（5）自适应算法

在每行非零元数目变化比较大的情况下，采用一种模式计算通常并不是最优的，而采用多种模式的组合通常会取得更好的结果。本节提出一种自动适应每行非零元差别比较大的模式的算法，算法步骤如下：

1）依据每行非零元数量对稀疏矩阵进行排序（重排）。重排后，非零元数量多的行在前面，数量少的行在后面。

2）依据非零元数目阈值对行进行分类，比如每行非零元数目大于128的分为第一类并记录其开始和结束索引；每行非零元数目大于31的分为第二类并记录其开始和结束索引；每行非零元数目大于7的分为第三类并记录其开始和结束索引；每行非零元少于7的记为第四类并记录其开始和结束索引。

3）对于上面分得的每一类编写一种最优的算法内核。

由于不同的类别的计算完全不相关，使用本节的自适应算法可以利用NVIDIA GPU支持的多个内核同时执行的特性以避免硬件计算资源浪费，进一步发挥了硬件性能。

本节的自适应算法通过依据每行非零元数目来排序，然后使用不同优化的内核来处理，这种算法能够减少非合并访问和分支的影响。在笔者的测试中，此算法比作者所知的基于CSR格式的所有算法性能都要好。


2.1.3　ELL格式稀疏矩阵与向量乘

ELL格式存储每行的K个非零元，因此如果只使用ELL格式的话，那么K的值要大于等于每行非零元数目的最大值。相比CSR格式，ELL格式还是存在存储空间的浪费问题。如果稀疏矩阵中每行的非零元数量差别比较大的话，那么就会存在许多空间浪费。

ELL格式的优势在于其更好地满足了向量化的要求，而且可以更好地满足合并访问，特别适合GPU和MIC这种长向量的计算设备。


1.串行代码


由于K的值可能比实际的非零元数目大，故列索引需要某个值来表示不存在非零元只是用于填充，本节采用了-1，实际上任何负数都可以。ELL格式的稀疏矩阵向量乘法的代码如代码清单2-7所示。

代码清单2-7　ELL格式稀疏矩阵向量乘串行代码



void smvEll（

int numRows，

 int columnsPerRow，

 int stride，

 
const float *columnIndex，

 const float *val，

 const float *x，

 float *r）

{
    for （

int row = 0; row < numRows; row++）

 {
        float sum = r[row];
        for （

int n = 0; n < columnsPerRow; n++）

 {
            int offset = row*stride + n;
            const int col = columnIndex[offset];
            if （

col ！

= -1）


                sum += val[offset] * x[col];
        }
        r[row] = sum;
    }
}




和CSR格式的稀疏矩阵向量乘法一样，先遍历行，以row表示当前行；然后遍历每行保存的K个元素（columnsPerRow），如果存在非零元（col！=-1）则计算，否则跳过。为了方便向量化和满足缓存线对齐的要求，使用了stride变量，这虽然造成了一些浪费，但是通常能够更好地利用缓存的性能。


2.循环展开


从代码清单2-7可以看出，其最内层循环使用的寄存器数目不是太多，而64位X86处理器上具有16个标量寄存器，因此还有多余的寄存器，可用于循环展开。

基于和本系列第二本《并行编程方法和优化实践》一书中计算稠密矩阵向量乘法相同的理由，本节采用了展开外层循环的方式，如代码清单2-8所示。

代码清单2-8　ELL格式稀疏矩阵向量乘循环展开代码



template<int numUnroll>
void smvEllUnroll（

int numRows，

 int columnsPerRow，

 int stride，

 
const float *columnIndex，

 const float *val，

 const float *x，

 float *r）

{
    for （

int row = 0; row < numRows; row += numUnroll）

 {
        float sum[numUnroll];
        for（

int i = 0; i < numUnroll; i++）


            sum[i] = r[row+i];
        for （

int n = 0; n < columnsPerRow; n++）

 {
            int col[numUnroll];
            for（

int i = 0; i < numUnroll; i++）


                    int offset = （

row+i）

*stride + n;
                    col[i] = columnIndex[offset];
                    if （

col[i] ！

= -1）


                    sum[i] += val[offset] * x[col[i]];
                }
        }
    for（

int i = 0; i < numUnroll; i++）


            r[row+i] = sum[i];
    }
}




其中模板参数numUnroll表示循环展开次数，参数columnsPerRow即ELL格式中的K。为了简化代码，代码中并没有行数不整除循环展开次数的情况。


3.CUDA代码


对于稀疏矩阵来说，通常行数比较多，而每行的非零元数目比较少，如果使用一个工作项处理一行的话，发挥硬件性能需要的工作项数量应该能够得到满足。此时的主要问题是：工作项读矩阵时并不满足合并访问的要求，考虑到相邻的工作项访问的矩阵地址都在同一列，故先将稀疏矩阵转置就可以满足合并访问的要求。这样每个工作项处理一行时，读取非零元val和非零元的列索引这两个容量最大的数组时都可以满足合并访问要求。本节所使用的CUDA代码如代码清单2-9所示。其中，stride是使用cudaMallocPitch分配时返回的填充大小，而columnsPerRow用来保存每行的非零元的数目。

代码清单2-9　CUDA计算ELL格式稀疏矩阵向量乘



__global__ void smvEll（

int numRows，

 int columnsPerRow，

 int stride，

 
const float *columnIndex，

 const float *val，

 const float *x，

 float *r）

{
    const int id = blockDim.x * blockIdx.x + threadIdx.x;
    const int gridSize = gridDim.x * blockDim.x;
    for （

int row = id; row < numRows; row += gridSize）

 {
        float sum = r[row];
        int offset = row;
        for （

int n = 0; n < columnsPerRow; n++）

 {
            const int col = columnIndex[offset];
            if （

col ！

= -1）


                sum += val[offset] * x[col];
            offset += stride;
        }
        r[row] = sum;
    }
}




由于每个工作项要计算的非零元数目不同，故计算时依旧存在分支。基于和CSR模式自适应算法相同的思想，如果计算前依据每行非零元的数据对稀疏矩阵进行重排，那么应当可以极大地减弱分支带来的性能损失。从代码看，读取非零元val和列索引columnIndex时非合并访问对性能的影响已经降低了。

实际上本节的算法还可以再优化，比如n循环之间只依赖于sum，但是可以使用多个sum变量来解决，故可以循环展开内层循环以提供指令级并行。还可以进行的优化有：每个工作项计算矩阵相邻多行与向量乘，其效果和展开n循环类似。


2.2　对称矩阵与向量乘积

对于对称矩阵来说，只需要保存左下角的一半即可，这可减少存储器使用量。假设以一维数组保存对称矩阵左下角（包括对角线）的元素，那么原来行列索引为（i，j）的元素在一维数组中的索引为：

[image: ]


只保存对称矩阵一半的方式减少了存储量，潜在地提升了缓存的利用率，却对并行化和向量化运算带来了挑战。本节简要说明如何并行化和向量化对称矩阵向量乘法。


2.2.1　串行代码

对称矩阵的元素是对角线对称的，因此对于只保存下三角的存储方式来说，只需要将上三角的索引转化成对应的下三角的索引即可。本节以下三角存储的对称方阵向量乘法为例，其串行代码如代码清单2-10所示。

代码清单2-10　对称矩阵向量乘的串行代码



inline void getSysRowCol（

int row，

 int col，

 int *t_row，

 int *t_col）

 {
    *t_row = row > col ？

row ：

 col;
    *t_col = row > col ？

col：

 row;
}
template<typename T >
void symv（

int n，

 const T* __restrict__ matrix，

 T* v，

 T* y）

 {
    for（

int row = 0; row < n; row++）

 {
        T sum = （

T）

 0;
        for（

int col = 0; col < n; col++）

{
            int t_row，

 t_col;
            getSysRowCol（

row，

 col，

 &t_row，

 &t_col）

;
            sum += matrix[t_row*（

t_row+1）

/2+t_col]*v[col];
        }
        y[row] = sum;
    }
}




基本算法和普通矩阵与向量乘类似，其中n表示方阵阶数，先遍历原始矩阵的行，再遍历每一行，计算每行元素和向量的乘积。函数getSysRowCol将矩阵行列索引转化成下三角存储时的索引。

在遍历原始矩阵上三角的时候，列相邻的元素存储上并不相邻，而此时行相邻的元素反而相邻，故代码清单2-10的代码在计算上三角元素的时候性能会比较差。常见的解决办法有两个：其一，以对角线为分隔，上三角采用先遍历列再遍历行的方式，下三角采用先遍历行再遍历列的方式；其二，将矩阵划分成小块，每次计算一个小块矩阵。

如果将矩阵划分成小块，那么就能够更好地利用缓存的空间局部性。以4096×4096的矩阵为例，假设分块大小为64×64，则右上角的小块和左下角的小块是转置的关系，如果不分块的话，矩阵右上角子矩阵中相邻索引的元素保存的位置相差接近4096。


2.2.2　向量化对称矩阵与向量乘积

划分成小块再执行矩阵向量乘法，此时原矩阵左下角的元素依旧相邻，但是没有办法保证对齐到向量的长度。而原矩阵右上角的小块和对应的左下角小块元素是转置的关系，可以在分块的同时完成转置关系，这样就可以向量化了。

可以使用一个大小等于分块大小的存储器（如64×64）来保存分块后的小块矩阵，这有利于向量化：如果分块范围在方阵的下三角，则直接使用向量加载指令处理；如果分块范围在方阵的上三角，则使用向量指令在寄存器中实现转置。

由于AVX和ARM NEON指令支持不对齐到向量长度的读取，故分块时也可以向量化。考虑到实现逻辑过于复杂，本节就不给出代码了，有兴趣的读者可以自己试着实现。


2.2.3　OpenMP并行化

对于分块后的对称矩阵向量乘法的多线程化，可以使用一个线程处理一个或多个分块与向量的乘积。无论是分块的步骤，还是计算步骤，都可以使用多线程并行化。


2.2.4　CUDA代码

本节使用CUDA实现对称方阵与向量的乘积。如果使用一个工作组处理对称矩阵的一行与向量的乘积的话，那么读取对称矩阵数据的时候存在非合并访问的问题，这可通过两个方法缓解：①使用纹理存储器，利用纹理缓存来减少非合并访问的影响；②使用二维工作组布局，加上使用局部存储器保存矩阵的分块。

代码清单2-11使用了纹理存储器（通过const__restrict__指针方式）来减少非合并访问的影响，并且使用矩阵分块和向量分块来增加重用。但是在加载上三角分块的时候，全局存储器的访问并不满足合并访问的要求。

代码清单2-11　CUDA实现对称矩阵向量乘版本1



inline __device__ void getSysRowCol（

int row，

 int col，

 int *t_row，

 int *t_col）

 {
    *t_row = row > col ？

row ：

 col;
    *t_col = row > col ？

col：

 row;
}
template<typename T，

 int DIMX，

 int DIMY>
void __global__ symv_kernel_v0（

int n，

 const T* __restrict__ matrix，

 T* v，

 T* y）


{
    int col = threadIdx.x;
    int row = threadIdx.y + blockDim.y*blockIdx.x;
    __shared__ T s_m[DIMY][DIMX];
    __shared__ T s_v[DIMX];
    T sum = （

T）

 0;
    for（

int i = col; i < n; i += blockDim.x）

 {
        int t_row，

 t_col;
        getSysRowCol（

row，

 i，

 &t_row，

 &t_col）

;
        s_m[threadIdx.y][threadIdx.x] = matrix[t_row*（

t_row+1）

/2+t_col];
        if（

0 == threadIdx.y）

 s_v[threadIdx.x] = v[i];
        __syncthreads（）

;
        sum += s_m[threadIdx.y][threadIdx.x]*s_v[threadIdx.x];
        __syncthreads（）

;
    }
    s_m[threadIdx.y][threadIdx.x] = sum;
    __syncthreads（）

;
    for（

int i = blockDim.x/2; i > 0; i /= 2）

 {
        if（

threadIdx.x < i）


        s_m[threadIdx.y][threadIdx.x] += s_m[threadIdx.y][i+threadIdx.x];
        __syncthreads（）

;
    }
    if（

0 == col）


    y[row] = s_m[threadIdx.y][0];
}




示例使用了二维的工作组布局，但是第一维方向上只有一个工作组，工作组的第一维负责计算矩阵一行和向量的乘积。此算法在加载矩阵数据进入局部存储器时并没有满足合并访问的要求。

可以注意到的是：下三角矩阵元素列相邻存储位置相邻，而上三角矩阵元素行相邻的元素存储位置相邻，这是一个转置关系，如果能够在加载矩阵元素到局部存储器的时候完成转置过程，那么读取矩阵就可以满足合并访问要求，如代码清单2-12所示。

代码清单2-12　CUDA实现对称矩阵向量乘版本2



template<typename T，

 int DIMX，

 int DIMY>
void __global__ symv_kernel（

int n，

 const T* __restrict__ matrix，

 T* v，

 T* y）

 {
    int row = threadIdx.y + blockDim.y*blockIdx.x;
    __shared__ T s_m[DIMY][DIMX+1];
    __shared__ T s_v[DIMX];
    T sum = （

T）

 0;
    for（

int i = 0; i < n; i += blockDim.x）

 {
        int col = threadIdx.x+i;
        int t_row，

 t_col;
        int top_right_row = blockDim.y*blockIdx.x;
        int top_right_col = i + blockDim.x;
        int low_left_row = top_right_row + DIMY;
        int low_left_col = top_right_col - DIMX;
        if（

top_right_row >= top_right_col）

{//low triangle
            t_row = row;
            t_col = col;
            s_m[threadIdx.y][threadIdx.x] = matrix[t_row*（

t_row+1）

/2+t_col];
        }else if（

low_left_row <= low_left_col）

{//upper triangle
            t_row = i +threadIdx.y;
            t_col = top_right_row + threadIdx.x;
            s_m[threadIdx.x][threadIdx.y] = matrix[t_row*（

t_row+1）

/2+t_col];
        }else{
            getSysRowCol（

row，

 col，

 &t_row，

 &t_col）

;
            s_m[threadIdx.y][threadIdx.x] = matrix[t_row*（

t_row+1）

/2+t_col];
        }
        s_v[threadIdx.x] = v[i];
        __syncthreads（）

;
        sum += s_m[threadIdx.y][threadIdx.x]*s_v[threadIdx.x];
        __syncthreads（）

;
    }
    s_m[threadIdx.y][threadIdx.x] = sum;
    __syncthreads（）

;
    for（

int i = blockDim.x/2; i > 0; i /= 2）

 {
        if（

threadIdx.x < i）


        s_m[threadIdx.y][threadIdx.x] += s_m[threadIdx.y][i+threadIdx.x];
        __syncthreads（）

;
    }
    if（

0 == threadIdx.x）


    y[row] = s_m[threadIdx.y][0];
}




工作组配置和代码清单2-11相同，不同的是依据分块在矩阵上三角、下三角还是跨越了对角线来采用不同的加载方式。s_m[DIMY][DIMX+1]中多分配一列局部存储器是为了去掉局部存储器的存储体冲突（在Kepler架构的GPU上，如果数据类型是32位浮点，那么需要多分配2列）。关于存储体冲突的具体细节读者可参考本书的第1章。


2.3　三角线性方程组的解法

在使用直接法解线性方程组时，计算步骤可分成两个部分：其一，将系数矩阵分解成上三角矩阵和下三角矩阵，即LU分解；其二，求解上三角线性方程组和下三角线性方程组。关于使用直接法求解线性方程组的内容，感兴趣的读者可以参考相关的教科书。最后一步（矩阵分解成上三角和下三角矩阵之后）是要求解上/下三角方程组，尤其是在只需在初始化时进行一次矩阵分解然后多次求解的情况下，上/下三角方程组的计算更为重要。本节以下三角方程组为例，说明如何优化。


2.3.1　串行算法

下三角线性方程组的求解可以看成一种简单的流水线模式，知道x[0]，可以求解x[1]，知道x[0]和x[1]，就可以求解x[2]，以此类推。串行解法示例如代码清单2-13所示，为了简单起见，矩阵采用二维表示。

代码清单2-13　下三角方程组串行代码版本1



for（

int i = 0; i < n; i++）

{
    float sum = 0.0f;
    for（

int j = 0; j < i; j++）

{
        sum += l[i][j]*x[j];
    }
    x[i] = （

b[i] –

 sum）

/l[i][i];
}




算法首先遍历每行，对于当前行i：求出前面已经求解出来的结果向量值与矩阵对应元素乘积（对于当前行，只有对角线位置的结果向量值没有求出来），然后求和（sum），然后再求出此行的结果向量值x[i]。

对于此算法，无论是读取矩阵还是向量其局部性都很好，只是行之间运算相互依赖（x[i]的计算依赖x[i-1]），故表面上看并没有太多并行性。

下三角方程组求解还有另外一种思路，如代码清单2-14所示。

代码清单2-14　下三角方程组串行版本2



for（

int i = 0; i < n; i++）

{
    x[i] = b[i]/l[i][i];
    for（

int j = 0; j < i; j++）

{
        b[j] -= x[i]*l[j][i];
    }
}




此算法依旧是遍历每一行，然后求解行对应的结果向量，对于还没有求解的每一行，减去刚求解的结果向量与矩阵对应行列值的乘积。从算法上看，代码清单2-14远没有算法代码清单2-13效率高，因为很明显访问矩阵对缓存的利用率非常差。

算法代码清单2-13和代码清单2-14的内层循环都可以并行化，向量化和并行化这两个算法会导致不同的实现策略。


2.3.2　串行算法优化

对于代码清单2-14来说，访问矩阵时缓存利用很差，但是如果改矩阵为列优先存储时，其对缓存的利用就会比较好，如代码清单2-15所示。

代码清单2-15　下三角方程组串行代码优化版



inline int columnIndex（

int row，

 int col，

 int n）

 {
    return （

2*n-row+1）

*row/2 + col-row;
}
template<typename T>
void solveSerial（

int n，

 T* matrix，

 T* b）

 {
    for（

int i = 0; i < n; i++）

{
        int index = columnIndex（

i，

 i，

 n）

;
        b[i] = b[i] / matrix[index];
        for（

int j = i+1; j < n; j++）

{
            index++;
            b[j] -= matrix[index]*b[i];
        }
    }
}




函数columnIndex用来求出以列优先保存的下三角矩阵以一维数组存储时的索引。与代码清单2-13和代码清单2-14不同的是：为了减少存储，直接使用原来的右端向量来保存结果。

从代码中可以看出，对矩阵中元素的访问是连续的，而且内层循环读取b[i]完全被重用，故此算法比代码清单2-13更优。


2.3.3　AVX优化实现

对于内层循环，可以使用AVX向量指令向量化代码清单2-15，由于不能保证读取向量时是对齐到32字节的，因此采用了不对齐的加载方式，如代码清单2-16所示。

代码清单2-16　上三角方程组求解AVX版本



void solveAVX（

int n，

 float* matrix，

 float* b）

 {
    for（

int i = 0; i < n; i++）

{
        int index = columnIndex（

i，

 i，

 n）

;
        b[i] = b[i] / matrix[index];
        __m256 multiply = _mm256_broadcast_ss（

b+i）

;
        int j;
        index++;
        for（

j = i+1; j < n-8; j += 8）

{
            __m256 bv = _mm256_loadu_ps（

b+j）

;
            __m256 mv = _mm256_loadu_ps（

matrix+index）

;
            bv = _mm256_fnmadd_ps（

mv，

 multiply，

 bv）

;
            _mm256_storeu_ps（

b+j，

 bv）

;
            index += 8;
        }
        for（

int jj = j; jj < n; jj++）

{
            index++;
            b[jj] -= matrix[index]*b[i];
        }
    }
}




此算法在Intel Haswell I3处理器上获得了4倍加速，没有达到线性加速的原因主要是加载和存储都是非对齐操作。

可以看出，最核心的计算部分使用了很少的寄存器，故可以利用更多的寄存器以获得更好的性能。下节的NEON实现，就利用了循环展开技术。


2.3.4　NEON优化实现

ARM 32位NEON指令支持不对齐到向量长度的访问，故能够向量化，如代码清单2-17所示。

代码清单2-17　NEON优化实现下三角方程组解法



void solveNeon（

int n，

 float* __restrict__ matrix，

 float* __restrict__ b）

 {
    for（

int i = 0; i < n; i++）

{
        int index = columnIndex（

i，

 i，

 n）

;
        b[i] = b[i] / matrix[index];
        float32x4_t multiply = vdupq_n_f32（

b[i]）

;
        int j;
        index++;
        for（

j = i+1; j < n-4; j += 4）

{
            float32x4_t bv = vld1q_f32（

b+j）

;
            float32x4_t mv = vld1q_f32（

matrix+index）

;
            bv = vmlsq_f32（

bv，

 multiply，

 mv）

;
            vst1q_f32（

b+j，

 bv）

;
            index += 4;
        }
        for（

int jj = j; jj < n; jj++）

{
            index++;
            b[jj] -= matrix[index]*b[i];
        }
    }
}




分析发现，此代码使用了6个左右的q寄存器，而ARM具有16个q寄存器，故可以使用循环展开技术。


2.3.5　如何提高并行度

如果直接并行化代码清单2-15，由于只有内层循环有并行性，故对于像GPU这种大规模并行的设备来说，会存在并行性不足的情况。实际上对于代码清单2-15来说，可以将计算划分成两个步骤：求解结果向量的1个元素；传播求解的结果向量对右端项b的修正。那么很明显，步骤一是串行的，而步骤二是行间可以并行的。

如果对步骤一做一个简单的修改：每次求解多个未知向量值（比如4个或8个），那么每行就可以同时计算多个值（数量和步骤一求解的结果向量元素数量相同），这样步骤一还是串行的，但是步骤二增加了行内的并行性。

这个算法不但适用于GPU，同样适用于像AVX这类向量指令集的运算，不同之处在于矩阵如何存储、每次串行处理的元素数量。

相比代码清单2-16所示的AVX代码，此节的算法具有明显的优势：内层循环可同时计算多个运算，增加了寄存器使用，提高了指令级并行度；减少了加载存储b的比例，代码清单2-16中，每次运算都需要加载一次存储b，本节的算法使得多次计算才需要加载一次存储b。这两者都可以提升性能。


2.3.6　CUDA算法实现

由于GPU向量长度的限制，每次求解的结果向量元素个数受到了很大的限制，更详细地说：在AMD GCN GPU上最好每次求解64个，而在NVIDIA GPU上最好每次求解32个。

本节使用NVIDIA CUDA来实现，假设步骤一每次求解32个向量值，标记为x[0]~x[31]，这可以使用一个warp来解决，求出了32个新的向量值后进入步骤二：更新b[32]~b[n-1]，这可通过每个工作项计算一个b的值解决。如果下三角矩阵是以列优先存储的，此时读取矩阵不满足合并访问，可转置矩阵或采用一个warp计算一行的方法解决。下一次循环再进入步骤一求解x[32]~x[63]，这样循环便可求解出所有的未知量。

在矩阵比较大的情况下，更新的计算量远大于每次求解32个未知量的工作量，因此计算性能应该不错。只是越到后面要使用的工作项数量就越少，这可以通过使用一个warp更新一个b的值来解决。

在矩阵比较小的情况下（比如4096），如果采用一个工作项更新一个b的值的方式，则并行度依旧不够，需要采用一个warp或一个工作组更新一个b的值。

实际上步骤一每次求解多少个b的值和步骤二是采用一个warp还是一个工作组更新一个b的值，两者之间有很大的关系，步骤一求解的b的值的数量要大于步骤二求解每个b的值所使用的工作项数量。

在步骤一时，每次求解多少个b的值是最优的是一个难以回答的问题。但是有一些基本的规则可以应用：在行数非常多时，在步骤一时可少求解一些b的值，在步骤二时采用一个工作项更新一个b的值的方式；行比较多时，在步骤一时可多求解一些b的值，在步骤二时每行使用的工作项数可少一些，以增加每个工作项的计算量；在行数比较少时，在步骤一时可多求解一些b的值，在步骤二时每行使用的工作项数要多一些，以增加整体的工作项数量。

代码清单2-18和代码清单2-19，是本节的CUDA实现。其中代码清单2-18求解多个结果，而代码清单2-19更新b向量。

代码清单2-18　CUDA一次求解多个结果



//at most one thread block to solve it
template<typename T>
void __global__ solveTriangle（

int startrow，

 int endrow，

 T* matrix，

 T* b）

 {
    int tid = threadIdx.x;
    int myrow = startrow + tid;
    extern __shared__ T temp_b[];
    temp_b[myrow] = b[myrow];
    __syncthreads（）

;
    for （

int i = startrow; i < endrow; i++）

 {
        if （

myrow == i）

 {
            temp_b[i] = temp_b[i]/matrix[（

myrow+1）

 * （

myrow + 2）

 / 2-1];
        }
        __syncthreads（）

;
        if （

myrow > i）

 {
            temp_b[myrow] -= temp_b[i]*matrix[myrow*（

myrow+1）

/2+i];
        }
        __syncthreads（）

;
    }
}




solveTriangle内核表示求解过程，简单描述算法如下：

1）每个工作项负责计算一行，使用局部存储器指针temp_b保存需要在工作项之间共享的值。

2）代码先遍历每行，如果工作项编号等于行号，这意味着工作项负责计算对应的b的值，计算结果存放到局部存储器temp_b中，栅栏同步以保证所有工作项都看到更新后的temp_b值。

3）如果工作项负责的列需要更新（myrow>i），则更新temp_b中的对应值，并同步以保证结果在各工作项之间可见。

4）返回2）直到计算完成。

为了便于调优，作者并没有固定每次求解使用的工作项数量，但是要求只使用一个工作组来完成。

本节步骤2的代码如代码清单2-19所示，flowDown内核表示将求得的结果向下扩散更新b的过程。

代码清单2-19　更新b向量



template<typename T，

 int threadsPerRow >
void __global__ flowDown（

int startrow，

 int endrow，

 int startcol，

 int endcol，

 
    T* matrix，

 T* b）

{
    int tid = blockIdx.x*blockDim.x + threadIdx.x;
    int row = startrow + tid/threadsPerRow;
    int col = startcol + tid%threadsPerRow;
    extern __shared__ T s[ ];
    T sum = （

T）

 0;
    if（

row >= endrow）

 return;
    for（

int i = col; i < endcol; i += threadsPerRow）

{
        sum += b[i] * matrix[row*（

row+1）

/2+i];
    }
    s[threadIdx.x] = sum;
    __syncthreads（）

;
    int colId = threadIdx.x/threadsPerRow;
    int idInCol = threadIdx.x%threadsPerRow;
    T* g_s = s +  colId*threadsPerRow;
    for（

int i = threadsPerRow/2; i > 0; i /= 2）

{
        if（

idInCol< i）

{
            g_s[idInCol] += g_s[idInCol + i];
        }
        __syncthreads（）

;
    }
    if（

idInCol == 0）

 b[row] -= g_s[0];
}




使用多少个工作项更新b的一个值由模板变量threadsPerRow确定，使用局部存储器s来保存求和的中间结果。算法简单描述如下：

1）负责更新同一行的多个工作项遍历要求和的列，计算并将自己求得的部分和保存到局部存储器g_s中，并栅栏同步以保证工作组内所有工作项看到的g_s是一致的。

2）负责求b的一个更新量的多个工作项采用归约算法共同计算它们拥有的步骤1求出部分和的和。

3）使用一个工作项更新b的值。

为了便于调优，作者使用了模板参数threadsPerRow来表示每行求和使用的工作项数量。


2.4　矩阵乘法

实际的许多工程应用都涉及或可转化为矩阵乘法，因此其常成为衡量硬件性能的标准。如NVIDIA和AMD发布新的GPU处理器时，经常就宣称其sgemm（单精度稠密矩阵乘法）或dgemm（双精度稠密矩阵乘法）性能达到多少FLOPS。因此如何高效地将矩阵乘法映射到硬件上就非常重要，这成为衡量硬件性能的实际标准之一，同时也应当成为衡量软件开发人员代码性能优化水平的标准之一。

将一个大小为M×K的矩阵与一个大小为K×N的矩阵相乘，其结果为一个大小为M×N的矩阵。在最理想情况下，其计算访存比例为，假设都是方阵，即M=K=N，那么计算访存比可简化为。但是由于现代处理器的缓存大小是有限的，因此计算访存比上限通常受限于寄存器数量和缓存容量。

在现代多核向量处理器上实现矩阵乘法时，需要注意以下几点：

1）对全局存储器（DRAM）的访问是否高效。比如在X86、ARM架构上实现时是否能够使用向量加载和存储指令；在GPU上实现时是否满足合并访问的要求。

2）是否能很好地使用处理器核心上的缓存。比如在X86、ARM架构上是否能有效地利用一级缓存，在GPU上实现时是否能很好地利用了局部存储器带宽。

3）是否很好地使用了寄存器分块算法。无论是在X86、ARM处理器上，还是在GPU上，如果不考虑寄存器数据重用的话，一级缓存或局部存储器的带宽和延迟无法满足矩阵乘法计算的要求。

4）是否考虑到生成的指令能足够好。在支持乘加指令的处理器上就不应当生成乘或加指令。

5）是否考虑到如何掩盖指令和访存延迟。需要有足够的计算和访存并行度以利用处理器计算单元和访存单元的带宽。

本节将实现基于AVX、ARM NEON指令集和GPU的矩阵乘法。


2.4.1　AVX指令计算矩阵乘法

在使用AVX加速矩阵乘法时，有AB、AT
 B和BT
 A多种计算模式。本节以AB为例介绍如何使用AVX指令优化。

对于AB来说，A的每一个元素a[i][k]需要和B的第k行所有元素相乘，这样可以向量加载、运算B的一行。伪代码表示如下。



for（

int i = 0; i < BM; i++）

{
    for（

int k=0; k < BK; k++）

{
        float a_v=a[i*BK+k];
        for（

int j = 0; j < BN; j++）

{
            c[i*BN+j] += a_v*b[k*BN+j];
        }
    }
}




对上面的代码来说，直接的实现需要先从内存中读出c[i*BN+j]位置的向量，进行乘加运算，然后再将结果保存回内存。这意味着最内层循环里面有两次向量读、一次向量写和一次乘加运算，计算访存比很低，性能不会太理想。考虑到如果能够将j循环完全展开的话，那么对数组c的中间操作都可以在向量寄存器中完成，这意味着只要BK够大，则计算访存比接近2：1。

在Intel处理器上，一级数据缓存大小约为32KB，即大约能够存储8K个32位浮点数，考虑到同时保存a和b，故分块最多只能存储4K个32位浮点数，即分块大小最大只能是64×64。考虑到AVX指令集具有16个向量寄存器，而分块大小为64×64时，每行保存c中间运算结果最多需要8个向量寄存器，故有可能同时计算多行。

基于以上考虑，笔者设计了如下的实现算法，如代码清单2-20所示。

代码清单2-20　AVX矩阵乘法



template<int BM，

 int BK，

 int BN>
void sgemm_kernel（

float *a，

 float *b，

 float *c）

 {
#define B_REG_M 2
    //12
    __m256 c_vec[B_REG_M*（

BN/8）

];
    for（

int i = 0; i < BM; i += B_REG_M）

 {
        for（

int k = 0; k < B_REG_M*（

BN/8）

; k++）

{
            c_vec[k] = _mm256_setzero_ps（）

;
        }
        for（

int k = 0; k < BK; k++）

 {
            __m256 b_vec[BN/8];
            for（

int jj = 0; jj < BN/8; jj++）

{
                b_vec[jj] = _mm256_load_ps（

b+k*BN+jj*8）

;
            }
            for（

int ii = 0; ii < B_REG_M; ii++）

{
                __m256 a_vec = _mm256_broadcast_ss（

a+（

i+ii）

*BK + k）

;
                for（

int jj = 0; jj < BN/8; jj++）

 {//6
                    __m256 temp = _mm256_mul_ps（

a_vec，

 b_vec[jj]）

;
                    c_vec[ii*（

BN/8）

+jj] = _mm256_add_ps（

temp ，

 c_vec[ii*（

BN/8）

+jj]）

;
                    //c_vec[ii*（

BN/8）

+jj] = _mm256_fmadd_ps（

a_vec[ii]，

 b_vec[jj]，

 
                    c_vec[ii*（

BN/8）

+jj]）

;
                }
            }
        }
        for（

int ii = 0; ii < B_REG_M; ii++）

{
            for（

int jj = 0; jj < BN/8; jj++）

{
                _mm256_store_ps（

c+（

i+ii）

*BN+jj*8，

 c_vec[ii*（

BN/8）

+jj]）

;
            }
        }
    }
#undef B_REG_M
}




在BM=BK=BN=48的情况下，对a行展开2次，对b列完全展开，此算法在Ivy Bridge架构上获得了超过80%的峰值性能。在Intel Haswell架构的处理器上，由于其支持FMA指令，因此实际性能应当会进一步提升。

代码清单2-20中最核心的计算部分对应的汇编代码如下。



    400e08：

    c4 e2 7d 18 04 17        vbroadcastss （

%rdi，

%rdx，

1），

%ymm0
    400e0e：

    48 05 c0 00 00 00        add   $0xc0，

%rax
    400e14：

    c5 fc 28 b0 40 ff ff     vmovaps -0xc0（

%rax），

%ymm6
    400e1b：

    ff 
    400e1c：

    c5 fc 28 a8 60 ff ff     vmovaps -0xa0（

%rax），

%ymm5
    400e23：

    ff 
    400e24：

    c5 7c 59 fe              vmulps %ymm6，

%ymm0，

%ymm15
    400e28：

    c5 fc 28 60 80           vmovaps -0x80（

%rax），

%ymm4
    400e2d：

    c5 fc 28 58 a0           vmovaps -0x60（

%rax），

%ymm3
    400e32：

    c5 fc 28 50 c0           vmovaps -0x40（

%rax），

%ymm2
    400e37：

    c5 fc 28 48 e0           vmovaps -0x20（

%rax），

%ymm1
    400e3c：

    c5 04 58 7c 24 c8        vaddps -0x38（

%rsp），

%ymm15，

%ymm15
    400e42：

    c5 7c 29 7c 24 c8        vmovaps %ymm15，

-0x38（

%rsp）


    400e48：

    c5 7c 59 fd              vmulps %ymm5，

%ymm0，

%ymm15
    400e4c：

    c5 04 58 7c 24 e8        vaddps -0x18（

%rsp），

%ymm15，

%ymm15
    400e52：

    c5 7c 29 7c 24 e8        vmovaps %ymm15，

-0x18（

%rsp）


    400e58：

    c5 7c 59 fc              vmulps %ymm4，

%ymm0，

%ymm15
    400e5c：

    c5 04 58 7c 24 88        vaddps -0x78（

%rsp），

%ymm15，

%ymm15
    400e62：

    c5 7c 29 7c 24 88        vmovaps %ymm15，

-0x78（

%rsp）


    400e68：

    c5 7c 59 fb              vmulps %ymm3，

%ymm0，

%ymm15
    400e6c：

    c5 04 58 7c 24 a8        vaddps -0x58（

%rsp），

%ymm15，

%ymm15
    400e72：

    c5 7c 29 7c 24 a8        vmovaps %ymm15，

-0x58（

%rsp）


    400e78：

    c5 7c 59 fa              vmulps %ymm2，

%ymm0，

%ymm15
    400e7c：

    c5 fc 59 c1              vmulps %ymm1，

%ymm0，

%ymm0
    400e80：

    c5 84 58 ff              vaddps %ymm7，

%ymm15，

%ymm7
    400e84：

    c4 41 7c 58 c0           vaddps %ymm8，

%ymm0，

%ymm8
    400e89：

    c4 e2 7d 18 04 11        vbroadcastss （

%rcx，

%rdx，

1），

%ymm0
    400e8f：

    48 83 c2 04              add   $0x4，

%rdx
    400e93：

    c5 fc 59 f6              vmulps %ymm6，

%ymm0，

%ymm6
    400e97：

    48 81 fa c0 00 00 00     cmp   $0xc0，

%rdx
    400e9e：

    c5 fc 59 ed              vmulps %ymm5，

%ymm0，

%ymm5
    400ea2：

    c5 fc 59 e4              vmulps %ymm4，

%ymm0，

%ymm4
    400ea6：

    c4 41 4c 58 c9           vaddps %ymm9，

%ymm6，

%ymm9
    400eab：

    c5 fc 59 db              vmulps %ymm3，

%ymm0，

%ymm3
    400eaf：

    c4 41 54 58 d2           vaddps %ymm10，

%ymm5，

%ymm10
    400eb4：

    c5 fc 59 d2              vmulps %ymm2，

%ymm0，

%ymm2
    400eb8：

    c4 41 5c 58 db           vaddps %ymm11，

%ymm4，

%ymm11
    400ebd：

    c5 fc 59 c9              vmulps %ymm1，

%ymm0，

%ymm1
    400ec1：

    c4 41 64 58 e4           vaddps %ymm12，

%ymm3，

%ymm12
    400ec6：

    c4 41 6c 58 ed           vaddps %ymm13，

%ymm2，

%ymm13
    400ecb：

    c4 41 74 58 f6           vaddps %ymm14，

%ymm1，

%ymm14
    400ed0：

    0f 85 32 ff ff ff        jne   400e08 
<_Z12sgemm_kernelILi48ELi48ELi48EEvPfS0_S0_+0x78>




从指令中可以看到，最核心的指令主要是vmulps、vaddps和vmovaps，其中vmulps指令12条，vaddps指令12条，vmovaps指令10条。从代码中看，访存指令和计算指令的比例接近1：2，这意味着编译器生成了4条vmovaps指令来处理寄存器溢出，这和大致计算得到的值比较一致：12（保存c）+1（保存a）+6（保存b）-16（Intel AVX指令寄存器数量）=3。读者可试着从汇编代码中对应起来。


2.4.2　NEON指令计算矩阵乘法

在32位NEON指令集中，从NEON向量中抽取寄存器值并不是一个非常耗时的操作，而且NEON指令集支持一个向量和一个标量的乘加运算。

和本系列第二本书《并行编程方法与优化实践》中矩阵A乘以矩阵B的转置算法不同的是：本节采用矩阵A的转置乘以矩阵B。此算法的好处在于：能够更好地重用寄存器，提高计算访存比例。以从A的矩阵中加载的一个向量寄存器a、和从矩阵B中加载的一个向量寄存器b为例，假设数据类型为32位浮点数，故每个向量寄存器可保存4个数据，那么a、b相乘会产生16个结果，而只读取了256位，故计算访存比例为16：32，这大于ARM A15处理器的理论计算访存比（ARM A15处理器向量乘加指令的吞吐量为每周期每核心1条，而一级缓存带宽为每周期每核心16B，故ARM A15处理器的理论计算访存比为4：16）。

本节使用的基于NEON的矩阵乘法核心代码如代码清单2-21所示。

代码清单2-21　基于NEON的矩阵乘法核心代码



#define mm_reg_blocking \
v_a_hign = vget_high_f32（

v_a）

;\
v_a_low = vget_low_f32（

v_a）

;\
       v_c0 = vmlaq_lane_f32（

v_c0，

 v_b0，

 v_a_low，

 0）

;\
       v_c1 = vmlaq_lane_f32（

v_c1，

 v_b0，

 v_a_low，

 1）

;\
       v_c2 = vmlaq_lane_f32（

v_c2，

 v_b0，

 v_a_hign，

 0）

;\
       v_c3 = vmlaq_lane_f32（

v_c3，

 v_b0，

 v_a_hign，

 1）

;\
       v_c4 = vmlaq_lane_f32（

v_c4，

 v_b1，

 v_a_low，

 0）

;\
       v_c5 = vmlaq_lane_f32（

v_c5，

 v_b1，

 v_a_low，

 1）

;\
       v_c6 = vmlaq_lane_f32（

v_c6，

 v_b1，

 v_a_hign，

 0）

;\
       v_c7 = vmlaq_lane_f32（

v_c7，

 v_b1，

 v_a_hign，

 1）

;
#define loop（

k）

 \
                         v_a  = vld1q_f32（

l1_a+（

k）

*MB+i）

;\
                         v_b0 = vld1q_f32（

l1_b+（

k）

*NB+j）

;\
                         v_b1 = vld1q_f32（

l1_b+（

k）

*NB+j+4）

;\
                                mm_reg_blocking
#define loop2（

ck）

 { loop（（

ck））

 loop（（

1+ck））

}
#define loop4（

ck）

 { loop2（

ck）

 loop2（

2+ck）

}
#define loop8（

ck）

 { loop4（

ck）

 loop4（

4+ck）

}
#define loop16（

ck）

 { loop8（

ck）

 loop8（

8+ck）

}
#define loop32（

ck）

 { loop16（

ck）

 loop16（

16+ck）

}




算法采用了读取4个A矩阵元素和8个B矩阵元素的方式，这进一些提高了计算访存比，并且没有产生寄存器溢出。

内置函数vmlaq_lane_f32使用64位向量的一个槽（标量）和一个128位向量相乘，然后加上一个128位向量，产生的结果是128位向量。

loop系列宏采用展开行的方式以减少地址计算等消耗。

为了避免大矩阵时，遍历行导致的缓存替换开销，采用了一级缓存分块技术，如代码清单2-22所示。

代码清单2-22　采用一级缓存分块技术



template<int MB，

 int KB，

 int NB>
void mm_l1_blocking（

const float* __restrict__ l1_a，

 const float* __restrict__ 
    l1_b，

 float* __restrict__ l1_c）

{
      for（

int i = 0; i < MB; i += 4）

{
             for（

int j = 0; j < NB; j += 8）

{
                    float32x4_t v_c0 = vld1q_f32（

l1_c+i*NB+j）

;
                    float32x4_t v_c1 = vld1q_f32（

l1_c+（

i+1）

*NB+j）

;
                    float32x4_t v_c2 = vld1q_f32（

l1_c+（

i+2）

*NB+j）

;
                    float32x4_t v_c3 = vld1q_ f32（

l1_c+（

i+3）

*NB+j）

;
                    float32x4_t v_c4 = vld1q_f32（

l1_c+i*NB+j+4）

;
                    float32x4_t v_c5 = vld1q_f32（

l1_c+（

i+1）

*NB+j+4）

;
                    float32x4_t v_c6 = vld1q_f32（

l1_c+（

i+2）

*NB+j+4）

;
                    float32x4_t v_c7 = vld1q_f32（

l1_c+（

i+3）

*NB+j+4）

;
                    float32x2_t v_a_hign，

 v_a_low;
                    float32x4_t v_a，

 v_b0，

 v_b1;
                    for（

int k = 0; k < KB; k += 4）


                        loop4（

k）


                    vst1q_f32（

l1_c+i*NB+j，

 v_c0）

;
                    vst1q_f32（

l1_c+（

i+1）

*NB+j，

 v_c1）

;
                    vst1q_f32（

l1_c+（

i+2）

*NB+j，

 v_c2）

;
                    vst1q_f32（

l1_c+（

i+3）

*NB+j，

 v_c3）

;
                    vst1q_f32（

l1_c+i*NB+j+4，

 v_c4）

;
                    vst1q_f32（

l1_c+（

i+1）

*NB+j+4，

 v_c5）

;
                    vst1q_f32（

l1_c+（

i+2）

*NB+j+4，

 v_c6）

;
                    vst1q_f32（

l1_c+（

i+3）

*NB+j+4，

 v_c7）

;
            }
      }
}




在ARM A15处理器上，本节的算法在非常小的矩阵（16×16）时获得了近80%的峰值性能，在大矩阵（1024×1024）时也获得了近70%的峰值性能。


2.4.3　GPU计算矩阵乘法

和2.4.2节一样，基于相同的理由，本节计算矩阵A的转置和矩阵B的乘积。

矩阵是二维的数据结构，故可以采用一维或二维布局的工作组映射到矩阵乘法上。采用二维的工作组能够更好地映射到矩阵结构上，由于结果矩阵的列对应B矩阵的列，故将工作组的第二维映射到A转置的矩阵上，将工作组的第一维映射到B矩阵上，这样写入结果矩阵时能够保证合并访问。从全局存储器中加载矩阵A的转置和B矩阵，则需要以第一维对应列，第二维对应行。

选择工作组大小时需要注意避免产生指令和全局存储器读写的分支，通常使用的工作组大小为16×16或32×32，使用其他配置的工作组大小也是可行的，只是在加载或存储全局存储器时需要重新映射。

在使用局部存储器临时保存工作组的输入数据时，应考虑每个工作项能够使用的寄存器数量、使用的工作组大小配置、每个工作项计算的结果数量等。通常使用的局部存储器大小应当是工作组配置大小的4倍或16倍，以保证寄存器重用。在读写局部寄存器时，首先要保证读写没有存储器冲突，其次要优先使用向量读写指令，以获得高带宽、低延迟，并减少指令数量。

在矩阵乘法中，主要有全局存储器加载、存储，局部存储器加载、存储，整数加法、乘加和浮点乘加指令。需要注意这些指令的分布和比例，尽量去掉浮点乘加指令以外的指令。

提高指令级并行能够更好地隐藏延迟，减少指令数量。必要时要使用循环展开，合理地安排指令顺序，更好地使用预取技术等。

代码清单2-23是笔者实现的一个版本。BS表示使用的二维工作组大小为BS×BS，MA表示每个工作项同时计算MA×4个矩阵A元素，MB表示每个工作项同时计算MB×4个矩阵B元素，即每个工作项计算16×MA×MB个结果。

代码清单2-23　CUDA实现矩阵乘法



template<int BS，

 int MA，

 int MB>
__global__ void matrixMatrixMulOptimizedxaxb（

int matrixRowsA，


                                    const int matrixColsARowsB，


                                    int matrixColsB，


                                    const float4* __restrict__ matrixATrans，


                                    const float4* __restrict__ matrixB，


                    float4* __restrict__ matrixProduct）

{
    extern __shared__ float4 dataCacheB[];
    matrixRowsA /= 4;
    matrixColsB /= 4;
    float4* cacheA = dataCacheB;
    float4* cacheB = cacheA + MA*BS*BS;
    int lidX = threadIdx.x;
    int lidY = threadIdx.y;
    float4 ret[MA][4][MB] = {{{make_float4（

0.0f，

 0.0f，

 0.0f，

 0.0f）

}}};
#pragma unroll 1
    for（

int j=0; j < matrixColsARowsB; j+= BS）

{
        float4 a[MA];
#pragma unroll
        for（

int ia = 0; ia < MA; ia++）

{
            a[ia] = matrixATrans[（

j+lidY）

*matrixRowsA + （

MA*blockIdx.y+ia）

*BS + lidX];
        }
        float4 b[MB];
#pragma unroll
        for（

int ib = 0; ib < MB; ib++）

{
            b[ib] = matrixB[（

j+lidY）

*matrixColsB + （

MB*blockIdx.x+ib）

*BS+lidX];
        }
        __syncthreads（）

;
#pragma unroll
        for（

int ia = 0; ia < MA; ia++）

{
            cacheA[（

MA*lidY+ia）

*BS + lidX] = a[ia]; 
        }
#pragma unroll
        for（

int ib = 0; ib < MB; ib++）

{
            cacheB[（

MB*lidY+ib）

*BS + lidX] = b[ib];
        }
        __syncthreads（）

;
#pragma unroll
        for（

int i = 0; i < BS; i++）

    {
            float4 tmpa[MA];
#pragma unroll
            for（

int ia = 0; ia < MA; ia++）

{
                tmpa[ia] = cacheA[（

MA*i+ia）

*BS+lidY];
            }
            float4 tmpb[MB];
#pragma unroll
            for（

int ib = 0; ib < MB; ib++）

{
                tmpb[ib] = cacheB[（

MB*i+ib）

*BS+lidX];
            }
#pragma unroll
            for（

int ia = 0; ia < MA; ia++）

{
#pragma unroll
                for（

int ib = 0; ib < MB; ib++）

{
                    ret[ia][0][ib] = float4Add（

ret[ia][0][ib]，

 
                    floatXfloat4（

tmpa[ia].x ，

 tmpb[ib]））

;
                    ret[ia][1][ib] = float4Add（

ret[ia][1][ib]，

 
                    floatXfloat4（

tmpa[ia].y ，

 tmpb[ib]））

;
                    ret[ia][2][ib] = float4Add（

ret[ia][2][ib]，

 
                    floatXfloat4（

tmpa[ia].z ，

 tmpb[ib]））

;
                    ret[ia][3][ib] = float4Add（

ret[ia][3][ib]，

 
                    floatXfloat4（

tmpa[ia].w ，

 tmpb[ib]））

;
                }
            }
        }
    }
#pragma unroll
    for（

int ia = 0; ia < MA; ia++）

{
#pragma unroll
        for（

int ib = 0; ib < MB; ib++）

{
            int base = （

blockIdx.y*MA+ia）

*BS+lidY;
            int offset = （

MB*blockIdx.x+ib）

*BS+lidX;
            int index = （

0 + 4*base）

*matrixColsB + offset;
            matrixProduct[index] = ret[ia][0][ib];
            index = （

1 + 4*base）

*matrixColsB + offset;
            matrixProduct[index] = ret[ia][1][ib];
            index = （

2 + 4*base）

*matrixColsB + offset;
            matrixProduct[index] = ret[ia][2][ib];
            index = （

3 + 4*base）

*matrixColsB + offset;
            matrixProduct[index] = ret[ia][3][ib];
        }
    }
}




此算法在基于Maxwell架构的NVIDIA Geforce GTX 750TI GPU上获得了75%的峰值性能。实际上，此算法还有优化的余地，进一步挖掘计算性能的任务就交给读者了。


2.5　本章小结

本章详细介绍了如何在X86、ARM和GPU处理器上优化常见的线性代数算法，这些算法非常常见，比如计算不同保存格式的稀疏矩阵向量乘法，不同特征的矩阵和向量乘法。最后本章以如何在X86、ARM和GPU上实现性能强大的矩阵乘法算法结尾。


第3章　优化偏微分方程的数值解法

偏微分方程广泛应用于科学计算的方方面面，计算流体力学和空气动力学模拟飞行器试飞中的气流对飞行器影响时，需要求解空气动力学方程和流体方程来模拟流体的流动，这些方程都是偏微分方程离散所得。石油勘探中利用方程偏微分求解来模拟地下的形状，进而判断是否有油气田，常见的算法如RTM（Reverse Time Migration，逆时偏移）。

数值求解偏微分方程的基本方法是利用各种离散差分方式，将偏微分方程转化为显式格式（递推式）或隐式格式（方程组），然后求解方程组或递推一定的步数即可获得近似解。常见的离散方法可分为时间域方法和空间域方法，时间域离散是指将一个时间段划分成许多小的时间段；而空间域离散是指依据很小的步长将空间划分成小格子（二维）或小长方体（三维），离散的步长可固定，也可不固定。

本章首先以热传递问题为例，简单展示如何离散偏微分方程以获得其差分格式。然后展示如何使用OpenMP、OpenACC和CUDA求解、优化离散得到的方程组。

许多偏微分方程离散后的计算符合Stencil模式，实际上热传递问题偏微分方程离散的计算就是一个二维的Stencil模式。本章以如何使用CUDA计算三维Stencil模式为例，展示一些高级技巧的运用。


3.1　热传递问题

考虑长宽为M×N的二维区域上的热传导方程及固定边界条件如下：

[image: ]


其中u表示温度，f1、f2、f3和f4表示不同的约束条件，而M和N表示模拟空间大小。时间以步长Δt一阶前向离散（时间域）、空间以步长为hx
 ×hy
 二阶后向离散（空间域），可得以下显式差分公式：

[image: ]


其中n表示时间步，即此时的实际时间是n×Δt；i表示x方向位置，即其相对原点的距离为i×hx
 ；j和i类似，i和j组成了一个二维空间网格点的坐标。此离散公式精度为o（Δt+max（hx
 ，hy
 ）2
 ）。进一步假设采用正方形网格离散，即假设hx
 =hy
 ，整理可得以下显式差分公式：

[image: ]


根据稳定性分析，可得离散公式的稳定性条件为：

[image: ]


如果需要长时间的模拟，那么只需要将要模拟的时间以Δt为单位划分迭代次数，每次迭代的输入就是上一次迭代的输出，那么只要计算能力允许，可以模拟任意长时间。一般而言，模拟结果收敛后模拟才结束，但是为了方便，本节使用了简单的固定时间步数的模拟。

如果以一个二维数组的值表示各个网格点上的u的值（即其索引表示i，j），并且在固定时间步长Δt和空间步长hx
 的情况下，那么热传递问题的求解就变成了一个简单的递推数学运算问题。


3.1.1　C代码及性能

使用数组src表示上一个时间步获得的各网格点的值，数组dst表示此次时间步运算获得的各网格点的更新值。串行算法比较简单，只需要在每次循环内对每个网格点运用差分公式，应用边界条件即可，如代码清单3-1所示。

代码清单3-1　热传递问题串行代码



void initParameter（

const double dt，

 const double h，

 double parameter[2]）

{
    double tmp = dt/（

h*h）

;
    parameter[0] = tmp;
    parameter[1] = 1-4*tmp;
}
void updateInternel（

int m，

 int n，

 const double* restrict src，

 double* restrict dst，

 
double* restrict parameter）

{
    for（

int i = 1; i < m-1; i++）

{
        for（

int j = 1; j < n-1; j++）

{
            dst[i*n+j] = 
            parameter[0]*（

src[（

i-1）

*n+j] + src[（

i+1）

*n+j] + src[i*n+j-1]+
            src[i*n+j+1]）

+parameter[1]*src[i*n+j];
        }
   }
}
void fillboundary（

int m，

 int n，

 double* restrict dst，

 double v）

{    
    for（

int i = 0; i < m; i++）

{
        dst[i*n] = v;
        dst[i*n+n-1] = v;
    }
    for（

int i = 0; i < n; i++）

{
        dst[i] = v;
        dst[（

m-1）

*n+i] = v;
    }
}
void onestep（

int m，

 int n，

 const double* restrict src，

 double* restrict dst，

 
double* restrict parameter，

 double v）

{
    updateInternel（

m，

 n，

 src，

 dst，

 parameter）

;
    fillboundary（

m，

 n，

 dst，

 v）

;｝


    for（

int times = 0; times < nsteps; times++）

{
        onestep（

m，

 n，

 src，

 dst，

 parameter，

 v）

;
        double *tmp = src;
        src = dst;
        dst = tmp;
        if（

0 ！

= nstout && times % nstout == 0）

 output（

m，

 n，

 dst）

;
}




在代码中，笔者将一个时间步（onestep）的运算分成两个部分，即updateInternel和fillboundary。updateInternel更新网格点值，fillboundary则用于处理边界。每一个时间步计算完成后，交换src和dst指针，并决定是否输出运算结果。

实际算法运行时，以前一个时间步的输出作为下一个时间步的输入，循环直到结果收敛。在每个时间步里，算法需要更新中间网格点的数据和固定边界网格点，对于本算法来说，因为更新中间网格点的数据并不影响边界网络点的结果，故并不需要每次都固定边界，但是为了一致性，本示例依旧保留了这些代码。

在更新中间网格点的函数中，遍历每个中间网格点，然后应用差分公式。对于每个中间网络点来说，其输出值只与输入值中的“十字架”相邻的5个网格点有关。


3.1.2　OpenMP代码及性能

在每个时间步的计算中，由于每个网格点的输出的计算都是独立的（只和网格点的输入有关），因此可使用OpenMP并行化。既为了并行化的方便，又为了提高性能，故将几个小函数组合成大函数，去掉了代码清单3-1中展示的函数调用代码，使用OpenMP多线程并行化的代码，如代码清单3-2所示。

代码清单3-2　热传递问题的OpenMP代码



// reduce thread creation overhead 
#pragma omp parallel default（

none）

 shared（

dst，

 src，

 parameter，

 v，

 m，

 n，

 
nsteps，

 nstout）

 num_threads（

4）


{
    for（

int times = 0; times < nsteps; times++）

{
// don't need to wait
#pragma omp for nowait
    for（

int i = 1; i < m-1; i++）

{
        for（

int j = 1; j < n-1; j++）

{
            dst[i*n+j] = 
            parameter[0]*（

src[（

i-1）

*n+j] + src[（

i+1）

*n+j] + src[i*n+j-1]+
            src[i*n+j+1]）

+parameter[1]*src[i*n+j];
        }
    }
// don't need implicit barrier
#pragma omp for nowait schedule（

dynamic：

size）


    for（

int i = 0; i < m; i++）

{
        dst[i*n] = v;
        dst[i*n+n-1] = v;
    }
#pragma omp for nowait schedule（

dynamic：

size）


    for（

int i = 0; i < n; i++）

{
        dst[i] = v;
        dst[（

m-1）

*n+i] = v;
    }
#pragma omp barrier    
// only one thread need to output data
#pragma omp single
    {
        double *tmp = src;
        src = dst;
        dst = tmp;
        if（

0 ！

= nstout && times % nstout == 0）

 output（

m，

 n，

 dst）

;
    }
// barrier to make sure swap of src and dst done for all threads
#pragma omp barrier    
    }
}




为了避免每次进入时间步迭代循环时的建立、销毁线程的开销，使用Open MPparallel构造在进入时间步迭代循环前建立线程，然后在每个时间步运算时使用#pragma omp for语句来分发循环给OpenMP线程，一个时间步的结算结束前调用栅栏同步，以保证更新后的数据对所有线程都是可见的。在输出时，使用单线程以避免形成“天书”。

为了减少同步的消耗，在for构造中使用了大量的nowait子句，为了发挥nowait子句的效果，采用了动态负载均衡算法。

笔者测试发现，在Intel Sandybridge处理器上使用4核并行时，相比原来的串行C代码获得的加速比大约1.5。没有获得线性加速的主要原因是：在计算网格点数比较多的情况下，代码清单3-1的性能是由内存和三级缓存的带宽限制的，而内存和三级缓存是由所有核心共用的，故不能达到线性加速。


3.1.3　OpenACC代码及性能

使用OpenMP加速的代码和OpenMP类似，只是为了减少CPU和加速器之间数据传输的次数，将数据传输部分的子句移到时间步循环外，这样只需要一次建立、复制数据即可，如代码清单3-3所示。

代码清单3-3　热传递问题OpenACC代码



void onestep（

int m，

 int n，

 const double* restrict src，

 double* restrict dst，

 
const double* restrict parameter，

 double v）

{
// kernels code，

 and data allocation and copy
#pragma acc kernels pcopyin（

src[0：

m*n]，

 parameter[0：

2]）

 pcopyout（

dst[0：

m*n]）


{
#pragma acc loop independent
    for（

int i = 1; i < m-1; i++）

{
#pragma acc loop independent        
        for（

int j = 1; j < n-1; j++）

{
            dst[i*n+j] = 
            parameter[0]*（

src[（

i-1）

*n+j] + src[（

i+1）

*n+j] + src[i*n+j-1]+
            src[i*n+j+1]）

+parameter[1]*src[i*n+j];
        }
    }
#pragma acc loop independent
    for（

int i = 0; i < m; i++）

{
        dst[i*n] = v;
        dst[i*n+n-1] = v;
    }
#pragma acc loop independent
    for（

int i = 0; i < n; i++）

{
        dst[i] = v;
        dst[（

m-1）

*n+i] = v;
    }
}
}
// add data scope to remove unneed data copy overhead 
#pragma acc data pcopyin（

src[0：

m*n]，

 parameter[0：

2]）

 pcopyout（

dst[0：

m*n]）


    for（

int times = 0; times < nsteps; times++）

{
        onestep（

m，

 n，

 src，

 dst，

 parameter，

 v）

;
        double *tmp = src;
        src = dst;
        dst = tmp;
        if（

0 ！

= nstout && times % nstout == 0）

{
        #pragma acc update host（

dst[0：

m*n]）


            output（

m，

 n，

 dst）

;
        }
}




对于起始输入（src）和参数（parameter）而言，不需要将其运算结果从设备传回主机内存，故使用pcopyin。而对于输出（dst）则无需从主机内存传到设备，故使用pcopyout。为了避免重复分配、复制数据，笔者在时间步循环上使用了data域。

为了帮助编译器优化，作者使用了大量的loop independent组合来帮助编译器（告诉编译器循环是可以并行化的）。

笔者测试发现：相比使用OpenMP加速的、运行在i7四核上的CPU程序，在NVIDIA K20c上运行加速比大约为3.4。


3.1.4　CUDA代码

实际上，由于参数（parameter）是只读的，而且只需要两个，因此可以将其保存到常量存储器中；而每个工作组对输入数据的处理具有局部性，因此可以使用局部存储器缓存；并且输入数据是只读的，故可以使用Kepler架构上的常数存储器（readonly cache），使用const__restrict__修饰src指针即可。不使用局部存储器的代码如代码清单3-4所示。

代码清单3-4　热传递问题CUDA代码



// constatnt memory to store parameter
float __constant__ c_parameter[2];
// use read only cache to speedup  src
__global__ void updateInternelGPU（

int m，

 int n，

 const double* __restrict__ src，

 
double* __restrict__ dst）

{
    int i = blockDim.y*blockIdx.y + threadIdx.y;
    int j = blockDim.x*blockIdx.x + threadIdx.x;
    if（

i > 0 && i < m-1 && j > 0 && j < n-1）

{
        dst[i*n+j] = c_parameter[0]*（

src[（

i-1）

*n+j] + src[（

i+1）

*n+j] + src[i*n+j-1]+
        src[i*n+j+1]）

+c_parameter[1]*src[i*n+j];
    }
}
__global__ void fillboundaryGPU（

int m，

 int n，

 double* __restrict__ dst，

 
double v）

{    
    int id = blockIdx.x*blockDim.x + threadIdx.x;
    if（

id < m）

{
        dst[id*n] = v;
        dst[id*n+n-1] = v;
    }
    if（

id < n）

{
        dst[id] = v;
        dst[（

m-1）

*n+id] = v;
    }
}
void onestepGPU（

int m，

 int n，

 const double* __restrict__ src，

 
double* __restrict__ dst，

 double v）

{
    dim3 blockSize（

32，

 32）

;
    dim3 gridSize（（

n+blockSize.x-1）

/blockSize.x，

 （

m+blockSize.y-1）

/blockSize.y）

;
    updateInternelGPU<<<gridSize，

 blockSize>>>（

m，

 n，

 src，

 dst）

;
    int numThreads = m > n  m ：

 n;
    int block = 128;
    int grid = （

numThreads+block-1）

/block;
    fillboundaryGPU<<<grid，

 block>>>（

m，

 n，

 dst，

 v）

;
}




笔者测试发现：相比使用OpenMP加速的、运行在i7四核上的CPU程序，在NVIDIA K40m GPU上运行获得的加速比大约是10。

分析发现，代码清单3-4的性能限制在存储器读取，因此可以使用局部存储器以更好地利用数据重用机会。对于每个大小为BS×BS的工作组来说，其计算需要的存储器大小是（BS+2）×（BS+2），即还有一些边界元素需要加载进局部存储器中。使用局部存储器的更新中间网格点的代码如代码清单3-5所示。

代码清单3-5　局部存储器优化的热传递问题CUDA代码



template<int BS>
__global__ void updateInternelGPU（

int m，

 int n，

 const double* __restrict__ src，

 
double* __restrict__ dst）

{
    T __shared__ s[BS+2][BS+2];
    int tidy = threadIdx.y;
    int posy = tidy+1;
    int tidx = threadIdx.x;
    int posx = tidx+1;
    int i = BS*blockIdx.y + tidy;
    int j = BS*blockIdx.x + tidx;
// load center data
    s[posy][posx] = src[i*n+j];
    if（

blockIdx.y > 0）

{
        if（

0 == tidy）

 s[0][posx] = src[（

BS*blockIdx.y-1）

*n + j];
    }
// load boundary
     if（

blockIdx.y < gridDim.y-1）

{
        if（

0 == tidy）

 s[BS+1][posx] = src[（

BS*blockIdx.y+BS+1）

*n + j];
    }
    if（

blockIdx.x > 0）

{
        if（

0 == tidx）

 s[posy][0] = src[i*n+BS*blockIdx.x-1];
    }
    if（

blockIdx.x < n-1）

{
        if（

0 == tidx）

 s[posy][BS+1] = src[i*n+BS*blockIdx.x+BS+1];
    }
    __syncthreads（）

;
// computing
    if（

i > 0 && i < m-1 && j > 0 && j < n-1）

{
        dst[i*n+j] = c_parameter[0]*（

s[posy-1][posx] + s[posy+1][posx] + 
        s[posy][posx-1]+s[posy][posx+1]）

+c_parameter[1]*s[posy][posx];
    }
}




对于此算法来说，每个网格点的输入值（src）使用了5次，即使用局部存储器减少了4次对缓存或内存的访问，而为了使用局部存储器则引入了多个分支语句。

笔者的测试发现：在模拟区域尺寸比较小的情况下，使用局部存储器的版本没有性能优势，原因在于缓存能够容纳src大小；在模拟区域尺寸比较大的情况下，使用局部存储器的版本获得了1.5x的性能提升。


3.2　简单三维Stencil

Stencil是一种非常常见的的算法模式，广泛应用于图形图像处理、石油勘探、计算流体力学模拟等各个领域。图形图像处理中经常使用卷积运算来提取特征，而卷积运算就可看成是一个二维的Stencil模式；图形图像中常见的模糊算法（如求周围多个像素均值）、去噪算法也是一种二维的Stencil模式；计算流体力学中的格子波尔兹曼方法通常模拟网络点之间物质量的传递来表示流体的运动、物质（广义的物质）传递，格子波尔兹曼方法的计算就基本符合Stencil模式的特征；而石油勘探中常用的逆时偏移算法将偏微分方程离散后得到的显式方程也是一种Stencil模式。

常见的Stencil模式主要有两种分类：十字模式和田字模式。为了简单和直观，笔者只使用二维的情况描述。“十”字模式，输出“十”字中间位置的值等于输入“十”字中5个数据的加权和；“田”字模式，输出“田”字中间位置的值等于输入“田”字中9个数据的加权和。当然，5和9是Stencil半径等于1时的情况，如果Stencil半径等于3的话，那么“十”字模式和“田”字模式中一个输出数据相关的输入数据个数分别为13和49。关于Stencil模式的更详细说明，请参考维基百科的相关条目。

对于Stencil模式来说，Stencil半径越大，缓存的空间局部性和时间局部性就越好，性能的限制因素就越来越向缓存层次结构的上层转移（性能就越来越限制在更高带宽的缓存上）。但是对于X86处理器来说，由于三维Stencil模式需要的理想情况下的缓存是三维相邻的（类似GPU上的纹理存储器结构），因此硬件设计为一维相邻的缓存（如X86处理器上的缓存）需要使用缓存分块技术。

由于与Stencil相关的应用涉及计算机应用的各个领域，Stencil已经成为许多处理器硬件设计厂商的性能衡量标准程序之一。本章以三维的十字模式为例，介绍在X86架构上实现Stencil遇到的困境，以及如何在GPU上高效地实现。

为了简单起见。本章的示例使用三维Stencil半径为4的十字模式，即对中心点周围25个点加权求和；并且权重是对称的，即和中间点距离相等的输入点的权重相同。另外假定输出数据三维长度都为4096。


3.2.1　串行实现

对于三维十字Stencil模式来说，最简单的实现方式是使用一个四层循环，前三层对应着三维空间，第四层遍历Stencil半径以内的周围点，如代码清单3-6所示。

代码清单3-6　三维Stencil模式串行实现



template<typename T>
void kernel（

const T* input，

 T* output，

 const T* parameter，

 int dimx，

 int dimy，

 
int dimz，

 int RADIUS）

 {
    for（

int k = RADIUS; k < dimz + RADIUS; k++）

{
        for （

int i = RADIUS; i < dimy + RADIUS; i++）

 { 
            for （

int j = RADIUS; j < dimx + RADIUS; j++）

 { 
                T ret = input[k*（

dimy+2*RADIUS）

*（

dimx+2*RADIUS）

 + i * 
                （

dimx + 2 * RADIUS）

 + j] * parameter[0];
                for （

int r = 1; r <= RADIUS; r++）

 { 
                    ret += （

（

input[（

k+r）

*（

dimy+2*RADIUS）

*（

dimx+2*RADIUS）

 + i*（

dimx + 2 * RADIUS）

 + j] + 
input[（

k-r）

*（

dimy+2*RADIUS）

*（

dimx+2*RADIUS）

 + i*（

dimx + 2 * RADIUS）

 + j]）

   + （

input[k*（

dimy+2*RADIUS）

*（

dimx+2*RADIUS）

 + （

i+r）

*（

dimx + 2 * RADIUS）

 + j] + 
input[k*（

dimy+2*RADIUS）

*（

dimx+2*RADIUS）

 + （

i - r）

 * （

dimx + 2 * RADIUS）

 + j]）

 + （

input[k*（

dimy+2*RADIUS）

*（

dimx+2*RADIUS）

 + i*（

dimx + 2 * RADIUS）

 + j + r] + 
input[k*（

dimy+2*RADIUS）

*（

dimx+2*RADIUS）

+ i*（

dimx + 2 * RADIUS）

 + j - r]）

 ）

* 
parameter[r];
}
output[k*（

dimy+2*RADIUS）

*（

dimx+2*RADIUS）

 + i*（

dimx+2*RADIUS）

 + j] = ret;
            }
        }
    }
}




本算法的实现没有考虑边界处理情况，即输入和输出数据的长度都为（dimx+2×RADIUS）×（dimy+2×RADIUS）×（dimz+2×RADIUS），代码清单3-6只计算了中心dimx×dimy×dimz个结果。


3.2.2　Stencil在X86处理器上实现的困境

由于三维Stencil模式需要在3个维度上连续访问数据，故缓存的结构如果是三维连续的就最为理想，但是X86处理器的缓存是一维连续的。解决多维连续数据访问缓存利用率的常用方法是缓存分块。

假设对一级缓存采用三维分块方法，X86处理器的一级数据缓存大小为32KB，如果数据类型是32位浮点型，那么可保存8×1024个数据。再假设采用三维立方体分块，则每维长度为16。假设对二级缓存采用三维分块，X86处理器的二级数据缓存大小为256KB，如果采用三维立方体分块的话，则每维的长度为32。而Intel X86处理器缓存线的长度为64个字节，不但不能很好地利用硬件预取，反而会对性能造成负面影响。故无论是一级缓存分块还是二级缓存分块，效果可能都不好。

从缓存分块的角度看，无论是一级缓存分块还是二级缓存分块，其输出分块的大小都会比较小，不能够很好地利用X86架构缓存层次的性能。这也是为什么基本上所有在X86上实现的三维Stencil性能都是限制在三级缓存或者内存上。


3.2.3　CUDA实现

对于在NVIDIA GPU上实现Stencil来说，如果希望将三维的数据都保存到局部存储器上以利用局部性的话，那么面临着和在X86上实现相同的困境（局部存储器容量不够）。在2009年，笔者的前同事、NVIDIA的著名工程师Paulius Micikevicius发表了一篇论文《3D finite difference computation on GPUs using CUDA》，其中介绍了如何在NVIDIA GPU上使用CUDA高效地实现Stencil计算，本节会采用类似的实现。

对十字型的Stencil来说，如果用一个平面正着去切计算区域的话，那么平面法线方向上相邻的计算是不相关的，这意味着可以不把这一维上的数据放到局部存储器中。意识到这一点非常重要，这意味着可以使用局部存储器缓存平面方向上的数据，故缓存分块可以从三维分块降到二维分块，对于NVIDIA Kepler GPU来说，这意味着可以采用32×32甚至更大的分块。关于平面法线方向上的数据，可以将其保存到寄存器中。

相比直接把三维数据保存到局部存储器中，将两维数据保存到局部存储器中，另一维保存到寄存器中，既提高了硬件的利用效率，又减少了对全局存储器和局部存储器的访问，如代码清单3-7所示。

代码清单3-7　三维Stencil CUDA代码



__constant__ float c_parameter[20];
template<typename T，

 int blockDimx，

 int blockDimy，

 int radius>
__global__ void kernel（

const T* in，

 T* out，

 int dimx，

 int dimy，

 int dimz）

 {
    T __shared__ s[blockDimy + 2 * radius][blockDimx + 2*radius];
    int tidx = threadIdx.x;
    int tidy = threadIdx.y;
    int idx = blockDim.x * blockIdx.x + tidx;
    int idy = blockDim.y * blockIdx.y + tidy;
    int posx = idx + radius;
    int posy = idy + radius;
    const int sizeX = （

dimx+2*radius）

;
    const int sizeY = （

dimy+2*radius）

;
    const int diameter = 2*radius + 1;
    T local[diameter];
// load data to register queue
    for（

int i = 0; i < diameter; i++）

{
        local[i+1] = in[posy*sizeX + posx+ i*sizeX*sizeY];
    }
    in += diameter*sizeX*sizeY;
    out += radius*sizeX*sizeY;
// iterate z dimension
    for（

int iz = 0; iz < dimz; iz++）

{
// shift register queue
        for（

int i = 1; i < diameter; i++）

{
            local[i-1] = local[i];
        }
        local[diameter-1] = in[posy*sizeX + posx];
// load data to local memory
        s[tidy + radius][tidx + radius] = local[radius];
// load boundary data to local memory
        if （

tidx < radius）

 {
            s[tidy+radius][tidx] = in[posy * sizeX + idx];
            s[tidy+radius][tidx + blockDimx + radius] = in[posy * sizeX + 
            posx + blockDimx];
        }
        if （

tidy < radius）

 {
            s[tidy][tidx+radius] = in[idy*sizeX + posx];
            s[tidy+blockDimy+radius][tidx+radius] = in[（

posy + blockDimy）

*
            sizeX + posx];
        }
        __syncthreads（）

;
// computing
        T ret;
        ret = s[tidy + radius][tidx + radius] * c_parameter[0];
#pragma unroll
        for （

int r = 1; r <= radius; r++）

 { // stencil
            ret += （

（

local[radius+r]+local[radius-r]）

 + （

s[tidy + radius + r][tidx + radius] + 
s[tidy + radius - r][tidx + radius]）

 + （

s[tidy + radius][tidx + radius - r] + 
s[tidy + radius][tidx + radius + r]）


                    ）

 * c_parameter[r];
        }
// store data
        out[posy * sizeX + posx] = ret;
        __syncthreads（）

;
        in += sizeX*sizeY;
        out += sizeX*sizeY;
    }
}




对于Stencil参数来说，其大小比较小，而且值固定不变，常数存储器非常适合，因此笔者将其保存在常数存储器中。

出于简单考虑，本算法没有考虑计算区域大小不能被CUDA线程块大小整除的情况，而且通常在实际操作中，模拟区域的大小都是可以提前人为指定的。

算法的基本思路如下：

1）采用二维布局的工作项，工作项映射到平面，一个工作项负责计算和平面正交的一系列输出。

2）开始时，每个工作项加载数据到寄存器队列local中。

3）在和平面正交的方向（即平面向前移动）上，加载数据到寄存器和局部存储器中，并栅栏同步以保证写入局部存储器都对工作组内其他工作项可见。

4）每个工作项计算当前平面上的输出，并栅栏同步以保证工作组内所有工作项都已经计算完成。

5）转移到下一个平面，如果计算没有完成，转向3）。

作者测试发现：在GTX 750TI上获得了100GFlops的性能，这意味着局部存储器的访问带宽超过了400 GB/s，故此算法的性能限制在局部存储器访问上。

实际上，此算法并非最优，进一步优化方法包括每个工作项计算多个输出，以更好地利用寄存器，减少使用局部存储器。


3.3　本章小结

偏微分方程广泛应用于科学计算的方方面面，本章以热传递问题和三维Stencil计算为例，简单展示了如何离散偏微分方程以获得其差分公式，然后展示如何使用OpenMP、OpenACC和CUDA求解、优化其计算性能。

本章展示了如何使用CUDA求解三维Stencil模式，并且展示了如何使用CUDA在NVIDIA GPU上高效地实现三维Stencil模式。


第4章　优化分子动力学算法

分子动力学（Molecular Dynamics，MD）方法是分子模拟的主要方法之一。MD主要依靠在相空间内求解牛顿方程来模拟分子体系的运动。从轨迹（速度、位置、力、能量）数据中依据统计力学原理来获得系综的各种宏观性质。

MD主要依据波恩-奥本海默近似：认为原子受力是原子核间距离的函数，与速度无关，与电子的运动无关，因此可以将其势能表示为位置的函数，这些函数称为力场。力场用来描述原子间作用。对于一个有N个原子（广义的原子，可称为粒子）的系统，可用牛顿定理来描述原子间的运动，进而获得系统中每个原子各个时刻的位置和速度，其运动规律可用式（4-1）表示。

[image: ]


其中，mi
 表示i粒子的质量，ri
 指i粒子的坐标，Fi
 是i粒子的受力，t为时间，V指势能函数。

在实际计算中，并不对式（4-1）进行数学积分，而是采用离散差分的方式。通过离散差分获得系统模拟轨迹（位置、速度）信息。使用统计学的原理分析轨迹数据就可以得到系统的某些宏观性质。

相比量子力学运算，MD要求的计算量要小很多，但是对大体系的模拟依然非常耗费时间。比如在现在的单个多核向量处理器上，几万个粒子体系的模拟可能需要几天甚至几周，因此对于MD运算来说，如何将算法高效地映射到处理器硬件上非常重要。

本章以MD算法中的基本步骤为例：邻居搜索，范德华力计算，键长伸缩力计算和径向分布函数，展示如何在X86处理器和GPU上优化这一类算法。


4.1　简单搜索的实现

MD算法的核心在于计算粒子之间的作用力，这就要求提前知道哪些粒子会发生作用。邻居搜索实现了这一功能。

邻居搜索的目的在于找到和某个粒子发生作用的所有粒子。采用邻居搜索的原因有两点：

·可以多次使用一次邻居搜索的结果，多次计算力。如果不是这样的话，没有必要独立邻居搜索以节省存储量；

·采用截断的策略减少粒子间相互作用的计算量。如果没有截断的话，那么所有的粒子都是邻居，也没有必要搜索。

对于范德华力来说，由于粒子之间的距离越大，力的作用就越接近于0，因此可以找到某个阈值，在粒子间距离大于阈值时，它们之间的作用力和势能均近似为0，这些粒子之间的作用可以被忽略以减少计算，这个阈值称为截断距离。在基于离散差分的算法中，在几个步长时间内，粒子的位移比较小，粒子的邻居99.9%以上没有改变，即使改变也应当是边界的粒子，它们对力和势能的贡献非常小，此时可以不对粒子的邻居粒子进行更新，以减少邻居搜索的计算量。实际上，为了强化这一点，MD程序经常会稍微松弛截断距离，具体的大小需要在更新邻居列表的频率和增加的范德华力的计算量之间均衡考虑。

依据牛顿第三定律，由于粒子之间的相互作用力大小相等，方向相反，因此只需要查找一半候选粒子即可。

常用的邻居搜索算法有3种：简单搜索、元胞搜索和网格搜索。它们都利用了截断的思想，由于和本节的具体内容无关，笔者就不详细介绍它们了。

在MD中的简单搜索中，对于每个粒子而言，在搜索其他所有粒子时，如果两者之间距离小于截断距离，就将该粒子加入自己的邻居列表中。由于对每一个粒子都要搜索体系内的所有粒子，故该算法的时间复杂度为O（N2
 ），N是粒子的数目。


4.1.1　串行代码

为了方便编程和使用，建立了一个用于保存体系所有粒子坐标信息的结构体，其原型如代码清单4-1所示。

代码清单4-1　粒子坐标信息



template<typename T>
struct Particles{
    int size;
    T *x;
    T *y;
    T *z;
};
typedef struct Particles Particles;




其中size表示总共有多少个粒子，也即数组x、y和z的长度，x、y和z数组用来保存所有粒子的坐标，将粒子坐标存储于3个独立的数组而不是一个结构体数组为的是便于向量化。

简单搜索的算法描述如下：首先遍历体系的所有粒子，对于每一个粒子，和其他索引大于它的粒子比较，如果两者之间距离大于截断距离，则为邻居。本文为每个粒子分配一个vector以保存它的邻居，虽然这降低了编程的复杂性，但是也降低了速度。如代码清单4-2所示。

代码清单4-2　简单搜索串行代码



template<typename T>
void ns_simpleCPU（

const Particles<T> *p，

 float rc，

 std：：

vector<int> *nbList）

{
    int size = p->size;
    T *x = p->x;
    T *y = p->y;
    T *z = p->z;
    for（

int i = 0; i < size; i++）

{
        T ix = x[i];
        T iy = y[i];
        T iz = z[i];
        for（

int j = i+1; j < size; j++）

{
            T jx = x[j];
            T jy = y[j];
            T jz = z[j];
            T dx = ix - jx;
            T dy = iy - jy;
            T dz = iz - jz;
            if（

dx*dx + dy*dy + dz*dz < rc*rc）

{
                nbList[i]->push_back（

j）

;
            }
        }
    }
}




算法主要有两层循环组成：外层循环遍历体系内的所有粒子，内层循环遍历当前粒子潜在的邻居，如果当前粒子和潜在邻居粒子的距离小于截断距离，那么就是当前粒子的邻居。


4.1.2　向量化实现分析

可以看出，每个邻居搜索其潜在邻居的方式是一样的，满足数据并行的特征，故可以使用AVX指令集和NEON指令集向量化。

具体如何向量化，基本上有以下两种方式。


第1种方式：
 可以使用向量寄存器同时处理外层循环的8个元素（假设数据类型为float，使用AVX向量寄存器），可串行处理内层循环（即每次处理内层循环的一个元素），扩展内层循环的每一个元素为向量，然后使用向量比较指令获得比较结果。对于每个向量要处理的8个元素而言，它们搜索的邻居候选集有轻微的不同，这意味着要对不同的候选元素做特殊处理。


第2种方式：
 可以使用向量寄存器同时处理内层循环的8个元素（假设数据类型为float，使用AVX向量寄存器），可串行处理外层循环（即每次处理外层循环的一个元素），扩展外层循环的每一个元素为向量。相比前一种方式，这种方式的缺点是：使用向量处理内层循环可能会引入不对齐访问，这可以通过串行处理不对齐的一些元素来解决。这种方式的优点是：外层循环保留原样不变，更易于使用循环展开进一步优化单核心的流水线性能和使用多线程处理发挥硬件多核心的计算能力。

在判断是否为邻居时，由于需要依据比较结果来判断是否需要加入邻居列表中，故需要获得向量中每个元素的值。在X86处理器上，获取向量寄存器中各个元素的值非常耗时，因此通常不建议使用，而在ARM NEON上其性能损失则要小很多。

从代码分析，向量化需要使用大约8个向量寄存器，而AVX和NEON具有16个向量寄存器，故可以考虑使用循环展开技术以进一步提升性能。


4.1.3　OpenMP实现

很明显，每个粒子查找其邻居的过程都和其他粒子独立，因此可以并行。考虑不同的粒子遍历的粒子数目不同（索引越大的粒子搜索的潜在邻居粒子数目越少），因此采用了动态负载均衡策略，如代码清单4-3所示。

代码清单4-3　简单搜索OpenMP代码



template<typename T>
void ns_simpleCPU（

const Particles<T> *p，

 float rc，

 std：：

vector<int> *nbList）

{
    int size = p->size;
    T *x = p->x;
    T *y = p->y;
    T *z = p->z;
#pragma omp parallel for schedule（

dynamic，

bsize）


    for（

int i = 0; i < size; i++）

{
        T ix = x[i];
        T iy = y[i];
        T iz = z[i];
        for（

int j = i+1; j < size; j++）

{
            T jx = x[j];
            T jy = y[j];
            T jz = z[j];
            T dx = ix - jx;
            T dy = iy - jy;
            T dz = iz - jz;
            if（

dx*dx + dy*dy + dz*dz < rc*rc）

{
                nbList[i]->push_back（

j）

;
            }
        }
    }
}




如果采用静态负载均衡策略，那么线程0的计算时间会最长（分到的计算任务最多），而最后一个线程的计算任务最小，故应当采用动态负载均衡策略。bsize的大小和代码、运行代码的机器、编译器等密切相关，通常通过实验确定。


4.1.4　CUDA实现

算法原理和上面一致，可以采用一个工作项处理一个粒子的策略；考虑到很多粒子查找的候选邻居是一样的，因此可以利用局部存储器加速；考虑到CUDA目前还不支持vector，因此使用固定长度的二维数组代替；为了防止出现越界写错误，对保存邻居的位置做了检查，如代码清单4-4所示。

代码清单4-4　简单搜索CUDA代码



template<typename T>
static void __global__ ns_simpleKernel（

Particles<T> p，

 float rc，

 
int *d_nblist，

 int rowLen，

 int columnLen，

 int *d_nbLen）

{
    int id = blockDim.x*blockIdx.x + threadIdx.x;
    extern __shared__ T s_p[];
    int len = 0;
    T x，

 y，

 z;
    if（

id < p.size）

{
        x = p.x[id];
        y = p.y[id];
        z = p.z[id];
    }
    for（

int i = threadIdx.x;i < gridDim.x*blockDim.x; i += blockDim.x）

{
        if（

i < p.size）

{
            s_p[3*threadIdx.x] = p.x[i];
            s_p[3*threadIdx.x+1] = p.y[i];
            s_p[3*threadIdx.x+2] = p.z[i];
        }
        __syncthreads（）

;
        for（

int j = 0; i+j < p.size && j < blockDim.x; j++）

{
        if（

threadIdx.x<j）

{
            T dx = x - s_p[3*j];
            T dy = y - s_p[3*j+1];
            T dz = z - s_p[3*j+2];
            if（

dx*dx + dy*dy + dz*dz < rc*rc）

{
                if（

len < columnLen）


                    d_nblist[len*rowLen+i] = j;
                len++;
            }
        }
        }
    }
    if（

id < p.size）

{
        d_nbLen[id] = len;
    }
}




使用这个算法有个缺陷：如果为每个粒子分配的保存邻居的数组长度小于体系的最大邻居数，那么就需要为每个粒子重新分配邻居空间，然后再次运行代码，但是这个缺陷通常不会经常发生，因为经过几次大小修正之后，数量应当很大了，再发生需要修改的情况就比较少了。

在笔者的测试中，在NVIDIA K20c GPU上，相比Intel core i7 3970K上运行的串行代码，获得了大约40倍的加速；相比使用AVX指令优化的版本，获得了大约10倍的加速。


4.2　范德华力计算

范德华力属于MD模拟中粒子之间的非键作用之一。计算范德华力时要考虑参数、邻居列表、各粒子坐标等。

用于计算范德华力的L-J公式如式（4-2）。

[image: ]


式（4-2）等价于式（4-3）。

[image: ]


式（4-3）对应的范德华力计算公式如式（4-4）。
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其中：VL-J
 表示势能；[image: ]
 表示范德华参数；rij
 表示粒子i、j之间的距离；Fi
 表示i粒子受到的合力。

计算范德华力需要知道粒子位置、作用参数。粒子位置、作用参数和受力数组的组织，全部采用一维数组，粒子位置和受力参数采用数组组成的结构体的存储方式。


4.2.1　串行实现

C代码如代码清单4-5所示，其基本思想是：遍历体系内的所有粒子（记当前粒子为i），对于每个粒子，遍历其邻居（记当前邻居为j），计算i和j之间的作用力。

代码清单4-5　计算范德华力串行示例



void lj（

...）

{
    for（

int i = 0; i < n; i++）

{// loop over all particles
    float3 posi = ...;// get i's position
    float p = ..;// get i's van der wals parameter
    int nj0 = ...; int nj1 = ...;// get i's neighbor start and end
    float f = 0.0f;
        for（

int j = nj0; j < nj1; j++）

{// loop over i's neighbor
            float3 posj = ...;// get j's position
            float3 dij = posj - posi;// compute distance of i j          
            e += ...;// compute vdw energy of i j
            f += ...;// compute vdw force of i j
            f[j] -= ...;// update j's force
        }
      f[i] += ...;// update i's force;
        alle += e;// update total energy
    }
}




使用float3来表示每个粒子的坐标，循环i遍历体系内所有粒子，记当前粒子为i，循环j遍历粒子i的邻居j，对于粒子i和其邻居j，计算i、j之间的距离、范德华势能和作用力，更新粒子i的势能e和作用力f，同时更新j的受力。

遍历i的邻居完成后，更新粒子i的受力和体系总的势能。


4.2.2　向量化实现分析

对于每个粒子来说，其邻居都是不同的，故无法向量化外层循环。对于每个粒子来说，其邻居对它的作用是不相关的，因此看起来是可以向量化的，但是由于粒子的邻居并不是保存在相邻的地址中，因此不能直接并行化。

考虑到粒子的位置坐标是一个float3的结构体，如果将其扩展为float4结构体，那么就可以向量化，此时虽然浪费了一些内存带宽和计算能力，但是向量化后的代码相比串行代码，应当会有大的性能提升。

另外一种向量化方式是：虽然粒子的邻居并不是保存在相邻的地址中，但是可以先单独取出多个邻居，然后组装成向量，在计算完受力之后，再拆分向量，但向量的拆分引入了额外的代价，因此需要权衡。


4.2.3　OpenMP实现

很明显，每个粒子计算与其邻居的能量和作用力可以并行计算，对于总的能量，可以使用归约算法。而对于计算力的冲突则必须使用原子函数解决。

有两种方法可以去掉原子操作的使用：

·保留中间结果。可以将每个粒子对其邻居的作用力保存下来，然后再使用一个函数将保存下来的结果更新到粒子的受力，但可能会引起大量的内存分配和重复读取数据。

·重复计算，不但计算i粒子对j粒子的作用力，还计算j粒子对i粒子的作用力。这种方法使得力的计算量翻倍。

在很大情况下原子函数引入了额外的性能损耗，但是现在许多处理器都提供了原生的支持，因此实际上上面提到的两种办法的效果也并不一定好。

由于不同的粒子其邻居数量并不相同，可能差别非常大，另外不同粒子的邻居在内存中的存储位置也不相同（这意味着对缓存的利用并不一定好），这些都可能导致不同粒子计算完其所有邻居需要的最终计算时间并不相同，因此不适合使用OpenMP的静态负载均衡策略，应当使用动态负载均衡策略。


4.2.4　CUDA实现

和使用OpenMP并行类似，使用CUDA利用GPU并行也会产生读写冲突，解决的策略也类似：由于目前的NVIDIA GPU硬件都已经支持32位浮点原子操作，因此可直接使用浮点原子操作。在某些不支持32位浮点原子操作的硬件上，只能采用4.2.3节提到的重复计算的方法。

考虑到CUDA的合并访问特性和方便邻居列表的并行生成（因为邻居列表和计算范德华力是相关的，必须综合考虑），本文的邻居列表以一个数组组织，以列为主序，每一列存储了以该列下标为索引的粒子的邻居，并将粒子坐标信息和邻居列表绑定到一个纹理对象，以减少随机访问对性能的影响。由于不同粒子拥有的邻居数量并不相同，因此数组的行数为粒子的最大邻居数目，在粒子邻居数目差别比较大的情况下，这会导致大量的内存空间浪费。一个更好的办法是：采用混合的方法保存粒子的邻居，即指定一个最大邻居允许数目K，如果某个粒子的邻居数量为N（N>K），那么采用其他的方式保存另外的N-K个邻居。

为了简单化且便于展示，本节使用了简单的邻居列表办法。在工作项布局上，本文直接使用了一个工作项计算一个粒子的范德华力的方式，其伪代码如代码清单4-6所示。

代码清单4-6　使用CUDA计算范德华力



    int id = ...;
    float3 cur = ...;// get particle's position
    for（

int i=0;i<len;i++）

{// loop over neighbors
        float3 nb = ...;// get neighbor's position
// compute distance
        float dx=cx-jx;
...............
// compute vdw energy
        etol+=c12*invr6sq*invr6sq-c6*invr6sq;
// compute vdw force
    float f = （

12*c12*invr6sq*invr6sq-6*c6*invr6sq）

*invrsq;
    totalf += f;
atomicAdd（

force+nb，

 -f）

;
}
// update
 atomicAdd（

force+id，

 totalf）

;




id是当前线程的全局索引，也表示当前线程计算哪个粒子。每个粒子遍历其所有邻居（循环i），计算势能和作用力，使用原子函数更新邻居受力。

作者测试发现：在Kepler架构的GPU上，使用原子函数的版本性能比重复计算要好；而在Fermi及以前的NVIDIA GPU上，使用重复计算性能要好。

实际上使用一个工作项计算一个粒子的受力并不见得是一个好的选项，主要原因有以下：

1）在大多数模拟体系在不到万个粒子的规模下，工作项的数量可能无法发挥当前高端NVIDIA GPU的计算性能，假设现在有一个高端GPU，其具有16个多处理器，那么每个多处理器上可能只有近千个线程，那么多处理器之间的负载均衡可能会成为问题。

2）不同的粒子，其邻居的数量可能差别非常大，这可能导致线程间非常严重的负载不均衡。更好的映射办法是使用一个工作组或者一个warp来计算一个粒子与其邻居的作用力，此时为了保证工作组或warp访问数据的局部性很好，需要更改邻居列表的组织方式。

在GPU上计算范德华力其性能限制在读取粒子邻居粒子的坐标上，因为不能保证相邻线程读取的邻居地址相邻。


4.2.5　如何提高缓存的利用

现代CPU和GPU都具有多级的不同大小的缓存，对于代码清单4-6来说，其最大的访存来源于粒子的邻居粒子位置，如果能够利用缓存就能够减少非合并访问对性能的影响。很明显，编号相邻的粒子如果存储的位置比较近的话，就能够更好地利用缓存，而如果不加特殊处理，邻居列表里粒子的分布并不一定是这样的。

在NVIDIA GPU上具有许多缓存，其中容量最大的是缓存存储器。在实践中，通常将粒子的位置保存到纹理存储器上，以利用其缓存来加速粒子对邻居位置的访问。

为了使得对粒子邻居的坐标的存取具有比较好的局部性，可以将粒子依据空间位置排序，以保证位置相邻的粒子在存储上也相邻。或者简单地对粒子的索引进行排序，虽然这样并不能保证一定具有好的缓存利用（粒子相邻邻居的保存位置相距可能很远），但是算法相对简单，对程序的影响也小。


4.3　键长伸缩力计算

本文使用的键伸缩势函数，如式（4-5）所示。

[image: ]


其中：rif
 为i、j两原子之间的距离；[image: ]
 表示键长伸缩系数；r0
 是i、j两原子之间的平衡距离。

在一些模拟中，为了增大模拟的时间步长，或者因为某些键的振动并不符合势能函数特征，会应用限制算法，以便将键的位置限制在平衡键长。


4.3.1　串行实现

由于采用式（4-5），因此键长伸缩作用只与键长、平衡距离和作用系数有关，键长可以通过两者的距离计算出来，而系数和两个粒子的类型有关。由于通常体系的粒子类型有限，因此系数和平衡距离只与两个粒子的类型有关，它们的定义如代码清单4-7所示。

代码清单4-7　键伸缩作用参数



typedef struct{
    uint atom1;
    uint atom2;
    uint type;
} Bond;
typedef struct{
    float r0;
    float k;
} BondAngleParam;




Bond类型表示一个键伸缩作用，它包含作用了两个原子和作用类型，通过作用类型可以选择不同的计算参数或计算公式。BondAngleParam表示键伸缩作用参数。

代码清单4-8是计算体系内所有粒子的作用力的函数。基本思想是遍历每个键，计算键作用力并更新粒子受力。而总能量由返回值表示。

代码清单4-8　键伸缩作用力计算



float computeBondForce（

uint numBond，

 Bond *bond，

 BondAngleParam *bp，

 
float4 *bondForce，

 float4 *partical）

{
    uint atom1，

 atom2，

type;
    float delx，

dely，

delz，

eBond，

fBond;
    float rsq，

r，

dr，

rk;
    Bond bt;
    BondAngleParam bpt;
    float4 p1，

 p2;
    float xforce，

 yforce，

 zforce;
    float energy = 0;
    for （

int i = 0; i < numBond; i++）

 {
        bt = bond[i];
        atom1 = bt.atom1;
        atom2 = bt.atom2;
        type = bt.type;
    // coordinate
        p1 = partical[atom1];
        p2 = partical[atom2];
    // displacement 
        delx = p1.x - p2.x;
        dely = p1.y - p2.y;
        delz = p1.z - p2.z;
    // distance
        rsq = delx*delx + dely*dely + delz*delz;
        r = sqrt（

rsq）

;
    // bond parameter 
        bpt = bp[type];
        dr = r - bpt.r0;
        rk = bpt.k * dr;
        fBond = rk/r;
        eBond = 0.5f * rk * dr;
        energy += eBond;
        xforce = delx * fBond;
        yforce = dely * fBond;
        zforce = delz * fBond;
    // update atom1 force
          bondForce[atom1].x += xforce;
          bondForce[atom1].y += yforce;
          bondForce[atom1].z += zforce;
    // update atom2 force
          bondForce[atom2].x -= xforce;
          bondForce[atom2].y -= yforce;
          bondForce[atom2].z -= zforce;
    }
    return energy;
}




其基本流程是：遍历每个键（i循环），获得键相关的两个原子及键作用参数，计算作用势能和作用力。然后更新每个原子的作用力，依据牛顿第三定律，两个原子受力大小相同、方向相反。从代码中看，计算访存比不高，故性能大致限制在内存访问上。


4.3.2　向量化实现

如果向量化每个键的作用力计算，即一个128位的NEON向量同时处理4个键，那么读取4个键的8个组成原子的坐标时并不能使用向量指令，故在目前的硬件处理器上不能向量化。

考虑到使用float4来保存粒子位置坐标和受力，那么可以向量化处理。

在Intel新的Xeon Phi众核处理器上，其指令集支持从多个不同的内存位置加载多个元素以形成一个向量，因此键长伸缩力计算在Xeon Phi处理器上可以向量化计算。


4.3.3　OpenMP实现

很直接的想法是将每个键作用并行化，每个线程计算一个或多个键作用，此时有两个问题要解决：

1）更新总能量信息，由于总能量是所有键的能量之和，那么多线程并行化后需要将各个线程的能量加和，这可以采用OpenMP支持的归约算法。

2）更新粒子受力信息，由于每个键的两个原子都要承受键的作用力，组成不同键的粒子可能相同，故多个线程存在同时操作同一个粒子的受力的情况。一种解决办法是使用原子函数，但是在X86处理器上，原子函数的消耗比较大，因此性能比较差。笔者在一个8核的机器上使用原子函数，得到的并行效率为0.6左右。考虑到大多数情况下，线程数不会太多，可将每个键对左右粒子的作用力分别保存在两个不同的内存区域，然后再设计一个串行过程计算归并结果。

为每个键分配两个独立的内存，每块内存保存一个键的作用力的代码如代码清单4-9所示。

代码清单4-9　键长伸缩力计算OpenMP版本



float computeBondForceOMP（

uint numBond，

 Bond *bond，

 BondAngleParam *bp，

 
float4 *bondForce，

 float4 *partical）

{
    uint atom1，

 atom2，

 type;
    float delx，

dely，

delz，

eBond，

fBond;
    float rsq，

r，

dr，

rk;
    Bond bt;
    BondAngleParam bpt;
    float4 p1，

 p2;
    float xforce，

 yforce，

 zforce;
    float energy = 0;
float4 *tmpForce = （

float4*）

malloc（

2*sizeof（

float4）

*numBond）

;
#pragma omp parallel for reduction（

+：

energy）


    for （

int i = 0; i < numBond; i++）

 {
        bt = bond[i];
        atom1 = bt.atom1;
        atom2 = bt.atom2;
        type = bt.type;
    // coordinate
        p1 = partical[atom1];
        p2 = partical[atom2];
    // displacement 
        delx = p1.x - p2.x;
        dely = p1.y - p2.y;
        delz = p1.z - p2.z;
    // distance
        rsq = delx*delx + dely*dely + delz*delz;
        r = sqrt（

rsq）

;
    // bond parameter 
        bpt = bp[type];
        dr = r - bpt.r0;
        rk = bpt.k * dr;
        fBond = rk/r;
        eBond = 0.5f * rk * dr;
        energy += eBond;
        xforce = delx * fBond;
        yforce = dely * fBond;
        zforce = delz * fBond;
    // update atom1 force
          tmpForce[i].x = xforce;
          tmpForce[i].y = yforce;
          tmpForce[i].z = zforce;
    // update atom2 force
          tmpForce[numBond+i].x = -xforce;
          tmpForce[numBond+i].y = -yforce;
          tmpForce[numBond+i].z = -zforce;
    }
for（

int i = 0; i < numBond; i++）

{
    bt = bond[i];
    atom1 = bt.atom1;
    atom2 = bt.atom2;
    bondForce[atom1].x += tmpForce[i].x;
    bondForce[atom1].y += tmpForce[i].y;
    bondForce[atom1].z += tmpForce[i].z;
    bondForce[atom2].x += tmpForce[numBond+i].x;
    bondForce[atom2].y += tmpForce[numBond+i].y;
    bondForce[atom2].z += tmpForce[numBond+i].z;
}
free（

tmpForce）

;
    return energy;
}




其中tmpForce用来临时保存粒子受力，由于键长伸缩力最多涉及两个粒子，故其长度为键数量的两倍。为了利用现代X86处理器的向量寄存器，bondForce和tmpForce数据类型都是float4，这会浪费一部分内存空间，但是由于能够利用向量指令的带宽，所以性能会更好。作者测试发现：在粒子比较多的时候，此程序获得了接近线性加速。

需要使用此方式去掉耗时的原子操作，但是引入了必须串行处理的部分。对于化学学科来说，一个原子或粒子能够成键的数量是有限的，即化学键的饱和性。依据化学键的饱和性，在知道体系的粒子类型后，体系中原子最多能够参与多少个成键作用是可以确定的。依据这一点，可以设计出能够完全并行的算法，但这要求提前计算出某个粒子第几次参与成键，为了避免重复，本节就略过了，细节参见4.3.4节。


4.3.4　CUDA实现

表面上看可以将OpenMP同样的算法应用到CUDA上，但是这要求分配、释放显存，外加从GPU到CPU（需要把GPU计算得到的临时受力复制到CPU内存上）和CPU到GPU（在CPU上计算得到受力后，需要复制回GPU）的显存复制，这些开销将显著地增加计算时间，而且在CPU上的串行运算时间有可能成为性能限制因素，因此不推荐使用此算法。

NVIDIA Kepler系列支持浮点原子函数，因此此类显卡上可使用浮点原子函数解决。笔者在K40m上测试发现：对于键长伸缩力计算来说，使用浮点原子函数对性能的负面影响非常小。

从化学原来上来说，化学键具有饱和性，一个原子能够参与的键的个数是有上限的，故只需要将对同一个原子有冲突的作用力写入不同的位置即可，这意味着需要记录分子受力的存储位置。这种做法的代价是需要增加一个部分，即计算各个键中粒子的存储位置，其时间复杂度是。只要查找一次，以后就可以一直使用。如果能够保证相同粒子保存的位置关系是确定的（比如索引为id的粒子第一次成键时受力保存在id位置，第二次成键时受力保存在numAtoms+id位置，numAtoms表示体系的粒子数量），由于每个地址最多只可能被写入一次，因此不存在读写冲突。此算法还有另外一个优点：在归并结果的时候，就能够使用CUDA并行化结果归并部分，因为属于同一个粒子的多个受力存储位置是固定的。但是这种方法在保存粒子的受力时没有办法满足合并访问的要求，但是相比使用原子指令，其性能代价相对来说已经非常小了，如代码清单4-10所示。

代码清单4-10　CUDA原子函数计算键长伸缩作用



__global__ void computeBondForceKernel（

const int numAtoms，

 Bonds d_bonds，


float4 *d_bondForce，

 float3 pbc）

{
    uint id = blockDim.x * blockIdx.x + threadIdx.x;
    uint atom1，

 atom2，

 type，

 index1，

 index2，

 offset;
    float delx，

dely，

delz，

fBond;
    float rsq，

r，

dr，

rk;
    BondAngleParam bpt;
    float4 p1，

 p2;
    float xforce，

 yforce，

 zforce;
    if（

id < d_bonds.numBond）

{
        atom1 = d_bonds.atom1[id];
        atom2 = d_bonds.atom2[id];
        type  = d_bonds.type[id];
        index1= d_bonds.atom1Index[id];
        index2= d_bonds.atom2Index[id];
    // coordinate
        p1 = tex1Dfetch（

tex_partical，

atom1）

;
        p2 = tex1Dfetch（

tex_partical，

atom2）

;
    // displacement 
        delx = p1.x - p2.x;
        dely = p1.y - p2.y;
        delz = p1.z - p2.z;
    // pbc 
        delx = pbcDistance（

delx，

 pbc.x）

;
        dely = pbcDistance（

dely，

 pbc.y）

;
        delz = pbcDistance（

delz，

 pbc.z）

;
    //  distance
        rsq = delx*delx + dely*dely + delz*delz;
        r = sqrt（

rsq）

;
        bpt = c_bap[type];
        dr = r - bpt.r0;
          if（

rsq < 1e-6）


              return;
        rk = bpt.k * dr;
        fBond = -rk/r;
        d_bondForce[id].w += 0.5f * rk * dr;
        xforce = delx * fBond;
        yforce = dely * fBond;
        zforce = delz * fBond;
    // update atom1 force
        offset = numAtoms * index1 + atom1;
          d_bondForce[offset].x += xforce;
          d_bondForce[offset].y += yforce;
          d_bondForce[offset].z += zforce;
    // update atom2 force
        offset = numAtoms * index2 + atom2;
          d_bondForce[offset].x -= xforce;
          d_bondForce[offset].y -= yforce;
          d_bondForce[offset].z -= zforce;
    }
}




其中表示键作用的结构体增加了域atom1Index和atom2Index，它们表示键伸缩作用的两个粒子是第几次成键，语句offset=numAtoms*index1+atom1用来计算当前键的粒子atom1的受力要保存到d_bondForce中的位置，这样计算完成后，对粒子atom1的作用力分散在d_bondForce的多个内存位置上，这些内存位置距离为numAtoms的整数倍。

在代码清单4-10计算完成后，还需要一个内核来将部分更新求和，由于每个原子的受力保存位置距离为numAtoms的整数倍，故每个工作项处理一个原子，每个工作项遍历所有可能保存其受力的位置即可，代码如下所示。



int id = blockDim.x*blockIdx.x + threadIdx.x;
if（

id >= numAtoms）

 return;
float4 f = make_float4（

0.0f，

 0.0f，

 0.0f，

0.0f）

;
for（

int i = 0; i < maxBondsNum; i++）

{
    f += d_bondForce[i*numAtoms+id];
}
force[id] = f;




其中maxBondsNum表示体系粒子最多成键数目。

在笔者的测试中，相比运行在X86单核上的串行程序，本节的代码获得了近60x的加速。具体的性能情况和读者使用的具体平台有关。


4.4　径向分布函数计算

径向分布函数表示在某种粒子周围区域内找到某种粒子的概率，即在一个球环内某种粒子的密度，如在硫酸铜溶液中，铜离子周围5nm找到其他铜离子的概率。径向分布函数常用来表征粒子的聚焦能力，如电子云的密度、粒子分布概率等。通常并不要求非常准确的计算结果，故通常可采用将计算区域划分成大小相等的球环的计算方法，具体计算流程类似于求图像的直方图，其基本算法如下：

1）依据计算区域的最大距离和划分的球环大小，计算出需要多少个环，并分配空间保存环中的粒子数目。

2）对于每个粒子i遍历其他粒子j，计算i和j之间的距离d，确定它们在第几个环中，将该环的粒子数目计数加1。

3）由于距离是对称的（a、b之间的距离和b、a之间的距离相等），可以利用这一点降低计算量。

从算法上看，最主要的运算是求两个粒子之间的距离，然后求在哪个环中，然后计算加一，计算访存比相对来说比较低，因此性能应当受限在访存上。


4.4.1　串行实现

串行算法需要遍历体系的每个粒子，计算其与其他粒子的距离，然后确定它们之间的距离应当在哪个层中，如代码清单4-11所示。

代码清单4-11　计算径向分布函数串行版本



template<typename T>
void rdf（

Particles<T> p，

 float3 pbc，

 float dis，

 int *particlesPerFace）

{
    size_t num = p.num;
    T cx，

 cy，

 cz，

 nx，

 ny，

 nz，

 dx，

 dy，

 dz;
    for（

int i = 0; i < num; i++）

{
        cx = p.x[i];
        cy = p.y[i];
        cz = p.z[i];
        for（

int j = i+1; j < num; j++）

{
            nx = p.x[j];
            ny = p.y[j];
            nz = p.z[j];
            dx = cx-nx;
            dy = cy-ny;
            dz = cz-nz;
            dx = pbcDistance（

dx，

 pbc.x）

;
            dy = pbcDistance（

dy，

 pbc.y）

;
            dz = pbcDistance（

dz，

 pbc.z）

;
            int lane = （

int）（

sqrt（

dx*dx+dy*dy+dz*dz）

/dis）

;
            particlesPerFace[lane]++;
        }
    }
}




对于每个粒子i（i循环），遍历其他粒子j（j循环），计算i、j粒子之间的距离，pdcDistance是指周期性边界距离（化学模拟中一种常见的计算距离的方法），通过距离和环的长度dis，即可计算出距离在哪个环中（lane变量），将对应的环计数加1。


4.4.2　向量化实现

从代码中可以看出，两层循环都具有数据并行的特点，应当可以向量化，难点在于如何更新环计数。关于具体如何向量化，基本上有以下两种方式。


第1种方式：
 可以使用向量寄存器同时处理外层循环的8个元素（假设数据类型为float，使用AVX向量寄存器），可串行处理内层循环（即每次处理内层循环的一个元素），扩展内层循环的每一个元素为向量，然后使用向量比较指令获得比较结果。对于每个向量要处理的8个元素而言，它们搜索的候选集有轻微的不同，这意味着要对不同的候选元素做特殊处理。


第2种方式：
 可以使用向量寄存器同时处理内层循环的8个元素（假设数据类型为float，使用AVX向量寄存器），而串行处理外层循环（即每次处理外层循环的一个元素），扩展外层循环的每一个元素为向量。相比前一种方式，这种方式的缺点是：使用向量处理内层循环可能会引入不对齐访问，这可以通过串行处理不对齐的一些元素来解决。这种方式的优点是：外层循环保留原样不变，更易于使用循环展开进一步优化单核心的流水线性能和使用多线程处理发挥硬件多核心的计算能力。

在判断是否邻居时，由于需要依据计算结果来确定在哪个环计算加1，这不能向量化操作，故需要获得向量中每个元素的值。在X86处理器上，获取向量寄存器中各个元素的值非常耗时，因此通常不建议使用，而在ARMNEON上其导致的性能损失要小得多。


4.4.3　OpenMP实现

很明显，每个粒子计算和其他粒子的距离可以并行，考虑到索引越大的粒子，遍历的粒子数目越小，因此采用了动态负载均衡策略。另外更新每层的粒子数目时存在读写冲突，因此使用原子函数保护。如代码清单4-12所示。

代码清单4-12　原子函数保护、OpenMP实现径向分布函数计算



template<typename T>
void rdfOMP（

Particles<T> p，

 float3 pbc，

 float dis，

 int *particlesPerFace）

{
    size_t num = p.num;
#pragma omp parallel for num_threads（

2）

 schedule（

dynamic，

 16）


    for（

int i = 0; i < num; i++）

{
        T cx = p.x[i];
        T cy = p.y[i];
        T cz = p.z[i];
        for（

int j = i+1; j < num; j++）

{
            T nx = p.x[j];
            T ny = p.y[j];
            T nz = p.z[j];
            T dx = cx-nx;
            T dy = cy-ny;
            T dz = cz-nz;
            dx = pbcDistance（

dx，

 pbc.x）

;
            dy = pbcDistance（

dy，

 pbc.y）

;
            dz = pbcDistance（

dz，

 pbc.z）

;
            int lane = （

int）（

sqrt（

dx*dx+dy*dy+dz*dz）

/dis）

;
#pragma omp atomic
            particlesPerFace[lane]++;
        }
    }
}




测试表明这种算法性能不太好，因为冲突的数量比较大，而且X86处理器上原子操作比较慢，导致了串行化执行，降低了性能。可以利用归约的思想为每个线程分配一个数组，每个线程操作自己的数组、再将多个线程的结果合并，以去除原子操作，而且结果合并这一步也可以并行，如代码清单4-13所示。

代码清单4-13　归约思想、OpenMP实现径向分布函数计算



template<typename T>
void rdfOMPOpt（

Particles<T> p，

 float3 pbc，

 float dis，

 int *particlesPerFace，

 
size_t lenPPF）

{
    size_t num = p.num;
    int numThread = omp_get_num_procs（）

;
    int *ppf = （

int*）

malloc（

sizeof（

int）

*lenPPF*numThread）

;
    if（

NULL == ppf）

{
        perror（

"out of memory\n"）

;
        exit（

0）

;
    }
    memset（

ppf，

 0，

 sizeof（

int）

*lenPPF*numThread）

;
#pragma omp parallel num_threads（

numThread）


{
#pragma omp for schedule（

dynamic，

 6）


    for（

int i = 0; i < num; i++）

{
        T cx = p.x[i];
        T cy = p.y[i];
        T cz = p.z[i];
        int tid = omp_get_thread_num（）

;
        for（

int j = i+1; j < num; j++）

{
            T nx = p.x[j];
            T ny = p.y[j];
            T nz = p.z[j];
            T dx = cx-nx;
            T dy = cy-ny;
            T dz = cz-nz;
            dx = pbcDistance（

dx，

 pbc.x）

;
            dy = pbcDistance（

dy，

 pbc.y）

;
            dz = pbcDistance（

dz，

 pbc.z）

;
            int lane = （

int）（

sqrt（

dx*dx+dy*dy+dz*dz）

/dis）

;
            ppf[tid*lenPPF+lane]++;
        }
    }
#pragma omp barrier
    for（

int i = 0; i < numThread; i++）

{
#pragma omp for nowait
        for（

int j = 0; j < lenPPF; j++）

{
            particlesPerFace[j] += ppf[j+i*lenPPF];
        }
    }
}
    free（

ppf）

;
}




线程化代码主要分成两个部分：各个线程计算各自的结果；合并计算结果。为了减少线程建立的消耗，两个循环在#pragma omp parallel语句之内，这样下一个循环可重用上一个循环创建的线程。

对第一部分来说，因为默认情况下下，OpenMP使用的是静态负载均衡，因此每次分配给线程的i循环数量是一样，但是此时分配给每个线程计算的j的范围差别很大，为了减少负载不均衡的问题，因此改用动态负载均衡策略。由于#pragma omp for伪指令后具有隐式的同步，因此#pragma omp barrier语句实际上是没有必要的，笔者留有那条语句是为了更好地表明意图。对于第二部分来说，for伪指令后的隐式栅栏是没有必要的，因为使用静态负载均衡，故每个线程每次分得的j循环是一样的，因此使用nowait子句取消。

笔者实际测试表明，在八核机器上，此函数的计算性能相对单核达到了线性加速。


4.4.4　CUDA实现

使用CUDA实现时，可以为每个粒子分配一个工作项，由于工作组内工作项要访问近似相同的粒子集合，因此可以使用局部存储器存储它们。通常工作组的大小在几百个工作项左右，因此可以为每个工作项分配长度为几百个左右的局部存储器。

使用CUDA并行时，遇到和使用OpenMP并行同样的问题：更新环计数冲突。不同的是：由于GPU是大规模并行设备，要发挥其性能，通常在一个GPU的流多处理器上需要上千个工作项，如果为每个工作项分配一个独立的显存空间用于保存计数，既不现实（显存空间不够），也不经济（会有大量分配的显存空间不会被访问）。在CUDA计算能力2.0及以上的NVIDIA GPU上，硬件支持浮点原子函数，故本节就采用原子函数实现。


1.初次实现


为了简单和对比，初次实现并没有使用局部存储器，所有的都是全局存储器，如代码清单4-14所示。

代码清单4-14　使用全局存储器原子函数



template<typename T>
void __global__ rdfCUDAKernelNavie（

Particles<T> p，

 float3 pbc，

 float dis，


int *particlesPerFace）

{
    size_t num = p.num;
    int id = blockIdx.x*blockDim.x + threadIdx.x;
    T cx = p.x[id];
    T cy = p.y[id];
    T cz = p.z[id];
    for（

int j = id+1; j < num; j++）

{
        T nx = p.x[j];
        T ny = p.y[j];
        T nz = p.z[j];
        T dx = cx-nx;
        T dy = cy-ny;
        T dz = cz-nz;
        dx = pbcDistance（

dx，

 pbc.x）

;
        dy = pbcDistance（

dy，

 pbc.y）

;
        dz = pbcDistance（

dz，

 pbc.z）

;
        int lane = （

int）（

sqrt（

dx*dx+dy*dy+dz*dz）

/dis）

;
        atomicAdd（

particlesPerFace+lane，

 1）

;
    }
}




从代码中看，这是一个显存带宽限制的应用，但是笔者在NVIDIA Geforce GTX 750TI GPU上测试发现，此代码获得的显存带宽远未达到峰值。笔者分析发现：代码的性能完全限制在了全局存储器的原子操作上。


2.共享存储器优化


代码清单4-14的性能限制在全局存储器的原子函数上，理应首先优化原子函数，但是已经知道可以使用局部存储器减少对全局存储器的读操作，故本节还是使用局部存储器来减少全局存储器的读操作，以检查笔者的分析是否准确，如代码清单4-15所示。

代码清单4-15　共享存储器优化版本



template<typename T>
void __global__ rdfCUDAKernelShared（

Particles<T> p，

 float3 pbc，

 float dis，


int *particlesPerFace）

{
    size_t num = p.num;
    int tid = threadIdx.x;
    int id = blockIdx.x*blockDim.x + threadIdx.x;
    extern __shared__ T s_total[];
    T* s_x = s_total;
    T* s_y = s_x + blockDim.x;
    T* s_z = s_y + blockDim.x;
    T cx = p.x[id];
    T cy = p.y[id];
    T cz = p.z[id];
    for（

int j = id+1; j < （

1+blockIdx.x）

*blockDim.x; j++）

{// different
        T nx = p.x[j];
        T ny = p.y[j];
        T nz = p.z[j];
        T dx = cx-nx;
        T dy = cy-ny;
        T dz = cz-nz;
        dx = pbcDistance（

dx，

 pbc.x）

;
        dy = pbcDistance（

dy，

 pbc.y）

;
        dz = pbcDistance（

dz，

 pbc.z）

;
        int lane = （

int）（

sqrt（

dx*dx+dy*dy+dz*dz）

/dis）

;
        atomicAdd（

particlesPerFace+lane，

 1）

;
    }
    for（

int j = （

1+blockIdx.x）

*blockDim.x; j < num; j += blockDim.x）

{// same
        __syncthreads（）

;
        s_x[tid] = p.x[j+tid];
        s_y[tid] = p.y[j+tid];
        s_z[tid] = p.z[j+tid];
        __syncthreads（）

;
        for（

int jj = 0; jj < blockDim.x; jj++）

{
            T dx = cx-s_x[jj];
            T dy = cy-s_y[jj];
            T dz = cz-s_z[jj];
            dx = pbcDistance（

dx，

 pbc.x）

;
            dy = pbcDistance（

dy，

 pbc.y）

;
            dz = pbcDistance（

dz，

 pbc.z）

;
            int lane = （

int）（

sqrt（

dx*dx+dy*dy+dz*dz）

/dis）

;
            atomicAdd（

particlesPerFace+lane，

 1）

;
        }
    }
}




对于每个工作组内的工作项来说，它们的计算大部分是相同的（查看注释same），只有一小部分（小于工作组大小）计算并不相同（查看注释different），对于相同的部分，使用局部存储器计算；对于不相同的部分，直接在全局存储器中计算。

笔者的测试发现：在NVIDIA GTX 750 TI GPU上，相比代码清单4-14，性能基本上没有提升。这意味着笔者对此算法的性能限制在原子函数上的判断是正确的。


3.原子函数优化


由于所有的工作组对结果的更新都是作用在同一个全局存储器上，故原子操作的更新冲突非常大。可以采用层次原子函数的方法优化，即每个工作组分配一段共享存储器空间来保存工作组对结果的更新，工作项计算完局部结果后，再统一更新全局的结果。如果结果数量相对比较少的话，那么可以为一个工作组分配一块局部存储器，更新时采用原子函数，如代码清单4-16所示。

代码清单4-16　原子函数优化



template<typename T>
void __global__ rdfCUDAKernelSharedOpt（

Particles<T> p，

 float3 pbc，

 float dis，


int *particlesPerFace，

 int faceLen）

{
    size_t num = p.num;
    int tid = threadIdx.x;
    int id = blockIdx.x*blockDim.x + threadIdx.x;
    extern __shared__ T s_total[];
    T* s_x = s_total;
    T* s_y = s_x + blockDim.x;
    T* s_z = s_y + blockDim.x;
    int* s_face = （

int*）（

s_z + blockDim.x）

;
    for（

int i = tid; i < faceLen; i += blockDim.x）

{
        s_face[i] = 0;
    }
    T cx = p.x[id];
    T cy = p.y[id];
    T cz = p.z[id];
    for（

int j = id+1; j < （

1+blockIdx.x）

*blockDim.x; j++）

{
        T nx = p.x[j];
        T ny = p.y[j];
        T nz = p.z[j];
        T dx = cx-nx;
        T dy = cy-ny;
        T dz = cz-nz;
        dx = pbcDistance（

dx，

 pbc.x）

;
        dy = pbcDistance（

dy，

 pbc.y）

;
        dz = pbcDistance（

dz，

 pbc.z）

;
        int lane = （

int）（

sqrt（

dx*dx+dy*dy+dz*dz）

/dis）

;
        atomicAdd（

s_face+lane，

 1）

;
    }
    for（

int j = （

1+blockIdx.x）

*blockDim.x; j < num; j += blockDim.x）

{
        __syncthreads（）

;
        s_x[tid] = p.x[j+tid];
        s_y[tid] = p.y[j+tid];
        s_z[tid] = p.z[j+tid];
        __syncthreads（）

;
        for（

int jj = 0; jj < blockDim.x; jj++）

{
            T dx = cx-s_x[jj];
            T dy = cy-s_y[jj];
            T dz = cz-s_z[jj];
            dx = pbcDistance（

dx，

 pbc.x）

;
            dy = pbcDistance（

dy，

 pbc.y）

;
            dz = pbcDistance（

dz，

 pbc.z）

;
            int lane = （

int）（

sqrt（

dx*dx+dy*dy+dz*dz）

/dis）

;
            atomicAdd（

s_face+lane，

 1）

;
        }
    }
    for（

int i = tid; i < faceLen; i += blockDim.x）

{
        atomicAdd（

particlesPerFace+i，

 s_face[i]）

;
    }
}




笔者使用局部存储器s_face来保存工作组对环计数的更新，由于工作组内不同工作项有可能更新同一个环的计数，因此也采用原子函数来更新。工作组计算完成后，再使用原子函数将工作组的结果更新到全局存储器上。笔者测试发现：在GTX 750Ti上，此代码相比代码清单4-14，获得了20倍的加速。


4.5　本章小结

本章介绍了如何在X86和GPU上优化分子动力学应用，包括如何向量化和线程化，及如何优化OpenMP代码以获得线性扩展。

本章详细介绍了如何优化分子动力学应用中的主要算法的性能，如邻居搜索、计算范德华力、计算急键长伸缩力及如何计算径向分布函数。


第5章　机器学习算法

依据数学和统计学原理，机器学习算法通常从大量数据中找出某种经验或半经验的规律（通常称为函数或模型）。为了准确学习数据的规律，通常要求将大量数据用做学习之用。今天，机器学习广泛应用在人类生活的方方面面，京东、阿里会依据客户的购物历史数据，用机器学习的办法推测客户的喜好，进而有针对性地向客户推荐新的商品。百度搜索引擎通过机器学习的方法分类网页，计算不同网页之间的相关性。

今天，如日中天的深度学习可以看成是机器学习中神经网络算法的应用，浓度学习方法由于简单、粗暴、好用、易用的特点已经被各大互联网公司广泛使用。百度成立的深度学习研究院和阿里成立的数据科技研究院（Institute of Data Science&Technologies，IDST）就是典型的例子。

机器学习使用的数据之间既有联系又有区别，而大量等待处理的数据天然就具有向量化和并行化需求。深度学习的很多算法需要长时间（几天、几周、甚至几个月）的训练，这些都对提高计算速度提出了严格的要求。

本章主要以数据挖掘中常用的k-means和KNN，以及深度学习算法中的卷积为例，展示相关的代码优化、向量化和并行化技术。


5.1　k-means算法

k-means算法是一种聚类分析算法。聚类分析的目的是将若干特征相似的特征模式划分到一个集合，每个集合的特征模式之间按照某种度量来衡量相似程度，使得同一个集合内的数据对象具有较高的相似度，而不同集合中的数据对象间的相似度尽可能小。数据对象间特性差异的大小通常借助于某一距离空间中的距离概念来表示。在现有的聚类算法中，k-means算法以其简单和高效占有重要地位，被大量应用于数据挖掘中。

k-means算法广泛应用在数据挖掘中，比如电商依据客户购买商品的历史将客户分成不同的类别，然后向某一类客户推荐该类别其他客户购买过的某些商品。有的电商会对商品进行聚类分析，以分析哪些商品会同时被客户购买，从而获得推荐的依据。

但实际上，k-means算法有两个比较严重的问题：

1）分类的数目，即k值是提前给定的。如果不知道要分多少类怎么办？常见的办法是通过可视化方法，人工观察需要分多少类。

2）初始点，如果初始点没有选择好，可能产生不好的结果。很明显的是，不同的初始点可能得出不同的计算结果。k-mean++算法给出了一种更好的选择初始点的方法。


5.1.1　计算流程

k-means是一个迭代的算法，每一次迭代的输入依赖前一次迭代的输出。由于使用了迭代算法，因此最终结果有可能不是最终的最优值而只是局部最优值。k-means算法的基本流程如下：

1）如果是第一次循环，随机选择k个元素作为质心；否则使用k个分类的平均值作为质心。

2）计算n个数据离各个分类的距离，将当前数据作为离其最近的分类的元素。

3）计算各分类的均值。

4）如果当前循环中某元素所属的分类发生了变化，那么转向2）接着进行下一次循环。

其中k表示类别数量，n表示数据数量。

对此算法来说，最重要的在于如何定义两个元素之间的距离，不同的距离定义可能会产生不同的结果。本文使用笛卡尔距离。

从算法步骤可以看出：该算法基本上是数据并行的，无论是计算多个元素间的距离还是计算每个类的平均值，都具有并行性。虽然各数据之间有些交叉，但是都能够找到解决办法。


5.1.2　计算元素所属分类

首先需要计算数据和各个分类中心的最小距离，即确定元素属于那个分类。在计算每个数据属于哪个分类时，需要比较运算，理论上是有分支的，但是由于这个不是最耗时的运算，因此不必过分关注。

为了便于向量化和并行化，对体系内元素的属性值的存储采用一维数组来模拟二维数据的方式。这同时也方便了在GPU上的移植，因为要使用CUDA在GPU上实现二维数组是相对比较复杂的。关于某个元素属于哪个分类的元素这个问题，有两种实现方案：


方案1：
 为每一分类分配一数组，存储该分类的元素。


方案2：
 为每个元素设立一个域，来表示元素属于哪个分类。

向量化要求数据组织是有序的，因此表面上看方案1比较好（对分类里面的元素做同样的操作，看起来适合向量化），但是由于无法提前知道属于每一分类的元素数目，故并不知道应该为每个分类分配多长的临时空间，可能会造成大的内存浪费。使用方案1还有另外一个问题，如果采用一个线程处理一个元素的方式，在保存每一个分类的元素时需要使用原子函数才可以并行化，而采用方案2则没有这些问题。

方案2的问题在于更新分类中心时可能存在冲突，这个问题在下节分析。


1.X86版本


为了便于向量化和并行化，在CPU上实现时，每一行表示一个元素的所有属性，以方便利用CPU的SIMD指令向量化，如代码清单5-1所示。

代码清单5-1　计算元素所属类别X86代码



inline int find_nearest_point（

int id，

 float  *attributess，

 int  numAttributes，


                       float   *centers，

   int     ncenters）

{
    int index = 0;
    float min_dist = FLT_MAX;
    for （

int i = 0; i < ncenters; i++）

 {
        float dist = euclid_dist_2（

attributess+id*numAttributes，

 
    centers+i*numAttributes，

 numAttributes）

;  
        if （

dist < min_dist）

 {
            min_dist = dist;
            index    = i;
        }
    }
    return（

index）

;
}
inline float euclid_dist_2（

float *pt1，

 float *pt2，

 int  numDims）

{
    float ans=0.0;
    for（

int i=0; i<numDims; i++）


        ans += （

pt1[i]-pt2[i]）

 * （

pt1[i]-pt2[i]）

;
    return（

ans）

;
}
int find_nearest_point_all（

int numObjects，

 float  *attributess，


int  numAttributes，

 float   *centers，

   int     ncenters）

{
        int delta = 0;
        for（

int i = 0; i < numObjects; i++）

 {
            int index = find_nearest_point（

i，

 attributes，

 numAttributes，


            clusters，

 numClusters）

;
            delta += （

membership[i] ！

= index）

;
            membership[i] = index;
    }
    return delta;
}




find_nearest_point_all是功能实现的主函数，它返回在本次重新计算类别时类别发生了变化的元素数量。

find_nearest_point_all的计算流程如下：遍历体系中的所有元素（一共numObjects个），对于每一个元素，调用find_nearest_point函数计算其属于哪个分类（index）；如果类别发生改变，改变计数（delta）加1，更新粒子所属类别（membership）。

函数find_nearest_point用来计算一个元素所属的分类，即求离它最近的那个分类。计算方法是：遍历每个分类，计算当前元素离每个分类中心的距离dist，dist与目前最小距离min_dist相比，如果dist小，则更新min_dist和最小类别索引。

函数euclid_dist_2用来计算一个元素和一个分类中心的欧拉距离。


2.OpenMP版本


从find_nearest_point_all函数来看，其对每个元素的操作都是独立的，唯一有读写冲突的是更新delta变量，但是这可以通过归约操作完成，故可以使用OpenMP多线程处理。函数euclid_dist_2则可以使用向量指令优化，而OpenMP 4.0标准已经加入了向量化的支持。OpenMP代码如代码清单5-2所示。

代码清单5-2　计算元素所属类别OpenMP代码



void find_nearest_point（

int id，

 float  *attributess，

 int  numAttributes，


                       float   *centers，

   int     ncenters）

{
    int index = 0;
    float min_dist = FLT_MAX;
    for （

int i = 0; i < ncenters; i++）

 {
        float dist = euclid_dist_2_omp（

attributess+id*numAttributes，

 
    centers+i*numAttributes，

 numAttributes）

;  
        if （

dist < min_dist）

 {
            min_dist = dist;
            index    = i;
        }
    }
    return（

index）

;
}
inline float euclid_dist_2_omp（

float *pt1，

 float *pt2，

 int  numDims）

{
    float ans=0.0;
#pragma omp simd reduction（

+：

ans）


    for（

int i=0; I < numDims; i++）


        ans += （

pt1[i]-pt2[i]）

 * （

pt1[i]-pt2[i]）

;
    return（

ans）

;
}
int find_nearest_point_all_omp（

int numObjects，

 float  *attributess，


int  numAttributes，

 float   *centers，

   int     ncenters）

{
int delta=0;
#pragma omp parallel for default（

none）

 shared（

numObjects，

 numClusters，

 
numAttributes，

 attributes，

 clusters，

 membership）

 reduction（

+：

delta）


        for（

int i = 0; i < numObjects; i++）

 {
            int index = find_nearest_point（

i，

 attributes，

 numAttributes，

 
            clusters，

 numClusters）

;
            delta += （

membership[i] ！

= index）

;
            membership[i] = index;
    }
    return delta;
}




find_nearest_point_all_omp使用OpenMP多线程同时计算多个元素（一共numObjects个）与所有分类中心的距离，使用归约操作来获得delta。

函数euclid_dist_2_omp使用OpenMP 4.0支持的向量化语句#pragma omp simd来计算一个元素和一个分类中心的欧拉距离，由于要把向量中数加和，故使用了归约语句。


3.CUDA版本


从并行性上来说，算法中有3个地方具有层次化的并行性：

1）多个元素计算新分类，每个元素计算新分类都是互不相关的，而通常元素的数量是比较多的，因此适合使用CUDA并行。此种并行方式的困难在于如何和数据结构协调，此问题随后就说。

2）一个元素和多个分类中心计算距离。由于通常分类中心数量都比较少，因此实际上可以认为没有并行性。

3）一个元素和一个分类中心计算距离。并行性的大小依赖于元素的维数。

如果每个元素的数据保存成一行，要满足GPU要求的合并访问要求，则必须使用多个工作项访问一个元素。如果每个元素的数据保存成一列，要满足GPU的合并访问要求，则必须一个工作项访问一个元素。由于通常元素的维数比较小（数据挖掘中的维数灾），因此将每个数据保存成一行在实践中并不适合GPU，因此应优先选择每个元素保存成一列的模式。实际上，由于数据需要多次迭代使用，因此即使需要提前对数据做转置应当也是利大于弊的。不过如果数据的维度不大于4，通常就没有必要转置了。

对于每个分类中心来说，所有的工作项都需要读它们，因此可以考虑将它们保存到局部存储器中。如果分类数量比较多，则需要考虑进行分块，每次读一个或多个分类中心的值到局部存储器中。

和元素的存储不同，对于分类中心的存储采取了将每个分类中心的属性保存在连续的空间的方式。

假设在NVIDIA GPU上实现时，要保证有3个常驻SM的工作组，那么在计算能力2.0及以上的设备中，每个工作组可以分配16KB局部存储器，如果分类中心的容量大小不大于16KB，那么可以将其保存到局部存储器中，本节就以此为例。

在GPU上实现时，本节假设元素的维度为35，元素数量在几十万，分类中心数量大约为10，每一列表示一个元素的所有属性，即一行表示所有元素的某一属性值，如代码清单5-3所示。

代码清单5-3　计算元素所属类别CUDA代码



__device__ inline float euclid_dist_2（

int tid，

 int numObjects，

 int numAttributes，


const float* __restrict__ attributes，

 int clusterId，


const float* __restrict__ clusters）

{
    float ans=0.0;
    for（

int i = 0; i < numAttributes; i++）

{
        float diff =
        attributes[tid + i*numObjects] - clusters[i + clusterId*numAttributes];
        ans += diff*diff;
    }
    return ans;
}
__device__ inline int find_nearest_point（

int tid，

 
        int numObjects，


        int     numAttributes，


        const float* __restrict__ attributess，


                 const float* __restrict__ centers，


                 int     ncenters）

{
    int index = 0;
    float min_dist = FLT_MAX;
    for （

int i = 0; i < ncenters; i++）

 {
        float dist;
        dist = euclid_dist_2（

tid，

 numObjects，

 numAttributes，

 attributess，

 i，

 centers）

;
        if （

dist < min_dist）

 {
            min_dist = dist;
            index    = i;
        }
    }
    return（

index）

;
}
__global__ void findNewClusterIndex（

int numObjects，

 int numAttributes，


const float* __restrict__ attributes，

 int numClusters，

 const float* __restrict__ clusters，


int* __restrict__ membership，

 int* __restrict__ new_centers_len，


float* __restrict__ new_centers，

 int* __restrict__ delta）

{
    int tid = blockIdx.x*blockDim.x + threadIdx.x;
    extern __shared__ int s_clusterLen[];
    __shared__ int s_delta;
    if（

0 == threadIdx.x）

 s_delta = 0;
    for（

int i = threadIdx.x; i < numClusters*blockDim.x; i += blockDim.x）

{
        s_clusterLen[i] = 0;
    }
    __syncthreads（）

;
    for（

int objectId = tid; objectId < numObjects; objectId += gridDim.x*blockDim.x）

{
        int index = find_nearest_point（

objectId，

  numObjects，

 numAttributes，


        attributes，

 clusters，

 numClusters）

;
        if （

membership[objectId] ！

= index）

{
            atomicAdd（

&s_delta，

 1）

;
            membership[objectId] = index;
        }
        s_clusterLen[threadIdx.x*numClusters+index]++;
    }
    __syncthreads（）

;
    for（

int i = blockDim.x*numClusters/2; i >= numClusters; i /= 2）

{// S2
        for（

int j = threadIdx.x; j < i; j += blockDim.x）

{
            s_clusterLen[j] += s_clusterLen[j+i];
        }
        __syncthreads（）

;
    }
    for（

int i = threadIdx.x; i < numClusters; i += blockDim.x）


        atomicAdd（

new_centers_len+i，

 s_clusterLen[i]）

;
    atomicAdd（

delta，

 s_delta）

;
}




内核findNewClusterIndex除了计算元素的新分类之外，还为计算新的分类中心值作准备。要计算新的分类中心，则必须计算属于同一类的元素数量和。在代码中使用保存在局部存储器的s_cluster_len数组表示工作组计算的属于每个新分类的元素数量，每个工作项使用相邻的numClusters（分类中心数量）个位置保存其计算的属于每一个分类的元素的数量。

在工作组内工作项处理完它需要计算的元素后，s_cluster_len里面的值需要以numClusters为单位求和，得到的结果才是每个新分类的元素数量，如注释S2循环所示。

由于采用一个工作项计算一个元素的方式，在计算delta和new_centers_len时工作项之间读写存在冲突，故使用了原子函数来处理冲突。为了减少全局存储器的原子函数冲突，故采用了局部存储器来减少全局存储器的原子函数冲突。


4.进一步优化


由于所有的元素都需要和所有的分类中心计算距离，这意味着两者之间都是全部使用的，很明显每个工作项计算一个或多个元素与分类中心的距离能够减少访问全局存储器的次数，因此是一个比较好的优化选择。

计算各数据离分类中心的最小距离时，可以意识到其计算模式类似于矩阵乘，故可以参考矩阵乘的优化方法。

在很多实际的情况下，使用矩阵乘并不比直接计算要好，但是因为矩阵乘NVIDIA有优化良好的cublas库可用且大多数开发人员并不是这方面的顶级高手，故对大多数开发人员来说，直接使用矩阵乘的办法可能是最好的选择。


5.1.3　更新分类中心

计算完各个元素所属的分类之后就需要更新各分类中心的值，从理论上来说，可以将计算元素所属的分类和更新分类中心合二为一（只需要使用两个缓存区，一个保存当前的分类中心，另一个保存更新后的分类中心）。

要更新分类中心，那么就需要对属于同一分类的元素属性求和，同时计算每个分类拥有的元素数量（CUDA版本这步已经在5.1.2节中计算）。


1.X86版本


计算新的分类中心，可分成3步：

1）计算属于同一类的元素属性和。

2）计算属于每一类的元素数量。

3）计算新的分类中心值。

如代码清单5-4所示。

代码清单5-4　更新分类中心X86版本



void updateCenter（

int numObjects，

 int numAttributes，

 float* attributes，

 int *membership，


int num_centers_len，

 float* new_centers，

 int numClusters，

 float* clusters）

{
for（

int i = 0; i < numObjects; i++）

{
    int index = membership[i];
    new_centers_len[index]++;        
    for（

int j = 0; j < numAttributes; j++）

{ 
    new_centers[index*numAttributes + j] += attributes[i*numAttributes + j];
    }
    }
        for（

int i = 0; i < numClusters; i++）

 {
            for（

int j = 0; j < numAttributes; j++）

 {
int index = i*numAttributes + j;
                if （

new_centers_len[i] > 0）


    clusters[index] = new_centers[index] / new_centers_len[i];
    new_centers[index] = 0.0;     /* set back to 0 */
    }
    new_centers_len[i] = 0;     /* set back to 0 */
}
}




数组new_centers用来保存属于同一分类的元素属性和，数组new_centers_len用来保存属于某一分类的元素数量。为了提高性能、减少访存次数，将步骤1）和2）合并为一个双层的for循环。


2.OpenMP版本


分析代码清单5-4可知，第一个双层循环外层循环不可以并行化（要并行，则需要使用原子函数），而内层循环可以并行化；第二个双层循环的外层循环和内层循环都可以并行化，如代码清单5-5所示。

代码清单5-5　更新分类中心OpenMP版本



void updateCenter_omp（

int numObjects，

 int numAttributes，

 float* attributes，


int *membership，

 int num_centers_len，

 float* new_centers，

 int numClusters，


float* clusters）

{
for（

int i = 0; i < numObjects; i++）

{
    int index = membership[i];
    new_centers_len[index]++;
#pragma omp simd
    for（

int j = 0; j < numAttributes; j++）

{ 
    new_centers[index*numAttributes + j] += attributes[i*numAttributes + j];
    }
    }
#pragma omp parallel for
        for（

int i = 0; i < numClusters; i++）

 {
#pragma omp simd
            for（

int j = 0; j < numAttributes; j++）

 {
int index = i*numAttributes + j;
                if （

new_centers_len[i] > 0）


    clusters[index] = new_centers[index] / new_centers_len[i];
    new_centers[index] = 0.0;   /* set back to 0 */
    }
    new_centers_len[i] = 0;   /* set back to 0 */
}
}





对于第一个循环
 ，使用SIMD向量化内层循环但不并行化外层循环的原因如下：若并行化外层循环，则必须对内层循环的更新使用原子函数，而在X86处理器上，原子函数非常慢；而且使用原子函数，内层循环就不能使用SIMD向量化。故外层循环不能并行化，这样选择就只能是SIMD向量化内层循环。


对于第二个循环
 ，由于内外循环都可以并行化，因此使用#pragma omp parallel for并行化外层循环，使用#pragma omp simd向量化内层循环，以充分利用现代X86处理器的向量计算能力和多核计算能力。


3.CUDA版本


由于已经在5.1.2节中计算完成了每个分类拥有的元素数量，因此只需要计算每个分类所属元素的属性和，采用一个工作项计算一个元素的方式能够提供更好的并行性，这和在X86上实现不同。此时会出现多个工作项更新同一个分类中心的值的情况，如何存放分类的平均值就很重要。在GPU上实现时，如果数据的维数和分类的数量比较小（本节即是这样），可在每个工作组中分配局部存储器以保存各个分类中心和及各分类元素数量，将它们缓存到GPU的局部存储器中，以减少读取全局存储器的次数。此时要用到局部存储器和全局存储器的原子函数。

如果类别数目比较多，或者属性比较多，以致超过SM上局部存储器的容量大小时，分类中心可以保存到全局存储器中。此时分类中心的更新可使用原子函数如代码清单5-6所示。

在许多情况下，为了减少原子函数的冲突，可最大限度地使用共享存储器。

以上代码使用了层次化原子函数的方式，每个元素先使用原子函数将自己的属性值加到工作组所属的局部存储器中，工作组内所有工作项工作完成后（__syncthreads同步），每个工作组使用原子函数将其自己的各分类平均值更新到全局存储器中的总分类中心中。

这就留给读者去研究了。

代码清单5-6　计算分类元素属性和CUDA版本



__global__ void updateNewCluster（

int numObjects，

 int numAttributes，


const float* __restrict__ attributes，

 int numClusters，

 const float* __restrict__ clusters，


int* __restrict__ membership，

 int* __restrict__ new_centers_len，


float* __restrict__ new_centers，

 float* __restrict__ delta）

{
    extern __shared__ float s[];
    int tid = blockDim.x*blockIdx.x + threadIdx.x;
    for（

int i = threadIdx.x; i < numClusters*numAttributes; i += blockDim.x）

{
        s[i] = 0.0f;
    }
    __syncthreads（）

;
    for（

int objectId = tid; objectId < numObjects; objectId += gridDim.x*blockDim.x）

{
        int index = membership[objectId];
        for（

int j = 0; j < numAttributes; j++）

{ 
        atomicAdd（

s + index*numAttributes+j，

 attributes[objectId + numObjects*j]）

;
    }
    }
    __syncthreads（）

;
    for（

int i = 0; i < numClusters; i++）

{
    for（

int j = threadIdx.x; j < numAttributes; j += blockDim.x）

{ 
        atomicAdd（

new_centers+i*numAttributes+j，

 s[j + numAttributes*i]）

;
    }
    }
}




在计算得到属于各个分类的属性和之后，只需要将分类属性和除以分类拥有的元素数量就可以得到新的分类中心了，如代码清单5-7所示。

代码清单5-7　更新分类中心CUDA版本



__global__ void updateCenter（

int numClusters，

 int numAttributes，


float* __restrict__ clusters，

 int* __restrict__ new_centers_len，


float* __restrict__ new_centers）

{
    for（

int i = blockIdx.x; i < numClusters; i += gridDim.x）

 {
    for（

int j = threadIdx.x; j < numAttributes; j += blockDim.x）

 {
    if （

new_centers_len[i] > 0）


        clusters[i*numAttributes + j] = new_centers[i*numAttributes +
        j] / new_centers_len[i];
        new_centers[i*numAttributes + j] = 0.0;   
    }
    new_centers_len[i] = 0;   /* set back to 0 */
    }
}




以上代码简单采取了一个工作组计算一个新分类中心的方法。由于本函数计算量和访存量都不高，故不用考虑其他的优化。


5.1.4　入口函数

为了更好地帮助读者理解，本节给出了各个版本k-means算法的调用函数。


1.OpenMP版本的k-means算法


本节使用的OpenMP版本算法采用每行保存一个元素的属性的方式，如代码清单5-8所示。

代码清单5-8　OpenMP版本入口函数



void kmeans_clustering（

int numObjects，

  int  numAttributes，

 float *attributes，


int  *membership，

 int  numClusters，

  float*  clusters，

 float threshold）

{
    int      n = 0，

 loop = 0;
    int     *new_centers_len; 
    float    delta;
    float  *new_centers; 
    new_centers_len = （

int*）

 calloc（

numClusters，

 sizeof（

int））

;
    new_centers = （

float*）

  calloc（

numClusters * numAttributes，

 sizeof（

float））

;
float delta;
    do {
        delta = find_nearest_point_all_omp（

numObjects，

 attributess，

numAttributes，


        clusters，

   numClusters）

;
        updateCenter_omp（

numObjects，

 numAttributes，

 attributes，

 membership，

 
        num_centers_len，

 new_centers，

 numClusters，

 clusters）

;
    } while （

delta > threshold）

;
    free（

new_centers）

;
    free（

new_centers_len）

;
}




kmeans_clustering函数是算法的入口函数，其基本描述如下：先分配用来保存属于同一类的元素属性及属于每一类的元素数量，然后循环计算新的分类和分类误差、更新分类中心。

实际上还有进一步的优化方法，比如两个OpenMP调用都在函数里面，这意味着每次循环都需要两次创建线程，会引入大量线程创建、销毁的开销。如果把建立线程的语句放到do while循环之外，就能够避免这种开销。


2.CUDA版本的k-means算法


和OpenMP版本类似，CUDA版本主要分成计算元素所属分类和更新分类中心两个内核。为了提升原子函数的性能，在更新分类中心时使用了层次的原子函数以提升性能，如代码清单5-9所示。

代码清单5-9　CUDA版本的kmeans算法入口函数



void kmeans_clustering（

int numObjects，

 int numAttributes，

 float *attributes，

 
int    *membership，

 int     numClusters，

 float*  clusters，

 float threshold）

{
    float delta = 0.0;
    do {
        cudaMemset（

d_new_centers_len，

 0，

 numClusters*sizeof（

int））

;
        cudaMemset（

d_new_centers，

 0，

 numClusters*numAttributes*sizeof（

int））

;
        cudaMemset（

d_delta，

 0，

 sizeof（

int））

;
        int blockSize = 128;
        int gridSize = 13*16;
        findNewClusterIndex<<<gridSize，

 blockSize，


        numClusters*blockSize*sizeof（

int）

>>>（

numObjects，


        numAttributes，

 d_attributes，

 numClusters，

 d_clusters，

 d_membership，

 
        d_new_centers_len，

 d_new_centers，

 d_delta）

;
        int smemSize = numClusters*numAttributes*sizeof（

float）

;
        updateNewCluster<<<gridSize，

 blockSize，

 smemSize>>>（

numObjects，

 
        numAttributes，

 d_attributes，

 numClusters，

 d_clusters，

 d_membership，

 
        d_new_centers_len，

 d_new_centers，

 d_delta）

;
        updateCenter<<<numClusters，

 128>>>（

numClusters，

 numAttributes，


        d_clusters，

 d_new_centers_len，

 d_new_centers）

;
        cudaMemcpy（

&delta，

 d_delta，

 sizeof（

float），

 cudaMemcpyDefault）

;
    } while （

delta > threshold）

;




kmeans_clustering是入口函数，它的基本逻辑和OpenMP版本中一致。

相比六核core i7 3930K CPU，CUDA版本在K20c GPU上运行的性能大约是OpenMP版本的5倍。


5.2　KNN算法

KNN是一种分类算法，分类算法可以简单地理解为已经有了一些分好类的数据，依据某种规则来确定未分类的数据属于哪个类。KNN算法的规则是由离自己最近的K个元素来投票决定待分类数据归为哪一类，通常简单采用多数表达的方式。要应用KNN算法的前提条件是有一个已分类的元素集，然后对于待分类的每个元素，计算其离已分类元素集中最近的k个元素，由这k个元素来确定待分类元素属于哪个分类。


5.2.1　计算步骤

KNN算法的具体步骤如下：

1）对于某个元素，计算它与已分类元素集中每个元素的相似度。

2）找出k个最相似的元素，即相似度最大的k个已分类元素。

3）根据加权距离和判断测试元素所属的类别。

4）循环判断另一个待分类元素，直到结束。

很明显的是，对于待分类元素集中的每个元素，它们之间的计算毫无关系，属于典型的易并行计算。

本节假设每个元素具有3个属性（x、y、z），本节要使用的变量和数据类型如下所示。



#define K 64               // 中心数


#define CEN 16               // 类别数，

0~

15
#define NUMOFTRAIN 4096          // 训练

data数


#define NUMOFCANDIDATE 4096     // 待分类

data数


#define BLOCKSIZE 64
typedef struct __align__（

16）

{
    unsigned int id;          // 类别索引


    float x;
    float y;
    float z;
}AtomInfo;                    // 表示每一个数据


typedef struct __align__（

8）

{
    float value;               // 相似度值


    unsigned int id;          // 已训练文本的索引


}SimInfo;




结构体AtomInfo表示每个元素的信息，id表示其属于那个类别，x、y、z为其属性。结构值SimInfo用于相似度排序。


5.2.2　相似度计算

本节采用的相似度计算公式为归一化的点积，如下：

[image: ]


其中：N为维数，aik
 为第i个待分类元素的第k维值，bjk
 类推。

如果元素的属性比较多，由于对每一个待分类元素都要和已分类元素计算相似度，故可使用矩阵相乘模式。本节使用的元素属性只有3个，直接计算即可，如下面的sim函数所示。

由于每个待分类元素都需要和每个已分类元素计算相似度，可简单地采用一个工作项计算一个待分类点的方式，每个工作项负责排序（算法类似串行算法）其求得的相似度，如代码清单5-10所示。

代码清单5-10　计算相似度CUDA版本



/*计算数据

di和

dj的

cos值，也就是相似度

*/
__host__ __device__ float sim（

AtomInfo di，

AtomInfo dj）

{
    float dix=di.x，

diy=di.y，

diz=di.z，

djx=dj.x，

djy=dj.y，

djz=dj.z;
    return （

dix*djx+diy*djy+diz*djz）

/sqrt（（

dix*dix+diy*diy+diz*diz）

\
            *（

djx*djx+djy*djy+djz*djz））

;
}
__global__ void computeAndSortSim（

AtomInfo *d_atomTrain，

AtomInfo *d_atomCandidate，


SimInfo *d_simMatrix，

unsigned int numTrain，

unsigned int numColumn，

unsigned int k）

{
    unsigned int id=blockDim.x*blockIdx.x+threadIdx.x;
    if（

id<numColumn）

{
        for（

int i=numTrain-1;i>=0;i--）

{
    d_simMatrix[id+i*numColumn].value=sim（

d_atomCandidate[i]，

d_atomTrain[id]）

;
        d_simMatrix[id+i*numColumn].id=d_atomCandidate[i].id;
        }
        sortByColumnOfK（

d_simMatrix，

id，

numTrain，

numColumn，

k）

;
    }
}




在内核computeAndSortSim中，每个工作项计算一个等待分类的元素，考虑到计算结果保存在全局存储器中，为了满足合并访问的要求，计算的结果保存到一列上。每个工作项计算完与所有以分类数据的相似度后，再调用sortByColumnOfK函数来获得相似度最大的k个已分类元素。


5.2.3　求前k个相似度最大元素

对于求数组中前k个最大值，STL库中有函数可用。如果k值比较小的话，可以直接使用插入排序，否则需要使用类似快速排序的划分算法。

直接使用插入排序的版本如代码清单5-11所示。

代码清单5-11　直接插入排序求前k个相似度最大元素



/*按列取得前

k小的元素


simMatrix：相似度矩阵，每一列为一个待分类原子的相似数


column：排序列号


numTrain：

row数


numColumn：

column number
k：对前

k个数据排序


*/
__host__ __device__ void sortByColumnOfK（

SimInfo *simMatrix，

unsigned int column，


    unsigned int numTrain，

unsigned int numColumn，

unsigned int k）

{
    SimInfo temp;
    for（

int i=0;i<k;i++）

{
        for（

int j=numTrain-1;j>i;j--）

{
            int index = j*numColumn+column;
            if（

simMatrix[index].value>simMatrix[index-numColumn].value）

{
                temp=simMatrix[index];
                simMatrix[index]=simMatrix[index-numColumn];
                simMatrix[index-numColumn]=temp;
            }
        }
    }
}




采用简单的插入排序导致的结果是：排序耗时将远超过计算相似度耗时，因为排序的计算复杂度要高。


5.2.4　统计所属分类

可以为每个待分类元素分配一个缓冲区（可能是全局存储器，也可能是共享存储器），利用近似直方图的计算方法（初始化为0），然后利用下面的代码统计。



for（

int i = 0; i < k; i++）

{
    counter[index[i]]++;
}




很明显，每个待分类元素计算counter都是独立的，可完全并行，然后对counter进行排序即可，同样可完全并行，如代码清单5-12所示。

代码清单5-12　统计所属分类CUDA代码



/*对相似度矩阵排序后，确定元素属于哪个类别


atomCandidate：待选元素信息


numCandidate：待选元素个数


atomTrain：已分类元素信息


numTrain：已分类元素数目


atomK：原子

K最近元素中各类别数目，必须要清零


n：类别数


*/
__global__ void computeEveryClass（

AtomInfo *d_atomCandidate，

unsigned int numCandidate，


AtomInfo *d_atomTrain，

unsigned int numTrain，

SimInfo *d_simMatrix，

unsigned int k，


int *d_atomK，

unsigned int n）

{    
    int id=threadIdx.x+blockIdx.x*blockDim.x;
    int sid;
    int max=0;
    if（

id<numCandidate）

{
        for（

int i=k-1;i>=0;i--）

{
            sid=d_simMatrix[id+k*numCandidate].id;
            atomicAdd（

d_atomK+sid*numCandidate+id，

1）

;        
        }
        max=0;
        for（

int i=n-1;i>0;i--）

{
        if（

d_atomK[max*numCandidate+id]<d_atomK[id+i*numCandidate]）


            max=i;
        }
        d_atomCandidate[id].id=max;
    }
}




d_atomK用来保存每个等待分类元素前K个最大相似度所属的分类直方图，然后直接比较即可决定最终分类。在实际应用中，几乎不可能只有3个属性，因此此算法没有多大实用性。由于没有经过足够的优化，本节代码的性能也非最优。


5.3　二维卷积

计算机图形学和计算机视觉中使用卷积运算用来提取图像的特征，比如是否是边缘、像素变化方向等。二维卷积通常只涉及一幅图像和一个滤波器，而图像和滤波器的通道数也很少。假设原始的图像大小是h×w，卷积核的大小是f×f，那么进行二维卷积运算后结果图像的大小是（h-f+1）×（w-f+1），结果图像的每个值是原始图像对应像素值和滤波器对应像素值的乘积的和，核心计算如代码清单5-13所示。

代码清单5-13　二维卷积核心计算代码



// loop output height
for（

int i = 0; i < h-f+1; i++）

{
// loop output width
    for（

int j = 0; j < w-f+1; j++）

{
        float ret = 0.0f;
// loop kernel height
        for（

int ii = 0; ii < f; ii++）

{
// loop kernel width
            for（

int jj = 0; jj < f; jj++）

{
                ret += in[（

i+ii）

*w+j+jj] * filter[ii*f+jj];
            }
        }
        out[i*（

w-f+1）

+j] = ret;
    }
}




本节展示了如何在X86、ARM和GPU上优化卷积运算，这些优化方法在某种程度上和Stencil类似，也可以应用到其他类似模式上。


5.3.1　X86实现

在X86处理器上实现二维卷积运算时，可以使用的优化方法主要有循环展开、使用AVX指令向量化、使用OpenMP并行化等。

为了简单起见，本节结果数据采用的都是4096×4096尺寸的图像，在5×5大小的滤波器上测得的。


1.串行代码


将代码清单5-13的伪C代码直接翻译成C++代码即得到串行实现。为了便于分析，假设编译前能够确定滤波器的大小，且滤波器的宽高相等。笔者使用了C++的泛型模板参数，如代码清单5-14所示。

代码清单5-14　二维卷积串行代码



template<int filterSize，

 typename T>
void convolutionSerialNaive（

int imageInSizeX，

 int imageInSizeY，

 const T* imageIn，


const T* filter，

 T* imageOut）

{
    assert（

1 == filterSize % 2）

;
    int imageOutSizeX = imageInSizeX - filterSize + 1;
    int imageOutSizeY = imageInSizeY - filterSize + 1;
    for（

int y = 0; y < imageOutSizeY; y++）

{
        for（

int x = 0; x < imageOutSizeX; x++）

{
        T sum = （

T）

 0;
        for（

int fy = 0; fy < filterSize; fy++）

{
            for（

int fx = 0; fx < filterSize; fx++）

{
                T filterItem = filter[fx + fy*filterSize];
                T imageItem = imageIn[x+fx + （

fy+y）

*imageInSizeX];
                sum += filterItem*imageItem;
            }
        }
        imageOut[x+y*imageOutSizeX] = sum;    
        }
    }
}




其中模板参数filterSize表示滤波器的大小，T表示使用的数据类型。

笔者测试发现：在Intel Haswell I3-4130 CPU上，此算法获得了3GFlops的性能，而硬件的峰值超过了100 GFlops，故有很大的性能提升空间。


2.循环展开


如果不考虑编译器对内层循环的自动展开，内层循环只使用了大约3个寄存器，而Intel Haswell处理器上有16个通用逻辑寄存器，故可以使用循环展开。为了更加通用，采用了模板参数的方法，如代码清单5-15所示。

代码清单5-15　循环展开优化



template<int filterSize，

 int BX，

 int BY，

 typename T>
void convolutionSerialBlocking（

int imageInSizeX，

 int imageInSizeY，

 const T* imageIn，


const T* filter，

 T* imageOut）

{
    assert（

1 == filterSize % 2）

;
    int imageOutSizeX = imageInSizeX - filterSize + 1;
    int imageOutSizeY = imageInSizeY - filterSize + 1;
    assert（

0 == imageOutSizeX % BX）

;
    assert（

0 == imageOutSizeY % BY）

;
    for（

int y = 0; y < imageOutSizeY; y += BY）

{
        for（

int x = 0; x < imageOutSizeX; x += BX）

{
            T sum[BX*BY] = {（

T）

 0};
#pragma unroll
    for（

int fy = 0; fy < filterSize; fy++）

{
#pragma unroll
    for（

int fx = 0; fx < filterSize; fx++）

{
        T filterItem = filter[fx + fy*filterSize];
#pragma unroll
    for（

int i = 0; i < BY; i++）

{
#pragma unroll
        for（

int j = 0; j < BX; j++）

{
        T imageItem = imageIn[x+j+fx + （

fy+y+i）

*imageInSizeX];
                            sum[i*BX+j] += filterItem*imageItem;
                        }
                    }
                }
            }
#pragma unroll
    for（

int i = 0; i < BY; i++）

{
#pragma unroll
    for（

int j = 0; j < BX; j++）

{
                    imageOut[x+j+（

i+y）

*imageOutSizeX] = sum[i*BX+j];    
                }
            }
        }
    }
}




遍历结果图像的宽和高都可以使用循环展开。为了更通用和便于测试性能，笔者使用了模板参数来表示宽高的展开次数，其中BX表示宽方向上的循环展开次数，BY表示高方向上的循环展开次数。出于简单考虑，笔者假设结果的宽高都可被展开次数整除。

笔者测试发现：在Intel Haswell I3-4130 CPU上，此算法获得了10 GFlops的性能，相比硬件的计算峰值性能，还有很大的性能提升空间。

相比代码清单5-14的串行代码，循环展开获得了近3倍的性能提升。


3.AVX优化


对于输出图像中的每个像素而言，其计算都是独立的，故可以在使用循环展开的同时使用向量化处理。如果使用AVX向量寄存器一次处理8个32位浮点数据，那么就需要使用非对齐的向量加载指令，这可能对代码的性能产生负面影响，导致不能获得8倍的性能加速，但是性能应当会比代码清单5-15的性能要好不少。使用AVX向量指令集优化后如代码清单5-16所示。

代码清单5-16　AVX优化



template<int filterSize，

 int BX，

 int BY>
void convolutionSerialBlockingAVX（

int imageInSizeX，

 int imageInSizeY，


const float* imageIn，

 const float* filter，

 float* imageOut）

{
    assert（

1 == filterSize % 2）

;
    int imageOutSizeX = imageInSizeX - filterSize + 1;
    int imageOutSizeY = imageInSizeY - filterSize + 1;
    assert（

0 == imageOutSizeX % （

BX*8））

;
    assert（

0 == imageOutSizeY % BY）

;
    for（

int y = 0; y < imageOutSizeY; y += BY）

{
        for（

int x = 0; x < imageOutSizeX; x += BX*8）

{
            __m256 sum[BX*BY] = {_mm256_setzero_ps（）

};
            for（

int fy = 0; fy < filterSize; fy++）

{
                for（

int fx = 0; fx < filterSize; fx++）

{
                    __m256 filterItem = _mm256_broadcast_ss（

filter+fx + fy*filterSize）

;
                    for（

int i = 0; i < BY; i++）

{
                        for（

int j = 0; j < BX; j++）

{
                            __m256 imageItem =
                            _mm256_loadu_ps（

imageIn+x+j*8+fx  +（

fy+y+i）

*imageInSizeX）

;
                            sum[i*BX+j] = _mm256_fmadd_ps（

filterItem，

 
                            imageItem，

 sum[i*BX+j]）

;
                        }
                    }
                }
            }
            for（

int i = 0; i < BY; i++）

{
                for（

int j = 0; j < BX; j++）

{
        _mm256_storeu_ps（

imageOut+x+j*8+（

i+y）

*imageOutSizeX，

 sum[i*BX+j]）

;    
                }
            }
        }
    }
}




笔者测试发现：在Intel Haswell I3-4130 CPU上，此算法获得了43 GFlops的性能，相比硬件的峰值，还有很大的性能提升空间。

相比代码清单5-15的循环展开代码，使用AVX向量化获得了4倍的性能提升。性能提升小于8的原因在于：寄存器的用量，循环展开阶段已经使用了足够多的寄存器，向量化之后需要的寄存器比之前要多，只能减少循环展开次数，这对性能有负面影响；为了向量化代码使用了非对齐的向量加载指令，它增加了延迟，降低了带宽。实际上，笔者测试发现，代码的性能在Intel Haswell I3-4130处理器上已经限制在三级缓存的带宽上了。


4.AVX+OpenMP


Intel Haswell I3-4130处理器具有两个核心，支持4线程，在使用AVX和循环展开后，代码的性能已经限制在三级缓存上了，因此可以使用OpenMP线程级并行，增加对三级缓存的独立请求，以充分发挥三级缓存的带宽，进而提升性能，由于AVX代码的性能已经限制在共享的三级缓存上，在单路处理器上使用多线程并不能避免三级缓存带宽这个瓶颈，性能应当提升不大，如代码清单5-17所示。

代码清单5-17　AVX+OpenMP优化



template<int filterSize，

 int BX，

 int BY>
void convolutionSerialBlockingAVXOMP（

int imageInSizeX，

 int imageInSizeY，

 
const float* imageIn，

 const float* filter，

 float* imageOut）

{
    assert（

1 == filterSize % 2）

;
    int imageOutSizeX = imageInSizeX - filterSize + 1;
    int imageOutSizeY = imageInSizeY - filterSize + 1;
    assert（

0 == imageOutSizeX % （

BX*8））

;
    assert（

0 == imageOutSizeY % BY）

;
// OpenMP
#pragma omp parallel for num_threads（

NUM_THREADS）


    for（

int y = 0; y < imageOutSizeY; y += BY）

{
        for（

int x = 0; x < imageOutSizeX; x += BX*8）

{
            __m256 sum[BX*BY] = {_mm256_setzero_ps（）

};
#pragma unroll
    for（

int fy = 0; fy < filterSize; fy++）

{
#pragma unroll
    for（

int fx = 0; fx < filterSize; fx++）

{
    __m256 filterItem = _mm256_broadcast_ss（

filter+fx + fy*filterSize）

;
#pragma unroll
    for（

int i = 0; i < BY; i++）

{
#pragma unroll
    for（

int j = 0; j < BX; j++）

{
    __m256 imageItem = _mm256_loadu_ps（

imageIn+x+j*8+fx + （

fy+y+i）

*imageInSizeX）

;
    sum[i*BX+j] = _mm256_fmadd_ps（

filterItem，


    imageItem，

 sum[i*BX+j]）

;
                        }
                    }
                }
            }
            #pragma unroll
            for（

int i = 0; i < BY; i++）

{
            #pragma unroll
                for（

int j = 0; j < BX; j++）

{
                    _mm256_storeu_ps（

imageOut+x+j*8+（

i+y）

*imageOutSizeX，

 
                    sum[i*BX+j]）

;
                }
            }
        }
    }
}




从代码清单5-16看，无论是遍历高的循环还是遍历宽的循环，都可以使用OpenMP并行，但是为了使用更大粒度的并行（每个线程内的计算量要大），故使用OpenMP并行遍历高的循环，这样能够保证每个线程的计算任务足够，能够潜在地获得更好的性能。

笔者测试发现：在Intel Haswell I3-4130 CPU上，使用两个线程此算法获得了50 GFlops的性能。相比单线程代码，获得了1.2倍的性能提升，没有获得线性加速的原因在于算法的性能限制在共享的三级缓存上。


5.3.2　ARM实现

在使用NVIDIA Tk1开发板上的ARM A15处理器上实现二维卷积运算时，可以使用的优化方法主要有循环展开、使用NEON指令向量化等。

为了简单起见，本节结果数据采用的都是4096×4096尺寸的图像，在5×5大小的滤波器上测得的。

代码清单5-13的串行代码在ARM A15处理器上获得了0.8 GFlops的性能；代码清单5-14的循环展开代码获得了1.3GFlops的性能，相比其峰值性能18.4 GFlops，还有很大的提升空间。


1.NEON优化


以滤波器大小为5的32位浮点一维卷积为例，计算相邻的2个输出结果有4个输入是共用的，如果计算相邻的4个输出结果，那么需要8个输入，这刚好可以使用两个128位的寄存器。如果能够使用偏移量从两个128位的寄存器生成计算时需要的一个寄存器，那么就能够减少访问内存的次数。32位NEON指令支持的ext指令能够满足这个要求，可用于向量化二维卷积运算，以减少多次读取内存。

ext指令从给出的两个寄存器中依据偏移量获取一个新的向量，以32位浮点数据为例，内置函数vextq_f32（a，b，x）的含义是：将a和b连接起来组成一个长度为8个32位元素的向量c，再从x元素开始从c中获得4个元素，以组成一个向量（即向量中的4个元素是c[x]、c[x+1]、c[x+2]和c[x+3]）。由于ext指令是从两个向量寄存器中获得一个新的向量寄存器，不访问存储器，故应当优先使用。

对于滤波器宽高为5×5的二维卷积来说，使用两个向量存储器能够获得计算4个结果需要的向量数据，而只需要访问存储器2次（向量加载），故对二维卷积运算来说，使用ext指令能够减少读写内存的次数。由于NEON的ext指令不支持偏移量为0和4，故需要使用分支特殊处理，如代码清单5-18所示。

代码清单5-18　NEON优化二维卷积



template<int filterSize>
void convolutionSerialNEON（

int imageInSizeX，

 int imageInSizeY，

 const float* imageIn，


const float* filter，

 float* imageOut）

{
    int imageOutSizeX = imageInSizeX - filterSize + 1;
    int imageOutSizeY = imageInSizeY - filterSize + 1;
    for（

int y = 0; y < imageOutSizeY; y++）

{
        for（

int x = 0; x < imageOutSizeX; x += 4）

{
            float32x4_t sum[1] = {vdupq_n_f32（

0.0f）

};
            for（

int fy = 0; fy < filterSize; fy++）

{
                float32x4_t extracts[2];
                extracts[0] = vld1q_f32（

imageIn+x+ （

fy+y）

*imageInSizeX）

;
                extracts[1] = vld1q_f32（

imageIn+x+4+ （

fy+y）

*imageInSizeX）

;
                for（

int fx = 0; fx < filterSize; fx++）

{
                    float32x4_t filterItem = vdupq_n_f32（

filter[fx + fy*filterSize]）

;
                    float32x4_t imageItem;
                    if（

0 == fx）

 {
                        imageItem = extracts[0];
                    }else if（

4 == fx）

{
                        imageItem = extracts[1];
                    }else{
                        imageItem = vextq_f32（

extracts[0]，

 extracts[1]，

 fx）

;
                    }
    sum[0] = vmlaq_f32（

sum[0]，

 filterItem，

 imageItem）

;
                }
            }
            vst1q_f32（

imageOut+x+y*imageOutSizeX，

 sum[0]）

;
        }
    }
}




此代码在ARM A15处理器上获得了3.3 GFlops的性能，相比循环展开代码，获得了2.6倍的性能提升。加速比小于4的原因是：相比没有向量化时的循环展开代码，其核心计算指令数量是5，而向量化前是3，即向量化之后核心计算的指令数量增加，故性能提升小于4倍。


2.NEON＋循环展开


32位ARM NEON指令集具有16个128位向量，而从代码清单5-18中估计，大约使用了7个向量寄存器，故可以使用循环展开进一步提升性能，如代码清单5-19所示。

代码清单5-19　NEON+循环展开



template<int filterSize，

 int BX，

 int BY>
void convolutionBlockingNEON（

int imageInSizeX，

 int imageInSizeY，

 const float* imageIn，


const float* filter，

 float* imageOut）

{
    int imageOutSizeX = imageInSizeX - filterSize + 1;
    int imageOutSizeY = imageInSizeY - filterSize + 1;
    for（

int y = 0; y < imageOutSizeY; y += BY）

{
        for（

int x = 0; x < imageOutSizeX; x += 4*BX）

{
            float32x4_t sum[BX*BY] = {vdupq_n_f32（

0.0f）

};
#pragma unroll 1
            for（

int fy = 0; fy < filterSize; fy++）

{
                float32x4_t extracts[BY*（

BX+1）

];
                for（

int iy = 0; iy < BY; iy++）

{
                    for（

int ix = 0; ix < BX+1; ix++）

{
    extracts[iy*（

BX+1）

+ix] = vld1q_f32（

imageIn+x+ix*4 + （

fy+y+iy）

*imageInSizeX）

;
                    }
                }
                for（

int iy = 0; iy < BY; iy++）

{
                    for（

int ix = 0; ix < BX; ix++）

{
                        for（

int fx = 0; fx < filterSize; fx++）

{
                            float32x4_t filterItem = vdupq_n_f32（

filter[fx + 
                            fy*filterSize]）

;
                            float32x4_t imageItem;
                            if（

0 == fx）

 {
                                imageItem = extracts[iy*（

BX+1）

+ix];
                            }else if（

4 == fx）

{
                                imageItem = extracts[iy*（

BX+1）

+ix+1];
                            }else{
                                imageItem = vextq_f32（

extracts[iy*（

BX+1）

+ix]，


                                extracts[iy*（

BX+1）

+ix+1]，

 fx）

;
                            }
                            sum[iy*BX+ix] = vmlaq_f32（

sum[iy*BX+ix]，

 filterItem，


                            imageItem）

;
                        }
                    }
                }
            }
            for（

int iy = 0; iy < BY; iy++）

{
                for（

int ix = 0; ix < BX; ix++）

{
                    vst1q_f32（

imageOut+x+4*ix + （

y+iy）

*imageOutSizeX，

 sum[iy*BX+ix]）

;
                }
            }
        }
    }
}




初步估计循环展开2次便足够，但是考虑到输入有重叠，如果利用ext指令的特点手动循环展开，应该能够展开更多次数。这个有趣的实验就留给读者了。

此代码在ARM A15处理器上获得了4.2 GFlops的性能，相比只使用NEON向量化的代码，获得了1.3倍的加速。


5.3.3　CUDA实现

在GPU上实现卷积时，常用的优化办法有使用常量存储器加载滤波器数据、使用局部存储器缓存输入图像数据、使用循环展开等。本节将详细介绍如何使用这些技术来在GPU上优化卷积运算。

为了简单起见，本节结果数据采用的都是4096×4096尺寸的图像，在5×5大小的滤波器上测得的。


1.初次实现


可以使用一个工作项计算一个输出像素的方式，为了更好地将二维像素映射到工作项上，笔者使用了二维的工作组，如代码清单5-20所示。

代码清单5-20　CUDA初次实现二维卷积



template<int filterSize，

 typename T>
__global__ void convolutionCUDANaive（

int imageOutSizeX，

 int imageOutSizeY，

 
const T* imageIn，

 const T* filter，

 T* imageOut）

{
    int y = blockIdx.y*blockDim.y + threadIdx.y;
    int x = blockIdx.x*blockDim.x + threadIdx.x;
    int imageInSizeX = imageOutSizeX+filterSize-1;
    if（

y < imageOutSizeY）

{
        if（

x < imageOutSizeX）

{
            T sum = （

T）

 0;
#pragma unroll
            for（

int fy = 0; fy < filterSize; fy++）

{
#pragma unroll
                for（

int fx = 0; fx < filterSize; fx++）

{
                    T filterItem = filter[fx + fy*filterSize];
                    T imageItem = imageIn[x+fx + （

fy+y）

*imageInSizeX];
                    sum += filterItem*imageItem;
                }
            }
            imageOut[x+y*imageOutSizeX] = sum;    
        }
    }
}




笔者测试发现：在NVIDIA GTX 750Ti GPU上，此代码获得了44 GFlops的性能，但是硬件的计算峰值为1.3TFlops，故还有大量优化空间。

为了增加访存和计算的并行度，通过模板参数传入了滤波器的尺寸。由于滤波器尺寸是常数，通常编译器会自动将其执行循环展开，笔者使用了#pragma unroll伪指令告诉编译器完全展开指定的循环。

分析发现，代码的性能限制在全局存储器的读写了，并且读写都满足合并访问的要求，故随后的优化主要在于如何减少全局存储器的读写。


2.常量存储器优化


对代码清单5-20来说，读取全局主要来自3个部分：读取输入图像；读取输入滤波器参数；写入输出图像。由于写入输出图像只被访问一次，因此最后再考虑。

分析可以发现，滤波器的尺寸很小（5×5×4=100B），因此将滤波器放到常数存储器中，利用常数存储器的高带宽、低延迟的缓存可以减少对全局存储器的访问，使用常数存储器的优化如代码清单5-21所示。

代码清单5-21　常数存储器优化



float __constant__ c_filter[25*25];
template<int filterSize，

 typename T>
__global__ void convolutionCUDAConstant（

int imageOutSizeX，

 int imageOutSizeY，


const T* imageIn，

 T* imageOut）

{
    int y = blockIdx.y*blockDim.y + threadIdx.y;
    int x = blockIdx.x*blockDim.x + threadIdx.x;
    int imageInSizeX = imageOutSizeX+filterSize-1;
    if（

y < imageOutSizeY）

{
        if（

x < imageOutSizeX）

{
            T sum = （

T）

 0;
#pragma unroll
            for（

int fy = 0; fy < filterSize; fy++）

{
#pragma unroll
                for（

int fx = 0; fx < filterSize; fx++）

{
                    T filterItem = c_filter[fx + fy*filterSize];
                    T imageItem = imageIn[x+fx + （

fy+y）

*imageInSizeX];
                    sum += filterItem*imageItem;
                }
            }
            imageOut[x+y*imageOutSizeX] = sum;    
        }
    }
}




使用常数存储器非常简单，只需要将内核中使用全局存储器的数组改成使用常数存储器的数组即可，当然主机端代码也需要做相应修改。

笔者测试发现：在NVIDIA GTX 750Ti GPU上，此代码获得了100 GFlops的性能，相比代码清单5-20，获得了2.3倍的性能提升。但是依旧远低于硬件的计算峰值，故还有大量优化空间。

分析发现，代码的性能依旧限制在全局存储器的读写上，并且读写都满足合并访问的要求，而读取常数存储器的模式也已经是最优的，没有优化的可能，故随后的优化依旧在于如何减少读取输入图像的全局存储器的读写。


3.局部存储器优化


对于输入图像的每个像素来说，它会被重复使用25次，如果将图像加载到局部存储器中，那么图像数据重用就可以从全局存储器的重用转换成局部存储器的重用，而局部存储器的带宽远高于全局存储器的带宽，故潜在地能够提升代码的性能。为了简单起见，此节并没有处理图像大小不为工作组大小的整数倍的情况，如代码清单5-22所示。

代码清单5-22　局部存储器优化二维卷积



template<int filterSize，

 int BS，

 typename T>
__global__ void convolutionCUDAConstantShared（

int imageOutSizeX，

 int imageOutSizeY，

 const T* imageIn，

 T* imageOut）

{
// local memory for input image reuse
    T __shared__ s_pixels[（

BS+filterSize-1）

*（

BS+filterSize-1）

];
    int tidy = threadIdx.y;
    int y = tidy + blockDim.y*blockIdx.y;
    int tidx = threadIdx.x;
    int x = tidx + blockDim.x*blockIdx.x;
    int imageInSizeX = imageOutSizeX+filterSize-1;
    // center
    s_pixels[tidx+tidy*（

BS+filterSize-1）

] = imageIn[y*imageInSizeX+x];
    // right
    if（

tidx < filterSize-1）

{
        s_pixels[tidx+BS+tidy*（

BS+filterSize-1）

] = imageIn[y*imageInSizeX+x+BS];
    }
    if（

tidy < filterSize-1）

{
        s_pixels[tidx+（

tidy+BS）

*（

BS+filterSize-1）

] = imageIn[（

y+BS）

*imageInSizeX+x];
    }
    if（

tidy < filterSize-1 && tidx < filterSize-1）

{
        s_pixels[tidx+BS+（

tidy+BS）

*（

BS+filterSize-1）

] =
        imageIn[（

y+BS）

*imageInSizeX+BS+x];
    }
__syncthreads（）

;
    T sum = （

T）

 0;
#pragma unroll
    for（

int fy = 0; fy < filterSize; fy++）

{
#pragma unroll
        for（

int fx = 0; fx < filterSize; fx++）

{
            T filterItem = c_filter[fx + fy*filterSize];
            T imageItem = s_pixels[tidx+fx + （

fy+tidy）

*（

BS+filterSize-1）

];
            sum += filterItem*imageItem;
        }
    }
    imageOut[x+y*imageOutSizeX] = sum;
}




模板参数中的BS表示二维工作组的大小为BS×BS，对于每个工作组而言，要计算BS×BS个输出需要读取输入图像中（BS+filterSize-1）×（BS+filterSize-1）个数据，并将其写入局部存储器中。工作组内的工作项不需要次读取的中心和边界数据写入局部存储器，写入之后需要调用__syncthreads（）函数，以保证工作组内各工作项都执行到调用处。写入局部存储器的数据已经对工作组内的所有工作项可见。

笔者测试发现：在NVIDIA GTX 750Ti GPU上，此代码获得了213 GFlops的性能，相比代码清单5-21代码清单5-20，获得了2.1倍的性能提升。但是依旧远低于硬件的计算峰值，故还有大量优化空间。

分析发现，代码的性能限制在局部存储器的读上，并且读写都没有存储体冲突，而读取常量存储器的模式也没有优化的可能，故随后的优化依旧在于如何减少局部存储器的读操作。


4.循环展开优化


在GPU上，比局部存储器带宽更大的是寄存器，故减少局部存储器的读的常见办法是使用寄存器重用来减少读局部存储器。如果一个工作项只计算一个输出像素，那么需要读25次局部存储器；如果每个工作项计算宽方向上相邻的两个输出像素，那么平均计算每个输出像素需要读15（5×6/2）次局部存储器，这种循环展开能够重用相邻多个输出之间的寄存器数据。循环展开优化如代码清单5-23所示。

代码清单5-23　循环展开在CUDA上优化二维卷积运算



template<int filterSize，

 int BS，

 int BX，

 int BY，

 typename T>
__global__ void convolutionCUDAConstantSharedUnroll（

int imageOutSizeX，


int imageOutSizeY，

const T* imageIn，

 T* imageOut）

{
    T __shared__ s_pixels[（

BS*BX+filterSize-1）

*（

BS*BY+filterSize-1）

];
    int tidy = threadIdx.y;
    int y = tidy + BY*blockDim.y*blockIdx.y;
    int tidx = threadIdx.x;
    int x = tidx + BX*blockDim.x*blockIdx.x;
    int imageInSizeX = imageOutSizeX+filterSize-1;
    // center
    for（

int i = 0; i < BX; i++）

{
        for（

int j = 0; j < BY; j++）

{
        s_pixels[tidx+BS*i+（

tidy+BS*j）

*（

BS*BX+filterSize-1）

] =
        imageIn[（

BS*j+y）

*imageInSizeX+BS*i+x];
        }
    }
    // right
    if（

tidx < filterSize-1）

{
        for（

int j = 0; j < BY; j++）

{
        s_pixels[tidx+BS*BX+（

tidy+BS*j）

*（

BS*BX+filterSize-1）

] =
        imageIn[（

y+j*BS）

*imageInSizeX+x+BX*BS];
        }
    }
    if（

tidy < filterSize-1）

{
        for（

int i = 0; i < BX; i++）

{
        s_pixels[tidx+BS*i+（

tidy+BS*BY）

*（

BS*BX+filterSize-1）

] =
        imageIn[（

y+BS*BY）

*imageInSizeX+x+BS*i];
        }
    }
    if（

tidy < filterSize-1 && tidx < filterSize-1）

{
        s_pixels[tidx+BS*BX+（

tidy+BS*BY）

*（

BS*BX+filterSize-1）

] =
        imageIn[（

y+BS*BY）

*imageInSizeX+BS*BX+x];
    }
    __syncthreads（）

;
    T sum[BX*BY] = {（

T）

 0};
#pragma unroll
    for（

int fy = 0; fy < filterSize; fy++）

{
#pragma unroll
        for（

int fx = 0; fx < filterSize; fx++）

{
            T filterItem = c_filter[fx + fy*filterSize];
#pragma unroll
            for（

int i = 0; i < BX; i++）

{
#pragma unroll
                for（

int j = 0; j < BY; j++）

{
                    T imageItem = s_pixels[BX*tidx+i+fx + （

fy+tidy*BY+j）

*
                    （

BS*BX+filterSize-1）

];
                    sum[i+j*BX] += filterItem*imageItem;
                }
            }
        }
    }
#pragma unroll
    for（

int i = 0; i < BX; i++）

{
#pragma unroll
        for（

int j = 0; j < BY; j++）

{
        imageOut[x+tidx*（

BX-1）

+i+（

y+tidy*（

BY-1）

+j）

*imageOutSizeX] = sum[j*BX+i];
        }
    }
}




使用局部存储器常见方式是：在计算进行前，将全局存储器中的数据加载到局部存储器中，使用__syncthreads函数保证局部存储器的操作已经完成，然后在局部存储器中完成操作。需要注意的是：由于卷积运算需要使用边界数据，故也需要把边界数据加载到局部存储器中。

为了方便调优，笔者使用模板参数BX和BY来分别表示宽方向和高方向的循环展开次数，此时每个工作组使用的局部存储器数量为（BS×BX+filterSize-1）×（BS×BY+filterSize-1）。为了更好地帮助编译器优化，使用了#pragma unroll来指示nvcc编译器展开相应循环。

笔者测试发现：在NVIDIA GTX 750Ti GPU上，此代码获得了360 GFlops的性能。相比代码清单5-22，代码清单5-23获得了1.7倍的性能提升，但是其性能依旧远低于硬件的计算峰值，还有待进一步研究。

分析发现：算法的性能主要限制在读局部存储器的带宽上，进一步的优化在于如何减少内核对局部存储器的读操作，但是GPU上每个工作项能够使用的寄存器数量是有限的，每个工作项可用的寄存器数量限制了进一步优化的空间。更进一步的优化就留给读者去发掘了。


5.4　四维卷积

卷积神经网络广泛应用在人脸识别、图像识别、文字处理中，是目前使用最广泛的计算机视觉算法之一。在流行的Imagenet卷积神经网络的GPU实现中，卷积计算时间占总运算时间的比例在70%以上，虽然GPU的应用极大地减少了卷积神经网络的训练计算时间，但是一些复杂的网络依旧需要训练一周甚至几周才能完成。卷积神经网络训练得到的模型会用于实际的应用，而实际的应用中还是X86平台居多。另外随着手机端计算能力越来越强，把卷积神经网络用于ARM平台能够给用户更好的使用体验，故也非常重要。许多工程人员也进行了丰富的尝试，故优化基于X86、ARM、GPU的卷积运算非常有意义。

卷积神经网络中的卷积层核心算法则涉及多幅图像、多个滤波器，图像和滤波器的通道数也非常多。为了统一描述，笔者将其格式固定为：图像数量、图像通道数、图像高和图像宽。这种格式也称为标准的特征图格式。为了和二维卷积相区分，笔者称其为四维卷积。

如果假设只有一幅图像和一个滤波器的话（要求图像和滤波器的通道数相同，通道数量并不一定是3，有可能远大于3），四维卷积运算描述如下：遍历所有通道平面（包括图像和滤波器），每一个通道平面上的图像和滤波器做二维卷积运算，这样就形成了一个新的三维图像，把新三维图像的通道维合并（相同通道做加法运算），得到最终的一个平面结果，即结果大小是1 1 h w。再将这个算法扩展到一幅图像和多个滤波器上，算法可描述为：遍历所有滤波器，一幅图像和一个滤波器做四维卷积运算得到一个平面，把每个滤波器和图像计算四维卷积得到的平面叠在一起，形成一个通道数等于滤波器数目的图像，即1 c h w。再将算法扩展到多幅图像和多个滤波器，算法可描述为：遍历所有图像，一幅图像和多个滤波器一起做四维卷积运算，将形成的多个图像叠在一起，即n c h w。其中n表示图像数量，c表示滤波器数量，h和w表示输入图像平面和输入滤波器平面做二维卷积得到的结果大小。

在卷积运算中，每幅图像都需要和所有的滤波器计算卷积，同理每个滤波器都需要和所有图像计算卷积，因此图像和滤波器都有重用。

目前主流的计算卷积的方法有以下两种：

1）直接计算，此算法不需要额外的存储空间，需要从头编写代码。主流的卷积神经网络软件cuda-convnet和NVIDIA推出的cudnn库都使用了此方法。

2）将卷积运算转化成矩阵乘法，利用现有的库以获得高性能。利用此方法很容易实现卷积。

本节主要基于直接计算来实现卷积运算。

在imagenet卷积神经网络中，最耗时的几个卷积运算中，特征图表示的图像大小为128 384 13 13，滤波器大小为256 384 3 3，填充为1，计算时的步长也为1，即计算结果大小为128 256 13 13。

卷积神经网络训练算法包括前向和后向两个部分，后向计算主要用于训练参数，而前向计算用于推导结果。考虑到产品代码中只会包含前向计算，因此本节只关注前向优化。


5.4.1　X86实现

在X86向量处理器上实现四维卷积时，考虑到向量化的需要。有以下两种存储多幅图像和多个滤波器的方式。


方式一：
 如果将数据保存为以高、宽是变化最快的维的话，对四维卷积的向量化就变成了对二维卷积的向量化。如5.3节所述：二维卷积的向量化需要使用非对齐的向量加载指令，向量化的性能提升必将小于向量寄存器能够同时处理的元素数量。


方式二：
 如果数据以通道作为变化最快的维保存的话，那么只要通道数量是向量长度的倍数，就可以保证读取向量寄存器时访存地址是对齐的。在卷积神经网络中，这可以通过设置卷积使用的滤波器数量达到。

在实际的卷积神经网络应用中，这两种方式各有优势。在实际应用中，由于数据重用比较好（尤其是在滤波器平面比较大的时候），第一种方式的计算性能通常更高，算法基于二维卷积实现即可；第二种方式则更易于实现，故本节使用这种存储方式来计算。


1.串行算法


以输出图像为主线设计算法，这需要4层循环，再考虑到每个平面计算需要2层循环，再加上遍历所有通道需要一层，故总共需要7层循环。以输出图像为主线，以通道为变化最快的维的卷积运算版本如代码清单5-24所示。

代码清单5-24　四维卷积串行代码



template<typename T，

 int filterSize，

 int padding>
void conv4d（

int numImages，

 int numChannels，

 int height，

 int width，

 const T* images，

 
int numFilters，

 const T* filters，

 int outHeight，

 int outWidth，

 T* hids）

{
    for（

int imageId = 0; imageId < numImages; imageId++）

{//parallel
        const T* image = images + imageId*（

height*width*numChannels）

;
        T* hid = hids + imageId*（

height*width*numFilters）

;
        for（

int h = 0; h < outHeight; h++）

{//parallel
            for（

int w = 0; w < outWidth; w++）

{//parallel
            for（

int f = 0; f < numFilters; f++）

{//parallel
                const T* filter = filters + f*filterSize*filterSize*numChannels;
                T ret = （

T）

 0;
                for（

int i = 0; i < filterSize; i++）

{
                    int is = h+i - padding;
                    if（

is < 0）

 continue;
                    if（

is > height）

 break;
                    for（

int j = 0; j < filterSize; j++）

{
                        int js = w+j - padding;
                        if（

js < 0）

 continue;
                        if（

js > width）

 break;
                        for（

int c = 0; c < numChannels; c++）

{
                            ret += image[is*width*numChannels + js*numChannels +
                            c] * filter[i*filterSize*numChannels + j*numChannels + c];
                        }
                     }
                  }
                    hid[h*outWidth*numFilters + w*numFilters + f] = ret;
               }
            }
        }
    }
}




代码主要包含7层循环，基本上看来其中有4层循环具有并行性（以parallel注释的循环）。

笔者的测试表明：在Intel Haswell I3 4130处理器上，此算法获得了1.45 GFlops的性能，这远小于硬件的峰值性能，故存在很大的性能提升空间。


2.AVX优化


分析发现：代码清单5-24算法的性能限制在DRAM存储器带宽上，故使用了AVX向量指令向量化通道那一维来提升带宽。由于可以保证通道的数量一定是8的倍数，故可以使用对齐的向量化加载指令，如代码清单5-25所示。

代码清单5-25　四维卷积AVX代码



inline float reduceMM256（

__m256 ymm）

{
    __m128 low = _mm256_extractf128_ps（

ymm，

 0）

;
    __m128 hight = _mm256_extractf128_ps（

ymm，

 1）

;
    low = _mm_add_ps（

hight，

 low）

;
    float temp[4] __attribute__（（

aligned（

16）））

;
    _mm_store_ps（

temp，

 low）

;
    return （

temp[0]+temp[1]）

 + （

temp[2]+temp[3]）

;
}
template<int filterSize，

 int padding>
void conv4dAVX（

int numImages，

 int numChannels，

 int height，

 int width，

 const float*
images，

 int numFilters，

 const float* filters，

 int outHeight，

 int outWidth，

 float* hids）

{
    for（

int imageId = 0; imageId < numImages; imageId++）

{
        const float* image = images + imageId*（

height*width*numChannels）

;
        float* hid = hids + imageId*（

height*width*numFilters）

;
        for（

int h = 0; h < outHeight; h++）

{
            for（

int w = 0; w < outWidth; w++）

{
                for（

int f = 0; f < numFilters; f++）

{
                    const float* filter = filters + f*filterSize*filterSize*numChannels;
                    __m256 ret = _mm256_setzero_ps（）

;
                    for（

int i = 0; i < filterSize; i++）

{
                        int is = h+i - padding;
                        if（

is < 0）

 continue;
                        if（

is > height）

 break;
                        for（

int j = 0; j < filterSize; j++）

{
                            int js = w+j - padding;
                            if（

js < 0）

 continue;
                            if（

js > width）

 break;
                            for（

int c = 0; c < numChannels; c += 8）

{
                                __m256 id = _mm256_load_ps（

image+is*width*numChannels+
                                js*numChannels + c）

;
                                __m256 fd = _mm256_load_ps（

filter+i*filterSize*numChannels+
                                 j*numChannels + c）

;
                                ret = _mm256_fmadd_ps（

id，

 fd，

 ret）

;
                            }
                        }
                    }
                    hid[h*outWidth*numFilters + w*numFilters + f] = reduceMM256（

ret）

;
                }
            }
        }
    }
}




相比代码清单5-24，代码清单5-25增加了使用AVX指令集向量化输入图像通道维的代码，由于最终需要将结果的256位向量中元素求和，这由函数reduceMM256负责。

笔者的测试表明：在Intel Haswell I3 4130处理器上，此算法获得了12.8 GFlops的性能，基本上达到了线性加速。但是性能依旧远小于硬件的峰值性能，存在很大的性能提升空间。

反汇编最内层循环代码发现，最内层循环只有一条向量加载指令和一条乘加指令（乘加指令融合了一条向量加载指令），计算访存比为1：2，故无法隐藏访存和计算延迟。


3.循环展开


分析发现：代码清单5-25最内层循环只使用了2个向量寄存器，而且其性能差的主要原因在于没有足够的指令级并行隐藏访存和计算延迟。对于每一个图像来说，它都需要和所有的滤波器做卷积运算；同样对于每个滤波器来说，它都需要和所有的图像做卷积运算；故可以对图像和滤波器做循环展开。使用循环展开有以下好处：

1）重用加载到寄存器的数据，减少访存数据量，提高计算访存比。

2）增加访存和计算的并行度。

使用循环展开后如代码清单5-26所示。

代码清单5-26　AVX+循环展开



template<int filterSize，

 int padding，

 int unroll，

 int unrollImage>
void conv4dAVXUnroll（

int numImages，

 int numChannels，

 int height，

 int width，

 const float*
images，

 int numFilters，

 const float* filters，

 int outHeight，

 int outWidth，

 float* hids）

{
for（

int imageId = 0; imageId < numImages; imageId += unrollImage）

{
    const float* image[unrollImage];
    float* hid[unrollImage];
    for（

int i = 0; i < unrollImage; i++）

{
    image[i] = images + （

imageId+i）

*（

height*width*numChannels）

;
    hid[i] = hids + （

imageId+i）

*（

height*width*numFilters）

;
    }
    for（

int h = 0; h < outHeight; h++）

{
        for（

int w = 0; w < outWidth; w++）

{
            for（

int f = 0; f < numFilters; f += unroll）

{
                const float* filter[unroll];
                for（

int funroll = 0; funroll < unroll; funroll++）

{
                    int index = （

f+funroll）

*filterSize*filterSize*numChannels;
                    filter[funroll] = filters + index;
                }
                __m256 ret[unrollImage][unroll] = {{_mm256_setzero_ps（）

}};
                __m256 id[unrollImage];
                __m256 fd[unroll];
                for（

int i = 0; i < filterSize; i++）

{
                    int is = h+i - padding;
                    if（

is < 0）

 continue;
                    if（

is > height）

 break;
                    for（

int j = 0; j < filterSize; j++）

{
                    int js = w+j - padding;
                    if（

js < 0）

 continue;
                    if（

js > width）

 break;
                    for（

int c = 0; c < numChannels; c += 8）

{
                    for（

int iunroll = 0; iunroll < unrollImage; iunroll++）

{
                    int index = is*width*numChannels + js*numChannels + c;
                    id[iunroll] = _mm256_load_ps（

image[iunroll]+index）

;
                    }
                    for（

int funroll = 0; funroll < unroll; funroll++）

{
                int index = i*filterSize*numChannels + j*numChannels + c;
                    fd[funroll] = _mm256_load_ps（

filter[funroll]+index）

;
                    }
                    for（

int iunroll = 0; iunroll < unrollImage; iunroll++）

{
                        for（

int funroll = 0; funroll < unroll; funroll++）

{
                            ret[iunroll][funroll] = _mm256_fmadd_ps（

id[iunroll]，


                            fd[funroll]，

ret[iunroll][funroll]）

;
                        }
                    }
                }
            }
        }
        for（

int funroll = 0; funroll < unroll; funroll++）

{
            for（

int iunroll = 0; iunroll < unrollImage; iunroll++）

{
                hid[iunroll][h*outWidth*numFilters + w*numFilters + （

f+funroll）

] =
                reduceMM256（

ret[iunroll][funroll]）

;
            }
          }
        }
      }
    }
  }
}




函数增加了两个模板参数unroll和unrollImage，前者表示循环展开滤波器的个数，后者表示循环展开图像的个数。可以预料到：使用循环展开后，计算乘加的向量指令数量为unroll×unrollImage，而加载向量指令的数量为（unroll+unrollImage），故对最核心的计算代码而言，其计算访存比为：unroll×unrollImage/（unroll+unrollImage）。

笔者的测试表明：在Intel Haswell I3 4130处理器上，使用循环展开遍历滤波器循环4次，遍历图像循环2次，此算法获得了38.9GFlops的性能，依旧远小于硬件的峰值性能。

进一步测试发现：算法的性能限制在缓存的带宽上。因为通道是变化最快的维，因此宽高平面相邻的数据在运算时实际上地址并不相邻，这降低了缓存的利用效率。

反汇编最内层循环代码发现，最内层循环有6条向量加载指令和8条乘加指令，计算访存比为4：3。


5.4.2　ARM实现

和5.4.1节相同的理由，使用ARM NEON指令集实现卷积运算时，采用通道作为变化最快的维时，无需像5.3.2节一样使用vext指令。

代码清单5-24在32位ARM A15处理器上获得了1GFlops的速度，相比硬件峰值，还有很大的优化空间。


1.NEON实现


和X86代码类似，采用NEON指令优化的卷积运算如代码清单5-27所示。

代码清单5-27　NEON指令计算四维卷积



inline float reduceNeon（

float32x4_t temp）

{
         return （

temp[0]+temp[1]）

 + （

temp[2]+temp[3]）

;
}
template<int filterSize，

 int padding>
void conv4dNeon（

int numImages，

 int numChannels，

 int height，

 int width，

 const float* 
images，

 int numFilters，

 const float* filters，

 int outHeight，

 int outWidth，

 float* hids）

{
for（

int imageId = 0; imageId < numImages; imageId++）

{
    const float* image = images + imageId*（

height*width*numChannels）

;
    float* hid = hids + imageId*（

height*width*numFilters）

;
    for（

int h = 0; h < outHeight; h++）

{
        for（

int w = 0; w < outWidth; w++）

{
            for（

int f = 0; f < numFilters; f++）

{
                const float* filter = filters + f*filterSize*filterSize*numChannels;
                float32x4_t ret = vdupq_n_f32（

0.0f）

;
                for（

int i = 0; i < filterSize; i++）

{
                    int is = h+i - padding;
                    if（

is < 0）

 continue;
                    if（

is > height）

 break;
                    for（

int j = 0; j < filterSize; j++）

{
                        int js = w+j - padding;
                        if（

js < 0）

 continue;
                        if（

js > width）

 break;
                        for（

int c = 0; c < numChannels; c += 4）

{
                            int index = is*width*numChannels+js*numChannels + c;
                            float32x4_t id = vld1q_f32（

image+index）

;
                            index = i*filterSize*numChannels + j*numChannels + c;
                            float32x4_t fd = vld1q_f32（

filter+index）

;
                            ret = vmlaq_f32（

ret，

 id，

 fd）

;
                        }
                    }
                }
                hid[h*outWidth*numFilters + w*numFilters + f] = reduceNeon（

ret）

;
            }
         }
     }
   }
}




算法的具体流程和AVX版本没有太大不同，笔者就不解释了。笔者测试发现：算法的性能达到了1.98GFlops。没有达到理想加速的原因是：由于数据量比较大，不能完全放到二级缓存中，代码的性能限制在内存上。


2.循环展开


和在X86上优化类似，如果采用图像数量和滤波器数量分块的方法，那么就可以减少代码对内存的访问，应当能够提升性能，如代码清单5-28所示。

代码清单5-28　NEON+循环展开



template<int filterSize，

 int padding，

 int unroll，

 int unrollImage>
void conv4dNeonUnroll（

int numImages，

 int numChannels，

 int height，

 int width，

 const 
float* images，

 int numFilters，

 const float* filters，

 int outHeight，

 int outWidth，

 
float* hids）

{
    for（

int imageId = 0; imageId < numImages; imageId += unrollImage）

{
        const float* image[unrollImage];
        float* hid[unrollImage];
        for（

int i = 0; i < unrollImage; i++）

{
            image[i] = images + （

imageId+i）

*（

height*width*numChannels）

;
            hid[i] = hids + （

imageId+i）

*（

height*width*numFilters）

;
        }
        for（

int h = 0; h < outHeight; h++）

{
            for（

int w = 0; w < outWidth; w++）

{
                for（

int f = 0; f < numFilters; f += unroll）

{
                const float* filter[unroll];
                for（

int funroll = 0; funroll < unroll; funroll++）

{
                    int index = （

f+funroll）

*filterSize*filterSize*numChannels;
                    filter[funroll] = filters + index;
                }
                float32x4_t ret[unrollImage][unroll] = {{vdupq_n_f32（

0.0f）

}};
                float32x4_t id[unrollImage];
                float32x4_t fd[unroll];
                for（

int i = 0; i < filterSize; i++）

{
                    int is = h+i - padding;
                    if（

is < 0）

 continue;
                    if（

is > height）

 break;
                    for（

int j = 0; j < filterSize; j++）

{
                        int js = w+j - padding;
                        if（

js < 0）

 continue;
                        if（

js > width）

 break;
                        for（

int c = 0; c < numChannels; c += 4）

{
                            for（

int iunroll = 0;iunroll < unrollImage; iunroll++）

{
                                int index = is*width*numChannels+ js*numChannels + c;
                                id[iunroll]=vld1q_f32（

image[iunroll]+index）

;
                        }
                    for（

int funroll = 0; funroll < unroll; funroll++）

{
                        int index = i*filterSize*numChannels + j*numChannels + c;
                        fd[funroll] = vld1q_f32（

filter[funroll]+index）

;
                    }
                    for（

int iunroll = 0; iunroll < unrollImage; iunroll++）

{
                        for（

int funroll = 0; funroll < unroll; funroll++）

{
                        ret[iunroll][funroll] = vmlaq_f32（

ret[iunroll][funroll]，

 
                        id[iunroll]，

 fd[funroll]）

;
                    }
                  }
                }
              }
            }
            for（

int funroll = 0; funroll < unroll; funroll++）

{
                for（

int iunroll = 0; iunroll < unrollImage; iunroll++）

{
                    int index = h*outWidth*numFilters + w*numFilters + （

f+funroll）

;
                    hid[iunroll][index] = reduceNeon（

ret[iunroll][funroll]）

;
                    }
                }
            }
        }
     }
   }
}




笔者测试发现：在ARM A15处理器上，此算法获得了3.4GFlops的性能。分析发现其性能依旧限制在内存带宽上。

对比发现：计算四维卷积时，相同的算法设计思想，在X86上其效果要远好于ARM。笔者认为这主要是因为：数据结构非常依赖缓存的大小来发挥性能；ARM处理器只有两级缓存，而且缓存的大小和性能都比X86要差许多。


5.4.3　CUDA实现

在X86和ARM处理器上，将通道作为变化最快的维可以满足读写图像数据的对齐要求，但是不能很好地利用图像和滤波器在高、宽两维的局部性（与二维卷积类似，相邻输出访问的输入数据有重叠的部分）。为了利用这种局部性，本节使用标准的特征图存储方式。


1.初次实现


由于输出图像的长宽大小都为13，故可以使用一个工作组处理一个输出特征的二维图像，遍历图像和滤波器的通道数量，即可计算一个输出二维图像。使用二维的索引空间映射到滤波器数目和图像数目，其中x维映射到滤波器数量，y维映射到图像数量。

为了更好地利用一个图像内的数据局部性来提升性能，笔者使用了局部存储器来利用图像内像素点的重用。在计算二维卷积时，可以使用常量存储器来加速滤波器的读取，但是在四维卷积运算中，滤波器的大小远超过硬件允许声明的常量存储器大小，故本节同样使用局部存储器来缓存滤波器的读取，如代码清单5-29所示。

代码清单5-29　CUDA实现四维卷积



template<typename T，

 int filterSize>
void __global__ convForwardKernelNavie（

int numImages，

 int numChannels，

 int height，


int width，

 const T* images，

 int numFilters，

 const T* filters，

 int padding，

 T* hid）

{
    int tid = threadIdx.x;
    int imageId = blockIdx.y;
    int filterId = blockIdx.x;
    extern __shared__ T s_convf[];
    T* s_image = s_convf;
    T* s_filter = s_image + （

height+2*padding）

*（

width+2*padding）

;
    for（

int i = tid; i < （

height+2*padding）

*（

width+2*padding）

; i += blockDim.x）

{
        s_image[i] = （

T）

 0;
    }
    images += imageId*（

numChannels*blockDim.x）

;
    filters += filterId*numChannels*filterSize*filterSize;
    int posX = tid % width;
    int posY = tid / width;
    int pos = （

posY+padding）

*（

width+2*padding）

 + posX+padding;
    __syncthreads（）

;
    T ret = （

T）

 0;
    for（

int channel = 0; channel < numChannels; channel++）

{
        s_image[pos] = images[channel*blockDim.x + tid];
        if（

tid < filterSize*filterSize）


            s_filter[tid] = filters[channel*filterSize*filterSize + tid];
        __syncthreads（）

;
#pragma unroll
        for（

int i = 0; i < filterSize; i++）

{
#pragma unroll
            for（

int j = 0; j < filterSize; j++）

{
                ret += s_filter[i*filterSize+j] * s_image[（

posY+i）

*（

width+2*padding）

 +
               （

posX+j）

]; 
            }
        }
        __syncthreads（）

;
    }
    hid[imageId*（

numFilters*blockDim.x）

 + filterId*blockDim.x + tid] = ret;
}




算法简单描述如下：使用一维的工作组和二维的索引空间，一维工作组映射到输出图像的一个平面上，二维索引空间分别映射到输出图像的数量和通道数，每个工作项负责计算最终的一个结果。内核内遍历输入图像的通道数，将每个工作项在所有通道平面上求得的值累加起来，得到最终的一个输出结果。

笔者的测试表明：在NVIDIA K40m GPU上，获得了150GFlops的性能，相比硬件的峰值性能，还有很大的优化空间。

测试发现：代码的性能限制在局部存储器和全局存储器的读写上。


2.优化实现


代码清单5-29代码的性能限制在局部存储器和全局存储器的读写上，在GPU的存储器层次结构中，对四维卷积可用并且带宽大于局部存储器的只有寄存器。可以由一个工作项处理多个图像和多个滤波器的卷积，以利用寄存器和共享存储器分块来利用图像和滤波器的重用。

基本算法流程如下：

1）将相邻的多幅图像和多个滤波器数据从全局存储器读出，加载入局部存储器中。

2）将多个图像数据和多个滤波器数据从局部存储器读出，加载入寄存器中。

3）在寄存器中进行卷积运算。

Kepler GPU架构中增加了常量缓存（Read Only Cache），常量缓存能够缓存对全局存储器的只读访问，NVCC编译器支持const__restrict__修饰的指针，编译器生成经过常量缓存读取的指令。本节的输入图像和滤波器都是只读的，故可以使用const__restrict__修饰，以利用常量缓存的高带宽优势。

通过一个工作项在其寄存器中计算多个输出结果，以减少局部存储器的读取次数，具体实现代码如代码清单5-30所示。

代码清单5-30　寄存器分块在CUDA上实现四维卷积



template<typename T，

 int filterSize，

 int numImagesPerThread，

 int numFiltersPerThread>
void __global__ convForwardKernel（

int numImages，

 int numChannels，

 int height，


int width，

 const T* __restrict__ images，

 int numFilters，

 const T* __restrict__
filters，

 int padding，

 T* __restrict__ hid）

{
    int tid = threadIdx.x;
    int imageId = blockIdx.y*numImagesPerThread;
    int filterId = blockIdx.x*numFiltersPerThread;
    extern __shared__ T s_convf[];
    T* s_image = s_convf;
    int mapSize = （

height+2*padding）

*（

width+2*padding）

;
    T* s_filter = s_image + numImagesPerThread*mapSize;
    for（

int i = tid; i < numImagesPerThread*mapSize; i += blockDim.x）

{
        s_image[i] = （

T）

 0;
    }
    images += imageId*（

numChannels*blockDim.x）

;
    filters += filterId*numChannels*filterSize*filterSize;
    int posX = tid % width;
    int posY = tid / width;
    int pos = （

posY+padding）

*（

width+2*padding）

 + posX+padding;
    __syncthreads（）

;
    T ret[numImagesPerThread][numFiltersPerThread] = {{（

T）

 0}};
    T imageItem[numImagesPerThread]，

 filterItem[numFiltersPerThread];
    for（

int channel = 0; channel < numChannels; channel++）

{
#pragma unroll
        for（

int i = 0; i < numImagesPerThread; i++）

{
            imageItem[i] = images[i*numChannels*blockDim.x + channel*blockDim.x + tid];
        }
        if（

tid < filterSize*filterSize）


#pragma unroll
            for（

int i = 0; i < numFiltersPerThread; i++）

{
                filterItem[i] = filters[i*numChannels*filterSize*filterSize+channel*
                filterSize*filterSize + tid];
            }
        __syncthreads（）

;
        for（

int i = 0; i < numImagesPerThread; i++）

{
            s_image[i*mapSize + pos] = imageItem[i];
        }
        if（

tid < filterSize*filterSize）


#pragma unroll
            for（

int i = 0; i < numFiltersPerThread; i++）

{
                s_filter[i*filterSize*filterSize + tid] = filterItem[i];
            }
        __syncthreads（）

;
#pragma unroll
        for（

int i = 0; i < filterSize; i++）

{
#pragma unroll
            for（

int j = 0; j < filterSize; j++）

{
#pragma unroll
                for（

int image = 0; image < numImagesPerThread; image++）


#pragma unroll
                    for（

int filter = 0; filter < numFiltersPerThread; filter++）


                        ret[image][filter] += s_filter[filter*filterSize*filterSize+
                        i*filterSize+j] * s_image[image*mapSize + （

posY+i）

*
                        （

width+2*padding）

 + （

posX+j）

]; 
            }
        }
    }
#pragma unroll
    for（

int i = 0; i < numImagesPerThread; i++）

{
#pragma unroll
        for（

int j = 0; j < numFiltersPerThread; j++）

{
            hid[（

imageId+i）

*（

numFilters*blockDim.x）

 + （

filterId+j）

*blockDim.x +
            tid] = ret[i][j];
        }
    }
}




相比代码清单5-29，代码清单5-30将读取的多个图像平面和多个滤波器平面的数据暂存进局部存储器中，之后的代码将会使用之前保存到局部存储器的数据。

算法简单描述如下：此算法依旧采取一维的工作组和二维的工作项，不同的是一个工作项同时处理多个输入图像和多个输入的滤波器，即每个工作项计算多个输出。为了更好地利用缓存的带宽以进一步提升计算能力，每个工作项计算的多个输出图像和读取的多个输入图像和多个输入滤波器是相邻的。

笔者的测试表明：在NVIDIA K40m GPU上，获得了1TFlops的性能，相比硬件的峰值性能，还有很大的优化空间。更进一步的优化就留给读者去挖掘了。


5.5　多GPU并行优化深度学习软件Caffe

Caffe是一个模块化、快速、易于使用的、基于卷积神经网络的深度学习框架，贾扬清在伯克利读PH.D的时候创建了这个项目，现在它由伯克利视觉和学习中心（Berkeley Vision and Learning Center，BVLC）及社区贡献者开发。Caffe现在基于BSD 2许可证发布。

用户使用Caffe时，无需要编写代码，只需使用配置文件指定训练参数即可。Caffe目前支持CPU和GPU运算，只需要在配置文件中或命令行上指定一个标志就可以在使用CPU计算和使用GPU计算之间切换。

关于卷积神经网络的内容，本章就不述说了，感兴趣的读者可参考相关书目。


5.5.1　为什么要使用多GPU并行Caffe

NVIDIA生产的顶级GPU已经足够强大，但是许多软件厂商和计算团队在尝试同时使用多个GPU。通常这主要是因为以下两个原因：

1）想要计算得更快。虽然GPU大幅度地加速了卷积神经网络的计算，但是一个网络的训练通常依旧需要几天甚至一周以上，如果能够同时使用4个GPU用于计算，那么花费的时间就可能降到一两天。

2）想要计算更大的模型。虽然GPU的计算能力很强，但是其自带的显存容量却不大。目前单GPU自带显存最大的也才12GB，对于一些复杂的网络结构，这个大小不够。为了计算更大的模型，有些时候必须使用多个GPU同时计算。

Caffe是目前使用最为广泛的深度学习软件之一，目前其只支持单GPU训练，但是目前深度学习任务要使用的数据越来越多，单GPU训练已经不能满足要求，因此将Caffe移植到多GPU环境下就非常重要。本节以著名的AlexNet模型为例，展示如何使用多GPU并行移植Caffe。


5.5.2　AlexNet示例

AlexNet是Alex Krizhevsky 2012年在著名的ImageNet分类竞赛中获胜的一个卷积神经网络配置，其网络结构如图5-1所示。

[image: ]


图5-1　AlexNet网络配置

AlexNet是一个分成两组的卷积神经网络，其输入是大小为224×224的3个通道的RGB图像，输出是图像属于每个分类的概率。ImageNet分类竞赛需要将图像分成1000类，故AlexNet每幅图像的最终运算结果是一个长度为1000的向量。

AlexNet的第1层是卷积层，滤波器大小为11×11，滤波器数量是96，分成两组，计算卷积时步长为4。此层卷积计算的结果为通道数为48、大小为55×55的图像。

AlexNet的第2层是神经元层，作用函数为Relu。Relu函数的作用是将输入数据中小于0的数据大小固定为0。

AlexNet的第3层是下采样层，下采样步长为2×2，下采样半径为3×3。故下采样结果为通道数为48、大小为27×27。

AlexNet的第4层是卷积层，滤波器大小为5×5，滤波器数据是256，分成两组，计算卷积时步长为1，填充为2。故结果为通道数是128、大小为27×27的图像。

AlexNet的第5层是神经元层，作用函数为Relu。

AlexNet的第6层是下采样层，下采样步长为2×2，下采样半径为3×3，故下采样结果为通道数为128、大小为13×13的图像。

AlexNet的第7层为卷积层，滤波器大小为3×3，滤波器数量为384，分成两组，计算卷积时步长为1，填充为1。故计算结果为通道数是192、大小为13×13的图像。

第8层为Relu层。

AlexNet的第9层为卷积层，滤波器大小为3×3，滤波器数量为384，分成两组，计算卷积时步长为1，填充为1。故计算结果为通道数是192、大小为13×13的图像。

第10层为Relu层。

AlexNet的第11层是卷积层，滤波器大小为3×3，滤波器数量为256，分成两组，计算卷积时步长为1，填充为1。故计算结果为通道数为128、大小为13×13的图像。

第12层为神经元层，作用函数为Relu。

第13层为下采样层，下采样步长为2×2，下采样半径为3×3。故下采样结果为通道数为128、大小为6×6的图像。

第14为全连接层，故层进行矩阵乘法运算，此层的输出为4096，分成两组，即此层的参数大小为（128×6×6）×4096，此层的输出为长度为2048的向量。

第15层为神经元层，作用函数为Relu。

第16层为全连接层，此层的输出为4096，分成两组，故此层的参数大小为2048×4096，此层的输出为2048的向量。

第17层为神经元层，作用函数是Relu。

第18层是全连接层，此层的输出为1000，只有一组，故此层的参数大小为2048×1000，此层的输出为1000的向量。

对AlexNet网络来说，80%以上的计算量来自卷积，因此一个高性能的卷积算法对卷积神经网络至关重要。AlexNet的全连接层总参数大小为：29310976（2048×1000+2048×4096+4608×4096），卷积层总参数大小为：20785184（256×192×3×3+384×192×3×3+384×128×3×3+256×128×5×5+96×3×11×11）。


5.5.3　Caffe的主要计算流程

本节分析Caffe的主要计算逻辑。为了简便和减少篇幅的考虑，笔者去掉了不重要的、对理解内容无帮助的代码。

对于卷积神经网络的训练来说，通常采取指定训练总时间步数量的方式。在Caffe中，其多个时间步的计算逻辑如代码清单5-31所示（已经删除了不重要的内容）。

代码清单5-31　Caffe多个时间步的计算流程



template <typename Dtype>
void Solver<Dtype>：：

Step（

int iters）

 {
    vector<Blob<Dtype>*> bottom_vec;
    const int start_iter = iter_;
    const int stop_iter = iter_ + iters;
    int average_loss = this->param_.average_loss（）

;
    vector < Dtype > losses;
    Dtype smoothed_loss = 0;
    while （

iter_ < stop_iter）

 {//
        Dtype loss = net_->ForwardBackward（

bottom_vec）

;
        ComputeUpdateValue（）

;
        net_->Update（）

;
        // Increment the internal iter_ counter -- its value should always indicate
        // the number of times the weights have been updated.
        ++iter_;
    }
}




对于每个时间步来说（while循环内），Caffe需要在卷积神经网络上进行前向和后向运算，然后依据某种求解算法（如SGD）更新参数的权重（ComputeUpdateValue），最后更新网络的权重（指滤波器或全连接层的乘数矩阵）参数（net_->Update）。

网络的ForwardBackward（前后向）成员函数如代码清单5-32所示。

代码清单5-32　前后向计算代码



  Dtype Net：：

ForwardBackward（

const vector<Blob<Dtype>* > & bottom）

 {
    Dtype loss;
    Forward（

bottom，

 &loss）

;
    Backward（）

;
    return loss;
  }




代码中先调用网络的前向计算（Forward），前向计算依据权重参数和输入数据进行推导，得到网络第一层的输出结果，后向计算（Backward）则需要依据反转回来的误差计算权重的层数。

Backward成员函数内部调用了BackwardFromTo成员函数，BackwardFromTo的核心代码如代码清单5-33所示。

代码清单5-33　BackwardFromTo核心代码



template <typename Dtype>
void Net<Dtype>：：

BackwardFromTo（

int start，

 int end）

 {
    CHECK_GE（

end，

 0）

;
    CHECK_LT（

start，

 layers_.size（））

;
    for （

int i = start; i >= end; --i）

 {
        if （

layer_need_backward_[i]）

 {
            layers_[i]->Backward（


            top_vecs_[i]，

 bottom_need_backward_[i]，

 bottom_vecs_[i]）

;
        }
    }
}




在函数内部，它遍历了网络中的多个层（layers_），调用每个层的Backward函数。对AlexNet来说，主要层为卷积层、神经元层、下采样层和全连接层。代码清单5-34是卷积层后向计算代码。

代码清单5-34　卷积层后向计算代码



template <typename Dtype>
void ConvolutionLayer<Dtype>：：

Backward_gpu（

const vector<Blob<Dtype>*>& top，


        const vector<bool>& propagate_down，

 const vector<Blob<Dtype>*>& bottom）

 {
    const Dtype* weight = this->blobs_[0]->gpu_data（）

;
    Dtype* weight_diff = this->blobs_[0]->mutable_gpu_diff（）

;
    if （

this->param_propagate_down_[0]）

 {
        caffe_gpu_set（

this->blobs_[0]->count（），

 Dtype（

0），

 weight_diff）

;
    }
    if （

this->bias_term_ && this->param_propagate_down_[1]）

 {
        caffe_gpu_set（

this->blobs_[1]->count（），

 Dtype（

0），


            this->blobs_[1]->mutable_gpu_diff（））

;
    }
    for （

int i = 0; i < top.size（）

; ++i）

 {
        const Dtype* top_diff = top[i]->gpu_diff（）

;
        // Bias gradient，

 if necessary.
        if （

this->bias_term_ && this->param_propagate_down_[1]）

 {
            Dtype* bias_diff = this->blobs_[1]->mutable_gpu_diff（）

;
            for （

int n = 0; n < this->num_; ++n）

 {
            this->backward_gpu_bias（

bias_diff，

 top_diff + top[i]->offset（

n））

;
        }
    }
        if （

this->param_propagate_down_[0] || propagate_down[i]）

 {
            const Dtype* bottom_data = bottom[i]->gpu_data（）

;
            Dtype* bottom_diff = bottom[i]->mutable_gpu_diff（）

;
            for （

int n = 0; n < this->num_; ++n）

 {
                // gradient w.r.t.weight.Note that we will accumulate diffs.
                if （

this->param_propagate_down_[0]）

 {
                    this->weight_gpu_gemm（

bottom_data + bottom[i]->offset（

n），


                        top_diff + top[i]->offset（

n），

 weight_diff）

;
                }
                // gradient w.r.t.bottom data，

 if necessary.
                if （

propagate_down[i]）

 {
                    this->backward_gpu_gemm（

top_diff + top[i]->offset（

n），

 weight，


                        bottom_diff + bottom[i]->offset（

n））

;
                }
            }
        }
    }
}




函数调用backward_gpu_bias计算偏置的导数，调用weight_gpu_gemm计算权重的层数，调用backward_gpu_gemm反传误差。

ComputeUpdateValue函数会依据求解算法（如SGD）更新权重导数，如代码清单5-35所示。

代码清单5-35　SGD更新权重导数



template <typename Dtype>
void SGDSolver<Dtype>：：

ComputeUpdateValue（）

 {
    const vector<shared_ptr<Blob<Dtype> > >& net_params = this->net_->params（）

;
    const vector<float>& net_params_lr = this->net_->params_lr（）

;
    const vector<float>& net_params_weight_decay =
        this->net_->params_weight_decay（）

;
    // get the learning rate
    Dtype rate = GetLearningRate（）

;
    Dtype momentum = this->param_.momentum（）

;
    Dtype weight_decay = this->param_.weight_decay（）

;
    string regularization_type = this->param_.regularization_type（）

;
    switch （

Caffe：：

mode（））

 {
    case Caffe：：

GPU：


      for （

int param_id = 0; param_id < net_params.size（）

; ++param_id）

 {
        // Compute the value to history，

 and then copy them to the blob's diff.
        Dtype local_rate = rate * net_params_lr[param_id];
        Dtype local_decay = weight_decay * net_params_weight_decay[param_id];
        if （

local_decay）

 {
            if （

regularization_type == "L2"）

 {
            // add weight decay
            caffe_gpu_axpy（

net_params[param_id]->count（），


                local_decay，


                net_params[param_id]->gpu_data（），


                net_params[param_id]->mutable_gpu_diff（））

;
            } else if （

regularization_type == "L1"）

 {
            //…


        }
        caffe_gpu_axpby（

net_params[param_id]->count（），

 local_rate，


                net_params[param_id]->gpu_diff（），

 momentum，


                history_[param_id]->mutable_gpu_data（））

;
        // copy
        caffe_copy（

net_params[param_id]->count（），


            history_[param_id]->gpu_data（），


            net_params[param_id]->mutable_gpu_diff（））

;
        }
        break;
    default：


        LOG（

FATAL）

 << "Unknown caffe mode：

 " << Caffe：：

mode（）

;
    }
}




关于SGD算法的具体细节，读者可参考深度学习相关领域的书目，笔者就不详细解释了。

使用SGD算法计算完每个权重的导数后，则需要更新权重的值，成员函数Update承担了这一职责，如代码清单5-36所示。

代码清单5-36　更新权重



template <typename Dtype>
void Net<Dtype>：：

Update（）

 {
    // Now，

 update the owned parameters.
    for （

int i = 0; i < params_.size（）

; ++i）

 {
        params_[i]->Update（）

;
    }
}




其遍历网络内的所有权重，调用每一个权重对象的Update成员函数。权重类的Update成员函数如代码清单5-37所示。

代码清单5-37　权重更新



template <typename Dtype>
void Blob<Dtype>：：

Update（）

 {
    // We will perform update based on where the data is located.
    switch （

data_->head（））

 {
    case SyncedMemory：：

HEAD_AT_GPU：


    case SyncedMemory：：

SYNCED：


        // perform computation on GPU
        caffe_gpu_axpy<Dtype>（

count_，

 Dtype（

-1），


            static_cast<const Dtype*>（

diff_->gpu_data（）），


            static_cast<Dtype*>（

data_->mutable_gpu_data（）））

;
        break;
    default：


        LOG（

FATAL）

 << "Syncedmem not initialized.";
    }
}




从中可以看出，权重减去其导数即为更新后的值。


5.5.4　多GPU并行卷积神经网络的方式

卷积神经网络中处理的数据可以分成两种类型：模型参数（权重）和输入输出。模型参数是指如四维卷积计算中的滤波器数据和滤波器大小等；而输入输出是指图像数据或卷积运算产生的结果。在使用多个GPU处理卷积神经网络时，必然涉及如何在多个GPU之间分发数据，和把卷积神经网络中的数据分成两类相对应的问题。在多个GPU中划分数据也可分成3种模式：数据并行；模型并行；两者混合。

在实践中，使用最多的是数据并行，因为其编程相对简单。但是为了保证单GPU的计算速度，对每个GPU计算的数据数量有要求，这意味着随着GPU数量的增加，相对来说，更新参数的频率会降低，这可能会对模型的收敛速度产生影响。


1.数据并行


数据并行是指将输入输出数据进行划分，而对于模型则进行简单重复。假设卷积层有128个滤波器，输入数据是256幅图像，在4个GPU上进行数据并行，这意味着：每个GPU拥有一模一样的128个滤波器数据；每个GPU拥有64幅图像，每个GPU拥有的图像都不相同。

对于前向计算来说，数据并行不会涉及GPU之间发生数据交换，因为需要的参数每个GPU都有完整的一份。

对于后向来说，每个GPU计算获得的参数误差都只是部分，需要从其他GPU获得对方拥有的数据才能计算出来，这需要在GPU之间传输数据。

由于模型简单和易于编程，数据并行是实践中使用最多的卷积神经网络并行方式。


2.模型并行


模型并行是指将模型参数数据进行划分，而对于输入输出数据则进行简单重复。假设卷积层有128个滤波器，输入数据是256幅图像，在4个GPU上进行数据并行，这意味着：每个GPU拥有一模一样的256幅图像；每个GPU拥有32个滤波器，每个GPU拥有的滤波器都不相同。

对于前向计算来说，模型并行需要在不同的GPU之间传输模型数据，因为需要的参数分布在不同的GPU上，每个GPU需要从其他GPU复制才能得到完整的一份数据。

对于后向来说，每个GPU计算获得的输出误差都只是部分，需要从其他GPU获得对方拥有的数据才能计算出来，这需要在GPU之间传输数据。


3.混合数据并行和模型并行


混合数据并行和模型并行是指不但将输入输出数据划分到各个GPU上，还将模型参数数据进行划分。假设卷积层有128个滤波器，输入数据是256幅图像，在4个GPU上进行数据并行，这意味着：每个GPU拥有64幅图像；每个GPU拥有32个滤波器，每个GPU拥有的图像和滤波器都不相同。

对于前向计算来说，混合数据并行和模型并行需要在不同的GPU之间传输模型数据，因为需要的参数分布在不同的GPU上，每个GPU需要从其他GPU复制才能得到完整的一份数据。

对于后向来说，每个GPU计算获得的输出误差和参数都只是部分，需要从其他GPU获得对方拥有的数据才能计算出来，这需要在GPU之间传输数据。

在许多实践中来看，混合数据并行和模型并行能够得到最好的效果，但是由于其编程复杂，故实际使用的人并不多。


5.5.5　多GPU并行Caffe实践

本节展示如何使用多GPU并行加速Caffe。为了简便和快捷，笔者采用了MPI，并且只展示如何使用数据并行在多GPU上并行训练。关于MPI的简略介绍，可参考本系列的第一本书《并行算法设计与性能优化》。

要使用MPI进行数据并行，需要在程序的开始调用MPI_Init函数，在程序的结尾调用MPI_Finalize函数。由于Caffe大量使用了shared_ptr，而MPI_Finalize函数则会释放进程内的存储器，因此在shared_ptr释放内存或显存时会出现内存错误。庆幸的是：此错误并不影响运算结果。为了展示使用MPI如何在多GPU上并行Caffe，笔者就在Step函数里面加入MPI的相关语句，并且使用一个单例GlobalParam来保存一些参数信息，如代码清单5-38所示。

代码清单5-38　MPI并行Step



template <typename Dtype>
void Solver<Dtype>：：

Step（

int iters）

 {
// just for show how to use MPI
MPI_Init（…）

;
    vector<Blob<Dtype>*> bottom_vec;
    const int start_iter = iter_;
    const int stop_iter = iter_ + iters;
    int average_loss = this->param_.average_loss（）

;
    vector<Dtype> losses;
    Dtype smoothed_loss = 0;
MPI_Rank（

MPI_COMM_WORLD，

 &GlobalParam：：

rank）

;
int count;
cudaGetDeviceCount（

&count）

;
cudaSetDevice（

GlobalParam：：

rank%count）

;
MPI_Size（

MPI_COMM_WORLD，

 &GlobalParam：：

size）

;
    while （

iter_ < stop_iter）

 {//
        Dtype loss = net_->ForwardBackward（

bottom_vec）

;
        ComputeUpdateValue（）

;
        net_->Update（）

;
        // Increment the internal iter_ counter -- its value should always indicate
        // the number of times the weights have been updated.
        ++iter_;
    }
// just for show
MPI_Finalize（）

;
}




函数中增加的几个MPI函数只是为了获取MPI运行时信息所用，本身并无太大意义。

对于数据并行来说，前向无需做任何修改，而对于后向来说，误差反传也无需增加处理，要特殊处理权重的导数，因为数据并行后，每个进程计算得到的权重导数只是总权重的一部分，需要加和才能得到最终的权重导数。因为每个进程都需要权重的导数结果，因此需要使用MPI_Allreduce函数。以卷积层为例，对层的后向求得的导数使用MPI_Allreduce，如代码清单5-39所示。

代码清单5-39　卷积层增加MPI_Allreduce



template <typename Dtype>
void ConvolutionLayer<Dtype>：：

Backward_gpu（

const vector<Blob<Dtype>*>& top，


        const vector<bool>& propagate_down，

 const vector<Blob<Dtype>*>& bottom）

 {
    const Dtype* weight = this->blobs_[0]->gpu_data（）

;
    Dtype* weight_diff = this->blobs_[0]->mutable_gpu_diff（）

;
    if （

this->param_propagate_down_[0]）

 {
    caffe_gpu_set（

this->blobs_[0]->count（），

 Dtype（

0），

 weight_diff）

;
    }
    if （

this->bias_term_ && this->param_propagate_down_[1]）

 {
        caffe_gpu_set（

this->blobs_[1]->count（），

 Dtype（

0），


            this->blobs_[1]->mutable_gpu_diff（））

;
    }
    for （

int i = 0; i < top.size（）

; ++i）

 {
        const Dtype* top_diff = top[i]->gpu_diff（）

;
        // Bias gradient，

 if necessary.
        if （

this->bias_term_ && this->param_propagate_down_[1]）

 {
            Dtype* bias_diff = this->blobs_[1]->mutable_gpu_diff（）

;
            for （

int n = 0; n < this->num_; ++n）

 {
            this->backward_gpu_bias（

bias_diff，

 top_diff + top[i]->offset（

n））

;
        }
// do for bias
cudaDeviceSynchronize（）

;
MPI_Allreduce（

MPI_IN_PLACE，

 bias_diff，

 this->blobs_[1]->count（），

 MPI_SUM，

 MPI_
COMM_WORLD）

;
    }
    if （

this->param_propagate_down_[0] || propagate_down[i]）

 {
        const Dtype* bottom_data = bottom[i]->gpu_data（）

;
        Dtype* bottom_diff = bottom[i]->mutable_gpu_diff（）

;
        for （

int n = 0; n < this->num_; ++n）

 {
            // gradient w.r.t.weight.Note that we will accumulate diffs.
            if （

this->param_propagate_down_[0]）

 {
                this->weight_gpu_gemm（

bottom_data + bottom[i]->offset（

n），


                    top_diff + top[i]->offset（

n），

 weight_diff）

;
            }
            // gradient w.r.t.bottom data，

 if necessary.
            if （

propagate_down[i]）

 {
                this->backward_gpu_gemm（

top_diff + top[i]->offset（

n），

 weight，


                    bottom_diff + bottom[i]->offset（

n））

;
            }
        }
// do for weight
cudaDeviceSynchronize（）

;
MPI_Allreduce（

MPI_IN_PLACE，

 weight_diff，

 this->blobs_[0]->count（），

 MPI_SUM，

 MPI_
COMM_WORLD）

;
        }
    }
}




如注释所示，笔者增加了cudaDeviceSynchronize和MPI_Allreduce，使用前者是为了保证在MPI_Allreduce进行数据传输时，GPU上的计算已经完成，数据已经可以安全进行传输。对于全连接层的相关修改也类似。

到这里，笔者要说本节就要结束了，许多读者可能会很怀疑。实际上，对于使用数据并行来使用多GPU优化Caffe，现在的确是结束了。至于如何做模型并行和分布式并行则需要考验各位读者的聪明才智，欢迎各位读者来信交流相关内容。


5.6　本章小结

本章介绍了机器学习和深度学习相关算法在X86、ARM和GPU上的计算性能优化，内容涉及传统的Kmeans、KNN和二维卷积算法的性能优化，及最新的基于卷积神经网络的深度学习算法的性能优化，如四维卷积。

在本章的最后一节，笔者介绍了著名的深度学习应用Caffe的主要计算流程，并且探讨了如何通过MPI在多GPU上并行化Caffe。
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