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译者序

随着R在各个数据分析领域的广泛应用，学习运用R语言处理和分析问题越来越受到人们的关注。然而，国内关于R语言应用方面的著作并未详尽地介绍其在统计学领域的使用和开发。而且对于非统计学专业，或并未接受过编程训练的朋友，在使用R语句进行数据分析时，很容易出现不知如何处理，以及得出结果后不知如何进行解释等问题。本书从应用的角度对有分析需求或有学习兴趣的朋友给予一定的指导，为读者详细展示了数据获取—数据分析—统计建模—解释说明整个过程。

在翻译本书时，我竭尽全力注重每个细节，希望可以尽己之所能，还原作者的研究成果，并清晰简洁地呈现给读者。但是译文也可能会存在一些问题，还请大家见谅并予以指正。

在此还要感谢我的导师易丹辉教授对我孜孜不倦的教诲，让我用踏实认真的态度完成整本书的翻译和审校。感谢我的家人，谢谢他们一路走来对我的陪伴、包容和理解。最后，我要特别感谢我的至爱刘钰洁，大学同学李倩、刘双和翟树芬，研究生同学蔡丽、鲁韶菲和宋丹，感谢他们利用自己宝贵的时间和精力参与本书翻译和审校工作，并对他们所付出的辛苦和汗水表示诚挚的敬意。

希望本书可以对广大有需求的读者有所帮助。


前言

开放源代码的R软件正在迅速成为统计领域优先考虑的应用软件，而且在它已适用的丰富的科学网络中，R软件也被用到机器学习、数据挖掘等领域。对整个社会来讲，数学理论和统计应用相结合确实具有标志性，R软件在其中起着举足轻重的作用。本书在用R语言建立统计模型方面算是一次简洁易懂的尝试，即使是那些对统计和R不太熟悉的读者，也可参考阅读。在不同背景的同事和朋友使用这个软件的过程中，我发现许多人对学习这方面的知识都很感兴趣，而且会将其应用在他们的研究领域，帮助他们在涉及不确定性的分析中做出适当的决策。如果是十年前，我的朋友可能会满足于有人推荐一本有用的参考书。仅此而已！几乎在所有的领域，该项工作均已通过计算机完成，而且他们可以以电子表、数据库形式获得数据，有时也可以获得普通的文本格式数据。对于一个合适的统计学模型，会有这样一个不变的问题：“使用什么软件？”我可以仅仅用一个字母来回答：“R！”为什么要使用R？因为它确实是一个简单的决定，并且在过去的7年间成为我学术研究时的伙伴。在本书里，这些经历已经转化为各章的具体内容，以及较清晰的R语言建模分析。

与我的那些有志于统计建模的同事和朋友交流的一个意外收获是，我了解到他们对这一主题的学习曲线。克服困难的第一步是介绍绝大部分初学者都会熟悉的基本概念，比如数据。只是在细微处有些不同，而且我坚信介绍自身领域的内容会激励读者在他们的路上走得更远。针对大多数统计软件，R会提供模块和使用包，而且使用包几乎覆盖了多数最近发明的统计学方法。本书的前5章以基础知识和R软件为主体，因此包括了R基础知识、数据可视化、探索性数据分析和统计推断。

基础知识部分会使用有趣的例子来加以说明，并且为后5章建立框架。这部分首先介绍了回归模型、线性和logistic回归，这些是应用部分最重要的研究热点。这种讨论实质上更普遍，而且这种方法也很容易应用于不同的领域。最后两章受到了布雷曼（Breiman）学校的启发，因此详细介绍了分类和回归树的现代方法，并且用实际的数据集进行了说明。

本书的主要内容

第1章通过问卷和数据集介绍不同类型的数据。在一些有趣的背景下，该章详细说明了统计模型的需求。然后简要介绍了R软件安装和相关使用包。通过介绍R程序讨论了离散型和连续型随机变量。

第2章首先简单介绍了R语言基础知识。该章通过清晰、简洁的例子讨论了数据帧、向量、矩阵和列表。然后详细介绍了如何从外面导入csv、xls和其他格式的数据。该章还涉及了为其他软件从R写入数据/对象，并且在最后介绍了包含在R会话管理上的一个对话。

第3章分别针对分类型和数值型数据集讨论了有效的图表展示方法。对于分类型数据，可以用来作条形图、散点图、样条和镶嵌图，以及四折图；而对于连续型/数值型数据，可以作直方图、箱线图和散点图。同时该章也简单介绍了ggplot2的使用方法。

第4章涵盖了初级数据分析所用到的很直观的技术和方法。作为初级分析的步骤，探索性数据分析（EDA）的可视化技术（如茎叶图，字母值，以及对耐抗线、平滑数据和中位数平滑的建模方法）会给出很独到的见解。

第5章首先强调了似然函数和极大似然估计。通过用一些针对具体问题而定义的函数来研究参数的置信区间。本章还介绍了一些重要的统计检验，包括比较均值的Z-检验和t-检验、卡方检验和比较方差的F-检验。

第6章的线性回归分析建立了结果变量和解释变量集之间的线性关系。这个线性回归模型使用了很多潜在的假设，而且这些假设都可以用一些验证方法进行证明。一个模型可能受到一个简单的观测、一个简单的因变量取值或一个解释变量的影响。该章深入讨论了统计度量，帮助去除一个或更多的异常情况。给定很多协变量，利用模型选择方法可以发现一个有效的模型。

第7章讨论的是，当因变量是一个二分类变量时，logistic回归模型会被用作一个分类模型。通过模型的残差，对模型进行统计诊断和有效性验证，可以实现优化。受试者工作特征曲线也会被用来识别一个更好的分类模型。

第8章就前两章提出的模型的过度拟合问题进行讨论。岭回归明显减少了一个模型过度拟合的问题，而且样条模型也为下一章讨论的模型奠定了基础。

第9章提出了一个基于树的回归模型。这些树最初是使用R函数进行建模的，最终的树也通过基本的代码重新进行调整，而这些代码有助于理解分类回归机制。

第10章用bagging算法和随机森林比较分类回归的两处改进。该章通过一个数据集帮助读者巩固从第6章~第10章介绍的所有模型。

第1章~第5章是R软件和统计的基本知识，而第6章~第10章详细讨论了应用和现代回归模型。

在本书的最后给出了参考文献。

阅读本书前的准备工作

R是学习本书时唯一需要的软件，下载网址为：http://www.cran.r-project.org/
 。在一个R语言工作环境中完成任务时，将会用到R软件包。在R软件包RSADBE中可以获得本书中的数据集，RSADBE是本书英文书名的缩写，详见网址：http://www.cran.r-project.org/web/packages/RSADBE/index.html
 。

本书的读者对象

本书适合有一定统计学基础而且在他们的领域需要统计学应用的读者阅读。前7章对于统计学的任何硕士研究生均是有用的，如果想进一步学习也可以很容易完成本书其他章节的阅读并获得分类回归的应用知识。

勘误与相关资源

如果你发现任何错误，请访问下面的网址进行反馈http://www.packtpub.com/submit-errata
 。选择相应图书，点击勘误表提交表单的链接，并且录入勘误的细节。一旦你的反馈被证实，你的提交表将会被接收而且会上传到我们的网站，或者被添加到已经存在的勘误表中。本书的相关资源可登录华章网站（www.hzbook.com
 ）本书页面下载。


第1章　数据特征

数据是由不同类型变量的观察值组成的，任何数据分析师在接触统计分析的最初阶段，都必须理解这些错综复杂的事物。这一章阐述了数据的重要性，首先介绍一个虚拟的问卷调查模板，然后深入探讨该专题，而后解释了问卷调查在计算机科学领域具有的不确定性，最后介绍了离散型和连续型随机变量。

本章主要内容：

·主要变量类型的辨别，例如定类变量（或名义变量）、分类变量和连续变量

·许多实际的实验中所产生的不确定性

·R软件安装和软件包

·离散型和连续型随机变量的数学形式及其应用


1.1　问卷调查及其组成部分

本节的目的是尽可能多地介绍一些变量类型。通常，入门课程是首先介绍概率论知识，然后介绍生成随机变量的必要条件。但是本书并没有按这种方式组织，而是直接从数据开始。之所以选择这种方式，是因为这种方式建立在读者已经熟悉的内容上，然后将其与R语言基础模块结合起来。

用户可能对问卷调查很熟悉。在一个婴儿出生后可能会做一个问卷调查，帮助医院了解母亲的经历、婴儿的健康状况以及新生儿监护人所关注的问题。连锁商店在卖出商品后可能会马上让消费者填一份问卷来了解消费者满意度。消费者的满意度取决于商店的服务（后面会详细举例说明），这些可以通过一些问题得到反馈。问卷可以通过电子邮件、电话、短信等方式进行。例如，可能会收到一条短信要求以“是否”的形式来回答问题。Outlook收件箱可能收到一封邮件，要求对选项“将出席会议”、“不能出席会议”或者“还没有决定”进行投票。

假设多品牌的汽车中心的老板想得到他的消费者的满意度百分比。消费者由于各种各样的原因将他们的车开到服务中心，老板想要了解满意度水平并且找到可以提升消费者满意度的地方来改进服务。众所周知，满意度水平越高，消费者的回头率越高。根据这些设计一份问卷并收集消费者的数据。部分问卷可能如图1-1所示，消费者给出的数据显示出不同的数据特征。消费者编号和问卷编号变量可能是按顺序排列的数字或者随机产生的唯一数字。这些变量是人们回复的唯一标识。也可能会有后续问卷，这时回复者的消费者编号可能相同，而需要改变问卷编号则来标识后续部分。这种变量的一般优点不适用于分析问卷。

[image: ]


一个假设的调查问卷

在这项调查中的全名
 （Full Name）信息和应答是打破僵局的起点。在非常特殊的情况下，名字可能对分析目的有用。就我们的目的而言，名字将是一个不用于分析目的的简单的文本变量
 。询问性别
 （Gender）是因为在相当多的情况下，性别可能是解释调查的主要特性的重要因素之一，在这种情况下，它是唯一的。性别
 是分类变量
 的一个例子。


年龄
 （Age in Years）变量是数值型数据，在本质上是一个连续变量的例子。第4个和第5个问题能帮助多品牌经销商识别汽车模型及其年代。在这里，第一个问题是关于汽车模型的类型。客户的车型可能会有所不同（如大众甲壳虫、福特奋进、丰田花冠、本田思域、塔塔纳米），如后面的屏幕截图所示。虽然型号名称实质是一个名词，但是我们在一定意义上对调查问卷的第一个问题做一个区分，前者是一个文本变量，而后者是一个分类变量。其次，根据汽车模型可以很容易确定汽车的类型，如掀背车、轿车、旅行车或多用途车辆，并且这种分类变量可以像汽车整体尺寸一样作为一个有序变量
 。自出厂之日算起，汽车开了多久可以用来解释里程表中的计数。

第6个和第7个问题简单地询问顾客，这些汽车上的大小问题是否被完全解决了。这是一个二选一的问题，只能选择是或否。小凹痕、电动车窗故障、车里琐碎的声音、音乐的扬声器声音低，以及其他类似的问题，这些问题不会影响车辆的正常行驶，可被视为需修理的次要问题。盘式刹车问题、定位问题、转向时发出咔嗒咔嗒的声音等类似的问题，让车主和其他交通参与者处于危险中而受到高度关注，由于它们影响到汽车的功能，可被视为主要问题。所有用户都希望能够在一次汽车服务中完全解决他们的问题。调查的主要目的就是看服务中心在处理汽车的主要问题和次要问题时的效率如何。用+1和-1或者其他比较简便的标签来标记是或否。

第8个问题“汽车的行驶里程（km/L）是多少？”给出了汽油或柴油平均消耗量的度量。在大多数情况下，这个数据可能只是由顾客估计回答的，在5km/L到25km/L的数据范围内。在里程数较低的情况下/对于不经常开车的客户，他们可能对发动机、车轮定位等部件的精细度要求更高。一般来说，如果里程接近销售公司或者一些机构（如印度汽车研究协会
 （ARAI））的保证里程，顾客会更开心。一个重要的变量是汽车到达服务点的总里程数。车辆在5000km、10000km、20000km、50000km、100000km范围内进行一定的保养。此变量也可能与车辆的年龄有关。

现在让我们看最后一个问题。这里，询问客户对汽车服务整个体验的评价。客户的反馈可能通过完成汽车服务后马上进行的一个小测试获得，也可以通过发送给客户邮箱ID的问卷获得。非常差的评分表明车间对客户的服务不好，而非常好的评分传达出客户对汽车维修服务完全满意。注意到客户回答的某种规律，因为我们能够把评分按照“非常差<差<一般<好<非常好”的顺序排列。这意味着当我们分析研究数据时，必须参考评分的结构。在下一节中，我们将通过一个假设的数据集来阐述这些概念。

理解在R环境中的数据特点

下图给出一段R会话。这里只涉及调查中的R会话和前文表中的样本数据。此处只简单地感受或者体验R，但是不一定遵循R代码。R安装过程在安装说明中有详细介绍。此处，用户在会话中加载R的数据对象SQ（SQ代表抽样问卷）。对象SQ的本质是一个存储多种其他对象的data.frame。对于data.frame函数的详细技术细节，请参阅第2章。对象data.frame的名称可以使用函数variable.names提取。R中的class函数帮助我们鉴别R对象的本质。当我们有一个变量列表时，使用函数sapply找到它们是非常有用的。上面提到的步骤详见下图。
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一个问卷调查的假设性数据集
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了解一个R对象的变量类型

变量类型和我们理解的一致，正如它们本来的含义，可以看到，顾客编号（Customer_ID）、问卷编号（Questionnaire_ID）和名字（Name）变量是字符型变量；性别（Gender）、汽车模型（Car_Model）、次要问题（Minor_Problems）和主要问题（Major_Problems）是因子变量；出售日期（DoB）和汽车生产时间（Car_Manufacture_Year）是日期变量；里程数（Mileage）和里程表（Odometer）是数值型变量；最后的满意度变量（Satisfaction_Rating）是一个有序和因子变量。

在本章的余下部分，我们深入探究不同数据类型的属性的更多细节。从更规范的统计学角度来讲，一个变量称为一个随机变量（random variable），在本书的其他部分缩写为RV。这里需要说明的是，在这本书中我们不对概率理论做过多讲解。按照Freund（2003）或Ross（2001）提出的说法来假设读者熟悉概率。随机变量是从概率（样本）空间Ω映射到实数的一个函数。在前面的例子中，我们有里程表（Odometer）和满意度（Satisfaction_Rating）作为随机变量的两个示例。在形式化语言中，随机变量通常使用字母X，Y，…表示。这里需要说明的是，我们所观察的实际值是随机变量的真实值。一般情况下，真实值用小写字母x，y，…表示。让我们更详细地解释一下。

假设我们用X表示随机变量Satisfaction_Rating，这里样本空间Ω包含非常差、差、一般、好、非常好5个元素。为方便起见，我们分别用O1
 、O2
 、O3
 、O4
 和O5
 表示这些元素。随机变量X取对应概率，P1
 ，…，P5
 的，O1
 ，…，O5
 中的一个值。如果概率已知，那么我们不用担心统计分析。简单地说，如果我们知道随机变量Satisfaction_Rating的概率，那么可以简单地用它来断定客户是否给出更多的“非常好”的评价。然而，我们的调查数据包含每位使用汽车服务的顾客，因此我们有代表性的概率，而不是实际的概率。现在，我们已经看到了在R会话中的20个观察值，并对应于各行有Satisfaction_Rating列下的一些值。对于这20个观察值，我们用符号X1
 ，…，X20
 表示满意度。在我们收集数据之前，随机变量X1
 ，…，X20
 可以假定为Ω中的任何值。通过收集的数据，我们可以看到，第1个客户给的评定为好（即O4
 ），第2个为一般（O3
 ），依此类推，直到第20个客户将服务评定为一般（再次为O3
 ）。按照惯例，数据表中的观察值X1
 ，…，X20
 实际上是随机变量X1
 ，…，X20
 的真实值。


1.2　在计算机科学中的不确定性研究

20世纪的人们对机会/随机性持怀疑态度，归因于缺乏精确的仪器，许多变量的这些信息无法得到。对于是否需要当前的随机性建模人们也有所怀疑，人们觉得现在工具太准确，消除了不确定性多变量的信息。但是，事实并非如此。我们来看一些例子。在前面的章节中，我们处理了关于汽车经销商的服务水平问卷调查的数据。人们很自然地接受不同的人以不同的方式做出反应，进一步来说，汽车十分复杂且由不同部件组装，所以在几乎相同的条件下反应不同。随之出现一个问题，我们是否有可能真的要在计算机科学中处理这种涉及不确定性的情况。答案当然是肯定的，我们会考虑在计算机科学和工程方面举一些例子。

假设任务是安装R软件。在一个新的实验室有10台具有相同配置的新台式机。也就是说，10台机器上的内存、存储器、处理器、操作系统等都是相同的。为简单起见，假定电力供给和实验室温度对所有的机器都是相同的。你期望按照下一节的说明完整地安装R软件，10个安装过程以毫秒计时会是一样的吗？如果不手动使用其他软件，那么操作的运行时间可以很容易地记录。答案显然是否，因为届时活跃在不同桌面的程序会发生细微变化。至此，我们在涉及的不确定性的计算机科学领域做了第一个实验。

假设该实验室已建成两年。作为管理员，你能指望所有的10台机器从开始使用时有相同的配置和环境并且在相同的条件下工作吗？也许一些机器已经坏掉了。尽管有保修期和厂家的承诺，可能也无法确定已经坏了的机器的数量。因此，我们再次面对不确定性。

假设在两年后三台机器都不能正常工作。作为管理员，你叫服务供应商来解决这个问题。为简单起见，我们假定三台机器的故障的性质是相同的，均为主板出现故障。该供应商将在相同的时间内解决三台机器的问题是否切合实际？根据经验我们知道这是非常不可能的。如果读者认为不然，那么我们假设100台相同的机器运行了两年，现在其中30台主板出现问题。有些机器可能需要更换主板，而其他的维修后即可使用。

现在让我们通过以下的一系列问题总结一下前面的实验：

·在相同配置的计算机上安装R软件的平均时间是多少？

·在一年、两年、三年后有多少机器可能会坏？

·如果计算机的故障是主板出问题，平均维修时间是多少？

·硬件设备有故障的机器所占比例是多少？

回答这些类型的问题成了统计学科的主要目标。然而，由于它们具有很多概率分布的属性，从而导致其具有不确定性的特征。根据潜在的问题，我们使用离散型或连续型随机变量。重要和广泛有用的概率分布形式构成本章其余部分的内容。我们将从实用的离散分布开始。


1.3　R安装

R的官方网站为www.cran.r-project.org
 网站上的综合R档案网络（CRAN），如下图所示。编写本书时，R的最新版本是2.15.1。该软件可以在Linux、Mac OS X和Windows三个平台下载。
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CRAN网页（一张快照）

Linux用户可以在终端通过简单地输入sudo apt-get install r-base，然后返回正确的密码和权限级别来安装R软件。下载和安装完成后，只需通过在R软件终端输入简单的命令便可使用该软件。

Windows用户必须首先点击下载如上图所示的Windows版本的R软件，然后在子目录的子目录点击安装R软件。在新的窗口中点击下载Windows版本的3.0.0版R软件和.exe文件到你选择的目录。下载3.0.0版的win.exe文件后就可以安装任何其他.exe文件。可以从开始菜单或从桌面上的图标启动R软件。


1.3.1　使用R包

截至2013年5月1日CRAN资料库中包含4475个软件包。这些软件包由统计学家、工程师、生物学家等共同编写和维护。资料库中资源丰富，提供了很多现成的软件包，而且减少了详尽编写的需要，以及scratch中的新函数和程序。这些附加的软件包可以从http://www.cran.r-project.org/web/packages/
 获得。用户可以点击可用的软件包列表（按名称排序）
 ，它将链接到一个新的网络包。我们以名为gdata的包为例介绍R包安装步骤。

我们现在想要安装gdata包。完成这个任务有多种方法。点击gdata图标链接到http://www.cran.r-project.org/web/packages.gdata/index.html
 网页。在这个HTML文件中，我们可以找到关于包的版本、依赖性模块、导入信息、发布时间、作者、维护者、许可证、系统要求、安装
 和CRAN检查
 的大量信息。此外，下载选项可以从包来源选择，选择Mac OS X二进制文件还是Windows二进制文件取决于用户的操作系统是UNIX、Mac OS还是Windows。最后，一个包可能需要其他的包作为前提，并且它本身可以作为其他软件包的前提。这个信息来源于在选择反向依赖、反向导入和反向提示的反向依赖关系部分。

假设用户使用Windows操作系统。有两种方式安装gdata包。如前面所说的启动R软件。在控制台执行代码install.packages（“gdata”）。此时会弹出一个CRAN镜像窗口，要求用户选择可用的镜像。从列表中选择其中的一个镜像，可能需要向下滚动才能找到需要的镜像，然后单击“OK”按钮。默认设置为dependencies=TRUE，这将导致下载并安装所有其他所需包。除非有一些违规行为，例如2.13.0及以后的R版本，这些包都会成功安装。

第二种安装gdata包的方式如下。在gdata网页点击gdata_2.11.0.zip链接，该操作将尝试通过文件下载窗口下载包。选择保存
 选项并指定你要下载包的路径。我选择C:\Users\author\Downloads路径。然后进入R软件界面，在菜单栏中有7个选项：File、Edit、View、Misc、Packages、Windows和Help。是的，你的猜测是正确的，我们选择了列表中的包，并选择包
 的最后一个选项“Install Package（s）from local zip files”（从本地zip文件选项安装包
 ），然后找到你已下载的.zip文件。选择gdata_2.11.0文件后，R将自动安装。这样做的一个缺点是，如果手动处理有依赖性，那么用户需要确保在第二个任务的R包安装之前已经安装所有这些依赖包。然而，尽管存在这个问题，了解这种技术还是相当有必要的，因为我们不可能一直连接到互联网而且通过这种方式安装软件包非常方便。


1.3.2　RSADBE——本书的R包

这本书使用了大量的网络、统计教材等处的数据集。为了便于读者学习，数据集的文件格式多种多样，我们已经把在这本书中用到的数据集整合到了R包RSADBE中，这是本书的英文书名缩写的数据集。这个包可从CRAN的网站找到。因此，当你需要运行data（xyz）时，无论是在RSADBE包还是R的datasets包中都能得到该数据集xyz。

本书中还使用了许多CRAN上可用的包。建议读者确保在开始阅读各章内容之前已安装了下表中列出的包。这是读者需要确保的，例如，在学习第3章之前要运行install.packages（c（“qcc，ggplot2”））。
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1.3.3　离散分布

上一节着重介绍了不同形式的变量。如Gender、Car_Model以及Minor_Problems变量的值可能是唯一的。这些变量是一般离散变量的特殊情况。

但应当指出的是，离散变量的样本空间Ω不必是有限的。例如，页面上的错误的数量可以取的值为一组正整数{0，1，2，...}。假设一个离散随机变量XT
 可以从x1
 ，x2
 ，...中取值，且概率为p1
 ，p2
 ，…，即P（X=xi
 ）=p（xi
 ）=pi
 。然后，我们要求概率非零并进一步指出它们的和为1：

pi
 ≥0，i=1，2，…和Σi
 pi
 =1

其中希腊字母Σ代表对指标i求和。

函数p（xi
 ）称为离散型随机变量X的概率质量函数
 （PMF）。我们现在要考虑的是离散变量重要的家族形式的定义。工程师可参考Bury（1999）所收集的有用的统计分布。概率分布最重要的两个参数是随机变量X的均值和方差。在某些情况下，它们的重要性等同，随机变量可能没有这两个参数。然而我们不会专注于这样的分布，虽然我们提醒读者这并不意味着这些随机变量是无关紧要的。接下来给离散随机变量定义这些参数。离散随机变量的均值和方差的计算公式分别为：

[image: ]


均值是集中趋势的量度，而方差给出了随机变量的离散的量度。

到目前为止所定义的变量通常称为分类变量。Agresti（2002）定义了一个由一组类别组成的分类变量
 的测量量表。

让我们找出上一节中列出的变量的类别。变量Gender的类别为男性和女性；汽车类别变量由Car_Model来区分掀背车、轿车、旅行车和多功能车；变量Minor_Problems和Major_Problems有相似但又独立的类别，分别为是和否；变量Satisfaction_Rating也有类别，如前面所提到的：非常差、差、一般、好、非常好；变量Car_Model只是车名的标记，它是名词性变量
 的示例。

最后，变量Satistifaction_Rating的输出有一个隐含的顺序：非常差<差<一般<好<非常好。这些差异会引起分析中微妙的变化。这些类型的变量称为有序变量。我们将着眼于迄今还没有出现的其他类型的分类变量。

实际上，通常情况下，为了便于概念化，一个连续变量的输出被单独放置。一个非常流行的例子是收入水平和年龄的分类。对于收入这个变量来讲，已有研究表明人们不愿意透露收入的确切数字。例如，作者可能不愿透露他的月收入是34892卢比。另一方面，这些人又愿意告知收入属于哪个范围：低于10000卢比，10000~30000卢比，30000~50000卢比，还是高于50000卢比。因此，这个信息也可以被编码成标签，每个标签可能是指在一个区间的任何一个值。因此，这些变量被称为区间变量。


1.3.4　离散均匀分布

如果一个随机变量X可以取有限的概率相同的M个标签的任何一个，那么认为它是一个离散的均匀随机变量。

作为离散的均匀随机变量X可以假设1，2，...，M的每一个都有相等的概率，该概率实际上是1/M。由于概率仍然相同，命名“均匀”是有道理的。可能一开始，它看起来并不是一个有用的随机变量。然而，要告诫读者的是，这种直觉是不正确的。作为一个简单的例子，这个变量出现在许多情况下，简单随机抽样是必要的。离散随机变量的分布函数的计算公式为：
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一个简单的离散的均匀概率分布图如下图所示。



> M = 10
> mylabels=1:M
> prob_labels=rep(1/M,length(mylabels))
> dotchart(prob_labels,labels=mylabels,xlim=c(.08,.12),
+ xlab="Probability")
> title("A Dot Chart for Probability of Discrete Uniform RV")
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离散均匀随机变量的概率分布

[image: ]
 这里的R程序是指示性的，不是必须执行的。下一章我们将正式讲解R语言，所以，如果你不理解上述代码，你的流程也不会受到影响。


1.3.5　二项分布

回想一下1.2节中提到的第二个问题，曾问道“在一年、两年、三年后有多少台机器可能会坏”？当结果存在不确定性时，我们要问的更合适的问题应是关系到损坏浮动的数x的概率。考虑一个固定的期限，例如2年。为了使问题更具象化，我们假设有n台机器。假定对于给定的机器在任何给定时间的故障概率为p。我们的目标是获得x台设备出现故障的概率，由假定可知有（n-x）台机器在正常工作。现在考虑一个固定的模式，其中前面x台都出现故障，其余均正常。这n台机器独立运作，互不影响。因此，观察的x台机器一起出现故障的概率为px
 。

同样，剩余（n-x）台机器的每台正常工作的概率为（1-p），因而这些同时发生的概率为（1-p）n-x
 。再由独立性公理，x台机器出现故障的概率为px
 ·（1-p）n-x
 。最后，在整体设置上，出故障和正常工作的样本的数量（x和（n-x）个样本）实际上是从n个物品中抽出x个的可能组合的数量，即组合[image: ]
 。由于每个事件是等概率的，x出故障的概率由式[image: ]
 px
 ·（1-p）n-π
 给出。在这样的背景下获得的随机变量X称为二项式随机变量，它的分布函数称为二项分布。在数学领域，二项式随机变量的分布函数的计算公式为：
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有时二项分布的分布函数记为b（x；n，p）。现在看一下二项式随机变量的一些重要性质。二项式随机变量X的均值和方差的计算公式分别为：

E（X）=np和Var（X）=np（1-p）



[image: ]
 p始终是一个介于0和1之间的数，二项式随机变量的方差总是比其平均值小。


例1.3.1：
 假设n=10且p=0.5。我们需要求概率P（x），x=0，1，2，...，10。概率可以由R的内置函数dbinom求得。函数dbinom返回一个二项式随机变量的概率。根据我们所要求的概率，这个函数的第一个参数可能是一个标量或矢量。该函数的第二个参数需要知道n的值即二项式分布的大小。这个函数的第三个参数要求用户指定事件发生的概率P。R的帮助系统使得用户即使忘记了函数的语法也可以非常方便地操作。对于任何函数，可以在？后面加上该函数的名字得到它的详细信息。请不要在CIT与函数名之间加空格。你可以尝试一下？dbinom。



> n <- 10; p <- 0.5
> p_x <- round(dbinom(x=0:10, n, p),4)
> plot(x=0:10,p_x,xlab="x", ylab="P(X=x)")



R函数round按照指定位数的精度修正参数。
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二项式概率

在前面的例子中我们已经使用了dbinom函数。二项分布有三大用途，即p、q和r，分别帮助我们计算累积概率、计算相关分布的分位点以及模拟随机数的分布。要使用这些函数，我们只需增加其分布名称的字母：这里的binom变为pbinom、qbinom和rbinom。当然会有一个关键的参数的变化。事实上，许多分布中的d、p、q和r变量都可以用？Distributions来查询。


例1.3.2：
 假设一个有83个键的键盘上的某个键出故障的概率（笔者的笔记本电脑键盘有83键）为0.01。现在，我们需要在一个给定的时间内求出这个键盘上的10、20和30个键出故障的概率。使用dbinom函数可以很容易地计算这些概率。尝试使用科学计算器或通过使用任何你熟悉的语言编写一个简单的函数解决同样的问题。



> n <- 83; p <- 0.01
> dbinom(10,n,p)
[1] 1.168e-08
> dbinom(20,n,p)
[1] 4.343e-22
> dbinom(30,n,p)
[1] 2.043e-38
> sum(dbinom(0:83,n,p))
[1] 1



由于10~30键出故障的概率太小了，很自然地认为这里可能出现了问题。检验得知，总和显然等于1。接下来我们从不同的角度来审视这个问题。对于大多数的x值，概率p（x）约等于0。我们可能对出故障的概率的具体数字不感兴趣，但对至少有x个出故障的概率感兴趣，也就是说，我们对累积概率P（X≤x）感兴趣。在R中使用pbinom函数求得二项分布的累计概率。pbinom的主要参数包括大小（n）、概率（p）和q（x的参数）。针对同样的问题，我们现在来看看不同的p值的累计概率：



> n <- 83; p <- seq(0.05,0.95,0.05)
> x <- seq(0,83,5)
> i <- 1
> plot(x,pbinom(x,n,p[i]),"l",col=1,xlab="x",ylab=
+ expression(P(X<=x)))
> for(i in 2:length(p)) { points(x,pbinom(x,n,p[i]),"l",col=i)}



尝试解释上图。

[image: ]


二项分布累计概率


1.3.6　超几何分布

一箱N=200的12GB的优盘到达一个销售中心。纸箱内包含M=20个有缺陷的优盘。从纸箱中随机抽取n个优盘。设X表示n个单位的样品中有缺陷的优盘的数量。这时目的是获得X的概率分布。获得大小为n的样本的可能方式的数目是[image: ]
 。在这个问题中，我们得到M个有缺陷的优盘和N-M个正常工作的优盘，x个有缺陷的单位可用[image: ]
 以不同的方式抽样，n-x个正常工作的优盘可以用[image: ]
 以不同的方式来获得。因此，随机变量X的概率分布的计算公式为：

[image: ]


其中，x为max（0，n-N+M）和min（n，M）之间的一个整数。这个随机变量称为超几何随机变量
 ，其概率分布称为超几何分布
 。

假设我们研究一个n=10个单位的样本。R中的函数dhyper可以用来找到假设不同的值的随机变量X的概率。



>N <- 200; M <- 20
> n <- 10
> x <- 0:11
> round(dhyper(x,M,N,n),3)
[1] 0.377 0.395 0.176 0.044 0.007 0.001 0.000 0.000 0.000 0.000 0.000 0.000



超几何分布的均值和方差如下所示：

[image: ]



1.3.7　负二项分布

考虑在1.3.6节中描述的问题的一个变形。10台新的台式电脑需要安装一个插件——500万像素的外部摄像头来帮助学生参加一定的在线课程。假设一个摄像头装置无缺陷的概率是p。作为管理员，你持续发出订单，直到你收到10个无缺陷的摄像头。现在，令X表示为获得良好的10个摄像头的订单数。我们将成功所需数量记为k，在此讨论中已经设k=10。在此处的目标是获得X的概率分布。

假设按照顺序第xth
 个值放置第kth
 个无缺陷部件的采购结果。这意味着前面（x-1）个按照顺序的下单结果中我们已经收到了（k-1）无缺陷单位，这存在[image: ]
 种不同的方式。在第x个订单时，在收到第kth
 个无缺陷单元的瞬间我们已经有k次成功和x-k次失败。因此，随机变量的概率分布的计算公式为：

[image: ]


这样的随机变量称为负二项分布随机变量
 ，其概率分布是负二项分布
 。从技术上讲，这个随机变量可能没有上限，因为下一个成功事件可能永远不会出现。我们规定这个分布的均值和方差如下：

[image: ]


k=1时是负二项分布随机变量的一种特殊和重要的情况，称为几何随机变量。在这种情况下，分布函数的计算为：

[image: ]



例1.3.3（Baron（2007年），第77页）连续测试：
 在一定的设置中，一个项目失败的概率为（1-p）=0.05。要完成该实验设置，要求必须有12个无缺陷单位。我们至少需要测试15个单位的概率。下面我们利用R中的负二项分布的累积分布函数pnbinom。类似于pbinom函数，这里需要的主要参数是size、prob和q。这个问题一行代码就可以解决：



> 1-pnbinom(3,size=12,0.95)
[1] 0.005467259



注意，我们已经指定3作为分位数点（x的参数），因为本实验的规模参数是12，我们正在寻求转化为比规模参数多3的至少15个单位。函数pnbinom计算累积分布函数，实际上是需求的补充，因此在代码中的表达式为1-pnbinom。我们可能会使用dnbinom函数直接计算所需的概率来解决问题：



> 1-(dnbinom(3,size=12,0.95)+dnbinom(2,size=12,0.95)+dnbinom(1,
+ size=12,0.95)+dnbinom(0,size=12,0.95))
[1] 0.005467259




1.3.8　泊松分布

1公里路段的事故的数量，一个小时内你的手机上接收到的总通话数，在社交网站上一天内收到的“赞”的数量，以及类似其他情况都可能会用到泊松随机变量处理。泊松随机变量的概率分布的计算公式为：

[image: ]


此处λ是泊松随机变量的以X表示的事件的数量的参数。泊松分布有时也称为罕见事件的定律。泊松随机变量的均值和方差出奇得相同和相等，即E（X）=Var（X）=λ。


例1.3.4：
 假设圣诞老人的软件程序犯的错误为平均每张A4大小的页面3个错误。圣诞老人的经理想知道圣诞老人程序每页犯0、5和20个错误的概率。R函数dpois可以帮助你确定答案。



> dpois(0,lambda=3); dpois(5,lambda=3); dpois(20, lambda=3)
[1] 0.04978707
[1] 0.1008188
[1] 7.135379e-11



注意到每页犯20个错误的概率几乎为0。

接下来我们将重点讲解连续分布。


1.4　连续分布

在调查中数字变量包括：Age（年龄）、Mileage（里程）和Odometr（里程表）可以取在连续的时间间隔中的任何值，这些都是连续随机变量的例子。在上一节中，我们处理了有离散输出的随机变量。在本节中，我们将讨论具有连续输出的随机变量。有必要明确指出其与有离散输出的随机变量的区别。在有离散随机变量的情况下，一个随机变量的概率是由其分布函数确定的一个正数。在连续的情况下，随机变量必然假定任何特定的值的概率为零。这些技术问题在本书中不会讨论。在离散情况下，一定的值的概率由分布函数决定；连续情况下的概率存在时间间隔，由概率密度函数决定，缩写为pdf。

假设我们有一个连续随机变量X，其密度函数f（x）定义在可能的x值上，也就是说，假设f（x）的概率密度函数很好地定义了随机变量x的范围，表示为Rx
 。f（x）关于Rx
 的积分一定是1，即[image: ]
 。该随机变量X在区间[a，b]的概率的取值定义为：

[image: ]


我们一般会对一个连续随机变量的累计概率感兴趣，它是事件的概率P（X<x）。通过计算前面的方程组获得：

[image: ]


这个概率的一个特定的名字是累积密度函数
 。一个连续的随机变量的均值和方差为：

[image: ]


与上一节类似，我们从服从均匀分布的简单随机变量开始。


1.4.1　均匀分布

一个在区间[0，θ]（θ＞0）服从均匀分布的随机变量，如果其概率密度函数由下式给出：

[image: ]


事实上，正实数的限制是没有必要的。对于任何两个正实数a和b，且b>a，均匀分布随机变量可以定义为：

[image: ]


均匀分布在模拟方面有非常重要的作用，这将在第6章中体现出来。与离散型不同的是，在连续的情况下，任何相同长度的两个间隔有相等的发生概率。均匀随机变量在区间[a，b]的均值和方差分别由下式给出：

[image: ]



例1.4.1霍根（2008年）的例15.3：
 在1990年的国际电路理论和应用的报道中，加州大学伯克利分校的研究人员设计了一个轨迹在单位时间间隔服从[0，1]均匀分布的用于产生随机信号的开关电容电路。假设我们感兴趣的是计算该轨迹落在区间[0.35，0.58]的概率。尽管答案很简单，我们将使用函数punif计算它。



> punif(0.58)-punif(0.35)
[1] 0.23




1.4.2　指数分布

指数分布大概是统计中最重要的一个概率分布，对计算机科学家来说更是如此。例如，在一个排队系统中到达的数量，手机中两个来电间隔的时间，一台笔记本电脑的寿命等，它们都是一些在这个分布有持久实用价值的重要应用。指数随机变量的概率密度函数定义为：

[image: ]


参数λ有时称为故障率。指数随机变量具有称为无记忆性的特殊属性，其表达为：

[image: ]


这种数学表达显示出，如果X是一个指数随机变量，那么它在未来是否发生故障取决于现在的状态，与随机变量的过去没有关系。简单地说，这意味着故障概率是个时间常数，不依赖于系统的时间。我们得到了一些指数分布的曲线（见下图）。



> par(mfrow=c(1,2))
> curve(dexp(x,1),0,10,ylab="f(x)",xlab="x",cex.axis=1.25)
> curve(dexp(x,0.2),add=TRUE,col=2)
> curve(dexp(x,0.5),add=TRUE,col=3)
> curve(dexp(x,0.7),add=TRUE,col=4)
> curve(dexp(x,0.85),add=TRUE,col=5)
> legend(6,1,paste("Rate = ",c(1,0.2,0.5,0.7,0.85)),col=1:5,pch= + "___")
> curve(dexp(x,50),0,0.5,ylab="f(x)",xlab="x")
> curve(dexp(x,10),add=TRUE,col=2)
> curve(dexp(x,20),add=TRUE,col=3)
> curve(dexp(x,30),add=TRUE,col=4)
> curve(dexp(x,40),add=TRUE,col=5)
> legend(0.3,50,paste("Rate = ",c(1,0.2,0.5,0.7,0.85)),col=1:5,pch= + "___")



[image: ]


密度指数

该指数分布的均值和方差如下所示：

[image: ]



1.4.3　正态分布

正态分布在某种意义上是一种无处不在的分布，在几乎任何统计的讨论中它都会或早或晚地出现。事实上，读者很可能已经对正态分布的一些方面比较熟悉了，例如，一般的正态分布曲线的形状是钟形的。通过推导可以反映出它在数学上的适用性，尽管它有一个简单的表达式，但是其密度函数包括三个最著名的无理数f（x；a，b）=1/（b-a），a≤x≤b，b＞a。

假设X为正态分布，均值为μ，方差为σ2
 。那么，一般正态分布的概率密度函数由下式给出：

[image: ]


满足均值为0，方差为1的正态分布随机变量称为标准正态分布随机变量，用Z表示。


例1.4.2有争议的正态曲线（见下图）：
 我们将再次考虑一个标准正态分布随机变量，在统计学中一般用Z表示。最经常用到的概率为P（Z>0）和P（-1.96<Z<1.96）。这些概率现在存在争议。



> par(mfrow=c(3,1))
> # Probability Z Greater than 0
> curve(dnorm(x,0,1),-4,4,xlab="z",ylab="f(z)")
> z <- seq(0,4,0.02)
> lines(z,dnorm(z),type="h",col="grey")
> # 95% Coverage
> curve(dnorm(x,0,1),-4,4,xlab="z",ylab="f(z)")
> z <- seq(-1.96,1.96,0.001)
> lines(z,dnorm(z),type="h",col="grey")
> # 95% Coverage
> curve(dnorm(x,0,1),-4,4,xlab="z",ylab="f(z)")
> z <- seq(-2.58,2.58,0.001)
> lines(z,dnorm(z),type="h",col="grey")



[image: ]


有争议的正态曲线


1.5　本章小结

你现在应该清楚不同情况中出现的变量的不同性质。在R软件中，你需要能够辨别数据的格式是否正确。此外，本章中关于随机变量的重要家族成员的介绍将帮助你在实验中处理它们。这一章对简单的概率计算进行了介绍和解释。

在下一章中，你将学习如何执行基本R计算、创建数据对象等。由于很少能在R中完全构建数据，因此我们需要从外部文件导入数据。这种方法帮助你导入文件格式的数据，如.csv格式、.xls格式。类似于导入数据，将数据输出/导出到其他软件也同样重要。最后，我们将在下一章中讲解R会话管理。


第2章　数据导入和导出

本章的主要目标是让读者熟悉R中的各种对象，帮助读者从各种主流格式的文件中提取数据，将R与主流数据库（如MySQL等）连接，最终得到最佳的导出选项。最主要的目的是使R用户能用一个固定的格式提供数据文件，使数据集可在主流数据库系统中使用。

本章将帮助读者从各种来源中提取数据，为读者推荐R中最好的导出选项。本章从R语言存储数据的各种格式讲起。关于数据导入和导出的更多信息，请访问http://cran.r-project.org/doc/manuals/R-data.html
 。本章主要内容：

·R中的基本计算

·csv、xls等格式文件的数据导入

·数据导出

·R会话管理


2.1　data.frame和其他格式数据

任何软件都有它的结构和差别。在第1章数据特征的问卷及其构成部分，我们介绍了数据的各个方面。本节将进一步介绍R如何针对各种特征的数据进行工作，会根据需要使用各种不同的数据格式。在本节，我们将从较为简单的对象开始，逐步介绍更复杂的对象。


2.1.1　常数、向量和矩阵

R内置了5种存储确定常数值的对象。这5种对象分别是LETTERS、letters、month.abb、month.name以及pi。前两种对象分别包含了大小写的英文字母A到Z。第3种和第4种对象包含了所有月份的英文缩写形式和全拼形式。对象pi则是一个无理数π的取值。请读者试着寻找无理数e的取值。更多关于R的常数对象信息可通过在R的控制台执行命令？Constants或者example（Constants）来获得。

R中还有一类常数对象很常用。这类常数被称为NumericConstants，包括无穷值Inf和非数值NaN等。我们鼓励你去查找更多细节以及其他有用的常数。R可以处理数字、字符、逻辑型数值、整数以及更复杂的向量。通常情况下，我们处理的向量可以是数字、字符等。所需的类型和元素的向量可以使用函数vector启动。用length定义向量长度，用mode定义向量的类型。向量的元素可根据需要指定名称，用names即可实现。

数字向量的四则运算很简单，用+、-、*、/和^即可实现加减乘除和幂运算。对向量特征的计算可使用sum、prod、min、max等函数。向量的精度可以用digits、round等函数控制。

两个长度不同的向量也可进行加法等四则运算。在数学意义上长度不同的两个向量是不可相加的。然而，R会继续执行操作，因此，有必要了解如何在这种情况下进行操作。首先考虑简单情况，两个长度相等的向量x=（1，2，3...，9，10）和y=（11，12，13，...，19，20）相加，则结果是对应位置上的元素相加得到新向量（12，14，16，…，28，30）。现在，我们假设x=（1，2，3），y=（1，2，3，…，9，10），那么得到的新向量便是z=（2，4，6，5，7，9，8，10，12，11），其长度和长度较大的向量y相同，相当于新向量z=（1，2，3，1，2，3，1，2，3，1）+y，看出规律了吧？此外控制台会有计算警告：longer object length is not a multiple of shorter object length。除此之外，还有许多关于向量运算的法则，如%/%表示整除。

实际演练：理解常数、向量以及基本四则运算

我们来看几个重要且有趣的例子，你将会理解R中的向量结构，并能够根据需要进行相应的四则运算操作。

1.在控制台输入LETTERS，回车。

2.在控制台输入letters，回车。

3.获得字母表的前五个和后五个字母：LETTERS[c（1：5，22：26）]，回车；letters[c（1：5，22：26）]，回车。

4.月份的英文简写形式和全拼形式可以在基础程序包里使用，输入？Constants，回车。

5.获得特定的月份缩写或全拼：month.abb[c（1：3，8：10）]以及month.name[c（1：3，8：10）]。

6.定义长度为4的非特定类型的向量：vector（length=4）；数字型向量：vector（mode=“numeric”，length=4），改变mode的取值可定义逻辑型、字符、整数向量等。

7.向量赋值及命名：一个已定义的向量可以用符号=、<-或->赋值为新的对象：

1）创建整数向量x为1到10，x<-1：10。

2）检查x的名称：names（x）。

3）指定x的元素的名字为英文字母的前十个：names（x）<-letters[1：10]，并确认指定操作已执行：names（x）。

4）最后，通过在控制台输入x，可以显示出数值向量x。

8.基本运算：创建新的R对象，在控制台输入：x<-1：10；y<-11：20；a<-10；b<--4；c<-0.5。在某种意义上，x和y是向量，a、b、c是常数。

1）执行简单加法：x+y。

2）倍乘并相加：a*x+b*y。

3）验证（a+b）x=ax+bx：（a+b）*x==a*x+b*x，其返回结果将是一个长度为10的逻辑值向量，每个元素都是TRUE。

4）向量乘法：x*y。

5）R中的向量除法是以元素递进的，数学意义上不好理解。如保留4位小数的除法：round（x/y，4）。

6）以元素递进的幂计算：x^2。

9.增加两个长度不同的向量：在这种情况下，算法略有不同。运行的操作如下：x=1：10；x+c（1：12），length（x+c（1：12）），c（1：3）^c（1，2）以及（9：11）-c（4，6）。

10.整除和余数可以分别通过%/%和%%来实现。输入-3：3%%2，-3：3%%3以及-3：3%%c（2，3），并在序列-3，-2，…，2，3和2，3，以及c（2，3）中得到余数。用%/%来代替%%来找到整数除数。

现在，我们将给出相应的R代码，你可以在软件中运行如下代码：



LETTERS
letters
LETTERS[c(1:5,22:26)]
letters[c(1:5,22:26)]
?Constants
Chapter 2
month.abb[c(1:3,8:10)]
month.name[c(1:3,8:10)]
pi
vector(length=4)
vector(mode="numeric",length=4)
vector(mode="logical",length=4)
vector(mode="complex",length=4)
vector(mode="character",length=4)
vector(mode="integer",length=4)
x=1:10
names(x)
names(x)<- letters[1:10]
names(x)
x
x=1:10
y=11:20
a=10
b=-4
x + y
a*x + b*y
sum((a+b)*x == a*x + b*x)
x*y
round(x/y,4)
x^2
x=1:10
x+c(1:12)
length(x+c(1:12))
c(1:3)^c(1,2)
(9:11)-c(4,6)
-3:3 %% 2
-3:3 %% 3
-3:3 %% c(2,3)
-3:3 %/% 2
-3:3 %/% 3
-3:3 %/% c(2,3)



将以上代码在R的控制台运行。

刚刚发生了什么

我们将截图并解释程序运行结果：
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R中的常数和向量函数介绍

LETTERS是包含了26个大写英文字母的字符向量，letters是包含了26个小写英文字母的字符向量。我们利用整数向量c（1：5，22：26）为序号来提取前5个和后5个字母。当执行？Constants命令时，将会用你的默认浏览器打开链接：http://my_IP/library/base/html/Constants.html
 。你可以从该网页上的base程序包中找到关于Constants的更多信息。月份英文全拼可以从字符向量month.name中得到，简写形式可以从month.abb中得到。数值对象pi包含了pi的取值，但仅精确到小数点后6位。

接下来，我们考虑如何用vector函数定义不同类型的向量。代码vector（mode=“numeric”，length=4）返回一个默认值为0，长度为4的数值型向量。其他向量的定义方法与之类似。
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向量四则运算

代码x=1：10可以得到一个整数向量，用x<-1：10或1：10->x也可以得到。赋值符号的选择可以执行代码：？assignOps来获得更多信息。“<-”在R社区中更为流行，它可以用在R编程的任何地方。默认设置下，向量或矩阵的名称为空，输出为NULL。names是用来指定名称的函数。我们的目的是指定向量x的名称为前10个小写英文字母，因此执行代码：names（x）<-letters[1：10]。我们可以执行代码：names（x）或者x来确认命名是否正确。

然后，我们定义了两个整数向量x和y，两个对象a和b（可视作标量）。代码：x+y；a*x+b*y；sum（（a+b）*x==a*x+b*x）分别完成了以元素递进的向量加法、倍乘加法以及验证（a+b）x=ax+bx。

紧接着，x*y；round（x/y，4）；x^2完成了以元素递进的向量乘法、除法以及幂计算。其中除法保留了4位小数，幂计算中的2可以换成任意需要的值。

在最后几行中，我们对长度不同的向量进行了运算，在得到计算结果之前，R都显示了警告信息。对于代码x+c（1：12），向量x的10个元素分别和1：12的前十个元素相加，x的前两个元素同1：12的第11、12个元素相加。在R中，若长度较大的向量长度恰好是长度较小的向量长度的倍数，那么返回的结果向量将和长度较大向量的长度相同，长度较小的向量元素会循环地加到长度较大的向量元素上。读者可运行c（1：3）^c（1，2）；（9：11）-c（4，6）查看结果。

接下来我们看一下，整除的R代码及运行结果：
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整数除法的商和余数

代码-3：3%%2，首先定义了一个数列-3，-2，…，2，3，之后求得每个元素都除以2后的余数，显然，我们知道任何整数除以2的余数不是0就是1，而且对于一列连续整数，我们希望有包含0和1两个元素的二元序列，这就是输出的结果。检验-3：3%/%3的结果。现在，对于操作-3：3%/%c（2，3），首先看-3到3的完整序列。这里，元素-3，-1，1，3被2除而且余数返回，而-2，0，2被3除而且余数返回。运算%/%返回整除数而且结果的解释留给读者。请参考前面的屏幕截图。

现在，我们来看矩阵对象。与向量类似，R里有matrix函数可以定义矩阵。矩阵是包含特定的行数和列数的一组数。默认设置下，定义的矩阵的元素为NA，也就是空值。若以r为行数，c为列数，则矩阵维数为r×c。一个长度为rc的向量可通过执行代码matrix（vector，nrow=r，ncol=c，byrow=TRUE）转换为一个矩阵。可以使用函数dimnames来对行和列命名。

R中矩阵的数学关系主要是指矩阵运算。假设我们有维数为m×n的矩阵A以及维数为n×o的矩阵B，A和B的内积为一个维数为m×o的新矩阵，可通过代码：A%*%B来完成。如果我们需要求得方阵的行列式，执行命令det（A）即可，要求得方阵的逆矩阵执行命令solve（A）即可，而A^{-1}得到的则是A的各个元素取倒数后组成的矩阵。现在，让我们在R的控制台练习一下。

实际演练：矩阵四则运算

我们将逐步介绍矩阵的四则运算，包括矩阵内积、转置、逆矩阵求解。

1.产生一个默认的2×2的矩阵：matrix（nrow=2，ncol=2）。

2.定义一个由向量1：4转换的矩阵：matrix（1：4，nrow=2，ncol=2，byrow=“TRUE”）。

3.为矩阵指定行名和列名，在控制台运行A<-matrix（data=1：4，nrow=2，ncol=2，byrow=TRUE，dimnames=list（c（“R_1”，“R_2”），c（“C_1”，“C_2”）。

4.通过命令nrow，ncol，dimnames来找到上述矩阵的性质，比如：dim（A）；nrow（A）；ncol（A）；dimnames（A）。

5.定义矩阵维数为3×4的矩阵X，维数为4×3的矩阵Y，求它们的内积：X<-matrix（c（1：12），nrow=3，ncol=4）；Y=matrix（13：24，nrow=4）；X%*%Y。

6.求矩阵的转置：t（X）

7.定义新矩阵A<-matrix（data=c（13，24，34，23，67，32，45，23，11），nrow=3），使用det（A）和solve（A）求行列式及逆矩阵。

上述计算的代码如下：



matrix(nrow=2,ncol=2)
matrix(1:4,nrow=2,ncol=2, byrow="TRUE")
A <- matrix(data=1:4, nrow=2, ncol=2, byrow=TRUE, dimnames =
list(c("R_1", "R_2"),c("C_1", "C_2")))
dim(A); nrow(A); ncol(A); dimnames(A)
X <- matrix(c(1:12),nrow=3,ncol=4)
Y <- matrix(13:24, nrow=4)
X %*% Y
t(Y)
A <- matrix(data=c(13,24,34,23,67,32,45,23,11),nrow=3)
det(A)
solve(A)



注意上述代码第5行中分号的用法，分号的使用结果等同于将各种命令分别输入到每一行。将上述代码在控制台上运行，运行结果见下图：
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R中的矩阵运算

刚刚发生了什么

你已经可以定义矩阵并且学到了如何进行四则运算。记住solve才是求解逆矩阵的命令，而不是（^-1）。现在我们可以看出R中的矩阵计算很简单。

选项nrow和ncol可以指定矩阵的维数。用data命令可以定义矩阵的数据部分。上图的前两行代码定义了矩阵的基本框架。使用dimnames命令，我们可以定义一个完整的矩阵对象A。

接下来，我们将关注list对象。在之前使用dimnames的过程中我们已经开始使用list了。


2.1.2　列表对象

在前几节中，我们看到了如常数、向量、矩阵等各种不同的对象。有时我们需要将这些对象都放到同一个对象中，而这个任务可由list命令来完成。从链接http://cran.r-project.org/doc/manuals/R-intro.html#Lists-and-data-frames
 中我们可以得到列表的定义为“由有序对象集合组成的对象”。不同类型的对象基本上都可以通过list命令来组合到一起。我们来定义一个包含了一个字符向量、一个整数向量以及一个矩阵的列表。

实际演练：创建列表

这里我们将看到对列表的定义，列表将包含不同类型的对象：

1.定义一个包含前6个大写英文字母的字符向量，一个1到10的整数向量以及一个矩阵：A<-LETTERS[1：6]；B＜-1：10；C<-matrix（1：6，nrow=2）。

2.定义一个包含了上述三个对象的列表：Z<-list（A=A，B=B，C=C）。

3.确认Z以及它的组成A、B、C的类型：class（Z）；class（Z$A）；class（Z$B）；class（Z$C）。

上述过程的代码如下，将其放到控制台运行：



A <- LETTERS[1:6]; B <- 1:10; C <- matrix(1:6,nrow=2)
Z <- list(A = A, B = B, C = C)
Z
class(Z); class(Z$A); class(Z$B); class(Z$C)
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对列表的定义和理解

刚刚发生了什么

不同类型的对象轻松且有序地被组合到了列表中，得到了列表对象，尤其是我们将字符向量、整数向量以及矩阵放在了一个列表里。接着我们检查了对象Z的类型及结构，我们注意到可以使用符号“$”来提取列表里的子对象。此外“[”和“[[”也是提取工具。在我们的例子里，Z$A从Z中提取出了对象A，我们检查了Z$A的类型。之后我们检查了对象Z里的子对象A、B、C。更多关于提取工具的信息可以通过运行？Extract获得。

你已经成功地定义了首个列表对象。在编写大型程序时，这将非常有用，我们需要在单独对象里进行特定操作。


2.1.3　data.frame对象

在P4图中我们看到当对SQ对象使用class函数时，输出了data.frame。关于这个函数的更多信息可运行命令？data.frame获得。第一个需要注意的是data.frame{base}代表这个函数来自base包。此外，描述中说“该函数用以定义数据框，严格耦合的变量集合，和列表里的矩阵有着很多共同性质，是R的众多建模软件中的基本数据结构”。该描述表明，在一个data.frame对象里，可以包含各种变量，如数值型变量、字符型变量以及因子型变量。

一个数据框可包含不同类型的变量。也就是说，我们可以定义两个不同类型的变量，并将它们组合到一个数据框中。一个数据框也可以用新的向量来更新，已有的组成部分可以被删除。和向量、矩阵一样，我们可以为数据框指定名称。

实际演练：创建data.frame对象

这里我们将用向量来定义data.frame。新的对象也会添加到已有的数据框中，一些预操作也会被演示。

1.定义一个数值型向量和一个字符型向量，长度均为3：x<-c（2，3，4）；y<-LETTERS[1：3]。

2.定义一个新的数据框：df1<-data.frame（x，y）。

3.确认数据框中的变量名，组成部分的类型以及输入变量：variable.names（df1）；sapply（df1，class）；df1$x；df1$y。

4.添加一个新的数值型向量，确认修改过的数据框：df1$z<-c（pi，sqrt（2），2.71828）；df1。

5.将x部分定义为空值并确认。

6.将x部分还原：df1$x<-x。

7.添加第4个观测值，删除第2个观测值并确认：df1[4，]<-list（y=LETTERS[2]，z=3，x=5）；df1<-df1[-2，]。

8.查找行名：row.names（df1）。

9.获得列名，并赋予新的行名和列名并输出数据框：colnames（df1）；row.names（df1）<-1：3；colnames（df1）=LETTERS[1：3]。

上述过程代码如下：



# The data.frame Object
x <- c(2,3,4); y <- LETTERS[1:3]
df1<-data.frame(x,y)
variable.names(df1)
sapply(df1,class)
df1$x
df1$y
df1$z <- c(pi,sqrt(2), 2.71828)
df1
df1$x <- NULL
df1
df1$x <- x
df1[4,]<- list(y=LETTERS[2],z=3,x=5)
df1 <- df1[-2,]
df1
row.names(df1)
dim(df1)
colnames(df1)
row.names(df1)<- 1:3
colnames(df1)<-LETTERS[1:3]
df1



上述代码运行结果截图如下：
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理解data.frame对象

现在我们再来看一个更大的data.frame对象。iris是一个非常有名的数据集，我们将用它来演示一些非常有用的工具。

1.从数据集包中加载iris数据：data（iris）。

2.检查数据集的前10个观测：head（iris，10）。

3.用str函数显示简要展示数据：str（iris）。

4.用提取工具$，检查iris数据中的Species变量：iris$Species。

5.用提取工具“[”获得前10个观测的Sepal.Length和Petal.length：iris[1：10，c（“Sepal.Length”，“Petal.Length”）]。
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从data.frame对象中提取对象的不同方法

刚刚发生了什么

数据框可能是一个很复杂的数据结构。因此，我们先定义了两个同样长度不同结构的向量，一个为数值型，一个为字符型。通过使用函数data.frame我们定义了包含前述两个向量的对象df1。df1的变量名用variable.names来确认。确认之后，我们再次确认变量类型。其中函数sapply和class.lappy在操作一系列变量时非常有用，且sapply比lapply更友好。在我们早前的一个特殊例子中，需要R返回来自df1数据框中的变量的类型。

一展身手

解释你所运行的R代码。

我们已经知道如何定义数据框，添加或者删除变量，观测、更改行名列名等。


2.1.4　表对象

表里的数据展示很容易理解。我们将以数据集Titanic作为开始。你一定听说过，那艘沉没的巨型油轮，有许多讲述它的电影、文件，因此这个数据集也是一个非常有趣的例子。据了解，这艘船的一些幸存者发表了一些关于船的不幸及早逝的信息。这艘船上有小孩、妇女以及各种乘客。这个数据集和生还者发表的悲剧信息有关系。

Titanic数据集有4个变量：Class（舱等级）、Sex（性别）、Age（年龄）、Survived（是否生还）。我们计算了各个变量的水平。Class有4个水平：1st、2nd、3rd、Crew；Sex有男女两个水平：Age则是分为Child和Adult两个水平：Survived分为两个水平。因此总共有4×2×2×2=32种组合。

下图给出了两种结构的数据预览。在右边我们可以看到表格的样式，左边则是以区组的样式展示观测频数。问题是我们如何定义一个表格，能像图中左边一样展示出来。本节将着重介绍表格定义的相关内容。
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Titanic数据的两种预览

图中左边部分的预览直接输入Titanic即可，而图中右边部分，则需要运行View（Titanic）。总之，我们有图片右边的数据。因此，假设在随后的格式里我们已经有了数据。

实际演练：创建表对象，创建Titanic数据集

我们目标是用原始数据集创建表格对象，我们将使用函数expand.grid和xtabs。

1.为4个变量创建4个字符型向量：



Class.Level <- c("1st","2nd","3rd", "Crew")
Sex.Level <- c("Male", "Female")
Age.Level <- c("Child", "Adult")
Survived.Level <- c("No", "Yes")



2.创建一个包含了变量名以及水平的列表：



Data.Level<-list（Class=Class.Level，Sex=Sex.Level，Age=Age.Level，Survived=Survived.Level）



3.用expand.grid函数为四个变量创建一个数据框data.frame，实现的程序即是在窗口输入：T.Table<-expand.grid（Class=Class.Level，Sex=Sex.Level，Age=Age.Level，Survived=Survived.Level）建议浏览T.Table，区分在这步操作中的变化。

4.在每个区组里定义频数，即可获得Titanic数据集：



T.freq<-c（0，0，35，0，0，0，17，0，118，154，387，670，4，13，89，3，5，11，13，0，1，13，14，0，57，14，75，192，140，80，76，20）



5.在T.table中加入T.freq即可得到：T.table<-cbind（T.table，count=T.freq）。

6.获得图中右边部分的表格：xtabs（count~Class+Sex+Age+Survived，data=T.table）你将获得之前截图中左侧部分的表格。

上述过程的代码如下：



Class.Level <- c("1st","2nd","3rd", "Crew")
Sex.Level <- c("Male", "Female")
Age.Level <- c("Child", "Adult")
Survived.Level <- c("No", "Yes")
Data.Level <- list(Class = Class.Level, Sex = Sex.Level,
Age = Age.Level, Survived = Survived.Level)
T.Table <- expand.grid(Class = Class.Level, Sex =
Sex.Level, Age = Age.Level, Survived = Survived.Level)
T.freq = c(0,0,35,0,0,0,17,0,118,154,387,670,4,13,89,3,
5,11, 13,0,1,13,14,0,57,14,75,192,140,80, 76,20)
T.Table = cbind(T.Table, count=T.freq)
xtabs(count~ Class + Sex + Age + Survived, data = T.Table)



刚刚发生了什么

在实际应用中，我们往往需要频数格式的数据。在之后的章节中，我们将会看到表格对象是做统计分析必须的。为了将频数格式的数据翻译成表格对象，我们首先需要定义四个变量：Class.Level、Sex.Level、Age.Level以及Survived.Level。所需表格的水平数需要用列表对象Data.Levels来定义。函数expand.grid创建出四个变量所有可能的水平组合（区组）。之后所有的区组都被存储到T.table中。接下来，通过整数向量T.freq来定义频数。最后，函数xtabs创建出各个变量不同水平的计数并得到表格，也就创建出了Titanic数据集！

一展身手

UCBAdmissions是统计学中的基准测试数据。在datasets包中有该数据集，数据集包含了6个系的录取数据。数据表明录取更倾向于男性，这让加州大学伯克利分校面临指控。这个问题的一些细节可以在链接http://www.unc.edu/~nielsen/soci708/cdocs/Berkeley_admissions_bias.pdf.
 中找到。可以通过？UCBAdmissions获得该数据集的信息。找出数据集的各个变量以及类型，并用原始代码来创建完整表格。


2.2　函数read.csv、read.xls以及外来程序包

数据一般在一个外部文档里，而外部文档格式多种多样，知道哪几种数据可以导入R非常重要。电子表格可能存在于CSV、XLS、XLSX或者ODS文档中。还有更多可能的格式，我们将范围限定在上述这些文件格式中。文档Employ.dat和SCV.csv在gedit和Excel中的快照截图如下图所示。两个文档的简要特征归纳为如下列表：

·第一行列出了数据集的变量名

·每一个观测从新的一行开始

·在DAT文档中，分隔符是制表符（\t），在CSV文档中则是逗号（，）

·在DAT文档中，三列都是数值型

·在CSV文档中，前五列都是数值型，最后一列是字符型

·总之，两个文档都有自己定义好的数据结构

下图强调的主题是，当外部文档有一个定义良好的结构时，在导入数据时充分利用这种结构是至关重要的。
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两种电子表格的截图

R中导入数据的最核心的函数是utils包里的read.table，这个函数的第一个参数是文件名，见下图。我们可以看到当header=TRUE时，表明第一行是列名（变量名），需要正确指定分隔符sep。例如，对于Employ数据集，分隔符是制表符（\t），对于CSV文件来说，分隔符是逗号（，）。通常情况下，每一行也可能有一个名字。例如，在一个调查数据集中的客户名或者序列号等。这些都可以通过row.names来指定。行名在外部文件中不一定是现成的。也就是说，无论是行名还是列名，不必是被导入数据的一部分。
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read.table句法

在许多文件中，有许多缺失的观测。通过na.strings定义缺失值可以顺利地导入这种数据集。缺失值可以用空白单元格、时期等来代替。可以在read.table的介绍中获得其他选项的更多细节。我们注意到，read.csv、read.delim等函数是read.table函数的变种。Excel文件如XLS和XLSX格式的文件可以使用gdata包里的read.xls函数导入。

让我们从导入简单数据开始。


例2.2.1读取DAT文件：
 Ryan（2007）分析过的数据集可以在链接：ftp://ftp.wiley.com/public/sci_tech_med/engineering_statistics/.Download
 中找到。下载数据文件engineering_statistics.zip并解压到R的工作空间。问题在Ryan的练习1.82中表述过。在数据Employ.dat中有威斯康星州零售批发业、副食品业、合金业5年里员工人数的月度数据。你的任务是将其导入R中。需要注意三个变量，即三个行业员工人数，它们是数值型变量，在R会话中它们也应该是数值型变量。

一个有用的做法是打开源文件并检查数据的性质。例如，你应该问在DAT数据文件里怎么理解数字3.220000000e+002。在接下来的外部文件导入部分，我们将使用read.table函数来导入文件。


例2.2.2读取CSV文件：
 Ryan（2007）用了Gupta（1997）分析过的数据集。在研究抗生素产品时响应变量是分离清除量，其值越小意味着质量越好。这个实验有5个自变量，都是因子型变量，每个变量有两个水平。实验目的是决定这些因子的最好组合以得到最小的响应变量值。

有时需要的数据集可以由不同的CSV文件提供。在这种情况下，我们首先根据不同的目的读取它们，然后将它们组合为一个新的元文件。一个小窍门是用merge函数。假设由变量E，我们知道上述数据集被分成两个数据集，分别是SCV_Usual.csv和SCV_Modified.csv。我们将它们分别读取为数据对象然后再将这两个对象整合到一个对象里。

我们将在下次练习的时候执行上述操作。


例2.2.3用外部程序包读取文件：
 SPSS、SAS、STATA等是一些非常流行的统计软件包。每一个软件包都有自己的数据文件结构。foreign包是随着R迁移开发的，帮助R在这些程序包里读取数据。rootstock数据集是多元统计领域比较流行的一个数据集，在链接http://www.stata-press.com/data/r10/rootstock.dta
 中可以找到。这个数据集也可在STATA软件上使用。我们将看到R如何读取这个数据集。

让我们进行实际演练。

实际演练：外部文件的数据导入

使用R里正确的函数可以导入外部文件。此处，我们将使用read.table、read.csv以及read.sta来实现这个目标。

1.使用函数list.files（）确保在工作目录中有必要的文件Employ.dat、SCV.csv、SCV_Usual.csv和SCV_Modified.csv。

2.如果在列表里没有文件，可以使用getwd（）找到工作目录，然后将文件复制到该目录下。此外，你可以将工作目录更改为你想要的文件夹：setwd（“C:/my_files_are_here”）。

3.使用代码employ<-read.table（“Employ.dat”，header=TRUE）读取数据Employ.dat。

4.预览数据并确保数据已正确导入：View（employ）。

5.检查数据集的类型以及各个变量的类型确保正确导入：class（employ）；sapply（employ，class）。

6.从SCV.csv中导入分离清除量：SCV<-read.csv（“SCV.csv”，header=TRUE）。

7.运行sapply（SCV，class），你将看到变量A到D都是数值型，将A变量转换为因子型：class（SCV$A）<-‘factor’or SCV$A<-as.factor（SCV$A）。

8.对变量B到D重复以上步骤。

9.在SCV.csv文件中的数据被变量E分成两个文件，即SCV_Usual.csv和SCV_Modified.csv。对步骤6中做适当修改后将数据导入这两个文件中，并标注相应的R的数据框中的对象为SCV_Usual和SCV_Modified。

10.用命令SCV_Combined<-erge（SCV_Usual，SCV_Modified，by.y=c（“Response”，“A”，“B”，“C”，“D”，“E”），all.x=TRUE，all.y=TRUE）将两个最新的对象结合到一起。

11.用library（foreign）初始化foreign包。

12.用rootstock.url<-http://www.stata-press.com/data/r10/rootstock.dta.
 告诉R在哪里能够找到最新的数据集。
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 执行此步骤需要互联网连接。

13.使用foreign包中的read.dta函数将网上的最新的数据导入R：rootstock<-read.dta（rootstock.url）。

以下给出了必要的R代码的固定形式：



employ <- read.table("Employ.dat",header=TRUE)
View(employ)
class(employ)
sapply(employ,class)
SCV <- read.csv("SCV.csv",header=TRUE)
sapply(SCV, class)
class(SCV$A) <- 'factor'
class(SCV$B) <- 'factor'
class(SCV$C) <- 'factor'
class(SCV$D) <- 'factor'
SCV_Usual <- read.csv("SCV_Usual.csv",header=TRUE)
SCV_Modified <- read.csv("SCV_Modified.csv",header=TRUE)
SCV_Combined <- merge(SCV_Usual,SCV_Modified,by.y=c("Response",
"A","B","C","D","E"),all.x=TRUE,all.y=TRUE)
SCV_Combined
library(foreign)
rootstock.url <- "http://www.stata-press.com/data/r10/rootstock.dta"
rootstock <- read.dta(rootstock.url)
rootstock



刚刚发生了什么

utils包的函数帮助R用户导入各种外部文件中的数据。下面的截图是上述代码在一个图形工具中编辑运行后的结果，显示了上述代码的运行结果：
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从外部文件中导入数据

函数read.table成功地将数据从Employ.dat文件中导入。utils函数的View确认了已被导入的数据具有所需的类别。read.csv函数被用来从SCV.csv、SCV_Usual.csv以及SCV_Modified.csv文件中导入数据。merge函数将普通的和修改的对象的数据结合起来创建一个新的对象，该对象与从SCV.csv文件获得的一样。

接下来，我们使用foreign包中的read.sta函数来完成STATA数据集的读取，可以在网上找到该函数。

刚刚发生了什么

你学会了将许多不同格式的数据导入到R。前面的程序示范了如何在对象本身内改变变量类型。你还学习了如何合并多个数据对象。

从MySQL导入数据

数据通常可从数据库（DB）中得到，如SQL，MySQL等。强调数据库的重要性已超出了本节的范围，我们要介绍的是从一个数据库导入数据。下图的右边显示MySQL测试数据库的一个片段。这个数据库在IO_Time有一个单一的表，其中包括No_of_IO和CPU_Time两个变量。IO_Time有10个观测值，本书后面许多概念的理解都要用到这个数据集。本节的目标是介绍如何将此表导入R。

Linux用户可以很容易地安装CRAN中的R的RMySQL包。不幸的是，对于Windows用户，由于install.package（“RMySQL”）不能正常运行，所以很难实现安装。对于Windows用户为了得到最好的帮助，可访问http://www.r-bloggers.com/installing-the-rmysql-package-on-windows-7/
 ，但是有一些代码有点过时。但问题肯定是可以解决的！该方案及说明同样适用于Linux用户，下图是在Ubuntu 12.04平台运行的结果。由于R安装简单一般，在MySQL中安装RMySQL包时不会出现帮助信息，先运行sudo apt-get install libmysqlclient-dev first，再运行install.package（“RMySQL”）将会出现帮助！如果仍然出现错误，请将下载包放在/tmp.RtmpeLu7CG/downloaded_packages本地计算机的文件夹中且命名为RMySQL_0.x.x.tar.gz。

然后，你可以将其移动到该目录并执行sudo R CMD INSTALL RMySQL_0.x.x.tar.gz。我们现在设定为使用RMySQL包。
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从MySQL中导入数据

注意到在Ubuntu 12.04终端我们用R-q开始使用R。这减少了我们得到的关于R软件一般的细节信息。首先运行library（RMySQL）调用库，运行d<-dbDriver（“MySQL”）设置数据库驱动程序。运行con<-dbConnect（d，dbname=‘test’）指定数据库连接器，然后运行io_data<-dbGetQuerry（con，‘select*from IO_Time’）通过查询从MySQL中获取IO_Time表。最后，确认数据已经通过io_data被正确导入R。上图的右侧确认数据已经被正确导入到R。


2.3　导出数据/图表

在前面的章节中，我们学习了如何从外部文件导入数据。在许多情况下，我们需要将R数据导出到合适的外部文件中。在自动化系统、报告等方面都可能需要在其他软件中充分利用R的输出结果。


2.3.1　导出R对象

基本的R的导出数据函数是write.table，在看到了read.tabe函数的用途之后这个函数一点也不奇怪。下图给出了write.table函数的一段代码。导入时，我们假设将文件导入到R对象中，导出时，我们首先指定R对象然后再提到文件名。默认情况下，R在导出对象时指定行的名称。如果没有行名，R将简单地用从1开始的几个数字命名。如果你不需要这样的行名，只需在程序中指定row.names=FALSE。
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用write.table函数导出数据


例2.3.1导出Titanic数据：
 在Titanic数据集图的两种不同的形式中，我们看到了Titanic数据集的两种格式。图的右侧所示的就是我们想要导出的.csv格式。我们使用write.csv函数来实现这一目的。



> write.csv(Titanic,"Titanic.csv",row.names=FALSE)



该Titanic.csv文件将被导出到当前的工作目录。读者可以在Excel或LibreOfficeCalc中打开CSV文件并确认是所需的格式。

另一个导入/导出选项也可以在外部包中。如果目标软件是SAS、SYSTAT、STATA和Weka中的任何一种，那么write.xport、write.systat、write.dta和write.arff函数是很有用的。


2.3.2　导出图表

在第3章中，我们会产生大量的图表。此处，我们将解释如何将图标表示成想要的格式。

在下图中，有一张通过在终端执行代码plot（sin，-pi，2*pi）生成的图表。这行代码产生的是在区间[-2π，2π]的正弦波。

实际演练：导出图表流程

这里将探讨导出图表：

1.通过运行plot（sin，-pi，2*pi）作出在区间[-π，2π]的正弦函数。

2.弹出一个标题为R Graphics Device 2（ACTIVE）的新窗口。

3.在菜单栏中，选择文件保存为Png（依次单击File|Save as|Png）。
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保存图表

4.将文件保存为sin--_plot.png或者其他你喜欢的名字。

刚刚发生了什么

如前面的步骤4在你指定的目录中将创建一个名为sin_plot.png的文件。

UNIX用户不能按照前面提到的方法保存图表。如果你使用的是UNIX，则用不同的方式保存图表。假设我们在Linux操作系统中运行R时想要保存文件。

grDevices库给出了不同的保存图表的方法。此处，用户可以使用pdf、jpeg、bmp、png，以及其他一些函数来保存图表。下面代码给出了一个例子：



> jpeg("My_File.jpeg")
> plot(sin, -pi, 2*pi)
> dev.off()
null device
          1
> ?jpeg
> ?pdf



在这里，我们首先调用所需的设备并指定要保存的输出的文件名、目录路径和文件名。然后，我们绘制函数，最后用dev.off函数关闭设备。幸运的是，这项技术对于Linux和Windows平台均适用。


2.4　管理一个R会话

我们将以管理R会话的讨论结束本章。在许多方面，这个环节是类似于我们做好晚餐之后来到餐桌前。现在，在管理R会话方面可以讨论许多内容，我们从精简代码开始讲起。

实际演练：操作会话管理流程

管理会话非常重要。任何好的软件都可以提供多种技术会议管理方式，我们在探索R中可用的方法。

1.你已经决定停止R会话！这时，我们想保存在控制台上执行的R程序的所有的文件。在File（文件）菜单中有一个Save History（保存历史记录）的选项。依次单击File|Save History选择该选项后，与前一节一样，我们可以将R会话的历史记录保存在一个新的文本文件中。用文件名testhist保存历史记录。通常，R将其保存为一个便于通过文本编辑器查看或者修改的RHISTORY文件。你也可以按照需求保存任何时刻的R的历史记录。

2.现在，在一个新的R会话开始时你要重新载入历史记录testhist文件。操作步骤是依次选择File|Load History，并选中testhist文件。

3.在R会话中你会创建许多具有不同特点的对象。它们都被保存在一个.Rdata文件中，通过File|Save Workplace可以打开该文件。在一个新的会话中，这个工作空间可以通过File|Load Workspace被加载。
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R会话管理

4.另一种保存R代码的方法是：当我们选择File|Exit，或者通过单击R窗口的“关闭按钮”时，会弹出一个如下图所示的窗口来询问用户是否保存R代码。如果单击Yes（是），R将追加RHISTORY文件在工作目录与当前会话中执行的代码，从而节省了工作空间。

5.如果你想从当前列表中保存特定的对象，你可以使用save函数。例如，你想保存对象x，运行save（x，file=“x.Rdata”）。在后面的会话中，你可以运行load（“x.Rdata”）恢复对象x。

然而，在以前的会话中调用的库不可再次使用。再次使用它们需要用数据库函数library（）调用。这个问题需要注意一下。
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保存R会话

刚刚发生了什么

会话历史记录是非常重要的，对象也创建会话。随着学习的深入，你很快就会意识到，不可能在一个会话中完成所有任务。因此，准确管理会话至关重要。你已经学习了怎样保存历史代码记录、工作空间等。

一展身手

现在有两个矩阵[image: ]
 和[image: ]
 。求出AB的交叉乘积和AB的逆。然后，求出β并对其逆进行转置。你观察到了什么？


2.5　本章小结

在本章中，我们学会了如何进行计算。我们还学习了如何从各种格式的外部文件导入数据，然后将R对象和输出结果导出到其他软件。我们还学习了如何有效地管理一个R会话。

现在我们了解了如何创建R的数据对象，下一步就是这类数据的可视化。在第1章中，我们根据数据的性质研究图表的生成。然后，我们学习了专门对离散型和连续型随机变量的相关数据生成图表。对关于单变量和多变量数据的图表做了区分。下一章，必须取悦眼睛！特别强调的是关于分类数据作图的可视化技术，其中包括图表、散点图和柱形图。多元数据可视化非常有用，其不是单纯的3D作图，关于R中具体的作图方法将在下一章中讨论。


第3章　数据可视化

数据可能是最好理解的，如果它在某种情况下以一个合理的方式出现，那么在这种情况下就是合理的。Chen等人（2008）编译的文章中许多数据可视化的科学家给出了一个更深入、更具历史性和数据显示的流行趋势。数据可视化可能像数据本身一样具有历史性，它出现在科学、历史和生活的每一个可以捕获数据的地方。读者可以通过Chen等人的Friendly文章（2008）了解丰富的可视化历史数据。可视化的美学在Tufte（2001）中被优雅地描述。本章对本书的其余部分有深刻的影响，而且本章的目的就是为本书的其余章节提供指导和专业的图表。

本章提供了必要的内容，用于理解离散和连续数据需要合适的工具这一要点，并通过这些图的鲜明特点来展示数据验证的结果。此外，本章还与第4章密切相关，这里的许多可视化技术在本质上都是“试探性”的。因此，本章和下一章相互补充。据观察，在许多初步的课程/测试中，非常强调的是图的类型，比如直方图、箱线图等，这些更适合生成连续变量的数据。因此，我们需要区别离散型和连续型变量数据，为了达到区分的目的，我们首先从方法开始提供离散变量数据的可视化结果。

R中有四大框架用于产生图形：基本图形、网格、格子和ggplot2。在本章中，大多采用前3种，在最后有关于ggplot2的简要概述。

本章将主要讲解有效数据可视化的细节：

·分类数据的可视化使用条形图、散点图、柱形图、镶嵌图、饼图及其变种。

·连续数据的可视化采用箱线图、直方图、散点图及其变种，以及帕累托图。

·有关ggplot2的简单介绍


3.1　分类数据的可视化技术

在第1章中，我们提到了很多变量，其结果在本质上是分类变量。Gender、Car_Model、Minor_Problems、Major_Problems和Satisfaction_Rating是分类变量的例子。在软件产品的开发周期中，各种问题或错误以不同严重程度被提出，例如Minor和Show Stopper。对于分类数据的可视化方法需要引起特别的关注，本节的目标是帮助读者提供一些有用的图形工具。

在本节中，我们将主要围绕数据集涉及的错误，这是软件工程师主要关注的。该数据集的来源是http://bug.inf.usi.ch/
 ，建议读者在进一步学习之前先登录该网站。我们将从Eclipse JDT Core软件系统开始，这个系统的详细信息可以在http://www.eclipse.org/jdt/core/indes.php
 网站找到。文件可以在http://bug.inf.usi.ch/download.php
 页面下载。


3.1.1　条形图

即使你不懂分类变量，你也可能非常熟悉条形图。在一个条形图中，通常会绘制与类别的频率成正比的条形。我们从一个与Eclipse JDT Core软件系统有关的数据集Severity_Counts开始。读者还可探讨R内置的例子。

探讨R内置的例子

条形图可以使用两种方法得到。使用graphics库中的barplot函数是一种得到条形图的方式。对于该绘图功能的内置例子可以用example（barplot）调用。第二种获得方式是通过加载lattice包，然后调用example（barchart）函数。第6个图（当你在提示上单击第6次时）实际上是函数barchart的一个例子。

该例子的主要目的是帮助读者学会用R获得条形图。我们经常会想到一个图形的某种特定变体，但总记不住。因此，我们建议读者探索R产生的各种条形图。当然，example（）中的例子只是冰山一角。


例3.1.2漏洞度量数据集的条形图：
 软件系统Eclipse JDT Core有997个不同的和开发有关的类环境。每次确认的漏洞会根据严重程度分为Bugs、NonTrivial、Major、Critical以及High五个等级。我们需要用图展现出每种严重程度出现的频率，并且需要将发布软件前后的变化反映出来。所需数据在Severity_Counts对象里。


例3.1.3五种软件的漏洞度量数据集的条形图：
 在上述例子中，我们做了JDT软件的条形图。当然，五种软件的条形图可以作为一个练习。这五种软件的漏洞频数表在RSADBE包的Bug_Metrics_Software数据集里。
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通过设置barplot函数里的beside选项，我们能用两张图展示出频率表。之前的数据从XLS/CSV文件中复制，可直接运行“实际演练：R中的条形图”部分的R程序第一行来获得。

让我们开始行动，预览条形图。

实际演练：R中的条形图

我们将用数据集来产生各种不同形式的条形图。条形图的类型也和问题有关。

1.在控制台输入example（barplot）并回车。

2.标题为“Click or hit Enter for next page”的新窗口会弹出，可以连续单击直至页面不再刷新。

3.加载lattice包：library（lattice）。

4.在控制台尝试函数example（barchart），其中第6个图就是一个条形图示例。

5.在包RSADBE中运行data（Severity_Counts），加载并检查JDT软件数据。

该对象的预览图在第7步的截图中。共有5种对漏洞的分级：普通漏洞（Bugs）、非严重漏洞（NT.Bugs）、主要漏洞（Major.Bugs）、严重漏洞（Critical）以及极严重漏洞（H.Priority）。同时该数据集还记录了软件发布前后的频率，并且用BR和AR来标记。在有目的地生成条形图之前，我们先要理解这种计数数据。

6.为了比较软件发布前后的频率变化情况，运行以下代码：



barchart(Severity_Counts,xlab="Bug Count",xlim=c(0,12000),col=rep(c(2,3),5))



barchart函数来自lattice包。频数的范围用xlim=c（0，12000）来设置。col=rep（c（2，3），5）则表示我们需要用两种颜色区别BR和AR，五个分级就需要将颜色设置重复5次。
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Bug Metrics数据集的条形图

7.还有一种方法是使用graphics包中的barplot函数：



barplot(Severity_Counts,xlab="Bug Count",xlim=c(0,12000), horiz=TRUE,col=rep(c(2,3),5))



其中horiz=TRUE可以生成水平方向的条形图。要注意，lattice包中的barchart函数下的horizontal=TRUE和这个不一样。

我们现在来看Bug_Metrics_Software数据集，它包含了JDT、PDE、Equinox、Lucene以及Mylyn这五个软件的数据。
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Severity_Counts和Bug_Metrics_Software视图

8.用data（Bug_Metrics_Software）加载所有相关数据。

9.为了在同一个窗口获得软件发布前后的条形图，可以使用指令par（mfrow=c（1，2））。

par函数是画图时为设置参数而频繁使用的函数。我们来考虑一个简单的例子。回忆一下在运行example（dotchart）时，R会让你点击或者按Enter来进入下一个页面以看到一幅新的图形。然而，当你运行barplot（Severity_Counts，xlab=“Bug Count”，xlim=c（0，12000），horiz=TRUE，col=rep（c（2，3，），5））就未出现这种情况。现在，我们尝试使用par函数来完成这些操作。先运行par（ask=TRUE），接着执行条形图作图的命令。软件将向你请求点击或者按Enter。用？par可获得par函数的更多信息。我们再来考虑mfrow这个选项。R默认新的图形将会覆盖旧的图形，而我们想让两个图形同时出现在一个窗口上，用mfrow=c（1，2）即可生成1行2列的图形预览。

10.为得到软件发布前各种漏洞严重程度频率依次排列的条形图，可以使用如下代码：



barplot(Bug_Metrics_Software[,,2],beside=TRUE,col =c("lightblue",
"mistyrose", "lightcyan", "lavender", "cornsilk"),legend = c("JDT"
,"PDE","Equinox","Lucene", "Mylyn"))
title(main = "After Release Bug Frequency",font.main = 4)



其中Bug_Metrics_Software[，，1]确保仅考虑发布前的频率数字。选项beside=TRUE确保每一列都用相邻的长条显示，每一个长条的高度都和每种软件在相应严重程度上的频数成比例。选项col=c（“lightblue”，…）指定了每种软件相应长条的颜色。最后，title命令则是为条形图设置标题。

11.类似地，为了获得发布后的条形图，可运行以下代码：



barplot(Bug_Metrics_Software[,,2],beside=TRUE,col = c("lightblue",
"mistyrose", "lightcyan", "lavender", "cornsilk"),legend = c("JDT"
,"PDE","Equinox","Lucene", "Mylyn"))
title(main = "After Release Bug Frequency",font.main = 4)



读者可以根据第10步来对代码做出解释。
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5个软件的条形图

首先请注意y轴的刻度在发布前后有明显不同。实际上，软件发布前，漏洞频率都是上千的，发布后仅仅是几百。显而易见，工程师付出了巨大的努力以保证发布后的软件漏洞最少。然而，这样的比较并不公平，因为上边的图形差别太大。尽管我们不期待在任何情况下结果都完全不同，但最恰当的比较还是应该确保两个条形图的刻度相同。常用的建议是用同样的刻度或者进行一定的数学变化如对数变换后再进行比较。在本例中，这些方法都没有用，我们需要使用lattice包中有关条形图的其他方法。

现在，我们将使用barchart函数的formula结构，将BR和AR放到同一个图上。

12.在R控制台运行以下代码：



barchart(Software~Freq|Bugs,groups=BA_Ind, data= as.data.frame(Bug_Metrics_Software),col=c(2,3))



方程Software~Freq|Bugs表示我们根据漏洞的严重程度进行频率计数，进而获得条形图。此外，我们还依据BA_Ind分组做了相应的条形图。图形如下：

[image: ]


相同规模下，软件发布前后的漏洞数量条形图

R提供了657种颜色，可以运行try colors（）来获得帮助。

刚刚发生了什么

barplot和barchart是制作条形图的两个常用函数。对常见的因子，如这里的AR和BR，可以通过rep函数来设置颜色加以区别。选项beside=TRUE将同一种严重程度的不同软件的频率长条放在一起。我们也知道了如何使用lattice包中的方程结构。同时看到了多种多样的条形图，并且知道如何根据目的作出相应的高效的条形图。

一展身手

探索barchart（Software~Freq|Bugs，groups=BA_Ind，…）中的选项stack=TRUE。观察之前预览图中的频率。用xlim=c（0，15000）设置y的范围。


3.1.2　点图

Cleveland（1993）提出了一种点图来代表分类变量频率的条形图。对于中小型数据这种图很有用。在内置例子部分，可以看出点图可用于饼图中。点图也可用于连续型变量。点图服从Tukey原则，尽可能多地用图像展示信息。


例3.1.4（延续例3.1.2）：
 在“实际演练：R中的条形图”的第6步中，我们看到在软件发布后，漏洞频率长条几乎没有了。这个缺点可以用点图来克服，参见接下来的实际演练。

实际演练：散点图

我们将使用graphics包中的dotchart函数以及来自lattice包的dotplot函数来获得散点图。

1.在控制台输入“example（dotplot）；”和“example（dotchart）；”并按回车可查看内置的散点图示例。

2.作出软件发布前后的散点图：



dotchart(Severity_Counts,col=15:16,lcolor="black",pch=2:3,labels
=names(Severity_Counts),main="Dot Plot for the Before and After
Release Bug Frequency",cex=1.5)



其中选项col=15：16用以设置颜色；lcolor用以设置穿过点的线的颜色。选项pch=2：3则设置用原点和方块点表示软件发布前和发布后的频率。选项labels和main比较好理解，cex则是将标签的字体放大1.5倍。运行上述代码得到如下预览图：
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Bug Metrics数据集散点图

3.5个软件的散点图也很容易获得：



> par(mfrow=c(1,2))
> dotchart(Bug_Metrics_Software[,,1],gcolor=1:5,col=6:
10,lcolor= "black",pch=15:19,labels=names(Bug_Metrics_
Software[,,1]),main="Before Release Bug Frequency",xlab="Frequency
Count")
> dotchart(Bug_Metrics_Software[,,2],gcolor=1:5,col=6:
10,lcolor= "black",pch=15:19,labels=names(Bug_Metrics_
Software[,,2]),main="After Release Bug Frequency",xlab="Frequency
Count")



对于输入到barchart中的矩阵来说，选项gcolor设置每一列都有同一种颜色。请注意Bug_Metrics_Software数据的类型是xtabs和table，而Bug_Metrics_Software[，，1]是一个矩阵，因此可以直接作散点图。如果运行dotchart（Bug_Metrics_Software）就会出错。与条形图相比，散点图可以更好地展示漏洞频率。
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5个软件漏洞频率散点图

刚刚发生了什么

我们已经看过了两种获得散点图的方法，对一系列选项设置也做了详细说明。


3.1.3　脊柱图、马赛克图

在条形图中，长条的长度（高度）不同，宽度相同。而对于脊柱图和马赛克图来说，长度相同，宽度则根据频率变化。当我们需要展示列联表数据时，脊柱图和马赛克图就会更好用。脊柱图是马赛克图的一个特例。首先我们来看一下脊柱图。


例3.1.5Visualizing Shift and OperatorData（Ryan，2007，487页）：
 在一个操作员轮流值班的工厂，现在想知道轮班的时间是否会影响操作员的表现。在这个实验里，工厂为3个操作员规定了一种特殊的月度轮班制度。在3个月内，记录每个操作员的不合格产品数。该数据在Ryan（2007）的487页，整理后如下表所示：
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我们将根据这些数据作出相应的脊柱图。其中有如下几个问题：

·不合格产品总数依赖于操作员吗？

·和轮班有关吗？

·能从图上看出以上问题的答案吗？

实际演练：操作员轮班数据的脊柱图

使用spine plot函数得到脊柱图。

1.探索脊柱图内置例子：example（spineplot）。

2.输入轮班数据：



ShiftOperator <- matrix(c(40, 35, 28, 26, 40, 22, 52, 46, 49),nro 
w=3,dimnames=list(c("Shift 1", "Shift 2", "Shift 3"), c("Operator 
1", "Opereator 2", "Operator 3")),byrow=TRUE)



3.用colSums函数获得每个操作员的不合格产品数：



> colSums(ShiftOperator)
 Operator 1 Opereator2 Operator 3
        118         121         99



操作员1和操作员2的不合格产品数很接近，但比操作员3少了大约20%。

4.用函数rowSums获得每种轮班方式的不合格产品数：



> rowSums(ShiftOperator)
Shift 1 Shift 2 Shift 3
    103      88     147



其中第3种轮班方式比其余两种方式的不合格产品数多50%以上。让我们来看一下脊柱图。

5.作出脊柱图：spineplot（ShiftOperator）。

现在我们开始理解脊柱图。在没有外部影响的情况下，我们可认为操作员和轮班方式对不合格产品数不产生影响。

6.因此，在x轴和y轴上，我们作出1/3的等分线。以检查我们是否得到了近似相等的面积。



abline(h=0.33,lwd=3,col="red")
abline(h=0.67,lwd=3,col="red")
abline(v=0.33,lwd=3,col="green")
abline(v=0.67,lwd=3,col="green")



输出的预览图如下：
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关于移位运算符问题的脊柱图

可以看到红线分隔部分显示不合格产品数几乎相等。然而，从脊柱图可以看出大部分不合格产品都出现在第3种轮班方式上。

刚刚发生了什么

数据描述是用来理解问题的，而脊柱图则能识别出第3种轮班方式是不合格产品的主要来源。函数abline的作用在这个数据中显而易见，它还有很多作用需要读者自己探索。

脊柱图是马赛克图的一个特例。Friendly（2001）在第4章中最早提出了马赛克图的概念，这本书有很好的参考价值。想理解马赛克图结构，可以查看链接http://www.stat.auckland.ac.nz/~ihaka/120/Lectures/lecture17.pdf
 。如其所述，假设有三个两水平的分类变量。马赛克图会先生成一个方块，之后根据第一个变量的两个水平的频率，按比例将方块切割为两部分。接着再在每一块中根据第二个变量的两个水平的频率再次切割。注意到方块现在已经有四部分，最终，根据第三个变量，每一部分又被分成了两个小部分。


例3.1.6Titanic数据集：
 在第2章中，我们开始用到了Titanic数据集。我们用两种方式预览了这个数据集，现在我们继续使用这个数据集。问题如下：

·基于Class变量的乘客的分布，基于Class变量的Survived变量的分布。

·基于Sex变量的乘客的分布，以及幸存者的性别分布。

·基于Age变量的幸存者的分布。先基于Class变量，再依照Sex变量，最后是Age变量的Survived变量的分布。

我们看一下实际演练的详细情况。

实际演练：Titanic数据集的马赛克图

本演练的目的是理解Titanic号全船乘员基于变量Class、Sex和Age的存活率。首先，我们用xtabs和prop.table获得每个变量的预览，再用mosaicplot获得整个图的预览。

1.获得Class的频率：xtabs（Freq~Class，data=Titanic）

2.获得基于Class的Survived变量的比例：prop.table（xtabs（Freq~Class+Survived，data=Titanic），margin=1）

3.重复上述步骤计算Sex变量的频率以及基于Sex的Survived变量的比例：



xtabs（Freq~Sex，data=Titanic）
prop.table（xtabs（Freq~Sex+Survived，data=Titanic），margin=1）



4.重复上述步骤计算Age变量的频率以及基于Age的Survived变量的比例；

5.绘制马赛克图：mosaicplot（Titanic，col=c（"red"，"green"））

输出结果如下：
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Titanic数据集的马赛克图

上述的输出结果表明高等舱的存活情况比低等舱好。分析也表明女性使用救生系统的优先程度比男性高，小孩的优先程度比成人高。

马赛克图分割过程是这样的：首先，依据舱等级情况将方块按比例分为四部分，相应分块的宽度和频率成比例。每一块再依据性别被划分为两部分，总共8块；再依据年龄组别划分为16块，最后又按照是否存活再次划分为32块。其中存活-小孩-前两个等级舱的面积比未存活的面积大。三等舱的未存活多于存活，对性别和年龄来说，也是这样。注意到在船员舱并没有小孩。剩余信息读者自行理解。

刚刚发生了什么

马赛克图的工作原理已经很清晰了。我们将其用于Titanic数据集，能够挖掘出特别多的信息，能够解决分类变量的一些问题。


3.1.4　饼图和四折图

饼图在许多商业分析中很流行。其中一个重要原因是它非常简单。Cleveland、McGill和Sarkar（2008，第57页）认为，严格来说饼图并不利于分析和观察。不过，这里我们还是需要阐述一下饼图。


例3.1.7漏洞严重性问题中的饼图：
 用以下代码即可获得。



> pie(Severity_Counts[1:5])
> title("Severity Counts Post-Release of JDT Software")
> pie(Severity_Counts[6:10])
> title("Severity Counts Pre-Release of JDT Software")



你能发现饼图的缺点吗？
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错误计数的发布前后（输出编辑）的饼图

饼图的主要缺点是难以辨认相关区域。如果需要判断相关区域，通常建议用点图代替饼图。

四折图是展示2×2×k的三维列联表的一种新方式。这种方法是获得k个2×2的列联表的图。列联表的四个子区域的频率用四分之一圆表示，半径和频率的平方根成比例。和饼图相比，四折图的半径是不同的，更容易展示列联表。


例3.1.8UCB Admissions数据集的四折图：
 R内置了fourfoldplot函数可作四折图。代码和预览图如下：



> fourfoldplot(UCBAdmissions,mfrow=c(2,3),space=0.4)
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UCB Admissions数据集的四折图

在本节中，我们主要关注分类数据的作图。在很多书中，连续型数值变量的作图通常会使用更适合的工具。如果将这些工具用在分类变量上则会有很多缺点。因此，我们花了如此多的篇幅介绍这些作图方法。在随后的章节中，我们将介绍更适合为连续型变量作图的工具。


3.2　连续型变量数据的可视化

连续型变量有着不一样的结构，因此需要用特定的方法来展示。庆幸的是，有很多流行的作图方法都能很好地适用于连续型变量。由于连续型变量多种多样，我们也会在这部分讲述很多作图技术。这部分内容对学习第4章起到很重要的作用。


3.2.1　箱线图

箱线图基于最小值、下四分位数、中位数、上四分位数和最大值作成。中位数构成了箱子中间的粗线，上下四分位点构成了箱子上下两侧的线，上下四分位点、中位数将数据分为了四部分，每一个部分都有相同的观测数。中位数是数据从小到大排列后正中间的那个，下四分位点可以看做最小值和中位数之间的中位数。这些概念可以在第4章中找到。箱线图有两个作用：了解数据分布，识别异常值。为了达到第一个目的，我们将范围值设置为0，将触须伸到最小值和最大值，然后给出所有数据的分布。

若箱线图的目的是识别异常值，我们可以将触须用某种方式延伸到容忍极限，则可捕获到异常值。因此，触须设置为IQR（四分位距）默认值的1.5倍，四分位距也就是上分位点或者下分位点到中值的距离。在箱线图中，若有数据点超过了触须，则被标记为异常值。箱线图有时也被称为箱须图，触须则是从箱子开始画，直到到达最小值和最大值。我们将用例子来阐述。


例3.2.1
 可以通过运行lattice包里的example（bwplot）以及graphics包里的example（boxplot）来探索函数bwplot和boxplot的用法以及选项使用。


例3.2.2电阻数据中的箱线图：
 Gunst（2002）有一根电线电阻的8对共16个观测。在这些同分布的观测下有两种过程。我们想知道电线的电阻是否和过程有关，哪个过程会导致更大的电阻。首先用summary函数来做数据比较，之后我们将用箱线图做可视化，并得出上述问题的答案。


例3.2.3Michelson-Morley实验：
 这是一个著名的物理实验，证明了以太不存在。若以太存在的话，光速会有大约4%的偏移。进行了5次实验，共20次光速测量。我们将用这个数据完成以下两个目的：4%的偏移是否能够被数据支持，极端值的设定。第一个目的是统计问题，第二个目的是软件设置。

我们将在R中演示上述例子，用summary函数和箱线图做出结论。

实际演练：箱线图

我们将用到graphics包里的boxplot函数以及lattice包里的bwplot函数来生成箱线图。

1.查看graphics包中箱线图的各种示例：example（boxplot），以及lattice包中的箱线图同它的不同：example（bwplot）

2.来自包RSADBE包里的电阻数据包含了两种过程信息。加载该数据：data（resistivity）

3.描述两个过程的数据：



> summary(resistivity)
        Process.1 Process.2
Min.        0.138     0.142
1st Qu.     0.140     0.144
Median      0.142     0.146
Mean        0.142     0.146
3rd Qu.     0.143     0.148
Max.        0.146     0.150



过程2明显比过程1的电阻高了4%，我们再来看看箱线图的信息。

4.做出两个过程的箱线图：boxplot（resistivity，range=0）。

参数range=0指定了触须延伸到最小值和最大值。箱线图也说明过程2的电阻高于过程1，之后我们再使用lattice包中的bwplot函数。与boxplot需要的数据框架不同，该函数需要将所有的电阻值放到一列，将其相应过程放在另外一列。

箱线图有一个叫做notch（凹口）的重要选项，可以用来比较中位数。顶凹口和底凹口为中位数加减1.57（IQR）/n1/2。若两个箱线图的凹口没有重叠部分，可以认为两组数据的中位数明显不同。这个选项在函数boxplot和bwplot中都有。

5.将电阻数据转换为另一种形式，以便用于bwplot函数：resistivity2<-data.frame（rep（names（resistivity），each=8），c（resistivty[，1]，resistivity[，2]））。

将变量名赋予新的数据框names（resistivity2）<-c（“Process”，“Resistivity”）。

6.在数据resistivity2上运行bwplot函数：

bwplot（Resistitvy~Process，data=resistivity2，notch=TRUE）
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使用boxplot、bwplot和notches作出的箱线图

凹口有重叠，因此我们不认为中位数明显不同。

在使用morley数据集中的光速数据时，我们需要识别出异常值。为了达到这个目的，触须设置为1.5倍四分位差。

7.作出能识别超过1.5倍四分位差的异常值的带触须的箱线图：



boxplot(Speed~Expt,data=morley,main = "Whiskers at Lower- and Upper- Confidence Limits")



8.加上认为能识别以太的线：abline（h=792.458，lty=3）。

输出结果如下：
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Morley数据集箱线图

可以看到实验1有一个异常值，实验3有3个异常值。由于以太线明显位于中位数的下边，我们认为没有证据表明以太存在。

刚刚发生了什么

这节我们介绍了各种不同的箱线图，可以用它们来识别异常值。


3.2.2　直方图

直方图是一种最早的作图技术，毫无疑问也是最通用、兼容性最好的。它是由伟大的统计学家Karl Pearson发明的，最大的优势是简单。该图是将一个变量划分为几个区间，然后用高度表示数据落在该区间的频率。用直方图来观测数据的分布形状是非常有用的，我们举例来说明。

我们将用一个有名的数据集Galton来介绍直方图的结构，其中将会尝试理解孩子身高同父母身高的关系。在这个数据集里，共有928对观测值，首先我们来简要看一下数据情况：



> data(galton) > names(galton)
[1] "child" "parent"
> dim(galton)
[1] 928   2
> head(galton)
child parent
1  61.7   70.5
2  61.7   68.5
3  61.7   65.5
4  61.7   64.5
5  61.7   64.0
6  62.2   67.5
> sapply(galton,range)
     child parent
[1,]  61.7     64
[2,]  73.7     73
> summary(galton)
     child          parent
Min.    :61.7   Min.   :64.0
1st Qu. :66.2   1st Qu.:67.5
Median  :68.2   Median :68.5
Mean    :68.1   Mean   :68.3
3rd Qu. :70.2   3rd Qu.:69.5
Max.    :73.7   Max.   :73.0



我们需要用区间（也就是直方）覆盖所有928对观测值。自然我们就会想到如下问题：如何决定区间的个数（通常叫组数）和区间的宽度（通常叫组距）。若设定组数为k，组距为h，则有以下关系：
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这里的[]表示向上取整。类似的，若设定了k，也可以求出相应宽度，h=[（maxi
 xi
 -mini
 xi
 ）/k]。

对于这个问题来说，有很多种原则。在R的hist函数里，有Sturges、Scott以及Freedman-Diaconis三种选项，可以运行？nclass.Sturges，或？nclass.FD和？nclass.scott来获得相关信息。其中默认设置是Sturges选项，其中组数如下定义：
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在数据分布近似正态时，用该方程确定组数是比较合适的。而Scott的正态原则，则会用到数据的标准差：

[image: ]


最后，Freedman-Diaconis原则以如下公式确定组距：
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接下来，我们将会通过例子展示一系列直方图，并且在接下来的实际演练中教会读者使用程序代码。


例3.2.4内置例子：
 可以查看R内置的直方图例子：example（hist）和example（histogram）


例3.2.5Galton数据集：
 我们将用Galton数据集作出直方图，并使用Freedman-Diaconis和Sturges原则。


例3.2.6汽油混合燃料辛烷值：
 有一个用两种方法获得汽油混合燃料辛烷值的实验，用两个样本来检查燃料混合方式。Snee（1981）用辛烷值的谱图获得了32种混合方式。我们将会分别作出针对这两种方法的直方图。


例3.2.7虚拟数据集的直方图：
 RASDBE包的作者虚拟了一套数据Samplez，我们用它来绘制直方图。

实际演练：理解直方图的效率

直方图可以使用hist或histogram函数来获得。我们也将讨论组距的确定原则。

1.查看graphics包和lattice包的直方图例子：example（hist）；example（histogram）。

2.调用画图命令par（mfrow=c（2，2））。

3.用Galton数据作出孩子和成人身高的直方图，分别使用Freedman-Diaconis和Sturges原则设置组距。



par(mfrow=c(2,2))
hist(galton$parent,breaks="FD",xlab="Height of Parent",
main="Histogram for Parent Height with Freedman-Diaconis
Breaks",xlim=c(60,75))
hist(galton$parent,xlab="Height of Parent",main= "Histogram for
Parent Height with Sturges Breaks",xlim=c(60,75))
hist(galton$child,breaks="FD",xlab="Height of Child",
main="Histogram for Child Height with Freedman-Diaconis
Breaks",xlim=c(60,75))
hist(galton$child,xlab="Height of Child",main="Histogram for Child
Height with Sturges Breaks",xlim=c(60,75))



输出结果如下：
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Galton数据集直方图

注意到可能会有一部分人对使用Freedman-Diaconis原则定义组距的父母身高直方图不太满意。

4.加载例3.2.9提到的汽油混合燃料辛烷值数据：data（octane）。

5.调用画图命令par（mfrow=c（2，2））。

6.使用Sturges原则设置组距，作出两种方法下的直方图：



hist(octane$Method_1,xlab="Ratings Under Method I",main="Histogram 
of Octane Ratings for Method I",col="mistyrose")
hist(octane$Method_2,xlab="Ratings Under Method 
II",main="Histogram of Octane Ratings for Method II",col="cornsilk")



输入结果如下图的第一行。

从图来看，对方法1来说，辛烷值的均值是90，方法2的值是95。方法2的分布看起来比方法1更对称。

7.加载数据：data（Samplez）。

8.做出两个样本下的直方图：



hist(Samplez$Sample_1,xlab="Sample 1",main="Histogram: Sample 1",col="magenta")
hist(Samplez$Sample_2,xlab="Sample 2",main="Histogram: Sample 2",col="snow")



输出结果如下：
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辛烷值和样品虚拟数据集的直方图

可以看到第2行的直方图都不对称，其中样本1的分布是右偏的，样本2的分布是左偏的。

刚刚发生了什么

直方图在理解变量的分布上很直观。在这节里，我们已经开始深入了解直方图的复杂结构，尤其是组距的确定。我们也看到了特定变量的一些分布性质。


3.2.3　散点图

在上一节中，我们使用直方图来理解变量的性质。对于多个变量，我们需要多个直方图。然而，我们需要不同的工具来理解两个或更多变量之间的关系。一个简单而有效的方法是散点图。当我们有两个变量时，散点图可以简单地在两个轴上绘制两个变量。散点图是强大的，反映了变量之间的关系，它揭示了是否有线性/非线性关系。如果这种关系是线性的，而且变量间关系是正的或是负的，我们就能得到结论，等等。


例3.2.8漏极电流与地面—源极电压：
 Montgomery和Runger（2003）报道了来自IEEE的一篇文章（练习11.64）关于其中的漏极电流的测量是针对地面-源极电压的实验。在散点图中，漏极电流的值被绘制在地面-源极电压的每个级别。前值的单位是毫安，而后者则是伏。R函数plot是用于理解其间关系的。我们将尽快显现对地面-源极电压的电平的电流值之间的关系。此数据可作为DCD在RSADBE中的包。

当我们需要了解两个以上变量之间的关系时，散点图是非常灵活的。在下面的例子中，我们将散点图扩展到多个变量。


例3.2.9汽油行驶里程性能数据：
 一辆汽车的行驶里程取决于多种因素，事实上，它是一个非常复杂的问题。在接下来的表中，变量x1至x11中，描述了各种因素对车辆行驶里程的影响。我们需要一个方法来解释变量和里程之间的相互关系。使用plot函数来解释这种关系可能需要重复作图11次，尽管大多数人在看第6次或第7次画出的图时，可能努力回忆第一张图的影响。pairs函数返回的散点图矩阵是非常有用的。让我们直接观察散点图矩阵：



> data(Gasoline)
> pairs(Gasoline) # Output suppressed



可以看出，散点图的矩阵是对称的。从某种意义上说，这种基体的上部和下部三角形仅仅是彼此的副本。我们可以更为有效的方式，通过指定附加参数将数据展示在散点图矩阵中。我们研究其内部的相互关系，了解变量的分布本身是很重要的。由于对角元素只表示该变量的名称，因此，我们可以通过其直方图取代它们。此外，如果我们可以确定两个变量之间的关系（相关系数）会更有效。事实上，根据值的大小增加字体的大小会更好地展示相关系数。我们首先定义了必要函数，然后使用pairs函数。
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实际演练：plot函数和pairs函数

现在将详细考虑散点图及其重要的多元扩展。

1.考虑数据data（DCD）。

使用正确选项xlab和ylab指定轴的标签。我们指定xlim和ylim关系的概况。

2.获得例3.2.8的散点图。plot（DCD$Drain_Current，DCD$GTS_Voltage，type="b"，xlim=c（1，2.2），ylim=c（0.6，2.4），xlab="Current Drian"，ylab="Voltage"）。
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DCD散点图

从上图中我们可以很容易地看出，随着ground-to-source电压的增加，有一个适当的漏极电流随之增加。由此可见这两个变量成正比。然而，现在实验室助理和你说，仪器的测量误差实际上导致ground-to-source电压高出15%。现在，我们不是删掉整个图表，而是更倾向于在已有图上增加正确的数字。Points选项帮助我们向图中添加新的纠正数据的点。

3.现在，首先使用DCD$GTS_Voltage/1.15获得正确的GTS_Voltage读数，执行语句points（DCD$Drain_Current，DCD$GTS_Voltage/1.15，type="b"，col="green"）将它们添加到现有的点。

4.首先，我们使用如下代码定义函数panel.hist和panel.cor：



panel.hist<- function(x, ...)
{
usr<- par("usr"); on.exit(par(usr))
par(usr = c(usr[1:2], 0, 1.5) )
h <- hist(x, plot = FALSE)
breaks<- h$breaks; nB<- length(breaks)
y <- h$counts; y <- y/max(y)
rect(breaks[-nB], 0, breaks[-1], y, col="cyan", ...)
}
panel.cor<- function(x, y, digits=2, prefix="", cex.cor, ...) {
usr<- par("usr"); on.exit(par(usr))
par(usr = c(0, 1, 0, 1))
r <- abs(cor(x,y,use="complete.obs"))
txt<- format(c(r, 0.123456789), digits=digits)[1]
txt<- paste(prefix, txt, sep="")
if(missing(cex.cor)) cex.cor<- 0.8/strwidth(txt)
text(0.5, 0.5, txt, cex = cex.cor * r)
}



过程中的两个定义函数来自example（pairs）代码。

5.实现两个函数：



pairs(Gasoline,diag.panel=panel.hist,lower.panel=panel.smooth,upper.panel=panel.cor)
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汽油数据集的成对点图

从上三角形中显示的数据中我们可以看到：里程与位移、功率、扭矩、传输速度、总长度、宽度、重量、传播的类型有紧密联系。进一步分析出前三个变量x1
 到x3
 与发动机的特点，以及在这三个变量中的强大联系。类似地，有一种强烈的联系将x8
 到x10
 联合起来，组成了汽车维度。同时，我们所做的不仅仅是获得较低的散点图显示的三角形。这里可以提供光滑的变量之间的关系。

6.最后，我们采取惯用技巧查看plot和pairs函数的性能，此操作需使用example（plot）、example（pairs）和example（xyplot）。

我们已经看到如何可视化多元变量。在接下来的小节中，我们将深入探讨帕累托图。

刚刚发生什么了

从一个简单的散点图和其有效性开始，我们竭尽全力扩展pair函数。pair函数大大探索了如何使用panel.hist和panel.cor功能真正理解一组多个变量之间的关系。


3.2.4　帕累托图

帕累托法则，也称为80-20规则或至关重要的几个法则，大约80%的缺陷是由于20%的原因。很重要的是，它可以识别消除80%的缺陷的20%的重要原因。qcc包包含函数pareto.chart，这有助于生成帕累托图。我们将给一个简单的例子。

帕累托图显示频率在两个轴的原因。假设我们将10个导致缺陷的原因标记为C1到C10，记录这些原因所导致的缺陷数分别为：5、23、7、41、19、4、3、4、2和1。由此可知原因2、4、5都为高频率（主导？），其他原因看起来有点弱。现在，让我们通过降序来对这些原因分类，获取它们的累积频率。我们还将获得累积百分比。



> Cause_Freq <- c(5, 23, 7, 41, 19, 4, 3, 4, 2, 1)
> names(Cause_Freq) <- paste("C",1:10,sep="")
> Cause_Freq_Dec <- sort(Cause_Freq,dec=TRUE)
> Cause_Freq_Cumsum <- cumsum(Cause_Freq_Dec)
> Cause_Freq_Cumsum_Perc <- Cause_Freq_Cumsum/sum(Cause_Freq)
> cbind(Cause_Freq_Dec,Cause_Freq_Cumsum,Cause_Freq_Cumsum_Perc)
  Cause_Freq_Dec Cause_Freq_Cumsum Cause_Freq_Cumsum_Perc
C4            41                41                 0.3761
C2            23                64                 0.5872
C5            19                83                 0.7615
C3             7                90                 0.8257
C1             5                95                 0.8716
C6             4                99                 0.9083
C8             4               103                 0.9450
C7             3               106                 0.9725
C9             2               108                 0.9908
C10            1               109                 1.0000



这似乎是一个简单的技巧，但很有效地揭示原因2、4和5导致了超过75%的缺陷。帕累托图用条形图表示已有的表格，在这个图中，原因的计数递减，左边的竖直轴表示频数，右边的竖直轴表示累计曲线。接下来看帕累托图的下一个示例。


例3.2.10帕累托图的完整应用程序：
 一个简单的循序渐进的帕累托图在网站http://personnel.ky.gov/nr/rdonlyres/d0rb5458-97eb-4a02-bde1-00fc31490151/0/paretochart.pdf
 上可用。读者可以通过文档中提到的步骤来理解。

以前面提到的Web文档为例，如果信用卡申请表填写得不完整，则发行信用卡的银行会拒绝办理。如果申请表中有一处或多处细节信息没有提供，我们就认为这份申请表填写得不完整。例如，如果客户/申请人不提供地址，书写不规范，没有签名，或是客户已有信用卡等原因，则申请将被终止。负责信用卡办理业务的经理所关注的是保证降低不完整申请表的比例，这是因为处理这类表格无法收取费用。经理想要研究导致申请表被拒绝的原因有哪些。

在这里，我们考虑不同的频率导致的应用程序拒绝的情况。



>library(qcc)
>Reject_Freq = c(9,22,15,40,8)
>names(Reject_Freq) = c("No Addr.", "Illegible", "Curr. Customer", "No Sign.", "Other")
>Reject_Freq
      No Addr.  Illegible   Curr.CustomerNo  Sign. Other
            9    22              15         40    8
>options(digits=2)
>pareto.chart(Reject_Freq)
Pareto chart analysis for Reject_Freq
Frequency Cum.Freq.Percentage Cum.Percent.
  No Sign.            40.0      40.0     42.6     42.6
Illegible             22.0      62.0     23.4     66.0
Curr. Customer        15.0      77.0     16.0     81.9
No Addr.               9.0      86.0      9.6     91.5
Other                  8.0      94.0      8.5    100.0
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未完成申请的帕累托图

在截图步骤5中将“实际演练：plot函数和pairs函数”的5个拒绝原因的频数呈现在条形图中，在条形图中的区别被显示在减少级频数中。左边原因的频数表示垂直轴。在每个条形图的中点，累积频率的原因是表示和引用计数正确的垂直轴。因此，我们可以看到，75%以上的拒绝是因为三个原因：没有签名，字迹模糊，当前的客户。这是帕累托图的主要作用。


3.3　ggplot概述

Tufte（2001）和Wilkinson（2005）强调美学上的图形。与数学、图形显示和微妙的变化/修正相比，确实存在一些改进，增强人的愉悦感。Wilkinson强调他所谓的语法的图形，Wickham（2009）给出一个R适应。

到目前为止，我们已经使用了各种功能，如条形图、点图、柱状图、四折图、箱线图等。图形的语法强调统计图形是一种从数据映射到几何对象的审美属性。美学方面包括颜色、形状和大小，而几何对象是由点、线、面组成的。详细讨论这些并不可行，不幸的是在本书中，我们不得不快速介绍图形的语法。我们首先考虑ggplot2功能包中的qplot函数。

实际演练：qplot图

在这里，我们将首先使用qplot函数获取各种各样的图。限于篇幅，我们仅使用前面的数据集，因此，类似的图使用qplot不会显示出来。鼓励读者核对？qplot及其实例。

1.用library（ggplot2）加载库。

2.重新排列以不同的格式和电阻率数据集获取盒式图指令：



test <- data.frame(rep(c("R1","R2"),each=8),c(resistivity[,1],resistivity[,2]))
names(test) <- c("RES","VALUE")
qplot(factor(RES),VALUE,data=test,geom="boxplot")



RES是一个因子变量，函数gplot需要被显式指定，并根据它的水平得到电阻值的箱线图。

3.对于汽油的数据集，我们想获得相应里程的箱线图的齿轮系统可以采用手动或自动方式。可以通过qplot（factor（x11
 ），y，data=Gasoline，geom="boxplot"）启动qplot。

4.直方图也是ggplot2的几何选项之一，我们用qplot（child，data=galton，geom="histogram"，binwidth=2，xlim=c（60，75），xlab="Height of Child"，ylab="Frequency"）获取孩子的高度的直方图。

5.父母对孩子高度的散点图用qplot（parent，child，data=galton，xlab="Height of Parent"，ylab="Height of Child"，main="Height of Parent Vs Child"）获取。

刚刚发生了什么

在qplot中，geom允许在单一函数中组合一系列图形，尤其对我们执行一系列技巧有利。

当然，还有更重要的ggplot2函数库中的ggplot，这是语法图形具有灵活性的主要原因。我们将通过一个非常简短的探索结束本章。ggplot的强大功能源于这样一个事实，你可以一层一层地构建一个图形。我们将用一个简单的例子来说明。

实际演练：ggplot

使用ggplot、aes和layer探索图形语法的力量。

1.使用library（ggplot2）加载库。

2.使用aes和ggplot函数，首先用galton_gg<-ggplot（galton，aes（child，parent））创建一个ggplot对象，运行galton_gg发现最近在R中所创建的对象。你将得到一个错误，图形设备将显示空白屏幕。

3.执行galton_gg<-galton_gg+layer（geom="point"）命令向galton_gg添加一层来创建一个散点图，然后运行galton_gg检查更改。是的，你会得到一个孩子和家长高度对化的散点图。

4.轴的标签是不合适的，我们需要更好的。ggplot的强大之处在于你可以以不同的选项继续添加层。事实上，你可以改变xlim和ylim现有的图形，并检查每次不同的图形。运行下面的代码以循序渐进的方式欣赏语法的力量：



galton_gg <- galton_gg + xlim(60,75)
galton_gg
galton_gg <- galton_gg + ylim(60,75)
galton_gg
galton_gg<-galton_gg+ylab("Height of Parent")+xlab("Height ofChild")
galton_gg
galton_gg <- galton_gg + ggtitle("Height of Parent Vs Child")
galton_gg



刚刚发生了什么

ggplot一层层的方法是非常有用的，我们甚至不用说明Galton数据集的散点图。事实上，我们只对ggplot做了简要概述，当然，感兴趣的读者可以参考Wickham（2009）以获得更多知识。

一展身手

如果先运行了par（list（cex.lab=2，ask=TRUE）），再运行barplot（Severity_Counts，xlab="Bug Count"，xlim=c（0，12000），horiz=TRUE，col=rep（c（2，3），5）），你期望R做什么？


3.4　本章小结

在这一章中，我们已经学习了不同类型的变量对应的不同类型的图表。我们还探讨了如何观察数据图表。重要的是要意识到，如果没有准确理解数据结构，且没有被锻炼得足够谨慎，那么产生的图是毫无意义的。GIGO的谚语非常真实，没有丰富的可视化技术可以帮助解决这个问题。

在前一章中，我们学习了导入/导出数据的重要手段，可视化不同形式和数据。现在我们已经理解并观察了数据，我们需要采取下一个步骤，即数据的定量分析。大约有两个主流的分析：探索性分析和验证性分析。前面的分析技术是下一章的核心形式。作为一个实例，散点图显示是否是正相关，负相关，或两个变量之间没有联系。如果相关性不为零，就有必要考虑该相关性的数字是正还是负。这些技术和扩展形式是下一章的核心。


第4章　探索性分析

在Tukey（1977）的《Exploratory Data Analysis》（普遍简称为EDA，探索性数据分析）一书中，这样描述“最佳方法”：我们不保证为你介绍的是“最佳”工具，主要是因为我们不能确定它是否是唯一的最佳工具。

本章的目的是强调EDA技术及其优势。

在前面的章节中，我们已经看到不同特征数据的可视化技术。分析能力也很重要，而本章讨论的是EDA技术。此外，比较通用的方法包括求均值、标准误差等。平均值的缺点已经被多次证明，缺点之一是它对异常值/极端值非常敏感。因此，探索性分析关注的重点是那些对极端值不敏感，稳定性强的方法。Velleman和Hoaglin（1981）讨论了关于本章介绍的统计方法的更多细节问题，在http://dspace.library,cornell.edu/handle/1813/62
 可找到相关电子书。在第一部分中，我们将简要介绍一下经常使用的探索性分析方法。本章主要的学习内容如下：

·基于中位数及其变体的汇总统计量，这种方法对极端值有一定的耐抗性

·茎叶图、字母值和包图等数据可视化技术

·建立耐抗线是我们的第一个回归模型，并用平滑数据和中位数平滑的方法改进模型


4.1　基本汇总统计量

我们在第1章的离散分布和连续分布两节中介绍了均值和方差这两个有用的统计量。这些概念有其自身的实用价值。然而，这种统计度量的缺点是它们对异常值非常敏感，这就意味着，一个单一的观察结果可能完全扭曲了总体。在本节中，我们讨论一些探索性的分析指标，与均值和方差相比，它们直观且更强健。


4.1.1　百分位数、四分位数和中位数

对于一个给定的数据集以及一个满足0<k<1的数字k，k将数据集分成两部分，低于100k%的部分和高于100（1-k）%的部分。k被称为分位数。在统计上，分位数比百分位数更常用到。不同之处在于分位数变化在区间（0，1）中，而分位数乘以100即得到百分位数。注意，0%（100%）百分位数是指最小（最大）值。

中位数是第五十百分位数，它将数据分成两个相等的部分，中位数是这两部分的中点。（常用的）更小和更大的四分位数分别为25%和75%百分位数。下、中（中位数）和上四分位数一般记作Q1
 、Q2
 和Q3
 。扩展一下，Q0
 和Q5
 分别表示数据集中的最小值和最大值。


例4.1.1Rahul Dravid–The Wall：
 板球比赛在印度非常受欢迎，许多板球运动员都有很多忠实的粉丝。Sachin Tendulkar，Anil Kumble，Javagal Srinath，Sourav Ganguly，Rahul Dravid和VVS Laxman是闻名世界的球星。这里提到的6名球员使印度在板球比赛中名列前茅，他们发挥了巨大的作用，并且人们普遍认为Rahul Dravid在这其中起到了主心骨作用。板球运动员在一局中得到100分或100分以上的分数被记录为一个“一百分”（a century）。他曾在全球范围内取得了36个一百分，其中相当多的是毫无悬念的，这为他赢得了“The Wall”的绰号，我们将快速求出这些得分的一些百分位数/四分位数。

接下来，我们将着重讲一个类似于四分位数的统计量。


4.1.2　折页数

折页数（Hinges）概念的命名起初是来自门上的合页。对于门的框架而言，中间合页是在框架中间位置，而上下合页分别位于中间合页到顶部和底部的中部。在探索性分析中，折页数只是将数据做升序排列，并将中位数看作中间合页。

（有序）数据的下折页数（lower hinge）被定义为（数据集中）从最小值到中位数中最接近中间值的数。同理，可以定义数据的上折页数（upper hinge）。在第一种情况中，上、下折页数与上下四分位数相同。将前10个正整数看做一个数据集。这里，中位数是5.5，是最接近中部位置的两个数字5和6的平均值。使用分位数函数quantile求得1到10中Q1
 =3.25和Q3
 =7.75。下折页数是1和中位数5.5之间的最接近中间位置的数3，而上折页数为8。由此可以看出折页数与四分位数不同。

折页数概念的扩展将出现在字母值部分。接下来我们将介绍离散数据的探索性分析方法。


4.1.3　四分位极差

极差（Range）是数据值的最小值和最大值之间的差值，是一个度量变量发散程度的统计量。其易受极值点影响。四分位极差，简写为IQR，被定义为上和下四分位数之间的差异，即：

IQR=Q3
 -Q1




R中函数IQR用于计算给定数据的四分位极差（半极差）。上述提及的理论性的概念可以用这种方式付诸实践。

实际演练：“The Wall”数据集的基本汇总统计量

我们将通过Rahul Dravid在比赛中得到的“一百分”的数据集来理解EDA的统计汇总方法。

1.加载有用的EDA包：library（LearnEDA）。

2.从RSADBE包加载数据集：data（TheWALL）。

3.用quantile（TheWALL$Score）得到“一百分”的四分位数，用diff函数diff（quantile（TheWALL$Score））得到各分位数之差。输出结果如下：



> quantile(TheWALL$Score)
   0%   25%   50%   75%  100%
100.0 111.8 140.0 165.8 270.0
> diff(quantile(TheWALL$Score))
   25%    50%    75%   100%
11.75  28.25  25.75 104.25



正如我们只考虑Rahul Dravid的“一百分”数据，起始点为100。中位数是140.0，第一和第三分位数分别为111.8和165.8。几个“一百分”的中位数是140，这可以被解释为如果他得到了“一百分”，那么The Wall得到140分的概率为50%。Dravid有史以来的最高的得分是270。这解释了分位数之间的差异。

4.Dravid获得的“一百分”的百分位数也可以通过函数quantile（TheWALL$Score，seq（0，1，.1））得到，其中，seq（0，1，.1）创建了一个从0到1的增量为0.1的向量，各百分位数之差可以通过diff（quantile（TheWALL$Score，seq（0，1，.1）））得到：



>quantile(TheWALL$Score,seq(0,1,.1))
   0%   10%   20%   30%   40%   50%   60%   70%   80%   90%   100%
100.0 103.5 111.0 116.0 128.0 140.0 146.0 154.0 180.0 208.5 270.0
> diff(quantile(TheWALL$Score,seq(0,1,.1)))
 10%  20%  30%  40%  50%  60%  70%  80%  90%  100%
3.5  7.5  5.0 12.0 12.0  6.0  8.0 26.0 28.5  61.5



The Wall也以他在淘汰赛的出色表现而闻名。让我们用他获得“一百分”的数据来验证一下。

5.他获得“一百分”的主客场次数可以使用函数table得到。进一步，我们可以得到（获得）“一百分”主客场的箱线图。



> table(HA_Ind)
HA_Ind
Away Home
  21   15



R的table函数得到的是各种类别的分类变量的频数。实际上，它在获取多个分类变量的频数时更灵活。The Wall也以他在淘汰赛的出色表现而闻名。这由他获得“一百分”的记录中有21场淘汰赛可以部分证实。然而，箱线图显示出不一样的信息：



>boxplot（Score~HA_Ind，data=TheWALL）



[image: ]


The Wall的主客场“一百分”箱线图

可能对The Wall的球迷来说，他们更倾向于除去200分以上的异常值，可能会说他在淘汰赛中的表现与主场赛相同或者更好。然而，这不是真实的情况，我们可以验证。

6.用boxplot（Score~HA_Ind，subset=（Score<200），data=TheWALL）命令生成“一百分”中得分低于200的箱线图。
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The Wall的主客场“一百分”箱线图（低于200分）

你从前面的截图得出了什么结论？

7.函数fivenum输出“一百分”得分的统计结果：



>fivenum(TheWALL$Score)
[1] 100.0 111.5 140.0 169.5 270.0



函数fivenum返回输入数据的最小值、下折页数、中位数、上折页数和最大值。111.5和169.5是下折页数和上折页数，可以看出，它们肯定是与四分位数的111.5和169.5不同的值。到目前为止，我们集中讨论描述数据位置特征的统计方法，下面让我们看看一些描述数据分散程度的方法。

R中的函数range实际上返回数据集的最小值和最大值。因此，可以使用diff（range（））获得数据的极差，来作为度量数据分散程度的统计量。我们使用IQR函数来获取四分位数间距。

8.使用range，diff，以及IQR函数，获得Dravid的“一百分”得分数据分散程度的统计量如下：
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在这里，我们提取了HA_Ind是home的Score值，即从Score中提取了主场得到“一百分”的分数。

刚刚发生了什么

使用EDA方法得到的数据汇总结果稍有不同。在这里，我们首先用分位数函数quantile来获得一个数值型变量的四分位数和十分位数（10%的步长）。diff函数被用来计算一个矢量的相邻元素之间的差值。boxplot函数被用来比较Dravid的获得“一百分”主场和客场得分，从图中得到了主场比赛的中位数高于客场比赛的结论。只考虑低于200分的限定条件更进一步证实了上述结论，总的来说，中位数不易受到异常值影响。

使用IQR函数可以求出一个向量的四分位极差，使用fivenum函数可以求得折页数统计量。虽然直观看来，折页数和四分位数是相似的，但并非总是如此。在本节中，你也学会了quantile、fivenum、IQR等函数的用法。

现在我们将介绍探索性分析的主要方法。


4.2　茎叶图

Montgomery（2005）认为，茎叶图是统计过程控制（Statistical Process Control，SPC）的七个重要的工具之一，本质上有点类似于直方图。茎叶图是用（局部的）树的形式展示数据的一种有效方法。这里，每一个数据被分成两部分：茎部分和叶部分。在一般情况下，一个数据的最后一位数字构成叶部；其余部分构成茎。现在，对于235来说。如果按个位拆分，茎叶部分将分别为23和5；如果按十位拆分，那么是2和3；最后如果是按百位拆分，那么将是0和2。分割基准左边称为前导数字，右边的是尾部数字。

在接下来的步骤中，所有可能的前导数字排列成一个递增的顺序。这包括那些没有对应叶子部分的数据的茎节点，这保证了最终的茎叶图真实地描绘了数据的分布。所有可能的前导数字被称为茎。叶子显示在茎的右侧，每个茎的叶也以一个递增的顺序放置。


例4.2.1一个简单的例子：
 考虑12、22、42、13、27、46、25和52八个数据。这个数据前导数字是1、2、4和5。加入3，总的前导数字变为1到5。茎1的叶为2和3。茎2的无序叶为2、7和5。茎2的有序叶为2、5和7。茎3没有叶。类似的，茎4和5的叶分别是集合{2，6}和{2}。R中的函数stem可以生成茎叶图。


例4.2.1Octane Rating of Gasoline Blends：
 （接第3章中的连续变量可视化技术）：在早期的研究中，我们根据两种不同的方法使用直方图来理解辛烷值。我们将在接下来的实际演练部分使用函数stem展示Method_1和Method_2两个变量的辛烷值数据。

Tukey（1977）作为EDA的教科书的作者，以一种略微与众不同的方式作出了茎叶图。例如，如果我们能把茎和叶并排放着而不是一个在另一个下面，那么Method_1和Method_2的茎叶图更好理解。使用aplpack包中的stem.leaf.backback函数能够很容易实现。

实际演练：使用stem函数

R中base包中的stem函数和aplpack中的stem.leaf.backback函数是我们做茎叶图的基础。我们将对前面讨论的例子使用这两个函数。

1.如例4.2.1中的Octane Rating of Gasoline Blends，首先创建向量x，x<-c（12，22，42，13，27，46，25，52）。

2.得到茎叶图：



> stem(x)
  The decimal point is 1 digit(s) to the right of the |
  1 | 23
  2 | 257
  3 |
  4 | 26
  5 | 2



从我们的茎叶图结果中可以得到中位数。从展示图的两侧各取出一个值。首先，我们删掉52和12，然后删掉46和13。一直继续直到我们剩下的任何一个或者两个值。在前者的情况下，剩余的值为中位数；针对后者的情况，我们取平均值作为中位数。最后，剩下了25和27，因此，它们的平均值26是x的中位数。

现在我们来看一下octane数据集。

3.用两种方法得到茎叶图：data（octane），



stem(octane$Method_1,scale=2) 和 and stem(octane$Method_2, scale=2).



输出结果与下面的截图相似：
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octane数据集的茎叶图（R输出编辑）

当然，前面的截图已被编辑。要生成这样的并排显示，我们需要一个不同的函数。

4.使用aplpack中的stem.leaf.backback函数、library（aplpack）以及stem.leaf.backback（Method_1，Method_2，back.to.back=FALSE，m=5），我们可以得到所需的输出格式。
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octane数据的Tukey茎叶图

上面的截图中有许多无法解释之处，有点神秘。Prof.J.W.Tukey在研究EDA的时候已经采取了非常务实的做法。由于本章篇幅有限，强烈推荐阅读Tukey（1977）。注意到对于Method_1的32个观察值中有18个在80.4到89.3范围内。现在，如果我们的茎为8、9和10，那么茎8可以延伸到18，这对于解释数据没有意义。茎可以有附茎，或者被拉伸出来，并成为一个由Tukey教授提供的非常新颖的解决方案。对于出现频率非常高的茎，解决的办法是扩展为五个茎。对于这里的茎8，其尾部数为0，1，2…，9。现在，采用方案标注线来使得茎叶图更明显。Tukey建议使用*表示0和1，t表示2和3，f表示4和5，s表示6和7，（.）表示8和9。非常神奇的事情！因此，如果你打算以母语（英语）作一个茎叶图，你可能需要*、t、f、s和.！回到前面的屏幕截图，现在它看起来就更漂亮了。

图中叶部分后面的数字，从上往下是数据的累积频数。为什么？现在，我们知道茎叶图显示的数据从顶部看是递增的，从底部看是递减的。在这个例子中，我们有n=32个观察值。所以，按照一个排序顺序，我们知道中位数是排序第十六和第十七个观测之间的值。从任一方向累积频数超过16时会找到中位数。Method_1变量中位数所在行用（2）标记，Method_2用（6）标记。你现在可以做关于中位数的一个近似的猜测吗？显然，基于数据集，我们需要m等于5、1或者2。

我们使用参数back.to.back=FALSE来保证两个茎叶图能够独立展示。现在，通过设置back.to.back=TRUE使得这两个展示非常易于比较。在这种情况下，两种方法的茎相同，因此我们可以简单地比较它们的叶分布。也就是说，你需要运行stem.leaf.backback（octane$Method_1，octane$Method_2，back.to.back=TRUE，m=5）再查看结果。

我们可以清晰地看到Method_2的中位数高于Method_1的。

刚刚发生了什么

使用基础函数stem和aplpack中的stem.leaf.backback，我们得到了两种对于数据集的有效探索的展示方式。后者可以用来比较两个茎叶图。通过调整选项m=1，2和5，茎可以被进一步压缩来揭示更多的信息。

接下来，我们将看一下扩展了折页数的范围的EDA技术。


4.3　字母值

中位数、四分位数和极值（最大值和最小值）表现了数据在取值范围上的分布。这些值可以被用来检查两个或多个样本。还有另一种理解字母值
 提供的数据的方法。这种方法的第一步是使用一种称为深度的概念，它测量了有序样本中从任一极端出发到数据点的最小位置。因此，极值深度为1，第二个最大的和最小的数据深度为2，依此类推。

现在，考虑大小为n的样本数据，为方便起见假设为奇数。那么，中位数的深度为（n+1）/2。一个数据点的深度用d表示，中位数用d（M）表示。对于下、上折页数对样本的划分效果相同（通过中位数），折页数的深度为d（H）=（[d（M）+1]）/2。这里，[]表示参数的整数部分。就像折页数，包括中间折页数即中位数，将数据划分为四个相等的部分，我们可以定义八等分
 ，将数据分成八等分。八等分
 用E表示，八等分
 的深度由下式给出d（E）=（[d（H）+1]）/2。可以看出，中位数、折页数和八等分
 的深度取决于样品的大小。

已有八等分，我们可以进一步将数据划分为十六等分，三十等分，等等。分解的过程可以继续，直到我们到达极端值不再继续分解下去。字母值继续搜索，直到在极端值处结束。当我们讨论了折页数、八等分、十六等分、三十等分等后，这个分解过程便很容易理解。这些指标的上界值和下界值之差，概念类似于极大值和极小值的平均数，有助于理解数据。R软件的LearnEDA包的lval函数给出了数据的字母值。


例4.3.1Octane Rating of Gasoline Blends（续）：
 现在，我们将获得octane数据集的字母值：



>library(LearnEDA)
>lval(octane$Method_1)
depth    lo    hi   mids spreads
M  16.5 88.00  88.0 88.000    0.00
H   8.5 85.55  91.4 88.475    5.85
E   4.5 84.25  94.2 89.225    9.95
D   2.5 82.25 101.5 91.875   19.25
C   1.0 80.40 105.5 92.950   25.10
> lval(octane$Method_2)
depth    lo     hi   mids spreads
M  16.5 97.20  97.20 97.200    0.00
H   8.5 93.75  99.60 96.675    5.85
E   4.5 90.75 101.60 96.175   10.85
D   2.5 87.35 104.65 96.000   17.30
C   1.0 83.30 106.60 94.950   23.30



看看前面的代码中的lo和hi，字母值清楚地表明对于Method_1总是比Method_2相应的值低。特别地，注意到Method_2的下折页数比Method_1的上折页数大。然而，在这两种方法的数据分散情况（spread）非常一致。


4.4　数据变换

离群值或异常数据的存在可能会导致数据图形展示的不完整，因此统计推断在这种情形下可能会得到不正确的结论。在许多这样的情况下，用另一种方式对数据进行变换可能有用，（具体内容）可参考第3章Tukey（1977）量表问题。这里，我们列举Turkey（的书中）提到的情形，其中数据再表达可能有助于避免开始提到的那些局限性。

在第一种情况下假定变量非负值时再表达是有用的，也就是说，变量永远不要取到一个比0小的值。比如年龄、身高、功耗、面积等。再表达的应用程序中的经验法则是，数据集中最大值和最小值的比非常大，一般来说达到100。这是大多数回归分析中的变量（如年龄变量）几乎总是进行对数变换的一个原因。

第二种情况是像账目余额和利润-损失这样的变量。如果往账户存款，则余额增加，如果取款则余额减少。所以，变量可以假设为正值或负值。由于账户余额之类的变量的变换很少有帮助；但是金额或数量相减之前的再表达在一些情形下会有帮助。分数和百分比计数形成第三种情形是非常有用的，不过你需要特殊的技术。这里提到的情况仅仅是简单的叙述。现在来看一下有用的数据变换技术。


例4.4.1 62个水电站的电力的再表达：
 我们需要了解62个水力发电站和工程师兵团电站的电力分布。我们举例的数据实际上已经在Turkey（1977）的表3中生成。首先，我们先看一下62个水电站的电力原始数据的茎叶图。我们使用aplpack包的stem.leaf函数。



> hydroelectric <- c(14,18,28,26,36,30,30,34,30,43,45,54,52,60,68, +
68,61,75,76,70,76,86,90,96,100,100,100,100,100,100,110,112,
+ 118,110,124,130,135,135,130,175,165,140,250,280,204,200,270,
+ 40,320,330,468,400,518,540,595,600,810,810,1728,1400,1743,2700)
>stem.leaf(hydroelectric,unit=1)
1 | 2: represents 12
leaf unit: 1
n: 62
   2     1 | 48
   4     2 | 68
   9     3 | 00046
  …
  24     9 | 06
  30    10 | 000000
  (4)   11 | 0028
  28    12 | 4
  27    13 | 0055
  23    14 | 0
        15 |
  22    16 | 5
  21    17 | 5
        18 |
        19 |
  20    20 | 04
        21 |
        24 |
  …
   7    60 | 0
HI: 810 810 1400 1728 1743 2700



数据从最小的14开始缓慢增长到几百，例如100、135等。进一步，数据增长到500，然后增至2700这样的千位数。如果必须强制显示所有的前导数字，我们有270组前导数字。平均每页35行，输出大约需要8页，在最后两个值1743和2700之间，将有大约100个空的领先的数字。函数stem.leaf已经删除了水电站产生600兆瓦以上数据的所有前导数字。

让我们看一下最大值和最小值的比率，结果如下所示：



>max(hydroelectric)/min(hydroelectric)
[1] 192.8571



由经验法则，数据变换结果应该是有序的。因此，我们取对数转换（基数为10），并将变换后的数据在茎叶图表示出来。



>stem.leaf(round(log(hydroelectric,10),2),unit=0.01)
1 | 2: represents 0.12
leaf unit: 0.01
n: 62
    1    11 | 5
    2    12 | 6
         13 |
    …
   24    19 | 358
  (11)   20 | 00000044579
   27    21 | 11335
   22    22 | 24
   20    23 | 110
   …
         30 |
    4    31 | 5
    3    32 | 44
HI: 3.43



转换后的数据通过茎叶图紧凑显示确实更加有用，我们可以进一步看到，领先的数字是30左右。显示效果更好、更便于理解。

一展身手

从某一角度考虑，茎叶图是直方图的一种特定形式。你可以尝试使用直方图来解释水电站发电量分布。首先，获得水电站发电量分布的直方图，然后对数据做对数变换后重新绘制。


4.5　袋状图：二元箱线图

在第3章中，我们见识了箱线图的有效性。对于独立变量，我们可以轻松地绘制出变量的箱线图从而使其分布可视化。然而，当两个变量存在相关性时，彼此独立的箱线图就无法体现变量间的相关性。所以，我们要看看是否有一种方法能够通过一个箱线图来实现数据可视化。解决方法就是使用袋状图（bagplot），也被称为二元箱线图（bivariate boxplot）。袋状图有如下特征：

·中位数的深度，在袋图中用*表示，是最高点的一半空间深度。

·中位数深度的周围是一个多边形，称为袋，它包括了最大深度的n/2个观察值。

·袋通过3倍的因子放大得到栏。因为它会将注意力从数据移开，所以栏不是绘制的。

·袋和栏之间的观测都被循环涵盖了。

·栏外的点被标记为异常值（离群值）。

对于袋状图的技术细节，可以参考Rousseeuw、Ruts和Tukey（1999）的文件（http://venus.unive.it/romanaz/ada2/bagplot.pdf
 ）。


例4.5.1汽油里程问题的袋状图：
 在例3.2.9中，散点图矩阵（pairs plot）给出了一个了解数据的性质（本质）的很好的启示。现在，我们将修改图形，并且用bagplot函数（绘制的袋状图）代替（散点图矩阵的）上半部分，对袋状图和散点图做一个比较清晰的对比。在使用袋状图研究时，我们剔除原始数据集中的变量x4
 、x5
 和x11
 。函数bagplot可以从aplpack包中获得。我们首先定义panel.bagplot，然后生成一个散点图矩阵，在该矩阵上半部分展示袋状图。

实际演练：多元数据集的袋状图展示

1.用library（aplpack）加载aplpack包。

2.用example（bagplot）运行bagplot函数附带的默认例子。

3.用以下指令创建panel.bagplot函数：



panel.bagplot <- function(x,y)
{
require(aplpack)
bagplot(x,y,verbose=FALSE,create.plot = TRUE,add=TRUE)
}



这里，panel.bagplot函数可以在pairs函数生成的散点矩阵图右上方区域绘制袋状图。

4.对Gasoline数据集，在pairs函数中应用panel.bagplot函数：

pairs（Gasoline[-19，-c（1，4，5，13）]1，4，5，13）]，upper.panel=panel.bagplot）。

我们得到下图：

[image: ]


Gasoline数据集袋图

刚刚发生了什么

我们创建panel.bagplot函数，把它添加到pairs函数中，使得多元数据集的展示更为有效。袋状图是在对多元数据集的重要案例进行探索性分析时一个重要的EDA工具。


4.6　耐抗线

在第3章例3.2.3Michelson-Morley实验中，我们通过散点图将数据可视化，来表示因变量（y）和自变量（x）之间可能存在的关系。散点图或XY绘图又是一个EDA技术。然而，我们希望有一个更加定量化的模型，以一种更精确的方式解释其中的相互关系。传统的做法将在第7章中采用。在这一节，我们将采用EDA方法来建立第一个回归模型。

考虑一组有n个观察值：（x1
 ，y1
 ），（x2
 ，y2
 ），…，（xn
 ，yn
 ）。我们可以使用散点图轻松地将数据可视化。我们需要得到一个形式为y=a+bx的模型，其中为截距项，而是斜率。这个模型试图解释变量x和y之间的关系。一般来说，我们需要从数据中得到斜率和截距的值。对大多数真实数据，一条简单的直线不能通过所有的n对观察值。实际上，即使是确定一条经过很少观测值的直线也是比较困难的事情。作为一个简单方法，我们可以选择任何两个观察值并确定斜率和截距。但是，困难在于两个点的选择。现在，我们将解释耐抗线如何决定这两个要素。

按x值将散点图（参见下图中A部分）分为三个区域，其中每个区域数据点数量大致相等，结果参见下面的截图B部分。三个区域从左侧到右侧分别记作下部、中部和上部。注意到三个区域中的y值是与x值相对应的。因此，有可能较低的区域y值比较高区域的y值更高。在每一区域内，我们发现的x值和y值的中位数相互独立。也就是说，对于低区域中位数yL
 是由落在这个区域内的y值确定，同理，中位数xL
 是由该区域内的x值来确定。同理，可以确定中位数xM
 、xH
 、yM
 和yH
 结果参考下面的截图的C部分。使用这些中位数，我们可以得到三个数据点：（xL
 ，yL
 ）、（xM
 ，yM
 ）和（xH
 ，yH
 ）。注意数据点不需要是真实的。

要确定斜率b，只要两个点就够了。耐抗线理论是通过使用（xL
 ，yL
 ）和（xH
 ，yH
 ）确定斜率。因此，我们得到[image: ]
 。

为了获得截距值a，我们使用以上三对数据点。a的值由[image: ]
 决定。

注意是中位数的性质让我们的结论具有了足够的耐抗性。举个例子，下部和上部中位数不会受到异常值的影响（头尾出现极端情况）。

[image: ]


理解耐抗线

接下来，我们使用LearnEDA包的rline函数建模。


例4.6.1IO-CPU时间的耐抗线：
 已知CPU时间是依赖于在任何给定的时间点运行的IO进程的数量。一个简单的数据集可以在http://www.cs.gmu.edu/~men asce/cs700/files/SimpleRegression.pdf
 网站找到。我们的目标是利用该数据集拟合一条耐抗线。

实际演练：第一个回归模型：耐抗线

我们使用LearnEDA包的rline函数来拟合一个数据集的耐抗线。

1.加载LearnEDA包：library（LearnEDA）。

2.用example（rline）理解自带实例。

3.加载数据集data（IO_Time）。

4.建立耐抗线IO_rline，其中CPU_Time作为输出变量，用No_of_IO作为输入变量，使用指令IO_rline<-rline（IO_Time$No_of_IO，IO_Time$CPU_Time，iter=10）做10次迭代。

5.耐抗线的斜率和截距保存在变量IO_rline$a和IO_rline$b中。输出结果为：



>IO_rline$a
[1] 0.2707
>IO_rline$b
[1] 0.03913



6.用指令plot（IO_Time$No_of_IO，IO_Time$CPU_Time）获得CPU_Time对于No_of_IO的散点图。

7.用指令abline（a=IO_rline$a，b=IO_rline$b）在生成的散点图上添加耐抗线。

8.最后，给图加上一个标题：title（"Resistant Line for the IO-CPUTime"）。

我们得到的结果如下图所示：

[image: ]


关于CPU_Time的耐抗线

刚刚发生了什么

LearnEdA包中的rline函数可以拟合给定的输入和输出向量的耐抗线。它由中位数计算出斜率和截距。由函数rline拟合的耐抗线的主要优点是模型不容易受到异常值的影响。我们可以从上图看出耐抗线模型IO_rline很好地拟合了原数据集。非常棒！你已经创建了你的第一个探索性回归模型。


4.7　平滑数据

在耐抗线部分，我们构建了第一个回归模型来表现两个变量之间的关系。在一些情况下，x值太有规律以至于x的值几乎是冗余的，但是我们需要了解对应的y值的特征。考虑x间隔相等的情况；股票价格（y）是第x天的收盘价，两个相邻的x值之差是1。这里，因为人们预期y值在方向上存在更多的变化，所以我们对y值的数据平滑更感兴趣。时间序列数据是这种类型的典型示例。在时间序列数据中，我们一般有xn+1
 =xn+1
 ，因此我们可以用一个像yt
 ，t=1，2…的紧凑的形式精确定义数据。一般模型可以变为yt
 =a+bt+ε，t=1，2，…。

在标准的EDA表示法中，被简单地表示为：

data=fit+residual

在时间序列数据的情况下，该模型简记为：

data=smooth+rough

数据平滑技术的基本概念是充分利用中位数。在徒手绘制曲线的时候，我们可以简单地根据我们的判断忽略曲线外的点绘制一条平滑的曲线来完成作图。计算机绘制曲线则需要特定的指令来得到那些要经过的平滑点，这时对计算机来说就显得非常困难。一个连续的点序列，如序列yt
 ，平滑需要通过多个重叠的序列片段。这样的重叠片段的长度是预先定义好的。举个简单的例子，我们可能有一个长度为3的重叠段序列{y1
 ，y2
 ，y3
 }，{y2
 ，y3
 ，y4
 }，{y3
 ，y4
 ，y5
 }等。相类似，根据需要可以定义长度为4或5的重叠片段的序列。每一片段内都需要进行平滑。一般选择均值和中位数。当然，在探索性分析中我们自然选择中位数。注意{y1
 ，y2
 ，y3
 }段的中位数可能是y1
 、y2
 或y3
 的值。

一般像LOESS这样的平滑技术是非参数方法，需要在这方面有良好的专业知识。这里讨论的思想主要是以中位数为核心的方法。

一个三期移动的中位数不能校正连续两个以上的异常值，同样，一个五期移动的中位数不能校正连续三个以上的异常值，依次类推。一个解决方案（或用工程师的语言解决），是继续平滑上一次迭代获得的序列，直到平滑部分没有进一步的变化。我们还可以考虑四期移动的中位数。这里，中位数是两个中间点的平均值。然而，考虑x的值是整数，四期移动的中位数实际上不对应于任何一个t时刻。根据这个简单原则，通过对在四期移动中位数的步骤中得到的中位数的二期移动，来得到t处的中心点就非常容易了。

EDA的第一次迭代可以简单地用3、5或7来标记。重复平滑的表示由3R标记，其中R代表重复（次数）。对于一个四期移动中位数后再由二期移动对齐得到的序列，表示为42。在许多情况下，一个平滑过程可能需要比42更精细。正是在这样的情况下，我们可以使用滑动加权平均，它赋给空间里每个点不同的权重。这里，每个点被相邻点的加权平均代替。对于一个长度为3的滑动加权平均序列，一般的权重选择是[image: ]
 ，这个平滑化处理过程称为汉宁
 （Hanning）。汉宁过程记为H。

移动中位数平滑的数据序列比较合适，然而消除了一些我们感兴趣的规律，这些模式可以从称为粗糙
 （rough）的
 残差中恢复。这是通过平滑粗糙序列，并将它们添加回光滑序列来实现的。这种操作称为重新粗糙（reroughing）。Velleman和Hoaglin（1984）指出通常效果较好的平滑过程是4253H。也就是，这里我们首先开始做的是四期移动中位数，然后做二期平均让它重新（和原序列）对齐。再做五期和三期移动中位数（平滑），异常值是由H剔除。最后，通过平滑粗糙值，将它们添加到平滑序列进行重新粗糙（re-roughing）。这个完整的周期可以记作4253H，该过程要重复两次。不幸的是，我们并不知悉任何一个R函数或包能够比较顺利地实现4253H。在LearnEDA包可供选择的是3RSS和3RSSH。

我们没有解释什么是3RSS和3RSSH平滑方法。3R平滑删去波峰和波谷并留下平顶山和山谷两点长度。这意味着什么？平顶山是指有平顶和两个或多个陡峭的悬崖般的两侧的高地的区域，类似地，可以类比波谷得到山谷的定义。为了解决这个问题，一个特殊的拆分被用在每个两点形成的平顶山和山谷，其中的数据被分成三块：一个两点形成的水平段，两个点的左侧是平滑数据，右侧是平滑序列。现在，令yf-1
 ，yf
 表示平坦段的两个点，yf+1
 ，yf+2
 ，…表示水平段右侧的平滑序列。如果yf-1
 在yf+1
 和yf+2
 连成的直线上，则S方法可以预测yf-1
 的值。一个简单的方法是可以用3yf+1
 -2yf+2
 求得yf-1
 。预测的yf-1
 ，yf+1
 和yf+2
 中位数可以看作yf的值。在删除所有的平顶山和山谷后，我们再次重复3R循环。所以，我们得到了3RSS这个记号，读者现在可以轻松地知道3RSSH是什么意思。现在，我们来求Velleman和Hoaglin数据集中牛体温的3RSS序列。


例4.7.1牛体温平滑数据：
 一头牛的体温是连续75天在上午六点半测量。我们将用base包中的smooth函数和LearnEDA包中的han函数得到需要的平滑序列。我们将在后面创建需要的R程序。

实际演练：平滑牛体温数据

首先我们对牛体温数据集使用stats包的smooth函数进行处理。接下来，我们使用LearnEDA包中的han函数。

1.通过命令data（CT）加载牛体温数据集。

2.使用plot.ts函数绘制时间序列数据：plot.ts（CT$Temperature，col="red"，pch=1）。

3.使用smooth函数和kind选项创建一个牛体温数据的3RSS对象：CT_3RSS<-smooth（CT$Temperature，kind="3RSS"）。

4.使用LearnEDA包的han函数汉宁前面的3RSS对象：CT_3RSSH<-han（smooth（CT$Temperature，kind="3RSS"））。

5.用lines.ts（CT_3RSS，col="blue"，pch=2）处理3RSS的数据点。

6.用lines.ts（CT_3RSSH，col="green"，pch=3）处理汉宁后的3RSS的数据点。

7.添加一个有意义的图例来说明情况：legend（20，90，c（"Original"，"3RSS"，"3RSSH"），col=c（"red"，"blue"，"green"），pch="___"）。

我们得到牛的体温数据的有用的平滑图如下：

[image: ]


平滑牛的体温数据

原始图显示了很多奶牛温度测量的变化。虽然3RSS平滑本身就比原来的显示平滑了很多，但是与3RSSH的平滑边缘相比，3RSS平滑显示出很多尖锐的边缘。图进一步表明，从第十五天的观察值开始牛的体温在降低。以上三种图都证实了这一点。

刚刚发生了什么

平滑函数的讨论是非常有前途的理论发展。我们采用了一个真实的数据集，并做出了它的时间序列图。然后我们绘制两个版本的平滑化处理图像，发现两者都比原来的图流畅。


4.8　中位数平滑

在例4.6.1IO-CPU时间拟合线中，IO作为唯一的解释CPU时间变化的独立变量。在许多实际问题中，因变量取决于一个以上的独立变量。在这种情况下，我们需要使用单个模型来分解这些变量的影响。当我们有两个独立变量时，中位数平滑有助于建立一个稳健的模型。行和列有两个不同的因素变量，这样的数据展示称为双向表。这里，该表项是独立变量的值。

双向表的一个适当的模型为：

[image: ]


此处，α是截距项，βi
 是第i行的影响，γj
 是第j列的影响，εij
 是误差项。所有参数未知。我们需要通过EDA方法找到未知参数。最基本的方法是利用行中位数和列中位数来得到行和列的影响，然后得到基本的截距项。数据的任何无法解释的部分看做误差。

实际演练：中位数平滑算法

中位数平滑算法（参考http://www-rohan.sdsu.edu/~babailey/stat696/medpolishalg.html
 ）如下：

1.得到双向表中每一行的中位数，把它记录数据矩阵的右边。每个元素减去对应行的中位数。

2.找到每行中位数的中位数，记下它，将其看作初始的效应。同样，用每行的中位数减去该值。

3.得到表中每一列的中位数，将其记录在表的底部。每个元素减去对应列的中位数。

4.计算每列中位数的中位数，将其加到初值效应值中。然后每一列的中位数减去更改过的初值效应值。

5.迭代步骤1至步骤4，直到行或列的中位数变化极小（不再变化）。

我们使用stats库中的medpolish函数进行抛光中位数的计算。对于模型更多的细节，你可以参考第8章Velleman和Hoaglin（1984）。


例4.7.1男性死亡率：
 男性死亡率（以1000为基数）受到死亡原因和每日吸食烟草量的影响。相关的数据集可以在Velleman和Hoaglin（1984）书的221页找到。这里，行的效应来自死亡原因，而列是吸食烟草的量（克）。我们想要建模（来分析）这两个变量对该地区男性死亡率的影响。



> data(MDR)
> MDR2 <- as.matrix(MDR[,2:5])
>rownames(MDR2) <- c("Lung", "UR","Sto","CaR","Prost","Other_
Lung","Pul_TB","CB","RD_Other", "CT","Other_
Cardio","CH","PU","Viol","Other_Dis")
> MDR_medpol <- medpolish(MDR2)
1 : 8.38
2 : 8.17
Final: 8.1625
>MDR_medpol$row
        Lung       UR         StoCaR       Prost    Other_
LungPul_TB       CB    RD_Other          CT Other_Cardio
      0.1200  -0.4500     -0.2800     -0.0125      -0.3050
0.2050  -0.3900     -0.2050      0.0000       4.0750
1.6875
         CH         PU        Viol    Other_Dis
     1.4725    -0.4325      0.0950       0.9650
>MDR_medpol$col
     G0     G14     G24    G25
-0.0950  0.0075 -0.0050 0.1350
>MDR_medpol$overall
[1] 0.545
>MDR_medpol$residuals
                  G0      G14            G24      G25
Lung         -0.5000  -0.2025   2.000000e-01   0.8600
UR            0.0000   0.0275   0.000000e+00  -0.0200
Sto           0.2400   0.0875  -1.600000e-01  -0.0900
CaR           0.0025   0.0000  -1.575000e-01   0.0725
Prost         0.4050   0.0125  -1.500000e-02  -0.0350
Other_Lung   -0.0150  -0.0375   1.500000e-02   0.1350
Pul_TB       -0.0600  -0.0025   3.000000e-02   0.0000
CB           -0.1250  -0.0575   5.500000e-02   0.2450
RD_Other      0.2400  -0.0025   1.387779e-17  -0.2800
CT           -0.3050   0.0125  -1.500000e-02   1.2350
Other_Cardio  0.0925  -0.0900   2.425000e-01  -0.1175
CH            0.0875  -0.0850  -1.525000e-01   0.1775
PU           -0.0175   0.0200   5.250000e-02  -0.0275
Viol         -0.1250   0.1725  -1.850000e-01   0.1250
Other_Dis     0.0350   0.2925  -3.500000e-02  -0.0750



刚刚发生了什么

与MDR_medpol$row相关的输出结果给出了行的影响，而MDR_medpol$col给出了列的影响。非烟草消费者的负值-0.0950表明，男性的死亡率在这组中较小，而0.0075和0.1350的正值分别是（吸食烟草）不到14克和超过25克的群体。以上的迹象表明，烟草消费者更容易死亡。

一展身手

对于MDR2矩阵对象的变量G0和G25，绘制一个背靠背的茎叶图。


4.9　本章小结

中位数和它的变形构成了EDA的核心方法，4.1节详细介绍了这些内容。EDA技术的可视化技术不仅仅由茎叶图，字母值和袋状图组成。EDA是基本的思想和方法，认识到你可以（而且应该）对手头上的数据采用任何直观和正确的方法进行处理是很重要的。我们还建立了耐抗线模型，这是我们第一个回归模型，并且看到它怎样稳健地处理异常值。数据平滑和中位数平滑也是高级的EDA技术，读者可以从相应的部分了解它们。

EDA是探索性的，其结果可能需要进一步的统计验证。下一章的内容是统计推断，也被Tukey称作验证性分析。特别地，我们了解一下对未知参数给出很好的点估计的方法。接下来是更深入的方法，如概率分布拟合优度检验和参数的置信区间。在进行参数估计之后，要求验证参数是否满足特定的置信水平。这个问题会在下一章中通过假设检验来讨论。


第5章　统计推断

在前面的章节中，我们介绍了许多工具，通过可视化技术以及定量方法，初步认识了和数据集的数据分布有关的探索性特征。下一步是把这些探索的结果转化成确定的结论，这是本章的主要目标。在1.3节和1.4节中，我们提到了许多重要的概率分布族。在实际情况下，我们的目标是通过数据推断概率分布的未知参数。本章重点介绍一种采用极大似然估计（MLE）法推断参数。另一种处理这个问题的方式是通过拟合的数据的概率分布。极大似然估计是一种点估计方法，需要补充可能值的区间。这可以通过置信区间得到。最后，本章还讲了假设检验这一重要专题。

读完本章你将学到以下内容：

·似然函数的可视化以及确定极大似然估计

·拟合数据集最合理的统计分布

·被估计的参数的置信区间

·统计分布参数的假设检验

之前我们使用探索性分析技术对数据集的理解进行了第一次阐释。在辛烷值数据集的例子中，我们发现Method_2的中位数大于Method_1的。正如在前面章节中所说，我们需要确认关于数据集的任何探索性的研究结果。回想一下，直方图和茎叶图显示出一个正态分布。这时出现的一个问题就是我们怎么求出正态分布的中心位置，一般来说是指均值，以及如何得出Method_2的均值大于Method_1的结论。前一个问题是通过估计方法得出的，后一个问题是通过检验假设得出的。这就形成了统计推断的核心。


5.1　极大似然估计

让我们先来看一下第1章提到的离散型概率分布。一个二项式分布的特征参数是n和p，泊松分布的特征参数是λ等。这里，x值的概率完全由参数决定。然而，几乎所有的实际情况都是参数未知，我们收集随机试验的数据并试图推断有关的参数。这基本上是归纳推理，统计的本质基本上是归纳法，而不是数学的演绎推理。这就形成了两个很好的学科之间的本质区别。假设对于一个未知的概率分布f（x，θ），我们有n个观测值X1
 ，X2
 ，…，Xn
 ，其中θ可以是一个未知的标量或向量。让我们来看一些形成统计推断的重要的核心定义。


随机抽样：
 如果观测值X1
 ，X2
 ，…，Xn
 相互独立，我们就说它们是服从f（x，θ）的一个随机样本。随机样本的一个理论结果是，样本联合密度（质量）函数可以写成每个样本密度（质量）函数的乘积。如果对于所有的n个观测值，未知参数θ是相同的，我们就说它是一个独立同分布
 （iid）的样本。

设X表示Rahul Dravid得到“一百分”的得分，Xi
 表示在第i场得到“一百分”的得分，i=1，2，…，36。假设所有的Xi
 相互独立。考虑在10台拥有相同配置的不同计算机的R软件的安装问题。令X表示安装软件花费的时间。此处再次可以很容易地得到，10台机器的安装时间X1
 ，…，X10
 是相同的（计算机配置相同）和独立的。这里我们使用矢量符号表示样本的大小n，用X=（X1
 ，X2
 ，…，Xn
 ）表示随机变量，用x=（x1
 ，x2
 ，…，xn
 ）表示随机变量的真实值，且x1
 代表随机变量X1
 的真实值。全部准备都已做好，接下来我们可以来定义似然函数。


似然函数：
 f（x，θ）表示n个独立同分布的X的观测值的联合pmf（或者pdf）。此处pmf和pdf分别对应离散型随机变量和连续型随机变量。那么似然函数可定义为：

[image: ]


当然，读者可能会嘲笑似然函数和pmf（或者pdf）之间的差异。pmf是在参数已知时给出的关于x的函数，而在似然函数中我们看到的函数是x已知而参数未知。我们在参数未知的情况下寻找工具的时候这种区别是非常重要的。似然函数可被解释为θ关于x值的条件概率函数，这是确定θ值的重要原因，[image: ]
 是使得L（θ|x）取得最大值的数，即[image: ]
 。让我们将一些重要概率分布族的似然函数可视化。

第7章和Pawitan（2001）的第1~4章中强调了可视化似然函数的重要性。


5.1.1　可视化似然函数

我们在第1章中已经学习了一些离散分布和连续分布中的pmf/pdf。当时我们在x区域上绘制过pmf/pdf图。在那些例子中，我们假定分布中的参数值已知。对于统计推断的问题，我们通常不知道参数值。因此，似然函数是在合理的参数值θ下进行作图。这是什么意思呢？例如，关于二项式分布的pmf作图的x值的范围是从0到n。然而，似然函数需要在单位区间[0，1]的p值下作图。


例5.1.1二项分布似然函数：
 已知一盒电子芯片含有一定数量的有缺陷的芯片。假设我们从盒子随机抽取n个芯片并记下缺陷芯片的数量。无缺陷的芯片的概率为p，有缺陷的概率是1-p。令X为一个随机变量，如果芯片无缺陷则X取值为1，否则X取值为0。那么X~b（1，p），且p是未知的。定义[image: ]
 。似然函数由下式给出：

[image: ]


假设x的观察值为7，即在10项试验中我们成功了7次。现在，似然推断的目的是了解在给定tx
 时概率p的分布。这给了我们一个寻找p的合理值的思路，所以可视化似然函数[image: ]
 非常有价值。


例5.1.2泊松分布的似然函数：
 一座城市的特定信号灯的交通事故数量，在机场的一个特定的时间间隔的乘客人数等，是一些假设为泊松分布适合解释这些数字的场景。现在让我们看一个泊松分布的例子。假设航班在一个小时的时间内抵达机场数量服从未知参数（rate）λ的泊松分布。假设我们在十个不同的小时到达数量为1，2，2，1，0，2，3，1，2和4。我们需要利用这些数据推出λ。根据这个，我们将首先绘制出似然函数图。容量为n的随机样本的似然函数由下式给出：

[image: ]


在考虑用R程序对服从二项分布和泊松分布的样本的似然函数进行可视化处理之前，我们先看看来自正态分布样本的似然函数。


例5.1.3正态分布的似然函数：
 假设IO_Time数据集的CPU_Time变量服从正态分布。对于这个问题，我们将模拟一个正态分布的n=25个观察值。有关模拟的详细信息，请参阅下一章。虽然我们模拟均值为10、标准差为2的n个观察值，但假装不知道平均值且假设标准差为2。已知标准差的正态分布样本的似然函数由下式给出：
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在以上具体实例中，它是：

[image: ]


练习的时候到了！

实际演练：可视化似然函数

现在我们将对前面讨论过的伯努利分布、泊松分布和正态分布的似然函数进行可视化处理：

1.用par（mfrow=c（1，3））初始化三个样本的图形窗口。

2.通过n<-10；x<-7得出试验数n和成功数x。

3.用p_seq<-seq（0，1，0.01）设置p值的序列。

对于p_seq，当n=10，x=7时，使用dbinom函数获得概率：dbinom（x=7，size=n，prob=p_seq）。

4.接下来，通过运行plot（p_seq，dbinom（x=7，size=n，prob=p_seq），xlab="p"，ylab="Binominal likelihood Function"，"1"）得到似然函数图像。

5.用x<-c（1，2，2，1，0，2，3，1，2，4）往R中导入泊松随机样本的数据，用n<-length（x）定义观测值数量。

6.通过lambda_seq<-seq（0，5，0.1）声明可能的λ值序列。

7.用plot（lambda_seq，dpois（x=sum（x），lambda=n*lambda_seq）…）作出泊松分布的似然函数图像。

我们正在使用rnorm函数从一个正态分布生成随机观测。rnorm函数的每一次运行都生成不同的随机数，因此为了确保能够重现这里生成的精确的输出结果，我们将用set.seed（123）对随机发生器设置初始种子。

8.对随机数的生成，用set.seed（123）固定种子值。这仅仅是为了保证我们得到相同的结果。

9.用n<-25；xn<-rnorm（n，mean=10，sd=2）模拟均值为10、标准偏差为2的正态分布的25个观察值。

10.用mu_seq<-seq（9，11，0.05）考虑以下范围的μ值。

11.用plot（mu_seq，dnorm（x=mean（xn），mean=mu_seq，sd=2））作出正态分布的似然函数图。

前面操作的详细代码如下：



# Time for Action: Visualizing the Likelihood Function
par(mfrow=c(1,3))
# # Visualizing the Likelihood Function of a Binomial Distribution.
n <- 10; x <- 7
p_seq <- seq(0,1,0.01)
Stati sti cal Inference
plot(p_seq, dbinom(x=7,size=n,prob=p_seq), xlab="p", ylab="Binomial
Likelihood Function", "l")
# Visualizing the Likelihood Function of a Poisson Distribution.
x <- c(1, 2, 2, 1, 0, 2, 3, 1, 2, 4); n = length(x)
lambda_seq <- seq(0,5,0.1)
plot(lambda_seq,dpois(x=sum(x),lambda=n*lambda_seq),
xlab=expression(lambda),ylab="Poisson Likelihood Function", "l")
# Visualizing the Likelihood Function of a Normal Distribution.
set.seed(123)
n <- 25; xn <- rnorm(n,mean=10,sd=2)
mu_seq <- seq(9,11,0.05)
plot(mu_seq,dnorm(x=mean(xn),mean=mu_seq,sd=2),"l",
xlab=expression(mu),ylab="Normal Likelihood Function")



在你的R会话中运行上面的代码。

你会在计算机屏幕上发现相同的图。该图告诉我们什么？二项式分布的直到p=0.4似然函数值一直较小，然后随着p=0.7逐渐到达最大再急剧下降。这意味着，在0.7附近的值比远离它的点更可能是p的实际值。类似地，泊松分布的似然函数显示λ值小于1和大于3极不可能是实际λ的真实值。似然函数的峰值作为练习留给读者。

[image: ]


一些似然函数

刚刚发生了什么

我们刚刚进行了参数估计问题的第一步。似然函数可视化非常重要但常常在一些入门书中被忽略。另外，因为它的重要性，我们用R实现了它！


5.1.2　寻找极大似然估计

似然函数图表示不同的参数下数据产生机制的可信程度。当然，使似然函数取得最大值的参数是参数最可能的值。这构成了极大似然估计的核心。

使得似然函数[image: ]
 取得最大值的θ被称为极大似然估计值，简称为MLE。

对于熟悉数值优化的读者来说，微积分在寻找一个函数的最优值方面非常有效这并不奇怪。然而，我们不会沉迷于超过这里所需要的数学内容。我们会注意到数值优化一些细节方面的问题。对于大小为n的独立样本，似然函数为n个函数乘积，我们可能会陷入较难处理的数学函数的问题中。在很大程度上，我们可以通过使用函数的对数规避这个问题，然后将优化函数的乘积的问题变换为函数的和的问题，即我们将优化[image: ]
 来代替[image: ]
 。由于log（ab）=log（a）+log（b），所以使用对数的一个重要的结果是一个乘积函数的最大化问题转化为一个和函数的最大化问题。也可以看出，由于a>b，log（a）>log（b），似然函数的最大值点在对数变换下仍然保留。此外，很多数值技术知道如何最小化函数而不是将其最大化。因此，我们将在R中最小化-[image: ]
 而不是最大化对数似然函数[image: ]
 。

在R的stats4包中，我们给出了一个mle函数来输出MLE。有很多概率分布能够获得极大似然估计。我们将继续考虑本章前面的例子。


例5.1.4求二项分布的极大似然估计
 （例5.1.1续）：二项式分布的负对数似然函数，没有常数值，且组合系数可以忽略，因为组合系数的值不依赖于p，负对数似然函数由下式给出：

[image: ]


对于前面的方程中的p微分，令结果等于零，然后解方程，可以得到p的极大似然估计，即样本中占比：

[image: ]


参数的估计值表示为在参数上面加帽子记号。虽然这很容易计算，但我们仍借助函数mle来进行，这个函数非常有用。


例5.1.5泊松分布的极大似然估计
 （例5.1.2续）：

负对数似然函数由下式给出：

[image: ]


λ的极大似然函数是一个封闭的形式，可以通过微积分方法来获得，结果由下式给出：

[image: ]


为了求得极大似然估计，我们需要另外编写用于处理负对数似然函数的代码。对于正态分布，我们将使用mle函数。除了使用stats4包中的mle函数外，还有其他求MLE的方法，接下来将进行讨论。R代码将在后面的操作中给出。


5.1.3　使用fitdistr函数

在之前的例子中，我们需要明确指定负对数似然函数。MASS包的fitdistr函数可以用来得到一个概率分布的未知参数，通过？fitdistr可以查看它所适用的概率分布列表，事实上，它使用最大似然拟合补充我们这部分的方法。


例5.1.6泊松分布和正态分布的极大似然估计：
 在接下来的操作中，我们将使用MASS包中的fitdistr函数求得例5.1.2和例5.1.3的极大似然估计。事实上，使用该函数我们能够很容易地得到结果，而无需明确给出负对数似然函数的形式。

实际演练：使用mle和fitdistr函数求MLE

stats4包的mle函数被用来求二项分布、正态分布等一般分布的MLE。fitdistr函数也适合于使用MLE的分布。

1.用library（stats4）加载CIT库包。

2.用x<-rep（c（0，1），c（3，7））；n<-length（x）指定一个矢量格式的成功的数量和观测值的数目。

3.用函数定义负对数似然函数：

binomial_nll<-function（prob）-sum（dbinom（x，size=1，prob，log=TRUE））

该代码的工作原理如下。dbinom函数是从统计软件包调用的，选项log=TRUE用来表明我们需要一个概率（实际上是似然）的对数值。dbinom函数返回x的所有值的概率的向量。求和后再乘以-1，将返回负对数似然值。

4.现在，在R控制台窗口中输入fit_binom<-mle（binomial_nll，start=list（prob=0.5），nobs=n）。现在，mle是优化在先前步骤中所定义的binomial_nll函数的函数。一个猜测值或一个合法的值会作为初始值充当start选项的参数，而且我们还声明这个问题观测值的数量。

5.summary（fit_binom）会输出应用于binomial_nll的mle函数的细节。输出结果在下一个截图中展示。

6.用x<-c（1，2，2，1，0，2，3，1，2，4）；n<-length（x）指定泊松分布问题的数据。

7.用和二项分布相同的方式给出负对数似然函数：

pois_nll<-function（lambda）-sum（dpois（x，lambda，log=TRUE））

8.尝试调整mle函数的不同选项值，指定方法（method）的值，猜测估计参数最小值和最大值，并且用观测值的中位数作为初始值：



fit_poisson <- mle(pois_nll,start=list(lambda=median(x)),nobs=n,method = "Brent", lower = 0, upper = 10)



9.通过输入summary（fit_poisson）得到结果。

10.定义正态分布的负对数似然函数：



Normal_nll<-function(mean) -sum(dnorm (xn, mean, sd=2, log=TRUE ))



11.用fit_normal<-mle（normal_nll，start=list（mean=8），nobs=n）求出正态分布的MLE。

12.由summary（fit_normal）得到最终结果。

13.加载MASS包：library（MSSS）。

14.通过在R中运行fitdistr（x，“Poisson”）用泊松分布拟合x向量。

15.通过运行fitdistr（xn，“normal”）用正态分布拟合xn向量。
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MLE以及相关结论

刚刚发生了什么

你已经采用stats4包的mle函数和MASS包的fitdistr函数探索发现了许多标准分布的极大似然估计的可行性。求极大似然估计的最关键的一步是正确构建对数似然函数。


5.2　置信区间

极大似然估计是点估计，因此没有什么实用性。给出参数点的覆盖范围是更合适的做法，也最有可能包含真正的未知参数。一般的做法是通过一个区间来指定点的覆盖范围，这个特定的区间有给定的（包含参数真值的）概率。一个正式的定义如下。

关于总体参数的置信区间
 是预测以一定概率含有参数的区间。

一般选择是获得95%或99%的置信区间。这是常见的通过显著性水平α确定的置信范围，下一节将有更多的讨论，其中α是一个接近0的非常小的数。95%和99%的置信区间对应于α等于0.05和0.01的100（1–α）%置信区间。通常，一个100（1–α）%的置信区间的意思是如果实验进行过多次，我们期望的参数真值以100（1–α）%的概率落在置信区间。


例5.2.1二项式比例的置信区间：
 考虑n次成功概率为P的伯努利实验X1
 ，...，Xn
 。我们之前求出p的MLE为：
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其中，[image: ]
 。理论上，[image: ]
 的期望值是P，其标准差是[image: ]
 。标准差的估计为[image: ]
 。对于一个较大的n，当np和np（1–p）都大于5时，由中心极限定理用正态分布近似，一个100（1–α）%的置信区间为：

[image: ]


其中，Zα/2
 是标准正态分布的α/2分位数。当p的值是接近0或1时，通过使用正态近似得到的置信区间是不可靠的。因此，如果置信下限低于0，或置信上限超过0，我们约定将其分别当作0和1对待。


例5.2.2方差已知的正态分布的均值置信区间：
 考虑一个大小为n的标准差σ已知、均值μ未知的服从正态分布的随机样本。我们知道均值μ的MLE是样本均值[image: ]
 ，X的分布又是一个服从均值为μ、方差为[image: ]
 的正态分布。那么，一个100（1–α）%的置信区间为：

[image: ]


其中，Zα/2
 是标准正态分布的α/2分位数。区间的宽度为[image: ]
 。因此，样本容量增加四倍时，宽度将减少一半。


例5.2.3方差未知的正态分布的均值置信区间：
 我们继续讨论一个大小为n的样本。当方差未知时，步骤变得非常不同。由于方差未知，我们用样本方差代替：
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因为估计μ时用到了n个观察值，这里分母为n-1。要表示μ的置信区间，可以考虑以下统计量：
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新的统计量T服从自由度为n-1的t分布。μ的100（1–α）%的置信区间为：
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其中tn-1，α/2
 是自由度为n-1的随机变量的α/2分位数。

我们将构建函数来求得前面3个例子的置信区间。R中许多统计测试输出是给定水平下的置信区间。然而，我们将在本章的最后一节看到这些实验，因此，到那时我们会有自己定义的函数及应用。

实际演练：置信区间

我们编写函数来获得所需大小的置信区间：

1.用以下代码创建一个函数，用于得到一个二项分布的比率的置信区间：





binom_CI = function(x, n, alpha) {
  phat = x/n
  ll=phat-qnorm(alpha/2,lower.tail=FALSE)*sqrt(phat*(1-phat)/n)
  ul=phat+qnorm(alpha/2,lower.tail=FALSE)*sqrt(phat*(1-phat)/n)
  return(paste("The ", 100*(1-alpha),"% Confidence Interval for
Binomial Proportion is (", round(ll,4),",", round(ul,4),")",sep=''))
            }



这个函数的参数是x、n和alpha，即该函数的用户需要指定n个伯努利试验中成功的次数x以及置信水平α。首先，我们通过计算phat=x/n得到p的极大似然估计[image: ]
 。为了得到Zα/2
 的值，我们使用qnorm函数qnorm（alpha/2，lower.tail=FALSE）。用sqrt（phat*（1-phat）/n）计算[image: ]
 的值。剩下的ll和ul代码是显而易见无须解释的。我们使用paste函数和return函数来以一个方便的格式输出结果。

2.考虑例5.2.1中当x=7，n=10时的数据。假设我们要求95%和99%的置信区间。置信区间的置信水平α分别为0.05和0.01。让我们对数据运行一下binom_CI函数。即我们需要在R控制台运行binom_CI（x=7，n=10，alpha=0.05）和binom_CI（x=7，n=10，alpha=0.01）。输出将在下一个截屏图中给出。

因此，p的95%置信区间是（0.416，0.984），99%置信区间是（0.3267，1.0733）。由于置信上限超过1，我们将使用（0.3267，1）作为p的99%的置信区间。

3.首先给出了标准差已知时的正态分布的均值μ的构造置信区间的函数：



normal_CI_ksd = function(x,sigma,alpha) {
  xbar = mean(x)
  n = length(x)
  ll = xbar-qnorm(alpha/2,lower.tail=FALSE)*sigma/sqrt(n)
  ul = xbar+qnorm(alpha/2,lower.tail=FALSE)*sigma/sqrt(n)
  return(paste("The ", 100*(1-alpha),"% Confidence Interval for
the Normal mean is (", round(ll,4),",",round(ul,4),")",sep=''))
              }



normal_CI_ksd函数与之前的二项分布不同。这里，我们将所有的数据提供给函数，然后给出标准差的值以及显著性水平。首先，我们用xbar=mean（x）得到均值μ的极大似然估计X。R代码qnorm（alpha/2，lower.tail=FALSE）用来得到Zα/2
 。接下来，用sigma/sqrt（n）计算出[image: ]
 。ll和ul的代码非常容易理解。return和paste的运用与之前的例子有相同的目的。编译代码得到normal_CI_ksd函数。

4.让我们看几个例子，续例5.1.3，获得已知标准差的正态分布的均值的置信区间。对于数据xn，标准差已知为2，为了获得95%和99%的置信区间，在R的控制台运行normal_CI_ksd（x=xn，sigma=2，alpha=0.05）和normal_CI_ksd（x=xn，sigma=2，alpha=0.01）。输出结果在后面的截图中展示。

可以得到，μ的95%置信区间为（9.1494，10.7173），μ的99%置信区间为（8.903，10.9637）。

5.构建函数normal_CI_uksd，求当标准差未知时的正态分布的μ的置信区间：



normal_CI_uksd = function(x,alpha) {
  xbar = mean(x); s = sd(x)
  n = length(x)
  ll = xbar-qt(alpha/2,n-1,lower.tail=FALSE)*s/sqrt(n)
  ul = xbar+qt(alpha/2,n-1,lower.tail=FALSE)*s/sqrt(n)
  return(paste("The ", 100*(1-alpha),"% Confidence Interval for
the Normal mean is (", round(ll,4),",",round(ul,4),")",sep=''))
            }



我们有一个另外的计算与早期的函数作比较。由于标准差未知，我们用s=sd（x）来估计它。此外，我们需要从自由度为n-1的t分布中求出分位数，所以我们用qt（alpha/2，n-1，lower.tail=FALSE）来计算tn-1，α/2
 。其他细节同之前的函数。

6.让我们在假设方差未知的情况下对向量xn求95%和99%的置信区间。计算代码在normal_CI_uksd（x=xn，alpha=0.05）和normal_CI_uksd（x=xn，alpha=0.01）之中。

可以得到，均值的95%置信区间为（9.1518，10.7419），99%置信区间为（8.8742，10.9925）。
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置信区间：部分源代码

刚刚发生了什么

我们构建了特定的函数来获得置信区间并且在三种情况下执行。然而，我们的框架在本质上是通用的，只需稍作修改就可以拓展应用到其他分布中。


5.3　假设检验

“最好在自生产之日起六个月内食用”，“两年保质期”，“截止日期：2015年6月20日”等，是一些你较常接触到的保证信息。分析师将使用相关数据得到这种声明。让我们先定义一下假设。


假设：
 假设是一个关于概率分布的未知参数的断言。对于这部分的引述，用θ表示食物不会-失去它的好味道的最短时间（月），我们关注的假设为H0
 ：θ≥6。这是常见的用H0
 来表示感兴趣的假设，称之为原假设。我们想检验原假设，而与原假设对立的备择假设是消费时间在六个月以内，用符号表示为H1
 ：θ<6。我们将借助相关例子来讨论一些重要定义。


检验统计量：
 一个随机样本的函数，这样的统计量称为检验统计量。

对于服从二项分布b（n，p）的观察值X，p的检验统计量为X/n，而对于服从正态分布的随机样本，检验统计量可能取决于检验问题是μ还是σ2
 而分别为均值[image: ]
 或者样本方差[image: ]
 。统计结果拒绝（或不拒绝）原假设依赖于检验统计量的值。这使得我们需要进行下一个定义。


临界域：
 导致拒绝原假设的检验统计量的值的集合被称为临界域。

我们对随机试验进行了一系列的假定。当然，这取决于不同概率家族的类型，例如二项式分布、正态分布等，我们将有一个合适的测试工具。让我们来看看在统计中非常流行的检验。


5.3.1　二项式检验

一个二项式随机变量X，用b（n，p）表示分布，两个特征参数为n和p。一般n表示试验次数在大多数情况下已知，而我们真正感兴趣的是：假设是与成功的概率p有关的。

例如，一个LCD面板制造商想检验次品数是否为至多4个百分点。面板制造商已抽查893个LCD，发现其中39个有缺陷。这里，假设检验问题为H0
 ：p≤0.04和H1
 ：p<0.04。医生想了解在一个干旱地区患像肺炎这样的病毒感染的概率是否为0.2，即H0
 ：p=0.2和H1
 ：p≠0.2。受干旱影响区域可能包括一个巨大的地理区域，因此用一两天的时间非常难以开展普查。医生选择了检查119户家庭的第二年长的成员是否为肺炎。他记录了119户中有28家受访者都患了肺炎。使用这个信息，我们需要帮助医生检验一下他感兴趣的假设。通常，二项式分布的假设检验遵循H0
 ：p≤p0
 ，H1
 ：p>P0
 ，H0
 ：p≥p0
 ，H1
 ：p<P0
 或者H0
 ：p=p0
 ，H1
 ：p≠P0
 。

让我们看一下R中的binom.test函数是怎样帮助二项分布进行假设检验的。

实际演练：检验成功的概率

我们将使用binom.test函数检验与p有关的假设问题。这个函数的参数包括n（试验次数），x（成功的次数），p（我们感兴趣的概率值），以及alternative（备择假设类型），alternative参数可从“two.sided”，“less”或“greater”选择其一。

1.使用？binom.test查看binom.test的细节，然后运行example（binom.test）来保证你理解函数自带的例子。

2.对于LCD面板制造者，我们有n=839和x=39。原假设发生的概率为p=0.04。首先在R中用如下命令输入数据：



n_lcd <- 893; x_lcd <- 39; p_lcd <- 0.04



3.备择假设是成功的比例p大于0.04，是在binom.test函数中alternative="greater"时列出来的，因此，LCD面板的完整的binom.test函数为：



binom.test(n=n_lcd,x=x_lcd,p=p_lcd,alternative="greater")



输出结果如后面的截图所示，显示了成功的概率估计是0.04367，这一定比0.04大。然而，p-value=0.3103意味着我们没有足够的证据拒绝原假设H0
 ：p≤0.04。注意binom.test也给出了p的95%的置信区间（0.033，1.000），因为假设的概率就在这个区间，所以我们得到的结论相同。这个置信区间像前一节中陈述的那样，特别是我们不担心置信区间小于0或者大于1。同样地，你可以通过conf.int得到任何你选择的置信度为100（1–α）的置信区间。

4.对于医生的问题，我们有数据：



n_doc <- 119; x_doc <- 28; p_doc <- 0.2



5.针对双侧对立假设，我们需要检验原假设，虽然这是binom.test的默认设置，但单独指定它是一个不错的做法，至少让使用者感到在使用专业知识：



binom.test(n=n_doc,x=x_doc,p=p_doc,alternative="two.sided")



成功概率的估计事实上是被病毒感染的患者的概率，即0.3193。由于与检验相关的p-value=0.001888，我们拒绝接受原假设H0
 ：p=0.2。所有的输出结果在下图中给出。binom.test也给出了95%的置信区间为（0.2369，0.4110），该区间不包含0.2的检验值，因此我们根据置信区间拒绝原假设。
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二项分布下的成功概率检验

刚刚发生了什么

二项分布中出现了大量的比例的检验问题。在这一节中，我们使用binom.test来检验与成功概率相关的问题。我们还注意到binom.test也一起给出了p的置信区间。


5.3.2　比例检验和卡方检验

在第3章中，我们提到Titanic和UCBAdmissions数据集。对于Titanic数据集，我们可能会通过对相同的舱位等级（Class）的两个性别（Sex）组检验幸存（Survived）的比例。类似地，对于UCBAdmissions数据集，我们可能想知道在6个系（Dept）中被录取（Admitted）候选者的男女比例。因此，有必要归纳一下binom.test函数得出的比例。在这个问题中，我们可能有k-比例，概率向量通过p=（p1
 ，...，pk
 ）指定。该假设问题可以被指定为检验原假设H0
 ：p=p0
 和备择假设H1
 ：p≠p0
 。等价地，向量形式的问题是检验H0
 ：（p1
 ，...，pk
 ）=（p01
 ，...，p0k
 ）和H1
 ：（p1
 ，...，pk
 ）≠（p01
 ，...，p0k
 ）。R中binom.test的扩展函数为prop.test。

实际演练：检验比例

这里我们将使用R函数prop.test来检验计数数据比例是否相等的问题。

1.用data（UCBAdmissions）加载需要的数据集。对于UCBAdmissions数据集，首先要得到6个系两个性别被录取（Admitted）和被拒绝（Rejected）的数量：



UCBA.Dept <- ftable(UCBAdmissions, row.vars="Dept", col.vars =c("Gender", "Admit"))



2.计算6个系的女生被录取（Admitted）的比例：



p_female <- prop.table(UCBA.Dept[,3:4],margin=1)[,1]



检查p_female的值！

3.使用prop.test函数检验6个系录取的男生比例和女生比例是否相同：



prop.test(UCBA.Dept[,1:2],p=p_female)



通过得到的p-value<2.2e-16，拒绝原假设中被录取者男女生比例相等的原假设。

4.接下来，我们想调查在Titanic数据集中的男性和女性幸存者的比例是否相同。方法与UCBAdmissions问题的相同；运行如下代码：



T.Class <- ftable(Titanic, row.vars="Class", col.vars = c("Sex","Survived"))



5.用p_female<-prop.table（T.Class[，3：4]，margin=1）[，1]计算在四个等级的舱位中的女性幸存者的比例。注意新变量p_female，这将会用新的变量取代之前同名的变量。

6.展示p_female然后再对两个性别进行比较：



prop.test(T.Class[,1:2],p=p_female)



p-value<2.2e-16清楚地表明，关于性别幸存者的比例是不一样的。
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prop.test运行结果

事实上，有比单纯的两种性别比例更复杂的两个数据集。网页http://www-stat.stanford.edu/~sabatti/Stat48/UCB.R
 上详细分析了UCBAdmissions数据集，此处我们将简单使用卡方检验，以检查每个系的录取比例是否不依赖于性别。

7.每个系录取/拒绝的数据是通过数组中的第三指标，即UCBAdmissions[，，i]提取的。现在，我们使用chisq.test通过运行chisq.test（UCBAdmissions[，，i]）六次来检验其是否与性别无关。其结果被一个外部文本编辑器编辑，截图如下。

看来，Dept=A承认男性比女性多。
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UCBAdmissions问题的卡方检验

刚刚发生了什么

我们使用prop.test和chisq.test来检验变量之间的比例和独立性。像ftable和prop.table函数与row.vars、col.vars和margin等参数对于按照分析者的目的，提取正确格式的数据是非常有用的。

接下来看一下正态分布的一组重要的检验。


5.3.3　基于正态分布检验：单样本

正态分布在统计分析中有许多实例。实际上，Whittaker和Robinson引述正态分布的普及性如下：

每个人都相信错误的指数定律[也就是正态分布]：实验家，因为他们认为这可以用数学证明；数学家，因为他们相信它已经通过观察建立了。

我们并不试图证明是实验家正确还是数学家正确，至少不在这一节讨论。

一般我们处理的是单样本或双样本检验。在单样本问题中，我们有一个来自N（μ，σ2
 ）的关于（X1
 ，X2
 ，…，Xn
 ）的大小为n的随机样本。假设检验问题可能会涉及参数（μ，σ2
 ）中的任一个或两个。对于正态分布受关注的和最常见的假设检验问题列在下面：

·σ2
 已知时检验均值：

·H0
 ：μ＜μ0
 vs H1
 ：μ≥μ0


·H0
 ：μ＞μ0
 vs H1
 ：μ≤μ0


·H0
 ：μ＝μ0
 vs H1
 ：μ≠μ0


·σ2
 未知时检验均值：这是一组与前面相同的假设检验问题。

·均值未知的检验方差：

·H0
 ：σ＞σ0
 vs H1
 ：σ≤σ0


·H0
 ：σ＜σ0
 vs H1
 ：σ≥σ0


·H0
 ：σ=σ0
 vs H1
 ：σ≠σ0


在已知方差的情况下，均值的假设检验问题是基于如下的Z统计量：

[image: ]


其中，[image: ]
 。对于假设检验问题H0
 ：μ＜μ0
 ，H1
 ：μ≥μ0
 ，该检验步骤被称为Z检验。当[image: ]
 时在置信水平为α的情况下拒绝原假设H0
 ：μ＜μ0
 ，其中Zα
 是标准正态分布α的分位数。对于假设检验问题H0
 ：μ＞μ0
 ，H1
 ：μ≤μ0
 ，临界/拒绝域为[image: ]
 。最后，对于检验问题H0
 ：μ=μ0
 ，H1
 ：μ≠μ0
 ，如果[image: ]
 则拒绝原假设。

在R中PASWR包的z.test函数能对各种假设检验问题进行Z检验。现在，我们考虑一下当σ2
 未知时的情况。在这种情况下，我们首先使用[image: ]
 求出方差的估计值。检验是基于众所周知的t统计量：

[image: ]


基于t统计量的检验是众所周知的t检验或学生t检验，它是通过R中的base包的t.test函数实现的。原假设情况下的t统计量服从自由度为（n-1）的t分布。t检验对各种类型的假设的基本原理与Z检验是相同的。

·对于正态分布的与方差σ2
 相关的假设检验问题，我们需要首先用[image: ]
 计算出样本方差，定义卡方统计量为：

[image: ]


在原假设中，卡方统计量是自由度为n-1的卡方随机变量。在均值已知这种极少见的情况下，检验基于检验统计量[image: ]
 ，其服从自由为n的卡方分布。对于假设问题H0
 ：σ＞σ0
 ，H1
 ：σ≤σ0
 ，当[image: ]
 时检验结果为拒绝H0
 ：σ＞σ0
 。同样地，对于假设问题H0
 ：σ<σ0
 ，H1
 ：σ≥σ0
 ，当[image: ]
 时，拒绝H0
 ：σ＞σ0
 ；最后对于H0
 ：σ=σ0
 ，H1
 ：σ≠σ0
 ，当[image: ]
 或者[image: ]
 时拒绝H0
 ：σ=σ0
 。


检验例子：
 让我们考虑一下实际生活中提出前面的假设的情况：

·某化学实验需要用作反应物的溶液的pH值大于8.4。已知反应过程给出的测量结果遵循标准差为0.05的正态分布。10个随机观察值是8.30、8.42、8.44、8.32、8.43、8.41、8.42、8.46、8.37和8.42。这里，假设检验问题为H0
 ：μ＞8.4，H1
 ：μ≤8.4。这个问题引用自Ross（2010）第408页。

·收到接二连三的公司的液晶面板（寿命）从来没有持续超过一年的投诉，制造商想测试他的液晶面板的寿命是否真的不能超过一年。使用历史数据，他知道由于制造过程的缘故，面板寿命标准差为2年。15个新人制造的产品的寿命组成一个随机样本13.37，10.96，12.06，13.82，12.96，10.47，10.55，16.28，12.94，11.43，14.51，12.63，13.50，11.50和12.87。你需要帮助制造商验证他的假设。

·Freund和Wilson（2003）假设放在罐子花生的平均重量是8盎司。重量的方差已知为0.03，16罐的重量的观测值为8.08，7.71，7.89，7.72，8.00，7.90，7.77，7.81，8.33，7.67，7.79，7.79，7.94，7.84，8.17和7.87。这里我们要检验H0
 ：μ＝8.0，H1
 ：μ≠8.0。

·新经理已经被任命到了各个地方。其结果是新经理不知道有关他们的控制之下过程的标准差。作为一个分析师，帮助他们！

·假设在第一个例子中的方差未知，关键要求是方差比7小，即原假设是H0
 ：σ2
 ＜7，备择假设是H1
 ：σ2
 ≥7。

·假设方差检验需要用第三种方法，即假设检验问题为H0
 ：σ2
 =0.03，H1
 ：σ2
 ≠0.03。

我们将对之前描述的所有问题进行必要的检验。

实际演练：检验单样本假设

这里，我们需要R中的PASWR和PairedData包。R中诸如t.test、z.test和var.test等函数对于服从正态分布的单样本随机抽样问题的检验非常有用。

1.用library（PASWR）加载库。

2.在R中输入PH值：



pH_Data <-c(8.30,8.42,8.44,8.32,8.43,8.41,8.42,8.46,8.37,8.42)



3.用pH_sigma<-0.05指定pH值的方差已知。

4.使用PASWR库中的z.test函数对第一个例子检验假设：



z.test(x=pH_Data,alternative="less",sigma.x=pH_sigma,mu=8.4)



x选项指定该数据，假设问题的类型通过声明备择假设的形式指定，已知的方差是通过sigma.x选项指定，最后，mu选项用来指定在原假设下的均值。完整的R程序的输出结果见后面的两张截图。

p值是0.4748，这意味着我们没有足够的证据来拒绝原假设H0
 ：μ＞8.4，因此，我们得到pH的均值大于8.4的结论。

5.在会话中输入LCD面板的数据：



LCD_Data <- c(13.37, 10.96, 12.06, 13.82, 12.96, 10.47, 
10.55, 16.28, 12.94, 11.43, 14.51, 12.63, 13.50, 11.50, 12.87)



6.指定已知的方差LCD_sigma<-2，运行z.test：



z.test(x=LCD_Data,alternative="greater",sigma.x=LCD_sigma,mu=12)



p值为0.1018，因此我们又没有足够的数据证明拒绝原假设LCD面板的平均寿命为至少一年。

7.对于第三个问题的完整方案如下：



peanuts <- c(8.08, 7.71, 7.89, 7.72, 8.00, 7.90, 7.77, 
7.81, 8.33, 7.67, 7.79, 7.79, 7.94, 7.84, 8.17, 7.87)
peanuts_sigma <- 0.03
z.test(x=peanuts,sigma.x=peanuts_sigma,mu=8.0)



由于p值与2.2e-16的检验有关，即它相当接近零，所以我们拒绝原假设H0
 ：μ=8.0。

8.如果方差未知时需要检验样本均值，我们需要从z.test（在PASWR库中）换到t.test（在base库中）：

[image: ]


如果方差未知，对pH和花生等相关问题的结论并没有改变。然而，LCD面板的问题的结论发生了变化，此处p值是0.06414，拒绝原假设。

对于单样本的检验方差的问题，我最初的想法是写原生R代码，因为似乎没有一个函数、包等能真正地给出答案。然而，在google.com上发现了一个更合适的名为PairedData的R包，由Stephane Champely创建并肯定有一个函数var.test，不要与stats库中的同名函数混淆，这个函数适用于正态分布有关的方差检验问题。问题是，采用常规方法install.packages（“PairedData”）提取包时给出了一个警告信息，即包‘PairedData’是不可用的（2.15.1版R）。这正应了那句话“这么近，又那么远……”。如果想更深入地了解可访问http://cran.r-project.org/src/contrib/Archive/PairedData/
 。该网页显示了不同版本的PairedData包。虽然其他操作系统的用户也没有办法直接使用，但是Linux用户在使用它时没有任何问题。Linux使用者需要首先下载一个叫做PairedData_1.0.0.tar.gz的压缩文件到一个特定的目录，在该目录中通过GNOME Terminal的路径执行R CMD INSTALL PairedData_1.0.0.tar.gz。现在，我们准备开展有关正态分布的方差检验。Windows用户不必对此方案灰心，重要的var1.test函数在书的RSADBE包中已提供。CRAN网站最新更新显示，PairedData包自2013年4月18日开始适用于所有OS平台。

[image: ]


单样本问题的z检验和t检验

9.用library（PairedData）加载库。

10.解决在第5个问题中提到的两个方差假设检验问题：



var.test(x=pH_Data,alternative="greater",ratio=7)
var.test(x=peanuts,alternative="two.sided",ratio=0.03)



11.也可以从下一个屏幕截图中看出该数据不会导致拒绝原假设。对于Windows用户，该替代方法是使用来自RSADBE包的var1.test功能。也就是说，你需要运行：



var1.test(x=pH_Data,alternative="greater",ratio=7)
var1.test(x=peanuts,alternative="two.sided",ratio=0.03)



你将得到相同的结果：
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来自PairedData库的var.test函数

刚刚发生了什么

z.test、t.test和var.test（来自PairedData库）可用于不同类型的假设检验问题。

一展身手

考虑检验问题H0
 ：σ=σ0
 ，H1
 ：σ≠σ0
 。用于此假设检验问题的检验统计量由下式给出：

[image: ]


它服从一个自由度为n–1的卡方分布。对于检验问题创建自己的新函数，并将它与PairedData包的var.test给出的结果进行比较。

介绍了单样本正态分布参数的检验问题，我们接下来将重点放在重要的两样本问题上。


5.3.4　基于正态分布检验：两样本

两样本问题的数据来自[image: ]
 的n1
 个观察值（X1
 ，X2
 ，...，Xn
 ）和来自[image: ]
 的n2
 个观察值[image: ]
 。我们假设每个总体内的样本是相互独立的，并进一步假设样本在两总体间也独立。类似单样本问题，我们有下面的一组经常出现的有趣的假设检验问题。

·[image: ]
 和[image: ]
 已知时比较均值：

·H0
 ：μ1
 ＞μ2
 ，H1
 ：μ1
 ≤μ2


·H0
 ：μ1
 ＜μ2
 ，H1
 ：μ1
 ≥μ2


·H0
 ：μ1
 ＝μ2
 ，H1
 ：μ1
 ≠μ2


·[image: ]
 和[image: ]
 未知时比较均值：这是一组与前面相同的假设检验问题。我们做一个额外的假设，即虽然[image: ]
 和[image: ]
 未知，但是二者相等。

·方差比较：

·H0
 ：σ1
 ＞σ2
 ，H1
 ：σ1
 ≤σ2


·H0
 ：σ1
 ＜σ2
 ，H1
 ：σ1
 ≥σ2


·H0
 ：σ1
 =σ2
 ，H1
 ：σ1
 ≠σ2


首先定义两个总体的样本均值[image: ]
 和[image: ]
 。在[image: ]
 和[image: ]
 已知的情况下，检验统计量定义为：

[image: ]


在原假设下，[image: ]
 服从一个标准正态分布。对于检验问题H0
 ：μ1
 ＞μ2
 ，H1
 ：μ1
 ≤μ2
 ，当z＞zα
 时拒绝H0
 ，对于检验问题H0
 ：μ1
 ＜μ2
 ，H1
 ：μ1
 ≥μ2
 ，当z＜zα
 时拒绝H0
 。可以预期和直观猜想，对于H0
 ：μ1
 =μ2
 ，H1
 ：μ1
 ≠μ2
 ，当|z|≥zα/2
 时拒绝H0
 。

让我们考虑一下当方差[image: ]
 和[image: ]
 未知但假设（或已知）相等时的情况。在这种情况下，我们不能进一步使用Z检验和，需要考虑方差的估计。为此，我们定义的合并方差估计如下所示：

[image: ]


其中，[image: ]
 和[image: ]
 是两个总体的样本方差。定义t统计量如下：

[image: ]


该检验过程是针对三个类型假设检验的问题，如果[image: ]
 或者[image: ]
 ，则拒绝原假设。最后，我们关注两个样本间方差检验的问题。在此，检验统计量由下式给出：

[image: ]


在检验过程中，当[image: ]
 时，将分别拒绝的检验问题的原假设H0
 ：σ1
 ＞σ2
 vs H1
 ：σ1
 ≤σ2
 ，H0
 ：σ1
 ＜σ2
 vs H1
 ：σ1
 ≥σ2
 和H0
 ：σ1
 =σ2
 vs H1
 ：σ1
 ≠σ2
 。

现在让我们考虑用到前面列出的假设检验问题的一些情况。


检验例子：
 让我们讨论实际中用到前面提到的假设检验的情形。

·继续化学实验问题，让我们假设化学家们因为在上一节中所讨论的新方法想出了结果相同的解决方案。对新方法，标准偏差仍然是0.05，用新方法得到下列12个测量值：8.78，8.85，8.74，8.83，8.82，8.79，8.82，8.74，8.84，8.78，8.75，8.81。现在，如果它的均值大于较早的一个，那么这种新的解决方案是可接受的。因此，假设检验问题现在为H0
 ：μNEW
 ＞μOLD
 ，H1
 ：μNEW
 ≤μOLD
 。

·Ross（2008），451页。金属切削工具的精度控制是一个非常严谨的事情，切片不能比目标过小或过大。用两台机器切割10块钢，其测量值分别为122.4，123.12，122.51，123.12，122.55，121.76，122.31，123.2，122.48，121.96和122.36，121.88，122.2，122.88，123.43，122.4，122.12，121.78，122.85，123.04。一个切口的长度的标准差为0.5。我们需要检验两台机器的平均剪切长度是否相同。

·对于前面两个问题的假设，虽然方差相等，但它们不是已知的。使用t.test完成假设检验问题。

·Freund和Wilson（2003），第199页。用质量控制观点来看，花生被放置在罐的重量的监测是一个重要问题。重量的一致性最重要，制造商已经引入了新的机器，这应该能给出罐中花生更准确的重量。用新的设备，测试了11瓶的重量，结果为8.06，8.64，7.97，7.81，7.93，8.57，8.39，8.46，8.28，8.02，8.39，而以前的设备9罐的样品的称重为7.99，8.12，8.34，8.17，8.11，8.03，8.14，8.14，7.87。现在的任务是检验H0
 ：σNEW
 =σOLD
 ，H1
 ：σNEW
 ≥σOLD
 。

让我们在R中对前面的四个问题做下检验。

实际演练：检验两样本假设

对于从两个总体产生的假设检验，我们将使用z.test和t.test函数。

1.加载库library（PASWR）。

2.使用z.test和选项x，y，sigma.x和sigma.y进行Z检验：



pH_Data <- c(8.30, 8.42, 8.44, 8.32, 8.43, 8.41, 8.42, 
8.46, 8.37, 8.42)
pH_New <- c(8.78, 8.85, 8.74, 8.83, 8.82, 8.79, 8.82, 
8.74, 8.84, 8.78, 8.75, 8.81)
z.test(x=pH_Data,y=pH_New,sigma.x=sigma.y=0.05,alternative="less")



p值（2.2e-16）很小，表明我们拒绝原假设H0
 ：μNEW
 ＞μOLD
 。

3.对于钢材的切割长度数据的问题，运行下面的代码：



length_M1 <- c(122.4, 123.12, 122.51, 123.12, 122.55, 
121.76, 122.31, 123.2, 122.48, 121.96)
length_M2 <- c(122.36, 121.88, 122.2, 122.88, 123.43, 
122.4, 122.12, 121.78, 122.85, 123.04)
z.test(x=length_M1,y=length_M2,sigma.x=0.5,sigma.y=0.5)



p=0.8335表明该机器切割钢材的方式没有差异。

4.如果方差是相等的但未知，我们需要用t.test来代替z.test：



z.test:
t.test(x=pH_Data,y=pH_New,alternative="less")
t.test(x=length_M1,y=length_M2)



5.p值的两个假设的问题是p-value=3.95e-13和p-value=0.8397。我们把p值的解释留给读者。

6.对于第4个问题，我们有以下的R程序：



machine_new <- c(8.06, 8.64, 7.97, 7.81, 7.93, 8.57, 8.39, 8.46, 
8.28, 8.02, 8.39)
machine_old <- c(7.99, 8.12, 8.34, 8.17, 8.11, 8.03, 8.14, 8.14,
7.87)
t.test(machine_new,machine_old, alternative="greater")



同理，我们得到p值为0.1005！

刚刚发生了什么

函数t.test和z.test可以轻松地从单样本的情况下扩展到两样本检验。

一展身手

在单样本的情况下你对于相同的数据集使用var.test需要和已知标准差的均值比较。现在，使用var.test检验两样本的方差问题需要采用适当的假设。例如，检验pH_Data和pH_New的方差是否相等。用？var.test可发现更多的细节。


5.4　本章小结

在这一章中，我们介绍了“统计推断”，它由三部分组成：参数估计、置信区间和假设检验。我们以似然的重要性开始了本章，并使用R的内置模块求出许多的标准概率分布极大似然估计。后来，简单介绍概念后，我们定义了求置信区间的专用函数。最后，本章考虑了许多重要的随机实验中有用的检验方法。在下一章中我们将介绍线性回归模型，它是本章内容一个更深入的应用。


第6章　线性回归分析

在3.2节中，我们了解了不同的数据可视化技术，这些有助于我们掌握数据变量（箱线图和直方图）以及数据间的相互关系（散点图矩阵）。在例4.6.1IO—CPU时间的耐抗线图中可以看出，CPU_Time与变量No_of_IO呈线性关系。例3.2.9汽油的辛烷值函数pair的输出结果表明一辆汽车行驶的里程与发动机相关特性（如排量、马力、发动机扭矩以及引擎传播类型是手动或自动）有强相关性。而且，一辆汽车行驶的里程也非常依赖于它自身的尺寸（如该辆车的长度、宽度以及重量）。本章解决的问题是通过一个更加合适的模型来增进对初始结果的认识。现在，我们要建立一个线性回归模型来解决这样的问题。因此，本章中我们将会为有关汽车行驶里程问题提供更多具体的答案。

Sir Francis Galton（1908）提出了第一个线性回归模型。回归一词意味着趋于中间状态。协变量也称为自变量、特性或解释变量。当协变量对输出有回归效应时，输出变量也称为相关变量或回归变量。若协变量对输出结果呈线性影响，则我们称此模型为线性回归模型。线性回归模型表明了回归变数和解释变量间的相关性，但并不能说明它们之间有因果关系。在本章后面部分，我们将通过所有的数据了解到一辆汽车的行驶里程与它相关的动力之间的关系为线性函数。从纯科学观点分析，汽车行驶里程与汽车速度、道路状况、气候等之间是一个复杂的公式。虽然线性模型不能深入到技术的细节，但它仍是有效的。当然，其中也存在弊端，仅仅当变量的范围被限定时大多数回归模型才有效，但是模型外推结果通常无法令人满意。本章首先介绍只含有一个因变量和一个协变量的简单线性回归模型。

本章结束时，你将能够通过以下步骤建立一个回归模型：

·建立线性回归模型并解释说明

·验证模型的假设

·识别每个观测值、协变量以及输出结果的影响

·解决协变量相互依赖问题

·选择最优的线性回归模型


6.1　简单线性回归模型

在第4章例4.6.1.中，我们建立了CPU_Time的耐抗线，它是关于No_of_IO的函数。从所有数据点非常接近于函数曲线这一点看，模型是符合要求的。但是，我们需要对斜率值和截距项的估计有更多的统计验证。这里我们采用另一种方法，并用更多的专业细节来说明线性回归模型。

简单线性回归模型即为Y=β0
 +β1
 X+ε，其中X为协变量或自变量，Y为回归变量或因变量，ε为不可观测的误差项。该线性模型参数是β0
 和β1
 。这里的β0
 是截距项，是在x=0时对应的Y值。斜率项β1
 反映了每单元X变化引起的Y值的变化。通常将β0
 和β1
 的值称为回归系数。为了更好地理解回归模型，我们先取n组相互独立的观测值（Y1
 ，X1
 ），...，（Yn
 ，Xn
 ）。我们假设误差项ε服从正态分布且是独立同分布的，即ε~N（0，σ2
 ），其中σ2
 表示误差的方差。该模型的核心假设如下：

·所有观测值都为独立的

·因变量线性依赖于解释变量

·误差项服从正态分布，即ε~N（0，σ2
 ）

我们需要计算出β0
 、β1
 以及σ2
 中的所有未知参数。假设我们有n个独立观测值。对所需参数进行统计推断可以采用最大似然函数方法，在第5章中有最大似然估计方法的介绍。线性回归模型最常用的方法是最小二乘法，即通过使误差平方项总和达到最小，进而确定参数，并且在假设条件下与最大似然估计方法（的结果）是一致的。设β0
 和β1
 是所选的参数。那么残差，即通过使用选择的参数β0
 和β1
 在第i对观测值（Yi
 ，Xi
 ）中真实点与模型预测点间的距离由下式给出：
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现在让我们对（β0
 ，β1
 ）指定不同的值，并可视化其残差。


6.1.1　随意选择参数会发生什么

IO_Time数据集的散点图表明截距项约为0.05。另外，耐抗线给出了斜率值的估计约为0.04。我们对（β0
 ，β1
 ）有三对猜想值，分别为（0.05，0.05）、（0.1，0.04）及（0.15，0.03）。我们现在对已有数据作图，并且看下（β0
 ，β1
 ）三对猜测值下的不同残差。

实际演练：参数的任意选择

1.我们首先对简单线性回归模型的斜率项和截距项进行合理的猜测。想法是检查拟合线与实际观测值之间的差值。调用图像窗口：



par(mfrow=c(1,3)).



2.获得CPU_Time—No_of_IO的散点图：



plot(No_of_IO,CPU_Time,xlab="Number of Processes",ylab="CPU Time",
ylim=c(0,0.6),xlim=c(0,11))



3.回归曲线中取（β0
 ，β1
 ）值为（0.05，0.05），在其散点图中绘制一条直线：



abline（a=0.05，b=0.05，col="blue"）.



4.定义一个函数，使得在（β0
 ，β1
 ）取值为（0.05，0.05）时，可以得到y值：



myline1=function（x）0.05*x+0.05.



5.绘制在（β0
 ，β1
 ）取值为（0.05，0.05）时与真实点的误差（残差）图，使用如下循环语句，并给出第一组猜测的标题：
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6.对后两组猜测的回归系数重复上述练习。

完整的R程序如下：
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三种回归系数的残差

刚刚发生了什么

我们刚刚运行了一个R程序，它得出了任意选择的回归参数的残差，所显示的结果是前述的截图。

在前述的R程序中，我们首先作CPU_Time—No_of_IO图。在第一个图中，我们使用了abline函数，并且指定了截距和斜率分别为a=0.05，b=0.05。从这条直线中，我们通过原始点到该直线的竖直距离来得到误差的大小。这是通过for循环语句，在lines函数中加入点和线来实现的。

对于（β0
 ，β1
 ）的这对猜测值（0.05，0.05），我们看到残差随着x的增加而变大，而猜测值为（0.15，0.03）与之相反。在上述任何一种情况下，我们在某些x值有大的错误（残差）。中间图像（β0
 ，β1
 ）猜测值为（0.1，0.04），它似乎没有大的残差值。（β0
 ，β1
 ）取值为（0.1，0.04）会比其他两个的取值效果更好些。因此，我们需要定义一个标准，这样能让我们在一定意义上找到（β0
 ，β1
 ）的最佳值。该标准是使误差平方的和达到最小值：

[image: ]


其中：
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这里，是对所有观测数对（yi
 ，xi
 ），i=1，2，…n求和。最小化误差平方的总和的方法即为最小二乘法，在简单线性回归模型中，（β0
 ，β1
 ）符合上述标准的值由下式给出：
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其中：
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和
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现在，我们将学习如何用R建立一个简单线性回归模型。


6.1.2　建立一个简单线性回归模型

我们将使用R的函数lm构建所需的模型。函数lm创建了一个lm类的对象，这包含拟合回归模型的总体。通过以下的练习，你将学到：

·对象lm的基本构造

·判断模型显著性的标准

·判断变量显著性的标准

·利用输入信息所解释的输出结果的变化

R中的公式规定了上述关系，具体详情可以通过在R中输入？formula来查询其通用格式。也就是说，函数lm接受一个公式对象作为我们试图建立的模型。data.frame也可以被明确指定，它包括所需的数据。我们需要建立的模型是CPU_Time关于No_of_IO的函数，这是由指定的CPU_Time~No_of_IO来实现的。函数lm是围绕公式展开的，这样可以得到我们的第一个线性回归模型。

实际演练：建立一个简单线性回归模型

我们将使用函数lm及其有用的参数来建立上述简单线性回归模型。

1.输入IO_lm<-lm（CPU-Time~No_of_IO，data=IO_Time），建立一个简单线性回归模型，其中CPU_Time是关于No_of_IO的函数。

2.使用class（IO_lm），验证IO_lm属于lm类。

3.使用函数summay：summary（IO_lm），获得已有回归模型的详情。

结果如下图所示：
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创建第一个简单的线性回归模型

首先，你要问自己一个问题：“这个模型是显著的吗？”答案应看模型F统计量的p值，在summary（IO_lm）输出结果的最后一行。如果p值接近于0，则表明该模型是有效的。关于模型显著性的一个经验法则是，p值应小于0.05。一般规则是，如果你想要模型在指定百分比（记为P）意义下显著，那么F统计量的p值应小于（1-P/100）。

既然我们已经知道该模型是有效的，那么可以思考下自变量和截距项是否显著。这个问题的答案可以看summary（IO_lm）输出结果中变量的Pt（>|t|）。通常，R中表示某项是高显著水平时通常使用在Signif.codes中提到的***、**、*、.，这样可以很容易地同电影或书的评级做类比。就像通用的等级标准，星数量越多表示产品越好，就我们讨论的问题而言，*数量越多表示该变量对建立的模型越显著。No_of_IO的估计值为0.04076。对该系数的解释为：IO数量每增加一单位，CPU_Time就预计增加0.04076。

既然我们已经知道了模型以及其自变量是显著的，那么我们需要知道有多少CPU_Time的变化是可以用No_of_IO来解释的。答案是R2
 ，R2
 乘以100给出了可以被自变量解释的因变量变化的百分比，不要将R2
 与软件R混淆。这里的R2
 称为决定系数。本例中，在CPU_Time的变动有98.76%由No_of_IO解释，该百分比可在summary（IO_lm）输出结果的Multiple R-squared中看到。R2
 度量值没有考虑估计的参数的数量和模型中观测值的数量n（的影响）。Adjusted R-squared（即98.6%）提供一个更有说服力的解释，它考虑了参数和观测值的数量。

我们目前还没有解释summary输出的第一个结果，它与残差有关，是残差的简单统计汇总。例如，summary（CPU_Time）中，残差值的变化范围从-0.016509到0.024006，相比CPU_Time的值不是很大。还有，残差值的中位数接近于0，这是一个重要标志，因为标准正态分布的中位数是0。

刚刚发生了什么

你已经建立一个以自变量为No_of_IO、因变量（输出结果）为CPU_Time的简单线性回归模型。说明模型显著性的重要数据、回归系数等，已经被很清晰地说明了。

一展身手

从数据集包中载入数据集anscombe。数据集anscombe中在x1、x2、x3、x4、y1、y2、y3和y4中有四对数据集。给这四对数据集建立一个简单回归模型，并且得到每对数据集的summary。给出这些summary的解释。注意函数summary的使用细节。如果你需要进一步帮助，只需运行example（anscombe）。

接下来，我们将看一下回归模型中的ANOVA（方差分析），还要得到模型参数的置信区间。


6.1.3　ANOVA及置信区间

对象lm的summary函数指定了模型中的每个变量（包括截距项）的p值。从技术上来说，原假设是检验[image: ]
 ，对应的备择假设是[image: ]
 。这个检验问题在技术上与原假设H0
 ：β0
 =β1
 =0和至少有一个回归系数不为0的备择假设不同。ANOVA（方差分析）给出了后者的答案。

想要了解更多有关ANOVA的详细知识，可以查询http://en.wikipedia.org/wiki/Analysis_of_variance
 。在R中，使用函数anova可以很容易得到一个线性回归模型的方差分析（ANOVA）表。让我们在IO_lm线性回归模型中应用一下刚刚所学的知识。

实际演练：ANOVA和置信区间

在R中使用函数anova和函数confint可以得到对象lm的方差分析表和置信区间。这里，我们对回归对象IO_lm使用这两个函数。

1.对IO_lm使用函数anova来得到方差分析表，输入IO-_anova<-anova（IO_lm）。

2.输入IO-_anova并显示方差分析表。

3.输入confint（IO_lm），得到截距项和变量No_of_IO的95%的置信区间。

R的输出结果如下：
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在线性回归模型中应用ANOVA和置信区间

方差分析表表明变量No_of_IO确实是显著的。注意这里与summary（IO_lm）标准的差异。在前一个例子中，我们使用的是t统计量，而这里，用的是F统计量。准确地说，我们检查了输入变量的方差的显著性。现在我们将给出得到置信区间的方法。

检查参数估计值是否落在了95%的置信区间。上述结果表明我们确实建立了一个很好的线性回归模型。但是，我们在本节的开始也做了许多假设，一个好的做法是看这些假设在实验中的有效程度。接下来我们检验这些假设的有效性。

刚刚发生了什么

ANOVA表是回归模型的一个非常基本的模块，它分开表示了回归平方和误差项的平方和。线性模型的ANOVA和summary的区别在于p值，它们分别为Pr（>F）和Pr（>|t|）。你还发现了一种得到回归模型因变量的置信区间的方法。


6.1.4　模型验证

假设可能不正确的方法不止一种。Tattard等（2012）、Kutner等（2005）讨论了多种拒绝原假设的方式，这些书中提到的合适的方法如下：

·回归函数不是线性的。假若这种情况，我们预计残差相对于解释变量会出现一种不是线性的模式。这样，如果假设是不正确的，那么画一个残差—解释变量的图就可以表示清楚了。

·误差项的方差不是一个定值。注意到我们做出的假设ε~N（0，σ2
 ），即误差方差值的大小与x和y的值无关。我们可以绘制残差对y的拟合值的图来检查这个假设是否正确。

·误差项不是独立的。绘制残差-一系列观测值编号的图可以表明误差项是否独立。如果误差项是独立的，我们通常希望这张图是随机游走的。如果观测到的图呈现一类模式，那么我们可以得到误差不是独立的。

·该模型适用于绝大多数情况，除了一个或几个异常点。在分析研究中，异常值是值得注意的，甚至只有一个异常点也可能会破坏整个模型。一个简单的残差箱线图可表明异常点的存在。如果存在异常点，那么需要剔除该异常点，并重新建立模型。重新建模后，现在提到的模型验证的步骤需要重新进行。事实上，重复此过程直到没有异常值为止。但是，需要读者注意的是，如果一些专家认为这样的异常值确实有存在的意义，那么可能意味着回归模型中缺少一些有用变量。

·误差项不是呈正态分布的。这是线性回归模型中最关键的假设之一。验证假设是否正确是通过使用正态概率图，即预测值（实际累计概率）与观测值作图。如果这些值落在一条直线周围，那么误差项假设正态分布是真的，否则假设不为真。

·接下来展示如何得到用来进行模型验证的残差图。

实际演练：残差图验证模型

R中的函数resid和fitted用于提取对象lm的残差值和拟合值。

1.找出拟合回归模型的残差值，使用函数resid：IO_lm_resid<-resid（IO_lm）。

2.我们需要6张图，因此调用图形编辑器：par（mfrow=c（3，2））。

3.绘制预测变量的残差图：plot（No_of_IO，IO_lm_resid）。

4.检查模型是否为线性，使用plot（No_of_IO，abs（IO_lm_resid），…）及plot（No_of_IO，IO_lm_resid^2，…），获得对预测变量的残差值绝对值对于解释变量的图，还有残差值的平方对于解释变量的图。

5.假设误差项的方差是定值，可以绘制残差对拟合值的图，用于得到所要求图形的语句为：plot（IO_lm$fitted.values，IO_lm_resid）。

6.假设误差是相互独立的，运行代码plot.ts（IO_lm_resid）绘制残差对观测的编号的图进行验证。

7.异常点可以通过残差箱线图得到：boxplot（IO_lm_resid）。

8.最后，假设误差项呈正态分布，它是通过正态概率图来验证的。这个图在一个新的图形编辑器中。

完整的R程序如下：



IO_lm_resid <- resid(IO_lm)
par(mfrow=c(3,2))
plot(No_of_IO, IO_lm_resid,main="Plot of Residuals Vs
Predictor Variable",ylab="Residuals",xlab="Predictor Variable")
plot(No_of_IO, abs(IO_lm_resid), main="Plot ofAbsolute Residual Values
Vs Predictor Variable",ylab="Absolute Residuals", xlab="Predictor
Variable")
# Equivalently
plot(No_of_IO, IO_lm_resid^2,main="Plot of Squared Residual Values
Vs Predictor Variable", ylab="Squared Residuals", xlab="Predictor
Variable")
plot(IO_lm$fitted.values,IO_lm_resid, main="Plot of Residuals Vs
Fitted Values",ylab="Residuals", xlab="Fitted Values")
plot.ts(IO_lm_resid, main="Sequence Plot ofthe Residuals")
boxplot(IO_lm_resid,main="Box Plot of the Residuals")
rpanova = anova(IO_lm)
IO_lm_resid_rank=rank(IO_lm_resid)
tc_mse=rpanova$Mean[2]
IO_lm_resid_expected=sqrt(tc_mse)*qnorm((IO_lm_resid_rank-0.375)/
(length(CPU_Time)+0.25))
plot(IO_lm_resid,IO_lm_resid_expected,xlab="Expected",ylab="Residuals"
,main="The Normal Probability Plot")
abline(0,1)



接下来给出验证模型结果的图。如果在代码rpanova处运行前面的R程序，那么你将会得到下图。
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对于IO_lm假设的违背进行检验
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对于IO_lm假设的违背进行检验（续）

我们已经使用函数resid从对象lm中得到了残差。第一个对预测变量No_of_IO的残差图表明IO的数目越多，残差值越大，这也可以从绝对残差—预测变量图和残差平方—预测变量图得到证明。但是，没有明显看出非线性模型。残差—拟合值的图相似于上述第一个绝对残差—预测变量图。残差的时间序列图并不意味着一个严格的确定性趋势，似乎有点类似于随机游走。因此，这些图不能证明观测值的依赖关系。箱线图没有表明出现异常值。

残差正态概率图如下图所示。
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IO_lm的正态概率图

由于所有点落在了直线的附近，所以不拒绝误差项的正态分布假设。

刚刚发生了什么

前面给出的R程序提供了多种残差图，这有助于验证模型。重要的是，在线性回归模型建立时，这些图都能对其进行检验。CPU_Time作为No_of_IO的函数，线性回归模型是相当不错的。

一展身手

从理论的角度及我自己的经验来看，前面得到的七张图是非常有用的。但是在默认情况下，R也给出了非常有用的lm的残差图。例如，plot（my_lm）生成了一组非常有用的检验图形。同样对于IO_lm可以输入plot（IO_lm）进行尝试。当使用plot.lm函数时，你可以发现plot和lm的更多用法。


6.2　多元线性回归模型

在简单线性回归模型部分，我们注意到在实际应用中的问题，即它只有一个自变量。当我们在解决实际问题时，它往往含有多个自变量。如在例3.2.9中，我们对里程数为因变量、多个汽车相关变量作为自变量的函数进行了图表的研究。在这一节，我们将对汽车里程建立一个多元线性回归模型。

如果我们有因变量X1
 ，X2
 ，…，XP
 它们对自变量Y有线性影响，那么给出多元回归模型，即
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该模型类似于简单线性回归模型，与前面的理解是一样的。这里，我们增加了自变量X2
 ，…，XP
 ，并且它们分别通过增加的回归系数β2
 ，…，βP
 对因变量Y产生线性影响。现在，为理解多元回归模型，假设我们有n对随机观测值（Y1
 ，X1
 ），…，（Yn
 ，Xn
 ），这里Xi
 =（Xi1
 ，…Xip
 ），i=1，…，n。一个矩阵形式对理解多元回归模型的回归系数的估计是有帮助的。我们定义如下：
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n个观测值的多元线性回归模型的矩阵形式为：
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β的最小二乘估计为：
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让我们建立一个适合前面提到的汽车里程数据的多元线性回归模型。


6.2.1　平均K个简单线性回归模型或建立一个多元回归模型

我们已经知道如何建立一个简单线性回归模型。当拓展可能以某种方式存在时，为什么我们应该学习另一种理论呢？直观上看，当有k个变量时，我们可以建立k个模型，每个模型包含一个变量，然后对k个模型的输出结果做简单的平均，这样的平均也可以用于单变量情形下。这里，我们可以在不同的区间划分协变量，然后在各自区间建立简单线性回归模型，最后可以得到不同的模型。Montgomery等人（2001）的文章重点突出这种方法的缺点，参见P120-P122。简单线性模型通常，可能给出错误的回归系数的符号。引发这种问题的原因是多方面的：例如，限制一些解释变量的范围，构造模型时可能省略了至关重要的解释变量，一些没有注意的计算错误。

为讲清楚这点，我们举一个Montgomery等人文章中的例子。

实际演练：平均k个简单线性回归模型

这里，我们将建立三个模型。我们有一个向量形式的回归变量y，两个协变量：x1和x2。

1.输入因变量和自变量：



y <- c(1,5,3,8,5,3,10,7)
x1 = c(2,4,5,6,8,10,11,13)
x2 <- c(1,2,2,4,4,4,6,6)



2.可视化变量间的关系：



par(mfrow=c(1,3))
plot(x1,y)
plot(x2,y)
plot(x1,x2)



3.建立各自的简单线性回归模型和我们第一个多元回归模型：



summary(lm(y~x1))
summary(lm(y~x2))
summary(lm(y~x1+x2)) # Our first multiple regression model
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平均k个简单线性回归模型

刚刚发生了什么

可视化图（上图）表明，x1
 和x2
 对y有正线性影响，在lm（y~x1
 ）和lm（y~x2
 ）也可以看出，参见下面R的输出结果。当你运行下一节步骤2后面的代码可以看到相同的结果，这里省略散点图。然而，这两个模型都是在x1
 ，x2
 包含了完整信息的假设下成立的。这些变量对输出结果也是有重要影响的。但是，R2
 和调整的R2
 等准则表明这两个简单（线性）回归模型的解释能力是非常差的。这意味着我们需要搜集更多的信息，因此我们应用了两个变量，建立了第一个多元线性回归模型，更多细节在下一节将具体介绍。有两个重要的变化值得我们注意，第一，回归系数x1
 符号现在变成了负的，这与我们的直觉是矛盾的；第二，R2
 值增加了很多。我们通过观察总结出：只是将各部分叠加起来有时并不等于整体。


6.2.2　建立一个多元线性回归模型

R中的函数lm与前面介绍的是一样的。我们将继续使用例3.2.9进行说明。回顾该例中的变量，因变量和自变量存储在RSADBE包的数据集Gasoline中。现在，我们在R中定义y是因变量，表示汽车里程，我们需要建立一个多元线性回归模型，它包含对象Gasoline中所有其他的变量。因此，这个公式定义为y~.表明来自Gasoline中所有其他的变量都为自变量。我们以之前得到的拟合多元线性回归模型的结果为基础进行随后的演练。

实际演练：建立一个多元线性回归模型

建立多元线性回归模型的方法与先前一样。如果data.frame中的变量都使用了，我们使用公式y~.。但是，如果需要具体的变量，如x1和x3，那么公式为y~x1+x3。

1.建立多元回归模型：gasoline_lm<-lm（y~.，data=Gasoline）。这里，公式y~.表示变量y为因变量，以及数据集Gasoline中所有其他的变量都为自变量。

2.得到拟合多元线性回归模型的具体情况：summary（gasoline_lm）。

R运行结果如下：
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建立多元线性回归模型

正如简单模型，我们需要首先通过p值和F统计量来检查整体模型是否显著，它们在输出表的最后一行。这里，p值0.0003非常接近零，因此整体模型是显著的。模型中11个指定的变量中，只有x1
 和x3
 ，即发动机排量和扭矩对汽车里程有线性影响。回归系数的估计值表明发动机排量与汽车里程负线性相关，而扭矩与汽车里程正线性相关。这些结果证实了车辆里程的基础科学理论。

第11个自变量有不太一样的输出，由于一些莫名其妙的原因，R已经将该变量重新命名为x11M。我们需要对其进行解释。你可以验证运行sapply（Gasoline，class）后的输出结果。现在，变量x11
 是一个因素变量，假设它可能取两个值A和M，它代表的变速箱是Automatic或Manual。由于分类变量具有特殊性，因此它们需要做不同的处理。因为该变量在当前情况下并不重要，用户可能想跳过这一点。然而，这里进行解释是非常有用的，“跳过”该部分在后面会付出很大的代价。从计算的角度而言，创建（m–1）个新的不同的变量来表示一个水平m的因素变量。如果变量取水平I，则第I个变量取值为1，其余取值为0，其中I=1，2，…，m–1。如果变量取水平m，（m–1）个新变量取值均为0。现在，R取第I个因素水平，并且通过连接变量名和因子水平来命名变量。因此，x11M作为了输出结果的变量名。在这里我们发现因素变量并不显著。如果在某些实验中，我们发现变量的一些因子水平在给定的p值下显著，即使其他因子水平的p值表明它们作用很小，我们也不能忽略它们。

刚刚发生了什么

多元线性回归模型是简单线性回归模型的一个直接的扩展。多元线性回归模型的理解是应该注意的问题。

现在，我们将介绍多元线性回归模型的方差分析和置信区间。需要注意的是方法和简单线性回归没有区别，因为我们处理的对象仍是lm。


6.2.3　多元线性回归模型的ANOVA和置信区间

我们再一次使用函数anova和confint来得到所要的结果。这里，原假设是所有的回归系数都等于0，即H0
 ：β0
 =β1
 =…=βp
 =0，备择假设是至少有一个回归系数不等于0，即H1
 ：β0
 ≠0至少存在一个βj
 ≠0，j=0，1，…p。

实际演练：多元线性回归模型的方差分析和置信区间

函数anova和confint的扩展使用，其方式类似于lm在简单线性回归模型和多元线性回归模型的使用。

1.得到多元回归模型方差分析表的方法和在简单回归模型中的方法是一样的。我们处理的仍是对象lm：gasoline_anova<-anova（gasoline_lm）。

2.得到自变量的置信区间：confint（gasoline_lm）。

R输出的结果如下：
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多元线性回归模型的ANOVA和置信区间

注意函数anova和summary结果的不同之处。现在，我们发现只有第一个变量是显著的。对于置信区间的理解留给读者自己来解决。

刚刚发生了什么

在R中，从简单线性回归到多元线性回归模型的扩展（尤其是方差分析和置信区间）是非常明确的。

一展身手

方差分析表在前面的截图中给出，gasoline_lm的summary在实际演练-建立一个多元线性回归模型的第2步中给出，只是使用了显著的变量建模。


6.2.4　有用的残差图

通过观察上下文中的多元线性回归模型，我们发现调整后的残差比原先的要更有用些。我们假设残差服从均值为0、方差未知的正态分布。未知的方差的估计值是由残差平方和的平均值得到的。对当前模型而言，有四种有用的残差类型。

·标准化残差：我们知道残差的均值是0。标准化残差通过除以残差的标准偏差的估计获得，即残差平方和均值的平方根。标准化残差定义为：
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这里，[image: ]
 ，p是模型中协变量的个数。残差平均值为0，MSRes
 是方差的估计。所以我们希望标准化残差是服从标准正态分布的。这反过来又可以帮助我们验证残差的正态性假设是否有意义。

·半学生化残差：半学生化残差定义为
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这里，hii
 是矩阵[image: ]
 对角线上的第i个元素。残差的方差是根据协变量的值得到的。因此，一个平的比例由MSRes
 得到是不合适的，应根据（1–hii
 ）加以修正，并且MSRes
 （1–hii
 ）是ei
 方差的估计。这就是半学生化残差ri
 的由来。

·预测残差：第i个观测值的预测残差（PRESS）是真实值y与它的预测值之差，其预测值通过剩余的（n-1）个观测得到的回归模型计算出来。现在，令β（i）
 是由剩余（n-1）个观测值得到的回归系数的估计（不包括第i个观测值）。那么i个观测值的预测残差为：
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这里，因为模型中一个观测值的残差值不受自身值的影响，用该方法得到的残差估计值是更为合理的。

·R-学生化残差：这种残差对异常值的检测非常有用。
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这里，MSRes
 是剩余（n-1）个观测值的方差σ2
 的估计。

R-学生化残差的比例变化类似于学生化残差中的变化。

建立n个线性模型的任务可能看起来很艰巨！但是，统计学中的公式和R中的函数为我们节约了时间。我们使用这些函数并制作数据集Gasoline的残差图。接下来做些练习吧。

实际演练：多元线性回归模型的残差图

R中的函数resid、hatvalues、rstandard和rstudent可以得到对象lm所需要的残差。

1.使用gasoline_lm_mse<-gasoline_anova$Mean[length（gasoline_anova$Mean）].得到回归模型的均方误差。

2.用函数resid来提取残差，并标准化参数：stan_resid_gasoline<-resid（gasoline_lm）/sqrt（gasoline_lm_mse）。

3.为了得到半学生化残差，我们首先使用函数hatvalues得到元素hii：hatvalues（gasoline_lm）。剩余的程序在本表最后给出。

4.预测残差是由R中函数rstandard来计算的。

5.R-学生化残差是由R中函数rsudent来得到的。

具体的程序如下：



# Useful Residual Plots
gasoline_lm_mse<-gasoline_anova$Mean[length(gasoline_anova$Mean)]
stan_resid_gasoline <- resid(gasoline_lm)/sqrt(gasoline_lm_mse)
#Standardizing the residuals
studentized_resid_gasoline <- resid(gasoline_lm)/ (sqrt(gasoline_
lm_mse*(1-hatvalues(gasoline_lm))))
#Studentizing the residuals
pred_resid_gasoline <- rstandard(gasoline_lm)
pred_student_resid_gasoline<-rstudent(gasoline_lm)
# returns the R-Student Prediction Residuals
par(mfrow=c(2,2))
plot(gasoline_fitted,stan_resid_gasoline,xlab="Fitted",
ylab="Residuals")
title("Standardized Residual Plot")
plot(gasoline_fitted,studentized_resid_gasoline,xlab="Fitted",ylab
="Residuals")
title("Studentized Residual Plot")
plot(gasoline_fitted,pred_resid_gasoline,xlab="Fitted",
ylab="Residuals")
title("PRESS Plot")
plot(gasoline_fitted,pred_student_resid_gasoline,xlab="Fitted",yla
b="Residuals")
title("R-Student Residual Plot")



由实际演练中给出的模型残差图可知，四张残差图看起来差不多，然而y的比例是有差别的。残差图表明不存在非线性关系，这说明线性假设看起来是合理的。在标准化残差图中，所有观测值都在-3到3之间。因此，在该数据集中无异常点。
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多元线性回归模型的残差图

刚刚发生了什么

使用函数resid、rstudent、rstandard等，我们可以得到多元回归模型有用的残差图。


6.3　回归诊断

在6.2.5节中，我们知道了如何利用残差图来确定异常点。如果存在异常点，我们需要提问如下问题：

·异常观察值是由于在一个或多个协变量的值异常而引起的吗？

·异常观察值是由于输出了一个极值吗？

·异常观察值是由于协变量和输出值都是极值吗？

区分异常值的性质是至关重要的，如同一个人需要确定他的类型。异常点的影响不同，区分异常值的方法肯定也不同。如果异常值是由于协变量的原因，那么这样的观测值称为一个杠杆点；如果异常值是由于y值的原因，那么我们称它为影响点。本节的其余部分将介绍区分异常点的准确的统计方法。


6.3.1　杠杆点

如上所述，一个杠杆点的x值是异常的。杠杆点可能被理论证明它对回归系数的估计是无影响的。但是，这些点对R2
 值的影响很大。那么问题是，我们如何识别这样的点呢？答案是通过观察帽子矩阵[image: ]
 的诊断元素来识别。注意到矩阵H是n×n的。帽子矩阵{hii
 }中第（i，i）个元素为观测值关于拟合值[image: ]
 的杠杆值。杠杆作用的平均大小为h=p/n，其中p是协变量的数量，n是观测值的数量。如果一个观测点的杠杆效应值比的p/n两倍还大，最好将其剔除，该观测点为一个杠杆点。让我们回顾一下汽油问题，并理解所有观测点的杠杆作用。R中函数hatvalues可以提取H中的对角线元素。R的输出结果见下一幅图。

明显地，我们有10个观测值是杠杆点。然而我们只有25个观测值，所以这确实值得思考。线性模型的结果需要谨慎解读！接下来让我们识别汽油线性模型中的影响点。


6.3.2　影响点

影响点有将回归线拉向它的趋势，因此它们会极大程度地影响回归系数的值。我们想要辨认影响点对观测值回归系数的影响，一个方法是思考当该观测点没有被考虑时，回归系数值的变化幅度是多少。识别影响点相关的数学方法已经超出了本书的范围，所以这里使用Cook距离来找到影响点，R中的函数cook.distance返回每个观测值的Cook距离，其经验法则是如果该距离大于1，那么这个观测点就是影响点。让我们使用R中的函数识别出汽油问题中的影响点。
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gasoline_lm拟合模型的杠杆点和影响点

在数据集Eldorado里，我们仅得到一个影响点。关于观测数目和杠杆点的Cook距离图可以很容易得到，即plot（gasoline_lm，which=c（4，6））。


6.3.3　DFFITS和DFBETAS

Belsley、Kuh和Welsch（1980）提出了另外两个准则用于找出影响点。DFBETAS准则表明当第i个观测值剔除时，回归系数的变化（以标准差为单位）。类似的，DFFITS准则对拟合值[image: ]
 产生影响。如果[image: ]
 ，则该点是影响点，其中p指协变量的数目，n是观测值的个数。

最后，如果[image: ]
 ，那么第i个观测值对回归系数j是有影响的。
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Gasoline问题的DFFITS和DFBETAS值

我们已经给出了数据集Gasoline的DFFITS和DFBETAS的值。请读者从上图给出的输出结果中识别出影响点。


6.4　多重共线性问题

多元线性回归模型的重要假设之一是协变量是线性无关的。从线性代数意义上来讲这里的线性无关是指一个向量（本书中的协变量）不能被其他的向量线性表示。从数学意义上来说，该假设即（X＇X）-1
 是非奇异的，或者它的行列式不为0。如果该假设不成立，那么我们会遇到下面提到的一个或多个问题：

·估计[image: ]
 将不可信，并且回归系数的符号很有可能出现错误。

·显著相关因素将不能通过t检验或F检验来识别。

·某些预测值的重要性会削弱。

让我们首先获得数据集Gasoline中的预测值的相关矩阵。因为最后的变量是字符型变量，我们在矩阵中将它剔除。
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Gasoline协变量的相关矩阵

我们可以看出协变量x1
 与除x4
 外的所有其他预测值都有强相关性。类似地，x8
 与x10
 也有强相关性。这强烈表明多重共线性问题是存在。

定义C=（X＇X）-1
 。根据Montgomery等人（2003）提出的，C的对角线上第j个元素可以写为[image: ]
 ，其中，[image: ]
 是xj
 对所有其他协变量做回归（见输出结果）得到的决定系数。现在，变量xj
 与其他所有协变量是线性独立的；我们预计决定系数为0，因此Cjj
 接近于单位元素。但是，如果协变量与其他变量线性相关，那么我们预计决定系数是一个很大的值，因此Cjj
 的值也很大。我们称量Cjj
 为方差膨胀因子，记为VIFj
 。一般的法则：一个协变量与其他协变量是线性无关的，那么它的VIFj
 值应该小于5或10。

实际演练：处理数据集Gasoline的多重共线性问题

使用函数vif可以处理多重共线性问题，该函数可以从car和faraway两个包中获得。我们使用软件包faraway中的函数vif。

1.用library（faraway）载入包faraway。

2.我们只需要得到自变量的方差膨胀因子（VIF）。协变量x11
 是一个字符型变量，数据集Gasoline中第一列变量是因变量。因此，运行vif（Gasoline[，-c（1，2）]）来得到符合条件的自变量的VIF。

3.x3
 的VIF是最大值，为217.587。所以，我们剔出x3
 ，并从剩余变量中得到VIF：vif（Gasoline[，-c（1，4，12）]）。要记住x3
 是数据集Gasoline的第4列。

4.在上一步中，我们发现x10的VIF为最大值77.810。现在，运行vif（Gasoline[，-c（1，4，11，12）]）来看是否所有的VIF都小于10。

5.第一个变量x1的VIF为31.956，那么我们需要剔除x1
 ：vif（Gasoline[，-c（1，2，4，11，12）]）。

6.在上一步的最后，我们有x2的VIF为10.383。因此，运行vif（Gasoline[，-c（1，2，3，4，11，12）]）。

7.现在，所有自变量的VIF都小于10。至此我们的步骤结束。

8.剔除了所有VIF大于10的自变量，那么我们得到了最后的模型，summary（lm（y~x4+x5+x6+x7+x8+x9，data=Gasoline））。
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处理Gasoline数据集的多重共线性问题

刚刚发生了什么

我们使用软件包faraway的函数vif解决了多元回归模型中的多重共线性问题。这帮助我们把自变量从10个减少到了6个，减少了40%。软件包faraway中的函数vif适用于协变量。事实上，软件包car中也有一个相同名字的函数，该函数可以直接运用于对象lm。


6.5　选择模型

在6.4节中，协变量剔除的方法仅与协变量自身有关。但是，更常见的情况是在最终的模型中，协变量的选择与输出结果有关。目前，计算成本几乎不是问题，尤其是对于一些不是非常庞大的数据集而言！接下来的问题是我们要保留模型中所有可能的协变量，还是选择满足一个特定回归模型衡量标准的协变量（比如R2
 >60%）？问题是协变量越多，模型的方差也会增加，而如果协变量较少，那么模型会有大的偏差。哲学中的Occam’s Razor（奥卡姆剃刀）原理适用于此，最简单的模型是最好的模型。在本书中，适合数据的最小的模型是最好的。可以从两个方面进行模型选择：逐步选择和基于准则的方法。在本节中我们将讨论这两种方法。


6.5.1　逐步选择

有三种协变量选择的方法得到最终模型：向后删除、向前选择和逐步回归。我们首先描述向后删除方法，并且使用R软件编写函数来实现该过程。

向后删除

在这个模型中，我们首先使用所有可用的协变量。假设我们希望保留所有p值不超过α的协变量。α的值称为临界α。现在，我们首先删除所有p值大于α的协变量中的p值最大的协变量。我们继续这个步骤直到所有协变量的p值小于α。概括来说，向后删除法步骤如下：

1.保留所有协变量。

2.消除所有p值大于α的协变量中的p值最大的协变量。

3.修改模型并重复第一步。

4.继续上述步骤直到所有协变量的p值小于α。

通常，用户通过summary输出结果查看p值，然后执行上述的算法。Tattar等人（2013）给出了可以立即执行整个算法的函数。这里采用相同函数，并把它运用于线性回归模型gasoline_lm中。

向前选择

在前面的过程中，我们都是从所有协变量开始的。这里，我们从一个空模型开始，并且期望得到p值小于α的最显著的协变量。换句话说，我们建立k个新的线性模型，满足第k个协变量对应第k个模型。当然，这里所说的“最显著”是指在p值小于α的所有协变量中p值最小的那个变量。然后，我们使用选出来的协变量来建立模型。把刚建立的模型当作初始空模型来选择第二个协变量。重复上述过程直到不能再添加更多的协变量。模型选择的步骤总结如下：

1.开始于一个空模型。

2.对每一个协变量，如果要将它添加到模型，计算其p值，选择p值小于α的所有协变量中p值最小的协变量。

3.重复上述步骤，直到模型中没有满足条件的协变量可以添加。

我们再次使用Tattar等人（2013）提出的函数，并将该函数运用其到汽油问题中。

对于模型的选择还有另外一种方法。这里，我们开始是用一个空模型。我们使用向前选择方法来添加协变量，然后用向后删除的方法移除不显著的协变量。继续以上的过程直到不能增加新的或移除已有的协变量。毫无疑问，向前和向后法中的α临界值是预先给定的。这种方法称为逐步回归法。为了行文简洁，这里不再赘述该方法。


6.5.2　基于准则的方法

对模型选择问题的一个有用的方法是评估所有可能的模型，并且根据一定标准来选择其中之一。信息准则（AIC）是一个可以用来选择最优模型的标准。让[image: ]
 表示拟合回归模型的对数似然函数。定义K=p+2表示被估计参数的总数量。拟合回归模型的信息准则（AIC）公式如下：
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现在，在被选模型中AIC最小的模型是最优模型。R中的step函数可以帮助我们完成上述工作，我们将在本章的尾声继续讨论汽油问题。

实际演练：使用向后删除、向前选择和AIC准则进行模型选择

对于逐步选择方法中的向前和向后的过程，我们首先定义两个函数：backwardlm和forwardlm。但是对于基于准则的方法，比如AIC准则，我们使用函数step，它可以用于拟合线性模型。

1.建立函数pvalueslm，它可以提取lm对象协变量的p值：pvalueslm<-function（lm）{summary（lm）$coefficients[-1，4]}

2.建立函数backwardlm，定义如下：



backwardlm <- function(lm,criticalalpha) {
lm2=lm
while(max(pvalueslm(lm2))>criticalalpha) {
lm2=update(lm2,paste(".~.-",attr(lm2$terms,
"term.labels")[(which(pvalueslm(lm2)==max(pvalueslm(lm2))))],s
ep=""))
}
return(lm2)
}



该代码需要进一步解释。为实现后项消元，这里建立了两个新的函数来执行向后删除的过程。让我们仔细研读。函数pvalueslm提取了lm对象协变量的p值。summary（lm）$coefficients[-1，4]的选择是重要的，因为我们关注的是协变量的p值而不是截距项。对lm对象使用summary函数可以得到p值。现在，让观察函数backwardlm。它的参数是对象lm和显著水平值α。我们的目标是执行一个迭代过程直到没有任何协变量的p值大于α。因此我们使用while函数，循环计算。我们希望函数对所有线性模型都成立，而不只是适用于gasoline_lm，而且，我们也需要知道lm对象中特定协变量的名称。为方便起见，我们使用公式lm（y~.），然而这将会对我们产生困扰！值得庆幸的是，函数attr（lm$terms，“term.lables”）可以提取对象lm中的所有协变量的名称。参数[（which（pvalueslm（lm2）==max（pvalueslm（lm2））））]表示超过α的最大p值的协变量的索引（序号）。接下来，paste（“.~.-“，attr（），step=””）返回公式，它将剔出不满足要求的协变量。公式的解释比函数自身要长，这不足为奇，因为R是面向对象的语言，几行代码相比详细的散文而言做得更多。

3.使用函数backwardlm得到有效的线性回归模型，对于汽油问题中的lm对象，设定临界α=0.20：gasoline_lm_backward<-backwardlm（gasoline_lm，criticalalpha=0.2）。

4.得到在上一步中的最终模型的细节：summary（gasoline_lm_backward）。

使用向后删除方法得到的输出结果如下：
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Gasoline问题的向后选择模型

5.函数forwardlm程序如下：



forwardlm <- function(y,x,criticalalpha) {
yx <- data.frame(y,x)
mylm <- lm(y~-.,data=yx)
avail_cov <- attr(mylm$terms,"dataClasses")[-1]
minpvalues <- 0
while(minpvalues<criticalalpha){
pvalues_curr <- NULL
for(i in 1:length(avail_cov)){
  templm <- update(mylm,paste(".~.+",names(avail_cov[i])))
  mypvalues <- summary(templm)$coefficients[,4]
  pvalues_curr <- c(pvalues_curr,mypvalues[length(mypvalues)])
  }
minpvalues <- min(pvalues_curr) Chapter 6
if(minpvalues<criticalalpha){
include_me_in <- min(which(pvalues_curr<criticalalpha))
mylm <- update(mylm,paste(".~.+",names(avail_cov[include_me_in])))
avail_cov <- avail_cov[-include_me_in]
}
}
return(mylm)
}



6.对数据集Gasoline使用函数forwardlm：

gasoline_lm_forward<-forwardlm（Gasoline$y，Gasoline[，-1]，criticalalpha=0.2）。

7.使用函数summary获得最终模型的细节：summary（gasoline_lm_forward）。

R的输出结果如下：
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Gasoline问题的向前选择模型

注意使用向前选择法和向后删除法得到了两个不同的模型。这是可以预想到的，不需要感到惊奇。在这种情况下，你可以选择任意一种模型来做进一步分析或研究。理解函数forwardlm的结构作为留给读者的练习。

8.R中函数step通过使用AIC准则给出了最优的模型：step（gasoline_lm，direction=“both”）。
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逐步AIC

使用AIC选项可以很容易地执行向后法和向前法：direction=“backward”和direction=“backward”。

刚刚发生了什么

我们使用了两个自定义的函数backwardlm和forwardlm来实现向后和向前选择准则。函数step被用于模型选择则是基于AIC准则。

一展身手

采用的数据是主管表现数据，来源于数据包RSADBE中的数据集SPD。这里，Y（因变量）代表的整体评价主管工作。总体得分依赖于其他6个输入值或自变量。输入？SPD可以找到更多关于数据集的详细描述。首先，使用函数pairs可视化数据集。拟合一个关于Y的多元线性回归模型并完成必要的回归任务，比如模型验证、回归诊断和模型选择。


6.6　本章小结

在本章中，我们学习了如何建立一个线性回归模型，检查模型假设中的违例，解决多重共线性问题，并且学会如何找到最优模型。这里，我们借助于两个重要的假设：输出变量是一个连续变量，以及误差项假设服从正态分布。线性回归模型为一般回归问题提供了最好的立足点。但是，当输出的变量是离散的、二分类的，或者多类别的变量时，线性回归模型可能不满足我们的需要。实际上，这并不会让我们失望，因为它本来就不能解决这类问题。下一章将重点研究二分类变量的回归模型。


第7章　logistic回归模型

本章将考虑二分类因变量的回归模型。数据的形式是（Y1
 ，X1
 ）（Y2
 ，X2
 ）…，（Yn
 ，Xn
 ），其中，因变量Yi
 ，i=1，…，n表示二分类的观测结果，并且在统计学意义下假定相互独立向量Xi
 ，i=1，…n是与Yi
 有关系的协变量，在回归问题的意义下，也称为自变量。上一章中，我们考虑的是因变量连续、误差服从正态的线性回归模型，本章我们将考虑高斯（正态）的二分类回归模型，即众所周知的probit模型。

在过去的40年间，出现了一个更广泛的模型——logistic回归模型。在本章的最后，我们将介绍logistic回归模型。本章主要内容如下：

·二元回归问题

·probit回归模型

·logistic回归模型

·模型验证和诊断

·接收操作曲线

·德国的信贷筛选数据的logistic回归分析


7.1　二元回归问题

通过学生入学时的SAT-M（学术能力评估测试-数学科目）考试成绩来分析他们能否顺利完成本学期的统计课程，并进行建模。在期末考试结束后，我们便知道哪些学生顺利通过了考试，哪些学生没有通过。此时，考试结果是通过还是失败用二元数字1/0来表示。这可能表明在入学时该科目的SAT-M分数越高，考生通过考试的可能性越大。该问题在Johnson、Albert（1999）和Tattar等人（2013）的文章中已经详细讨论过。

用Y表示课程考试通过或者失败，X表示入学时SAT-M分数。假设有n对学生分数和他们结业结果的观测值。建立简单线性回归模型，其中结业的概率为pi
 =P（Yi
 =1），把它作为SAT-M成绩的函数，即pi
 =β0
 +β0
 Xi
 +ε。可以使用来自Johnson和Albert（1999）第77页的数据，数据包R的数据集sat。变量X和Y的数据分别命名为Sat和Pass。为了建立一个线性回归模型来得到结业概率，令Yi
 =1，取pi
 =1，否则pi
 =0。散点图Pass—Sat表明SAT-M分数越高的学生结业的可能性越大。SAT分数通常在463到649内变化，因此，我们尝试预测SAT分数为400和700的学生是否能够顺利结业。

实际演练：线性回归模型的局限性

线性模型是为数据集的二分输出而建立的。该模型用于预测某些事件的概率时有如下局限性：

1.使用data（sat）下载数据包RSADBE中的数据集。

2.可视化散点图Pass—Sat：plot（sat$Sat，sat$Pass，xlab=“SAT Score”，ylab=“Final Result”）

3.使用passlm<-lm（Pass~Sat，data=sat）拟合简单线性模型。通过summary（passlm）得到它的总结。使用abline（passlm）在散点图中添加拟合回归曲线。

4.使用R语言对SAT分数为400和700的学生是否顺利结业做出预测：



predict(passlm,newdata=list(Sat=400))
predict( passlm,newdata=list(Sat=700),interval="prediction").



因为F统计量中的p值为0.00179，所以该线性模型是显著的。而且，变量Sat的Pr（>|t|）=0.00018，这又一次表明了模型的显著性。但是，SAT分数为400和700的预测值分别为-0.4793和1.743。可以看出，模型的问题是预测值出现了小于0和大于1的情况。当因变量是一个二分类结果时，以上的局限会限制线性回归模型的使用。

刚刚发生了什么

我们使用简单线性回归模型得到了二分类的概率预测的结果，并且观测到概率并不是在我们预期的[0，1]区间。这表明我们需要一个不同的统计模型来认识协变量和二分类结果之间的关系。

我们将使用两个适合二分类因变量的回归模型：probit回归模型和logistic回归模型。第一个模型将通过一个潜变量使误差项呈正态分布；而后者的误差项为二项分布，是一个使用更广泛的广义线性模型。
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对于分类问题，线性回归模型存在的缺陷


7.2　probit回归模型

probit回归模型被构造为一个潜变量模型。潜变量也称为辅助随机变量，定义其Y*
 如下：
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该模型与先前的线性回归模型一样，只是先前模型中的Y换成了Y*
 。假定误差项ε~N（0，σ2
 ）。那么，当潜变量是正值时，Y被定义为1，即

[image: ]


为了不失一般性，我们假定ε~N（0，1）。那么，由probit模型得到：
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用最大似然估计法来估计β。对于一个容量为n的随机样本，对数似然方程如下：
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通过数值优化技术可以找到β的最大似然估计量。幸运的是，我们不需要着手处理这个艰巨的任务，因为R中的函数glm可以解决这个问题。我们使用先前的数据集Sat来拟合probit模型。

实际演练：了解常量

通过R中的函数glm和自变数binomial（probit）建立Pass变量为Sat分数的Probit回归模型。

1.使用函数glm和选项binomial（probit），拟合Pass变量为Sat分数的probit模型：



pass_probit <- glm(Pass~Sat,data=sat,binomial(probit))



2.通过summary（pass_probit）函数得到对象pass_probit glm的细节。summary函数与线性回归方程不同，并不给出该模型R2
 的度量值（决定系数）。这样的方法并不适用于广义线性模型。但是，某些伪R2
 是适用的，我们使用软件包pscl中的函数pR2来实现。该软件包由斯坦福大学政治科学计算实验室开发，这也是软件包的命名原因（该实验室的英文缩写为pscl）。

3.通过library（pscl）加载软件包pscl，在pass_probit中使用函数pR2，得到伪R2
 的度量值。

最后，我们检查probit模型如何克服线性回归模型带来的问题。

4.得到SAT-M为400和700分的学生结业的概率：



predict(pass_probit,newdata=list(Sat=400),type = "response")
predict(pass_probit,newdata=list(Sat=700),type = "response")



Sat的Pr（>|z|）的值为0.0052，这表明在解释学生是否能够顺利结业时，该变量是显著的。Sat的回归系数值表明，Sat每增加一个单位，相应概率增加0.0334。简单地讲，SAT-M变量与学生结业概率正相关。又McFadden矩阵的伪R2
 值为0.3934，这表明输出结果的39.34%可以被变量Sat解释。因此我们需要收集学生更多的信息。更确切地说，实验者可以尝试得到学生花费在课程或考试上的时间和学生出勤率等数据。然而，尽管SAT-M的成绩是在期末考试的前两年取得的，但它仍具有很好的解释力。

最后，可以看到，SAT-M分数为400和700分的学生结业的概率分别为2.019e-06和1。读者应该注意到选项type=“response”的重要性。在R中输入？predict.glm可以得到更多细节。

下图为R运行结果：
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解决SAT问题的probit回归模型

刚刚发生了什么

处理二分类输出结果，probit回归模型比简单线性回归模型更适合。读者应该学会如何使用函数glm建立probit模型，实际上在本章其余部分会经常用到该函数。得到预测概率的取值范围为0到1。

函数glm适用于一个或多个协变量的情况。glm的公式结构和lm的是一样的。到现在为止，我们并没有详细考虑模型相关的问题。因为更需要关心的是logistic回归模型，这将是本章其余部分的重点，逻辑没有改变。实际上，我们将要回到probit模型和logistic回归模型的诊断分析上。


7.3　logistic回归模型

根据二分类输出结果可以看出考试是否通过，在之前的例子中我们已经使用过该方法。我们通常假定考试通过的观测项服从二项分布。logistic回归模型指定协变量的线性效应作为成功概率的特定函数。定义π（x）=P（Y=1）为成功概率的观测值，用logistic公式定义该模型：
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选择该公式有充足的理由。定义w=β0
 +β1
 x1
 +…+βp
 xp
 。那么易得到π（x）=ew
 /（1+ew
 ）=1/（1+e-w
 ）。因此，如果w减少到负无穷大，则π（x）接近于0；如果w增加到正无穷大，那么π（x）的值接近于1。当w=0时，π（x）的值为0.5。成功概率比失败概率的比值就是让步比，用OR表示，下面是一些简单的算术步骤：
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对让步比取对数，得到：
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这样，我们最终得到，让步比的对数形式是一个关于协变的线性函数。它其实是log（π（xi
 ）/（1-π（xi
 ）））的第二个形式，名字起源于该模型的函数logit的形式。

与（y1
 ，x1
 ），（y2
 ，x2
 ）…，（yn
 ，xn
 ）有关的对数似然函数如下：
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前面的表达式有些复杂，但其是β估计的显式。实际上，这里需要一个专门的算法，该算法是迭代重加权最小二乘法（IRLS）。这里我们不深入研究该算法的细节，读者可以参考Scott A.Czepiel的论文，网址为http://caep.net/stat/mlelr.pdf
 。用R生成迭代重加权最小二乘法的算法具体参考Tattar等人（2013）第19章。就我们的目的而言，可以使用函数glm提供的方法。现在让我们对目前一直关注的数据集Sat-M分数拟合其logistic回归模型。

实际演练：拟合logistic回归模型

使用函数glm和选项family=‘binomial’建立logistic回归模型。通过软件包pscl中的函数pR2得到伪R2
 。

1.使用函数glm和选项family=‘binomial’拟合logistic回归模型，变量为Sat的Pass函数：



pass_logistic <- glm(Pass~Sat,data=sat,family = 'binomial')



2.使用函数summary得到拟合logistic回归模型的细节：



summary(pass_logistic)



在summary中有两个统计量：空偏差（Null deviance）和剩余偏差（Residual deviance）。偏差是用于评估拟合优度的度量值，对logistic回归模型而言，其类似于线性回归模型的残差平方和。空偏差是没有任何信息的模型（例如Sat）的一个度量值，因此我们希望这样的模型能有很大的价值。如果变量Sat对Pass有影响，我们希望该拟合模型的剩余明显少于空模型的剩余。如果剩余偏差明显小于空偏差，那么我们可以得到协变量显著改善后的拟合模型。

3.对软件包pscl使用代码pR2（pass_logistic）得到伪R2
 。

4.得到拟合logistic回归模型的整体模型显著水平：



with(pass_logistic, pchisq(null.deviance - deviance,
df.null - df.residual, lower.tail = FALSE))



p=0.0001496，表明该模型是显著的。变量Sat的p值Pr（>|z|）=0.011，意味着该变量对理解Pass是有用的。Sat的回归系数的估计是0.0578，说明每增加一分，通过的概率增加了0.0578。

这里简要解释一下R代码。由summary.glm（pass_logistic）的输出结果可知，我们得到的所有项为null.deviance、deviance、df.null和df.residual。所以，函数with从对象pass_logistic中提取了所有项，函数pchisq根据偏差（null.deviance-deviance）的不同可以得到p值，根据（df.null~df.residual）得到准确的自由度。
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Sat数据集的logistic回归模型

5.使用函数confint提取回归系数的参数，置信区间为95%，代码如下：



confint(pass_logistic)



95%置信区间不包括0，可知截距项和变量Sat都是显著的。

6.用与probit回归模型一样的方法来得到未知分数的预测值：



predict.glm(pass_logistic,newdata=list(Sat=400),type = "response")
predict.glm(pass_logistic,newdata=list(Sat=700),type = "response")



7.比较logistic模型和probit模型。假设一列SAT-M分数：sat_x=seq（400，700，10）。对这类新的sat_x，使用pass_logistic和pass_probit模型来预测课程完成的概率，如果预测值区别很大，则对其可视化，代码如下：



pred_l <- predict(pass_logistic,newdata=list(Sat=sat_x), type="response")
pred_p <- predict(pass_probit,newdata=list(Sat=sat_x), type="response")
plot(sat_x,pred_l,type="l",ylab="Probability",xlab="Sat_M")
lines(sat_x,pred_p,lty=2)



该预测表明SAT-M分数为400的学生结业的可能性很小，而SAT-M分数为700的学生几乎可以顺利结业。协变量边界很少有观测值，所以概率预测值接近0或1时需要注意。
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用logistic回归模型进行预测

刚刚发生了什么

我们拟合了第一个logistic回归模型，并考察了它的多个测量值，可以根据它们判断该模型的优劣。随后，我们学习了如何理解回归系数的估计，并看到了伪R2值。同时强调了置信区间的重要性。最后，用模型预测一些未观测的SAT-M分数。

Hosmer-Lemeshow拟合优度检验统计量

前面的分析很令人满意，然而仍有很多分析没有做。假设检验问题的形式为：

[image: ]
 解决该假设检验问题的方法采用Hosmer-Lemeshow拟合优度检验统计量。构造该检验统计量的步骤如下：

1.使用分类和拟合函数对拟合值排序。

2.将拟合值分为g组，首选g的值为6到10。

3.找到每组观察的和预期的数。

4.对这些组进行卡方拟合优度检验。因此，定义Ojk
 表示在第j组中第k类的观测值的数量，j=1，2…g；k=0，1；Ejk
 是相应的预期数量。卡方检验统计量表达式如下：
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在原假设[image: ]
 成立的条件下，可以证明。

我们将要使用的R程序参见http://sas-and-r.blogspot.in/2010/09/example-87-hosmer-and-lemeshow-goodness.html
 。值得注意的是，在使用从网上得到的代码时，应核实代码的正确性。

实际演练：Hosmer-Lemeshow拟合优度检验统计量

评估logistic回归模型时，logistic回归中的Hosmer-Lemeshow拟合优度检验统计量是一个重要的矩阵。上述网络链接中的函数hosmerlem适用于pass_logistic回归模型。

1.提取pass_logistic模型中的拟合值：pass_hat<-fitted（pass_logistic）。

2.由先前提到的URL构造函数hosmerlem：



hosmerlem <- function(y, yhat, g=10) {
  cutyhat = cut(yhat,
     breaks = quantile(yhat, probs=seq(0,
       1, 1/g)), include.lowest=TRUE)
  obs = xtabs(cbind(1 - y, y) ~ cutyhat)
  expect = xtabs(cbind(1 - yhat, yhat) ~ cutyhat)
  chisq = sum((obs - expect)^2/expect)
  P = 1 - pchisq(chisq, g - 2)
  return(list(chisq=chisq,p.value=P))
}



函数hosmerlem在这里的作用是什么？显然，它是三个变量的函数：真实输出值y、预测（概率）yhat，以及组g的个数。对于10组预测概率，对变量cutyhat使用函数cut，并将它们分成10个组。对矩阵obs使用函数xtabs得到Ojk
 ，用同样的方法得到Ejk
 。使用chisq=sum（（obs-expect）^2/expect）得到Hosmer-Lemeshow拟合优度检验统计量的值，再通过p=1-pchisq（chisq，g-2）得到相关的p值。最后，通过return（list（chisq=chisq，p.value=p））返回所求的值。

3.用hosmerlem（pass_logistic$y，pass_hat）对拟合模型pass_logistic完成Hosmer-Lemeshow拟合优度检验统计量的计算。
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Hosmer-Lemeshow拟合优度检验

由于观测和预测的y值之间没有显著区别，因此得到的拟合模型是优秀的。既然已经得到了一个好的模型，接下来应研究如何进行有效的模型假设。

刚刚发生了什么

使用网页里的R代码解决了难题。尤其对于理解logistic回归模型，Hosmer-Lemeshow拟合优度检验统计量是一个重要的矩阵。


7.4　模型验证和诊断

之前我们学习了关于残差的程序方法，logistic回归模型中所要求的方法与其类似。本节将研究logistic回归模型中的相关方法。


7.4.1　广义线性模型的残差图

我们已经探讨了残差在线性回归模型验证中的地位。在logistic回归模型中，实际上为广义线性模型，对于模型验证，有5种形式不同但目的相同的残差。

·响应残差：真实值与拟合值之间的差别就是响应残差，即yi
 [image: ]
 ，尤其是，当yi
 =1时，原式为1[image: ]
 ；当yi
 =0时，原式为[image: ]
 。

·异常残差：对第i个观测值，异常残差是模型中异常观测值总和的平方根，即

[image: ]


其中，如果yi
 [image: ]
 是负值，则该公式的符号为正，否则为负值。并且[image: ]
 是成功概率的预测值。

·皮尔森残差：皮尔森残差定义为：
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·局部残差：对第i个观测值的第j（j=1，2，…，p）个预测值的局部残差定义如下：
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局部残差对于区分协变量转换是很有用的。

·沃金残差：logistic回归模型中的沃金残差定义如下：
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使用residuals函数得到上述不同形式的残差，输入？glm.summaries可以得到详细解释。可以通过函数residuals中的选项指定残差。这里不对probit回归模型进行详细解释，但相同的函数同样适用于logistic回归模型。我们要得到拟合值的残差图，并检验logistic回归模型和probit回归模型是否合适。

实际演练：logistic回归模型的残差图

用函数residuals和fitted得到logistic回归模型和probit回归模型的残差图。

1.初始化一个三维的图画窗口：par（mfrow=c（1，3），oma=c（0，0，3，0）。选项oma可以给重要的输出加标题。

2.对模型pass_logistic中的拟合值作响应残差图：



plot(fitted(pass_logistic), residuals(pass_logistic,"response"),
col= "red", xlab="Fitted Values", ylab="Residuals",cex.axis=1.5,
cex.lab=1.5)



使用xlab和ylab的原因请参考前面的章节。

3.比较logistic回归模型和probit回归模型，在上图中加入probit回归模型的响应残差图：



points(fitted(pass_probit), residuals(pass_probit,"response"),
col= "green")



添加一个合适的图例和标题：



legend(0.6,0,c("Logistic","Probit"),col=c("red","green"),pch="-")
title("Response Residuals")



4.在0处添加一条水平线：abline（h=0）。

5.重复上述步骤得到异常残差和皮尔森残差：



plot(fitted(pass_logistic), residuals(pass_logistic,"deviance"),
col= "red", xlab="Fitted Values", ylab="Residuals",cex.axis=1.5,
cex.lab=1.5)
points(fitted(pass_probit), residuals(pass_probit,"deviance"),
col= "green")
legend(0.6,0,c("Logistic","Probit"),col=c("red","green"),pch="-")
abline(h=0)
title("Deviance Residuals")
plot(fitted(pass_logistic), residuals(pass_logistic,"pearson"),
col= "red",xlab="Fitted Values",ylab="Residuals",cex.axis=1.5,
cex.lab= 1.5)
points(fitted(pass_probit), residuals(pass_probit,"pearson"), col=
"green")
legend(0.6,0,c("Logistic","Probit"),col=c("red","green"),pch="-")
abline(h=0)
title("Pearson Residuals")



6.使用title（main="Response，Deviance，and Pearson Residuals Comparison for the Logistic and Probit Models"，outer=TRUE，cex.main=1.5）给出一个合适的标题。
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logistic回归模型的残差图

根据前面三张残差图，可观察到残差减少的两种趋势，其斜率为-1。出现这种趋势的原因是：在点Xi
 处取了一个或者两个值：1-[image: ]
 或-[image: ]
 。因此，在这些残差图中，我们总是得到斜率为-1的两个线性趋势。很明显，logistic回归模型和probit回归模型的残差没有太大的区别。皮尔森残差图也表明有一个异常点的残差值小于-3。

刚刚发生了什么

用选项type的residuals函数可以验证模型和辨认残差值。另外，适用于logistic回归模型的函数也同样适用于probit回归模型。

一展身手

在前面的例子中，没有研究局部残差和沃金残差，这两种残差图留给读者练习！


7.4.2　广义线性模型的影响点和控制点

之前我们了解了如何验证线性回归模型中的影响点和杠杆效应。但对于logistic回归模型，研究影响点和杠杆效应的公式与理论会稍有难度。

实际演练：logistic回归模型的诊断

使用函数hatvalues、cooks.distance、dffits和dfbetas验证拟合模型pass_logistic的影响点和杠杆效应。

1.通过hatvalues（pass_logistic）得到logistic回归模型的强杠杆效应。通过cooks.distance（pass_logistic）得到cooks距离。运行dfbetas（pass_logistic）和dffits（pass_logistic）得到DFBETSA和DIFFITS统计量。

2.使用函数cbind将影响点和杠杆效应的计算放在一起：



cbind(hatvalues(pass_logistic),cooks.distance(pass_
logistic),dfbetas(pass_logistic),dffits(pass_logistic))



输出结果如下图所示。

接下来应对这些度量值进行解释。

3.如果一个观测值的hatvalues得到的值大于2（p+1）/n，那么该观测值有强杠杆效应，其中p表示该模型中协变量的数目，n表示观测值的数目。

使用如下代码可得到对象pass_logistic的强杠杆效应。



hatvalues(pass_logistic)>2*(length(pass_logistic$coefficients)-1)/
length(pass_logistic$y)
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logistic回归模型的影响度量

4.通过cooks.distance得到Cooks距离，如果一个观测值的Cooks距离比Fp+1，n-（p+1）
 分布的10%大，那么该观测值对参数估计有很大影响，如果其超过了同分布50%分位数，那么该观测点是强影响点。在R软件中用以下代码实现：



cooks.distance(pass_logistic)>qf(0.1,length(pass_logistic$
coefficients),length(pass_logistic$y)-length(pass_logistic$
coefficients))
cooks.distance(pass_logistic)>qf(0.5,length(pass_logistic$
coefficients),length(pass_logistic$y)-length(pass_logistic$
coefficients))
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识别异常值

上图表明有8个强杠杆效应点。这里，我们看到在F分布的10%分位点处有两个影响点，但没有强影响点。

5.使用函数plot辨别DFFITS和DFBETAS统计量下的影响点：



par(mfrow=c(1,3))
plot(dfbetas(pass_logistic)[,1],ylab="DFBETAS - INTERCEPT")
plot(dfbetas(pass_logistic)[,2],ylab="DFBETAS - SAT")
plot(dffits(pass_logistic),ylab="DFFITS")
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logistic回归模型的DFFITS和DFBETAS

与线性回归模型中一样，统计量DFFITS和DFBETAS可以度量观测值回归系数的影响。DFBETAS的经验法则是，如果它们的绝对值大于1，那么观测值对协变量有显性影响。在本例中法则是不正确的，我们得到的结论是本例没有有影响的观测值。统计量DFFITS的解释作为练习留给读者。

刚刚发生了什么

为了适应广义线性模型，尤其是logistic回归模型，我们改变了影响点的度量。

一展身手

在logistic回归模型中，特别是对象pass_logistic中执行了影响点和杠杆效应的度量。也可以对pass_probit进行度量。对pass_probit重复整个练习，使用函数hatvalues、cooks.distance、diffits和dfbetas来拟合probit模型，并得出推断。


7.5　接收操作曲线

针对二分类问题，在一定的背景下，比较预测和实际的类非常重要。例如，在银行业，一个实际问题是欺诈性交易和非欺诈性交易的识别。还有另一个，制裁客户贷款问题，即可能成功偿还全部贷款的客户和某一贷款期间违约的客户。根据已有数据，建立分类模型，例如logistic回归模型。

现在，对于logistic回归模型或其他分类模型，如果预测概率大于0.5，则该观测值被认为是一个成功的预测，否则是失败的。需要注意，成功或失败是根据试验来定义的。由现有数据，我们可知实际的观测标签。因此，比较实际标签和预测标签很有意义。理想情况下，我们希望预测标签与实际标签可以很好地匹配。当实际标签表示成功（或失败）时，预测标签也是成功（或失败）。然而，在现实情况下，这是很少见的。也就是说，当预测标签是成功（或失败）时，那么实际标签是失败（或成功）。换句话说，我们犯错误了！把这些注释放在一张表里，即为我们不熟悉的混淆矩阵。

混淆矩阵
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括号中的数字是案例的个数。从上表可以看出，绿色的框是模型中正确的预测，而红色的是错误的。下面的矩阵是与多元模型的对比：

·精度：[image: ]


·精确度：[image: ]


·返回：[image: ]


然而，这些矩阵有很多限制，并需要更有力的步骤。受试者工作特征（ROC）曲线可以提供答案。我们需要两个重要的矩阵来构造受试者工作特征（ROC）。真阳性率（tpr）和假阳性率（fpr）分别定义为：
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通过绘制对应的tpr和fpr形成受试者工作特征曲线。现在我们要通过一个演练来解释其算法。

实际演练：构造受试者工作特征曲线

考虑一简单数据集，用简单的步骤解释所构造的受试者工作特征曲线。

1.假设n=10个观测值的预测概率分别为：0.32，0.62，0.19，0.75，0.18，0.18，0.95，0.79，0.24，0.59。构造变量如下：



pred_prob<-c(0.32, 0.62, 0.19, 0.75, 0.18, 0.18, 0.95, 0.79, 0.24, 0.59)



2.降序排列该预测值：



> (pred_prob=sort(pred_prob,decreasing=TRUE))
[1] 0.95 0.79 0.75 0.62 0.59 0.32 0.24 0.19 0.18 0.18



3.规范上步中单元间隔的预测概率：



> pred_prob<-(pred_prob-min(pred_prob))/(max(pred_prob)-min(pred_prob ))
> pred_prob
[1] 1.00000 0.79221 0.74026 0.57143 0.53247 0.18182 0.07792 0.01299 0.00000 0.00000



现在，在先前排序概率的每一个百分比中，我们提交了假阳性和假阴性数据。因此，我们希望检察预测百分比的每部分，即tpr和fpr的量。由于10个点数量比较少，所以现在我们需要考虑预测概率的数据集和真实标签。

4.使用data（simpledata）从数据包RSADBE下载说明数据集。

5.建立阈值向量：threshold<-seq（1，0，-0.01）。

6.找到数据集中正（成功）和负（失败）事件的数目：P<-sum（simpledata$Label==1）和N<-sum（simpledata$Label==0）。

7.初始化fpr和tpr：tpr<-fpr<-threshold*0。

8.设置下面的循环，用于计算在阈值向量每点的fpr和tpr：



for(i in 1:length(threshold)) {
      FP=TP=0
      for(j in 1:nrow(simpledata)) {
      if(simpledata$Predictions[j]>=threshold[i]) {
      if(simpledata$Label[j]==1) TP=TP+1 else FP=FP+1
                 }
            }
      tpr[i]=TP/P
      fpr[i]=FP/N
           }



9.绘制对应的tpr和fpr曲线：



plot(fpr,tpr,"l",xlab="False Positive Rate", ylab="True Positive 
Rate",col="red")
abline(a=0,b=1)



[image: ]


ROC曲线图解

在未知观测值任何特征的情况下，对角线对“是”或“否”有随机分类性能。任何好的分类应出现在该直线以上。该未知情形的分类的效果比随机分类的效果要好很多。一个分类总是优于另一个，那么我们选择前者，该意义下，和有竞争力的分类相比，受试者工作特征曲线是有用的。

网上有对受试者工作特征曲线很好的介绍性论述，可参考http://ns1.ce.sharif.ir/courses/90-91/2/ce725-1/resources/root/Readings/Model%20Assessment%20with%20ROC%Curves.pdf
 。

刚刚发生了什么

我们清楚地解释了受试者工作特征曲线的构造！前面的程序非常简单。在之后的章节，我们将使用数据包ROCR来构造受试者工作特征曲线。

接下来，我们将看一个生活中的问题。


7.6　德国的信用甄别数据集的logistic回归

人们为银行的各种贷款编写了很多应用程序。这些贷款可能是个人贷款，家庭贷款，汽车贷款等。从银行角度来看，贷款对他们来讲是一种资产，因为客户会付给他们利息，并且在一段时间后银行还可以赚得利润。如果客户能及时归还贷款，也就是说他们按月付款或在截止日期前归还全部金额，那么银行就能赚到钱。然而，有些顾客偶尔拖欠贷款。事实上，拖欠贷款的客户很少，仅有5%。然而，一个不良客户可能带走20个或更多的客户带来的利润。在这种假设下，银行最终会入不敷出，最终可能导致破产。

现在，贷款申请表要求申请人提供大量的详细信息。这些贷款申请表有助于银行建立合适的分类器，如logistic回归模型，这样能预测哪类客户最有可能进行欺诈性贷款。银行会减少可能在将来拖欠贷款的客户的贷款金额。可以在网上查到一个真实的1000名贷款客户数据集，网址为http://www.stat.auckland.ac.nz/~reilly/credit-g.arff
 和http://archive.ics.uci.edu/ml/datasets/Statlog+(German+Credit+Data)
 。教授Hofmann搜集了这些数据，数据包含了关于顾客信息的20个变量。通过这些数据可以知道顾客是否拖延还贷。变量的描述如下表。

Sharma使用R软件对该数据的详细分析以及相关有用的文件可以从http://cran.r-project.org/doc/contrib.Sharma-CreditScoring.pdf
 下载。
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德国信用数据集是数据包RSADBE中的数据GC。让我们建立一个可以识别良好客户和不良客户的分类器。

实际演练：德国信用数据集的logistic回归模型

建立logistic回归模型，该模型是关于信用卡应用得分的模型，并拟合受试者工作特征曲线来评价该模型。

1.调用文件ROCR：library（ROCR）。

2.使用data（GC），从当前会话中得到德国信用数据集。

3.对good_bad建立logistic回归模型：GC_LR<-glm（good_bad~.，data=GC，family=binomial（））。

4.运行summary（GC_LR），并识别显著变量。同时回答模型是否显著？

5.使用预测函数得到预测值：LR_Pred<-predict（GC_LR，type=‘response’）。

6.使用软件包ROCRzhon中的预测函数，建立一个预测对象：GC_pred<-prediction（LR_Pred，GC$good_bad）。

由于建立受试者工作特征曲线的不同要求，函数prediction建立了不同计算要求的操作。输入？prediction得到关于该函数的更多细节。

7.设置所需的performance向量，进而得到受试者工作特征曲线：GC_perf<-performance（GC_pred，“tpr”，“fpr”）。

函数performance使用预测对象建立了受试者工作特征曲线。

8.最后，可视化受试者工作特征曲线：plot（GC_perf）。
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受试者工作特征曲线表明logistic回归模型在识别有欺诈行为的顾客方面是有效的。

刚刚发生了什么

在有足够数据的情况下，考虑了一个生活中真实存在的问题。就收集的数据来说，拟合的logistic回归模型对有欺诈行为的顾客做出了很好的解释。

一展身手

写一个原始程序，对simpledata做受试者工作特征曲线。对红色曲线重复该练习。使用软件包ROCR中的函数prediction和performance，在先前步骤中对simpledata添加绿色曲线。你期望的结果是什么呢？


7.7　本章小结

最初，我们对二分类问题使用了一个简单线性回归模型，并且看到了相同的局限性。Probit回归模型是通过一个潜变量来拟合线性回归模型的，并克服了简单线性回归模型的缺点。我们详细介绍了通用的logistic回归模型，并且提出了有助于模型验证的不同的残差形式。同时也讨论了影响点和杠杆效应点，它们可以剔除异常点，进而得到一个更好的模型。受试者工作特征曲线的矩阵形式可以帮助我们理解分类器的功能。最后，通过一个应用，即识别良好客户和不良客户的问题，总结了本章内容。

尽管线性有很多优点，但不管是线性回归模型还是logistic回归模型，它们仍有很多不足。下一章，我们将从多项回归模型开始，进而考虑正规化的影响。


第8章　正规化回归模型

在第6章和第7章中，我们主要介绍了线性回归模型和logistic回归模型。在线性回归模型的模型选择问题上，我们发现协变量既不是选定的，也与p值无关。但是，只要p值小于阈值，那么我们就不再考虑这个被拒绝的协变量了。这可能会导致丢弃协变量，即使它们有回归系数。特别地，这样可能会导致最终模型对数据过度拟合。我们需要解决这个问题。

在不考虑技术细节时，我们将首先考虑拟合一个多项式回归模型，并且弄明白多项式阶数为多高时，该模型拟合效果最好。接下来我们考虑的是一个更广泛的框架，即B样条曲线（B-splines）。该方法将指引我们考虑平滑样条模型，也就是岭回归模型。本章最后得出，岭回归模型是线性回归模型和logistic回归模型的一个延伸。更多细节可参见Berk（2008）的第2章和Hastie等人（2008）的第5章。本章的主要内容如下：

·广义回归模型中的过度拟合问题

·某个特殊情况下回归样条的使用

·改善回归系数的估计，克服线性模型和logistic模型中岭回归的过度拟合问题

·回归模型中练习＋验证＋试验的结构


8.1　过度拟合问题

可以通过一个例子来准确理解线性回归模型的局限性。我已经建立了一个假定数据集让读者理解过度拟合问题。下图是该数据集的散点图。

从该散点图中得到，x小于6时，y是随x增加而线性递增的，粗略得出斜率的估计值是（50-10）/（5.5-1.75）=10.67。该斜率是基于一个线性项甚至是二次项的。另一方面，当x大于6时，y随x增加而减小，并且减小的幅度很大，接近（10-50）/（10-6）=-10。现在，让我们来看完整的图，它表明输出的结果Y依赖于协变量X高阶。让我们拟合不同次数的多项式曲线，并且理解不同线性回归模型的特征。k次多项式回归模型定义如下：
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这里，项X，X2
 ，…，Xk
 看作不同的变量，在某种意义上，通过定义X1
 =X，X2
 =X2
 ，…，Xk
 =Xk
 ，该项可以和第6章介绍的多元线性回归模型进行对比。多项式模型的推导过程和k元线性回归模型推导是一样的。
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通过散点图展示非线性关系

图中的数据来自RSADBE中的数据集OF。函数lm的公式的右边使用选项poly，用于拟合多项式回归模型。

实际演练：理解过度拟合

使用函数lm构造多项式回归模型，如我们先前看到的一样，还需使用选项poly。

1.使用data（OF），在R中读取假设数据集。

2.作Y~X图：plot（OF$X，OF$Y，"b"，col="red"，xlab="X"，ylab="Y"）。

3.拟合次序为1、2、3、6、9的多项式回归模型，并且添加对协变量X的拟合曲线，代码如下：



lines(OF$X,lm(Y~poly(X,1,raw=TRUE),data=OF)$fitted.
values,"b",col="green")
lines(OF$X,lm(Y~poly(X,2,raw=TRUE),data=OF)$fitted.
values,"b",col="wheat")
lines(OF$X,lm(Y~poly(X,3,raw=TRUE),data=OF)$fitted.
values,"b",col="yellow")
lines(OF$X,lm(Y~poly(X,6,raw=TRUE),data=OF)$fitted.
values,"b",col="orange")
lines(OF$X,lm(Y~poly(X,9,raw=TRUE),data=OF)$fitted.
values,"b",col="black")



poly选项用来区分多项式的次数：
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拟合回归模型的高阶多项式项

4.给图添加合适说明：



legend(6,50,c("Poly 1","Poly 2","Poly 3","Poly 6","Poly 9"),
col=c("green","wheat","yellow","orange","black"),pch=1,ncol=3)



5.初始化下列向量：



R2 <- NULL; AdjR2 <- NULL; FStat <- NULL
Mvar <- NULL; PolyOrder<-1:9



6.现在，依次序从1到9拟合回归模型（因为我们只有10个点），并且提取R2、Adj-R2、F-统计量的值，以及模型的变量：



for(i in 1:9) {
  temp <- summary(lm(Y~poly(X,i,raw=T),data=OF))
  R2[i] <- temp$r.squared
  AdjR2[i] <- temp$adj.r.squared
  FStat[i] <- as.numeric(temp$fstatistic[1])
  Mvar[i] <- temp$sigma
      }
cbind(PolyOrder,R2,AdjR2,FStat,Mvar)



7.让我们来看一下回归系数的数值：



as.numeric(lm(Y~poly(X,1,raw=T),data=OF)$coefficients)
as.numeric(lm(Y~poly(X,2,raw=T),data=OF)$coefficients)
as.numeric(lm(Y~poly(X,3,raw=T),data=OF)$coefficients)
as.numeric(lm(Y~poly(X,4,raw=T),data=OF)$coefficients)
as.numeric(lm(Y~poly(X,5,raw=T),data=OF)$coefficients)
as.numeric(lm(Y~poly(X,6,raw=T),data=OF)$coefficients)
as.numeric(lm(Y~poly(X,7,raw=T),data=OF)$coefficients)
as.numeric(lm(Y~poly(X,8,raw=T),data=OF)$coefficients)



下图表明回归系数值比较大，特别地，随着多项式次数的增加，回归系数也在增加。这是一个问题！随着一个模型复杂度的增大，可解释性也会变得困难。在接下来的部分，我们将讨论多项式回归中的不同技术。
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多项式回归模型的回归系数

刚刚发生了什么

散点图表明多项式回归模型也许是合适的。拟合高阶多项式曲线给出了近距离逼近的拟合。我们观察到回归系数随多项式拟合的次数而增加。

接下来，我们考虑更为广泛的回归样条模型。

一展身手

gasoline_lm中R2的值为0.895，对协变量增加高阶项，使得R2的值达到0.95。


8.2　回归样条

在本节中，我们将要增强或推广线性回归模型。我们将从一个分段的线性回归模型开始，然后考虑多项式回归的延展。样条（spline）是指可以很容易地沿着曲线弯曲的一根很薄的木头。


8.2.1　基函数

在上一节，我们对输入变量X做了多个转换，即X1
 =X，X2
 =X2
 ，…，Xk
 =Xk
 。在4.4节中，相比原变量的茎叶图，对数转换更有用。在很多应用中，我们能发现转换后的变量比初始变量更重要。因此，我们需要一个更通用的结构来考虑变量的转换。这样一个结构由基函数来提供。对一个单变量X，转换的集合定义如下：
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这里，hm
 （X）是X的第m次转换，βm
 是相关回归系数。在简单线性回归模型的例子中，我们有h1
 （X）=1，h2
 （X）=X。对于多项式回归模型，我们有hm
 （X）=Xm
 ，m=1，2，…，k，并且对数转换有h（X）=logX。通常，对于p元线性回归模型，其基函数如下：
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对于多元线性回归模型，我们有hj1
 （Xj
 ）=Xj
 ，j=1，…，p。总之，变换包括如正弦、余弦和求幂运算的函数和指示函数。


8.2.2　分段线性回归模型

考虑数据集的散点图，在数据集PWR_ILLus中，散点图是可用的，见下图。下图为数据集（A）的散点图，使用了分段线性回归模型（B）的拟合值，我们在该图中看到的是一个斜体字母N，其中在X小于15时，Y随X的增加而增加；接着当X从15增加到接近30时，该图是一个下降的陡坡或者是一个负相关关系；最后y值增加并超过了原先的最大值。以某种方式，我们可以假定间断点为x=15和x=30。从该散点图可以很明显地看出，x值和y值的线性相关性分为3个实线间隔是合适的，分别为：x<15，15<x<30，x>30。那么问题是我们对于这一现象应该如何建立一个回归模型呢？答案是提供分段线性回归模型。在这个特定情况下，我们有两段线性回归模型。

通常，线性模型有拐点时，我们定义两个点xa
 ，xb
 。之后定义指示函数Ia
 ，当x大于xa
 时，Ia
 =1，否则Ia
 =0。类似地，定义第二个拐点的指示函数Ib
 。分段线性回归模型定义如下：
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在该分段线性回归模型中，我们有四个变换，包括h1
 （X）=1，h2
 （X）=X，h3
 （X）=（X-xa
 ）Ia
 ，以及h4
 （X）=（X-xb
 ）Ib
 。回归模型的解释说明需要注意。如果x<xa
 ，那么y的均值将是β0
 ＋β1
 X。如果xa
 <x<xb
 ，则Y的均值为β0
 +（β1
 +β2
 ）X-β2
 xa
 。如果x＞xb
 ，则为（β0
 -β2
 xa
 -β3
 xb
 ）＋（β0
 ＋β2
 ＋β3
 ）X。在这些区间的截距项分别是β0
 、β0
 -β2
 xa
 和（β0
 -β2
 xa
 -β3
 xb
 ）。当然，现在我们考虑的是在R中拟合分段线性回归模型。我们给自己设定了这一任务！

实际演练：拟合分段线性回归模型

使用R中相同的函数lm，可以对分段线性回归模型进行拟合，虽然很容易但要谨慎一点。使用循环来找到模型中改变运动轨迹的点。

1.使用data（PW_Illus）将数据集读入R中。

2.为方便起见，在对象PW_Illus中增加变量：attach（PW_Illus）。

3.为保险起见，我们将选择一列x值，它们中可能有间断点：



break1 <- X[which(X>=12 & X<=18)]
break2 <- X[which(X>=27 & X<=33)]



4.得到潜在间断点的个数：n1<-length（break1）和n2<-length（break2）。

我们没有给出一个清晰定义间断点的标准，来选择n1或n2的x值。因此，我们将运行不同的线性回归模型，并选出间断点（xa，xb），使得返回的平均残差平方和最小。为得到这样的结果，我们建立一个三列的矩阵，其中前两列是可能的间断点，第三列是它们对应的平均残差平方和。根据最小残差平方和选择的那些点就是目前最好的模型。

5.设置一个所需的矩阵，由已有的潜在间断点建立所有可能的回归模型，注意它们的平均残差平方和，程序如下：



MSE_MAT <- matrix(nrow=(n1*n2), ncol=3)
colnames(MSE_MAT) = c("Break_1","Break_2","MSE")
curriter=0
for(i in 1:n1){
  for(j in 1:n2) {
  curriter=curriter+1
  MSE_MAT[curriter,1]<-break1[i]
  MSE_MAT[curriter,2]<-break2[j]
  piecewise1 <- lm(Y ~ X*(X<break1[i])+X*(X>=break1[i] &
X<break2[j])+X*(X>=break2[j]))
  MSE_MAT[curriter,3] <- as.numeric(summary(piecewise1)[6])
             }
               }



注意规范化分段线性回归函数中的公式的使用。

6.找到间断点：MSE_MAT[which（MSE_MAT[，3]==min（MSE_MAT[，3]）），]。因此，间断点是（14.000，30.000）。现在让我们看下模型拟合的优度如何。

7.首先，通过plot（PW_Illus）重新得到散点图。在间断点（14，30）处拟合分段线性回归模型：pw_final<-lm（Y~X*（X<14）＋X*（X>=14&X<30＋X*（X>=30））。在散点图中增加拟合值：points（PW_Illus$X，pw_final$fitted.values，col="red"）。

注意到拟合值对初值是一个很好的反映。事实是拟合值可以拓展到不同的情形中，该研究的前景很好，在本节的稍后部分将对其作更详尽的讲解。
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数据集的散点图和使用分段线性回归模型的拟合值

刚刚发生了什么

分段线性回归模型已经在假设情形下进行了探讨，并且我们研究了如何使用平均残差平方和来辨别断点。

分段线性回归模型用法灵活，并且当模型中有间断点时，分段线性回归模型是很有用的。当然，虽然有很多优点但该模型也存在局限性。从技术的角度来看，该模型是不连续的，而从应用的角度来看，在确定间断点的值以及拓展到多维度情形方面存在问题。因此，这要求我们要寻求一个更通用的结构，使得我们不再受这些问题的约束。在接下来的章节中，我们提供了一些答案。


8.2.3　自然三次样条函数和一般的B样条曲线

我们首先考虑多项式回归样条模型。正如前面讨论的，在分段回归模型中有很多间断点。在某些意义上讲，通过使用x的三次函数可以得到更大的连续性，然后在三次样条中建立回归样条，参见Berk（2008）中2.2节。假定我们要求的节点处有k个数据点。假定这些节点位于点ξ1
 ，ξ2
 ，…，ξk
 ，它们的边界点是ξ0
 和ξk+1
 ，不妨设ξ0
 <ξ1
 <ξ2
 <…<ξk
 <ξk+1
 。分段三次多项式回归模型如下：

[image: ]


这里，函数[image: ]
 表示接受自变量的正值，再进行三次方运算，即：
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在此模型中，K＋4个基函数如下：
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现在，我们将考虑Montgomery等人（2005）页数为231-3中的例子。众所周知，导弹发动机的电池电压降随着时间的变化有不同的表现。下图表示在不同的时间点电池电压降的散点图。VD来自于数据包RSADBE。针对时间t=6.5和t=13秒节点处的数据集，我们需要建立一个分段三次回归样条，因为导弹会在这两个时间点处变换它的运行轨道。如果我们使用Y来定义电池电压降，使用t定义时间，那么该问题的模型如下：
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本书的数学范围是不可能深入自然三次样条回归模型或者B-样条回归模型的细节的。但是，我们可以使用函数lm公式中的选项ns和bs以及适当地方的节点进行拟合。模型就可以被建立起来，而且其拟合也可以被可视化。现在，让我们来拟合该模型！

实际演练：拟合样条回归模型

我们将对电压降问题使用自然三次样条回归模型拟合。

1.使用data（VD）向R中读取所需数据集。

2.使用par（mfrow=c（1，2））调用图表编辑器。

3.对数据作图，并给出一个合适的标题：



plot(VD)
title(main="Scatter Plot for the Voltage Drop")



4.使用函数lm和相关选项，建立一个分段三次多项式回归模型：



VD_PRS<-lm(Voltage_Drop~Time+I(Time^2)+I(Time^3)+I(((Ti
me-6.5)^3)*(sign(Time-6.5)==1))+I(((Time-13)^3)*(sign(Time-13)==1)),data=VD)



根据自变数是正值、零和负值，函数return返回的数值变量分别为1、0和-1。运算I是一种抑制命令的算子，在这里自变量作为一种格式被引入，输入？I，可以得到其更多细节。该运算尤其适用于data.frame和R的公式程序。

5.运行下列代码，得到拟合散点图：



plot(VD)
points(VD$Time,fitted(VD_PRS),col="red","l")
title("Piecewise Cubic Polynomial Regression Model")
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电压降低的散点图和三次多项式回归模型

6.使用summary（VD_PRS）得到拟合模型的细节。

R的输出结果见下图，summary的输出结果显示这里的每个基函数都是显著的。

7.使用选项ns拟合自然三次样条回归模型：



VD_NCS <-lm(Voltage_Drop~ns(Time,knots=c(6.5,13),intercept= TRUE,degree=3), data=VD)
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拟合三次多项式回归模型的细节

8.得到拟合图，代码如下：



par(mfrow=c(1,2))
plot(VD)
points(VD$Time,fitted(VD_NCS),col="green","l")
title("Natural Cubic Regression Model")



9.使用函数summary得到VD_NCS的相关细节：summary（VD_NCS）；见下图。

10.使用选项bs拟合B—样条曲线回归模型：



VD_BS <- lm(Voltage_Drop~bs(Time,knots=c(6.5,13),intercept=TRUE, degree=3), data=VD)



11.得到VD_BS的拟合图，R程序如下：





plot(VD)
points(VD$Time,fitted(VD_BS),col="brown","l")
title("B-Spline Regression Model")



12.最后，输入summary（VD_BS）得到拟合B—样条曲线回归模型的细节。

B—样条曲线回归模型的主要目的是用图例表明，对比自然三次回归模型，它的样条在边界点是光滑的。这在下图中可以清晰看到。

VD_NCS模型和VD_BS模型有很好的统计性，并且能够很好地对数据建模。
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自然三次样条和B样条回归模型

[image: ]


自然三次样条和B样条回归模型的细节

刚刚发生了什么

最初，我们拟合了分段多项式回归模型，然后又简单学习了自然三次样条回归和B—样条曲线回归模型。这三种模型给真实数据提供了很好的拟合方法。因此，有一个很好的猜测或者试验/理论的证明，即线性回归模型在有效的方法下可以进行延伸。


8.3　线性模型的岭回归

在本章多项式回归模型的回归系数一图中，我们看到多项式的次数增加时，回归系数的量值急速增加。正如在前面章节看到的，对线性回归模型做正确的微调，这样它给出了正确的结果。但是，先前部分的模型只有一个协变量，而多元回归模型的区别节点却是一个过于复杂的问题。因此，如果我们的问题中有大量的协变量，它们之间自然可能有一些依赖关系，这由于某些原因是无法调查研究的。在这类问题中，就协变量回归系数大小而言，可能会出现某些协变量主导其他协变量的情况，这将使整个模型无效。进一步而言，即使在单变量情况下，在节点的数量、它们的位置以及分析器计算多项式次数的选择上，也是存在问题的。有另外一种解决该问题的方法，即使残差平方和最小化[image: ]
 。最小二乘方法可以得到β的估计：
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在第6章中，我们学习了如何剔除异常点，模型拟合的度量以及模型选择方法。但是，这些方法都是在模型建立之后使用，因此从某种意义上说，它们提供了过度拟合问题的解决方法，但是我们需要更稳定的方法。那么问题即为，我们在构造模型时，如何自己克服过度拟合问题？解决该问题不是易事。回答是肯定的，那么我们将要做的就是找出这种方法。

当我们有二次损失函数时，那么最小二乘方法是最佳的解决方法。该方法是通过合并约束项来修改损失函数的，这给我们免受过度拟合问题困扰提供了保证。在数学上，对于回归系数的大小我们增加了约束项；事实上，该约束可以使得回归系数平方和达到最小。形式上，我们的目标是得到如下问题的最优解：
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这里λ>0是控制因素，同样也被称为调整参数；[image: ]
 是约束。如果λ=0，我们得到了前面最小二乘的解答。注意，截距与约束是没有关系的。现在，对于较大值的[image: ]
 ，那么残差平方和将会很大。因此，不严格地讲，要让[image: ]
 的值最小，那么[image: ]
 的值也应该是最小的。前面的最小化问题的最优解如下：
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λ的选择是很重要的。有多种选择来得到λ：

·通过交互变换可以得到λ值（这将在本章后部讨论）

·使用半自动方法得到λ值，参见http://arxiv.org/pdf/1205.0686.pdf


对于第一种方法，我们可以使用软件包MASS中的函数lm.ridge；第二种半自动监测方法可以使用软件包ridge中的函数linearRidge。

在如下R的练习中，我们将使用函数lm.ridge和linearRidge。

实际演练：线性回归模型的岭回归

对于求岭回归模型，软件包ridge中函数linearRidge和软件包MASS中的函数lm.ridge是两个很好的选择。

1.尽管对象OF可能仍然在会话中，但是我们需要重新加载一次：data（OF）。

2.使用libarary（MASS）和libarary（ridge）加载MASS和ridge包。

3.对于三次多项式回归模型和不同的λ值，包括0，0.5，1，1.5，2，5，10和30。

使用下面R代码得到岭回归系数：



LR <-linearRidge(Y~poly(X,3),data=as.data.frame(OF),lambda =c(0,0.5,1,1.5,2,5,10,30))
LR



软件包ridge中的函数linearRidge可以执行线性模型中的岭回归。我们有两个选项。首先，我们指定λ值，它可能是一个标量或者一个矢量。当λ值是标量时，它将只返回（ridge）回归系数的集合。如果λ值是一个矢量，那么它将返回相关回归系数的集合。

4.对不同的λ值，计算[image: ]
 的值：



LR_Coef <- LR$coef
colSums(LR_Coef^2)



注意到当λ值增加时，[image: ]
 的值在减少。但是，这并不是说λ值越大越好，因为[image: ]
 的值将减少到零，最后，将没有变量可以显著解释说明输出结果。λ值的选择将在最后讨论。

5.函数linearRidge也可以用于找到“最优”λ值：



linearRidge(Y~poly(X,3),data=as.data.
frame(OF),lambda="automatic").



6.得到“最优”岭回归模型的细节，代码如下：



summary(linearRidge(Y~poly(X,3),data=as.data.frame(OF),lambda="automatic")).



总结表明选择的λ值为0.07881，它使用了3个PC。那么什么是PC呢？PC是一个主要成分的缩写，但是我们不能深入这方面的细节。关心这方面的读者可以参见Tattar等人（2013）的第17章。将这些结果与第一部分得到的结果对比。

7.对于不同λ值的相同选择，使用软件包MASS中的函数lm.ridge：



LM <-lm.ridge(Y~poly(X,3),data = as.data.frame(OF),lambda
=c(0,0.5,1,1.5,2,5,10,30))
LM



8.函数lm.ridge和linearRidge有明显不同。结果在下图中给出。结果的对比作为练习留给读者。就模型linearRidge来说，为函数lm.ridge拟合的模型，让我们也计算一下[image: ]
 的值。

9.使用函数colSums得到结果：



LM_Coef <- LM$coef
colSums(LM_Coef^2)
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第一次的线性岭回归

目前，我们仍然只针对单一协变量。但是，我们需要考虑多元线性回归模型，并且了解岭回归的作用。为了做这些，我们将要返回第6章中的汽车里程问题。

1.向R中读取数据Gasoline：data（Gasoline）。

2.拟合岭回归模型（以及多元线性回归模型），其中，汽车里程作为其他变量的函数：



gasoline_lm <- lm(y~., data=Gasoline)
gasoline_rlm <- linearRidge(y~., data=Gasoline,lambda="automatic")



3.对比lm的系数和linearRidge的系数：



sum(coef(gasoline_lm)[-1]^2)-sum(coef(gasoline_rlm)[-1]^2)



4.得到拟合岭回归模型的细节；summary（gasoline_rlm）。

5.线性模型和岭回归模型中的回归系数的平方和的区别很大。不仅如此，gasoline_rlm的细节表明4个变量对汽车里程有显著的解释力。而gasoline_rlm模型对汽车的里程却只有一个显著的变量。输出结果如下图所示。
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汽车里程问题的岭回归

刚刚发生了什么

对拟合岭回归模型和线性回归模型，我们分别使用两个函数，即lm.ridge和linearRidge。可以看出岭回归模型有时会有更显著的变量。

下一节，我们将考虑logistic回归模型中的岭限制。


8.4　logistic回归模型的岭回归

尽管我们可以充分使用软件包ridge中的函数logisticRidge，但却不能用数学原理深入地解释如何构造logistic回归模型中的岭回归。为了得到更多的详情，我们参考了Cule和De lorio（2012）的研究论文http://arxiv.org/pdf/1205.0686.pdf
 。在前面的章节中，我们发现gasoline_rlm比gasoline_lm有更多显著变量。在第7章中，对GC_LR中的德国信用数据集拟合了一个logistic回归模型。问题是如果我们得到了一个相关logistic回归模型的岭回归，即GC_RLR，那么我们能找到更多显著的变量吗？

实际演练：logistic回归模型的岭回归

将使用软件包ridge中的函数logisticRidge拟合岭回归，如果得到了更多显著的变量，要对其进行检验。

1.使用data（German）加载德国信用数据集。

2.使用函数logisticRidge得到GC_RLR，代码如下：



GC_RLR<-logisticRidge(as.numeric(good_bad)-1~.,data= as.data.
frame(GC), lambda = "automatic")



3.输入summary（GC_LR）和summary（GC_RLR），分别得到GC_LR和GC_RLR的总结。

总结的细节在下图中给出。
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使用logistic回归模型的岭回归

可以看出，相比标准化logistic回归模型，岭回归模型稍有改善。

刚刚发生了什么

岭回归概念是logistic回归模型中的重要部分。在德国信用数据问题上，显著性变量的辨别中只有轻微的改善，但拟合更优的模型更加重要，比如异常点的敏感性，而且函数logisticRidge是glm的一个很好的选择。


8.5　再看模型评估

之前我们使用自动选项来获得最优λ值，具体细节参见Clue和De lorio（2012）。使用迭代法可以找到限制因子λ。当没有足够成熟的回归模型理论超越线性和logistic回归模型时，迭代法尤其有用。神经网络、支持向量机等都是非常有用的回归模型，虽然它们的理论可能尚不完善，但至少是作者最著名的实践例子。因此，我要在这部分使用迭代法。

线性模型的岭回归部分，使用linearRidge和lm.ridge拟合的模型中，λ值增加，回归系数平方和[image: ]
 减少。那么如何选择最优的λ值呢？数据挖掘中广泛使用的方法是将数据集分为三部分，即训练部分、验证部分和测试部分。对于这三部分的分割比例并没有明确规则，常规分割比例为60：20：20或50：25：25。学一下这个过程：

·训练部分：在可用数据部分建立模型。

·验证部分：在这部分数据中，假设输出值未知，然后基于协变量的值进行预测。这是为了确保过度拟合最小化。接着，将误差（回归模型残差平方和分类模型的准确比例）与练习部分对应的误差相对比。如果练习部分的误差减少，而验证部分的误差是保持不变的，就意味着该数据被过度拟合。被观察后的阈值可能是λ值的一个比较好的选择。

·测试部分：实际上，这是用于预测的未被使用的数据。

对于汽车里程问题，将数据分为三个部分，并且在训练和验证部分选择λ值。

实际演练：迭代选择lambda和其他法则

这一节介绍岭回归中限制参数的迭代选择。德国信用数据问题中将用到训练＋验证＋测试这一有用结构。

1.为简单起见，我们将使用Gasoline<-Gasoline[，-12]去除数据集的字符变量。

2.使用set.seed（1234567）设置随机种子。这一步确保用户可以验证程序的结果。

3.使三部分的观察值随机化：



data_part_label = c("Train","Validate","Test")
indv_label=sample(data_part_label,size=nrow(Gasoline),replace=TRUE ,prob=c(0.6,0.2,0.2))



4.将gasoline数据集分类：



G_Train <- Gasoline[indv_label=="Train",]
G_Validate <- Gasoline[indv_label=="Validate",]
G_Test <- Gasoline[indv_label=="Test",]



5.使用lambda<-seq（0，10，0.2）定义向量λ。

6.初始化训练和验证部分的误差：



Train_Errors <- vector("numeric",length=length(lambda))
Val_Errors <- vector("numeric",length=length(lambda))



7.运行如下循环并得到所要求的误差：
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8.画出训练和验证部分的误差图：



plot(lambda,Val_Errors,"l",col="red",xlab=expression(lambda),ylab=
"Training and Validation Errors",ylim=c(0,600))
points(lambda,Train_Errors,"l",col="green")
legend(6,500,c("Training Errors","Validation Errors"),col=c(
"green","red"),pch="-")



最后输出结果如下图所示。
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训练和验证误差

上图表明λ的值在0.5到1.5之间。为什么呢？训练＋验证＋测试并非严格选择λ值的方法。事实上，对于任意回归/分类模型，我们可以考虑已选模型是否通用。针对上一章中的德国信用数据集问题，我们将探索目前方法给我们的启发。

9.程序及输出结果（受试者工作特征曲线）如下：
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10.受试者工作特征曲线如下图所示。
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德国数据的训练＋验证＋测试部分的ROC图

我们将以一个小的讨论结束本章。在训练＋验证＋测试中，我们有一种避免过度拟合的方法。该方法的一般化是众所周知的交叉确认法。在n次交叉确认方法中，数据被随机分为n部分。第一步，第一部分数据用于验证，使用剩下的n-1部分数据建立模型，并且计算模型准确率。接下来，第二部分作为验证数据，剩下的1，3，…，n-1部分用于建立模型，用第二部分验证该模型的准确率。对剩下的n-2部分数据重复该过程。最后，我们得到整个精度矩阵。这个过程很复杂，使用软件包DAAG中的函数。

11.由于交叉确认函数自身有n次分类，我们要对整个数据集构造程序：



library(DAAG)
data(VD) CVlm(df=VD,form.lm=formula(Voltage_Drop~Time+I(Time^2)+I(
Time^3)+I(((Time-6.5)^3)*(sign(Time-6.5)==1))
+I(((Time-13)^3)*(sign(Time-13)==1))),m=10,plotit="Observed")



数据集VD有41个观测值，下图的输出结果表明10次交叉验证中有10个分类，其中2个分类有5个观测值，其他的分类有4个观测值。现在，对于每一个分类，三次多项式回归模型通过使用对应剩余分类数据对模型进行拟合。

[image: ]


电压降问题的交叉验证

使用拟合的多项式回归模型，每个分类单元都有对应的预测值。观测值与预测的回归值如下图所示。仔细检查预测值，下图表明在电压降现象中，我们建立了一个很好的模型。

lm.ridge拟合模型的细节给出了广义交叉确认（GCV）的误差。我们可以使用该信息得到岭回归的更优的λ值。
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使用交叉验证技术的观测值与预测值的回归图

12.对于数据集OF和G_Train，使用函数lm.ridge得到广义交叉确认误差：



> LM_OF <- lm.ridge(Y~poly(X,3),data=as.data.frame(OF),
+ lambda=c(0,0.5,1,1.5,2,5,10,30))
> LM_OF$GCV
  0.0   0.5   1.0   1.5   2.0   5.0   10.0   30.0
 5.19  5.05  5.03  5.09  5.21  6.38   8.31  12.07
> LM_GT <- lm.ridge(y~.,data=G_Train,lambda=seq(0,10,0.2))
> LM_GT$GCV
  0.0   0.2   0.4   0.6   0.8   1.0   1.2   1.4   1.6   1.8
1.777 0.798 0.869 0.889 0.891 0.886 0.877 0.868 0.858 0.848
  2.0   2.2   2.4   2.6   2.8   3.0   3.2   3.4   3.6   3.8
0.838 0.830 0.821 0.813 0.806 0.798 0.792 0.786 0.780 0.774
  4.0   4.2   4.4   4.6   4.8   5.0   5.2   5.4   5.6   5.8
0.769 0.764 0.760 0.755 0.751 0.748 0.744 0.740 0.737 0.734
  6.0   6.2   6.4   6.6   6.8   7.0   7.2   7.4   7.6   7.8
0.731 0.729 0.726 0.723 0.721 0.719 0.717 0.715 0.713 0.711
  8.0   8.2   8.4   8.6   8.8   9.0   9.2   9.4   9.6   9.8
0.710 0.708 0.707 0.705 0.704 0.703 0.701 0.700 0.699 0.698
10.0
0.697



对于数据帧OF，λ取值范围为（1.0，1.5）。而对于数据帧G_Train，λ取值范围为（0.2，0.4）。

刚刚发生了什么

限制因子λ的选择对岭回归模型的好坏很重要，同时我们也学习了得到λ的不同方法。方法包括Cule和De lorio（2012）中的自动选择和交叉确认法。我们也进一步学习了应用广泛的训练＋验证＋测试方法。在实践中，这些方法论将对得到最优模型大有用处。

突击测验

如果使用函数对多项式回归模型执行模型选择任务，你希望结果是怎样的呢？那么，请你尝试对多项式模型选择变量lm（Y~poly（X，9，raw=TRUE），data=OF），或者对数据集VD_PRS。使用R程序来验证你的判断。


8.6　本章小结

本章最初使用假设数据集，并强调了过度拟合问题。在间断点中（也被称为节点），由现行模型拓展的分段线性回归模型和样条回归模型是非常有用的优化处理。过度拟合问题有时可以通过岭回归解决。另外，岭回归解决方法已经被延伸到线性回归模型和logistic回归模型中。最后，我们通过使用训练＋验证＋测试方法和交叉确认法了解了模型估计的不同方法。尽管存在非线性数据，但本章讨论的模型很难成为其解决方案。过去的20年我们目睹了一个强大的方法，即所谓的分类与回归树（CART）。下一章，我们将更深入地讨论CART，并且在最后一章考虑与之相关的现代发展。


第9章　分类与回归树

前面的章节我们专注于回归模型，重点放在线性假设上。下一个扩展必然是非线性模型，这里我们学习递归划分法，这个方法比广义非线性模型更灵活。当然，一般情况下，递归划分法适用于非线性模型。

首先通过一假设数据集来介绍递归划分的概念。显然，线性模型的早期方法彻底改变了递归划分法的功能。递归划分法依靠我们手头的问题类型。当输出是连续变量时，和线性模型类似，针对回归问题我们生成回归树。当输出是二分类变量时，我们则使用分类树。首次构造回归树，可以使用rpart软件包中的rpart函数。编写R原程序，用于清楚地解释回归树的来龙去脉。分类树与其类似。本章最后将构造分类树解决德国信用数据集问题，另外，我们使用受试者工作特征曲线来理解模型性能。本章主要内容如下：

·理解递归划分法和一般分类与回归树（CART）的基础

·回归树的构造

·分类树的构造

·分类树在德国信用数据集问题上的应用

·分类与回归树的优势


9.1　递归划分法

R中的软件包rpart，表示递归划分法（Recursive Partitioning）。这个软件包由Terry M Therneau和Beth Atkinson首次创建，目前由Brain Ripley维护。我们首先了解一下递归划分方法。

线性模型通常不能识别复杂的人为建立的关系。前面的章节中，我们学习了线性模型的分段多项式和样条回归模型。众所周知，如果模型次数大于4，那么模型很难被解释和使用。我们考虑一个假设数据集，它输出的Y有两类，两个解释变量X1和X2。这两个类分别用绿色的圆圈和红色方框表示。首先，关注下图的左侧，它是数据的真实描述。最初，绿色和红色的指示符大量重叠，线性模型显然不合适。现在，根据X1是否大于6，可以清楚地划分分类问题。在左侧X1=6的区域，中间第三区域多数是绿色圆圈，其余是红色方框。相应的，X2的值小于等于3大于6的区域，红色方框是主要的。在X2大于3且小于6的区域中，绿色圆圈是主体。右侧X1大于6的区域，情况是类似的。在这里，我们首先根据X1的值划分数据，然后在分区中，我们按照X2的值再划分。这就是递归划分方法。
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复杂分类数据集的分区

让我们使用R作出上面的图。

实际演练：分区显示图

首先可视化CART_Dummy数据集，然后研究如何对分类和回归树分段，它们存储于数据集中。

1.使用数据包RSADBE，得到数据集GART_Dummy：data（GART_Dummy）。

2.将二分类输出Y转换为单因素变量，用attach函数使用数据框：



CART_Dummy$Y <- as.factor(CART_Dummy$Y).
attach(CART_Dummy)



上图中，红色方框表示0，绿色圆圈表示1。

3.对三个样本初始化图表窗口：par（mfrow=c（1，2））。

4.建立一个空散点图：plot（c（0，12），c（0，10），type="n"，xlab="X1"，ylab="X2"）。

5.绘制绿色圆圈和红色方框：



points(X1[Y==0],X2[Y==0],pch=15,col="red")
points(X1[Y==1],X2[Y==1],pch=19,col="green")
title(main="A Difficult Classification Problem")



6.重复上面两步，得到与图表窗口右侧相同的图。

7.首先，依据X1的值分区：abline（v=6，lwd=2）。

8.使用函数segment，在图中添加分段：



segments(x0=c(0,0,6,6),y0=c(3.75,6.25,2.25,5),x1=c(6,6,12,12),y1=c
(3.75,6.25,2.25,5),lwd=2)
title(main="Looks a Solvable Problem Under Partitions")



刚刚发生了什么

一个复杂的问题可以通过分区来简化！一个更加通用的函数segments，已经被很好地植入了程序，这个函数在很多情形都可以用到。

现在，递归划分的方法并不总是可行的！为什么？我们很少处理像前面假设案例中那么低的两个或三个解释变量和数据点。问题在于如何创建数据集的递归划分。Breiman等人（1984）和Quinlan（1988）已经发明了构造树的算法，下面我们主要使用Breiman等人提出的方法。本书对分类和回归树（CART）的讨论大多基于Berk（2008）的思想。


9.1.1　划分数据

在前面的讨论中，我们看到数据集分区可以减少垃圾数据。问题是应该如何开始呢？解释变量可以是离散或连续的。我们先以连续变量为例（R中的数字对象）。

对于连续变量，工作就简单了。首先，确定区分数据区域的边界值。比如身高的数据（单位：厘米）：160、165、170和180。划分数据如下：

·data[Height<=160，]，data[Height>160，]

·data[Height<=165，]，data[Height>165，]

·data[Height<=170，]，data[Height>170，]

·data[Height<=175，]，data[Height>175，]

读者应尝试理解上述代码的基本原理，当然这只是显示的代码。

现在，我们考虑离散型变量。这里，我们有两种类型的变量，即分类和顺序数据。在顺序数据变量中，不同的值有顺序。例如，在经济状态变量的例子中，将其分为：很贫穷、贫穷、中等水平、富裕、很富裕。这里的划分数据类似于连续变量情形，如果有m个不同的顺序，我们考虑将整个数据划分m-1次。对于分类变量，有m个分类数据变量，划分次数为2m-1
 -1，例如数据集UCBAdmissions有A到F部分。而使用R软件的好处就是我们不用担心这些问题。


9.1.2　第一个树

在数据集CART_Dummy中，我们可以很容易地对变量为X1和X2的函数Y进行可视化分区。显然，我们面临一个分类问题，因此，我们要构造一个分类树。

实际演练：建立第一个树

使用程序库rpart中的函数rpart得到第一个分类树。作图中的选项rpart可以对树进行可视化，我们将遵循树的提取法则，使用软件包rattle中的函数asRules，

1.使用library（rpart）加载软件包rpart。

2.构造一个分类树：CART_Dummy_rpart<-rpart（Y~X1＋X2，data=CART_Dummy）。

3.可视化树，并使用适当的文本标签：plot（CART_Dummy_rpart）；text（CART_Dummy_rpart）。
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虚拟数据集的分类树

现在，分类树已经形成。显然使用函数rpart得出的树的分区没有复杂分类数据集一图中显示的那么简单，该函数的工作原理将在9.3节详细解释。首先，我们确定第二个变量X2的值是否小于4.875。如果答案是肯定的，我们转向树的左分支；否则，转向树的右分支。让我们看树的右边部分。第二个问题是变量X1的值是否小于4.5，如果是，那么它被定义为红色方框，否则，是一个绿色圆圈。现在要求读者来解释左边第一个节点。让我们来看下CART_Dummy_rpart的summary。

4.用S3方法总结分类树：summary（CART_Dummy_rpart）。

它的输出很多！
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分类树汇总

我们关注编号为5到9的节点。为什么？当然是因为它们是终端节点！终端节点是再也不能划分数据的点，并且对于分类问题，我们得到了一个大部分数在节点处的类。该总结表明，确实存在很多错误分类。现在，如果R可以给出最终节点的函数asRules那就好了。软件包rattle中的函数asRules可以提取对象rpart中的规定。让我们行动起来吧！

5.调用rattle软件包library（tattle），使用函数asRules提取最终节点的规定asRules（CART_Dummy_rpart），结果如下图所示：

由上图的结果可知分类数并不是根据“鸟瞰图”分区。像我们最初解释的那样，让我们仍然在缺乏经验情况下作出分段。所以，我们将根据CART_Dummy_rpart树的最终节点对数据分区进行展示。

[image: ]


从树提取节点的规定

6.R已经给出了代码，但你应该努力发现其背后的逻辑。

现在你可能需要运行一些先前给出的代码。



abline(h=4.875,lwd=2)
segments(x0=4.5,y0=4.875,x1=4.5,y1=10,lwd=2)
abline(h=1.75,lwd=2)
segments(x0=3.5,y0=1.75,x1=3.5,y1=4.875,lwd=2)
title(main="Classification Tree on the Data Display")




从下图可以很容易地看出函数rpart效果很好。
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数据原始显示上的终端节点

刚刚发生了什么

我们得到了第一个分类树，这是一件好事。针对实际的数据显示，分类树给出了令人满意的答案。

我们已经知道了分类树的每部分如何解释。为什么各个方面在技术上很重要，接下来将解释构造回归树背后的技术。接下来我们详细解释一个分类树的计算。


9.2　构造回归树

对于数据集CART_Dummy，输出结果是一个分类变量，对它建立一个分类树。在第6章中，线性回归模型是对连续随机变量而言的；而在第7章中我们对二分类随机变量构造logistic回归模型。分类与回归树（CART）中也要求这样的区分，因此我们对二分类随机变量构造分类树，而对连续随机变量构造回归树。回顾估计线性回归模型回归系数的基本原理，它要求真实因变量的值和拟合值之差的平方和达到最小。

因此，对于预测中的可能是节点的每一个值，我们要得到每个分区数据中的y的平方和，并加总。该步骤是要得到预测中的最优分段点，即使得上述每个分段中的平方和最小的那些值。下一步，我们得到每段预测的最优分段点，然后依据预测的最优分段点得到最佳分段组合。很简单！

现在，由最佳分段组合，数据可以分为两个部分。继续寻找这两个部分的最佳分段，方法与我们找到第一个分段一致。该过程循环进行直到数据不能再分区间为止。这里发生了什么？这样每个子节点的残差平方和总是小于母节点的残差平方和。

最初我们看到函数raprt在做相同的事情。但是，作为清晰理解回归树的一部分，我们将写出R源代码，并确保在理解分类与回归树（CART）过程中没有含糊不清的地方。首先，我们将用一个关于回归树的简单例子，使用函数raprt作回归函数的图。接着，我们先定义一个函数，它可以从协变量和独立变量中提取出最优分段点。所有可用的协变量将重复该步骤，这样我们可以得到总体最佳分段组合。回归树将对该过程进行验证。我们将使用总体最佳分段组合对数据划分区间，那么就能得到分区数据了。使用函数rpart重复该过程，直到整个回归树不能再划分为止。现在进行试验吧！

数据包MASS的数据集cpus包含变量perf中209个CPU的相对性能度量值。我们知道CPU性能是取决于一些因素的，如：每纳秒的转速（syct），每千字节最小和最大主内存大小（mmin和mmax），千字节缓冲大小（cach），最小和最大的信息存储道（chmin和chmax）。当务之急是建立函数模型，其中因变量是pert，自变量是syct、mmin、mmax、cach、chmin和chmax。perf直方图显示了高度偏态分布：hist（cpus$perf），因此，我们将构造对数变换的回归树：log10（perf）。

实际演练：构造回归树

首先使用函数rpart构造了回归树。引入函数getNode，它可以在每个阶段确定分断节点，构造回归树，并验证函数rpart返回的相同的回归树。

1.加载库MASS：library（MASS）。

2.构造对数变换（以10为底）的回归树，以先前介绍的协变量perf作为函数，并展示该回归树：



cpus.ltrpart <- rpart(log10(perf)~syct+mmin+mmax+cach+chmin+chmax,data=cpus)
plot(cpus.ltrpart); text(cpus.ltrpart)



回归树展示如下图所示：
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CPU的“perf”的回归树

现在定义函数getNode。考虑因变量和协变量，我们需要根据平方和标准得到最优分段。需要对每个不同取值的协变量进行估计。如果有m个不同的点，我们需要做m-1次估计。在每个不同的点，将因变量分区，并计算每个分区的平方。然后每部分添加两个平方和，可以得到减少的平方和。这样，我们构造了满足所有要求的函数。

3.在R中构造getNode函数并运行，代码如下：



getNode <- function(x,y) {
    xu <- sort(unique(x),decreasing=TRUE)
    ss <- numeric(length(xu)-1)
    for(i in 1:length(ss)) {
    partR <- y[x>xu[i]]
    partL <- y[x<=xu[i]]
    partRSS <- sum((partR-mean(partR))^2)
    partLSS <- sum((partL-mean(partL))^2)
    ss[i]<-partRSS + partLSS
          }
return(list(xnode=xu[which(ss==min(ss,na.rm=TRUE))],
    minss = min(ss,na.rm=TRUE),ss,xu))
          }



函数getNode给出了已知协变量的最佳分段。它返回的结果包括如下四个对象：

·xnode，它用于得到协变量x和因变量y的最小残差平方和的基准。

·残差平方和的最小值。

·向量x不同点的残差平方和的向量。

·不同x值的向量。

我们将对6个协变量分别运行此函数，并找到总体最优分段组合。当x取最大值时，我们无法得到数值，因此需要参数na.rm=TURE。

4.首先对协变量syct运行函数getNote，输出如下：



> getNode(cpus$syct,log10(cpus$perf))$xnode
[1] 48
> getNode(cpus$syct,log10(cpus$perf))$minss
[1] 24.72
> getNode(cpus$syct,log10(cpus$perf))[[3]]
 [1] 43.12 42.42 41.23 39.93 39.44 37.54 37.23 36.87 36.51 36.52
35.92 34.91
[13] 34.96 35.10 35.03 33.65 33.28 33.49 33.23 32.75 32.96 31.59
31.26 30.86
[25] 30.83 30.62 29.85 30.90 31.15 31.51 31.40 31.50 31.23 30.41
30.55 28.98
[37] 27.68 27.55 27.44 26.80 25.98 27.45 28.05 28.11 28.66 29.11
29.81 30.67
[49] 28.22 28.50 24.72 25.22 26.37 28.28 29.10 33.02 34.39 39.05
39.29
> getNode(cpus$syct,log10(cpus$perf))[[4]]
 [1] 1500 1100 900 810 800 700 600 480 400 350 330 320
300 250 240
[16] 225 220 203 200 185 180 175 167 160 150 143 140
133 125 124
[31] 116 115 112 110 105 100 98 92 90 84 75 72
70 64 60
[46] 59 57 56 52 50 48 40 38 35 30 29 26
25 23 17



对于协变量syct的最优分段值，分段处的最小平方和是24.72，此时syct的值大于48。getNode还分别给出了第三个和第四个结果，结果中包含潜在候选值的平方和以及唯一的syct值。结果中我们关注的值被加粗了。因此，我们首先关注输出结果中的第二个对象，对于全部6个协变量，在它们每个变量的最优分段中，通过残差平方和找到最佳分段组合。

5.现在，对剩余的5个协变量运行getNode函数：



getNode(cpus$syct,log10(cpus$perf))[[2]]
getNode(cpus$mmin,log10(cpus$perf))[[2]]
getNode(cpus$mmax,log10(cpus$perf))[[2]]
getNode(cpus$cach,log10(cpus$perf))[[2]]
getNode(cpus$chmin,log10(cpus$perf))[[2]]
getNode(cpus$chmax,log10(cpus$perf))[[2]]
getNode(cpus$cach,log10(cpus$perf))[[1]]
sort(getNode(cpus$cach,log10(cpus$perf))[[4]],decreasing=FALSE)



输出结果如下图所示：
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获取回归树的第一最佳分段

cach的平方和最小，由此得到它的最佳分段点是24。然而，回归树表明cach最佳分段是27。函数getNode显示，最佳分段点大于24，因此使用24和30（24后面的值且后面没有与其相等的值）的平均值。这样我们得到了总体最佳分段，接下来，我们要得到数据的第一个分区。

6.使用总体最佳分段点对数据分区：



cpus_FS_R <- cpus[cpus$cach>=27,]
cpus_FS_L <- cpus[cpus$cach<27,]



数据对象的新名字是_FS_R，表示第一个分区数据集在右侧，_FS_L表示在左侧。该命名法将不再解释其他部分。

7.识别每个分区数据集的最佳分段情况：



getNode(cpus_FS_R$syct,log10(cpus_FS_R$perf))[[2]]
getNode(cpus_FS_R$mmin,log10(cpus_FS_R$perf))[[2]]
getNode(cpus_FS_R$mmax,log10(cpus_FS_R$perf))[[2]]
getNode(cpus_FS_R$cach,log10(cpus_FS_R$perf))[[2]]
getNode(cpus_FS_R$chmin,log10(cpus_FS_R$perf))[[2]]
getNode(cpus_FS_R$chmax,log10(cpus_FS_R$perf))[[2]]
getNode(cpus_FS_R$mmax,log10(cpus_FS_R$perf))[[1]]
sort(getNode(cpus_FS_R$mmax,log10(cpus_FS_R$perf))[[4]],
decreasing=FALSE)
getNode(cpus_FS_L$syct,log10(cpus_FS_L$perf))[[2]]
getNode(cpus_FS_L$mmin,log10(cpus_FS_L$perf))[[2]]
getNode(cpus_FS_L$mmax,log10(cpus_FS_L$perf))[[2]]
getNode(cpus_FS_L$cach,log10(cpus_FS_L$perf))[[2]]
getNode(cpus_FS_L$chmin,log10(cpus_FS_L$perf))[[2]]
getNode(cpus_FS_L$chmax,log10(cpus_FS_L$perf))[[2]]
getNode(cpus_FS_L$mmax,log10(cpus_FS_L$perf))[[1]]
sort(getNode(cpus_FS_L$mmax,log10(cpus_FS_L$perf))[[4]],
decreasing=FALSE)



下图是上述R代码的运行结果：
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获取下两个分段

因此，对于第一个右侧分区数据，mmax值的最优分段是24000和32000的中间点，即mmax=28000。类似地，对于第一个左侧分区数据，mmax值最优分段是6000和6200的中点，即mmax=6100。需要注意这个步骤很重要。尽管我们使用cach作为第一个分区的标准，实际上对于两个分区数据我们都用了它。结果与本章cpu的“perf”的回归树一图中的回归树显示一样。接下来R程序将对第一次分区的右侧进行深入分区。

8.将第一个右侧部分cpus_FS_R分区：



cpus_FS_R_SS_R <- cpus_FS_R[cpus_FS_R$mmax>=28000,]
cpus_FS_R_SS_L <- cpus_FS_R[cpus_FS_R$mmax<28000,]



得到cpus_FS_R_SS_R和cpus_FS_R_SS_L的最佳分区，运行如下代码：



cpus_FS_R_SS_R <- cpus_FS_R[cpus_FS_R$mmax>=28000,]
cpus_FS_R_SS_L <- cpus_FS_R[cpus_FS_R$mmax<28000,]
getNode(cpus_FS_R_SS_R$syct,log10(cpus_FS_R_SS_R$perf))[[2]]
getNode(cpus_FS_R_SS_R$mmin,log10(cpus_FS_R_SS_R$perf))[[2]]
getNode(cpus_FS_R_SS_R$mmax,log10(cpus_FS_R_SS_R$perf))[[2]]
getNode(cpus_FS_R_SS_R$cach,log10(cpus_FS_R_SS_R$perf))[[2]]
getNode(cpus_FS_R_SS_R$chmin,log10(cpus_FS_R_SS_R$perf))[[2]]
getNode(cpus_FS_R_SS_R$chmax,log10(cpus_FS_R_SS_R$perf))[[2]]
getNode(cpus_FS_R_SS_R$cach,log10(cpus_FS_R_SS_R$perf))[[1]]
sort(getNode(cpus_FS_R_SS_R$cach,log10(cpus_FS_R_SS_R$perf))[[4]],
decreasing=FALSE)
getNode(cpus_FS_R_SS_L$syct,log10(cpus_FS_R_SS_L$perf))[[2]]
getNode(cpus_FS_R_SS_L$mmin,log10(cpus_FS_R_SS_L$perf))[[2]]
getNode(cpus_FS_R_SS_L$mmax,log10(cpus_FS_R_SS_L$perf))[[2]]
getNode(cpus_FS_R_SS_L$cach,log10(cpus_FS_R_SS_L$perf))[[2]]
getNode(cpus_FS_R_SS_L$chmin,log10(cpus_FS_R_SS_L$perf))[[2]]
getNode(cpus_FS_R_SS_L$chmax,log10(cpus_FS_R_SS_L$perf))[[2]]
getNode(cpus_FS_R_SS_L$cach,log10(cpus_FS_R_SS_L$perf))[[1]]
sort(getNode(cpus_FS_R_SS_L$cach,log10(cpus_FS_R_SS_L$perf))
[[4]],decreasing=FALSE)



对区域cpus_FS_R_SS_R区域而言，根据cach得到的最后划分点，或者大于56或者不是（48和64的平均值）。如果这部分的cach值大于56，那么perf（即log10（perf））最终有3个或者2个叶。但是，根据cach值是大于96.5的（65和128的均值），对于区域cpus_FS_R_SS_L，我们要进一步分区。在该区域的右侧，log10（perf）是2，并且第三个水平分区需要cpus_FS_R_SS_L和cpus_FS_R_SS_L_TS_L。注意到，尽管最终cpus_FS_R_SS_L_TS_L表明有2个叶，并和最后的log10（perf）得到的是一样的，实际上这可能导致预测和真实log10（perf）值之间的区别显著减少。现在我们将重点关注第一个主要分区的左侧。
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对第一个主要分区的右侧进行划分

9.由于mmax的值大于6100或小于等于6100，据此，将cpus_FS_L分区：



cpus_FS_L_SS_R <- cpus_FS_L[cpus_FS_L$mmax>=6100,]
cpus_FS_L_SS_L <- cpus_FS_L[cpus_FS_L$mmax<6100,]



下面给出cpus_FS_L其余的全部分区。

10.这里忽略细节，只给出R程序：



cpus_FS_L_SS_R <- cpus_FS_L[cpus_FS_L$mmax>=6100,]
cpus_FS_L_SS_L <- cpus_FS_L[cpus_FS_L$mmax<6100,]
getNode(cpus_FS_L_SS_R$syct,log10(cpus_FS_L_SS_R$perf))[[2]]
getNode(cpus_FS_L_SS_R$mmin,log10(cpus_FS_L_SS_R$perf))[[2]]
getNode(cpus_FS_L_SS_R$mmax,log10(cpus_FS_L_SS_R$perf))[[2]]
getNode(cpus_FS_L_SS_R$cach,log10(cpus_FS_L_SS_R$perf))[[2]]
getNode(cpus_FS_L_SS_R$chmin,log10(cpus_FS_L_SS_R$perf))[[2]]
getNode(cpus_FS_L_SS_R$chmax,log10(cpus_FS_L_SS_R$perf))[[2]]
getNode(cpus_FS_L_SS_R$syct,log10(cpus_FS_L_SS_R$perf))[[1]]
sort(getNode(cpus_FS_L_SS_R$syct,log10(cpus_FS_L_SS_R$perf))[[4]],
decreasing=FALSE)
getNode(cpus_FS_L_SS_L$syct,log10(cpus_FS_L_SS_L$perf))[[2]]
getNode(cpus_FS_L_SS_L$mmin,log10(cpus_FS_L_SS_L$perf))[[2]]
getNode(cpus_FS_L_SS_L$mmax,log10(cpus_FS_L_SS_L$perf))[[2]]
getNode(cpus_FS_L_SS_L$cach,log10(cpus_FS_L_SS_L$perf))[[2]]
getNode(cpus_FS_L_SS_L$chmin,log10(cpus_FS_L_SS_L$perf))[[2]]
getNode(cpus_FS_L_SS_L$chmax,log10(cpus_FS_L_SS_L$perf))[[2]]
getNode(cpus_FS_L_SS_L$mmax,log10(cpus_FS_L_SS_L$perf))[[1]]
sort(getNode(cpus_FS_L_SS_L$mmax,log10(cpus_FS_L_SS_L$perf))
[[4]],decreasing=FALSE)
cpus_FS_L_SS_R_TS_R <- cpus_FS_L_SS_R[cpus_FS_L_SS_R$syct<360,]
getNode(cpus_FS_L_SS_R_TS_R$syct,log10(cpus_FS_L_SS_R_TS_R$
perf))[[2]]
getNode(cpus_FS_L_SS_R_TS_R$mmin,log10(cpus_FS_L_SS_R_TS_R$
perf))[[2]]
getNode(cpus_FS_L_SS_R_TS_R$mmax,log10(cpus_FS_L_SS_R_TS_R$
perf))[[2]]
getNode(cpus_FS_L_SS_R_TS_R$cach,log10(cpus_FS_L_SS_R_TS_R$
perf))[[2]]
getNode(cpus_FS_L_SS_R_TS_R$chmin,log10(cpus_FS_L_SS_R_TS_R$
perf))[[2]]
getNode(cpus_FS_L_SS_R_TS_R$chmax,log10(cpus_FS_L_SS_R_TS_R$
perf))[[2]]
getNode(cpus_FS_L_SS_R_TS_R$chmin,log10(cpus_FS_L_SS_R_TS_R$
perf))[[1]]
sort(getNode(cpus_FS_L_SS_R_TS_R$chmin,log10(cpus_FS_L_SS_R_TS_
R$perf))[[4]],decreasing=FALSE)



现在，来看看前面的R代码是如何让我们接近回归树的：
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对第一个主要分区的左侧进行划分

请读者自己来解释上述输出结果。

刚刚发生了什么

使用rpart库中的函数rpart，首先构造log10（perf）的回归树。接着，我们探讨了回归树构造的基本定义，并且定义了getNode函数来得到一对因变量和协变量的最佳分段组合。随后将该函数应用到所有协变量，并且得到了最佳的总体分段；使用这个得到了数据的第一个分区，它与函数rpart得到的树是一致的。然后通过使用函数getNote来递归划分数据，并且验证所有最佳区间，每个分区的数据与函数rpart给出的结果是一致的。

读者可能会疑惑前面繁琐的工作是否是必须的。但是，根据作者的经验，对读者或用户而言，很少有人在一段时间后还记得在软件中使用的代码或方程的基本原理。而且，分类与回归树（CART）是一个很难的概念，而它背后的技术也总容易被遗忘，我们有必要理解之前构造的第一个树，且回顾之前的程序。

回归树的构造用到了完全不同的矩阵，因此下面将深入解释它的工作原理。


9.3　构造分类树

首先需要对分类树设定一个分区标准。在回归树情形中，我们将平方和作为分区标准。为了识别分类树的分区，我们需要定义一个度量标准，即杂质测量
 （impurity measures）。有三种杂质测量被广泛使用：贝叶斯误差、交叉熵函数和基尼系数。令p为大小为n的数据集的成功率。这些杂质测量的公式如下表：
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我们将写一个简短程序来理解以p为函数的这些杂质测量：



p <- seq(0.01,0.99,0.01)
plot(p,pmin(p,1-p),"l",col="red",xlab="p",xlim=c(0,1),ylim=c(0,1),
ylab="Impurity Measures")
points(p,-p*log(p)-(1-p)*log(1-p),"l",col="green")
points(p,p*(1-p),"l",col="blue")
title(main="Impurity Measures")
legend(0.6,1,c("Bayes Error","Cross-Entropy","Gini Index"),col=c("red","green","blue"),pch="-")



运行上述R程序，输出结果如下图所示。
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杂质测量：贝叶斯误差、交叉熵函数和基尼系数

构造一个回归树，主要可以选择三种杂质矩阵。使用最广泛的是基尼系数，选择它的具体原因可参见Breiman等人（1984）。虽然这是需要我们深入研究的内容，但为了下一节的论述，我们将使用交叉熵函数。

现在，对于一个给定的预测值，假定我们以A定义一个节点。在没有分区的最初阶段，杂质基于比例p。节点的杂质采取的是一个非负函数y=1的概率，其数学语言记作p（y=1|A）。节点A的杂质定义如下：
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这里，φ是三种杂质测量之一。当A是其中一个终端节点时，树分岔道左边和右边；所以我们现在有左子节点AL
 和右子节点AR
 。此时，我们将依据预测变量x来得到分区；即，如果x≤C，观测值移到AL
 ，否到移到AR
 。那么，依据分区标准，我们有下表；这与Berk（2008）的表3.2是一样的。
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使用上表中的频率，由交叉熵矩阵得到的子节点AL
 和AR
 的杂质如下：
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和：
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观测值落在左子节点AL
 和右子节点AR
 中的概率分别为：p（AL
 ）=n1
 /n和p（AR
 ）=n2
 /n。因此，使用节点A的利益如下：
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我们利用所有预测值得到Δ（A），并且选择使Δ（A）最大的值为最佳分段。对所有协变量重复该步骤，Δ（A）最大时，便找到了最佳分段。根据最佳分段，对数据进行分区，正如前面构造回归树那样，在每个分区的数据执行一个类似的检索。该过程一直继续，直到对每一个分区的数据的分段达到最低的一个阈值为止。

首先由函数rpart得到一个分类树。从rpart库中选择说明数据集kyphosis。数据是关于修复儿童脊柱手术的。该医学问题是关于胸椎脊柱大幅向外弯曲导致驼背的。该研究中，81名儿童进行了脊柱手术，手术之后，孩子是否还驼背的信息存放在Kyphosis列中。Kyphosis=“absent”表示孩子驼背治愈，Kyphosis=“absent”表示孩子驼背没有被治愈。信息还包括孩子的年龄，涉及脊柱的数量，第一个（最高的）脊椎手术的数量。我们的任务是要建立分类树，它会依赖解释变量给出Kyphosis的情形。

首先为Kyphosis构造分类树，方程的3个变量为Age、Start和Number。接着，我们将展示该树，并推导出它的规律。依据交叉熵函数定义函数getNode，并将它应用到原数据和第一个获得整体最优分区的分段数据中。该过程将递归循环，直到我们得到的树和函数rpart返回的树相同为止。

实际演练：构造分类树

定义函数getNode来帮助我们确定分类问题中的最佳分段。对数据包rpart中的数据集Kyphosis，我们使用函数rpart画出分类树。用函数getNode再获得一次树。

1.使用选项split=“information”，以交叉熵函数为基础，对数据集Kyphosis构造一个分类树：



ky_rpart <- rpart(Kyphosis ~ Age + Number + Start, data=kyphosis,parms=list(split="information"))



2.使用plot（ky_rpart）；text（ky_rpart）可视化分类树。
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Kyphosis问题的分类树

3.使用asRules提取ex_rpart中的法则：



> asRules(ky_rpart)
 Rule number: 15 [Kyphosis=present cover=13 (16%) prob=0.69]
  Start< 12.5
  Age>=34.5
  Number>=4.5
 Rule number: 14 [Kyphosis=absent cover=12 (15%) prob=0.42]
  Start< 12.5
  Age>=34.5
  Number< 4.5
 Rule number: 6 [Kyphosis=absent cover=10 (12%) prob=0.10]
  Start< 12.5
  Age< 34.5
 Rule number: 2 [Kyphosis=absent cover=46 (57%) prob=0.04]
  Start>=12.5



4.对分类问题定义getNode函数：

在上述函数中，关键的函数是unique、table和log。我们用unique保证了检索的是数据集中预测值的不同元素。table得到了之前讨论的所需的数量。条件if保证p和1-p的值不为0，否则，对数值是负无穷大。其他代码请读者自己解释。现在让我们得到第一个最优分区。
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5.我们需要一些数据操作来保证R代码按我们的预期运行：



KYPHOSIS <- kyphosis
KYPHOSIS$Kyphosis_y <- (kyphosis$Kyphosis=="absent")*1



6.为了得到3个变量中第一个最优分区，执行下列代码；输出结果在所有迭代完成后给出：



getNode(KYPHOSIS$Age,KYPHOSIS$Kyphosis_y)[[2]]
getNode(KYPHOSIS$Number,KYPHOSIS$Kyphosis_y)[[2]]
getNode(KYPHOSIS$Start,KYPHOSIS$Kyphosis_y)[[2]]
getNode(KYPHOSIS$Start,KYPHOSIS$Kyphosis_y)[[1]]
sort(getNode(KYPHOSIS$Start,KYPHOSIS$Kyphosis_y)[[4]],
decreasing=FALSE)



现在，getNote表明最优分段方式是在变量Start中，并且最好的划分点是12。与前面的论述一样，由于Start的值大于12和13的平均值，我们把数据分割成两个部分。分区数据可以用递归的方式检索得到。



7.因为Start的值大于12.5，分割数据，又由于展示的树表明左子节点不需要检索，因此我们找到右子节点最优分段方式：



KYPHOSIS_FS_R <- KYPHOSIS[KYPHOSIS$Start<12.5,]
KYPHOSIS_FS_L <- KYPHOSIS[KYPHOSIS$Start>=12.5,]
getNode(KYPHOSIS_FS_R$Age,KYPHOSIS_FS_R$Kyphosis_y)[[2]]
getNode(KYPHOSIS_FS_R$Number,KYPHOSIS_FS_R$Kyphosis_y)[[2]]
getNode(KYPHOSIS_FS_R$Start,KYPHOSIS_FS_R$Kyphosis_y)[[2]]
getNode(KYPHOSIS_FS_R$Age,KYPHOSIS_FS_R$Kyphosis_y)[[1]]
sort(getNode(KYPHOSIS_FS_R$Age,KYPHOSIS_FS_R$Kyphosis_y)[[4]],
decreasing=FALSE)



最大增量值出现在预测值Age，分段点是27。再次，我们使用27和最大值42的均值，即34.5。接着，因为Age的值大于34.5，第一个右子节点划分为两个区域，下一个分段仍在目前右子节点区域中检索。



8.完整的检索的代码如下：



KYPHOSIS_FS_R_SS_R <- KYPHOSIS_FS_R[KYPHOSIS_FS_R$Age>=34.5,]
KYPHOSIS_FS_R_SS_L <- KYPHOSIS_FS_R[KYPHOSIS_FS_R$Age<34.5,]
getNode(KYPHOSIS_FS_R_SS_R$Age,KYPHOSIS_FS_R_SS_R$Kyphosis_y)[[2]]
getNode(KYPHOSIS_FS_R_SS_R$Number,KYPHOSIS_FS_R_SS_R$
Kyphosis_y)[[2]]
getNode(KYPHOSIS_FS_R_SS_R$Start,KYPHOSIS_FS_R_SS_R$
Kyphosis_y)[[2]]
getNode(KYPHOSIS_FS_R_SS_R$Number,KYPHOSIS_FS_R_SS_R$
Kyphosis_y)[[1]]
sort(getNode(KYPHOSIS_FS_R_SS_R$Number,KYPHOSIS_FS_R_SS_R$
Kyphosis_y)[[4]],
decreasing=FALSE)



我们看到最终的分段是在预测Number中，分段点是4，并且我们在4.5处停止检索。

我们看到源代码得到的结果和函数rpart是完全一致的。因此，我们编写分类树自定义代码的努力得到了回报。我们现在构造的分类树足够清晰了：
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使用getnode函数获取分类树的最佳分段

刚刚发生了什么

我们已经阐明了构造分类树的情况。与先前理解回归树一样，我们首先调用了函数rpart，看到了回归树的展示，其中Kyphosis是Age、Start和Number的函数，并且选择了交叉熵杂质矩阵。依据相同的杂质矩阵和非常系统的方式定义了函数getNode；我们重新得到了一个树，它和使用函数rpart得到的是一样的。

在理解构造原理的基础上，现在我们要为德国信用数据集问题构造一个分类树。


9.4　德国信用数据集的分类树

我们在第7章构造了一个logistic回归模型，并且在上一章，我们得到了德国信用数据问题的岭回归。但是，类似这样的问题也许是无线性关系的，这样的情况可以用到分类树。同时，我们也看到了另外一个关于德国信用数据的模型中使用到了训练＋验证＋测试的方法。我们将用到以下的方法。首先，我们将德国信用数据分为三部分，即训练集、验证集和测试集。使用训练部分的数据构造分类树，然后将它运用到验证部分。可视化相应的受试工作者特征曲线，如果我们感觉两条曲线是相似的，那我们将该数据运用到测试部分，并采取必要措施限制客户的贷款。

实际演练：构造分类树

使用函数rpart对德国信用数据集构造分类树。同时运用训练＋验证＋测试的方法，并得到受试工作者特征曲线。

1.以下代码在本书先前部分已经使用过，这里不再解释说明：



set.seed(1234567)
data_part_label <- c("Train","Validate","Test")
indv_label = sample(data_part_label,size=1000,replace=TRUE,prob
=c(0.6,0.2,0.2))
library(ROCR)
data(GC)
GC_Train <- GC[indv_label==>>Train>>,]
GC_Validate <- GC[indv_label==>>Validate>>,]
GC_Test <- GC[indv_label=="Test",]



2.构造关于德国信用数据集的分类树，并可视化该树。同时，我们也将从该分类树中找到规律：



GC_rpart <- rpart(good_bad~.,data=GC_Train)
plot(GC_rpart); text(GC_rpart)
asRules(GC_rpart)



德国信用数据集的分类树如下图所示：
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德国信用数据问题测试部分的分类树

到目前为止，我们知道了如何找到树的规律。该规律的叙述如下：
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德国信用数据的规律

3.我们使用上述验证部分给出的树，并绘制受试工作者特征曲线：



Pred_Train_Class <- predict(GC_rpart,type='class')
Pred_Train_Prob <- predict(GC_rpart,type='prob')
Train_Pred <- prediction(Pred_Train_Prob[,2],GC_Train$good_bad)
Perf_Train <- performance(Train_Pred,>>tpr>>,>>fpr>>)
plot(Perf_Train,col=>>green>>,lty=2)
Pred_Validate_Class<-predict(GC_rpart,newdata=GC_Validate[,-
21],type='class')
Pred_Validate_Prob<-predict(GC_rpart,newdata=GC_Validate[,-
21],type='prob')
Validate_Pred<-prediction(Pred_Validate_Prob[,2], GC_
Validate$good_bad)
Perf_Validate <- performance(Validate_Pred,"tpr","fpr")
plot(Perf_Validate,col="yellow",lty=2,add=TRUE)



接下来对测试部分进行预测。

4.必要的代码如下：



Pred_Test_Class<-predict(GC_rpart,newdata=GC_Test[,-
21],type='class')
Pred_Test_Prob<-predict(GC_rpart,newdata=GC_Test[,-
21],type='prob')
Test_Pred<- prediction(Pred_Test_Prob[,2],GC_Test$good_bad)
Perf_Test<- performance(Test_Pred,"tpr","fpr")
plot(Perf_Test,col="red",lty=2,add=TRUE)
legend(0.6,0.5,c("Train Curve","ValidateCurve","Test Curve"),col=c
("green","yellow","red"),pch="-")



最终的受试工作者特征曲线类似于下图：
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德国信用数据的特征曲线

分类树的性能不满足验证集本身。这里唯一的好消息是，测试中的曲线和验证部分的曲线相似。下章中，我们将介绍更多关于改进基本分类树的现代方法。德国信用数据问题测试部分的分类树非常庞大且复杂，因此有时需要截取树，使得分类方式更简单一点。当然，我们需要注意的是，如果我们得到了一个很庞大的树，有可能是过度拟合导致的。

刚刚发生了什么

我们构造了一个关于德国信用数据集的分类树。受试工作者特征曲线表明该树在验证部分效果不是很好。下面，我们学习改善该树的两种方法。

一展身手

使用函数getNode，验证关于德国信用数据集中第一个含5个分段的分类树。


9.5　树的修剪和完善

回顾德国信用数据问题测试部分的分类树一图中数值为21，143，69，165，142，70，40，164和16分别覆盖20，15，11，11，14，12，28，19和22的规律。如果我们观察下所有观测值的数量，大约有600个，那么这些单独的规律甚至不能包括总体的5%。这是我们怀疑过度拟合数据的原因之一。使用minsplit选项，我们可以限制观测值的最小数量，并且每个规律应该满足最小的数量。

另一个方法是通过修剪树来降低分类树的复杂性。这里，根据复杂性参数，采用递归的方法修剪掉最不重要的分支部分，更多详细介绍参见Breiman等人（1984）或Berk（2008）的3.6节。我们将通过R程序解释该过程。

实际演练：修剪分类树

函数rpart中的参数minsplit和cp可以改善分类与回归树。

1.调用图表编辑器：par（mfrow=c（1，2））。

2.指定minsplit=30，并使用新的分类树重新绘制受试工作者特征曲线图：



GC_rpart_minsplit<- rpart(good_bad~.,data=GC_Train, minsplit=30)
GC_rpart_minsplit <- prune(GC_rpart,cp=0.05)
Pred_Train_Class<- predict(GC_rpart_minsplit,type='class')
Pred_Train_Prob<-predict(GC_rpart_minsplit,type='prob')
Train_Pred<- prediction(Pred_Train_Prob[,2],GC_Train$good_bad)
Perf_Train<- performance(Train_Pred,>>tpr>>,>>fpr>>)
plot(Perf_Train,col=>>green>>,lty=2)
Pred_Validate_Class<-predict(GC_rpart_minsplit,newdata=GC_
Validate[,-21],type='class')
Pred_Validate_Prob<-predict(GC_rpart_minsplit,newdata= GC_
Validate[,-21],type='prob')
Validate_Pred<- prediction(Pred_Validate_Prob[,2],GC_
Validate$good_bad)
Perf_Validate<- performance(Validate_Pred,"tpr","fpr")
plot(Perf_Validate,col="yellow",lty=2,add=TRUE)
Pred_Test_Class<- predict(GC_rpart_minsplit,newdata = GC_Test[,-
21],type='class')
Pred_Test_Prob<-predict(GC_rpart_minsplit,newdata = GC_Test[,-
21],type='prob')
Test_Pred<- prediction(Pred_Test_Prob[,2],GC_Test$good_bad)
Perf_Test<- performance(Test_Pred,"tpr","fpr")
plot(Perf_Test,col="red",lty=2,add=TRUE)
legend(0.6,0.5,c("Train Curve","ValidateCurve","Test Curve"),col=c
("green","yellow","red"),pch="-")
title(main="Improving a Classification Tree with "minsplit"")



3.对于修剪因子cp=0.02，重复受试工作者特征曲线（ROC曲线）图练习：



GC_rpart_prune <- prune(GC_rpart,cp=0.02)
Pred_Train_Class<- predict(GC_rpart_prune,type='class')
Pred_Train_Prob<-predict(GC_rpart_prune,type='prob')
Train_Pred<- prediction(Pred_Train_Prob[,2],GC_Train$good_bad)
Perf_Train<- performance(Train_Pred,>>tpr>>,>>fpr>>)
plot(Perf_Train,col=>>green>>,lty=2)
Pred_Validate_Class<-predict(GC_rpart_prune,newdata = GC_
Validate[,-21],type='class')
Pred_Validate_Prob<-predict(GC_rpart_prune,newdata = GC_
Validate[,-21],type='prob')
Validate_Pred<- prediction(Pred_Validate_Prob[,2],GC_
Validate$good_bad)
Perf_Validate<- performance(Validate_Pred,"tpr","fpr")
plot(Perf_Validate,col="yellow",lty=2,add=TRUE)
Pred_Test_Class<- predict(GC_rpart_prune,newdata = GC_Test[,-
21],type='class')
Pred_Test_Prob<-predict(GC_rpart_prune,newdata = GC_Test[,-
21],type='prob')
Test_Pred<- prediction(Pred_Test_Prob[,2],GC_Test$good_bad)
Perf_Test<- performance(Test_Pred,"tpr","fpr")
plot(Perf_Test,col="red",lty=2,add=TRUE)
legend(0.6,0.5,c("Train Curve","ValidateCurve","Test Curve"),col=c
("green","yellow","red"),pch="-")
title(main="Improving a Classification Tree with Pruning")



cp=0.02是根据复杂性参数和相对误差选定的；读者自己尝试下：plotcp（GC_rpart）。

[image: ]


修剪CART

刚刚发生了什么

使用minsplit和cp选项，我们已经设法得到了一个缩减的规律集，在这个意义下，拟合的模型没有了过度拟合问题。受试工作者特征曲线表明，验证部分的结果有了可观的改进。另外，验证和测试部分得到了类似的受试工作者特征曲线，因此，对GC_rpart使用GC_rpart_prune或者GC_rpart_minsplit是合适的。

突击测验

有了前面模型选择的经验，运行plotcp（GC_rpart）得到结果，通过结果图证明选择cp=0.02是合理的。


9.6　本章小结

最初，我们的想法是采用递归分区，同时合理地解释了使用这种方法的可操作性。根据我们需要的是回归树还是分类树，定义了函数getNode，通过它，我们完整地解释了分类与回归树（CART）技术。根据我们的理解，对德国信用数据使用函数rpart，由结果产生了两个基本问题。第一，拟合的分类树存在过度拟合问题，该问题通过使用minsplit和cp选项得以克服。第二个问题是验证部分的结果不令人满意，尽管相较原始的树，缩减分类树性能略好，但我们仍要改进分类树。下一章，我们将关注这方面问题，并讨论分类与回归树（CART）的现代改进方法。


第10章　分类与回归树及其他

在上一章，我们学习了分类与回归树（CART），它是一种强大的递归分类方法，用于建立非线性模型。尽管分类与回归树（CART）具有整体普遍性，但是它仍有一定的局限性，并需要改进。这些拓展即是本书最后一章的关键所在。由于一些方法上的原因，本章我们将只关注分类树。我们也会简单了解分类与回归树（CART）方法上的一些局限性。

分类和回归树（CART）的第一个改进之处是bagging算法。该方法中，我们将从真实数据集提取引导样本，在这个样本上建立多元树。通过树得到一观测值，对它的分类作出预测，并且由于是基于大多数类的预测，所以预测属于大多数类。另一种方法是随机森林（Random Forests），它像是放入了随机的协变量和观测值的池子。我们最后会考虑使用另一种重要的boosting算法来增强分类与回归树（CART）。本章主要讨论内容如下：

·分类与回归树（CART）的交叉确认误差

·分类与回归树（CART）的bootstrap聚合（bagging）方法

·使用随机森林拓展分类与回归树（CART）

·构造一个从第6章到第10章的整体的应用程序


10.1　分类与回归树的改进

在8.5节中，我们看到使用交叉确认法可能会进一步增强训练＋验证＋测试的方法。在线性回归模型中，我们已经使用了软件包DAAG中的CVlm函数来对线性模型作交叉确认。对于logistic回归模型中的交叉确认方法，我们使用的仍是相同软件包中的CVbinary函数。

Therneau教授和Atkinson教授编写了软件包rpart，有关rpart的文档可参见http://www.mayo.edu/hsr/techrpt/61.pdf
 。回顾上一章中树的修改和其他细节方面的改进。这两个方面与复杂性参数cp及最低分类标准minsplit有关。现在，使用交叉确认的方法可以减少分类与回归树（CART）的过度拟合问题。在岭回归模型中，我们存在选择限制因子的问题。类似地，这里我们在选择复杂性参数上存在问题，尽管方法不太一样。因此，对于取值在0到1之间的复杂性参数，需要用交叉确认方法得到预测值。这可能会导致精度下降，但可以通过普遍性来提升准确率。rpart中的对象有很多的内容，不同的复杂性参数被储存在矩阵cptable中。该矩阵包含以下指标：CP、nsplit、rel error、xerror和xstd。让我们通过软件包rpart中的默认例子来理解该矩阵，即example（xpred rpart），见下图。
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理解xpred.rpart函数的例子

这里，树中CP有四个值，即0.595、0.135、0.013和0.010。相应的nsplit为0、1、2和3，类似地，relative error值xerror和xstd在上图最后一部分给出。CP值的解释稍有不同，原因是这些值是一些区间而不是单一数值，就该意义来说，剩下的结果不是相关的CP值，而是一些区间[0.595，1]、[0.135，0.595]、[0.013，0.135]和[0.010，0.013]，看到了吗？更多信息可查询xpred.rpart。现在，用交叉确认法，函数xpred.rpart返回预测值。因此，我们把该函数应用于德国数据问题和不同的CP值（实际是范围），得到交叉确认法的精度。

实际演练：交叉确认预测

使用rpart中的函数xpred.rpart，得到对象rpart的交叉确认的预测值。

1.使用代码data（GC）；library（rpart）加载德国数据集以及软件包raprt。

2.拟合分类树：GC_Complete<-rpart（good_bad~.，data=GC）。

3.使用GC_Complete$cptable来检验cptable：



     CP nsplit rel error xerror xstd
1  0.05167   0  1.0000 1.0000 0.04830
2  0.04667   3  0.8400 0.9833 0.04807
3  0.01833   4  0.7933 0.8900 0.04663
4  0.01667   6  0.7567 0.8933 0.04669
5  0.01556   8  0.7233 0.8800 0.04646
6  0.01000   11  0.6767 0.8833 0.04652



4.使用GC_CV_Pred<-xpred.rpart（GC_Complete），得到交叉确认预测值。

5.得到交叉确认预测值的精度：



sum(diag(table(GC_CV_Pred[,2],GC$good_bad)))/1000
sum(diag(table(GC_CV_Pred[,3],GC$good_bad)))/1000
sum(diag(table(GC_CV_Pred[,4],GC$good_bad)))/1000
sum(diag(table(GC_CV_Pred[,5],GC$good_bad)))/1000
sum(diag(table(GC_CV_Pred[,6],GC$good_bad)))/1000



精确度输出结果如下：



> sum(diag(table(GC_CV_Pred[,2],GC$good_bad)))/1000
[1] 0.71
> sum(diag(table(GC_CV_Pred[,3],GC$good_bad)))/1000
[1] 0.744
> sum(diag(table(GC_CV_Pred[,4],GC$good_bad)))/1000
[1] 0.734
> sum(diag(table(GC_CV_Pred[,5],GC$good_bad)))/1000
[1] 0.74
> sum(diag(table(GC_CV_Pred[,6],GC$good_bad)))/1000
[1] 0.741



当你再次执行相同程序时，可能得到不同的输出结果，这很自然。为什么呢？当然，你要问自己，为什么我们不能检查GC_CV_Pred[，1]的精度。总体而言，随着CP范围的减少，我们得到的精度越高。我们已经检验了不同CP范围的交叉确认预测值。也有别的方法可以增强分类与回归树（CART）的性能。

刚刚发生了什么

我们使用函数xpred.rpart得到了一系列CP值的交叉确认预测值。我们使用简单的函数估计预测模型的精度，如table和diag。

但是，minsplit和cp的控制行为是分段之后的自然反应。在这个意义上，当有很多协变量时，分类与回归树（CART）可能会导致数据的过度拟合，也可能捕捉到数据的所有局部变化，从而忽视整体的普遍性。因此，我们需要有效的方法来克服该问题。

上一章中的分类与回归树是一个单一模型。因此我们要研究单一模型的意义（预测）。如果我们能够拓展该单一模型，就太棒了！另一方面，我们需要研究多元模型而不是单一模型。这意味着什么？随后我们将使用多元模型研究相同的问题。


10.2　Bagging

Bagging是bootstrap聚合（bootstrap aggregation）算法的简称。这里的重要基础概念是bootstrap，该概念是由杰出科学家Bradley Efron提出的。这里先不谈分类与回归树（CART）的技术，简单说明bootstrap算法。


10.2.1　bootstrap算法

考虑一个随机样本，来自f（x，θ）的n个样本X1
 ，…，Xn
 ，令T（X1
 ，…，Xn
 ）是θ的估计。首先，我们有放回地从X1
 ，…，Xn
 中抽出n个随机样本；因此，我们得到一个随机样本[image: ]
 [image: ]
 ，来自原始样本的一些观测值可能有重复，也许有的不会出现。X1
 ，…，Xn
 和[image: ]
 不是一一对应的。使用[image: ]
 来计算T（[image: ]
 ）。重复多次该步骤，记为B。通过bootstrap样本T1
 （[image: ]
 ），…，TB
 （[image: ]
 ）的抽样分布可以推到出θ。让我们通过有名的阿司匹林例子阐明bootstrap概念，参见Tattar等人（2013）的第8章。

由纽约时代进行的令人奇怪的双盲试验表明隔天服用一片阿司匹林可以显著减少男性心脏病发作的数量。试验中，致命或非致命的心脏病发作中，隔天使用小剂量的阿司匹林的健康中年男士占104/11034，而使用安慰剂的中年男士占189/11037。使用阿司匹林与安慰剂的男士心脏发作的比例为（104/11034）/（189/11037）=0.5504。这表明在本组中观测到的心脏病发作的人群中，使用阿司匹林的男士是使用安慰剂的男士的55%。也就是说使用阿司匹林，心脏病发作的概率会减半。该试验是科学的，并且结果是有效的。但是我们更希望得到心脏病发生比例的置信区间。如果我们不知道比率的样本分布，我们能够使用bootstrap算法得到一样的结果。还有一个关于阿司匹林的研究。试验中阿司匹林组有119名中风患者。其中使用安慰剂的有98人。因此其比例为（114/11034）/（98/11037）=1.164。这是令人震惊的！这表明，尽管使用阿斯匹林克可以减少心脏病发作的可能性，但比起安慰剂组，其患有中风的可能性增加了16%。现在，让我们使用bootstrap算法得到心脏病发作和患中风的置信区间。

实际演练：理解bootstrap算法

使用R中的软件包boot得到bootstrap的比例。

1.使用library（boot）加载软件包boot。

boot是R自带软件包，不用再单独安装。后面解释函数boot的主要成分。

2.定义比例函数：



OR <- function(data,i) {
x <- data[,1]; y <- data[,2]
odds.ratio <- (sum(x[i]==1,na.rm=TRUE)/length(na.omit(x[i])))/
(sum(y[i]==1,na.rm=TRUE)/length(na.omit(y[i])))
return(odds.ratio)
      }



OR表示比例。该函数中的data有两列，其中一列的观测值多于另一列。选项na.rm用于忽略NA数据值，而函数na.omit用于剔除它们。odds.ration可以计算比率。注意，我们规定i为函数OR输入值，因为该函数将在boot内使用。i用于表示由第i个bootstrap样本计算的比率。注意，x[i]不能表示x的第i个元素。

3.使用下列代码得到阿司匹林组和安慰剂组的数据（心脏病发作和中风数据）：



aspirin_hattack <- c(rep(1,104),rep(0,11037-104))
placebo_hattack <- c(rep(1,189),rep(0,11034-189))
aspirin_strokes <- c(rep(1,119),rep(0,11037-119))
placebo_strokes <- c(rep(1,98),rep(0,11034-98))



4.结合数据，并重复运行1000次bootstrap，计算每个bootstrap样本的比例。使用如下boot函数：



hattack <- cbind(aspirin_hattack,c(placebo_hattack,NA,NA,NA))
hattack_boot <- boot(data=hattack,statistic=OR,R=1000)
strokes <- cbind(aspirin_strokes,c(placebo_strokes,NA,NA,NA))
strokes_boot <- boot(data=strokes,statistic=OR,R=1000)



我们使用boot函数的三个选项，即data、statistic和R。第一个选项接受感兴趣的数据帧；第二个接受统计数值、R自带的函数，或者由用户定义的函数；最后，第三个选项重复bootstrap的次数。函数boot建立了对象boot类，这种情况下，我们得到不同bootstrap样本的比例。

5.对于bootstrap样本及其比例，我们使用函数quantile得到95%的置信区间：



quantile(hattack_boot$t,c(0.025,0.975))
quantile(strokes_boot$t,c(0.025,0.975))



心脏病发生比例95%的置信区间为（0.4763，0.6269），而中风的为（1.126，1.333）。由于点估计在95%的置信区间内，因此我们接受，对比安慰剂使用组，阿司匹林组使用者心脏病发作比例确实减少了55%。

刚刚发生了什么

我们用boot程序包中的boot函数和得到的bootstrap样本求得了发生比率比。

我们已经对bootstrap技术有了一定的了解，接下来让我们来看bagging算法是怎样实现的。


10.2.2　bagging算法

Breiman（1996）通过以下方式提出了分类与回归树（CART）的延伸。

假设在分类问题中的n个随机观测为（y1
 ，x1
 ），（y2
 ，x2
 ），…，（yn
 ，xn
 ）。和我们之前设定的一样，因变量yi
 是二分类变量。按照之前所介绍的bootstrap技术，我们有放回地从数据集得到一个样本容量为n的bootstrap样本并用它建立一个树模型。如果我们对树进行剪枝，那么很有可能在大多数情况下会得到相同的模型。因此，剪枝在这里并不是可取的。现在，使用（第一个）bootstrap样本建立的分类树预测第i个观测的分类情况，并记录预测结果。大量重复这个过程，记作B。一般的做法是取B=100。因此，对于每一个观测我们有B个预测结果。最终我们取分类预测中占多数的那一类作为该观测的预测分类。换句话说，如果一个在B=100的情况下超过50次的预测结果指向同一类，该类即为对应观测的预测分类。让我们正式表述一下bagging算法。

1.有放回地从数据（y1
 ，x1
 ），（y2
 ，x2
 ），…，（yn
 ，xn
 ）中抽取一个样本容量为n的样本，并将得到的第一个bootstrap样本记作（y1
 ，x1
 ）1
 ，（y2
 ，x2
 ）1
 ，…，（yn
 ，xn
 ）1
 。

2.利用（y1
 ，x1
 ）1
 ，（y2
 ，x2
 ）1
 ，…，（yn
 ，xn
 ）1
 建立分类树。不对该树进行剪枝。这样的树可以被称为a bootstrapped tree。

3.给树的每一个终节点分配一个类；用该分类树对每一个观测进行分类预测，记录预测分类的结果。

4.多次重复步骤1到3，记作B。

5.求得每一个观测由B个bootstrapped tree得到的不同预测分类结果出现的次数。bagging过程将出现预测中出现次数最多的分类看作该观测的预测分类。

6.从步骤5的预测结果中计算出混淆表（confusion table）。

多元树的优势是很大程度上可以克服单一树中的过度拟合问题，因为我们希望重新抽样可以捕捉到一般特征，并且局部特征影响可以最小化。如果由于局部问题，某个观测值被分到一个特别的类，那么它将不能再重复用于别的bootstrap树中。因此，基于很多树得出的预测值，我们期望最终观测值的预测值依赖于一般特征，而不是依赖于某个特殊的局部特征。

bagging算法中，有一些重要的度量。一个好的分类器、一个树，或它们的总和，应该能够很可信地预测观测值的分类。例如，建立logistic回归模型时，我们使用概率大于0.5的阈值作为成功的预测值。如果该模型可以预测大部分与1或0相邻的观测值，那么我们会对预测更有信心。因此，如果预测概率是0.5左右，那么我们不太确定观察值应分为成功还是失败类。这种不稳定情况也适用于bagging算法。

假设我们选B=100为bagging树的个数。假定某个观测值属于类Yes，并令整个类为{"Yes"，"No"}。如果很多树预测某个观察值属于Yes类，那么该预测可信。另一方面，如果接近B/2的树将观测值归为Yes类，那么该结果可能不成立，因为还有部分树预测该观测值为No类。因此，我们介绍一种度量，即最低收益值（margin）用于区别观察倍数的比例是正确分类还是错误分类。如果bagging是一个好的模型，那么我们预计整个观测值的平均最低收益值是一个远离0的数值。如果bagging算法不合适，那么平均最低收益值接近于0。接下来让我们做练习。软件包ipred和randomForests中有可以使用的bagging算法。

实际演练：bagging算法

对分类和回归树（CART）使用软件包ipred中的函数bagging。用选项coob=FALSE和nbagg=200指定合适的选项。

1.使用代码library（ipred）加载软件包ipred。

2.加载德国信用数据：data（GC）。

3.B=200时，使用bagging算法拟合数据GC：



GC_bagging <- bagging(good_bad~.,data=GC,coob=FALSE,nbagg=200,keepX=T)



我们拟合B=200个树。你愿意看到这些吗？好的，让我们开始吧。

4.B=200个树存储在classbagg GC_bagging的mtrees中。而且，GC_bagging$mtrees[[i]]表示第i个bootstrapped树plot（GC_bagging$mtrees[[i]]$btree）绘制树的表示图，添加text（GC_bagging$mtrees[[i]]$btree，pretty=1，use.n=T）也很重要。接下来，将整个步骤放在一个循环中，并执行，看看B个树的展示结果：



for(i in 1:200) {
  plot(GC_bagging$mtrees[[i]]$btree);
  text(GC_bagging$mtrees[[i]]$btree,pretty=1,use.n=T)
      }



我们希望读者可以理解这里不能将200个树全部展示！下面的目标是得到bagging算法的最低收益值。

5.用predict预测所有观测值的类概率：



classbagg functi on by using GCB_Margin = round(predict( GC_bagging,type="prob")*200,0).



让我们理解该过程的代码。函数predict返回了属于good类和bad类的观测值的概率。我们使用了200个树，因此，将这些概率与之相乘，就是属于该类的预测值的倍数。在函数round中，当自变量为0时，预测整数完成。

6.输入head（GCB_Margin），可以得到首次的6个预测类：



   bad good
[1,] 17 183
[2,] 165  35
[3,] 11 189
[4,] 123  77
[5,] 101  99
[6,] 95 105



7.得到整个bagging算法的最低收益值，R代码如下：



mean(pmax(GCB_Margin[,1],GCB_Margin[,2]) pmin(GCB_Margin[,1],GCB_Margin[,2]))/200.



最终得到的整体最低收益值为0.5279。也许你得到的是一个不同的答案。为什么呢？

到目前为止，使用bagging方法得到了建模所需观测值的预测值。在前面的章节中，我们使用了验证组及交叉验证法。所以，我们没有一直依赖由建模数据产生的模型度量值。由于例子是不可预见的，因此总是有失败的可能性。那么，可以使用bagging方法对不可预见的观测值建立模型吗？答案是肯定的，即为众所周知的out-of-bag确认法（out-of-bag validation）。事实上，在第三步中建立bagging模型时，该选项已经被限制使用，如选项coob=FALSE。coob表示out-of-bag误差率的估计。那么，现在使用coob=TRUE选项重新建立bagging模型。

8.建立out-of-bag bagging模型：



GC_bagging_oob <- bagging(good_bad~.,data=GC,coob=TRUE,nbagg=200,keepX=T).



运行代码GC_bagging_oob$err得到误差率：



> GC_bagging_oob <- bagging(good_bad~.,data=GC,coob=TRUE,nbagg=200,keepX=T)
> GC_bagging_oob$err
[1] 0.241



刚刚发生了什么

我们了解了使用bagging算法得到的分类与回归树（CART）模型的重要延伸。在一定程度上，此增强功能是至关重要的，却又截然不同，可参见前面模型的改进。就基于多个模型的预测而言，bagging算法是不同的。由局部特征产生的过度拟合问题基本解决。

需要注意的是，bagging算法是有局限性的，可参见Berk（2008）的4.5节。现在，我们来到本书的最后一个模型，它是分类与回归树（CART）学派的重要方法。


10.3　随机森林

上一节，我们针对相同分类问题建立了多元模型。通过使用观测值的再抽样分析生成了bootstrap树。Breiman（2001）提出了一个重要变量（其实不仅仅是一个变量），分类回归树（CART）可以通过数据集中的bootstrap样本再抽样得到的协变量来建立该变量。由于最终每个bootstrap样本得到的树有不同的协变量，这样的树的集合的总体被称为随机森林（Random Forest）。该算法的正规形式如下所示。

1.与bagging算法相同，先从总体数据（y1
 ，x1
 ）1
 ，（y2
 ，x2
 ）1
 ，…，（yi
 ，xn
 ）1
 中抽取大小为n1
 的样本，且n1
 <n。定义第一次再抽样的数据为（y1
 ，x1
 ）1
 ，（y2
 ，x2
 ）1
 ，…，（yi
 ，xn
 ）1
 ，剩余的n1
 到n的数形成了out-of-bag数据集。

2.在协变量向量x中，不放回地抽取随机的协变量。注意到从所有观测值中选择的协变量会有相同的。

3.按照上述步骤，对数据构造分类与回归树（CART），在前期不要对树进行修改。

4.为每个终端节点指定一个类，找出树中每个out-of-bag数据和它的预测类。

5.重复上述1到3步200或500次。

6.对每一个观察，只有当该观测值是out-of-bag数据集的一部分时，才计算其预测属于哪类。

7.对属于某一类的观测值的大多数计数，我们认为其属于一个预测类。

这是一个相当复杂的算法。幸运的是，randomForest软件包能帮助我们。我们将继续研究德国信用数据问题。

实际演练：德国信用数据的随机森林

使用软件包randomForest中的函数randomForest建立一个随机森林来研究德国信用数据问题。

1.加载软件包randomForest：library（randomForest）。

2.使用data（GC）加载德国信用数据集。

3.构造500个树的随机森林：



GC_RF <- randomForest(good_bad~.,data=GC,keep.forest=TRUE,ntree=500).



可视化随机森林中的一个树很困难。一个独特的方法参见http://stats.stackexchange.com/questions/2344/best-way-to-present-a-random-forest-in-a-publication
 。现在，我们复制用于得到树的必要函数，由于解决该问题的步骤并不完美，你可以跳过步骤4和步骤5。

4.定义函数to.dendrogram：

[image: ]


5.使用函数getTree，以及先前定义过的函数to.dendrogram，可视化20个随机森林的树：



for(i in 1:20) {
 tree <- getTree(GC_RF,i,labelVar=T)
 d <- to.dendrogram(tree)
plot(d,center=TRUE,leaflab='none',edgePar=list(t.cex=1,p.col=NA,p.lty=0))
               }



我们首先要关注的是误差率。我们希望误差率随着随机森林中树的数目的增加而减小。让我们对GC_RF进行研究。

6.作out-of-bag误差率树的数目图：plot（1：500，GC_RF$err.rate[，1]，"l"，xlab="No.of.Trees"，ylab="OOB Error Rate"）。

对不同的树选择不同的协变量（特征）。那么，我们关注的是哪个变量是显著的。使用函数varImpPlot可以得到显著的变量。

[image: ]


随机森林的性能

7.使用varImpPlot（GC_RF）得到显著的变量。

[image: ]


德国信用数据问题的重要变量

这样，我们就可以看到那些关联性较高的变量。

刚刚发生了什么

随机森林是分类与回归树（CART）概念的一个非常重要的延伸。在该方法中，我们需要知道树的个数的增长，误差率的分布。当树的个数增加时，我们希望误差率是减少的。varImpPlot也给出了一个重要的协变量，即可以将客户分“好”和“坏”两类。

总之，我们将对数据集进行分类，并复习本书中所有的方法，尤其是第6章到第10章的。现在我们将考虑婴儿低出生体重问题。


10.4　整合

本节的目标是迅速复习本书后半部分中所学的方法。为此，我们选出了一个含10个变量的数据集，其中包括输出。低出生体重备受关注，并且我们需要理解很多其他变量的因素。如果出生婴儿体重低于2500克，那么其为低出生体重。这个问题在Tatttar等人（2013）第9章中研究过。下表给出了变量的描述。由于数据集可能作为回归问题（变量BWT）和分类问题（LOW）来研究，因此，你可以选择一个你认为适合的方法。最后的行动开始啦。

[image: ]


实际演练：低出生体重数据的随机森林

使用第6章到第9章所学的方法。我们将用到线形回归模型、logistic回归模型，以及分类与回归树（CART）。

1.向R中读入数据集：data（lowbwt）。

2.使用选项diag.panel、lower.panel和upper.panel可视化数据集：



pairs(lowbwt,diag.panel=panel.hist,lower.panel=panel.smooth,upper.panel=panel.cor)



解释说明散点图矩阵。对你而言，哪个统计模型最适当呢？

[image: ]


lowbwt数据集的多变量显示

因为相关性很弱，因此回归模型不适合。让我们进行检查。

3.构造（子）数据集，用于回归与分类树问题：



LOW <- lowbwt[,-10]
BWT <- lowbwt[,-1]



4.首先，检查线性回归模型是否合适：



BWT_lm <- lm(BWT~., data=BWT)
summary(BWT_lm)



解释说明线形回归模型的输出结果；如果有必要，请依据第6章内容来解释。

[image: ]


低出生体重数据的线性回归模型

由于R2
 的值较小，因此我们不能使用该模型。下面检验logistic回归模型。

5.拟合logistic回归模型：



BWT_glm <- glm(BWT~., data=BWT)
summary(BWT_glm).



该模型的总结如下：

[image: ]


低出生体重数据的logistic回归模型

6.logistic回归模型的Hosmer-Lemeshow拟合优度检验：hosmerlem（LOW_glm$y，fitted（LOW_glm））。

得到的p值为0.7813，这表明在拟合值和观测值之间没有显著差异。因此，logistic回归模型是一个很好的拟合。我们仍将继续，对该问题使用分类与回归树模型进行拟合。注意到回归系数的估计值不大，因此我们不需要检验岭回归问题。

7.使用函数rpart拟合分类树：



LOW_rpart <- rpart(LOW~.,data=LOW)
plot(LOW_rpart)
text(LOW_rpart,pretty=1)



分类树比先前的logistic回归拟合更合适吗？

[image: ]


低出生体重数据的分类树

8.使用asRules（LOW_rpart）得到分类树的规则：

[image: ]


低出生体重问题的规则

你可以看到，这些规则对于做手术的医生而言非常重要。

9.使用函数bagging，得到bagging方法的误差率：



LOW_bagging <- bagging(LOW~., data=LOW,coob=TRUE,nbagg=50,keepX=T)
LOW_bagging$err



该误差率为0.3228，是一个很高的值。让我们来看下随机森林能否帮助我们。

10.使用函数randomForest，得到out-of-bag问题的误差率：



LOW_RF <- randomForest(LOW~.,data=LOW,keep.forest=TRUE, ntree=50)
LOW_RF$err.rate



该误差率仍为0.34。最初的想法是，观测值少于200，我们只构造了50个树。重复上述步骤，构造150个树，并检查误差率是否减少。

11.增加到150个树，并且作误差率图：



LOW_RF <- randomForest(LOW~.,data=LOW,keep.forest=TRUE, ntree=150)
plot(1:150,LOW_RF$err.rate[,1],"l",xlab="No.of.Trees",ylab="OOB Error Rate")



误差率约为0.32，针对该问题，这是我们得到的最佳解决方法。

[image: ]


低出生体重问题的误差率

刚刚发生了什么

我们快速回顾了这本书后5章中用到的所有方法。


10.5　本章小结

本章首先介绍了分类与回归树（CART）中的两个重要方法：bagging方法和随机森林。随机森林是一个很现代的技术，由Breiman于2011年提出。本章的目标是使读者熟悉这些现代技术。使用先前所学的方法解决德国信用数据问题和低出生体重问题，希望读者可以从本书获益，并自信地将所学知识运用到自己所学的领域来分析问题。
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> pass_probit <- gIm(Pass~5at,data=sat,binomial(probit))
> summary(pass_probit)

call:
gim(formula = Pass ~ sat, family = binomial(probit), data = sat)|

Deviance Residuals:

Min 1Q M™edian 3Q Max
-2.298 -0.147 0.360 0.518 1.487
coefficients:
Estimate std. Error z value Pr(>|z|)
(Intercept) -17.9611 6.6260 -2.71 0.0067 **
sat 0.0334 0.0119 2.79 0.0052 **

signif. codes: 0 ‘***’ 0,001 ‘**’ 0.01 ‘*’' 0.05 ‘.” 0.1 ‘' 1
(pispersion parameter for binomial family taken to be 1)

Null deviance: 36.652 on 29 degrees of freedom

Residual deviance: 22.233 on 28 degrees of freedom
AIC: 26.23

Number of Fisher Scoring iterations: 6

> Tibrary(pscl,quietly=TRUE)
> pR2 (?ass_ robit)
T1h  11hNull G2 McFadden ramL racu
-11.1163 -18.3259 14,4193 0.3934 0.3816 0.5411
> predict(pass_probit,newdata=1ist(sat=400),type = “response”)
1

2.019e-06
> predict(pass_probit,newdata=1ist(Sat=700),type
1

1

"response™)
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> data(sat)
> plot(sat$sat,satSPass,xlab="SAT Score”, ylab = "Final Result")
> passim <- Im(Pass~Sat,data=sat)
> summary(passim)
call:
Im(formula = Pass ~ Sat, data = sat)
Residuals:
Min 1qQ Median 3qQ Max

-0.869 -0.147 0.116 0.202 0.553

coefficients:

Estimate std. Error t value Pr(>|t])
(Intercept) -3.44224 0.96202 -3.58 0.00129 **
sat 0.00741 0.00172 4.32 0.00018 #**

signif. codes: O ‘***’' 0.001 ‘**’ 0.01 ‘*’ 0.05 ‘.” 0.1 * ' 1

Residual standard error: 0.368 on 28 degrees of freedom
Multiple R-squared: 0.4, Adjusted R-squared: 0.378
F-statistic: 18.6 on 1 and 28 DF, p-value: 0.000179

> abline(passim)
> pred;ct(pass1m,newdata-11st(sat-400))

-0.4793

> predict(passim,newdata=1ist(5at=700),interval="prediction")
fit Twr  upr

1 1.743 0.8315 2.654
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> pass_hat <- fitted(pass_logistic)
> hosmerlem <- Functiun(x, yhat, g=10) {
,breaks = quantile(yhat, probs=seq(0,1,

+ cutyhat <- cut(yhat

+ 1/9)), include.lowest=TRUE)

+ obs = xtabs(cbind(1 - y, y) ~ cutyhat)
+ expect = xtabs(cbind(1” - yhat, yhat) ~ cutyhat)
+ chisq = sum((obs - expect)A2/expect)
+ P =1 - pchisq(chisq, g - 2)

+ _ return(1ist(chisg=chisq,p.value=pP))

+

> hosmerlem(pass_logisticSy, pass_hat)
Schisq

[1] 4.653

$p.value

[1] 0.794
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> library(stats4)
> x <- rep(c(0,1),c(3,7)); n <- NROW(X)
> binomial_n11 <- function(prob)-sum(stats::dbinom(x,size=1,prob,1og=TRUE))
> fit_binom <- mle(binomial_n11,start=Tist(prob=0.5),nobs=n)
> summary(fit_binom)
mMaximum Tikelihood estimation
call:
mle(minuslogl = binomial_n11, start = list(prob = 0.5), nobs = n)
coefficients:
Estimate std. Error
prob 0.7000032 0.1449117

-2 log L: 12.21729

>x<-c(1, 2,2,1, 0,2, 3,1, 2, 4); n<- NROW(X)

> pois_nl1 <- function(lambda)-sum(stats::dpois(x,lambda,log=TRUE))

> fit_poisson <- mle(pois_nll,start=1ist(lambda=median(x)),nobs=n,

+ method = "Brent”, Tower = 0, upper = 10)

> summary(fit_poisson)

Maximum 1ikelihood estimation

call:

mle(minuslogl = pois_nl1, start = list(lambda = median(x)), method = "Brent",
nobs = n, lower = 0, upper = 10)

Coefficients:
Estimate std. Error
[1,1 1.8 0.4242639

-2 log L: 30.32448

> n <- NROW(xn)

> normal_n1l <- function(mean) -sum(stats::dnorm(xn,mean,sd=2,10g=TRUE))
> fit_normal <- mle(normal_nll,start=1ist(mean=8),nobs=n)

> summary(fit_normal)

Maximum Tikelihood estimation

call:
mle(minuslogl = normal_nll, start = list(mean = 8), nobs = n)
Coefficients:
Estimate std. Error
mean 9.933339 0.4

-2 log L: 102.1155
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> pass_logistic <- gim(Pass~sat,data=sat,family = "binomial")
> summary. gim(pass_logistic)

call:
gim(formula = pPass ~ sat, family = "binomial”, data = sat)

Deviance Residuals:

Min 1Q Median 3qQ Max
-2.293 -0.193 0.366 0.503 1,505
Coefficients:

Estimate std. Error z value pPr(>|z|)
(Intercept) -31.1147 12.5596 -2.48 0,013 *
sat 0.0578 0.0228 2.54 0.011 *

signif. codes: 0 “***’' 0,001 “**’' 0.01 ‘*’ 0.05 ‘.’ 0.1 * ' 1
(pispersion parameter for binomial family taken to be 1)

Null deviance: 36.652 on 29 degrees of freedom
Residual deviance: 22.274 on 28 degrees of freedom
AIC: 26.27

Number of Fisher Scoring iterations: 5

> pRZ(?ass_logist'ic)

Tlh  1ThNull G2 McFadden r2mL racu
-11.1370 -18.3259 14.3779 0.3923 0.3808 0.5399
> with(pass_]o?istic, pchisq(null.deviance - deviance, df.null
+ - df.residual, lower.tail = FALSE))
[1] 0.0001496
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sat_x <- seq(400,700, 10)
pred 1 <- predict (pass_logistic,newdata=list (Sat=sat_x),type="response")
pred p <- predict (pass_probit,newdata=list (Sat=sat_x) , type="response")
plot(sat_x,pred_1,type="1",ylab="Probability",xlab="Sat_M",col=1)
lines(sat_x,pred p,lty=2,col=2)
legend (600, 0.4,c("Logistic®, "Probit™) ,col=c(1:2) ,pch="-")
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Rule number: 33
PTL< 0.5
LWT>=106
HT< 0.5
UI< 0.5
AGE< 27.5

Rule number: 32
PTL< 0.5
LWT>=106
HT< 0.5
UI< 0.5
AGE>=27.5

Rule number: 10
PTL< 0.5
LwT< 106
AGE< 22.5

Rule number: 17
PTL< 0.5
LWT>=106
HT< 0.5
UI>=0.5

Rule number: 14
PTL>=0.5
LWT< 131.5
AGE>=23. 5

Rule number: 11
PTL< 0.5
LwT< 106
AGE>=22.5

Rule number: 15
PTL>=0.5
LWT< 131.5
AGE< 23.5

[Low=0. 2125 cover=80 (42%)]

[Low=0 cover=29 (15%)]

[LOW=0. 277777777777778 cover=18 (10%)]

[LOW=0.461538461538462 cover=13 (7%)]

[LOW=0. 583333333333333 cover=12 (6%)]

[Low=0.8 cover=10 (5%)]

[Low=0. 888888888888889 cover=9 (5%)]

Rule number: 6 [LOw=0.333333333333333 cover=9 (5%)]

PTL>=0.5
LWT>=131.5

Rule number: 9 [LOW=0.555555555555556 cover=9 (5%)]

PTL< 0.5

LWT>=106
HT>=0.5
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> hatvalues(gasoline_1m)

Apollo Nova Monarch Duster Jenson Conv. skyhawk
0.400 0.263 0.618 0.814 0.812 . 337
scirocco corolla SR-5 camaro patsun capri II Pacer
0.438 0.408 0.371 0.452 0.373 0.858
Granada Eldorado Imperial Nova LN starfire cordoba
0.174 0.670 0.556 0.283 0.364 0.763
corolla E-S Mark Iv celica GT  charger SE Cougar corvette
0.425 0.695 0.468 0.526 0.631 0.301
> which(hatvalues(gasoline_1m) > length(gasoline_ImScoefficients) /nrow(Gasoline))
Monarch Duster Jenson Conv. Pacer Eldorado Imperial
3 4 5 12 14 15
cordoba Mark Iv  Charger SE Cougar
18 20 22 23
> cooks.distance(gasoline_Tm)

Apollo Nova Monarch Duster Jenson Conv. Skyhawk
0.011839 0.010514 0.000398 0.365940 0.037740 0.000609
Scirocco Corolla SR-5 Camaro Datsun Capri II Pacer
0.090190 0.003640 0.103057 0.146042 0.095435 0.617266

Granada Eldorado Imperial Nova LN starfire cordoba
0.002278 1.048799 0.147133 0.022772 0.034982 0.397442
corolla E-S Mark Iv celica GT Charger SE Cougar Corvette
0.035344 0.070283 0.198618 0.092102 0.000317 0.013512
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> BWT_Im <- Im(BWT~., data=BWT)

> summary (BWT_Tm)
call:

Im(formula = BWT ~
Residuals:
Min 10 Median

-1817.4 -427.8 16.2

Coefficients:

., data = BWT)
3qQ Max
493.5 1655.5
Estimate Std. Error t value Pr(
(Intercept) 3132.588 344.173 9.10 <
AGE -0.345 9.593 -0.04 0
LWT 3.435 1.700 2.02 0
RACE -189.478 57.722 -3.28 0
SMOKE -357.029 107.496 -3.32 0
PTL -51.590 102.980 -0.50 0
HT -600.632 204.305 -2.94 0
uI -510.098 140.251 -3.64 0
FTV -15.550 46.926 -0.33 0
Signif. codes: 0 ‘%%%x’
Residual standard error:

Multiple R-squared:

0.001 “*%* .01 ‘%’
657 on 180 degrees of freedom
Adjusted R-squared:

0.223,
F-statistic: 6.45 on 8 and 180 DF, p-value:

>1t])

2e-16

.97131
.04475
.00124
.00108
.61701
.00371
.00036
74075

0.05

Hedk

'k
%3
wk
ek

‘s

2.25e-07

0.1°¢
0.188

’

1
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> LoW_gIm <- glm(LOW~. ,data=Low)
> summary(LOW_gim)

call:
gim(formula = LOW ~ ., data = LOW)

Deviance Residuals:

min 1Q Median 3q Max
-0.8406 -0.3009 -0.1527 0.4220 0.9133
Coefficients:

Estimate std. Error t value Pr(>|tl|)
(Intercept) 0.427017 0.229052 1.864 0.06391 .

AGE -0.005286 0.006384 -0.828 0.40877
LwT -0.002108 0.001131 -1.864 0.06399 .
RACE 0.077425 0.038415 2.015 0.04534 *
SMOKE 0.162957  0.071540 2.278 0.02301 *
PTL 0.117124 0.068534 1.709 0.08918 .
HT 0.370125 0.135967 2.722 0.00712 **
uI 0.154237 0.093339 1.652 0.10019
FTV 0.007035 0.031230 0.225 0.82203

signif. codes: © ****' 0.001 ***' 0.01 ‘%' 0.05 ‘.” 0.1 *

A |

(pispersion parameter for gaussian family taken to be 0.1910647)

Null deviance: 40.582 on 188 degrees of freedom
Residual deviance: 34,392 on 180 degrees of freedom
AIC: 234.32

Number of Fisher Scoring iterations: 2
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> Tibrary(faraway,quiet1y=TRUE)
> vif(Gasoline[,-c 1 12){_
x1 x2

132.81 42.96 217. 59 25 02 7 88 6.
> vif(Gasoline[,-c(1,4,12)])

x1 x2 x4 x5 x6 x7
51.18 20.09 1.98 6.59 6.05 9.90 19.
> vif(Gasoline[,-c(1,4,11,12)])

x1 x2 x4 x5 x6 x7

31.96 18.95 1.85
> vif(Gasoline[,-c(1,2,4,11,12)])
x2 x4 x5 X6 X7
10.38 1.85 6.49
> vif(Gasoline[,-c(1,2,3,4,11,12)

x4 X5 x6  x7 x8 x9
1.61 5.65 1.41 8.16 7.80 7.87

X8
n

6.54 5.67 9.83 8.

5.12 8.68 8.00 9.

x6 X7 x8 x9 x10
03 10.64 26.70 13.38 128.09
x8 x9 x10

63 12.47 77.81

xB x9

05 10.97

X9

30
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> summary(gasoline_Tm_forward)

call:
Im(formula = y ~ x1 + x6, data = yx)
Residuals:

Min 1qQ median 3qQ Max

-4.812 -2.229 0.061 1.407 5.530

coefficients:

estimate std. error t value pr>|t|)
(Intercept) 33.44911 1.57649 21.22 3.9e-16 ®**
x1 -0.05435 0.00633 -8.59 1.8e-08 #¥*

X6 1.07822 0.69965 1.54 0.14

signif. codes: 0 ****' 0,001 ‘**' 0,01 ‘*' 0,05 *.' 0.1 * ' 1
Residual standard error: 2.83 on 22 degrees of freedom
Multiple R-squared: 0.829, Adjusted R-squared: 0.813

F-statistic: 53.3 on 2 and 22 DF, “p-value: 3.66e-09
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> summary{(gasoline_Im_backward)

call:
Im(formula = y ~ x1 + x3 + X5 + x8 + x10, data = Gasoline)
Residuals:

Min 1Q Median 3qQ

-5.650 -1.311 0.037 1.495 4. 564

coefficients:
Estimate Sstd. Error t value pr(>|t])
(Intercept) -25.95431  31.48358 -0.82 0.421
-0.06575 0.04132 -1.59 0.129

x3 0.10188 0.05734 1.78 0.083 .
x5 45.42276  30.01164 1.51 0.148

x8 0.25577 0.12874 1.99 0.062 .
x10 -0.01103 0.00534  -2.07 0.053 .

signif. codes: 0 ‘¥***' 0,001 ‘**’ 0,01 ‘*’ 0.05 ‘.” 0.1 ‘ ' 1

Residual standard error: 2.81 on 18 degrees of freedom

(1 observation deleted due to missingness)
multiple R-squared: 0.86, Adjusted R-squared. 0.821
F-statistic: 22.1 on 5 and 18 DF, “p-value: 4,17e-07
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> range (TheWALL$Score)

[1] 100 270

> diff (range (TheWALL$Score))

[1] 170

> IQR(TheWALLS$Score)

[1] 54

>IQR (TheWALL$Score [TheWALL$HA Ind=="Away"])
[1] 36

> IQR(TheWALL$Score [TheWALLSHA Ind=="Home"])
[1] 63.5
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> dffits (gasoline 1m)
Apollo

Nova
0.3641 -0.3452
Pacer Granada
2.7505 -0.1501
Cougar corvette
0.0591 -0.3917
> dfbetas(gasoline_1m)
(anterce;
apollo 0.21748
Nava 0.08928
Monarch -0.01034
Duster 0.26737
lerEonkConv. 8.%%%3;
Skyhawl i
scirocco 0.31587
corolla sR-5  -0.06549
Camaro 33001
patsun -0.42678
Capri II -0.50488
pacer 24857
Granada -0.05613
Eldorado 0.22308
Imperial 0.12502
Nova LN 0.20059
starfire 0.19369
Cordoba -0.75476
corolla E-5 -0.25592
Mark IV -0.17810
celica 6T -0.77801
Charger SE 0.40184
Cougar 0.00704
Corvette 0.14930

Monarch

-0.

0662

Eldorado

4.

x1
0.02598

0.75895
0.02799
-0.06646

8852

x2
-0.0580
-0.0245
0.0162

~0.0100
-0.2525
0.0269
0.0192
0.1929

0.0214
-3.0073
0.8371
0.0501
-0.0720
0.7866
0.0216
0.1859
0.2875
0.4270
0.0248
-0.0904

Duster Jenson Conv. Skyhawk scirocco corolla SR-5
-2.0957 -0.6471 0.0819 1.0592 0.2006
InY rial Nova LN starfire cordoba corolla E-S
3544 -0.5156 0.6402 2.2333 0.6390
x3 x4 x6 x7 x8 x9
~0.01529 -0.20272 0.21568 0.13508 0.06259 0.05959
0.04104 4771 0.01855 -0.06755 0.06083
-0.01789 -0.00597 -0.04396 0.00376
0.35032 0.71176 0.24878 0.28766
0.06287 0.14085 0.20203 0.28412
-0.00173 0.00558 -0.01246 -0.02735
0.36428 -0.22812 0.27730
-0.04625 0.06921 -0.04416
0.04331 0.12807 -0.19548
0.29337 -1.00304 0.30783
0.12305 -0.37970 0.19636
0.01864 0.45139 -1.60836 1.39061
0.00993 0.01221 -0.02766 0.02825
1.06852 1.15957 1.57204 -0.41909 0.10381
-0.74869 0.15047 0.21593 02206 0.44424
~0.00807 0.19786 -0.11120 0.00431
-0.03251 0.02972 -0.15749 -0.23412
0.25126 0.67446 0.33309 0.94072 0.71683
-0.07228 0.26143 0.05331 -0.05141 -0.23391
-0.42644 0.20753 0.20964 0.10942 0.18682
-0.17232 0.78913 -1.10377 -0.21107 0.04828
~0.60019 -0.40700 -0.13980 0.27942 0.04389 0.21743
-0.03706 -0.00898 -0.02057 -0.00575 0.00149 -0.00758
0.09973 -0.17666 -0.05427 0.03222 0.09522 -0.02503

Camaro
-1.1721

Mark IV

-0.8931

x10
~0.04860
0.01647

39815
12145
.02115
-0.39252
0.03185
0.38736
-0.12329
0.06993
0.57461
-0.00407
0.07708
0.16910
0.08761
0.23512
-1.23471
0.14461
-0.25685
0.19023
-0.24213
0.01187
-0.02241

x11M
0.00049

-0.02123
0.16583
-0.03505
0.21820
0.09301

-0.41340
0.04159
1.34868
0.16111
0.10363

-0.14910

-0.41311

-0.11213
0.00458
0.05187
0.32034
0.00141
0.01804

patsun
1.3970

celica 6T

1.6796

capri 11
-1.1181
charger SE
-1.0511
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> library(aplpack)
Loading regmred package: tcltk
> stem. le backhack(uctaneiuethod_l octane$Method_2,back. to. back=FALSE ,m=5)

1 | 2: represents 12, leaf unit: 1
octanesMethod_1 octane$Method_2

8% |01 2 1
t [33 4 |3 !
f 144555 9 |5 2
s |6667777 16
8. |89 (2) |89 4
9* 00001111 14 |
t |23 6 22333 9
f |4 4 [4455 13
s | 1667777 6)
9. | 3 18899999 13
10% | 011 6
t | 3 3
f Iss 2 |
s | |66 2
10. | |
11 | |
n: 32 32
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> data(octane)
> stem(octane$method_1, scale=2) > stem(octane$Method_2, scale=2)

The decimal point is at the | The decimal point is at the |
80 | 44 82| 3

82 | 18 84 | 9

84 | 78029 86 |

86 | 2584779 88 | 82

88 | 13 90 |

90 | 02273447 92 | 38569
92 | 47 94 | 1737
94 | 7 96 | 350445
96 | 98 | 4614578
98 | 0 100 | 239
100 | 102 | 1

102 | 104 |

104 | 05 106 | 26
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> round(cor (Gasoline[,-c(1,12)],use="

x1 1
x2 0
X3 0
x4 -0
x5 -0
x6 0
x7 -0
x8 0
x9 0

x1

.00
.95
.99
B
.68
.66
.76
.86
.82
.96

x2

.95
.00
.97
=29
.58
.76
.62
.80
.71
.90

x3

.99
.97
.00
.35
.68
.66
.74
.87
.82
.96

x4

=35
.29
.33
.00
.50
.04
.61
.27
-33
.32

x5

.68
.58
.68
.50
.00
. 22
.86
.62
.53
.63

CWP)Z)

.66 -0.76
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.55 -0.71
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> KYPHOSIS <- kyphosis
> KYPHOSISSKyphosis_y <- (kyphosisSkyphosis=="absent")*1
El?egoge(xvpnos:ssMe ,KYPHOSISSKyphosis_y) [[2]]
E ?etnéde(wpmsxsmuuber ,KYPHOSISSKyphosis_y) [[2]]

1] 12
El?eigoge(Kanosszstart 1 KYPHOSISSKyphosis_y) [[2]]
i etNode (KYPHOSISSStart ,KYPHOSISSKyphosis_y) [[1]]

1] 8
> sort(getNode(KYPHOSISSStart,KYPHOSISSKyphosis_y) [[41],
+ decreasing=FALSE)

[1] 1 2 3 5 6 8 910111213 14 15 16 17 18
> KYPHOSIS_FS_R <- KanoSIs[KVPHDSISSS(ar(dZ. 5,1
> KYPHOSIS_F5_L <- KYPHOSIS[KYPHOSISSStart>=12.5,]
h?etnode(xvmosxs_ss_as‘\ge.xvpuosxs,.FS.RSwaOS'i sy)[[21]

7.06
? ?e; m;ge(xvpnosx S_FS_R$Number ,KYPHOSIS_FS_RS$Kyphosis_y) [[2]]
1] 7.
Eﬁe; Ngge(kvpnoszs_rs_nsstart JKYPHOSIS_FS_RSKyphosis_y) [[2]]
? ?etﬁode(mmsxs_rs_kmge +KYPHOSIS_FS_RS$Kyphosis_y) [[1]]
1] 27

> sort(getNode(KYPHOSIS_FS_RSAge,KYPHOSIS_FS_R$Kyphosis_y) [[4]],
+ decreasing=FALSE)

[1] 1 2 8 15 17 18 20 27 42 51 52 59 61 68 71 73 81 91 96
[20] 105 114 120 121 125 127 128 130 131 139 140 143 206
> KYPHOSIS_FS_R_SS_R <- KYPnosxs_Fs_REKVPNQSISJS_RSAgo-BA,5 ]
> KYPHOSIS_FS_R_SS_L <- KYPHOSIS_FS_R[KYPHOSIS_FS_RSAQe<34.5,
E ?et Node (KYPHOSIS_FS_R_S5_R$Age,KYPHOSIS_FS_R_SS_R$Kyphosis_y) [[2]]

1] 5.09
El?egugge(l(wmsrS_FS_&SS_RSNumber ,KYPHOSIS_FS_R_SS_RSKyphosis_y) [[2]]
? ethode(xvpuosls,:sj_ss_mstart ,KYPHOSIS_FS_R_SS_R$Kyphosis_y) [[2]]

1] 5.73
?l?egNode(KYPHosIS_Fs_&ss_kiuumber JKYPHOSIS_FS_R_SS_R$Kyphosis_y) [[1]]
> sort(getNode(KYPHOSIS_FS_R_SS_R$Number ,KYPHOSIS_FS_R_SS_R$Kyphosis_y) [[4]],
+ decreasing=FALSE)

1] 2 34 5 6 7 910
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> 10_1m <- Im(CPU_Time ~ No_of_I0,data=I0_Time)
> class(10_Tm)

[1] "Im"

> summary(I0_1m)

call:
Im(formula = CPU_Time ~ No_of_10, data = IO_Time)

Residuals:

Min 1Q Median 3Q Max
-0.01651 -0.01159 -0.00133 0.00528 0.02401
coefficients:

estimate std. error t value pr(>|t])

(Intercept) 0.05093 0.01003 5.08 0.00096 ***
No_of_T0 0.04076 0.00162 25.21 6.6e-09 ***

signif. codes: 0 ‘¥**' 0,001 ‘**' 0,01 ‘*' 0.05 *

PR R §

Residual standard error: 0.0147 on 8 degrees of freedom

Multiple R-squared: 0.988, Adjusted R-squared:
F-statistic: 635 on 1 and 8 DF, p-value: 6.57e-09

0.986
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> I0_anova <- anova(Io_lm)
> I0_anova
Analysis of variance Table

Response: CPU_Time
of Sum Sq Mean sq F value Pr(>F)

No_of 10 1 0.1370 0.137 635 6.6e-09 *#w
Residuals & 0.0017 0.0002
signif. codes: 0 ‘®##' 0,001 ‘**' 0,01 ‘*' 0,05 ‘." 0.1 ' " 1
> confint(To_1m)

2.5% 97.5 %
(Intercept) 0.0278 0.0741
No_of _10 0.0370 0.0445
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getNode <- function(x,y) {
*u <- sort(unique(x), decreasing=FALSE)
delta ISA <- numeric(length(xu)-1)
for(i in 1:(length(xu)-1)) {
partR <- y[x>xufi]]
partl <- y[x<=xu[i]]
if((length(partR)>0) & (length(partL)>0)) {
Tt <- table(x>xufi],y)
IA L <- -(tt[1,1]/(cc[l,1]+tc[1,2])) *log(te[1,1]/ (T, 1]+tE[1,2]))
—-(tt[1,2]/ (ct[1,1]4tt[1,2])) *log(tt [1,2]/ (vt [1, 1]4tE[1,2]))
IA R <- —(ct(2,1]/(ce(2,1]+cc([2,2])) *log (e (2, 1]/ (st (2, 1) +Ee(2,2]))
—{ze[2,2]1/ (ze(2,1]4+vc(2,2]) ) *log(te (2, 2]/ (zE(2, 11+TE(2,2]))
pA L < (tt[1,1]+tt[1,2])/sum(tE)
PA_R <- (£t[2,1])4Tt[2,2])/sum(cE)
pA <- mean(y)
IA <- -pA¥log(pd)-(1-ph)*log{1-pa)
delta_ISA[i] <- IA -pA L*IA L - pA R*IA R

else delta ISA[i] <- O
}
return (1ist (xnode=xu[which(delta_ISA==max (delta_ISA,na.rm=T))],
max delta ISA <- max(delta ISA,na.rm=T), delta ISA,xu))
)]
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> example(xpred.rpart)

xprd.r> fit <- rpart(Mileage ~ weight, car.test.frame)
xprd.r> xmat <- xpred.rpart(fit) .

xprd.r> xerr <- (xmat - car.test.frame$mileage)s2

xprd.r> apply(xerr, 2, sum) # cross-validated error estimate
0.7977 0.2830 0.0415 0.0113

1388 807 572 548
xprd.r> # approx same result as rel. error from printcg(fit)

xprd. r> agp g(xerr. 2, sum)/var(car.test.framesmileage
0.7977 0.2830 0.0415 0.0113

60.5 35.1 24.9 23.9
xprd.r> printcp(fit)
Regression tree:
rpart(formula = Mileage ~ weight, data = car.test.frame)
variables actually used in tree construction:
[1] weight

Root node error: 1355/60 = 23
n= 60

CP nsplit rel error xerror xstd

1 0.60 0 1.0 1.0 0.18
2 0.13 1 0.4 0.6 0.10
3 0.01 2 0.3 0.4 0.08
4 0.01 3 0.3 0.4 0.08
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> gasoline_lm <- 'lm%y—-. , data=Gasoline)
> Summary(gasoline_1m)

call:
Im(formula = y ~ ,, data = Gasoline)
Residuals:

Min 1Q Median 3qQ Max
-3.582 -1.527 -0.007 1.729 4.270
coefficients:

Estimate Std. Error t value Pr(>|t|)
(Intercept) -2.62e+02 2.39e+02 -1.10 0.295
x1

-1.39e-01  6.00e-02 -2.31  0.039 *

x2 -6.64e-02 8.80e-02 -0.75 0.465
x3 2.09e-01 1.07e-01 1.95 0.075 .
x4 2.44e+02  2.68e+02 0.91 0. 380
X3 8.15e+01  5.94e+01 1.37 0.195
X6 1.28e+00 1.39e+00 0.92 0.374
X7 -2.66e+00  2.90e+00 -0.92 0.377
x8 2.60e-01 1.48e-01 1.75 0.105
x9 4.14e-02  3.85e-01 0.11 0.916
x10 -1.10e-02 7.1le-03 -1.54 0.149
X11M -2.66e+00  3.03e+00 -0.88 0.398

signif. codes: 0 ***=' 0.001 “**' 0.01 “*' 0.05 “.” 0.1 * " 1

Residual standard error: 2.99 on 12 degrees of freedom

(1 observation deleted due to missingness)
Multiple R-squared: 0.895, Adjusted_R-squared: 0.798
F-statistic: 9.27 on 11 and 12 DF, p-value: 0.000281
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= spmary{Inly~x1))

calls
Tn(formala = ¥ — xd)
R Touals

win ].g Wedian Max
-3.466 -1.30F 0,607 1.78F 3 3ET
coefricients:

Estimate Std, Error t valee Pr(?ltlg

(INTar CepT] 1,838 2148 a.&87 0.4
= Q. 463 0.25¥ 1.7 2,12

Resideal standard error: 2,38 on © degrees of freedon
wtiple R-squared: 0, M, adjusTed R cqguﬂ: .24
F-statistic: 3,21 on 1 and © OF, p-valwe: 0,124

> summary (In(y-x2))

call:
Tnformala = y - x2)
RS iduals:

min 1q Madfan 3 Max
=2.733 -0, 975 -0, 887 1.72% 2.207
Loefficients:

Estimare std. error T valua pri>|T|)

{Intercepc) 0. 581 1.570 037 0.724
2 1.288 0.3 3.29 0.7 =

signif. codas: O "“*' 000 “**" Oo0d 4T 005 LU 0l T

rasidual scandard arroe: 1.91 on & degraes of fraados

Multiple R-sguared: 0.642, AdjusTed A-squared: 0,583
F-sragiscic: 10.9 on 1 and & oF, p-value: 00165

> sussary{1e{y-x1+223) # our First sulciple ragression model

call:
Teiforsula = v ~ %1 + x2)

Residuals:
i 2 3 & 3 & 7 &
=1.2803 1.5550 OL7772 -0.2991 -0LB5486 -0.4100 0.5136 -0. 0418

Coefficients:

Estimate sud. Erroc T ovalue prbl!lg
{Intercepc) 1,036 0.895 .16 L2949
%1 -1.222 0.32%  -LT2  D.OLDT <
u2 3.649 0672 5.43  0.0029 **

Signif. codes: 0 ‘***° QLOOL ***' 001 4T 0LOS .Ul T L

residual standard error: 1.08 on 5 rugr«s of freedom
Multiple R-squared: 0,909, arf us :6 R-dquared: 0,888
Festatiscic: 23.9 on 2 and 5 OF, p=value: 0.00275
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to.dendrogram <- function(dfrep, rownum=1,height.increment=0.1) {
if (dfrep[rownum, 'status'] -1) {

else

rval <- list()
attr(rval, "members") <- 1
attr(rval, "height") <- 0.0
attr(rval, "label") <- dfrep[rownum, 'prediction']
attr(rval,"leaf”) <- TRUE

{

left <- to.dendrogram(dfrep,dfrep[rownum, 'left daughter'],height.increment)

right <- to.dendrogram(dfrep,dfrep[rownum, 'right daughter'],height.increment)

rval <- list(left,right)

attr(rval, "members”) <- attr(left,"members”) + attr(right, "members")

attr(rval, "height") <- max(attr(left,"height"),attr(right,"height")) + height.increment
attr(rval, "leaf") <- FALSE

attr(rval, "edgetext") <- dfrep[rownum, 'split var']

1

class(rval) <- "dendrogram"™

return (rval)
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> gasoline_anova <- anova(gasoline_Tm)
> gasoline_anova
Analysis of variance Table

Response: y
Df sum 5q Mean Sq F value Pr(>F)

x1 1 822 822 92.26 5.5e-07 ***
x2 1 10 10 1.08 0.32
x3 1 S 5 0.58 0.46
x4 s 15 15 1.64 0.22
x5 1 0 0 0.01 0.94
x6 1 15 15 1.67 0.22
x7 4, 12 12 1.32 0.27
x8 = 3 3 0.39 0.54
x9 1 2 2 0.24 0.64
x10 1 18 18 2.05 0.18
x11 1 7 7 0.77 0.40
Residuals 12 107 9

signif. codes: 0 ‘®**' 0,001 ‘**' 0.01 ‘*’ 0.05 ‘.’ 0.1 ‘'
> confint(gasoline_1m)
2.5 % 97.5 %
(Intercept) -781.5683 258.53558
X1 -0.2696 -0.00806

x2 -0.2580  0.12532
x3 -0.0244  0.44185
x4 -339.1860 827.16543
x5 -47.8832 210.89929
x6 -1.7406  4.30316
x7 -8.9674  3.65042
x8 -0.0629  0.58213
x9 -0.7975  0.88029
x10 -0.0265 0.00452

X11M -9.2600 3.94737

1
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Rule number: 21 [good_bad=good cover=26 (3%) prob=1.08]
checking< 3.5
duration< 26.5
history< 3.5
coapp>=1.5
Rule number: 3 [good_bad=good cover=244 (41%) prob=0.89]
checking>=3.5
Rule number: 11 [good_bad=good cover=41 (7%) prob=0.88]
checking< 3.5
duration< 26.5
history>=3.5
Rule number: 143 [good_bad=good cover=25 (4%) prob=6.84]
checking< 3.5
duration>=20.5
savings< 2.5
duration< 47.5
purpose=1,2,9
history>=1.5
marital>=2.5
Rule number: 9 [good_bad=good cover=37 (6%) prob=0.73]
checking< 3.5
duration>=26.5
savings>=2.5
Rule number: 69 [good_bad=good cover=11 (2%) prob=0.73]
checking< 3.5
duration>=20.5
savings< 2.5
duration< 47.5
purpose=0,3,5,6
enployed>=a.5
Rule number: 83 [good_bad=good cover=69 (12%) prob=0.72]
checking< 3.5
duration< 20.5
history< 3.5
coapp< 1.5
amount>=979.5
proparty=1,3
Rule number: 165 [good_bad=good cover=11 (2%) prob=0.64]
checking< 3.5
duration< 26.5
history< 3.5
coapp< 1.5
amount>=979.5
property=2,4
amount< 1493

Rule nusber: 142 [good_bad=bad cover=1a (2) prob=o.36]
checkings 3.5
duration>=20.5
savings< 2.5
duration< 47.5
urpose=1,2,9
istory>=1.5
marital< 2.5
Rule number: 70 [good_bad=bad cover=12 (2%) prob=e.33]
checkings 3.5
duration>=26.5
savings< 2.5
duration< 47.5
urpose=1,2,9

istory< 1.5
Rule number: 49 [good_badebad cover=28 (5%) prob=0.32]
checking< 3.5
duration< 20.5
history< 3.5
coapp< 1.5
amount< 979.5
Rule number: 164 [good_bad=bad cover=19 (3%) prob=0.26]
checking< 3.5
duration< 20.5
history< 3.5
coapp< 1.5
amount>=079.5
property=2,4
amount>=1493
Rule number: 68 [good_bad=bad cover=a6 (8%) prob=0.17]
checking< 3.5
duration>=26.5
savings< 2.5
duration< 47.5
purpose=9,3,5,6
employed< 4.5
Rule number: 16 [good_bad=bad cover=22 (4%) prob=6.69]
checking< 3.5
duration>=20.5
savings< 2.5
duration>=47.5
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for(i in 1:length(lambda)) {
GT_rlm <- 1lm.ridge(y~.,data=G_Train,lambda=lambda(i])
GT_rlm coef <- coef (GI_rlm)
predicted Train <- vector("numeric",length=nrow(G_Train))

for(j in l:nrow(G_Train)) {
predicted_Train[j]<-GI_rlm coef[1]+sum(GI_rlm coef[-1]*G_Train(3j,-1])
}

Train_Errors[i] <- sum((predicted Train-G_Train[,1])"2,na.rm=TRUE)
predicted <- vector("numeric",length=nrow(G_Validace))
for(j in l:nrow(G_Validate)) {
predicted[j]<- GI_rlm coef[1]+sum(GI_rlm coef[-1]*G_Validate[j,-1])
}
Val Errors[i] <- sum((predicted-G_Validate[,1])"2)
}
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> data(Gasoline)

> gasoline_Tm <- 1m$y~. , data=Gasoline)

> gasoline_rim <- linearRidge(y~., data=Gasoline,lambda=_ "automatic")
> sum(coef (gasoline_1m) [-1]A2)-sum(coef (gasoTine_rim) [-1]A2)

[1] 34779

> summary(gasoline_rim)

call:
Tlinearridge(formula = y ~ ., data = Gasoline, lambda = "automatic™)

coefficients:

Estimate Scaled estimate std. Error (scaled) t value (scaled) pr(>|t])
(Intercept) .28e+02 NA NA NA NA
x1 .07e-02 -6.37e+00 1.33e+00 4.77 1.8e-06 ***
x2 . 54e-02 -3.43e+00 1.93e+00 1.78 0.07457 .
x3 .05e-02 -4.41e+00 1.27e+00 3.46 0.00055 ***
x4 .77e+02 2.82e+00 2.66e+00 1.06 0.28876
x5 1.14e+01 1.65e+00 2.58e+00 0.64 0.52413
X6 -1.38e-01 -7.30e-01 2.47e+00 0.30 0.76758
x7 4.22e-01 1.44e+00 2.41e+00 0.60 0.55095
x8 -1.98e-03 -2.10e-01 2.34e+00 0.09 0.92859
x9 -1.04e-01 95e+00 2.32e+00 1.27 0.20254
x10 -9.92e-04 .76e+00 1.22e+00 3.91 9.1e-05 *=*
x11mM 1.01e+00 . 25e+00 2.73e+00 0.82 0.41170
signif. codes: 0 ***=*’ 0.001 ‘**' 0.01 ‘*’ 0.05 “.” 0.1 “ " 1

Ridge parameter: 0.311, chosen automatically, computed using 3 PCs

pDegrees of freedom: model 4.29 , variance 2.82 , residual 5.76






OEBPS/Image00271.jpg
> summary(GC_LR) ; summary(GC_RLR)

cal call:
glalformula =:good_bad = ; Fenily = binoaist(), dsts-=-ec) TogisticRidge(formula = as.numeric(good_bad) - 1 ~ ., data = as.data. frame(cc),
Deviance Residualst lambda = “sutomstic*)
Min 1) Median 30 Max Coefficient:
-2.586 -0.731 0.399 ©0.700 2.017 Estimate Scaled estinate Std. Error (scaled) t value (scaled) Pri(>|t|)
Cosfficients: (Intercopt) -3.300530 A WA i A
Estinate Std, Error 2 value Pr(>[z]) checking  4.32e-01 1.726401 1.950400 879 <20.16 *xx
(Intercept) -5.48e+00 1.11e+00 -4.85 1.2e-86 *** duration -2.16e-02 -8.25¢+00 1.95e+00 -4.24 2.2e-05
chocking  5.66e-01 7.28.02 73018 e history  2.88e-01 5.87¢+00 1 sse+a0 5.05 4.40.07
dration  -2.64e-62 .06e-63 purposel  8.68e-91 8.3d0400 2.01e+90 45 3.4e.05
history,  3.s7e-01 B.es0-0f Purposez  2.88e.01 3.51e400 1.890+00 1,85 0.06370 .
purposel 1.61e400 3.6le-01 purpose3 4.240-91 6.02¢+00 1.96e+00 3.08 0.00210 **
purpose2 7.48e-01  2.53e-01 9.06310 purposed 1.58e-01 5.45¢-01 1.85e+00 0.28 9.76856
purpose3 8.26e-01 2.4le-01 9.086060 purposes -6.93e-92 -3.21e-01 1.84e+00 -8.17 9.86116
Prposed  5.4Se-01 7.4se-01 o purposes  -312e.91 “215er00 1856400 1116 024439
purpose3  2.186-01  3.52e.01 purposes  B.8ae-01 2.65e100 2 060400 129 l1am7
purposes -7.17e-02  3.92e-01 purposed 2.24e-91 2.10e+00 1.88e+00 1.12 0.26455
Ppurpos 1.67e+60  1.15e+00 purposex 5.35e-81 1.84e+00 1.80e+00 1.02 0.30638
purposed 7.01e-01  3.20e-01 ‘amount -7.14e-85 -6.37e+00 1.96e+60 -3.24 o.00118
purposeX 1.20e+00  7.27e-01 savings 1.75e-81 8.74e+00 1.99e+00 4.48 1.le-05
amount 1.1%¢-04 4.21e 05 -mhvrﬂ 1.140-01 1.93a+00 2.26 0.A23R1 *
Savings  2.51e-01 6.060-02 3.48.05 =» installp  -1.86e-81 1.93e+00 3.a2 6.0003 *ex
employed 9.06128 . sarital 1.79e-81 1.89e+60 2.12 ©.034%0 *
installp 8.520-02 5.06038 *** coapp 2.21e-81 1.92e+60 1.74 0.08153 .
marital 1.26e-01 5.04348 * resident -1.79e-82 1.91e+00 -0.33 0.74487
cospp 1/8e-01 0.06932 . property?  -1.030.01 1.520400 .72 0474
Fesadent 816,02 5.83954 propertys  -8.06e-02 1.04e+00 oie2 053438
property2 2.860-01 9.37483 propertyd  5.13e.01 “siaser00 1.96e400 2l05 0.00277 ==
property3 2.3ge-01 8.56560 age 1.01e-82 3.64e+00 1.98e+00 1.84 ©.06577
propertyd 3.2%e-01 9.01203 * other 2.40e-01 5.34e+00 1.84e+60 2.91 0.00387
age 9.11646 housing 2.29e-91 3.84e+00 1,94e+00 1.98 0,04789
other 9.00286 ** exister -9.860-02 -1.80¢+00 1.95e+00 -0.92 ©.35598
Roseing vty job. “a.46e-02 “9.21e-01 1.53e+80 olas 06338
exister A.1IRIRE Cepends. -8.45e-61 1.91e+06 -8.44 8.65910
Job -5.35e-02 9.70621 telephon 3.24e+00 1.96e+00 1.65 ©.09818 .
depends  -1.07e-01 loiss o.osa1e foreign 4540400 20100480 2.36 0.01851 +
telephon 3.3le-01 1.7 9.08829

odes: © ‘sxx’ 6,001 ‘==’ 0.01 =’ 0.5 ‘.’ 0.1 ¢ ' 1
paranter: 0.02438, chosen avtomatically, computed using 19 PCs
Signif. codes: © ‘ees’ 0,061 ‘se’ 0.61 ‘s g.g5 .’ .1 ¢ ' 1  Degrees of freedom: model 23.1 , variance 20
(bisparsion paranotor for binomial family taken to bo 1)
Nl devaance: 1221.73 on 999 degrees of freedon
Residual deviance: 916.12 on 969 degrees of freedon
AIC: 078,1
Nusber of Fisher Scoring iterations: 5

foreign 1lasetes 6.lse-01  2.33 9.01993 *
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> Tibrary(DAAG)
> data(vD)
> cVim(df=vD, form. lm=formula(Voltage_Drop~Time+I(Time~2)+I(Time~3)+I(((Time-6.5)*3)
+ *(sign(Time-6.5)==1))+I(((Time-13)*3)*(sign(Time-13)==1))),m=10,plotit="0Observed")
Analysis of Variance Table
Response: Voltage_Drop

i Of Sum Sq Mean Sq F value Pr(>F)
Time 1 48.2  48.2 671.5 < 2e-16 *=x
1(Time”2) 1 176.5 170.5 2377.2 < 2e-16 ***
1(Time~3) 1 11.8  11.8 164.4 8.8e-15 **x
I(((Time - 6.5)%3) * (sign(Time - 6.5) == 1)) 1 2 5.6 357.2 < 2e-16 *=*
I(((Time - 13)~3) * (sign(Time - 13) == 1)) 1 4.1 57.4 7.0e-09 **x
Residuals 35 0.1

signif. codes: © ‘**=’ 9.001 ‘**' 0.01 ‘*' 0.05 ‘.’ 0.1 ‘' ' 1

fold 1
Observations in test set: 4
2 8 19 38
Predicted  7.858 8.117 13.973 9.875
cv{rod 7.715 8.106 13.911 9.894
Voltage_Drop 8.230 8.360 14.590 9.780
CV residual ©.515 6.194 0.679 -0.114
sum of squares = 0.78  Mean square = 0.19 n =4
fold 2
Observations in test set: 5

S.
4
2

ko

3 11 25 33 36
Predicted 7.473 9.764 14.763 11.844 10.493
:v{rod 7.524 9.788 14.694 11.867 10.546
Voltage Drop 7.170 9.710 15.180 12.656 10.146
CV residual -0.354 -0.678 0.436 0.183 -0.406
Sum of squares = 0.57  Mean square = 0.11  n

fold 10
Observations in test set: 4

7 13 15 23
Predicted  7.720 11.018 12.194 14.788
cvpred 7.678 11.086 12.286 14.844
Voltage Drop 7.940 10.910 11.766 14.376
CV residual ©.262 -0.176 -0.526 -0.474

Sum of squares = 0.6 Mean square = 0.15 n=4
overall (Sum over all 4 folds)

ns
0.0888

Warning message:

In cVIn(df = VD, form.lm = formula(Voltage_Drop ~ Time + I(Time~2) +
As there is >1 explanatory variable, cruss-va{xdition

predicted values for a fold are not a linear function

of corresponding overall predicted values. Lines that

are shown for the different folds are approximate
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set.seed(1234567)

data (GC)

data_part_label = c("Train","Validate","Test")

indv_label = sample (data_part_label, size=nrow (GC) ,replace=TRUE,prob=c(0.6,0.2,0.2))
GC_Train <- GC[indv_label=="Train",]

GC_Validate <- GC[indv_label=="Validate",]

GC_Test <- GC[indv_label=="Test",]

GC_glm <- glm(as.numeric(good _bad)~.,data=GC_Train)

Pred_Train_Class <- predict(GC_glm, type='response’)

Pred_Train_Prob <-predict(GC_glm, type='response’)

Train Pred <- prediction(Pred Train Prob,as.numeric(GC_Train§good bad))

Perf_Train <- performance(Train_Pred, "tpr", "fpr")

plot (Pexf_Train,col="green",lty=2)

Pred Validate Class <- predict(GC_glm,newdata = GC Validate[,-21],type='response’)
Pred_Validate_Prob <-predict(GC_glm,newdata = GC_Validate[,-21],type='response')
Validate Pred <- prediction(Pred Validate_Prob,as.numeric(GC_ValidateSgood bad))
Perf_Validate <- performance(Validate_Pred, "tpr®, "fpr")

plot (Pexf_Validate,col="yellow",lty=2,add=TRUE)

Pred_Test_Class <- predict(GC_glm,newdata = GC_Test[,-21],type='response')
Pred_Test_Prob <-predict (GC_glm,newdata = GC_Test[,-21],type='response’)
Test_Pred <- prediction(Pred_Test_Prob,GC_Test$good_bad)

Perf Test <- performance (Test_Pred,"tpr”, "fpr")

plot (Perf_Test,col="red",lty=2,add=TRUE)

legend(0.6,0.5,c("Train Curve","Validate Curve","Test Curve"),col=c("green","yellow","red"),pch="-")
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> H—ary(cmr_numy_rpart)

call:

rpart(formula = Y ~ X1 + X2, data = CART_Dummy)
n= 54

P nsplit rel error xerror xstd

1 0.23077 0  1.0000 1.269 0.1378
2 0.11538 1 0.7692 1.115 0.1489
3 6.07692 2 0.6538 1.038 0.1413
4 0.03846 3 0.5769 1.077 0.1412
5 0.91000 4 0.5385 1.638 6.1413

Node number 1: 54 observations, complexity param=0.2308
predicted class=1 expected loss=0.4815
class counts 26 28
probabilities: ©.481 0.519
left son=2 (32 obs) right son=3 (22 obs)
Primary splits:
X2 < 4.875 to the left,
X1 < 4.5 to the left,

.980, (8 missing)
.781, (0 missing)

Node number 2: 32 observations,  complexity param=9.67692
predicted class=0 expected loss=0.4062
class counts: 19 13
probabilities: 6.504 0.406
left son=4 (24 obs) right son=5 (8 obs)
Primary splits:
X2'< 1.75 to the right, improve=1.6216, (@ missing)
X1 <2.25 to the left, improve=0.2604, (0 missing)

Node number 3: 22 observations, complexity param=0.1154
predicted clas expected loss=6.3182
class counts 7 15
probabilities: 6.318 0.682
left son=6_(9 obs) right son=7 (13 obs)
Primary splits:
X1'< 4.5 to the left, improv
X2 < 6.75_to the right, improv
Surrogate splits:
X2 < 6.75 to the right, agree=0.727, ad:

.699, (0 missing)
.222, (e missing)

333, (0 split)

Node number 4: 24 observations,  complexity param=0.03846
predicted class=0 expected 10ss=0.3333
class counts: 16 8

probabilities: 0.667 0.333
left son=8 (17 obs) right son=9 (7 obs)
Primary splits:

X1'< 3.5 to the right, improv

.1200, (6 missing)
X2 < 3.75 to the left, improvs

.3556, (@ missing)

Node number 5: 8 observations
predicted class=1 expected loss=0.375

class counts 3 H

probabilities: 0.375 0.625

Node number 6: 9 observations
predicted class=0 expected loss=0.3333

class counts 6 3

probabilities: 0.667 0.333

Node number 7: 13 observations
predicted class=1 expected loss=0.07692

class counts: 11

probabilities: 0.677 0.923

Node number 8: 17 observations
predicted class=0 expected loss=0.2353

class counts: 13 4

probabilities: 0.765 0.235

Node number 9: 7 observations
predicted class=1 expected loss=0.4286

class counts 3 4

probabilities: 0.429 0.571
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> 11'braryEratt'Ie)
> asRules (CART_Dummy_rpart)

Rule number: 7 [v=1 cover=13 (24%) prob=0.92]
X2>=4,875
X1>=4.5

Rule number: 5 [v=1 cover=8 (15%) prob=0.62]
X2< 4.875
X2< 1.75

Rule number: 9 [Y=1 cover=7 (13%) prob=0.57]
X2< 4.875
X2>=1.75
X1< 3.5

Rule number: 6 [Y=0 cover=9 (17%) prob=0.33]
X2>=4.875
Xl< 4.5

Rule number: 8 [v=0 cover=17 (31%) prob=0.24]
X2< 4.875
X2>=1.75
X1>=3.5
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> cpus_FS_R_SS_R <- cpus_FS_R[cpus_FS_RSmmax>=28000, ]
> cpus_FS_R_SS_L <- cpus_FS_R[cpus_FS_RSmmax<28000, ]
> geciode (cpus_FS_R_SS_RSsyot,1ogl0 (cpus_FS_R_SS_RSperf)) [[21]
1) 1.054
> getNode (cpus_FS_R_SS_RSmmin,10g10 (cpus_FS_R_SS_R$perf)) [[21]
[1] 1.108
> getNode (cpus_FS_R_SS_RSmmax, 10g10 (cpus_FS_R_SS5_RSperf)) [(2]]
1) 1.523
> getNode (cpus FS_R_SS_R§cach,logl0 (cpus_FS_R_SS_R$perf)) [[21]
[1] 0.7228
> getNode (cpus_FS_R_SS_R§chmin, 10g10 (cpus_FS_R_SS_R$perf)) [[2]]
[2) 0.9653
> getiode (cpus_FS_R_S5_R$chmax,logl0 (cpus FS_R_SS_RSperf)) [[2]]
[1] 1.04
> getNode (cpus_FS_R_SS_RS§cach, 10g10 (cpus_FS_R_SS_R$perf)) [[11]
1) 48
> sort (getNode (cpus_FS_R_SS_R$cach,1ogl0(cpus_FS_R_SS_Réperf)) ([4]],
+ decreasing=FALSE)
[1] 32 48 64 96 112 128 256
> getNode (cpus_FS_R_SS_L$syct, 10g10 (cpus_FS_R_SS_L$perf)) [[2]]
1) 1.879
> getiNode (cpus_FS_R_SS_LSmmin, 10g10 (cpus_FS_R_SS5_LSperf)) [(2]]
[1] 2.096
> getNode (cpus_FS_R_SS_L$nmax,1ogl0 (cpus_FS_R_SS_L$perf)) [[21]
1] 1.878
> getiNode (cpus_FS_R_SS_LScach, 10g10 (cpus_FS_R_SS5_LSperf)) [(21]
2] 1.764
> getNode (cpus_FS_R_SS_L§chmin,logl0 (cpus FS_R_SS_L$perf)) [(2]]
[1] 1.994
> getNode (cpus_FS_R_SS_LSchmax,10g10 (cpus_FS_R_SS_LSperf)) [(2]]
1] 1.846
> getNode (cpus_FS R S5 LScach,1ogl0(cpus FS R _S5_L$perf)) [[1]]
[1] 65
> sort (getNode (cpus_FS_R_SS_L$cach, 10gl0(cpus_FS_R_SS_L$perf)) [[4]],
+ decreasing=FALSE)
[2) 80 32 48 64 65 128 131 142 160 256
> cpus FS R S5 L TS_L <- cpus_FS R_SS_L[cpus_FS R SS_L$cach<96.5,]
> getNode (cpus_FS_R_SS_L TS_L$syct,logl0(cpus_FS R S5 L TS_L$perf)) [(21]

1] 1.125
> getNode (cpus_FS_R_SS_L_TS_LSmmin, 10920 (cpus_FS_R_SS_L_TS_LSperf)) [(2]]
[1) 0.9578
> getNode (cpus_FS_R_SS_L TS_L$mmax,logl0(cpus_FS R S5 L TS L$perf)) [[21]
1] 0.808
> getNode (cpus_FS_R_SS_L_TS_L$cach,10g10 (cpus_FS_R_SS_L_TS_LSperf)) [(21]
[1) 1.s23
> gethodes (cpus_FS_R_SS L _TS_L$chmin,1ogl0(cpus_FS_R_SS_L TS L$perf)) [(21]
1] 1.391
> getNode (cpus_FS_R_SS_L_TS_L$chmax,1ogl0 (cpus_FS_R_SS_L_TS_LSperf)) [(21]
1) 1.273
> getNode (cpus_FS_R_SS_L_TS_L$mmax, logl0 (cpus_FS_R SS_L TS L$perf)) [[1]]
1) 10480

> sort(getNode (cpus_FS R SS_L TS L$mmax,1logl0(cpus_FS R_S5_L TS_L$perf)) [[4]],
+ decreasing=FALSE)
[1) 8000 10480 12000 16000 20970 24000
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> cpus_FS_L_SS_R <- cpus_FS_L([cpus_FS_LSmmax>=6100, ]
> cpus_FS_L_SS_L <- cpus_FS_L(cpus_ES_LSmmax<6100,)
> getNode (cpus_FS5_L_SS_R§syct,logll(cpus_FS_L_SS_RS$perf)) [[21]

1] 2.83

> getNode (cpus_FS_L_SS_RSmmin, 10910 (cpus_FS_L_SS_RSperf)) [(2]])
1] 2.831

> getNode (cpus_FS_L_SS_R$mmax, 10g10 (cpus_FS_L_SS_R$perf)) [[2]]
1] 3.087

> getNode (cpus_FS_L_SS_R§cach,10g10 (cpus_FS_I_SS_RSperf)) [[2]]
1] 3.459

> getNode (cpus_FS_L_SS_RSchmin,1og10(cpus_FS L SS_RSperf)) ((2]]
11 2.972

> geuNode (cpus_FS_L_SS_RS$chmax, 10g10 (cpus_FS_L_SS_R$perf)) [(2]]
1] 3.452

> getNode (cpus_FS L SS R$syct,1logl0(cpus FS I SS_R$perf)) [[1]]
1] 320

> sorc(getNode (cpus_FS_L_SS_R$syct,1ogl0(cpus_FS_L_SS_RSperf)) [{41],
+ decreasing=FALSE)

[1] 17 25 26 SO S6 S7 70 72 75 92 100 105 110 115 124 125 133 140 143
[20] 160 180 185 200 220 250 300 320 400 700 800
> getNode (cpus_FS_L_SS_L§=yct,logl0(cpus FS_L SS_L$perf)) [[2]]

1] 3.37
> getNode (cpus_FS_L_SS_L$mmin,1og10 (cpus FS_L SS_Léperf)) [[2]]

1] 3.409
> getNode (cpus_FS_L_SS_L$mmax, 10g10 (cpus_FS_L_SS_LSpexf)) [(2]]

1] 2.733
> getNode (cpus_FS_L_SS_L§cach,10g10 (cpus_FS_L_SS_L$perf)) [(2]]

(1] 3.664
> getNode (cpus_FS_L_SS L§chmin,logl0(cpus FS I SS_L$perf)) [[2]]

(1] 3.429
> getNode (cpus_FS_L_SS_L§chmax,1ogl0(cpus_FS_L_SS_L$pexrf)) ((2])

1] 2.91
> getWNode (cpus_FS_L_SS_L$mmax, 10g10 (cpus_FS_L_SS_L$perf)) [[1]1]

(1] 12500
> sort (getNode (cpus_FS_L_SS_L$mmax,10g10(cpus FS_I _SS_L$perf))[[4]],
+ decreasing=FALSE)

[¢3] 64 S12 768 1000 1500 2000 3000 3500 4000 4500 5000 6000
> cpus_FS L SS_R TS R = cpus FS_I _SS_R[cpus_F5 L_SS_R§syct<360,]
> getNode (cpus_FS_L_SS_R_TS_R$syct,1ogl0(cpus_FS_L_SS_R_TS_RSperf)) [[2]]
1) 2.047
> getNode (cpus_FS_L_SS_R TS _R$mmin, 10g10(cpus_FS
1] 1.758
> getNode (cpus_FS_L_S5_R TS_RSmmax,logl0(cpus_ES_L_SS_R_TS_RSperf))([2]]
1] 1.996
> getNode (cpus_FS_L_SS_R_TS_R§cach, 10910 (cpus_FS_L_SS_R_TS_R$perf)) [[2]]
(1) 2.404
> getNode (cpus_F5_L_S5 R TS _R§chmin, 10g10 (cpus_FS_L_SS_R_TS_R$perf)) [[2]]
1] 1.758
> getNode (cpus_FS_L_S5_R_TS_RSchmax,10g10 (cpus_FS_L_SS_R_TS_RSperf)) [(2]]
1] 2.307
> getNode (cpus_FS_L_SS_R_TS_RSchmin, 10910 (cpus_FS_L_SS_R_TS_RSperf)) [[1]]
1] 6
> sort(getNode (cpus_FS_L_SS R TS R$chmin,logl0(cpus FS L S5 R TS RSperf))[[411,
+ decreasing=FALSE)
1) 1234¢568

._55_R_TS_RS$perf)) [[2]]
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h?egguge(cpusisyct ,Tog10(cpusSperf)) [[2]]
Edeg(‘);’e(cpustm’i n,logl0(cpussperf)) [[2]]
EI?etN&de(cpusSmax ,1og10(cpussperf)) [[2]]

21.8
hge{go?e(cpus!(ach »1og10(cpus$perf))[[2]]
? ?etNéde(cpus!chmi n,Tog10(cpus$perf)) [[2]]
1] 22.3
> getNode(cpus$chmax,10g10(cpus$perf)) [[2]]
[1? 28.5

ﬁ?eggode(cpuskach. 1og10(cpussSperf)) [[1]]
> sort(getNode(cpusScach,Togl0(cpusSperf)) [[4]1],
+ decreasing=FALSE)

[1 1 2 4 6 8 9 12 16 24 30 32 48 64 65

0
[16] 96 112 128 131 142 160 256
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> cpus_FS_R <- cpus[cpus$cach>=27,]
> CPus_FS_L <- cpus cpusS:ach<27,j
> getNode(cpus_FS_RSsyct,logl0O(cpus_Fs_R$perf))[[2]]
[1? 4.67

>

[l?ez?gde(cpusjs_knnin, 1og10(cpus_Fs_RSperf)) [[2]]
:[-l?egtcgge(cpusjs_lumx. Tog10(cpus_Fs_RSperf)) [[2]]

El?egtlgge(cpus_ss_ﬂcach, Tog10(cpus_Fs_RSperf)) [[2]]

Elgegygde((pus_rsjkhﬁ n,log10(cpus_rs_RS$perf)) [[2]]
Elgeg?gge(cpusjsjscm:ix ,1og10(cpus_Fs_RSperf))[[2]]
> getNode(cpus_Fs_R$mmax,10g10(cpus_Fs_RSperf))[[1]]

[1? 24000

> sort(getNode(cpus_FS_R$mmax,10g10(cpus_Fs_rRSperf))[[4]1],
+ decreasing=FALSE)

[1] 2620 5000 6000 8000 10480 12000 16000 20970 24000 32000 64000
Ede;ngge(cpusjs_usyct ,10g10(cpus_Fs_LSperf)) [[2]]
Eﬁegﬁgﬁe(cpusjs_umin. Tog1l0(cpus_rs_LSperf))[[2]]
El?e;ﬁgge((pus_Fs_L $mmax , 1og10(cpus_Fs_LS$perf)) [[2]]

E ?e;ﬁgge(cpuSJSJ_Scach,10910(cpustJ_Sperf))[[2]]

1 .

Eﬁe;ﬂgge(cpusjs_ucmin, log10(cpus_Fs_LS$perf))[[2]1]
El?eg;cgge(cpus_Fs_LScmax ,10g10(cpus_Fs_LSperf)) [[2]]
agmﬁ:;&gge(cpusjs_l. $mmax , 10g10(cpus_Fs_LS$perf)) [[1]]

> sort{getNode(cpus_Fs_L$mmax,logl0(cpus_Fs_LS$perf)) [[4]],
+ decreasing=FALSE)

1] 64 512 768 1000 1500 2000 3000 3500 4000 4500 5000
[12] 6000 6200 6300 8000 12000 16000 32000
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NonTrivial Major High Priorit
74t BA_Ind Bugs ! Critical Bugs = Y
= Bugs Bugs Bugs
KA 11.605 10.119 1,135 432 459
DT
KAifG 374 17 35 10 3
KA 5.803 4,191 362 100 96
PDE
KAJE 341 14 57 6 0
KA 325 1.393 156 7l 14
Equinox
KA 244 3 4 1 0
KA 1.714 1.714 0 0 0
Lucene
KA G 97 0 0 0 0
KA 14.577 6.806 592 235 8.804
Mylyn
oz 340 187 18 3 36
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> Severity_Counts
Bugs.BR Bugs.AR NT.Bugs.BR  NT.Bugs.AR Major.BR
11605 374 10119 17 1135
Major.AR  Critical.BR Critical.AR H.Priority.BR H.Priority.AR
35 432 16 459 E]
> Bug_Metrics_Software
, » BA_Ind = Before

Bugs
Software  Bugs NT.Bugs Major Critical H.Priority
T 11605 10119 1135 432 459
PDE 5803 4191 362 100 2
Equinox 325 1393 156 71 14
Lucene 1714 1714 [ 0 o
Mylyn 14577 6866 592 235 8804

, , BA_Ind = After

Bugs
Software Bugs NT.Bugs Major Critical H.Priority
T 374 17 35 10 3
PDE 341 14 57 6
Equinox 244 4 3t
Lucene 97 o 0
Mylyn 340 18 3
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> matrix(nrow=2,ncol=2) # An empty matrix

11 .21
1,1 Na NA
2,1 N2 ©NA
> matrix(1:4,nrow=2,ncol=2) # An improved one?

11 .21
1,1 1 3
2,1 2 4
> A <- matrix(data=1:4, nrow=2, ncol=2, byrow=T, dimnames =
+ list(c("R_1", "R _2"),c("C_1", "C_2"))) # A better one?
> dim(A); nrow(R); ncol(A); dimnames(A) # Matrix structure
] 22
2
1 2
[
1] "R_1" "R 2"
211
[1] "C_1" »C_2"
> X <- matriz(c(1:12),nrow=3,ncol=4); Y <- matrix(13:24, nrow=4)
> X ¥*% Y # Cross-product of two matrices

11 2] [,3]
11,1 334 422 510
[2,] 392 496 600
[3,] 450 570 €90
> t(Y) # Transpose of a matrix

[-11 .21 [,3] [,4]
1.1 13 14 1s 16
2,1 17 18 19 20
13,1 21 22 23 24
> A <- matrix(data=c(13,24,34,23,67,32,45,23,11) ,nrow=3)
> det(A) # Determinant of a matrix
[1] -56023
> solve(a) # Inverse of a matrix

1 .21 31

[1,] -1.785e-05 -0.021188 0.044375
[2,] -9.246e-03 0.024758 -0.013941
[3,]1 2.695e-02 -0.006533 -0.005694
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> LETTERS

[1] "A" "B" "C" "D" “E" “E" "G" "H"
[20] "T" "U" "W oTW UXT Uyt vz

> letters

[1] "a" "b" " "d" "e" npn mgn wpe
[zo] * t oy gt mgn

> LETTERSL:(I 5 22: 26?]

[1] "a" AehSh o g e
> 1etters[c(1 5 22 26)]

[1] "a" Tb™ meh ngh marn mym myn myw
> ?Constants

starting httpd help server ... done

> month.abblc(1:3, 10}]
[1] “3an" "Feb" "Mar "

> month. name[c(l 3,8:10)]
[1] "January "February"

[1? 3.141593

> vector (length=4)

[1] FALSE FALSE FALSE FALSE
ai/egtgr(mode "numeric”,length=4)
> vector (mode="1ogical",length=4)
[1] FALSE FALSE FALSE FALSE

> vector (mode="complex”,Tength=4)
[1] 0+0i 0+01 0+0i 0+0'|

Eﬁ/egy'o!: (mode="character",length=4)
> vector (mode="integer"”,length=4)
[11oo000

“march”

Aug" “"sep" "oct

ngn

[

g g LR My e QR MpR g MR Mg
g MR T Mg pt mgn tpt ngr Rt Mg
2"

[

"August” “september” "october”
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> -3:3 # The Sequence
[1] -3-2-1 0 1 2 3

> -3:3 %% 2 # Remainder post division by 2
[111 010101
> -3:3 3% 3 # Remainder post division by 3
110120120

> -3:3 %% c(2,3) # What do you expect?
111110121
Warning message:
In -3:3%3%c(2, 3)
longer object length is not a multiple of shorter object length
> -3:3 3/% 2 # Integer divisor by 2
1] -2-1-1 0 0 1 1
> -3:3 %/% 3 # Integer divisor by 3
1] -1 -1 -1 0 0 0 1
> -3:3 %/% c(2,3) # Expectations?
1] -2-1-1 0 0 0 1
Warning message:
In -3:3%/%c(2, 3) :
_Zlonger object length is not a multiple of shorter object length
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<- 1:10 # Creating two simple vectors
<- 11:20

<- 10 # Creating constants

i

+

-4
# Adding two vectors
[]1¥14161 20 22 24 26 28 30
> a*x + b*y # Further simple vector operations

[1] -34 -28 -22 -16 -10 -4 2 8 14 20
> sum((a+b)*x == a*x + b*x)
1] 10
> x*y # Elementwise multiplication of two vectors

[1]° 11 24 39 56 75 96 119 144 171 200
> round(x/y,4) # round helps to get accuracy

[1] 0.0909 0.1667 0.2308 0.2857 0.3333 0.3750 0.4118 0.4444 0.4737 0.5000
> XA2 # Squaring a vector

[1] 1 4 16 25 36 49 64 81 100
> x+c(1:12) # Adding a vector to x with more elements

[1] 2 4 6 81012 14 16 18 20 12 14
warning message:
In x + c(1:12) :

longer object length is not a multiple of shorter object length
E}eggth(xﬂ:(l:lz)) # verifying the no. of elements of previous action
warning message:
In x + c(1:12) :

longer abiect 'length is not a multiple of shorter object length
> c(1:3)Ac(1,2) # what you expect?
11143
warning message:
In c(1i3)Ac(l, 2% B

Tonger object length is not a multiple of shorter object length
?1](9;11)?(4,6) # check your expectations

4

warning message:
In (9:11) - c(4, 6) :

Tonger object Tlength is not a multiple of shorter object length

X
y
a
b
X
1
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> Titanic

+ » Age = child, survived

sex

Class mMale Female

1st [
2nd 0
3rd 35
Crew [

. . Age = Adult, survived

0
0
17
[

4
13
89

sex
Class mMale Female
ist 118
2nd 154
3rd 387
Crew 670

+ » Age = child, survived

sex

3

Class mMale Female

1st 5
2nd 1
3rd 13
crew 0

» » Age = Adult, survived

sex

1
13
14

[

Class Male Female

1st 57
2nd 14
3rd 78
Crew 192

> Ivi ew(Titanic)
>

140
80
76
20

No

No

Yes

Yes

Class [sex Age survived|Freq

1 |ist Male child |[No [

2 [2nd Male child |No o

3 [3rd Male child |No 35

4 |crew |male child |No [

5 |1ist Female |child |No [

6 [2nd Female |child |No [

7 [3rd Female |child |No 17

8 [Crew |Female [child |No [

Sil1st Male Adult |No 118
10 [2nd Male Adult |No 154
11 [3rd male Adult |No 387
12 [crew |male Adult |No 670
13 |1ist Female |Adult |No 4
14 |2nd Female |Adult |No 13
15 [3rd Female |Adult |No 89
16 |Crew |Female |Adult |No 3
17 [1st Male child |ves 5
18 [2nd Male child |ves 11
19 |3rd male Child |ves 13
20 [crew |male child |ves 0
21 |1st Female [child |ves 1
22 |2nd Female [child |ves 13
23 [3rd Female |child |ves 14
24 [crew |Female [child |Yes 0
25 [1st male Adult |Yes 57
26 |2nd male Adult |Yes 14
27 |3rd male Adult |Yes 75
28 [crew |male Adult |Yes 192
29 [1st Female |Adult |ves 140
30 |2nd Female [Adult |ves 80
31 |3rd Female |Adult |ves 76
32 |[crew [Female [Adult |ves 20
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> data(iris)
> head(iris,10)

sepal. Length sepal.width petal.Length petal. \ndth Species

1 3.5 1.4 setosa
2 4.9 3.0 1.4 0.2 setosa
9 4.4 2.9 1.4 0.2 setosa
10 4.9 3.1 1.5 0.1 setosa
> str(iris)
‘data.frame’: 150 obs. of 5 variabl
$ sepal.Length: num 5.1 4.9 4.7
§ sepal.width : num 3.5 3 3.2 3. %
§ petal.Length: num 1.4 1.4 1.3
$ petal.width : num 0.2 0.2 0.2 o
$ species : Factor w/ 3 level - B e & R
> iris§species
[1] setosa setosa setosa setosa setosa setosa
[8] setosa setosa setosa setosa setosa setosa
[92] versicolor versicolor versicolor versicolor versicolor versicolor
[99] versicolor versicolor virginica virginica virginica virginica
l141] virginica virginica virginica virginica virginica virginica
[148] virginica virginica v1r'g1mca
Levels: setosa versicolor virginica

> iris[1:10,c("sepal.Length”, "pPetal.Length™)]
Sepa'l Length petal. Length

1
2

10

& s
© ok
HoOEE
u B

b B B s QP

setosa
setosa

versicolor
virginica

virginica
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read.table (file, header = FALSE, sep = "", quote = "\"'",

dec = ".", row.names, col.names,

as.is = !stringsAsFactors,

na.strings = "NA", colClasses = NA, nrows = -1,

skip = 0, check.names = TRUE, fill = !blank.lines.skip,

strip.white = FALSE, blank.lines.skip = TRUE,
comment .char = "#",

allowEscapes = FALSE, flush = FALSE,
stringsAsFactors = default.stringsAsFactors(),
fileEncoding = "", encoding = "unknown", text)
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for (i in 1:length(No_of I0)) {
lines (c(No_of IO[i], No of IO[i]), c(CPU Timel[il],
mylinel (No of IO[i])),col="blue", pch=10)

}

title("Residuals for the First Guess")
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mysql> show databases;

2 rows in set (0.00 sec)
mysql> use test;
Reading table information for completion of table and column names
You can turn off this feature to get a quicker startup with -A
Database changed
mysql> show tables in test;

St

n_test |

——eet
| 10_Time |
Hoee -+
1 row in set (0.00 sec)

1

mysql> select * from I0_Time;

prabhanjan@Prabhanjan:~$ R -q
> library(RMySQL)
Loading required package: DBI
> d <- dbDriver("MysQL")
> con <- dbConnect(d,dbname="test"')
> io_data <- dbGetQuery(con,'select * from I0_Time')
> io_data
No_of_IO CPU_Time
.092
.134
.165
211
.242
.302
.357
.401
.405
.442

BOENO VA WN R
2000000000

10 rows in set (0.00 sec)
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}

title ("Residuals for the Second Guess")
plot (IO _Time$No of IO, IO_Time$CPU Time, xlab="Number of
Processes",ylab="CPU Time",ylim=c(0,0.6),xlim=c(0,11))
abline(a=0.15,b=0.03,col="yellow")
myline3 <- function(x) 0.03*x+0.15
for (i in 1:length(IO_Time$No_of_IO0)) {

lines (c(IO_Time$No_of IO[i],IO Time$No of IO[i]),c(IO_Time$CPU_
Time[i] ,myline3 (IO_Time$No_of IO[i])),col="yellow",pch=10)

}

title("Residuals for the Third Guess")
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> employ <- read.table("Employ.dat"”, header=TRUE)
> view(employ)
el ass(emg]oy)
[1] "data.frame"”
> sapply(employ,class)
Trade Food metals

"numeric” "numeric” "numeric”
> scV <- read.csv("scv.csv”, header=TRUE)
> SCV
Response A B C D E

47 8 50 0.2 0.4 usual

42 8 50 0.4 0.4 modified

33 16 60 0.4 0.6 Modified
scv_usual <- read.csv("scv_usual.csv”,header=TRUE,sep=",")
scv_Modified <- read.csv("scv_Modified. csv”,header=TRUE)
scvV_combined <- merge(Scv_usual,scv_Modified,by.y=c("Response”,
AT, BT TCT DT, "E"g ,al1.x=TRUE,all.y=TRUE)
SCv_combined

Response A B C D E
23 8 50 0.4 0.6 Modified

26 16 50 0.4 0.6 usual

51 8 60 0.2 0.4 Modified
Tlibrary(foreign)
rootstock.ur1 <- "http://www.stata-press.com/data/r10/rootstock. dta”
rootstock <- read.dta(rootstock.nr'lg
rootstock
rootstock y1 vy2 y3 v4
.11 2.569 3.58 0.760
.19 2.928 3.75 0.821

.13 3.064 3.63 0.707
.11 2.469 3.95 0.952

V+vvyve NHE
o

o

Bh NH O VVVVE R

o~
oo

R
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par (mfrow=c (1,3))
plot (IO_Time$No_of IO,IO_Time$CPU_Time,xlab="Number of
Processes",ylab="CPU Time",ylim=c(0,0.6),xlim=c(0,11))
abline(a=0.05,b=0.05,col="blue")
mylinel <- function(x) 0.05*x+0.05
for (i in 1:length(IO_Time$No_of_I0)) {

lines (c(IO_TimesNo_of IO[i],IO_Time$No_ of IO[i]),c(IO_Time$CPU_
Time [i] ,mylinel (IO_Time$No_of IO[i])),col="blue",pch=10)

}

title("Residuals for the First Guess")
plot (I0_Time$No of IO,IO _Time$CPU_Time, xlab="Number of
Processes",ylab="CPU Time",ylim=c(0,0.6),xlim=c(0,11))
abline(a=0.1,b=0.04,col="green")
myline2 <- function(x) 0.04*x+0.1
for (i in 1:length(IO_Time$No_of_I0)) {

lines (c(IO_Time$No_of I0[i],IO_Time$No of IO[il),c (IO Time$CPU_
Time [i] ,myline2 (IO_Time$No_of IO[i])), col="green",pch=10)
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write.table(x, file = "", append = FALSE,

quote = TRUE, sep = "

eol = "\n", na = "NA", dec = ".", row.names = TRUE,

col.names = TRUE,
fileEncoding = "")

gmethod = c("escape"™,

"double™),

"
’
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> x <-c(2,3,4); y <- LETTERS[1:3]

> dfl <- data.frame(x,y)

> val names (df1)

1] " "y

> sapply(dfl,class)
X

"numeric” "factor¥

> dfisx

1] 234

> dfisy

[1] ABC

Levels: A B C

%isz <- c(pi,sqre(2), 2.71828)

Xy z
2 A 3,141593
3 B 1.414214
4c2.
df1sx
df1
Yy

A3
B 1

718280

$x <= NULL

z
.141593
.414214
C 2.718280
df1$x <- x

dfl <- df1[-2,]

z X

A 3.141593 2

C 2.718280 4

B 3.000000 5

row. names (df1)

1] Mg oege g

> dim(df1)

[1] 33

> colnames (df1)

Ta] g Rgn

> row.names(dfl) <- 1:3
> gglnams(dfl) <- LETTERS[1:3]

>

A
1A
2¢C
38

SV BWE VYV YWNE VVWNE VY

B C
3.141593 2
2.718280 4
3.000000 5
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> A <- LETTERS[1:6]; B <- 1:10;)( <- matrix(1:6,nrow=2)
=B, C=C

> Z <- list(A = A, B
>z

$A
[y "

[.1] [,2] [.3]
] 173 s
2,1 2 4 6

> class(z); class(z$A); class(z$B); class(z$c)

[1] "Tist"
[1] "character™
[1] "integer™

[1] "matrix”
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> data(vp)

> par(mfrow=c(1,2))

> plot(vb)

> title(main="sScatter Plot for the voltage Drop")

> VD_PRS <- Im(Voltage_Drop~Time+I(TimeA2)+I(TimeA3)+I(((Time-6.5)A3)*(sign(Time-6.5)==1))
+ +I(((Time-13)A3)*(sign(Time-13)=1)),data=vD)

> plot(vp)

> points(vorﬁme,fitted(vu_ms),co1-"red"."1")

> title("Piecewise Cubic Polynomial Regression Model")
> summary(VD_PRS)

call:

‘"'“2?'%'?1‘;‘)=a"‘<’l¥§ﬁ%ﬂ"2§"fs.”;§°4 15D Crime "apasy HCCCTIe -

(sign(Time - 13) == 1)), data = VD)
Residuals:

Min 1Q Median 3qQ Max
-0.4517 -0.1850 -0.0355 0.2058 0.6169
Coefficients:

Estimate std. Error t value Pr(>|t])

(Intercept) 8.46568 0.20052 42.22 < 2e-16 ***
Time -1.45312 0.18159 -8.00 2.0e-09 *%*
I(TimeA2 0.48989 0.04302 11.39 2.5e-13 #*%*
I(TimeA3 -0.02947 0.00285 -10.35 3.4e-12 ***
I

E(Time - 6.5)A3) * (sign(Time - 6.5) == 1)) 0.02471 0.00404 6.12 5.4e-07 *¥*

I(((Time - 13)A3) * (sign(Time - 13) = 1)) 0.02711 0.00358 7.58 7.0e-09 ®**

signif. codes: 0 ‘**=* 0,001 ‘**’ 0.01 “** 0.05 *." 0.1 ‘ ° 1

Residual standard error: 0.268 on 35 degrees of freedom
multiple R-squared: 0.99, Adjusted R-squared: 0.989
F-statistic: 726 on 5 and 35 DF, ~p-value: <2e-16
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> library(PairedData)
> var.test(x=pH_Data,alternative="greater",ratio=7)

One-sample variance test

data: x 1
X-squared = 0.0035, df = 9, p-value = 1
alternative hypothesis: true variance is greater than 7
95 percent confidence interval:
0.001459308 Inf
sample estimates:
variance
0.002743333

> var.test(x=peanuts,alternative="two.sided",ratio=0.03)
One-sample variance test

data: x

X-squared = 15.87, df = 15, p-value = 0.7815

alternative hypothesis: true variance is not equal to 0.63
95 percent confidence interval:

0.01732004 0.07602835

sample estimates:

variance

0.03174
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> Tibeary(PAswR)

> 3« €530, 5.42, 5.44, 5.32, £.43, 8.41, .42,
+ 5,46, 8,37, £,42)
> pH_signa < 0.0

> Z,test (xmpH_Data, altermatives"less™ sigms, xeph_sigm, mms, 4)
one-sample z-Test

datar pegata
2 = -0.0632, p-value = 0.4748
alternative hesis: true pean i3 Jess than 8.4
95 parcent fdence inTerval:
-Inf £,425

sanple SSTimaTes:
mean of x

5.3

> LCO_Data <- €(13.37, 10.96, 12.06, 13.82, 12.96, 10.47

+ 10,55, 16,28, 12,94, 11,43, 14,51, 12.43, 13,30, 11, 0: 12.87)
= LCO_S 7 - 2

> T test (=L D Data, alternatives"greater”  sigma, x=LCD_sigma, m=12)
one-sample z-Test

data: LCOData
Z =1.272, p-value = 0.1018
alternative hesis: true mean i3 greater than 12
95 percent idence inTerval:
1.8 Inf
sanple SSTIMATES:
mean of x
12.66

5 «- €[8.08, 7.71, 7.9, 7.72, 8.00, 7.90, 7.77,
ol 7079 7099, 7.8, .17, 7.87)

3, 31gma, xepearuts_signa, mimt, 0)
One-sample z-Test

pearnts
14. 33, p-value < 2.2e-16

altermative hesis: true pean i3 rot equal to &
95 percern idence inTarval:
7,578 7,907

salple estimates:
mean of x
7803

> # T-TEST
> totestixep Data, alternatives"less" w8, 4)

ane Sample t-test

datai 2
T = -n,wcf = 9, p-valua = 0.4766

alternative hesis; true mean i3 Jess than 5.4
05 percent idence interval:
-Inf B.429
sample_estimares:
wean of x
8.300

> T.TRST(x=LC0_DaTa,alTernatives"greater ™ mu=12)
one sample T-TRST
data: oo pata
t o= 1,607, df = 14,
alternative 5: True @ean 15 greater Than 12
85 percent idence imtervals
1104 el
sample estimates:
mean of x
12.66
= totest{s=peanuts alternatives"two. 3ided” ,mu=B, 0)

one Sample t-test

-value = 0, 06414

data: gmﬂts
T = 2414, df = 15, p-value = 0.02004
alternative 313; true mean i3 not equal to §
05 percent {dance interval:
7.788 7,987
samplo oiTimares:
mean_of x
7.803
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= darafal

> 'Hhri Tibrary{ridg ﬂg
= Ll <= nea n!(‘(npn

>

Cl".

nnnrumgn(rurnna -

01y{x, 3}, darta = as.daca.frasa{ar},
' E 5{(2 3, 10, 303}

darasas. data. frare(oF}, 1arbdasc(n,0.5,1,1.5,2,5,10,30}}

arbda = c{0, 0.3,
Incercepe) poly(, 331 pol 3}2 pal 33
§ $EEL polv 0 ety 302 oyl 302
28.3 1.9883 -23.20 8.552
8.3 1l401d 17 40 6,414
28.3 1.1831 -13.92 5.131
3 0,024 1160 1376
28.3 0.4971 -5.80 2.138
8.3 0.2713 -3016 1166
Tarbda~30 28.3 0.0362 -1.12 D414
> LR_Coef <= LRScoRf
> colsuss{LR_coafal}
larbda=0 Tasbda=D.5 lasbda=l Jashda=l.5 lasbda=? lasbda=5 Tasbdae10 Tasbda=30
1384.23 61521 346.06 22148 153.80 38.45 1148 1.4

= linearkidge{v~poly{%, 3}, daca=as. daca. Frare{oF}, Tasbda="autoraric"}

call:

i Ridge{foreula = ¥ ~ poly(%, 3}, data = as.dara.fi [OF),
nearkidged AL Y poly(%, 33, data = as.daca. Frase{oF)

(Int!rcevt; polyix, g nuly(xé 332 pu'ly(x 333

Eﬂﬂl‘.arv('linurniﬂnefvf-nu'lv\fk W3 du--as.nata.l‘rm(on Tasbda="autoraric")}
ikl Ridge{f Ta = ¥ ~ poly{¥, 3}, data = daca.f [OF},
R SeL Al = gm0, 3, durc as.iara framdr)
coafficiancs:
Estizate Scaled estizate std. Error {scaled) © value {scaled) Pri=|c|}
Ha NA Na N

{1ncarcaepc} 28.31

pulyix, 331 2.70 2.70 5.60 0,49 0.625
Ba1 332 -as -32.35 5.66 S.ED 1.20-08 wse
polinlx, 343 1il88 11.89 5.00 210 0,036 *
signif. codes: 0 's**' 0001 ‘et oglol ‘el 0a0s Lt o1t 'L

Ridge parameter: 0,078, chosen aTomatically, computed wsing 3 Fos
Degrees of freedon: model 2,78 , variance 2,58 , resideal 2,38
> LM <=, ridge(y-paly(x, 3) data = as,data, frane(0F) , Tanbdamc(0,0, 5,1,1, 5,2, 5,10,300)

Y
w0, D1 paly(x, 32 poly(, 33
o'onzwyol’gwm )""7;_5
0.5 28,3 -1 1222
1.0 283 His 1165
1.5 283 11.1%
0283 1
5.0 28,3
100 35,3 AT i
30,0 25,3 -8, 7 3
> Lw
> o
1.8 20 E0 10.0 30.0
1154212) 5511d 40].04 o7 96,13 6lL.32 4.6 5063
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age_rop-rs (Tine knots=c(6, 5,13) , inter cept= TRLE), data=vi)

RS STime, TiTTed Lool="green”, 1)
ﬁﬂe(‘i'&tml ey e bt
sennary( vVo_NCS)

(ﬂ:.rm‘la = ¥oltage Orop ~ ma(Time, knots = (6, 5, 13), intercept = TRLE),
data = vo)

P 1 e nax

.].AIIE 40.5@ 40.1.% a. 5;% 1.868

coafficients: (1 not defined because of singularities)

Estimate Std, Error t walue Fr(xitl
(znter cept) 10,78 244 4 5. 5008 vev
m(Tine, knots 13), intercept = TRUEIL 1.46 L57 ©,44212
ra(Tine, knots 13)] inercepr = TRUEIZ 7.42 168 000011 v
miTine, knots 13), intercept = TRUEIZ  -3.08 547 0, 30543
ra(Tine, knots 13)] dnrercept = TRUE)A N na na

signif. codes: 0,000 et 000 T 005 T 04 C T4
Residual standard error: 0,803 on 37 ees of freedon
waltiple R-squared: O, 909, adjusted R-squared: 0,902
Festatistic: 123 on 3 and 37 OF, pevalue: <le-l6

> %;) Involtage bropbs (Time, knots=c(6, 5,13), inter cept=TUE, degree=3), data=vd)
>

> godmssmlﬂne.ﬂned(mﬂ.Do'l-‘brom'."l')

> title("a-spline Regression odel™)

> sunmary(vo_es)

formila = voltage orop ~ bi(Tine, knots = (6, 5. 11), inercpt = TRE,
tde';‘u:n.ga-eem o = % -

Residuals:
Min 1 Median Max
<0.4517 -0.1850 «0.0355 0.2088 0.6069

cosfticients: (L ot defined because of singularities)
E3tinate Std, Error t valwe
9.707 0.197 49,31

(2ntercept)

B3 (Time 3 = (6,3, 13), intercept = TRIE, degree = 11 -1,241 0,287  -4,32
bs{tiea, knacs = c{6.5, 13}, incorcopc = TRuE, dogroa = 332 -4.300 0.302 -14.53
bs{Tiee, knots = €{8.3, 13}, intercept = TRUE, degree = 333 3.112 0308 B.3s
bs{Tima, knots = c{B5, 13}, incarcepr = TRuE, dogroa = 3 71310 0286 2507
bs{Tize, knots = c(8.5, 13}, intercept = TRUE, degree = 335  -0.842 0.35¢  -1.03
bs{Tiza, knocs = c{B5, 13}, incercopc = TRuE, dagrae = 336 W Na Ha

signif. codes: 0 "***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

rasidual standard error: 0.268 on 35 degreaes of froadom
Multiple R-squared: 0.99 Adjusted R-squared; 0.989
F-staciscic: 726 on 5 and 35 oF, p-valug: <2a-i6

Frizith)
T GALE ves
0,00002 vv¥
< 2016 oe
4, 3e-10 mne
< 2016 was
0.11171

WA,
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cbind(hatvalues(pass_]1 og}sti c),cooks. distance(pass_logistic),
dfbetas(pass_logistic),dffits(pass_logistic))
(Interce :5 sat

0.141456 4.561e-02  -0.336338 0.324323 -0.434298
0.113253 5.438e-02  -0.296360 0.281300 -0.456390
0.073744 2.843e-02 0.101341 -0,087705 0.333571
0.051649 3.691e-01 0.534736 -0.553371 -0.698034
0.052064 2.388e-03 -0.079998 0.082880 0.105874
0.053571 3.291e-03 -0.085639 0.089363 0.123660
0.054146 4.198e-03  -0.086968 0.091506 0.138922
0.031671 2.755e-04 -0.033108 0.033726 0.036430
0.055572 9.167e-03 -0.053218 0.061379 0.199857
10 0.079014 3.459e-02 0.137099 -0.122598 0.364143
11 0.053571 3.291e-03 -0.085639 0.089363 0.123660
12 0.141456 2.019e-01 0.598747 -0.577358 0.773136
13 0.053920 3.722e-03 -0.086748 0.090863 0.131171
14 0.051649 2.234e-03  -0.078513 0.081249 0.102490
15 0.053920 3.722e-03 -0.086748 0.090863 0.131171
16 0.072974 8.878e-04 -0.063433 0.062708 -0.065336
17 0.043368 8.689e-04 -0.055349 0.056704 0.064432
18 0.056499 9.605e-02 0.094231 -0.114945 -0.497087
19 0.056499 9.605e-02 0.094231 -0.114945 -0.497087
20 0.050708 1.949e-03  -0.075304 0.077767 0.095904
21 0.040110 6.333e-04 -0.048302 0.049387 0.055090
22 0.159512 3.379e-02  -0.325941 0.316995 -0.383973
23 0.008398 6.888e-06 -0.005554 0.005616 0.005777
24 0.050708 1.949e-03  -0.075304 0.077767 0.095904
25 0.055624 4.105e-04 -0.043448 0.042999 -0.044495
26 0.046386 1.179%e-03 -0.062710 0.064399 0.074907
27 0.118833 4.278e-03 -0.135563 0.133573 -0.142466
28 0.054644 7.138e-03 -0.071867 0.078748 0.178154
29 0.059734 1.407e-02 -0.006042 0.016384 0.242863
30 0.065344 1.963e-02 0.040723 -0.028778 0.282371

VENOUBEWNRE +V






OEBPS/Image00112.jpg
JpPU=p)/n





OEBPS/Image00233.jpg
05

00

Residuals

05

Response, Deviance, and Pearson Residuals Comparison for the Logistic and Probit Models

Fitled Values

Fitied Values

Fited Values

Response Residuals Deviance Residuals Pearson Residuals
N o N
®, 1 ,
- -
o ©
% o
B o AY
4 £ - Logstic
%, eront
2 & [y
o & - Logatc @ ®
B Logstc k] e € N
Frobt =l ks 3 7
8 1
@ @ " o
L3 @ %
4 N o o
& o
00 02 04 08 08 10 00 02 04 06 08 10 00 02 04 06 08 10





OEBPS/Image00115.jpg
0/\/;





OEBPS/Image00236.jpg
o 3
N 8
. L
R &
o . &
o i Fe
B & e
% 0
T T — °

50 0o 50

SLi44a
P re
<, .
. 8
e R te
o’ ©
o . Lo
o ©
° °
o 0o zo- 0" 90"
Lvs-svi3eda

B =
o r&
» s
» &
B ° e
- fo
y T T T T ~lo

g0 vo z0 0o zo-

1d30M3INI-SV.ZE4a

Index

Index

Index





OEBPS/Image00114.jpg





OEBPS/Image00235.jpg
> hatvalues(pass_ lug1st1c)>2"('length(pass —logisticScoefficients)-1
+ )/1en9th(pass 1og tic y)
6 D 8 9 10 11 12

'mu: TRUE TRUE FALSE FALSE FALSE FALSE FALSE FALSE TRUE FALSE TRUE
13 14 15 16 17 18 19 20 21 22 23 24

FALSE FALSE FALSE TRUE FALSE FALSE FALSE FALSE FALSE TRUE FALSE FALSE
25 26 27 28 29 30

FALSE FALSE TRUE FALSE FALSE FALSE

> cooks.distance(pass_logistic)>gf(0.1 1eng1:h(§ass _logistic$coefficients),

+ 'Iength(pass_'log st‘ld;g 'Iengt pass io;istic coefficients))

1 2 4 9 10 11 12

FALSE FALSE FALSE TRUE FALSE FALSE FALSE FALSE FALSE FALSE FALSE TRUE
13 14 15 16 17 18 19 20 21 22 23 24

FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
25 26 27 28 29 30

FALSE FALSE FALSE FALSE FALSE FALSE

> cooks. distance( ass 1 'isth:))?f(o.s length(pass_logistics$coefficients),

+ 1ength(pass_1 stics Ten p og1stic$:oefﬂcients))

1 2 9 10 11 13

FALSE FALSE FALsE FAI.SE FALSE FALSE FALSE FAI.SE FALSE FALSE FALSE FALSE
13 14 15 16 17 18 19 20 21 22 23 24

FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE FALSE
25 26 27 28 29 30

FALSE FALSE FALSE FALSE FALSE FALSE
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> UCBA.Dept <- ftable(ucBAdmissions, row.vars="Dept", col.vars = c("Gender"”, "Admit"))
> p_gema'_le <= prap.taMe(ucsA.Dept[,B:A].margin—lgt[,lj

> p_female

[1] 0.82407 0.68000 0.34064 0.34933 0.23919 0.07038

> prop.test(UCBA.Dept[,1:2],p=p_female)

6-sample test for given proportions without continuity correction

data: ucBA.Dept[, 1:2], null_probabilities p_female
X-squared = 246, df = 6, p-value < 2.2e-16
alternative hypothesis: two.sided
null values:

prop 1 prop 2 prop 3 prop 4 prop 5 prop 6
0.82407 0.68000 0.34064 0.34933 0.23919 0.07038
samp1elestimat§s: 5 i s .

roj roj roj roj roj roj
0?52561 0?63836 0.p36 23 0?33894 0?27;49 0?05598
> T.Class <- frable(Titanic, row.vars="class"”, col.vars = c("sex","survived™))
> p_female <- prop.table(T.cClass[,3:4],margin=1)[,1]
> prop.test(T.Class[,1:2],p=p_female)

4-sample test for given proportions without continuity correction

data: T.class[, 1:2], null probabilities p_female
X-squared = 6900, df = 4, p-value < 2.2e-16
alternative hypothesis: two.sided

null values:

prop 1 prop 2 prop 3 prop 4

0.02?59 0.12564 0.54082 0.13043

sample estimates:

prop 1 prop 2 prop 3 prop 4

0.6556 0.8603 0.8275 0.7773

warning message:
In ﬂrop.test(T.c'lass[, 1:2], p = p_female) :
chi-squared approximation may be incorrect
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> n_lcd <- 893; x_lcd <- 39; p_lcd <- 0.04
> binom. test(n=n_Tcd,x=x_lcd,p=p_lcd,alternative="greater")

Exact binomial test

data: x_lcd and n_lcd
number of successes = 39, number of trials = 893, p-value = 0.3103
alternative hypothesis: true |]Jrobab'i'|1'ty of success is greater than 0.04
95 percent confidence interval:
0.03300283 1.00000000
sample estimates:
probability of success
0.04367301

> n_doc <- 119; x_doc <- 38; p_doc <- 0.2
> binom. test(n=n_doc,x=x_doc,p=p_doc,alternative="two.sided")

Exact binomial test

data: x_doc and n_doc
number of successes = 38, number of trials = 119, p-value = 0.001888
alternative hypothesis: true [lJrobabﬂ'ity of success is not equal to 0.2
95 percent confidence interval:
0.2368615 0.4110346
sample estimates:
probability of success
0.3193277
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> as, numeric('lm(v~;o‘ly(x,1,raw=T),data=0F)$coeffic‘ients)
[1] 26.4764 0.366

> as.numeric(Im(y~poly(X,2,raw=T),data=0F) $coefficients)
[1] -11.749 17.267 -1.464

> as.numeric(Im(y~poly(X,3,raw=T),data=0F)Scoefficients)
[1] -45.732 42.501 -6. 456 0.280

> as,numeric(Im(Y~poly(X,4,raw=T),data=0F)$coefficients)
[1] 18.7418 -22. 1551 14.2389 -2.3284 0.1115

> as.numeric(Im(y~poly(X,5,raw=T),data=0F)$coefficients)

[1] 316.1503 -402.8537 187.6011 -38.0018 3,.4774 -0.1178

> as.numeric(Im(y~poly(X,6,raw=T),data=0F) $coefficients)
[1] -413 ggzgg 677 64517 1420.97673 131.69221 -21.49265
> as.numeric(Im(y~poly(X,7,raw=T),data=0F)$coefficients)

1.73392

[1 26.008e+02 1.034e+03 -6.957e+02 2.420e+02 -4.642e+01 4.916e+00

-2.677e-01 5.814e-03
> as.numeric(Im(Y~poly(X,8,raw=T),data=0F)$coefficients)

El] 1.128e+03 -2. 800&+03 2.811e+03 -1.486e+03 4.568e+02 -8.420e+01

7] 9.137e+00 -5.366e-01 1.312e-02
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> chisq. test(UCBAdmissions[,,1])
Pearson’s Chi-squared test with vates'

data: ucudmissiangg. . 1]
X-squared = 16.37, =1, p-value = 5.205e-05

> chisq.test(ucBAdmissions[,,2])
Pearson’s Chi-squared test with vates®

data: ucudlﬂssicnsg. . 2]
X-squared = 0.0851, df =1, p-value = 0.7705

> chisq.test(ucBAdmissions[,,3])
Pearson's ch1~squared test with vates®

data: Ucudmissiunsé
X-squared = 0.6332 i = 1. p-value = 0.4262

> chisq. test(ucBAdmissions[,,4])
Pearson’s cChi-squared test with vates”

data: UcBAdmissions[, , 4]
X-squared = 0.2216, df = 1, p-value = 0.6378

> chisq.test(ucBadmissions[,,5])
Pearson's Chi-squared test with vates'

data: ucudnfssinnz;, - |
X-squared = 0,808, =1, p-value = 0.3687

> chisq.test(ucBadmissions[,,61)
Pearson’s chi-squared test with vates'

data: UcBAdmissions[, , 6]
X-squared = 0.2182, df = 1, p-value = 0.6404

continuity

continuity

continuity

continuity

continuity

continuity

correction
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correction
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Manufacture | Minor | Minor Satisfaction
Customer_ID | Questionnaire_ID [Name Gender | Age |Car_ Model |vear Problems | Problems |Mileage|  odometer | Rating
[CGO1FAKNQXM | QCGO1FAKNQXM |J. Ram Male | 57 Beetie Apr-11 [Yes Yes 23 18892 | Good
C5HZBCPINFB | QCSHZBCPINFB [SanjeevJoshi  |Male | 53|Camiy Feb-09 |Yes Yes 17 22624 |Average
CY72H4JOVAX |QCY72HAJOVIX |John D Male | 20]Corolia Dec-10 |Yes No 21 25207 | Good
CHINZO5VCD8 | QCHINZOSVCDS | Pranathi PT Female | 20 [Nano Apr-10 Yes Yes 24 42008 | Good
CVAY10SFW7N [QCVIYIOSFWTN |PallaviM Daksh [Female | 54 [Civic 0Oct-11 |Yes. Yes 23 32556 |Average
[CXOO4WUYQAJ | QCXOO4WUYQAJ | Mohammed Khan [Male | 53 [Civic Mar-12 |Yes No 14 41449 | Good
CIQZAYMISOZ  [QCJQZAYMISSZ _|Anand NT Male | 65 |Endeavor Aug11 [Yes Yes 23 28555 |Good
CIZTASSPW19  [QCIZTA35PW1S [ArunKumarT  [Male | 50 |Beetie Mar-09 |Yes No 19 36841 | Very Poor
CI2XUSJOOAT | QCI12XUSIOOAT _|Prakash Prabhak |Male | 22|Nano Mar-11 |Yes No 23 1755 | Very Good
CXWBTOVITG _ |QCXWBTOVATG |PamodRK._ |Male | 49 |Nano Apr11 |No No 17 2007 | Good
C5YOUIZTPLC _ |QCSYOUIZZPLC |Mithun Y. Male | 37 Beetle Jul-11 |Yes No 14 28265 | Poor
CYF269HVUO | QCYF269HVUO _|S.P Bala Male | 42|Nano Dec-09 |Yes Yes 23 27997 |Poor
CAIE3ZOSYK9 QCAIE3ZOSYK9  |Swamy J Male 47 |Camry Jan-12 |Yes Yes x 27491 |Good
[CEOOUZHDP63 | QCEOSUZHDP63 |Julfikar Male | 31 |Endeavor May-12 |Yes Yes 25 20527 |Very Poor
CDWJBESYPZR | QCDWJGESYPZR | Chris John Male | 24 |Fortuner Aug-09 [Yes Yes 17 2702 |Good
CH7XRZ6W9JQ  |QCH7XRZEWSJQ |Naveed Khan Female 47 [Civic Oct-11 [No No 21 6903 | Good
CGXATRODQEK | QCGXATRODQEK |Prem Kashmin _ |Male | 54 |Camry Mar-10 [No Yes 6 40873 |Poor
[CYQOSRFIPKL | QCYQOSRFIPKL | Sujana Rao Female | 32|Civic Mar-12 |Yes No 8 48172 |Very Good
CGISZBIDURP | QCGISZBIDURP _|Josh K Male | 39 Endeavor Jui-11 |Yes Yes 8 15274 |Poor
CTUSRQDX396 | QCTUSRQDX396_| Aravind Male | 61|Fiesta May-10 |Yes Yes 22 9934 |Average
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Customer ID: Questionnaire ID:

1
2
3
4.
58
6.
7
8
9

Full Name (in caps):

Gender: Male/ Female

Age in Years:

Car Model:

Car Manufacture MM/YY): I

Did the workshop fix all your minor problems? Yes No

Did the workshop fix all your major problems? Yes No
‘What is the mileage (km/liter) of car?

. Odometer:
10. Please give an overall rating of your satisfaction for the work done.
a.  Very Poor
b. Poor
c. Average
d. Good
e. Very Good
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Documentation

FAOQs
Contributed

The Conmprehensive R Archive Network

Pomioad mna Tnecall K
[Precompd binary distibutions of the bass system snd contribted packages, Windars and Mae nsers ost Hesly vant ons of thess versons of R

© Downlesd R for Linus
‘» Downlosd R for (Mac) OS X
* Dow for Windows

IR i partof many Linus dstsbutions, you shovld check with your Linus package management system i additin to the fak above.
[fource Coge for a1l Platfoms

indows and Mac users most fikely want {0 dorvaload the precompiled binaries sted in th upper bos, not the source code. The souces have to be compiled before
o can e them. I 703 do 20t know what this meass, yo probably do 1ot wani f0 6o it

‘© Thelatet reease (2013-04.03, Masied Marve): R3.0.0tar 7, read what's newin the laest versior
‘© Sostces of Ralpha and beta releases (daily snapsho's, created oy in time periods before 2 plamed rlease).

‘o Daly ssapstots of current patched and developmert versons are sailble ere. Please read about new fatures and bug fsesbefore ing carresponding fature
cequests or bug reports.

‘o Soutcs code o older versions of R i avaiibl bere

© Coatribated esersion packages

e ——

‘o Iryou have questions sbou R fke how to download andnstall the software, or what the boense terms are, please tead cue azswers (o fequently asked
questiors before you send an email

What are R and CRAY?

Ris "GNUS, sy avalble anageand savirmment focsaisticl computngsad grphics i provides a wide varety of sttt andgraphicl eiques: est s sonliesr modeling statistical.
tests, e serieanalysis, clssficatio, custein et Pleseconsul the R prect omepage fo e infomtion.

‘CRANs a efwork of fip and web servers around the world thatstore identical up-to-date, vesioas of code and documentation for R. Plase use the CRAN mitrr nesrest to you to minimize netvork oad.
Submitting to CRAN
To “submit" a package to CRAN, check that your submission meets the CRAN Repositary Palicy. thes do one of

 Subnit using the ssh fomn.

‘o Upload to ip:/CRAN R-projct er/icoming and send an email to CRANGR-proect.rg following tte poticy. Pease do not sttach submissions to emails, because this wllcutte 3p the malbores of half
adozn people.

Note that we gererally do not ccept submissions of pracompiled biniries due to secaity reasons. Al binary distsibution isted sbove are compiled by selected maintaiers, who ae i charge for all inares of
thei patfom, respectively.

This srveris hosted by tke Jnstitts for Satistics and Matbematies of WU (Watsctaftsuniversitst Wisa).
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'> binom_CI <- function(x, n, alpha){

hat <- x/n

1 <- phat - gnorm(alpha/2,lower.tail=FALSE)*sqrt(phat*(1-phat)/n)

ul <- phat + gnorm(alpha/2,Tower.tajl=FALSE)*sqrt(phat*(1-phat)/n)
return(paste("The ", 100*(1-alpha),"% confidence Interva] for Binomial
;roportion is (", round(11,4),",",round(ul,4),")",sep=""))

LR A e b

> binom_CI(x=7,n=10,alpha=0.01)

[1] "The 99% confidence Interval for Binomial \nProportion is (0.3267,1.0733)"
normal_CI_ksd <- function(x,sigma,alpha){

xbar <- mean(x)

n_<- length(x)

11 <- xbar-qnormsa'lpha/z.1ower.:aﬂ-FALSEE*sza/sqrtEn%
ul <- xbar+gnorm(alpha/2,lower.tail=FALSE)*sigma/sqrt(n,
return(paste("The ", 100*(1-alpha),"% confidence Interval for the
Normal mean is (", round(11,4),",",round(ul,4),")",sep=""))

TPt PeV

)

> normal_cI_ksd(x=xn,sigma=2,alpha=0.05)

[1] "The 95% confidence Interval for the \nNormal mean is (9.1494,10.7173)"
> normal_CI_ksd(x=xn,sigma=2,alpha=0.01)

[1] "The 99% confidence Interval for the \nNormal mean is (8.903,10.9637)"
normal_CI_uksd <- function(x,alpha){

xbar <- mean(x); s <- sd(x)

n_<- length(x)

11 <- xbar-qt(alpha/2,n-1,lower.tail=FALSE)*s/sqrt(n)

ul <- xbar+qt(alpha/2,n-1,lower.tail=FALSE)*s/sqrt(n)

return(paste("The ", 100'%1-a'|pha)."% confidence Interval for the

Normal mean is (", round(11,4),",",round(ul,4),")",sep=""))

PR I o )

}
> normal_CI_uksd(x=xn,alpha=0.05)
[1] "The 95% confidence Interval for the \nNormal mean is (9.1518,10.7149)"
> normal_CI_uksd(x=xn,alpha=0.01)
[1] “"The 99% confidence Interval for the \nNormal mean is (8.8742,10.9925)"
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> data(sqQ)

> class(sQ)

[1] "data.frame"

> variable. names(sQ)

1] “Customer_ID" "Questionnaire_Ip" “Name"
4] "Gender™ "A?e" "car_Model"
7] “Car_manufacture_vear" "Minor_problems" "Major_problems"
[10] "mileage” "odometer™ "satisfaction_Rating”

> sapply(sQ,class)
$Customer_ID
[1] "character”

SqQuestionnaire_ID
[1] “character™

$Name
[1] “character™

$Gender

[1] "factor”
SAge

[1? “numeric”

$car_model
[1] "character”

$car_manufacture_vear
[1] “pate”

$Minor_problems
[1] “factor™

SMajor_problems
[1] "factor"”

$Mileage
[1] "integer"

Sodometer
[1] "integer”

$satisfaction_Rating
[1] “ordered” "factor™
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GC = read.csv("GermanCredit.csv”, header=TRUE)
GCSproperty <-as.factor (GC$ property)

GCSage <-as.numeric(GCSage)
GCSamount<-as.double (GCSamount)

6C = 6C[,-22]

GC_LR <- glm(good_bad~.,data=GC, family=binomial ())
1ibrary (ROCR)

IR Pred <- predict (GC_LR,type='response’)
GC_pred<-prediction(LR_Pred,GC$good bad)
GC_perf <- performance (GC_pred, "tpr”, "£pr")
plot (6C_pers)
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E(X)= Zp,x, 1 Var(X) = Zp, (xl —E(x))Z
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2 foreign, RMySQL 7 pscl, ROCR
3 qcce, ggplot2 8 ridge, DAAG
4 LearnEDA, aplpack 9 rpart, rattle
5 stats4, PASWR, PairedData 10 ipred, randomForest
6 faraway
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