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内容简介

自20世纪80年代以来，社会科学定量研究方法发展迅猛。其中多层统计分析模型（multilevel model）是最重要的进展之一。现今，在欧美学术界，多层模型已广泛地应用于教育学、人口学、组织学、社会学、心理学、经济学、流行病学和健康研究等各个领域。本书将是国内第一本系统介绍各种多层模型的教学和科研参考书。

本书使用通俗语言介绍各种统计模型，深入浅出，理论联系实际，强调培养用计算机分析数据的能力。本书采用国际通用的著名统计软件SAS来演示各种多层模型的应用，结合具体的实例，由浅入深地逐步介绍如何使用不同的SAS程序，如Proc MIXED, Proc NLMIXED和Proc GLIMMIX，来进行各种多层资料的模型分析。参照本书的例题，读者便能使用自己的数据实践各种多层模型。本书可作为综合性大学，医学院、财经大学，师范院校等相应专业的研究生或本科生教材，也可供实际应用工作者参考。
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前言

自20世纪80年代中期以来，统计科学及社会科学定量分析的方法论有了飞速发展，其中，多层统计分析模型（multilevel models）分析技术是最重要的发展内容之一。多层统计分析模型现已广泛地应用于社会学、教育学、人口学、心理学、经济学等社会科学，以及医学、流行病学和公共卫生研究等社会科学各个领域。

社会科学的一个基本概念是，社会是一个具有分级结构的整体。所谓的分级结构，是指较低层次的单位嵌套（nested）于较高层次的单位之中。在社会中，人不是孤立的个体，而是整个社会中的一个成员。作为个体，个人是各类集体的一员，处于各种不同的社会场景中。例如，每个人都属于某个家庭、某个社区、某个组织（如学校、公司、工厂……）或居住在某个具体城市、地区等等。由此，人们个体的行为和结局测量（outcome measure）不仅受其本身特征的影响，还会受其所处社会环境或社会场景（social contexts）的影响。社会科学研究中常涉及以下问题：1）哪些个体水平的解释变量（explanatory variables）影响结局测量？是怎样影响的？2）哪些场景变量（contextual variables）影响结局测量？是怎样影响的？3）个体水平解释变量和结局测量之间的关系是否随个体所处的社会场景的特征变化而变化？4）哪些场景变量调节个体水平解释变量的效应？是如何调节的？要进行此类研究，需要收集不同水平的研究数据。也就是说，既要收集个体水平的观察数据（例如，有关学生的数据），也要收集场景水平的观察数据（例如，有关学校的数据）。因此，这些数据具有个体嵌套在更高水平单位里的分级结构的特点。这种数据称为是分级结构数据（hierarchically structured data）或多层数据（multilevel data）。常规单一水平的统计模型，如普通线性回归（ordinary linear regression）或方差分析（analysis of variance，ANOVA）不适合多层数据的分析，因为采用这些方法，模型参数估计的标准误会产生偏倚。另外，常规分析方法也不能适当地评价场景效应（contextual effects）。分析多层数据的适当方法是多层统计分析模型，它不仅能在多层数据分析中正确处理模型参数计算问题，而且还能同时分析微观和宏观变量的效应，以及跨层交互作用（cross-level interactions）。

本书的主要目的是帮助对多层数据分析感兴趣的同学和研究人员了解多层统计分析模型的基本概念、理论框架和分析方法，并能运用计算机软件进行实际数据分析。本书的写作尽量避免有关模型的纯统计理论讨论，而重点介绍各种多层统计分析模型的方法及其应用。本书提供了运用实际研究数据运行各种多层统计分析模型的实例，以及相应的SAS程序。尽管多层统计分析模型可用于分析多水平的数据，而本书则着重讨论两水平多层模型（2-level multilevel models），因为一方面，两水平多层模型在多层数据分析中应用得最为广泛；另一方面，两水平多层模型可以很容易地扩展到更多水平的模型，其原理和方法是一样的。

本书共由6章组成，各章的主要内容如下：

第1章是关于多层统计分析模型的简要介绍。在该章中我们首先讨论了传统回归模型在分级结构数据或多层数据应用中的问题，以及为什么须用多层统计分析模型分析此类数据。然后讨论了多层统计分析模型的理论框架、其优点和局限性。另外，在本章的结尾部分，我们还简要介绍了用于多层统计分析模型分析的各种计算机软件。

第2章阐述多层统计分析模式的基本概念，包括组内相关（intra-class corre-lation，ICC）、模型公式表达，模型假设，模型拟合数据评价，模型比较，模型能多大程度在微观和宏观水平上解释结局测量的变异，以及模型构建策略等。本章最后，我们简要介绍了如何将两水平多层模型扩展到三水平多层模型。

第3章利用横向数据演示常用的线性多层模型（linear multilevel models）或分级线性模型（hierarchical linear models，HLM）的应用。在第2章介绍的模型构建策略之上，本章演示了使用SAS PROC MIXED程序逐步构建多层模型的过程。

第4章关注于多层模型在跟踪研究或纵向数据中的应用-发展模型（growth model）。本章详细讨论了如何运用SAS PROC MIXED程序运行线性发展模型（linear growth models）和曲线发展模型（curvilinear growth models），并分别从个体内（intra-individual）和个体间（inter-individual）的角度，运用实例演示不同发展模型的应用。

第5章讨论用于离散型结局测量（discrete outcome measures）的某些相对复杂的多层模型。这里，离散型结局测量数据包括多层结构数据中的二分类变量（binary variable）、序次变量（ordinal variable）、名义变量（nominal variable），以及计数数据（count data）等。讨论的重点是分析不同离散型结局测量的不同多层模型的应用。本章运用SAS PROC GLIMMIX和SAS PROC NLMIXED程序，通过实例演示多层Logistic回归模型（multilevel Logistic regression model）、多层累计Logistic回归模型（multilevel cumulative logistic regression model）、多层多项Logit模型（multilevel multinomial Logit model）、多层泊松模型（multilevel Poisson model），以及多层负二项模型（multilevel negative binomial model）的应用。

第6章讨论在多层模型分析中经常会遇到的一些特殊问题，如计数数据中额外零（extra zeros）、半连续结局测量（semi-continuous outcome measures）、组群（即水平2单位）数量较少的多层数据以及相应的处理方法。我们讨论、并用SAS程序演示了对应于以上问题的多层零膨胀模型（multilevel zero-inflated Poisson model，ZIP model）、随机效应零膨胀负二项模型（random effect zero-inflated negative binomial model，RE-ZINB model）、混合效应-混合分布模型（mixed-effect mixed-distribution model）以及自助法多层模型（bootstrapping mul-tilevel model）。另外，我们还介绍了一种特殊类型的多层统计分析模型——组基础模型（group-based models），其用于在纵向数据研究中评价各种结局测量的发展轨迹（growth trajectories）。本章用SAS PROC TRAJ宏程序演示组基础Logit模型（group-based Logit model）、组基础ZIP模型（group-based ZIP model）、组基础泊松模型（group-based Poisson model）、组基础删截正态模型（group-based censored normal model），以及组基础正态模型（group-based normal model）。本章最后还讨论了多层数据的缺失值（missing values）问题和多层模型的样本量（sample size）/统计效能（statistical power）估计。

本书中，我们通过实例示范了各种多层模型的运用。尽管本书中所用实例数据源于公共卫生研究，但其方法和分析技术适用于社会科学及医学、流行病学等其他研究领域，本书可供政府部门、科研机构、大专院校从事科研和教学工作的人员以及大学生、研究生使用。

本书采用国际通用的SAS（Statistics Analysis System）软件来处理数据和示范例题。采用SAS进行多层统计分析模型分析是一方便的选择。数据操作、模型分析和图表输出等可在同一软件中完成。本书通过横向和纵向数据的实例分析，向读者演示了如何用SAS分析不同的多层统计分析模型的细节，并提供了运行相应实例模型的SAS程序。本书中用于示范的实例数据，以及相应的SAS程序可以在作者的网页（www.wright.edu/~jichuan.wang）或高等教育出版社研究生教育及学术著作分社网站上（academic.hep.com.cn）下载。

王济川

2007.9



第一章　绪论（Introduction）

• 1.1　多层统计分析模型的理论框架（Theoretical Framework of Multilevel Modeling）　（2）

• 1.2　多层数据（Multilevel Data）　（4）

• 1.3　多层数据中的变量（Variables in Multilevel Data）　（6）

• 1.4　多层数据分析中的问题（Problems in Multilevel Data Analysis）　（8）

• 1.5　多层统计分析模型的优点及其局限性（Advantages and Limitations of Multilevel Models）　（10）

• 1.6　用于多层统计分析模型分析的计算机软件（Computer Software for Multilevel Modeling）　（12）

近二十年来，多层统计分析模型或多水平模型（multilevel models）（Mason, Wong et al., 1984; Bryk&Raudenbush, 1992; Raudenbush&Bryk, 2002; Gold-stein，1987，1995）已广泛地应用于社会科学各领域，如教育学、心理学、社会学、经济学和公共卫生研究等学科。多层统计分析模型所分析的多层数据（multilevel data）或多级数据（hierarchical data）不仅包括在微观水平所观察到的信息，也包括从宏观角度所得到的数据。在文献中，多层统计分析模型被冠以各种不同的名称，如分级线性模型（hierarchical linear model）（Bryk&Raudenbush, 1992）、随机效应模型（random-effect model）（Laird&Ware, 1982）、随机系数模型（random coefficient model）（DeLeeuw&Kreft, 1986）、方差成分模型（variance component model）（Dempster, Rubin,&Tsutakawa, 1981）、混合模型（mixed-effects model）（Longford, 1987）和经验贝叶斯模型（empirical Bayes model）（Strenio, Weisberg,&Bryk, 1983）等。

在较成熟的多层模型分析方法出现以前，社会科学工作者就曾经关注和从事分级结构数据（hierarchically structured data）
[1]

 的）分析工作。在上世纪50年代后期和60年代早期，美国哥伦比亚大学的教授Lazarsfeld （1961）和Merton （1957）曾就社会场景（social contexts）对个人行为的效应进行了研究。20世纪70年代，在教育学研究中，多层统计分析模型分析得到了飞速发展（Barr&Dreeben, 1977; Block&Burns, 1976; Bronfenbrenner, 1976; Burstein, 1980; Cronbach, 1976; Her-riot&Muse, 1973; Pedhazur, 1975; Snow, 1976; Spady, 1973; Walberg, 1976）。在一项有关场景效应（contextual effects）的研究中，Boyd and Iversen （1979）系统地讨论了如何用微观–宏观模型去拟合多层数据，即在个体水平构建组内回归模型，然后将组内回归系数与描述组群的场景变量（contextual variables）联系起来。但是，在他们的研究中，模型估计采用的是普通最小二乘法（ordinary least squares, OLS）技术，而该技术是不适合分析多层数据的。

20世纪80年代初期，美国密西根大学从事人口学研究的社会学家发展了多层模型的统计理论，编制了相应的计算机程序，并将其应用于联合国全球生育率调查（World Fertility Survey，WFS）数据的分析（Hermalin and Mason, 1980; Mason et al, 1983）。在教育学研究中，美国的Bryk和Raudenbush博士（1992）以及英国的Goldstein博士（1987, 1995）做了大量工作，进一步完善了多层统计分析模型的方法论，同时编制了“用户友好的”的计算机程序，从而使多层统计分析模型的应用得到推广。目前，多层统计分析模型已经广泛地应用于社会科学的各个研究领域。

1.1　多层统计分析模型的理论框架（Theoretical Framework of Multilevel Modeling）

社会科学研究中的一个基本概念是，社会是一个具有分级结构的整体。所谓分级结构，是指较低层次的单位嵌套（nested）于较高层次的单位之中。在社会中，人不是孤立的个体，而是整个社会中的一个成员。作为个体，人是各类集体的成员，处于各种不同的社会场景中。例如，每个人都属于某个家庭、某个邻里、某个组织（如学校、公司、工厂……）或居住在某个具体城市、地区等等。由此，学者们认识到，某个个体的行为或结局不仅受其本身特征的影响，还会受其所处社会环境的影响（Lazarsfeld, 1961; Merton, 1957; Bronfenbrenner, 1976; Blalock, 1984; Iversen, 1991）。如，根据教育学中的“青蛙－池塘理论”（“frog-pond theory”）（Davis, 1966），一个学生的学习状况不仅与该生个人的内在条件有关，而且与其所处的外部环境有关。在平均学习水平较高的学校（大“池塘”）里，一个中等智力水平的学生（中等大小的“青蛙”），有可能会因自愧不如其他学生而失去学习动力，成为后进生；而同一个学生如果在一个平均学习水平相对较低的学校（小“池塘”）里，可能会获得更多自信，努力学习，变成成绩优异的学生。当然，也可能会出现相反的情况，即平均学习水平较高的学校里的中等智力水平的学生会不甘落后而努力学习、劲头十足，从而成为成绩优异的学生。这里提出了一个概念，即一个学生的学习成绩可能会受到其所在学校环境的影响。除了个人因素（如智力水平），学生的成绩可能还会受到学校因素的影响，如学习风气、学生/教师比例、教师的教学经验、学校的设施和财务状况等。学习成绩与学生个体水平变量（如性别、种族、智力水平、入学成绩等）的关系可因学校不同而变化。例如，学生种族特征对于学习成绩的影响在某些学校会大一些，而在另一些学校可能会小一些。即种族特征对学习成绩的影响程度与学校的某些特征有关。另一方面，学校特征对学生学习成绩的影响也会因学生的个体差异而不同。如在学生/教师比例较小的学校中，学生学习成绩通常较好。然而，学生/教师比例不会对所有的学生产生等同的影响。多层统计分析模型中的跨层交互作用（cross-level interaction effect）使我们能够适当地评估哪类学生的学习成绩更容易或更难受组群（学校）水平特征的影响。换言之，多层模型分析能够评估个体水平的解释变量（explanatory variables）和结局测量（outcome measure）的关系是如何受组群水平变量调节的。

我们再从人口学研究角度来看多层模型分析。众所周知，不同国家的生育水平不同。一般说来，发展中国家生育率较高，发达国家生育率较低。生育率是由具有多层结构的因素决定的，即个人的生育行为不仅受微观水平的个体特征（如妇女对子女的偏好程度、种族、教育水平、家庭收入等）影响，而且受个体所处的宏观水平的社会关系或社会环境，如国家或地区、文化或亚文化、国内生产总值（GDP）、平均受教育水平的影响，特别是计划生育工作的实施情况，对生育率均有较大的影响。因此，在人口生育研究中，评估这些宏、微观因素对生育行为的影响是非常重要的。

在公共卫生研究领域，人们普遍认为个体的健康相关行为（health-related be-haviors）和结局测量（outcome measure）是个体特征和环境因素共同作用的结果（Von Korffet al., 1992; Duncan et al., 1996; Diez-Roux, 1998; Wang et al., 1998）。例如青少年吸烟的初因可能与性别、种族、学习成绩、家庭背景有关，同时也与他／她所处的社会环境，如学校、居住地的吸烟率，以及公共场所禁烟的情况等环境因素有关。即是说，在公共卫生及其他研究领域中同样会有类似上述教育学和人口学研究中的问题。

从上述不同研究领域的例子可见，社会科学研究中，学者们常会对以下问题感兴趣：1）哪些个体水平的解释变量（explanatory variables）会影响结局变量（outcome variable）？是如何影响的？2）哪些场景变量（contextual variables）影响个体结局变量？是如何影响的？3）个体水平解释变量（explanatory variables）和结局变量之间的关系是否随个体所处的社会场景的特征变化而变化？4）哪些场景变量调节个体水平解释变量的效应？是如何调节的？要回答上述问题，我们必须从微观和宏观水平，即从社会结构的不同层次收集数据，既需要个体水平的测量，也需要组群水平的测量。

在呈多层结构的数据中，常存在组内观察相关（within-group observation de-pendence）问题。即同一组内的个体，较不同组的个体而言，在观念、行为等很多方面更为接近或相似。即便不是故意分组，这种情况也是存在的。例如，同一学校的学生在入学之前相互之间可能没有任何联系，而入学以后，他们变成了不同组群的成员，即同一所学校或同一个班级的成员。一旦分组，同一个组群成员就会产生相似性，与其他组群成员之间就产生了差别。在统计学中，这种现象称为组内同质（within-group homogeneity），即组内观察相互间是非独立的（non-independent observations）。组内同质也意味着组间异质（between-group heterogeneity），即观察单位在组间存在变异。

多层数据中存在的非独立观察可以用组内相关系数（Intra-class correlation coef-ficient–ICC）来测量，我们将在第2章中具体讨论如何测量ICC。研究显示，即便是很小的ICC也可能在统计检验中导致很大的第I类错误（Type I error），从而错误地拒绝真的统计假设。传统的分析方法，如普通最小二乘法（ordinary least squares, OLS）和方差分析（analysis of variance, ANOVA），都假设观察相互独立（independent observations）、方差齐性（homoscedasticity）及正态分布（normal distribution）,因而不适合多层数据的分析。

为了实践更合理的理论模型及有效地处理多层数据中非独立观察数据的需要，多层统计分析模型应运而生。该模型为研究复杂的多层数据提供了分析框架。在该框架中，我们可以同时探讨微观与宏观水平变量对结局测量的效应，以及跨水平交互作用的性质和程度。另外，多层模型分析能妥善地处理数据中的组内同质或组间异质问题，从而保证了用模型估计参数进行统计推论的准确性。

1.2　多层数据（Multilevel Data）

社会的分级结构自然而然地使由其所产生的数据呈现分级或多层结构。在该类数据中，低一层的单位嵌套于或聚集在高一层的单位之中。该类数据的实例不胜枚举。最常用来说明多层数据结构的例子是对学生学习成绩的研究。如学生嵌套在班级里，而班级又嵌套在学校里，由此，形成了3个层次的分级结构。第1个层次的观察单位是学生，第2个层次的观察单位是班级，第3个层次是学校。最低一层的学生是微观层次单位或个体单位，所有更高一层的单位（即班级、学校）通称为宏观层次单位、或社会场景。实际研究中最常用、最简单的多层数据是具有两层结构的数据，其由微观层次单位和一层宏观层次单位组成。如在对学生学习成绩的研究中，通常采用来自学生层面和学校层面的信息进行多层模型分析。

不同情况下的多层数据有不同的格式。以下我们来看几种不同格式的多层数据。首先，复式抽样设计（complex sampling design）的调查数据是一种常见分级数据。复式抽样设计采用多阶段抽样（multi-stage sampling），这种抽样设计考虑了目标总体（target population）的分层结构。被称为初级抽样单位（Primary Sampling Units，PSU）的第1级抽样单位常常定义为地理单位，如某省中的县。随机抽取了初级抽样单位以后，可以实施更低一级单位（如某县中的小区、村庄等）的随机抽样，直至抽取到最小的观察单位（如家庭或个人）（Kalton, 1983）。这样，该类调查数据就具有了分级结构。重要的是，此类数据的高一层抽样单位（如PSU）是随机抽取的，其对总体中的相应单位具有代表性。

医学研究的实验设计（experimental design）也可以产生多层数据。例如，随机选取诊所或医疗中心的多中心临床试验数据就是分级结构数据。分层数据还常见于社会科学的多中心准实验（semi-experimental）研究中。由于研究者通常特别关注某些特殊人群（如静脉注射吸毒者等HIV感染高危人群）的某些结局测量（如HIV感染率），该类研究可能会选择其所关注的、或者最容易招募目标人群的地区或城市。更确切地讲，在此类研究中，宏观水平的观察单位（如项目实施地点）通常不是随机选择的。在处理此类多层数据并做出相应的统计推论时应尤其慎重。

另外，分级数据中的宏观单位并不只限于县、学校、村庄、诊所或医疗中心等社会单位。个体有时也可以被处理为“宏观”单位。例如，在纵向研究（longitudinal studies）中，需要长期追踪研究对象，对同一研究对象反复收集数据。这种纵向观察数据也可以看作是分级结构数据。在这类数据中，重复测量（repeated mea-sures）嵌套于个体研究对象之中。因此，研究对象不同时间的重复测量是第1层观察单位，而被研究的个体则是第2层观察单位。当然，如果还有嵌套研究对象个体的更高层单位的数据，也可以将第3层观察单位引入数据结构，从而创建一个3层结构的多层数据。

有时侯，多层数据的“微观”和“宏观”观察单位均可以是个体。某些个体扮演第1层观察单位的角色，而其他研究对象个体则扮演更高一层观察单位的角色。例如，医生和病人都是研究对象的个体，他们可以构建起一个多层结构数据。作为个体的医生可以治疗多个病人，因此他/她是多层结构的“宏观”单位，而他/她所治疗的病人则被看作“微观”单位。同样的情况还包括教师和学生、教练员和运动员、访谈者和被访谈者等等。

最后，还有一种特殊类型的多层统计分析模型——荟萃分析（meta-analysis）。该模型是通过综合一系列相关研究的结果和发现，分析评估并解释其一致性的一种综合性分析方法（Glass,1976）。在荟萃分析的数据中，个体套叠在某个具体的研究中，即研究对象为水平1单位，而具体的研究（如某教授的研究）为水平2单位。但是，我们通常不可能获得各具体研究的原始数据，而只有其结果报告。荟萃分析可对这样的数据进行多层模型分析。对该方法感兴趣的读者可查阅相关文献（Goldstein et al., 2000; Raudenbush and Bryk, 2002）。由于数据的局限，本书不讨论荟萃分析。

1.3　多层数据中的变量（Variables in Multilevel Data）

在多层模型分析中，结局变量是在个体水平测量的变量，而解释变量则既在个体水平（微观水平），也在组群水平（宏观水平）测量。与常规统计分析一样，个体解释变量通常包括社会、人口学特征（如性别、种族、受教育程度、年龄等），其他如心理和行为测量等，是否纳入解释变量则取决于研究者的理论假设。

在组水平上测量的变量称为场景变量（contextual variables）。由于个体特征对组群水平特征存在影响，样本的组成特征或样本内各个体特征的简单聚集（如个体水平变量的组内平均值或组内某些个体的百分数或比例）可被处理为场景变量。这种场景变量是代表组群背景或特征的聚集信息（aggregate information）。

然而，组群变量并不仅仅是样本中个体信息的简单集合，某些组群水平的特征在个体水平是得不到的。例如，在关于学生在校表现的研究中，场景变量可包括聚集测量（如学生的性别、比例和平均入学成绩等）和学校特征测量（如学校在其所在地的排名、学生/教师比、教师的教学经验等）。前者代表学生的集体特征，可由样本本身产生，而后者代表学校的环境及特征，必须从学校水平的渠道去收集数据。

场景变量可以是连续变量，也可以是分类变量。例如，在有关儿童肥胖症的多层结构研究中，儿童是第1层观察单位，家庭邻里环境可以是第2层观察单位。研究者可用一个虚拟变量（dummy variable）（1–是，0–否）来表示其家庭居住地周围是否有快餐店。家庭居住地周围有快餐店可能会对儿童饮食结构产生影响，从而影响儿童的肥胖情况。

理论上讲，在统计分析中可以用J-1个虚拟变量来代表J个组水平单位的所有场景特征。然而，在组数较多的情况下，由于会在宏观水平方程中出现太多的虚拟变量，这种方法不可行。

下列表格是一组虚构的数据，用以说明两水平多层数据的结构。

表1.3.1显示一个J组个体水平的数据。个体水平的结局测量为yij
 ，解释变量为xij
 ；下标i和j代表在第j组中的第i个个体；在第j组中共有nj
 个个体，总样本量为各组中所有个体的总数，即Σnj
 =N。假定在该数据中，组群水平仅有一个场景变量zj
 ，某组（j=1, 2, …, J组）的zj
 变量值见表1.3.2。


表1.3.1　个体水平的数据

[image: 22585-00-021-1]


注：n1
 , n2
 , …, nJ
 ：分别指第1组、第2组至第J组的个体数量。∑nj
 =N, yij
 和xij
 分别指个体水平的结局变量和自变量。


表1.3.2　组水平的数据

[image: 22585-00-021-2]


注：zj
 ：组水平的场景变量。

表1.3.3是表1.3.1中个体水平的数据与表1.3.2中组群水平的数据整合在一起的数据集。由此，j组的场景变量zj
 被分配到该组的每个个体。由表1.3.3可见同一组内的所有个体都共享同一个zj
 值。


表1.3.3　个体水平与组水平的混合数据

[image: 22585-00-021-3]
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注：*表示第j组每个个体共享该组的场景变量zj
 的值。

在多层模型分析中，不同的计算机软件/程序对数据的格式要求有所不同，某些计算机软件/程序要求分别输入个体水平与组群水平的数据集，而另一些可能会要求输入混合数据集，研究者应根据计算机软件／程序的要求准备数据的格式。

1.4　多层数据分析中的问题（Problems in Multilevel Data Analysis）

在多层模型统计理论及其计算机软件出现之前，多层数据分析常在个体水平或组群水平的单一水平上分别进行数据分析，如:
[2]

 ）

[image: 22585-00-022-2]


公式（1.4.1）是一个个体水平模型，其中的结局变量和解释变量均为个体水平测量。公式（1.4.2）是一个聚集水平或组水平模型，其结局变量和解释变量均为相应个体水平变量的组均值。单一水平分析模型所存在的问题是简单地忽略了数据的多水平结构。模型1.4.1注重了个体间变异和个体特征，但忽略了组间变异，因此，忽略了影响个体水平结局的组群水平特征的潜在重要性。另一个重要问题是，该模型假设各个观察对象是相互独立的。正如1.1节所指出的那样，这不符合多层结构数据的实际情况。因为在多层数据中，同一组内的个体与其他组的个体比较有更大的相似性，各组内的观察对象不是相互独立的，即存在ICC。因而，该模型违反了传统回归模型的基本假设，其模型系数标准误估计会产生偏倚（bias），导致统计检验的第I类错误（Type I error），因此可能错误地拒绝统计学显著性检验的真假设（De Leeuw and Kreft, 1986; Snijders and Bosker, 1999; Hox, 1998, 2002）。专家们认为，即使一个很小的ICC也会导致较大的第I类错误（Barcikowski, 1981; Hox, 2002）。

公式（1.4.2）是一个聚集性或组水平模型，其注重组间变异和组群水平数据的分析。这种组群水平模型排除了数据中观察的非独立性问题，但是忽视了结局变量的组内变异和个体水平变量对结局测量的影响。另一方面，由于该模型采用的是组水平样本，样本量大大缩小，从而降低了模型的统计功效（statistical power）。

起初，学者们试图用单一的个体水平模型的分析结果来推论另一水平的统计结论，后来证明该种方法是错误的。两个不同水平模型的分析结果表明，二模型中不仅效应的量不相同，有时甚至连符号都相反。在组水平上的效应通常不支持个体水平上的效应，反之亦然。该现象被称之为聚集性偏倚（aggregation bias）、生态学谬误（ecological fallacy）或Robinson效应（Robinson effect）（Robinson, 1950）。

为什么存在聚集性偏倚呢？这是因为模型1.4.1分析个体水平结局变量yij
 的变异，而模型1.4.2分析结局变量组群水平均值[image: 22585-00-023-1]
 的变异。个体水平和组群水平上的解释变量的测量在意义上也是不一样的。假设xij
 是一个连续变量（如年龄），那么[image: 22585-00-023-2]
 就是第j组内全部个体测量值xij
 的均数（如平均年龄）；如果xij
 是一个二分类变量（dichotomous variable）（如性别，1–男性，0–女性），则[image: 22585-00-023-3]
 有不同的测量尺度，我们不能期待这种基于个体水平和组群水平的不同测量有相同的回归系数估计。

多层数据分析中的另一重要的问题是解释变量和结局变量间的关系异质性（relation heterogeneity），即个体水平的解释变量和结局变量的关系可能随组群不同而变化。例如，研究少数族裔学生的学习成绩，其平均学习成绩可能因其所在的学校不同而不同。换言之，少数族裔对结局变量的效应可由各种原因造成的各校间的教学水平不同而发生显著变化。传统的统计分析方法使用以下固定效应回归模型（fixed-effect regression model）分析微观水平的关系异质性:

yij
 =β0
 +β1
 xij
 +β2
 zj
 +β3
 xij
 ·zj
 +εij
 　（1.4.3）

假设式中yij
 代表第j所学校中第i个学生的学习成绩；xij
 代表表示学生是否是少数族裔的虚拟变量（1–是；0–否），zj
 是第j所学校的学生/教师比例。该模型中，宏观水平单位（如学校水平）变量的测量值被分解（disaggregated）并分配到微观水平单位（如学生水平）。如表1.3.3所示，在整合的多层数据中，所有第一层观察单位（如学生）都被分配了同一学校水平的解释变量值（如zj
 ）。模型1.4.3是在个体（学生）水平上运行的，斜率β1
 和β2
 分别是个体水平解释变量xij
 和学校水平解释变量zj
 的主效应（main effects）。斜率β3
 是这两个变量之间的交互作用（interaction）。由于xij
 和zj
 分别是个体和组水平的解释变量，该交互作用即为跨层交互作用（cross-level interaction）。如果该跨层交互作用统计显著，我们可以说，学生的少数族裔身份与其学习成绩之关系受学校的学生/教师比例的影响。

虽然固定效应回归模型考虑了跨层交互作用，然而该模型存在一个严重问题，即它将数据中的观察看作是相互独立的，尽管事实上不是如此。这样便导致模型参数标准误估计出现偏倚。另外，该模型实际上假设截距和斜率的变异可由组水平变量无误差地全部解释，而这种情况通常是不太可能的。我们将在第2章中讨论这个问题。

在多层模型分析软件出现前，两步法模型（two-stage model）常常被用来处理以上关系异质性问题（van den Eeden, 1988）。第一步，用同一个回归模型在个体水平分别分析各组数据，估计出每一组的回归系数；然后，使用结构方程模型（Structural Equation Modeling）计算机软件如LISREL （Jöreskog&Sörbom, 1999），通过带有和不带有对各组系数恒定性限制（invariance restrictions）的多组模型（multi-group models）的比较来检验各组的截距和斜率的恒定性。如果各组的回归系数不恒定呈统计显著，则进行第二步，即在组水平上将第一步中估计的回归系数对组水平的场景变量进行回归。虽然上述方法能够检验组间回归系数的变异，但其局限性有：1）在第一步和第二步中分别应用OLS作模型估计，这是技术错误（De Leeuw&Kreft, 1986, p. 61）；2）当组群的数量较大时，在模型分析的第一步中，分别按组一一进行组内的回归分析，过程太繁琐；3）在多层数据中，当某些组的个体观察量太小时，此时按组进行回归分析不合适；4）该方法将每个组看作是不相干的，而忽略了这些组是从一个大的总体中抽取出来的。

要解决传统统计方法在分析多层数据中的问题，需要一种新的统计分析方法——多层模型分析。我们将在第2章中介绍、讨论该模型的有关基本概念。下面，我们将简述用多层模型分析多层数据的优点及局限性。

1.5　多层统计分析模型的优点及其局限性（Advantages and Limitations of Multilevel Models）

从统计分析技术角度上讲，传统分析方法在分析多层数据时所遇到的问题可通过多层统计分析模型得到解决。由于多层统计分析模型可对个体水平和组群水平的数据同时进行分析，在一个模型中同时检验个体变量和场景变量的效应，因而避免了Robinson效应。另外，多层模型分析不需要假设数据中的观察相互独立，因而可以修正因观察数据的非独立性引起的参数标准误估计偏倚。我们将就此问题在第2章的模型估计一节中进一步加以讨论。

多层统计分析模型的产生是社会科学理论研究和方法论的进步。多层统计分析模型为研究具有分级结构的数据提供了一个方便的分析框架，研究者可以利用该框架系统分析微观和宏观因素对结局测量的效应，检验宏观变量如何调节（mediate）微观变量对结局测量的效应，以及个体水平解释变量是否影响组水平解释变量的效应。模型的这些能力可以广泛地应用在社会科学研究中。

多层模型分析不仅能够使研究人员了解个体水平和组群水平变量对结局测量的效应，及组群变量对个体水平变量效应的调节，而且提供了研究结局测量在不同水平变异的机会。通过多层模型分析，我们能将结局测量中的变异分解成组内变异（within-group variance）和组间变异（between-group variance），因而，可以研究结局测量在个体水平和组群水平相对变异的情况。

另外，多层模型对稀疏数据（sparse data）是一个特别有用的分析工具。例如，在少数族裔学生学习成绩的研究中，如果某校样本中少数族裔学生的数量太少，在评估学生成绩时，组内回归模型不能提供可信的统计推论（statistical inferences）。但是，如果学生样本来自一定数量的学校，运用多层统计分析模型可以利用所有学校的数据，这样就能弥补个别学校样本中数据稀疏的问题。在第2章我们将讨论用于多层统计分析模型参数估计的经验贝叶斯估计法（empirical Bayes estimation），使用该方法，模型参数估计不仅可以利用各组群的子样本，同时也能够利用所有组群的总信息。这种方法称为收缩估计（shrinkage estimation）。它能够从所有组群的总信息“借力”（“borrow strength”），来支持信息较少的组群的统计估计。在实际工作中，各组子样本量的差异可能非常大，有些组的子样本量可能会很小，数据稀疏是常见问题。多层统计分析模型是适合于此类数据的重要统计分析方法。

最后，多层统计分析模型可以用来研究纵向数据（longitudinal data）中结局测量随时间变化的发展轨迹（growth trajectory）。多层模型在纵向数据分析中的应用称为发展模型（growth model，GM）。与传统重复测量分析（repeated measure anal-ysis）方法比较，发展模型有明显的优势（Raudenbush&Bryk, 2002）。它不仅可以分析研究对象随时间发展的个体内变化（intra-individual changes），也可以分析这种变化的个体间变异（inter-individual variations）。GM的优点还有：1）它并不需要均衡数据（balanced data），即不要求每次测量都有等数量的观察对象，也不要求每次测量都有相同的时间间隔；2）在数据随机缺失（missing at random，MAR）的前提下，GM允许数据存在缺损值；3）GM能够在模型中方便地处理时间变化协变量（time-varying covariates），还能够评估结局测量随时间的变化率（rate of out-come change）与个体结局测量初始水平（initial level）之间的关联；4）GM也可以方便地将个体套迭其中的社会场景单位纳入模型分析，从而将模型扩展成3层或更多层次的模型。我们将在第4章讨论、示范GM。

然而，在社会科学研究中，没有一种统计学分析或定量分析方法是完美无缺的。多层模型也有其局限性。

1）因为在微观和宏观水平上同步分析结局测量变异，多层统计分析模型较普通回归模型复杂。它的模型参数量较大，不够简约（parsimonious）。

2）多层模型需要较大的样本量，以保证模型估计的稳定性。

3）实际研究中，经常遇到的一个问题是组群数量相对较少（尽管样本总量足够大）。这样，组水平模型的残差可能呈非正态分布，因而模型的参数估计，特别是组水平的方差成分和标准误估计，以及跨层交互作用估计均可能出现偏倚（bias）（Busing, 1993; Van der Leeden&Busing, 1994; Van der Leeden et al., 1997; Hox, 1998），我们将在第6章中讨论该问题的处理方法。

4）在多层数据中，较高单位（如组群）往往不是通过随机方法从严格定义的总体中抽取的。例如，一个多地区的公共卫生研究项目，其项目实施地点通常分布在不同的地区或城市，这些研究点往往不是随机选择的，而是研究者根据对研究地区是否熟悉、或某地区健康问题的严重程度、或在该地区实施研究的可行性来选择的。尽管有时研究者也认真考虑了研究地点的分布，但这种研究地点的选择通常不是随机的，其对目标人群中较高层次的相应单位没有代表性。在对此类数据的多层模型分析结果做出推论时应慎重。

5）某些场景变量通常是样本中各组内个体的聚集测量（aggregate measures），而不是目标总体（target population）内各组群的聚集测量。如果组群子样本量不是足够大，场景变量的测量就会出现偏倚，从而产生错误的组群信息。

6）因为研究对象通常具有流动性，一具体组内的研究对象并非同时进入该组，从而受组群水平因素影响的时间长短不同。因此，早进入和后进入各组的研究对象受组群水平因素影响的程度不相同。解决此问题的方法，是在数据分析中控制（control for）各组成员在组内的时间。遗憾的是，在实际数据中，通常没有组内成员在组内时间长短的信息。因此，只能假设同一组内的研究对象受组群水平因素影响的方式和程度是一样的。

7）在传统的回归分析中，将所有的解释变量都看作是固定变量（fixed vari-ables）。事实上，大多数变量都不是固定变量，而是随机变量（random variables）。随机变量意味着存在测量误差（measurement error）。也就是说，变量值可随测量而发生变化。例如，一个人的血压在同样的条件下可能会有不同的测量值。结构方程模型（structural equation models，SEM）可用于处理测量误差（Jöreskog, 1971, 1977; Jöreskog&Sörbom, 1979; Bentler, 1983; Bollen, 1989）。如多数普遍运用的统计分析模型一样，目前流行的多层统计分析模型均假定所有变量都没有测量误差。

8）在多层模型中，通常假设多层数据是完全嵌套（completely nested）的。就是说，每一个较低层的单位嵌套于、并只能嵌套于一个较高一层的单位。更复杂的分层数据研究不在本书的研究范围。

1.6　用于多层统计分析模型分析的计算机软件（Computer Software for Multilevel Modeling）

第一个专门用于多层模型分析的计算机软件GENMOD，是由美国密歇根大学人口学研究中心的Mason博士及其同事于20世纪80年代初期开发的。该软件设计在MS DOS操作系统内运行，从未升级到“Windows”系统。90年代以来，用于多层模型分析的计算机软件或程序包不断涌现。近年来，一些国际通用统计软件，如SAS（Statistical Analysis System）和SPSS（Statistical Package for Social Sciences）也为多层统计分析模型提供了分析程序或模块。因此，目前可用于多层模型分析的软件很多，要采用哪种软件来进行多层模型分析，通常根据个人的喜好而定。很难说哪种软件更好，因为每一种软件都有自己的优缺点。在本节中，我们介绍一些主要的、专为多层模型分析设计的软件和程序包，同时也介绍一些具有多层模型分析程序或模块的统计软件。

• HLM: HLM是第一个专门用于多层模型分析的商业软件，也可以说是20世纪90年代多层模型发展过程中的领军软件。该软件自20世纪80年代中期开始研发，以后不断改进发展。该软件容易操作，界面友好，由Raudenbush和Bryk博士研发，美国国际科学软件公司（Scientific Software International, SSI）发行（http://www.ssicentral.com/hlm）。

• MLwin：这是一个专门设计、功能齐全、非常流行的多层模型分析软件。由英国多层模型研究中心（Center for Multilevel Modelling）的Goldstein博士及其同事研发。1997年发布第一版，2003年推出第二版的测试版。该软件可以从英国多层模型研究中心在线订购（http://www.mlwin.com）。

• SuperMix：这是一个由MIXREG、MIXOR、MIXNO和MIXPREG四个子程序组成的软件包。该软件可以进行连续变量、计数变量、顺序变量、名义变量和生存结局变量的多层模型分析。该软件由美国芝加哥伊利诺斯大学（University of Illinois at Chicago）的Donald Hedeker和Robert D. Gibbons博士研发。美国科学软件公司（Scientific Software International，Inc，SSI）进行该程序“Windows”界面的研发和市场营销，并公开发行（http://www.ssicentral.com/supermix）。

• aML：该软件由美国经济学家Lillard和Panis研发，2000年开始用于商业用途。该软件将多层模型扩展到拟合多种计量经济模型，包括多层联立方程组模型（multilevel simultaneous equations model）、多层数据的生存分析（multilevel survival analysis）等。aML由美国加利福尼亚某公司出品，在网址：www.applied-ml.com可以订购该产品。

• EGRET：EGRET是一个用于生物医学和流行病学资料分析的计算机软件。流行病学家和生物统计学家用其运行具有和不具有随机效应的广义线性回归模型（generalized linear regression model）。该软件最初于1999年由美国华盛顿大学公共卫生学院研制，现行Windows版由美国剑桥CYTEL软件公司（CYTEL Software Corporation of Cambridge）研制（www.cytel.com/products/egret）。

• SAS（Statistical Analysis System）：国际著名统计分析软件。从SAS 6.0开始增加了多层模型分析功能，PROC MIXED程序已广泛地应用于连续型结局变量的多层模型分析；PROC GLIMMIX和PROC NLMIXED程序可用于分类结局变量和计数数据的多层模型分析。

• SPSS（Statistical Package for Social Sciences）：国际著名统计分析软件。自SPSS 11.5开始，在其高级模型模块中的线性混合模型程序中提供了多层模型分析功能。SPSS可以通过“Windows”界面或命令语句操作进行模型分析。该软件由美国国际科学软件公司（Scientific Software International，SSI）发行（www.ssicentral.com）。

• LISREL：是最早流行的结构方程模型（Structural Equation Models，SEM）分析软件包
[3]

 ）。1999年，在LISREL 8.30版里增加了MULTILEV程序，可拟合多层线性和非线性模型。该软件由美国国际科学软件公司（Scientific Software International, SSI）发行（www.ssicentral.com）。

• Mplus：Mplus是近年来较流行的结构方程模型软件，它提供一个非常广义的建模平台（generalized modeling framework）。Mplus初版发行于1998年，在Mplus 3及以后版本里，增加了多层模型程序。可以说，运行多层结构方程模型（multilevel structural equation models），目前的首选软件应是Mplus。关于Mplus的具体信息，可参考网址：http://www.statmodel.com。

• 其他具有多层模型分析功能的软件包还有：STATA （www.stata.com）; LIMDE-P （http://www.limdep.com/）; GenStat （sue.welham@lshtm.ac.uk）; SYSTAT （http://www.systat.com）; S-Plus（http://www.insightful.com）; WINBUGS （http://www. mrc-bsu.cam.ac.uk/bugs）和R （http://cran.r-project.org）等。

在本书中，我们用SAS软件的PROC MIXED程序运行带连续结局测量的多层模型；用PROC GLIMMIX和PROC NLMIXED运行带分类结局测量的多层模型。之所以选择SAS，并非我们认为该软件的多层模型分析程序优于其他软件，而是由于SAS具有强大的数据处理功能和为数众多的用户。SAS是国际著名的多用途数据处理和统计分析软件，其广泛地应用于大学、政府、及各类研究机构中。使用同一软件进行大样本量的数据处理和模型分析，对我们进行多层模型分析十分方便。我们相信，利用SAS进行多层数据分析是许多人的选择。




[1]
 本书中，分级数据（hierarchical data）一词和多层数据（multilevel data）为同一含义，可通用。


[2]
 为简便起见，每一个模型中仅包括一个自变量。


[3]
 结构方程模型是一般化的统计模型。它为同时估计观察变量（observed variables）和潜在变量（latent variables）之间以及各潜在变量之间的关系提供了一个强大的分析平台。有关SEM的经典著作，可参考Jöreskog （1971, 1977）, Jöreskog&Sörbom （1979）, Bentler （1983）,&Bollen （1989）。



第二章　线性多层模型基础（Basics of Linear Multilevel Model）

• 2.1　组内相关系数（Intra-Class Correlation Coefficient，ICC）　（16）

• 2.2　两水平多层模型的公式表述（Formulation of Two-Level Multilevel model）　（18）

• 2.3　模型假设（Model Assumptions）　（20）

• 2.4　固定和随机回归系数（Fixed and Random Regression Coefficients）　（21）

• 2.5　跨层交互作用（Cross-Level Interactions）　（23）

• 2.6　测量中心化（Measurement Centering）　（24）

• 2.7　模型估计（Model Estimation）　（27）

• 2.8模型拟合，假设检验和模型比较（Model Fit, Hypothesis Testing and Model Comparisons）　（31）

2.8.1　模型拟合（Model Fit）　（31）

2.8.2　假设检验（Hypothesis Testing）　（32）

2.8.3　模型比较（Model Comparisons）　（33）

• 2.9　水平1和水平2结局变异解释（Explained Level-1 and Level-2 Outcome Variances）　（34）

• 2.10　建立多层模型的步骤（Steps for Building Multilevel Model） （38）

• 2.11　三水平及更多水平的线性多层模型（Three or More Level Linear Multilevel Models）　（41）

在本章中，我们将介绍多层模型的基本知识，使读者对多层模型的基本概念、方法、运用和建模步骤能有大概的了解。尽管多层模型是用来分析两层或两层以上的分层数据，但实际研究工作中最常用的是两水平模型（two-level models）。因此，本书将重点讨论两水平模型，并在章末简要介绍如何将两水平模型扩展到三水平模型（three-level models）。

2.1　组内相关系数（Intra-Class Correlation Coefficient, ICC）

在第1章我们已经提到，由于存在组内相关，分级结构数据的分析须采用多层模型。组内相关通常用组内相关系数（Intra-class correlation coefficient，ICC）测量。本节我们将定义ICC，介绍如何计算ICC，并解释为什么ICC能够测量分级结构数据的组内相关。

据经典定义（Shrout&Fleiss, 1979）, ICC被定义为组间方差与总方差之比：
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该模型的水平1（第一层或微观水平）和水平2 （第二层或宏观水平）公式中均没有解释变量。公式（2.1.2）中，β0j
 和eij
 分别代表第j组的结局测量均数和围绕该均数的随机个体变异。公式（2.1.3）中，γ00
 表示总截距（overall intercept），代表yij
 的总（平）均值（grand mean or overall mean）；u0j
 代表组均值之间的变异，即第j组的结局测量均值与总均值的差异。公式（2.1.4）是一个组合模型（combined mod-el），其结局测量yij
 是两部分的线性组合：1）固定部分（fixed part）：即γ00
 ，它是样本中个体结局测量的总均值；2）随机部分（random part）：由u0j
 和eij
 两种随机效应（random effects）组成，u0j
 代表某特定组结局测量均值与总均值之间的差异；eij
 代表组内个体之间的差异。

截距模型不解释结局测量方差，但将后者分解成两个部分：组内方差和组间方差。总结局测量方差的分解可表述如下：
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式中[image: 22585-00-032-2]
 分别代表组间和组内方差；在多层模型中，水平1和水平2残差假设无关联（即Cov（u0j
 , eij
 ）=0）。通过截距模型我们可估计[image: 22585-00-032-3]
 ，然后计算ICC。

下面，我们讨论为何ICC可用来测量组内观察的非独立性。假设eij
 和ei'j
 是第j组内相互独立的水平1的残差，水平1和水平2的残差eij
 和uj
 也是相互独立的，则同组内的个体观察yij
 和yi′j
 （i≠i′）之间的协方差（covariance）可以表达为
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该公式显示，组内协方差等于组间方差[image: 22585-00-032-5]
 ，表明组内同质（within-group homo-geneity）可用组间异质（between-group heterogeneity）表达，反之亦然。进一步讲，同组（j组）内的个体观察yij
 与yi′j
 间的相关性可用下式计算：
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由式（2.1.6）和（2.1.7）可知，ICC既反映组间变异，亦代表同组内个体间的相关。但ICC的值在0到1之间，而不是在-1到+1之间。尽管在某些研究（Tammemagi, Frank et al., 1995）中提到了ICC出现负值的可能性，某些计算机程序（如LISREL等）甚至为多层模型提供了ICC为负值的选项，但Giraudeau等在1996年就已从理论上证明了ICC不应出现负值。理论上，方差是一个等于或大于0的值，而公式（2.1.7）中的分子和分母都是方差，所以，ICC不应出现负值。另外，ICC可解释为组间方差占总方差的比例，而总方差是组内方差与组间方差之和，从这个角度来讲，ICC也不应有负值。有时ICC的经验估计值可能会出现负值的现象，这可能是由于模型设定错误（model misspecification）或组间方差接近零所致。当组间方差相对于组内方差非常大时，ICC值趋于1。相反，当组内各个体间趋于相互独立时，ICC值趋于0，表示没有组群效应（no group effect）。此时多层模型可简化成固定效应模型（fixed effect model）（即式（1.4.3））。

如前所述，因为组内同质表明组间异质，ICC的显著性检验就相当于组间方差为“零”的零假设检验。换言之，如果式（2.1.2）中随机截距的方差，或式（2.1.3）中u0j
 的方差统计显著（具有统计学意义）（statistically significant），则可以推断ICC是统计显著的。如果某数据集的ICC或组间方差统计不显著（无统计学意义），则可对该数据集进行多元回归模型分析，而不需要多层模型分析；反之，如果该数据集的ICC或组间方差统计显著，则应考虑对其进行多层模型分析。

2.2　两水平多层模型的公式表述（Formulation of Two-Level Multilevel Model）

公式（2.1.2）——（2.1.4）表述的截距模型是两水平模型（Two-Level Multilevel Mo-del）的基础模型，它们提供了所研究的结局测量的组间和组内变异的重要信息。如果ICC检验具有统计显著性，则可将解释变量纳入模型进行多层模型分析。为简便起见，下面我们在一个两水平多层模型中包括两个水平1解释变量（level 1 explanatory variable）和一个水平2解释变量（level 2 explanatory variables）：
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式中yij
 表示在第j个水平2单位（如第j组）中的第i个个体的水平1结局测量；其中，i=1, 2, …, N（N是总样本量），j=1, 2, …, J（J是水平2的单位数）。式（2.2.1）是分析yij
 变异的水平1方程。水平1截距（β0j
 ）中的下标“j”表示水平1截距跨水平2单位变化。水平1变量x1ij
 对yij
 的效应不跨水平2单位变化，但变量zij
 对yij
 的效应随水平2单位而变化，也就是说，我们有一个水平1固定斜率（fixed slope）α1 ，和一个水平1随机斜率（random slope）β1j
 。与水平1随机回归系数β0j
 和β1j
 相对应的是两个水平2方程（即公式（2.2.2）和（2.2.3））
[1]

 。在这些方程中，水平1随机回归系数变成了应变量（response variable）。

从概念上讲，我们可以把两水平多层模型看作是通过两个步骤进行估计的：第一步，分别在每个水平2观察单位中进行水平1观察的回归运算。即同样的回归模型（如公式（2.2.1））在J个组群中运算J次，产生J组回归系数，组成J个水平1截距和斜率的数据集。第二步，将水平1随机回归系数看作是某些水平2变量（如w1j
 ）的函数，生成水平2方程或宏观模型（macro models）（如公式（2.2.2）,（2.2.3））。在多层模型的计算机程序或软件出现之前，多层数据往往通过这种两步法进行分析处理。我们在第一章中已经讨论过，这种分析方法是不可取，但它可以帮助我们在概念上理解多层模型。与上述两步法模型不同，多层模型的微、宏观参数估计过程是同时进行的。

将式（2.2.2）和（2.2.3）代入式（2.2.1）得到
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公式（2.2.4）是一个组合模型（combined model）或复合模型（composite model）
[2]

 ，它是多层模型的单一公式表述。该模型看起来与带有一个交互作用项的普通线性回归模型有些相似，如式（1.4.3）所示的固定效应模型。然而，与固定效应模型不同，以上组合模型具有一个复合残差结构（composite residual/error structure），即式（2.2.4）中的括弧内的各项，包括水平2误差项u0j
 和u1j
 ，水平1误差项，以及水平1解释变量z1ij
 。注意，水平2误差项u0j
 和u1j
 的下标不是“ij”，而只有“j”，表示其值在各组群内并没有变化，只是在组间有变化。换言之，各组内的观察值共同分享非解释性水平2随机变异，因而各组内观察值互不独立。另外，复合残差项，即（u0j
 +u1j
 z1ij
 +eij
 ） ，取决于u0j
 , u1j
 和z1ij
 的值，其中，u1j
 z1ij
 被看作是组群与水平1变量z1j
 之间的交互作用（interaction）。因此，复合残差没有一个恒定的方差，从而导致异方差性（heteroscedasticity）。正是由于复合残差项的这个特征不符合普通最小二乘法（OLS）的条件假设。因而我们需用特殊的方法来估计多层模型参数。我们将在2.7节讨论多层模型的估计方法。

一般两水平多层模型可以用以下公式表述：
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式中，水平1截距β0j
 是随机截距，P个水平1解释变量（即变量xpij
 ）具有固定效应（fixed effect）或有固定斜率（fixed slope），Q个水平1解释变量（即变量zqij
 ）具有随机效应（random effect）或有随机斜率（random slope）。每一个水平1随机回归系数（β0j
 ,βqj
 , q=1, 2,…, Q）被定义为M个水平2解释变量（即变量wmj
 ）的线性函数（linear function），这样就建立了Q+1个宏观方程（即公式（2.2.6）—（2.2.8））。从理论上讲，我们可以在每个宏观方程中使用J-1个虚拟变量（dummy variable）来代表J个组水平单位。这些虚拟变量将反映组水平单位的全部特征，亦可完整解释水平1随机回归系数的变异。但实际上这种方法是不可行的。即便多层数据中的组群数或组水平单位数不是太大（如J=20），宏观方程中的虚拟变量数量也会太多（如20-1=19），导致跨水平交互作用项太多。通常我们在宏观方程中纳入不同的场景变量（contextual variable），从不同角度代表组群特征（group features）。式（2.2.6）—（2.2.8）中的wmj
 即代表这些场景变量。

将公式（2.2.6）—（2.2.8）代入（2.2.5），得出以下组合模型：
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该组合模型由两部分组成：固定效应部分——所有的回归系数（如公式（2.2.9）中所有的α和γ）；随机部分——公式（2.2.9）中的复合残差项成分。固定效应是回归参数，但随机成分如u0j
 、uqj
 、eij
 ，不是统计学意义上的参数，而是无法观察到的潜在变量。

在SAS中，多层模型通常用矩阵形式来表述（Littell, Milliken et al., 1996）：

Y=Xα+Zβ+e　（2.2.10）

这里，向量Y代表结局测量；X是固定效应向量α相应的设计矩阵（design ma-trix）；Z是随机效应向量β相应的设计矩阵；向量e代表水平1残差。与其他多层模型计算机软件/程序（如HLM）不同，SAS PROC MIXED程序在建模时不分别设定微观和宏观模型，而只确定哪些水平1解释变量具有固定效应，哪些具有随机效应。在该程序中，所有水平1和水平2解释变量均在同一公式中设定（如式（2.2.10）所示），由程序自动识别。在各组内具有恒定值（即同组内的所有个体均有同一值）的解释变量将被自动设定为组水平解释变量；否则将被视为水平1解释变量。在第3章讨论模型应用时，我们将具体示范应用SAS PROC MIXED程序设定两水平多层模型。

2.3　模型假设（Model Assumptions）

与普通多元回归模型不同，多层回归模型有微观和宏观两种方程，每一种方程均有一个残差项，因而有一个总的复合残差结构。水平1模型的残差项（如公式2.1中的eij
 ）代表组内变异（within-group variation），水平2模型的残差项（如公式2.2和2.3中的u0j
 和u1j
 ）分别代表水平1随机回归系数β0j
 和β1j
 的跨组或组间变异（between-group variations）。模型假设水平1残差符合正态分布（normal distribu-tion），水平2残差符合多元正态分布（multivariate normal distribution），且水平1残差与水平2残差相互独立。这些假设可表述如下：
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Cov（eij
 , u0j
 ）=0和Cov（eij
 , u1j
 ）=0表示水平1残差与水平2残差之间无相关关系，但不同宏观方程中的水平2残差之间可以存在相关关系，如Cov（u0j
 , u1j
 ）=[image: 22585-00-036-2]
 。

在SAS操作手册中，多层模型残差项的假设用下列矩阵符号表达：
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这里G是水平2残差的方差/协方差矩阵，R是水平1残差的方差/协方差矩阵。对于带有一个随机截距和两个随机斜率的两水平模型，矩阵G为
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水平1的随机回归系数越多，则水平2的方差／协方差结构越复杂。在横向数据（cross-sectional data）的多层模型中，通常假设水平1的随机变异为单方差（single variance）变异，即假设矩阵R为

[image: 22585-00-037-1]


然而，在分析纵向数据（longitudinal data）时，需要关注个体内方差/协方差结构（with-in-subject variance/covariance structure）。此时，矩阵R可以设置各种不同的方差/协方差结构，而水平2变异则可以设置为零，也可以不设置为零，取决于模型拟合数据的情况。我们将在第4章中讨论该问题。

最后，正如在第1章中所陈述的那样，与传统的回归分析一样，目前在多层模型分析中，一般假设变量无测量误差（measurement errors）。但新近发展的多层结构方程模型（multilevel structural equation models）可在分析多层数据的同时处理测量误差。本书不讨论多层结构方程模型。

2.4　固定和随机回归系数（Fixed and Random Regression Coefficients）

在多层模型中，水平1回归系数可以是固定的，也可以是随机的。与普通回归模型一样，固定回归系数是一个常数，而随机回归系数则跨组变化。图2.4.1—2.4.4表示在4个组（即水平2单位）中y对x回归的不同模式。在图2.4.1中，各组的回归线相互平行，表明各组内回归的截距随组变化而变化，但斜率相同。粗线为总回归线，代表y与x之间平均而言的总体关系。在图2.4.2中，各组的回归线的斜率不同，但截距保持相同，说明当x=0时各组y的均值相同；但y和x之关系（即斜率）随组的变化而变化：两组为正值，另两组为负值。平均而言，y与x之间的总体关系接近于零，即图中代表总回归线的粗线几乎是水平的。图2.4.3显示的是一种更一般化的模式，即各组的回归线不仅截距不同，斜率也不同；或者说，各组的回归截距和斜率均跨组变化。平均而言，随着x值的增加，y的均值也有增加趋势（见粗线），即x对y保持正效应，尽管这种效应并不很大（在图中显示代表总体回归线的粗线的斜率并不很大）。图2.4.4显示各组回归线的截距差异不大，但其斜率却有较复杂的组间变异。
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图2.4.1
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图2.4.2
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图2.4.3
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图2.4.4



图2.4.1—2.4.4不但显示了不同组的水平1结局均值，同时显示了水平1解释变量与结局测量之间关系的不同模式是由各组回归线的不同截距和斜率造成的。在两水平多层模型中，水平1随机回归系数的变异假设呈正态分布的。例如，如果水平2方程中不含有协变量，公式（2.2.2）—（2.2.3）变为
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这里，水平1随机截距β0j
 代表第j组的结局测量均值，其跨组变化呈以γ00
 为均值、[image: 22585-00-038-6]
 为方差的正态分布。水平1斜率β0j
 代表第j组内水平1解释变量z1
 对yij
 的效应，其跨组变化呈以γ10
 为均值、[image: 22585-00-039-1]
 代表具体组的水平1回归截距和斜率与其相应总体均值（即γ00
 和γ10
 ）的差异程度。

在带有宏观解释变量（如w1
 ）的宏观方程（如方程2.2.2和2.2.3）中，微观水平随机回归系数的变异可以部分地由宏观变量解释，不能解释的部分仍然保持随机。可系统地由宏观变量解释的各随机系数的变异程度由类似R2
 的统计量测量，我们将在本章随后的2.9节中专门讨论该问题。

可以认为，水平1随机和固定回归系数的区别在于前者在水平2方程中包含一个随机残差，而后者则没有。如果水平2方程中的残差项不为零，则相应的水平1回归系数便为随机系数。就是说，水平1回归系数是否是随机系数，可通过检验相应的水平2方程中残差项的方差是否为零来确定（Raudenbush&Bryk, 2002）。因为模型假设残差项的期望值为零，如果残差项的方差也为零，那么，我们可以判断残差项为零。例如，如果统计检验结果不能拒绝[image: 22585-00-039-2]
 的假设，那么，u0j
 便为0，因而水平1截距β0j
 就是一个固定回归系数。

如果所有的水平1回归系数都是固定系数，那么，组合模型的总残差项便只是eij
 ，此时，模型（2.1.4）就变成
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该模型与式（1.4.3）所显示的固定效应模型一样，可以用普通最小回归法（OLS）进行模型估计。注意，模型（2.4.4）提示了以下关系：
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其中，宏观方程内无残差项。即是说，水平1回归系数β0j
 与β1j
 虽然也随组的变化而变化，但这种变化是非随机性的，且完全由宏观水平变量w1j
 解释。实际研究中很难想像水平1随机系数的全部变异可由有限的宏观变量完全解释。换言之，（2.4.4）式所示的固定效应模型（fixed-effect model）不适合用来分析多层数据。

2.5　跨层交互作用（Cross-Level Interactions）

确定和解释跨层交互作用（cross-level interaction）是多层模型分析过程中的一个重要问题。如果水平1解释变量（如z1ij
 ）与结局测量（如yij
 ）之间的关系在各组间没有显著性变化，则可将该系数β1j
 看作是固定系数β1
 （注意，β1
 没有下标j），因而不需要将其在水平2公式中处理为场景变量（contextual variables）的函数。然而，如果β1j
 在组间具有显著性的变异，就需要探讨哪些场景变量可以影响水平1解释变量z1ij
 与结局测量yij
 之间的关系。如果某个场景变量（如w1j
 ）对水平1随机系数β1j
 有显著效应，表示水平1解释变量z1ij
 与应变量yij
 之间的关系依赖于组水平的解释变量w1j
 ，或受场景变量w1j
 的影响和调节。变量z1ij
 的主效应（main effect）、及其z1ij
 与变量w1j
 之间交互作用的解释与普通线性回归模型的主效应和交互作用的解释相同。但多层模型中的交互作用是不同层的解释变量之间的交互作用，而多元回归模型是同一层中不同解释变量之间的交互作用。因此，我们称多层模型的交互作用为跨层交互作用（cross-level interaction）或微观–宏观交互作用（micro-macro interaction）。例如，式（2.2.9）所示的组合模型中，系数γq0
 和γ0m
 分别是水平1解释变量zqij
 和水平2场景变量wmj
 的主效应，系数γqm
 则是水平1变量zqij
 和水平2变量wmj
 间的交互作用。

如前所述，微观随机系数的变异可系统地由组水平的场景变量解释，且通常只能部分地解释。不能解释的那部分变异通常被定义为宏观残差项（macro resid-ual/error term）。当用M个水平2解释变量（如w1j
 , w2j
 , …, wmj
 ）预测水平1解释变量zqij
 的随机斜率的变异时，zqij
 对yij
 的效应被这些场景变量调节。就是说，在组合模型中，水平1解释变量zqij
 与M个场景变量之间可存在M个跨层交互作用。在处理跨层交互作用时，有两点必须注意（Hox, 2002）：第一，与多元回归模型一样，如果跨层交互作用统计显著，其相应的主效应无论是否统计显著，都必须保留在模型中，并将相应的效应计算进去；第二，交互作用中的变量观察值必须具备一个有意义的零值（meaningful zero value）。否则，其相应变量的主效应就无有意义的解释。例如，在公式（2.2.4）中，变量z1ij
 的主效应可解释为是变量w1j
 取零值时的z1ij
 效应，如果变量w1j
 不具备一个有意义的零值，我们则不能合理解释变量z1ij
 的主效应。举例说明，假设在一高中毕业生SAT（Scholastic Assessment Test，美国大学入学考试）分数研究中，变量z1ij
 是在学校j内的个体学生i的GPA分数（Grade Point Average，美国高中平均成绩测量），而变量w1j
 为学校j的学生/教师比例。显然，变量z1ij
 和w1j
 的观察值中都不应有零值，因为零值对于这两个变量来说无意义（not meaningful）。当将z1ij
 和w1j
 的原始观察值用于模型分析，且模型包含这两个变量的交互作用时，它们的主效应解释便成为问题。因为z1ij
 对结局测量的主效应是变量w1j
 取零值时z1ij
 的效应，而变量w1j
 的原始观察值是没有0值的。变量w1j
 主效应的解释存在同样的问题。解决该问题的办法是变量的测量中心化（measurement centering）。

2.6　测量中心化（Measurement Centering）

在多元回归分析中，人们通常对斜率兴趣较大，而不太关注截距，因而模型通常包含解释变量的原始测量数值。而在多层模型分析中，通常所关注的是水平1截距和斜率的变异，其为宏观方程中的因变量（dependent variable）。因此，赋予水平1随机回归系数，特别是水平1随机截距有意义的解释，在多层模型分析中是非常重要的。否则，对水平1随机系数在组水平变异的分析就不好解释。

回归截距的意义与解释变量的值和尺度（scale）有关。一个连续变量，无论是水平1还是水平2连续变量，如果没有一个有意义的零值，则需要进行中心化（centering），又称定位（scaling）。假定有一个水平1截距为5的回归模型，我们可以说，回归线在结局测量值为5处与Y轴相交；即是说，当模型中所有的解释变量为零时，结局测量的期望值为5。但是，如果在所观察的数据中某些解释变量没有实际的零值，则上述解释没有意义。例如，在一个带有成人年龄观察值的回归模型中，与0岁相对应的因变量值就没有意义。要使截距变得有意义，必须通过中心化重新定义或转化年龄的测量值，如将样本中的每一个年龄测量值减去样本的平均年龄。如果某研究对象的年龄为40，而样本年龄均值为30，则该对象的中心化年龄为40-30=10，这是相对于年龄均值的测量离差（a measure of deviation from the mean age），代表该对象的年龄在样本中的相对位置。通过测量中心化，具有样本平均年龄者的中心化年龄为0。这样，回归截距就代表样本中具有平均年龄者的结局测量相应的期望值。当然，如前所述，测量中心化还有助于解释交互作用中变量的主效应。

测量中心化通常用于连续变量，但也可用于虚拟变量（dummy variable）。对于原始虚拟变量，回归模型的截距代表相应于虚拟变量取0值时的结局测量均值。假定变量x为代表性别的虚拟变量（如：1–男；0–女），那么，其均数¯x即为样本中男性的比例。通过对虚拟变量的中心化，将虚拟变量值（即1或0）减去样本中男性的比例（即虚拟变量的均值），则重新定位后的虚拟变量值“0”即代表样本中男性的比例。原虚拟变量中的0或1值则变成0或1与样本中男性比例的差异。例如，虚拟变量值x=0重新定位后为[image: 22585-00-041-1]
 ，即该样本中男性比例的负值；虚拟变量值x=1定位后为[image: 22585-00-041-2]
 ，是样本中女性的比例。在回归模型中采用这种中心化虚拟变量，截距可解释为对应于样本中男性比例的结局测量的均值。

在多层模型分析中，测量中心化不仅使回归截距具可解释性，而且能提高模型运行速度，减少模型估计收敛不好的问题（Raudenbush&Bryk, 2002; Hox, 2002）。进行测量中心化有两种方法：总均数中心化（grand-mean centering）和组均数中心化（group-mean centering）。前者是指以总体均数为参照进行测量中心化处理；后者是围绕组均数进行中心化。采用不同的中心化方法，模型截距具有不同的含义。在两水平模型中，两种测量中心化方法均可用于水平1解释变量的重新定位；如果要对水平2解释变量进行重新定位，则可采用总均数中心化方法。


总均数中心化（Grand-Mean Centering）：
 变量xij
 总均数中心化可表示为（xij
 -[image: 22585-00-042-7]
 是变量xij
 的样本总均值。如果方程（2.2.1）中水平1固定效应解释变量xij
 和随机效应解释变量zij
 都用总均数中心化，则

yij
 =β0j
 +α（xij
 -x..）+β1j
 （zij
 -z..）+eij
 　（2.6.1）

式中水平1截距β0j
 代表第j组某“平均”个体（“average”person）的结局测量均值[image: 22585-00-042-8]
 ，该“平均”个体的所有解释变量均取样本均值。该截距可表达为

[image: 22585-00-042-1]


即截距β0j
 被解释为经调整的组结局测量均值，即控制[image: 22585-00-042-2]
 后的组结局测量均值。

进行测量总均数中心化后，模型在统计学意义上等效于使用原始测量的模型。这是因为在总均数中心化过程中，从一个变量的个体观察值中减去的是一个常数（即该变量的总均数），这种测量值的转换并不改变模型拟合、模型的预测值和残差，而每一个回归参数估计值的改变，只是增加了一个常数。使用总均数中心化变量和原始测量值变量的模型的截距和随机斜率是可以相互转换的。有关此方面的详细内容可参考Kreft&De Leeuw的著作（1998, p.p.108—109）。


组均数中心化（Group-Mean Centering）：
 某变量的组均数中心化是指将该变量值转化或重新定位为一个以组均数为参照的离差值，如[image: 22585-00-042-3]
 ，其中[image: 22585-00-042-9]
 是第j组中变量xij
 的均数。由于各组的组均数不一定相等，每一组的xij
 减去该组的[image: 22585-00-042-10]
 后，使用组均数中心化变量的模型就不再等效于使用原始测量变量的模型。组均数中心化模型中的水平1截距可以解释为应变量的组内期望值。这可以通过将公式（2.2.1）中的xij
 和zij
 分别替换为[image: 22585-00-042-4]
 来表示：

[image: 22585-00-042-5]


这里，水平1截距β0j
 正好是第j组结局测量的粗均数值（未经调整的均数值），其方差[image: 22585-00-042-6]
 的组间变异。当模型中的变量用组均数进行中心化（如[image: 22585-00-043-1]
 ）时，组均数[image: 22585-00-043-2]
 便从原始测量中分离出去了。如果从理论或经验上我们可判定组均数[image: 22585-00-043-3]
 确实影响结局变量，那么，该组均数[image: 22585-00-043-4]
 应作为组水平解释变量放回到相应的水平2公式中去，而且该水平2变量与水平1变量[image: 22585-00-043-5]
 呈正交（orthogonal）或相互独立。如果不把组均数作为组水平解释变量放在水平2公式中，便会因为组均数中心化所产生的组间变异消失而影响模型估计。

再以高中毕业生SAT研究为例，如果将学生的GPA分数（z1ij
 ）进行组均数中心化[image: 22585-00-043-6]
 就应作为一个宏观变量放到水平2模型中来解释学校间平均SAT成绩的差异，因为一个学校学生的平均GPA分数对该校学生的平均SAT成绩应该是有正面效应的。另外，[image: 22585-00-043-7]
 也可能影响学生个体GPA分数（z1ij
 ）对结局测量（SAT）的效应。就是说，学校平均GPA分数[image: 22585-00-043-8]
 不但影响学校平均SAT成绩，而且调节（mediate）学生个体GPA分数与SAT成绩的关系。这表明，学生GPA分数对SAT分数的效应与其在该校的相对位置有关（即与该校的平均GPA水平的差异），同时也与学校的平均GPA水平有关。这样，组均数中心化可以用于以青蛙-池塘理论（Frog-Pond theory）为基础的相关研究（见第1章、第1.1节）。

当然，从理论上说，如果一个变量的组均数测量对于结局测量没有影响，也就不需将其纳入宏观模型了。当然，如果用总均数中心化，[image: 22585-00-043-9]
 代表第j组的第i个个体在整个样本或所有的组群中的相对位置，则不必考虑组均数测量对于结局测量的影响。

从以上讨论可知，当数据中的某解释变量的零值无意义时，应考虑对该变量进行中心化处理、或重新定位。在多层模型分析中，通常有三种变量定位（scaling）方法：1）采用变量的原始测量，称为粗定位；2）总均数中心化，即将变量原始测量值减去该变量原始测量的样本总均值；3）组均数中心化，即将变量的原始测量值减去该变量原始测量的组均值。另外，一个变量也可以用其他某个有意义的值进行中心化，如总体均数（population mean）（Raudenbush&Bryk, 2002）。此时，模型中水平1截距β0j
 可解释为对应于该变量总体均数的结局测量均值。需要注意的是，经中心化处理后的变量测量值变成了相对值，该值是某个体测量值与某个常数，如组均数或总均数之间的差异，代表该个体在其组群中的相对位置。因此，应注意测量转换后变量效应的解释。

2.7　模型估计（Model Estimation）

因为组合模型（如公式（2.2.4））中存在由水平1和水平2残差（即εij
 , u0j
 和u1j
 ）组成的复合残差结构，使模型估计较为复杂，需要同时估计三种参数（即固定回归系数、随机回归系数、以及矩阵G和R的方差/协方差）。本书不讨论多层模型分析的统计学理论和运算法则，有兴趣的读者可参考Mason, Wang等（1983）, Goldstein （1987）和Raudenbush&Bryk（2002），Littell等（1996）的文章或专著。本节中，我们仅概念性地介绍多层模型的估计。

假如已知方差/协方差矩阵G和R（见公式（2.3.6）和（2.3.7）），可用广义最小二乘法（generalized least square，GLS）进行模型估计（Goldstein, 1987）。已知矩阵G和R，则结局测量yij
 的方差估计为

[image: 22585-00-044-1]


采用矩阵[image: 22585-00-044-2]
 的逆矩阵为权重（weight），则可通过广义最小二乘法估计模型回归系数及其标准误。问题是，在实际研究中，矩阵G和R是未知的，必须通过多层模型来估计。正如Littell等（1996, p.498）所指出的那样，“这样，目标就变成了找到矩阵G和R的合理估计值”。

与其他统计模型一样，多层模型估计通常使用著名的最大似然（maximum likelihood，ML）估计法来估计矩阵G和R的方差/协方差（如[image: 22585-00-044-3]
 ） （Littell etal. 1996; Searle etal., 1992）。最大似然估计法通常具有大样本的性质：1）一致性（consistent）：随着样本量的增加，最大似然估计值逐渐趋向于参数的真值；2）渐进正态性（asymptotically normal）：最大似然估计值呈一个以参数真值为中心的近似正态分布，因而，使统计显著检验成为可能；3）估计的似然函数（likelihood function）可用作模型拟合的评估和模型比较。

ML估计是一种迭代算法（iterative algorithm）。估计过程开始时，产生一些参数估计的初始值，一次迭代后所产生的参数估计值可作为下一次迭代的初始值。如此循环，迭代过程重复多次，直到所有的参数估计值趋于稳定为止。计算机程序中设定的容限（tolerance）或收敛标准（convergence criterion）默认值通常很小（如SAS PROC MIXED程序为1E-8）。如果两次连续迭代间的参数估计值之差达到容限，则计算停止，此时最大似然估计收敛。有时，也可能出现估计值不收敛的现象，此时计算过程可能会不停地循环下去。为了避免这种无休止地循环，所有的计算机程序都会设立一个默认的最大迭代次数（如SAS PROC MIXED程序为50次），当然，该最大迭代次数也可以根据需要进行修改。如果迭代次数达到了设定的最大迭代次数，不管参数估计值是否收敛，计算过程都会停止。缺乏收敛通常意味着模型不拟合数据或样本量太少。

通常用于多层模型估计的最大似然参数估计方法有两种：最大似然法（ML）
[3]

 和限制性最大似然法（restricted maximum likelihood，REML），后者又称为残差最大似然法（residual ML）（Patterson和Thompson, 1971）
[4]

 。Littell等（1996, p.498）详细介绍了如何用ML和REML似然函数估计矩阵G和R。在SAS PROC MIXED程序和其他线性多层模型软件（如HLM）中，REML估计是一种默认的模型估计方法
[5]

 。

以上两种以最大似然法为基础的模型估计方法以不同的残差项为基础。ML以普通残差项[image: 22585-00-045-1]
 为基础，而REML以残差项[image: 22585-00-045-2]
 为基础。应注意，在REML的残差项中含有与水平1随机回归系数有关的变异[image: 22585-00-045-3]
 ，该残差项包含了所有来源的随机变异。因此，将其称为“全残差”（full residual），以区别于上述的普通残差（Brown&Prescott, 1999, p. 46）。

当水平2单位（即组，groups）的数量不太大时，ML与REML所估计的水平1残差方差估计值（即矩阵R）差别不大，但REML所产生的水平2残差方差/协方差（即矩阵G）的偏倚较小。因此，REML通常用于组数量较少的模型估计（Kreft, 1996; Raudenbush&Bryk, 2002）。然而，Carpenter, Goldstein和Rasbash （2003）所做的模拟（simulation）研究结果显示，在组群数量较少和/或结局测量呈非正态分布的情况下，REML估计同样存在偏倚。我们在第6章第3节将讨论与此有关问题。

尽管理论上认为REML优于ML，ML估算法在多层模型分析中依然非常重要并实用。首先，其运行速度比REML快；其次，在进行模型比较时ML是非常重要的，我们将在2.8.3节中讨论该问题。

其他较知名的多层模型估计方法有：迭代广义最小二乘法（Iterative General-ized Least Squares，IGLS），限制性迭代广义最小二乘法（Restricted Iterative Gen-eralized Least Squares，RIGLS）等，它们主要应用于MLwin软件包中（Goldstein, 1995）。IGLS迭代估计从普通最小二乘法（OLS）起步，估计固定回归系数（fixed ef-fects），计算出OLS残差及其方差/协方差矩阵[image: 22585-00-045-4]
 ；然后，再用以矩阵[image: 22585-00-045-5]
 的逆矩阵为权重的广义最小二乘法（GLS）来估计模型随机成分的方差/协方差（e.g.,[image: 22585-00-045-6]
 , [image: 22585-00-045-7]
 ）。这些估计的方差/协方差又被用来产生新的GLS的权重，重新估计固定回归系数，计算新的GLS残差及其方差/协方差矩阵[image: 22585-00-045-8]
 。这两部分估算过程交替进行，每一次计算的参数估计值都比上一次更精确。持续迭代直至所有的参数估计值趋于稳定，或估计过程收敛。当样本量较少时，IGLS会产生随机参数的有偏估计。因此，须使用RIGLS进行模型估计。事实上，IGLS和RIGLS分别与ML和REML相对应（Goldstein, 1989）。

最后，还有一个重要的多层模型估计方法，称为经验贝叶斯估计法（empirical Bayes estimator）（Lindley&Smith, 1972）。该方法在某些组样本量较小的情况下特别适用。第j组的经验贝叶斯参数估计值是分别利用第j组子样本和整体样本数据所估计出来的最佳加权平均参数估计值。例如，在前述的两水平截距模型（2.1.2）—（2.1.3）中，β0j
 的经验贝叶斯估计值可以表达为[image: 22585-00-046-1]
 和[image: 22585-00-046-2]
 的加权线性组合：

[image: 22585-00-046-3]


其中，[image: 22585-00-046-4]
 的OLS估计值，权重系数ρj
 表示[image: 22585-00-046-5]
 的可靠性（reliability），其值的变化范围在0—1之间。
[6]

 如果各组的ρj
 接近1，那么多层模型的参数估计值等于普通回归模型参数估计值。[image: 22585-00-046-6]
 的可靠性与各组的样本量（即nj
 ）大小有关。组样本量越大，[image: 22585-00-046-7]
 估计值的可靠性越高，权重系数（即ρj
 值）也越大; 结果，组均数[image: 22585-00-046-8]
 的计算中所占份额就较大，否则，总均数[image: 22585-00-046-9]
 所占份额就较大。换言之，当组样本量nj
 较小时，公式（2.7.2）中的权重系数ρj
 就较小，[image: 22585-00-046-10]
 的贡献就会“收缩”（“shrink”），多层模型的参数估计值就会被“拉”向用整个样本计算出的参数估计值。因此，经验贝叶斯估计法被称为“收缩估计”法（shrinkage estimator）（James&Stein, 1961）。收缩的程度有赖于OLS估计的精确度，与用来进行参数估计的水平1单位的数量有关。

“收缩估计”法又称为“借力法”（borrow strength）。即利用从全部样本“借”来的信息，来支持样本量较小组群的统计估计（Gelman, et al., 2003）。当某些组群有稀少数据（sparse data）时，也就是说某些组的子样本量太小时，经验贝叶斯估计法的借力特性是非常有用处的。在实际工作中，多层数据中常常有某些组群数据稀少的情况，因此，经验贝叶斯估计是多层模型分析的一个重要方法，尽管该方法有时会将参数估计值过于“拉”向样本均值（Raudenbush&Bryk, 2002）。

当模型中含有协变量（covariates）时，其两水平模型的条件收缩估计（conditional shrinkage estimates）与以上所述基本相同（Raudenbush&Bryk, 2002, p.48）。公式（2.7.2）可扩展、并用于带协变量的多层模型，此时，其参数估计便成为条件收缩估计。条件收缩估计的通用公式可以从Raudenbush&Bryk（2002）的著作中查到。

经验贝叶斯估计法或收缩估计法应用于计算机程序，如HLM，进行多层模型的估计。SAS PROC MIXED程序的REML估计法与经验贝叶斯估计法具有相似的“收缩”功能（Laird&Ware, 1982; Carlin&Louis, 1996）。使用RANDOM语句的SOLUTION选项，SAS PROC MIXED程序提供最佳线性无偏预测（Best Lin-ear Unbiased Prediction，BLUP）方法估计随机效应（Littell et al., 1996）。在第3章，我们将用模型估计结果验证SAS PROC MIXED程序提供的BLUP参数估计是类似经验贝叶斯估计的“收缩估计”。另外，通过PRIOR语句，SAS PROC MIXED程序还可执行以抽样为基础的贝叶斯分析（SAS Institute Inc, 2004; Littell et al., 2006）。

由于OLS水平1系数的可靠性在收缩估计中起着重要作用，因此，我们简要地讨论一下如何估计空模型中[image: 22585-00-047-1]
 的可靠性（ρ0j
 ）。根据经典心理学真实分数理论（true score theory）（Lord&Novick, 1968），测量的可靠性是指真实分数方差（variance of the true scores）与观察总方差（total variance of the observed val-ues）之比。因此，测量的可靠性可定义为

ρ=（真实分数方差）/（观察总方差）　（2.7.3）

[image: 22585-00-047-2]


式中，nj
 是第j组的子样本量，ICC是多层数据的组内相关系数。该公式从另一个角度揭示了可靠性ρ0j
 是nj
 的一个函数；对于给定的ICC，如果nj
 增加，则ρ0j
 会随之增加。另外，ρ0j
 也是ICC的一个函数；对于给定的nj
 ，如果ICC增加，则ρ0j
 也会随之增加。

估计OLS水平1系数[image: 22585-00-048-1]
 可靠性的通用公式定义为（Bryk&Raudenbush, 1992, p.43）

[image: 22585-00-048-2]


式中[image: 22585-00-048-3]
 是相应水平1解释变量zqij
 的平方和。式（2.7.7）和（2.7.8）表明，zqij
 的变异越大，[image: 22585-00-048-4]
 的可靠性也越大。

[image: 22585-00-048-5]
 的可靠性是多层模型参数估计的重要组成部分，某些计算机软件，如HLM，也提供其估计值。然而，在多层模型的实际应用中，人们通常并不报告[image: 22585-00-048-6]
 的可靠性。SAS PROC MIXED程序的输出也不提供[image: 22585-00-048-7]
 可靠性的估计。但是在第3章我们将示范如何用SAS估计[image: 22585-00-048-8]
 的可靠性，并测试其在模型收缩估计中的运用。结果将显示，SAS PROC MIXED的BLUP估计实际上是收缩估计。

虽然多层模型具有处理稀少数据（即组水平内单位观察数量较少，或子样本太小的数据）的功能，但当组水平单位本身数量太少时，多层模型在参数估计方面仍有不少问题。在此情况下，无论是用ML还是REML进行模型估计，其效果都不是很理想。此时，可采用自助法多层模型（bootstrap multilevel methods）。我们将在第6章中将讨论自助法及其在多层模型中的应用。

2.8　模型拟合，假设检验和模型比较（Model Fit, Hypothesis Testing and Model Comparisons）

2.8.1　模型拟合（Model Fit）

多层模型分析中对模型拟合的评价方法与其他统计分析模型，如Logistic回归模型相似。SAS PROC MIXED程序为模型拟合提供统计量-2LL，即-2倍的对数似然值（log likelihood）。-2LL越小，模型拟合数据越好。事实上，-2LL即偏差统计量（deviance statistic），其是设定模型与饱和模型（full or saturate model）之间自然对数似然值之差乘以-2。由于饱和模型“完美”拟合数据，其似然值理论上为1，因而其对数似然值为0，因此，设定模型的-2LL实际就是偏差统计量，反映设定模型与饱和模型比较时拟合数据的差别。实际-2LL应是“拟合劣度”（badness of fit）统计量，但通常人们仍然习惯地将其称为“拟合优度”（goodness-of-fit）。-2LL越小，模型拟合数据越好。

另外，SAS PROC MIXED程序为模型拟合评价提供了多种信息标准测量（information criteria measures）。常用的三种信息标准测量为：Akaike’s信息标准（Akaike’s information criterion，AIC）（Akaike, 1974），有限样本校正AIC（finite-sample corrected version of AIC，AICC）（Hurvich&Tsai, 1989）和贝叶斯信息标准（Bayesian information Criterion，BIC）（Schwarz, 1978）。从8.1版开始，SAS PROC MIXED提供了信息标准测量的“小即好格式”（smaller-is-better forms）。在这些标准中，测量值越接近0，表明模型拟合越好。AIC, AICC和BIC的计算公式如下（SAS Institute Inc, 2004, p. 2676）：
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其中，-2LL是-2乘以最大似然函数的对数值，d代表模型中模型估计参数个数，n是有效观察个数，ln（n）是n的自然对数。三种信息标准测量都是调整了模型参数数目后，在模型对数似然值基础上计算的，AICC和BIC还考虑了样本量的影响。

以上模型拟合指标提供了模型比较的有用信息，但它们都不能告诉我们一个单一模型本身是否拟合数据。模型估计迭代是否收敛的信息可为我们在某种程度上提供单一模型拟合数据的信息。模型估计迭代迅速收敛表明该模型拟合数据好。反之，模型估计迭代不能收敛则表明该模型设定可能有问题。另外，被模型解释的变异（model explained variance）也可用来作为模型拟合的一个指标。我们将在2.9节中讨论这个问题。

2.8.2　假设检验（Hypothesis Testing）

多层模型的假设检验一般有：随机效应
[7]

 假设检验，固定效应
[8]

 假设检验和模型比较（model comparisons）检验。

随机效应检验（Testing Random Effects）：这里所说的随机效应是指组合模型中的随机部分，主要指宏观水平残差（macro level residuals）的方差/协方差（如[image: 22585-00-049-2]
 ,[image: 22585-00-049-3]
 ）。为了对方差/协方差参数进行统计显著性检验，SAS PROC MIXED程序提供了Wald Z统计量（Wald Z statistic），其为参数估计值与标准误之比。

一个统计显著的水平2残差方差（level 2 residual variance）表示相应的水平1回归系数是随机系数（random coefficient）。因此，水平2残差方差的显著性检验事实上是来用检查哪个水平1回归系数（如截距和斜率）是随机系数。水平1回归系数存在显著性变异表明该系数是随机的，在组水平模型或宏观模型中应作为应变量处理。如果在建模探索过程中发现某水平1回归系数是非随机的，则其在最终模型中一般被设定为固定效应。

在残差方差/协方差的显著性检验中，有几个问题需要注意。第一，根据定义，方差不能为负数，因而用于检验残差方差的Wald Z检验是单尾检验（one-tailed test）（如，[image: 22585-00-050-1]
 ），其Z统计量的P值应除以2。第二，通常用于模型比较的似然比检验（likelihood ratio test，LR test）也可用于随机效应检验。即先将特定的水平1回归系数设定为固定系数，再将其设定为随机系数，运行模型两次。同样，用于检验方差的似然比检验也是单尾检验，与χ2
 统计量相对应的P值也应除以2。在大样本情况下, Wald Z检验和LR检验是等价的。但, Wald Z检验比LR检验更保守（conservative）,即其检验的P值较大。因而，一般说，LR检验较Wald Z检验更为可取（Littell et al. 1996, 2006）。但在组群数量较少的情况下，采用自助法多层模型（bootstrap multilevel models）更好。关于这一点，我们将在第6章中加以讨论。

最后，如果组水平残差协方差（covariance）（如[image: 22585-00-050-2]
 ）呈统计显著，则表明某特定组中的水平1解释变量（如z1ij
 ）的效应与模型截距（即结局测量的组均数）相关。该问题在发展模型（growth model），即多层模型在纵向数据中的应用非常重要。我们将在第4章中讨论该模型。然而，水平1随机系数之间较强的共变（covariation）可能会导致较强的多重共线性（multicollinearity），引起水平2参数估计的困难。在这种情况下，可运用变量的总均数中心化（ground mean centering）来避免潜在的问题（Raudenbush, 1989a, 1989b）。

固定效应检验（Testing Fixed Effects）：固定参数是组合模型中的固定成分，其包括截距、微观和宏观解释变量的主效应（如式（2.2.9）中的γ00
 , γq0
 , αp
 和γ0m
 ），以及某些微观与宏观解释变量间的跨层交互作用（如式（2.2.9）中的γqm
 ）。SAS PROC MIXED程序提供t检验（t-tests）作为固定效应显著性检验的方法，t检验的结果解释与多元回归模型相同。

对于具有K个类别的分类解释变量（categorical explanatory variable），可以生成K-1个虚拟变量（dummy variables），这些虚拟变量的t检验结果表明结局均数在特定类别与参考类别，即省略类别（omitted category）之间的差异。另外，也可以对该分类变量的整体效应进行整体检验（global test）。SAS PROC MIXED程序默认提供F检验以评估分类解释变量的固定效应。如果在SAS PROC MIXED程序的MODEL语句中标明Chisq（χ2
 检验）选项，程序将为整体检验提供Waldχ2
 统计量。因为χ2
 检验假设分母自由度无限大（infinite），因而检验结果较F检验宽松（liberal）（SAS Institute Inc. 2004, p.2752）。

系数集检验（Testing a Set of Coefficients）：有时研究者的兴趣在于同时检验几个解释变量的效应。此时，可以分别运行带有和不带有该组解释变量的模型，然后进行似然比（LR）检验。因为该题目与下一节内容关系密切，此处暂不对似然比检验进行讨论。

系数的线性对比检验（Testing Linear Contrast of Coefficients）：统计学分析中经常遇到系数的线性对比（linear contrast of coefficients）。例如，假定在某研究中有三种治疗方法（方法1，方法2和对照组/控制组）的测量值，其组均数分别为[image: 22585-00-051-1]
 。在各比较组观察单位数量相等时，对照组均值与两个治疗组均值的线性对比为[image: 22585-00-051-2]
 。利用SAS PROC MIXED程序，可以很容易地检验系数的线性对比，包括两变量和多变量交互作用的对比检验。在各比较组观察单位数量不相等时，检验系数的线性对比应注意各组的权重（weight），我们将在第3章中举例讨论该问题。

2.8.3　模型比较（Model Comparisons）

当用不同模型拟合同一个数据集时，模型可以是嵌套模型（nested models），也可以是非嵌套模型（non-nested models）。对嵌套模型，即一个模型是另一个模型的亚模型（sub-model）可用似然比检验（LR test）进行比较。两模型间-2LL或偏差统计量的差可用来进行似然比检验。假定现有一个包括Q个解释变量的零模型（null model），另一个是替代模型（alternative model），其包括同样的Q个解释变量，另加额外的m个解释变量。此时，替代模型的偏差统计量为：DA
 =-2LLA
 ，零模型的偏差统计量为：D0
 =-2LL0
 ，两模型间的偏差统计量之差为
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即-2乘以替代模型与零模型似然函数之比的自然对数。此偏差统计量差的分布近似卡方分布，其自由度为两模型的参数数目之差（此例中为df=m）。

对于非嵌套模型，LR检验便不再适用。在这种情况下，可用信息标准统计量，如AIC、AICC和BIC，进行模型比较。它们既可以用于嵌套模型的比较，也可以用于非嵌套模型的比较。AIC、AICC和BIC的值越接近0，则模型拟合数据越好。基于Jeffreys （1961）的研究，Raftery（1996）对用BIC评价模型比较提出了如下指南：BIC绝对值差为0-2：弱证据（Weak evidence）；2-6：正证据（Positive evidence）；6-10：强证据（Strong evidence）；10+：超强证据（Very strong evidence）。

在多层模型比较时，需恰当地选择模型的参数估计方法。当比较随机效应相同，但固定效应不同的模型时，模型估计须采用ML；当比较随机效应（即方差/协方差成分）不同，而固定效应相同的模型时，模型估计须采用REML（Snijders&Bosker, 2003; Raudenbush&Bryk, 2002）。一般说来，ML较灵活，当模型的固定效应不同，随机效应也不同，但二模型的随机效应是嵌套时（如，一模型有u0j
 , 1j
 ,而另一模型有u0j
 , u1j
 和u2j
 ），也可以采用ML法进行模型比较。以上模型比较原则不仅应用于LR检验，也适用于信息标准测量如AIC、AICC和BIC等。注意，当模型比较完成后，需应用REML法运行“最终”模型（the“final”model） ，并报告模型的REML估计结果，因为REML估计较ML估计更精确。

2.9　水平1和水平2结局变异解释（Explained Level-1 and Level-2 Outcome Variances）

在多元回归方程中，模型中由解释变量解释的结局测量变异的比例用多元确定系数（coefficient of multiple determination）或R2
 测量。在多层模型中，由于结局测量方差由微观和宏观成分组成，且两个水平上均有未解释方差（unexplained variance）。在多层模型分析中，通常用一个类似R2
 的指标——方差缩减比例指数（index of the proportional reduction in variance）——来分别测量水平1可解释方差（level 1 explained variance）和水平2可解释方差（level 2 explained variance）（Raudenbush&Bryk, 2002）。

估计水平1可解释方差（Estimating Explained Level-1 Variance）：截距模型（见公式（2.1.1）—（2.1.3））提供了结局测量中可被模型中水平1和水平2变量解释的总方差（total variance）、组间方差（between-group variance）和组内方差（within-group variance）。为了阐明水平1可解释方差的估计，我们先运行截距模型，然后运行仅带有水平1解释变量的两水平多层模型，其中宏观模型中不带水平2解释变量。
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比较截距模型和设定模型的结果，应该见到[image: 22585-00-052-2]
 值下降的程度可用来估计水平1方差可解释的比例（Raudenbush&Bryk, 2002, p.79）：

[image: 22585-00-052-3]


其中，（RB：水平1方差可解释的%）代表用Raudenbush&Bryk方法估计的水平1可解释方差; [image: 22585-00-053-1]
 （零模型）为零模型（null model）
[9]

 的水平1残差方差；[image: 22585-00-053-2]
 （设定模型）为设定模型中的水平1残差方差。

估计水平2可解释方差（Estimating Explained Level-2 Variance）：公式（2.2.1）所示的设定模型有两个水平1随机回归系数：随机截距β0j
 和随机斜率β1j
 ，二者都是公式（2.2.2）—（2.2.3）中组水平解释变量w1j
 的函数。若能通过加入水平2变量减少水平2残差方差，则表明各水平2残差方差的某些变异是可以解释的。在此例中，我们需要计算两个可解释水平2方差的指标，来分别解释水平1随机回归系数β0j
 和β1j
 在组水平的变异。

水平2残差u0j
 的方差缩减比例指数可定义为（Raudenbush&Bryk, 2002, p.74）：
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其中，[image: 22585-00-053-4]
 （零模型）为零模型的水平2残差u0j
 的方差估计。这里零模型（null model）可以是公式（2.1.3），也可以是公式（2.9.2）代表的模型。前者的[image: 22585-00-053-5]
 （零模型）代表没有控制水平1解释变量的组结局均数跨组变异的方差；后者的[image: 22585-00-053-6]
 （零模型）代表控制了水平1解释变量后的组结局均数跨组变异的方差。[image: 22585-00-053-7]
 （设定模型）可由式（2.2.2）进行估计。

水平2残差方差[image: 22585-00-053-8]
 （设定模型）可分别由式（2.9.3）和（2.2.3）进行估计，然后用[image: 22585-00-053-9]
 ，便可计算水平1随机斜率[image: 22585-00-053-10]
 的可解释方差。使用Raudenbush&Bryk方法，模型中水平2可解释方差指数的数量等于该模型中水平1随机回归系数的数量。

注意，将组水平解释变量包含在模型中并不影响水平1结局的变异，而仅影响水平2结局的变异，因为组水平变量对同一组内的个体为同一值。然而，个体水平的解释变量既能够在个体水平，也能够在组水平影响结局的变异，这是因为它们的值既有组内变异，亦有组间变异。模型中无组群变异（no group-variation）的水平1解释变量只会影响水平1的方差解释，而不能改变水平2的方差解释。如果水平1解释变量有较大的组间变化，则会影响水平2方差解释。

用方差缩减比例来近似地估计可解释性方差会遇到一些问题。首先，在多层模型中添加一个水平1解释变量，尤其是增加一个水平1组均数中心化（group-mean centered）变量，在实际研究中，有时可能会增加而不是减少水平1和/或某些水平2残差方差，从而使“R2
 ”的估计呈现负值（Snijders&Bosker, 1994, 2003）。第二，当多层模型涉及随机斜率时，其残差方差估计可能会随解释变量测量尺度的变化而变化（Hox, 2002）。Snijders&Bosker （1994, 2003）建议用均方预测误差的缩减比例（proportional reduction in mean squared prediction error）替代方差缩减比例（prop-ortional reduction in variance）来估计多层模型中的可解释残差方差。我们用以下简单模型来说明Snijders&Bosker的方法：
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其中，水平1截距是随机的，水平1固定效应解释变量x1ij
 是组均数中心化变量。对于一个x1ij
 的给定值，模型预测误差为

yij
 -（γ00
 +γ01
 w1.j
 +α1
 x1ij
 ）=u0j
 +eij
 　（2.9.9）

均方预测误差（mean squared prediction error）为

[image: 22585-00-054-2]


其中，“SB：水平1方差中可解释的%”表示用Snijders&Bosker法计算出的水平1解释方差。

同理，水平2预测误差为

[image: 22585-00-054-3]


均方预测误差为

[image: 22585-00-055-1]


其中，n是组样本量，[image: 22585-00-055-2]
 的均方预测误差；如果各组样本量不相等，则n可用平均组样本量替代。同样，n也可用以下调和均值（harmonic mean）代替：

[image: 22585-00-055-3]


用Snijders&Bosker的方法，水平2解释方差可以描述为当比较截距模型和设定模型时，[image: 22585-00-055-4]
 水平2总的缩减比例：

[image: 22585-00-055-5]


提示，当组样本量较大时，[image: 22585-00-055-6]
 趋近0，因而，水平2模型预测误差的方差趋近[image: 22585-00-055-7]
 ，公式（2.9.15）将转化为式（2.9.5）；即Snijders&Bosker的方法与Raudenbush&Bryk方法估计的结果将相同。

理论上，在模型中加入解释变量便会降低均方预测误差，因而用Snijders&Bosker方法计算的水平1和2的解释方差应有所增加。但在实际研究中，水平1和水平2的解释的方差可能会因模型中加入解释变量而下降，而不是增加。当发生这种反方向的变化，且解释方差下降很小时，则可能是偶然的结果（result of chance effect）。但如果解释方差下降达0.05或更大，则意味着模型错误设定的可能性。从这点来看，计算的水平1和2解释方差反方向的变化则可为诊断模型错误设定提供有用信息（Snijders&Bosker, 2003）。

一旦模型中含有随机斜率，模型解释方差的计算就变复杂了（Snijders&Bosker, 1994）。但研究者通常可简单地将所有的随机斜率设定为固定斜率，利用模型结果和式（2.9.11）、（2.9.15）来计算水平1和水平2的解释方差，其结果与带随机斜率的模型计算结果非常接近（Snijders&Bosker, 1999, p.105）。

Snijders&Bosker方法也有某些局限。首先，其仅能估计组内（公式（2.9.11））和组间（公式（2.9.15））变异的解释方差，不能估计具体随机回归斜率变异的解释方差；第二，目前，该方法仅能应用于两水平多层模型分析（Snijders&Bosker, 1994, 1999）；第三，其不能解决Raudenbush&Bryk方法所遇到的问题，即在带有随机斜率的模型中，残差方差有赖于解释变量的测量尺度。因此，尚需进一步研究来开发多层模型中可解释性方差的测量方法。在实际研究中，Raudenbush&Bryk的方差缩减比例法因其简单、实用而得到广泛应用。它不仅可用来解释组结局均数的变异，而且可用来解释水平1随机斜率的变异，并可以应用于三层或三层以上的多层模型。

2.10　建立多层模型的步骤（Steps for Building Multilevel Model）

在统计模型分析中，无论是理论知识还是实践经验，往往都不能提供准确信息来决定什么具体模型适合某特定数据的分析。通常，人们首先在现有理论、文献或先前研究的基础上，提出有关模型的一些基本想法或假设。在研究开始时，没有人确切知道哪个模型拟合数据最满意，可以提供有意义、可解释性的结果，同时又是简约模型（parsimonious model）。一般说来，模型的建立通常是一个即基于统计学考虑、又基于理论考虑的探索过程。多层模型建模的指导方针及步骤在许多研究中都有过讨论（Hox, 1994; Singer, 1998）。结合Hox （1994）和Singer （1998）所推荐的方法，在下列多层模型的建模过程中，我们以拟合截距模型或空模型来检查结局测量变异开始，然后依次检查可能影响结局变异的宏观和微观解释变量，及其跨层交互作用。

1）运行空模型（Running the Empty Model）：空模型（empty model）或截距模型（intercept-only model）（见方程（2.1.2）—（2.1.4））是多层模型建模的基础。只有在确定了数据存在显著性组内相关后，才有必要继续多层模型的建模；否则，用常规多元回归分析该数据便可以了。空模型的结果可以说明总结局测量变异中多大程度是由组内变异（within-group variation）引起，多大程度是由组间变异（between-group variation）引起。我们在2.1节中讨论过，微观和宏观来源的结局测量变异可以用来计算组内相关系数（ICC），并检验是否所有组群都具有相同结局均数的假设。此外，空模型还能够提供关于结局测量总均数，以及各组均数的可靠性（reliability）等重要信息，同时还能够作为与其他复杂模型进行比较的基础模型。因此，在多层模型建模过程中，第一步总是先运行空模型。

2）将水平2解释变量纳入空模型（Adding Level-2 Explanatory Variables in-to the Empty Model）：多层模型建模的下一步是在空模型中加入水平2解释变量（Singer, 1998）或水平1解释变量（Hox, 1994）。我们倾向Singer（1998）的方法，即首先通过加入水平2解释变量来扩展空模型。如果空模型结果显示数据存在显著组内相关或存在组内同质性（within-group homogeneity），意味着该数据存在组间异质性（between-group heterogeneity）。这样，平均结局的组间变异便有待解释。从逻辑上讲，模型构建的下一步，便是在模型中加入组水平变量来解释这种变异。

理论上，所有的组水平解释变量都应考虑纳入模型，但正如回归模型中自变量数不能多于观察数一样，所要考虑的组水平变量数不能多于组群数（即水平2单位数）。实际研究中，纳入多层模型中的组水平变量非常有限。为简便起见，我们用一个水平2解释变量（w1j
 ），来预测随机水平1截距的组间变异：

[image: 22585-00-057-1]


该试验性模型可称为带宏观解释变量主效应的随机截距模型。与截距模型比较，该模型具有相同的随机成分或随机效应（即，两模型中都具有u0j
 +eij
 ），但其固定效应不同（即，该模型有γ10
 和γ11
 ，而截距模型仅有γ10
 ）。当用LR值卡方检验进行该模型与截距模型的比较时，模型须用ML法而不是REML法估计。

3）将水平1解释变量纳入截距模型（Adding Level-1 Explanatory Variables into the Empty model）：在建模的第2步，检测组结局均数与组水平变量之间的关系时没有控制个体特征（individual characteristics），即水平1解释变量。在建模的第3步，我们将水平1变量加入模型，并将所有的水平1斜率看作是固定斜率。为简便起见，我们这里仅在模型中纳入一个具有固定效应的水平1解释变量：

[image: 22585-00-057-2]


以上试验性模型称为随机截距模型（random intercept model），其水平1模型的设定原则与多元回归模型相似，有关水平1解释变量均应包括到该方程中。

建模步骤2和3中的设定模型具有相同的随机效应（u0j
 和eij
 ），但其固定效应不同（步骤2中设定的模型有γ00
 和γ01
 ；以上模型有γ00
 、γ01
 和α1
 ）。当用LR卡方检验比较具有相同随机效应，但不同固定效应的模型时，模型估计须用ML法而不是REML法。

4）检验水平1随机斜率（Testing Level 1 Random Slopes）：

在建模探索第3步后，我们须确定模型中哪些水平1斜率是随机系数，以便检验模型中的跨层交互作用（cross-level interactions）。多层模型中，不仅结局测量组均数会跨组变化，而且水平1解释变量与结局测量之间的关系也会随组群的变化而变化。换言之，每一个水平1解释变量都可能有一个随机斜率，且不同的水平1随机系数，包括随机截距和随机斜率之间都可能相互关联。建模的第4步即确定模型中的水平1随机斜率。从理论上讲，水平1的截距和所有的斜率都可能是随机的，这种模型有时被称为随机效应模型（random effect model）。但是，如果模型中仅有某些水平1回归系数是随机的，而其他系数是固定的（fixed），这种模型有时被称为混合模型（mixed-effects model），其中，随机和固定回归系数混合并存。

前面空模型或截距模型实际讨论的是如何检验多层模型中水平1随机截距，但如何确定模型中的随机斜率呢？当然，我们可以将模型中所有的斜率都设定为随机斜率。然而，这样的模型构建策略可造成水平1随机斜率数量太多，因而产生模型估计问题，如导致模型估计不收敛等。因为当水平1随机斜率的数量增加时，水平2残差方差/协方差参数的数量会大量增加。例如，在一个仅有1个水平1随机系数（即随机截距β0j
 ）的截距模型中，仅有1个水平2残差方差（即[image: 22585-00-058-1]
 ）。增加一个水平1随机斜率（如β1j
 ），就会有3个水平2残差方差和协方差（如：[image: 22585-00-058-2]
 , [image: 22585-00-058-3]
 ），如果有Q个水平1随机斜率加随机截距，水平2残差方差和协方差的参数的数量就会达到（Q+1）[（Q+1）+1]/2个。如是，需要大量的信息来估计模型的随机部分，即需要很大的数据规模来避免模型估计的不稳定性。

基于理论、假设和经验，研究者通常应首先对模型中哪些水平1解释变量可能具有随机斜率有一个初步估计。然后通过对水平2残差方差/协方差矩阵G中的方差（如[image: 22585-00-058-4]
 ）进行统计显著性检验，以确认哪些水平1斜率是随机系数。如果统计检验不能拒绝[image: 22585-00-058-5]
 的零假设，则表明相应的水平1斜率βg
 在各组间没有显著性变化；因此可以将其作为水平1固定斜率处理，其对应的水平1解释变量为固定效应变量（fixed-effect variable）。

假定模型中有一个水平1随机截距和斜率，且暂不用组水平解释变量来预测水平1随机斜率的变异，模型可表达如下：

[image: 22585-00-058-6]


其中，水平1截距β0j
 和斜率β1j
 都随组群变化而变化，水平2残差u0j
 代表第j组结局均数偏离总均数（γ00
 ）的程度；水平2残差u1j
 代表在第j组中水平1变量z1ij
 对yij
 的效应偏离其对yij
 的平均效应（average effect）的程度；u0j
 和u1j
 间的协方差测量水平1随机截距β0j
 和斜率β1j
 之间的关联。公式（2.10.7）—（2.10.10）的设定模型与式（2.10.4）—（2.10.6）的设定模型有相同的固定成分，但不同的随机成分。因此，如果用LR卡方检验对此模型进行比较，模型估计须用REML法，而不用ML法。

5）检验跨水平交互作用（Testing Cross-Level Interactions）：如果某些水平1斜率经检验是随机的，可将其作为宏观模型中组水平解释变量的函数，在组水平上解释其组间变异。例如，如果将组水平解释变量分别纳入在公式（2.10.8）和（2.10.9）中，则有如下多层模型：

[image: 22585-00-059-1]


其中，组水平变量w1j
 对水平1随机截距β0j
 的效应（即γ01
 ）是w1j
 对结局测量yij
 的主效应。在组水平公式（2.10.13）中纳入组水平解释变量w1j
 便在组合模型（式（2.10.14））中产生该变量与水平1解释变量z1ij
 间的跨水平交互作用（cross-level interaction）。比较该模型与公式（2.10.7）—（2.10.10）所示的模型，ML可应用于模型估计，因为此二模型仅在固定效应上有区别。

经过以上建模探索后，我们希望能够建立起一个“最终”模型（the“final”mod-el）。不过，一个拟合数据良好（如-2LL或偏差较小，AIC和BIC均较小）的模型，并不一定是令人满意的模型。正如在本节伊始就强调的那样，模型的选择是一个统计学和研究理论共同驱动的过程（statistics-driven and theory-driven process）。模型建立的目的不仅仅是找到一个数据拟合满意的统计模型，更重要的是要建立一个具有结果可解释性的简约模型（parsimonious model）。

2.11　三水平及更多水平的线性多层模型（Three or More Level Linear Multilevel Models）

本章中所讨论的两水平多层模型可以非常容易地扩展为三水平及更多水平的多层模型。例如，利用三水平分级结构资料（如：学生嵌套于班级，班级又嵌套于学校），可以建立一个三水平多层模型。在该模型中，结局测量仍是在水平1 （如学生水平）的测量。水平1截距和某些水平1斜率可能是随机的，这些水平1随机回归系数在以班级为分析单位的水平2模型中可被处理为应变量（dependent variable），其为某些水平2场景变量的函数。而某些水平2回归系数（如水平2截距和斜率）可能跨水平3单位（如学校）变化。那么，在水平3模型中，这些水平2随机回归系数又被处理为某些水平3场景变量的函数，成为水平3模型中的应变量。

假设有一个在美国各州多个不同地点测量吸毒者的HIV高危行为的三水平多层数据，其结局变量为yijk
 ，下标i、j和k分别表示水平1、2、3的观察单位。在这个多层数据中，共有K个水平3单位（即州），每个水平3单位有Jk
 个水平2单位（即研究项目实施点）；而每个水平2单位有njk
 个水平1单位（即研究项目的个体参与者）。公式（2.2.1）—（2.2.3）所示的两水平多层模型可扩展为三水平多层模型，其公式如下：

[image: 22585-00-060-1]


其中，x1ijk
 和z1ijk
 是预测结局变量的个体特征变量；w1jk
 是项目实施点的特征测量，以预测项目实施点对水平1随机系数（即β0jk
 和β1jk
 ）的效应。公式（2.11.2）中截距γ00k
 和公式（2.11.3）中斜率γ00k
 是水平2随机系数，它们跨水平3单位（如州）变化。这样，我们需要建立两个水平3模型（即：式（2.12.4）—（2.12.5））来解释这两个水平2随机系数的变异，其中变量v1jk
 为水平3单位的特征测量。

分别将式（2.11.4）—（2.11.5）代入式（2.11.2）和（2.11.3），然后将所得公式再代入式（2.11.1），可以得到一个三水平组合多层模型。该组合模型的复合残差由三个不同水平的残差组成，即水平1的eijk
 ，水平2的u0jk
 和u1jk
 ，以及水平3的υ00k
 和υ11k
 。

从技术角度而言，三水平及更多水平的多层模型的原理并不复杂，且在各种多层模型计算机软件和程序上均可运行。但实际研究中多层数据的第三层或更高层单位数量往往不足。例如，在上面所提到的例子中，实际研究中所包括的州的数量可能不够大。这样所得数据不足以建立令人满意的三水平多层模型。这样情况下，常见的处理措施是将各水平3单位的信息分配到同一个水平3单位中的各水平2单位。将三水平的数据收缩到两水平的数据结构中以后，就可以应用两水平多层模型进行分析。三水平及更高层次的多层模型应用较少的另一个原因是运行这类模型较麻烦，特别是在变量较多、随机系数也很多的情况下，模型结果解释较繁杂。因此，本书将只讨论各类两水平模型。




[1]
 水平1固定系数（α1
 ）在组水平的变异为零，因此其没有水平2方程。


[2]
 该组合模型在计量经济学中称为“简化模型”“Reduced model”。


[3]
 全信息最大似然估计（full information maximum likelihood，FML）是一种在某些多层模型软件中常用的方法，如HLM。SAS统计专家认为，SAS PROC MIXED程序中执行的ML实际上与FML相似。


[4]
 在SAS PROC MIXED程序中有一个非迭代模型估计方法，称为最小方差二次无偏估计法（minimum variance quadratic unbiased estimator，MIVQUE）。当最大似然法估计不收敛时，可使用该方法估计矩阵G和R。然而，模拟（simulation）研究表明，REML和ML通常较MIVQUE更可取（Littell et al., 1996）。


[5]
 SAS PROC MIXED采用岭稳定（ridge-stabilized）Newton-Raphson计算法来极大化最大似然函数，而在软件HLM中所采用的则是EM算法（Expectation-Maximum，EM algorithm）。另一个多层模型程序VARCL （Longford, 1987）采用Fisher分数法（Fisher scoring）。


[6]
 由于[image: 22585-00-046-11]
 ，故ρj的可靠性可以用[image: 22585-00-046-12]
 =[image: 22585-00-046-13]
 进行估计（Snijders&Bosker, 1999, p.59; Raudenbush& Bryk, 2002, p.72）。


[7]
 注意，在水平1模型（见式（2.2.1）和（2.2.5））中的“固定效应”是指不跨组变化的水平1回归系数；而在组合模型（见式（2.2.4）和（2.2.9））中的“固定效应”是指模型中“固定成分”的所有回归系数，其中包括水平2的固定回归系数。


[8]
 注意，在水平1模型（见式（2.2.1）和（2.2.5））中的“固定效应”是指不跨组变化的水平1回归系数；而在组合模型（见式（2.2.4）和（2.2.9））中的“固定效应”是指模型中“固定成分”的所有回归系数，其中包括水平2的固定回归系数。


[9]
 提示，零模型是指null model。此例中的零模型为空模型（empty model）。



第三章　两水平线性多层模型应用（Application of Two-level Linear Multilevel Model）

• 3.1　数据（Data）　（44）

• 3.2　空模型（Empty Model）　（47）

• 3.3　用场景变量解释组间异（Explaining Between-Group Variation by Contextual Variables）　（54）

• 3.4　在模型中纳入水平 1解释变量（Adding Level-1 Explanatory Variables into Model）　（58）

• 3.5　水平1随机斜率检验（Testing Level-1 Random Slope Coefficients）　（64）

• 3.6　跨层交互作用评估（Assessing Cross-Level Interactions）　（69）

• 3.7　模型构建中的其他问题（Other Issues in Model Development）　（73）

本章我们将演示如何使用SAS （Statistics Analysis System）这一国际通用、多用途数据处理和统计分析软件包进行两水平多层模型分析。使用SAS运行多层模型分析，我们可以用同一软件处理数据，获得描述性统计分析结果，实施多层模型分析，同时还可以方便地利用模型估计结果绘制图表等。在本章中，我们将用实际数据来演示线性多层模型分析过程，并详细介绍SAS PROC MIXED程序的应用。

3.1　数据（Data）

本章所用的数据取自美国国家毒品滥用研究所（National Institute on Drug Abuse，NIDA）于20世纪90年代早期实施的以社区为基础的艾滋病干预研究项目的数据库（Needle等，1995）。该项目的目的是监测并减少静脉注射吸毒者（injection drug users, IDUs）和可卡因吸食者（crack-cocaine users）人群感染HIV的危险行为，检测该人群的血清HIV阳性率，评估用于预防、减少和消除HIV感染危险行为的干预措施的效应。该项目于1990—1994年期间实施，共有23个项目实施点/调查点。我们只使用该数据库中的20个项目实施点的9824名静脉注射吸毒者的基线调查（baseline interview）数据来作模型示范。
[1]



该研究项目在基线调查时，所有研究对象均在保密条件下自愿接受了HIV抗体检测。受检者HIV抗体阳性率用于估计调查所在地IDUs人群的血清HIV阳性率。根据血清HIV阳性率，我们将调查地区分为两类：HIV较低度流行区（HIV阳性率≤15.00%）和HIV较高度流行区（HIV阳性率>15.00%）。该研究样本中静脉注射吸毒者的HIV总阳性率为9.44%，较低度流行区平均HIV阳性率为5.63%；较高度流行区平均HIV阳性率为19.86%。

表3.1.1列出了部分样本统计。该表所示，73.25%的IDUs （N=7196）分布在HIV较低度流行区，26.75%的IDUs （N=2628）在HIV较高度流行区。我们将要进行模型分析的结局测量（outcome measure）是毒品注射频率（injection frequen-cy），即基线调查前30天内的毒品注射次数。由表3.1.1可见，各流行区域内不同调查点的平均毒品注射频率相差较大，两个流行区域之间的差别也较显著：HIV较低度流行区平均毒品注射频率为56.47次；而HIV较高度流行区平均毒品注射频率为84.75次。不同调查点和流行区的某些社会人口统计学特征的差异也值得注意，如性别、种族、年龄及受教育程度等。

某些多层模型分析软件（如，HLM）需要分别输入微观和宏观水平数据文件。然后，将水平1和水平2数据集通过组水平标识（group ID）联系起来，建立一个系统数据集，并分别设定水平1和水平2模型。SAS PROC MIXED程序也需要利用微观和宏观水平数据创建一个多层数据集，但不需要分别设定水平1和水平2模型。由于本实例没有单独的宏观测量数据，因此，我们从原始个体水平数据中产生组水平或水平2解释变量，即场景变量（contexual variables）。以下SAS程序从原始样本数据中产生一个多层数据集。


表3.1.1　各流行区不同调查点静脉注射吸毒者部分统计结果

[image: 22585-00-064-1]


[image: 22585-00-064-2]


[image: 22585-00-065-1]


在该SAS程序中，计算机文件夹D:\MLM\Data通过SAS语句LIBN AME被定义为SAS数据库，原始SAS数据（即存于该SAS数据库中的SAS文件ML_IDU data）被读入SAS临时文件Data1中。SAS程序中的第一个SAS PROC SQL程序产生一个新的结局变量Lninj（其是原始结局变量Inject的对数转换），并对变量Age进行了总均值中心化处理，产生新变量Gdmc_age。第二个SAS PROC SQL程序产生了两个水平2解释变量或场景变量：M_hiv和HIV_Region。前者代表各调查点的平均毒品注射频率，后者代表HIV流行分区（即HIV较高流行地区vs. HIV较低流行地区）。最后，该程序创建一个多层数据集（SAS文件ML_data_Chap3），作为永久性SAS数据文件存于SAS数据库中。在该多层数据集中，用于本章模型示范的变量如表3.1.1。

结局测量（Outcome Measure）：毒品注射频率；

• Inject（注射）：连续结局测量（毒品注射频率）；

• Lninj：连续结局测量Inject的自然对数转换；

水平1解释变量（Level 1 Explanatory Variables）或个体水平解释变量：

• Gender（性别）：虚拟变量（dummy variable）（1–男；0–女）；

• Ethnic（种族）：虚拟变量（1–黑人；0–白人）；

• Gdmc_age：总均数中心化年龄测量；

• Highsch（受教育程度）：虚拟变量（1–高中及以上；0–高中以下）；

• Edu_gp（受教育程度）：分类变量（1–高中以下；2–高中；3–大学及以上）。水平2解释变量（Level 2 Explanatory Variables）：

• HIV_Region：虚拟变量（1–HIV较高度流行区；0–HIV低度流行区）
[2]



3.2　空模型（Empty Model）

空模型也称截距模型（intercept-only model）或无条件均值模型（unconditional means model）。该模型是最简单的随机效应模型，即单因素随机效应方差分析（one-way random effect ANOVA）。运行该模型的目的是评估组内同质性（within-group homogeneity）或组间异质性（between-group heterogeneity）。在第2章第10节中，我们称其为模型建立的第一个步骤。将式（2.1.4）设定空模型应用于本实例：

[image: 22585-00-067-1]


运行空模型的SAS程序如下：

[image: 22585-00-067-2]


以上SAS程序中，SAS PROC MIXED程序用于连续结局测量的多层模型分析。由本章SAS程序3.2.1产生的SAS多层数据集ML_data_Chap3用于该模型分析。用于对横向数据（cross-sectional data）进行多层模型分析时，SAS PROC MIXED程序有4个关键语句：

• PROC MIXED语句：该语句中的METHOD选项设定模型估计方法（如， ML, REML）。其默认估计方法为REML。COVTEST选项要求打印出随机效应方差/协方差参数估计值的标准误和Z检验结果，否则，SAS输出结果中将不包含方差/协方差成分的统计检验信息。

• CLASS语句：像其他许多SAS模型的程序一样，该语句用于设定分类变量（categorical variables）或因素（factors）。对设定在CLASS语句中的分类解释变量，SAS在运行模型时，自动产生一组虚拟变量来代表该变量的各类别。对于某个具有K类别的分类变量，模型将以变量的最后一个类别（last category）作为参照组（reference group），估算出K-1个回归系数。PROC MIXED同时提供一个整体检验（global test）来检验分类变量的总体效应（global effect）。除分类解释变量外，水平2观察单位的识别标志（如组水平标识，group ID）也通常在CLASS语句中设定（此例中为变量Site，代表不同的项目实施点）。如果组水平标识为数值测量（numeric measure），且未设定在CLASS语句中，则应在PROC MIXED语句前将其排序（be sorted）。此法在当组群数较多时可加快计算过程。但应注意的是，如果数值测量的组水平标识未在CLASS语句中设定，一旦组水平标识改变，PROC MIXED自动地将读取的数据记载（data record）处理为来自新的群组。如果数值测量的组水平标识未在PROC MIXED语句前排序，那么SAS会从数据中读出多余的组群来，因而产生错误的模型估计。

• MODEL语句：MODEL语句用于设定多层模型的固定效应部分（见式（2.2.9））。与大多数SAS程序一样，在MODEL语句中，结局测量放在“=”左侧，解释变量放在“=”右侧。凡未在CLASS语句中指定的变量，在MODEL语句均被自动设定为连续变量。此例等式右边无设定变量，该模型称为截距模型（intercept-only mode）
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 。MODEL语句的SOLUTION（或S）选项要求在SAS输出结果中打印固定效应的估计及统计检验信息。

• RANDOM语句：RANDOM语句用于设定多层模型中的随机效应。如果程序中省略RANDOM语句，则等同于拟合OLS回归模型。在SAS程序3.2.1中，我们通过RANDOM语句中的Intercept（或Int）选项将水平1截距设定为随机截距。如果模型带水平1解释变量，可通过在RANDOM语句中加入相应水平1变量的名称，便可将该水平1变量的斜率设定为随机斜率。水平1残差eij
 在RANDOM语句中是默认设定的随机效应。RANDOM语句中的SUBJECT（或SUB）选项用于确定多层模型的组水平单位，说明多层数据的结构。此例中，SUBJECT选项设定项目实施点（变量名Site）为组水平单位，而个体静脉注射吸毒者（IDUs）嵌套于项目实施点中。选项SOLUTTON（或S）在SAS输出结果中打印随机效应的最佳线性无偏预测（Best Linear Unbiased Prediction, BLUP）。

在本例的空模型中，REML用于模型估计（在PROC MIXED程序中，REML是默认的模型估计方法，这里其实无须设定该选项）。空模型的部分SAS输出如下。


SAS程序3.2.1输出　空模型的部分结果

[image: 22585-00-068-1]
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以上SAS输出中的迭代史（Iteration History）部分表明，模型评估经过3个迭代后就成功地收敛了。在拟合统计量（Fit Statistics）部分报告了限制性对数似然值（restricted log-likelihood）和三种信息标准测量值（information criteria measures） （AIC、AICC和BIC）。然而，这些统计量本身并不能说明模型拟合的优劣，它们只是用于对于不同模型的比较。不过，模型估计的快速收敛通常表明模型本身拟合良好。

SAS输出的协方差参数估计（Covariance Parameter Estimates）部分报告了水平1随机截距方差（[image: 22585-00-070-2]
 =4350.47，P<0.001）。结果显示：1）各调查点的平均毒品注射频率有显著差异；2）尽管组间差异（between-group variation）显著，组内差异（within-group variation）仍然很大；水平1残差方差[image: 22585-00-070-3]
 的8.31倍。

如前所述，通过式（2.1.1），可用[image: 22585-00-070-4]
 计算组内同质性的测量——组内相关系数（ICC）：

[image: 22585-00-071-1]


ICC=0.11表明，在结局测量中约11%的总变异是由调查点不同引起的。我们曾在第1章提到，在模型估计中，很小的ICC便可产生较大的第I类错误。本例中ICC=0.11，表明数据中存在一定程度的组内同质性。如前所述，组内同质性意味着的组间异质性。本例中，代表组间异质性的[image: 22585-00-071-2]
 ，说明ICC统计显著。因此，该数据须用多层模型进行分析。

SAS程序3.2.1输出中的固定效应结果（Solution for Fixed Effects）部分显示模型的固定效应的估计。因为该模型的宏观和微观水平都没有设定解释变量，唯一的固定效应是式（3.2.3）的截距估计[image: 22585-00-071-3]
 ，这是结局测量总均数（overall outcome mean）的模型估计。

最后，SAS输出中的的随机效应结果（Solution for Random Effects）部分显示模型中随机效应的估计值。对于空模型来说，[image: 22585-00-071-4]
 是唯一反映水平1回归系数随机效应的水平2残差。通过RANDOM语句中的SOLUTION选项，SAS PROC MIXED程序利用贝叶斯技术BLUP
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 来估计每个组群（本研究中的调查点）的[image: 22585-00-071-8]
 ，其代表具体的组水平结局均数（group-specific mean outcome）与总体结局均数的偏离（diviation）。[image: 22585-00-071-9]
 的正/负值表示第j个调查点的平均结局测量值是大于/小于总均数结局测量值。本例中，除调查点11、13、15、21—24和30外，其余调查点的平均结局测量值都与总均数结局测量值有显著差异。

使用REML法进行模型估计，并通过RANDOM语句中的SOLUTION选项，PROC MIXED程序产生的BLUP估计[image: 22585-00-071-5]
 是一种收缩估计（shrinkage estimates）或经验贝叶斯估计（empirical Bayes estimates）。这一点，我们可以本例的空模型为例加以验证。首先，由下式计算[image: 22585-00-071-6]
 ：

[image: 22585-00-071-7]


式中的[image: 22585-00-072-1]
 分别是样本结局组均数和总均数的估计值。以下SAS程序用于演示计算β0j
 的经验贝叶斯估计值：

[image: 22585-00-072-2]
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在上述SAS程序中，使用SAS ODSoutputSOLUTIONR选项，将由空模型估计出的随机效应保存在SAS临时数据文件Ran_effect中。在输出数据文件中，随机效应[image: 22585-00-073-2]
 被SAS赋予一个变量名estimate。当数据文件Ran_effect被读进数据文件Data2时，该变量被重新命名为u0j
 。在PROC SQL程序中产生新变量y_bar_j和n_j分别代表结局测量组均值[image: 22585-00-073-3]
 和调查点j的子样本量。在给定空模型结果[image: 22585-00-073-4]
 的情况下（见SAS程序3.2.1输出），通过式（3.2.5），（3.2.6）和（3.2.7）分别计算BLUP估计值—BLUP_Beta0j[image: 22585-00-073-5]
 ）。结果如下：


SAS程序3.2.2输出　结局总均数、组均数及随机误差、可靠性、BLUP估计值和经验贝叶斯估计值

[image: 22585-00-073-6]


[image: 22585-00-074-1]


因为所有调查点的子样本量都较大（最小的nj
 =86），所有的可靠性估计值（即[image: 22585-00-074-2]
 或Rho_0j）均高于0.90，表明样本结局均数（sample outcome means）对其总体均数（population means）的估计是可靠的。另外，可靠性估计值[image: 22585-00-074-3]
 与nj
 呈正相关：nj
 越大（或越小），则[image: 22585-00-074-4]
 也越大（或越小）。当组样本量nj
 较小时，利用整个样本进行的参数估计值（即此处的总均数估计值[image: 22585-00-074-5]
 ）在估计[image: 22585-00-074-6]
 时就有很大权重（weight）。例如，与其他调查点相比，调查点j=16（n16=
 86）和j=25（n25
 =89）的子样本数量较少，因此，其组结局均数的经验贝叶斯估计值，[image: 22585-00-074-7]
 方向拉动。而调查点j=24的样本量很大（n24
 =1,036），因此[image: 22585-00-074-8]
 与该调查点的组结局均数值便非常接近（见SAS程序3.2.2输出）。

SAS程序3.2.2输出显示，模型参数的BLUP估计值和经验贝叶斯估计值（SAS程序3.2.2输出中的BLUP_Beta0j和EB_Beta0j）基本上等同。此例的经验数据验证了SAS PROC MIXED程序确实为多层模型提供收缩参数估计（shrinkage estimates）。

3.3　用场景变量解释组间变异（Explaining Between-Group Variation by Contextual Variables）

上述空模型分析结果表明，结局测量中存在着显著的组间变异（[image: 22585-00-075-1]
 , P=0.0015）。换言之，在各调查点的平均结局测量值中存在着未解释的重要变异。正因为如此，在模型建立的下一步（第二步），我们需要探讨哪些场景变量或水平2变量可以解释这种调查点之间的组间变异。为简洁起见，本例中我们仅在模型中纳入一个水平2解释变量（HIV_Region），其模型如下：

[image: 22585-00-075-2]


该试验性模型可称之为带宏观解释变量的随机截距模型（random intercept model with macro explanatory variables）。该模型不包含水平1解释变量，因此不能解释组内变异，同时也不涉及模型的跨层交互作用。相应的SAS程序如下：

[image: 22585-00-075-3]


与其他多层模型计算机软件（如HLM）不同，SAS PROC MIXED程序没有分别设定微观和宏观模型/方程，所有的宏观和微观解释变量均在同一个MODEL语句中指定。宏观变量或组水平变量是由SAS PROC MIXED程序在内部确定的。一个变量的值若仅跨组变化，而在组内是一常数，则该变量便被SAS处理为组水平解释变量；否则便被处理为水平1解释变量。因此，用SAS PROC MIXED程序运行两水平多层模型，数据集必须采用表1.3.3的格式。该原则也适用于更多层次的多层模型。

此例中，模型仅有一个变量（即变量HIV_Regrion）被处理为组水平解释变量，因为它的值在各组（即调查点）内是一常数。模型输出结果如下：


SAS程序3.3.1输出　带组水平解释变量的随机截距模型部分结果

[image: 22585-00-076-1]


以上SAS输出显示，模型估计仅通过四次迭代便很快收敛，表明模型拟合良好。结果中的Solution for Fixed Effects部分报告了两个固定效应值：[image: 22585-00-076-2]
 即HIV_Region=0时相应的总体均数结局的估计值。即是说，在HIV较低度流行区，模型估计的平均毒品注射频率约为53.75次。组水平变量HIV_Region的主效应为[image: 22585-00-076-3]
 ，表明在HIV较高度流行区（HIV_Region=1），IDUs的毒品注射频率显著高于HIV较低度流行区。模型估计结果表明，在HIV较高度流行区的IDUs中，平均毒品注射频率估计约为[image: 22585-00-076-4]
 次。

SAS输出的Type 3 Tests of Fixed Effects部分报告固定效应的检验结果。其F检验（F test）可用于检验在CLASS语句中设定的分类变量的整体效应。如果模型没有分类变量，可在MODEL语句加上NOTEST选项以避免Type 3 Tests of Fixed Effect输出部分提供的多余信息。

在多层模型中，检验固定效应显著性的Wald t检验（Wald t test）和F检验受到多层残差的影响，其分母自由度（denominator degrees of freedom）的计算不是很直接。在SAS程序3.1.1中，MODEL语句有一个新选项DDFM，它提供计算分母自由度的不同方法。在第3.6节中，我们将简要介绍这些方法。

空模型和现有模型（即带有场景变量HIV_Region的模型）是相互嵌套（nested）的。两模型的区别在于其固定效应部分（空模型中有γ10
 ; 现有模型有γ10
 和γ11
 ）；两模型中的随机效应部分（即u0j
 +eij
 ）是相同的。要进行该两模型的比较，应采用ML法代替REML法进行模型估计（即在SAS程序3.3.1的PROC MIXED语句中用MMETHOD=ML选项替代METHOD=REML选项）。另外，如在PROC MIXED语句中加入IC（其代表信息标准）选项，SAS输出结果将显示用于模型比较的各种信息标准，包括：ACI、AICC、BIC以及HQIC和CAIC,以及-2LL和模型中参数的个数。以下是用ML法估计的空模型和现有模型的拟合统计量。

空模型拟合ML估计:

[image: 22585-00-077-1]


带组水平解释变量的随机截距模型拟合ML估计：

[image: 22585-00-077-2]


两模型的-2LL或偏差统计量分别为110252.3和110261.1。故LR检验的卡方值为（110261.1-110252.3）=8.8，自由度df=4-3=1 （P=0.0030）
[5]

 。相应的P值可由统计学教科书的χ2
 分布表查到，也可用SAS Probchi函数计算。以下SAS程序可用于计算χ2
 =8.8 ，df=1的P值
[6]

 ：

[image: 22585-00-078-1]




-2LL的显著性减少意味着带有随机截距和组水平解释变量HIV_Region的模型拟合数据比空模型更好。所有信息标准测量值（AIC、AICC和BIC）的减少也支持该结论。

至于方差/协方差成分，现有模型中组内方差的估计值为[image: 22585-00-078-2]
 ，与空模型中方差的估计基本相同[image: 22585-00-078-3]
 却从523.57（见SAS程序3.2.1输出）下降到353.17（见SAS程序3.3.1输出），表明水平2解释变量HIV_Region能解释组间变异，而不能解释组内变异。

在模型中纳入协变量后，组内相关系数（ICC）被称为条件组内相关系数（conditional ICC），其反映的是在控制水平2解释变量HIV_Region后的组内同质性或组间异质性。现有模型的条件组内相关系数为

[image: 22585-00-078-4]


模型解释的结局测量组间变异可通过Raudenbush&Bryk方法或Snijders&Bosker方法进行估计。

采用Raudenbush&Bryk方法，现有模型的水平2解释方差（level 2 explained variance）可通过公式（2.9.5）进行估计：

[image: 22585-00-078-5]


也就是说，约有33%的毒品注射频率跨调查点的变异可由组水平解释变量HIV_Region解释。

采用Snijders&Bosker方法，现有模型的水平2解释方差可通过[image: 22585-00-079-1]
 的比例缩减来估计。首先，用公式（2.9.13）计算空模型和现有设定模型的水平2总变异：

[image: 22585-00-079-2]


其中，我们使用各调查点平均样本量（n=491）来估计水平2的总变异。那么，所估计的水平2总变异量的缩减比例就是水平2解释方差估计（见式（2.9.15））：

[image: 22585-00-079-3]


此例中，用Raudenbush&Bryk方法和Snijders&Bosker方法计算的结果非常近似。

3.4　在模型中纳入水平1解释变量（Adding Level-1 Explanatory Variables into Model）

上一节的讨论中，我们了解到有关组水平变量或场景变量（如HIV_Region）在模型未控制个体观察特征的情况下，如何解释结局组均数的变异。本节我们通过将水平1解释变量引入上节所讨论的模型，并将所有水平1解释变量的效应看作是固定效应，来检验该试验性模型，新模型的表述如下：

[image: 22585-00-079-4]


其中，微观模型（式（3.4.1））含有4个个体水平变量，即：Ethnic、Gender、Gdmc_age和Highsch；而宏观模型（式（3.4.2））仅有一个组水平变量HIV_Region用于预测水平1随机截距系数β0j
 的跨组变异。用于模型分析的数据的格式如下：

[image: 22585-00-080-1]


[image: 22585-00-081-1]


[image: 22585-00-082-1]


该数据显示了每个调查点的前3个研究对象的有关统计值。每个研究对象的结局测量值和所有的解释变量，都按其所在调查点的标识（site identification index，即变量Site）和个体标识编号（personal identification number，即变量PID）列序。结局测量为Inject；组水平或水平2解释变量为HIV_Region，代表HIV流行区（1—HIV较高度流行区；0—HIV较低度流行区）；水平1解释变量为：Gender—性别（1—男；0—女）、Ethnic—种族（1—黑人；0—白人）、Gdmc_age—年龄（总均数中心化年龄）和Highsch—受教育水平（1—高中及以上；0—高中以下）。在SAS PROC MIXED程序中，所有的变量均在MODEL语句中设定。SAS通过鉴别变量的值在组内和组间的变化来确定哪些变量是水平2变量，哪些是水平1变量。如水平2解释变量HIV_Region的值随各调查点的变化而变化，但在每个调查点内，则是一个常数（0或1）。因此，该变量被SAS PROC MIXED程序处理为水平2变量。而其他变量的值在各调查点内和调查点间都有变化，因而被处理为水平1变量。运行该模型的SAS程序如下：

[image: 22585-00-083-1]


在SAS程序3.4.1中，所有的解释变量都设定在MODEL语句的“=”右边；该语句中设定的NOTEST选项要求SAS在输出结果中不输出Type 3 Tests of Fixed Effects部分。该程序的部分输出如下：


SAS程序3.4.1输出　公式（3.4.1）—（3.4.3）所设定的模型的部分结果

[image: 22585-00-083-2]


[image: 22585-00-084-1]


以上SAS输出显示，3个水平1解释变量（性别、种族和年龄）对结局变量有显著影响。在控制了其他个体水平变量和组水平变量（HIV_Region）后，女性和黑人IDUs毒品平均注射频率要低于男性和白人IDUs。另外，年龄对毒品注射频率有显著正效应。受教育水平对结局测量则无统计显著效应。

该模型的截距估计值为[image: 22585-00-084-2]
 ，较先前模型的截距估计值大，这是因为它们分别代表了不同的结局总均数估计。这里[image: 22585-00-084-3]
 代表的是当所有解释变量均取0值（即：Gender=0, Ethnic=0, Highsch=0, Gdmc_age=0，和HIV_Region=0）时模型的结局总均数计值。也就是说，这里的[image: 22585-00-084-4]
 代表模型估计的在HIV较低度流行区（HIV_Region=0）具有平均年龄（即Gdmc_age=0或Age=39.79）的黑人女性（Ethnic=0和Gender=0）的子样本平均毒品注射频率。在HIV较高度流行区（HIV_Region=1）的相应数字为64.04+33.32=97.36。

为了评价将水平1解释变量纳入模型后模型拟合的改善情况，我们将现有模型与第3.3节所描述的模型进行比较。因为现有模型与第3.3节所描述的模型具有相同的随机效应（即u0j
 +eij
 ），但有不同的固定效应（第3.3节的设定模型包含γ00
 和γ01
 ；而现有模型包含γ00
 、γ01
 及β1
 、β2
 、β3
 和β4
 ），因此，估计用于模型比较的-2LL或偏差统计量（deviance）时，应使用ML法而不是REML法。以下是用ML法估计的该二模型的拟合统计量。

式（3.3.1）—（3.3.3）所设定的模型:

[image: 22585-00-084-5]




[image: 22585-00-085-1]


以上SAS输出显示，将水平1解释变量（即，Gender, Ethnic, Gdmc_age和Highsch）纳入模型中后使-2LL从110252.3减少到110193.6，相应的LRχ2
 =58.7 ，df=8-4=4，呈统计显著（P<0.0001）；同时，所有的信息标准测量值都显著减少。模型拟合统计量的结果表明将水平1的解释变量引入模型可以显著改善模型拟合度。

现在，我们来看模型在多大程度上解释结局测量在水平1和水平2的变异。为了计算水平1和水平2解释方差，我们需要将现有模型与不含有任何可解释性变异的空模型（empty model）进行比较。用Raudenbush&Bryk方法估计的模型水平1和水平2解释方差分别为：

[image: 22585-00-085-2]


用Snijders&Bosker方法估计的模型水平1和水平2解释方差分别为：

[image: 22585-00-085-3]


[image: 22585-00-086-1]


使用不同方法，可解释性水平1变异的比例不同。用Raudenbush&Bryk法，仅有低于1%的水平1变异可以被模型解释；而用Snijders&Bosker法，则约有5.1%的水平1变异可以被模型解释。看来Snijders&Bosker法为水平1变异的解释提供了更为合理的结果。至于可解释性水平2变异的比例，本例中的两种方法的结果基本相同。

注意，水平2解释方差在现有模型中为42%，而在第3.3节中仅带场景变量的随机截距模型中仅为32%。这表明了将水平1解释变量纳入模型后，不仅可以解释水平1变异（水平1残差方差σ2
 从4350.43减少到4327.30），而且可以解释水平2变异（水平2残差方差[image: 22585-00-086-2]
 从353.17减少到300.30）。说明水平1解释变量既可在个体水平，也可在群组水平上影响结局变异，因为它们的值可能既有组内变异，也有组间变异（见第2章第2.9节）。

3.5　水平1随机斜率检验（Testing Level-1 Random Slope Coefficients）

在本章前几节中，我们重点讨论了组平均结局测量（即模型的水平1随机截距）的跨组变异，以及如何通过微观和宏观变量来解释这些变异。本节的目的是讨论水平1解释变量对结局测量的效应是否随组群变化。即检验水平1斜率在组间是否有显著变化。检验的结果将有助于确定在最终模型中哪些水平1斜率应设定为固定系数，哪些应为随机系数。检验的零假设是H0
 ：Var（βqj
 ）=0或[image: 22585-00-087-1]
 =0。如果检验结果拒绝H0
 ，则该水平1斜率应设定为随机斜率。一旦水平1斜率被确定为随机效应，则需要在相应的宏观模型中加入场景变量或组水平解释变量来解释其变异。

每一个水平1解释变量的斜率都可能是随机系数，而所有的随机斜率之间又可能相互关联。然而，对我们的示范模型来说，无论从理论上或经验上，我们都不能事先知道模型中的哪一个水平1解释变量的斜率是随机系数。我们只有对模型中的每一个水平1变量（如此例中的Gender、Ethnic、Gdmc_age和Highsch）的斜率的跨组变异进行检验后方能确定。

首先，我们可利用以下SAS程序进行一次探索性建模（exploratory modeling），以便初步评估有关水平1斜率的随机性：

[image: 22585-00-087-2]


在以上SAS程序中，我们在RANDOM语句中设定了所有的水平1解释变量；就是说，将这些变量的斜率都处理为随机斜率。RANDOM语句中的G选项要求SAS输出G矩阵（见式（2.3.6））；TYPE=VC（variance components）选项（默认选项）要求SAS只估计各随机效应的方差，即G矩阵（见式（2.3.6））对角线上的值。在SAS程序3.5.1输出的Estimated G Matrix部分显示G矩阵是一对角线矩阵，其对角线上的值为各水平1随机回归系数的方差；而对角线两边无值，表示所有水平1随机回归系数的协方差均被设定为0。该SAS程序输出的Covariance Parameter Estimates部分显示水平1截距和变量Ethnic的斜率之跨组变异方差统计显著（Z=2.64, P=0.0042；Z=1.76，P=0.0388）
[7]

 ，说明该二水平1回归系数是随机系数，而其他的水平1解释变量均无随机斜率。
[8]




SAS程序3.5.1输出　水平1斜率随机性的初步检验结果

[image: 22585-00-088-1]


PROC MIXED程序的RANDOM语句中的Type选项可以为G矩阵设定各种不同的方差/协方差结构（structure of variance and covariance）。常用的选项是Type=UN，它设定一个无特定结构或非结构方差和协方差（unstructured vari-ances and covariances）G矩阵，即让数据本身来确定随机效应的方差/协方差结构。然而，当有太多随机系数时，Type=UN选项会使模型估计时间非常长、且不易收敛。在本例的模型中，当将水平1截距和所有4个水平1斜率都设定为随机系数并使用Type=UN选项时，模型估计不能收敛。由此，在探索性建模中，我们逐个检验了水平1变量斜率的随机性。其结果与SAS程序3.5.1输出所报告的结果相同，即只有水平1截距和变量Ethinic的斜率是随机系数。其相应模型可定义如下：

[image: 22585-00-089-1]


该模型中，除变量Ethinic外，其他的水平1解释变量（即Gender、Gdmc_age和Highsch）对结局测量Inject的效应都是固定的。因此，该模型是1个带有水平1随机截距（即β0j
 ），1个水平1随机斜率（即β1j
 ），以及3个水平1固定斜率（即β2
 、β3
 和β4
 ）的混合模型（mixed model）。运行该模型的SAS程序如下：

[image: 22585-00-089-2]


该程序在RANDOM语句中设定水平1截距和水平1解释变量Ethnic的斜率为随机回归系数，因而该模型有4个随机效应方差/协方差估计：[image: 22585-00-089-3]
 和[image: 22585-00-089-4]
 ; 它们分别是β0j
 和β1j
 的方差和二者的协方差
[9]

 ，以及水平残差eij
 的方差。提示，当用REML法运行模型时，选项IC所提供的参数个数就是方差/协方差的个数；而使用ML估计法时，所估计的参数个数则包括固定效应的数量。


SAS程序3.5.2输出　公式（3.5.1）—（3.5.4）所设定模型的部分结果

[image: 22585-00-090-1]


TYPE=UN选项为方差/协方差成分的整体显著性检验提供了χ2
 值。现有模型中，随机效应的方差/协方差的整体检验具有显著的统计学意义（χ2
 =355.72, df=3, P<0.0001）；另外，[image: 22585-00-091-1]
 , p=0.0367）也统计显著，因此，水平1截距β0j
 和斜率β1j
 都是随机系数。再次提示，方差的Z检验是单侧检验（one-tailed test），因为按定义，方差不可能为负值。

两个随机效应u0j
 和u1j
 的协方差统计不显著[image: 22585-00-091-2]
 ，说明水平1截距β0j
 和斜率β1j
 之间无显著相关。换言之，变量Ethnic对结局测量Inject的效应与各调查点的结局测量的平均水平无关。注意，在用于分析纵向研究数据的多层模型中，截距与斜率间的协方差具有特殊意义，我们将在第4章中进行讨论。

通过让水平1解释变量斜率跨组群变化，显著地改善了模型拟合程度。这可以通过现有模型与第3.4节中公式（3.4.1）—（3.4.3）设定模型的比较进行验证。两模型间-2LL的差异为：LR=（110177.1-110157.8）=19.3, df=2, p≤0.0001。另外，现有模型中所有的信息标准测量都比公式（3.4.1）—（3.4.3）设定模型的相应标准要小，这也说明模型拟合有所改善（见SAS程序3.4.1和3.5.2输出）。

这里强调两个问题：第一，当进行模型比较时，应使用适当的模型估计方法：ML法用于随机效应相同，但固定效应不同的模型比较；而REML法用于固定效应相同，但随机效应不同的模型比较（见第2章第2.8.3节）。现有模型与第3.4节公式（3.4.1）—（3.4.3）所示模型具有相同的固定效应（即解释变量HIV_Region、Ethinic、Gender、Gdmc_age和Highsch的固定回归系数），但其随机效应不同（式（3.4.3）所示的模型中有两个随机效应方差—[image: 22585-00-091-3]
 ；式（3.5.4）中的模型中有3个随机效应方差—[image: 22585-00-091-4]
 ），所以，比较此二模型应使用REML法来进行模型估计。
[10]



第二，当组群单位的数目不是足够大时，Wald Z检验结果的可靠性较差。此种情况下，应使用LR法来检验水平1回归系数的随机性（Littell et al., 1996; 2006）。如将被检验的水平1解释变量的斜率可分别处理为固定和随机回归系数，运行模型两次，然后使用LR法来检验模型-2LL的变化。如果将有关解释变量的斜率设定为随机斜率后，模型拟合显著改善（LR检验统计显著），则说明该解释变量的斜率应是随机斜率。另外，当多层数据的组群数量较少时，我们还可以在分析过程中采用自助技术（bootstrap technique），我们将在第6章中讨论这个问题。

在现有实例模型中，斜率β1j
 变异的Wald Z检验的P值（p=0.0367）要比LR检验的P值（p<0.0001）大的多，即Wald Z检验较LR检验保守。我们重复使用同样的检验过程，对公式（3.4.1）—（3.4.3）所示模型中所有水平1变量斜率的随机性一一进行了检验。表3.5.1展示了Wald Z和LR检验的结果。当变量Gender的斜率被设定为随机系数时，Wald Z检验的Z值为1.01（df=1, P=0.1569），统计不显著；然而，LR检验的结果（即,χ2
 =5.2, df=2, P=0.0371），却表明变量Gender（性别）的斜率随机变异统计显著。就是说，性别对毒品注射频率的效应在各调查点存在显著差异。

[image: 22585-00-092-1]


一般说，如果Wald Z检验和LR检验的结果不一致，我们倾向采用LR的检验结果。由此，建模的下一步应考虑将变量Ethnic（种族）和Gender（性别）的斜率均设定为随机斜率。该模型估计经过长时间的计算后收敛，结果显示，变量Ethnic的斜率变异仍然统计显著（Z=2.52, P=0.0058），但变量Gender的斜率变异却不再统计显著（Z=0.80, P=0.2105），其相应的LR检验也不统计显著（LRχ2
 =4.0, df=3, P=0.1308）。基于以上结果，我们决定在最终模型中只设定一个水平1随机斜率，即变量Ethnic的斜率。

当模型中包含随机斜率时，使用Raudenbush&Bryk的方法估计水平1和水平2解释方差较简便。在有随机斜率的情况下，由于使用Snijders&Bosker的方法计算过程较复杂，通常的作法是将所有的斜率处理为固定系数，仅保留随机截距。用此随机截距模型结果所估计的水平1和水平2解释方差与从包含随机斜率的模型所估计的结果很接近（见本书第2章，第2.9节）。读者可自行用Raudenbush&Bryk方法和Snijders&Bosker方法来估计现有模型的水平1和水平2解释方差。

3.6　跨层交互作用评估（Assessing Cross-Level Interactions）

公式（3.5.1）—（3.5.4）设定的模型检验水平1和2解释变量的主效应（main effects）。本节将讨论多层模型分析的一个非常重要的问题——跨层交互作用（across-level interactions），即讨论组水平变量如何调节（mediate）水平1解释变量对结局测量的效应。如前所述，在多层模型中设定跨层交互作用相当于将模型中水平1随机系数设定为相应水平2方程中解释变量的函数：

[image: 22585-00-093-1]


式中两个水平1随机回归系数β0j
 和β1j
 为水平2方程（3.6.2）和（3.6.3）中的组水平解释变量HIV_Region的函数。将式（3.6.2）和（3.6.3）带入式（3.6.1），得组合模型——式（3.6.4）。该公式中的交互作用项HIV_Region*Ethnic，即为跨层交互作用。跨层交互作用系数γ11
 测量HIV_Region对变量Ethnic效应的调节效应。换言之，水平1解释变量Ethnic与结局测量Inject之间的关系随组水平变量HIV_Region的值而变化。运行该模型的SAS程序如下：

[image: 22585-00-093-2]


[image: 22585-00-094-1]


其中，HIV_Region|ethnic设定变量HIV_Region和Ethnic的主效应及其交互作用。等效的SAS指令可以是：

[image: 22585-00-094-2]


SAS程序3.6.1输出显示HIV_Region和Ethnic之间的交互作用统计不显著（P=0.2269），表明水平1解释变量Ethnic的效应并不受组水平变量HIV_Region的影响
[11]

 。也就是说，黑人与白人IDUs之间在毒品注射频率上的差异与他们是否属于哪个HIV流行区并不相关。

[image: 22585-00-094-3]
SAS程序3.6.1输出　式（3.6.1）—（3.6.4）设定模型的部分结果



现在，我们的模型既包括了水平1和水平2解释变量的主效应，也包括了跨层交互作用效应。这些效应均属于组合模型中的固定效应成分。在第2章的第2节中，我们谈到多层模型是由固定效应和随机效应两部分组成（见公式（2.2.9））。在SAS程序3.6.1输出中可见，所有模型主效应和跨层交互效应均列在“Solution for Fixed Effects”栏下。

在本章第3.3节我们提到，SAS PROC MIXED程序的MODEL语句有一个DDFM选项，可用不同方法计算检验固定效应显著性的Wald t检验和F检验的分母自由度（denominator degrees of freedom）。在SAS程序3.6.1中，用于计算分母自由度的DDFM（denominator degrees of freedom methods）选项是DDFM=BETWITHIN或DDFM=BW。这里我们简要介绍用DDFM选项计算分母自由度的不同方法：

• 选项DDFM=RESIDUAL：该选项用残差项方差的自由度作为各个固定效应的分母自由度。这样，它通常过高估计固定效应的理想自由度（optimal d.f.）。只有在大样本中，当统计估计有很好的近似渐进分布（asymptotic statistical distributions）时，此法可用。在SAS PROC MIXED的早期版本中，此选项是默认选项，但以后便不是了。

• 选项DDFM=CONTAIN：该选项用包容法（containment method）确定固定效应的分母自由度（SAS Institute Inc., 2004）。DDFM=CONTAIN选项要求对称数据或平衡数据（balanced data）（如实验设计中，试验因子的每一个组合都要有等同的观察数）。当使用RANDOM语句时，在SAS现有版本的PROC MIXED程序中DDFM=CONTAIN是默认选项。由于包容法要求平衡数据，对本书中介绍的多层模型基本不适用。因而，我们在建模时应记住用合适的DDFM选项来覆盖（override）该默认选项。

•选项DDFM=BETWITHIN或DDFM=BW：当在SAS PROC MIXED程序中使用REPEATED语句分析纵向数据，且不使用RANDOM语句时，DDFM=BW是默认选项。它将误差项自由度分解为对象间自由度（between-subject df）和对象内自由度（within-subject df）
[12]

 ，分别作为对象间变量（between-subject variables）和对象内变量（within-subject variables）固定效应的分母自由度。但当残差结构选项TYPE=UN与REPEATED语句同时被使用，且不使用RANDOM语句时，DDFM=BW选项将对象间自由度作为所有固定效应的分母自由度。
[13]



• 选项DDFM=SATTERTHWAITE或DDFM=SATTERTH：著名的Satterthwaite近似法（Satterthwaite’s approximation）（Satterthwaite, 1946）经广义化后（generalized），在SAS PROC MIXED程序中用来估计固定效应的分母自由度（Fai and Cornelius, 1996）。因为该估计是真自由度近似值（approximation of the true df），所以不要奇怪该选项会提供带小数的自由度估计。

• 选项DDFM=KENWARDROGER或DDFM=KR：与Satterthwaite近似法相似的另一种估计固定效应分母自由度的近似法叫Kenward-Roger法（Ken-ward and Roger, 1997; Freund, Littell, Stroup, 2002）。在分析不平衡（unbalanced）的纵向数据（longitudinal data ），且使用TYPE=UN选项时，通常建议使用Kenward-Roger法来估计固定效应分母自由度（SAS Institute Inc. 2004）。如同DDFM=SATTERTH选项，DDFM=KR选项也会提供带小数的自由度估计。

在以上介绍的DDFM选项中，前三种选项（即DDFM=CONTAIN, DDFM=RESIDUAL，和DDFM=BW）适用于有简单方差/协方差结构的对称设计（balanced design ）。当数据是非对称的，且模型具有复杂的方差/协方差结构时，检验固定效应的统计一般具有未知分布。这样情况下，应使用近似法估计，如Satterthwaite法或Kenward-Roger法来估计固定效应的分母自由度。

以下SAS输出提供使用不同自由度估计方法的结果（DDFM=BW选项结果见SAS程序3.6.1输出）：


使用不同DDFM选项的固定效应估计比较

[image: 22585-00-096-1]


[image: 22585-00-097-1]


以上SAS输出显示，使用RESIDUAL、CONTAIN和BW选项时，模型参数估计，标准误，及t检验、F检验值相同；但是，对不同的选项t检验和F检验的分母自由度却不同，因而统计检验的P值不同使用SATTERTH和KR选项时，以上估计相同。

在以上介绍的计算固定效应分母自由度的不同方法方法中，DDFM=RESIDUAL是最不受青睐的选项。统计学家倾向于使用Satterthwaite法和Kenward-Roger法，特别是Kenward-Roger法。但这两种方法计算都非常耗时。如果模型较复杂，且样本量较大，使用DDFM=SATTERTH或DDFM=KR选项，模型估计时间将会非常长。相比之下，在我们示范的模型中，使用DDFM=BW选项，我们得到与使用DDFM=SATTERTH或DDFM=KR选项十分相似的结果，却用时很少。所以，在我们的模型示范中，使用了DDFM=BW选项。不过，正式发表研究结果时，应该报告使用DDFM=KR选项的模型估计结果。

计算多层模型固定效应的分母自由度是一较复杂的问题。对这个题目的有关统计理论感兴趣的读者，可参阅Elston （1998）；有关SAS DDFM选项的细节，请参看SAS手册（SAS Institute, Inc., 1999）。

3.7　模型构建中的其他问题（Other Issues in Model Development）

在本章前面的各节中，我们利用原始观测数据讨论和演示了多层模型构建过程，并逐步构建了一个有随机截距，随机斜率和跨层交互作用的模型。但这些模型的运行是在给定一些假设条件（比如假设结局测量为正态分布等）下进行的，着眼点是演示多层模型的建模过程。本节我们补充说明模型构建中应注意的其他问题。在实际研究中，我们应考虑各方面的因素、采取各种步骤，尽可能使模型趋于完善。应该指出，在先前的模型构建过程中，我们暂没有考虑结局测量值的非正态分布问题。但在实际统计分析中，研究人员在模型构建之前应检查数据的描述性统计（descriptive statistics），特别是检查结局测量的分布。另外，在模型构建过程中，我们也可将某些解释变量作不同的编码，以进一步探讨该变量对结局测量的效应。如在我们的示范模型中，水平1解释变量Highsch是测量受教育程度的二分类变量，在模型分析中该变量对结局测量无统计显著效应。我们也可以考虑将其重新编码为多分类变量，以检验各不同类别的教育程度之效应。新的发现可能会使我们“最终”的模型更加完善。

结局变量观察值的正态性检验：在统计分析中，观察值的非正态分布，特别是结局测量值的非正态分布，如有较高的峰度（kurtosis）和偏斜（skew），是值得关注的问题。测量的非正态分布可能歪曲变量之间的关系，并影响显著性检验结果。观察值的正态性检验有多种方法，最简单的方法是直接观察数据的分布或作Q-Q统计图（quantile-quantile plot，Q-Q plot）。以下SAS程序提供标准化（standardize）结局测量值Inject的分布和Q-Q统计图：

[image: 22585-00-099-1]


以上SAS PROC STANDARD程序标准化结局变量Inject的观察值，并将标准化后的变量以相同的名字存于SAS临时数据文件New_data中。然后，利用PROC UNIV ARIATE程序和HISTOGRAM语句建立一个结局变量标准化值的分布图（如图3.7.1）。如果结局变量Inject的实际观察值呈以均数为µInjct
 、标准差为σInjct
 的正态分布，则结局变量Inject的标准化值应呈以均数为0、标准差为1的正态分布。SAS程序中的NORMAL选项在该图上添加了正态分布曲线，以便对结局变量标准化值的分布和理论正态分布进行比较。

[image: 22585-00-100-1]
图3.7.1　标准化结局测量分布



QQPLOT语句和NORMAL选项产生Q-Q统计图（如图3.7.2）。该图可以形象地比较标准化变量Inject与理论上的标准化正态分数的分位数（quantile）。如果结局Inject的观测值呈正态分布，图3.7.2中Q-Q统计图上的点应大致位于45◦线上。偏离这条线越远，则表明变量观察值越偏离正态分布。从图3.7.1和3.7.2中可以看出，我们数据中的结局测量Inject的观察值不服从正态分布。

[image: 22585-00-101-1]
图3.7.2　标准化结局测量Q-Q统计图



结局变量观察值的对数转换：在统计分析中，如果某结局变量测量值不服从正态分布，一个常用的方法是将该变量进行对数转换（log transformation），使其转换值大致服从正态分布。因此，我们将本例的结局变量Inject进行对数转换，得到一个新的结局测量值——Lninj。对数正态转换可以使结局测量值的分布近似于正态分布（如图3.7.3）。最后，我们用这个新的结局变量Lninj取代式（3.6.1）—（3.6.4）所示模型的结局测量Inject，建立一个“最终”模型（“final”model）。该模型估计结果见表3.7.1。

[image: 22585-00-102-1]
图3.7.3　对数转换后的结局测量分布




表3.7.1　多层模型结果报告

[image: 22585-00-102-2]


多层模型的分析结果常以表3.7.1的格式报告。表中的上半部分为固定效应，随机成分位于表的中间部分，模型拟合统计量位于下半部分。在固定效应部分，组水平解释变量HIV_Region的主效应仅为边际统计显著（marginally significant） （γ01
 =0.53, P=0.0681），但它与水平1解释变量Ethnic之间的交互作用却统计显著（γ11
 =0.33, P=0.0489）。因为交互作用统计显著，因此，相应的主效应，不管其是否统计显著，必须算入相应变量的效应（参见第2章第2.5节）。与多元回归中交互作用的解释一样，这里，水平1解释变量Ethnic的效应依赖于组水平变量HIV_Region的值：（-0.55*Ethnic+0.33*HIV_Region*Ethnic）。这说明个体特征变量Ethnic与结局变量之间的关系受场景变量HIV_Region的调节。同理，组水平变量HIV_Region的效应也依赖于水平1变量Ethnic的值：（0.53*HIV_Region+0.33*HIV_Region*Ethnic），说明场景变量的效应也依赖于个体特征变量。

模型中的分类变量（Categorical Variables）：在前述模型中，所有的解释变量在SAS程序中都被处理为数值变量（numeric variables）。在我们示范的模型中，大多数水平1解释变量（如Gender、Ethnic和Highsch）和组水平解释变量HIV_Region实际上都是二分类变量。但这些变量都编码为虚拟变量（dummy variable）（即1和0）。当将这些虚拟变量处理为数值变量（numeric variables）时，变量的“0”值被自动处理为参照组（reference group）。我们可以在SAS PROC MIXED程序的CLASS语句中将这些虚拟变量设定为分类变量。应注意的是，SAS程序将分类变量的最后一类（the last category）默认为参照组。如果我们将虚拟变量，如Gender（1—男；0—女），设定在CLASS语句中，将其处理为分类变量，那么，该变量将会有一个绝对值相同、但符号与从先前模型估计相反的斜率。因为这里的类别“1”，而不是“0”被SAS自动地处理为参照组了。因此，为了获得预想的结果，应注意每一个分类变量的编码。

在模型中，我们可以使用有3个或更多类别的分类变量。使用分类变量的优点是易于对变量的不同类别的效应进行比较（cross-category comparisons），因而提供有关分类变量效应的更详细的信息。在前面讨论的“最终模型”中，虚拟变量Highsch（1—高中及以上；0—高中以下）的效应仅呈统计边际显著（β4
 =0.05, p=0.0522）（见表3.7.1）。但这并不一定说明不同受教育程度的人群之间不存在结局测量差异。我们可以对受教育程度测量重新编码，产生一个有3个类别的分类变量Edu_gp（1—高中以下；2—高中水平；3—大学及以上），重新运行该模型。其SAS程序如下：

[image: 22585-00-104-1]


其中，新变量Edu_gp被设定在CLASS语句中，因此，该变量被SAS处理为分类变量，其最后一类（即Edu_gp=3，大学及以上教育程度）被自动作为参照组。本程序在MODEL语句之后使用了3个新语句（即，LSMEANS、ESTIMATE和CONTRAST），用于比较变量Edu_gp具体类别的固定效应。模型估计结果见SAS程序3.7.2输出。


SAS程序3.7.2输出　带分类变量的模型部分结果

[image: 22585-00-105-1]


[image: 22585-00-106-1]


在以上SAS输出中，类别变量Edu_gp效应的整体检验（global test）结果显示，该变量从整体上讲，对结局测量的效应仅呈统计边际显著[image: 22585-00-106-2]
 （见SAS程序3.7.2输出中Type 3 Tests of Fixed Effects部分）。但是，平均而言，毒品注射频率在具有不足高中受教育程度的IDUs （Edu_gp=1）中比具有大学以上受教育的程度IDUs （Edu_gp=3）中显著低些（-0.08517，P=0.0224）；具有高中受教育程度和具有大学以上受教育程度的IDUs在毒品注射频率问题上无统计显著区别（-0.04973， P=0.1667）。这里，我们不讨论为什么具有大学以上受教育程度的IDUs反而比低受教育程度的IDUs更频繁地注射毒品，这是需要从理论上研究的问题。

LSMEANS语句计算类别变量Edu_gp每个类别固定效应的最小二乘均数（least-squares means）。利用该语句的DIFF选项，可以检验分类变量任意两类之间的最小二乘均数的两两差异（pair-wise difference）。LSMEANS语句计算的类别两两比较（如Edu_gp=1 vs. Edu_gp=3和Edu_gp=2 vs. Edu_gp=3）的结果与变量Edu_gp的模型固定效应参数估计是等同的。此外，LSMEANS语句还提供了Edu_gp=1 vs. Edu_gp=2的类别比较（P=0.2162） （见SAS程序3.7.2输出中Differences of Least Squares Means部分）。

ESTIMATE和CONTRAST语句可以对类别变量的不同类别组合间的差异进行比较检验。ESTIMATE语句可输出均差、标准误、t检验、及相应的P值；而CONTRAST语句只提供F检验。本例中，ESTIMATE和CONTRAST语句检验以下类别组合的结局均值比较：Edu_gp=1对比（Edu_gp=2和Edu_gp=3）；及Edu_gp=3对比（Edu_gp=1和Edu_gp=2）（见SAS程序3.7.2输出中的Estimates和Contrasts部分）。

使用ESTIMATE和CONTRAST语句时，应注意权重（weight）在SAS程序中的设定。此例中，类别变量Edu_gp的三个类别有不同的观察频数，分别为:n1
 =3914; n2
 =4062; n3=1848。因而，当将类别2和3与类别1比较时，在ESTIMATE和CONTRAST语句中类别1的权重为-1；类别2的权重为4062/（4062+1848）=0.6873；类别3的权重为1848/（4062+1848）=0.3127。相应的，当将类别3与类别1和2比较时，语句中类别1和2的权重分别为{-（3914/（3914+4062））}=-0.4907和{-（4062/（3914+4062））}=-0.5093；类别3的权重为1。

从以上分析结果看，我们应该用分类变量Edu_gp来取代在本节前面建立的“最终”模型中的水平1虚拟变量Highsch。随着模型理论及估计技术的发展，或新的研究发现，人们对模型建构也会不断改变，因而会不断地修正所谓的“最终”模型。例如，在多层模型分析中，即使结局测量值有近似正态的分布，也不能说模型的假设一定成立（如水平1和水平2残差都服从正态分布），因为不仅结局测量值的分布会影响模型残差的分布，而且组群数或水平2观察单位数也会影响残差分布，特别是宏观水平残差分布。在多层模型分析中，如何处理宏观观察单位数量（如组群数）较少的问题仍然是一项富有挑战性的任务。我们将在第6章中讨论此问题，并提供一些可供选择的方法。

本章讨论了多层模型在分析横向数据中的应用，以及模型构建的详细过程和相应的SAS程序。下一章我们将讨论多层模型在纵向数据中的应用。




[1]
 该研究项目中有3个项目实施点的数据没有纳入本研究，因其中1个调查点不在美国，另外两个调查点IDUs研究对象太少。


[2]
 项目实施点/调查点的HIV阳性率低于/高于15.0%分别定义为HIV较低/较高度流行区（Wang， 2003）。从概念上说，可将各调查点所在的流行区作为水平3观察单位。因为只有两个这样的单位，我们将其分解到各水平2单位中。即，属于同一流行区的各调查点都被赋予相同的HIV_Region变量值。


[3]
 SAS PROC MIXED程序默认模型截距。要拟合无截距模型，需要在MODEL语句中设定选项NOINT。


[4]
 在RANDOM语句中设定SOLUTION选项，可得到由REML或ML法估算的随机效应BLUP。这两种方法估计的结果有细微差别，一般用REML为好。


[5]
 使用ML法，IC选项在SAS输出中为空模型打印的参数数目为3（即一个固定效应r10和两个随机效应u0j
 和eij
 ）；而现有模型的参数数目为4 （即两个固定效应（r10
 和r11
 ）和两个随机效应（u0j
 和eij
 ）。如果使用REML法，读者会发现，IC选项为空模型和现有模型打印的参数数目都为2，其是模型随机效应的数目。


[6]
 注意，估计的P值将会显示在SAS的Log窗口中，而非Output窗口。


[7]
 提示，方差的显著性检验是单侧检验（One-tailed test）。


[8]
 提示，方差的显著性检验是单侧检验（One-tailed test）。


[9]
 当使用TYPE=UN选项时，SAS输出结果的Covariance Parameter Estimates部分报告随机效应方差/协方差估计值，其中UN（1,1）和UN（2,2）分别代表RANDOM语句所指定的第一和第二个随机效应的方差，UN（1,2）则代表该两随机效应间的协方差。


[10]
 由于PROC MIXED语句中的METHOD=REML和IC选项，SAS程序3.5.2输出的Information Criteria部分显示模型随机效应参数数目为4（见SAS程序3.5.2输出）。如果我们在SAS程序3.4.1 PROC MIXED语句中加入IC选项，其SAS输出的Information Criteria部分将显示模型参数数目为2，即2个随机效应参数。


[11]
 在模型中加入HIV_Region*Ethnic交互作用后，模型拟合无显著改善。读者可自行进行该模型对比检验。由于该两模型有相同的随机效应，但不同的固定效应，模型估计应使用ML方法。


[12]
 在纵向数据中，对象（subjects）相当于横向多层数据中的组（group）或水平2观察单位。


[13]
 在纵向数据中，对象（subjects）相当于横向多层数据中的组（group）或水平2观察单位。



第四章　多层统计分析模型在纵向数据中的应用——发展模型（Application of Multilevel Model to Longitudinal Data-Growth Model）

• 4.1　纵向数据的特征（Characteristics of Longitudinal Data）　（82）

• 4.2　传统纵向数据分析方法的局限性（Limitations of Traditional Approach for Modeling Longitudinal Data）　（83）

• 4.3　发展模型（Growth Model）　（84）

• 4.4　发展模型的公式表述（Formulation of Growth Model Specification）　（85）

• 4.5　数据描述和数据整理（Data Description and Manipulation）　（87）

• 4.6　线性发展模型（Linear Growth Model）　（90）

4.6.1　结局测量随时间变化的形式（The Shape of Outcome Change over Time）　（90）

4.6.2　随机截距发展模型（Random Intercept Growth Model）　（91）

4.6.3　随机截距-斜率发展模型（Random Intercept-Slope Growth Model）　（94）

4.6.4　治疗效应的评估（Assessment of Treatment Effect）　（97）

4.6.5　在模型中控制个体背景协变量（Control Individual Background Covariates in the Growth Model）　（99）

4.6.6　时间尺度编码（Coding Time Scale）　（100）

4.6.7　设定残差方差/协方差结构（Set Residual Variance/Covariance Structure）　（102）

4.6.8　在模型中纳入时间变化协变量（Adding Time-Varying Covariates into Model）　（107）

• 4.7　曲线发展模型（Curvilinear Growth Model）　（110）

4.7.1　多项式曲线发展模型（Polynomial Curvilinear Growth Model）　（110）

4.7.2　高次方多项式发展模型中共线性问题的处理（Dealing with Collinearity in Higher Order Polynomial Growth Model）　（113）

4.7.3　分段发展模型（Piecewise Growth Model）　（120）

第四章在第3章中，我们讨论了如何使用横向数据（cross-sectionaldata）运行多层模型。本章中，我们将讨论多层模型在纵向数据（longitudinal data）中的应用。纵向数据是指对同一批个体对象（subjects）多次重复测量所获得的数据。这类重复测量的数据可看作是分级结构数据或多层数据，其中重复测量（repeated measures）嵌套于个体对象中。

4.1　纵向数据的特征（Characteristics of Longitudinal Data）

纵向研究设计有两种类型：队列设计或同期组群设计（cohort design）和固定样本设计（panel designs）。前者定义同期出生的一群人为出生群组或队列，对其进行追踪观察；后者抽取横向样本，并追踪观察，在不同时点进行重复数据测量。我们这里只涉及较常见的第二种纵向设计数据。

纵向数据有几个明显的特征。第一，因为在每一个研究对象中反复地收集数据，因此，研究对象内的观察值之间会存在相关；第二，纵向数据有两种变异来源。即研究对象个体内变异（within-subject variation或称intra-individual varia-tion）和研究对象个体间变异（between-subject variation或称inter-individual vari-ation），而且这些变异可能会随时间的变化而发生改变；第三，纵向数据通常是不完整数据（incomplete data）或非平衡数据（unbalanced data），因为某些研究对象会因各种原因“失访”；而那些仍留在研究中的人也可能由于某些原因错过某些随访观察的机会。这样，实际随访次数和随访时间的间隔就可能会因研究对象不同而不同。

从图4.1.1可以看出纵向数据的部分特征。该图展示的是观察时间为三年、每次测量间距为6个月的个体生活总体满意度分数（General Life Satisfaction S-cores）随时间而发展的图形轨迹
[1]

 。由该图可见，在基线调查时生活总体满意度分数较高的个体一般倾向于在整个研究期间保持较高的满意度，这意味着观察中存在个体内相关。研究对象的生活总体满意度分数在研究开始时各不相同，反映了个体的结局测量起始水平（initial level of outcome measure）不同；同时，其生活总体满意度的变化率在个体间也不同，反映了个体的结局测量变化率（rate of change in outcome measure）也不同。在整个三年观察期内，大多数研究对象的生活满意度分数有上升的趋势，但某些人增长较快，某些人则增长较慢；而有些研究对象的生活满意度分数则无显著变化。这种现象表明，无论是个体内还是个体间结局测量的变异似乎都随着时间的推移逐步增大，因为个体发展线（individual growth lines）随时间增加而逐步展开。

另外，从图4.1.1还可以看出，并非所有的研究对象都完成了研究的全过程。因此，对纵向数据进行统计分析时，需要能处理个体内同质性（within-subject homogeneity）（即观察的个体内相关），个体间异质性（between-subject heterogene-ity），非常数方差（non-constant variance），以及由失访造成的非平衡数据（unbalanced data）等问题。用传统的分析方法处理纵向数据中这些问题比较困难，运用多层模型分析纵向数据则可以很好地处理以上问题。

[image: 22585-00-111-1]
图4.1.1　三年观察期内生活总体满意度观察分值变化



4.2　传统纵向数据分析方法的局限性（Limitations of Traditional Approach for Modeling Longitudinal Data）

传统的普通最小二乘法（OLS）不适合用于分析纵向数据，因为：1）OLS的假设，如正态分布（normal distribution）、观察对象相互独立（observation indepen-dence）、及方差齐性（homoscedasticity）等，均不适合于纵向数据；2）OLS模型的截距和斜率为固定系数，即是说，OLS研究的是所有个体的平均结局初始值和在整个研究期间内的平均变化率，因而不能分析结局测量发展轨迹的个体特征和变异。

在纵向数据分析中，经常采用的两种方法是：单元重复测量ANOVA（univariate repeated measure ANOVA, URM ANOVA）和多元重复测量ANOVA（multivariate repeated measures ANOVA, MRM ANOVA）。在URM ANOVA中，个体效应（person-specific effects）是随机效应，而时间效应和其他自变量效应被看作是固定效应。这样，URM ANOVA考虑了个体效应，减少了残差方差（residual variance），但该模型假设有一个独特的残差方差/协方差结构（residual variance/covariance structure），称为复合对称残差方差/协方差结构（compound symmetry residual vari-ance/covariance structure ，CS residual variance/covariance structure）。该CS结构假定不同时间点上的残差方差相同，且协方差为常数（Girden, 1992）。这样的假设在多数纵向数据中都不太可能成立。

Huyhn和Feldt （1970）以及Rouant和Lépine（1970）曾提出一个所谓的替代假设，称为“球面”假设（“sphericity”assumption）或“环形”假设（“circularity”as-sumption）。该假设仅要求任何时点之间的残差方差差异相等（equal variance dif-ference between any two time points）。“球面”假设的要求或限制比“复合对称”假设要宽松，其仅要求两时点之间的残差方差差异相等；而后者则要求各时点的残差方差和协方差均相等。但是，“球面”或“环形”假设仍有局限性，因为在重复测量数据中，不太可能存在特定的两相邻时点间的残差方差差异与其他任何两时点间的残差方差差异都相等的情况。为了处理这种假设的不合理性，人们通常采用诸如Greenhouse和Geisser修正（Greenhouse&Geisser modifications）之类的调整。但是，调整后的统计检验一般过于保守（extremely conservative）（Gibbons et al., 1993）。

与URM ANOVA不同，MRM ANOVA采用了广义化的方法（generalized method）来处理此问题。这种方法不对个体内方差/协方差结构做任何限制性假设。然而，MRM ANOVA是以传统的最小二乘法为基础，因而要求有完整的或平衡的观察数据。该方法还要求所有研究对象须在同一个时间点进行测量，且在所有的时间点上都要进行测量。一个研究对象如果错过一次随访调查或在任何一个评估点有观察值缺失，则该研究对象就要被整个地从数据分析中剔除出去。最后，MRM ANOVA只允许残差具有无结构限制方差/协方差（unstructured variances/covariances），而不允许有其他任何形式。当重复测量次数较多时，无结构限制方差/协方差会引起参数过度化（over-parameterization）。

4.3　发展模型（Growth Model）

如前所述，重复性调查收集的纵向数据具有分级结构，即研究对象的重复测量嵌套于个体中。因而，研究对象在各时点的测量（occasions of measures）可看作是水平1单位，研究对象则看作为水平2单位。这样，就可以应用多层模型来分析纵向数据。应用于纵向数据的多层模型也称为发展模型（growth model）或个体发展模型（individual growth model）。与传统模型比较，发展模型的优点如下：第一，在随机缺失（missing at random，MAR）
[2]

 的前题下，发展模型具有处理非平衡数据（unbalanced data）和不完整数据（incomplete data）的能力，可在最大似然（maximum likelihood）或限制性最大似然（restricted maximum likelihood）的基础上，利用全部可以利用的数据进行模型估计。由此，我们既不需要剔除那些带有缺失观察值的研究对象，也不需要弥补性地输入缺失的观察值。第二，发展模型具有较大的灵活性，该模型不仅能够处理各研究对象重复测量次数不等的问题，而且还可以处理重复测量间隔时间不等的现象。第三，发展模型既不要求研究对象内的观察值相互独立，也不受某些限制性假设（如“复合对称”假设）的制约。该方法既可从研究对象个体内变异的角度，也可以从研究对象个体间变异的角度，或同时从以上两个角度出发，来分析纵向数据。

从个体间变异（between-subject variability）的角度出发，模型假设观察对象在不同时间的观察值相关，是由于非测量因素（unmeasured factors）产生的对象间异质性（between-subject heterogeneity）引起的。因此，在模型中设定随机回归系数，如用随机截距反映个体结局测量值的不同初始水平，用时间变量的随机斜率反映个体结局测量随时间的不同变化率，从而引入个体特定效应（individual-specific effects）来处理对象间异质性问题。

从对象内变异（within-subject variability）角度出发，可在构建模型时通过设定一个适当的残差方差/协方差结构来处理数据的序列相关（serial correlations）。如果用以上二途径中的任何一种（即分别在模型引入随机回归系数或设定残差方差/协方差结构）仍不足以解释结局测量方差，我们可以构建一个全混合效应线性模型（full mixed-effect linear model），即在将随机回归系数纳入模型的同时，又在模型中设定适当的残差方差/协方差结构。

最后，发展模型能够非常容易地在模型中纳入时间变化协变量（ time-varying covariates）。在重复测量数据中，个体水平的协变量，如性别、种族等是“时间恒定”协变量，因为它们不随时间变化而变化。但观察水平的测量，如随访时观察对象婚姻状况、经济收入、行为测量及健康状况等都可能是时间变化协变量，因为它们的值可随时间的变化而发生改变。

总之，与传统的统计方法比较，多层发展模型更灵活、更适合于分析纵向数据。

4.4　发展模型的公式表述（Formulation of Growth Model Specification）

用于纵向数据分析的发展模型与用于其他多层数据分析的多层模型原则上是相同的。在分析纵向数据的两水平发展模型中，水平1观察单位是各研究对象的重复观察值，而水平–2观察单位则是个体研究对象。水平1模型或个体内模型（within-subject models）可表述为

yij
 =β0j
 +β1j
 tij
 +eij
 　（4.4.1）

其中，yij
 为研究对象j（水平2单位j）的第i次（水平1单位）的结局测量；β0j
 为截距；tij
 是水平1单位时间变量，如时间分值（time scores）；β1j
 是tij
 的回归斜率；eij
 是误差项（假设其服从以零为均数、以σ2
 为方差的正态分布）。注意，β0j
 和β1j
 都是随机回归系数，代表不同研究对象有不同的结局测量初始值和结局测量随时间变化的不同变化率。

水平-2模型或个体/对象间模型（between-subjects models）为
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其中，β00
 和β10
 分别代表控制个体水平（水平2）解释变量xj
 后的结局测量平均初始水平和平均变化率。系数β01
 和β11
 为解释变量xj
 的回归斜率，分别解释结局测量初始水平和变化率在个体间的变异。u0j
 和u1j
 分别代表第j个观察个体结局测量初始水平和变化率与平均初始水平和变化率的差异；该随机效应假设分别服从以零为均数、以[image: 22585-00-114-2]
 为方差的正态分布。

将式（4.4.2）和（4.4.3）代入式（4.3.1），得以下组合模型：
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其中（β00
 +β01
 xj
 +β10
 tij
 +β11
 xj
 tij
 ）是模型的固定效应成分（fixed effect components）；（u0j
 +u1j
 tij
 +εij
 ）是模型的随机效应成分（random effect components），其中（u0j
 +u1j
 tij
 ）为个体水平或个体间随机效应，eij
 为个体内随机效应或残差项。

发展模型也可以表达成矩阵形式。由第2章第2节中公式（2.2.10），结局变量的总方差可表达为

Var（y）=ZGZ′+R　（4.4.5）

如同线性模型，y的均数或期望值是通过固定效应β来分析的，而y的方差是通过G（随机效应的方差/协方差）距阵和R（水平1误差的方差/协方差）距阵来分析的。在一个完整混合效应线性模型（full mixed-effects linear model）中，我们既可为G矩阵，也可为R矩阵设定合适的方差/协方差结构。但如前所述，对于纵向数据，我们并不一定非要构建一个完整模型。第一，如果我们把回归系数的随机变异纳入模型，残差方差/协方差结构可以设定为R=σ2
 I，即假设残差相互独立，且残差方差相等；第二，如果我们侧重于用适当的个体内方差/协方差结构来处理个体内的观察相关问题，则可以为R矩阵设定适当的方差/协方差结构，而将随机效应成分U设置为零。在后一种情况下，方程简化成了固定效应模型，但带有一个结构性残差矩阵（structured residual/error matrix）：

y=Xβ+e　（4.4.6）

其e~N（0, R），R矩阵可以被设定为各种适当的形式。这里，如果我们进一步假设R为σ2
 I，则模型便简化成传统的固定效应线性模型。

在实际研究中，人们通常先从亚模型（sub-models）开始，然后再考虑完整模型。完整模型含有固定效应和随机效应，其两个随机成分（U和e）的方差/协方差矩阵的结构需要恰当地设定。

以上，我们简单介绍了发展模型——多层模型在分析纵向数据中的运用。下面，我们将从最简单的模型开始，由浅入深，进一步介绍该模型的具体运用，并用实际数据进行阐述和演示。

4.5　数据描述和数据整理（Data Description and Manipulation）

本章中用于模型示范的数据来自美国某大学在新罕布什尔州（New Hamp-shire State，U.S.A.）进行的关于心理健康和毒品滥用研究项目（Drake et al., 1998）。该项目对患有严重的精神疾患的毒品滥用者进行了为期3年（1998—2001）的对比观察实验。在203位项目参与者中，98位被分配到治疗组（treatment group）, 105位分配到对照组（control group）。不同组中的参与者接受不同的心理治疗。在基线调查（baseline interview）后，每6个月对各组参与者进行一次随访调查（follow-up interview）；因而该研究有7个观察时点，分别为基线和其后每六个月进行一次的随访。本章模型构建中所涉及的变量如下：

结局变量：

• QOL（general quality of life）（总体生活质量）：或称生活总体满意度（general life satisfaction）。在每次访谈开始和结束时，调查人员都要两次询问被调查者同一个问题：“总体而言，您觉得您的生活如何？”。将两次测量的平均值作为总体生活质量的测量值。该变量被处理为连续变量，其计分值域从1至7，1表示“很糟糕”，7表示“很快乐”。

水平1解释变量：在发展模型中，水平1解释变量是随时间而变化的研究对象个体内测量（within-subject measures），在我们的数据中包括：

• Time（时间）：每6个月对项目参与者随访一次，数据收集的间隔时间大致相等。因此，可将从基线调查到第36个月的时间分值分别编码为：0、1、2、3、4、5、6。

• SATS（Substance Abuse Treatment Scale）（毒品滥用治疗尺度）：这是一个随时间变化而变化的个体内协变量（within-subject covariates）。SATS的测量分值区间为1~8；一个较高的分值代表较好的戒毒效果。

水平2解释变量：在发展模型中，水平2解释变量是不随时间而变化的研究对象个体间测量（between-subject measures），在我们的数据中包括：

• Trt（治疗）：基线调查时的心理治疗，虚拟变量（1=治疗组；0=对照组）。

• Age（年龄）:连续变量，为项目参与者在基线调查时的年龄；

• Gender（性别）:虚拟变量（1–男；0–女）；

• Edu（教育程度）:虚拟变量（1–高中及以上；0–初中及以下）；

• Diagnosis（诊断）:最初的精神疾病诊断，虚拟变量（1–精神分裂及压抑症（schizophrenia/schizoaffective disorder）；0–躁狂抑郁症（bipolar disorder））。

本章，我们只是使用以上变量来介绍、阐述发展模型（growth model）的概念、特征，及如何实际运用发展模型来分析纵向数据，而非着眼于心理或精神疾病方面的研究。

SAS PROC MIXED程序用来拟合发展模型。该拟合过程要求数据呈“人–时格式”（person-period format），即每个人可能有多个记录（records），也就是数据中的“行”（lines in the data）。如果观察次数不全，各个体的记录数量或行数量可能会因人而异。由此，在用SAS PROC MIXED程序分析数据前，我们应构建一个具有正确格式的数据集。

一般情况下，原始数据有如下格式，即每个研究对象有一个记录，其内容包括：编号（ID）；基线和随访调查时点，其变量分别记作t1, t2,…, t7；总体生活质量（QOL） （在3年的观测中，除基线测量外，每6个月测量一次，其变量分别记作qol0，qol1,…, qol6）；毒品滥用治疗尺度（SATS）：在3年的观测中，每6个月测量一次，其测量分别记作sats0, sats1,…, sats6；治疗（Trt:1=治疗组；0=对照组）；年龄（Age）；性别（Gender：1–男; 0–女）；教育程度（Edu：1–高中及以上；0–初中及以下）；和诊断（Diagnosis：1–精神分裂及压抑症；0–躁狂抑郁症）。以上变量在原始数据（存于计算机硬盘文件夹D:/MLM/data中的SAS文件Chap4_rawdata）中的前3个研究对象的观察值为：

[image: 22585-00-117-1]


利用以下SAS程序，可将以上原始观察数据集转换成“人–时格式”：

[image: 22585-00-117-2]


该程序将每个研究对象只有一个记录（record）的原始数据格式转换成堆迭（stacked）数据格式，即每一个研究对象有与各次观察相对应的多个记录。同时，该程序还产生了时间变量Time。因为从基线测量到第36个月的观察期间内共有7次测量，因此，变量Time的取值为0~6。此处应注意，区别于时间变化变量，对同一个体而言，时间恒定变量，如Trt、Age、Gender、Diagnosis和Edu的值不随时间而变化。以上SAS程序建立了一个新SAS数据集ML_Chap4 data，并存于计算机硬盘文件夹D:/MLM/data中。下面是从转换后的数据中提取的3个研究对象（其个体编号为150、151和153）的测量数据：

[image: 22585-00-118-1]


其中，变量Time的任何缺失数据意味该研究对象在相应时点失访（missed the follow-up interview）。如，编号为150的研究对象的Time变量没有任何缺失值，说明他在基线调查后，每次随访时都没有缺席；编号为151的研究对象缺席了第一次和最后一次随访；而编号为153的研究对象缺席了第30个月的随访。

4.6　线性发展模型（Linear Growth Model）

本节我们将讨论线性发展模型，我们从最简单的模型入手，仅在模型中加入一个固定效应水平1变量（Time），并将水平1截距设定为随机系数。此后，我们将在此基础模型上逐步扩展并完善该模型。

4.6.1　结局测量随时间变化的形式（The Shape of Outcome Change over Time）

模型建立伊始，最好先用图表方式观察一下整个研究期间的结局测量的平均发展趋势（average growth trend）。本研究的结局测量——QOL的平均发展趋势线图显示，本研究样本的平均生活总体满意度分数在3年期间略有上升趋势，但并不呈直线线性上升趋势（图4.6.1-1）。为了确定结局测量的平均发展趋势是直线还是曲线模式，我们分别设定了时间变量的不同的多项式函数，如二次方（quadratic）和三次方（cubic）时间多项式函数模型，且未限制模型残差的方差–协方差结构（模型结果报告略）。结果显示，时间函数的二次方和三次方系数均不统计显著，且整个模型拟合相对于线性时间趋势模型也无显著改善。因此，线性时间模型被确定为较为合适的基础模型。

[image: 22585-00-120-1]
图4.6.1-1　三年观察期内生活总体满意度平均发展轨迹



4.6.2　随机截距发展模型（Random Intercept Growth Model）

线性回归模型最简单的扩展是用随机截距替代其固定截距，从而有以下随机截距模型（水平1模型）：

[image: 22585-00-120-2]


个体内模型表示个体j的第i次结局测量值由他/她的结局测量初始水平（β0j
 ）和变化率（β1j
 ）决定。个体间模型将个体j的初始结局测量水平分解成两部分：总体平均结局测量初始水平（γ00
 ）和个体特定效应u0j
 。通过加入个体特异性（individual uniqueness）（即u0j
 ），结局测量的初始水平便因人而异，随个体不同而不同。在现有模型中，时间变量Time的斜率被设定为固定效应（fixed effect），即结局测量随时间推移的变化率是一固定系数γ10
 ，不因研究对象不同而变化。换言之，个体研究对象可以从不同的结局水平开始，但其随时间推移的变化率相同。或者说，个体发展趋势线与模型估计的总体发展趋势线平行。

个体特异性效应u0j
 是随机效应，其被假设为是从均数为零、方差为[image: 22585-00-121-1]
 的正态分布总体中随机抽取的。误差项eij
 也被假设服从均数为零、方差为σ2
 的正态条件独立分布（normally and conditionally independently distributed）。之所以称之为条件独立分布，是因为由个体间变异引起的噪音（noises）已经从未解释的随机残差中去除了。但是，两个不同观察水平的随机残差项u0j
 和eij
 是相互独立的。

该随机截距模型与传统线性模型的唯一区别是，模型中的截距不再是固定的系数，而是一随机系数。模型中水平2残差项u0j
 代表各个体发展趋势线与总体平均发展趋势线或平均发展轨迹线（图4.6.2-1中的粗体红线）之间的差异，而该差异的方差[image: 22585-00-121-2]
 为零，则u0j
 =0（因为E（u0j
 ）=0）。那么，就会只有一条发展线或轨迹线——即平均发展或轨迹线。

[image: 22585-00-122-1]
图4.6.2-1　结局测量的个体和平均发展趋势线：随机截距发展模型



运行随机截距模型并生成图4.6.2-1的SAS程序如下：

[image: 22585-00-121-3]


[image: 22585-00-122-2]


上述SAS程序中，语句RANDOMINT/SUBJECT=ID要求SAS拟合随机截距模型，SAS程序中的ID语句设定数据中哪些变量将被包括在新的SAS输出数据中。这里，变量ID，TIME和QOL，以及模型估计的结局预测值PRED同时被包括入在MODEL语句中的OUTP选项所定义的SAS输出数据集PQOL中
[3]

 。结局测量QOL的预测值和观察值与变量ID和Time被同时输出到一个新的SAS数据集“PQOL”中，用于制作图4.6.2-1。
[4]



SAS程序4.6.2-1输出显示，模型估计只经三次迭代便收敛了。SAS输出的Covariance Parameter Estimates部分是残差方差/协方差估计：[image: 22585-00-123-1]
 =0.9659 （P<0.0001）和σ2
 =1.0001 （P<0.0001），二者均呈统计显著。[image: 22585-00-123-2]
 的显著性表明研究对象的结局测量（QOL）的初始水平显著不同；残差方差σ2
 的显著性说明在模型设定了随机截距后，仍然存在显著的对象内变异（within-subject variation）。组内相关系数（ICC）为0.9659/（0.9659+1.0001）=0.49，表明有近一半的总变异是由研究对象个体间异质性（between-subject heterogeneity）引起的。


SAS 4.6.2-1程序输出　随机截距发展模型部分结果

[image: 22585-00-123-3]


[image: 22585-00-124-1]


由于该模型估计使用的是REML法（即SAS PROC MIXED程序的默认估计法），SAS 4.6.2-1输出中所示的模型拟合统计量（model fit statistics）是用来比较带有相同固定效应但不同随机效应或不同残差方差结构的模型（见第3章第3节），限制性-2LL（restricted-2LL）可用于LR检验来比较该类嵌套模型。信息标准统计量AIC、AICC、和BIC可用于嵌套模型或非嵌套型模型比较。但无论是-2LL还是信息标准统计量都不能告诉我们某个单一模型是否拟合数据，它们仅用于模型比较，告诉我们哪个模型相对来说拟合数据更好些。

以上SAS输出的Solution for Fixed Effects部分显示固定效应的参数估计值。截距[image: 22585-00-124-2]
 ，表示模型估计的结局测量QOL的总体平均初始分数为4.13分；线性时间效应[image: 22585-00-124-3]
 ，表示结局测量QOL每6个月的平均变化率（约为0.08分）。

该SAS输出的Type 3 Tests of Fixed Effects部分提供有关分类变量的整体效应（global effects）的F检验信息。这里变量Time不是分类变量，SAS输出的这一部分可以不予考虑。

4.6.3　随机截距–斜率发展模型（Random Intercept-Slope Growth Model）

随机截距模型中，结局测量的个体发展趋势线有不同的截距，但相同的斜率，即是说，研究对象个体的初始结局测量水平不同，但每个个体的结局测量随时间的变化率都相同。但实际研究中的通常情况是，结局测量发展不仅初始水平因人而异，且其随时间的变化率也不尽相同。因此，更为符合实际情况的模型应当是随机截距和随机斜率发展模型。该模型可描述如下：

QOLij
 =β0j
 +β1j
 timeij
 +eij
 　（4.6.3-1）

[image: 22585-00-125-1]


式中u0j
 代表第j个个体的结局测量初始水平偏离模型估计的总体平均初始结局水平程度；u1j
 代表第j个个体的结局变化率偏离估计的总体平均结局变化率程度。假设u0j
 和u1j
 为二元正态分布（bivariate normal distribution），即N~（0, G），其具有如下方差/协方差矩阵：

[image: 22585-00-125-2]


其中，[image: 22585-00-125-3]
 表示结局测量初始水平和结局测量变化率之间的协方差。该模型通常被称为随机截距–斜率发展模型（random intercept-slope growth model）。由图4.6.3-1可见，生活质量的总体平均分数（粗体红线）显示在36个月内略有上升趋势。然而，个体发展曲线的截距和斜率则有不同，因而，某些个体发展趋势线有上升趋势，某些有下降趋势，而某些则仅呈平直趋势。以下SAS程序拟合随机截距-斜率发展模型并生成图4.6.3-1：

[image: 22585-00-126-1]
图4.6.3-1　结局测量的个体和平均发展趋势线：随机截距–斜率发展模型



[image: 22585-00-126-2]


以上SAS程序的RANDOM语句包含了Int（代表intercept，截距）和时间变量Time，因而模型截距和变量Time的斜率均被处理为随机回归系数，即个体发展趋势线的结局测量初始水平和变化率均因人而异。SAS程序RANDOM语句中的TYPE=UN选项设定模型的G矩阵包含的水平2残差有非结构性方差/协方差（unstructured variances/covariances）。选项DDFM=KR要求SAS用Ken-ward-Roger法计算固定效应检验的分母自由度
[5]

 。


SAS程序4.6.3-1输出　随机截距-斜率发展模型部分输出结果

[image: 22585-00-127-1]


[image: 22585-00-128-1]


与随机截距发展模型一样，该模型也有两个固定效应：[image: 22585-00-128-2]
 和[image: 22585-00-128-3]
 ，但有3个随机效应。随机截距的方差估计为[image: 22585-00-128-4]
 （P<0.0001）；时间变量的随机斜率的方差估计为[image: 22585-00-128-5]
 ；该截距和斜率系数间的协方差为[image: 22585-00-128-6]
 统计显著表示结局测量（QOL）的初始水平在研究对象之间有显著差异；[image: 22585-00-128-7]
 统计显著表示结局测量随时间的变化率在研究对象之间也是显著不同的。因为随机截距和斜率间的协方差[image: 22585-00-128-8]
 为负值，且统计显著，表示研究对象的QOL初始分值越高，则其结局测量随时间推移的变化率就越小。模型中增加随机斜率以后，水平1残差方差从1.0001下降到0.9124，减少了8.8%。该模型与数据的拟合优于随机截距模型，因为-2LL从4209.3到4188.0，差值为21.3，表明拟合改善统计显著（df=2，P<0.0001）。

4.6.4　治疗效应的评估（Assessment of Treatment Effect）

为评估治疗对结局测量的效应，我们需要将水平1随机截距（β0j
 ）和斜率（β1j
 ）水平2方程中处理为治疗变量（Trt）的函数，即将个体水平的变量Trt （1–治疗组; 0–对照组）加入个体水平方程（即水平2方程），模型表达如下：

[image: 22585-00-128-9]


式中γ00
 为对照组（即Trt=0）中研究对象的QOL平均初始水平，γ01
 为治疗组（即Trt=1）和对照组之间QOL初始水平的平均差异。同理，γ10
 代表对照组的QOL平均变化率，γ11
 代表治疗组和对照组之间QOL平均变化率的差异。运行该模型的SAS程序如下：

[image: 22585-00-129-1]


其中，SAS语句ModelQOL=Trt|Time同时设定变量Time和Trt的主效应和交互作用。等效SAS语句是Model QOL=Trt Time Ttrt*Time。下表是该模型的部分输出结果：


SAS程序4.6.4-1输出　治疗效应评估结果

[image: 22585-00-129-2]


结果显示，变量Trt的主效应统计不显著，其与时间变量Time的交互作用也不统计显著。与随机截距–斜率模型结果比较，该模型拟合数据程度也没有得到显著改善（两模型ML法估计的-2LL之差为4178.2-4176.6=1.6，df=2，P=0.4493）
[6]

 。从模型拟合角度，无须将治疗变量Trt加入模型。然而，从心理健康研究的角度，将该变量加入模型是有意义的。因为它可以告诉我们治疗组与对照组在实验中的效果比较。因此，我们将该变量保留在模型内。变量Trt的主效应值为[image: 22585-00-130-1]
 ，表明治疗组的平均总QOL分数在基线调查时低于对照组，但统计不显著。QOL结局分值随时间的变化率约为[image: 22585-00-130-2]
 ，这是指对照组（即Trt=0）的QOL值在基线调查后每6个月的平均变化率。变量Trt与Time之间的交互作用为[image: 22585-00-130-3]
 。交互作用大于0表示随一个单位时间的增加，在治疗组中的研究对象，相对对照组而言，他们的QOL平均结局分值有更多增长，但这额外的增长并不统计显著。

以上SAS输出中的Covariance Parameter Estimates部分显示随机效应仍然统计显著。在模型中加入治疗变量Trt后，随机截距和斜率的方差基本没有变化，说明该变量不能解释随机截距和随机斜率的变异。

4.6.5　在模型中控制个体背景协变量（Control Individual Background Covariates in the Growth Model）

实际研究中，为了区分治疗效应（treatment effect）和其他“噪音”（noise），应将理论上有关的个体背景变量作为协变量（covariates）加入模型。就我们的数据而言，研究对象的背景测量，如Age，Gender，Edu和Diagnosis等，在评估治疗的效应时，都应在模型中加以控制。

[image: 22585-00-130-4]


其中，我们假设所有的背景变量对结局测量的影响都不随时间而变化，就是说，背景变量与时间变量Time之间不存在交互作用。因而，在水平2公式（4.6.5-3）中，时间变量Time的斜率β1j
 没有被设定为这背景变量的函数。
[7]

 运行该模型的SAS程序如下：

[image: 22585-00-131-1]



SAS程序4.6.5-1输出　控制背景变量后的治疗效应评估结果

[image: 22585-00-131-2]


SAS输出显示，除变量Age对结局测量有负效应[image: 22585-00-132-1]
 外， 其他背景变量均无统计显著效应。如变量Gender的效应为[image: 22585-00-132-2]
 ，指男性的平均结局分值比女性高，但性别差异并不统计显著。提示，以上SAS程序中，所有虚拟变量（dummy variables）（如Trt，Edu，Gender和Diagnosis）都是作为“连续变量”处理的。因此，变量的0值便作为参照组（reference group）。我们也可以将这些虚拟变量设定在CLASS语句中，它们便被处理为分类变量或类别变量（categorical variables）了。那么，它的参数估计值的符号将与SAS程序4.6.5-1输出所示结果相反，因为类别变量的最后一个类别（如Gender=1）在SAS中会被自动处理为参照组。一般说，虚拟变量在模型设定中不必处理为类别变量。

再者，在该模型中，连续变量Age是原始测量，即观察年龄。这样，模型截距的估计代表的是参照组之结局测量均值，该参照组的所有解释变量均取零值，即Trt=0，Edu=0，Gender=0，Diagnosis=0，Age=0和time=0。年龄为零岁显然在该样本中无实际意义。我们在第三章讨论到，我们需要对这样的连续变量进行均数中心化处理。我们将对变量Age的总均数中心化处理（grand-mean centered），并重新运行该模型作为练习题留给读者。

4.6.6　时间尺度编码（Coding Time Scale）

发展模型分析过程中一个非常重要的问题是确定合适的时间尺度（time s-cale）或时间分值（time scores），即给时间变量Time设定合适的值。对不同的时间尺度的设定，模型参数估计值的解释略有不同。前述模型中，我们将时间变量Time量化为以基线时点（baseline time）为“0”的线性分值，如0、1、2、3、4、5、6。以基线时间点为参照点，每一个时间分值代表一个随访的时点或基线时点后的各分段观察期（如每6个月一次的评估观察期）。在该量化方案中，回归截距代表结局测量的平均初始值或基线调查的均值；模型中纳入变量Trt后，回归截距则代表对照组（Trt=0）在基线调查时的结局测量均值；变量Trt的主效应是指治疗组与对照组在基线调查时的结局测量均值之差。

将基线调查作为参照点，只是时间尺度量化方式的一种。根据研究的需要，我们可将观察期的任何时点的时间尺度编码为0，即将其作为时间尺度的中心点（centering point）；这样，模型截距便可以反映在任何时间点的结局测量均值。例如，通过时间变量的中心化处理，本例中，即将原始时间尺度Time减去3，可得到新的时间分值：-3、-2、-1、0、1、2、3。这样，第三次随访时点（或基线调查后的第18个月），便成为时间尺度的中间点，即参照时间点。这时，模型的截距估计便是第三次随访时对照组的结局均值估计。同理，我们也可以将时间尺度编码为-6、-5、-4、-3、-2、-1、0；由此可将参照时间点转移到研究终点，即最后一次随访时点（本例中为基线调查后的第36个月）。通过转移时间尺度的参照时点，模型的方差成分（variance components），特别是截距的方差，及截距与斜率之间的协方差会有某些改变。

在随机化研究中，一般假设治疗/干预组与对照组在基线调查时的结局测量均值应无显著差别。因而，人们常将研究终点作为参照时点，这样，治疗效应（treatment effect）就能够代表研究结束时的治疗组与对照组之间的结局差异。在我们的例子中，基线调查时治疗组与对照组结局测量均数无显著差异。如果以第36个月（观察期终点）作为参照时间点，运行该模型的SAS程序秩序如下：

[image: 22585-00-133-1]



SAS程序4.6.6-1输出　以观察期终点为参照点的发展模型部分结果

[image: 22585-00-133-2]
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以上SAS输出显示，时间变量Time_end的主效应、及其与变量Trt的交互作用（Trt*Time_end）效应估计与SAS程序4.6.4-1估计的结果相同。就是说，结局变量随时间的平均变化率统计显著，治疗组的平均变化率比对照组稍高，但不统计显著。可是，现有模型的截距和变量Trt的主效应估计与前不同，因为现有模型的截距估计代表的是在观察终点时对照组（Trt=0）的结局测量均值；而Trt的主效应则反映治疗组（Trt=1）与对照组在观察终点间时的结局均值差异。SAS程序4.6.4-1估计的结果显示，基线调查时对照组平均QOL分数略高于实验组；而在现有模型中，经过时间尺度重新编码，观察终点时治疗组平均QOL分数已经略高于对照组（变量Trt的主效应[image: 22585-00-134-2]
 ），尽管差别并不统计显著，但治疗还是有一定效果。

4.6.7　设定残差方差/协方差结构（Set Residual Variance/Covariance Structure）

到目前为止，在模型构建中通过设定随机截距及随机截距–斜率，我们分析了结局测量初始水平和变化率的个体间变异。该方法被称之为随机系数发展模型（random coefficient growth model）。此外，我们还可以通过设定适当的残差方差/协方差结构（residual variance/covariance structure），从分析个体内变异的角度来构建模型。此方法有时被称为协方差模式模型（covariance pattern mod-el）（Fitzmaurice, Laird,&Ware, 2004; Hedeker&Gibbons, 2006）。最后，我们还可以同时设定随机效应和残差方差/协方差结构，从个体内变异和个体间变异两个角度来构建模型，分析总方差。其实，这两类模型的差别不是很严格，因为随机系数模型也可视为是一种特殊的协方差模式模型（Hedeker&Gibbons, 2006; Jennrich&Schluchter, 1986）。

为了确定合适的剩余方差/协方差结构，一般说，应首先检查无特定结构或非结构性残差方差/协方差（unstructured residual variances/covariances）以及相关系数矩阵（correlation matrix）。以下SAS程序提供残差方差/协方差结构矩阵:

[image: 22585-00-135-1]


SAS程序4.6.7-1在读取数据后，产生了一个新变量Timec，它只是时间变量Time的复制。新变量Timec被作为分类变量设定在CLASS语句和REPEATED语句中。在PROC MIXED程序运行中，SAS内部将Timec处理为代表时间点的一组虚拟变量（a set of dummy time variables），以保证在某些时点有缺失观察值的情况下，SAS能够正确地按时间点排列数据。

在先前的SAS程序中，我们使用RANDOM语句来分析个体“间”变异，而以上SAS程序中，REPEATED语句用来分析个体“内”变异。REPEATED语句中的R及CORR选项分别要求SAS在输出中打印模型的残差方差/协方差矩阵（即R矩阵）和残差相关系数矩阵。


SAS程序4.6.7-1输出　非结构性残差方差/协方差矩阵和相关系数矩阵

[image: 22585-00-135-2]
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以上SAS输出显示，随着时间变化，残差方差及残差间的协变或相关均略呈下降趋势，但无固定的模式。严格意义上讲，残差方差/协方差结构的选择应通过统计检验。SAS PROC MIXED程序可估计20多种不同的残差方差/协方差结构，而随机系数模型可以看作是一种具有特定残差方差/协方差结构的模型。

在以下SAS程序中，我们分别采用了5种常见的残差方差/协方差结构来拟合模型：非结构性残差方差/协方差结构（unstructured residual variance/covariance structure）、复合对称残差方差/协方差结构（compound symmetry residual vari-ance/covariance structure,CS）、一阶自回归残差方差/协方差结构（first order auto-regressive residual variance/covariance structure, AR（1））、Toeplitz残差方差/协方差结构（TOEP residual variance/covariance structure）和Huynh-Feldt残差方差/协方差结构（HF residual variance/covariance structure）。我们可以在运行同一模型时分别设定不同的残差方差/协方差结构，也可以用类似以下SAS宏程序（SAS macro program）同时拟合带有不同残差方差/协方差结构的模型：

[image: 22585-00-136-2]


其中，TYPE选项被定义为SAS宏程序Fit中的一个参数（即COV ）。当调用Fit宏程序时，我们可以方便地同时设定数个选项，如%Fit（UN），%Fit（CS），……和%Fit（HF）等，以提高运算的效率。本例中，我们选择的5种不同类型TYPE选项中，UN选项设定一个非特定结构的方差/协方差矩阵，其所有残差方差/协方差参数具有不同的估计值。CS选项假设所有方差和协方差分别相等，即仅需估计两个参数——共同方差（common variance）和共同协方差（common covariance）。AR（1）选项确定的是一阶自回归结构，它是时间序列数据（time series data）中很常见的一种残差方差/协方差结构，它假设残差方差相等，以及时滞残差（time lag residuals）间的相关系数随时间推移呈指数衰减（exponentially declining）。TOEP选项适合于共同方差、但任意时滞（time lag）相关残差的时间序列结构。其不假设序列相关系数随时间而衰减，因此，比AR（1）局限性小。HF选项设定异值复合对称残差方差/协方差结构（heterogeneous compound-symmetry residual variance/covariance structure），其假设残差方差不同，每个协方差由两个相关方差的均值减去一常数参数取得。在本例中，由HF选项设定的残差结构有7个不同的方差估计和一个用于计算协方差的常数参数估计。可以说，AR（1）是TOEP结构的特殊形式，CS是HF结构的特殊形式。

在本章前几节中讨论过的随机系数模型似乎与此处讨论的残差方差/协方差模式模型不同。然而，从方差组成的角度来看，此两类模型只是用不同方法来分析总结局方差。随机系数模型将总方差分为两个成分：随机效应或个体间变异（即式（4.4.5）中的ZGZ′）和残差方差或测量误差（即式（4.4.5）中的R）。随机系数模型通过将个体间随机变异纳入模型，但假设残差方差/协方差矩阵为单位矩阵（identity matrix）（R=σ2
 I），来分析结局总方差。事实上，随机截距模型与CS模型相同，而随机截距–斜率模型可被认为是CS模型的扩展。就是说，从分析总方差的的角度看，可以将随机截距–斜率模型理解成协方差结构的另一种类型。然而，随机截距–斜率模型是分析个体间变异的模型，其假设残差相互独立，且残差方差相等，即R矩阵为R=σ2
 I。在随机截距和随机斜率的条件下，这种对残差结构的假设不一定现实。在随机截距–斜率模型中，往往仍会有一些剩余变异需要分析。我们可以把随机效应模型（random effect model）和残差方差/协方差结构模型（residual covariance pattern model）分别看作“局部模型”（“partial models”）；将二者结合起来，我们既可分析个体间变异、又可分析个体内变异，这种复合模型可视为“全模型”（“full model”）。

在此例中，我们在随机截距–斜率模型（random intercept and slope model, RIS model）基础上，运行具有不同残差方差/协方差结构的“全模型”。结果显示，带有AR（1）残差结构的随机截距–斜率模型，即RIS-AR（1）全模型是几种模型中拟合数据最好的模型。其信息标准统计（AIC、AICC和SBC）最小（见表4.6.7-1）。因为RIS-AR（1）和RIS模型是嵌套模型，我们也可用似然比（LR）检验来进行模型比较，检验结果统计显著（χ2
 =4193.4-4187.2=6.2, df=1, P=0.0128），表明RIS-AR（1）模型优于RIS模型。因此我们选择RIS-AR（1）作为最终模型。运行RIS-AR（1）模型的SAS程序如下：


表4.6.7-1　模型拟合信息比较

[image: 22585-00-138-1]
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其中，RANDOM语句设定随机截距和斜率系数，及其方差/协方差结构（即G矩阵结构为UN）；REPEATED语句设定模型的残差方差/协方差结构（即R矩阵结构为AR（1））。

SAS程序4.6.7-3输出中的Covariance Parameter Estimates部分显示，模型随机截距方差（UN（1,1））和随机斜率方差（UN（2,2）），及两者间的协方差（UN（2,1））均统计显著；另外，AR（1）也统计显著。这说明，模型有必要同时分析个体间变异和个体内变异；前者由在模型中设定随机效应实现，而后者则由在模型中设定AR（1）残差方差/协方差结构来实现。然而，尽管RIS-AR（1）模型是“最佳”模型，这种“全模型”的固定效应估计和随机截距–斜率模型（RIS）的估计却没有太大的区别。这说明，RIS模型是一能提供稳健估计的模型（robust model）。


SAS程序4.6.7-3输出　RIS-AR（1）模型的部分结果

[image: 22585-00-139-1]


4.6.8　在模型中纳入时间变化协变量（Adding Time-Varying Covariates into Model）

发展模型的优势之一是能够容易地将时间变化协变量纳入模型。在此例的数据中，变量SATS（Substance Abuse Treatment Scale）（毒品滥用治疗度量）是一个时间变化测量，其可能在某种程度上影响不同时间结局测量（即生活满意度测量）。下面，我们将该变量作为时间变化协变量加入RIS-AR（1）模型。SAS程序如下：

[image: 22585-00-140-1]


在以上SAS程序MODEL语句中设定的变量SATS是每个研究对象在不同时间毒品滥用治疗情况的测量（见本章第4.5节数据描述）。如前所述，SAS PROC MIXED自动识别时间恒定和时间变化变量。时间变化变量在个体内和个体间均可取不同值（如此例中的Time和SATS），因而在发展模型中是水平1变量。时间恒定变量（如性别、种族等）只有个体间变异，因而在发展模型中是水平2变量。


SAS程序4.6.8-1输出　带时间变化协变量的RIS-AR（1）模型部分结果

[image: 22585-00-140-2]


以上SAS输出显示，变量SATS对结局测量QOL有显著的正效应（0.1357，P<0.0001），说明吸毒者在毒品滥用治疗过程中效果越好，其生活满意度越高。注意，当将变量SATS加入模型后，时间变量Time对结局测量的效应的显著性便消失了。这说明，研究样本中吸毒者生活满意度随时间而改善是他们接受毒品滥用治疗的效果随时间改善的结果。

当协变量是时间变化变量（time varying variable）时，可将该协变量分解成两个新变量纳入模型，然后将该模型结果与先前模型进行比较。如果新模型拟合数据明显改善，则该协变量应分解成两个新变量，否则便没有必要（Hedeker&Gibbons, 2006）。具体说，对每个个体而言，一个时间变化协变量能分解为该协变量的均值和与该均值的离差两个部分。前者代表该变量的个体间测量，后者代表该变量的个体内测量，两者相加等于该变量的原测量。在本例中，各个体SATS分数均值是从基线调查到36个月的7次SATS测量的均值，各个体从基线到36个月的SATS分数减去该分数均值为分数离差。分数均值效应表示个体平均SATS分数与其平均生活总满意度分值之间的关联，这种关联不随时间而改变。而分数离差的效应则表示偏离均值的程度如何影响生活总满意分数，这种影响可能会在不同的时间点有所不同。

在作模型比较时，可用ML运行带有时间变化协变量SATS的模型（在SAS程序4.6.8-1的PROC MIXED语句中用METHOD=ML选项，取代SAS的默认选项METHOD=REML）；同时用ML运行带有SATS分数均值及SATS分数离差的模型：
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其中，我们在SAS PROC SQL程序中产生了两个新变量，Mean_SATS和Dev_SATS，分别代表SATS均值和SATS离差，并将其存入SAS临时数据集Data2中。然后该数据被用来分别运行带有SATS原测量和Mean_SATS和Dev_SATS的RIS-AR（1）模型。对该二模型进行比较，模型估计须用ML法估计，因为该二模型有同样的残差方差/协方差结构，但固定效应却不同。用ML法估计的该二模型的拟合优度统计量如下：


SAS程序4.6.8-2输出　变量SATS个体间和个体内效应相等假设检验结果

[image: 22585-00-142-2]


以上SAS输出显示，该二模型的-2LL和信息标准指标基本相等，因此，我们可以将时间变化协变量SATS直接纳入发展模型，没有必要将其分解为均值和离差两部分。

4.7　曲线发展模型（Curvilinear Growth Model）

以上，我们的讨论集中在线性发展模型上。然而，许多情况下，结局测量随时间的变化并非是线性的，即不同时间的变化率可能会不同。在这种情况下，我们应考虑曲线发展模型（curvilinear growth model）或非线性发展模型（non-linear growth model）。

4.7.1　多项式曲线发展模型（Polynomial Curvilinear Growth Model）

当变化为非线性方式时，通常应考虑多项式曲线发展模型（polynomial curvili-near growth model）。模型中，时间变量多项式函数（polynomial function）的选择应以结局测量变化的模式而定。发展曲线的拐点越多，多项式函数的方次越高。理论上讲，对有T次观察的纵向数据来说，时间变量多项式函数最高可有（T-1）次方。但多项式函数的方次越高，模型估计越难，且模型结果越难解释。因此，本章仅介绍通常使用的二次方发展模型（quadratic growth model）。

拟合二次方发展模型，只需在线性发展模型上增加一个时间变量的平方项（即Time2
 或Time*Time）即可。变量Time2
 的效应可以为固定效应，也可以为随机效应，视模型的拟合情况而定。如前所述，我们的结局变量（QOL）并非完全随时间变化呈线性发展，但将时间变量Time2
 加入模型后，其效应并不统计显著。为了演示非线性发展模型，我们将基线调查数据中，凡大于5的结局测量QOL的分值用5取代。在修改后的数据中，结局测量的新变量名为C QOL，其分组平均发展趋势见图4.7.1-1。

[image: 22585-00-144-1]
图4.7.1-1　在修改后的数据中，治疗组和对照组结局测量的平均发展趋势



现在，我们用修改后的数据来拟合以下模型：
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组合模型为：

[image: 22585-00-144-2]


相应的SAS程序如下：

[image: 22585-00-144-3]


以上SAS程序的RANDOM语句中设定了三个随机回归系数，即模型截距、时间变量Time的线性和平方项（Time*Time）的斜率。由于在RANDOM语句中设定了G选项，这些随机效应的方差/协方差估计将显示在SAS输出的Estimated G Matrix部分。请读者注意对照该部分和SAS输出的Covariance Parameter Estimates部分的参数估计的标识。


SAS程序4.7.1-1输出　二次方发展模型部分结果
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[image: 22585-00-146-1]


以上SAS输出显示，时间变量的线性[image: 22585-00-146-2]
 和二次方效应（quadratic effect）均统计显著[image: 22585-00-146-3]
 ，说明结局测量随时间变化而呈非线性发展，或者说，结局测量的变化率在不同的观察时间不一样，且呈逐渐衰减趋势（因为[image: 22585-00-146-4]
 ）。此外，时间变量Time和Time2的斜率系数的方差均不统计显著[image: 22585-00-146-5]
 ，说明时间变量Time的线性和二次项效应均是固定效应。
[8]

 这与先前的发现矛盾。当我们在SAS程序RANDOM语句中分别设定Time或Time2变量时，二者的斜率均为随机系数。这样的结果使我们考虑该二时间变量间可能存在影响模型估计的共线性（collinearity）问题。共线性问题往往会影响到固定效应的估计，也会影响到随机效应的估计。下面一节，我们将讨论这个问题。

4.7.2　高次方多项式发展模型中共线性问题的处理（Dealing with Collinearity in Higher Order Polynomial Growth Model）

高次方多项式发展模型（higher order polynomial growth model）的一个重要问题是线性（linear）、平方（quadratic）和高次方（higher order）项之间可能存在相关问题，或共线性（collinearity）问题。Hedeker和Gibbons （2006）指出，具有3个时点的二项式发展模型（quadratic polynomial growth model），其线性时间分值（即time=0、1、2）和时间平方分值（即time2=0、1、4）之间几乎完全相关。如果将时间分值减去其均值，或者说，将时间尺度的中心点（centering point）定在观察期的中点，则time和time2之间的共线性问题便可完全去除。中心化后的时间变量值为：time=-1、0、1；time*time=1、0、1。

在我们的例子中，我们可以以观察期中点（即追踪观察的第18个月）为中心点，对时间变量进行中心化。中心化后的时间变量Time_mid的值为：-3、-2、-1、0、1、2、3；其平方项Time_mid2的值为：9、4、1、0、1、4、9。运行该模型的SAS程序如下：

[image: 22585-00-147-1]


SAS程序4.7.2-1输出显示，时间变量Time_mid的随机线性效应呈统计显著[image: 22585-00-147-2]
 ,但时间变量Time_mid2的二次方效应仍为固定效应[image: 22585-00-147-3]
 。此外，时间变量二次方效应保持不变，但线性效应与先前模型的估计不一致（比较SAS程序4.7.1-1输出）。很显然，前述模型中的线性时间效应估计受到共线性影响。因此，时间的中心化不仅可以使我们能从不同角度解释模型截距，而且避免了共线性问题。


SAS程序4.7.2-1输出　时间中心化后的二项式发展模型部分结果

[image: 22585-00-147-4]


[image: 22585-00-148-1]


避免多项式共线性问题的另一种方法是使用正交多项式（orthogonal polyno-mials）的时间测量。相对于时间中心化，正交多项式的优点在于，它可以给予多项式相同的尺度（scale）。这样，系数的估计值可以相互比较。另外，使用时间的原始测量，高次方多项式的回归系数估计会越来越困难，因为回归系数（及其相应的标准误）越来越小。使用正交多项式时间测量，可以消除这方面的计算问题（Hedeker&Gibbons, 2006）。Hedeker和Gibbons （2006）详细地讨论了计算正交多项式系数（orthogonal polynomial coefficients）的步骤。

我们的数据有7个时点，理论上可产生7组系数，分别代表正交多项式的常数项（constant）、线性（linear）、平方（quadratic）、立方（cubic）、四次方（quartic）、五次方（quintic）和六次方（6th
 order）系数，但通常使用的高阶系数为二次项或平方项系数。如果观察时点间有相等的时间间隔，整数正交多项式（integer orthogonal polynomials）系数可以从某些统计学教科书上找到。以我们的数据为例，分别用ioptime0，ioptime1和ioptime2代表时间测量Time的零次，一次和二次正交多项式系数，它们的值可以从统计学教科书中查到。

[image: 22585-00-149-1]


与ioptime0, ioptime1和ioptime2相应的模型估计回归系数分别为模型截距，时间变量Time的线性效应（linear effect）、及平方效应（quadratic effect）。用新时间变量ioptime1和ioptime2取代SAS程序4.7.2-1中的变量Time_mid和Time_mid2运行以下SAS程序，模型估计的时间效应与SAS程序4.7.2-1中报告的结果完全一致，其他参数估计值也基本相同。

[image: 22585-00-149-2]


[image: 22585-00-150-1]



SAS程序4.7.2-2输出　使用整数正交多项式系数的二次正交多项式发展模型部分结果

[image: 22585-00-151-1]


通常统计学教科书中提供的正交多项式系数适用于观察的时间间隔相等的情况。如果观察的时间间隔不相等，则计算较复杂。但SAS PROC IML（interactive matrix language）程序提供一个专门计算正交多项式系数的功能，无论观察时间间隔相等与否，都能很容易地计算出需要的系数。以我们的数据为例，以下SAS程序计算时间测量Time的零次，一次和二次正交多项式系数：

[image: 22585-00-151-2]



SAS程序4.7.2-3输出　正交多项式系数估计

[image: 22585-00-152-1]


在SAS程序4.7.2-3中，我们将时间的原始测量输入向量Time；然后使用SAS PROC IML程序的ORPOL功能来计算正交多项式系数。在ORPOL功能中设定数字“2”指令SAS计算最高阶次为二次方的正交多项式系数。SAS程序4.7.2-3输出中的第一到第三列分别为时间变量Time的零次，一次和二次正交多项式系数。使用以上正交多项式系数，下面的SAS程序运行二次正交多项式发展模型。

[image: 22585-00-152-2]


[image: 22585-00-153-1]


其中，我们在MODEL语句中使用NOINT选项去除模型估计的默认截距；正交多项式的零次项系数ptime0的回归系数成为模型的截距
[9]

 。模型输出如下：


SAS程序4.7.2-4输出　使用非整数正交多项式系数二次正交多项式发展模型部分结果

[image: 22585-00-153-2]


[image: 22585-00-154-1]


以上SAS输出显示，该模型的截距估计[image: 22585-00-154-2]
 远大于先前的估计（如[image: 22585-00-154-3]
 ，见SAS程序4.7.2-2输出）。这是因为非整数正交多项式系数（non-integer orthogonal polynomial coefficients）是标准化（normalized）的系数（Hedeker&Gibbons, 2006）。此例中，零次项系数是1/7的平方根，因而SAS程序4.7.2-3输出中的第一列系数的平方和为1.0。将SAS程序4.7.2-4输出中所示的截距[image: 22585-00-154-4]
 。SAS程序4.7.2-4输出中所示的时间变量的线性和平方项主效应[image: 22585-00-154-5]
 与SAS程序4.7.2-2输出所示也不同[image: 22585-00-154-6]
 。同理，我们将SAS程序4.7.2-4输出中的时间效应，包括主效应和交互作用，乘以一个常数，其是非整数正交多项式系数与相应的整数正交多项式系数值的比（ratio），就可得到与SAS程序4.7.2-2输出十分相似的结果。例如，将SAS程序4.7.2-4输出中的[image: 22585-00-154-7]
 乘以（0.5669/3=0.1890），我们有0.0830,其与SAS程序4.7.2-2输出中的[image: 22585-00-154-8]
 等值。余下的验证留给读者。

4.7.3　分段发展模型（Piecewise Growth Model）

拟合非线性的结局测量变化还可用分段发展模型（Piecewise growth model）来拟合数据。此方法将结局测量变化的曲线趋势分成数个直线段，每个直线段分别对应一个分时段，具有各自的斜率，并通过固定时间点连接起来。各直线段互相连接处称为“结”（knots）。分段发展模型适用于下述情况：1）结局测量变化的非线性趋势找不到合适的时间多项式函数来拟合。例如，结局均数在某一时间段快速增长（或下降），然后，缓慢增长（或下降）（Fitzmaurice et al., 2004）；2）研究者关注的重点是比较两个或更多不同时间段的发展率，如干预或治疗前后。

分段发展模型有时也被称为链接模型（spline model），包括直线链接（linear spline）和非直线链接（non-linear spline）。链接模型是统计学研究中的前沿课题之一，其涉及结点位置的自动选择和复合光滑函数（complex smooth functions）等较复杂的问题。这里，我们仅限于直线链接模型（即分段线性发展模型）的讨论。

在拟合分段线性发展模型之前，应先检查结局发展的趋势，构想该发展曲线大概可以分成多少个直线发展段。在我们的例子中，图4.7.1-1显示结局测量（QOL）的发展过程似乎可以分为3段：从基线调查到第6个月为快速上升段；自第6个月到第30个月为平稳增长段；自第30到第36个月为缓慢下降段。第2段（即第6到第30个月）与第3段之间的差别看起来并不很大。为简便起见，我们忽略该差别，仅拟合两段线性发展模型（即从基线调查到第6个月和第6个月到第36个月）。

确定了结局测量的发展段以后，需要重新编码时间变量，使其时间测量尺度与各发展段的结局变化率相符合。表4.7.3–1列出了3个时间变量：Time，Time1和Time2。根据对结局测量发展趋势的不同解释，我们可以选用不同的时间变量的搭配：1）在模型中使用两个新的时间变量（Time1和Time2）来分别估计结局测量在每个时间段的不同变化率；2）使用时间变量Time和Time2来分别估计结局测量在整个研究阶段的基础发展率（base growth rate）及该基础发展率在第2阶段的增量或减量（incremental or decremented growth rate）。在该模型中，原始时间测量Time的斜率代表从基线调查到第36个月期间，结局测量均值的线性变化率或整个观察期的基础发展率；而时间变量Time2的斜率则代表6个月以后基础发展率的增量或减量。

下面的SAS程序分别用于拟合从基线调查到第6个月以及从第6个月到第36个月的分段发展率的模型。


表4.7.3-1　分段发展模型的时间变量编码

[image: 22585-00-156-1]


[image: 22585-00-156-2]


其中，MODEL语句中的OUTPM选项将变量Time, Trt和C_QOL,以及结局测量的模型预测值（变量名Pred）存入一个SAS临时数据文件（文件名Pred out1）。这些变量可用来作结局测量发展轨迹图。


SAS程序4.7.3-1输出　分段发展模型I部分结果

[image: 22585-00-157-1]


在该分段发展模型中，整个研究阶段被分为两个时段：从基线调查到6个月后的第一次随访；2）从第一次随访到最后一次随访（即基期后36个月）。在这两个时段中，结局测量的变化均假设为线性增长。在由以上SAS程序输出的固定效应（Solution for Fixed Effects）部分，时间变量Time1的主效应[image: 22585-00-157-2]
 是第一个分时段内的线性增长斜率。该效应统计显著，说明从基线调查到第一次随访的六个月时间内，对照组内研究对象的QOL分数显著增长。交互作用Time1*Trt的效应统计为正值，但不统计显著[image: 22585-00-157-3]
 ，说明在同期内，治疗组内研究对象的QOL分数增长情况较对照组更好，但组间差别并不统计显著。时间变量Time2的主效应[image: 22585-00-157-4]
 是第二个分时段内对照组的线性增长斜率。但该效应统计不显著，说明从第一次随访到研究结束，对照组内研究对象的QOL分数无显著改善。交互作用[image: 22585-00-158-1]
 的效应统计为正值，但不统计显著，说明在同期内治疗组内研究对象的QOL平均分数改善情况较对照组好，但不统计显著。

最后，我们也可用时间变量Time和Time2来进行模型拟合。此时，时间变量Time的主效应反映在整个研究阶段结局测量的基础发展率（base growth rate）；时间变量Time2的主效应则是在第2时间段（即第6个月到第36个月）中对该基础发展率的调整。运行该模型的SAS程序如下：

[image: 22585-00-158-2]



SAS程序4.7.3-2输出　分段发展模型Ⅱ部分结果

[image: 22585-00-158-3]


[image: 22585-00-159-1]


以上SAS输出中，时间变量Time的主效应（0.4049，P=0.0014）代表的是对照组的结局测量在整个研究阶段（36个月）内，单位时间（本例中为6个月）的线性变化率。因为在整个观察期内，结局测量的变化不是线性的，SAS输出中报告的时间变量Time2的主效应估计是负值（-0.3607，P=0.0109），其将Time的主效应所代表的结局测量基础发展率在基线调查6个月后向下调整。在变量Time和Time2效应的平衡下，模型的结局测量估计应接近结局观察值，这一点，我们可以用以下SAS图示加以验证。

我们用在SAS程序4.7.3-2输出的SAS临时数据文件Pred_out2中保存的结局测量的观察（变量名C QOL）和模型预测值（变量名Pred）来作点线图。
[10]

 图4.7.3-1显示观察的结局均值随时间变化的发展轨迹和用分段发展模型估计的结局均值发展轨迹。制作该图的SAS程序如下：

[image: 22585-00-160-1]


[image: 22585-00-161-1]
图4.7.3-1　模型估计的和观察的结局测量发展轨迹图：分段发展模型



[image: 22585-00-162-1]


本章中，在讨论了纵向数据的特征和介绍了多层模型在纵向数据分析中的应用—发展模型后，我们逐步演示如何应用SAS PROC MIXED程序具体运行不同的发展模型。到目前为止，在第3章和第4章中，我们介绍、演示的所有模型都是关于连续性结局测量（continuous outcome measures）数据的多层模型。下一章我们将讨论分析非连续性结局测量或离散型结局测量（Discrete Outcome Measure）的多层模型及其应用。




[1]
 图4.1.1所示为美国新罕布什尔州（New Hampshire State, U.S.A.）健康研究项目中的部分数据。其生活总满意度的测量及其数据集将在本章随后章节中介绍。


[2]
 随机缺失（MAR）的定义及缺失数据的类型将在第6章第6、5节讨论。


[3]
 如果略去ID语句，则输入数据中所有的变量将被包括进新的SAS输出数据中。


[4]
 如果略去ID语句，则输入数据中所有的变量将被包括进新的SAS输出数据中。


[5]
 第3章、第六节中我们提到，在分析非对称数据，且使用Type=UN选项时，建议使用DDFM=KR选项来估计固定效应检验的分母自由度。


[6]
 SAS程序4.6.2-1和4.6.3-1的输出是用REML估计的模型结果。此处是比较两个具有不同固定效应，但有相同随机效应的模型，因此，用于模型比较的-2LL是由ML而不是REML估计的（见第3章第3.3节）。


[7]
 我们的建模探索结果显示，这些背景变量的确不影响时间变量的效应。


[8]
 提示，在解释多项式发展模型估计时，应避免研究结论的过度推论，即应注意避免将研究结果外推到观察时点以外去（extrapolation beyond the measurement occasions）（Fitzmaurice, Laird,&Ware, 2004）。


[9]
 模型的默认截距被NOINT选项去掉了，变量optime0的系数将为模型截距。为设定该截距为随机系数，我们须在RANDOM语句中设定Int或optime0。两种方法结果一样。


[10]
 提示，用SAS程序4.7.3-1和4.7.3-2输出的临时SAS文件Pred out1和Pred out2作出的点线图相同。



第五章　离散型结局测量的多层统计分析模型（Multilevel Models for Discrete Outcome Measures）

• 5.1　广义线性混合模型介绍（Introduction to Generalized Linear Mixed Models）　（128）

5.1.1　广义线性模型（Generalized Linear Models, GLM）　（128）

5.1.2　广义线性混合效应模型（Generalized Linear Mixed Models）　（130）

• 5.2　离散型结局测量多层模型及SAS程序（Multilevel Models and SAS Procedures for Discrete Outcome Measures）　（131）

• 5.3　多层Logistic回归模型（Multilevel Logistic Regression Model）　（133）

5.3.1　固定效应Logistic回归模型（Fixed-Effect Logistic Regression Model）　（133）

5.3.2　固定效应Probit模型（Fixed-Effect Probit Model）　（134）

5.3.3　非观察性潜在变量和观察性二分类结局测量（Unobserved Latent Variable and Observed Binary Outcome Measure）　（134）

5.3.4　多层Logistic回归模型（Multilevel Logistic Regression Model）　（135）

5.3.5　多层Logistic回归模型的应用（Application of Multilevel Logistic Regression Model）　（136）

5.3.6　多层Logistic回归模型在纵向数据中的应用（Application of Multilevel Logistic Regression Model in Longitudinal Data）　（149）

• 5.4　多层累积Logistic回归模型（Multilevel Cumulative Logistic Regression Model）　（153）

5.4.1　累积Logistic回归模型（Cumulative Logistic Regression Model） （153）

5.4.2　多层累积Logistic回归模型及应用（Multilevel Cumulative Logistic Regression Model and Application）　（155）

• 5.5　多层多项Logit模型（Multilevel Multinomial Logit Model）　（160）

5.5.1　多项Logit模型（Multinomial Logit Model）　（160）

5.5.2　多层多项Logit模型（Multilevel Multinomial Logit Model）　（161）

5.5.3　多层多项Logit模型的应用（Application of Multilevel Multinomial Logit Model）　（162）

• 5.6　计数结局测量的多层模型（Multilevel Model for Count Outcome Measures）　（168）

5.6.1　泊松回归模型（Poisson Regression Model）　（168）

5.6.2　过离散泊松回归（Poisson Regression with Over-Dispersion）　（171）

5.6.3　多层泊松回归模型（Multilevel Poisson Regression Model）　（172）

5.6.4　多层泊松回归模型及多层负二项模型的应用（Application of multilevel Poisson regression model and multilevel negative binomial model）　（172）

在前几章中，我们讨论和演示了分析连续性结局测量的多层模型，即多层线性模型（multilevel linear mode，MLM），也称分级线性模型（hierarchical linear model, HLM）或线性混合模型（linear mixed models）。本章中，我们将讨论用多层模型分析非连续性结局测量（non-continuous outcome measures）或离散型结局测量（discrete outcome measures），如二分类结局测量（binary outcome measure）,序次结局测量（ordinal outcome measure），名义结局测量（nominal outcome mea-sure）和计数结局测量（count outcome measure）等。

5.1　广义线性混合模型介绍（Introduction to Generalized Linear Mixed Models）

首先，我们简要复习广义线性模型（Generalized Linear Models，GLM），介绍GLM的扩展形式，即广义线性混合效应模型（Generalized Linear Mixed Models，GLMM）。了解GLMM的模型框架有助于理解随后将讨论的各种分析离散型结局测量的多层模型。

5.1.1　广义线性模型（Generalized Linear Models, GLM）

传统的线性模型包括线性回归和方差分析，仅适用于呈正态分布的连续性结局变量：

Y=XB+ε　（5.1.1-1）

此处，假设ε~N（0, R），R或Var（ε）为σ2
 I ，即假设残差项为零均数、常数方差、呈正态分布的随机变量。以µ代表Y的期望值，或者说模型的均数结构部分（mean structure part of the model），则

µ=XB　（5.1.1-2）

广义线性模型（GLM）是传统线性模型的扩展。在这个模型中，结局变量（ outcome measure）与线性预测指标（linear predictors）之间的联系通过非线性连接函数（non-linear link functions）来表达，进而处理多种类型的数据（如，分类数据和计数数据等）（McCullagh&Nelder, 1989; Nelder&Wedderburn, 1972）。此方法可允许结局变量的概率分布为指数分布家族中的任何一种。通过选择适当的连接函数和结局概率分布，许多常用的统计模型可纳入广义线性模型名下。GLM模型家族是回归模型的集合，包括用于分析残差呈正态分布的标准线性模型、分析分类变量的Logistic模型及Probit模型、分析计数数据的对数线性回归模型（log-linear regression model）、以及其他许多统计模型。

广义线性模型由三部分构成：1）随机成分（random components）；2）系统成分（systematic component）；3）连接函数（link function ）（Fitzmaurice, Laird,&Ware, 2004）。

随机成分指分布假设。传统线性回归模型只有一种分布假设，即正态分布。但该分布假设不适合分析离散型结局测量。GLM将结局测量分布扩展为指数家族分布（exponential family distributions）。许多分布形式，包括正态分布（normal distribution）、二项式分布（binomial distribution）以及泊松分布（Poisson distribu-tion）等都属于该家族。该分布家族具有某些共同的统计属性。例如，结局测量（y）的方差与其均值（µ）的方差成如下函数关系：

Var（yi
 ）=ϕν（µi
 ）　（5.1.1-3）

对伯努利/二项分布和泊松分布来说，它们的结局测量方差均依赖于其结局测量的均数。此关系对伯努利/二项分布为Var（yi
 ）=ν（µ）=µ（1-µ） ，对泊松分布为Var（yi
 ）=ν（µ）=µ。然而，对于正态分布来说，结局测量方差并不依赖其均数，即结局测量的方差Var（yi
 ）=ϕ。在公式（5.1.1-3）中，ϕ称为尺度参数（scale parameter）或者离散参数（dispersion parameter），其或是一个已知的常数，或必须通过模型估计。对于正态分布，ϕ是一个自由参数，必须通过估计获得。对许多离散型结局测量的分布，ϕ为已知常数，例如，对标准二项分布和泊松分布来说，ϕ=1。

广义线性模型的系统成分（systematic component）的定义与传统的线性回归模型一致：

η=Xβ　（5.1.1-4）

这里，η代表一组协变量的线性函数；X为设计矩阵，β为相应的回归系数向量；Xβ被称为线性预测指标（linear predictor）。这里，术语“线性”（“linear”）的意思是指回归系数呈线性。参数估计中的非线性问题（如Logistic函数或指数函数）与协变量的非线性效应（如，平方、三次方效应等）是不同的概念。

广义线性模型GLM的第三部分是连接函数，用g（µ）表示，连接模型的协变量与结局变量的期望值。具体说，根据结局测量的不同类型，首先应对结局测量均数（outcome means）进行适当的转换；然后，通过连接函数（link function）将结局测量均数与线性预测指标（linear predictors）连接起来。

g（µ）=η=Xβ　（5.1.1-5）

在线性模型中，结局均数直接与模型协变量的线性组合连接（link）。而在广义线性模型中，转换后的结局均数与协变量的线性组合之间是通过连接函数（link function）连接的。某些特定的连接函数能连接多种分布函数。然而，有一些连接函数通常只适用于某些特定的分布。如二项分布的Logit连接（Logit link）和Poisson分布的对数连接（log link）。就正态分布而言，因不必进行结局均数转换，故连接函数为恒等连接（identity link）。在常见的模型中，以上讨论的GLM的三个组成部分总结于表5.1.1-1。

表5.1.1-1列出三种指数家族分布的广义线性模型的构成成分。正态分布、二项分布和泊松分布的连接函数均被称为规范连接函数（canonical link function）。除Logit link外，二项分布的连接函数还可以为Probit连接（Probit link），即Φ-1
 （µ）=η,其中Φ为标准正态累积分布函数。该Probit连接是非规范连接函数（non-canonical link function）。序次（ordinal）和名义（nominal）结局测量都含多项分布（multinomial distributions）；前者的连接函数为累积Logit函数（cumulative Logit function），而后者的连接函数为广义Logit函数（generalized Logit function）。因二者都属于二项分布的变体，且能从二项分布中衍生出来，故表5.1.1-1中未列出这两种类型。


表5.1.1-1　广义线性模型的构成成分
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5.1.2　广义线性混合效应模型（Generalized Linear Mixed Models）

广义线性模型（GLM）是固定效应模型的集合，其假设所有结局测量的观察都是相互独立的。如第2章所述，该假设不适用于多层数据或分级结构数据。由此，广义线性模型被进一步扩展为以下两种基本模型：1）边际模型（marginal mod-el），又称为广义估计方程（generalized estimating equations，GEE）；2）广义线性混合模型（generalized linear mixed models，GLMM）。后者可视为多层线性模型（MLM）或线性混合模型的扩展。本章仅涉及GLMM，对GEE模型感兴趣的读者可参考Diggle, Liang,&Zeger （1998）的著作。

由于GLMM模型的统计学原理和模型估计的理论背景超出了本书的范围，本章中我们只是概念性地描述一些最基本的GLMM，如带离散型结局变量（discrete outcomes）的多层模型。重点将放在如何运用SAS的PROC GLIMMIX和PROC　NLMIX-ED程序来拟合这些模型。

与GLM模型不同，GLMM模型允许较高层次或宏观水平的残差，这样，GLMM模型就考虑了分级结构数据的组间变异和组内相关问题（intra-class correlation，ICC）。GLMM模型的连接函数与GLM相同，但GLMM模型的结局分布是在给定随机效应u的条件下的分布，因此，其结局变异是一个条件均数的函数：

V （Y|U）=V{E（Y|U）}ϕ　（5.1.2-1）

其中，V（.）为结局变异，其是条件均数E（Y|U）的函数；ϕ为离散参数（dispersion parameter）（残差变异参数）。在GLMM模型中，结局的期望值与线性预测指标通过以下形式的连接函数相联系：

g{E（Y|U）}=η=Xβ+ZU　（5.1.2-2）

其中，g（.）为连接函数；Xβ+ZU与多层线性模型方程（公式（2.2.10））相似；β和U分别是固定效应和随机效应参数向量，X和Z分别是具有固定和随机效应协变量的设计矩阵。与在多层线性模型中一样，随机效应是均数为零的正态分布，其方差/协方差矩阵为G，这与第2章中公式（2.3.6）相似：

u~N（0, G）　（5.1.2-3）

水平1残差项也假设是具有零均数和方差/协方差矩阵R的正态分布：

e~N（0, R）　（5.1.2-4）

如同多层线性模型一样，GLMM模型的结局测量总方差仍由G和R两部分组成，但其总方差的表达式要比多层线性模型复杂得多。

本章以前所讨论的多层线性模型（MLM）可视为GLMM的特例，即其结局测量分布为正态分布，其连接函数为恒等连接函数（identify link function）（即1）。由于采用多种连接函数，GLMM可拟合多种不同类型的模型（Fitzmaurice, Laird,&Ware, 2004）。简言之，不同于GLM模型，GLMM将随机效应纳入模型分析；不同于MLM模型，GLMM通过不同的非线性连接函数为分析不同分布的离散型结局测量提供了方便。本书中，我们不讨论GLMM的统计理论和参数估计细节，而只从概念上介绍分析离散型结局测量的多层模型，着重其运用，并示范如何用SAS的PROC GLIMMIX和PROC NLMIXED程序运行这些模型。

5.2　离散型结局测量多层模型及SAS程序（Multilevel Models and SAS Procedures for Discrete Outcome Measures）

与多层线性模型比较，GLMM模型估计的最大似然较复杂，其目的是将如下求积似然函数（integrated likelihood function）最大化：
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其中，β代表固定效应；θ代表未知的方差/协方差参数；f（y|u）为随机效应u条件下的结局测量分布函数；p（u）为随机效应的分布函数。参数估计采用积分法把随机效应消除出去而获得那些能使该似然函数最大化的参数。

对于线性多层模型，该积分似然函数的似然值或限制性似然值（restricted likelihood）可直接最大化。但对于非线性多层模型或离散型结局测量多层模型，式（5.2.1）中所示积分似然函数必须近似估计。在许多近似估计方法中，两个最基本的方法为：1）线性化法（linearization methods）（Schabenberg, 2005）。此法用诸如泰勒展开式（Taylor expansion）等类技术来近似估计该积分似然函数。此法不是使用原始观察数据，而是用原始观察数据中产生的虚拟数据（pseudo-data）来进行模型估计。2）数值法积分近似法（integral approximation with numerical meth-ods）（Schabenberg, 2005）。该法估算边际积分似然函数的近似值（即把随机因素用积分排除后的似然函数）。

SAS程序PROC GLIMMIX和PROC NLMIXED分别运用以上两种方法估计非线性多层模型。PROC GLIMMIX运用线性化（linearization）或虚拟似然法（pseudo-likelihood methods）。该SAS程序提供不同的线性化方法，其默认方法为限制性/残差虚拟似然法（restricted pseudo-likelihood or residual pseudo-likelihood，REPL） （Wolfinger&O’Connell, 1993）。其产生的虚拟似然函数可用不同的最优化技术（optimization techniques）加以极大化；其默认优化技术为Newton-Raphson算法（Newton-Raphson algorithm）。

用线性化方法估计模型的优点有：1）当模型的联合分布（joint distribution）难于或不能确定时，线性化方法可胜任模型估计。2）可拟合含较多随机效应的模型。3）线性化方法允许模型的水平1残差方差/协方差有不同的结构，即有不同的形式的R矩阵。4）使用线性化方法，模型估计是基于线性混合模型（linear mixed model）进行迭代，如同重复使用SAS PROC MIXED程序进行多次模型估计。和SAS PROC MIXED一样，PROC GLIMMIX可用最大似然法（ML）或限制似然法（REML）进行模型估计。

使用线性化方法估计模型的缺点是：1）由于它是使用虚拟数据进行迭代估计，不能提供真似然（real likelihood），因而其-2LL不能用于嵌套模型（nested models）的比较。2）PROC GLIMMIX提供的随机效应的标准误估计有偏倚，不能用于随机效应的统计显著性检验（Schabenberg, 2005）。3）虽然PROC GLIMMIX允许水平1残差方差/协方差有不同的结构，但相对PROC MIXED程序来说，它允许的范围有限。

SAS PROC NLMIXED程序用完全不同的方法、即用数值法积分近似来估计GLMM，其默认方法为适应性高斯求积法（adaptive Gaussian quadrature method） （Pinheiro&Bates, 1995）。所产生的边际积分似然函数可用不同的最优化技术（optimization techniques）加以极大化；其默认优化技术为二元准牛顿算法（dual quasi-Newton algorithm）。与线性化方法相比较，数值法积分近似估计的主要优点是它用原始观察数据估计似然函数，因而，其提供的-2LL可用于进行模型比较的似然比检验（LR test）。此外，它也提供随机效应的统计显著性检验。数值法积分近似估计的局限性有：1）在实际运行非线性多层模型时，采用该法估计模型不但非常耗时，且当模型有1个以上随机效应时，模型估计常常不能收敛（converge）。2）在PROC NLMIXED程序中，我们可以设定不同的随机效应方差/协方差结构，但水平1残差方差/协方差（即R矩阵）结构只能是σ2
 I。3）PROC NLMIXED只能用似然法（ML）进行模型估计（SAS Institute Inc., 2003）。

除PROC GLIMMIX和PROC NLMIXED程序外，SAS有两个宏程序也可拟合非线性多层模型：%GLIMMIX和%NLMIXED。这两个宏程序早在PROC GLIMMIX和PROC NLMIXED程序之前便开发出来了，由于使用不如常规程序方便，本书对该二SAS宏程序不作介绍，感兴趣的读者可参考Littell等的著作（2006）。

5.3　多层Logistic回归模型（Multilevel Logistic Regression Model）

二分类结局测量可能是社会科学研究中最常见的结局测量。例如，“是”与“不是”；“成功”与“失败”；“事件发生”与“事件不发生”等。Logistic回归模型和Logit模型被广泛应用于此类数据的分析。本节，我们首先简单地回顾一下用于二分类数据分析的固定效应Logistic回归模型，然后介绍混合效应或多层Logistic回归模型，最后运用真实数据示范其实际应用。

5.3.1　固定效应Logistic回归模型（Fixed-Effect Logistic Regression Model）

固定效应或常规Logistic回归模型可用来分析非分级结构数据的二分类结局测量。该模型中，事件发生概率（即p=Pr（y=1））被转换成发生比（odds）,即p/（1-p）。发生比的自然对数，即log[p/（1-p）]被称为Logit，
[1]

 并被处理为一组解释变量的线性函数，而形成Logistic回归模型。
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在此模型中，结局测量与协变量之间的非线性关系被转换成线性关系，其中的β0
 和βk
 分别为回归截距和斜率系数。注意，公式（5.3.1-1）的Logit模型没有线性模型中常见的残差项。结局测量的方差是由其均数，即p或事件发生的概率所决定的，即

Var（y）=p（1-p）　（5.3.1-2）

Logit模型也可用事件发生的概率表达：
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其中，[image: 22585-00-171-1]
 。与描述Logit与协变量之间线性关系的公式（5.3.1-1）不同，我们称公式（5.3.1-3）—（5.3.1-4）为logistic函数，其具有一个S形分布，代表结局概率与协变量之间的非线性关系。

从广义线性模型（GLM）角度看，公式（5.3.1-1）中的对数转换结局测量（即Logit）是连接函数（link function），称为Logit连接函数。公式（5.3.1-3）和（5.3.1-4）代表平均值函数（mean function），
[2]

 公式（5.3.1-2）代表方差函数。二分类结局测量的方差函数也可由下式表示：

Var（yi
 ）=ϕυ（µi
 ）=ϕpi
 （1-pi
 ）　（5.3.1-5）

这里，ϕ为尺度参数，代表过离散（over-dispersion）。式（5.3.1-2）是式（5.3.1-5）的特殊形式，其中ϕ=1。在许多情况下，由于未观察到的异质性（unobserved heterogeneity），结局测量可能存在额外变异（extra variability），称为过离散（over-dispersion）。为解决这种额外变异，可在模型中将尺度参数ϕ设定为自由参数而非常数1。否则，过离散的存在可能会引起模型参数标准误估计向下偏倚，从而过分增大统计检验能力。

5.3.2　固定效应Probit模型（Fixed-Effect Probit Model）

如果结局概率的转换用Probit连接函数而非Logit连接函数，我们就会得到Probit回归模型，其是Logistic回归模型的替代模型。对二分类结局测量来说，此模型对事件发生概率可表达为

p=Pr（y=1）=Φ（Xβ）　（5.3.2-1）

相应地，Probit模型可写表述为

Φ-1
 （p）=Xβ　（5.3.2-2）

其中，Φ为标准正态分布的累积分布函数（cumulative distribution function，cdf），Φ-1
 （p）为其逆函数，即Probit模型的连接函数。

5.3.3　非观察性潜在变量和观察性二分类结局测量（Unobserved Latent Variable and Observed Binary Outcome Measure）

分类变量也可从潜在变量（latent variable）的概念上来理解。假设在可观察到的二分类结局测量yi
 背后存在一个不能直接观察到的（unobserved）连续变量[image: 22585-00-172-6]
 ，该非观察性变量称为潜在变量，其值域为负无穷至正无穷。当这个潜在变量的值跨越某一常数，即临界点c时，可观察事件于是发生，即
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就是说，当潜在变量[image: 22585-00-172-2]
 大于c时，可观察变量yi
 =1；否则，yi
 =0。

潜在变量[image: 22585-00-172-3]
 可写成与线性回归模型一样的形式，如
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其中，F是ei
 的累积分布函数。假设ei
 呈Logistic分布，ei
 的cdf遵循Logistic函数，就得到Logistic回归模型；假设ei
 呈正态分布，就得到Probit模型。对于Logistic回归模型，残差项ei
 的方差被标准化为π2
 /3≈3.29（或标准差[image: 22585-00-172-5]
 ）；对于Probit模型，残差项ei
 的方差为1。

由于具有Logistic分布的潜在变量的方差大于标准正态分布的方差，Logistic回归模型的回归系数大于Probit模型的回归系数。Hedeker and Gibbons （2006）总结了许多作者的研究结果后指出，该二模型的系数估计值相差约1.6—1.8倍，因而可以相互转换。

本节中，我们简要地介绍了固定效应Logistic和Probit回归模型，以及非观察性潜在变量和观察性二分类结局变量之间的关系。这有助于理解以下章节中将讨论的带离散型结局测量的各种多层模型。

5.3.4　多层Logistic回归模型（Multilevel Logistic Regression Model）

多层Logistic回归模型或多层Logit模型是固定效应Logistic回归模型的扩展，其通过在模型中纳入随机效应来处理多层数据中的组内相关（ICC）问题。与以前我们所讨论的线性模型相似，多层Logistic回归模型也具有混合效应（mixed effect-s）：即固定效应和随机效应。该模型可表达为
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其中，X是固定效应的解释变量设计矩阵，β为水平1固定回归系数向量；Z是随机效应的解释变量设计矩阵；U为随机回归系数向量，其具有零均数和方差/协方差为矩阵G的正态分布。公式（5.3.4-1）与公式（2.2.10）相似，只是没有残差项。

我们可用与以前讨论过的线性多层模型相似的形式来表达多层Logistic回归模型，其水平1公式可用下式表示：
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其中，水平1随机截距（β0j
 ）和随机斜率（β1j
 ）均被处理为水平2解释变量w1j
 的线性函数。其组合模型可表述为

[image: 22585-00-173-3]


其中，（γ00
 +γ01
 w1j
 +γ10
 x1ij
 +γ11
 x1ij
 w1j
 ）和（u0j
 +u1j
 x1ij
 ）分别是模型的固定和随机成分。

5.3.5　多层Logistic回归模型的应用（Application of Multilevel Logistic Regression Model）

本节我们将演示如何利用不同的SAS程序（即PROC GLIMMIX和PROC NLMI-XED）来运行多层Logistic回归模型或Logistic随机效应模型。


数据和变量描述：
 本章用于模型演示的数据集产生自第3章中介绍的数据库。新数据的SAS文件名为ML_data_Chap5，包括的变量如下：


结局测量：


• Heavy_inj：二分类结局测量（1—重度静脉注射吸毒，即过去30天内静脉注射吸毒100次及以上；0—轻度静脉注射吸毒，即过去30天内静脉注射吸毒少于100次）。

• Inject_c：三分类结局测量（1–过去30天内静脉注射吸毒100次以上；2–静脉注射吸毒31次至100次；3–静脉注射吸毒1次至30次）。分类结局变量Heavy_inj和Inject_c均由第3章示范模型中的连续结局变量inject重新编码而来。

• Jailyear：一生中狱中服刑或坐牢的年数，计数数据。


水平1解释变量：


• Gender：性别，虚拟变量（1–男；0–女）。

• Ethnic：种族，虚拟变量（1–黑人；0–白人）。

• Gdmc_age：总均数中心化年龄。

• Highsch：教育程度，虚拟变量（1–高中及以上；0–高中以下）。


水平2解释变量：


• HIV_Region：HIV流行程度分区，虚拟变量（1—HIV高流行区；0—HIV低流行区）。


空模型与组内相关（ICC）
 ：我们还是先从介绍仅有一个随机截距而没有任何协变量的空模型（empty model）开始。在第3章中我们提到，空模型是构建更复杂的模型的基础，同时也可用来检查多层数据的组内相关。空模型的公式可表达为

[image: 22585-00-174-1]


其中pij
 为重度静脉注射吸毒的概率；γ00
 为结局测量的总平均Logit（ground mean），即重度静脉注射吸毒的平均Logit；u0j
 为组水平的平均Logit（本研究为项目点）随机变异，代表第j组的平均Logit与总平均Logit间的差异。

下面我们将分别演示用SAS PROC GLIMMIX和PROC NLMIXED程序运行多层logistic回归模型。首先我们演示用PROC GLIMMIX程序
[3]

 运行公式（5.3.5-1）—（5.3.5-3）所示的空模型。

[image: 22585-00-174-2]
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PROC GLIMMIX程序中的SAS语句与第三章中介绍的PROC MIXED程序所用语句非常相似。该程序的默认参数估计方法为限制性/残差虚拟似然法（restricted/residual pseudo likelihood，RSPL）。通过METHOD选项设定，我们也可选择ML估计法，该程序的所有参数估计方法都是基于虚拟似然（pseudo likelihood）。

以上SAS程序的MODEL语句中，在设定二分类结局变量（即本研究中的heavy inj）后，括号内选项event=′1′指示SAS在模型中分析结局测量y=1的概率（即本heavy inj=1）。在MODEL语句的“=”号右侧没有设定任何解释变量，意味着该模型是空模型。选项DIST （distribution）的默认选项是DIST=Binomial，即二项式分布（Binomial distribution）。使用该选项时，PROC GLIMMIX程序只分析二分类结局测量中后一个类别的概率。本例使用的DIST=Binary选项允许我们选择分析二分类结局测量的具体类别的概率。如果二分类结局测量y的值为0或1，在以上SAS程序中设定event=′0′，SAS便会分析结局测量y=0的概率。

MODEL语句中的S（SOLUTION）选项要求在SAS输出结果中打印出固定效应的估计值、其标准误、t值及p值。LINK=Logit选项设定模型的连接函数为Logit连接函数；如果设定LINK=Probit，SAS将运行Probit模型。DDFM选项指定用于固定效应显著性检验的分母自由度的计算方法。这里，选项DDFM=BW设定用BETWITHIN方法将残差自由度分解为组间自由度和组内自由度（见第3章第3.6节关于DDFM选项的讨论）。RANDOM语句的内容与我们在第3章讨论的相同。

最后，NLOPTIONS语句中的TECH选项可设定不同的非线性参数估计优化技术。程序的默认优化法为二元准牛顿算法（dual quasi-Newton algorithm），其可应用于几乎所有的分布，但在某些分布中可能存在收敛问题，特别是在二项分布中。如果这种情况发生，建议采用Newton-Raphson岭稳定优化法（ridge-stabilized Newton-Raphson algorithm，NRRIDG）。本例就是采用的NRRIDG选项。对于SAS中使用的参数估计优化方法，感兴趣的读者可以参考SAS用户手册和有关参考资料（SAS Institute Inc.，2003, 2007; Littell等, 2006）。


SAS程序5.3.5-1输出　用SAS PROC GLIMMIX程序估计多层Logistic回归空模型结果

[image: 22585-00-176-1]
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以上SAS输出中，Model Information部分提供了模型估计的有关信息。Respon-se Profile部分总结了各个反应类别（0–非重度静脉注射吸毒；1–重度静脉注射吸毒）的观察总数，其也说明模型分析的是“y=1”的概率（SAS将“Ordered V alue”的最后一个类别处理为事件观察）。

SAS输出中的Dimensions部分列出了有关矩阵的信息。由于此例仅有一个随机效应（即随机截距），因此，G矩阵中的方差/协方差数量，Z矩阵中的列数均为1。同样，也仅有一列相应水平的固定效应，即一个截距。组群数量（即项目点）为20（注意：这里SAS输出结果中的Subject代表数据中的水平2单位）；在所有的项目点中，最大的项目点有1311个研究对象（即水平1单位）。

SAS输出中的Optimization Information部分显示模型估计使用的优化法为Newton-Raphson岭稳定法（NRRIDG）。Iteration History部分显示模型估计迭代过程。此例中，PROC GLIMMIX程序执行了6次优化迭代，模型估计便收敛了。就是说，从初始虚拟数据（initial pseudo-data）开始，虚拟数据被更新了5次后，模型估计便收敛了。

注意，在Fit Statistics部分的-2 Res Log Pseudo-Likelihood统计量中，在似然值（Likelihood）前面加了一个“虚拟”（“Pseudo”）字样，表明其计算的是虚拟似然值（Pseudo-Likelihood），而不是真似然值，因而其值不能用于模型比较。广义卡方统计量（generalized Chi-square statistic）与其自由度的比值可作为是否存在过离散（over-dispersion）参照值，其值大于1表明存在过离散。此例中，该比值为0.98，很接近于1，表明模型拟合数据后，不存在残差过离散问题。

SAS输出中的Covariance Parameter Estimates部分显示的是随机截距方差估计，其值为：[image: 22585-00-178-1]
 。SAS PROC GLIMMIX程序的现行版本（SAS 9.1.3）在多层Logit模型中不提供随机效应的显著性检验。虽然该程序提供了随机系数的参数估计值及其标准误，但SAS公司的统计分析咨询人员明确表示，此二者的比值只能作为随机系数统计显著的参考，而不能用来作正式t检验。这是PROC GLIMMIX程序现行版本的局限性之一。本例中，随机截距估计值为0.7942，其标准误为0.2808，比值较大（2.83），表明模型水平1截距的随机变异很可能具有统计显著性。我们将在本章随后部分介绍如何应用另一个SAS程序（即PROC NLMIXED程序）对随机效应进行正式统计显著性检验。

多层Logistic回归模型的组间变异（between-group variation）也可用估计的组内相关（ICC）进行评估，其是组间异质或组内同质的指示性指标，关于此点我们在第2章中讨论过。换言之，ICC代表总变异中的组水平变异的比例。因Logistic回归模型的残差方差为π2
 /3，由此，

[image: 22585-00-178-2]


ICC=0.19表示数据存在相当程度的组间异质性或组内同质性，因此，我们须运用多层模型对该数据进行分析。

最后，SAS程序输出结果中的Solutions for the Fixed Effects部分列出了固定效应的估计值。该模型仅有一个固定效应，即[image: 22585-00-179-1]
 ，表明重度静脉注射吸毒的对数发生比（log odds）的总均数为-1.6936。在研究总体中重度静脉注射吸毒的相应概率可估计为

[image: 22585-00-179-2]


对同一数据，我们亦可用另外一个SAS程序，PROC NLMIXED来拟合多层Logistic回归模型。该程序利用数值法积分近似法（integral approximation with numerical methods）进行模型参数估计，因而执行的是似然估计法，而不是虚拟似然法。因此，PROC NLMIXED程序提供的模型拟合统计量使得我们能够通过似然比检验（LR test）对嵌套模型进行比较。同时，该程序也为随机系数变异提供了统计显著性检验。以下SAS PROC NLMIXED程序可用来运行多层Logistic回归空模型：

[image: 22585-00-179-3]


PROC NLMIXED程序中的SAS语句与PROC GLIMMIX程序有所不同，需要更多的统计分析知识及较丰富的SAS应用经验。PARMS代表参数（parameters）语句，用于设定模型参数及其初始值。对没有在语句中设定的参数，程序将自动设定其初始值为1。根据我们的经验，对于一个相对简单的模型，该程序对参数初始值的设定并不敏感，甚至所有参数初始值均取默认值（即1）都不影响模型估计。但当模型较为复杂时，若参数初始值的设定离其真值太远，则模型估计不易收敛。如果模型有太多参数要估计时，其初始值的设定比较麻烦，有时比较困难。这可能是该程序现行版本中的主要不足之一（Molenberghs&Verbeke, 2005）。

上述SAS程序设定了一个空模型，其结局变量为对数发生比；模型没有协变量，其截距跨组（本例中的项目实施点）随机变化。参数B0是跨组平均截距（overall-mean intercept）；V_u0为随机截距的方差。在程序中，事件发生比（odds）和概率分别被定义为odds=exp（logodds）和p=odds/（1+odds）。

以上SAS程序中的MODEL语句设定了结局变量及其条件分布，如本例中的二项分布（binary distribution）；RANDOM语句定义了随机效应及其方差/协方差矩阵（即G矩阵）。本例中，随机截距的均数为零，方差为V_u0；SUBJECT选项设定组变量（即本例中的项目实施点）。该程序最后的语句用于估计组内相关，即ICC（见公式（5.3.5-4））。


SAS程序5.3.5-2　输出用SAS PROC NLMIXED程序估计多层Logistic回归空模型结果

[image: 22585-00-180-1]
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以上SAS输出的Specifications部分显示了我们设定的模型的基本信息。包括输入数据集、结局测量、随机效应和有关分布，以及最优化技术。默认的最优化技术是二元准牛顿算法（dual quasi-Newton algorithm）。

SAS输出的Dimensions部分显示与模型有关的各种数据，包括观察数、研究对象数以及参数数量，同时列出了数值法求积之积分点数（number of quadrature points）。PROC NLMIXED程序在模型估计过程中适应性地选择（adaptively select-s）求积的积分点数。此例中，模型只有一个固定效应和一个随机效应需要估计，模型估计只须一个求积分点就够了。用户也可以通过QPOINT选项自行设定求积分点的数量。此问题超出本书范围，且实际研究中少有涉及，本章不予讨论。

SAS输出的Parameters部分列出须估计的模型参数、其初始值，以及在初始值基础上估计的负对数似然值（negative log likelihood）。此例中，跨组平均截距B0的初始值被设定为零，其方差V u0初始值为1。

SAS输出的Iterations部分报告模型估计迭代的步骤。其对每一次准牛顿优化（quasi-Newton optimization）的迭代，都列出了函数调用次数（number of function calls）、负对数似然值（negative log likelihood）、与前次迭代之间的差值、最大梯度（largest gradient）的绝对值，以及梯度搜寻方向的斜率或变化率（slope of the search direction）。在满足收敛标准以后，迭代过程停止。对这些模型估计迭代信息，读者有所了解就行了，在应用性研究中，我们不需报告此类信息。

SAS输出的Fit Statistics部分显示模型对数似然值的最大化值，以及信息标准指标（如AIC、AICC和BIC）。PROC NLMIXED程序提供的模型拟合统计指标可用于模型比较，因为它们不是基于虚拟数据，而是从实际数据中估计的。

SAS输出的ParameterEstimates部分列出了参数的最大似然估计值和其近似标准误，同时，还提供了t检验值及其置信区间。这里的自由度等于组数（即本例中的项目实施点）减去随机效应数。该部分的最后一列是最优化解的梯度向量（gradient vector），其用于测量参数求解的变化。此例中，两个参数估计的梯度值都非常小，说明模型估计有稳定的求解。这两个参数估计值（[image: 22585-00-182-1]
 =0.77，ICC=0.19）与PROC GLIMMIX程序的参数估计值[image: 22585-00-182-2]
 很接近，但并不完全相同，因为二程序使用的模型估计方法不同。

在PROC NLMIXED程序中，我们也可以不定义发生比、对数发生比、以及概率的条件分布，如binary（P），而用不同的SAS语句来拟合同样的模型：
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其中，在公式（5.3.1-3）—（5.3.1-4）的基础上，事件发生的概率被定义为P；LL=Log（P）语句定义模型的对数似然函数。利用MODEL语句中的GENERAL()选项，条件概率分布被设定为广义对数似然函数（general log-likelihood func-tion）。在SAS中，GENERAL()选项表示广义分布。对于SAS程序中的内建分布（SAS-built in distributions），我们可以在MODEL语句中设定其分布（如SAS程序（5.3.5-2）中的heavy inj~binary（P）），也可以用GENERAL()选项设定相应的对数似然函数。然而，对非SAS内建的分布（如我们在本章后面章节将讨论的ZIP分布），则只能用GENERAL()选项来设定。


多层随机截距—斜率Logistic回归模型：


在第3章中我们讨论过，仅有随机截距的空模型通常是多层模型建模的第一步。随后的步骤通常包括决定模型的固定成分（fixed component）和随机成分（random component），前者称作条件均数结构（conditional mean structure），后者称作残差方差/协方差结构（residual variance/covariance structure）。

模型的固定成分（fixed component）由在宏观和微观水平纳入适当的协变量来决定，旨在分别解释组间和组内变异。模型的随机成分（random component）通过确定具有随机斜率的水平1解释变量来决定。虽然通常的做法是先检查模型的均数结构，但模型拟合是一个固定效应与随机效应部分相互联系的动态过程，因为多层模型是条件模型。也就是说，固定效应部分的估计依赖于模型随机效应部分的确定。

在本章模型演示中，我们不再像第3章那样解释模型的选择过程，而直接拟合第3章中构建的“最终”模型。即模型具有一个水平1随机截距和一个具有随机斜率的水平1协变量Ethnic，而其他的水平1协变量，如Gender、Gdmc age和Highsch等都具有固定效应。另外，水平2协变量只有一个，即HIV_Region。结局测量仍然是对毒品注射次数的测量，但其连续型结局测量Inject被重新编码为二分类变量（binary variable）heavy inj（1–重度静脉注射吸毒；0–轻度静脉吸毒）。多层Logistic回归模型如下：

[image: 22585-00-184-1]


假设模型水平2残差为具有零均数和协方差矩阵G的正态分布。模型的SAS PROC NLMIXED程序如下：

[image: 22585-00-184-2]


该程序中的SAS编码与SAS程序5.3.5-3相似，只是本程序中包含更多的协变量，且有一个随机斜率系数（即水平1变量ethnic的斜率）。注意，在PROC NLMIXED程序之前，我们产生了一个新变量Reg_Eth，其表示场景变量HIV_region与水平1变量ethnic之间的跨层交互作用。

在PARMS语句中的参数初始值的设定，是基于探索性建模的结果。水平2残差u0j
 和u1j
 的方差、协方差分别设定为V u0=0.5，V u1=0.1和Cov u01=0；其分布在RANDOM语句中通过选项~normal（[], []）设定为具有零均值和G矩阵的二元正态分布。

如果所分析的数据很大且模型参数较多，PROC NLMIXED程序十分耗时。若模型中设定一个以上的随机效应，且要估计一个非结构性方差/协方差矩阵（unstructured variance/covariance matrix）（即G矩阵）（类似于第3章讨论的PROC MIXED程序中的TYPE=UN选项），则模型运行不仅耗时甚多，且在模型估计过程中经常会遇到一些问题，如模型估计不收敛等。运行PROC NLMIXED程序有一些技巧，如采用Cholesky参数化
[4]

 （Cholesky parameterization），可确保非结构性G矩阵估计的稳定性。如果采用类似于SAS程序5.3.5-4中的G矩阵设定方法模型估计不收敛，运用Cholesky参数化可能会有助于模型估计的收敛。

这里，我们简单地表述一下G矩阵的Cholesky分解。在我们的现有模型中，有两个随机效应，即u0j
 和u1j
 。令T为一下三角矩阵（lower triangular matrix），则TT′=G （Littell et al., 2006）：

[image: 22585-00-185-1]


在以下SAS程序中，我们采用Cholesky参数化来稳定随机效应的方差/协方差估计。

[image: 22585-00-185-2]
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在SAS程序5.3.5-4和5.3.5-5中，模型固定效应的估计是相同的，但随机效应的方差和协方差估计略有区别。两个SAS程序的输出结果显示，两随机效应间的协方差统计不显著。因此，在以下SAS程序中，将u0j
 与u1j
 间的协方差设定为0。SAS程序5.3.5-6及模型运行结果报告如下：

[image: 22585-00-186-2]



SAS程序5.3.5-6输出　用PROC NLMIXED程序运行多层Logistic回归模型的部分结果

[image: 22585-00-187-1]


参数V_u0和V_u1分别是水平1随机截距的方差和解释变量ethnic的斜率的方差。水平1截距跨项目实施点变异显著（P=0.0203），但水平1解释变量ethnic的斜率跨项目实施点的变异仅呈边际统计显著（marginally significant）（P=0.0772）。总的说来，该模型的拟合程度要优于空模型或随机截距模型：二模型间的-2LL（或称偏差统计量，deviance statistic）之差统计显著（8996.3-8950.1=46.2, df=7, P<0.0001）。

水平1解释变量ethnic和gender对重度静脉吸毒具有显著统计效应：黑人静脉注射吸毒者（ethnic=1）与白人的静脉吸毒者（ethnic=0）比较，其发生比率（odds ratio）约为OR=exp（-0.4570）≈0.63 （95%C.I.:0.43, 0.93）；男性静脉注射吸毒者（gender=1）与女性静脉吸毒者（gender=0）比较，其发生比率约为OR=exp （-0.1703）≈0.84 （95%C.I.:0.47, 0.85）。

与低HIV流行区静脉吸毒者（HIV_Region=0）相比较，高HIV流行区的静脉吸毒者（HIV_Region=1）更易成为重度静脉吸毒者，其OR=exp（0.8380）≈2.31 （95%C.I.:1.07, 5.00）。场景变量HIV_Region和个体水平变量ethnic之间的跨层交互作用（cross level interaction）统计不显著（B3Reg Eth=0.4163, P=0.1877）。换言之，水平1变量ethnic的效应无显著跨区变化。

该模型也可用PROC GLIMMIX程序估计，其SAS程序如下：

[image: 22585-00-188-1]


以上SAS程序编码与SAS程序5.3.5-1相同，只是在MODEL语句中增加了水平1协变量。在RANDOM语句中，水平1变量ethnic的斜率被设定为随机系数。RANDOM语句中的选项Type=Chol的作用相当于SAS Program 5.3.5-5中的Cholesky参数化（Cholesky parameterization）设定，目的是确保G矩阵具有正特征值（nonnegative eigenvalues），以求参数估计的稳定性。


SAS程序5.3.5-7输出　用PROC GLIMMIX程序运行Logistic随机截距/斜率回归模型部分结果
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此模型输出结果与用SAS程序5.3.5-6运行PROC NLMIXED的结果近似，但其场景变量HIV-Region的主效应由统计显著变为边际统计显著（P=0.0657）。因为随机截距和变量ethnic的随机斜率之间的协方差估计的标准误相对太大，该随机效应协方差不可能统计显著。因而，我们将上述SAS程序中的Type=Chol选项去除，拟合不带随机效应协方差的模型，结果显示，场景变量HIV-Region的主效应仍然统计不显著（P=0.0583）。

因为现行版本的（SAS 9.1.3）PROC GLIMMIX程序不提供随机效应的方差/协方差显著性检验。因此，用SAS运行带离散型结局变量的多层模型，我们倾向于使用PROC NLMIXED程序。

5.3.6　多层Logistic回归模型在纵向数据中的应用（Application of Multilevel Logistic Regression Model in Longitudinal Data）

多层logistic回归模型适用于纵向数据（longitudinal data）分析。在纵向数据中，个体为水平2单位，各个体的重复测量为水平1单位。事实上，本章所讨论的应用于横向数据的其他模型也适用于纵向数据。限于篇幅，这里我们仅示范多层二分类变量Logistic模型在纵向数据中的应用。

这里所采用的数据也来自第4章中所使用的纵向研究数据，即来自美国新罕布什尔州健康研究项目的数据库。在该示范模型中，结局测量定为：在3年观察期内的每6个月的间隔期间是否住精神病院治疗。本研究中所使用的变量如下：


结局测量：


• Hospdum：二分类变量（1–过去6个月中曾在精神病院住院；0–过去6个月中未曾在精神病院住院）


水平1解释变量：


• Time：时间变量，赋值为0，1，2，3，4，5，6。分别代表基线调查，第6个月，第12个月，……，第36个月的访谈时间点。


水平2解释变量：


• Trt：基线调查时心理治疗，虚拟变量（1–治疗组；0–对照组）

• Gender：性别，虚拟变量（1–男；0–女）

• Gmc_age：总均数中心化年龄，其均值为基线调查时研究对象的平均年龄。

• Edu：教育程度，虚拟变量（1–高中及以上教育程度；0-低于高中）

采用多层模型的公式表达法，随机模型可以表达为
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这里，我们假设个体背景变量（如Gender, Gmc_age和Edu）仅对住院对数发生比的初始水平有影响，而治疗（变量Trt）既可影响该初始水平，也可影响随时间变化的住院对数发生比的变化率（rate of change in log odds）。运行该模型的SAS PROC GLIMMIX程序如下：
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其中，数据读自SAS数据集ML_data2_Chapt5；RANDOM语句中的TYPE=Chol选项用来设定G矩阵，即随机效应的方差/协方差矩阵。


SAS程序5.3.6-1输出　用PROC GLIMMIX程序运行纵向数据多层Logistic回归模型部分结果

[image: 22585-00-191-2]


模型的固定和随机效应的解释与第4章中所示范的模型解释相似。这里，我们省略对其参数估计值的解释。

因为SAS现行版本的PROC GLIMMIX程序不能提供随机效应的统计显著性检验，拟合非线性多层模型时，建议使用SAS PROC NLMIXED程序。先用PROC GLIMMIX程序估计模型，其结果可为PROC NLMIXED程序中设定相应参数初始值提供依据。

下面，我们用PROC NLMIXED程序来运行纵向数据多层Logistic回归模型。
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其中，PARMS语句中参数值初始值的设定以SAS程序5.3.6-1的结果为基础。由于两个随机效应间的协方差非常小，
[5]

 因此，在以上SAS程序的RANDOM语句中，我们将u0和u1的协方差设定为零。


SAS程序5.3.6-2输出　用PROC NLMIXED程序运行纵向数据多层Logistic回归模型部分结果
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5.4　多层累积Logistic回归模型（Multilevel Cumulative Logistic Regression Model）

在社会科学研究中，通常使用Likert尺度（Likert Scale）来测量结局反应，如“完全赞同、赞同、无所谓、反对、强烈反对”或“很差、较差、一般、较好、很好”等。这些测量通常按1、2、3、4、5等整数序列编码，有明确的从低到高的排序。这些测量称为序次结局测量（ordinal outcome measures）。分析序次结局测量的适当方法之一是累积logistic回归模型（cumulative Logistic regression model）。本节先介绍分析序次结局测量的常规累积Logistic回归模型，也称累积Logit模型或比例发生比模型（proportional odds model）（Agresti, 1989）。然后，将该模型扩展到多层累积Logistic回归模型（multilevel cumulative Logistic regression model），并通过SAS PROC GLIMMIX和SAS PROC NLMIXED程序分析实际数据来演示该模型的应用。

5.4.1　累积Logistic回归模型（Cumulative Logistic Regression Model）

累积Logistic回归模型是Logistic回归模型的扩展。从潜在变量的概念出发，模型可定义为
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其中，y*是以序次结局测量为基础的非观察的潜在变量（latent variable），e为误差项。

假定实际结局测量有M个类别（m=1, 2, …, M），其测量值为（y=1）, （y=2）, …, （y=M）,且（y=1）<（y=2）<·…<（y=M），那么，将有M-1个未知门栏（thresholds）或分界点（cutpoints）将相邻的类别分开，即
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在该模型中，Logit是按结局变量的类别顺序定义的。也就是说，模型的发生比是通过以上公式中分子部分概率的依次累计而形成。这正是累积Logistic回归模型之含义（Agresti, 1996）。该模型中共有（M-1）个的累积Logits，β0m
 是第m个Logit的截距，βk
 是协变量xk
 的斜率。该模型的一个重要特征是（M-1）个截距各自不同，而每个Logit中的斜率参数则相同（注意，式（5.4.1-3）中的斜率βk
 没有下标m）（Agresti, 1989）。因为各（M-1）累积Logits有不同的截距，但相同的斜率，故该模型也被称为成比例发生比模型（proportional odds model）。

例如，假设我们有一个3水平的序次结局测量，相应的就有两个Logits：
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注意，累积Logistic回归模型的比例发生比假设（proportional odds assump-tion）在实际数据分析时可能不成立。当运行该模型的数据不是分级结构或多层数据时，可以用SAS PROC LOGISTIC程序检验该假设（Wang&Guo, 2001）。如果假设不成立，可考虑使用局部比例发生比模型（partial proportional odds model）。该模型可不用假设所有协变量的效应在所有Logits中都相等（Peterson&Harrell, 1990）。当分析多层数据时，SAS现行版本（SAS9.1.3）不能运行多层局部比例发生比模型。本章我们只讨论、示范多层累积Logistic回归模型（Multilevel Cumulative Logistic Regression Model）,或称多层成比例发生比模型。

5.4.2　多层累积Logistic回归模型及应用（Multilevel Cumulative Logistic Regression Model and Application）

多层累积Logistic回归模型的表达公式与多层Logistic回归模型相似，但前者同时估计多个Logits，而后者只有一个Logit。多层累积Logistic回归模型可表达为
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上式与公式（5.3.4-1）所表示的多层Logistic回归模型相似，但对应于（M-1）个Logits，该模型有（M-1）个截距，且每个Logit的截距都可能是随机系数，因而可跨水平2单位变化。如前所述，X是含有固定斜率的协变量的设计矩阵（design ma-trix），而Z是含有随机斜率的协变量的设计矩阵。多层累积Logistic回归模型中的每一个Logit也可用式（5.3.6-1）—（5.3.6-4）的形式表达。读者可自行练习。

多层累积Logistic回归模型的（M-1）个Logits有（M-1）不同的截距。因这（M-1）个截距是累积的（cumulative），当截距被处理为随机系数时，模型对这些随机截距只有一个方差估计。模型中的（M-1）个Logits有一组相同的斜率系数估计；式（5.4.2-1）中的向量β代表固定效应，而向量U代表的随机效应。

随后的章节中，我们将示范如何用SAS运行多层累积Logistic回归模型。用于演示的SAS数据源于第3章中所使用的数据库，结局测量是一个3类别的序次测量，代表基线访谈前30天内毒品注射的频率：Inject c：毒品注射的频率，序次结局测量（1–在过去30天内，毒品注射次数大于100次；2–注射次数介于31次至100次之间；3–注射次数在1到30次之间）。该序次结局测量的3个类别可定义为：重度静脉注射吸毒、中度静脉注射吸毒和轻度静脉注射吸毒。对于有3个类别的序次结局测量，在累积Logistic回归模型中有两个Logits（见公式（5.4.1-4）和（5.4.1-5））。

该模型中所用的协变量与本章第3节多层Logistic回归模型中的协变量相同（即HIV_Region、ethnic、gender、gdmc age和highsch）。模型表达式与公式（5.3.5-5）—（5.3.5-8）相似。但是，此多层累积Logistic回归模型同时估计两个Logits。我们将用SAS PROC GLIMMIX和PROC NLMIXED程序分别拟合该模型。运行该模型的PROC GLIMMIX程序如下：
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以上SAS程序与运行多层Logistic回归模型的SAS 5.3.5-7程序相似，但其结局变量的假设分布和连接函数不同。由于序次结局测量（Inject_c）具有两个以上的类别，在SAS程序的MODEL语句中，由DIST=MULTI和LINK=CLOGIT选项分别设定其分布为多项式分布，其连接函数为累积Logit连接函数。TYPE=Chol选项采用Cholesky分解法设定G矩阵（即随机效应的方差/协方差矩阵），以保证模型估计的稳定。


SAS程序5.4.2-1输出　用PROC GLIMMIX程序运行多层累积Logistic回归模型结果
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以上SAS输出的Response Profile部分显示，结局测量（Inject_c）值的序次与公式（5.4.1-4）—（5.4.1-5）所示一致，即模型分析的是结局测量有低序次值（having lower ordered values）的概率（本例中，结局测量的较低序次值代表较重度毒品注射）。

SAS输出的Covariance Parameter Estimates部分显示模型随机效应的方差及协方差矩阵即G矩阵。需要重复说明的是，现行SAS版本（SAS 9.1.3）中的PROCGLI-MMIX程序不提供随机效应的显著性检验，-2LL统计量也不能用于模型比较。但该G矩阵显示模型随机截距与随机斜率之间的协方差不太可能统计显著，因为其估计值（-0.02839）小于其标准误（0.1209）。

SAS输出的Solutions for Fixed Effects部分显示，模型有两个不同的截距系数估计，但只有一组斜率系数估计。这是因为该模型的结局测量有3个类别（即M=3），因而模型有两个Logits。如前所述，序次Logistic回归模型的（M-1）Logits各有不同的截矩但其斜率相同。本例模型中的序次结局变量是一个测量过去30天内毒品注射频率的3类别序次测量：1—重度毒品注射；2—中度毒品注射；3—轻度毒品注射。模型分析的两个Logits分别是：1）重度/中度注射与轻度注射的发生比（即1 vs. 2-3）；2）重度注射与中度/轻度注射的发生比（1-2 vs. 3）。

累积Logistic回归模型的系数解释与二元Logistic回归模型相同。以上SAS输出的两个截距分别代表所有协变量取零值时成为重度毒品注射者的对数发生比（log odds）和成为中度或重度毒品注射者的对数发生比。正（负）斜率表示成为重度毒品注射者的可能性较高（低）。例如，HIV_Region的斜率为0.90 （P=0.0228），表示高HIV流行区的静脉注射吸毒者成为重度或中度毒品注射者的发生比较大。我们将其他参数估计值的解释留给读者。

下面，我们用PROC NLMIXED程序来拟合同一模型。PROC NLMIXED非常灵活，同一模型可用不同的语句来拟合。以下是设定多层随机截距累积Logistic回归模型的SAS PROC NLMIXED程序：
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其中，线性预测指标（linear predictor）eta被定义为一组协变量的函数；协变量的斜率在PARMS语句中定义，其初始值的设定基于SAS PROC GLIMMIX程序的相应估计值。序次结局测量的类别概率P根据公式（5.4.1-6）设定。在模型估计过程中，SAS程序检查类别概率P的估计值，如果P值太接近于零，程序便将对数似然值设为一极大负值（如LL=-1e20）（Sheu, 2002），因为0不能取对数。注意，这里线性预测指标eta不含截距。假设第1个Logit的截距为“a”，且截距在第2个Logit中的增量为“b”，基于公式（5.4.1-6）,我们分别设定两个Logits中的概率为

[image: 22585-00-201-1]


其中，“a+b”为模型中第2个Logit的截距。为保证截距增量为正值，通常用BOUNDS b>0语句将“b”值限定为大于零。ESTIMATES语句计算第2个Logit的截距（即“a+b”）。

最后，在RANDOM语句中，两个随机效应（即u0和u1）被设定为以零为均值，以V_u0和V_u1为方差的二元正态分布；u0与u1间的协方差被设定为零。PROC NLM-IXED和PROC GLIMMIX程序所计算的固定效应非常接近，但随机效应方差估计不一致（见SAS程序5.4.2-1及5.4.2-2输出结果）。我们倾向于用PROC GLIMMIX的参数估计值为运行PROC NLMIXED提供参数初始值，最后报告PROC NLMIXED估计的模型结果。


SAS程序5.4.2-2输出　用PROC NLMIXED程序运行多层累积Logistic回归模型部分结果
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其中，第1个Logit的截距系数为a=-1.6508；第2个Logit的截距系数为（a+b）=0.3286。

5.5　多层多项Logit模型（Multilevel Multinomial Logit Model）

上一节我们讨论了分析序次结局测量的多层Logit模型分析。本节介绍分析名义结局测量（nominal outcome measure）的多层多项Logit模型。我们将演示用SAS PROC GLIMMIX和PROC NLMIXED程序运行该模型。

5.5.1　多项Logit模型（Multinomial Logit Model）

在社会科学研究中，许多反应变量为具有3个或更多类别的无序性离散型结局测量。这些测量称为名义测量。例如，投票选举候选人，选择运输工具，选择攻读的学术专业等。名义结局测量可用多项Logit模型来分析，该模型是二分类Logistic回归分析的扩展。本节，我们先介绍用于分析非多层数据中名义结局测量的多项式Logit模型，随后我们再讨论和示范用SAS程序拟合多层多项式Logit模型。

对于一个具有m=1, 2, …, M个类别的名义结局测量，可用以下Logit格式表述多项式Logit模型：
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在多项Logit模型中，Logit是由反应变量的不重复的类别对的对比（contrasts of non-redundant category pairs）所形成的。然后对每一个Logit分别建模（Agresti, 1989,1996）。如果有M个类别，则多项Logit模型便有（M-1）个Logits。累积Logistic回归模型有（M-1）个累积Logits函数的截距系数估计，但仅有一组与协变量相应的斜率系数估计。多项Logit模型却有（M-1）个截距，同时还有（M-1）组斜率估计。在多项Logit模型中的（M-1）个Logits中，每一个对数发生比都是一个具体结局测量类别与参照类别的比较。模型的公式表达如下：
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其中，最后的类别或第M个类别为参照组。多项Logit模型中的（M-1）个Logits是同时进行模型估计的（simultaneously modeled）。公式（5.5.1-2）中的下标1、M和（M-1）分别代表第1、M和第（M-1）个Logit。如果参照组是任意选择的，那么，可用其他任何一个类别与该参照组相比较，该方法称为基线类别Logit模型（baseline category Logit model）（Agresti, 1996）。当然，如果不选择一个特定的参照组，也可用M个类别中的任何可能的（M-1）个“比较对”（pair-wise comparisons）进行分析（Hedeker&Gibbons, 2006）。这里，我们只介绍常用的基线类别Logit模型。

因为Pr（y=1）+Pr（y=2）+…+Pr（y=M）=1，因此
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5.5.2　多层多项Logit模型（Multilevel Multinomial Logit Model）

对于一个具有M个类别的名义结局变量，分析第m类反应测量的多层多项Logit模型可用广义线性混合效应模型（generalized linear mixed-effects model）的形式表达：
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其中，m=1, 2, …, M; βm
 是与设计矩阵X相应的固定效应向量；Um
 是与设计矩阵Z相应的随机效应的向量。像其他多层模型一样，通常假定随机效应具有以零为均数、方差/协方差为矩阵G（即u~N（0, G））的正态分布。该模型称为多层多项Logit模型（Multilevel Multinomial Logit Model），是多层二分类变量Logit模型的扩展。多层多项模型同时估计（M-1）个Logits模型，因而有（M-1）组参数估计输出。每个Logit模型的水平1随机回归系数可跨水平2单位随机变化。

分析一个3水平或有3个类别的名义结局测量的多层多项模型有二个Logits：
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其中，结局测量的最后一个类别（即类别3）被处理为参照组。该模型中有两组固定效应（即β1
 和β2
 ）和两组随机效应（即U1
 和U2
 ），它们由各自的Logit模型同时估计。

相应于式（5.5.2-3），结局测量各类别的条件概率模型如下：
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5.5.3　多层多项Logit模型的应用（Application of Multilevel Multinomial Logit Model）

现在，我们用第5.4节中所用的数据来演示多层多项Logit模型的应用。该数据的结局变量inject_c，即毒品注射，是一有3个类别的序次结局测量，但为了演示多层多项式Logit模型的应用，我们假定此结局变量是有3个类别的名义结局变量，模型所用协变量也与在多层累积Logit模型中所应用的协变量相同。正如在前面模型中演示的那样，我们将模型截距和水平1解释变量ethnic的斜率处理为随机系数，模型表达式与公式（5.3.5-5）—（5.3.5-8）相同，但这里是对（3-1）=2个Logits同时进行模型分析。首先，我们用PROC GLIMMIX程序拟合模型：
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对于名义结局测量的分析，我们在MODEL语句中采用代表广义Logit（gen-eralized Logit）的GLOGIT连接函数（GLOGIT link function），而不采用LOGIT连接函数（LOGIT link function）。另外，在CLASS语句中必须设定名义结局变量。程序还要求在RANDOM语句的GROUP选项中设定结局变量，以确定协方差参数的组数。如前所述，对一个有M个类别的名义结局测量，多层多项Logit模型有（M-1）组回归系数估计。


SAS程序5.5.3-1输出　用PROC GLIMMIX程序运行多层多项Logit模型输出结果
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SAS输出的Dimensions部分显示模型有6个随机效应，它们是G矩阵中的方差/协方差参数；但Covariance Parameter Estimates部分仅显示了4个随机效应。这是因为该模型仅有两个Logits，随机效应参数不适用于参照组（即Inject c=3）。这4个随机效应是两个Logits中的截距和协变量Ethnic的随机斜率。

由于两个Logits的随机截距（在Logit 1中为0.8052；在Logit 2为0.3958）可能统计显著，因为它们的标准误（S.E.）相对较小（分别为0.3067和0.1480）。如前所述，PROC GLIMMIX程序不提供随机截距的统计显著性检验，我们随后将用PROC NLMIXED程序来确认其统计显著性。

提示，在运行该模型时，其在SAS输出视窗中显示的“Estimated G matrix is not positive definite”的信息可忽略。这是因为在SAS程序中，我们将参照类别的随机效应设定为零所致。

SAS输出的Solutions for Fixed Effects部分列出了14个固定参数估计值，即每个logit有7个参数估计。例如，Intercetp 1和Intecept 2分别是第1和第2个Logit的截距系数估计。控制协变量以后，属于类别1（即重度毒品注射者）的机率小于属于类别3（轻度毒品注射者）的机率：发生比（odds）为exp（-0.9002）=0.41（P=0.0022）；而属于类别2与类别3的机率没有显著性差异：发生比为exp（-0.0773）=0.93（P=0.6700）。该结果与结局变量inject c的实际频数分布相一致。以上SAS输出的Response Profile部分显示，样本中类别2 （39%）和类别3（42%）的比例明显高于属于类别1的比例（19%），而类别2和3在样本中的比例差别不大。

两个Logits中的场景变量HIV_region均统计显著：类别1与类别3相比较，发生比率（odds ratio, OR）为exp（1.4047）=4.07（P=0.0068）；类别2与类别3相比较，发生比率为exp（0.9622）=2.67（P=0.0115）。换言之，高HIV流行区的静脉注射吸毒者更易成为重度或中度吸毒者（即类别1和类别2）。然而，该场景变量对个体水平解释变量Ethnc的效应无显著影响，即HIV_region与Ethnic之间的跨层交互作用（cross-level interaction）在两个Logits中均不统计显著（P值分别为0.3475和0.7042）。

模型结果中的其他固定效应的解释与多层Logit模型中固定效应的解释相同。但因为多项Logit模型有多个Logits，在解释协变量效应时应注意将效应与具体的Logit对号入座。

下面，我们再用PROC NLMIXED程序来拟合同一个模型：
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以上SAS程序的PARMS语句中，带有前缀GA和GB的参数分别为第1和第2个Logit的回归系数，其设定的初始值源于PROC GLIMMIX程序的输出结果。两个Logits的线性预测指标（linear predictors）分别定义为eta1和eta2。在IF THEN语句中，我们根据公式（5.5.2-4）—（5.5.2-6）来设定结局测量类比概率。

在RANDOM语句中设定了4个随机效应的方差/协方差矩阵，即Logit 1的u0a，u1a和Logits 2的u0b，u1b。随机效应零均数的设定很简单，但其方差/协方差的设定不是很直接。在上述SAS程序中，随机效应（即u0a, u1a, u0b, u1b）的方差/协方差定义为G矩阵的下三角（lower triangle of the G matrix），其对角线值为方差，对角线以外值为协方差（其值在此例设定为0）。模型结果显示，Logit 1和Logit 2的随机截距方差均统计显著（V_u0a=0.80, P=0.0210; V_u0b=0.37, P=0.0143）；但在该二logits中，变量Ethnic的随机斜率方差统计均不显著（V_u1a=0.15, P=0.0827; V_u1b=0.06, P=0.2333）。该结果表明，种族对成为重度注射吸毒类别的机率的效应不随各项目实施点显著变化。

以下SAS输出显示，由PROC NLMIXED程序所估计的多层多项Logit的固定效应与PROC GLIMMIX程序估算的结果非常接近。


SAS程序5.5.3-2输出　用SAS PROC NLMIXED程序运行多层多项Logit模型部分结果
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5.6　计数结局测量的多层模型（Multilevel Model for Count Outcome Measures）

计数数据（count data）在社会科学研究中非常常见，例如，车祸次数、吸烟天数、醉酒次数、住院次数、疾病发病率、犯罪率（crime incidence）、被拘留的次数、学生旷课天数等，都是社会科学研究经常遇到的计数数据。在分析计数数据时，人们常将原始测量重新编码成二分类测量（如，1–吸烟；0–不吸烟）或序次测量（1–轻度吸烟；2–中度吸烟；3–重度吸烟）。这样，便可用二分类Logistic回归模型或累积Logistic回归模型进行数据分析。但是，这样的重新编码会使我们失去一些重要的信息，理想的方法应是使用泊松回归模型（Poisson regression model）。

5.6.1　泊松回归模型（Poisson Regression Model）

泊松回归模型假设结局测量分布服从泊松分布（Poisson distribution），其分布的概率密度函数为
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其中，y为非负整数，代表事件发生的次数，λ是y的期望值，表示在一定空间中或给定时间间隔内事件发生的期望次数。

计数数据中有三个问题是传统的OLS回归模型难以处理的：第一，当发生的事件在总体中是罕见事件（rare events）时，泊松分布呈高度正偏态（highly right skewed），而OLS假设结局测量或模型残差呈对称分布（symmetric distribution）；第二，泊松分布无负值，而OLS所产生的预测值常常既有正值，也有负值；第三，在泊松分布中，方差随着均数的增长而增长，而OLS假设方差是不变的。泊松回归模型属于对数线性模型（log-linear model），因而很容易处理以上问题。泊松回归模型利用对数转换（log transformation）来调整结局测量分布偏斜（distribution skewness）。

泊松分布有两个重要的特征：1）其方差与均数相等，即Var（y）=E（y）；2）随着均数的增加，泊松分布迅速逼近正态分布（见图5.6.1-1）。泊松模型适于分析罕见事件的计数数据。当事件均数变得很大时，泊松回归模型就不是十分必要了，而基于正态分布的线性模型便可用于该数据分析。

[image: 22585-00-214-1]
图5.6.1-1　不同均值的泊松分布



以下SAS程序可以生成图5.6.1-1。

[image: 22585-00-212-1]


就广义线性模型（Generalized Linear Models）而言，泊松回归模型可以表述如下：

log（λ）=η=Xβ　（5.6.1-2）

泊松模型不仅用来分析计数数据，也常用来分析某事件的发生率。后者常用分组数据（grouped data）或交互表（contingency table）进行分析。这时，各协变量类型（covariate patterns）或子总体（sub-populations）的个案数通常不等。对此，公式（5.6.1-2）所表达的泊松回归模型可以作如下修正：
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log（λ）=log（nj）+Xβ　（5.6.1-4）

其中，nj
 为第j个协变量类型或第j个子总体中的个案数。式（5.6.1-3）中的log （λ/nj
 ），即发生率对数（log of incidence）取代了式（5.6.1-2）中的log （λ）（计数值期望对数）。式（5.6.1-4）与（5.6.1-2）的区别是，这里，在公式的右边增加了一个附加项log（nj
 ）。该附加项可看作为一个调整量（offset），其是一个系数为1的回归自变量（regressor）。将log（nj
 ）纳入模型的目的是调节各子总体中不同的个案数或风险人群规模（size of population at risk）的影响。例如，当我们研究特定疾病的发病量时，我们需要控制子总体中的个案数，因为一个子总体的风险人群数越大，则发病者越多。类似的问题也存在于纵向研究中。例如，在某研究中，我们要研究一年内病人访问医生的次数。如果对某些病人的观察时间为一年，另一些病人不足一年，而另一些则超过一年。此时，不同的观察时间（exposure time）应作为调整量（offset）纳入模型，否则泊松回归模型的分析结果就会出现偏倚。在计数数据模型分析中应用offset调整量时，有几点应注意：1）log（nj
 ）中的nj是已知的，不能作为随机变量处理；2）log（nj
 ）中的nj至少应比事件计数变量大10到100倍，否则就不适合应用泊松分布的假设进行分析（Liao, 1994）；3）在模型中纳入offset变量后，回归系数应解释为相关解释变量对期望事件发生率（expected rate of event occurrence）的效应，而不应解释为对期望计数（expected counts）的效应。这里，我们讨论的模型所针对的是计数数据，而不是某事件的发生率，所以不涉及使用offset调整量的问题。

5.6.2　过离散泊松回归（Poisson Regression with Over-Dispersion）

如前所述，泊松分布假设其方差等于其均数。该假设条件在实际数据中一般难以满足。实际数据中，泊松分布的方差与均数常不相等，该现象称为离散（dispersion）。若方差小于均数，称欠离散（under-dispersion）；若方差大于均数，称过离散（over-dispersion）。欠离散时观察计数聚集在均数周围，而过离散时方差远大于均数；多数情况下，后者较为常见。过离散也见于二分类数据，但在计数数据中更为常见。

调整过离散的方法之一是在泊松方差函数中加入一个离散参数（dispersion parameter）或尺度因子（scale factor）：

Var（Y）=ϕµ　（5.6.2-1）

当ϕ>1时，计数数据有过离散，当ϕ<1时有欠离散，当ϕ=1时，计数数据为常规泊松分布。类似的方法还有广义泊松模型（generalized Poisson model）（Consul&Famoye, 1992; Famoye, 1993）。在该模型中，泊松分布的方差被定义为µ（1+αµ）2
 ，其中的α为离散参数。当α>0时，计数数据有过离散，当α<0时有欠离散，当α=0时，计数数据为常规泊松分布。

调整离散的另一种方法，也是在计数数据的模型分析中调整过离散最常用的方法是负二项模型（negative binomial model，NB model）。负二项分布可看作是泊松分布与伽马分布（Gamma distribution）的组合。负二项分布的pdf可定义为（Saha&Dong, 1997; Ridout, Hinde,&Dmetrio, 2001）
[6]
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其中，Γ为伽马函数（Gamma function）；λ是泊松计数均值；k是离散参数，为伽马分布的方差（k>0，且不依赖于协变量）。为方便在SAS程序中定义负二项分布的pdf，公式（5.6.2-2）可改写成以下表达式（SAS Institute Inc., 2007）：
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当k接近零时，NB分布逼近泊松分布，表明计数数据不存在过离散。如果模型估计的参数k显著大于零，则计数数据中的过离散现象便显著；因为NB分布中的离散参数k的特征，NB模型能够处理计数数据中的过离散问题。NB模型的公式表达式与泊松模型（见公式（5.6.1-2））基本相同，但其方差的定义有所差别（见公式（5.6.2-4））。

5.6.3　多层泊松回归模型（Multilevel Poisson Regression Model）

对多层计数数据进行模型分析，通过在模型中纳入随机系数，可将分析计数数据的广义线性模型（generalized linear models）扩展为广义线性混合模型（generalized linear mixed models）。

log（λ）=η=Xβ+ZU　（5.6.3-1）

式中，λ，或Y的条件均数（E（Y|U）），与线性预测指标（linear predictors）之间的连接函数为对数连接函数（log link function）。通过设定离散参数ϕ=1，使条件方差等于条件均数，即Var（Y|U）=E（Y|U），从而满足标准泊松分布的要求。如前所述模型一样，β和U分别代表固定效应和随机效应，并假设随机效应服从均数为零，方差/协方差为矩阵G的多元正态分布（Fitzmaurice, Laird,&Ware, 2004）。

5.6.4　多层泊松回归模型及多层负二项模型的应用（Application of multilevel Poisson regression model and multilevel negative binomial model）

我们将采用本章稍前示范模型所用的数据集（SAS data file ML data Chap5）来演示多层泊松回归在计数数据中的应用。结局测量为静脉注射吸毒者一生中在狱中服刑的年数，即变量Jailyear。水平1协变量与前述其他模型相同，即Gender （1–男；0–女），Ethnic（1–黑人；0–白人），Gmc_age（总均数中心化年龄），Highsch （1–高中及以上教育程度；0–高中以下）。因为前述章节中所使用的场景变量HIV_region（1–高HIV流行区；0–低HIV流行区），在此分析中不是很有意义的宏观水平解释变量，因此，我们创建了另一个场景变量Hinj_Region（1–重度静脉注射吸毒者比例较高的地区；0–重度静脉注射吸毒者比例较低的地区），作为平均狱中服刑年数的宏观水平解释变量。

本节的重点是演示分析计数数据的不同多层模型的应用：如多层泊松回归模型（multilevel Poisson regression model），调整过离散的多层泊松回归模型（multilevel Poisson regression model with adjustment of overdispersion）以及多层负二项模型（mu-ltilevel negative binomial model）。

多层泊松回归模型的表达与公式（5.3.5-5）—（5.3.5-8）所表达的多层二分类Log-istic回归模型相似，但是前者水平1方程的连接函数为log（λ），而后者的为Logit。拟合泊松模型前，先检查计数数据的分布是非常重要的。我们首先用以下SAS程序查看结局测量的均值、方差、及测量值分布情况。
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以上SAS程序结果显示，变量jailyear的估计均数和方差分别为3.97和35.05，说明泊松分布的假设（即方差与均数相等）对该数据不成立。图5.6.4-1是SAS程序生成的频数分布图。由该图可见，该计数数据有一零值高峰（a spike at zero），约44%的研究对象没有入狱服刑的经历。无论是泊松模型还是调整过离散的泊松模型，或负二项分布模型都不能很好处理该零值高峰问题。这里，我们用多层泊松模型和相应的其他模型拟合该数据，其目的仅为演示模型的应用。在第6章，我们将讨论如何处理计数数据中的零值高峰问题。
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图5.6.4-1　静脉注射吸毒者一生中在狱中服刑的年数分布



在先前的模型中，我们将水平1截距和协变量ethnic的斜率处理为随机系数，将HIV区域流行率，即变量HIV_Region，作为场景变量来预测水平1随机截距和斜率的变异。因为现有模型的结局变量（Jailyear）与以前不同，我们需要确定潜在的水平1随机回归系数。因为PROC GLIMMIX程序不提供随机效应的统计显著性检验，其-2LL也不能用来进行模型比较，因此运行该程序无法确定潜在的随机效应。PROC NLMIXED程序提供随机效应的统计显著性检验，但运行该程序不但十分耗时，而且当模型中设定有多个随机系数时，模型估计往往不易收敛。因此我们采用以下方法进行建模探索。

从理论上讲，当均数增加时泊松分布近似于正态分布。为进行模型探索，我们可以将计数型结局测量（即Jailyear）作为近似正态分布的连续性结局测量来处理。这样，我们就可以用运行速度很快的PROC MIXED程序来检测潜在的随机回归系数。由此测定的潜在随机系数的方差统计显著性将最后用PROC NLMIXED程序来验证。

模型探索的结果显示，现有模型中，只有水平1截距和水平1解释变量Gender的斜率为随机系数，其他水平1的协变量则只具有固定斜率。接下来，我们将用PROC GLIMMIX和PROC NLMIXED程序拟合具有两个随机回归系数（即截距和Gender的斜率）的多层泊松回归模型。首先，我们运行PROC GLIMMIX程序。
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该SAS程序的第一部分产生一个新的场景变量Hinj_Region，如果某项目实施点的重度静脉毒品注射者（即最近30天静脉注射毒品超过100次）的比例大于15%，我们定义该项目实施点为重度静脉毒品注射区，否则为非重度静脉毒品注射区（该定义只是为了模型示范而随意定义的）。

MODEL语句中的DIST=POISSON LINK=LOG选项设定结局测量的泊松分布，连接函数为对数连接函数（log link function）。模型的部分结果如下：


SAS 5.6.4-2程序输出　用PROC GLIMMIED程序运行多层泊松回归模型部分结果
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以上SAS输出中的Dimension部分表明，该模型具有7个固定参数和3个随机参数。Covariance ParameterEstimates部分列出了随机截距和水平1解释变量Gender的随机斜率的方差（即CHOL（1,1）和CHOL（2,2）），以及它们的协方差（即CHOL（2, 1））。再次提示，PROC GLIMMIX程序提供的随机效应的标准误（S.E.）不能用于统计显著性检验。

泊松分布模型是否过离散或欠离散可用Pearson卡方值除以模型自由度来检验。如果该值大于1.0，则存在过离散，即实际观察的变异大于由泊松分布所预期的变异。以上SAS输出中Fit Statistics部分的Generalized Chi-square/DF统计量就是这种测量。本例中Chi-square/DF=7.36表明计数数据存在过离散。因此，尽管泊松回归系数估计值本身不会出现偏倚，但其标准误可能会出现偏倚（Cox, D. R. 1983）。

除Generalized Chi-square/DF以外，也可通过检查PROC GLIMMIX程序提供自觉的Pearson类型残差（Pearson-type residuals）来检验是否存在过离散（Littell等，2006）。在以上SAS程序中的OUTPUT语句中，PEARSON（BLUP）选项估计BLUP（Best Linear Unbiased Prediction）残差。我们将该残差估计存于SAS临时数据文件GMOUT中。以上SAS输出的最下部分显示，Pearson-type残差的方差约为7.36，明显大于1。表明该计数数据存在过离散现象，在数据分析时需要进行处理。

调整过离散的一个简单方法是，在模型中的计数变量方差函数上增加一个额外的离散参数，即尺度参数（scale parameter）ϕ，使计数变量的方差大于由泊松分布所期望的方差（见公式（5.6.2-1））。我们可以在PROC GLIMMIX程序中的RANDOM使用RESIDUAL语句来处理过离散，也可以应用负二项模型来处理该问题。后者允许计数变量的方差大于其均数。我们首先用以下SAS程序运行调整过离散的多层泊松模型：

[image: 22585-00-223-1]


以上SAS程序只是在SAS程序5.6.4-2中再加入了一个RANDOM语句：

[image: 22585-00-223-2]


其中的_RESIDUAL_选项要求SAS在模型中加入一个过离散参数，以调整数据中的过离散问题。模型估计部分结果如下。


SAS程序5.6.4-3输出　用PROC GLIMMIX程序运行调整过离散的多层泊松模型部分结果
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以上SAS输出中，Dimension部分的“R-side Cov. Parameters”显示在R矩阵（即水平1残差的方差/协方差矩阵）中有一个参数Residual （VC），是在模型中增加了一个尺度参数或离散参数。Fit Statistics部分的Generalized Chi-square/DF统计量为7.36，与SAS程序5.6.4-2输出结果相同。然而，条件泊松分布Pearson-type残差的方差为0.9971148 ，非常接近于1，表明该修正方差函数的调整结果良好。

注意，在一个具有随机效应的模型中，结局测量的变异既受随机效应的影响，同时也取决于结局测量的方差函数。如果我们将现有模型与先前模型进行比较，估计的离散参数（即Gener.Chi-Square/DF）相同，均为7.36。但是，在对过离散进行调整后，即调整了结局测量的方差函数后，模型随机系数的方差和协方差估计大大地减小了，分别从0.5124、0.1747和-0.4467减少到0.2949、0.1188和-0.1754（见SAS程序输出结果5.6.4-2和5.6.4-3）。

另外，一个较大的过离散参数估计不说明数据一定存在过离散问题，它可能与其他原因有关。例如模型设定错误（model misspecification）（如模型中漏掉了某些重要的协变量），数据中的特异值（outliers），或者数据本身不是泊松分布等（Littell等, 2006）。

下面，我们用多层负二项模型（multilevel negative binomial model,或multilevel NB model）拟合存在过离散的计数数据。其SAS程序如下：
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运行多层负二项式回归模型与运行多层泊松模型的SAS程序的唯一区别是，前者在SAS MODEL语句中用DIST=NB选项（代表negative bino-mial），后者用DIST=POISSON选项。


SAS程序5.6.4-4输出　用PROC GLIMMIX程序运行多层负二项模型部分结果
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以上SAS输出中的Fit Statistics部分显示了广义卡方统计量与其自由度的比值接近于1（Generalized Chi-square/DF=1.07），说明残差的离散非常小，即模型处理数据的变异较好。SAS输出的Covariance Parameter Estimates部分有一新参数（即离散参数）估计（Scale=2.0698，P=0.03683）。运行负二项模型时，该参数作为默认参数被纳入模型。

为比较不同模型拟合数据的情况，我们可以通过作图法来比较各模型的预测概率拟合原始数据分布的程度（见图5.6.4-2）。

图5.6.4-2显示，负二项模型的拟合结果似乎优于标准泊松模型或调正过离散后的泊松模型，但是，所有模型的拟合程度都不理想，因为这些模型没有处理结局测量中存在的零值高峰（a spike at zero），也称额外零（extra zeros）或零膨胀（zero-inflated）。我们将在第六章中讨论这个问题。

图5.6.4-2可由以下SAS程序产生：

[image: 22585-00-228-1]
图5.6.4-2　实际观察和模型预测的狱中服刑年数分布
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下面，我们演示用PROC NLMIXED程序拟合同样的模型。由于PROC NLMIXED程序没有纳入离散参数的选项，我们不能在多层泊松回归模型中调整过离散。在以下SAS程序中，我们首先用PROC NLMIXED拟合多层泊松回归模型，然后再拟合多层负二项模型。
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其中，PARMS语句设定多层泊松模型的参数，其初始值基于采用PROC GLIM-MIX程序的模型结果。模型水平1截距和协变量Gender的斜率被处理为随机系数。假设这两个随机效应服从以零为均数，方差为V_u0和V_u1，协方差为Cov_u01的二元正态分布（见SAS程序中的RANDOM语句）。


SAS程序5.6.4-6输出　用PROC NLMIXED程序运行多层泊松模型部分结果
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该多层泊松模型的固定效应估计与用PROC GLIMMIX程序估计的结果基本相同（见SAS程序输出结果5.6.4-2）。然而，PROC NLMIXED程序能提供随机效应的统计显著性检验，随机截距的方差为V_u0=0.2333 （P=0.0113）；水平1变量Gender的随机斜率的方差为V_u1=0.2033 （P=0.0141）；该二随机系数的协方差为Cov_u01=0.2027 （P=0.0160）。

如前所述，PROC NLMIXED程序运行多层泊松模型时不提供离散参数的选项。运用PROC NLMIXED程序拟合计数数据时，可通过拟合多层负二项模型来处理过离散问题。但如果模型中设定有多个随机回归系数时，则模型估计耗时甚久，且常有估计不收敛的问题。作为示范，我们这里仅在多层负二项模型中设定一个随机系数，即随机截距。有兴趣的读者可用本书提供的数据或其他数据试验运行不同的模型。
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在该SAS程序中，我们没有用SAS内建的负二项函数建模，而是设定了负二项分布的概率密度函数（pdf）和对数似然值。程序在公式（5.6.2-3）的基础上定义概率密度函数；IF-THEN-ELSE语句用于计算对数似然函数。因零不能取对数，若pdf值接近零，程序将对数似然函数定义为一个很大的负值（如LL=-le20），代表相应的似然函数值十分接近于0。负二项分布的离散参数定义为k。基于SAS5.6.4-4程序的结果，k的初始值设定为2。

在以上SAS程序中，随机截距的方差设定为STD*STD，其中STD代表随机截距的标准差（standard deviation）。用该方式进行编码有助于使数值运算过程稳定（stabilize numerical process）（Agresti et al, 2000）。


SAS程序5.6.4-7输出　用PROC NLMIXED程序运行多层负二项模型的部分结果
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以上SAS程序中，负二项分布的对数似然函数由程序的语句定义，然后设定在MODEL语句中的GENERAL()选项中。因此，上述SAS程序输出中的Specifications部分显示“Distribution for Dependent V ariable”为“General”，而不是“Negative Binomial Distribution”。经过7次迭代，模型估计收敛。SAS输出报告的离散参数为k=2.3187。SAS输出显示所有的拟合统计量均小于多层泊松模型的拟合统计量，表示多层负二项式模型拟合数据更好。

本节我们讨论并演示了如何用泊松回归模型和负二项模型拟合计数数据。到目前为止，我们的注意力放在模型的公式表达及用各种不同SAS程序拟合模型上。现在，我们来关注一下参数解释。泊松回归模型与负二项模型的固定效应均被解释为对计数期望值对数（log of expected count）的效应，因为这两个模型采用的是相同的对数连接函数。

现以SAS程序5.6.4-7输出所显示的参数估计值为例来示范参数解释。多层负二项模型的截距（B0=0.096, P=0.3280）可被解释为参照组的静脉注射吸毒者一生在狱中服刑年数的期望值对数的平均值。参照组为女性（Gender=0），白种人（Ethinic=0），教育水平在高中以下（Highsch=0），年龄为平均年龄（Gdmc_age=0），重度静脉注射吸毒比例较低的地区（Hinj_Region=0）的静脉注射吸毒者。换言之，参照组的静脉注射吸毒者（IDUs）一生在狱中服刑的平均年数为exp（0.096）=1.10（年）。
[7]



场景变量Hinj_Region的斜率为正值，且统计显著（B_Hinj_Region=0.41，P=0.0487），表明在控制了其他因素后，重度静脉注射吸毒比例较高地区（Hinj_Region=1）的IDUs一生在狱中服刑的平均年数是重度静脉注射吸毒比例较低地区（Hinj_Region=0）的exp（0.41）=1.51倍。男性静脉注射吸毒者一生在狱中服刑的平均年数的是女性的exp（B_gender）=exp（1.01）=2.75 （P<0.0001）。

场景变量Hinj_Region与水平1协变量Gender之间的跨层交互作用为负值（B_Hinj_gender=-0.16），表示狱中服刑年数的期望值之性别差在重度静脉注射吸毒比例较高的地区较小。例如，在重度静脉注射吸毒比例较高的地区，男性静脉吸毒者狱中服刑的年数的期望值是女性的exp（1.01-0.16）=2.34倍。但是，这种地区场景变量对性别效应的调节效应（mediation effect）仅呈边缘统计显著（P=0.0872）。

代表种族变量的ethnic对结局测量有显著正效应（B_ethnic=0.2184, P<0.0001）。即是说，平均而言，黑人静脉注射吸毒者坐牢年数是白人静脉注射吸毒者的exp（0.22）=1.25倍，或坐牢年数长25%。控制其他因素后，年龄对结局测量有显著正效应。如果研究对象的年龄增长1岁，那么，狱中服刑年数平均增长5%（exp（0.05）=1.05）。而教育水平与结局测量无关（B_highsch=-0.03, P=0.4284）。

就随机效应而言，随机截距的方差统计显著（intercept variances 2v=0.03, P=0.0253）。如同其他多层模型一样，这说明模型参照组的结局测量的期望值（此例中的静脉注射吸毒者一生中坐牢年数的期望值）跨项目实施点显著变化。此外，离散参数k=2.3（P<0.0001），说明存在显著过离散。

最后需要再次提示的是，当计数数据存在额外零（extra zeros）或多余零（excessive zeros）时，无论是多层泊松回归模型还是多层负二项模型均不能很好地拟合数据（见图5.6.4-2）。尽管负二项模型能够处理数据的过离散问题，但该模型仍然不能处理数据中额外零带来的问题。在第6章，我们将讨论分析带额外零计数数据的特殊多层模型。




[1]
 在SAS中，函数log被定义为自然对数。为一致起见，本书中我们也用log代表自然对数。


[2]
 提示，二分类测量的均数可代表事件概率p。


[3]
 对目前的SAS版本（9.1.3），SAS PROC GLIMMIX程序须从以下网站下载并安装：http://support.sas.com/rnd/app/da/glimmix.html


[4]
 给定一个对称正矩阵（symmetric positive-definite matrix）V，其Cholesky分解L是一下三角矩阵（a lower triangular matrix），由此，V=LL′。


[5]
 见SAS程序5.3.6-1输出结果Covariance Parameter Estimates部分。另外，在我们用PROC NLMIXED程序进行模型探索时也发现该二随机效应间的协方差统计也不显著。


[6]
 在Saha&Dong （1997）和Ridout等（2001）文中，指数c（index c）确定具体形式的负二项分布。通常，负二项分布中c=1。


[7]
 截距无统计显著性，说明参照组中的研究对象狱中服刑的平均年数的对数值与0无显著性差异；换言之，参照组狱中服刑的平均年数与1无显著性差异。



第六章　其他多层统计分析模型及相关论题（Other Multilevel Models and Related Issues）

• 6.1　计数数据的多层零膨胀模型（Multilevel Zero-Inflated Models for Count Data）　（192）

6.1.1　固定效应ZIP模型（Fixed-effect ZIP model）　（192）

6.1.2　随机效应零膨胀泊松模型（Random Effect Zero-Inflated Poisson Model, RE-ZIP Model）　（194）

6.1.3　随机效应零膨胀负二项模型（Random Effect Zero Inflated Negative Binomial Model, RE-ZINB Model）　（195）

6.1.4　用SAS运行RE-ZIP和RE-ZINB模型（Application of RE-ZIP and RE-ZINB Models Using SAS）　（196）

• 6.2　混合效应混合分布模型（Mixed-Effect Mixed-Distribution Model）　（207）

6.2.1混合效应混合分布模型的公式表述（Formulation of Mixed-Effects Mixed Distribution Model）　（208）

6.2.2　混合效应混合分布模型的应用（Application of the Mixed-Effect Mixed Distribution Model）　（210）

• 6.3　自助法多层模型（Bootstrap Multilevel Modeling）　（215）

6.3.1　非参数残差自助法多层模型（Nonparametric Residual Bootstrap Multilevel Model） （216）

6.3.2　参数残差自助法多层模型（Parametric Residual Bootstrap Multilevel Model）　（217）

6.3.3　非参数残差自助法多层模型分析的应用　（218）

• 6.4　组基础模型（Group-Based Models）　（231）

6.4.1　组基础模型简介（Introduction to Group-Based Model）　（233）

6.4.2　组基础Logistic回顾模型（Group-Based Logistic Regresion Model）　（236）

6.4.3　组基础零膨胀泊松模型（Group-Based Zero-Inflated Poisson Model，Group-Based ZIP Model） （245）

6.4.4　组基础删截正态模型（Group-Based Censored Normal Model）　（252）

• 6.5　数据缺失值（Missing Values in Data）　（260）

• 6.6　多层统计分析模型的统计功效与样本量（Statistical Power and Sample Size for Multilevel Model）　（263）

6.6.1　两水平设计的样本量估计（Sample Size Estimation for Two-Level Design）　（264）

6.6.2　纵向数据分析的样本量估计（Sample Size Estimation for Longitudinal Data Analysis）　（265）

在本书的第3—5章，我们分别讨论和演示了分析连续和离散型结局测量的各种多层模型。本章我们将讨论某些特殊多层模型，以及在多层模型分析中的相关论题。

6.1　计数数据的多层零膨胀模型（Multilevel Zero-Inflated Models for Count Data）

在第5章的最后一节中，我们讨论了多层泊松回归模型及其应用。该模型假设结局测量的条件均数（conditional mean）等于其条件方差（conditional variance），但实际研究中的计数数据常常不符合该假设。当然，在多层泊松回归模型中，我们可以调整过离散，多层负二项回归模型也允许方差过离散的存在。然而，计数数据的另一常见问题是数据有大量的零聚集（cluster of zeros）。例如，在第5章最后一节所使用的数据中，结局测量（即静脉毒品注射者一生中狱中服刑的年数）就有零聚集问题，即该测量中的零值出现的频率远大于泊松分布预期的零值频率。这样，调整过离散的泊松回归模型和负二项模型均不适合对这样的计数数据进行分析。

实际研究中，有零聚集的计数数据很常见。例如，在对某人群一天吸烟量的计数研究中，计数结局测量可能有很多零值，因为该人群中可能有些人根本不吸烟；其次，某些吸烟者在调查时因某种原因（如初学吸烟者，或开始戒烟者）没有吸烟。那么，该人群的样本中，计数结局测量的零值有两种情况，一种是结局测量应该总是零值（对从不吸烟者而言），另一种是服从泊松分布的零值（对吸烟者而言）。再如一个研究对象从没有做过违法的事情，那么，他/她也就不可能被逮捕，因而他/她一生中被逮捕的次数理应为零。数据中的这类零值为额外零（extra zeros）或结构零（structural zeros）。数据中的另一部分零值来自服从泊松分布的零值。例如，如果某人做过违法的事情，但还不曾被逮捕过，其一生中被逮捕的次数也为零。数据中的这类零值为抽样零（sampling zeros）。

额外零计数数据可用零膨胀计数模型（zero–inflated count models）分析，零膨胀计数模型包括零膨胀泊松模型（zero–inflated Poisson model，ZIP）（Lambert, 1992），零膨胀负二项模型（zero–inflated negative binomial model，ZINB）（Green, 1994），零膨胀栅栏模型（zero–inflated hurdle model）（King, 1989; Mullahy, 1986）等。这些模型应用于多层数据和纵向研究数据中处理额外零计数（Hall, 2000; Hur, Hedeker, Henderson, Khuri,&Daley, 2002; Lee&Wang, 2006; Min&Agresit, 2005; Yau, Wang,&Lee, 2003）。本节我们将介绍ZIP和ZINB模型，讨论其在多层数据中的应用，并演示利用SAS程序运行该模型。

6.1.1　固定效应ZIP模型（Fixed-effect ZIP model）

前面我们谈到，额外零计数数据产生于两个不同的过程。第一个过程是一个由生成零计数的二项分布支配的，第二个过程是由常规计数分布，如泊松分布或负二项分布支配的。对应于这两个过程，ZIP模型由两个相应部分组成（Lambert, 1992; Hur et al, 2002; Hedeker and Gibbons, 2006）：
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其中，结局变量yi
 为非负整数，λi
 是第i个个体的期望泊松计数，πi
 是额外零的概率。注意，公式（6.1.1-1）中的零计数既可以产生于由二项分布支配的过程，也可以产生于由泊松分布支配的过程。但在一个实际数据中，我们并不知道某一个特定的零是来自哪一个过程。因此，零计数yi
 =0的总概率被定义为结构零概率与期望泊松零概率的组合概率
[1]

 （Hur, Hedeker, Henderson, Khuri,&Daley, 2002）。公式（6.1.1-2）定义了大于零的泊松计数（yi
 =hi
 >0，hi
 为事件计数）的概率。公式（6.1.1-1）和（6.1.1-2）可用以下组合模型表示（Hur, Hedeker, Henderson, Khuri,&Daley, 2002）:

Pr（yi
 ）=πi
 I（yi
 ）+（1-πi
 ）f（yi
 ）,　（6.1.1-3）

当πi
 >0时，为零膨胀分布，当πi
 <0时，为零紧缩分布（zero-deflated distribution）
[2]

 ，后者在实际数据中极少出现；当πi
 =0时，ZIP分布简化为标准泊松分布。I（yi
 ）为指标函数（indicator function），如果观察的反应值为零（yi
 =0），则其值为1，公式（6.1.1-3）简化为（6.1.1-1）；如果观察的反应值大于零（yi
 =hi
 >0），则其值为0，公式（6.1.1-3）简化为（6.1.1-2）。f（yi
 ）代表泊松分布：
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在ZIP模型中实际分析的是πi
 和λi
 ，Logit连接（logit link）函数用于对额外零的似然建模（model the likelihood of extra zeros）：
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对数连接（log link）函数用于对服从泊松分布的计数数据建模：

log（λ）=Xβ　（6.1.1-6）

其中，X和Z是协变量矩阵，二者可以是同一组协变量，也可以不是，是与否，取决于理论模型；β和γ是两个方程中的回归系数向量。

可以认为ZIP模型由两部分组成，即由式（6.1.1-5）所示的Logistic回归模型和式（6.1.1-6）所示的泊松回归模型组成。就是说，ZIP模型对观察的计数数据的两种成分同时进行模型分析，即同时分析结构零概率（probability of structural zeros ）和期望泊松计数。换言之，该模型同时研究两种情况，其一，哪些研究对象不具有发生某特定事件的风险；其二，风险人群的记数结局测量受哪些因素的影响。

在无风险的情况下，可认为研究对象实际上不经历某种事件；在有风险的情况下，研究对象的结局测量值服从泊松分布，由此，ZIP模型不仅能够较好地拟合数据，而且有助于对事件发展过程有较深入的了解。

ZIP模型有两种类型（Lambert, 1992）：ZIP和ZIP（τ）模型。后者是前者的一个特例。在ZIP（τ）模型中，Logistic回归部分的参数与泊松回归部分的参数呈函数关系。例如，模型的两个部分可用公式表达为logit（π）=-τβ′x和log（λ）=β′x ，其中，模型中Logistic部分的参数是模型中泊松部分参数的倍数。然而，在实际研究中，这种假设很少能够满足（Hur, Hedeker et al., 2002）。本书仅讨论运用于多层数据的ZIP模型。

6.1.2　随机效应零膨胀泊松模型（Random Effect Zero-Inflated Poisson Model, RE-ZIP Model）

对带有额外零的多层计数数据进行模型分析，可应用多层ZIP模型，即用带有随机效应的零膨胀泊松模型（RE-ZIP）来处理多层计数数据中的额外零和组内相关（ICC）的问题。Hall（2000）将随机效应纳入ZIP模型来分析重复测量数据，但随机效应仅被纳入模型的泊松成分。Yuan和Lee（2001）将不同的随机效应分别纳入模型的Logistic和泊松部分，但是其参数估计是分别进行的。Hur（1999）和Hur等（2002）研究出了混合效应ZIP模型（mixed-effect ZIP model）或随机效应ZIP模型（random-effect ZIP model，RE-ZIP model），Xie等（2000）将Hur模型应用于分析入院率的纵向研究数据。本节我们将讨论Hur混合效应或随机效应ZIP模型，并示范其实际应用。

假定多层计数数据有j=1, …, J个组（即水平2单位），第j组有i=1, …, nj
 个研究对象，研究对象总人数为[image: 22585-00-241-1]
 ，多层ZIP模型可定义为

Pr（yij
 =0）=πij
 +（1-πij
 ） exp（-λij
 ）　（6.1.2-1）
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该模型与固定ZIP模型很相似，只是上述方程中加入了残差项u1
 和u2
 ，因而将随机效应溶入模型，以解决分级结构数据的ICC问题。与其他多层模型一样，公式（6.1.2-5）和（6.1.2-6）中的随机效应被假设呈正态分布。进而，也可对u1
 和u2
 进行标准化，即θ1
 =u1
 /σ1
 ,θ2
 =u2
 /σ2
 ，以使θ~N（0, 1）。

目前，RE-ZIP模型尚不能处理随机斜率，只是将模型的Logistic和泊松回归部分的截距分别处理为随机系数。在公式（6.1.2-5）和（6.1.2-6）中，u1
 和u2
 分别代表额外零概率和期望泊松计数的水平2（宏观）变异中不能解释部分。

6.1.3　随机效应零膨胀负二项模型（Random Effect Zero Inflated Negative Binomial Model, RE-ZINB Model）

在标准泊松回归模型中，过离散（Over-dispersion）对参数估计的影响不大，但它可导致标准误估计偏倚（Cox, 1983）。然而，在ZIP模型分析中，过离散则可引起参数及其标准误估计偏倚（Grogger&Carson, 1991; Ridout et al., 2001; Yau, Wang,&Lee, 2003）。由此，分析带额外零和过离散的计数数据，一种替代模型为零膨胀负二项模型（zero-inflated negative binomial model，ZINB model）。该模型不仅考虑了额外零，且考虑了过离散问题。

ZINB模型的表达式与ZIP模型相似，可用第5章公式（5.6.2-3）中的负二项分布函数替代公式（6.1.2-3）中的泊松分布函数f（yij
 ）。当离散参数k接近零时，表示计数数据中没有过离散，ZINB分布变为ZIP分布（Land, McCall,&Nagin, 1996）。给定一计数数据，是用ZIP还是ZINB，可以可通过一种分数检验（score test）来比较二模型的拟合程度（Ridout, Hinde,&Dmetrio, 2001），但简易的方法是检验离散参数k的统计显著性：

H0
 :k=0 vs. HA
 :k>0　（6.1.3-1）

如果k显著性大于0，则计数数据中的过离散就统计显著，于是，应使用ZINB模型分析该数据。

如果计数数据不仅具有显著过离散，且为分级结构数据或多层数据，则应使用随机效应零膨胀负二项模型（random-effect ZINB model, RE-ZINB model）来同时处理额外零、过离散以及ICC问题（Mwalili, Lesaffre,&Declerck, 2006; Ridout, Hinde,&Dmetrio, 2001; Yau, Wang,&Lee, 2003）。RE-ZINB模型的公式表达与RE-ZIP模型相似，但模型中用于定义对数似然函数（LL）的概率密度函数（pdf）是NB分布中的pdf（见公式（5.6.2-3）），而不是泊松分布中的pdf；另外，模型中还包括了离散参数k。RE-ZINB模型的公式较复杂，本书不作介绍，只示范如何用SAS运行该模型。

6.1.4　用SAS运行RE-ZIP和RE-ZINB模型（Application of RE-ZIP and RE-ZINB Models Using SAS）

我们用第5章中运行泊松回归模型的数据来演示如何用SAS来运行RE-ZIP模型和RE-ZIBN模型，其结局测量为Jailyear，代表研究对象一生中坐牢的年数。水平1解释变量：为Gender （1–男；0–女）Ethnic（1–黑；0–白人），Gdmc age （总均数中心化年龄），Highsch （1–高中及以上；0–高中以下）。场景变量Hinj_Region （1–重度静脉注射吸毒高流行地区；0–重度静脉注射吸毒低流行地区）。变量Hinj_Region和Gender之间的跨层交互作用变量Hinj_gender。我们首先拟合RE-ZIP模型，然后拟合RE-ZINB模型。

第5章中的图5.6.4-1显示，结局变量Jailyear的频数分布在零值处有一明显高峰（零值频数约为44%，代表约44%的静脉注射吸毒者没有坐牢的经历），且非零值向右偏斜。该数据为多层数据或分级结构数据，其中，个体嵌套于项目实施点之中。对此类数据进行模型分析，必须同时考虑零膨胀（zero-inflation）、偏斜（skewness）及项目实施点内的个体相互依赖（within-site dependence）的问题。多层ZIP模型或随机效应ZIP模型比多层泊松模型更适合于此类数据分析。

RE-ZIP模型的运行可以有多种形式。根据我们的理论兴趣和模型对数据的拟合程度，我们可以仅在模型的泊松回归部分，而不在模型的Logistic回归部分设定线性预测指标（linear predictors）；可以在模型的logistic和泊松回归部分中设定相同的线性预测指标；也可以在该二模型中设定不同的线性预测指标。对于随机效应而言，我们可以在模型的某一个部分，如Logistic或泊松部分设定随机效应，也可以在Logistic和泊松两个部分分别设定随机效应。另外，根据理论或经验，我们也可容许模型两部分的随机效应相互独立或相互关联。

现行版本的SASPROC GLIMMIX程序没有拟合零膨胀类的计数数据的功能，但PROC NLMIXED程序可用来拟合该类模型。在建模探索中，我们利用ROC NLM-IXED拟合了一系列不同设定的模型，在拟合数据结果最好的“最终”模型中，RE-ZIP模型的logistic和泊松回归部分包含了相同的线性预测指标。另外，模型的logistic和泊松回归部分分别设定了各自的随机效应，并容许它们之间相互关联。以下SAS程序拟合该模型：
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以上SAS程序中的数据处理部分，请参考第5章中的SAS程序。在PROC MLMIXED语句之前产生了一个场景变量Hinj_Region，及其与水平1变量Gender的交互作用变量。在PROC MLMIXED程序的PARMS语句中，带前缀“A”的参数为模型中Logistic部分的截距和斜率；另一组带前缀“B”的参数为模型中泊松部分的截距和斜率；PARMS语句中的最后一行定义模型Logistic部分和泊松部分的两个截距系数跨组变异的方差，即水平2残差u1和u2的方差（V_u1和V_u2）（见公式（6.1.2-5）—（6.1.2-6）），以及它们的协方差（Cov_u12）。在PARMS语句中设定的所有参数的初始值，是基于模型探索的初步估计结果。

SAS程序中的linpinfl=语句定义模型logistic部分的线性预测指标（linear predictors）（见式（6.1.2-5））；infprob=语句定义模型的Logistic回归部分的额外零概率。语句eta=，即公式（6.1.2-6）中log（λ）的估计，定义模型的泊松回归部分的线性预测指标，而lambda语句定义期望泊松计数，即exp（eta）。

IF-THEN-ELSE语句定义模型的对数似然函数LL。当结局测量jailyear=0时，以公式（6.1.2-1）为基础定义对数似然函数LL；当结局测量jailyear>0时（yij
 >0时），以公式（6.1.2-2）为基础定义LL。注意，SAS内建函数lgamma用于计算式（6.1.2-2）中h!的对数。选项general()代表一般函数分布（general distribution），用来拟合对数似然函数（LL）在IF-THEN-ELSE语句中定义的模型。RANDOM语句定义两个随机效应u1
 和u2
 的分布和方差/协方差结构，即假定其服从以零为均数的二元正态分布（bivariate normal distribution），并具有全方差/协方差矩阵（full variance/covariance matrix）。该模型的SAS程序的部分输出如下：


SAS程序6.1.4-1输出　RE-ZIP模型的部分结果
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上述结果中，ParameterEstimates的上半部分为RE-ZIP模型logistic回归部分的参数估计值。这些参数的解释与常规logistic回归模型相同。因模型logistic回归部分是分析额外零的概率，应注意该模型参数的解释。此例中，对于额外零（即一生中从未作违法的事，因而从而坐过牢）的对数发生比（log-odds），场景变量Hinj Region具有负效应（A_Hinj_Region=-0.47, P=0.0021）；个体水平解释变量Gender对于该对数发生比也具有显著性负效应（A_gender=-1.20, P<0.0001），然而，Hinj_Region和Gender之间的跨层交互作用统计不显著（A_Hinj gender=0.12, P=0.3120）。

ParameterEstimates的中间部分是模型的泊松回归部分的参数估计值，其参数解释与常规泊松回归模型相同。例如，截距B0=1.48 （P<0.0001），说明对参照组（即所有解释变量取0值时）的静脉毒品注射者而言，一生中坐牢的期望年数平均约为exp（1.48）=4.39年。变量Gender的斜率统计显著（B_gender=0.25, P<0.0001），表明性别有一个显著效应。在控制了其他协变量以后，男性静脉注射吸毒者一生中坐牢的期望年数平均是女性静脉注射吸毒者的exp（0.25）=1.28倍，或男性静脉注射吸毒者一生中坐牢的期望年数平均比女性静脉注射吸毒者长28%。场景变量Hinj_Region的效应统计不显著（B0_Hinj_Region=-0.02, P=0.8308），但其与性别Gender之间的跨层交互作用统计显著（B_Hinj_gender=0.12, P=0.0068），表明重度静脉注射吸毒高流行率地区（Hinj_Region=1）的男性（Gender=1）静脉注射吸毒者一生中坐牢的期望年数平均比重度静脉注射吸毒低流行率地区（Hinj_Region=0）的女性（Gender=0）长约42%，即exp（0.25-0.02+0.12）=1.42。

RE-ZIP模型的logistic和泊松回归部分的随机效应均呈统计显著（V_u1=0.03, P=0.0436; V_u2
 =0.01, P=0.0079），表明额外零的概率与一生中坐牢期望年数均跨项目实施点显著变化；然而，该二随机效应之间的关联仅呈统计边际显著（marginally significant）（Cov_u12=-0.02, P=0.0665）。
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图6.1.4-1　结局测量（即一生中坐牢年数）的实际观察频数分布与RE-ZIP模型估计的预测概率分布比较



一生中坐牢年数的实际观察频数分布与RE-ZIP模型估计的预测概率（predicted probability）分布的比较见图6.1.4-1。由该图可见，与第5章所讨论的泊松模型或负二项分布模型（见图5.6.4-2）相比较，RE-ZIP模型拟合数据程度得到明显改善。生成图6.1.4-1的SAS程序如下：
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以上程序的前半部分复制于SAS程序6.1.4-1，目的是运行RE-ZIP模型。接下来，用SAS Predict语句输出零膨胀预测概率（predicted probability of the inflated zeros）和泊松均数（Poisson mean）；最后调用SAS宏程序Graphsmacro.sas生成图6.1.4-1。
[3]



尽管RE-ZIP模型能处理计数数据中额外零的问题，但它不能处理数据中过离散问题。如前所述，对于既具有额外零又具有过离散的计数数据，应采用零膨胀负二项模型进行分析，下面我们将演示用PROC NLMIXED程序运行随机效应ZINB （RE-ZINB）模型，其SAS程序如下：
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拟合RE-ZINB模型的SAS编码与RE-ZIP模型的基本相同。其主要的区别在于RE-ZINB模型中用于定义似然函数（LL）的概率密度函数（pdf）是NB分布中的pdf（见公式（5.6.2-3）），而不是泊松分布中的pdf（见公式（6.1.2-2））。另外，模型中还包括了离散参数k（现有模型中k的初始值在PARMS语句中设定为1）。RE-ZIBN模型的SAS程序输出如下：


SAS程序6.1.4-3输出　RE-ZIBN模型的部分结果
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运行该模型耗时很长，模型估计经过63次叠代才收敛。RE-ZIBN模型的参数估计值与RE-ZIP模型有些许差别。RE-ZIP模型所估计的所有参数的标准误（见SAS程序6.1.4-1输出）均小于RE-ZINB模型。

SAS输出的Logistic回归部分（即SAS程序6.1.4-3输出ParameterEstimates部分的带前缀A的参数估计）中的4个固定效应（即A_Hinj_Region, A_gender, A_ethnic,和A_gdmc age）依然统计显著，其结果解释和结论与RE-ZIP模型相同。然而，在模型负二项部分的固定效应中（见SAS程序6.1.4-3输出的ParameterEstimates部分的带前缀B的参数估计），跨层交互作用（B_Hinj_gender=0.08, P=0.4278）变得不统计显著了，且教育水平对计数结局的主效应也不再统计显著（B_highsch=0.01, P=0.6257）。

离散参数估计k高度统计显著（k=0.86, P<0.0001），表明在该计数数据中存在相当程度的过离散。这证明，RE-ZINB模型比RE-ZIP模型更适合于该计数数据的分析。另外，模型Logistic回归部分的随机效应方差（V_u1=0.04, P=0.1393）在RE-ZINB模型中变得不统计显著，这意味着模型在处理了数据过离散后，模型的Logistic部分不再存在个体异质性（individual heterogeneity）问题。

图6.1.4-2显示RE-ZINB模型拟合数据非常好。一些统计学家推荐用分数检验法（score test）比较ZIP和ZINB模型（Lee&Wang, 2006; Ridout, Hinde,&D-metrio, 2001）。然而，基于PROC NLMIXED程序提供的模型拟合统计量（model fit statistics）和预测概率（predicted probability），我们有充分的理由作出结论，即RE-ZINB对该计数数据的拟合比我们在第5、6章中所示范的其他模型都好。以下SAS程序可生成图6.1.4-2：

[image: 22585-00-256-1]
图6.1.4-2　结局测量（即一生中坐牢年数）的实际观察频数分布与RE-ZINB模型估计的预测概率分布比较
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6.2　混合效应混合分布模型（Mixed-Effect Mixed-Distribution Model）

在6.1节中，我们讨论了处理有额外零的多层计数数据的几种特殊模型。在实际研究中，我们还会经常遇到某些观察值大量聚集于零、而其他观察值高度偏斜（highly skewed）的连续性结局测量。这种结局测量称为半连续性结局测量（semi-continuous outcome measures）。在多层数据中，连续结局测量的观察值不仅相互关联，而且可能有大量零聚集、并呈高度偏斜。对这样的数据进行统计分析是比较困难的。首先，将此类数据当作正态分布数据进行统计分析是不适当的。对数转换（log-transformation）不能解决额外零的问题。另外一种处理此类数据的常用方法是，将数据重新量化成二分类变量（binary variable），然后进行Logistic回归分析。但此法会丢失数据中的许多重要信息。

有时，二部法模型（two-part model）被用来分析这种带额外零的数据（Duan, Manning, Morris,&Newhouse, 1983）。该方法用一个方程，通常是logistic或probit回归方程，对非零值出现的概率建模；用第二个方程，通常是线性回归方程，对非零值进行建模。但二部法模型为分析横向数据（cross-sectional data）设计的，不能处理纵向研究或多层数据中观察值相互关联问题。另外，传统的二部法模型以两个单独的模型为基础，假设二模型互不相关（ Manning, Duan,&Rogers, 1987; Wanning, Duan,&Rogers, 1987）。而事实上，结局测量具有非零值的似然（likelihood）与结局测量中实际观察的非零值之间很可能相互关联。例如，一个利用卫生服务概率较小（较大）的人，其实际所利用卫生服务的量也较少（较多）。如果分别对这两部分观察值进行模型分析，则会忽略数据中的一些重要信息，导致参数估计值出现偏倚（Olsen&Schafer, 2001）。本节，我们将介绍混合效应混合分布模型（mixed-effect mixed distribution model），也称随机效应混合分布模型（random-effect mixed distribution model），也叫多层混合分布模型（multilevel mixed distribution model）。我们用该模型来分析纵向数据中的半连续结局测量数据。

在混合效应混合分布模型中，模型的logistic回归部分和线性回归部分均容许有随机系数，模型的两部分也可通过随机系数之间的关联而相互连接。该模型是由Olsen和Schafer （2001）以及Tooze等（2002）分别独立开发的。这两种方法均以最大似然估计（maximum likelihood estimation）为基础，但模型参数估计值的数值运算法（numerical methods）不同。本节，我们将讨论Tooze（2002）的模型，并用Tooze等开发的SAS宏程序MIXCORR来演示该模型的应用。

6.2.1　混合效应混合分布模型的公式表述（Formulation of Mixed-Effects Mixed Distribution Model）

Tooze （2002）以Lachenburch （1976, 1992）的横向数据研究及Grunward和Jones （2000）的时间序列数据（time series data）研究为基础，提出了用混合效应混合分布模型来拟合纵向研究中的半连续性结局变量数据。此处的混合分布（mixed-distribution）是指代表事件“发生”（occurrence）及其“强度”（intensity）的两个分布的混合体。前者是指结局测量是否具有非零值，后者是指如果具有非零值，那么其实际观察的结局测量值是多大。例如，假设结局测量yij
 为给定时期内的病人住院天数，现令Rij
 代表该事件发生的变量：
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其中，pij
 是具有非零值结局测量（即Rij
 =1）的概率，t为时间变量；[image: 22585-00-258-2]
 是预测Pr（Rij
 =1）的时间恒定协变量（time-invariant covariates）。回归系数β10
 、β11
 和[image: 22585-00-259-1]
 分别为截距、时间变量的固定效应和协变量对Rij
 =1的对数发生比（log odds）的固定效应；u1j
 为对数发生比（log odds）的随机效应，其考虑了个体研究对象结局测量中的非观察异质性（unobserved heterogeneity）。就多层模型分析而言，（β10
 +u1j
 ）是logit模型的随机截距，其允许非零值结局测量概率随研究对象而变化。

对于大于零的结局测量值yij
 >0，我们定义Sij
 ≡（yij
 |Rij
 =1）为强度变量（intensity variable），它是结局测量yij
 >0的测量指标，可用线性回归模型对其进行分析。
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在这个线性回归中，因变量为大于零的结局测量（yij
 >0）的对数转换值，假设其服从正态分布。[image: 22585-00-259-5]
 是预测yij
 的时间恒定协变量（time-invariant covariates）；eij
 为水平1残差；u2j
 代表“强度”初始水平的个体间变异（individual variation in the initial intensity level）。“强度”模型中的随机截距（β20
 +u2j
 ）考虑了研究对象中平均非零结局值的非观察异质性（unobserved heterogeneity）。

与6.1节中讨论的ZIP模型相似，混合效应混合分布模型也由两部分组成：logistic回归模型（公式（6.2.1-2））——分析非零结局测量的发生概率（probability of occurrence）；线性回归模型（公式（6.2.1-3））——分析非零结局测量的“强度”。模型的两部分整合在一起同时进行模型估计。该模型也称为Logistic-对数正态-正态模型（logistic-lognor-mal-normal model）
[4]

 。其中Logistic部分对“事件”发生的概率（occurrence）（出现非零计数值）进行模型分析；对数正态（lognormal）部分对事件的“强度”（intensity）（非零计数值的大小）进行模型分析；正态（normal）是指随机效应的二元正态分布假设。纳入模型“事件”发生（occurrence）和“强度”（intensity）部分的协变量可以相同，也可不同。

与其他多层模型一样，式（6.2.1-2）—（6.2.1-3）中的两个随机效应u1j
 和u2j
 假设呈联合正态分布（jointly normally distributed）。
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其中，[image: 22585-00-259-4]
 分别为随机效应u1j
 和u2j
 的方差，ρ为u1j
 和u2j
 之间的相关系数。

有关混合效应混合分布模型（mixed-effect mixed distribution model）的理论细节超出本书的讨论范围，感兴趣的读者可参阅Tooze等（2002）的文章。本节重点讨论如何用Tooze等研制的SAS宏程序MIXCORR来拟合该模型。该宏程序用迭代形式运行模型：首先，宏程序调用SAS PROC GENMOD程序，拟合模型的logistic和线性回归部分，不纳入随机效应；然后，将其参数估计作为SAS PROC NLMIXED程序中的参数起始值，分别运行“事件”发生（occurrence）和“强度”（intensity）模型，模型中的随机效应不相关联。最后，第二步模型估计的参数再用来作为参数起始值来估计最后的整合模型，其中随机效应相关联。

6.2.2　混合效应混合分布模型的应用（Application of the Mixed-Effect Mixed Distribution Model）

这里，我们用第4章中曾用过的美国新罕布什尔州健康研究项目（New Hamp-shire Health Study Project，U.S.）的数据来演示混合效应混合分布模型的应用。用于模型分析的变量如下：


结局变量：


• Hospdays：每次追踪调查前6个月内研究对象在精神病院住院天数。因为该测量值的范围很大，从0天到180天，因此，尽管该变量像一个计数测量（count measure），但为演示起见，我们在此处将其处理为连续性变量。


水平1解释变量：


• Time：时间变量，取值为0、1、2、3、4、5，分别代表追踪观察的第6个月、12个月、……、第36个月的随访时间点。


水平2解释变量：
 多数水平2解释变量（即Trt，Gdmc_Age，Gender，Edu）与第5章第5.3.6节中讨论的多层Logistic回归模型所用变量相同。现有模型中增加了如下两个水平2解释变量:

• Diagnosis：基线调查时精神病诊断（1-精神分裂及压抑症（schizophrenia/schizoaffective disorder）；0-躁狂抑郁症（bipolar disorder））。

• Hospdays0：基线调查前6个月内在精神病院住院的天数。

图6.2.2-1显示基线调查后每6个月的观察期间住院天数的频数分布。因为许多研究对象报告为曾住院，因此在各个为期6个月的观察期间，有很大比例的结局测量变量（Hospdays）的观察值为零。住院天数的全距为0~180天，结局的零值测量在不同时期的变化范围为59%到74%。
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图6.2.2-1　在三年观察期内每六个月住院天数频数分布



如前所述，混合分布模型由两部分组成：分析非零结局测量发生概率的logistic回归模型和分析结局测量非零值部分的线性回归模型。前者用Logistic模型分析观察期间研究对象是否曾经住院；后者用线性回归模型分析住院天数的变异，前提是该研究对象曾经住过院。

拟合该模型该模型的SAS程序如下：

[image: 22585-00-261-1]
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以上SAS程序首先调用我们在第4章中使用过的纵向研究数据（SAS数据文件Chap4 rawdata），将其转换成人-时格式（person-period format）后，存于临时SAS数据文件data1中。基线调查后每6个月期间的实际住院天数测量用来建立结局测量hospdays，而基线调查前6个月期间的住院天数作为协变量控制。第6个月、第12个月、……、第36个月追踪观察的随访时点（即数据Chap4 rawdata中的时间变量t2-t7）用于建立时间计分（Time），其分值为0、1、2、3、4、5，分别代表第6个月、第12个月、……、第36个月的随访时点。基线调查时的年龄减去总平均年龄（33.7岁）得到总均数中心化年龄Gdmc-age。

利用SAS语句%INCLUDE从计算机D盘的子目录MLM内调用SAS宏程序MIXCORR （即SAS文件Mixcorr.sas）。使用该宏程序需在SAS语句%MIXCO-RR的括号内指定数据集、结局分布、结局/反应变量，用于Logistic回归（公式（6.2.1-2））的协变量和用于线性回归（公式（6.2.1-3））的协变量，以及研究对象编号（subject id）。COV ARSB和COV ARSL语句分别用来设定二元Logistic回归模型和线性回归模型的协变量。

从理论上来讲，对结局测量中非零值部分可设定不同分布。SAS宏程序MIXCORR的现行版本仅允许对数正态分布（lognormal distribution）或正态分布（normal distribution）。本例模型中设定的是对数正态分布。如果非零结局测量服从正态分布，则可在SAS程序中用DISTN=normal选项替代DISTN=lognormal；

SAS宏程序MIXCORR产生两个系列的模型参数估计，一个是Logistic回归模型的参数估计，另一个是线性回归模型的参数估计（见SAS程序6.2.2-1输出）。为检验两个随机效应之间的协变关系，该SAS宏程序自动拟合模型两次。首先，设定随机效应（即公式（6.2.1-2）中的u1j
 和公式（6.2.1-3）中的u2j
 ）之间不相关；然后，再设定它们相关。LR检验用来进行模型比较。

SAS程序6.2.2-1输出的上半部分为随机效应不相关情况下的模型参数估计，其包括Logistic和线性回归模型的参数估计，以及整个模型的拟合统计量（如AIC、-2LL等）。然后是随机效应相关情况下的模型参数估计。两模型的-2LL之差为4614.45-4593.28=21.17，df=1，其相应的卡方检验P值小于0.0001，表明带有相关随机效应的模型拟合数据更好。因此，我们只解释带有相关随机效应的模型结果。


SAS程序6.2.2-1输出　混合效应混合分布模型结果
[5]



Uncorrelated Model
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模型Logistic回归部分的截距（Intercept--bi=-1.3572, P=0.0004）（--bi代表bin-ary）表示对参照组（即时间为基线调查后的第一个6个月观察期（Time=0），性别为女性（Gender=0），教育水平在初中及以下（Edu=0），年龄为平均年龄（Gdmc age=0））而言，住院的概率为exp（-1.3572）/（1+exp（-1.3572））=0.20。而模型线性回归部分的截距为Intercept--in=2.4237，P<0.0001（--in代表intensity），表示参照组每6个月总平均住院天数约为：exp（2.4237）=11.29天。


Correlated Model
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模型Logistic部分的时间变量的斜率为负，且统计显著（time-bi=-0.1700，P=0.0001），表明在第一个6个月的观察期以后，住院的概率随时间推移而显著下降。但是，模型线性回归部分的时间变量的斜率统计不显著（time-in=0.0109，P=0.7280）。即是说，研究对象一旦住院，平均每六个月内住院天数仍保持不变。变量Trt在Logistic模型中的斜率为正值（trt-bi=0.4736, P=0.0489），在线性回归模型中的斜率为统计不显著（trt-in=-0.1712, P=0.2243），说明在基线调查后第一个6个月观察期内，治疗组的研究对象更易住院，至于住院者的住院天数，则治疗组与对照组之间没有显著性差异。

变量HOSPDAY S0，即基线调查前6个月的住院时间长短，不仅对基线调查后是否住院的概率具有显著正效应（HOSPDAY S0-bi=0.0090, P=0.0072），而且对住院时间的长短也具有显著正效应（HOSPDAY S0-in=0.0079, P<0.0001）。

变量DIAGNOSIS，即基线调查时精神病诊断（精神分裂及压抑症vs.躁狂抑郁症），在模型的Logistic部分中的斜率为正值，且统计显著（DIAGNOSIS-bi=0.6433, P=0.0241），表示被诊断为精神分裂及压抑症的研究对象比那些被诊断为躁狂抑郁症者住院的可能性（likelihood）更大；然而，一旦住院，二者的住院天数则无显著性差异（DIAGNOSIS-in=0.2136, P=0.2221）。研究对象的个体特征（individual characteristics），如性别、年龄、教育程度等，无论是在模型的Logistic部分还是线性回归部分均不统计显著。

在二随机效应相关的模型中，Logistic部分及线性回归部分的随机效应uj1
 和uj2
 的方差均统计显著[image: 22585-00-268-1]
 ，表明无论是住院的概率还是住院天数，在研究对象中均存在很大的个体变异。两随机效应的协方差为正值，且统计显著（u12v=ρσ1
 σ2
 =0.6291, P<0.0001），表明平均而言，那些住院似然（likelihood）较大的研究对象一旦入院，其住院时间也会较长。参数估计值S2（Residual-in）=0.8939 （P<0.0001）是式（6.2.1-3）所示线性回归模型的残差方差估计。

6.3　自助法多层模型（Bootstrap Multilevel Modeling）

在多层模型的应用过程中，经常会遇到残差非正态分布和/或多层数据中宏观观察单位（即组群数量）较少的情况。多层模型估计所使用的最大似然法的假设是：1）微观和宏观残差均呈正态分布；2）样本量足够大，即组群（如水平2单位）数量和各组子样本量（即每组的水平1单位数量）均应足够大。一般说，组群的数量比各组内子样本量更重要（Van der Leeden, Busing&Meijer, 1997; Browne和D. Draper, 2000）。如果违反上述假设，水平1参数估计可能受影响较小，但是组水平回归系数估计的标准误及方差成分（variance components）估计却易于产生向下偏倚（biased downward）（Van der Leeden, Busing&Meijer, 1997; Busing, 1993; Hox, 1998）。

在组群数量较少和/或残差非正态分布时，通常应使用限制性最大似然法（restricted maximum likelihood estimator，REML）进行模型估计，因为该方法优于最大似然法（maximum likelihood，ML）（Kreft, 1996; Littell等, 1996）。不过，模拟（simulation）研究结果显示，在组数量较少和/或残差非正态分布的情况下，尽管REML估计的偏倚较小，但其方差成分的估计仍可能出现偏倚（Busing, 1993; Carpenter, Goldstein, and Rasbash, 2003）。

要处理多层数据中组群或水平2单位数量较少和/或残差非正态分布引起的模型估计问题，采用自助法多层模型（bootstrap multilevel modeling）分析是一个有效的方法（Carpenter, Goldstein,&Rasbash, 2003; Maas&Hox, 2004）。模拟研究显示，自助法能够校正参数估计偏倚，提高统计推论（statistics inference）的准确性（Carpenter, Goldstein,&Rasbash, 2003; Maas&Hox, 2004; Meijer, Van der Leeden,&Busing, 1995）。

自助法是一种为统计推论而设计的重复抽样法（resampling method）（Miller, 1974; Efron, 1979, 1981, 1982; Efron&Tibshirani, 1986; Mooney&Duval, 1993; Davison&Hinckley, 1997）。此法利用计算机，用复位抽样或放回抽样（sampling with replacement）法（即将抽中的样本单位在进行下一次抽样之前重新放入样本池），从原始样本中随机地抽取复样本（resamples），一般复样本的样本量与原样本量一致。对反复抽取的B个复样本用同一模型分别进行拟合，则同一模型参数便能被估计B次，从而可建立起该参数估计的自助法样本分布（bootstrap sampling distribution）。这样，我们就可以从参数估计的自助法样本分布来计算参数估计的偏倚（bias）、偏倚校正估计值（biased-corrected estimate）、标准误（standard er-ror）和置信区间（confidence interval）。假设由原始样本估算的参数θ的值为[image: 22585-00-269-1]
 ，从第b个自助样本估计的该参数值是[image: 22585-00-269-2]
 的均数和方差分别是[image: 22585-00-269-3]
 [image: 22585-00-269-4]
 的经验分布（empirical distribution）的标准差（standard deviation）来估计（Efron, 1982）。

一般来说，有3种自助法可用于多层模型分析：1）个例重复抽样法（case-resampling）；2）参数残差自助法（parametric residual bootstrap）和3）非参数残差自助法（nonparametric residual bootstrap）（Carpenter, Goldstein,&Rasbash, 2003）。

个例重复抽样自助法是一种以非模型为基础（non-model-based）的方法，其随机重复抽样是在进行模型分析前进行的。该方法在存在异方差性（heteroscedasticity）和模型错误设定（model misspecification）的情况下，能提供“稳健估计”（robust es-timates）。然而，对多层数据采用个例重复抽样自助法，每个重复样本都将会有不同的设计矩阵（design matrices），因为设计矩阵中的解释变量在重复抽样中是随机抽取的。这样，设计矩阵的变异可能会引起信息变异，虽然这种差别在数据样本量较大时可被忽略（Davison and Hinkley, 1997, p. 265; Carpenter, Goldstein&Rasbash, 2003）。

多层模型分析中常用的自助法是以模型为基础的残差自助法即非参数残差自助法和参数残差自助法（Carpenter, Goldstein&Rasbash, 2003）。

6.3.1　非参数残差自助法多层模型（Nonparametric Residual Bootstrap Multilevel Model）

非参数残差自助法多层模型分析的实施步骤如下：

1）用原始样本运行由理论和经验设定的多层模型，存储模型估计的水平1和水平2粗残差（crude residuals）；

2）转换由原始数据估计的模型粗残差，生成新的水平1和水平2残差（后面我们将重点介绍如何转换水平1和水平2残差）；

3）用复位抽样的方法，自新水平1和水平2残差中分别独立地随机抽取残差复样本；

4）用抽取的水平1和水平2残差复样本来生成新的水平1随机系数和新结局测量[image: 22585-00-270-7]
 ，以建立自助法复样本（bootstrap resamples）。我们以方程（2.2.1）—（2.2.3）设定的模型为例，用公式（6.3.1-1）和（6.3.1-2）生成新水平1随机系数[image: 22585-00-270-1]
 ，然后用公式（6.3.1-3）生成新结局测量[image: 22585-00-270-2]
 。

[image: 22585-00-270-3]


这里，回归系数估计[image: 22585-00-270-4]
 是在步骤1中用原始样本估计的模型固定效应；残差[image: 22585-00-270-5]
 分别为转换后的水平1和水平2残差。新反应变量[image: 22585-00-270-6]
 将与原始样本中的水平1和水平2自变量合并，生成一个自助法复样本（bootstra resample）；

5）用步骤1）中设定的模型重新拟合自助法复样本，存储模型参数估计；

6）重复步骤3）—5）（B-1）次，将这B次（如1000次）模型参数的估计值逐一叠加（append）到一个数据集中1。这样，便形成模型参数的自助估计值经验分布，即每一个特定模型参数都有B个不同的自助估计值。其经验分布的标准差可作为该参数估计的自助法估计标准误（bootstrap-estimated standard error）。

非参数自助法多层模型分析的关键部分是第2步中所描述的残差转换（residual transformation）。因为宏观和微观水平多层模型方程的粗残差不一定有零均值，其方差/协方差矩阵也不与模型的残差方差/协方差估计相匹配，因此，必须重新度量（rescale）水平1和水平2粗残差，然后进行转换。残差重新度量是通过残差中心化（centering the residuals）完成的，以避免由残差的非零均值（nonzero mean-s）引起截距参数的偏倚估计。然后，中心化后的残差需要进行转换，分别生成各数据层的新残差。各层新残差的方差/协方差矩阵应等同于相应的模型估计残差方差/协方差矩阵。请参见尾注EN6.1
[6]

 。

6.3.2　参数残差自助法多层模型（Parametric Residual Bootstrap Multilevel Model）

参数残差自助法多层模型分析的步骤与以上讨论的步骤相似。其唯一区别是，参数残差自助法多层模型采用参数估计分布函数代替模型估计的粗残差来生成各层的新残差；然后再产生自助法复样本。具体地说，新残差（如[image: 22585-00-271-1]
 ）是从[image: 22585-00-271-2]
 分别是使用原始样本估计的模型水平1和水平2残差方差。在实施参数自助法（parametric bootstrap）时，分别从这些估计的正态分布函数中随机抽取残差[image: 22585-00-271-3]
 ，然后用公式（6.3.1）—（6.3.3）生成自助法复样本。复样本一经产生，便可以按上面讨论的非参数残差自助法多层模型的步骤5）和6）来实施参数残差自助法多层模型分析。

非参数残差自助法通常优于参数残差自助法，因为前者考虑了残差的非正态分布，推论更准确（Carpenter, Goldstein&Rasbash, 2003）。本节，我们将集中讨论非参数残差自助法线性多层模型的应用。

6.3.3　非参数残差自助法多层模型分析的应用

尽管自助法线性多层模型分析技术已经非常完善，但由于缺乏此类模型分析的计算机软件/程序，该方法的实际应用却很少。Wang，Carpenter&Kepler （2006）编制了非参数自助法多层模型分析的SAS程序。本节我们将用在第3章中使用的SAS数据集ML_data_Chap3来演示如何用SAS程序进行非参数自助多层模型分析。用于示范的模型是第3章中SAS程序3.7.2所设定的模型。非参数自助法多层模型中的新结局测量由解释变量的线性函数和转换后的残差生成。用于第3章模型中的3分类解释变量Edu_gp由两个虚拟变量取代，即Edu_gp1和Edu_gp2分别代表教育程度低于高中、高中或相当于高中，参照组为大学以上教育程度。模型表述如下：

[image: 22585-00-271-4]


[image: 22585-00-272-1]


首先，我们检查水平1和水平2残差的分布。需要提示的是，该模型中所使用的结局测量（Lninj）是原始结局测量（Inject）的对数转换。由此，我们期待水平1残差eij
 会呈近似正态分布。因为数据中组群数量（即该研究中的水平2单位或项目实施点）相对较少（J=20），水平2残差可能不会呈正态分布。下面的SAS程序运行该模型，并检查残差是否呈正态分布。

[image: 22585-00-272-2]


[image: 22585-00-273-1]


上述SAS程序中，MODEL语句中的OUTP选项用于产生一个新的SAS临时数据文件Predicted，其包含复合残差（composite residuals）
[7]

 。RANDOM语句中的SOLUTION选项以及SAS OUTPUT DELIV ERY SY STEM （ODS）选项ODS OUTPUT SOLUTIONR用于输出水平2粗残差（level 2 crude residuals），并保存于SAS临时数据文件Level_2_resd_out中。然后，该用SAS PROC TRANSPOSE程序重新定义该输出数据的格式，并保存于SAS文件Level_2_resd中。我们建议读者查看文件Level_2_resd_out和Level_2_resd中数据的格式区别。

为了检查水平1残差的分布，我们需要将eij
 从复合残差Resid中（即本模型中的（u0j
 +u1j
 *Ethnic+eij
 ））分离出来（Resid是用OUTP选项输出，保存于SAS文件Predicted之中）。水平1残差eij
 的计算在合并了水平1和水平2残差文件之后进行，并存于SAS数据文件Level_1_resd中。

估计出残差以后，可用SAS PROC UNIVARIATE程序检查其是否为正态分布。HISTOGRAM语句输出残差分布直方图（histogram），NORMAL选项可在直方图上生成正态曲线（normal curve），MIDPOINTS选项可设定直方图中残差分布的最小值、最大值和增量值以调整直方图的形态。

QQPLOT语句产生一个Q-Q统计图（quantile-quantile plot，Q-Q plot），该图可以比较残差分位数（quantile）与设定的理论分布分位数（此处NORMAL选项设定正态分布）。Q-Q分布图可以告诉我们残差分布与正态分布的偏离程度。如果残差呈正态分布，Q-Q统计图则呈一条近似于45度的直线。

图6.3.3-1—图6.3.3-6是以上SAS程序产生的直方图和Q-Q统计图。由这些图可见本例水平1残差近似于正态分布，这是由于对结局测量进行了对数转换的结果。然而，水平2残差（即u0j
 和u1j
 ）不呈正态分布，其原因主要是由于组群数量或水平2单位（即本研究中的项目实施点）较少（J=20）所致。由于水平2残差不符合正态分布的假设，用REML法计算的参数估计值可能偏倚不大，但其标准误则很可能存在偏倚。本节，我们将演示用非参数残差自助法多层模型分析解决该问题。

按照本节开始时所讨论的步骤，首先，我们用SAS PROC MIXED程序和原始样本估计公式（6.3.3-1）—（6.3.3-4）所设定的多层模型，然后转换模型估计残差，产生带有新变量的自助法复样本（bootstrap resamples），用自助法复样本重新拟合模型，保存模型参数估计值，重复以上步骤B次（如1000次）。非参数残差自助多层模型分析的关键步骤是模型估计的残差转换。

[image: 22585-00-275-1]
图6.3.3-1　水平1残差分布



[image: 22585-00-276-1]
图6.3.3-2　水平1残差Q-Q统计图



[image: 22585-00-277-1]
图6.3.3-3　水平2残差u0分布



[image: 22585-00-278-1]
图6.3.3-4　水平2残差u0Q-Q统计图



[image: 22585-00-279-1]
图6.3.3-5　水平2残差u1分布



[image: 22585-00-280-1]
图6.3.3-6　水平2残差u1Q-Q统计图




残差转换（Residual Transformation）：


SAS程序6.3.3-1将多层模型的水平1和水平2粗残差分别保存于计算机文件夹D:\MLM\data中的SAS永久性文件Level 1 resd和Level 2 resd之中。我们首先进行水平2残差的转换，因为水平1残差的转换很容易。

[image: 22585-00-280-2]


[image: 22585-00-281-1]


在以上SAS程序中，将SAS程序6.3.3-1产生的数据文件Level_2_resd读入SAS PROC SQL程序，将模型估计的水平2残差重新度量（rescaled）或进行零均数中心化（centered at zero），并以新变量名（c_u0和c_u1）分别代表中心化后的水平2残差。在SAS PROC IML程序中，按照尾注（EN6.1.1）所描述的公式，转换经中心化后的水平2残差（c_u0和c_u1）。在该SAS程序中，矩阵S是中心化的水平2残差的经验方差/协方差（empirical variance/covariance matrix），其是残差的平方和除以水平2单位的数量J，而不是除以J-1（本研究中为J=20）（Carpenter, Goldstein,&Rasbash, 2003）。矩阵Sigma是使用原始样本模型估计的水平2残差方差/协方差矩阵
[8]

 。SAS PROC IML程序中的根函数（root function）用以计算矩阵S和Sigma的Cholesky分解（Cholesky decomposi-tion）
[9]

 ，并用来计算尾注公式（EN6.1.2）中的矩阵A。然后，利用矩阵A来转换水平2残差。转换后的新水平2残差存于矩阵NewU的new_u0和new_u2纵行下，并输出到SAS文件New_Level_2_Resd，存于计算机的D:\MLM\data文件夹中。为了保证水平2残差转换的正确性，我们建议在SAS程序中生成转换后的水平2残差的方差/协方差矩阵（即以上SAS程序中的矩阵S1），并确认该矩阵与模型估计的水平2残差方差/协方差（即Sigma矩阵）恒等（identical）。


转换水平1残差：


尾注EN6.1的最后一段指出，水平1残差的转换是水平2残差转换的特例。该转换可由SAS程序6.3.3-3来完成。

[image: 22585-00-282-1]


[image: 22585-00-283-1]


其中，SAS PROC SQL程序读入由SAS程序6.3.3-1创建的SAS数据文件Level_1_resd，对水平1粗残差进行零均数中心化。重新度量后的（rescaled）的水平1残差c_e_ij保存于SAS临时文件Resd_e_ij之中。按照尾注（EN6.1.1）最后一段描述的公式，用SAS PROC IML程序转换水平1残差，将转换后的新水平1残差以变量名New_resd_1存于SAS永久文件New_level_1_resd之中。


非参数残差自助法多层模型SAS宏程序：


在成功转换水平1和水平2残差之后，下一步是采用复位抽样（sampling with replacement）法，从新水平1和水平2残差中随机抽取样本，将该残差样本与原始样本合并，生成一个新结局测量，用该新结局测量运行同一多层模型。将该过程重复B次，从而生成模型参数估计值的经验分布。某参数估计值经验分布的均数和标准差（standard deviation）分别为参数的自助法估计值及其标准误。以下SAS宏程序运行非参数残差自助多层模型。

[image: 22585-00-283-2]


[image: 22585-00-284-1]
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为避免SAS编码中出现太多的硬编码（hard coding）（如在SAS语句中手工填入数据），我们在该程序的开头部分将样本量、组群数、由原始样本估计的模型回归系数等定义为SAS宏变量。在随后的SAS语句中，若需要相应数据，只要调用这些变量即可。

SAS PROC SURVEYSELECT程序提供多种概率抽样法，利用该程序，可分别从SAS程序6.3.3-2和6.3.3-3创建的水平1和2新残差中进行复位随机抽样（random sampling with replacement）。METHOD=URS选项设定非限制性随机抽样（unrestricted random sampling），即以相同的概率自复位后的样本池中随机抽取样本单位。在复位抽样中，某样本单位可能有被多次抽中的机会，也可能一次也不被抽取。SAS PROC SURVEYSELECT程序的默认设定是，不论一个样本单位被抽中多少次，输出数据中仅保留该样本单位的一次观察。所以，这里我们需要使用OUTHITS选项指示SAS，当同一样本单位被抽中多次时，在输出数据集中保留其每次抽中的观察。选项n=定义样本量。自助法复样本（bootstrap resamples）的样本量通常被定义为与原始样本量相同。OUT选项将水平1和2残差的自助法复样本分别存于SAS临时文件Data1和Data2中。然后，Data1和Data2分别与水平1和2原数据集（即由SAS程序3.3.3-1产生的SAS数据文件data_level_1和data_level_2）合并（merge），生成水平1和水平2新数据集（即Newdata1和Newdata2），最后这两个新数据集再合并，最终生成自助法数据，其SAS文件为Bootstrap_data。在生成自助法数据过程中，生成了一个新结局测量New_y。同一多层模型可用来拟合带有新结局测量的自助法数据。

由SAS ODS OUTPUT SOLUTIONF选项输出并保存于SAS临时数据文件Reg_coef中的模型固定参数估计值，经SAS PROC TRANSPOSE程序转换后，存于SAS临时数据文件Fixed_p中。由SAS ODS OUTPUT COV PARMS选项输出并保存于SAS临时数据文件Resd_Cov中的新水平1和水平2残差的方差/协方差估计，经SAS PROC TRANSPOSE程序转换后，存于SAS临时数据文件Random p中。
[10]



最后，这种重复抽样、数据生成和模型分析步骤，通过以上SAS程序的核心序列语句循环重复500次
[11]

 ，得到500组固定参数、水平1残差方差、水平2残差方差和协方差估计值。每一次的模型估计值都分别叠加（were appended）到SAS临时数据集FIXED EFFECTS和RANDOM EFFECTS上，再分别保存于计算机D盘文件夹D:\MLM\Data上的SAS数据文件FIXED_EFFECT_ALL和RANDOM_EFF-ECT_ALL中。某一特定模型参数的500个自助估计值的均数和标准差即相应的自助估计值（bootstrap-estimate）和其标准误。

注意，程序开始部分的SAS语句“ODS LISTING CLOSE”和“ODS NORESU-LTS”告诉SAS不要在输出视窗（output window）打印每一次模型运行结果。在自助法复样本数很大的情况下，这样做可以增加计算速度，避免计算机内存不足。SAS宏指令“%PUT SAMP=&SAMPLE”在SAS日志窗口（log window）显示模型分析的具体的自助法复样本编号，以便使研究者了解程序运行的进度。SAS宏指令“%PUT&SY SLAST”和“%IF&SY SLAST=WORK.FIXED%then%DO”检查模型运行中，由最新自助法复样本（most current bootstrap resample）生成的SAS数据文件“REG_COEF”。作为最新创建的数据集，它的存在表明采用最新自助法复样本的模型估计收敛。这可使我们在模型分析结束时了解到，利用B=500次自助法复样本运行同一模型，有多少次模型估计不收敛。

非参数残差自助法多层模型结果以及原始样本用同一模型分析的结果见表6.3.3-1。用原始样本估计的固定效应中的主效应及其标准误与自助法估计的结果很接近。而原始样本估计的随机效应的方差成分的标准误略小于自助法的估计值。另外，用原始样本拟合模型时，其跨层交互作用统计显著[image: 22585-00-287-1]
 ，但在非参数残差自助法多层模型中，该跨层交互作用统计不显著（[image: 22585-00-287-2]
 ，SD=0.1774）。结果表明，虽然总样本量很大（本研究N=9824），但当组群数量或水平2单位数量较小时（如本研究的J=20），即便是采用REML法进行模型估计，跨层交互作用的检验也会存在偏倚。

本节我们演示了在组群数量较少的情况下，如何用SAS程序运行非参数残差自助多层模型。自助法还可以应用于结局测量非正态分布的多层模型分析。模型分析可用原始数据，而无需对结局测量进行数转换（log-transformation）。因为使用的是结局原始测量，模型估计的回归系数解释更简单、直接。本节演示的模型可直接用于此目的（Carpenter, Goldstein, and Rasbash, 2003）。用于分析非连续或离散结局测量的残差自助法多层模型较复杂，故本书不讨论这类模型。
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6.4　组基础模型（Group-Based Models）

在第4章我们已经讨论过，重复测量（repeated measures）的纵向数据也是分级结构或多层数据，其中观察测量次数（measurement occasions）为数据的水平1观察单位，个体对象（individual subjects）为水平2观察单位。图6.4.1A显示虚构纵向数据中结局测量的不同发展轨迹（growth/development trajectories）。图中每一条线（线性或非线性）代表一个具体个体的结局测量发展轨迹，不同的个体发展轨迹有不同的结局测量初始水平（initial leve of outcome measure）或截距，和不同的结局测量变化率（rate of outcome change）或斜率。换言之，发展轨迹随个体不同而变异。图中粗线代表总平均发展轨迹（overall average growth trajectory），我们在第4章中讨论了多层模型在纵向数据中的应用—发展模型。该模型中，个体发展轨迹的截距和斜率可以因不同个体而变异。但发展模型假设样本中的所有个体来自同一总体，围绕平均发展轨迹的个体变异由随机截距和随机斜率解释。
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图6.4.1　虚拟纵向数据中结局测量的不同发展轨迹



发展模型分析可以在结构方程模型（Structural Equation Modeling，SEM）的框架内进行，其相应模型称为潜在发展模型（latent growth model，LGM）（Muthén, 2001）。该模型中的随机截距和斜率称为发展因子（growth factors）。LGM还可以进一步拓展成潜在发展混合模型（latent growth mixture model，LGMM），其可提供有关发展轨迹的总体异质性（population heterogeneity）的近似分析（Muthén, 2001; Muthén&Muthen. 2000; Muthén&Muthén, 1998—2006）。LGMM在LGM的基础上，能够鉴定不同的轨迹组群，即将有相似发展轨迹的个体分类到不同的发展轨迹组。即发展轨迹在各组内相似或相同，但各组间却不同。在图6.4.1B中，可确定3个轨迹组：组1：结局测量的初始水平低，且未随时间变化而发生显著变化；组2：结局测量的初始水平稍高，并随时间进程有显著非线性改变；组3：结局测量初始水平较高，且随时间进程发生快速线性变化。图中的3条粗线分别代表3个发展组群的平均发展轨迹。至于发展形态（shape of growth），各组内仍然存在个体变异，且其变异可通过将个体水平的协变量引入模型来预测。

与LGMM相似的另一类模型，称为组基础模型（group-based model）（Nagin and Land 1993; Nagin 1999; Jones, Nagin,&Roeder, 2001; Nagin 2005）。如同LGMM，组基础模型也可鉴定不同的发展轨迹，并将其等分配到有限数量组群（a finite number of groups）中去。但是，该模型假设各组内个体具有同质发展轨迹（homogenous growth trajectory）。例如，如果利用图6.4.1A所示数据，组基础模型可能会确定3个不同发展轨迹组群，但各组内的发展轨迹没有个体变异（见图6.4.1C）。组基础模型假设，发展轨迹中的个体变异是通过具有不同规模和轨迹形态的不同轨迹组群来描述的（Nagin, 2005）。

LGMM和组基础模型均属于以个体为中心的分析（person-centered analysis）家族。传统的以变量为中心的分析（variable-centered analyses）重点分析变量之间关系。而以个体为中心的分析重点在于数据中个例（cases）或个体（individuals）的构成，确定由目标总体中存在有限亚总体（a finite number of sub-populations）所引的结局测量的异质性
[12]

 。该模型可用于确定结局反应的类型（typology of outcome responses）。在纵向研究中，一个非常重要问题是评估所研究的总体中是否存在具有不同发展轨迹的有限亚总体。LGMM是一个广义模型，可以用结构方程模型分析软件，特别是Mplus （Muthén&Muthén, 1998—2006）进行模型估计。相对而言，组基础模型较为简单，特别是数据操作（data manipulation）和模型估计可同时在SAS中完成。本节仅讨论组基础模型，所用的程序为Jones，Nagin和Roeder （Jones, Nagin et al. 2001）编制的SAS程序——Proc Traj。
[13]



SAS PROC TRAJ程序支持以下不同的结局变量分布：伯努利分布（Bernoulli distribution），零膨胀泊松分布（zero-inflated Poisson distribution，ZIP），泊松分布（Poisson distribution），删截正态分布（censored normal distribution）和正态分布（normal distribution）。相应地，组基础Logistic回归模型（group-based Lo-gistic regression model），组基础ZIP模型（group-based ZIP model），组基础泊松模型（group-based Poisson model），组基础删截正态模型（group-based censored normal model）和组基础正态模型（group-based normal model）都可用SAS PROC TRAJ程序运行。

6.4.1　组基础模型简介（Introduction to Group-Based Model）

组基础模型的目的是确定具有相似发展轨迹个体的组群。现以Yi
 ={yi1
 , yi2
 ,…,yim
 }代表第i个个体观察的m次结局测量的纵向顺序；πg
 代表个体i属于第g个组群的概率（group membership probability）；Pg
 （Yi
 ）代表在给定组群g成员资格条件下的Yi
 的条件概率。由此，观察个体i测量的纵向顺序的概率为
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这里，pg
 （yit
 ）是给定g组成员的yit
 的概率分布函数（probability distribution function，pdf）。公式（6.4.1-2）意味着，在给定组成员资格的条件下，假设yi1
 , yi2
 ,…, yim
 是相互独立的。多数分析纵向数据的有限混合模型（finite mixture models）均有这种条件独立假设（conditional independence assumption），其目的是使模型估计简化。然而，组基础模型假设重复结局测量无序列相关（serially correlated），是从个体轨迹偏离组平均轨迹（group average trajectory）的意义上来说的，即假设具体个体轨迹的偏离之间是不相关的。有关该假设的细节，读者可以参考Nagin （2005）的著作。

Pg
 （Yit
 ）的分布形式是按相应的数据类型来定义的。对于二分类测量，pg
 （Yit
 ）被定义为二分类Logistic分布；对于计数数据，pg
 （Yit
 ）被定义为泊松分布或零膨胀泊松分布；而对于删截数据，其被定义为删截正态分布（Nagin, 2005）。在组基础模型中，pg
 （Yit
 ）被设定为时间的多项式函数（polynomial function），其参数估计决定发展轨迹的形态（shape of growth trajectories）。

公式（6.4.1-1）中的另一个成分，πg
 ，总体中的第g个亚总体（sub-population）的比例，或组成员资格概率（group membership probability），其定义为（Nagin, 2005）
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其中，θg
 是由不带协变量的多项Logit模型（multinomial logit model）估计出来的一组基础参数。式6.4.1-3中的计算只需G-1个θg
 估计值（即将参照组的θg
 设定为0），因为所有G组的πg
 值相加等于1，任意一组的概率都等于1减其他G-1组的概率和。


确定轨迹组的最佳数量（Identifying The Optimal Number of Trajec-tory Groups）：
 要确定能拟合数据的适当模型，不仅需要评估轨迹的组群数量，还需要评估各组内结局测量发展轨迹的形态。由此，需要运行一系列具有不同组群数量和轨迹形态组合的模型，并分别进行比较。首先由单组模型（即G=1）开始，接下来是有2组、3组、4组的模型等等（即G=1，2，3，4，…），
[14]

 对于每一个设定的组群数量，需要在各组内检验各种多项式函数。
[15]

 当模型中G>3，且有高阶多项式函数时，会导致大量的模型估计。例如，当G=3，并有3次方多项式函数时，便会有3*（3+1）=12个模型（即3个组，每个组中都有常数项、线性、2次方和3次方多项式函数）需要估计，并相互比较。首先要比较组群数量相同但多项式函数不同的模型，然后再比较不同组群数量的模型。

注意，两个具有不同组群数的模型之间的-2LL之差不遵循χ2
 分布，因此LR检验不适合此类模型的比较。常用的办法是用贝叶斯信息标准（Bayesian Informa-tion Criterion, BIC）来进行模型比较
[16]

 。BIC值越接近零，表明模型拟合数据越好。

除BIC以外，贝叶斯因子（Bayes factor）的对数值也可用于模型比较。零模型（null model）及备择模型（alternative model）之间BIC的变化量可用来近似估计对数贝叶斯因子（log of the Bayes factor）。具体说来，对数贝叶斯因子近似于2乘以两比较模型间BIC的差异值：2log（B10
 ）≈2（∆BIC） （Raftery, 1995; Kass and Wasserman, 1995; Jones, Nagin, and Roeder, 2001）。对数贝叶斯因子可被解释为对备择模型的偏好程度。2log（B10
 ）的解释为：0—2——不值一提（Not worth mentioning）；2—6——确定（Positive）；6—10——强烈确定（Strong）；>10——非常强烈确定（Very strong）（Jones, Nagin, and Roeder, 2001）。

最后，Nagin （1999）还推荐了另一个筛选组基础模型组群数量的指标，称为正确模型概率（probability of correct model），即模型g为正确模型的后验概率（posterior probability）。其近似值可由以下公式计算：
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其中，BICmax
 是所有相关模型中最大的BIC值的绝对值，一般说来，g应大于2（Nagin, 1999, p.148）。具有最大Pg
 值的模型应是我们最中意的“正确”模型。


计算组成员资格概率（Calculate Group Membership Probability）：
 以下公式用来计算组成员资格概率（group membership probability）：
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不同于式（6.4.1-3），（6.4.1-5）式中的θg
 是由带协变量X的多项logit模型（multinomial logit model）估计出来的一组参数。在用SAS PROC TRAJ程序运行组基础模型时，可将时间恒定协变量（time-invariant covariates）（如性别、种族等）纳入多项logit模型以估计θg
 ，然后计算各个组的成员资格概率。组基础模型中，时间变化协变量（time varying covariates）（如婚姻状况、职业、健康状况等可随时间变化的测量）只影响结局测量的变化，可用于预测pg
 （yit
 ），但不能纳入多项logit模型。


组成员资格分配（Group Membership Assignment）：
 在组基础模型中，估计各个体属于某特定组的概率也非常重要。如果结局测量随时间的发展变化轨迹明显呈组群状况，则每一个体均具有属于某一具体轨迹组的概率。该概率称为组成员资格后验概率（posterior probability），由下式估计：
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这里，[image: 22585-00-295-3]
 是个体i被分配到（assigned to）第g组的后验概率估计值，Yi
 是在不同时间个体i的结局测量值。[image: 22585-00-295-4]
 是与由样本估计的第g轨迹组对应的第g个亚总体在总体中所占比例（estimated population proportion）。如果模型估计有G=3个发展轨迹组，那么，每一个体都将有3个后验概率估计值[image: 22585-00-295-5]
 ，和[image: 22585-00-295-6]
 ），最大后验概率决定该个体被分配到哪个具体组群。如果不存在错误分类（misclassification），那么，第g组的平均后验概率（average posterior probability）则与该组对应的亚总体比例（即[image: 22585-00-295-7]
 ）估计相等。然而，在组基础模型分析中，错误分类是不可避免，因为个体被分配到一个具体组群的后验概率[image: 22585-00-295-8]
 估计不会为1.0，而被分配到其他组群的后验概率一般也不会都为零。根据Nagin （2005）的建议，组群分类可接受的原则是组成员被正确分配的概率不小于0.70。

对应于pg
 （yit
 ）分布，SAS PROC TRAJ程序允许我们运行不同种类的组基础模型：组基础Logistic回归模型、组基础泊松模型或组基础ZIP模型、以及带有删截结局测量（censored outcome measure）的组基础模型。在本节以下内容中，我们将示范如何运用SAS PROC TRAJ程序运行这些模型。

6.4.2　组基础Logistic回顾模型（Group-Based Logistic Regresion Model）

在组基础Logistic回顾模型中，条件概率pg
 （yit
 ）被设定为二分类Logistic分布（binary Logistic distribution）：
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式中，组群g中事件的对数发生比被设定为时间变量的三次方多项式函数（polynomial function）。除了时间变量Tit
 ，其他时间变化协变量也可被纳入模型。式（6.4.2-2）中的截距和斜率系数决定发展轨迹的形态。在同一轨迹组内，所有的个体均具有相同的系数βg0
 、βg1
 、βg2
 和βg3
 ，但这些系数跨轨迹组变化。换言之，同一组内的个体具有相同的发展轨迹，不同的轨迹组具有不同的发展轨迹。

当G=1时，所有的个体均分享同一轨迹，此即传统的重复测量分析（repeated measure analysis），其假设仅有一个发展轨迹组。在组基础模型中，G是一个有限数字（finite number），可用公式（6.4.1-5）计算组成员资格概率。


组基础Logistic回归模型的应用（Application of Group-Based Logistic Regresion Model）：
 现用美国俄亥俄州代顿市可卡因吸毒者的健康研究数据（Falck, Wang et al., 2003）来演示组基础logit模型。本研究始于1996年7月，采用目标抽样法（targeted sampling）调查了430名可卡因吸毒者（Carlson, Wang et al. 1994; Watters and Bernacki 1989）。被调查者分为14个队列（cohorts），每个队列每月约调查30人。基线调查（baseline interview）后，每6个月对研究对象进行一次随访调查（follow-up interview），总观察期为3年。由此，本研究总观察期内共包括6个评估期，每个评估期的时间为6个月：T1
 –基线调查至第6个月；T2
 –第6至第12个月，……，T6
 –第30至第36个月。这里，我们研究该样本中可卡因吸毒者在基线调查后，每6个月的评估期内无吸毒行为（戒毒）的发展轨迹。结局测量为二分类变量（binary variable）（1–未吸食可卡因；0–吸食可卡因）。

以下SAS输出显示用于组基础Logistic回归模型分析之数据的前20个案例。在全部样本的430个研究对象中，只有那些在基线调查后至少完成了一次随访调查的对象（n=409）。
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被纳入分析。数据中必须包括个体标识变量（individual identification variable）（本数据集中为id）。对于所有在特定时间点完成随访的个体，时间变量的编码为整数。本例中，T1
 =0，T2
 =1,…, T6
 =5，分别代表基线调查后的第1个、第2个、……、和第6个6个月评估期。变量y1
 -y6
 分别为每一评估期测量的二分类结局测量。数据中有4个时间恒定变量，其中两个被定义为虚拟变量（dummy variables）：Ethnic （1–黑人; 0–白人）；Gender （1–男; 0–女）；另两个变量Age_c和Educ_c（教育程度，Likert测量，值域为1–6）均为总均数中心变量（grand-mean centered variables）。变量T1_trt—T6_Trt为随时间变化的虚拟变量（1–接受戒毒治疗；0–未接受戒毒治疗），其测量研究对象在一次随访的前6个月是否进行戒毒治疗。时间恒定变量用来预测发展轨迹组的成员资格概率；时间变化协变量用来预测发展轨迹的形态。时间变量中的缺失值（missing values）表示研究对象没有完成相应的随访调查。

首先，我们测试了轨迹组数G=1，2和3的模型（G>3以后的模型拟合明显变差，因此，模型探索到G=3为止），并在每一模型内分别设定不同的多项式函数（如线性，二次方和三次方的时间函数）。不同轨迹组数模型中最佳多项式函数为：1组模型：线性；2组模型：各组均为线性；3组模型：各组均为线性。第二，将4个时间恒定协变量（即Ethnic、Gender、Age_c和Educ_c）纳入模型，预测轨迹组成员资格。第三，将每个研究对象分配到适当的轨迹组中。第四，将时间变化协变量（即T1_trt—T6_trt）纳入模型，预测结局测量的变化。最后，我们列表描述组群概况（group profiles）。

具有1、2、和3个发展轨迹组的模型拟合统计量见表6.4.2-1。当组数由g=1增加到g=2时，BIC值随之增加（更接近于0），当组数由g=2增加到g=3时，BIC值下降。2组模型的BIC较其他模型更接近于零，表明其拟合数据比其他模型好。另外，对数贝叶斯因子和正确模型概率也表明2组模型最理想。


表6.4.2-1　不同组基础Logistic回归模型比较
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注：

1. 对数贝叶斯因子：2log（B10
 ）≈2（∆BIC）。

2. 正确模型概率（见公式（6.4.1-4））。

以下SAS程序用以估计有2轨迹组的组基础Logit模型：
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用于组基础Logistic回归模型的数据可由SAS数据文件GB_Logit_dat调出。在SAS PROC TRAJ程序中，须指定ID变量，以便在模型的输出数据中确定观察对象。结局的重复测量在SAS选项VAR中设定，时间变量在选项INDEP中设定，MODEL语句设定模型类型。另外两个SAS语句，NGROUPS和ORDER分别指定轨迹组数量和各组的时间多项式函数。本例中，“2”指二个轨迹组，“1 1”指第1轨迹组和第2轨迹组中的时间多项式函数均为线性函数（linear function ）。

在PROC TRAJ语句有5个重要选项：

• OUTPLOT——提供结局测量发展轨迹数据，可用于制作轨迹图。

• OUTSTAT——提供用于SAS宏程序TRAJPLOT的参数估计值，包括亚总体在总体中的比例估计[image: 22585-00-299-1]
 。

• OUT——提供组成员资格和个体水平的组成员资格概率估计，其可用于计算各组的组成员资格平均概率。

• OUTEST——提供参数估计值及其方差/协方差矩阵。

• ITDETAIL——在SAS输出结果中提供模型估计的迭代信息。

有关程序备选指令的更多信息，读者可参阅PROC TRAJ的使用说明。该使用说明可由SAS PROC TRAJ网站下载（http://www.andrew.cmu.edu/user/bjones）。

SAS宏程序TRAJPLOT用来作发展轨迹图。
[17]

 要运行该宏程序，需要先设定由OUTPLOT和OUTSTAT选项生成的SAS输出数据（本例中为OP和OS）；然后给予轨迹图的第一和第二标题（first and second titiles）（如本例中的′Stopping Crack vs. Time′和′Group-based Logit Model′），以及Y轴和X轴的名称（如本例中的′Prob of no use′和′Time Period′）。

SAS程序6.4.2-1输出的上部分显示两个不同轨迹组的回归参数。截距代表在基线调查后第一个6个月评估期中（Tt
 =0）停止吸毒的对数发生比（log odds），两组的斜率均为正数，且统计显著，但组2的斜率更陡峭（much steeper），表明第二轨迹组的研究对象停止吸毒的对数发生比随时间推移上升更快。SAS输出中的Group member-ship部分显示模型估计的、对应于样本轨迹组的总体比例（population proportions）（即[image: 22585-00-299-2]
 ）。该部分估计也通过SAS程序的OUTSTAT选项保存在SAS临时数据文件OS之中。


SAS程序6.4.2-1输出　不带协变量的组基础Logit模型结果

[image: 22585-00-300-1]


图6.4.2-1展示观察样本结局测量的平均发展曲线（图中粗线）、不同时期各轨迹组中研究对象未吸食可卡因的观察比例（Observed proportions）（图中实线）、和模型估计概率（图中点线）。与图6.4.2-1对应的数字见表6.4.2-2。

[image: 22585-00-301-1]
图6.4.2-1　观察和模型估计的结局测量发展轨迹：组基础Logit模型实线；样本观察轨迹；点线；模型预测轨迹




表6.4.2-2　不同时期各轨迹组中研究对象停止吸食可卡因的观察比例和模型估计概率

[image: 22585-00-302-1]


注：

1.各时期不吸食可卡因者的总样本比例。

2.各时期第1轨迹组中不吸食可卡因者的样本比例。

3. 各时期第2轨迹组中不吸食可卡因者的样本比例。

4. 各时期第1轨迹中不吸食可卡因者的模型估计概率。

5. 各时期第2轨迹组中不吸食可卡因者的模型估计概率。

SAS PROC TRAJ程序的OUTPLOT选项估计并保存AV G1-AV G2和PRED1-PRED2的数据。

由图6.4.2-1和表6.4.2-2，我们可以分别定义这两个发展轨迹组为

• 轨迹组1：研究对象戒毒概率初始水平极低，且随时间变化较小，但变化呈统计显著。

• 轨迹组2：研究对象戒毒概率初始水平不高，但随时间变化戒毒概率急剧提高。

根据组成员资格的最大后验概率，各个体对象被分配到各轨迹组中去。样本（n=409）中，约93.9%（n=384）的个体被分配到第一组，约6.1%（n=25）被分配到第二组。组1和组2成员正确分配的百分比分别为98%和89%；组1和组2成员分配错误的百分比分别为2%和11%（见表6.4.2-3）。在这两轨迹组中，成员正确分配概率均明显高于0.70，符合组成员分类的可接受标准（Nagin，2005）。与两个轨迹组对应的、模型估计的两个亚总体在总体中所占比例（estimated population proportion）（即[image: 22585-00-302-3]
 ）分别为92.5%和7.5%。由于错误分类在组基础模型中是不可避免的，因而样本中各轨迹组成员分类百分比和模型估计的总体中亚总体的比例不完全相等。


表6.4.2-3　轨迹组成员资格概率、样本组成员分类、及总体比例估计（n=409）1


[image: 22585-00-302-2]


1. 基线调查后，从未回访的研究对象不包括在本研究中。

表6.4.2-3中的轨迹组样本组成员分类（Sample Membership Classification）数据须从PROC TRAJ选项OUT输出的SAS临时文件OF中产生。将以下SAS语句加入SAS程序6.4.2-1中便可得到所需数据。

[image: 22585-00-303-1]


以下SAS程序在2轨迹组基础Logistic回归模型中加入时间恒定协变量、以及同时加入时间恒定协变量和时间变化协变量。

[image: 22585-00-303-2]


[image: 22585-00-304-1]


在以上SAS程序中，RISK语句中设定时间恒定协变量（如本例中的Ethnic、Gender、Age c和Educ c），
[18]

 用于估计多项Logit模型的参数θg
 ，以预测组成员资格概率（见公式（6.4.1-5））。TCOV语句中设定时间变化协变量，如本例中的T1 trt—T6-trt是随时间变化的虚拟变量，代表研究对象在每一次随访的前6个月是否进行戒毒治疗。时间变化协变量影响结局测量在不同时间的变异。

以下SAS输出列出仅有时间恒定协变量，和既有时间恒定协变量、又有时间变化协变量的组基础Logistic回归模型的部分结果。当模型中带有协变量时，SAS PROC TRAJ不再在SAS输出视窗（Output Windows）打印估计的总体比例（populaiton proportions）估计，但这些估计值可由OUTSTAT选项输出的SAS临时数据文件OS之中取得。


SAS程序6.4.2-2a和6.4.2-2b输出　带时间恒定协变量的组基础Logit模型结果

A. With time-invariant covariates

[image: 22585-00-305-1]


以上SAS程序输出显示，在第1轨迹组中，时间变化协变量T1_trt—T6_trt
[19]

 对结局测量有显著正效应（0.98204，P=0.0166），但这种效应在第2轨迹组中却不显著（-0.12099，P=0.8536）。该结果表明，在第1轨迹组的研究对象中，在Tt
 期间接受戒毒治疗者更易在Tt+1
 期间停止吸毒。相比之下，第2轨迹组的研究对象中，在Tt
 期间是否接受戒毒治疗对在Tt+1
 期间是否停止吸毒并没有显著效应。

当模型中带有协变量时，SAS PROC TRAJ程序输出的Group membership部分显示的是预测组成员资格的多项Logit模型结果。因本例只有两个轨迹组，多项Logit模型变为二项Logit模型，其中，第1轨迹组被作为参照组。所有时间恒定协变量中，只有年龄对组成员资格概率具有显著负效应，即年龄越大，被分配到第2轨迹组中的可能性越小。

提示，在SAS程序6.4.2-1、6.4.2-2a和6.4.2-2b的输出中，与BIC有关的样本量不同。例如，在该SAS程序6.4.2-1输出的中，第一个BIC的样本量为N=2072，第二个BIC为N=409。第一个N代表样本的总测量次数（the total number of occasions in the sample）；第二个N是样本中用于分析的研究对象总数。在SAS程序6.4.2-2a和6.4.2-2b输出的A和B部分中，由于某些协变量有缺失值（missing values），导致其N发生改变。


表6.4.2-4　各轨迹组3年观察期结束时观察的个体特征（n=292）1


[image: 22585-00-306-1]


注：

1. 样本中共有292个研究对象完成了36个月的随访调查。

2. 因缺失值，可能某变量的各类别观察之和与总样本量不相等。

3. 自我报告的在观察期结束前6个月中进行戒毒治疗。

应该注意的是，在以个体为中心的分析（person-centered analysis）模型中，如本节讨论的组基础模型，确定最佳组群数不但要考虑模型估计的拟合统计量（如BIC等）和组成员正确分配的概率（>0.70），而且要考虑到每一个轨迹组的组样本量（group size）不能太小。此例中的第2轨迹组的组样本量便不够大（n=25）。另外，轨迹组群数在模型纳入不同的协变量时可能会发生变化。因此，在实际研究中，最好将有关协变量纳入模型来确定最佳组群数。

当然，在组基础模型中纳入太多的协变量会增加模型估计难度。我们可以先设定一个简略模型，然后将模型估计的轨迹组数据与其他数据集合并，生成组群概况（group profiles）来描述轨迹组与其他因素的关系。例如，在本研究中，我们将由SAS PROC TRAJ程序中OUT选项输出的SAS数据文件OF与第36个月随访调查的数据合并，生成表6.4.2-4。该表显示了在3年观察期的最后6个月个体特征测量与模型估计的轨迹组之间的相关关系。表中的卡方（χ2
 ）检验结果与模型估计一致。年龄大的研究对象更易出现在第一轨迹组中，而其他的个体特征测量与轨迹组成员资格无显著相关。
[20]



6.4.3　组基础零膨胀泊松模型（Group-Based Zero-Inflated Poisson Model，Group-Based ZIP Model）

在第5章的最后一节，我们讨论了多层泊松回归模型及其应用，在本章第一节中，我们讨论了如何用多层ZIP模型（zero-inflated Poisson model）来分析有额外零（extra zeros）的多层计数数据（multilevel count data）。本节，我们将讨论多层ZIP模型在纵向数据分析中的扩展。

如前所述，在纵向研究中，结局测量随时间而变化时，很可能存在相异的个体发展轨迹组群。也就是说，就结局测量的发展轨迹而言，数据存在总体异质性（population heterogeneity）。本节，我们将介绍用于分析该类计数数据的模型–组基础零膨胀泊松模型或组基础ZIP模型（group-based zero-inflated ZIP model）。该模型一方面可调节计数数据中的额外零值，另一方面可处理潜在的发展轨迹组群（Nagin, 1999; 2005; Nagin&Land. 1993）。

与多层ZIP模型的表达公式（见本章第6.1.2节）相似，组基础ZIP模型可表述为（Nagin, 2005）

[image: 22585-00-307-1]


[image: 22585-00-308-1]


在组基础ZIP模型中，额外零概率（ρitg
 ）及期望泊松分布计数（λitg
 ）与时间变化协变量之间的连接函数（link function）为

[image: 22585-00-308-2]


以上两个公式都含有时间变量的三次方多项式函数。SAS PROC TRA-J程序同时估计这两个模型。现行版本的SAS PROC TRAJ程序允许将其他协变量纳入泊松模型（Poisson model），即方程6.4.3-4；但是，不能纳入方程6.4.3-3所设定的Logit模型。


组基础ZIP模型的应用（Application of Group-Based ZIP Model）：
 用于示范的数据来自美国农村地区兴奋剂使用调查数据。该研究共有3个项目实施点，分别位于美国阿肯色州北部、肯塔基州西部和俄亥俄州西部的农村。研究时间为2002年10月到2004年9月。研究对象共710名，其中阿肯色州230名，肯塔基州225名，俄亥俄284名（Booth et al., 2006）。用于组基础ZIP模型的数据与本章第6.4.2节组基础Logistic回归模型所用数据相似。结局测量为基线调查和其后的每6个月中随访调查时，研究对象自我报告在过去30天内使用脱氧麻黄碱（中枢神经兴奋剂）（methamp-hetamine，meth）的天数。

数据保存于SAS文件GB_ZIP_Dat之中，其变量名为：id（研究对象编号），T0—T5（测量时间：T0为基线调查，T1为第一个为期6个月的追踪调查，……，T5为第6次追踪调查），meth_t0—meth_t5（结局测量，分别为与时间测量T0, T1,…,T5对应的meth使用天数）；gender （1–男；0–女），ethnic （1–黑人；0–其他种族），age_c（总均数中心化年龄），highsch （1–高中；0–其他），college（1–大学；0–其他）。数据中无时间变化协变量。

图6.4.3-1为基线调查和其后的每6个月中随访调查时，研究对象自我报告在过去30天内meth天数的频率分布图。由图可见，结局测量分布中有大量的零值，表明该分布为零膨胀泊松分布（zero-inflated Poisson distribution）。也就是说，该分布中的零值远大于标准泊松分布中的期望零值。因此，组基础ZIP模型适用于分析此类数据。当然，对于该类计数数据，可用统计检验来确定是组基础ZIP模型、还是组基础泊松分布模型更适合于数据分析。我们将在本节随后讨论该问题。

如前所述，为确定最佳轨迹组的数量，我们首先运行了带有不同组数的组基础模型，最大组数为G=5。在G=1、2、3、4和5的每个模型中，我们还分别在每组中检验了不同的时间多项式函数。建模探索结果如下：

泊松模型（式（6.4.3-4））：

1组模型（G=1）：平方

2组模型（G=2）：线性、线性

3组模型（G=3）：线性、线性、线性

4组模型（G=4）：常数、线性、平方、平方

5组模型（G=5）：常数、线性、线性、平方、立方

额外零值Logit模型（式6.4.3-3）：

1组模型（G=1）：线性

2组模型（G=2）：线性、线性

3组模型（G=3）：线性、线性、线性

4组模型（G=4）：常数、线性、线性、平方

5组模型（G=5）：常数、线性、线性、线性、平方

[image: 22585-00-310-1]
图6.4.3-1　随时间变化的计数数据分布



以BIC统计量的绝对值为纵轴，组群数为横轴作图（见图6.4.3-2）。由图可见，BIC在组数等于4以前持续下降，当组数等于5时稍微上升。表明4轨迹组模型较其他模型拟合数据好。图6.4.3-3描述结局测量发展的4个不同轨迹组。该4个轨迹组可定义为：组1–基本不使用meth；组2–轻度使用meth；组3–重度使用meth，但meth使用在基线调查后一年内急剧下降，并维持在一较低水平；组4–重度使用meth，且在基线调查后一年内有显著上升，但随时间推移使用量明显下降。

[image: 22585-00-312-1]
图6.4.3-2　BIC vs.轨迹组数：组基础ZIP模型



[image: 22585-00-313-1]
图6.4.3-3　观察的和模型估计的结局测量发展轨迹：组基础ZIP模型



表6.4.3-1显示，样本（n=663）中分别约60.3%（n=400）、23.2%（n=154）、9.0%（n=60）和7.4%（n=49）被分配到第1、2、3和4轨迹组中。各组的成员正确分配率都大于90%。因为各组的错误分配比例均很小，样本中各轨迹组成员分配比例与模型估计的相应总体比例（Estimated Population Proportion）非常接近。


表6.4.3-1　轨迹组成员资格概率、样本组成员分类及总体比例估计（n=663）1


[image: 22585-00-313-2]


1　在710名研究对象中，基线调查后从未回访者未纳入分析。

以下SAS程序用以估计带4个轨迹组的组基础ZIP模型：

[image: 22585-00-314-1]


其中，轨迹组数、泊松模型的多项式函数、额外零值Logit模型的多项式函数被定义为SAS宏变量（macro variables）（即%let g=4; %let ord1=0 1 2 2; %let ord2=0 1 1 2; ），这样在测试不同设定的模型时较为便捷。MODEL语句中的选项ZIP设定组基础ZIP模型。除此之外，程序中的其他SAS编码与SAS程序6.4.2-1相似。

在SAS程序6.4.3-1输出中，第一组参数估计（即在Parameter栏目下的“Intercept”“Linear”，“Quadratic”等）为泊松模型参数估计，分别代表在不同的轨迹组中该模型截距、线性回归系数和2次方回归系数；第二组参数估计（即在Parameter栏目下的“Alpha0”，“Alpha1”等）为额外零Logit模型参数估计，分别代表在不同的轨迹组中该模型的截距和时间变量的斜率回归系数。


SAS程序6.4.3-1输出　不带协变量的4轨迹组组基础ZIP模型部分结果

[image: 22585-00-315-1]


如同SAS程序6.4.2-2，我们可以将时间恒定协变量和时间变化协变量纳入该组基础模型。由于数据限制，本例仅考虑了时间恒定协变量，其SAS程序如下：

[image: 22585-00-315-2]


[image: 22585-00-316-1]



SAS程序6.4.3-2输出　带有协变量的4轨迹组组基础ZIP模型部分结果

[image: 22585-00-316-2]


[image: 22585-00-317-1]


SAS程序6.4.3-2输出的上半部分为组基础ZIP模型中泊松模型和额外零Logit模型的回归系数估计；下半部分为多项Logit模型对组成员资格的预测结果。
[21]

 因为该模型有4个轨迹组，在该多项Logit模型中有3个Logits，第一个轨迹组为参照组。变量ethnic（1–黑人；0–白人）在第一个Logit（比较轨迹组2和参照组）中有显著正效应（3.54304，P=0.0006），说明黑人较白人更易被分配到第2轨迹组中。但就比较分配到第3、4轨迹组和参照组的概率而言，种族无统计显著效应。另外，变量Age_c（总均数中心化年龄测量）在第2个Logit（比较轨迹组3和参照组）中有显著负效应（-0.12893，P=0.0000），说明相对于被分配到参照组而言，年龄越大，越不易被分配到第3轨迹组中。

如前所述，组基础ZIP模型和组基础泊松模型（group-based Poisson model）均可以用SAS PROC TRAJ程序估计。在程序6.4.3-2中，将额外零Logit模型中的时间多项式函数设定为“%let ord2=-1-1-1-1; ”，我们就可以运行带4个轨迹组的组基础泊松模型。结果显示，组基础泊松模型（BIC=-4770）比组基础ZIP模型（BIC=-3854）拟合数据差很多。因而，选用组基础ZIP模型来拟合该数据是正确的。

6.4.4　组基础删截正态模型（Group-Based Censored Normal Model）

在社会科学研究中，有些结局变量的观察值可能存在删截/截尾（censoring）现象。例如，当考试试题太容易时，则可能大部分学生得到满分。也就是说，在得满分的学生中，考分不能反映实际学习成绩的差别，因为他们的分数都达到了成绩测量的最大度量。这种情况下，成绩测量的高端便出现删截/截尾（censoring）现象，即“封顶效应”（“ceiling effect”）。再如，要研究某年人们用于购买高档耐用消费品（如计算机、汽车等）的花费。无论最高端的花费数目是多少，其结局测量的最小观察值可能为零，即未购买任何高档耐用消费品。该例中删截/截尾数据来自低端，即“封底效应”（floor effect）。这是因为所观察到的零值不是潜在结局变量（latent outcome variable）（即高档耐用品购买倾向）的实际测量值。在这些结局测量观察值为零的人群中，某些人从不购买高档耐用消费品，他们的结局测量具有真正的零值；某些人可能会购买，但还未实际购买。对这些人来说，这种潜在购买倾向是观察不到的，而实际观察到的只是“零”值。另外，删截还可以在顶端和低端同时发生。我们知道，在社会科学研究中，经常使用Likert度量（Likert scales）。例如，自报的健康状态可以用5点Likert scale度量进行测量。1–非常坏；2–不好；3–不知道；4–好；5–非常好。这种Likert度量可能会在低端和高端都出现数据删截。也就是说，测量数据可能堆积（pile up）在度量的低端和高端。

当结局测量被删截时，其分布被删截，如果在统计分析中忽略测量删截，模型估计会出现偏倚。在计量经济学研究中，著名的经典托比特回归模型（Tobit regression model）（Tobin, 1958; Greene, 1990）常用于分析删截结局测量。本节，我们将讨论应用于删截数据的组基础模型（group-based model）该模型既可分析删截数据，也可分析无删截的连续结局测量。

现以[image: 22585-00-318-1]
 代表纵向数据的潜在或不能实际观察的结局测量，并将其与相应的实际观察到的，但被删截的结局测量yit
 相联系：

[image: 22585-00-318-2]


这里，Min和Max分别代表测量尺度可能的最小和最大值。如果潜在变量小于Min，则观察的测量值yit
 会聚集在Min；如果潜在变量大于Max，则观察的测量值yit
 会聚集在Max；如果观察的测量值yit
 在Min和Max之间，则潜在变量[image: 22585-00-318-3]
 与观察测量变量yit
 相等。

对于删截正态分布（censored normal distribution），时间（变量Tt
 ）与潜在结局变量[image: 22585-00-319-1]
 之间的连接（link）可定义为：

[image: 22585-00-319-2]


其中，βs是决定发展轨迹形态的参数，假设误差项εit
 呈以零为均数、σ为标准差的正态分布。该模型被称为删截正态模型（censored normal model）。其全部、但被删截的观察测量yit
 的分布是用正态分布的形式表达的。在给定的第g组成员资格的条件下，yit
 的概率分布函数为（Nagin, 2005）：

[image: 22585-00-319-3]


其中，ϕ和Φ分别代表均数为βj
 xit
 、标准差为σ的正态随机变量的概率密度函数（probability density function，pdf）和累积分布函数（cumulative distribution function，cdf）；就式（6.4.4-1）而言，式（6.4.4-2）—（6.4.4-4）中的βj
 xit
 代表[image: 22585-00-319-4]
 的估计值，在式（6.4.4-1）中即[image: 22585-00-319-5]
 ；Min和Max分别代表结局测量yit
 的最小和最大量度。


组基础删截正态模型的应用（Application of Group-Based Censored Normal Model）：
 我们仍以6.4.2节所用的可卡因吸食者研究为例。在该研究中，我们以1996年7月至2001年8月收集的数据作为第一阶段（阶段Ⅰ）数据；以2001年7月至2005年8月继续收集的数据为第二阶段（阶段Ⅱ）数据。组基础删截正态模型（group-based censored normal model）用于评估研究对象吸食可卡因情况的变化形式。所用数据共有8次测量，分别为：阶段Ⅰ基线调查（T0
 ），阶段Ⅰ的第1年（T1
 ）、……、第3年（T3
 ）随访调查；以及阶段Ⅱ基线调查（T4
 ），阶段Ⅱ的第1（T5
 ）、……、第3年（T7
 ）随访调查。与以上调查时点相应的时间变量为：T0
 、T1
 、……、T7
 。各研究对象的阶段Ⅰ最后一次随访与阶段Ⅱ基线调查之间的间隔时间约为2年。各阶段内每两次调查间的时间间隔为1年，但T3
 和T4
 （即阶段Ⅰ和Ⅱ）之间的间隔为2年。结局测量为Liket量度测量的每次调查前6个月的可卡因吸食情况：0–未吸食；1–每月少于4次；2–约每周一次；3–每周2－6次；4–几乎每天一次；5–每天约2－3次；6–每天4次以上。

[image: 22585-00-320-1]
图6.4.4-1　研究对象在不同观察期可卡因吸食测量分布



数据存于SAS文件GB_Censored_Dat中。变量名为：id（研究对象编号）；T0—T3（时间变量，分别代表阶段Ⅰ基线调查、第1年、第2年和第3年调查的时间点）；T4—T7（时间变量，分别表示阶段Ⅱ基线即第5年的访谈、第6年、第7年和第8年调查的时间）；crack_t0—crack_t7（分别表示T0, T1,…, T7之前的6个月内可卡因的吸食频度，用7点Likert度量来测量）；Gender （1–男; 0–女），Ethnic （1–黑人; 0–白人），Age_c（总均数中心化年龄），Highsch （1–高中；0–其他），college （1–大学；0–其他）；时间变化协变量trt_t0—trt_t7（1–在t0，t1，…，t7之前一年中接受戒毒治疗；0–未戒毒治疗）。

各时期可卡因吸食的情况见图6.4.4-1。在观察早期（如T0
 —T2
 ），结局分布中有较大比例的测量值“6”（即该Likert量度中的最大值），表明可能存在测量高端删截。另外，在观察的中、后期（如T3
 —T7
 ），结局变量似乎有可能存在测量低端删截。因此，宜采用组基础删截正态模型分析该数据，并对带有和不带有数据删截的模型进行比较。

[image: 22585-00-321-1]
图6.4.4-2　观察和模型预测的结局测量发展轨迹：组基础删截正态模型



建模探索的结果，具有4个发展轨迹组的组基础删截正态模型拟合数据最好。这4个轨迹组分别为：第1、2组的时间发展函数为二次项函数（quadratic function），第3、4组的时间发展函数为三次项函数（cubic function） （见图6.4.4-2）。
[22]

 这些轨迹组的特征很难精确定义，我们可以将其描述为：

• 组1：该组人群可卡因吸食频度的起始水平相对较低，在观察期的前1年吸毒频度迅速下降，并在此后维持在一很低水平；但在8年的观察期结束时似乎又出现了某些复吸现象。

• 组2：该组人群可卡因吸食频度的起始水平相对较高，以后虽出现显著下降，但直至前3年底，仍保持平均每周一次的吸毒水平（结局测量的值平均在2左右），并在此后一直保持在该水平。

• 组3：该组人群的吸毒频度在前4年内快速从较高的起始水平下降，并在此后维持在一很低水平；但在8年的观察期结束时似乎又出现了某些复吸现象。


表6.4.4-1　轨迹组成员资格概率、样本组成员分类、及总体比例估计（n=394）1


[image: 22585-00-322-1]


1　基线调查后，从未回访的研究对象不包括在本研究中。

• 组4：该组人群为重度吸毒者（结局测量的值平均在5以上）。在观察期间，虽然可见某些改变，但仍基本保持每日吸毒的习惯（结局测量的值平均在4以上）。

表6.4.4-1显示轨迹组分组信息。样本中的大部分研究对象被分配到第2轨迹组（55.1%），组4也占相当大的一部分（29.4%），组1和组3数量较少，仅分别占8.1%和7.4%。各组成员正确分配的百分比均很高（≥87%）。如前所述，在选择组基础模型时，各轨迹组样本量是一个很重要的因素。在以上4轨迹组模型中，组1（n=32）和组3（n=29）的样本量似乎不够大。尽管该模型拟合数据较其他模型好，组成员正确分配的百分比也很高，但在实际研究中，应注意组样本量较小的问题。

以下SAS程序运行4轨迹组删截正态模型：

[image: 22585-00-322-2]


[image: 22585-00-323-1]


以上SAS程序中，结局测量的最小与最大量度值被定义为SAS宏变量；MIN和MAX语句分别调用该二宏变量来设定删截的下限和上限。


SAS程序　6.4.4-1输出4轨迹组删截正态模型部分结果

[image: 22585-00-323-2]


在以下SAS程序中，我们在模型中将时间恒定协变量（即设定在SAS语句RISK中的变量，其在SAS PROC TRAJ程序中称为风险因子（RISK factors））和时间变化协变量（即设定在SAS语句TCOV中的变量）纳入方程：

[image: 22585-00-324-1]



SAS程序6.4.4-2输出　带协变量的4轨迹组删截正态模型部分结果

[image: 22585-00-325-1]
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在本例中，因模型有4个轨迹组，预测组成员资格的多项Logit模型便有3个Logits，其中，第一轨迹组被作为参照组。结果显示，变量ethnic在第3个Logits中（即分析个体被分配到第4轨迹组vs.第1轨迹组的对数发生比）有显著正效应。也就是说，黑人被分配到组4而不是组1的概率比白人高得多（约exp（2.19028）≈8.9倍）。其他时间恒定协变量对组成员资格均无显著效应。

至于时间变化协变量，在过去一年中是否接受戒毒治疗对第1轨迹组的研究对象吸食可卡因频度有显著正效应（1.30230，P=0.0264）。但在第4轨迹组内该变量有负效应（-0.48494，P=0.0286），而在其他轨迹组内则无统计显著效应。至于该变量为何在不同轨迹组中有不同效应，则不在本书讨论范围。

SAS PROC TRAJ程序还可用来分析无删截连续结局测量的组基础模型。其方法是，在SAS PROC TRAJ程序的MIN的MAX语句中，分别设定某一小于结局量度最小值和某一大于结局量度最大值的数。例如，在SAS程序6.4.4-1和6.4.4-2中，用%let scale_min=-10和%let scale_max=10分别替代“%let scale_min=0”和“%let scale_max=6”，该二程序便可用来分析组基础正态模型（group-based normal model）。我们试运行了带时间恒定和时间变化协变量的4轨迹组组基础正态模型（BIC=-5062），其模型拟合远比有4轨迹组的组基础删截正态模型为差（BIC=-4806）。因此，组基础删截正态模型是拟合该数据的合适选择。

本节，我们讨论了组基础Logistic回归模型、组基础ZIP模型、组基础泊松模型、组基础删截正态模型和组基础正态模型。以上模型可以进一步扩展成双进度组基础模型（dual processes group-based model），其同时分析两个相关结局测量。另外，模型确定的轨迹组还可用于预测末稍结局测量（distal outcome measure），即在观察期终点时的后续结局测量（subsequent outcome measure）。有兴趣的读者可参阅Jones&Nagin（2006）的文章。

6.5　数据缺失值（Missing Values in Data）

在社会科学研究中，数据有缺失值是一个常见问题。在横向数据中，研究对象可能会拒绝回答调查项目中所有的问题，此时的数据缺失称作单位无应答（unit non-response）。研究对象也可能拒绝回答调查项目中的某些具体调查条目，此时的数据缺失称为调查缺项（item non-response）。在纵向数据中，研究对象可能会错过某些随访调查，因而在该时点无法收集他们的任何数据；另外，在某次随访调查时，研究对象也可能拒绝回答某些调查条目。这些缺失数据被称为间断性缺失（intermittent missing）。如果研究对象在某次随访调查后便不再回来，则称为退出（withdraw or dropout）（Troxel等, 1998）。无论哪一种类型的数据缺失，都会使数据丧失完整性，从而给数据分析带来困难。

数据缺失会产生若干问题：第一，如果带有缺失值的研究对象与没有缺失值的研究对象之间呈现有规则的差异（systematically different），那么，在数据分析中轻率地忽略这种差异便会导致统计估计偏倚和统计推论（statistical inferences）的误导。第二，缺失值的存在通常意味着信息的丢失，从而降低统计估计的精确度。最后，常规统计方法是为完整数据（complete data）或平衡数据（balanced data）而设计的，正确分析不完整或不平衡的数据需要比常规分析技术更为复杂的统计分析方（Fitzmaurice, Laird,&Ware, 2004; Little&Schenker, 1995）。尽管在横向研究和纵向研究中都存在数据缺失问题，但该问题在纵向研究中更为突出。本节中，我们简要讨论纵向研究中的数据缺失问题。

尽管存在争论，但绝大多数统计学家认为纵向研究中的数据缺失具有三种类型（Little&Rubin, 2002; Rubin, 1976）：1）完全随机缺失（missing com-pletely at random,，MCAR）；2）随机缺失（missing at random，MAR）；3）非随机缺失（missing not at random，MNAR）。下面，我们简单描述这三类数据缺失。


完全随机缺失（MCAR）：
 如果数据的缺失不与结局测量或其他协变量相关联，该数据缺失称为完全随机缺失。这种数据缺失意味着研究对象的缺失是由随机原因所致，如研究对象突然死亡，病人迁出研究地点，研究人员漏填了某个研究对象的调查表等。像简单随机抽样一样，数据的完全随机缺失相当于在所有研究对象的完整数据中抽取一个简单随机样本（simple random sample），因而，缺失数据与其他观察数据之间的特征没有显著性差异。该类数据缺失的假设是最严格的假设，实际研究中很难存在。


随机数据缺失（Missing at Random，MAR）：
 当数据缺失与观察到的结局测量和协变量相关，但与未观察到的结局测量和协变量（unobserved outcome measure and covariates）不相关时，数据缺失被定义为随机数据缺失（missing at random, MAR）。例如，在纵向研究中，研究对象在追踪观察期间可能会由于先前结局测量较好或较差而导致退出（dropout）研究项目。另外，某些个体特征，如被分配到不同的干预组（intervention groups）、种族、性别等，也可能会与数据缺失相关。这类数据缺失称为随机缺失（MAR）。

允许数据缺失与观察到的变量（包括观察的结局测量和协变量）相关的假设较为宽松、也较为合理。如同Foster and Fang（2004）指出的一样，在不同的数据缺失形式中，人们在实际研究中通常考虑的是假定数据的缺失为随机缺失（MAR）。由此，许多研究数据缺失的专家建议将MAR的分析定为数据缺失的默认处理方式（Hedeker&Gibbons, 2006）。


非随机缺失（Missing Not at Random，MNAR）：
 当数据缺失与未观察到的协变量（unobserved covariates）相关，或与结局测量本身未观察到的潜在值（potentially unobserved values）相关时，数据缺失称为非随机数据缺失（missing not at random, MNAR）。MNAR缺失值的分布不同于非缺失值的分布，也不同于目标人群的观察分布（Diggle&Kenward, 1999; Fitzmaurice, Laird,&Ware, 2004）。例如，在关于生活质量（quality of life ，QOL）评价的研究中，某些研究对象在基线调查后可能由于其吸毒或疾病等因素，导致在观察测量过程中较其他研究对象更易失访，因而产生数据缺失。如果这些重要因素的信息未被收集到数据中，那么，数据缺失便与未观察到的协变量相关。另外，某些在基线调查后生活质量极度下降的研究对象，可能因此毫无兴趣参与研究项目的随访调查，这样，数据缺失便会与未观察到的结局测量相关。这些情况下产生的数据缺失便是MNAR（Troxel等, 1998）。

从模型估计的角度，上述三种基本数据缺失类型可以被划分为可忽略性缺失（ignorable missingness）和不可忽略性缺失（nonignorable missingness）两大类。MAR和MCAR可归类于第一类，而NMAR为第二类（Laird, 1988）。可忽略性缺失意味着不需要考虑缺失数据的因素便可以获得较好的模型参数估计。基于似然法的模型估计可以在不完整数据（incomplete data）的基础上构建似然值，由分析观察到的数据得出有效的参数估计推论。对于存在非随机缺失的数据，在模型估计中不能忽略数据缺失部分。要得到有效参数估计，通常需要为数据缺失概率设定一个模型，然后与分析观察数据的模型组成联合模型（joint models）（Troxel, Fairclough, Curran,&Hahn, 1998）。因此，MNAR数据的分析较为复杂。下面，我们简单介绍纵向数据分析中数据缺失的处理。


纵向数据中数据缺失的处理（Handling Missing Data in Longitudinal Data）：
 在纵向数据分析中，有许多处理缺失数据的传统方法，如均数替代法（mean sub-stitutions）、单一推算回归法（regression based single imputation）、后观察值前移法（last observations carry forward）等。这里，我们简要叙述多层模型中处理缺失数据的方法。

就MCAR而言，因为数据的可观察部分可被视作整个数据集的一个随机亚样本（random subsample），因此，该类数据可直接用于模型估计。

如果数据缺失是MAR，本书所介绍的各种多层模型均使用稳健（robust）参数估计方法，可以恰当处理该类数据。如前所述，对MAR数据的分析一般被认定为处理数据缺失的默认方式。分析纵向数据时，最大似然法（maximum likelihood, ML）是建立在MAR或者可忽略性缺失的假设基础上，因此，其最大化似然函数也称为可忽略性似然函数（ignorable likelihood function）。在MAR或者可忽略性数据缺失的假设条件下，如果我们在建模时注意正确设定模型的均数结构（mean structure）与方差/协方差结构（variance/covariance structure）（见第四章），仅分析观测到的数据也能获得有效的模型参数估计推论（Fitzmaurice, Laird,&Ware, 2004）。

如果数据确实存在非随机数据缺失（MNAR），从理论上讲，本书所介绍的模型均不能有效处理该类数据缺失问题。有不少统计模型是专门为分析MNAR数据设计的，如抽选模型（Selection Model）（Heckman, 1976；Hedeker&Gibbons, 2006; Schafer&Graham, 2002）；模式–混合模型（Pattern-mixture Model）（Little, 1993）；Frailty模型（frailty model）（Hogan, Roy,&Christina, 2004）；虚拟似然法模型（pseudo-likelihood method model）（Parzen et al., 2007）；合成模型（hybrid mod-el）等（Wilkins&Fitzmaurice, in press ）。这些模型都可以运用于多层数据分析，但模型理论和运用都比较复杂，且现有统计软件也不能直接运行这些模型。因此，这里我们对这些模型不作介绍。

一个对处理MAR和MNAR数据都适宜的较简易方法是多重推算法（multiple imputation, MI）。该方法由Rubin（1976，1987）提出，Schafer（1997）对其进行了完善并作了详细阐述。MI的原理很简单，其首先用可信数值（plausible values）代替数据中的缺失数值以创建一个“完整”数据，然后用常规统计分析该数据。MI技术不同于传统的单一推算法（single imputation），后者是对每一个缺失值填补一个孤立、单独的值，这种方法不能反映未知缺失数据预测的不确定性（uncertainty），因此产生参数估计标准误向下偏倚（biased downward）。与单一推算法不同，MI并不为每个缺失值估计一个替代值，而是模拟生成一个缺失数据的随机样本或缺失数据分布，因而能反映缺失数据估计的不确定性，从而提供有效统计推论。具体说来，MI程序有三个主要步骤：首先，通过多次“填补”缺失值，模拟推算出若干个“完整数据”集（complete data sets）（一般而言，3~5个推算数据集就足以获得很好的结果）；第二，用每一个“完整数据”集分别进行模型估计；最后，综合由所有“完整数据”集所估计的结果，生成参数估计值及其置信区间（confidence intervals）。

需要注意的是，用于推算的模型（推算模型，imputation model）和随后的分析模型应当一致。如果该二模型不一致，最后产生的统计推论就可能是无效推论（invalid inferences）。例如，如果分析模型带有交互作用，那么推算模型也应考虑交互作用，否则二模型就不一致（Allison, 2002; Schafer, 1997）。

需要指出的另一种情况是，尽管多数用于MI的技术均假设数据缺失是可忽略性（ignorable）的，或数据缺失为MAR（Allison, 2000; Rubin, 1987），但正如Schafer（1999）所指出，MI并不要求数据缺失必须是可忽略性的，这点非常重要。原则上，MI可用于各种类型的缺失数据，并能同时推算结局测量和协变量的缺失值。

SAS PROC MI程序和PROC MIANALYZE程序可用来运行MI（SAS Insti-tute Inc., 2004）。具体操作方法是，先用PROC MI程序产生m个（默认值为m=5）“完整数据”集；然后，用SAS常规程序分别拟合这m个MI数据集，并将每次估计的模型参数值，及其方差/协方差输出；最后，将这m组模型估计的参数值和其方差/协方差矩阵读入PROC MIANALYZE程序产生有关参数的有效统计推论。

SAS PROC MI对单调缺失数据（monotone missing data）用回归法和倾向分数法（propensity scores methods）处理缺失数据；对任意缺失数据（arbitrary missing data），则用数据扩增法（data augmentation methods），即马尔科夫链蒙特卡罗法（Markov Chain Monte Carlo methods）进行数据处理（Zhou&Harel, 2007）。

分析不可忽视性的数据缺失MNAR是一个有待进一步研究的领域，其在纵向数据的分析中尚未得到广泛应用。除在理论上还有些技术问题需要进一步解决外，一个重要原因是由于缺少使用方便的计算机软件/程序来运行处理MNAR数据的特殊模型。目前，对于分析带MNAR的多层数据，MI是可以考虑的选项。

6.6　多层统计分析模型的统计功效与样本量（Statistical Power and Sample Size for Multilevel Model）

统计学上，对于一个给定的显著水平（significance level）α和样本量（sample size），我们用样本数据来检验总体中是否存在某种特定效应的零假设（如H0
 ：γ=0）。当零假设为真时，错误地拒绝该零假设的概率称为第Ⅰ类错误（TypeⅠerror）；而当零假设为假时，错误地接受该零假设的概率称为第Ⅱ类错误（TypeⅡerror）。统计检验的统计功效（statistical power）或把握度，是指检验拒绝一个假的零假设的概率。统计功效随α值增大而增大，同时也随样本量和效应量（effect size）的增大而增大。统计功效≥0.80为社会科学研究中通常认可的统计功效值（Cohen, 1988）。如欲更多地了解统计功效，读者可参阅Cohen（1988, 1992）的著作和研究论文。

样本量对统计检验的统计功效有决定性作用。对于一个给定的α水平和效应量，人们需要知道多大的样本量才能达到一定的统计功效（如0.80）。与简单随机样本（simple random sample）不同，多层数据样本有两种类型的样本量：即微观水平和宏观水平的样本量。就两水平多层数据而言，前者是指各组（即每个水平2单位）内的样本量（ng
 ），后者是指组群数或水平2单位数（G）。总样本量为[image: 22585-00-331-1]
 。水平1回归系数显著性检验的统计功效依赖于总样本量，而组水平效应和跨水平交互作用检验的统计功效则更多地依赖于组群数而非总样本量（Hox, 1998）。尽管足够的水平1单位（即个体）和水平2单位（即组群）都非常必要，但在多层模型分析中，就参数估计的精确度和统计功效而言，较多的组群数量（G）比各组内有较多的个体数量（ng
 ）更为重要（Van der Leeden&Busing, 1997; Browne and D. Draper, 2000）。那么，在多层模型分析中，微观和宏观水平需要多大样本量才能准确进行模型估计，才是最佳样本量呢？这是一个较复杂的问题。Kreft （1996）提出了一个经验法则：“30/30”，即一个两水平多层数据样本至少要有30个组（G≥30），每组中至少有30个观察个体（ng
 ≥30）。为了准确地估计组水平方差和协方差成分，Busing （1993）甚至建议，至少需要100个组（G≥100）。Maas&Hox （2004）则认为，应根据特定的研究重点来确定多层模型分析中所需的组群数量：如果研究重点是固定效应，则仅需10（G≥10）个组群即可，如果研究重点是场景效应（即跨水平交互作用），则需要30个组群（G≥30）。如果要得到标准误的无偏估计值，则至少需要50个组群（G≥50）。

6.6.1　两水平设计的样本量估计（Sample Size Estimation for Two-Level Design）

多层模型的统计功效分析和样本量估计是一个较复杂的问题。对于两水平设计的样本量估计，可用Bosker, Snijders,&Guldemond （2003）编制的计算机软件——PIN-T（Power IN Two-level designs）。
[23]

 PINT的现行版本只限于两水平多层模型的统计功效分析，且它不是直接提供统计功效估计，而是提供模型固定效应的标准误（S.E.）近似值估计。在Snijders&Bosker （1993）研究的基础上，Snijders&Bosker （2003）定义了效应量与参数估计标准误、统计功效，以及给定显著水平α和统计功效P水平之间的关系：

（Effect Size）/S.E.≈（z1-α
 +z1-β
 ）　（6.6.1-1）

其中，效应量（effect size）为两组（如干预组vs.对照组）结局测量均数之间的标准化差值；
[24]

 S.E.代表模型参数估计的标准误；z1-α
 和z1-β
 为与α和β值有关的Z分值（Z-scores）。对于一个设定的效应量（如0.2），给定显著性水平为α=0.05，统计功效为0.80（或β=0.20），
[25]

 其标准误计算如下：

[image: 22585-00-332-1]


式（6.6.1-2）表明，当参数估计的标准误约为0.08时，我们有80%的统计把握（统计功效为0.80）在0.05的显著水平检测0.20的小效应量。

从式（6.6.1-2）知道，与效应量为0.20和统计功效为0.80相应的参数估计标准误约为0.08。因此，我们所要做的是找到水平2样本量和水平1样本量的最佳组合，使我们感兴趣的参数标准误（S.E.）的估计值小于或等于0.08。这便是计算机软件PINT的设计思路。使用该软件估计多层模型的统计功效需要设定的数值包括：经费预算限制、水平1和水平2解释变量的数量及其均值、组内和组间方差/协方差矩阵、水平1残差的方差矩阵、水平2残差的方差/协方差矩阵，以及宏观和微观水平的最大和最小样本量。

提示，PINT假设各组样本量相等（即ng
 =n）。实际工作中，这种假设通常不存在。然而，正如Snijders&Bosker （1999）所述，统计功效分析的目的是大体了解所需要的样本量和统计功效，并非要求完美精确的数字。在实际工作中，我们通常以“n”作为各组的平均样本量。PINT的具体操作及例题在PINT的使用手册（可从Snijders的网站下载）中有清楚的说明，本节不作示范。

6.6.2　纵向数据分析的样本量估计（Sample Size Estimation for Longitudinal Data Analysis）

在第4章中我们讨论了纵向数据（longitudinal data）或重复测量数据（repeated measures）可以作为分级结构数据用于多层模型分析。如前所述，统计功效检验通常取决于3个参数：显著性标准（significance criterion）或显著性水平（significance level），样本量（sample size）和变量的效应量（effect size）（Cohen, 1988）。然而，在纵向研究中，重复测量的次数在统计功效方面具有重要作用，较多的重复测量次数可以增加数据分析的统计功效（Diggle et al., 1998）。

当结局测量为连续变量时，如果比较两组（如干预组与对照组）观察期平均结局测量的差异，各组样本量可由下式估计（Diggle，等1998）：

[image: 22585-00-333-1]


其中，t代表重复测量的次数；β=1-P（P为给定的统计功效）；Zf
 （f=α或β）代表Z分布（Z distribution）的第f分位数（quantile）；重复测量之间的相关系数[image: 22585-00-323-3]
 为效应量，代表两组间观察期平均结局测量之间有意义的最小差异。

给定重复测量次数t，ρ和∆值的变化区间，显著性水平α和统计功效P，以下SAS程序用公式6.6.2-1计算相应的样本量。

[image: 22585-00-334-1]


以上SAS程序中，重复测量的次数被定义为SAS宏变量“t”。通过给“t”一个设定的数字，如本例中的5，程序可以估计与ρ和∆值不同组合相应的样本量。SAS程序中的SAS PROBIT（f）函数计算标准正态分布的第f分位数Zf
 。程序中，显著水平α和给定统计功效P分别被设定为0.05和0.80（P=1-0.20=0.80）。SAS PROC TABULATE程序将计算样本量“n”列表（见SAS程序6.6.2-1输出）。注意，这里“n”不是总样本量，而是在两个对比组中每1组的样本量。假设两个对比组的样本量相等，总样本量则为2× n。例如，SAS程序6.6.2-1输中，在统计功效为0.80和α=0.05，t=5，ρ=0.20时，检测效应量∆=0.20，其所需的总样本量应为：2×111=222。


SAS程序6.6.2-1输出　样本规模估计：连续结局变量、5次重复测量

[image: 22585-00-335-1]


当结局测量为二分类结局测量时，组样本规模估计公式为（Diggle et al, 1998）：

[image: 22585-00-335-2]


其中，p1
 和p2
 分别为组1和组2的结局测量y=1的反应概率（response probabilities）；d=（p2
 -p1
 ）是p1
 与p2
 间最小的有意义的差值；[image: 22585-00-335-3]
 ；ρ是重复测量间的相关系数。假定组1为对照组，p1
 =0.50，以下SAS程序可用于估计不同的d和ρ值组合所需的样本量。
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SAS程序6.6.2-2输出将由式（6.6.2-2）计算的样本量“n”列表于下。在统计功效为0.80和α=0.05，当t=5，ρ=0.20时，检测d=0.10所需的总样本量为：2×110=220。


SAS程序6.6.2-2样本规模估计：二分类结局变量、5次重复测量

[image: 22585-00-337-1]


从SAS程序6.6.2-1和6.6.2-2输出可见，样本量与重复测量之间的相关系数ρ呈正相关，与效应量呈负相关。另外，当重复测量次数增加时，所需的样本量将减少。这点可通过在SAS程序6.6.2-2中设定不同的“t”值得到证明。

尾注EN6.1：

[image: 22585-00-337-2]



任何对称正定矩阵（positive definite symmetric matrix） V都可写成Cholesky分解（Cholesky de-compositions）的形式：V=LL′。这里，L是矩阵V的“Cholesky上分解”（upper Cholesky decom-position） （即矩阵V上三角部分的“平方根”）（the“square root”of the upper triangular of matrix V）；L′是矩阵V的“Cholesky下分解”（lower Cholesky decomposition），由此：


[image: 22585-00-338-1]


式EN6.1-6证明，转化后的新水平2残差的方差/协方差矩阵等于模型估计的方差/协方差矩阵。

水平1残差的转换是上述水平2残差转换的特例。此时，LS和LΣ分别是水平1粗残差的经验标准差（empirical standard deviation）和模型估计的水平1残差方差估计值[image: 22585-00-338-2]
 的平方根。转换后的水平1残差等于水平1粗残差与LΣ/LS的乘积，即[image: 22585-00-338-3]
 。




[1]
 当计数等于零时，泊松分布e-λ
 λy
 /y!变为e-λ
 .


[2]
 给定零紧缩分布（zero-deflated distribution），公式（6.1.1-2）中的πi
 假设为负值是有可能的（Ridout，Dem´etrio,&Hinde, 1998）。零紧缩分布在实际中鲜有出现。这里，我们假设0≤πi
 <1。


[3]
 SAS程序6.1.4-2所用的SAS宏程序Graphsmacro.sas（SAS, 2007）可从作者的网站下载（www.wright.edu/~jichuan.wang）。


[4]
 如果非零结局测量为正态分布（这种情况在数据中通常比较少见），则可用logistic–正态–正态模型（logistic-normal-normal model）来拟合数据。此时，假设模型强度部分的因变量服从正态分布。


[5]
 在该SAS输出的最后，有一标题为“Results from Genmod Model w/o Random Effects”的部分，其显示不带随机效应的模型拟合统计量。据本书作者与SAS宏程序MIXCORR作者Tooze博士的电子邮件交流，现行版本的宏程序MIXCORR所计算的该部分结果可能不正确，因此在SAS输出中的该部分可忽略。SAS程序6.2.2-1输出没有报告这一部分结果。


[6]
 当B趋于无限大时，参数的自助法估计值经验分布的标准差（standard deviation）逼近参数估计的标准误（standard error）。有的统计学家的认为，自助法抽样次数不应小于800次（即B=800）（Booth&Sarkar，1998）。但Wang等（2000）在健康领域的研究发现，150-200次自助抽样后，自助法估计值的经验分布标准差变化就不大了。


[7]
 复合残差的变量名在SAS输出数据集中被内定为Resid。


[8]
 注意，本例将模型估计的水平2残差方差/协方差矩阵（即[image: 22585-00-282-2]
 ）的元素值（values of the ele-ments）（见表6.3.3-1）设定在SAS宏观变量（macro variables）c11—c22中。


[9]
 SAS PROC IML程序中的根函数（root()）生成Cholesky分解的上三角（upper triangu-lar）矩阵（即“Choleskys上分解”，upper Cholesky decomposition）；Cholesky分解的下三角（lower triangular）矩阵（即“Cholesky下分解”，lower Cholesky decomposition）是“Choleskys上分解”的转置（transpose）。


[10]
 提示，方差成分估计（即水平1残差方差，水平2残差方差和协方差）在SAS文件Resd Cov中分别被SAS内部命名（internally named）为Residual，UN_1_1, UN_2_2和UN_2_1。在SAS PROC TRANSPOSE程序中，我们将这些变量重新命名。


[11]
 在样本量很大时，自助法多层模型分析非常耗时。为示范起见，在SAS程序6.3.3-4中定义的宏指令“%do sample=1%to 500”设定自助次数为500次（即B=500）。现有模型在2.4 GH、512 M RAM的电脑上须运行7小时才能完成。


[12]
 其他以个体为中心的分析方法包括潜在分类分析（latent class analysis，LCA）和潜在转变分析（latent transition analysis，LTA） （Clogg, 1995; Collins&Wugalter, 1992; Reboussin et al., 1998）。LTA、LGMM和组基础模型都是LCA的扩展。


[13]
 SAS PROC TRAJ程序可从http://www.andrew.cmu.edu/user/bjones下载。下载trajv9.exe文件后，释放（extract）该文件，并将traj.dll文件拷贝到装有SAS的个人电脑文件夹/CORE/SASEXE之中，方可运行PROC TRAJ程序。


[14]
 在G=1时，所有个体共享同一轨迹，此时可用传统的重复测量分析，其假设仅有一个发展轨迹组。


[15]
 SAS PROC TRAJ程序的现行版本可进行最高为4次方的多项式模型估计。


[16]
 BIC被定义为：BIC=log（L）-0.5Klog（N），其中L为模型估计的最大似然值，K为模型中的参数量，N为样本量。由此，式中的第一项的功能是测量模型拟合，第二项的功能是调整模型中参数量的影响（Nagin, 2005）。然而，有时BIC由被定义为BIC=-2 log（L）-df*log（N），其中，模型自由度df=（N-K-1） （Raftery, 1995）。不论是哪种定义，BIC的值越接近零，表明模型拟合数据越好。


[17]
 提示，要运行SAS宏程序TRAJPLOT，所安装的SAS软件须包括SAS GRAPH程序，且由trajvq.exe释放的文件trajplot, trajplotnew和trajtest均应拷贝到电脑文件夹/CORE/SASMACRO中。TRAJPLOT有助于观察组群轨迹。然而，如果各次调查的间隔时间不等，并希望观察平均发展轨迹，可将SAS程序PROC TRAJ中OUTPLOT选项输出的数据读入其他计算机软件，如MS Excel等，来绘制相应的图形。


[18]
 在组基础模型中，时间恒定协变量（在组基础模型的文献中也称时间稳定协变量，time-stable covariates）在SAS PROC TRAJ程序中被称定义为“风险因子”（risk factors）。


[19]
 在模型中，时间变化协变量T1-trt—T6 trt实际代表的是一个变量，SAS程序6.4.2-2b输出只显示该变量的第一次测量的变量名，即T1_trt，来代表该时间变化协变量。


[20]
 注意，本例中第二轨迹组的样本量较小，因此，其统计显著性检验结果可能不准确。本例的目的只是用以演示模型分析过程。


[21]
 再次提示，当协变量纳入模型后，SAS PROC TRAJ在SAS输出视窗（Output Windows）中不再打印总体比例估计（estimated population proportion），但这些估计值可由OUTSTAT选项输出的SAS临时数据文件OS之中取得。


[22]
 图6.4.4-2是将SAS PROC TRAJ程序中选项OUTPLOT输出的数据OP读入MS Excel绘制的。


[23]
 PINT可从Snijders的网站免费下载（http://stat.gamma.rug.nl/snijders/multilevel.htm）。


[24]
 一般说，小效应量值为0.20，中效应量值为0.50，大效应量值为0.80 （Cohen, 1988）。


[25]
 统计功效≥0.80为社会科学研究中通常认可的统计功效值（Cohen, 1988）。



结束语（Summary）

本书所讨论的多层统计分析模型是目前社会科学定量分析的先进方法之一。但如同其他传统统计分析模型，多层模型假设其纳入模型的所有变量都无测量误差（measurement errors）。这样严格的假设在实际研究中很难成立。在社会科学研究中，某些理论概念（theoretical constructs or concepts）是不能直接观察和测量的。例如，心理学研究中的自尊（self-esteem）、忧郁（depression）、焦虑（anxiety），教育学研究中的口头表达能力（verbal ability），社会学研究中的种族偏见（recial prej-udice）和社会动乱（social anomie），以及经济学中的社会阶层（social class）等，都不能直接观测或测量。这种在样本和总体中都不能直接观察和测量的理论概念称为潜在变量（latent variables）。无论我们如何精心编制调查量表，如何严格地执行调查程序，潜在变量的测量都不可避免地存在测量误差。在统计分析中，忽略测量误差通常会导致参数估计的非一致性偏倚（inconsistent bias）和潜在变量间关系的错误评估。处理测量误差的有效方法是运用著名的结构方程模型（structural equa-tion model，SEM）（Jöreskong&Sörbom，1979，1986；Bollen，1989；Z entler，1995）.

目前，统计学方法论发展的一个新趋势是将多层模型分析整合到结构方程模型的框架中去。这样，可以用多层结构方程模型（multilevel structural equation models，multilevel SEM）同时处理测量误差和多种来源的变异。学术界已经对用结构方程分析多层数据进行了广泛的讨论（Goldstein&McDon-ald，1988；Longford&Muthén，1992；Kaplan&Elliott，1997；Muthén，1994；Muthén&Satorra，1989；McArdle&Hamagami，1996；Li，Duncan，Harmer，et al., 1998；Heck&Thomas，2000；Hox&Maas，2001）。在现有的方法中，Muthén的方法较引人关注，因为该方法可用现有的SEM软件来运行多层结构方程模型。使用Muthén的计算机软件，Mplus，可方便地运行多层结构方程模型（Muthén&Muthén，1998—2006）。我们鼓励本书的读者进一步学习能够控制测量误差的更高级的多层数据统计分析方法。
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索引（Index）


B


把握度

半连续性结局测量（semi-continuous out-come measures）

包容法（containment method）

饱和模型（full or saturate model）

贝叶斯信息标准（Bayesian Information Criterion），BIC

贝叶斯因子（Bayes factor）

备择模型（alternative model）

比例发生比模型（proportional odds model）

边际模型（marginal model）,
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标准差（standard deviation）

标准误（standard error）

伯努利分布（Bernoulli）

泊松分布（Poisson distribution）

泊松回归模型（Poisson Regression Model）

泊松均数（Poisson mean）

不可忽略性缺失（nonignorable missingness）

不完整数据（incomplete data）


C


参数残差自助法（parametric residual bootstrap）

参数残差自助法多层模型（Parametric Residual Bootstrap Multilevel Model）

参数过度化（over-parameterization）

参数自助法（parametric bootstrap）

参照组（reference group）

残差方差/协方差结构（residual variance/covariance structure）

残差方差（residual variance）

残差中心化（centering the residuals）

残差转换（residual transformation）

残差最大似然法（residual ML）

测量误差（measurement errors）

测量中心化（measurement）

差异

场景变量（contextual variable）

场景效应（contextual effects）

尺度（scale）

尺度参数（scale parameter）

尺度因子（scale factor）

抽选模型（Selection Model）

初级抽样单位（Primary Sampling Units，PSU）

粗残差（crude residuals）

错误分类（misclassification）


D


单侧检验（One-tailed test）

单调缺失数据（monotone missing data）

单方差（single variance）

单尾检验（one-tailed test）

单位矩阵（identity matrix）

单位无应答（unit non-response）

单一推算法（single imputation）

单一推算回归法（regression based single imputation）

单因素随机效应方差分析（one-way random effect ANOVA）

单元重复测量（ANOVA univariate repeated measure URM ANOVA ANOVA, URM ANOVA）

第Ⅰ类错误（TypeⅠerror）

第Ⅱ类错误（TypeⅡerror）

调查缺项（item non-response）

调节（mediate）

调节效应（mediation effect）

调整过离散的多层泊松回归模型（multilevel Poisson regression model with adjustment of overdispersion）

迭代广义最小二乘法（Iterative Generalized Least Squares，IGLS）

迭代算法（iterative algorithm）

定位（scaling）

队列（cohorts）

队列设计

对称分布（symmetric distribution）

对称设计（balanced design ）

对称数据

对称正定矩阵（positive definite symmetric matrix）

对数贝叶斯因子

对数发生比（log odds）

对数连接（log link）

对数连接函数（log link function）

对数似然值（log likelihood）

对数线性模型（log-linear model）

对数正态分布（lognormal distribution）

对数转换（log transformation）

对象个体间变异

对象间变量（between-subject variables）

对象间异质性（between-subject heterogeneity）

对象间自由度（between-subject df）

对象内变量（within-subject variables）

对象内变异（within-subject variability）

对象内自由度（within-subject df）

多层Logistic回归模型（Multilevel Logistic Regression Model）

多层ZIP模型（zero-inflated Poisson model）

多层泊松回归模型（Multilevel Poisson Regression Model）

多层多项Logit模型（Multilevel Multinomial Logit Model）

多层二分类变量Logit模型

多层负二项模型（multilevel negative binomial model）

多层混合分布模型（multilevel mixed distribution model）

多层计数数据（multilevel count data）

多层结构方程模型（multilevel structural equation models）

多层累积Logistic回归模型（multilevel cumulative Logistic regression model）

多层零膨胀模型（Multilevel Zero–Inflated Models）

多层数据（multilevel data）

多层统计分析模型或多水平模型（multilevel models）

多层统计分析数据（multilevel data）

多级数据（hierarchical data）

多阶段抽样（multi-stage sampling）

多项Logit模型（Multinomial Logit Model）

多项分布（multinomial distributions）

多项式函数（polynomial function）

多项式曲线发展模型（polynomial curvilinear growth model）

多余零（excessive zeros）

多元确定系数（coefficient of multiple determination）

多元正态分布（multivariate normal distribution）

多元重复测量ANOVA（multivariate repeated measures ANOVA, MRM ANOVA）

多重共线性（multicollinearity）

多重推算法（multiple imputation, MI）


E


额外零（extra zeros）

二部法模型（two-part model）

二次方发展模型（quadratic growth model）

二次方效应（quadratic effect）

二次项函数（quadratic function）

二分类Logistic分布（binary Logistic distribution）

二分类变量（binary variable）

二分类结局测量

二项分布（binary distribution）

二元正态分布（bivariate normal distribution）

二元准牛顿算法（dual quasi-Newton algorithm）


F


发生比（odds）

发生比率（odds ratio）

发生率对数（log of incidence）

发展轨迹（growth/development trajectories）

发展轨迹的形态（shape of growth trajectories）

发展模型（growth model）

发展因子（growth factors）

反应概率（response probabilities）

方差/协方差结构（structure of variance and covariance）

方差成分模型（variance component model）

方差分析

方差齐性（homoscedasticity）

方差缩减比例（proportional reduction in variance）

方差缩减比例指数（index of the proportional reduction in variance）

放回抽样（sampling with replacement）

非参数残差自助法（nonparametric residual bootstrap）

非参数残差自助法多层模型（Nonparametric Residual Bootstrap Multilevel Model）

非常数方差（non-constant variance）

非观察异质性（unobserved heterogeneity）

非规范连接函数（non-canonical link func-tion）

非结构性残差方差/协方差（unstructured residual variances/covariances）

非结构性残差方差/协方差结构（unstructured residual variance/covariance structure）

非平衡数据（unbalanced data）

非随机缺失（missing not at random）

非随机数据缺失（missing not at random MNAR）

非线性发展模型（non-linear growth model）

非整数正交多项式系数（non-integer orthogonal polynomial coefficients）

非直线链接（non-linear spline）

分布偏斜（distribution skewness）

分段发展模型（Piecewise growth model）

分级结构数据（hierarchically structured data）

分级数据（hierarchical data）

分级线性模型（hierarchical linear model）

分界点（cutpoints）

分类变量（Categorical Variables）

分类解释变量（categorical explanatory variable）

分母自由度（denominator degrees of freedom）

分数检验法（score test）

分位数（quantile）

风险人群规模（size of population at risk）

风险因子（RISK factors）

封底效应

峰度（kurtosis）

负二项分布

负二项函数

负二项模型（negative binomial model，NB model）

复合残差（composite residuals）

复合残差结构（composite residual/error structure）

复合对称残差方差/协方差结构（compound symmetry residual variance/covariance structure ，CS residual variance/covariance structure）

复合模型（composite model）

复式抽样设计（complex sampling design）

复位抽样（sampling）

复位随机抽样（random sampling with replacement）

复样本（resamples）


G


伽马分布（Gamma distribution）

伽马函数（Gamma function）

概率分布函数（probability distribution function）

概率密度函数（probability density function，pdf）

高次方多项式发展模型（higher order polynomial growth model）

高度偏斜（highly skewed）

高度正偏态（highly rightskewed）

个例重复抽样法（case-resampling）

个时点的二项式发展模型（quadratic polynomial growth model）

个体标识变量（individual identification variable）

个体发展模型（individual growth model）

个体发展线（individual growth lines）

个体间变异（between-subject variability）

个体间测量（between-subject measures）

个体间异质性（between-subject heterogeneity）

个体内变化（intra-individual changes）

个体内变异

个体内测量（within-subject measures）

个体内方差/协方差结构（within-subject variance/covariance structure）

个体内同质性（within-subject homogeneity）

个体内相关

个体水平方差（variance at individual level）

个体特定效应（individual-specific effects）

个体特异性（individual uniqueness）

个体效应（person-specific effects）

个体异质性（individual heterogeneity）

共变（covariation）

共线性（collinearity）

固定变量（fixed variables）

固定回归系数（fixed effects）

固定效应（fixed effect）

固定效应ZIP模型（Fixed–effect ZIP model）

固定效应变量（fixed-effect variable）

固定效应成分（fixed effect components）

固定效应回归模型（fixed-effect regression model）

固定效应检验（Testing Fixed Effects）

固定效应模型（fixed-effect model）

固定斜率（fixed slope）

固定样本设计（panel designs）

关系异质性（relation heterogeneity）

观察对象相互独立（observation independence）

广义Logit（generalized Logit）

广义Logit函数（generalized Logit function）

广义泊松模型（generalized Poisson model）

广义对数似然函数（general log-likelihood function）

广义估计方程（generalized estimating equations，GEE）

广义卡方统计量（generalized Chi-square statistic）

广义线性混合模型（generalized linear mixed models）

广义线性混合模型（generalized linear mixed models，GLMM）

广义线性模型（Generalized Linear Models, GLM）

广义最小二乘法（generalized least square，GLS）

规范连接函数（canonical link function）

过离散（over-dispersion）


H


罕见事件（rare events）

合成模型（hybrid model）

合分布（joint distribution）

恒等连接函数（identify link function）

恒等连接（identity link）

横向数据（cross-sectional data）

宏变量（macro variables）

宏观残差项（macro residual/error term）

宏观模型（macro models）

宏观水平残差（macro level residuals）

后观察值前移法（last observations carry forward）

后验概率（posterior probability）

荟萃分析（meta-analysis）

混合分布（mixed-distribution）

混合模型（mixed-effects model）

混合效应混合分布模型（mixed-effect mixed distribution model）


J


基线调查（baseline interview）

基线类别Logit模型（baseline category Logit model）

计数数据（count data）

假设检验（Hypothesis Testing）

间变异（between-subject variations）

间断性缺失（intermittent missing）

简单随机样本（simple random sample）

简略模型

简约parsimonious

简约模型（parsimonious model）

渐进分布（asymptotic statistical distributions）

渐进正态性（asymptotically normal）

交互表（contingency table）

交互作用（interaction）

结构方程模型（Structural Equation Modeling，SEM）

结构零概率（probability of structural zeros ）

结构性残差矩阵（structured residual/error matrix）

结局变量（outcome variable）

结局测量变化率（rate of change in outcome measure）

结局测量起始水平（initial level of outcome measure）

结局测量总均数（overall outcome mean）

结局反应的类型（typology of outcome responses）

结局均数

截距模型（intercept-only model）

解释变量（explanatory variables）

借力（borrow strength）

经验贝叶斯估计法（empirical Bayes estimator）

经验贝叶斯模型（empirical Bayes model）

经验标准差（empirical standard deviation）

经验分布（empirical distribution）

局部比例发生比模型（partial proportional odds model）

局部模型（partial models）

聚集测量（aggregate measures）

聚集信息（aggregate information）

聚集性偏倚（aggregation bias）

均方预测误差（mean squared prediction error）

均方预测误差的缩减比例（proportional reduction in mean squared prediction error）

均衡数据（balanced data）

均数替代法（mean substitutions）


K


考虑曲线发展模型（curvilinear growth model）

可忽略性缺失（ignorable missingness）

可忽略性似然函数（ignorable likelihood function）

可靠性（reliability）

可信数值（plausible values）

空模型（empty model）

跨层交互作用（cross-level interaction）

跨水平交互作用（cross-level interaction）

跨组变异


L


赖（within-site dependence）的

类别变量（categorical variables）

累积logistic回归模型（cumulative Logistic regression model）

累积Logit函数（cumulative Logit function）

累积分布函数（cumulative distribution function，cdf）

累积分布函数（cumulative distribution function）

离散（dispersion）

离散参数（dispersion parameter）

离散型结局测量（Discrete Outcome Measure）

连接函数（link function ）

连续性结局测量（continuous outcome measures）

联合正态分布（jointly normally distributed）

链接模型（spline model）

两步法模型（two-stage model）

两水平模型（two-level models）

两水平模型（Two-Level Multilevel Model）

岭稳定（ridge-stabilized）

零紧缩分布（zero-deflated distribution）

零假设

零聚集（cluster of zeros）

零均数中心化（centered at zero）

零模型（null model）

零膨胀（zero-inflated）

零膨胀泊松分布（zero-inflated Poisson distribution）

零膨胀负二项模型（zero–inflated negative binomial model，ZINB）

零膨胀计数模型（zero–inflated count models）

零值高峰（a spike at zero）


M


马尔科夫链蒙特卡罗法（Markov Chain Monte Carlo methods）

门栏（thresholds）

名义结局测量（nominal outcome measure）

模拟（simulation）

模式-混合模型（Pattern-mixture Model）

模型

模型比较（model comparisons）

模型错误设定（model misspecification）

模型估计（Model Estimation）

模型拟合（Model Fit）

模型拟合统计量（model fit statistics）

模型设定错误（model misspecification）

末稍结局测量（distal outcome measure）

目标抽样法（targeted sampling）

目标总体（target population）


N


内变异（within-subject variations）

内建分布（SAS-built in distributions）

拟合劣度（badness of fit）

拟合统计量（Fit Statistics）

拟合优度（goodness-of-fit）


P


零膨胀预测概率（predicted probability of the inflated zeros）

偏差统计量（deviance statistic）

偏斜（skewness）

偏倚（bias）、偏倚校正估计值（biased-corrected estimate）

平衡数据（unbalanced data）

平均后验概率（average posterior probability）

普通最小二乘法（ordinary least squares）, OLS

普通最小回归法（OLS）


Q


期望计数（expected counts）

期望事件发生率（expected rate of event occurrence）

潜在变量（latent variable）

潜在发展模型（latent growth model，LGM）

欠离散（under-dispersion）

嵌套（nested）

嵌套模型（nested models）

强度变量（intensity variable）

青蛙-池塘理论（Frog-Pond theory）

倾向分数法（propensity scores methods）

求积似然函数（integrated likelihood function）

全残差（full residual）

全混合效应线性模型（full mixed-effect linear model）

全模型（full model）

全信息最大似然估计（full information maximum likelihood，FML）

权重（weight）

缺失值（missing values）


R


人-时格式（person-period format）

任意缺失数据（arbitrary missing data）

容限（tolerance）


S


三次项函数（cubic function）

三分类结局测量

三水平模型（three-level models）

删截/截尾（censoring）

删截结局测量（censored outcome measure）

删截数据

删截正态分布（censored normal distribution）

删截正态模型（censored normal model）

设计矩阵（design matrices）

设计矩阵（design matrix）

社会场景（social contexts）

生态学谬误（ecological fallacy）

省略类别（omitted category）

时间变化协变量（time varying covariates）

时间尺度（time scale）

时间尺度编码（Coding Time Scale）

时间分值（time scores）

时间恒定变量

时间恒定协变量（time-invariant covariates）

时间序列数据（time series data）

时滞（time lag）

时滞残差（time lag residuals）

实验设计（experimental design）

适应性高斯求积法（adaptive Gaussian quadrature method）

收敛（converge）

收敛标准（convergence criterion）

收缩估计（shrinkage estimates）

收缩估计（shrinkage estimation）

数据扩增法（data augmentation methods）

数值测量（numeric measure）

数值法积分近似

数值法积分近似法（integral approximation with numerical methods）

数值法求积之积分点数（number of quadrature points）

数值运算法（numerical methods）

双进度组基础模型（dual processes group-based model）

水平2解释变量（level 2 explanatory variables）

水平1解释变量（level 1 explanatory variable）

水平1可解释方差（level 1 explained variance）

水平2残差方差（level 2 residual variance）

水平2粗残差（level 2 crude residuals）

水平2解释变量

水平2可解释方差（level 2 explained variance）

似然（likelihood）

似然比检验（likelihood ratio test，LR test）

似然函数（likelihood function）

搜寻方向的斜率（slope of the search direction）

随访调查（follow-up interview）

随机变量（random variables）

随机截距

随机截距发展模型（Random Intercept Growth Model）

随机截距模型（random intercept model）

随机截距-斜率发展模型（Random Intercept-Slope Growth Model）

随机截距-斜率发展模型（random intercept-slope growth model）

随机缺失（missing at random， MAR）

随机数据缺失（missing at random, MAR）

随机系数（random coefficient）

随机系数发展模型（random coefficient growth model）

随机系数模型（random coefficient model）

随机效应（random effects）

随机效应成分（random effect components）

随机效应混合分布模型（random-effect mixed distribution model）

随机效应检验（Testing Random Effects）

随机效应零膨胀泊松模型

随机效应零膨胀负二项模型（Random Effect Zero Inflated Negative Binomial Model, RE-ZINB Model）

随机效应模型（random effect model）

随机斜率（random slope）

随机亚样本（random subsample）


T


泰勒展开式（Taylor expansion）

探索性建模（exploratory modeling）

特异值（outliers）

梯度向量（gradient vector）

梯度值

替代模型（alternative model）

条件方差（conditional variance）

条件均数（conditional mean）

条件均数结构（conditional mean structure）

条件收缩估计（conditional shrinkage estimates）

条件组内相关系数（conditional ICC）

同期组群设计（cohort design）

同质发展轨迹（homogenous growth trajectory）

统计功效（statistical power）

统计推论（statistical inferences）

统计显著（具有统计学意义）（statistically significant）

托比特回归模型（Tobit regression model）


W


完全嵌套（completely nested）

完全随机缺失（missing completely at random）

完整混合效应线性模型（full mixed-effects linear model）

完整数据（complete data）

微观-宏观交互作用（micro-macro interaction）

未解释方差（unexplained variance）

稳健估计

无结构限制方差/协方差（unstructured variances/covariances）

无特定结构或非结构方差和协方差（unstructured variances and covariances）

无条件均值模型（unconditional means model）

无效推论（invalid inferences）


X


稀少数据（sparse data）

稀疏数据（sparse data）

系数的线性对比（linear contrast of coefficients）

系数的线性对比检验（Testing Linear Contrast of Coefficients）

系数集检验（Testing a Set of Coefficients）

下调和均值（harmonic mean）

下三角矩阵（a lower triangular matrix）

显著水平（significance level）

显著性标准（significance criterion）

显著性水平（significance level）

线性发展模型（Linear Growth Model）

线性函数（linear function）

线性化（linearization）

线性化法（linearization methods）

线性回归

线性混合模型（linear mixed model）

线性预测指标（linear predictor）

限数量组群（a finite number of groups）

限制性-2LL（restricted-2LL）

限制性/残差虚拟似然法（restricted pseudo-likelihood or residual pseudo-likelihood，REPL）

限制性/残差虚拟似然法（restricted/residual pseudo likelihood，RSPL）

限制性迭代广义最小二乘法（Restricted Iterative Generalized Least Squares, RIGLS）

限制性对数似然值（restricted loglikelihood）

限制性最大似然法（restricted maximum like-lihood estimator, REML）

相关系数矩阵（correlation matrix）

向下偏倚（biased downward）

向下偏倚（biased downward）

效应量（effect size）

协变量（covariates）

协变量类型（covariate patterns）

协方差（covariance）

协方差模式模型（covariance pattern model）

信息标准测量值（information criteria measures）

信息标准统计量

行均数中心化处理

虚拟变量（dummy variable）

虚拟数据（pseudo-data）

虚拟似然法（pseudo-likelihood methods）

虚拟似然法模型（pseudo-likelihood method model）

虚拟似然值（Pseudo-Likelihood）

序次结局测量（ordinal outcome measures）

序列相关（serially correlated）


Y


亚模型（sub-model）

亚总体（sub-population）

样本结局均数（sample outcome means）

样本量（sample size）

一阶自回归残差方差/协方差结构（first order auto-regressive residual variance/covariance structure, AR（1））

一致性（consistent）

以变量为中心的分析（variable-centered analyses）

异方差性（heteroscedasticity）

异值复合对称残差方差/协方差结构（heterogeneous compound-symmetry residual variance/covariance structure）

因素

应变量（dependent variable）

应变量（response variable）

有限混合模型（finite mixture models）

有限亚总体（a finite number of sub-populations）

有限样本校正AIC（finite-sample corrected version of AIC，AICC）

预测概率（predicted probability）


Z


在模型中控制个体背景协变量（Control Individual Background Covariates in the Growth Model）

噪音（noises）

真实分数理论（true score theory）

真自由度近似值（approximation of the true df）

整数正交多项式（integer orthogonal polynomials）

整体检验（global test）

整体效应

正交（orthogonal）

正交多项式（orthogonal polynomials）

正交多项式系数

正确模型概率（probability of correct model）

正态分布（normal distribution）

正态曲线（normal curve）

正特征值（nonnegative eigenvalues）

直方图（histogram）

直线链接（linear spline）

指标函数（indicator function）

指数家族分布（exponential family distributions）

置信区间（confidence interval）

中心化（centering）

重复测量（repeated measures）

重复测量分析（repeated measure analysis）

重复测量数据（repeated measures）

重复抽样法（resampling method）

主效应（main effect）

准牛顿优化（quasi-Newton optimization）

子总体（sub-populations）

自助法多层模型（bootstrap multilevel methods）

自助法复样本（bootstra resample）

自助法估计标准误（bootstrap-estimated standard error）

自助法样本分布（bootstrap sampling distribution）

自助技术（bootstrap technique）

总（平）均值（grand mean or overall mean）

总方差（total variance）

总截距（overall intercept）

总均数中心变量（grand-mean centered variables）

总均数中心化（grand-mean centering）

总均值中心化

总平均发展轨迹（overall average growth ）

总体比例（populaiton proportions）

总体均数（population means）

总体效应（global effect）

总体异质性（population heterogeneity）

纵向数据（longitudinal data ）

组成员资格概率（group membership probability）

组合模型（combined model）

组基础Logistic回归模型（group-based logistic regression model）

组基础ZIP模型（group-based zero-inflated ZIP model）

组基础泊松模型（group-based Poisson model）

组基础零膨胀泊松模型（Group-Based Zero-Inflated Poisson Model，Group-BasedZIP Model）

组基础模型（group-based model）

组基础删截正态模型（group-based censored normal model）

组基础正态模型（group-based normal model）

组间变异（between-group variation）

组间方差（between-group variance）

组间异质（between-group heterogeneity）

组均数中心化（group-mean centered）

组内变异（within-group variation）

组内方差（within-group variance）

组内观察相关（within-group observation dependence）

组内同质（within-group homogeneity）

组内相关系数（Intra-class correlation coefficient，ICC）

组群概况（group profiles）

组群特征（group features）

组水平标识（group ID）

组水平方差（variance at group level）

组样本量（group size）

最大似然（maximum likelihood，ML）

最大似然估计（maximum likelihood estimation）

最大梯度（largest gradient）

最佳线性无偏预测（Best Linear Unbiased Prediction, BLUP）

最小二乘均数（least-squares means）

最小方差二次无偏估计法（minimum variance quadratic unbiased estimator，MIVQUE）

最优化技术（optimization techniques）

Z分布（Z distribution）
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OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib ‘e:\HLM_book\data2’;

Data datal;
set lib.ML_data_Chap5;

proc sort; by site;

PROC SQL;

Create table temp as select site, heavy_inj,
100%(mean(heavy_inj)) as m_heavy_inj from datal
Group by site;

Create table data2 as select distinct site, m_heavy_inj,
m_heavy_inj> 15 as Hinj_Region from temp;

Quit;

Data data3;
Merge datal data2; by site;

Hinj_gender=Hinj_Regionxgender;

Proc NLMIXED data=data3;

PARMS

A0=.3 A_Hinj Region=0.20 A_gender=.3 A _Hinj_gender=0 A _ethnic=—.
02 A_gdmc_age=—.2 A_highsch=—.2

B0=1.5 B_Hinj_Region=0.1 B_gender=.5 B_Hinj_gender=0 B_ethnic=.2 B_gdmc_
age=.04 B_highsch=.02
V_ul=.5 Cov_ul2=0 V_u2=.5;

*linpinfl — linear predictor in the logistic part of the model;

linpinfl=A0-+A _Hinj_Region*Hinj_Region+A_genderxgender+A _Hinj_genderx
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Sample Size Delta

Estima- 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45 0.5
Rho
0.1 346 154 87 55 38 28 22 17 14
0.2 445 198 111 71 49 36 28 22 18
0.3 544 242 136 87 60 44 34 27 22
0.4 643 286 161 103 71 52 40 32 26
0.5 742 330 185 119 82 61 46 37 30
0.6 841 374 210 135 93 69 53 42 34
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Estimated G Matrix
Row Effect site Coll Col2
1 Intercept 10 404.92 —135.38
2 ethnic 10 —135.38 118.16

Covariance Parameter Estimates

CAIC
110174

Standard 4
Cov Parm  Subject Estimate Error Value Prz
UN(1,1) site 404.92 153.89 2.63 0.0043
UN(2,1) site —135.38  87.9365 —1.54 0.1237
UN(2,2) site 118.16 65.9876 1.79 0.0367
Residual 4311.70  61.6506  69.94 <.0001
Fit Statistics
—2 Res Log Likelihood  110157.8
AIC (smaller is better)  110165.8
AICC (smaller is better) 110165.8
BIC (smaller is better)  110169.8
Null Model Likelihood Ratio Test
DF  Chi-Square  Pr > ChiSq
3 355.72 <.0001
Information Criteria
Neg2LoglLike Parms AlIC AICC HQIC BIC
110158 4 110166 110166 110167 110170
Solution for Fixed Effects
Standard
Effect Estimate Error DF  t Value Pr > [t
Intercept 64.2019 5.4435 18 11.79 <0.0001
HIV_Region  35.3035 8.6236 18 4.09 0.0007
ethnic —13.2971 32121 9800 —4.14 <0.0001
gender —5.6524 1.5364 9800 —3.68 0.0002
gdmc_age 0.2890 0.09229 9800 3.13 0.0017
highsch 1.0366 1.3721 9800 0.76 0.4500
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Time2*Trt (45, =0.0239, P=0.5396)
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Hinj_gender +A _ethnicxethnic+A _gdmc_agexgdme_age+A highschxhighsch+ul;
*infprob —probability of inflated zeros, which is the logistic transform of the linear
predictor;

infprob = 1/(1+exp(-linpinfl));

*eta is the linear predictor for the Poisson;
eta=B0+B_Hinj_Region*Hinj_Region+B_gendersgender+B_Hinj_gender+Hinj_gender
+B_ethnickethnic+B_gdmc_agesxgdmce_age+B_highschxhighsch+u2;

lambda=exp(eta); *lambda is the Poisson mean;

*Define ZIP log likelihood,

if jailyear=0 then LL = log(infprob + (1-infprob)xexp(-lambda));

else LL=log(1-infprob)+jailyearslog(lambda)-lambda-lgamma(jailyear+1);
Model jailyear ~ general(LL);

RANDOM ul u2 ~ NORMAL([0,0], [V_ul,Cov_ul2,V_u2]) SUBJECT=SITE;

Predict infprob out=pred_zidata (keep=pred rename=pred=pred_zi);
Predict lambda out=preddata (keep=jailyear pred);
Run;

Proc SQL;

select max(jailyear) as y_max into :y_max

from datal;

Quit;

Run;

%let y max=~&y_max;

%include 'D:\MLM\Graphsmacro.sas’;

%GraphZIP (title=RE-ZIP Model Fit, dataset=data3, depvar=jailyear);
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Null Model Likelihood Ratio Test
DF  Chi-Square Pr > ChiSq
6 529.11 <0.0001

Information Criteria
Neg2Loglike Parms AIC AICC HQIC
4121.0 7 4135.0 4135.1 41444

Solution for Fixed Effects

BIC CAIC
4158.2 4165.2

Standard
Effect Estimate Error DF tValue Pr> [t
Intercept 3.9170 0.1281 202 30.58 <0.0001
trt —0.1789 0.1767 200 —1.01 0.3125
time 0.4049 0.1249 197 3.24 0.0014
trtxtime 0.1001 0.1718 195 0.58 0.5608
Time2 —0.3607 0.1403 197 —2.57 0.0109

trtxTime2  —0.07625 0.1935 195 —0.39 0.6940
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Parameter Estimates

Standard
Parameter Estimate Error DF t Value Pr > [t| Alpha Lower Upper Gradient
A0 0.9682 0.1162 18 8.33 <0.0001 0.05 0.7241 1.2124 1.5915
A_Hinj_Region = —0.4729 0.1319 18 —3.59 0.0021 0.05 —0.7499 —0.1959 1.22989
A _gender —1.2048 0.09702 18 —12.42 <0.0001 0.05 —1.4087 —1.0010 0.204505
A_Hinj_gender 0.1178 0.1132 18 1.04 0.3120 0.05 —0.1201 0.3556 —0.64589
A_ethnic —0.1920 0.05409 18 —3.55 0.0023 0.05 —0.3056 —0.07834 —1.57317
A_gdmc_age —0.04227 0.003137 18 —13.48 <0.0001 0.05 —0.04886 —0.03568 0.459022
A_highsch 0.09263 0.04515 18 2.05 0.0550 0.05 —0.00222 0.1875 —0.32593
BO 1.4745 0.05480 18 26.91 <0.0001 0.05 1.3593 1.5896 —0.62747
B_Hinj_Region —0.01459 0.06727 18 —0.22 0.8308 0.05 —0.1559 0.1267 0.033461
B_gender 0.2471 0.03657 18 6.76 <0.0001 0.05 0.1703 0.3240 —0.16654
B_Hinj_gender 0.1240 0.04056 18 3.06 0.0068 0.05 0.03878 0.2092 —0.1173
B_ethnic 0.1069 0.01441 18 7.41 <0.0001 0.05 0.07658 0.1372 —0.06609
B_gdmc_age 0.02724 0.000699 18 38.99 <0.0001 0.05 0.02577 0.02870 —0.20575
B_highsch 0.02282 0.01070 18 213 0.0469 0.05 0.000352 0.04530 —0.14764
V_ul 0.03131 0.01443 18 217 0.0436 0.05 0.000996 0.06162 —0.91833
Cov_ul2 —0.01257 0.006435 18 —1.95 0.0665 0.05 —0.02609 0.000952 3.161033

V_u2 0.01449 0.004850 18 299 0.0079 0.05 0.004303 0.02468 0.460964
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Cov Parm
UN(1,1)
UN(2,1)
UN(2,2)
UN(3,1)
UN(3,2)
UN(3,3)

Residual

Covariance Parameter Estimates

Subject
ID
ID
ID
ID
ID
ID

—2 Res Log Likelihood
AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

Estimate
0.6819
0.2711

0.09264

—0.3387

—0.1176
0.1638
0.8719

Standard
Error
0.1628
0.1239
0.1646
0.1343
0.1836
0.2083
0.04543

Fit Statistics

Z
Value
4.19
2.19
0.56
—2.52
—0.64
0.79
19.19

4121.0
4135.0
4135.1
4158.2

PrZ
<0.0001
0.0287
0.2868
0.0117
0.5217
0.2158
<0.0001
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*SAS Program 6.6.2-1;
Options pagesize=60 linesize=90 nodate;
%let t=>5; *number of time points or repeated measurements;
Data sample_size;
do d=0.1 to 0.5 by 0.05;
do rho=0.1 to 0.6 by 0.10;
n=round(2x(probit(1—0.05)+probit(1—0.20))**2%(1+(&t—1)+rho)/(&t*d*%2));
output;
end;
end;
Proc Tabulate format=4.0;
class rho D;
Var n;
Table rho,dsn="+sum=""/rts=9 box='Sample Size Estimate 1’ condense ;
Label d='Delta/;
Title 'Sample size estimates for continuous outcome measure in longitudinal study’;
Run;
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#®3.5.1 KFIRELERNEZHRIBAR

. Wald Z#552 LRAG?
A df P-value x> df P-value
Ethinc 1.79 1 0.0367 19.3 2 <0.0001
Gender 1.01 1 0.1569 5.2 2 0.0371
Gdmc_age 0.41 1 0.3411 3.3 2 0.0960
Highsch 1.19 1 0.1170 0.4 2 0.4094

o

1. FEBREKTL BEREILRBIY R, S0P MREENAFRRIRERE LR U iE
T, X358 Ethine WRERGEE NEVLR S, ZFBGender , Gdmc_age M Hig- hschiRIZRE B
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*SAS Program 4.7.3-3;

Proc Mixed covtest noclprint noitprint IC;
Class 1D;
Model C_QOL=Trt|Time Trt|Time2
/S DDFM=KR OUTPM=Pred_out2(keep= Time Trt C_QOL Pred);
Random Int Time Time2/subject=ID type=UN;
Run;

Proc Means Data=Pred_out2 noprint nway;

Var C_QOL Pred;

Class Trt Time;

Output OUT=predmean mean=C_QOL_-M Predm;
Run;

Proc Print Data=predmean (drop= _type_ freq.);
Format_numeric_{4.2; * clearing format of numerical variables and reformat them;

Run;
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*SAS Program 6.4.4-2;

Data GB_Censored_model;
Set lib.GB_Censored_Dat;

Proc SQL;
Create table GB_Censored_-model as select*, age-mean(age) as age_c from
GB_Censored_model;

Quit;

%%let g=4; *define number of trajectory groups;

%let ord=2 2 3 3; *define trajectory shape;

%%let scale_min=0; *define scale minimum;

%let scale_max=~6; *define scale maximum;

Proc Traj out=of outplot=op outstat=os outest=oe;
Var crack_tO-crack_t7;

INDEP t0—t7;

MODEL CNORM; *speci fy censored normal model;
MIN & scale_min;

MAX & scale_max;

NGROUPS & g;

ORDER & ord;

RISK gender ethnic age_c highsch college; *time-invariant covariates or risk factors;
TCOV trt_tO-trt_t7; *time-varying covariates;

Run;

%TRAJPLOT(OP,0S, "Trajectory of crack use frequency’, ‘Group-base censored

normal model’,/Crack use freq.’, "Time (Year)’);
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Pr(ysj = hij) = (1= mij)——— Y hij >0 (6.1.2-2)
i
HAH G N
Pr(yi;) = mizI(yiz) + (1 — mi5) f (ys5) (6.1.2-3)
/\EFI’
exp(—)\ij))\ff
fi) = ————— (6.1.2-4)

Yiy!
BA A A AN B YA TS 2 T FE AR (linear predictors) [A] TP AN 1245
log <%> =logit(m) = Wy +u = Wy + 0161 (6.1.2-5)

log()\) :Xﬁ-i-UQ :Xﬁ+0'202 (612—6)
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Group

Parameter
Intercept
Linear
Quadratic
trt_t0
Intercept

Linear

Estimate
2.57502
—3.12653
0.36944
1.30230
3.63532
—0.85279

Standard
Error
0.55802
0.46251
0.06268
0.58616
0.17005
0.10131

T for HO:
Parameter=0
4.615
—6.760

5.894

2.222

21.378
—8.417

Prob > |T]|
0.0000
0.0000
0.0000
0.0264
0.0000
0.0000
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*SAS Program 4.7.3-1;

C_QOL=QOL;
if Time = 0 and QOL > 5 then C_.QOL= 5;
If Time =0 then do;
Timel=0;
Time2=0;
End;
Else if Time in (1,2,3,4,5,6) then do;
Timel=1;
Time2=Time-1;
End;

Proc Mixed covtest noclprint noitprint IC;
Class 1D;
Model C_QOL=Trt|Timel Trt|Time2
/S DDFM=KR OUTPM=Pred_outl (keep=Time Trt C_QOL Pred);
Random int Timel Time2/subject=ID type=UN;
Run;
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Group  Parameter Estimate
1 Intercept 3.53065
Linear —3.82375
Quadratic 0.45228
2 Intercept 3.74455
Linear —0.87271
Quadratic 0.09650
3 Intercept 451161
Linear 0.68325
Quadratic —0.82005
Cubic 0.08149
4 Intercept 6.63424
Linear —1.90305
Quadratic 0.51968
Cubic —0.04342
Sigma 2.00533

Group membership
1 (%) 8.37629
2 (%)  53.10566
3 (%) 8.52124
4 (%)  29.99681

Standard
Error
0.38654
0.44477
0.06062
0.14610
0.09386
0.01296
0.40936
0.71155
0.29174
0.02986
0.27254
0.30320
0.10396
0.00977
0.03788

1.56317
3.47146
1.94793
3.23720

T for HO:
Parameter=0
9.134
—8.597
7.461
25.630
—9.298
7.446
11.021
0.960
—23811
2.729
24.343
—6.277
4.999
—4.445
52.941

5.359
15.298
4.375
9.266

Prob> |T|
0.0000
0.0000
0.0000
0.0000
0.0000
0.0000
0.0000
0.3370
0.0050
0.0064
0.0000
0.0000
0.0000
0.0000
0.0000

0.0000
0.0000
0.0000
0.0000

BIC= —4759.06585 (N=2569) BIC= —4742.19156 (N=394) AIC= —4706.40440
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*SAS program 3.5.2;

PROC MIXED METHOD=REML COVTEST IC;

CLASS Site;

MODEL inject=HIV_Region ethnic gender gdmc_age highsch
/SOLUTION DDFM=BW NOTEST;

RANDOM INT ethnic /SUBJECT=Site G TYPE=UN;
Run;
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*Define ZIP log likelihood,;

if jailyear=0 then LL = log(infprob + (1-infprob)xexp(-lambda));

else LL=log(1-infprob)+jailyearxlog(lambda)-lambda-lgamma(jailyear+1);
Model jailyear ~ general(LL);

RANDOM ul u2 ~ NORMAL([0,0], [V_ul,Cov_ul2,V_u2]) SUBJECT=SITE;
Run;
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Injectij = BOj + ﬁlethIHICZ] + B2Genderij + Bngmc,ageij + B4H1gh5ch”

Boj = Yoo + Yo1HIV Region; + ug;.5.2 (3)
B1j = Y10 +uy; 5.3 (3)

Yij = 7Yoo + 'yOlHIV_Regionj + 'leEthinicij + BQGenderij + Bngmc_ageij
—+ B4H1gh5ch” —+ (qu =+ Ethlmc” . ulj =+ 62])54 (3)
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Covariance Parameter Estimates

Standard z
Cov Parm  Subject Estimate Error  Value Pr Z
UN(1,1) ID 0.6819 0.1628 419 <0.0001
UN(2,1) ID 0.2711 0.1239 2.19 0.0287
UN(2,2) ID 0.09264 0.1646 0.56 0.2868
UN(3,1) ID —0.06762 0.02470 —2.74 0.0062
UN(3,2) ID —0.02501 0.02736 —0.91 0.3605
UN(3,3) ID 0.02118 0.008129 2.61 0.0046
Residual 0.8719 0.04543 19.19 <0.0001

Information Criteria
Neg2Loglike Parms AIC AICC HQIC BIC CAIC
4121.0 7 4135.0 4135.1 41444 4158.2 4165.2

Solution for Fixed Effects

Standard
Effect Estimate Error DF t Value Pr > |t
Intercept 3.9170 0.1281 202 30.58 <0.0001
trt —0.1789 0.1767 200 —1.01 0.3125
timel 0.4049 0.1249 197 3.24 0.0014
trtxtimel 0.1001 0.1718 195 0.58 0.5608
time2 0.04425 0.02781 189 1.59 0.1132

trtxtime2  0.02387  0.03884 190 0.61 0.5396
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The NLMIXED Procedure

Specifications

Data Set WORK.DATA3

Dependent Variable jailyear

Distribution for Dependent Variable  General

Random Effects ul u2

Distribution for Random Effects Normal

Subject Variable site

Optimization Technique Dual Quasi-Newton

Integration Method Adaptive Gaussian
Quadrature

Dimensions

Observations Used 9685
Observations Not Used 139
Total Observations 9824
Subjects 20

Max Obs Per Subject 1305

Parameters 17

Quadrature Points 1

Iteration History

Iter Calls Negloglike Diff  MaxGrad Slope
1 6  28888.4745 286.1967 10355.52 —1.142E7
2 8 28084.1145 804.36 2910.089 —1204.16
3 9 28043.9053 40.20927 992.2724 —110.492

72 153  27520.9844 0.000501 3.161033 —0.00012
NOTE: GCONV convergence criterion satisfied.

Fit Statistics
-2 Log Likelihood 55042
AIC (smaller is better) 55076
AICC (smaller is better) 55076
BIC (smaller is better) 55093
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*SAS Program 6.1.4-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib ‘'D:\MLM\data’;
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Standard T for HO:

Group Parameter  Estimate Error  Parameter=0 Prob > [T|
Quadratic 0.09320  0.01377 6.769 0.0000
trt_t0 0.16074  0.16354 0.983 0.3258
3 Intercept 4.90700 0.52704 9.311 0.0000
Linear —0.64973  0.99170 —0.655 0.5124
Quadratic  —0.04077  0.51272 —0.080 0.9366
Cubic —0.02916  0.07230 —0.403 0.6867
trt_t0 —0.47388 0.52100 -0.910 0.3631
4 Intercept 6.81371 0.29685 22.953 0.0000
Linear —2.10476  0.31043 —6.780 0.0000
Quadratic 0.56813  0.10342 5.493 0.0000
Cubic —0.04674  0.00956 —4.886 0.0000
trt_t0 —0.48494 0.22148 —2.190 0.0286
Sigma 1.99788  0.03764 53.085 0.0000
Group membership
1 Constant (0.00000) . . .
2 Constant 1.67375 0.42900 3.902 0.0001
gender —0.39009 0.42935 —0.909 0.3637
ethnic 0.70973  0.44646 1.590 0.1120
agec 0.04300  0.02780 1.547 0.1220
highsch 0.35676  0.49282 0.724 0.4692
college —0.36818 0.51771 —0.711 0.4770
3 Constant —0.77362 0.71211 —1.086 0.2774
gender —0.51513 0.62713 —0.821 0.4115
ethnic 1.13180 0.67408 1.679 0.0933
age.c 0.03331 0.04319 0.771 0.4407
highsch 0.31760 0.79315 0.400 0.6889
college 0.89858  0.74528 1.206 0.2280
4 Constant 0.30320  0.49710 0.610 0.5420
gender —0.33767  0.45760 —0.738 0.4606
ethnic 2.19028 0.48172 4.547 0.0000
agec 0.02026  0.02991 0.677 0.4983
highsch 0.06912  0.52133 0.133 0.8945
college —0.43996  0.55808 —0.788 0.4306

BIC= —4806.18903 (N=2569) BIC= —4771.50299 (N=394) AIC= —4697.94050
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Data datal;
set lib.ML_data_Chap5;

proc sort; by site;

PROC SQL;

Create table temp as select site, heavy_inj,
100%(mean(heavy_inj)) as m_heavy_inj from datal
Group by site;

Create table data2 as select distinct site, m_heavy_inj,
m_heavy_inj>15 as Hinj_Region from temp;

Quit;

Data data3;
Merge datal data2; by site;

Hinj_gender=Hinj Region*gender;

Proc NLMIXED;

PARMS

A0=.3 A_Hinj_Region=0.20 A_gender=.3 A_Hinj_gender=0 A _ethnic=—.02 A_gdmc_age
=—.2 A _highsch=—.2

B0=1.5 B_Hinj_Region=0.1 B_gender=.5 B_Hinj_gender=0 B_ethnic=.2 B_gdmc_age=.04

B_highsch=.02

Voul=.5 Cov_ul2=0 V_u2=.5;

*linpin fl-linear predictor in the logistic part of the model;

linpinfl=A0-+A _Hinj_Region*Hinj_Region+A _genderxgender+A _Hinj_gendersHinj_
gender+ A _ethnicxethnic +A_gdmec_agexgdmc_age+A _highsch+highsch-+ul;

*in fprob-probability of inflated zeros, which is the logistic transform of the linear

predictor;

infprob = 1/(1+exp(-linpinfl));

*eta-the linear predictor in the Poisson part of the model;
eta=B0+B_Hinj_Region«Hinj_Region+B_gendersgender+B_Hinj_gender=Hinj_gender+
B_ethnicxethnic+B_gdmc_agexgdme_age-+B_highschshighsch+u2;

lambda=exp(eta); *lambda is the Poisson mean;
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Solution for Fixed Effects

Standard
Effect Estimate Error DF  tValue Pr> |t
Intercept 65.8454 5.5064 18 11.77 <0.0001
HIV_Region 25.4727 11.8461 9781 2.15 0.0316
ethnic —15.0578 3.5124 18 —4.29 0.0004
HIV_Regionxethnic 10.2047 8.4447 9781 1.21 0.2269
gender —5.6520 1.5363 9781 —3.68 0.0002
gdmc_age 0.2891 0.09228 9781 3.13 0.0017
highsch 1.0439 1.3721 9781 0.76 0.4468
DDFM=SATTERTH
Standard
Effect Estimate Error DF  tValue Pr> |t
Intercept 66.1456 5.1230 20.7 12.91 <0.0001
HIV_Region 25.5478 10.7335 234 2.38 0.0258
ethnic —15.6693  3.1034 17.6 —5.05 <.0001
HIV_Region:ethnic 10.5327 7.4122 23.1 1.42 0.1687
gender —5.5693  1.5366 9809 —3.62 0.0003
gdmc_age 0.2825 0.09230 9797 3.06 0.0022
Effect  Estimate  Error DF  tValue Pr> |t
highsch 1.0307 1.3724 9807 0.75 0.4526
DDFM=KR
Solution for Fixed Effects
Standard

Effect Estimate Error DF  tValue Pr> |t
Intercept 66.1456 5.1307 20.7 12.89 <0.0001
HIV_Region 25.5478 10.8108 23.4 2.36 0.0268
ethnic —15.6693  3.1280 17.6 —5.01 <0.0001
HIV_Regionxethnic 10.5327 7.5678 231 1.39 0.1773
gender —5.5693 1.5370 9809 —-3.62 0.0003
gdmc_age 0.2825 0.09235 9797 3.06 0.0022
highsch 1.0307 1.3728 9807 0.75 0.4528
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Effect
Intercept
HIV_Region
ethnic
HIV_Regionxethnic
gender
gdmc_age
highsch

DDFM=RESIDUAL

Solution for Fixed Effects

Standard
Estimate Error DF t Value
65.8454 5.5964 9817 11.77
25.4727 11.8461 9817 2.15
—15.0578 3.5124 9817 —4.29
10.2047 8.4447 9817 1.21
—5.6520 1.5363 9817 —3.68
0.2891 0.09228 9817 3.13
1.0439 1.3721 9817 0.76

DDFM=CONTAIN

Pr> |t|
<0.0001
0.0316
<0.0001
0.2269
0.0002
0.0017
0.4468
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else LL=—1e20;
Model jailyear ~ general(LL);
RANDOM ul u2 ~ NORMAL([0,0], [V-ul,Cov_ul2,V_u2]) SUBJECT=SITE;

Predict p out=pred_zidata (keep=pred rename=pred=pred_zi);
Predict lambda out=preddata (keep=jailyear pred);

Predict k out=pred_k (keep=pred rename=pred=k);

Run;

Proc SQL;

select max(jailyear) as y_max into :y_max

from datal;

Quit;

Uun;

%let y max=&y_max;

%include 'D\MLM\Graphsmacro.sas’;

%GraphZINB(title=RE-ZINB Model Fit, dataset=data3, depvar=jailyear);
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*SAS program 3.7.1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME Lib 'D:\MLM\data';

PROC STANDARD Data=Lib.ML_data_Chap3 MEAN=0 STD=1 OUT=New _data;
VAR Inject;
Run;

PROC UNIVARIATE Data =New_data Noprint;

VAR inject;

HISTOGRAM / Normal;

QQPLOT / Normal;

TITLE1 'Figure 3.7.1. Distribution of standardized outcome measure’;
Run;
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+B_ethnicxethnic+B_gdmc_agexgdmc_age+B_highschxhighsch+u2;
lambda=exp(eta);

*define NB pdf;
pdf=gamma(jailyear+1/k)/(gamma(jailyear+1)+(gamma(1/k)))*(((k+lambda)sx
jailyear) /(1+k+lambda)sx(jailyear+1/k));

if jailyear = 0 then pdf=p+(1-p)*pdf;

else pdf = (1-p)*pdf;

*define loglikelihood for the ZIN B;

if pdf > 1e-8 then LL=log(pdf);

else LL= —1e20;

Model jailyear ~ general(LL);

RANDOM ul u2 ~ NORMAL([0,0], [V_ul,Cov_ul2,V_u2]) SUBJECT=SITE;
Run;
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*SAS Program 6.6.2-2;
%let t=>5; *number of time points or repeated measurements;
%let p1=0.5;
Data sample _size;
do d=0.1 to 0.5 by 0.05; *d=P2-P1;
do rho=0.1 to 0.6 by 0.10;
ql=1-&pl;
p2=&pl+d;
q2=1-p2;
p-bar=(&pl+p2)/2;
q_bar=1-p_bar;
n=(probit(1-0.05)*sqrt(2«p_barxq_barx(1+(&t-1)*rho))+probit(1-0.20)*sqrt((1+
(&t-1)#rho)*(&plxql+p2xq2)))*x2/ (&t*rdxx2);
output;
end;
end;

Proc Tabulate format=4.0;
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Class rho d;

Var n;

Table rho,d*n="+sum=""/rts=12 box='Sample Size Estimate 2’ condense;
Label d='Difference’;

Title ‘Sample size estimates for binary outcome measure in longitudinal study’;
Run;

Quit;
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Data Pdata;

Set Predmean;

group_ob=Trt; group_pr=Trt;

Proc Format;

Value group_ob 0="Control_Obsv’ 1="Trt_Obsv’;

Value group_pr 0='Control Pred’ 1="Trt_Pred’;

Proc GPLOT data=Pdata;

Format group_ob group-ob.;

format group_pr group_pr.;

Label group_pr='Treatment_pred’; label group_ob='Treatment_obsv’;
Label C_QOL_M='Observed’;

Symboll c=blue i=j 1=2;

Symbol2 c=red i=j 1=1;

Symbol3 c=blue i=none v=circle;

Symbol4 c=red i=none v=dot;

Plot predmstime=group_pr / haxis=0 to 6 by 1 vaxis=3.4 to 5 by .2;
Plot2 C_QOL _M=x*Time=group_ob /vaxis=3.4 to 5 by .2;
Title ”;

Title2 'Piecewise linear growth model’;

Run;

Quit;
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*SAS Program 6.1.4-3;

PROC SQL;

Create table temp as select site, heavy_inj,
100#(mean(heavy_inj)) as m_heavy_inj from datal
Group by site;

Create table data2 as select distinct site, m_heavy_inj,
m_heavy_inj>15 as Hinj_Region from temp;

Quit;

Data data3;

Merge datal data2; by site;

Hinj_gender=Hinj_Region#gender;

Proc NLMIXED;

PARMS

A0=.6 A_Hinj_Region=—.009 A_gender=—1.12 A_Hinj gender=0 A _ethnic=—.18
A _gdmc_age=—.05 A_highsch=.09

B0=1.5 B_Hinj_Region=002 B_gender=334 B_Hinj_gender=002 B_ethnic=1 B_gdmc_
age=.027 B_highsch=.022

V_ul=.05 Cov_ul2=—.02 V_u2=.01 k=1;

*linpinfl - the linear predictor for logistic part of the model;

*p - the probability of being extra zeros;

linpinfl=A0+A _Hinj_Region«Hinj Region+A _gendersgender+A _Hinj_genderx
Hinj_gender +A _ethnicxethnic+A_gdmec_agexgdme_age+A _highschxhighsch+ul;

p=1/(14exp(-linpinfl));

*eta-the linear predictor for the negative binomial (NB)part of the model;
*lambda - the mean of the NB distribution;
eta=B0+B_Hinj_Region«Hinj_Region+B_gendersgender+B_Hinj_genderxHinj_gender
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MODEL inject=HIV _Region|ethnic gender gdmc_age highsch
/SOLUTION DDFM=BW NOTEST;

RANDOM INT ethnic /SUBJECT=site G TYPE=UN;

Run;
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*SAS Program 6.1.4-4;

Hinj_gender=Hinj_Regionxgender;

Proc NLMIXED;

PARMS

A0=.6 A_Hinj Region=—.009 A_gender=-1.12 A _Hinj_gender=0 A _ethnic=—.18
A_gdmc_age=—.05 A_highsch=.09

B0=1.5 B_Hinj_Region=.002 B_gender=.334 B_Hinj_gender=.002 B_ethnic=.1
B_gdmc_age=.027 B_highsch=.022

V_ul=.05 Cov_ul2=—.02 V_u2=.01 k=1;
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*SAS program 3.6.1;

PROC MIXED METHOD=REML COVTEST IC;
CLASS site;
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* linpinfl is the linear predictor for logit part of the model

* p is the probability of being extra zeros;

linpinfl=A0+A _Hinj_RegionxHinj_Region+A _genderxgender+A _Hinj_genderx
Hinj_gender +A _ethnicxethnic+A_gdmc_agexgdmc_age+A _highschxhighsch+ul;

p=1/(1+4exp(-linpinfl));

* eta is the linear predictor for the negative binomial (NB)part of the model

* lambda is the mean of the NB distribution;

eta=B0+B_Hinj_RegionxHinj_Region+B _gendersgender+B_Hinj_gender«Hinj_gender
+B_ethnickethnic+B_gdmc_agexgdmc_age+B_highschxhighsch+u2;

lambda=exp(eta);

* define NB pdf;

pdf=gamma(jailyear+1/k)/(gamma(jailyear+1)+(gamma(1/k)))*(((kslambda)sx
jailyear) /(1+kxlambda)*x(jailyear+1/k));

if jailyear=0 then pdf=p+(1-p)*pdf;

else pdf=(1-p)*pdf;

* define loglikelihood for the ZINB;

if pdf >1e—8 then LL=log(pdf);
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Effect
Intercept
HIV_Region
ethnic
HIV_Regionxethnic
gender
gdmc_age
highsch

Fit Statistics

-2 Res Log Likelihood
AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

110150.2
110158.2
110158.2
110162.2

Solution for Fixed Effects

Estimate
65.8454
25.4727
—15.0578
10.2047
—5.6520
0.2891
1.0439

Standard
Error
5.5964
11.8461
3.5124
8.4447
1.5363
0.09228
1.3721

DF t Value

18 11.77

18 2.15
9799  —4.29
9799 1.21
9799  —-3.68
9799 3.13
9799 0.76

Pr> |t|
<0.0001
0.0454
<.0001
0.2269
0.0002
0.0017
0.4468
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Parameter
A0
A_Hinj_Region

A_gender
A_Hinj_gender
Aethnic
Agdmc_age
A_highsch

BO
B_Hinj_Region
B_gender
B_Hinj_gender
B_ethnic
B_gdmc_age
B_highsch
Voul

Cov_ul2

Vo2

k

Iter  Calls
1 6

2 8

3 10
63 120

Dimensions

Observations Used

Observations Not Used

Total Observations

Subjects
Max Obs Per Subject
Parameters

Quadrature Points

Iteration History

Negloglike Diff
21577.8352  95.28015
21573.2026  4.632656
21568.0989  5.103729

21521.5 0.000428

9685
139
9824
20
1305
18

1

MaxGrad
1313.171
315.4175
376.3362

3.855125

Slope
—3372271
—19.3664
—2.79175

—0.00009

NOTE: GCONV convergence criterion satisfied.

Estimate
0.6175
—0.5113

—1.2871
0.1090
—0.1622
—0.04095
0.1229
1.1921
0.05778
0.3521
0.07662
0.1538
0.03361
0.01434
0.03611
—0.01263
0.01557
0.8557

Standard
Error
0.1352
0.1494

0.1144
0.1362
0.06990
0.004272
0.05923
0.09609
0.1067
0.08416
0.09444
0.03650
0.002064
0.02889
0.01891
0.008168
0.006467
0.03201

Fit Statistics
—2 Log Likelihood

AIC (smaller is better)

AICC (smaller is better)
BIC (smaller is better)

43043
43079
43079
43097

Parameter Estimates

t Value
4.57
—3.42

—11.25
0.80
—232
—9.59
207
12.41
0.54
4.18
0.81
4.21
16.28
0.50
191
~1.55
2.41
26.73

Pr> |t|
0.0002
0.0030

<0.0001
0.4338
0.0322
<0.0001
0.0526
<0.0001
0.5949
0.0006
0.4278
0.0005
<0.0001
0.6257
0.0723
0.1393
0.0270
<0.0001

Alpha
0.05
0.05

0.05 -
0.05 -
0.05 —
005 -0
005 -0
0.05

005 —
0.05

0.05 —
0.05 0.
0.05 0
0.05 -0
005 -0
005 -0

Lower  Upper
03335  0.9016
08252 —0.1973

15275  —1.0467
0.1771 0.3951
0.3091 —0.01539
.04993  —0.03198
00154 0.2474
0.9902 1.3940
0.1665 0.2820
0.1753 0.5289
0.1218 0.2750
07714 0.2305
02927 0.03794
04635 0.07503
00363 0.07584
02980  0.004526

0.05  0.001987 0.02916

0.05

0.7884 0.9229

Gradient
~0.73367
0.531992

0.893976
0.915352

—0.6302
—0.57898
—0.40768
—0.76416
1.961148
0.027175
—0.00283
—0.14698
—2.40698
—0.16217
0.700819
—0.91706
—3.85512
0.006327
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Sample Size Difference

Estimate 2| 0.1 0.15 0.2 0.25 0.3 0.35 0.4 0.45 0.5
Rho
0.1 85 37 20 13 8 6 4 3 2
0.2 110 48 26 16 11 8 5 4 3
0.3 134 59 32 20 13 9 7 5 4
0.4 159 69 38 24 16 11 8 6 4
0.5 183 80 44 27 18 13 9 7 5
0.6 207 91 50 31 21 14 10 8 6
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MODEL inject=HIV _Region ethnic HIV_Regionxethnic gender gdmc_age high-
sch
/SOLUTION DDFM=BW NOTEST;
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Pid
131360
131366
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150113
150114

160008
160010
160024
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177202
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181056
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181062

190000
190004
190017

210002
210003
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220001
220002
220003
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240053

Inject
88
300
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46
2
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14
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w
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30
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5
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HIV_Region
0
0

Gender
1
1
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0
1

0

o

Gdmc_Age
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—0.7865
—2.7865
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ioptimel=—2; ioptime2=0;

end;

else if Time=2 then do;
ioptimel=—1; ioptime2=—3;

end;

else if Time=3 then do;
ioptimel=0; ioptime2=—4;

end;

else if Time=4 then do;
ioptimel=1; ioptime2=—3;

end;

else if Time=>5 then do;
ioptimel=2; ioptime2=0;

end;

else if Time=6 then do;
ioptimel=3; ioptime2=5;

end;

Proc Mixed METHOD=REML covtest noclprint IC;
Class ID Timec;
Model C_QOL= Trt|ioptimel Trtlioptime2/S DDFM=KR;
Random Int ioptimel ioptime2/subject=ID G type=UN;
Run;
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Class site;

ID site jailyear;

Model jailyear=Hinj_Region|gender ethnic gdmc_age highsch
/S dist=POISSON link=LOG DDFM=BW;

RANDOM int gender/subject=site g;

NLOPTIONS tech=nrridg;

OUTPUT out=psstats pred(ilink)=p;

Run;

Data psstats(keep=site rp dist);
Set psstats;

rp=round(p);

dist="Poisson’;

Run;

Title 'Poisson Predictions’;

Proc Print data=psstats;

Run;

*(2)Overdispersed Possion;
Proc GLIMMIX data=data3 noitprint noclprint;
Class site;
Model jailyear=Hinj Region|gender ethnic gdmec_age highsch
/S dist=POISSON link=LOG DDFM=BW;
RANDOM Int gender/subject=site;
RANDOM_residual_/subject=site;
NLOPTIONS tech=nrridg;
OUTPUT out=psstats2 pred (ilink)=p;
Run;
Data psstats2(keep=site rp dist);
Set psstats2;
rp=round(p);
dist="Poissonr’;
Run;
title ‘Overdispersed Poisson Predictions’;
Proc print data=psstats2;

Run;
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*SAS Program 4.7.2-2;

Timec=Time;
C_QOL=QOL;
if time = 0 and QOL > 5 then C_QOL= 5;
Time2= Timex Time;
if Time=0 then do;
ioptimel=—3; ioptime2=5;
end;

else if Time=1 then do;
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*(3)Negative Binomial;

Proc GLIMMIX data=data3 noitprint noclprint;

Class site;

Model jailyear=Hinj_Region|gender ethnic gdmc_age highsch
/S dist=NB link=LOG Ddfm=Bw;

RANDOM Int gender/subject=site g;

NLOPTIONS tech=nrridg;

OUTPUT out=nbstats pred(ilink)=p;

Run;

Data nbstats(keep=rp dist);

Set nbstats;

rp=round(p);

dist="NegBin’;

Run;

Title 'Negative Binomial Predictions’;
Proc Print data=nbstats;

Run;

*(4) Raw data;

Data rwstats(keep=rp dist);
Set data3;

rename jailyear=rp;

dist="Observed’;

Run;

Title 'Raw Data’;

Proc Print data=rwstats;

Run;

*Combined;
Data combined;

Set rwstats psstats psstats2 nbstats;
Run;
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*SAS program 3.4.1;

PROC MIXED METHOD=REML COVTEST;

CLASS site;

MODEL inject=HIV _Region Gender Ethnic Gdmc_age Highsch
/SOLUTION DDFM=BW NOTEST;

RANDOM INT /SUBJECT=site;

Run;
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*SAS Program 4.7.2-3;

Proc IML;
time={0,1,2,3,4,5,6};
op-time=ORPOL(Time, 2);
mattrib op_time format=6.4;

Print op_time;

Quit;
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Group

Parameter Estimate
Intercept 1.70040
Intercept 0.86906
Linear —0.31308
Intercept 2.96097
Linear —1.13876
Quadratic 0.15130
Intercept 2.91335
Linear 0.08619
Quadratic  —0.04182
Alpha0 —0.84158
Alpha0 0.94563
Alphal 0.67820
Alpha0 —1.39223
Alphal 0.78009
Alpha0 —3.37697
Alphal 0.92326
Alpha2 —0.06347
Group membership

Constant (0.00000)
Constant 2.00242
gender —0.25132
ethnic 3.54304
agec —0.02667
highsch —0.20632

Standard
Error
0.04215
0.06338
0.06699
0.03488
0.08436
0.02258
0.03971
0.04040
0.00842
0.15685
0.09855
0.07976
0.28517
0.11413
0.70585
0.52407
0.08852

0.34510
0.34143
1.03224
0.01609
0.35645

T for HO:

Parameter=0 Prob > |T|
40.340 0.0000
13.711 0.0000
—4.674 0.0000
84.888 0.0000

—13.499 0.0000
6.701 0.0000
73.369 0.0000
2.134 0.0330
—4.965 0.0000
—5.366 0.0000
9.595 0.0000
8.503 0.0000
—4.882 0.0000
6.835 0.0000
—4.784 0.0000
1.762 0.0782
=0.717 0.4734
5.802 0.0000
—0.736 0.4617
3.432 0.0006
—1.657 0.0975
—0.579 0.5628
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Site
24
24

25
25
25

27
27
27

28
28
28

30
30
30

31
31
31

32
32
32

Pid
240055
240056

250001
250012
250015

270002
270003
270004

280001
280004
280012

301001
301009
301012

310169
310213
310221

320002
320003
320022

Inject
30
20

200
81
45
150
300
101
90
30
55

15

40

10

150

300

HIV_Region
0
0

Gender
1
1

Ethnic
0
1

Gdmc_Age
—5.7865
16.2135

—6.7865
0.2135
3.2135

10.2135
0.2135
4.2135

—7.7865
11.2135
4.2135

2.2135
—0.7865
8.2135

6.2135
1.2135
14.2135

—4.7865
—12.7865
—16.7865

Highsch
1
0
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Covariance Parameter Estimates

Standard Z
Cov Parm  Subject Estimate Error  Value Prz
UN(1,1) ID 0.9244 0.1059 8.73 <0.0001
UN(2,1) ID —0.00633 0.01551 —0.41 0.6833
UN(2,2) ID 0.01211  0.004907 2.47 0.0068
UN(3,1) ID —0.02373 0.007984 —2.97 0.0030
UN(3,2) ID —0.00077 0.001623 —0.47 0.6355
UN(3,3) ID 0.000439 0.001275 0.34 0.3653
Residual 0.8911 0.04622 19.28 <0.0001

Information Criteria
Neg2LoglLike Parms AIC AlICC HQIC BIC CAIC
41447 s 4158.7 4158.8 4168.1 4181.9 4188.9

Solution for Fixed Effects

Standard
Effect Estimate Error DF t Value Pr > |t
Intercept 4.3581 0.1042 202 41.82 <0.0001
trt —0.04266 0.1448 202 —0.29 0.7686
joptimel 0.08304 0.02177 198 3.82 0.0002
trtxioptimel 0.03311 0.03030 198 1.09 0.2759
ioptime2 —0.02423 0.01098 201 —2.21 0.0284

trtxioptime2  0.002468 0.01522 201 0.16 0.8714
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*SAS Program 5.6.4-5;

PROC SQL;
Create table temp as select site, heavy_inj,
100*(mean(heavy_inj)) as m_heavy_inj, count(site) as Nj from datal
Group by site;
Create table data2 as select distinct site, m_heavy_inj, Nj,

m_heavy_inj>15 as Hinj Region from temp;

Quit;

Data data3;
Merge datal data2; by site;

*(1)Poisson;

Proc GLIMMIX data=data3 noitprint noclprint;
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Group  Parameter
college

3 Constant
gender
ethnic
age._c
highsch
college

4 Constant
gender
ethnic
age.c
highsch

college

Estimate
0.87120
—0.10316
—0.38278
1.73603
—0.12893
—0.41402
0.59803
0.11577
—0.45296
0.97178
—0.00876
—0.17007
0.10849

Standard
Error
0.69117
0.47489
0.44762
1.19891
0.02802
0.46512
0.85997
0.43761
0.45108
1.26394
0.02144
0.46821
0.93212

T for HO:
Parameter=0
1.260
—-0.217
—0.855
1.448
—4.601
—0.890
0.695
0.265
—1.004
0.769
—0.408
—0.363
0.116

Prob > |T|
0.2076
0.8280
0.3925
0.1477
0.0000
0.3735
0.4868
0.7914
0.3154
0.4420
0.6829
0.7165
0.9073

BIC= —3854.63483 (N=3465) BIC= —3825.69521 (N=663) AIC= —3747.00164
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Effect
Intercept
HIV_Region
gender

ethnic

Effect
gdmc_age
highsch

Solution for Fixed Effects
Standard

Estimate

64.0393

33.3228
—5.7093
—11.1986

Estimate
0.2904
1.1269

Error
4.8764
9.2439
1.5371
1.7299

Error
0.09223
1.3729

DF

18

18
9800
9800

DF
9800
9800

t Value  Pr > [t
13.13 <0.0001
3.60 0.0020
-3.71 0.0002
—6.47  <0.0001

t Value Pr > [t|

3.15 0.0016

0.82 0.4118
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*SAS Program 4.7.2-4;

C_QOL=QOL; if Time = 0 and QOL > 5 then C_QOL= 5;
*Linear term;

optime0=0.3780; if Time =. then optime0=.;
if Time =0 then optimel=—.5669;

if Time=1 then optimel=-—.3780;

if Time=2 then optimel=—.1890;

if Time=3 then optimel=0;

if Time=4 then optimel=0.1890;

if Time=5 then optimel=0.3780;

if Time=6 then optimel=0.5669;
*Quadratic term;

if Time=0 then optime2=0.5455;

if Time=1 then optime2=0;

if Time=2 then optime2=—.3273;

if Time=3 then optime2=—.4364;
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Iteration History

Iteration  Evaluations  —2 Res Log Like Criterion
0 1 110513.49981830
1 2 110178.97953202  0.00002665
2 1 110177.46349547  0.00000647
3 1 110177.11763157  0.00000058
4 1 110177.08906592  0.00000001

Convergence criteria met.

Covariance Parameter Estimates

Standard Z
Cov Parm  Subject Estimate Error Value
Intercept site 300.30 106.01 2.83
Residual 4327.30 61.8202  70.00

Fit Statistics
—2 Res Log Likelihood 110177.1
AIC (smaller is better)  110181.1
AICC (smaller is better) 110181.1
BIC (smaller is better)  110183.1

PrZ
0.0023
<0.0001
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0.3780
0.3780
0.3780
0.3780
0.3780
0.3780
0.3780

OP_TIME
—0.5669
—0.3780
—0.1890
0.0000
0.1890
0.3780
0.5669

0.5455
—0.0000
—0.3273
—0.4364
—0.3273
—0.0000

0.5455
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Proc Freq data=combined;
by dist notsorted;
Tables rp / out=graphstats;
Run;
Data graphstats;
Set graphstats;
prob=percent/100;
Label prob="Probability’ rp='Number of Events’;

Run;

Proc Print data=graphstats;

Run;

symboll i=j v=star r=1 c=blue;

symbol2 i=j v=dot r=1 c=black;

symbol3 i=j v=square r=1 c=cyan;

symbol4 i=j v=circle r=1 c=red;

axisl label=("Number of Events’) order=(0 to 36 by 1);
axis2 label=(angle=90 h=1 f=swiss 'Probability’);
Title "Poisson, Overdispersed Poisson and Negative Binomial Model Fit Comparison’;
Proc Gplot data=graphstats;

Plot probsrp=dist/haxis=axisl vaxis=axis2;

Run;

Quit;
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Yoo =64.04
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if Time=4 then optime2=—.3273;
if Time=5 then optime2=0;
if Time=6 then optime2=0.5455;

Proc Mixed METHOD=REML covtest noclprint IC;
Class ID ;
Model C_.QOL= optime0 trt|optimel trtjoptime2/S DDFM=KR NOINT notest;
Random int optimel optime2/subject=ID G type=UN;

Run;
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*SAS Program 5.6.4-6.

PROC SQL;
Create table temp as select site, heavy_inj,
100%(mean(heavy_inj)) as m_heavy_inj from datal

Group by site;
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Group 1(n=400) Group 2(n=154) Group 3(n=60) Group 4(n=49)

Group 1 0.94 0.06 0.00 0.00
Group 2 0.07 0.91 0.02 0.00
Group 3 0.00 0.02 0.96 0.02
Group 4 0.00 0.01 0.01 0.98
Sample Membership
Classification 60.3% 23.2% 9.0% 7.4%

Estimated Population
Proportion 58.3% 24.7% 9.5% 7.5%
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Estimated G Matrix
Row  Effect 1D Coll Col2 Col3
1 Intercept 101 1.1213 —0.00325 —0.02549
2 Time_mid 101 —0.00325 0.01211 —0.00077
3 Time_mid2 101 —0.02549 —0.00077 0.000439
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Fit Statistics
—2 Res Log Pseudo-Likelihood 36910.56
Generalized Chi-Square 10360.10
Gener. Chi-Square / DF 1.07

Covariance Parameter Estimates

Standard
Cov Parm Subject  Estimate Error
CHOL(1,1) site 0.3585 0.08821
CHOL(2,1) site —0.2700 0.09795
CHOL(2,2) site 0.1401 0.03713

Scale 2.0698 0.03683
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SAS Program 6.4.3-2;

%let g=4; *define number of trajectory groups;
%let ord1=0 1 2 2; *de fine polynomial order of Poisson model;

%let ord2=0 1 1 2; *de fine polynomial order of extra zero model,;

PROC TRAJ OUTPLOT=0P OUTSTAT=0S OUT=0OF OUTEST=0E;
ID id; VAR meth_t0-meth_t5; INDEP t0-t5;
MODEL ZIP; *specify ZIP model;
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Effect

Intercept
Hinj_Region

gender
Hinj_Regionxgender
ethnic

gdmc_age

highsch

Solutions for Fixed Effects

Standard

Estimate Error
0.02956 0.1449
0.4610 0.1853
1.0792 0.1299
—0.2136 0.1689
0.2190 0.04078
0.04845 0.002204
—0.02921 0.03276

DF
18
18

9660
9660
9660
9660
9660

t Value
0.20
2.49
8.31

—-1.26
5.37
21.99
—0.89

Pr > |t|
0.8406
0.0229

<0.0001
0.2062

<0.0001
<0.0001
0.3725
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NGROUPS &g;

ORDER &ordl;

IORDER &ord2;

RISK gender ethnic age_c highsch college; *time-invariant covariate or risk fac-
tors;

Run;
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Inject;; = Bo; + B1Ethnic + BaGender + B3Gdmc-age + S4Highsch + ¢;;.4.1
Boj = Y00 + Y01 HIV_Region, | + ug;.4.2
Inject;; = 700 + 01 HIV Region, ; + B1Ethnic + S;Gender
+ B3Gdmc_age + B4Highsch + (ug; + e;5).4.3
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ioptime0  ioptimel  ioptime2

1 -3 5
1 -2 0
1 -1 -3
1 0 —4
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1 2 0
1 3
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Covariance Parameter Estimates

Standard

Cov Parm Subject  Estimate Error

CHOL(1,1) site 0.2949 0.08649

CHOL(2,1) site —0.1754 0.09441

CHOL(2,2) site 0.1188 0.03766

Residual (VC) 7.3638 0.1061

Solutions for Fixed Effects
Standard

Effect Estimate Error DF t Value
Intercept 0.1766 0.1424 18 1.24
Hinj_Region 0.3180 0.1756 18 1.81
gender 0.9425 0.1238 9660 7.62
Hinj_Regionxgender = —0.07803 0.1518 9660 —0.51
ethnic 0.2023 0.03813 9660 5.31
gdmc_age 0.03928 0.001800 9660 21.82
highsch —0.00581 0.02869 9660 —0.20

Analysis Variable :

res Pearson Residual

Mean Variance
TIFFfFFFTFFFfrfrffrs
—0.0045605 0.9971148

FIFFFFFFTfrssissrrsrs

Pr> |t
0.2308
0.0869
<0.0001
0.6072
<0.0001
<0.0001
0.8395
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*SAS Program 6.4.3-1;

Data GB_Zip_model;

Set lib.GB_ZIP Dat;

%let g=4; *define number of trajectory groups;

%let ord1=0 1 2 2; *de fine polynomial order of Poisson model;

%let ord2=0 1 1 2; *de fine polynomial order of extra zero model;

PROC TRAJ OUTPLOT=0P OUTSTAT=0S OUT=0F OUTEST=0E;
ID id; VAR meth_tO-meth_t5; INDEP t0-t5;
MODEL ZIP; *specify ZIP model;
NGROUPS & g;
ORDER & ordl;
IORDER & ord2;
Run;

%TRAJPLOT(OP, OS, 'Meth use trajectory’, 'Zero Inflated Poisson Model’, "Freq.

of meth use’, 'Time’);
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Covariance Parameter Estimates

Standard

Cov Parm  Subject Estimate Error
UN(1,1) ID 1.1213 0.1443

UN(2,1) ID —0.00325 0.01804

UN(2,2) ID 0.01211  0.004907

UN(3,1) ID —0.02549 0.01061

UN(3,2) ID —0.00077 0.001623

UN(3,3) ID 0.000439 0.001275

Residual 0.8911 0.04622

Fit Statistics

Neg2LogLike
41447

Effect
Intercept

trt

Time_mid
trtxTime_mid
Time_mid2
trtxTime_mid2

—2 Res Log Likelihood

AIC (smaller
AICC (smalle
BIC (smaller

z
Value Prz
7.77 <0.0001
—0.18 0.8571
2.47 0.0068
—2.40 0.0163
—0.47 0.6355
0.34 0.3653

19.28 <0.0001

41447

is better) 4158.7
r is better) 4158.8
is better) 4181.9

Null Model Likelihood Ratio Test

Solution for Fixed Effects

Estimate
4.4551
—0.05253
0.08304
0.03311
—0.02423
0.002468

Standard

Error DF
0.1215 201
0.1686 201
0.02177 198
0.03030 198
0.01098 201
0.01522 201

DF  Chi-Square  Pr > ChiSq
6 519.70 <0.0001
Information Criteria
Parms AIC AlCC HQIC BIC
7 4158.7 4158.8 4168.1 41819

t Value
36.68
—0.31
3.82
1.09
—-2.21
0.16

CAIC
4188.9

Pr > |t|
<0.0001
0.7557
0.0002
0.2759
0.0284
0.8714
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*SAS Program 5.6.4-4;

PROC GLIMMIX noitprint noclprint;

Class site;

MODEL jailyear=Hinj_Region|gender ethnic gdmc_age highsch
/S DIST=NB LINK=LOG DDFM=BW;,

RANDOM Int gender/subject=site type=Chol;

NLOPTIONS TECH=NRRIDG;

Run;
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Group

1
2
3
4

Parameter Estimate

Intercept —0.72088
Intercept 1.18735
Linear 0.00702
Intercept 2.92413
Linear —0.88625
Quadratic 0.09214
Intercept 2.76027
Linear 0.15531
Quadratic  —0.05136
Alpha0 2.47031
Alpha0 —1.33027
Alphal 0.87712
Alpha0 —1.38916
Alphal 0.67812
Alpha0 —3.26636
Alphal 0.81761
Alpha2 —0.04455
Group membership
(%) 58.28485
(%) 24.69978
(%) 9.51749
(%) 7.49788

Standard
Error
0.47080
0.07238
0.02779
0.04145
0.09371
0.02447
0.03638
0.03828
0.00798
0.31908
0.22484
0.07469
0.26275
0.09290
0.62638
0.46553
0.07888

3.10096
2.81770
1.26529
1.05079

T for HO:
Parameter=0
—1.531
16.404
0.253
70.554
—9.458
3.765
75.876
4.058
—6.440
7.742
—5.916
11.743
—5.287
7.300
—5.215
1.756
—0.565

18.796
8.766
7.522
7.136

Prob > |T|
0.1258
0.0000
0.8006
0.0000
0.0000
0.0002
0.0000
0.0001
0.0000
0.0000
0.0000
0.0000
0.0000
0.0000
0.0000
0.0791
0.5723

0.0000
0.0000
0.0000
0.0000

BIC= —3903.37673 (N=3465) BIC= —3886.83980 (N=663) AIC= —3841.87205
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*SAS Program 6.4.4-1.

Data GB_Censored_model;

Set Lib.GB_Censored_Dat;

%let g=4; *define number of trajectory groups;
%let ord=2 2 3 3; *define trajectory shape;
%let scale_min=0; *define scale minimum;

%let scale_max=6; *define scale mazimum;

Proc Traj out=of outplot=op outstat=os outest=oe;
Var crack_tO-crack_t7;

INDEP t0-t7;

MODEL CNORM; *speci fy censored normal model;
MIN & scale_min;
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MAX & scale_max;
NGROUPS &g;
ORDER & ord;
Run;

%TRAJPLOT(OP,08, 'Trajectory of crack use frequency’, 'Group-base censored

normal model’,’Crack use freq.’, "Time (Year)’);
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Y10 =0.4394
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Specifications
Data Set WORK.DATA3
Dependent Variable jailyear

Distribution for Dependent Variable  General

Random Effects u0
Distribution for Random Effects Normal
Subject Variable site
Optimization Technique Newton-Raphson Ridge
Integration Method Adaptive Gaussian
Quadrature
Dimensions
Observations Used 9685
Observations Not Used 139
Total Observations 9824
Subjects 20
Max Obs Per Subject 1305
Parameters 9
Quadrature Points 21
Parameters
B_Hinj_ B_Hinj- B_gdmc_
BO Region B_gender gender B_ethnic age B_highsch std k NeglogLike
0.07 0.46 1.05 —0.21 0.2 0.05 0 0.4 2 21969.2293

Iteration History

Iter Calls NeglLoglLike Diff MaxGrad Rho
1 23 21941.7677 27.46158 88.33897 1.7308
2 35 21933.5953 8.172406 43.60732 1

3 46 21929.8868 3.708557 63.58834 1.01129

57 21927.8764  2.01038 15.94016 2.00177
68 21927.7506 0.125819 2.077178 1.09058
21927.748 0.002531 0.051537 1.01786
90  21927.748 1.696E-6 0.000047 1.0013
NOTE: GCONV convergence criterion satisfied.

N o o &
~
©
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(410 =0.08304 and 459 = —0.02423)
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Fit Statistics
—2 Log Likelihood 43855
AIC (smaller is better) 43873
AICC (smaller is better) 43874
BIC (smaller is better) 43882

Parameter Estimates

Standard
Parameter Estimate Error DF t Value Pr > |t| Alpha Lower  Upper Gradient
BO 0.09584 0.09545 19 1.00 0.3280 0.05 —0.1039 0.2956 —0.00002
B_Hinj_Region 0.4067 0.1105 19 3.68 0.0016 0.05 0.1754 0.6379 0.000011
B_gender 1.0136 0.07567 19 13.40 <0.0001 0.05 0.8553 1.1720 1.3E-6
B_Hinj_gender = —0.1594 0.08840 19 —1.80 0.0872 0.05 —0.3444 0.02561 —0.00001
B_ethnic 0.2184 0.04304 19 5.08 <0.0001 0.05 0.1284 0.3085 —5.45E-6
B_gdmc_age 0.04912 0.002457 19 19.99 <0.0001 0.05 0.04398 0.05426 —0.00001
B_highsch —0.02800 0.03460 19 —0.81 0.4284 0.05 —0.1004 0.04442 —3.79E-6
std 0.1630 0.03358 19 486 0.0001 0.05 0.09277 0.2333 —0.00005
k 2.3187 0.04629 19 50.09 <0.0001 0.05 2.2218 2.4156 —4.24E-7
Additional Estimates
Standard
Label Estimate Error DF t Value Pr > [t| Alpha Lower Upper

intercept variance s2v. 0.02658  0.01095 19 2.43 0.0253 0.05 0.003666 0.04950
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Group 1(n=32) Group 2(n=217) Group 3(n=29) Group 4(n=116)

Group 1 0.92 0.04 0.03 0.00
Group 2 0.01 0.89 0.03 0.07
Group 3 0.02 0.10 0.87 0.00
Group 4 0.00 0.10 0.01 0.90
Sample Membership
Classification 8.1% 55.1% 7.4% 29.4%

Estimated Population
Proportion 8.4% 53.1% 8.5% 30.0%
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*SAS program 3.5.1;

PROC MIXED METHOD=REML COVTEST;
CLASS Site;
MODEL inject=HIV_Region ethnic gender gdmc_age highsch
/SOLUTION DDFM=BW NOTEST;
RANDOM INT ethnic gender gdmc_age highsch /SUBJECT=Site G TYPE=VC;
Run;
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s ] 00 FRLURE

A
time timel time2
1 0 0 0
2 1 1 0
3 2 1 1
4 3 1 2
5 4 1 3
6 5 1 4
7 6 1 5
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-
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Row Effect
Intercept
ethnic
gender
gdmc_age
highsch

g W N

Cov Parm
Intercept
ethnic
gender
gdmc_age
highsch
Residual

Project
site
10
10
10
10
10

Estimated G Matrix

Coll
329.28

Col2

79.3635

8

Covariance Parameter Estimates

Subject
site
site
site
site

site

Estimate
329.28
79.3635
8.5772
0.05286
11.3281
4306.65

Standard
Error
124.76
44.9790
15.2283
0.07735
16.6029
61.7358

Col3 Col4
5772
0.05286
Z
Value PrZ
2.64 0.0042
1.76 0.0388
0.56 0.2866
0.68 0.2472
0.68 0.2475
69.76  <.0001

Colb

11.3281
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Create table data2 as select distinct site, m_heavy_inj,
m_heavy_inj>15 as Hinj_Region from temp;

Quit;

Data data3;
Merge datal data2; by site;

Hinj_gender=Hinj_Region*gender;

PROC NLMIXED:;

PARMS B0=.07 B_Hinj _Region=0.46 B_gender=1.08 B_Hinj_gender=—.21 B _ethnic
=.22 B_gdmc_age=.05 B_highsch=—0.03 V_u0=.35 V_ul=.14 Cov_u01=0;

eta=B0+B_Hinj_RegionxHinj_Region+B_genderxgender+B_Hinj_gender«Hinj_gender
+B_ethnickxethnic+B_gdmc_agexgdmc_age+B_highschxhighsch4+u0+ulxgender;

lambda=exp(eta);

MODEL jailyear ~ POISSON(lambda);

RANDOM u0 ul ~ NORMAL([0,0], [V_u0,Cov_u01,V_ul]) SUBJECT=SITE;

RUN;
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Y = Boo + Bo1Tit + B2 15 + ByaTe + €t (6.4.4-1)
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Effect
optime0

trt

optimel
trtxoptimel
optime2

trtxoptime2

Solution for Fixed Effects
Standard

Estimate Error DF t Value Pr> |t
11.5295 0.2757 202 41.83 <0.0001
—0.04266 0.1448 202 —0.29 0.7686
0.4394 0.1152 198 3.82 0.0002
0.1752 0.1603 198 1.09 0.2759
—0.2221 0.1006 201 —-221 0.0284
0.02262 0.1395 201 0.16 0.8714
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*SAS Program 5.6.4-7;

PROC SQL;

Create table temp as select site, heavy_inj,
100*(mean(heavy_inj)) as m_heavy_inj from datal

Group by site;

Create table data2 as select distinct site, m_heavy_inj,
m_heavy_inj>15 as Hinj_Region from temp;

Quit;

Data data3;
Merge datal data2; by site;
Hinj_gender=Hinj_Regionxgender;
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Covariance Parameter Estimates

Standard Z
Cov Parm  Subject Estimate Error  Value Prz
UN(1,1) ID 0.9243 0.1059 8.73 <0.0001
UN(2,1) ID —0.03350  0.08204 —0.41 0.6830
UN(2,2) ID 0.3389 0.1374 2.47 0.0068
UN(3,1) ID —0.2175 0.07317 —2.97 0.0029
UN(3,2) ID —0.03730  0.07873 —0.47 0.6357
UN(3,3) ID 0.03681 0.1071 0.34 0.3656
Residual 0.8911 0.04622 19.28 <0.0001

Information Criteria
Neg2Loglike Parms AIC AICC HQIC BIC CAIC
4127.2 7 41412 41413 4150.6 4164.4 41714
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PROC NLMIXED tech=nrridg;
PARMS B0=0.07 B_Hinj_Region=0.46 B_gender=1.05 B_Hinj_gender=—0.21
B _ethnic=0.20 B_gdmc_age=0.05 B_highsch=0 STD=0.4 k=2;
eta=B0+B_Hinj_RegionxHinj_Region+B_genderxgender+B_Hinj_genderxHinj_gender
+B_ethnickethnic+B_gdmc_agexgdmc_age+B_highschxhighsch+u0;
lambda=exp(eta);
*pdf;
pdf=gamma(jailyear+1/k)/(gamma(jailyear+1)*(gamma(1/k)))*(((kxlambda)sx
jailyear)/(14+k*lambda)*x(jailyear+1/k));
*loglikelihood;
if pdf > 1e-8 then LL = log(pdf); else LL = —1e20;
Model jailyear ~ GENERAL(LL);
RANDOM u0 ~ NORMAL(0, STD+STD) SUBJECT=SITE;
Estimate 'intercept variance s2v’ std*std;

Run;
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Information Criteria
Neg2Loglike Parms AlC AICC HQIC BIC
110252 4 110260 110260 110261 110264

3 (3.4.1)—(3.4.3) FT 8 & AL L.

Fit Statistics
—2 Log Likelihood 110193.0
AIC (smaller is better)  110209.0
AICC (smaller is better) 110209.0
BIC (smaller is better)  110216.9

Information Criteria
Neg2Loglike Parms AlC AICC HQIC BIC
110193 8 110209 110209 110211 110217

CAIC
110268

CAIC
110225
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Yoo =4.3581
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Fit Statistics
—2 Log Likelihood
AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

78244
78264
78264
78274
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p? (yix = Min) = & <4m By t) (6.4.4-2)
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Max — 8z,
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Fit Statistics
—2 Log Likelihood
AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

110252.3
110260.3
110260.3
110264.3





OEBPS/Image00315.jpg
(00 =11.5295)





OEBPS/Image00435.jpg
Parameter

BO
B_Hinj_Region
B_gender
B_Hinj_gender
B_ethnic
B_gdmc_age
B_highsch
V_u0

V_ul

Cov_u01

Estimate
0.07040
0.4520
1.0525
—0.2394
0.1978
0.03921
—0.00528
0.2333
0.2033
—0.2027

Standard
Error
0.1679
0.2237
0.1577
0.2104
0.01433
0.000664
0.01059
0.08268
0.07476
0.07627

Parameter Estimates

t Value
0.42
2.02
6.67

—1.14
13.80
59.02
—0.50
2.82
2.72
—2.66

Pr> |t|
0.6799
0.0585
<0.0001
0.2701
<0.0001
<0.0001
0.6244
0.0113
0.0141
0.0160

Alpha
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05

Lower
—0.2823
—0.01808
0.7212
—0.6813
0.1676
0.03782
—0.02752
0.05961
0.04625
—0.3629

Upper
0.4231
0.9220
1.3839
0.2026
0.2279

0.04061
0.01697
0.4070
0.3604
—0.04246

Gradient
—0.01097
0.077375
0.013015
—0.01665
0.165664
—1.33893
—0.09941
—0.33143
—0.42482
—0.68785
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+ (uoj + vy time;; + u2]t1me +e;).71-5





OEBPS/Image00285.jpg
*SAS Program 4.6.8-1;

Timec=Time;

Proc Mixed covtest noclprint;

Class ID Timec;

Model QOL= Trt| Time SATS/ S DDFM=KR notest;
Random Int Time/subject=ID G type=UN;j

Repeated Timec/subject=ID R type=AR(1);

Run;
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Iter

The NLMIXED Procedure
Specifications

Data Set

Dependent Variable

Distribution for Dependent Variable

Random Effects

Distribution for Random Effects

Subject Variable

Optimization Technique

Integration Method

Dimensions
Observations Used
Observations Not Used
Total Observations
Subjects
Max Obs Per Subject
Parameters

Quadrature Points

Iteration History

Calls  NeglLoglike Diff

1 4 9505.33893 1.776552
2 5 0504.95632 0.382614
3 7 9504.94447 0.011845
32 9504.77388 0.000062

14

WORK.DATA1
inject_c

General

uOa ula uOb ulb
Normal

site

Dual Quasi-Newton
Adaptive Gaussian

Quadrature

9824
0
9824
20
1311
18

1

MaxGrad
302.9489

25.2883
10.87327

Slope
—5975.95
—0.7393
—0.01258

1.124033  —0.00007

NOTE: GCONV convergence criterion satisfied.

Fit Statistics
—2 Log Likelihood
AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

19010
19046
19046
19063
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Covariance Parameter Estimates

Standard Z
Cov Parm  Subject Estimate Error  Value Pr zZ
UN(1,1) ID 1.2366 0.1874 6.60 <0.0001
UN(2,1) ID —0.06644 0.02816 —2.36 0.0183
UN(2,2) ID 0.01107 0.006648 1.67 0.0479
AR(1) ID 0.1174 0.04886 2.40 0.0163
Residual 0.9847 0.06010 16.38 <0.0001

Information Criteria
Neg2Loglike Parms AIC AICC HQIC BIC CAIC
4187.2 5 4197.2 4197.3 4203.9 4213.8 4218.8

Solution for Fixed Effects

Standard
Effect Estimate Error DF tValue Pr> [t
Intercept 4.2238 0.1356 204 31.16 <0.0001
trt —0.1825 0.1880 202 —0.97 0.3331
time 0.05621 0.02337 199 2.41 0.0171

trtxtime 0.04269 0.03252 199 1.31 0.1908
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Parameter

GAO
GA1HIV_Region
GA2ethnic
GA3Reg-Eth
GAdgender
GA5gdmc_age
GAG6highsch
V_u0a

V_ula

GBO
GB1HIV_Region
GB2ethnic
GB3Reg_Eth
GB4gender
GB5gdmc_age
GB6highsch
V_u0b

V_ulb

Estimate
—0.9051
1.4004
—0.7495
0.3208
—0.1671
0.01559
0.05312
0.7951
0.1519
—0.07768
0.9618
—0.6939
0.09297
0.009054
0.02363
0.05292
0.3670
0.05953

Standard
Error
0.2513
0.5156
0.1500
0.3280
0.06733
0.004174
0.06157
0.3105
0.08207
0.1731
0.3736
0.09944
0.2656
0.05569
0.003314
0.04917
0.1335
0.04806

Parameter Estimates

DF t Value
16 —3.60
16 272
16 —5.00
16 0.98
16 —2.48
16 3.73
16 0.86
16 2.56
16 1.85
16 —0.45
16 2,57
16 —6.98
16 0.35
16 0.16
16 7.13
16 1.08
16 2.75
16 1.24

Pr > |t|
0.0024
0.0153
0.0001
0.3426
0.0246
0.0018
0.4010
0.0210
0.0827
0.6596
0.0204

<0.0001
0.7309
0.8729

<0.0001
0.2978
0.0143
0.2333

Alpha
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05
0.05

Lower Upper
—1.4378 —0.3723
0.3074 2.4934
—1.0674 —0.4316
—0.3745 1.0162
—0.3098 —0.02433
0.006740 0.02444
—0.07740 0.1836
0.1368 1.4534
—0.02208 0.3259
—0.4446 0.2892
0.1699 1.7537
—0.9047 —0.4831
—0.4701 0.6560
—0.1090 0.1271
0.01660 0.03066
—0.05132 0.1572
0.08394 0.6501
—0.04234 0.1614

Gradient
0.137791
—0.07515
—0.34124
0.008273
—0.41608
—0.01175
—0.20593
0.721235
—1.12403
—0.14343
—0.13251
—0.27434
0.194274
—0.04907
—0.02082
0.752094
0.541636
0.192796
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W 224 (Observed) {liTHA (Estimated)
T Overall! AVG1? AVG2? PRED1* PRED2°
0 0.0052 0.00246 0.04338 0.00592 0.09916
1 0.0243 0.01164 0.20709 0.00869 0.1922
2 0.0474 0.01526 0.43693 0.01359 0.33969
3 0.0526 0.02225 0.49409 0.01996 0.53454
4 0.0762 0.02869 0.72996 0.03211 0.71238
5 0.1027 0.04795 0.80311 0.04804 0.8436
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*SAS Program 4.6.8-2;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib 'D:\MLM\data’;

Data datal;
Set Lib.ML_Chap4_data;
Timec=Time;
Proc SQL;
Create table data2 as selectx,
mean(SATS) as Mean_SATS, SATS-mean(SATS) as Dev_SATS from datal
Group by ID;
Quit;

Proc Mixed data=data2 METHOD=ML covtest noclprint;
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*SAS Program 5.5.3-2;

Reg_Eth=HIV _Regionxethnic;

PROC NLMIXED;

PARMS

GA0=-0.90 GAIHIV_Region=1.40 GA2ethnic=—0.75 GA3Reg-Eth=0.32
GA4gender=—0.16 GAbgdmc_age=0.02 GA6highsch=0.05 V_u0a=0.81 V_ula=0.18
GB0=-0.08 GB1HIV _Region=0.96 GB2ethnic=—0.69 GB3Reg_Eth=0.10
GB4gender=0.01 GB5gdmc_age=0.02 GB6highsch=0.05 V_u0b=0.40 V_ulb=0.08;

etal=GA0+GA1HIV _Region«HIV_Region+GA2ethnickethnic+GA3Reg_EthxReg_Eth
+GA4genderxgender+GA5Sgdme_agesxgdme_age+G A6highschxhighsch+(u0a+ulax
ethnic);

eta2=GB0+GB1HIV _Region+HIV_Region+GB2ethnicxethnic+GB3Reg-Eth«Reg_Eth
+GB4genderxgender+GBb5gdmec_agesgdme_age+GB6highschxhighsch+(u0b+ulbx
ethnic);

IF (inject_c=3) THEN P=1/(1+EXP(etal)+EXP(eta2));
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Covariance Parameter Estimates

Standard Z
Cov Parm  Subject Estimate Error  Value Pr z
UN(1,1) ID 1.2253 0.1844 6.65 <0.0001
UN(2,1) ID —0.05997 0.02719 -—-2.21 0.0274
UN(2,2) ID 0.009505  0.006407 1.48 0.0690
AR(1) ID 0.1127 0.04879 2.31 0.0209
Residual 0.9636 0.05861 16.44 <0.0001

Solution for Fixed Effects

Standard
Effect Estimate Error DF tValue Pr > |t|
Intercept 3.7891 0.1576 346 24.04 <0.0001
trt —0.1726 0.1868 202 —0.92 0.3565

time 0.01417 0.02413 232 0.59 0.5577
trtxtime  0.03878 0.03180 197 1.22 0.2240
SATS 0.1357 0.02564 885 5.29 <0.0001
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ELSE IF (inject_c=1) THEN P=EXP(etal)/(1+EXP(etal)+EXP(eta2));

ELSE IF (inject.c=2) THEN P=EXP(eta2)/(1+EXP(etal)+EXP(eta2)):

LL = LOG(P);

MODEL Inject_c ~ GENERAL(LL);

RANDOM u0a ula u0b ulb ~ NORMAL( [0,0,0,0], [V_u0a,0,V_ula,0,0,
V_10b,0,0,0,V_ulb])

SUBJECT=site;

Run;
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Group Parameter Estimate
1 Intercept —5.19725
Linear 0.43898
2 Intercept —2.31133
Linear 0.78845
Group membership
1 (%) 92.51277
2 (%) 7.48723

Standard
Error
0.46508
0.12202
0.44560
0.15968

1.96936
1.96936

T for HO:
Parameter=0
—11.175
3.598
—5.187
4.938

46.976
3.802

Prob > |T|
0.0000
0.0003
0.0000
0.0000

0.0000
0.0001

BIC= —350.60834 (N=2072) BIC= —346.55196 (N=409) AIC= —336.51767
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Fit Statistics for the Model with Covariate SATS
—2 Log Likelihood 4129.5

AIC (smaller is better) 4149.5
AICC (smaller is better) 4149.6
BIC (smaller is better) 4182.6

Fit Statistics for Model with Both Covariate
Mean-SATS and the Dev-SATS

—2 Log Likelihood 4127.1
AIC (smaller is better) 4149.1
AICC (smaller is better) 4149.3

BIC (smaller is better) 4185.5
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*SAS Program 5.6.1-1;

Data POISSON;
Do n=0 to 20;
y1=pdf('POISSON’,n,0.5);
y2=pdf('"POISSON' n,1
y3=pdf('"POISSON’,n,2
yd=pdf
yb=pdf
y6=pdf

I

)
)
'POISSON’,n,3);
'POISSONn,4);
)
)
)
)

I

"POISSON’,n,5
y7=pdf('POISSON’ n,6
y8=pdf("POISSON’,n,7);
y9=pdf('"POISSON’ n,8);
y10=pdf('POISSON’ n,9);
y=1;

Output;
End,;

Symbol i=spline;

Proc GPLOT;

Plot (y1--y10)xy / overlay legend;

Run;

I

~ N —~ N N —~ —~
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Data group_inf;
set OF;
Proc sort; by group;

Proc Freq;
Tables group;
Run;

Proc Means;

by group;

Var GRP1PRB GRP2PRB;
Run;
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Class ID Timec;

Model QOL= Trt|Time SATS/ S DDFM=KR;
Random Int Time/subject=ID G type=UN;j
Repeated Timec/subject=ID R type=AR(1);
Run;

Proc Mixed data=data2 METHOD=ML covtest noclprint;
Class ID Timec;

Model QOL= Trt| Time Mean_SATS Dev_SATS/S DDFM=KR;
Random Int Time /subject=ID G type=UN;

Repeated Timec /subject=ID R type=AR(1);

Run;
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(5.6.1-3)
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C_QOL,; = Bo; + fr;time;; + Bojtime]; + €;;.7.1 — 1
Boj = Yoo + Yortrt; + ug;.7.1 — 2
B1j = v10 + matrty +uy;.7.1 =3
Baj = 20 + Yartrt; 4+ ug;. 7.1 — 4
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(5.6.1-1)
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Probability

0.7

0.6

0.5

0.4

0.3

0.2

0.1

0.0

20





OEBPS/Image00531.jpg
Group 1(n=384)

Group 2(n=25)

Group 1 0.98 0.02
Group 2 0.11 0.89
Sample Membership Classification 93.9% 6.1%
Estimated Population Proportion 92.5% 7.5%
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Dimensions

G-side Cov. Parameters 6
Columns in X 14
Columns in Z per Subject 6
Subjects (Blocks in V) 20
Max Obs per Subject 1311

Optimization Information

Optimization Technique Newton-Raphson with Ridging
Parameters in Optimization 6

Equality Constraints 2

Lower Boundaries 6

Upper Boundaries 2

Fixed Effects Profiled

Starting From Data

Convergence criterion (PCONV=1.11022E-8) satisfied.

Estimated G matrix is not positive definite.

Fit Statistics
—2 Res Log Pseudo-Likelihood  75299.34

Covariance Parameter Estimates

Standard
Cov Parm  Subject  Group Estimate Error
Intercept site injectc 1 0.8052 0.3067
ethnic site injectc 1 0.1882 0.1035
Intercept site inject_c 2 0.3958 0.1480
ethnic site inject_c 2 0.07683 0.05667

Intercept site inject_c 3 0

ethnic site inject_c 3 0
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*SAS Program 6.4.2-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib ‘'D:\MLM\data’;

Data GB_Logit-model;
Set Lib.GB_Logit_Dat;

PROC TRAJ OUTPLOT=0P OUTSTAT=0S OUT=0F OUTEST=0E ITDE-
TAIL;
ID ID; VAR yl-y6; INDEP t1-t6;
MODEL LOGIT; *specify Logit model;
NGROUPS 2; *specify number of trajectory groups;
ORDER 1 1; *specify trajectory polynomial function for each group;
Run;

NTRAJPLOT(OP,0S, 'Stopping Crack vs. Time’, 'Group-based Logit Model’,

"Prob of no use’, 'Time Period’);
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Effect
Intercept
Intercept
HIV_Region
HIV_Region
ethnic

ethnic

HIV_Regionxethnic

HIV_Regionxethnic

gender

gender
gdmc_age
gdmc_age
highsch
highsch

Solutions for Fixed Effects

Drug

injection:

1—injected

<30 times;

2—-30 to

100 times;

3-100+

times Estimate
1 —0.9002
2 —0.07734
1 1.4047
2 0.9622
1 —0.7523
2 —0.6928
1 0.3218
2 0.09899
1 —0.1638

2 0.01015 0.05563
1 0.01545 0.004169
2 0.02351 0.003311
1 0.05257 0.06150
2 0.05132 0.04912

Standard
Error
0.2517
0.1785
0.5187
0.3808
0.1536
0.1035
0.3426
0.2607
0.06725

9792
9792
9792
9792
9792

t Value
—3.58
—0.43

2.71
2.53
—4.90
—6.69
0.94
0.38
—2.44

0.8553
0.0002
<0.0001
0.3927
0.2961

Pr > |t|
0.0022
0.6700
0.0068
0.0115

<0.0001

<0.0001
0.3475
0.7042
0.0149
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* SAS Program 4.6.7-3;

Timec=Time;

Proc Mixed covtest noclprint IC;

Class ID Timec;

Model QOL= Trt|Time / S DDFM=KR notest;
Random Int Time/subject=ID G Type=UN;
Repeated Timec/subject=ID R Type=AR(1);
Run;
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No. of Groups BIC 210g(Blo)1 sz

1 —389.09 0 0
2 —350.61 76.96 0.9999
3 —361.83 —22.44 0
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(10 =0.2284, P=0.0013)
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Optimization Technique

Model Information

Data Set

Response Variable

Response Distribution

Link Function

Variance Function

Variance Matrix Blocked By
Estimation Technique

Degrees of Freedom Method

Number of Observations Read

Number of Observations Used
Dimensions

G-side Cov. Parameters

Columns in X

Columns in Z per Subject

Subjects (Blocks in V)

Max Obs per Subject

WORK.DATA3
jailyear

Poisson

Log

Default

site

Residual PL
Between-Within

9824
9685

20
1305

Optimization Information

Parameters in Optimization 3

Lower Boundaries
Upper Boundaries
Fixed Effects
Starting From

Newton-Raphson with Ridging

2

0
Profiled
Data

Convergence criterion (PCONV=1.11022E-8) satisfied.
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Pitg - 2
In <1 — pitg) = ago + g1 Tt + ageTh + agsTh (6.4.3-3)

ln( ztg) 690 + 591 gt Bg2Ti?s + 693Ti3t (6-4-3'4)





OEBPS/Image00295.jpg
Effect
Intercept
trt

time
trtxtime
Time2
trtxTime2

Solution for Fixed Effects
Standard

Estimate Error DF tValue Pr> [t
3.9878 0.1277 205 31.23 <0.0001
—0.1296 0.1766 202 —0.73 0.4636
0.2284  0.07006 204 3.26 0.0013
0.01830  0.09672 202 0.19 0.8501
—0.02423 0.01098 201 —-2.21 0.0284
0.002468  0.01522 201 0.16 0.8714
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Fit Statistics
—2 Res Log Pseudo-Likelihood  77637.51
Generalized Chi-Square 71261.04
Gener. Chi-Square / DF 7.36

Covariance Parameter Estimates

Standard
Cov Parm  Subject  Estimate Error
CHOL(1,1) site 0.5124 0.09458
CHOL(2,1) site —0.4467  0.09703

CHOL(2,2)  site 0.1747  0.03074

Solutions for Fixed Effects

Standard
Effect Estimate Error DF t Value
Intercept 0.07834 0.1769 18 0.44
Hinj_Region 0.4463 0.2362 18 1.89
gender 1.0456 0.1665 9660 6.28
Hinj_Regionxgender —0.2350 0.2224 9660 —1.06
ethnic 0.1976 0.01434 9660 13.79
gdmc_age 0.03921 0.000664 9660 59.01
highsch —0.00527 0.01059 9660 —0.50

Analysis Variable : res Pearson Residual

Mean Variance

TIPrrrrsrrrsrrrrrrsrys
—0.0082261  7.3550200

FFFFFFFFfFFFFSFTFPLS

Pr > |t
0.6632
0.0750

<0.0001
0.2908

<0.0001
<0.0001
0.6190
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P! (yir = 0) = pirg + (1 — pitg)ei_t;\ (6.4.3-1)





OEBPS/Image00297.jpg
(420 =—0.0242, P=0.0284)
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*SAS Program 5.6.4-2;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME Lib 'D:\MLM\data’;

Data datal;

Set Lib.ML_data_Chap5;

PROC SQL;

Create table Temp as select site, heavy_inj,

100*(mean(heavy_inj)) as m_heavy_inj from Datal

Group by Site;

Create table Data2 as select distinct site, m_heavy_inj,
m_heavy_inj>15 as Hinj_Region from Temp;

Quit;

Data Data3;
Merge datal Data2; by site;

PROC GLIMMIX noitprint noclprint;

Class site;

ID site jailyear;

MODEL jailyear=Hinj_Region|gender ethnic gdmc_age highsch
/S DIST=POISSON LINK=LOG DDFM=BW;

RANDOM Int gender/subject=site type=Chol;

NLOPTIONS TECH=NRRIDG;

OUTPUT out=GMOUT (keep=res) Pearson(BLUP)=res;

Run;

PROC Means data=GMOUT mean var;
Var res;

Run;
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*SAS Program 4.7.2-1;

C_QOL=QOL;

if time = 0 and QOL > 5 then C_QOL= 5;

Time_mid=time-3;

Time_mid2=Time_mid*Time_mid;

Proc Mixed METHOD=REML covtest noclprint IC;

Class 1D;

Model C_QOL= trt|Time_mid trt|Time_mid2/S DDFM=KR notest;
Random Int Time mid Time_mid2/subject=ID G type=UN;j

Run;
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Model Information

Data Set

Response Variable

Response Distribution

Link Function

Variance Function

Variance Matrix Blocked By
Estimation Technique

Degrees of Freedom Method

Number of Observations Read

Number of Observations Used
Dimensions

G-side Cov. Parameters

R-side Cov. Parameters

WORK.DATA3

jailyear

Poisson

Log
Default

site
Residual PL

Between-Within

9824
9685

Columns in X

Columns in Z per Subject
Subjects (Blocks in V)

Max Obs per Subject

3

1

7

2

20
1305

Optimization Information

Optimization Technique
Parameters in Optimization
Lower Boundaries

Upper Boundaries

Fixed Effects

Residual Variance

Starting From

Newton-Raphson with Ridging
3

2

0

Profiled

Profiled

Data

Convergence criterion (PCONV=1.11022E-8) satisfied.

Fit Statistics

-2 Res Log Pseudo-Likelihood
Generalized Chi-Square
Gener. Chi-Square / DF

35184.58
71267.01
7.36
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(62, =0.0372, P=0.2337; 62, =0.0004, P=0.3652
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(6 2, =0.0004, P=0.3653)
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*SAS Program 5.6.4-3;

PROC GLIMMIX noitprint noclprint;

Class site;

ID site jailyear;

MODEL jailyear=Hinj_Region|gender ethnic gdmc_age highsch
/S DIST=POISSON LINK=LOG DDFM=BW;

RANDOM Int gender/subject=site type=Chol;

RANDOM _RESIDUAL. /Subject=site;

NLOPTIONS TECH=NRRIDG;

OUTPUT out=GMOUT (keep=res) Pearson(BLUP)=res;

Run;

PROC Means data=GMOUT mean var;
Var res;

Run;
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(62, =0.0121, P=0.0068)
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RANDOM _RESIDUAL._ /Subject=site;
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Group

Parameter Estimate

Intercept —5.18395
Linear 0.42578
Intercept —2.26014
Linear 0.77781

Group membership
Constant  (0.00000)

Constant —2.97066
ethnic 0.27385
gender 0.09188
agec —0.10807
educ_c 0.07894

Standard
Error
0.47748
0.12439
0.44340
0.16621

0.65937
0.54643
0.48219
0.03641
0.14543

T for HO:
Parameter=0
—10.857
3.423
—5.097
4.680

—4.505
0.501
0.191

—2.969
0.543

Prob > |T|
0.0000
0.0006
0.0000
0.0000

0.0000
0.6163
0.8489
0.0030
0.5873

BIC= —348.75600 (N=2016) BIC= —341.43245 (N=396) AlIC= —323.51608

Group

B. With time-invariant and time-varying covariates

Parameter Estimate

Intercept —5.36888
Linear 0.43188
tl_trt 0.98204
Intercept —2.18299
Linear 0.77688
tl_trt —0.12099

Group membership
Constant  (0.00000)

Constant —3.00363
ethnic 0.15511
gender 0.16130
age.c —0.10953
educ_c 0.09543

Standard
Error
0.49867
0.12209
0.40980
0.49290
0.18360
0.65580

0.74143
0.58250
0.51503
0.03780
0.15057

T for HO:
Parameter=0
—10.766
3.537

2.396
—4.429
4.231
—0.184

—4.051
0.266
0.313

—2.897
0.634

Prob > |T|
0.0000
0.0004
0.0166
0.0000
0.0000
0.8536

0.0001
0.7900
0.7542
0.0038
0.5263

BIC= —353.96270 (N=2016) BIC= —345.01169 (N=396) AIC= —323.11392
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*SAS Program 5.6.4-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME Lib 'E:\MLM\data';

Data datal;
Set Lib.ML_data_Chapb;

Proc Means mean std;
Var jailyear;
Run;

Proc GCHART;
VBARS3D jailyear/discrete;
Run;
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Variable? Group 1 (n=272) Group 2 (n=20) P-value
Gender

Female (n=117) 108 (92.3%) 9 (7.7%)

Male (n=172) 161 (93.6%) 11 (6.4%) 0.6698
Ethnicity

White (n=106) 98(92.5%) 8 (7.5%)

Black (n=183) 171 (93.4%) 12 (6.6%) 0.7493
Age Group
<25 (n=16) 13(81.3%) 3 (18.8%)

60 (87.0%) 9 (13.0%)

25—34 (n=69) 195 (96.1%) 8(3.9%)
35+4(n=203) 0.0059
Education

<High School(n=118) 108 (91.5%) 10 (8.5%)

High School(n=108) 104 (96.3%) 4 (3.7%)

College(n=66) 60 (90.9%) 6 (9.1%) 0.2614
In Drug Treatment®

No(n=247) 230 (93.1%) 17 (6.9%)

Yes(n=45) 42 (93.3%) 3 (6.7%) 0.9579
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Row

Cov Parm
UN(1,1)
UN(2,1)
UN(2,2)
UN(3,1)
UN(3,2)
UN(3,3)

Residual

Neg2Loglike

41447

Estimated G Matrix
Effect ID Coll Col2 Col3
Intercept 101 0.8681 0.06887 —0.01923
time 101 0.06887 0.03716  —0.00341
Time2 101 —0.01923 —0.00341  0.000439
Covariance Parameter Estimates
Standard yA
Subject Estimate Error  Value PrZzZ
ID 0.8681 0.1601 5.42 <0.0001
ID 0.06887 0.06844 1.01 0.3143
ID 0.03716 0.05114 0.73 0.2337
ID —0.01923 0.01012 —-1.90 0.0575
ID —0.00341 0.007848 —0.43 0.6644
ID 0.000439 0.001275 0.34 0.3652
0.8911 0.04622  19.28 <0.0001
Fit Statistics
—2 Res Log Likelihood 41447
AIC (smaller is better) 4158.7
AICC (smaller is better) 4158.8
BIC (smaller is better) 4181.9
Null Model Likelihood Ratio Test
DF  Chi-Square Pr > ChiSq
6 519.70 <0.0001
Information Criteria
Parms AIC AlICC HQIC BIC CAIC
7 4158.7 4158.8 4168.1 4181.9 4188.9
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*SAS Program 6.4.2-2a;

Data GB_Logit_model;
Set lib.GB_Logit_dat;

*with time-invariate covariate;
PROC TRAJ data=GB_Logit-model OUTPLOT=0P OUTSTAT=0S OUT=0F
OUTEST=OE ITDETAIL;
ID id; VAR yl-y6; INDEP t1-t6;
MODEL LOGIT;
NGROUPS 2;
ORDER 1 1;
RISK Ethnic Gender Age_c Educ_c;
Run;
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*SAS Program 4.7.1-1;

C_QOL=QOL;
if Time=0 and QOL>5 then C_QOL=5;

Time2=TimexTime;

Proc Mixed covtest noclprint IC;

Class ID;

Model C_QOL= Trt|Time Trt|Time2/S DDFM=KR notest;
Random Int Time Time2/subject=ID G type=UN;

Run;
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*SAS Program 6.4.2-2b;

*with time-invariate and time-varying covariates;
PROC TRAJ data=GB _Logit_ model OUTPLOT=0P OUTSTAT=0S OUT=0F
OUTEST=0E
ITDETAIL;

ID id; VAR y1-y6; INDEP t1-t6;

MODEL LOGIT;
NGROUPS 2;
ORDER 1 1;

RISK Ethnic Gender Age_c Educ_c;

TCOV T1_trt T2 trt T3_trt T4_trt T5_trt T6_trt;
Run;





OEBPS/Image00391.jpg
*SAS Program 5.4.2-2;
OPTIONS NOCENTER PS=500 ls=150;
LIBNAME Lib ‘D:\MLM\data’;

Data datal;
Set Lib.ML_data_Chap5;

Reg_Eth=HIV_Region*ethnic;

PROC NLMIXED;

PARMS B1HIV _Region=0.9 B2ethnic=—0.6 B3Reg_Eth=0.4 B4gender=—0.1

Bbgdme_age=0.02 B6highsch=0.04 V_u0=0.70 V_ul=0.32;

Bounds b>0;

eta=B1HIV_Region*HIV_Region+B2ethnickethnic+B3Reg_EthxReg_Eth
+B4gendersgender+B5gdmc_agexgdme_age+B6highschxhighsch+u0 + ulsethnic;

IF (inject_c=1) THEN P=1/(1+EXP(—(a+eta)));

ELSE IF (inject_c=2) THEN P=(1/(1+EXP(—(a+b+eta))))—(1/(1+EXP(—(a+eta))));

ELSE IF (inject_c=3) THEN P=1—(1/(1+EXP(—(a+b+eta))));

if (P>1e—8) then LL=log(P); else LL=—1e20;

MODEL inject_¢ ~ GENERAL(LL);

RANDOM u0 ul ~ NORMAL([0,0], [V-u0,0,V_ul]) SUBJECT=SITE;

ESTIMATE 'Intercept2’ a+Db;

Run;
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IF (inject_c=1) THEN P=1/(1+EXP(—(a+eta)));
ELSE IF (inject_c=2) THEN P=(1/(1+EXP(—(a+b+eta))))—(1/(1+EXP(—
(ateta))));
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pysm) 3 _ XB+ 2U (5.4.2-1)
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(411 = —0.3311, SD=0.1671)
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*SAS Program 5.4.2-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME Lib 'D:\MLM\data';

Data ML _logit;
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Y11 = —0.2461
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y:2if6'1<y*<02

y=M—1if Cpy_2 <y" < Cp—1
y=Mif Cp_q1 <y*.4.1-2 (5)

XH, C, AM —11ME, HC1 < Cy <-+- < Cy—10 RFLogistic BB AT £

ey I
logit[Pr(y < m)] = Pr(y* < Cy,)

ply < m) -
= log <m> = Bom + Z BrTk

k=1

(5.4.1-3)





OEBPS/Image00504.jpg
/SOLUTION DDFM=BW notest;

Random int ethnic /SOLUTION SUBJECT=site type=UN;
*Output fized coefficients and residual var/covariances;

ODS Output Solutionf=Reg_coef Covparms=Resd_Cov;

Title 'Nonparametric Residual Bootstrap Multilevel modeling’;
Run;

%Put &syslast;

/*The existence of output file REG_.COEF as the most current data set indicates
convergence of modeling using the most current boostrap resample. The name
of the SAS working data file is case sensitive.x/

%if & syslast=WORK.REG_COEF %then %do;

*Transpose the output of fized parameter estimates;

Proc Transpose Data=Reg_coef Out=Fixed_p; Var estimate; id effect;

*Transpose the output of residual var/covariances;

Proc Transpose Data=Resd_Cov Out=Random_p (keep=UN)_1.1_UN_2_1_UN_2.2_
Residual rename=(UN_1_1_=u0_v) rename=(UN_2_1_=u01_cv)rename=(UN_2_2_=
ul_v)rename=(Residual=e_v);

Var estimate; id CovParm;

%if &sample=1 %then %do;
Data fixed_effects;

Set Fixed_p;

Y%end;

Y%else Y%do;

Data fixed _effects;

Set fixed_effects Fixed_p;
%end;

%if &sample=1 %then %do;
Data random_effects;

Set Random_p;

%end;

Y%else %do;

Data random _effects;

Set random_effects Random _p;
Y%end;
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Y%end;
Y%end;
Y%mend;
%M L_Bootstrap;

*Save residual bootstrap MLM results;
Data lib.fixed effect_all; set fixed_effects;
Data lib.random _effect_all; set random_effects;

Run;

ODS listing;
Proc means data=lib.fixed_effect_all; Run;

Proc means data=lib.random_effect_all; Run;
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The GLIMMIX procedure is modeling the probabilities of levels of inject_c having lower
Ordered Values in the Response Profile table.

Dimensions
G-side Cov. Parameters 3
Columns in X 8
Columns in Z per Subject 2
Subjects (Blocks in V) 20
Max Obs per Subject 1311

Optimization Information

Optimization Technique Newton-Raphson with Ridging
Parameters in Optimization 3

Lower Boundaries 2

Upper Boundaries 0

Fixed Effects Profiled

Starting From Data

Iteration History

Objective Max
Iteration  Restarts  Subiterations Function Change Gradient
0 0 4 68968.652737  0.91718751  0.000043

71783.907305 0.42900430 0.004003
72078.103813  0.00959772  0.002001
72084.391903 0.00071472  2.507E-6
72084.487899 0.00010572 1.011E-8
72084.490696 0.00000792  3.73E-11
72084.491215 0.00000007  6.069E-6
72084.491238 0.00000001 6.441E-6

N o 0w N
©o o o o o o o
O O KR K R RN

Convergence criterion (PCONV=1.11022E-8) satisfied.

Fit Statistics
—2 Res Log Pseudo-Likelihood  72084.49

Covariance Parameter Estimates

Standard
Cov Parm  Subject Estimate Error
CHOL(1,1) site 0.6971 0.1300
CHOL(2,1) site —0.02839 0.1209

CHOL(2,2)  site 03279  0.08894
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P(Y;) =Y mP(Y;) (6.4.1-1)
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Drug
injection:
1-injected
<30 times;
2—30 to
100 times;
3—-100+ Standard
Effect times Estimate Error DF
Intercept 1 —1.6492 0.1916 18
Intercept 2 0.3292 0.1908 18
HIV_Region 0.9008 0.3955
ethnic —0.6445 0.1080
HIV_Regionxethnic 0.3865 0.2496
gender —0.09457 0.04508
gdmc_age 0.01450 0.002733

highsch

Solutions for Fixed Effects

0.04271 0.04049

t Value Pr > |t|

—8.61  <.0001

1.73 0.1016
9798 2.28 0.0228
9798 —-5.97 <0.0001
9798 1.55 0.1215
9798 —-2.10 0.0359
9798 5.30 <0.0001
9798 1.05 0.2915
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Set Lib.ML_data_Chapb;
Proc GLIMMIX noclprint;
Class Site;
Model Inject_c=HIV Region|ethnic gender gdmc_age highsch
/S DIST=MULTI LINK=CLOGIT DDFM=BW;
Random Int ethnic/subject=Site TYPE=Chol;
nloptions tech=nrridg;
Run;
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Estimate S.E.  Estimate? S.ES3
EESH
Intercept 3.5955* 0.1335 3.7251* 0.1305
HIV_Region
Lower Level — — — =
Higher Level 0.5310 0.2742 0.4568 0.2635
Ethnicity
Non-White
White — — — —
—0.5476* 0.0707 —0.5256* 0.0746
Interaction between HIV Prevalence Region & —0.3311* 0.1671 —0.2461 0.1774
Ethnicity
Gender
Female — — — —
Male —0.0452 0.0292 —0.0550 0.0288
Aget 0.0140* 0.0018 0.0150* 0.0017
Education
Edul —0.0852* 0.0358 —0.0837* 0.0352
Edu2 —0.0497 0.0353 —0.0823* 0.0330
Edu3 = = = —
BEALALES 22 Iy 2640
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Model Information

Data Set

Response Variable

Response Distribution

Link Function

Variance Function

Variance Matrix Blocked By
Estimation Technique
Degrees of Freedom Method
Number of Observations Read

Number of Observations Used

WORK.ML_LOGIT
inject_c

Multinomial (ordered)
Cumulative Logit
Default

site

Residual PL
Between-Within

9824

9824

Response Profile

Ordered
Value inject_c
1 1
2 2

3 3

Total
Frequency
1858
3837
4129
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Y%let gamma00_hat=3.5955; *overall mean;

%let gamma0l_hat=0.5310; *main effect of HIV_Region;

%let gamma20_hat=—0.5476; *main effect of ethnic;

%let gamma21_hat=0.3311; *interaction between ethnic and HIV_Region;
%let beta2_hat=—0.0452; *main effect of gender;

%let betad_hat=0.01395; *main effect of age;

Y%let betad_hat=—0.0852; *main effect of edu_gpl;

%let betab_hat=—0.0497; *main effect of edu_gp2;

%Macro ML_Bootstrap;

%do sample=1 %to 500;

Yput samp==&sample;

Proc Surveyselect out=Datal data=lib.New_level_1_resd method=URS n==&samplesize

outhits noprint;

Data Newdatal;
Merge Datal lib.data_level 1;

Proc Surveyselect out=Data2 data=lib.New_level 2_resd method=URS n=~&groups

outhits noprint;

Data Newdata2;

Merge Data2 lib.Data_level 2;
new_alpha=&gamma00_hat-+&gamma01_hat+HIV region+new_u0;
new_betal=&gamma20_hat+&gamma21_hat+HIV region+new_ul;

Data Bootstrap_data (keep=site new_y new_alpha new_betal gender ethnic gdm-

c_age

Edu_gpl Edu_gp2 HIV_Region New_resd_1);

Merge Newdatal Newdata2; by site;

New_y=new_alpha+ new_betalxethnic+&beta2_hat+gender+&betad_hat+gdme_age
+&betad_hat+*Edu_gpl+&betad_hatxEdu_gp2+New _resd_1;

Proc Mixed Method = REML noinfo noitprint COVTEST;
Class site;

Model New_y= HIV_Region|ethnic gender ethnic gdme_age Edu_gpl Edu_gp2
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The GLIMMIX Procedure

Model Information

Data Set WORK.DATA1
Response Variable inject_c

Response Distribution Multinomial (nominal)
Link Function Generalized Logit
Variance Function Default

Variance Matrix Blocked By site

Estimation Technique Residual PL
Degrees of Freedom Method Between-Within
Number of Observations Read 9824

Number of Observations Used 9824

Response Profile

Ordered Total
Value inject_.c Frequency

1 1 1858

2 2 3837

3 3 4129

In modeling category probabilities, inject_c='3’ serves as the reference category.
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(Blp(g = 11Y5) » plg = 2|V7)





OEBPS/Image00397.jpg





OEBPS/Image00518.jpg
plg = 3|Y3)





OEBPS/Image00394.jpg
Additional Estimates
Standard
Label Estimate Error DF t Value Pr > |t| Alpha Lower Upper
Intercept2  0.3286  0.1801 18 1.82 0.0847 0.05 —0.04976 0.7070





OEBPS/Image00515.jpg





OEBPS/Image00395.jpg
K
: i ) = Qm + Zﬁmkfﬂk (5.5.1-1)

k=1
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exp(n)

1+ Z exp(1m)
m=1
Pr(yi; = 2lup) = e;p(m) (5.5.2-5)
1+ Z exp(1m)
m=1
1

M
1+ Z exp(1m)
m=1
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exp(Bg0 + Bo1 Tie + Bga Ty + BusTyy)

P’ (yit) =

In < P! (Yit)

1 —p9(yit)

B 1 + exp(ﬁgo + 6ngit + 6g2Ti2t + 693T3)

) = Bgo + By1Tit + By2Ts + Bya T

(6.4.2-1)

(6.4.2-2)
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*SAS Program 5.5.3-1;

PROC GLIMMIX noitprint noclprint;

Class Site inject_c;

MODEL inject_c=HIV_Region|ethnic gender gdmc_age highsch
/S DIST=MULTI LINK=GLOGIT DDFM=BW;

RANDOM Int ethnic/subject=Site Group=inject_c;
NLOPTIONS TECH= NRRIDG;

Run;
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—25
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0

2.46
2.46

0.5
4.5

—2.54

17.5

0.46
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5.5
15
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0
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1
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1
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1
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14
15
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35
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Parameter
B1HIV_Region
B2ethnic
B3Reg_Eth
B4gender
B5gdmc_age
B6highsch
V_u0

V_ul

b

a

Estimate
0.9099
—0.6436
0.3802
—0.09456
0.01453
0.04293
0.4256
0.08821
1.9794
—1.6508

—2 Log Likelihood

Fit Statistics

AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

Standard
Error
0.3726
0.1037
0.2352
0.04519
0.002730
0.04048
0.1470
0.04756
0.02860
0.1809

Parameter Estimates

DF t Value Pr > [t

18 2.44
18 -—6.21
18 1.62
18 —2.09
18 5.32
18 1.06
18 2.90
18 1.85
18 69.22
18 -9.13

0.0251
<.0001
0.1234
0.0508
<.0001
0.3029
0.0096
0.0801
<.0001
<.0001

19145
19165
19165
19175

Alpha
0.05
0.05
0.05
0.05

Lower
0.1272
—0.8614
—0.1140
—0.1895

0.05 0.008792
0.05 —0.04211

0.05 0.1167
0.05 —0.01172
0.05 1.9193
0.05 —2.0308

Upper
1.6926
—0.4258
0.8745
0.000383
0.02026
0.1280
0.7345
0.1881
2.0395
—1.2708

Gradient
0.000672
0.002899
0.000703
0.001115
0.001883
0.000364
0.000181
—0.00123
0.00111
0.000456
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*SAS program 3.3.1;

Data Datal;
Set lib.ML_data_Chap3;
PROC MIXED METHOD=REML COVTEST;
CLASS Site;
MODEL Inject=HIV _Region/SOLUTION DDFM=BW;
RANDOM INT/SUBJECT=Site;
Run;





OEBPS/Image00168.jpg
Inject;; = Boj + €i5.3.1
ﬁOj = Y00 + 'yOlHIV_Regionlj + qu-3-2

Injectij = Yo0 + 'yOlHIV_Regionlj + (qu + eij)
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Iteration History

Iteration  Evaluations  —2 Res Log Like Criterion
0 1 110705.91097375
1 2 110241.79764849  0.00000927
2 1 110241.29349196  0.00000110
3 1 110241.23841823  0.00000002
4 1 110241.23741776  0.00000000

Convergence criteria met.

Covariance Parameter Estimates

Standard Z
Cov Parm  Subject Estimate Error Value PrZ
Intercept site 353.17 123.53 2.86 0.0021
Residual 4350.43 62.1371 70.01 <.0001

Fit Statistics
-2 Res Log Likelihood 110241.2
AIC (smaller is better)  110245.2
AICC (smaller is better) 110245.2
BIC (smaller is better)  110247.2

Solution for Fixed Effects
Standard
Effect Estimate Error DF t Value Pr > |t
Intercept 53.7510 4.9407 18 10.88 <0.0001
HIV_Region  31.2957 9.9697 18 3.14 0.0057

Type 3 Tests of Fixed Effects
Num Den
Effect DF DF F Value Pr>F
HIV_Region 1 18 9.85 0.0057
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Y01 =31.30 (P=0.0057)





OEBPS/Image00163.jpg





OEBPS/Image00165.jpg
EB HIAEB | fd t H 445 R Y By, 17 B B g





OEBPS/Image00164.jpg
B

EB
05





OEBPS/Image00178.jpg
(62 = 4350.47). SR, 4L1E) J5 Z A i 1E62,





OEBPS/Image00177.jpg
62 = 4350.43
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ICC = Ou _ 55317 =0.08 (3.3.4)
© 62,+62  353.17 4 4350.43
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Neg2LogLike
110261

Fit Statistics

-2 Log Likelihood
AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

Parms

3

110261.1
110267.1
110267.1
110270.1

Information Criteria

AIC
110267

AICC
110267

HQIC
110268

BIC
110270

CAIC
110273
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Yoo +501 =53.75+31.30=85.05
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*SAS program 3.3-2;
Data NULL_;

P _vale=1-Probchi(8.8, 1);
Put P_vale=;

Run;
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Neg2LogLike
110252

Fit Statistics

-2 Log Likelihood
AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

Parms
4

110252.3
110260.3
110260.3
110264.3

Information Criteria

AIC
110260

AlICC
110260

HQIC
110261

BIC
110264

CAIC
110268
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*SAS program 3.2.2;

Data Datal;

Set lib.ML_data_chap3;

* Empty model;

PROC MIXED METHOD=REML noclprint COVTEST;
CLASS site;

MODEL inject=/SOLUTION;

RANDOM INT /SUBJECT=site SOLUTION;

ODS output solutionr=Ran_effect;

Run;

Data Data2 (keep=site u0j);
Set Ran_effect;

rename Estimate=u0j;

* estimate group means;

Proc SQL;
Create Table Data3 as select site, mean(inject) as y_bar_j,
count(site) as n_j from datal
Group by site;

Quit;

Data Data4;
Merge Data2(in=d1) data3(in=d2);
By site;

y-bar=64.0377; *estimated sample overall mean;

grand_mean=61.4366; *empty model BLUP estimate of grand mean;
Var_U0j=523.57; *empty model estimated variance of level-2 residuals u07j;
Var_eij=4350.47; *empty model estimated variance of level-1 residuals eij;
BLUP _Beta0j=u0j+grand_mean;
Rho_0j=Var_U0j/(Var_UQj+(Var_eij/n_j));
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Yo1 =—0.1771 (P=0.3483)
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Yoo =61.44
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Covariance Parameter Estimates
Standard Z

Cov Parm  Subject  Estimate Error Value PrZ
UN(1,1) ID 1.3464 0.1798 7.49  <.0001
UN(2,1) ID —0.08877 0.02610 —3.40 0.0007
UN(2,2) ID 0.01863  0.005561  3.35 0.0004
Residual 0.9127 0.04213 21.66 <.0001

Information Criteria
Neg2Loglike Parms AIC AICC HQIC BIC CAIC
4193.4 4 4201.4 42014 4206.8 42146 4218.6

Solution for Fixed Effects

Standard
Effect Estimate Error DF t Value Pr > |t]
Intercept 4.2262 0.1358 203 31.12 <.0001
trt —-0.1771 0.1884 202 —0.94 0.3483

time 0.05655 0.02346 199 2.41 0.0168
trtxtime  0.04111 0.03264 199 1.26 0.2094

Type 3 Tests of Fixed Effects
Num  Den
Effect DF DF  F Value Pr>F
trt 1 202 0.88 0.3483
time 1 199 5.81 0.0168
trtxtime 1 199 1.59 0.2094
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411 =0.04 (P=0.2081)
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Y01=0.06(P=0.0161)
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Bo; = pifloj + (1= p;)ioo (2.7.2)
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*SAS Program 4.6.5-1;

Proc Mixed covtest noclprint IC;

Class 1D;

ID ID time QOL;

Model QOL = Trt|Time Age Gender Edu Diagnosis/ S DDFM=KR notest;
Random Int Time/subject=ID G TYPE=UN;

Run;
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QOL,; = Bo; + Bu; Timey; + €;;.6.5 — 1
Boj = Yoo + Y01 Trt; + Y02Age; + vo3Gender;
+ v04Edu; + y04Diagnosis; + u;.6.5 — 2
B1; = 110 + Y11 Trt; + u1.6.5 — 3
QOL;; = o0 + Y01 Trt; + y10Time;; + 11 Trt; * Time;; + vo2Age;
+ v03Gender; 4 yosEdu; + 704Diagnosisj
+ (uoj + uq; Time;; + €;5).6.5 — 4
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(A2 =—0.03, P=0.0009)
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B(})BjLUP = 4BLUP | 4. (3.2.5)
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Cov Parm
UN(1,1)
UN(2,1)
UN(2,2)

Residual

Neg2LogLike
4192.4

Effect
Intercept
trt
time
trtxtime
AGE
gender
EDU
DIAGNOSIS

Covariance Parameter Estimates

Solution for Fixed Effects

Estimate
5.1171
—0.1091
0.05648
0.04090
—0.03189
0.1631
0.08749
—0.03580

Standard
Error
0.4178
0.1884
0.02348
0.03268
0.009432
0.1690
0.1504
0.1745

DF
214
200
199
199
198
197
199
196

Standard Z
Subject  Estimate Error Value
ID 1.2895 0.1770 7.28
ID —0.08855 0.02614 —3.39
ID 0.01875 0.005572 3.37
0.9124 0.04211 21.67
Information Criteria
Parms AlIC AICC HQIC
4 4200.4 4200.5 4205.8

t Value
12.25
—0.58
2.41
1.25
—3.38
0.97
0.58
—-0.21

BIC
4213.7 4217.7

PrZ
<.0001
0.0007
0.0004
<.0001

CAIC

Pr> |t|
<.0001
0.5631
0.0171
0.2122
0.0009
0.3356
0.5613
0.8377
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*SAS Program 4.6.4-1;

1.3.1.‘OC Mixed METHOD=REML covtest noclprint;
Class 1D;

Model QOL = Trt|Time / S DDFM=KR;
Random Int Time/subject=ID G TYPE=UN;
Run;
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QOL;; = Boj + B1;Time;; + €45
Boj = Y00 + Y01 Trt; + uo;
B1j = vio + y1Trt; 4+ uy;
QOLij = Y00 + Yo1Trt; 4+ y1oTime;; + v11Trt; * Time;;
+ (uo; + u1;Time;; + e;5)

(4.6.4-1)
(4.6.4-2)
(4.6.4-3)

(4.6.4-4)
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(50" =61.44, o2, =523.57 Mo? =4350.47)
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401 =0.07, P=0.6781
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Neg2LogLike
4193.4

Effect
Intercept
trt
Time_end

trtxTime_end

Parms

Information Criteria

AIC

AlICC

4 4201.4 4201.4

Solution for Fixed Effects

Estimate
4.5655
0.06958
0.05655
0.04111

Standard
Error
0.1200
0.1674
0.02346
0.03264

HQIC
4206.8

DF
201
202
199
199

t Value
38.03
0.42
241
1.26

BIC
42146 4218.6

CAIC

Pr > |t|
<0.0001
0.6781
0.0168
0.2094
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Row

~N o o0~ 0N -

Coll
2.2627
1.1825
1.1348
0.9363
0.9669
0.8117
0.7597

Estimated R Matrix for ID 101

Col2
1.1825
2.2649
1.2785
0.8989
1.0656
0.7988
0.8744

Col3
1.1348
1.2785
1.9770
1.0938
1.0886
0.9796
0.8677

Col4
0.9363
0.8989
1.0938
1.8960
1.0685
0.8573
0.8070

Col5
0.9669
1.0656
1.0886
1.0685
2.0121
1.0540
0.9610

Col6
0.8117
0.7988
0.9796
0.8573
1.0540
1.7986
0.9061

Col7
0.7597
0.8744
0.8677
0.8070
0.9610
0.9061
1.5692
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* SAS Program 4.6.7-1;

Timec=Time;

Proc Mixed covtest noclprint;

Class ID Timec;

Model QOL= Trt|Time / S DDFM=KR,;

Repeated Timec/subject=ID R RCORR TYPE=UN;
Run;
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* SAS Program 4.6.7-2;

Timec=Time;
%Macro Fit(COV);
ODS Exclude ClassLevels IterHistory;

Proc Mixed covtest noclprint;

Class ID Timec;

Model QOL= Trt|Time / S DDFM=KR,;

Repeated Timec/subject=ID R RCORR TYPE=& COV;
Run;

%Mend Fit;

% Fit(UN)

% Fit(CS)
t(AR(1)
% Fit(TOEP)
% Fit(HF)
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10
11
12
13
14
15
16
17
18
19
21
22
23
24
25
27
28
30
31
32

455
139
179

1311
279
86
223
684
552
932
469
695
1036
89
328
910
365
254
284

61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366
61.4366

19.2308
71.9784
86.5475
52.7040
83.5896
52.9427
21.2209
76.3632
39.2632
84.8569
70.9431
51.4350
68.9827
56.7693
96.7191
29.5915
86.8615
58.0219
35.2953
85.4014

—41.4489
9.9472
23.9969
—8.6036
22.0135
—8.2483
—36.6724
14.3904
—21.9073
23.0730
9.4225
—9.8275
7.4570
—4.6302
32.2697
—31.0583
25.1949
—3.3387
—25.3133
23.2836

0.98207
0.94359
0.95564
0.98522
0.99370
0.97108
0.91189
0.96408
0.98800
0.98517
0.99116
0.98259
0.98819
0.99204
0.91461
0.97529
0.99095
0.97774
0.96832
0.97157

19.9877
71.3838
85.4335
52.8330
83.4501
53.1883
24.7642
75.8270
39.5293
84.5096
70.8591
51.6091
68.8936
56.8064
93.7063
30.3783
86.6315
58.0979
36.1233
84.7202

20.0344
71.5305
85.5489
52.8714
83.4665
53.2635
24.9934
75.9205
39.5605
84.5481
70.8821
51.6544
68.9243
56.8271
93.9284
30.4425
86.6550
58.1558
36.2058
84.7941
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Row

~N o o0~ 0N -

Coll
1.0000
0.5224
0.5366
0.4520
0.4532
0.4023
0.4032

Estimated R Correlation Matrix for ID 101

Col2
0.5224
1.0000
0.6042
0.4338
0.4992
0.3958
0.4638

Col3
0.5366
0.6042
1.0000
0.5650
0.5458
0.5195
0.4927

Col4
0.4520
0.4338
0.5650
1.0000
0.5470
0.4642
0.4678

Col5
0.4532
0.4992
0.5458
0.5470
1.0000
0.5540
0.5408

Col6
0.4023
0.3958
0.5195
0.4642
0.5540
1.0000
0.5394

Col7
0.4032
0.4638
0.4927
0.4678
0.5408
0.5394
1.0000
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V=2GZ +R (2.7.1)
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Covariance Structures —2LL AIC AICC SBC

AR(1) 4304.8 4308.8 4308.8 4315.4

CS 4214.1 4218.1 4218.1 4224.7

HF 4205.5 4221.5 4221.6 4248.0

RIS 4193.4 4201.4 4201.4 4214.6

UN 4167.0 4223.0 4224.3 4315.8

TOEP 4188.8 4202.8 4202.9 4226.0
RIS-AR(1) 4187.2 4197.2 4197.3 4213.8
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Yo3 =0.16(P=0.3356)
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Covariance Parameter Estimates

Standard YA
Cov Parm  Subject Estimate Error Value Prz
UN(1,1) ID 0.9519 0.1415 6.73  <0.0001

UN(2,1) ID 0.02302 0.02184 1.05 0.2920
UN(2,2) ID 0.01863 0.005561 3.35 0.0004
Residual 0.9127 0.04213 21.66 <0.0001

Fit Statistics
—2 Res Log Likelihood  4193.4
AIC (smaller is better)  4201.4
AICC (smaller is better) 4201.4
BIC (smaller is better)  4214.6

Null Model Likelihood Ratio Test
DF  Chi-Square  Pr > ChiSq
3 527.80 <0.0001
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EB_Beta0j=Rho_0jxy_bar_j+(1-Rho_0j)*y_bar;

Proc print Data=Data4 noobs;
Var site n_j grand_mean y_bar_j u0j Rho_0j BLUP_Beta0Oj EB_Beta0j;
Run;
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*SAS Program 4.6.6-1;

Time_end=Time-6; *recode time score;

Proc Mixed covtest noclprint IC;

Class 1D;

ID ID time QOL;

Model QOL = Trt|Time_end / S DDFM=KR notest;
Random Int Time_end/subject=ID G TYPE=UN;
Run;
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24 1036 1.45 56.77 73.94 26.06 70.17 29.83 40.39 38.22 61.78
30 365 1.64 5802 8110 18.90 86.03 13.97 43.44  35.07 64.93
21 932 1.82 70.94 69.53 30.47 34.66 65.34 37.50 30.79 69.21
15 279 215 5294 79.93 20.07 10.04 89.96 3659 2151 78.49
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27 328 396 2951 8049 19.51 67.07 32.93 3698  36.59 63.41
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12 179 29.61 86.55 69.27 30.73 65.36 34.64 40.39 45.81 54.19
11 139 46.76 71.98 6835 31.65 92.09 7.91  40.50 49.60 50.40
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Var(Boj)/Var(y ;) = 650/[650 + (8% /n;)]
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*SAS Program 5.3.5-7;

PROC GLIMMIX METHOD=RSPL;

Class Site;

Model heavy.inj (event="1")=HIV _Region|ethnic gender gdmc_age highsch
/S DIST=Binary LINK=LOGIT DDFM=BW;

Random Int ethnic/subject=site type=Chol;

NLOPTIONS TECH=NRRIDG;

Run;
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*SAS Program 3.1.1;
OPTIONS NOCENTER PS=500 1s=150;
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In <L> — BO]' -+ BlethiniCij -+ 62Genderij =+ Bngmc,ageij

1 — pij
+ B4Highsch,;.3.5 — 5 (5)
Boj = Yoo + Y01 HIV Region; + ug;.3.5 — 6 (5)
Br; =m0 + 711 HIV Region; + u1;.3.5 — 7 (5)

HAERBRA:

In <1 B ) =700 + Y01 HIV Region; + y19Ethinic;; + 41, HIV_Region; * Ethinic;;
—Pij

+ paGender;; + 63dec_ageij + B4Highschij
+ (ug; + w1, * Ethinic;;).3.5 — 8 (5)
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RANDOM u0j ~ normal(0, V_u0) subject=site;
ESTIMATE 'ICC’ V_u0/(V_u0+43.289868134);
Run;
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Yij = BO]' + Bljzlw +¢;;.10.7
Boj = oo + Yo1w1; + o;.10.8
B15 = 710 + u1;.10.9

Yii = Yoo + yo1wj1 + Y1021, + (o + 21y, - uas + €i5).10.10
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Solution for Fixed Effects
Standard
Effect Estimate Error DF  t Value Pr> |t
Intercept 4.1314 0.08474 338 48.75 <.0001
time 0.07865  0.01375 1140 5.72 <.0001

Type 3 Tests of Fixed Effects
Num  Den
Effect DF DF F Value Pr>F
time 1 1140 32.71 <.0001
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Iteration History

Iteration  Evaluations -2 Res Log Like Criterion

0 1 4714.88136693
1 2 4209.29235952  0.00000027
2 1 4209.29212297  0.00000000

Convergence criteria met.

Covariance Parameter Estimates

Standard Z
Cov Parm  Subject Estimate Error Value
Intercept 1D 0.9659 0.1113 8.68
Residual 1.0001 0.04198  23.82

Fit Statistics
—2 Res Log Likelihood  4209.3
AIC (smaller is better)  4213.3
AICC (smaller is better) 4213.3
BIC (smaller is better) ~ 4219.9

PrZ
<0.0001
<0.0001
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*SAS Program 5.3.5-4;

Reg_Eth=HIV _Region*ethnic;

PROC NLMIXED;

PARMS B0=-1.6 B1=—.15 B2=0.17 B3=0 B4=0 B5=0.8 B6=0 V_u0=0.5 V_ul=0.1

Cov_u01=0;

Z=B0+B1xethnic+B2xgender+B3*xgdmc_age+B4xhighsch4+B5+xHIV_Region
+B6+Reg_Eth+(u0j+ulj*ethnic);

If (heavy_inj=1) then P=1/(1+exp(-Z));

Else P=1-(1/(1+exp(-Z)));

LL=LOG(P);

MODEL heavy_inj ~ GENERAL(LL);

RANDOM u0j ulj~normal([0,0],[V_u0,Cov_u01,V_ul]) SUBJECT=site;

Run;
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Yijk = Bojk + a1, + Brjkzrijr + eijr-11.1
Bojk = Yook + Yorw1,, + Ugjk-11.2
Biik = Y10 + Y118W1,, + Urjk-11.3
Yook = 7000 + M001V1;, + Vook-11.4

Y11k = M110 + N11101,, + V115115
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(time effect)d19 =0.08(P <0.0001)
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V_u0=t11xt11;

Cov_u0l=t11*t12;

V_ul=t12xt124+t22xt22;

MODEL heavy_inj ~ GENERAL(LL);

RANDOM u0j ulj~normal([0,0],[V_u0,Cov_u01,V_ul]) SUBJECT=site;
estimate "Var(u0)" V_u0;

estimate ‘Cov(u0, ul)’ Cov_u0l;

estimate "Var(ul)’ V_ul;

Run;
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Yij = ﬁoj + 51]‘21”» +¢;;.10.11
Boj = Yoo + Yorwi; + uo;.10.12
B1j = Y10 + 1wy + u1;.10.13

Yij = Y00 + Yorwij + Y1021, + Yiiwij - 21y, + (o + 21, - w1+ eq5)
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Ao0 =4.13(P <0.0001)
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*SAS Program 5.3.5-5;

Reg_Eth=HIV_Regionx*ethnic;

PROC NLMIXED:;

PARMS B0=-1.6 B1=—.15 B2=0.17 B3=0 B4=0 B5=0.8 B6=0 t11=0.7 t22=0.3

t12=0;

7Z=B0+B1xethnic+B2xgender+B3*xgdmc_age+B4xhighsch+B5xHIV_Region
+B6+Reg_Eth+(u0j+ulj*ethnic);

If (heavy_inj=1) then P=1/(14exp(—27));

Else P=1—(1/(14+exp(—2)));

LL=LOG(P);





OEBPS/Image00045.jpg
Yij = Boj +olwi; —T5) + Bj(zi; — 25) + e (2.6.3)
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Parameter

BO
B1HIV_Region
B2ethnic
B3Reg-Eth

B4gender
B5gdmc_age
B6highsch
V_u0

V_ul

AICC (smaller is better)

Fit Statistics
—2 Log Likelihood
AIC (smaller is better)

BIC (smaller is better)

Standard
Estimate Error
—1.6120 0.1956
0.8380 0.3946
—0.4570 0.1489
0.4163 0.3040

—0.1703 0.05964

0.002717 0.003745
0.02588  0.05524
0.4404 0.1730

0.1624  0.08667

8950.1
8968.1
8968.1
8977.1

Parameter Estimates

DF
18
18
18
18

t Value
—8.24

2.12

—3.07

1.37

—2.86
0.73
0.47
2.55
1.87

Pr > |t|
< .0001

0.0478
0.0066
0.1877

0.0105
0.4775
0.6450
0.0203
0.0772

0.05
0.05
0.05
0.05
0.05

Alpha

0.05 —2.0228
0.05 0.009039
0.05 —0.7698
0.05 —0.2223

—0.2956
—0.00515
—0.09017

0.07695
—0.01965

Lower

—0.04501
0.01059
0.1419
0.8038
0.3445

Upper Gradient
—1.2011 0.00585
1.6670 0.000641
—0.1441 —0.01586
1.0549 —0.01591

—0.03058
—0.10351
0.051014
0.016379
0.016573
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Var(g,j) =S Var(uoj + éij) = (620 + 62/7Lj)

u
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ﬁOj = Yoo + qu (463-2)
61]’ = Y10 + ulj (463-3)

QOLZ] = Y00 + 'ylotimeij + (qu + uljtimeij + eij) (463-4)
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*SAS Program 5.3.5-6;

Reg_Eth=HIV _Region*ethnic;

PROC NLMIXED;

PARMS B0=—-1.6 BIHIV_Region=0.8 B2ethnic=—0.5 B3Reg_Eth=0.4 Bdgender=—0.2
Bbgdmc_age=0.02 B6highsch=0.03 V_u0=0.5 V_ul=0.19;

7Z=B0+B1HIV RegionxHIV_Region+B2ethnicxethnic+B3Reg EthxReg_Eth
+B4gendersgender+Bb5gdmc_agexgdmce_age+B6highschxhighsch+ (u0j+ulj*ethnic);

If (heavy_inj=1) then P=1/(1+exp(—2));

Else P=1—(1/(14exp(—2)));

LL=LOG(P);

MODEL heavy_inj ~ GENERAL(LL);

RANDOM u0j ulj ~ normal([0,0],[V-u0,0,V_ul]) SUBJECT=site;

Run;
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*SAS Program 5.3.5-3;

PROC NLMIXED;

PARMS B0=0 V_u0=1,;

Z= B0 + u0j;

If (heavy_inj=1) then P=1/(1 4 exp(—Z));
else P =1 — (1/(1 + exp(—2)));

LL = Log(P);

MODEL heavy_inj ~ GENERAL(LL);
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Injectij = ﬁOj + 6”321
Bo; = Yoo + 10;3.2.2

Injectij = Yoo + Uo; + 62]323
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Type 3 Tests of Fixed Effects
Num  Den
Effect DF DF F Value Pr>F
time 1 201 22.64 <.0001





OEBPS/Image00376.jpg
*SAS Program 5.3.6-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME Lib 'D:\ MLM \ data’;

Data datal;
Set Lib.ML_data2_Chapb;

Gdmc_age=age—33.70; *transform age to ground-mean centered measure;
PROC Format; value Treatment 1='Treatment’ 0="Control’;

PROC GLIMMIX;

Class 1D;

Model hospdum (event="1")=Trt|time Gdmc_age gender edu
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LIBNAME Lib 'D:\MLM \data';

Data datal;
Set Lib.ML_IDUdata;
Proc Sort; by Site;

* Transformation of level 1 variables;
Proc SQL;
Create table Lib.data_level 1 as select *, log(inject) as Lninj, age-mean(age) as
gdmc_age
from datal;
Quit;
*Create level-2 variables: HIV prevalence region;
Proc SQL;
Create table data2 as select site, hiv,
100s#(mean(hiv)) as m_hiv from datal

Group by Site;

Create table Lib.data_level 2 as select distinct site,
m_hiv> 15 as HIV_Region from data2;

Quit;

Data Lib.ML_data_Chap3;

Merge Lib.data_level _1(in=d1) lib.data_level 2(in=d2);

by Site;

if d1=d2;

Label HIV _Region="1-Higher HIV prevalence region; 0-Lowever HIV prevalence
region’;

Label gdmc_age="Grand-mean centered age’;

Proc Means;
Class HIV _Region Site;
Var hiv inject gender ethnic age highsch;

Run;
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Covariance Parameter Estimates

Standard Z

Cov Parm  Subject  Estimate Error Value PrZ
UN(1,1) ID 1.3457 0.1793  7.50  <.0001
UN(2,1) ID —0.08983 0.02610 —3.44 0.0006
UN(2,2) ID 0.01887  0.005562  3.39 0.0003
Residual 0.9124 0.04211 21.67 <.0001

Fit Statistics
—2 Res Log Likelihood  4188.0
AIC (smaller is better)  4196.0
AICC (smaller is better)  4196.0
BIC (smaller is better) ~ 4209.3

Null Model Likelihood Ratio Test
DF Chi-Square Pr > ChiSq
3 526.86 <.0001

Solution for Fixed Effects
Standard
Effect Estimate Error DF tValue Pr> [t|
Intercept 4.1341 0.09410 203  43.93 <.0001
time 0.07779  0.01635 201 4.76 <.0001
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In -
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Number of Observations
Number of Observations Read 9824
Number of Observations Used 9824
Number of Observations Not Used 0
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410 =0.08 (P <0.0001)
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Effect

Intercept

trt

time

trtxtime

Fit Statistics
—2 Res Log Pseudo-Likelihood  6025.92
Generalized Chi-Square 1066.44
Gener. Chi-Square / DF 0.80

Covariance Parameter Estimates

Standard

Cov Parm  Subject  Estimate Error
CHOL(1,1) ID 0.8093 0.1801
CHOL(2,1) ID —0.00555 0.08474
CHOL(2,2) ID 0.2251 0.05141

Solutions for Fixed Effects
Standard
Estimate Error DF t Value

—0.08180 0.2577 198 —0.32
0.4697 0.2410 198 1.95
—0.2067 0.05163 1138 —4.00
—0.01895 0.07150 1138 —-0.27

Gdmc_age —0.01269 0.01165 198 —1.09

gender

EDU

—0.1501 0.2132 198 -0.70
—0.1145 0.1913 198 —0.60

Pr > |t|
0.7512
0.0527
<.0001
0.7910
0.2775
0.4820
0.5503
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*SAS program 3.2.1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib ‘'D:\MLM \data’;

Data Datal;
Set lib.ML_data_Chap3;

* Empty model;

PROC MIXED METHOD=REML COVTEST;
CLASS Site;

MODEL Inject=/SOLUTION;

RANDOM Intercept /SUBJECT=Site SOLUTION;
Run;
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Y00 =4.13 (P <0.0001)
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/S DIST=BINARY LINK=LOGIT DDFM=BW;
RANDOM Int time/subject=ID TYPE=Chol;
NLOPTIONS TECH=NRRIDG;

Format Trt Treatment.;

Run;
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(x—z)=(1-17)
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Effect

Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept
Intercept

Intercept

Project

site
10
11
12
13
14
15
16
17
18
19
21
22
23
24
25
27
28
30
31
32

Estimate
—41.4489
9.9472
23.9969
—8.6036
22.0135
—8.2483
—36.6724
14.3904
—21.9073
23.0730
9.4225
—9.8275
7.4570
—4.6302
32.2697
—31.0583
25.1949
—3.3387
—25.3133
23.2836

Std Err

Pred
5.9477
7.3158
6.9160
5.8214
5.4682
6.3678
8.2785
6.6219
5.7082
5.8235
5.5763
5.9268
5.7005
5.5391
8.2003
6.2099
5.5852
6.1164
6.4690
6.3494

DF
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804
9804

t Value
—6.97
1.36
3.47
—1.48
4.03
—1.30
—4.43
2.17
—3.84
3.96
1.69
—1.66
1.31
—0.84
3.94
—5.00
4.51
—0.55
—-3.91
3.67

Pr> |t|
<0.0001
0.1740
0.0005
0.1395
<0.0001
0.1952
<0.0001
0.0298
0.0001
<0.0001
0.0911
0.0973
0.1909
0.4032
<0.0001
<0.0001
<0.0001
0.5852
<0.0001
0.0002
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52, =0.02 (P=0.0003)
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Fit Statistics

—2 Log Likelihood
AIC (smaller is better)
AICC (smaller is better)
BIC (smaller is better)

1587.0
1605.0
1605.1
1634.8
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Iteration History

Iteration  Evaluations = —2 Res Log Like Criterion
0 1 111038.52376815
1 2 110256.17252401  0.00000339
2 1 110255.99639867 0.00000017
3 1 110255.98824435 0.00000000
Convergence criteria met.
Covariance Parameter Estimates
Standard Z
Cov Parm  Subject Estimate Error  Value Prz
Intercept site 523.57 176.30 2.97 0.0015
Residual 4350.47 62.1381 70.01 <0.0001
Fit Statistics
—2 Res Log Likelihood 110256.0
AIC (smaller is better) 110260.0
AICC (smaller is better) 110260.0
BIC (smaller is better) 110262.0
Solution for Fixed Effects
Standard
Effect Estimate  Error DF t Value Pr> |t
Intercept  61.4366 5.1906 19 11.84 <0.0001

Solution for Random Effects
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* SAS Program 5.3.6-2;

Gdmc_age=age—33.70;

PROC NLMIXED;

PARMS b0=—.08 b_trt=.47 b_t=—.21 b_trt_t=—.02 b_Gdmc_age=—0.15 b_gender=
—0.15b_edu=—-0.12 V_u0=.64 V_ul=.05;

logodds=Db0+b_trtstrt+b_t*xtime+b_trt_txtrtxtime+b_Gdmc_agexGdmec_age
+b_genderxgender+b_eduxedu+(u0+uls*time);

odds=exp(logodds);

p=odds/(14+odds);

MODEL hospdum ~ binary(p);

RANDOM u0 ul ~ normal([0,0],[ V_u0, 0, V_ul]) subject=ID;

Run;
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Parameter Estimate
b0 0.04406
b_trt 0.5160
b_t —0.2964
b_trt_t —0.00451
b_Gdmc_.age —0.01157
b_gender —0.2308
b_edu —0.1782
V_u0 0.8610

V_ul 0.1199

Standard
Error
0.2974
0.2639
0.06726
0.08783
0.01370
0.2505
0.2247

0.2954
0.03794

DF
201
201
201
201
201
201
201

201
201

Parameter Estimates

t Value Pr > [t]
0.15 0.8824
1.96 0.0519

—4.41 <0.0001
—0.05 0.9591
—0.84 0.3991
—0.92 0.3579
—-0.79 0.4286

2.91 0.0040 0.05

Alpha Lower
0.05 —0.5424
0.05 —0.00440
0.05 —0.4291
0.05  —0.1777
0.05 —0.03858
0.05  —0.7247
0.05 —0.6213

0.2785 1.4435

3.16 0.0018 0.05 0.04506 0.1947

Upper
0.6305
1.0364

—0.1638
0.1687
0.01543
0.2631
0.2649

0.011006
0.038132

Gradient
0.002413
0.003639
0.015921
—0.00502
—0.03685
0.004451
—0.005
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*SAS Program 4.6.3-1;

Proc Mixed covtest noclprint;

Class 1D;

ID ID Time QOL;

Model QOL=Time

/S DDFM=KR OUTP=PQOL(keep=ID Time QOL PRED);
Random Int Time/subject=ID G TYPE=UN;

Run;

Proc Gplot data=PQOL;

Symboll v=none repeat=203 i=join color=cyan;

Symbol2 v=none i=sm50s color=red w=4;

Plot PRED*Time=id /haxis=0 to 6 nolegend;

Plot2 PRED%Time;

Label Time=Month;

Title 'Fitted individual and average lines for random intercept model’;
Run;

Quit;





OEBPS/Image00374.jpg
Effect

Intercept
HIV_Region

ethnic
HIV_Regionxethnic
gender

gdmc_age

highsch

Solutions for Fixed Effects

Estimate
—1.6036
0.8290
—0.4460
0.4077
—0.1700
0.002724
0.02533

Standard
Error
0.2064
0.4231
0.1517
0.3242
0.05957
0.003741
0.05516

DF

18

18
9799
9799
9799
9799
9799

t Value
—7.77
1.96
—2.94
1.26
—2.85
0.73
0.46

Pr> |t|
<.0001
0.0657
0.0033
0.2086
0.0043
0.4666
0.6461
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Fit Statistics
—2 Res Log Pseudo-Likelihood 48134.84
Generalized Chi-Square 9586.15
Gener. Chi-Square / DF 0.98

Covariance Parameter Estimates

Standard
Cov Parm  Subject  Estimate Error
CHOL(1,1) site 0.7179 0.1534
CHOL(2,1) site —0.07450 0.1691

CHOL(2,2)  site 04369  0.1159
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Boj = Boo + Borxj + ug;.4.2
B1; = B1o + Brizj + u1j.4.3
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Data ML _logit;
Set Lib.ML_data_Chapb;

PROC GLIMMIX METHOD=RSPL;
Class Site;
Model heavy.inj (event="1")=
/S DIST=Binary LINK=LOGIT DDFM=BW;
Random Int /subject=Site;
NLOPTIONS TECH=NRRIDG;
Run;
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Yij = Yoo + Yo1wi; + 0a®1; + V102145 + Y112145,W15 + €5 (2.4.4)
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Yij = ﬁOj + Q1145 + 6”96

Boj

Yij

Yoo + Yor1wi ; + ug;.9.7
Yoo + Yor1wWy + a1T145 + uoj + Eij.9.8
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*SAS Program 5.3.5-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME Lib 'D:\ MLM\ data’;
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Yij = Boo + Borz; + Pioti; + Brizjtij + (uoy + urjtij + €ij) (4.4.4)





OEBPS/Image00471.jpg
Parameter Name Estimate Std Err Prob> [t|
al Intercept—bi —1.3922 0.3814 0.0003
bl time—bi —0.1696 0.0436 0.0001
cl trt—bi 0.4558 0.2390 0.0579
dl Gdmc_age—bi —0.0129 0.0151 0.3935
el gender—bi 0.0241 0.2702 0.9290
f1 EDU-bi —0.0215 0.2414 0.9292
gl HOSPDAYS0-bi 0.0090 0.0033 0.0071
hl DIAGNOSIS-bi 0.6556 0.2841 0.0221
ulv Var(Rndm Effect)-bi 1.5327 0.3397 0.0000
a2 Intercept—in 2.6345 0.2231 0.0000
b2 time—in 0.0248 0.0318 0.4351
c2 trt—in —0.1593 0.1362 0.2441
d2 Gdmc_age—in —0.0051 0.0084 0.5506
e2 gender—in —0.0886 0.1544 0.5667
f2 EDU-in —0.0879 0.1389 0.5280
g2 HOSPDAYS0-in 0.0074 0.0018 0.0001
h2 DIAGNOSIS—in 0.1809 0.1706 0.2906
s2 Residual-in 0.9039 0.0807 0.0000
u2v Var(Rndm Effect)-in 0.2554 0.0755 0.0009

Name Value Sum

AIC-bi 1333.98 .

AlC-lognormal 3318.47 4652.45

—2 Log Likelihood-bi 1315.98 .

—2 Log Likelihood-lognormal 3298.47 4614.45
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The GLIMMIX Procedure

Model Information

Data Set WORK.ML_LOGIT
Response Variable heavy_inj

Response Distribution Binary

Link Function Logit

Variance Function Default

Variance Matrix Blocked By site

Estimation Technique Residual PL
Degrees of Freedom Method Between-Within

Number of Observations Read 9824
Number of Observations Used 9824

Response Profile

Ordered Total
Value heavy_inj  Frequency
1 0 7966
2 1 1858

The GLIMMIX procedure is modeling the probability that heavy_inj="1".

Dimensions
G-side Cov. Parameters 1
Columns in X 1
Columns in Z per Subject 1
Subjects (Blocks in V) 20

Max Obs per Subject 1311
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Parameter Name Estimate Std Err Prob> |t|
al Intercept—bi —1.3572 0.3797 0.0004
bl time—bi —0.1700 0.0436 0.0001
cl trt—bi 0.4736 0.2391 0.0489
d1 Gdmc_age-bi —0.0122 0.0151 0.4197
el gender—bi 0.0249 0.2701 0.9266
f1 EDU-bi —0.0575 0.2422 0.8125
gl HOSPDAYS0-bi 0.0090 0.0033 0.0072
hl DIAGNOSIS-bi 0.6433 0.2830 0.0241
ulv Var(Rndm Effect)-bi 1.5384 0.3381 <0.0001
a2 Intercept—in 2.4237 0.2326 <0.0001
b2 time—in 0.0109 0.0312 0.7280
c2 trt—in —0.1712 0.1405 0.2243
d2 Gdmc_age—in —0.0063 0.0087 0.4701
e2 gender—in —0.1434 0.1593 0.3692
f2 EDU-in —0.0898 0.1427 0.5302
g2 HOSPDAYS0-in 0.0079 0.0018 <0.0001
h2 DIAGNOSIS—in 0.2136 0.1744 0.2221
s2 Residual-in 0.8939 0.0789 <0.0001
u2v Var(Rndm Effect)-in 0.3391 0.0946 0.0004
ul2v Covariance 0.6291 0.1553 <0.0001

Name Value Diff in —2II p-value

AIC 4633.28 . .

—2 Log Likelihood 4593.28 21.17 0.0000
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Parameter Estimate S.E. P-Value

Fixed Effect

o) 3.51 0.1318 <0.0001
Jo1 0.53 0.2738 0.0681

10 —0.55 0.0706 <0.0001
11 0.33 0.1668 0.0489

B2 —0.05 0.0292 0.1124

Bs 0.01 0.0018 <0.001

B4 0.05 0.0261 0.0522

Variance Component®

Var(e;;):6° 1.55 0.0222 <0.0001
Var (uo;):%00 0.24 0.0883 0.0037

Var(u1;):711 0.05 0.0287 0.0443

Cov(uoj,u1;):7o1 —0.01 0.0415 0.7521

Mode Fit Statistics: —2LL=32331.5; AIC=32339.5; AICC=32339.5; BIC=32343.5

T Aoo: FMFERBEETE Y01 HIV _RegionfI s 410: Ethinic FIF; 411: Ethinic
5HIV _Regionlfl (I HAEM: Ba: GenderfIEMR; Bs: Gdme_agefI M ; Ba: HighschHIER

J
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Yy, =a+fBzi+e (5.3.3-3)
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k=1





OEBPS/Image00025.jpg





OEBPS/Image00105.jpg
62, (EHAF62,





OEBPS/Image00226.jpg
Solution for Fixed Effects

Education:
1-<High
school;
2-High
schoo; Standard
Effect 3-College+  Estimate Error DF  tValue Pr> [t
Intercept 3.5955 0.1335 18 26.94  <0.0001
HIV_Region 0.5310 0.2742 18 1.94 0.0687
ethnic —0.5476 0.07072 9798 —7.74  <0.0001
HIV_Regionsxethnic 0.3311 0.1671 9798 1.98 0.0476
gender —0.04522 0.02918 9798 —1.55 0.1213
gdmc_age 0.01395  0.001756 9798 7.95 <0.0001
edu_gp 1 —0.08517  0.03578 38 —2.38 0.0224
edu_gp 2 —0.04973  0.03527 38 —1.41 0.1667
edu_gp 3 0
Type 3 Tests of Fixed Effects
Num Den
Effect DF DF F Value Pr>F
HIV_Region 1 18 3.75 0.0687
ethnic 1 9798 59.97 <0.0001
HIV_Regionxethnic 1 9798 3.92 0.0476
gender 1 9798 2.40 0.1213
gdmc_age 1 9798 63.16 <0.0001
edu_gp 2 38 2.88  0.0685
Estimates
Standard
Label Estimate Error DF tValue Pr> [t
Edugp 1vs. Edugp2 & 3 0.05099 0.02605 38 1.96 0.0577
Edugp 3vs. Edugp1 &2 0.06712 0.03261 38 2.06 0.0465
Contrasts
Num  Den
Label DF DF F Value Pr>F
Edugp 1 vs. Edugp2 & 3 1 38 3.83 0.0577
Edugp 3 vs. Edugp 1 & 2 1 38 4.24 0.0465
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log <L> = Boj + B1jT1ij (5.3.4-2)
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Boj = oo + Yor1w1; + ug;.3.4 — 3 (5)
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*SAS Program 6.2.2-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib 'D:\MLM\’;

Data datal;
Keep id time hospdays trt Gdmc_age gender edu diagnosis hospdays0;

Set lib.Chap4 _rawdata;

Array T(6) t2-t7;





OEBPS/Image00026.jpg





OEBPS/Image00104.jpg





OEBPS/Image00225.jpg
*SAS Program 3.7.2;

PROC MIXED METHOD=REML noclprint COVTEST;

CLASS Site Edu_gp;

MODEL Lninj= HIV_Region|Ethnic Gender Gdmc_Age Edu_-Gp
/SOLUTION DDFM=BW;

RANDOM INT Ethnic/SUBJECT=Site TYPE=UN;

LSMEANS Edu_gp/DIFF;

ESTIMATE "Edu_gp 1 vs. Edu_gp 2 & 3’ Edu_gp —1 0.6873 0.3127;
ESTIMATE "Edu_gp 3 vs. Edu_gp 1 & 2/ Edu_gp —0.4907 —0.5093 1;
CONTRAST ' Edugp 1 vs. Edu_gp 2 & 3’ Edu_gp —1 0.6873 0.3127;
CONTRAST "Edu_gp 3 vs. Edu_gp 1 & 2’ Edu_gp —0.4907 —0.5093 1;
Run;
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Array A(6) hospdaysl hospdays2 hospdays3 hospdays4 hospdays5 hospdays6;
Doi=1 to 6;

time="T(i)-1;

hospdays=A(i);

Gdmc_age=(age-33.7); *create grand-mean-centered agevariable;

Output;

End;

%INCLUDE 'D:\MLM\Mixcorr.sas’;

%MIXCORR (data=datal, distn=lognormal, response=hospdays,
COVARSB = time trt Gdmc_age gender edu hospdays0 diagnosis,
COVARSL = time trt Gdmc_age gender edu hospdays0 diagnosis,
subject=id);

Run;
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Least Squares Means

Education:

1-<High

school;

2-High

schoo; Standard
Effect  3-College+  Estimate Error DF t Value
edu_gp 1 3.3320 0.1127 38 29.57
edu_gp 2 3.3675 0.1126 38 29.91
edu_gp 3 3.4172 0.1147 38 29.80

Differences of Least Squares Means

Education:  Education:

1-<High 1-<High

school; school;

2-High 2-High

schoo; schoo; Standard
Effect  3-College+ 3-College+  Estimate Error DF
edu_gp 1 2 —0.03544 0.02818 38
edu_gp 1 3 —0.08517  0.03578 38

edu_gp 2 3 —0.04973  0.03527 38

Pr> |t|

<0.0001
<0.0001
<0.0001

t Value
—-1.26
—2.38
—1.41

Pr > |t|
0.2162
0.0224
0.1667
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*SAS Program 4.6.2-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME Lib ‘D:\MLM \data';

Data Datal;
Set Lib.ML_Chap4_data;
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Yij = Boj + a121i5 + €45.10.4
Boj = 700 + Yo1w1, + ug;.10.5
Yij = Yoo + Yorwi; + onz1i; + (ug; + €45).10.6
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Proc Mixed covtest noclprint;

Class 1D;

ID ID Time QOL;

Model QOL = Time

/S DDFM=KR OUTP=PQOL(keep=ID Time QOL PRED);
Random Int /subject=ID;

Run;

Proc Gplot data=PQOL;

Symboll v=none repeat=203 i=join color=cyan;

Symbol2 v=none i=sm50s color=red w=4;

Plot predstime=id /haxis=0 to 6 nolegend;

Plot2 PRED%Time;

Label Time=Month;

Title 'Fitted individual and average lines for random intercept model’;
Run;

Quit;
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Optimization Information

Optimization Technique Newton-Raphson with Ridging
Parameters in Optimization 1

Lower Boundaries 1

Upper Boundaries 0

Fixed Effects Profiled

Starting From Data

Iteration History

Objective
Iteration  Restarts  Subiterations Function Change
0 0 6 46199.980631 0.85638941

47175.254697  0.24369751
47861.188665 0.06145186
48018.095904  0.00538430
48029.156603 0.00017766
48029.268369  0.00000130
48029.268782  0.00000000

©o o o o o ©
O H Rk R N B

o AW N =

Convergence criterion (PCONV=1.11022E-8) satisfied.

Fit Statistics
—2 Res Log Pseudo-Likelihood = 48029.27
Generalized Chi-Square 9646.63
Gener. Chi-Square / DF 0.98

Covariance Parameter Estimates

Standard
Cov Parm  Subject Estimate Error
Intercept site 0.7942 0.2808

Solutions for Fixed Effects
Standard
Effect Estimate Error DF tValue Pr > [t
Intercept  —1.6936 0.2036 19 -8.32 <.0001

Max
Gradient
0.000018
1.243E-6
0.00149
0.001091
1.174E-6
6.26E-11
1.157E-7
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Yij = Boj + a1®1ij + P1jz1is + €ij (2.2.1)

Boj = Yoo + Yor1wij + woj (2.2.2)

B15 = Y10 + Y11w15 + U1 (2.2.3)
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DIAGNOSIS

gender EDU

AGE
31

SATS trt

QOL
4.5

time

ID
150
150
150
150
150
150
150
151
151
151
151
151
151
151

31
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4.5

31
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35
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*SAS Program 4.5.1;

OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib ‘'D:\MLM \data/;

Data lib.ML_Chap4_data;

Keep id time QOL SATS Trt age gender edu diagnosis;
Set lib.ML_Chap4_rawdata;

Array T(7) t1-t7;

Array A(7) qol0 goll qol2 qol3 qol4 qol5 qol6;
Array B(7) sats0 satsl sats2 sats3 sats4 satsb sats6;
Doi=1toT7;

time="T(i);

QOL=A(i);

SATS=B(i);

Output;

End;

Proc Print noobs;
var ID time QOL SATS Trt AGE gender EDU DIAGNOSIS;
Run;
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QOL;; = Boj + Bijtime;; + ey; (4.6.2-1)

T2 (AR ] ) 455 28 Sy
Boj = Yoo + ug;.6.2 — 2 (4)
B1j = 710.6.2 -3 (4)

HERAN
QOLij = 700 + Yiotime;; + (uo; + e45) (4.6.2-4)
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*SAS Program 5.3.5-2;

PROC NLMIXED;

PARMS B0=0 V_u0=1;

logodds=B0 + u0j;

odds=exp(logodds);

P=odds/(1+odds);

Model heavy_inj~binary(P);

RANDOM u0j~normal(0, V_u0) subject=site;
ESTIMATE 'ICC’ V_u0/(V_u0+3.289868134);
Run;
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Bo; = Foo + Forwiy + tg; (6.3.1-1)

BIJ‘ = %10 + H1wr; + 45 (6.3.1-2)

yl; = Bl + a1 Xui; + Bz + € (6.3.1-3)
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Iteration History
Iter Calls NeglogLike Diff MaxGrad Slope
1 2 4509.87748 16.80604 17.29444 -257.126

2 3 4504.08748 5.790006 19.43058 -26.3301
3 4 4408.28514 5.802341 2.050419 -34.2964
4 6 4498.15750 0.127635  0.63569  -0.14677
5 8 4498.14347 0.014028 0.396622 -0.01596
6 10 4498.13557  0.007898  0.05284  -0.00853
7 12 4498.13545 0.000124 0.003439 -0.00026
8 14 4498.13545  4.491E-7 0.000077 -9.15E-7
NOTE: GCONV convergence criterion satisfied.
Fit Statistics
—2 Log Likelihood 8996.3
AIC (smaller is better) 9000.3
AICC (smaller is better)  9000.3
BIC (smaller is better) 9002.3
Parameter Estimates
Standard
Parameter Estimate Error DF t Value Pr > |t| Alpha Lower Upper  Gradient
BO —1.7044 02011 19 -—-8.48 <.0001 0.05 —2.1253 —1.2835 —.00007
V_u0 0.7709 0.2684 19 2.87 0.0098 0.05 0.2091 1.3327 0.000077
Additional Estimates
Standard

Label Estimate Error DF tValue Pr>|t| Alpha Lower Upper
ICC 0.1898 0.05355 19 3.55 0.0022 0.05 0.07776  0.3019
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Specifications
Data Set
Dependent Variable
Distribution for Dependent Variable
Random Effects
Distribution for Random Effects
Subject Variable
Optimization Technique

Integration Method

Dimensions
Observations Used
Observations Not Used
Total Observations
Subjects
Max Obs Per Subject
Parameters

Quadrature Points

Parameters

WORK.ML_LOGIT
heavy_inj

Binary

u0

Normal

site

Dual Quasi-Newton
Adaptive Gaussian

Quadrature

9824
0
9824
20
1311

BO V_u0 NegloglLike
0 1 4526.68353
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4\%7qu$§<§! Yij = Bo + Blwij + €45 (1.4.1)
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A7 (Unit) A5 i (Variable)

2 (Group) AN (Individual) Yis Tij zj%
1 2 3 8 8.7
1 ni 2 7 87
2 1 12 12:3
2 2 10 12.3
2 Na 10 15 12.3

1 11 15 17.6
2 15 18 17.6
3 ns 16 20 17.6
J 1 4 7 8.0
J 2 9 8.0
J nJ 6 8 8.0
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o2 + o}
Hrp, o2 RF A W J7 % (within-group variance) BUFK 47K 7 Z (variance at in-
dividual level); o2 fAFR 417 5 % (between-group variance) BUFRZH 7K - 77 % (variance
at group level); (o2 + O’?) F& 25 JR I & 1 J& J5 2 (total variance). ICCRIZH[E] /5 Z
HETTEZW, SR TTZ 5B T7 Z 8 ).
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Boj = Yoo + oy (2.1.3)

Yij = Yoo + Ug; + €ij (2.1.4)
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*SAS Program 6.3.3-1;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME Lib 'D:\MLM\data’;

Data datal;
Set Lib.ML_data_Chap3;

Proc Mixed Method = REML noclprint COVTEST;
Class Site edu-gp;
Model Lninj=HIV _Region|ethnic gender gdmc_age edu_gpl edu_gp2
/Solution ddfm=bw notest OUTP=Predicted;
Random INT ethnic /Solution type=UN Subject=Site;
ODS Output SOLUTIONR=Level 2 _resd_out;
Run;

Proc Transpose Data=Level 2_resd_out Out=lib.Level 2 _resd
(keep=site intercept ethnic rename=(intercept=u0)rename=(ethnic=ul));
By site;
Var estimate;
ID effect;

*Split level-1 residual from the composite residual;
Data datal; set Predicted;
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Proc sort; by site;

Data Lib.Level 1 _resd (keep=site e_ij);

Merge datal Lib.Level 2_resd;

by site;

u_j=u0+uls*ethnic;

* The variable name of composite residual internally signed by SAS is Resid;
e_ij=Resid-u_j; *Split level-1 residuals from the composite residuals;

Run;

*Check normality of level-1 residuals;

Proc Univariate Data = lib.Level_1_resd Noprint;

VAR e.j;

*The normal option superimposes a normal distribution curve on the histogram;
Histogram /NORMAL midpoints=—5 to 5 by .3;

*The midpoints= option specifies the range and bin width.;

QQPlot / NORMAL;

Run;

* Check normality of level-2 residuals;

Proc Univariate Data=lib.Level_2_resd Noprint;

Var u0;

HISTOGRAM /NORMAL midpoints=-2 to 2 by .1;
QQPlot /NORMAL;

Run;

Proc Univariate Data=Lib.Level 2_resd Noprint;
Var ul;

Histogram /NORMAL midpoints=-.7 to .7 by .1;
QQPlot /normal;

Run;
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Lninjij = BOj + ﬁlethIHICZ] + BQGenderij + Bngmc_ageij
+ BsEdu-gpl;; + B1Edu-gp2;; + €;;.3.3-1
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ﬁOj = Yoo + 701HIV_Regionj + Uo; (633-2)

Br; = 70 + 711 HIV Region; + uy; (6.3.3-3)

Yij =700 + 701HIV_Regionj + 'yloEthinicij + 'yllHIV_Regionj * Ethlmc”
+ BQGenderij + Bngmc_ageij + ﬁ4Edu_gp1” + ﬁ4Edu_gp22]
—+ (qu —+ Ethlmc” . ulj =+ 6”)33-4 (6)
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Lsl=sqrt((E")*E/9824); *Empirical standard deviation of level-1 residuals N=9824;
Lsigmal=sqrt(1.5531); *Standard deviation of model estimated level-1 residuals;
Al=Lsigmal/Lsl;

New_e_ij=ExA1; * Create transformed new level-1 residuals;
S1=(New_e_ij’*New_e_ij)/9824; * Equal to model estimated level-1 residual variance;
*Save the new level1 residuals;

col={"New_resd_1"};

*Qutput the new level-1 residuals;

Create lib.New_level 1_resd from New_e_ij [colname =col];

Append from New _e_ij;

Quit;

Run;

Proc Means data=Lib.New_level 1_resd;
Run;
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*SAS Program 6.3.3-4;

ODS listing close;
ODS noresults;
%let samplesize=9824; *total sample size;

%let groups=20; *number of groups in the multilevel data;
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elements;
%let ¢11=0.2369;
%let ¢12=—0.01372;
%let ¢21=-0.01372;
%let ¢22=0.04917;

* Transform rescaled level-2 residuals;
Proc IML;
Reset print;
USE Rescaled_U;
READ all var {c_u0 c_ul} into C_U; *Read c-u0 c_ul into matriz C_U;
S=(C_.U*C_U)/20;
Ls=(root(S))";*Create lower triangular of the Cholesky decomposition of S;
*Input the model estimated level-2 residual variance/covariance matriz;
Sigma={&cll &cl2,
&c21 &c22};
Lsigma=(root(Sigma))’; *Create lower triangular of the Cholesky decomposition of
Sigma;
Sigma2=LsigmaxLsigma’; *Sigma2 should equal to Sigma;
A=(Lsigmaxinv(Ls))’; *Inv(Ls_lt) is the inverse of Ls:
NewU=C_UxA;
S1=(NewU’«NewU)/20; *S1 should equal to Sigma;
col={"new_u0"” "new_ul"};
*Save the variables in a SAS data file;
CREATE lib.New_Level 2 resd FROM NewU [colname=col;
APPEND FROM NewU;
Quit;

Proc means Data=lib.New_Level 2 _resd;

Run;
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*SAS Program 6.3.3-3;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib ‘D:\ MLM \data’;

*Rescale level-1 residuals;
Proc SQL;

Create table Resd_e_ij as select site, e_ij-mean(e_ij) as c_e_ij from Lib.Level_1_resd;

Quit;

*Transform rescaled level-1 residuals;
Proc IML;

Reset Print;

Use Resd_e_ij;

Read all var {c_e_ij} into F; *Read the centered level-1 residuals into vector E;
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*SAS Program 6.3.3-2;
OPTIONS NOCENTER PS=500 1s=150;
LIBNAME lib ‘'D:\MLM\data’;

*Rescale level-2 residuals;

Proc SQL;

Create Table Rescaled_U as selectx, u0-mean(u0) as c_u0, ul-mean(ul) as c_ul
from Lib.Level 2 _resd;

Quit;

Proc Print Data=Rescaled_U;

Run;

*De fine macro variables for model estimated level-2 residual var/cov matrix
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