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内容提要

数据科学家是指采用科学方法、运用数据挖掘工具寻找新的数据洞察力的工程师，他们往往集技术专家和数据分析师的角色于一身。在IT行业中，数据科学家将在创造力、沟通能力以及与商业世界的联系方面得到更多的锻炼机会，是当前非常有发展潜力的新兴职位。

本书全面介绍了成为数据科学家应当了解的各类知识。全书共分18章，首先介绍了数据科学与大数据、数据科学的重要性，接着介绍了数据科学家的类型、思维体系、技术资质、经验、社交圈、所用的软件、学习新知和解决问题，另外还介绍了机器学习与R语言平台、数据科学的处理流程、所需的具体技能，最后介绍了数据科学求职、自我展示，并提供了一些有关职业数据科学家和资深数据科学家的案例学习。

本书内容全面、轻松易读，非常适合从事数据科学相关工作的读者阅读，是一本可以帮助读者应聘数据科学家职位的求职指南。








前言

在一年半以前，对数据科学家这个角色，我既没有清晰的认识，也不明白它的重要价值。那时候，我陷没在一个毫无希望的网络营销公司，已经开始忘记我曾艰辛数年所学的知识。不知道是什么让我下定决心去研究这个主题（当时根本没有什么像样的书，更不用奢谈有谁能来指导我），但我内心非常清楚，那段日子让我的身心得到了放松。当然，在这个过程里，我碰到了许多既没学过，也不知道如何去学的问题，而这还是在我每周花费50小时的前提下，而且在我生活的地方根本没有一个能深入教导数据科学的课程。但我努力坚持了下来，我深信我所付出的一切都是值得的，更不用说这个过程让我感到愉悦。就算我在这条道路上失败了，至少在这个过程里我学到了许多有用的技能。

这本书是写给那些同样渴望探索这个领域的人们。当我开始探索数据科学的时候，我不得不用一种艰难的方式学习，并通过尝试和犯错，以及艰难地通过文章、视频和网络上其他的资源来研究数据科学。好在，这些对你来说将会容易得多。而这正是我写这本书的原因，也就是让你有这样一本手册，可以在这个充满挑战的变革中获得指导。

数据科学是具有高回报的领域，它处理的是数据世界中激动人心的新大陆—大数据。数据科学是一个由许多有趣的挑战所构成的领域，而这些挑战是因为我们还尚不能直接有效地利用大数据。但这也为创造力的发挥提供了空间，也使你能够以数据科学家的身份去探索和开拓更多的可能性。

另外，通过数据科学家这个角色，你会获得锻炼自己能力的机会。在IT领域里，没有第二个角色能够赋予你这样的机会：创造能力、沟通能力与商业世界的直接联系，等等。通过精妙地使用你能获取的数据，你将为你的组织（例如公司、政府机构，甚至是慈善组织）提供价值。这些数据与你平常在漂亮的数据库里碰到的数据完全不同，它们体量巨大，类型多样，而且很散乱。于是，这催生了大数据与数据科学家的诞生，他们就是以科学的富有创造力且易于理解的方式来处理大数据的专业人士。但是，到底什么是大数据呢？大数据跟传统数据有什么差别？一个简略的回答是“没办法只用一台电脑去处理的数据就是大数据。”尽管这通常是因为数据的体量巨大，但还是有些别的原因。我们一般总结为4个特征，通常被称为大数据的4个V。


	

体量（Volume）
 ：与我们常见的“一般”数据不同，大数据要大得多得多，例如几个“太”字节（TB）到几个“泽”字节（ZB）。ZB是TB的100万倍，是GB的10000亿倍。非常非常大！在2010年，整个世界的数据量达到了差不多1ZB，相当于是125000000个8GB媒体播放器的存储容量。更夸张的是，这个数字在过去几年里以极快的速度增长着，并且没有任何想要停下来的意思，这么巨量的数据塑造了大数据的身形。这样巨大的体量与无法被单机处理的特性（即便是一台超级计算机）带来了并行计算的方法（一组计算机通过网络连接一起工作）。在大数据项目里，这种计算方式被大量采用。



	

多样（Variety）
 ：由于数据源既可以是传统的，也可以是非传统的，这造就了大数据的多样性。我们平常所处理的数据通常来说是结构化的数据，这种数据常见于数据库中，严格用行和列表示。我们非常清楚它的类型和大小，而且我们大概也能猜到数据是什么样子。然而，大数据还囊括了非结构化数据和半结构化数据。非结构化数据没有提前定义下层数据的行列结构（例如说，Facebook的贴子、微博和电话呼叫记录）。而半结构化数据则是介于结构化与非结构化特征的数据结构（如机器的日志和电子邮件的地址格式）之间。



	

高速（Velocity）
 ：大数据另一个重要的特征就是它的速度，或者说，是数据传到企业以及被处理的速率。传统数据被认为是低速的，或是相对静止的，这包括从它的形成方式以及它产生的位置到它被处理的位置的传送速度可以体现。而大数据却是一直处于移动状态，而且是高速移动（尽管有时候也会有些例外）。这就意味着，大数据需要快速地处理，如果可能的话，最好是实时处理，以便于激发它的潜力。例如说，金融服务公司每秒需要以延迟不超过30微秒（微秒即百万分之秒）的速度分析500万条市场讯息。



	

精确（Veracity）
 ：由于这是一个新近加入的特征，所以有许多关于大数据的参考资料上仍写着3V属性。大数据同样也应是精确的，这是一个与数据的质量（即是否值得相信）息息相关的属性。正如大家所料，只要是数据就会掺有杂讯或者称之为噪音。有效地使用大数据就意味着要能够识别出这些藏在信号之后的噪音。这项挑战需要高超的分析技巧，如果不仔细，那么得出的统计结论就不是由真实的数据所支撑的，还可能导致我们做出不准确的决定。





有时候还能够看到另外两个V，即多变性和可见性，但不是所有人都认同这两个特征。

不难发现，要让大数据有效地运作起来往往充满挑战。由于信息所蕴藏的潜在价值越来越明显，而驾驭大数据的手段也正持续增加着，大数据对产业界来说已经不容忽视了。想想亚马逊（Amazon）和奈飞（Netflix），他们对大数据精妙的使用为它们带来了竞争优势，同时也为行业开辟了一条新路。如果你身处在线购物行业，举个例子，你的大量客户群将带来大量数据，想象一下，你能获得他们的购物习惯、年龄构成、男女比例等特征，以及相应而来的通过分析数据所获得的大量机会。

基于这些你获得的科技新知，你可以再往前多走一步：也就是设计一个小工具或者App来利用你通过数据所洞察到的结果，或者是帮助你的用户获得类似的洞察力来提升他们的使用体验（如在线商店）。这也是亚马逊（Amazon）变得如此成功的一个原因。这就不止是向用户提供品类多样的产品，而是可以通过一些有益的特性，如推荐系统使整个购物体验变得更容易且更愉悦。许多类似的基于大数据智能分析的小程序被称为数据产品，它们集合了大量数据科学家的成果。而说到数据科学家，他们其实并不直接参与到产品的具体制造，而是以工程师的方式来帮助其他的数据科学家。所以即使是在一些具体工作中，数据科学家们由于各自技能的不同，所处领域也是千差万别的。

所以问题并不在于是否要跳上大数据的快车，而是怎么跳上去。这就得问数据科学家了。数据科学家在业内是一个崭新的角色，而自从他被引入求职市场以来，越来越受到人们的欢迎。这个职位涉及数据尤其是大数据处理的方方面面，并以充满智慧且有条不紊的方式创造着有用的产品（前文述及的数据产品）。这种以小工具或是App应用的形式出现的产品往往能给出连用户都还不知道的有价值的信息（后一点是由一位非常成功且富有经验的数据科学家John Foreman强调的）。大数据带来了数据处理和图像化的新法则，这种强有力的工具只有具备了独特的思维与技能的数据科学家才能驾驭。

许多人总是把科学家和数据分析师混淆在一起。其实他们的差别很大，这种差别很像航天飞机和普通飞机的差别。数据分析师会一些数据处理的技巧，尽管这些数据可能极为接近大数据的范畴，但相比于数据科学家来说，这种处理方式低效而且缺乏灵活性。数据分析师依靠一系列被预定义好的模型来导出有用的信息并制成报表交给业务人员过目，而数据科学家则是自己构建模型，或是在他的分析过程中使用完全由数据驱动的分析方法，这通常会推出一些能为他人所用的成果，不仅限于自己公司的业务人员使用。数据分析师在他的报告中会提出一些靠直觉产生的图表，而数据科学家则会创造一个可以交互的仪表盘，表盘上可以看到所有必要的实时信息。

换句话说，数据分析是一种非常有用的工具，但如果有人想利用我们今天遍及四处的数据，那么他就不仅需要高效的数据分析技能，而且需要本书在后文所述及的各种其他实用知识。作为一个数据分析师是很棒的，但这也会把你困在结构化数据里的某个单一数据类型里面，而且，这些数据集还会把你变成一个只能处理小数据集的人。如果你想尝试更大而且更复杂的数据，你就需要学习数据科学家的处理思路。

数据科学家不能仅仅知道该怎么做，尽管对于那些对此感兴趣的人，这是一件极具愉悦感而且令人向往的工作。由于新技术的发展，他
[1]

 所处的领域无时无刻不在发生变化，这使得这个领域充满活力。在科技的最前沿，与十分有趣的人群沟通，帮助其中一些人去驱动变革。数据科学是一个交叉学科领域，所以数据科学家们需要通过学习以及整合各学科的知识，用更系统性的方式去扩展自己的世界观。最重要的是，他们处理问题和数据的方式是十分有创造力的。

数据科学家同样是一个很好的职业。举例来说，这是一个能够给组织带来战略性优势的新角色（同时，不是很多人都会接受相应的训练）。根据Indeed.com的数据，对于具有相同工作年限的求职者，数据科学家所能获得的薪水相当丰厚，在一般情况下都好于其他的IT职业。此外，数据科学家还有机会发展自己各方面的技能，使自己成为一个多面手，能够有机会与行业或是科技界的各种各样的人打交道。尤其在金融风暴时期，技术专才求职会变得特别困难，而经受过数据科学的训练就凸显出其价值了。

这本书由18章组成，涵盖了数据科学的多项基础知识。在最开始的几章里，你会学到更多关于大数据领域的细节（数据科学和大数据是什么；为什么数据科学非常重要，尤其是现在；以及数据科学家的各种不同类型）。接着，你会有机会学习到如何成为一名数据科学家（数据科学家的思维体系，他们的技能资质，这个角色所需要的经验以及一些社交网络的内容）。之后你会有机会了解数据科学家的日常生活（他用什么软件；在这份工作里学习新知的重要性，以及数据科学流程的主要环节）。后面的章节里，你会看到各种从现在的工作转职到数据科学家的路径图（如果你是一个名程序员，你应该学什么，如果你是一个统计员或是机器学习的从业者，如果你是一个与数据相关的职业，或者你是一个学生）。然后，我会向你提供一些如何找到你的第一份数据科学工作的切实可行的建议（到哪里去找，如何以一个“未来的”数据科学家表达自己，以及如果你想做自由职业者，你应该去思考哪些问题）。最后，你会读到一些真实的数据科学家故事，他们的经历、观点，还会有一些真实的数据科学家岗位的任职要求。书的最后是一个术语表以及3个附录，还有一些有用的网站、网上相关的文章和线下扩展阅读资源以及一些综合索引。

这本书用高山鹦鹉（Kea Bird）来形容数据科学家。这种鹦鹉以它的聪慧、创新、好奇而闻名，并且高山鹦鹉也是这个族群中最为稀少的一个品种，这些特点使高山鹦鹉与众不同，同样，这些特点也为数据科学从业者所共有。

我真诚地希望这本书能为大家带来帮助，也希望能让你从中获得快乐。尽管转型本身的要求十分苛刻（尤其是如果你还在职业生涯的初始阶段），但这份经历是迷人且具有高回报的。当你最后成功转型成为数据科学家之后，这个领域的精彩程度仍丝毫不减。这不是一个给轻言放弃的人设置的角色，成为数据科学家在各个层面上都是精彩的经历，而且会是一段使人着迷的旅程。那么，你准备好启程了吗？


Zacharias Voulgaris
 博士




[1]　
 尽管我使用“他”在全书中指代数据科学家，但这个从事这个职位的既可以是“他”也可以是“她”。








第1章 数据科学与大数据

我们今天面临着诸多来自大数据和其他数据分析带来的困难，而数据科学正是对这些挑战的回应。在介绍中，我们简要剖析了一下大数据，但那仅仅是“冰山的一角”。事实上，围绕着大数据，能说的太多了，单凭这一章仍无法得其全貌。但是，你能够通过本章认识到大数据在今时今日的重要性。更重要的是，这一章能让你拨开大数据的迷雾（过去几年里日益弥散的炒作），让你明白数据科学的重要性。

大数据是当今商业的基础资产。大数据以及大数据相关的技术能够得到这么广泛地利用绝不是巧合，现今的诸多行业要么正用着大数据，要么准备要去用大数据。尽管关于大数据的各种炒作甚嚣尘上，但大数据并不是昙花一现。对这些资源善加利用会带来诸多优势，而目前这种资源的日益丰富也是值得关注的信号，不仅要用，而且要快！也许在某些行业里，大数据还不能带来价值，因为这些行业的数据非常混乱，甚至不存在数据。而那些拥有数据并对数据善加利用的人，会在当今竞争激烈的经济环境下占得先机并立于不败之地。

1.1 深挖大数据

大数据含有与我们身边的业务难题息息相关的丰富信息。举例来说，如果你是一个电商公司的经理，你就可以在你公司网站上收集到关于你客户和访客的丰富信息，若能对此善加利用，你就能够增加公司的销售额、提升网站设计并改善客户服务，它还能为你提供市场策略和提升公司的整体策略的建议。这些都是由居住在你的服务器中的0和1实现的。你只需要从你的资源中分出一小部分，并从这些数据中间提炼出信息。这当然不是一桩赔本买卖，我们稍后会再回到这个例子。尽管有些网络数据披着大数据的外衣，但并不是每一种数据融合都可以叫做大数据。这主要是因为大数据的4个V特性。
[1]
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图1.1 大数据的4个V特性

如我们之前所看到的，它们有如下几个特性。


	
体量（Volume）
 ：大数据由大量数据组成，从几个TB到几个ZB。这些数据可能会分布在许多地方，通常是在一些连入因特网的计算网络中。一般来说，凡是满足大数据的几个V的条件的数据都会因为太大而无法被单独的计算机处理。单单这一个问题就需要一种不同的数据处理思路，这也使得并行计算技术（例如MapReduce）得以迅速崛起。

	
高速（Velocity）
 ：大数据是在运动着的，通常处于很高的传输速度之下。它经常被认为是数据流，而数据流通常是很难被归档的（考虑到有限的网络存储空间，单单是高速就已经是一个巨大的问题）。这就是为什么只能收集到数据其中的某些部分。如果我们有能力收集数据的全部，长时间存储大量数据也会显得非常昂贵，所以周期性的收集数据遗弃一部分数据以节省空间，仅保留数据摘要（如平均值和方差）。这个问题在未来会显得更为严重，因为越来越多的数据正以越来越快的速度所产生。

	
多样（Variety）
 ：在过去，数据或多或少是同构的，这种特点也使得它更易于管理。这种情况并不出现在大数据中，由于数据的来源各异，因此形式各异。这体现为各种不同的数据结构类型，半结构化以及完全非结构化的数据类型。结构化数据多被发现在传统数据库中，数据的类型被预定义在定长的列字段中。半结构化数据有一些结构特征，但不总是保持一致（举例来说，看一看JSON文件），使得这种类型难以处理。更富于挑战的是非结构化数据（例如纯文本文件）毫无结构特征可言。在大数据中，更常见的是半结构化数据，而且这些数据源的数据格式还各不相同。



在过去的几年里，半结构化数据和结构化数据成为了大数据的主体数据类型。


	
准确（Veracity）
 ：这是一个在讨论大数据时时常被忽略的一个属性，部分原因是这个属性相对来说比较新，尽管它与其他的属性同样重要。这是一个与数据是否可靠相关的属性，也就是那些在数据科学流程中会被用于决策的数据（而这不同于与传统的数据分析流程，我们会在第11章中看到）。精确性与信噪比（signal-to-noise ratio）有关。例如，在大数据中发现哪些数据对商业是真正有效的，这在信息理论中是个十分重要的概念。由于并不是所有的数据源都具有相等的可靠性，在这个过程中，大数据的精确性会趋于变化。如何增加可用数据的精确性是大数据的主要挑战。注意，即使有些数据拥有这4种属性中的一种或多种，也不能被归类为大数据。大数据拥有以上全部4种特性。大数据是一个重要课题，因为它并不容易处理，即使是对于一台超级计算机，也很难独自有效地展开分析。



在我们最开始的案例中，一个你会面临的典型数据集可能会有以下性质。

数据量会非常大，并伴随着更快的增长趋势，特别是如果你的网站在监控访问者的各方面行为时。这些数据会很轻易地在一年之内达到几个TB。

由于访问者来来去去以及不断有新的访问者加入，数据会持续流动。这会变成在你服务器上连续的网络活动，也就是从网站中涌入你的服务器日志的数据流。

这些从访问者身上收集来的数据会有很大的不同，从简单的网站统计数据（例如在每一页上所花费的时间、访问总时间、访问了哪些页面，等等）到在网站中输入的文字（假设你有一些评论系统，例如大多电商网站）以及其他类型的数据（例如，消费者对各类商品的评分以及交易记录， 等等）

很自然地，并不是你在服务器上所观察到的一切都是值得信任的。有一些访问可能来自于黑客的机器人或者是来自于一些用户的不良目的，而有部分访问者可能是你的竞争者，正在暗中观察你！一些访问者会在他们的评论中写错别字，或是因为一些原因留下一些随意的或是无用的信息。即使你有一些过滤系统，你的网站上不时地收到一些无效数据也是不可避免的。

基于以上所有的观察，你还认为你在公司处理着大数据吗？为什么？如果你理解了上面说的这些概念，你应该自信并正面回答这些问题。每一个描述这个公司的数据情形的要点都与这几个V中的某一个有关。

1.2 大数据产业

很自然地，并不是所有的行业都会被大数据运动施以相同的影响。基于这些公司在多大程度上依赖他们的数据以及数据会给予他们多大程度上的回报，他们可能视大数据为一座金矿，或者一项可有可无的投资。根据最近的统计，下面一些行业已经从中受益，或资产中的大部分即将受益于大数据：


	零售业（特别是在提高生产力方面）

	电信业（特别是在提高收益方面）

	咨询业

	医疗护理

	航空运输

	建筑业

	食品加工

	钢铁以及广义上的制造业

	工业设备

	汽车产业

	客户关怀

	金融服务

	出版业

	物流行业



注意，收益并不总是直接与盈损有关，但绝对具有不可忽略的商业价值。例如，通过在健康护理行业部署大数据技术，医生可以调取过往资料以更好地了解病人的情况，从而做出更好的诊断，并提供更好的护理服务。这最终可以产生更有效率的医疗体系，并通过智慧地使用由数据导出的有价值的信息来降低医疗成本。

另一个案例来自于客户关怀，在这里大数据可以帮助改善糟糕的用户体验。通过有效地利用大数据技术，公司可以接近实时地得到用户喜好以更好地了解客户。这可以帮助调整从业者对待这些客户的策略，并给予他们一个提升未来服务的更佳的视角。

注意，仍有大量的行业具有从大数据中获得价值的潜力，但是基于他们现在的状态，这也许并不是一个值得他们投资的选项。例如说，艺术产业是一个难以在大数据中做大的行业，这源于他们所具有的数据只限于艺术品描述以及一些艺术品的数字化形式。但是，这也很可能在未来会改变，这取决于艺术家们如何采取下一步行动。举例来说，如果某一个画廊开始使用传感器来观察某一件画作前的人数，并且与其他的数据合并在一起（例如，有多少人也买了同样展出这件作品的其他展览的票），他们可以慢慢地建立起一个大数据库，包含传感器信息、票务销售信息，甚至是顾客们对画廊博客中对各种画作的评论。

所有这些都是隐晦地告诉人们哪些艺术品更有人气，从而产生了许多有用的信息。同样这些信息，对于画廊来说，也可以提供最合适的画展的票价。这些都很棒，但哪些会真正对你产生价值呢？你看，更高的利润空间以及更显著的生产力提高并不会自己发生。那种认为安装一个大数据包然后再分配一些任务给员工（即使是受过训练的员工）就可以获得显著收益的想法是很幼稚的。为了利用大数据，公司需要雇用那些可以成功地把表面上看起来混乱的数据变成有效（可操作）信息的员工。所有的数据科学家都会被要求去解决这样的问题，同时，这也是推动数据科学领域发展的众多驱动力中的一个。

1.3 数据科学的诞生

数据科学领域起源于揭示大数据中潜在的价值，以及克服之前提及的4个V的挑战。这在过去是可以通过组合先进的现代计算设备达到的。特别地，并行计算、复杂数据分析流程（主要是通过机器学习）以及低成本的强劲计算能力使这种需求变成可能。此外，在不远的将来，不断加快的IT基础架构以及技术进步将使我们可以产生、收集以及处理更多的数据。通过这些，数据科学可以凭借智能化应用以及发展和使用这些技术的创新能力在技术层面上处理大数据难题。这也就是说，大数据在一定程度上是可以被管理并至少能够提供一些有价值的信息，而这则是大数据是值得花时间精力投入进去的原因。

认识到数据科学并不是一种时尚是很重要的，而是在未来会得到迅速发展的领域。如果你曾是互联网时代的一个IT专家，你可能会觉得大数据仅仅是一个风潮或是一个奢侈品，但那些真正发现大数据的真实和潜在价值的人是可以从中发现其盈利的可能的。

想象一下成为第一批学习HTML、CSS和JavaScript的人，或者是第一个制作数字图像用于网站设计的人。这就像拿着一张得奖的彩券，尤其是如果你对自己的工作非常在行的话。这就是今天的数据科学。如果没有那么多人分享大数据的收益，它现在也不会这么出名。当然，大多数从业者和众多学生并没有注意到数据科学到底意味着什么。

如果你理解了前文所述及的大数据的各种事实，你就应该能理解数据科学是用来应对日趋严峻的问题的解法。如我早前所说的那样，这个问题反映了大数据的4个V属性，使传统方法陷入困境的属性。由于技术发展，在未来10年，数据科学也必然会变得更加健壮完善、更加多样。已有一些研究项目在全球出现
[2]

 ，也同时有许多业内知名的研究者发表关于数据科学主题的论文。这并不是巧合，它表明了基础架构知识以及如何操作的发展趋势，而这些也会滋养这个领域的发展。至于数据科学的诞生时间已经不可考了（有一些人在这个领域的研究已经超过好几十年了），但第一次在正式会议中吸引关注是1996年在IFCS发表的《数据科学、分类以及相关方法》（Data Science，Classification and Related Methods）。直到2005年，“数据科学家”这个名称才第一次出现在文章中。特别是，在文章发表的那 年
[3]

 ，数据科学家被定义为“信息和数据科学家、数据库及软件工程师以及程序员、学科专家、博物馆馆长和专业注解者、图书馆管理员、档案管理员以及其他一些对成功管理数字化数据集的关键人物”。在2009年6月，数据科学家这一职务的重要性变得更加明显，正如Nathan Yau在FlowingData发表的文章《数据科学家的崛起》（Rise of the Data Scientist）一文中说的那样
[4]

 。自此，在数据科学方面的文章和引用得以快速增长。看看现在有多少会议是以这个名义组织的，这不只发生在学术界，同样也发生在工业界。不仅如此，由于许多在各自领域处于领导者的大公司（如亚马逊）都在各自的工作流程中使用了数据科学，这个趋势很可能会持续下去。同样，由于数据科学家这个职位适合于千变万化的数据世界需求，它也正变得包含许多新特征（如前沿数据分析技术的应用），而不再是一些原始需求了。

1.4 要点


	大数据是一个最近发生的现象，具有大规模的数据、快速移动、各种各样的从结构化到非结构化的数据结构（以及在两者中间的其他结构），以及各不相同的可靠性的特点。这常常被引用为大数据的4个V的维度：体量、高速、多样以及精确性。

	由于这4个V的维度，处理大数据是一个极具挑战性的难题。数据科学是我们对于大数据挑战的应对之法。

	数据科学家是那些将数据整理出规则的人。通过利用最新的技术和原理，他们可以从中导出可操作的信息，通常是推出一个数据产品。

	大数据在各行各业都会产生；利用它们可以在包括提速生产力以及增加收益方面产生可观的效果。

	数据科学诞生了有超过20年的历史，但直到最近才起飞，这源于相关技术的开发（并行计算、智能数据分析方法以及低成本的强大计算能力）。

	数据科学家的职务第一次在文章中出现是在2005年，而它在2009年开始变得炙手可热。在哈佛商业评论的一篇文章中，数据科学家被称为21世纪“最迷人”的职业
[5]

 。

	数据科学被认为还有继续发展的空间，包括在商业价值、技术、可用知识和原理，以及在未来几年的人气方面。






[1]　
 事实上，有些人还会提及另外两个V：多变性（variability）和可见性（visibility），这说的是大数据通常会随着时间变化，而且对于用户来说，很难洞察其中的变化。


[2]　
 其中一个项目在伯克利大学，花费了大约60美元，而它的价值则远超你在其他地方看到的高学费的MBA课程，这很显然表明不管是业界还是学术界，大数据都不容忽视了。


[3]　
 Long-lived Digital Data Collections: Enabling Research and Education in the 21st
 Century），原文详见http://www.nsf.gov/pubs/2005/nsb0540
 。


[4]　
 该文章在作者写作本书时，仍可以在线访问，原文详见http://flowingdata.com/2009/06/04/rise-of-the-data-scientist
 。


[5]　
 Davenport、Thomas H.以及 D J Pattil. 于2012年10月在《哈佛商业评论》上发表的《数据科学家：21世纪最迷人的职业》。








第2章 数据科学的重要性

在上一章中，我们对数据科学的来历和它与大数据的关系有一个粗浅的了解。我们同样介绍了这个领域的重要里程碑以及为什么这些年它会变得这么流行。然而，这仅仅是轻轻地掠过了表面，因为数据科学仍有很多的内容等待我们揭开。为了能更好地理解数据科学，我们即将翻开历史，检视它所包含的新规则，以及它所带来的新思维，同样，还有它所带来的新变化。

2.1 数据科学领域的历史

“数据科学”这一术语的流行要早于“大数据”的出现（就像“数据”一词要早于“计算机（computer）”400年出现）。1962年，当John W. Tukey
[1]

 写了《数据分析的未来》（The Future of Data Analysis）
[2]

 ，他预见了数据分析的新方法的崛起相比于方法论来说更像是一门科学。1974年，Peter Naur在瑞典和美国出版了《计算机方法的简明调查》（Concise Survey of Computer Methods）
[3]

 。尽管这仅仅是对当时的数据分析方法的综述，但这本书却第一次定义了数据科学是“一门研究数据处理的科学，在创立之初，数据与它所表示的事物之间的关系属于其他学科领域的范畴”。所以，在那时，任何有熟练计算机知识同时有理解数据语义的人都在一定程度上算是一名数据科学家。因为没有精致的工具，没有神奇的范式，也没有新科学做它的支撑，所以这个词过了这么久才流行起来也一点儿都不奇怪了。

由于在之后的10年里，计算机技术与统计学开始交汇，Tukey的观点开始显现出来，尽管这种变化显得十分细小。直到20世纪80年代，它才开始通过一项在数据科学界十分出名的方法得到发展，而这个方法就是数据挖掘。随着时间脚步的行进，数据的科学化处理达到了新的高度，而数据科学则在1996年叩响了学术界的大门。1996年，在日本的神户，分类学社团国际联合会（International Federation of Classification Societies）举行了一个大会，大会的名称叫“数据科学、分类学以及相关方法”（Data Science, Classification and Related Methods）。它使得数据科学在学术圈内声名鹊起，同时也使得它与其他的数据分析术语（例如分类学）区别开来。显然，数据科学的涵盖范围要大得多，这使得数据科学渐渐成为了一支独立学科。

在之后的1997年，《数据挖掘与知识发现杂志》创刊了，定义了数据挖掘是“从大数据集中抽取信息”的概念，这是第一次数据科学方法在科学界得到了与工业界内一样的流行与认可。这个方法我们会在第11章“数据科学的处理流程”中再次遇到。

随着数据库变得更大，数据科学的角色在20世纪90年代后期的出镜率也变得更高。这种观点也随着 Jacob Zahavi在他1999年的文章“为知识中的金矿而挖掘数据”
[4]

 中得到放大。他写道“传统统计方法在小数据集中可以运行得很好。然而，今天的数据集可能会涉及上百万行以及上百列的数据。扩展性是数据挖掘中的一个巨大问题，另一个技术挑战在于开发出更适于分析数据，发现非线性关系以及元素间相互作用的模型，以及专用的数据挖掘工具来帮助网站进行决策”。这非常清晰地勾画了数据分析的新框架，而数据科学则是在将来帮助解决这个需求的领域。

进入2000年后，关于数据科学的出版物开始呈现增长态势，尽管主要在学术范围内。关于数据科学的报刊杂志以及书籍变得越来越多，同时吸引了大量研究者的关注。在2005年9月，如我们在上一章节内提到的，“数据科学家”一词在一篇政府报告中被第一次定义了（尽管只是一般的表述）。之后，在2007年，数据科学重点实验室在中国上海成立了。

2009年对数据科学来说是重要的一年。朱扬勇与熊赟，两位是之前提到的重点实验室的研究员，在他们的“数据学导论”
[5]

 中提到，数据科学是一门新的科学，明显地不同于自然科学与社会科学。此外，在2009年1月，Hal Varian（谷歌首席经济学家）提出，在接下来的10年里，统计学家
[6]

 （当别人并不非常熟悉数据学时，也会被用来指称数据科学家）将会是一个迷人的职业。最终，在2009年6月，Nathan Yau的文章《数据科学家的崛起》
[7]

 被刊载于《Flowing Data》，使得数据科学家这一角色对于非学术世界的人们变得熟悉起来。

在现在这个10年（2010～2020年）中，关于数据科学的出版物变得丰富，尽管除了你正在读的这本书之外，还没有权威的信息途径论述如何有效地成为数据科学家。“数据科学”一词得到了具体地定义，其精华则被总结在Drew Conway 在2010年9月的韦恩图中（见图2.1）
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图2.1　关于数据科学的韦恩图

图2.1所示为Conway关于数据科学的韦恩图，图例展示了数据科学的主要组成部分以及它与机器学习和传统研究的差别。通过“Danger Zone”（危险区域），他大致是指“黑客/解密者”对计算机系统的安全危害（图片源: DrewConway）。

他的话提供了对成为数据科学家更深刻的理解，“一个人需要学习许多知识去变成他所渴望成为的全能数据科学家。但不幸的是，仅仅通过读书和辅导练习并不能解开这些扭结。因此为了简化讨论，同时也把我的思考放到已经拥挤不堪的创意市场里去，我将数据科学的韦恩图呈上……黑客技术、数学和统计学知识，还有专业知识。
[8]



最终，在2012年9月，Hal Varian的这10年里迷人的职业的表述竟演变成一篇文章，并刊登于哈佛商业评论（“数据科学家：21世纪里最性感的职业” 
[9]

 ），这篇文章更是引爆了大众对数据科学家这一角色重要性的认知。

值得注意的是，与这些出版物和大会同时发生的，还有许多在线的关于数据科学的社会活动。第一个官方的数据科学小组是于 2009年6月在LinkedIn上成立的（以数据科学家小组而知名
[10]

 ），而且他们还有自己的独立网站（现网址datascientists.net以及原网址datascientists.com）。其他的数据科学小组也已在2008年上线，然而自从2010年以来，他们的数量就以燎原之势增加，同样增加的还有数据科学家的在线招聘的帖子，这会在第13章展开叙述。同样值得注意的还有在过去的几年里，还有很多关于数据科学的非学术会议。这些会议以研讨会的形式进行，针对数据领域的专家、项目经理和执行层开展。

2.2 新规则

数据科学带来了许多新规则的繁荣，这些新规则由一些很棒的工具组成，主要有如下几种。


	
MapReduce是一个并行、分布式的算法，用来把负责的任务分割成一系列简化的任务，之后用一种非常有效率的手段解决它们，基于此可以增加处理复杂任务的性能以及降低计算资源的成本。尽管这个算法之前就存在，但它在数据科学中的广泛应用仍增加了它的知名度。



	
Hadoop分布式文件系统（HDFS）是一个旨在充分利用并行计算技术的开源平台，它基本上是通过把大数据分拆成小块然后分发给在网络上计算机来实现管理。



	
高级文本分析常常是指自然语言处理（NLP），这是一个数据信息领域，包含许多从非结构化文本数据提取有效信息和商业智能的技术。在数据科学之前，这个领域并不存在。



	
大规模数据程序语言（例如Pig、R、ECL等）是可以有效地处理大数据集的编程语言。它们在数据科学出现前处于开发状态或完全不存在。



	
替代性的数据库结构（例如，Hbase、Cassandra、MongoDB，等等）是一些用并行计算技术来处理大数据的归档、查询以及编辑的数据库。





你可能对在现代Windows操作系统内使用的新技术文件系统（New Technology File System，NTFS）有所了解，这是一个在大多数个人电脑上不太出问题的文件系统，相当令人满意。但它对于在互联的计算机网络内处理大量数据并不适用。另外，NTFS有一个256 TB的文件大小限制，而这对于许多大数据应用来说是远远不够的。基于UNIX的文件系统面临类似的挑战，而这也是为什么当Hadoop被开发出来之后，必须创建一个新的文件系统的原因，一个适用于计算机集群的文件系统。HDFS允许用户去浏览计算机集群上的所有文件而且可以运行一些基本的操作就像在一台独立的计算机上操作一样（尽管大多数文件可能是散布在整个网络上的）。

Hadoop的灵魂是MapReduce，这是一个使计算机网络可以用低风险来高效分拆数据的规则。所有的数据都会被复制，以预防集群内的计算机（通常称为节点）发生崩溃。还有一些用来负责任务的时序安排和管理数据流的管理节点。首先，所有数据会通过一组称为Mapper（映射器）的集群节点执行映射操作。一旦执行结束，另一组节点会接受归约（Reduce）任务，当之前处理过的数据处理成有用的输出，这一组节点称为Reducer（归约器），也可能任务最后还会经过Mapper。所有的事情都是通过管理节点来协调的，管理节点可以保证所有阶段的输出在集群上都是被安全存储的（以多个副本的形式）。一旦整个处理流程结束，用户就会得到最后的输出结果。MapReduce规则包含了许多相当单调的程序。它的巨大优势在于它能确保该流程会完成地比较快，而且高效地利用所有可用资源，同时降低因为硬件故障而导致数据丢失的风险（这对于大型集群来说非常常见）。

文本分析已经存在一段时间了，但数据科学引入了一些高级的技术使得之前的技术显得相形见绌。现代（高级）文本分析使用户可以处理大量的文本数据，在允许诸如拼写错误、句内的多词分割以及其他问题的前提下，能够精确快速地找到文本模式。高级文本分析能够在社交媒体的帖子上确定情绪表达，识别出是否某人的评论是直述或是嘲讽，而这些在没有利用这些高级文本分析方法前对于机器来说是极难处理的，这种进步使通过在Hadoop环境内部署人工智能算法应用成为可能。

大规模数据程序语言，例如Pig、R和ECL的开发就是为了解决大数据问题，同时它们与Hadoop环境可以很好地融合（事实上，Pig就是Hadoop生态系统的一环）。R在大数据出现前就存在，经历了一系列大的改变，现在可以与Hadoop连接，同时可以处理HDFS里的文件。由于编程语言在现代并不是非常难于开发，很有可能在您读这本书的时候，这个行列里又会出现新的编程语言，所以把眼睛睁大总没有什么坏处。到这个10年结束的时候，很可能现有的这些语言并不会成为数据科学家的首选语言（尽管另一种可能是R语言仍会广泛流传，基于现在它有非常巨大的用户群）。

多亏了数据科学，新的替代性数据库结构才会到来。这些结构包括哈希表（例如，JBoss数据网格、Riak），B-树（例如，MongoDB、CouchDB），以及日志结构的合并树（例如，HBase、Cassandra）。不同于传统的数据库，这些模式类型旨在服务于大数据，因此它们在数据库内读写数据的方式是比较灵活弹性的。每一种类型都有它们适用与不适用的范畴，由于传统数据库在记录超过一定的级别后会崩溃，所以相比于传统数据库，它们要好用一些。举例来说，如果你有一个由上百万行列记录的大型数据库（如大型的数据仓库），要在这样的数据库中找到某一列中的最大值可能会超过很多人愿意等待的时间。同样的查询在列式数据库中（如HBase）用不了1秒。

所有这些规则是基于一组计算机的概念之上的，也就是一个计算机集群，它们的运行远远好于任何一台独立的（甚至是超级的）计算机，只要集群足够大。这种创意是基于智能和定制策略来规划基本的任务，好让它们能够被计算机集群高效地处理，主要是优化处理问题的流程。自从诞生以来，这些新规则的人气不断增加，而且得以迅速的发展进化。有大量的关注度（和钱）投入到这些科技中去。学习他们在不久的将来一定会获得回报。

2.3 新思维与随之而来的变化

到现在为止，你大概能认识到数据科学不仅仅是一些聪明的工具、方法论和运用方法了。这是一种对数据的全新的整体认知。很自然地，这种规则转变带来了人们在处理相关项目时的方式，如何参与亟待解决的问题，以及如何以从业者的身份使自己成长。

数据科学需要我们更系统地思考，将对问题的创见性方法与实际情况结合在一起。这就好像是以一个优秀的建筑师一样的思维方式，将艺术的角度（通过设计）与工程本身，以及时间的管理一起结合起来。规划对于使用大数据来说是至关重要的，尽管是同一件任务，但不同的执行方式会涉及对资源极大差异的需求，而最后产生的结果却可能不会有多大不同。

由数据科学家带来的这种新思维带变化是显而易见的。数据科学家通常工作于由数据建模师、商务人员以及其他专业人士（视不同行业）组成的不同团队中。而相应地，他们几乎不会像经历传统瀑布模型的程序员一样，独自一人工作很久。

此外，数据科学家通过查阅现有文献，并与熟悉亟待解决问题的不同领域的人士建立联系，把问题分解成可以被处理的小问题来逐渐解决。

数据科学家成功的必备技巧并不少见。一个数据科学家应该能够轻易地学习新知。随着大数据技术的快速发展的脚步，数据科学家必须具备敏锐的头脑来快速掌握新的方法以及熟悉新的工具。

数据科学家需要弹性灵活，轻易地适应新商业领域、新团队成员以及新的工具（例如他刚开始工作所用的工具和工作结束时所用的工具有很大的不同）。他需要擅长建立联系，并认识到他所缺乏的技能并开始设法学习它们。总之，数据科学家所需的几乎所有技能是需要能够被快速转变，并且运用于广阔而且不同的场景中。最后，他应该是一个能被任何团队，特别是IT团队所接纳的强力人物。

我们会在第4章详细介绍如何转变思维以及所需的技能，并将它们付诸于实践。

2.4 要点


	
数据科学的历史比人们通常想象得要悠久，然而，直到上一个10年（2000～2010年）才得以落地。



	
Drew Conway在2010年9月创作的著名的韦恩图，有效地总结了数据科学的本质。



	
数据科学带来了许多新规则，它们改变了我们传统处理数据的方式，主要有如下几个。


	
MapReduce。



	
Hadoop分布式文件系统（HDFS）。



	
高级文本分析。



	
大规模数据编程语言（如Pig、R、ECL等等）。



	
替代性数据库结构（如HBase、Cassandra、MongoDB等等）。







	
数据科学的规则转变了我们处理数据的手段，而这对我们的生活产生了巨大的影响。正如它带来对处理大数据有至关重要价值的新思维一样。



	
数据科学的提升带来的新思维，同样带来了数据科学家的职业生活和他与人相处的新变化。
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第3章 数据科学家的类型

就像世界上没有两片一样的雪花，世界上也没有两个数据科学家拥有相同的技能和工作。大数据的世界包含许多问题，这也创造出许多天生就不一样的数据科学家分工。另外，这个专业并没有被认真地定义过，所以基于各种不同的背景（例如教育背景），数据科学家的角色也会有很大的差异。对于这个话题，曾有一个科学家小组做过这方面的研究（Harlan Harris、Sean Murphy和Marck Vaisman，他们最近出版了《分析分析者》（Analyzing the Analyzers）
[1]

 ）一书，他们提出了数据科学家的4个分类：数据开发者、数据研究者、数据创意师以及数据商务人士。而那些常常与这个领域最具有经验的人打交道的人则可以认为是第5类人，上述几类分工的混合或是一般组合。尽管这几个类别的数据科学家之间有一定重合（例如，他们都熟悉数据分析方法论、大数据技术以及数据科学流程），但他们通常来说还是在几个方面有显著的不同。我们下面来一个一个详细地看一下。

3.1 数据开发者

数据开发者通常更多地关注技术话题，如数据管理和数据分析。换句话说，他们的日常工作涉及从各类数据源来收集数据以及在一个大型数据库内组织数据，从这些数据库中查询有意义的结果，以及从这些结果中推导出有价值的信息。数据开发者会倾向于成为拥有坚实代码编写能力以及机器学习技能的程序员，因为这些技能是这个特定专长中最基础的技能。这样一来，基于他们的教育以及工作经历，他们的商务及统计技能相对较为初级一些。对于数据科学中的某些特定部分，数据开发者是最佳人选，而更多的内容我们会在知识结构更为清晰一些时再进行论述（参见第11章）。数据开发者的分析未必是最无懈可击的，这也就是他们通常会与其他的数据专长者和设计人员搭档组队的原因。当然，他们依然会为大伙的工作提供价值，而且他们仍然可以通过课程、实践等途径来发展和锻炼所缺乏的技能。

数据开发者会在很多行业内出现，并且他们通常会被一些小公司雇佣或是在大型企业的数据科学团队中任职。那些具有IT背景的人群由于本身就拥有这些特质，可能会倾向于成为这一类数据科学家。在获得行业经验的同时，他们也会通过接受商务和统计类课程来加强技能。一个数据开发者常见于入门级（初级）的数据科学家角色，尽管他们会随着自己接受更多的技能训练来担任更多的管理工作。

3.2 数据研究者

数据研究者常常来自于学术界，他们有着扎实的统计学背景或是身处应用统计学的科学领域（例如社会科学）。在他们中间，拥有博士学位的人群比例会显著高于其他类型的数据科学家们。商务技能并不是他们的专长，但这并不影响他们成为出色的分析师。他们的这种特质在很多诸如前导性工作中显得极为重要（例如，一个机构从未实施过数据科学工作，或是对如何使用使用数据没有清晰的认识）。

对于许多大型机构而言，数据研究者是很重要的资产。他们以及许多在数据科学团队中通过编程和商务服务于他们的从业者对于开发出有价值的数据产品是至关重要的。由于数据研究者们精于学习新知，他们可以很快地“捡起”其他的技能，扩展他们的技能树，同时如果需要的话，他们可以变得能够适应各类职务。

3.3 数据创意师

数据创意师（Data Creatives）通常有着深厚的学术经历，同时极其擅长大数据技术（例如，使用大数据管理和分析所用的专业软件）、机器学习以及编程。他们常常会是开源软件的贡献者，同时也会因其握有广博的知识而倍感自豪。这让数据创意师可以像瑞士军刀一般在数据科学的各个位置游刃有余。他们不仅具有商业头脑，而且他们也擅长于日常的数据科学家工作，但他们需要一些帮助来让其他人看到他们所看到的价值。

数据创意师对于需要员工具备适应各类工作能力的小公司来说是极其重要的资产。而他们也可以轻易地胜任大公司的工作，特别是与商务导向职能的同事组队工作，而缺少的技能则可以通过工作经验来弥补。

3.4 数据商务人士

数据商务人士通常是资深数据科学家，同时领导数据科学团队（有时是由他们一手创立）。他们在商务能力上非常娴熟，同时也是称职的项目经理。他们的精力主要放在增加公司的收入，同时他们关注的是商业世界更广阔的前景。即使这样，由于他们具有实际的技术专长，也可以着眼于现实，脚踏实地地工作。

数据商务人士常见于大型的机构或是自营的企业，他们擅长与其他专长人士打交道，特别是商务人士，同时也常常具有数据科学流程中其他方面的大量经历。这个类型的数据科学家通常有自己的数据科学家或数据专家团队为他工作，同时也会在他参与的数据科学项目中担任项目管理的角色。

3.5 混合/普适类型

混合/普适类型（Mixed/Generic Type）的数据科学家和数据商务人士很像，但并不拥有广泛的经历或是敏锐的商业嗅觉。相比于上述几种类型的数据科学家而言，他们更加平衡，而且在个人发展上，他们比前3种数据科学家会更快地进入更高级的梯队。他们的技能包括编程、统计以及商务技巧，同时他们更加灵活，很像数据创意师，但具有更深入的商业理解。很多在年轻时就进入数据科学行业的新数据科学家们容易发展成为这个类型的数据科学家，因为他们有机会以更加全面的方式磨练技巧（这同样能从很多数据科学课程中反映出来）。

混合/普适类型的数据科学家能胜任任何公司的工作，既能独当一面也能团队协作，同时对数据科学领域饱含热情（这同时也能解释为什么他们能获得如此广泛各异的技能）。有鉴于越来越多的数据科学课程以及该领域的成熟度越来越高，足以相信未来众多的数据科学家都会归于此类，尽管他们之间还会分化出一些其他类型，就像如今的程序员们相较于过去的程序员们来说更加平衡和多面。

3.6 要点


	
人们总结出了5种不同类型的数据科学家。


	
数据开发者



	
数据研究者



	
数据创意师



	
数据商务人士



	
混合/普适类型







	
数据开发者是编程专家，但他们可能缺少数据科学家的其他几部分的技能，通常来自于IT行业。



	
数据研究者是数据分析的专家，同时他们也能处理机器学习以及其他领域的最新技术。他们通常拥有博士学位，而且正在或曾经从事着学术研究。



	
数据创意师相比于前两个类型的数据科学家显得更为全面，偏爱于使用开源软件，而且多才多艺。他们来自于各行各业，尽管通常来说，他们已经是数据科学家了。



	
数据商务人士（即高级数据科学家）是数据科学家的最高等级，同时常常担任管理角色，相较于数据科学本身，他们更多地接近于商务世界。通常他们具有包括管理学学位在内的多重背景。



	
混合/普适类型的数据科学家是最为平衡的，同时或多或少地培养了数据科学所需的各个方面。他们多面发展，具有各个类型的背景，但在经验的广度上，都亚于数据商务人士。通常，混合/普适的数据科学家会晋升为数据商务人士。








[1]　
 Harian Harris， Sean Murphy，Marck Vaisman:分析分析者们，O’Reilly，2013年6月。http://www.oreilly.com/data/free/analyzing-the-analyzers.csp









第4章 数据科学家的思维体系

普通大众对数据科学家的概念认识往往十分肤浅（不知道他们是否能够区分数据科学家与数据分析师，或是传统的科学家）。这在今天的很多书和文章对这个角色的描述中都能清楚地表现出来。很少有文章试图深入地探讨数据科学家
[1]

 到底是什么。

数据科学家的特征在于一系列独有的特点、气质、思维方式、抱负。就像所有职业一样，这不仅仅是由一组技能决定的。让我们接下来一个一个地审视这个思维体系中的各个关键部分，以便获得对数据科学家更深入的理解，并借此回答“数据科学家到底是干什么的？”

4.1 特质

数据科学家拥有一系列能反映他的专业的特征和特质，但是这些特质不是一成不变的，或者说这可以作为一个理解数据科学家这个角色的指引。首先，也是最重要的一条，数据科学家对于他所观察到的事物拥有健康的好奇心，例如数据潜藏的规律、两个特征或属性之间的联系、特殊的分布情况，等等。如果你想成为“对得起你那份工资”的数据科学家，你需要有一个喜爱探究的头脑。

这并不是说你需要对一切都保持好奇或是陷入到广阔无尽的求知探索中去。健康的好奇心必须伴随着自律，这样才能更脚踏实地。长期的兴趣比短暂、冲动或肤浅的好奇更加务实。一个数据科学家会自然地被他所观察到的数据现象所吸引，并想要触及它们的全部。统计分析对他来说可能是良好的第一步，但不找到这些现象背后令人信服的理由之前，他是不会罢手的。这使得他可以向公司的其他人讲述现象的本质根源。

[image: 0401]


图4.1 作为数据科学家，拥有好奇心是非常重要的特质

而这也带来了另一个与好奇心非常相似的特质：乐于实验。也就是说，数据科学家拥有尝试新事物的勇气和想象力，想出一些新点子，并将它们付诸实践。设计实验并验证他的所思所想。他敢于建立前人没有建过的模型，而且总是能意识到包括可用资源在内的各种风险。这一切都是设计模型的原则和模式，为的是从数据中获得思维的火花。如若不然，就会产生对数据的误用而导致得出并不存在的结论，而这种由缺乏自律所引致的数据分析错误在他们的工作中屡见不鲜。实验是十分关键的，因为它使得数据科学家可以找到解释数据的新方式，同时帮助把数据转变成对其他人有用的信息，这点很重要。而实验的结果则需要让没有技术背景的组员也能够理解，不然，这会显得实验的结果很粗糙。所以实验本身需要有多个层次的考虑，实验结果的表现力就是其中一个层次，尽管这对于数据科学家来说并不是最具有智力挑战的一环，但它的重要性绝不低于科学家们所需处理的其他工作。

数据科学家所具有的其他特质还包括创造力和系统性工作的能力。这两个词被一起提及，是因为它们在数据科学中常常被一起使用，并且同等重要。数据科学家在他所参与的设计及其他创造性的工作中扮演着类似艺术家的角色。他认同发散性的思维，并且时常在他所处理的问题中发挥这种能力。尽管熟悉各种不同的数据分析方法，但他不会局限于方法论的框架中。相反，他会将它们组合在一起，甚至是为了他所面对的特定问题而创造一种全新的方法。这是区分数据科学家与传统的数据分析师以及统计学家的一个重要方面。创造力伴生于实验，使之可以有机地发展并解决难题。缺少了创造力，实验可能不会太顺利（想想研究治疗一种疾病的科学家，在没有创造力的前提下，他将花费大量的时间以及资源去尝试潜在的方案，而这些都是可以通过使用更加具有创意并且有效地方式来避免的）。创造力则因此而对数据科学家来说显得至关重要，同时也是他思想的基础。

数据科学家毕竟不是艺术家，这也就是为什么他的很多创意是通过许多并不具有创意的方式来实现的，也是系统性工作发挥作用的地方。想像一个发明家（例如，托马斯爱迪生）以及他在打磨和实现他富有创意的想法中所耗费的大量单调的工作。从某种意义上说，拥有某个具有创意的想法并不是一件难事，找到一个特定问题的富有创意的解法同样也并不是那么不可达到。然而，将这些想法付诸实现，解决所有具体的工程难题，同时在可控的时间尺度内得出有用的结果：这样才能算是完成目标。而这些是可以通过系统性工作来实现的。这不只是卖力工作，而是以有条不紊同时富有成效的方式完成工作，也是科学研究的典型方式。系统性工作的特质本身表达出了规律性、组织性和阶段性，通过它们，数据科学家得以将他所想出的点子实施落地。

最后，在数据科学家的众多基础素质中，同样重要的是沟通能力。数据科学并不是临时组建出来的领域。这是一个交叉学科，同时也是各领域紧密联系的学科。在数据科学家的角色中，这种领域的交叉性就会在与其他专业人士和组织机构的大量联系和合作中体现出来。这些专业人士往往各有所长，同时对数据科学家们所处理信息的各个层次有着不同的理解。对于优秀的数据科学家而言，他所需要的不仅仅是将他的方法论和结果解释给他的同事和经理，同样还有整个处理流程的价值。正是这种与其他人的连接赋予了数据科学家价值。在数据科学上，你并不是一个人在战斗（除非你只是练练手）。除此之外，需求与问题的参数并不总是明确的，需要通过与机构中其他专业人士的会面来确定它们，同样，也需要与中高级管理层进行沟通。数据科学家不仅需要能够传达他的成果，同时也要清楚了解别人对他的期望，并展开富有建设性的对话来解决他所承担的项目中的各种问题。他需要能让其他人，尤其是身处管理岗位的人，对他的工作抱有合理的期望，看到他能提供的实用价值（而不是期待奇迹）。

尽管还有一些数据科学家所应具备的其他品质，但以上所提及的这些特质对于优秀的数据科学家而言是最为紧要的。当这些品质与洞察力和智慧一起发挥作用时，它们就能帮助数据科学家有条不紊且有效地成长进步。

4.2 素质与能力

与特质一起发挥作用的是数据科学家的素质与能力，而这往往取决于他的专长。然而，还是有一些特点是数据科学家所普遍共有的，重要的有以下几点。


建模（Model Building）
 ：这是数据科学家的一项基础能力，涉及数据科学家所要解决的数据相关问题的数学模型的设计与实施。建模能力产生于通过数据来反映出对某种现象的科学解释以及预测的需求，它对于每一个数据科学家而言都是关键技能。这也是能够将他们与统计学家和大多数数据从业者们区分开来的集中能力之一。它包括了理解能力、创造能力以及充分的想象力。数据科学家的建模是在交互的环境下实施的，所以高效地编写一定量的代码程序以及优化建立模型的重要性是不言自明的。

建立一个模型并不是那么简单的。模型需要建得尽可能的简洁但不至于简单。举例来说，一个简洁的模型可以通过当地球迷俱乐部的规模、当天可能的天气情况，以及这一天在一年中的时间来预测一场足球比赛的观众人数，而一个过分简单的模型可能仅用其中一个参数来预测相同的事情。模型需要尽量通适化，以便在很多不同的情况下用来预测，而不是应用在完全类似的情形下。它需要简洁，以便于让每个使用它的人都能理解，特别是对那些有对模型微调需求的人群。建模可以基于数学或是计算机算法，或者更常见的情况是对两者的结合使用。高效是很重要的，数据科学家需要将这个因素贯彻整个处理过程。如果一个完美的模型需要运行几个星期才能运行出结果，或者需要大量的计算资源去运行，这样的模型又有什么用呢？同样，数据科学家需要进化并且微调他的模型，基于不同的情形去定制化模型，以便当数据发生改变时能适应这种变化。


计划（Plan）
 ：这很显然是任何从事数据相关工作的人所应具备的基本素质，但它对数据科学家来说却尤其重要，因为分析数据非常容易脱离实际，例如尝试各种各样的模型而不预留出足够的时间分配给其他工作，诸如编写流程和实验结果的文档，或是创建相应的图形化效果、全面展示和报告。此外，为了确保能够满足所有所需参与的项目的时间要求，数据科学家需要考虑潜在的延误、技术问题、滞后回复等问题。他需要像一个项目经理一样思考，并且能用实际方法去评估多个不同项目的持续时间，并对他所承担的所有项目，制定出符合现实且高效的行动计划。


解决问题（Problem Solving）
 ：这对任何科学家来说都是一项重要素质，尤其是数据科学家；它涉及专注于解决方案而不是纠结于问题具有的种种限制。通常这些问题都是数据科学家所没有碰到过的，所以这也需要一定的想象力和创造力。它意味着通过不同的视角和开放的思维从不同的角度审视手中的问题。

解决问题通常涉及找到冲破现有技术解决问题的方法。数据科学并没有被很清楚地定义（类似于大多数的学术进步），同时它所处理的每一个问题都是独一无二的。这就是为什么数据科学家相较于科学家更多地被类比为黑客，因为他们很可能会通过横向思考来解决问题（参考下一节）同时游走于常规之外。同样他需要研究出解决他所面临问题的新方法（例如从混乱的大数据中找出规则），从草稿中编写代码或是对现有的代码进行大幅改动。


快速学习（Learning Fast）
 ：对任何职业来说，学习新知并能够快速地学习是无可比拟的素质。特别是在一个如数据科学一般不停地高速变化的领域，快速学习显得尤其重要。快速学习也能反映思维的敏捷，并能够迸发灵感，这两者对于那些一心想要解决大数据难题的人来说是很重要的。快速学习的能力意味着非常有系统性，讲求同时可以评判知识的不同来源的优劣。它需要强大的自律和头脑的可塑性，几乎所有人都可以在早年获得这种快速学习的能力，但将它维持到成年时期对大多数人而言就显得颇有挑战了。数据科学家可以接受这种挑战，同时不让年龄左右他快速学习的能力，他的自律和聪慧能确保他做到这些。

对于快速学习而言，关键在于学习的积极性，以及去了解新资料是否适用。如果你牢记这条法则，它能让你更容易地培养这种能力，并且在你成为数据科学家的旅程中有效地践行这条法则。


适应性（Adaptability）
 ：对数据科学家而言，这一项基础素质是适应新环境和新情况的能力。某种意义上说，数据科学就像一场远征；你对要做什么事情确有些想法，但是你对那些在什么时间、什么地点会发现什么却一无所知。有一点是确信的：你会变成多面手，并且能够找到办法使用你的知识去解决数据问题（往往是独特的）。同样，那些你准备使用的方法需要能够适用于现有数据格式。这项素质也使得数据科学家可以在不同的行业内工作而不被任何一个特定行业所拘束。毕竟，信息的语言是广泛适用的。


团队合作（Teamwork）
 ：之前提到，数据科学家要能够与不熟悉数据领域的其他专业人士有效地沟通与合作。他需要成为一个善于团队合作的人，而不是鹤立鸡群地让他的与众不同毁了团队的合作。数据科学家在展示与捍卫他的工作时需要表现得坚定而自信，而在听取同事的意见时则需要恪守谦虚和开放的精神。他需要将团队利益放在个人利益之上，确保不总是证明自我。他要能够聪明地独自解决问题，也要足够成熟地看到通过团队合作和头脑风暴能够更快地达到相同（或更好）的结果。作为一个独立的专业人士，他可能自律地独自工作，同时在团队会议上也是一个优秀的贡献者，并且易于相处。


变通（Flexibility）
 ：变通是数据科学家所需具备的另一项重要素质。它与之前提到的适应性类似，可以让数据科学家在处理数据问题、技术疑难以及工作中的其他障碍（挑战）中变得灵活而柔和。在数据科学家的工作中，当遇到从没遇到的新问题或是新的数据结构时，变通是至关重要的。他磨练了一种“我能做到”的态度，并让他能够有效、高效且具有创意地应付异常的情况。这一小小的品质是粘合其他所有素质和能力的胶水，使数据科学家可以系统地提升技能，甚至思维，从而使其变成组织中的无价资产。


研究（Research）
 ：这项素质与学术研究无关，尽管在本质上这也是具有科学性的。数据科学家要能够理解并评估在其领域中当今技术发展的最新水平，并找到所有任务中所需的各种知识资源，这就不仅牵涉到在搜索引擎或是知识库上查找资料。寻找有质量的资源对于解决大数据难题十分重要，也需要一双训练过的眼睛去发现哪些方法在处理特定问题上是可行且高效的。它同时还包括将他所开发的新方法的描述文档以简洁、科学稳健且可复制的方式整合在一起。编写文档的目的是为了描述技术是否可用，而不是为了出版。

这个能力与快速学习能力紧紧绑在一起，因为它可以让数据科学家在需要学习的时候能够自给自足。此外，只要愿意，数据科学家可以让自己在培训其他人员以及数据科学会议上有内容与大家分享。毫无疑问，这在他职业生涯的初始阶段尤为重要，特别是当他要应对创新的时候。


关注细节（Attention to Detail）
 ：数据科学家需要留意细节，因为有用的信息往往潜藏在这些地方。同样，小细节也可能导致程序中的语法错误，甚至更严重的逻辑错误，可能会拖慢他的进度甚至妥协截止日期。除了提升效率之外，这种能力也在其他方面也十分有用。例如说，现有数据中的某处细节可能会变成使用某些数据分析方法的提示，或是显著简化问题的一组特征，甚至是改进分析结果。同样关注细节可以帮助数据科学家定位数据集中的异常数据，使他提前预测出问题。


汇报（Reporting）
 ：最后，但是同样重要的一点是汇报，对数据科学家来说也是一项实用技能。它包括创建总结工作的文档，生成描述结果的各种图形，并将这些结果恰当地整合，制作生动地展示报告，等等。数据科学家的报告需要在保持严谨的科学性的同时能够被非技术人员理解。同样，报告也提供了一种简单的方式来将各种项目的进度整理成文档。汇报是需要组织能力与沟通能力的，并以此锻造了连接数据科学世界与商业世界的纽带。

一些需要特殊专长的数据科学家岗位会要求一些其他的素质和才能，但快速学习的能力会弥补技能方面的缺失。
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图4.2 数据科学家并不是一般的IT从业人士

4.3　思维

数据科学家的思考方式是我们最需要注意的特点，因为正是这个特点造就了数据科学家不同于其他类型的专业人士。一般来说，数据科学家的思维是综合式和跃进式的思维方式。他的思维需要综合传统与横向思考方式，同时在处理工作中的难题时，他需要能够对各种模式信手拈来。

当需要设计、建模或调研哪个模型更适合解决某个具体的特殊问题的时候，他会变得极富创意。当他为决定要用某种数据方法编写或更新算法时，他的思考并不会受到不必要的约束条件的局限。在这个意义上来说，他的思考常常综合了艺术家、设计师和建筑师的思路。他不会对实验新方法和新方法论有所犹豫，同时又能沉着地使用不同的可视化方法观察数据。颜色与图形和数字本身一样可以是他手中的工具，可以用来展示数据亟待发现的信息。某种程度上，他的思维就像去开拓新大陆的冒险家一样，但他的征途是广袤的数字海洋。

数据科学家具有务实的思维，特别是在有限的时间内以有限的资源构建工作时。在这个意义上说，这与土木工程师的思维风格类似，使用有限的可用空间及预算而不做过多花哨的设计。与他们一样，数据科学家不会忽略所给的需求，而是在任务的各种约束中剪裁出自己富有创意的方法。也许他本可以从已有的数据集中导出10～15个不同的指标来监测某一个变量的变化进程，但他可以做到只用4～5个指标。或是，他本可以做出一打漂亮的图表，从中预测出数据集在一段时间内的发展，但它可能只用几张图片来总结趋势，同时不失效果。数据科学家同时是一位工程师，总是以务实而落地的方式来行动或思考。

数据科学家的思维同样是具有自我反馈的，也就是具有“元认知”性的。他会去研究自己思考问题的方式，同时评估现有的思考过程。大体上说，数据科学家会留意自己的头脑活动，因此，主观上愿意承认知识的差距（并针对这种差距做出努力）。他不断地寻找自己方法上的瑕疵，同时为弥合它们做出努力。他会主动为自己的知识储备和知识学习负责。他不害怕承认自己对某些内容缺乏了解，并做出努力获取资源去帮助他充分快速理解知识。这让他成为了一个更好的团队成员，并大大促进了与他人的沟通。

更重要的是，数据科学家的头脑会随着时间进化。现代神经科学证明大脑在自身内部改变并创建新的脑回路的能力可以伴随人的一生。数据科学家今天的思维能力与以往已有所不同，并与未来的思维能力也有所不同。他的头脑不会僵化，会通过新的经验、新的知识以及新的认识原理来达到自我改良。在一些职业中，也许留有或多或少的静态思维就足够了，但数据科学家绝不是这样。数据科学家与创业者、管理者以及投资者相似，不断学习新知，同时使自己的头脑适应当今不断变化的环境与快节奏的世界。

当然，数据科学家的思维不仅仅局限于上述的这些“基础描述”，而且以一个章节的篇幅是难以合理概括它的。但上面提及的指导意见确实点出了一些主要方面，并且随着大家对数据科学更多的了解，我希望大家诚实地认识自己的思维，并以此激发兴趣，从而更深入地探索这个领域。
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图4.3 思考是数据科学家思维模式中重要的一面

4.4　抱负

似乎像这本书一样，谈及一个从业者的抱负有些不符常规，因为这是非常私人的事情。但是，或多或少的，数据科学家们都具有一些志向，理解这些会对他的思维体系有实质性的了解。

数据科学家会渴望征服大数据的各种层面。有能力对这个领域的个别数据集进行处理是很好，但通常来说，这是不够的。为了成为特定领域内的顶级专家，有志于成为数据科学家的人们找到一些途径，通常是与这个领域的其他专业人士交流，最终完全理解了每种数据类型可以给组织机构提供什么，有哪些有用的信息可以从数据中提取，同时每一种类型数据的获取成本是多少。这源于对持续进步的向往，而这种向往在这个领域又是可以期盼的，因为随着众多新的数据分析方法被持续开发出来，能利用的工具就变得越来越多。

数据科学家们还具有旺盛的求知欲，这种愿望与之前提到的征服大数据的抱负联系十分紧密，因为学习已经被证明可以帮助培养创造力和智力，尤其是当与包括大数据领域在内的多种事物联系在一起的时候。这些是数据科学家岗位的基础，并把它们培养成完美的意识感觉（sense）。数据科学家的兴趣并不只局限在日常的数据科学技术，他同样对人工智能、分布计算、信息安全、新编程语言以及机器学习在内的诸多方面的新进展抱有兴趣。
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图4.4 数据科学家不会没有抱负

最后，数据科学家渴望熟知存在于大数据世界的开放性问题及挑战，以及通过公司数据的智能化处理而存在的各种机会。他可能想要研究利用新科技手段解决这些问题的新方法，或是他可能会研究具体的商业需求是如何通过利用已有的几种类型的数据而得到满足的，或是以高性价比的方式达成的。

这些抱负是数据科学家欲望的缩影。他总是试图从本职工作之外获得更多，至少不能是思维僵化的，这是底线。记住这句话，你会对这个迷人角色的思维体系有更为清晰的认识。到最后，你可以将这些具体的技能和知识与数据科学家的工作联系到一起，并对这个职业有更为全面的认识。

4.5　要点


	数据科学家所具有的最重要的特质。
	好奇心

	乐于实验

	创造力与系统性工作的能力

	沟通能力





	数据科学家所具有的主要的素质与才能。
	建模

	计划

	解决问题

	快速学习

	适应性

	团队合作

	变通

	研究

	关注细节

	报告





	数据科学家，在众多事情中，最为渴望的东西。
	掌握大数据的众多层面

	持续学习新知

	让自己熟悉大数据世界中的各种开放性问题与挑战，以及存在的各种机会










[1]
 　 最近，作者无意中在Quora（一个极客论坛）上发现一个帖子教你如何通过10个步骤变成数据科学家。这些步骤中的大部分都聚焦于具体技能，而且写得很有问题。这清楚地表明了人们对如何成为数据科学家所需素质的认知仍是有限的，以及这个有误导嫌疑的帖子得以广泛传播的原因。








第5章 技术资质

与今天的许多其他职业一样，扎实的技术资质在你选择进入数据科学领域前是必不可少的。在前面一章我们说到，数据科学家的思维体系就像安装在头脑中的操作系统一样，但它需要通过增加特定的软件（例如，你的各种技能）来使其增强，以便能完成工作。这些技能可以划分成3个大类，通用的编程能力、科学背景以及特定的专业知识（软件和技巧）。很自然的，每个公司对这些提到的资质的要求都不尽相同，但具有上述跨越三大类的核心的技能可以让你胜任大多数的数据科学工作。

在本章中，我们会深入介绍如今数据科学家岗位所需要的绝大多数资质条件。我们将梳理通用的编程能力、应具有的科学背景，以及所应具备的大数据分析及工程相关的专业知识。

5.1　综合的编程能力

不像其他的科学分支，编程对于任何数据科学家来说都是必要的技能。不会编写代码，对于学术界的专家可能还说得过去，但在数据科学领域，你需要知道的编程语言应具备以下特点：


	稳健

	业界流行

	可扩展，特别是当遇到大数据集的时候



在数据科学家的招聘职位中最流行的（通用）的编程语言有如下几种：


	Java

	Python

	C++/C#

	Perl



SQL语言（结构化查询语言）也是必需的，但这个语言更多的是作为一种专业化需求的语言。不会Perl或者Java在数据科学领域也问题不大，但你不能不会SQL语言，因为你时不时地会需要访问数据库并做一些数据查询。此外，SQL语言是其他数据相关语言的基础，因此学会它可以使你能够使用一些其他的类似语言，例如Hive Query Language、NoSQL、AQL、BigSQL，等等。

请注意，上述提到的通用语言都是面向对象语言，这并不是一个巧合。另有很多知名的语言（其中流传最广的就是C语言）可能对于科学家来说并不适合，因为过去的几年里，编程语言的趋势是朝着面向对象语言的方向发展的（幸运的是，C语言有一个面向对象的对应语言——C++）。其中一个最主要的原因是，面向对象语言能够让你更容易地创建更精密复杂的项目，并将自己的代码与其他的人代码有效地整合到一起。而当敏捷性成为团队解决大数据问题的关键之时，这就成了一件极为重要的事情。

尽管Python十分有趣，但这并不是说它比上述提及的其他语言更优越。由于它有大量各种各样的函数库可供使用，因此能让没有编程经验的人较为容易地使用。如果你以前写过程序，那可能会考虑使用一些更为稳健的语言，例如Java。掌握至少一门编程语言是一个很不错的想法，而让自己熟悉多门编程语言也不会带来什么坏处，因为你永远不会知道什么时候会用到它们。

注意，知道如何用好一个或多个语言是不够的。你需要知道如何用它们进行数据处理，特别是对大数据集的处理。毕竟，这才是你需要用它们的原因！

5.2　科学背景

在数据科学家的所有资质中，科学背景是将他从其他IT从业者中区分开的一个关键方面。数据科学家在技术领域有至少一个硕士学位（通常是计算机科学、统计、数学、系统工程，或是其他相关专业）。另外，非技术性背景出身，但从前一份工作中得到足够的技术经验也是可以接受的。拥有一个博士学位，无关的背景专业，是一个巨大优势，特别是如果你的研究方向有定量研究的成分，或者你正在找一个更高薪的工作。从事数据研究工作的数据科学家的背景专业来自很多学科，例如心理学和物理学。

一个博士学位可以在数据分析上带来可靠的经验，特别是所研究的课题是与真实的数据集相关的时候。获取一个博士学位并不能算作正式的工作经验，但现实中，博士学位所获得的经验和技能与正式的工作经验一样有用。事实上，现实经验所给予你的大多数专业特质（时间管理、现实、团队合作，等等）也都是你在读博士期间可以获得的技能，特别是当你隶属于一个实验室的时候。所以，如果你的博士经历给予你许多实用的技能，那么在求职时，你也许可以在简历和面试中提到这些技能和经历。当然，这样能否奏效还要取决于公司。这是一个你需要自己做出的决定，因为不是所有人都这么在乎博士学位。

对各种高级分析技巧的扎实的理论理解和实际的专业知识同样是科学背景的组成部分。如果你缺乏高级分析的知识，那就准备一些其他人不会的技能，例如有效处理数据的最新知识。这些技术知识包括但并不只局限于数据挖掘、机器学习以及预测模型（即预测分析）。

以上所有的技术都是你需要熟练知道的优秀工具。然而，将它们联系在一起的是深厚的数学和统计学背景，而这也是很多雇主正在寻找的关键资质。当然，这并不意味着你需要知道所有理论和相应的证明过程，但你需要熟悉它们中的大多数，而最重要的是知道如何利用它们处理现存的数据。当然，并不是每一样技术知识都能处理所有类型的数据。总之，你需要将以下几点熟练到成为你的第二天性。


	辨别什么时候用什么工具。

	微调你要使用的工具，把它订制成解决手中问题的利器。

	知道如何处理你选择的工具所产生的结果。

	思考解决问题的几个备选方法，并基于所能使用的资源对它们进行排序。



对掩藏在你所使用的技术背后的理论知识的扎实理解是十分关键的。为获得这种理解，你需要学习几门数学统计学的课程，并且不要被这些领域的任何内容所吓倒。如果你什么也不知道，那么就需要利用自己已经知道的知识来学习新知识。你可以通过参加讲座、在线课程，甚至读几本书来为自己充电。

作为数据科学家所应具备的科学背景也能让你定义各种可检验的假设条件，在当前数据上应用一些可重复使用的方法论，充分利用数据科学流程（见第11章），同时对分析结果有一个彻底的理解。另外，还能够微调你的方法，知道什么地方出了问题，并采用后备方法来解决问题。毕竟，对科学背景的重要性怎样强调都不为过。

5.3　专业化知识

成为数据科学家需要一些能够区别于其他专业人员的专业化知识。而掌握至少一个下述统计工具对你来说是非常重要的。


	R（最先进的统计分析平台；开源软件）。

	SPSS（强大的统计工具；商业软件）。

	SAS（一个在业界非常流行的统计工具；商业软件）。

	Stata（另一个不错的统计工具；商业软件）。



一些雇主会把Matlab也放入这个列表中，因为Matlab可以让你以少量的代码便捷地分析数据，并且还能用集成开发环境（IDE）舒心地进行调试和开发。Matlab最大的缺憾就是它太贵，尤其是对于商业版的程序来说。

如果你不敢肯定用什么工具，那我推荐你使用R。在过去的许多年里，R因为许多原因变得越来越流行：R是开源软件（完全免费），它有一个庞大的用户社区，安装与定制都很便捷，学习相当简单，丰富的文档资料和针对不同层次人群的好几本书，以及大量的函数库（被称为程序包），这些都能让你轻易地完成各种复杂的任务，而且不用编写大量代码。注意，尽管R有各种面向对象语言的特性（在workspace下的各种数据结构都被视为对象），它仍被大多数人视为一个统计工具。

如果你对Matlab的使用已经非常熟练了，那你可能会想学一个其他工具，以防雇主并不熟悉Matlab或者不愿意花钱购买Matlab许可。注意，从Matlab到R，或者反之，都是非常容易的，尤其是如果你熟悉面向对象编程的概念的话。

大数据存储架构的经验也是十分必要的资质。在之前的章节中我们看到，大数据需要广泛而不同的规则范式，其中的一个就是新颖的数据库模式。所以大规模数据架构（schema），像Hadoop、Hive、大规模分段关系型数据库等，都是作为数据科学家的你需要去熟悉的。

最后，处理大数据集（TB级）的经验是十分有用的。这种经验可能不是必需的，但它是在你不需要任何额外专业知识的情况下，也能很快掌握的。其他所需的资质还包括如下几种。


	可视化对于数据科学处理来说是重要的方面，它可以通过图像（通常是绘图、热力图、图形，等等）帮助用户，在不阅读表格和统计数据的前提下，对数据所展示的内容获得很好的了解。视觉化常常是通过你所使用的数据分析工具来完成的。

	关系型数据库是基于当前项目你会需要使用的数据库。熟悉它们会非常有帮助，特别是如果你正在学习SQL（结构化查询语言）的时候。

	用户建模是创建并利用客户资料建模以便更好地了解公司的目标客户群，以及给利用了这些信息的市场活动提供帮助的建模方法。这种方法在零售行业内是非常有用的。

	大数据集成的处理系统（例如IBM的BigInsights、Knime、Alpine以及Pivotal，这里仅举部分例子）——尽管这不太可能成为数据科学家招聘的职位要求，但是熟悉类似这样的系统能够帮你更好地理解大数据的处理。让你可以关注工作中最具创意的部分，因为系统会替你完成工作中的低端工作，并帮助你用高级方法来处理问题。



随着数据科学领域的日趋成熟，成为数据科学家很可能会需要额外的专业知识。但是，本章所提到的这些资质会依旧至关重要，特别是数据分析工具。建议你及时了解这个领域的最新发展，这样你就可以调整自己的学习策略，并避免浪费本不必要花费的资源。

5.4　要点


	作为数据科学家，你需要一些特定的专业技能作为你日常工作中使用的工具。

	你需要熟悉一个或多个面向对象编程语言，例如Java和Perl。掌握它们中的至少一个语言是必需的。

	你需要有扎实的科学背景（即使你的教育背景是非技术类的），让你可以在以下工作中游刃有余。
	科学性的流程。

	众多数据分析技术背后的理论。

	在实践中使用以上这些技术。

	定义以及检测各种假设。

	理解数据分析方法的结果。





	拥有一个技术性学科的博士学位在进入数据科学领域会显得十分有用，因为它可以补偿你工作经验的不足，但这并不是一个必备的先决条件。

	你需要具备一些对数据科学家工作所特有的专业化知识。
	对数据分析工具足够的了解（例如，R、SPSS、SAS、Stata或Matlab）并掌握它们中的至少一个工具。

	大数据存储架构经验（例如，Hadoop、Hive等）

	其他可能是也可能不是有关数据科学工作的专业知识，例如视觉化、关系型数据库、用户建模、大数据集成处理系统。同时，还要有大数据领域的数据集的工作经验。





	数据科学领域进化的速度很快，所以你需要紧跟变化，特别是所用的工具，这样你就可以相应地调节自己的学习策略。










第6章 经验

如许多其他的待聘岗位一样，数据科学家的招聘广告通常会要求应聘者拥有至少两年与数据相关的工作经验。虽然这写得非常模糊（有些人虽然取得数据科学家的硕士学位，但始终没有足够的经验来胜任这一职位），但绝对需要仔细的研究。在本章中，我们将更为详细地探讨在这个迷人的领域里为什么需要经验以及如何获得经验。

6.1 企业实战VS学术研究的经验

关于行业经验的实用性一直有一个很大的争议，也就是对于数据科学工作来说，在企业中获得的经验是与学术中获得的经验不同的。

通常来说，科学家是在企业环境中工作。有少部分会出现在类似NASA（美国航天航空局）、FBI（美国联邦调查局）或是CIA（美国中央情报局）等大型政府机构。在上述环境内工作的人可以证明这些地方与学术界有多么巨大的差别，几乎是天壤之别。但这些差别之间也存在着共性，例如在以下几个方面：


	团队协作

	遵循时间计划

	遵守组织政策

	在处理他人的任务，或与别人打交道，尤其是与客户打交道时，会基于职业的立场



在学术环境下，你会与许多聪明人交流，在这里，大家都会对创新抱有热情，并愿意追随领域里最新成果的脚步。学术生活常常是与教学联系在一起的，比如执教（或者辅导）一个或两个班级，这能帮助你雕琢自己的演讲技巧，还能让你与一大群具有崭新思维的年轻人打成一片。这些都是很难在非学术环境内获得的经历。

但在企业环境中就不是这样的玩法了，专家们会倾向于从工作中获得高额报酬和更多及时的反馈。在学术界，你可能只是专注某一方面的研究，并在多年后让其他人认可你的成果（例如很多理论物理学家）。而在企业界，你最多只会被大家称赞一年，不过，你会收获奖金作为供职单位对你的认可。另外，在企业中你会有不少就业机会，而这其中的很多机会并不是由于别人（例如招聘人员）发现你做了什么了不起的事情，在学术界很少发生这样的事情。并且，在企业里，你会有机会看到自己的工作成果体现在产品或新闻报道中，尤其当你是一个经验丰富的专家的时候。然而在学术世界，除非你是诺贝尔奖级别的科学家才会获得广泛关注（当然这一般不太会发生在你的身上）。最后，企业界的大会更加多元，而且会吸引对这个领域感兴趣的所有人，但是在学术界，会议主要是面向少数已经在这个领域做过研究的科研工作者。

虽然企业经验和学术经验各具优势，但最后你会发现，这无非是个人喜好问题。鱼与熊掌兼得固然好，但现实中很难两全其美。如果你仅仅具有学术经验也无妨，你仍可以有力地证明学术生涯对数据科学工作的帮助，特别是如果你真的通过科研项目获取了大量真实数据的处理经验。学术界中的大多数技能是可以迁移到数据科学世界的。然而，数据科学家岗位却主要是在企业界招募，所以如果你有机会的话，设法取得一些企业经验会更有帮助。

6.2 经验VS正规教育

花时间积累工作经验和花时间攻读大学学位之间，有什么确实的利弊关系吗？这是一个很有价值的问题，并且也是许多专业人士的争论焦点。那么，经验的缺乏是否能被足够的正规教育所弥补？

大多数雇主们认为这不是问题，这也解释了为什么他们在发布数据科学家的工作时有具体的特定需求。有些工作可以由高学位来替代工作经验，但是在数据科学领域，绝大多数情况下需要工作经验（初创公司例外）。

从本质上讲，如果你在合适的研究领域（例如计算机科学、工程学、应用数学等）受过扎实的正规教育（尤其是博士学位），你就能够承担大部分数据科学任务。请牢记这一点：经验能够让你把事情处理得更好，但是缺少经验也并不一定会取得完全相反的效果。如果你熟练掌握你所使用的工具，即便你没有长时间的使用经验，你仍然能够在数据科学领域获得成功。

学习过类似于数据科学的学科对于应届毕业生来说是一个加分项（如果完成一个数据科学或机器学习领域的硕士学位，这当然更好）。这能让你在专业知识和最新的工具和数据分析技巧方面驾轻就熟，取得优势。但是，工作经验能洗去这些知识的浮华，让你对这些知识得以实践，并重新认识它们。这其中没有捷径可走。所以，为了得到数据科学的工作，即便你足够有能力，你还是需要一定的经验。那么你如何才能在数据科学的求职市场上获得一个打拼的机会呢？

6.3 如何获得第一桶经验

为了获得职业生涯的首发优势，你需要聚焦于你计划踏入的行业。这对于任何职位都是有用的，因为公司将拥有与其行业相关的工作经验视为一大亮点。

之后你需要找到你可以利用的相关数据，仅为了练习，你可以利用UCI机器学习知识库
[1]

 和其他具有开放数据的数据库来达到这个目的。只要在搜索引擎上查询一下就能给你足够多的资源，足以让你开始这项工作。你没办法把这种经验放在简历里，但是，它能让你熟悉那个行业的数据。一旦你对其数据的结构（或者非结构化的数据）充分了解，并且对你的算法表现充满信心，那么你就可以进入下一阶段了。

接着，找到一个数据科学的竞赛或者一个向所有人开放的项目，然后参与并做出优异表现！参赛本身会给予你宝贵的经验，同时可以将竞赛中获得优异名次写入简历。建议你参加一些竞赛，尤其是那些涉及大数据集的比赛项目。如果可以的话，你可以拉拢朋友或者同事入伙，因为形成一个小团队可以增加你的获胜机会，此外还能获得团队合作经验。Kaggle
[2]

 就是一个能参加大数据比赛的地方，也是个接触数据科学就业市场的宝库。

如果你是一个学生，另一个在这一领域获得工作经验的途径是相关岗位的实习工作（即便没有工资）。你会更深入地理解企业运作的逻辑、学习行业操守，并在一定程度上熟悉数据处理。如果你足够幸运，你可能有幸与全职数据科学家一同工作，并向他直接学习。导师的价值是不可被忽略的。

如果你是一个在学习数据科学相关学科的研究生，你可以为你的期末报告做一个案例研究。这可能会涉及解决一个具体的数据分析问题，甚至有公司可能意愿把这个问题外包给你处理。值得注意的是，他们不会付你一毛钱，但这会给你真实的项目体验。这跟实习很像，但是你可以更好地掌控整个过程，因为这是你的项目。此外，你有机会创建合适的文档，会有人为你编辑它，使之成为有影响力的、看上去很专业的报告形式的论文。对于后者，你可以与潜在雇主分享你在编写论文中的经历，但一定不能涉及任何仅供公司内部使用的机密信息。对此，请一定要与公司代表进行确认。

虽然有些经验不像实战经验那么有用，但是你也可以在社区里可以参与一个或多个数据科学团体，此外你还可以自愿帮助他们组织活动。简单的交流会也可以是了解领域发展的好地方。通过小组活动，你会有机会遇到在职的数据科学家，结识当地的公司代表们（猜测主要是负责招聘的人员），并且学习一些活动组织技巧，这可能会在你未来工作中产生价值。这同时是一个非常有用的社交途径，我们在后面章节中会看到更多。

最后，当你厌倦了其他的方式之后，你可以选择追随一位真正的数据科学大师，这可以具体表现为无偿实习。在数据科学中心网站
[3]

 你可能会遇到这样的机会。实习经历可以让书中苍白的知识变得真实而具体。

但到头来，你未来的雇主只会关心你能给他带来什么，最少也要让他的企业获益。所以你要让他信服你能带给他实际的利益。

6.4 要点


	经验对于觉得大部分数据科学工作而言是必不可少的，而且这是贯彻于整个行业的。经验能够使你在工作中更有效率，也可以促进交流，使你对你所使用的方法和工具有更深刻的理解。

	企业和学术类型的经验都有它的优势，都可以作为数据工作的经验。

	获得最初工作经验的方法如下所示，但不仅限于此。
	在Kaggle上参加一些数据科学竞赛，可以是以团队形式参加。

	获得一个与之相关的实习职位。

	如果你是一个硕士生，你的论文案例可以是一个有数据相关问题的公司。

	在数据科学团体中做志愿者。

	追随一位导师，例如在DataScienceCentral里的那种。










[1]
 　http://archive.ics.uci.edu/ml



[2]
 　www.kaggle.com


[3]
 　http://www.datasciencecentral.com/group/data-science-apprenticeship









第7章 社交圈

建立并维护社交圈是成为数据科学家十分重要的方面，特别是在你职业生涯的初期，不要低估具有专业素养熟人对你的帮助。这是因为这个领域与其他专业之间是紧密联系的，并且这个领域在过去几年内的知名度大大增加，以至于使其他人（特别是商务世界中的人们）更乐于结识从事这个充满激情的行业的人。许多数据科学家认识到这种趋势，并参加了众多讨论数据科学话题的网络小组。

在这一章中，我们会检视数据科学家会需要什么样的社交圈，它是如何不同于其他专业人士的社交网络，并如何建立对职业发展有重要意义的人际关系（也就是在学术圈和商业世界中）。本章不会涉及如何通过人际圈去获得一份数据科学家的工作，这个话题会留给第13章去展开。

7.1 岂止于专业社交圈

对于数据科学家而言，社交圈是他职业的组成部分，使他能够学习更多的技术、工具以及成为一个更优秀数据科学家所应该知道的其他内容。鉴于数据科学前进的步伐之大，这是一个他不能忽略的受教机会。同样，通过这样的碰面，他可能会遇到一个导师，这就非常有价值，特别是在职业生涯的早期阶段。

社交圈同样是一个数据科学家结识商务人士的场合，不只是为寻找商业机会和在商业世界谋求发展，数据科学还能帮助数据科学家这两方面加深理解。这并不简单，因为涉及与许多不同产业界的人们沟通交谈，并以此来获得可靠的一手资料，并对这个问题形成自己的意见，甚至是对出现的问题想出自己的解决方案。另外，商务人士所使用的语言风格与技术极客很不一样，所以融入这样的社交圈需要花点努力。

除了这些有形的益处之外，社交圈还能帮助你培养更为专业的展示自我的方法。你也许听过“电梯谈话”，这是由一个电影编剧所引入的概念，他希望能为他的剧本争取到制作人的合同，于是他跳入了制作人公司的电梯。在电梯爬升的1分多钟里，他清晰地表达了故事的想法，让制作人对这个故事发生了兴趣，并描绘了这个剧本能为制作人带来的益处（例如故事的独创性可以帮助制作人盈利）。社交圈有很多类似机会，但你需要以数据科学家的要求来提升自己。

社交圈能对数据科学家的项目起到关键影响。一般来说，他会有一个自己的团队，但这并不是说他不会去寻求合作和商业伙伴。因为人们都喜欢与能和自己相处融洽的人结伴，社交圈可以很好地为数据科学项目起到过滤的作用。通过更好的自我展现，你就会为自己赢得潜在的工作机会。

7.2 与学术圈的关系

数据科学家不是学术工作者，但这不妨碍他与学界建立联系。不管他是为了讨论最近的领域内大家关心的创新话题（例如，机器学习、并行计算，等等），或是为了在当地的大学内上几堂课，他都应该和学术界保持好关系。

数据科学家们理解学术界的交流方式，这让他们得以有效地与研究者们沟通，咨询感兴趣的问题，甚至是探讨在研究员所处领域内有潜在应用价值的新技术。那些发起了研究项目的学者们对他们所在的领域非常熟悉，并可以规划他们自己的应用，但与企业界之间建立联系对他们来说也是十分常见的（通常是补贴他们相对有限的收入）。数据科学家对学术界的这种w需求十分熟悉，并能从这种双赢的局面中受益——数据科学家可以学到最近的创新技术，而学者们也可以获知产业难题，进而科学地开展研究。然而，为培养这种关系，数据科学家需要先踏出第一步，通过参加对学者和专业人士都开放的活动来建立联系，例如会议、研讨会或是其他类似活动。参与这些活动会付出一些成本，但对那些有志于数据科学的人来说，这是一笔值得付出的投资。

社交圈可以产生大量的潜在合作，相应地，数据科学家所在的公司可以以此获得优势。想想西方世界的大公司从这样的合作中获得了多少好处？如果做得好的话，在产业界应用先进的专业知识可以取得莫大的增速，这正是数据科学家可以做出巨大贡献的地方。举个例子，通过参与到一个研究项目中，数据科学家可以学习到科技前沿的第一手资料，并可以将它引入到他的工作机构。这种学术项目会花费大量的时间（一篇普通的杂志论文在出版前可能会花费1～2年的时间），同时也常会耗费大量金钱。（是的，在学术界，你常会需要花钱来让你的文章出版，特别是在一些知名的杂志上！）但是，如果你不是单干，而是选择与学术机构合作完成，事情会顺利很多，而且能与纠结痛苦的学术官僚机构保持健康的距离。听起来是一个有趣的选择，不是吗？

7.3 与商业世界的关系

数据科学家应该想办法把社交圈扩展到商业世界。这样做最显而易见的好处就是你会非常熟悉商务方面的问题，各行各业的所需所想是什么，其他专业从业者是如何在现实中解决与数据有关的挑战的。商业世界同时能让你立足于现实，让自己的思绪徜徉在数学建模的世界、数据分析理论以及类似的世界中是很容易的，但这些抽象的理论是不能带来实际的收益的。数据科学家需要牢记自己的工作目的，跟上商业战场的最新发展，同时思考大数据在此环境下的潜在应用，而商务社交圈能够支持这些目标。

建立商务社交圈的一个吸引人的地方在于可以获得潜在的战略性商业机会。这就不只是求职机会了（我们会在书的后半部分讲述这个内容，参见第13章），而是其他的机会，例如建立新的工作组，在独立项目中与其他专业人士进行合作，甚至是商业研究伙伴。这里的关键在于开放的思维以及打破陈规，如果你展现了你扎实的数据科学功底，这些机会都会自然而然地出现。

重要的一点在于，要记住，在商业社交环境中，尽量少用专业技术用语，同时对其他人在做的事情表达出真实的兴趣。我们会在第14章详谈这里的细节，在那里我们会谈及各种自我表达的技巧。

7.4 要点


	社交圈对成为数据科学家是至关重要的，特别是在职业生涯的早期阶段。

	社交圈可以帮助你培养沟通技巧，并让你适应各种类型的人群，而这对于数据科学家来说十分重要。

	在获取大数据科学领域以及其他相邻的领域中最近的革命性技术方面，社交圈可以是一个无价的资源。

	数据科学家需要与学术界保持健康的关系，通过社交圈让自己跟进最新进展以及结识潜在的合作伙伴。

	数据科学家需要立足现实，这可以通过社交圈去保持与商业世界的关系来达到。这可以帮助他更好地了解需要什么，并且除了带来工作机会之外，还可以让自己触及有趣的商业机会。










第8章 所用的软件

当数据科学家需要使用某些软件时，其中一部分我们已经在之前的章节中做过介绍，这些软件涵盖了数据科学家所需要的基础专业内容。实际的工作范畴可能会超越求职时候的工作描述，这也是IT工作的常态之一。这在某种程度上是好的，因为它提供了学习新技能的机会，而这也是数据科学领域最引人入胜的方面之一。

在这一章中，我们会探索数据科学环境中常用的软件。不是所有在这里提到的软件都会在你的工作中用到，但了解它们会让你拥有更多选择。特别是我们会提到Hadoop套件的一些其他备选工具（例如Spark、Storm等），许多功能强大的面向对象编程语言（Java、C++、C#、Ruby和Python），现有的数据分析软件（R、Matlab、SPSS、SAS或是Stata），你可能会用到的虚拟化程序以及大数据集成系统（例如IBM的BigInsights、Cloudera等）。我们还会看看你可能接触到的其他软件，例如GIT、Excel、Eclipse、Emcien以及Oracle。注意这个列表只是告诉你这一领域的主流软件有哪些，但它们并不一定是你在未来工作中的真实环境下所使用的工具。一些公司可能会用到它所在行业的专业软件，在你入职的时候也许会被要求你去熟悉这些软件。了解这个列表中的大部分软件会让你工作地相对轻松和明确。

8.1 Hadoop套件和朋友们

Hadoop在过去的几年里，几乎成为大数据的代名词。这是数据科学家的兵器库中的主要支撑。知道Hadoop不只是一个程序是非常重要的，它更像一组工具（类似于微软的Office）。这个套件被用于传输，保存和处理大数据。它还包含有一个调度器（Oozie）、元数据和表格管理架构（HCatalog）。所有在Hadoop中处理数据的任务都是分布在安装了Hadoop的所有机器集群中的，这些任务可以是面向对象程序（OOP）代码、数据分析程序、数据图形化脚本以及其他具有有限处理时间（finite process time）特征和对数据分析有用的任务。Hadoop会确保不管你对数据做什么样的操作都能以高效的方式完成，并以直观的方式呈现。

Hadoop并没有一个对用户友好的软件环境，如图8.1所示，这是一个典型的Hadoop任务的样子。
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图8.1 Hadoop任务仪表盘（Dashboard）的屏幕截屏

Hadoop套件由以下几个组件组成，所有的组件都很重要。


	MapReduce由Google创建，并且是Hadoop的主要组件。正如在之前的部分我们曾提到过的那样，这是任何大数据技术的核心。尽管这是Hadoop固有的特性，但它也可以在其他的大数据程序，例如MPP和NoSQL数据库（例如，MongoDB）。MapReduce最初是具有商业所有权的，但随着Yahoo在2006年提供了慷慨的资金支持，它以Hadoop的开源形式出现，并在两年内迅速受到广泛欢迎。作为一个著名的并行计算算法，它得以让数据库的查询建立在一个计算机集群上，任务可以分拆成小份，并跨越整个集群的节点。

	HDFS是Hadoop 分布式文件系统的简称，这是Hadoop系统所使用的文件系统。被Hadoop所处理的数据必须先导入到HDFS中，并备份在运行了Hadoop的计算机网络中。它的数据极限大约在30PB。

	Pig是针对Hadoop进行计算的一个高级编程语言（High-level programming language）。你可以将它视为Hadoop生态系统中各种操作的控制元件。它的性能是可扩展的。

	Hive是一个数据仓库程序，是以“类-SQL”语言进行访问使用的，他是为横跨Hadoop集群的数据设计的。并且它的性能是可扩展的。

	HBase、Sqoop以及Flume是Hadoop的数据库组件。HBase是一个可以运行在Hadoop环境上的列式数据库。它是基于Google的BigTable设计的，并且数据极限约为1PB。另外，它比直接在HDFS上访问数据要慢一些。这对于处理存在HBase里面的数据来说不是很好，对HBase对于归档和时间系列数据的计数很合适。Sqoop是一个将关系型数据库中的数据导入到HDFS中的程序。Flume与此类似，它关注于收集和导入各种数据源的日志和任务数据。

	Mahout是一个机器学习和数据挖掘算法的函数库，用于对存储在HDFS的数据进行处理。

	Zookeeper服务于Hadoop有一“群”各种各样功能的组件，所以调试管理以及协调程序是十分必要的。Zookeeper保证了整个套件的整合以及相对得简便操作。



Hadoop套件还有一些其他的组件用来补充以上这些核心组件。而熟悉它们最好的方法是去下载一个Hadoop玩一下。当需要确定基准（Benchmark）的时候，你可以选择去读一下教程（或者，如果你能读一下用户手册则更好）。

Hadoop并不是进入大数据技术的唯一选择。另有一个也很有意思但并不那么有名的备选方案是Storm（被Twitter、阿里巴巴、Groupon以及其他许多公司所使用）。Storm显著快于Hadoop，同样也是开源，而且使用起来相对简单，是一个值得选用的Hadoop备选方案。不像Hadoop， Storm 不执行MapReduce任务，而是运行topology（拓扑）。核心的差异在于MapReduce最终会将任务结束，而topology会永远运行或直到它被用户终止。（你可以将它类比为操作系统后台一直运行的进程）。topology可以被画成计算图，用以处理数据流。这些数据流的源被称为spout（形象化为“水龙头”），而它们会被接入bolt（形象化为“闪电”）。一个bolt可以使用任意数量的输入源，做一些处理，并输出新的数据流。你可以在图8.2中看到Storm topology。

如图8.2所示，Storm软件中的Topology，一个值得选用的Hadoop的备选方案。你可以很容易地创建一个类似这样的Topology，并比MapReduce的流程顺序要直观。

对数据使用Topology方法可以确保即使在出现故障的情况下也能处理出正确的结果（因为topology会持续地运行），也就是说如果计算机集群中的某一台计算机发生了问题也不会危害到在运行在整个集群上任务的一致性。需要注意的是，Storm topology 一般是由Java、Ruby、Python和Fancy语言编写而成。Storm软件则是由Java和Clojure（一个与Java配合良好的函数型语言）编写，同时它的源代码也是这个类型技术中最为流行的项目。
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图8.2　Storm软件中的topology，一个值得选用的Hadoop的备选方案。可以很容易地创建一个类似的topology，并比MapReduce的流程顺序要直观

这个软件的优势在于它处理数据的实时性、简单的API、可扩展性、容错性、简单部署、免费且开源并能够确保数据处理，以及可以在其上使用各种编程语言。它有横跨美国东西海岸、伦敦以及其他地区，并持续壮大的用户社区。

除了Storm这个非常流行并且提供了灵活和简单地操作还很有前景的Hadoop的替代品之外，还有一些其他软件同样宣称自己具有类似特性并尝试挑战Hadoop在大数据世界的支配权。最值得推荐的几个软件（在编写本书的时候）有如下几个。


	Spark由加利福尼亚大学伯克利分校的AMP Lab开发而成。Spark是MapReduce领域的最新玩家，它的目标是数据分析在写入和运行端的速度更加快速。不像许多在这个领域的系统，Spark使用内存查询数据，替代了磁盘的读写。这样，Spark在许多迭代算法上比Hadoop的表现更为优越。它是由Scala实现的（参见一下部分），在写作本书的时候，它的主要用户是UC Berkeley的研究者和Conviva公司。

	BashReduce作为一个脚本工具，BashReduce可以用标准UNIX命令（如sort、awk、grep、join等执行MapReduce，成为了Hadoop的另一个备选工具。它支持映射/分割、规约以及合并等功能命令。尽管它根本没有一个分布式文件系统，BashReduce还是将文件分布到了工作节点中，但不可避免地缺少容错。它没有Hadoop那么复杂，同时可以进行快速开发。除了容错的问题之外，它还缺乏灵活性，因为BashReduce只能工作在特定的UNIX命令环境中。BashReduce是由Erik Frey（在线电台last.fm）以及他的助手们开发。

	Disco Project最初是由诺基亚（Nokia）研究院开发，Disco已经默默无闻了很多年。MapReduce作业由简单的Python编写，而Disco的后端是以Erlang编写的，一个可扩展的函数型语言，内置支持并发、容错以及分布，使得它成为一个理想的MapReduce系统。与Hadoop类似，Disco分布并复制存放数据，但它没有自己的文件系统。由于它的高效，在作业调度方面也是值得称道的。

	GraphLab由卡内基梅隆大学开发，为机器学习应用服务而设计，GraphLab旨在提高并行机器学习算法设计的执行效率和正确性。GraphLab拥有它自己版本的映射（map）阶段，称为更新阶段。不像MapReduce，更新阶段可以读取和修改数据的交集。它基于图的方法使得在图形的机器学习上更具可控性，同时提升了动态迭代算法。

	HPCC 系统以它自己的大规模数据分析架构，HPCC试图用Enterprise Control Language语言（ECL）更近编写并行工作流，ECL语言是一个声名式语言，以数据为中心的语言（有些类似于SQL、Datalog和Pig）。HPCC是用C++写成的，根据一些人的说法，这样使得内存查询更快。HPCC由于拥有自己的分布式文件系统而也成为Hadoop一个有力地备选工具。

	Sector/Sphere以C++开发，这个系统承诺了比Hadoop快2～4倍的性能。它由两部分组成：Sector，安全且可扩展的分布式文件系统，以及Sphere，在存储节点上可以通过简单的API接口处理Sector数据文件的并行数据处理引擎。它具有不错的容错性，支持广域网同时兼容旧系统（需要做一些修改）。从2006年诞生起，它就是一个不错的Hadoop替代方案。



还有一些并行于这些系统的项目，可以免费便利地开展Hadoop环境下的工作。所以，如果你想学Hadoop，并且把基础的部分都掌握以后可以看看这些工具。这些项目中最著名的有以下几个。


	Drill是一个Hadoop插件，专注于提供一个存储在Hadoop集群环境下的数据集的交互分析接口。它常常利用MapReduce来执行Hadoop下的大数据的批量分析，并通过Dremel以更快的速度来处理更大规模的数据集。凭借它可以扩展到大规模服务器上的能力（它的设计目标是10000个服务器），使它成为处理真正的大数据的好选择。如果你计划使用Hadoop，那么它是一个值得你去研究的工具。

	D3.js是数据驱动文档（Data Driven Documents）的缩写，D3.js是一个开源JavaScript函数库，可以让你编辑大数据的展示文档。这个工具可以让你利用网页技术（例如HTML5、SVG以及CSS）来创建动态图形。另外，它还提供可视化方法，例如和弦图、气泡图、树状图以及节点连接树。由于它是开源的，因此这个列表还在持续地扩展着。D3.js设计的目标是运行快速和兼容于跨硬件平台的程序。尽管它不一定会替代完全成熟的数据可视化程序（见8.4节），但这是一个你值得留意的好工具。D3.js是由纽约时报的图形编辑Michael Bostock开发的。

	Kafka是最早由LinkedIn所开发的消息系统，作为社交媒体活动流和数据处理管道的基础。从那以后，它的用户群便逐渐扩大，涵盖了各种使用数据管道和消息服务的公司。它非常高效，同时与Hadoop生态系统集成良好，此外，它是运行在Java环境中的，是可以跨平台的。

	Julia事实上，它不只是一个数据分析工具，而是被设计为运行在诸如Hadoop这样的分布式计算环境中。它很稳健，易于使用，类似于Matlab和R（见8.3节），同时又非常快速。它是与Hadoop套件相衬的扩展工具，如果你倾向于编写程序，那么这是一个可以加入你技能树中的好语言。

	Impala是一个分布式查询执行引擎，是为原生存储在Apache HDFS 和Apache HBase的数据而设计的。由Cloudera开发，它聚焦于数据库而且不会使用到MapReduce。因为它避免了MapReduce作业的额外开销，所以可以实时地返回结果。



8.2 面向对象编程语言

数据科学家需要能够熟练处理面向对象编程（OOP），但比较各种面向对象编程语言已超出了本书所要讨论的范围，所以如果非要举个例子的话，Java是这一节中主要会讨论的语言，因为它被业界熟知。像大多数面向对象一样，Java不包含用户图形界面（GUI），这就是那么多人更爱用Python（它的开发者确实为它编写了一个体面的GUI）的原因。然而，Java运行快而优雅，同时不管是线上还是线下都有大量的学习资源。图8.3是一个典型的Java程序。
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图8.3　一段典型的Java程序

图8.3是一段典型的Java程序用于判断这一年是不是闰年。这是一个识别了Java程序的编辑器视图。

注意，部分字句的颜色和高亮显示是由编辑器自动实现的（尽管不总是这样，例如当使用记事本工具打开程序时）。同样，间距也是可选的，用来帮助用户编写语句。注意大多数程序会比这段简单的例子要长一些，也更复杂一些，但它们也可以像例子中一样，被拆散成简单的语句块。

如果你花了大量的时间在编写脚本上面（通常如果你使用文本编辑器，例如Notepad++或者Textpad），编程会让你劳累不堪。为了减轻这种影响，在过去的许多年里，众多集成开发环境（Integrated development environments，IDE）被开发出来。这些IDE为编程语言提供了额外环境，将它的引擎、编译器以及其他组件和舒适的图形界面以更加友好的方式呈现。一个在Java世界里非常著名的IDE就是Eclipse（见图8.4），同时也可以作为其他语言的运行环境，甚至是像R一样的数据分析包（Data analysis packages）。
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图8.4　Eclipse的界面

图8.4所示为运行着Java的Eclipse截屏。Eclipse是一个优秀的Java IDE（也适合其他的编程语言）。

其他可供你参考的的面向对象语言包括：


	
C++
 是与Java齐名的编程语言，快速而流行

	
Ruby
 是强大的面向对象编程的备选语言

	
JavaScript
 是可与Java配合使用的基于网页的编程语言

	
Python
 是优秀的面向对象语言，特别适合初学编程的人

	
C#
 是由微软开发的业界知名的编程语言



所有这些都是免费而且可以通过免费教程学习的（C#的IDE是Visual Studio，它是商业软件
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 ）。另外，它们都有一些共同点，如果你对面向对象编程（OOP）的概念很熟悉的话，例如封装、继承以及多态，你就能够处理它们中的任何一个。注意，所有这些编程语言都是命令型语言（相对于最近逐渐出名的声明/函数型编程语言而言）。这个类型编程语言的语句基本上都是在命令计算机采取什么样的行动。而声明/函数型语言，相对来说更多的关注最后的结果而对下一步采取什么动作的具体细节并不关心。

尽管在写作本书时，面向对象编程语言在专业编程领域是一个基本配置，但目前还是有一些向函数型语言变化的趋势（例如Haskell、Clojure、ML、Scala、Erlang、OCaml、Clean等）。这些语言基于另一种哲学，关注函数式表达式的求值而不是变量的使用或者实现它们命令的具体执行。

函数型语言的一个大加分项就在于它便捷的可扩展性（这对于处理大数据极有帮助）以及避免出错，因为它们不使用全局工作空间。不过，它们相比于面向对象编程语言，在大多数数据科学应用下要慢一些。尽管它们中有几个语言（例如OCaml和Clean）在做数值运算时，可以和C语言
[2]

 一样快。如果未来峰回路转之后，函数型语言的情况逐渐好转，为了稳妥起见，那么你可能会希望把函数型语言添加到你的技能树中去。注意函数型语言和我们之前提到的一些传统的面向对象编程语言会有交叉的部分。例如，Scala就是一个函数型面向对象编程语言，这个语言值得大家好好研究。

8.3 数据分析软件

如果数据科学家耗费时间所参与的编程工作到最后得不到任何认同，或干脆就毫无意义，那数据科学家还有什么可当的？于是，数据分析软件就在此时登场了。在众多选择中，最有名的当属Matlab和R。它们都很棒，但是没有必要去计较谁比谁更好，因为用那一种工具更多是基于个人偏好。有趣的是，这两者之间的语法和功能函数非常相近，以至于如果你精通了其中任意一种，那么学习另一种的时间也就是2～3个星期。

由于R在某种程度上来说更受欢迎，主要由于它免费开源，庞大的用户群体定期地向其贡献新内容，因此，我们在本书中会更关注R。所以希望那些倾向于Matlab，并了解Matlab在哪些地方优于R和其他数据分析工具的人，理解我们的选择并保持开放的心态。R同样有优于其他数据分析工具的地方，并且它在编写和运行程序上都很直观，通常不使用循环结构（一种程序结构，一般来说会拖慢高级程序语言的分析时间），而是利用运用向量的一些操作，而且它还可以延展到矩阵，这种特性被称为向量化，向量化使得数据分析脚本易于阅读和理解（面向对象编程语言通常运行速度很快，因此循环对于它们并不是问题）。

R语言的运行环境十分简单（在某种方面上与Python类似），对用户使用来说也足够友好，特别是一些小程序。图8.5的截屏展示了这个运行环境的样子。
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图8.5　R语言的编程环境

图8.5显示了R语言（原版）的编程环境。正如你所看到的那样，尽管编程环境足够友好，但它还是缺少了许多在IDE内的贴心功能。

R作为一款数据分析工具来说是十分强大的，而它的GUI（图形用户界面）也做得很好。然而，如果你真的想用这款软件，还是需要花点时间学习并调试一下IDE。市面上有很多款R语言的IDE（大多数是免费的），但其中有一个佼佼者，叫做RStudio（见图8.6）。
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图8.6　RStudio的界面

图8.6显示了R语言众多IDE中的其中一员RStudio。你可以从图中看到，除了主控窗口（左下窗口）外，还有脚本编辑窗口（左上窗口），工作空间查看窗口（右上）以及图形查看窗口（右下）。除此之外，还有许多别的功能来辅助R语言的编写与运行。

R语言之外的其他数据分析工具还有。


	Matlab/Octave在R成名业界之前就已存在，并且Matlab就已经称王于数据分析领域。尽管Matlab是有商业所有权的软件（需要付费使用），他还是有几个开源的小伙伴们，其中最好的当属Octave。Matlab和Octave对于初学者而言都是很好的工具，它们有大量的应用，并且像R那样实现了向量化。但是，Matlab的工具箱（函数库）稍有些昂贵，而Octave则没有这些。

	SPSS是现有最好的统计程序之一，而且广泛适用于研究领域。学习起来很简单，它可以做任何数据分析，尽管不像R语言那样高效。此外，和Matlab一样，它也是有商业所有权的，为学界与业界所推崇。

	SAS是一个流行的统计程序，特别是在企业当中。学习起来相对简单，它也有一个不错的脚本语言工具，可以帮助创建更为复杂的数据分析。但是，它也是有商业所有权的。

	Stata是选择统计程序包时的好选择。Stata 是最受统计学家所喜欢的工具之一，也是具有商业所有权的。自从R语言在数据分析世界变得广受欢迎以来，Stata就不再像以前那么受宠了。



注意，上面所提及的软件（除Octava以外），都是具有商业所有权的，所以他们并不像R那样能吸引巨量的用户群。如果你对统计和编程都很熟悉，那么对你来说，它们就会很容易学习。在Matlab的帮助下，你不需要为了使用而去熟悉很多统计学知识。我们会在10.5节再探讨R语言，那时，我们会讨论如何在机器学习架构中使用它。

8.4 可视化工具

数据分析结果可视化的重要性显而易见，这也就是增加一些可视化软件可以充实你的软件兵器库的原因。尽管所有的数据分析程序都能提供一些像样的可视化工具，但增加一些专用的工具总是好的。例如Tableau，它可以使整个处理过程都更加直观以及高效（见图8.7）。

很遗憾地说，因为Tableau是一个具有商业所有权的软件，所以它有些贵。然而，他可以实现快速的数据可视化，混合以及图像导出。它的使用界面十分友好，易于学习，在网上有大量的资源，空间使用相当小（小于100MB）。另外，它的开发者们也乐于通过教程与实践来指导用户学习。它在Windows（XP之后的任何版本）上运行，同时还有两周的试用期。有趣的是，它是华盛顿大学“数据科学导论”的教学大纲的一部分。
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图8.7　Tableau的界面

图8.7所示为Tableau，它是一款出色的可视化程序。正如你所见，它十分直观而且提供了各种各样的特性。

在业界，Tableau较其他可视化程序取得了领跑者的地位。尽管它更适合于商业智能应用，但它还可以被用在任何数据可视化任务中，同时它实现了通过邮件和在线的图像简易共享。它也提供了交互式的映射以及能够同时处理不同来源的数据。

如果你对这款软件的同类产品感兴趣，你可以看看以下几款程序。


	Spotfire是由TIBCO开发的优秀产品，可视化分析的理想工具。它可以与地理信息系统，建模及分析软件良好集成，同时具有无限的可扩展性，其价格与Tableau保持同一水平。

	Qlikview是一款良好的备选工具，对数据可视化和深入钻取任务是理想的工具。它速度很快并且提供了出色的交互可视化及仪表盘支持。它有很棒的用户界面和视觉控制，而且还有在内存中处理大数据集的出色能力。然而，它受到内存大小的限制（具有扩展性问题），而且价格相对较高。

	Prism是一款直观的商业智能（BI）软件，可以轻松地实施任务和学习。它主要专注于商业数据，除去一般类型的图表以外，它可以生成数据仪表盘、积分板、查询报告等。

	InZite是一款有趣的替代方案，提供了吸引人的可视化及仪表盘特性，快速而且直观。

	Birst是一个好选择，提供了大量交互性可视化以及分析工具。它可以生成透视表，还可以用精细直观的报表工具深入钻取数据。

	SAP Business Objects提供了指向并点击数据可视化功能，以便能够生成交互并可分享的可视化图像和交互仪表盘，它直接集成了SAP的其他产品。



一般来说，数据可视化程序使用起来相对轻松，所以在你的“数据兵器库”中加入它们并不是个问题。在倾注大量时间掌握其中任何一个工具之前，确保它能与你使用的其他工具集成良好。此外，看看大部分你所感兴趣的软件广告中都包含了哪些其他的可视化软件。

8.5 集成大数据系统

尽管并不是必须的，但能够熟悉至少一个集成大数据系统是很好的。IBM的BigInsights平台就是其中一个很不错的例子，尽管事实上它还处于初期版本。它的设计思路是将Hadoop的大部分功能封装到一个对用户友好，并且有像样的图形界面的软件包中去。它的加分项是它还能执行数据的可视化和调度，类似这种“多合一”的套件包相当贴心，这样你就可以专注于数据科学工作的其他部分了。BigInsights运行在一个集群/服务器中，可以通过网页浏览器来访问。图8.8所示为BigInsights平台的界面截屏。

通过Mozilla 火狐浏览器访问运行中的IBM的BigInsights平台。如你所见，它的用户界面十分友好。
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图8.8　BigInsights平台的界面

集成大数据系统的一个巨大优势在于它图形化的用户界面，与优秀的文档结合在一起之后，使整个系统变得十分友好、直观，而且可以轻松地学会操作。此外，图形界面会很好地结合Hadoop相关操作命令，它可以让你专注于数据科学中更高级别的方面，将你从原本不得不做的大量底层编程中解放出来。

与BigInsights类似的另一个选择是Cloudera，它同样驰名于业界，同时更加稳健。其他值得你了解的软件还包括Knime、Alpine数据实验室套件、Pivotal套件，等等。在你读到这里的时候，很可能已经发布了其他一些集成大数据系统，所以请确保你了解它们是什么，以及它们都提供了哪些功能。

8.6 其他一些程序

如果不加上一些辅助工具的话，上面这个程序列表就显得不完整。因为发布的公司不同，这些程序可能也会各不相同，但当你需要优化你的“软件兵工厂”的时候，它们是一个好的起步。举个例子，Git版本控制程序绝对值得吸引你的目光，因为你很可能会需要用到它，特别是当你与其他人（通常是程序员）一起参与一个大型项目的时候。你可以从图8.9中看到它的操作界面和它的一些常用命令。
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图8.9　Git版本控制程序的界面

Git版本控制程序不算是最直观的可用程序，但具有丰富的功能和高效的工作能力。

注意，Git有很多在主流操作系统下的图形界面的插件。有一个在Windows操作系统下非常好的开源图形界面插件叫Git扩展（Git Extensions），除此以外也还有许多在其他操作系统下运行得很好的Git图形界面。这个特别的图形界面插件让Git变得更加直观而且保留了它的命令提示行（但并不是每个Git图形界面都提供这个功能）。

如果在这里忽略了Oracle SQL开发软件，就简直是有悖神明，因为它经常用于访问公司Oracle数据库中的结构化数据。尽管这个特别的软件由于大数据技术的迅速扩张，在接下来的几年内可能会不胜从前，但在做数据科学任务时，它仍然十分重要。你可以从图8.10中看到Oracle SQL Developer 的截屏界面。
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图8.10　Oracle SQL Developer软件的界面

Oracle SQL Developer数据库软件是处理公司数据库和数据仓库中结构化数据的最佳搭配。

这个软件最关键的部分就是SQL，所以为了使用它的全部潜力，你需要让自己熟悉这种查询语言。正如我们在前几章中看到的那样，这对数据科学家来说是一个非常有用的语言，即使你用得机会并不太多。这是因为它会以其他形式被使用到大数据的数据库程序中。

当你从事数据科学工作时，一些其他需要熟悉的程序如下。


	MS Excel是微软Office套件中知名的电子表单应用。与其他的数据分析程序相比，Excel以其简单到不可思议的特性，一直沿用到今天，并且在检视csv（逗号分隔值，一组以逗号作为分隔符的数据值）文件形式的原始数据时迟早会派上用处（例如，创建分析结果报告的总结）。就像Office套件中的其他应用一样，它是具有商业所有权的，尽管还有很多具有类似功能的免费替代方案（例如，Open Office 的Calc应用）。

	MS Outlook是微软Office套件中另一个同样知名的程序，它被设计用来处理电子邮件、日历、待做事宜以及联系人信息。当然也有很多免费的备选程序，但经常被用于工作场合。如果你每天都要处理内部和外部通信、预约等，它会显得非常有用。它也是具有商业所有权的软件。

	Eclipse如早先提及的那样，这是面向对象语言以及其他编程语言（甚至是R）中最具人气的IDE。它非常稳健直观，使得编程的过程更加友好和高效。它是开源而且跨平台的。

	Emcien能够处理复杂数据集，特别是半结构化数据和非数值类型时所使用的优秀的图像分析程序。如果你对更高级的数据分析，特别是基于图的分析感兴趣的话，这是一个不容错过的程序。它并不是一款其他数据分析程序的替代者，不过，它是具有商业所有权的。

	Filezilla（或者其他的FTP客户端程序）能够传输大型文件或者在跨Internet进行文件传输时提供某一级别的安全性保障，此时这个程序就显得非常有用。它是一个开源软件。



8.7 要点


	数据科学家在日常工作中会利用各类工具，本章介绍了其中最具有代表性的，包括：Hadoop/Spark、面向对象编程语言（例如Java）、数据分析平台（例如R）、可视化软件以及一些辅助工具（例如GIT和Oracle）。此外还有一些公司和行业所需求的特定程序。

	Hadoop是大数据软件界的凯迪拉克，它的套件由几类组件组成，包括文件系统（HDFS）、将数据分布到计算机集群的方法（MapReduce）、机器学习程序（Mahout）、编程语言（Pig）、数据库程序（Hive、HBase等）、调度器（Oozie）、元数据和数据表管理框架（HCatalog）以及调试管理器和协同程序（Zookeeper）等。

	Hadoop套件有很替代方案，例如Storm、Spark、BashReduce、Disco project，等等。

	有几款可以并行帮助Hadoop开展工作的程序：Drill、Julia、D3.js、以及Impala等。

	作为数据科学家，你应该能处理至少一个面向对象语言，例如Java、C++、Ruby、Python、C#等。面向对象语言目前是分布最广的编程语言范式，尽管最近有一股面向函数型语言的风潮涌动。

	函数型编程语言（例如Clojure、OCaml、Clean、ML、Scala和Haskell）都是很优秀的资产，特别是如果你擅长编程而且想要扩展你的编程技能。

	你必须对至少一种现下流行的分析工具极为熟悉，R、Matlab/Octave、SPS、SAS、Stata。其中只有R与Octave是开源的，而前者（R）是时下最为流行的选择。

	Tableau则是数据可视化软件中的最好的选项，尽管还有类似于Spotfire、Qlikview、Brist、inZite、Prism和SAP Business Objects的工具。

	集成大数据系统（例如IBM的BigInsights平台）同样值得去研究，因为它们使整体的数据科学流程更高效，同时将你从MapReduce所需的低层编程中解放出来。

	其他一些程序值得你花时间去了解，GIT（或者其他的版本控制工具）、Oracle、MS Excel、MS Outloo、Eclipse、Emcien以及Filezilla（或者其他的FTP客户端程序）。很自然地，你会的程序越多（即使没有在本章中列举），也就越牛，只要你对它们掌握得足够好，它们也会在商业应用中展现出更大的价值。






[1]
 　 译者注：最新微软Visual Studio已有免费版本。


[2]
 　 C语言是有史以来最好的几个结构化编程语言之一，并成为计算速度方面的标杆。尽管由于面向对象编程范式的兴起，它的人气已不如以往，它对应的面向对象编程语言C++和C#是非常流行且强大的语言。C同样是Matlab的基础，最好的数据分析编程平台之一。因为C是一个底层的语言，不那么直观，因此使用C来编写复杂的程序常成为挑战。








第9章 学习新知与解决问题

学习新知是成为数据科学家的不可缺少的组成部分，特别是当新产品在这个领域内已经相当普及的时候。然而，如果你是数据科学的新兵，那你在知识储备上会有许多差距，所以查缺补漏是很必要的。当然，如果你想要取得进步，这是在任何专业都需要做的事情。然而，数据科学中会不断有新的东西蹦出来，所以，即使你目前是最棒的数据科学家，如果不与最新技术并肩前进，几年之后，你的技能也会面临淘汰。

解决问题与学习新知很像，都需要同等的灵活变通与思维敏捷。尽管许多IT相关的工作都需要这样的素质，但在数据科学中它的重要性尤其显著，因为这是一个知识交叉领域。然而，通过积极的态度和创造性的方法来解决问题，你会比常规的方法学习到更多新知识。

在本章中，我们将会介绍多种能让你在现在以及未来的工作中，不断更新已有知识和技术的方法。本章的前4个小节中，你会了解如何通过实际操练、参会、在线课程（也就是我们常说的MOOC）以及参加数据科学小组来学习。而在后面的几个小节中，你会了解到作为数据科学家可能会遇到的各种问题：也就是资源问题、需求问题以及缺乏你所接受的任务所需的专业知识和结合各种技术去完成任务的难题。

9.1 研讨会

研讨会（workshop）是学习新知的最有效途径，尤其当你的学习进入到一些技术原理的时候。幸运的是，随着数据科学的风靡程度与日俱增，有大量的研讨会可以参加，从中可以学习到该领域任何方面的知识。

参加研讨会的价格，相对来说会显得昂贵（一次几百美元），但它们是值得投资的，特别是如果你的悟性很高，善于学习新知和专业原理，研讨会是个不错的途径。免费的学习资源的内容我们会放在9.3节中。如何找到一个最佳的研讨会则是下面将要讨论的。

那么，既然有许多其他免费的学习新知识的方式，为什么还要参加研讨会呢？好吧，研讨会提供了建立社交关系的机会，可以让你修饰简历（如果你没有其他数据科学相关的资质的话），并提供比大学课程更有用的知识和原理（不管是你上的是什么大学）。这是因为大学课程常常是基于已有的科学文献、杂志报刊、论文以及会议论文集，并侧重于帮助学生建立更多高级内容的学习基础。

研讨会通常在时间上比较紧凑，将正常需要几天自我学习的时间压缩到了几个小时。它们通常很难，而且需要你全部的注意力，但它们能让你学习那些你通常没有时间或资源独立学习的知识。

关键是需要时刻注意，你所选择去注册的研讨会是你真的需要去学习的内容，而且要对你成为数据科学家有用。这听起来很容易，但实际上你很容易去买一个你根本不需要的课程，因为这些课程在网站推销的时候会显得非常有吸引力。

为确保你能找到那些真正合适的研讨会，先写一个你想学和所需要的技能和知识的列表，之后再搜索已有的研讨会。如果你找到了一些你之前从没有想到的内容的研讨会，那就更新你的列表。如果有好几个研讨会都在提供同样的知识内容，那它多半在业界是十分有用的。最后，挑一个最合适你的研讨会，要么是你想学的，要么就是你需要的，把授课地点和课程在一年中的授课时间和价格也考虑进去，在这样的策略下，你不会出什么问题的。

9.2 会议

会议（Conference）与研讨会很像，但是为更大规模的人群所设计的。他们提供给新人以最新的知识，以及基于一些研究和案例研究的创新作品，以及其他基础信息。通常，会议也会提供研讨会来吸引更多的听众。请注意，在本书中，我们所谈论的会议是非学术型的会议，因为学术型会议所涉及的范围和目标是不一样的。

会议是在短时间内学习各种新鲜知识的好机会，你还可以结识新的朋友，与他们互吐奋斗故事，了解该领域的其他挑战。会议具有互动性，并提供了极大的精神刺激，非常类似于一些好的大学课程，但没有紧张的考试和书面作业。他们通常也需要些花费，使之成为主要面向全职专业人士的可行性选择。但是，由于会议可以提供许多好处，他们对任何有志于拓展技能树和数据科学知识来说都是值得投资的。幸运的是，许多公司都会负担一部分（如果不是全部的话）参加类似这样会议的花费。

这项选择的一大优势就在于其学习新知的时效性，特别是与研讨会结合在一起的时候。如果你可以将这些新知识和已有的问题联系在一起，那就更好了。总而言之，如果你对新生事物保持开放的心态，那么会议是能够给你受益匪浅的经历，会增加你对数据科学以及数据科学家这一角色的理解。你可以直接搜索互联网或是数据科学家小组（见9.4节）来找到各种各样的会议。

9.3 在线课程

尽管今天的世界还有各种各样的问题，但是这也是我们在历史上第一次将各种主题的革新理论
[1]

 以免费的方式向公众公开。这是通过各种在线课程实现的，特别是MOOC
[2]

 。

第一个MOOC出现于2008年，并且自此以后增长十分迅速。最大的MOOC提供方——Coursera，最初是由斯坦福大学的两位教师发起的，Daphne Koller教授和Andrew Ng教授。这些课程涵盖了从微积分、哲学、艺术史等。由于它的创始人之一的Ng教授是领导机器学习领域的专家，因此Courera在数据科学方面有很多值得学习的课程（Andrew Ng教授的“机器学习”课程是MOOC最好课程之一，不仅仅是在Courera）。Coursera网站（www.coursera.org）的界面友好而且直观，并且它的应用端在智能手机和平板上表现同样出色，使人们在移动中也能自如使用网站的内容。

还有很多其他地方能找到MOOC，最著名的有以下一些。


	Udacity涵盖了各种科学课程（主要是计算机科学）、设计课程以及商业课程。

	edX主要关注科学，这个网站同样提供一些人文、商业/经济相关的课程。

	Khan Academy对许多年轻学生来说是个非常棒的网站，这里有许多关于数学与科学的课程。

	Codeacademy对想学习或只是练习编程的人是个起步的好地方。这里主要是基于网页的编程课程。

	Open Learning Initiative存有相对较少的MOOC内容，这个网站关注质量与多样性。它虽然刚面世不久，但是很值得期待。

	Open Yale Courses是一个井井有条的著名大学课程档案集。你可以在这里找到许多基于各种主题，并且制作精良的课件材料（视频、讲稿等）。你可以下载他们并根据自己的计划学习。

	OpenLearn（Open University）是免费的资源站点之一，它提供高度精确的信息，也具有多样的课程（甚至是与外语学习相关的课程）以及有庞大的用户社区。如果有时间的话，它值得你好好查阅一番。注意这是一个严谨考究的MOOC提供方，需要有一定程度的承诺。

	canvas.net是一个很棒的MOOC，拥有大量多样的科目。可惜，它与数据科学无关。

	openHPI是一个相对较小的MOOC提供方，专注于提供网页相关的技术。但也同样关联于数据科学。

	NovoED是一个有趣的MOOC站点，主要针对于商业管理，以及其他的学科。尽管它并不是十分多样，但它有一些来自斯坦福大学的优质课程。

	MongoDB是一个高度专业的MOOC提供者，专注于MongoDB数据库框架。但它仍然与数据科学的关系十分紧密，特别适合对大数据技术的这一部分非常感兴趣的你。

	Open2Study提供了绝佳的短课程资源（持续4周），是一个关注与商业管理的MOOC，但也有一些计算机科学课程以及一些其他类型的MOOC。



以上所列出的网站都非常不错，但是，请记住，以上没有一个网站可以在质量与受欢迎程度（一个标准的数据科学课程在Coursera上可以有50000～100000个学生注册）上与Coursera相比。此外Coursera上的课程十分具有交互性，如果你专注地投身在这些课程上，这会成为一段非常享受的体验。但是如果你没有在Coursera上找到你想学习的课程，你最好看看其他的这些MOOC网站，来辅助你的学习。

非常值得在Courera上学习的数据科学课程有如下几个。


	网络智能与大数据（印度理工大学）是一个学习大数据的好地方，MapReduce算法和它们如何在互联网中发挥作用（这是现今大数据的主要来源之一）。导师Gautam Shroff教授，非常博学且条理清晰，使这门课程成为任何有抱负的数据科学家所必须学习的一课。通过课程之后可以获得一个课程完成的证书。

	统计-1（普林斯顿）是一个很棒的基础科目和相关扩展课程。同样，课程也提供了R语言的数据分析平台的实践，但是没有通过课程后的证书。

	数据分析计算（约翰霍普金斯大学）是一个学习R语言，并在各种数据分析应用里使用它的优质课程。如果你没有接触过R语言的话，它会显得困难，因为它只有短短的4周课程，通过后可以获得证书。

	机器学习（斯坦福大学）正如之前所提及的那样，这是Coursera的创始人Ng教授的课程，是这个学科中最好的课程之一，并且有与数据科学相关的各种主题。注意，这只是一个导论型的课程，所以它并不能让你深入地研究它所展示出来的各类方法。课程使用Matlab/Octave教学，通过后可获得证书。

	数据分析（约翰霍普金斯大学）关注基于R语言的数据分析方法论，所以熟悉R语言对学习这门课程的学习会非常有用，通过后可获得证书。

	统计：培养对数据的感觉（多伦多大学）是一门学习基础统计和动手操作的课程。大量的例子、有趣的案例研究和深具魅力的众多导师，通过后可获得证书。

	数据科学导论（华盛顿大学）是一门对有理想的数据科学家来说必上的一门课。不幸的是，这门课连续好几个月都没有后续的课程了，但这个课程的讲师在MOOC网页上可以访问。这门课程所用的编程语言是：Python（2.7版本）、R以及SQL，通过后可获得证书。

	机器学习（华盛顿大学）不同于Ng教授的那门课，但也很不错。它涵盖了许多其他机器学习课程不曾讲述的众多主题，并且你可以使用任何你喜欢的语言来写作业，通过后可以获得证书。

	热情驱动的统计学（卫斯理大学）超越了一般介绍性的统计学课程。但是，它的课程统计语言用的是SAS（而这不是一个容易学的工具），同时由于版权的问题，这个程序包在某些地区不发售，通过后可以获得证书。

	数据库导论（斯坦福大学）是Coursera上最早的几门课程之一，这门MOOC提供了深入的学科介绍，但是它建议你已经具有扎实的计算机科学背景再进行学习。这是一门自学课程，所以你可以按照自己的节奏学习，没有关于证书的信息。



注意，越来越多的大学开发了MOOC课程，因此有可能一些新的数据科学课程并没有被罗列出来。所以睁大你的眼睛，并询问周边的人。通常，Coursera的论坛是一个收集信息的好地方，你能找到与你正在学习的课程相类似的课程，除此之外，你还能收集到许多有用的反馈，例如从你的上过某些课程的同学那儿打听一下那门课到底怎么样。你还能从Coursetalk（coursetalk.org）上收集到关于各种各样的课程的点评。所以，在正式的注册课程之前，最好先去查一查，这样能有效地利用你的时间。最后，近来Coursera提供了专业课，它们基本上是来自大学课程的合辑，在课程的最后会有一个考试或是一个项目，如果你通过了所有的课程，你会收到一张专业认证。不是所有的专业课都是免费的。最近约翰霍普金斯大学提供了一门针对数据科学的专业课。

9.4 数据科学小组

这是一种最有趣的学习方法，特别是如果你喜欢社交的话，数据科学小组会在各种各样的地方出现。如果你住在一个大城市，你很可能在你住的地区找到一个。数据科学小组是一个建立社交圈并结识朋友的好地方，还能给你带来不少工作机会。你可以在第13章读到更多内容。

因为数据科学是一个时髦词儿，一些数据科学小组用这个名字以便能吸纳更多的人参与，但其实并不做什么有价值的交流分享工作。所以在加入之前，记得调查一下小组的组织者，因为时间是一项宝贵的资源，而且你也许能更好地利用时间来进行一些数据科学方面的其他努力。如果组织者真的是一名数据科学家或是他的博学的确打动了你，那么你可以加入了。另外，查一查这个小组举行过的活动，如果他们在活动中引入了许多这个领域的资深专家，那这就是值得加入的小组。如果大多数的活动只是成员间的对话，也许你可以略过这个选择。最后确保这个小组里面有很多成员（越多越好）以保证你可以遇见许多专业人士，增加你学习的机会。注意了，机器学习或是数据挖掘小组同样是相关的，所以不要只盯着他们名字中是不是有“数据科学”。

你至少有两种方式从数据科学小组那里学习。第一种，你可以在活动邀请资深的演讲者作数据科学主题演讲的时候参加。这个人可以是这个领域的研究者或是业界专家，甚至是一个具有前景的大数据程序开发人员。我们在之前已经介绍了一些Storm的知识，它是一个相当不错的Hadoop替代方案，这个软件正是通过开发人员的各种演讲展示才慢慢流行起来的。想象一下，仅仅是参与了一个这样的活动，就有可能成为第一个了解这个软件的人。此时，如果你足够敏锐聪明，那么抓紧时机，努力地去深入这个软件和相关知识，这样你就会在这个软件成为潮流的时候获得优势。而如果当一个公司正在寻找一个熟悉这个产品的人的时候，你就极有可能脱颖而出。

另一种参与数据科学小组学习方式是通过与其他成员积极地交流。（顺便说一句，这个方法对所有其他类型的职业性活动都适用）。这意味着你要积极地参与到对话中，发起有价值的问题，提供简要和有针对性的回复，等等。如果你加入了一个对话，却不断抱怨吐槽你在工作中所遇到的问题或是其他一些别人不感兴趣的问题，那就别指望你能学到很多并且让其他参与者一直提起兴趣。倾听则是这种学习方式的关键，并且要善于提出那些让别人能深入思考并给出有价值的答复的问题，让别人参与到具有创造性的讨论中。

除了以上提到的这些学习资源，还有不少你可能已经很熟悉的数据科学网站和博客。书本可能会给你提供很多可靠的基础领域知识，但要保持更新的话，没有什么是比网络更合适的了。但是要列出各种各样的数据科学相关的在线资源就显得有些无聊了，特别是考虑到网络世界变化得有多快。然而，还是有一些值得去看的网站（见附录1和附录2）。一个看起来特别容易理解的是数据科学101博客（http://datascience101.wordpress.com
 ）。

9.5 需求问题

需求问题（Requirement Issues）是你可能会碰到的一类问题，尽管在很大程度上它取决于你在一个什么样的公司（如果你是一个独立咨询师，或者自由职业者，那这就要或者取决于你拥有的客户群体了）。许多IT从业者都碰到需求的问题，并且在数据科学环境下，这类问题也屡见不鲜。为了解决需求分析中的沟通不畅和诸多信息误解，以及确保项目可以顺利实施落地且运行良好，是需要技巧和努力的。你一定觉得，只要好好地沟通，这个问题一定不难解决，对不对？

实际上，理想很丰满，现实却很骨感。当两类有截然不同的背景和思考重点的人在一起交流时，即使他们当时没有沟通障碍，但在这之后，当处理实际问题时，由于双方基于各自的可行性考虑（例如把之前提到的资源限制纳入考虑），所分析以及持有的信息不同，就仍有可能会产生一些有关于项目落实方法上细微的不同想法。举个例子，你的经理让你基于某一个特定数据集去创建一个预测模型，但检查过后，你意识到利用以目前现有的数据和工具是无法建立这样的模型的（更不用说还要做个时间表了）。需求是需要建立在合理的前提下的，但在针对还没有发生的事情做出需求或者期望的时候，就不那么容易保证所提需求的合理性了。创造一个数据产品可能不会如你所想的那样工作，所以你和你的经理或是客户都需要在一系列需求和结果上反复沟通协商以求最终取得一致。你需要理性看待客户的期望和需求，要他们清楚认识到你的工具和硬件等多方面的制约限制，同时找到一个双方都满意的解决方案。这需要花费许多的创造力、外交能力以及沟通能力，更别提这一过程中所需的耐心了。

9.6 专业知识缺乏问题

缺乏知识对初入数据科学工作的人来说是一个最普遍的问题，尽管这个问题也会在资深的数据科学家身上发生，特别是在一个充满变化的市场里。如果你缺少专业知识，你最好承认自己的不足并且开始制定解决这个问题的策略，而不是掩藏并装作你知道所有的知识。试着从以下几个渠道去增加自己的知识。


	可靠的文章是由资深渊博的人所写的文章。可靠的文章能在专业的数据科学站点或刊物上找到，也可能会在LinkedIn上面。

	技术类书本可以避免阅读那些并不讲述你想扩展的那部分知识的书籍。技术类出版物会涉及众多书籍，涵盖各种各样的数据相关主题，所以这是迈出第一步的好方向。一般来说，当你在寻找某一类具体的专业知识的时候，尽量避免阅读为非技术人士所撰写的书籍。即使这些书可能一定程度上也能暂时地包括了你想知道的技术知识，也不要盲目阅读。

	可靠的网站指一些技术类博客或论坛，而不是某一个为广告引流量的大众标题网站。重要的是要确定管理这个博客或者论坛的人，切实知道他在讲什么。如果你熟悉SEO（搜索引擎优化），就看看网站的源代码，通过评估一下网站的流量是不是确实由干货带来的（可能有广告），来确定一下其内容是不是值得阅读，或者这是不是由专业人士设计管理的网站。

	值得去的研讨会的内容在9.1节已经论述过。

	专业人士可以在这上面的建议对你都不合适的时候，帮你摆脱困惑。这就是用到社交圈的地方了。你可以在数据科学小组里去找一个数据科学家伙伴（见9.4节），面对面或是在线进行沟通。尽量不要向一本书的作者发邮件询问技术问题，而且，你在询问别人前最好考虑到别人的日程和时间。注意，在你数据科学家职业生涯的初期，你最好有一个专家作为自己的导师，因为你会有很多问题，而这些问题可能不容易从以上那些资源来里找到答案。



专业知识缺乏可能会带来较多困难，但以足够谦虚、开放的心态研究，战胜它们只是时间的问题。没有人生来知晓一切，也没有人在这个领域内知道所有知识点和技术细节。所以不要在填补你缺失的知识技能上犹豫不前，而是要通过这个历程来成就自己的专业性。

9.7 综合运用各种工具

综合地使用各种工具在数据科学家的工作中十分普遍。你可能有了一个强力工具（例如Matlab），但你所使用的其他软件可能无法读取这个工具的脚本语句。或者你可能自己编写一个严谨的R数据分析脚本（基本上每个数据科学软件都会与R集成），但你要处理的数据流或数据文件格式却可能根本无法被这个脚本识别。

一般来说，当需要综合运用各种工具解决问题的时候，你需要研究一下这些工具与技术，以及其他人是怎么处理类似问题的（或者是尝试处理这个问题）。有技巧地使用搜索引擎在这时就显得十分重要，所以尽可能地使用它。你同样会利用到你的沟通技巧、创造力，当然，还有你的耐心。同样在这里，你在社交圈中结识的人可能会带来很大的帮助。解决各类工具综合使用的问题会让你对所用的软件更加熟悉，让你锻炼你的创造和研究能力，在你的职位中，这两者一样都不能少。

9.8 要点


	让你的知识与时俱进是成为数据科学家非常重要的一个方面，特别是当这个领域在不断创新的时候。

	研讨会是学习新知识的最有效途径，特别是技术性主题。研讨会可能会涉及花费，但它们是颇具投资价值的，因为你可以通过它们来修饰简历，并且它们时常能提供比大学课程更具实用性的知识。

	会议是一种扩展数据科学知识的好方法，你可以在会议中了解最近的创新成果，结交许多领域内有趣的人，同时学习一些有用的东西，让你有机会把它们用到你的难题或是正在面对的数据科学挑战中。

	在线课程，特别是MOOC，是最能增长和改善你对各种主题知识的途径之一。在Coursera上有各种现成的数据相关课程，Coursera也是最有威望的MOOC提供方。

	数据科学小组是一个学习领域新知的既有效又充满乐趣的方法。你需要找到一个的举办大量教育活动的小组，有大量活跃在数据科学领域内的成员（不只是初学者），同时与小组内的其他成员积极地参与交流。

	资源问题十分普遍，并涉及以有限的资源来处理数据分析业务。

	需求问题是老生常谈的问题，牵涉到沟通不畅、误解以及曲解了包括你的经理和客户所提出的需求的实现。这可以积极地通过创造力、外交手段、沟通以及耐心地得到解决。

	缺乏专业知识可以通过阅读好的文章、书籍、网站来克服，或是咨询专业人士。

	综合运用各种工具在IT世界中极为普遍，它牵涉使各种程序、数据集以及各种数据格式协同工作，这会在新开发一个程序时显得十分棘手。你可以通过良好积极的沟通、创造性以及耐心来克服这类问题。






[1]
 　 这是众多科学家和学者研究出的理论，包括那些最有影响力的参考文献，并且有相当的实用性。革新的理论有一定的价值，并且在大多数情况下，它很难获知，除非你知道到哪儿去找到它们。


[2]
 　 MOOC也就是大规模开放式在线课程（Massive Open Online Course）: 根据Dictionary.com的介绍，这通常是一项免费的在线课程向任何人开放，同时可能会有大量的注册人群。








第10章 机器学习与R语言平台

我们在之前已经学习过了一些有关R语言平台的知识，并且了解R是如何成为数据科学家手中一项炙手可热的工具。在这一章里，我们将会更深入地探究R的功能，从更多方面学习这款功能强大的语言。我们希望通过阅读本章，在你开始学习R的时候，会觉得这是一项轻松而且有趣的任务。

在我们进入技术领域之前，我们需要先看一看机器学习
[1]

 ，这是数据科学领域的一大核心技术，但是它的重要性却被很多人低估了。本章将会介绍机器学习是如何成为了技术核心的，机器学习的未来将会是怎样的，机器学习与统计学相比有什么异同，以及机器学习是如何在数据科学中发挥作用的。然后，我们将会通过介绍R平台，来讲解这个平台是如何将这些重要的技术和方法集成到一起的。最后，还会看看有哪些资源可以用来学习机器学习和R。

10.1 机器学习简史

从它被发明出来那一天算起，机器学习已经走过了很长的路。这一路上伴随着计算机的发展和科学的进步，机器学习也在不断发生变化。现在的机器学习已经可以被用在不同的设备上了，从台式机到机器人，再到手机（最典型的案例就是智能手机，它们更多使用机器学习中的模式识别和聚类方法），甚至汽车（见图10.1）。基本上任何具有计算功能的设备都可以集成机器学习程序。

[image: 1001]


图10.1　机器学习实战

机器学习产生于20世纪50年代，起源于当时用来处理各种类型信息的计算机算法，当时的机器学习往往需要程序员做大量的编码工作才能发挥出作用。同时，当时的机器学习被严重限制在特定的领域内，以至于如果你在不同的领域内使用相同的机器学习算法，它们的效果会大打折扣。伴随着时代的更迭以及针对机器学习的研究增多，越来越多复杂且灵活的系统被开发出来，这其中最著名的就是20世纪90年代非常流行的人工神经网络（Artificial Neural Networks，ANN）。人工神经网络的想法来自于模拟人脑中的神经元的组合方式，通过一种相对简单的可扩展数学模型，只要有训练数据，人工神经网络就可以不断地获得迭代更新。

伴随着越来越多的工具的发明，机器学习开始具有越来越强的实践功能，并且开始在现实生活中的很多设备和应用中都开始发挥作用，因为机器学习具有先进的数据处理系统并且可以在不提供任何前置知识的情况下解决他们遇到的问题。这样的技术也往往被称作模式识别，并且一直以来都是数据分析的重点研究方向，尤其是非统计性质的数据分析。实际上，绝大部分的非统计性质数据分析都是在使用模式识别技术。

机器学习中的一项重要技术，同时也是模式识别应用程序的一个基础工具就是模糊逻辑。这一项技术可以使得模型不再死板，且更具灵活性，尤其适用于那些充斥着大量语料信息的场景（例如，高温、温暖、温和、寒冷等）。自从模糊逻辑在1964年被Zadeh教授创造出来，他就迅速流行起来并且用来与人工神经网络结合生成更为强大且广泛适用的机器学习系统——模糊神经分类器。模糊逻辑是人工智能领域里程碑式的一块基石，一直到今天，都被广泛运用。

在21世纪，伴随着适应性编程的科技创新，一批全新的机器学习系统相继被开发出来。这些机器学习系统使得越来越多不同种类的设备都可以很快地运用高效的机器学习模型来完成各种各样的任务，包括数据采集、数据处理、经验学习、信息抽取以及准确度和效率的优化。与此同时，有更多的语言被发明出来（大多是基于Web开发的），而且计算机科学家这个职业本身也越来越受到重视和流行。

现在，机器学习已经成为所有与数据有关的计算机系统都绕不过去的核心板块。因为真的很难找到任何完全与机器学习算法不沾亲带故的东西，就算是一个聚类算法也用到了机器学习算法（基于聚类的搜索引擎已经风靡全世界，Clusty和ixquick是这类算法中最有代表性的两个）。

此外，还有一项重要的技术就是深度学习，这是人工神经网络的最新进化产物，也叫做深度信念网络，该系统是在一个高度复杂的人工神经网络上集成了统计学知识。这使得这样的网络可以比以往所有系统更有能力去实现自我学习与进化，即使它之前没有任何关于所研究问题的认识和概念。有关于深度学习的一个非常有趣的例子来自于多伦多大学计算机系的G.Hinton教授，他在没有任何前置知识的情况下赢得了Kaggle竞赛的第一名
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 。值得一提的是，虽然深度学习目前只是被用在了语音识别领域（它在这个领域的表现实在是太好了），它的应用其实还覆盖了很多其他的领域和应用，这使得它非常有发展前景。

10.2 人工智能的未来

想要预测人工智能核心技术的未来是非常困难的，尤其是在快速更迭变化的时代。但是，我们期待看到更多机器学习的研究方向，虽然它现在已经非常广阔了。

机器学习的一个研究方向（目前的一个重要研究方向）就是如何将复杂的算法最优化地运用在智能手表、智能手机这样的小设备上。这并不是遥不可及的，因为目前大部分的互联网接入端都是通过这些移动设实现的。此外，网络也是机器学习大展拳脚的地方，因为大量的机器学习应用技术（例如说聚类和模式识别）其实都是基于网络数据的。

另一个重要的机器学习研究方向应该就是统计人工智能。人工智能在20世纪90年代非常流行，并且一直到今天也保持了强劲的生命力。伴随着统计模型的进步，这个方向的机器学习也可能发展成为一个独立的研究领域。

机器学习中最有前景的研究领域当属深度学习（深度信念神经网络）和一套模仿完整人类大脑的系统。世界著名的斯坦福大学的Andrew Ng教授已经开始在硅谷开发这个项目。虽然该项目还处于萌芽阶段，但是也可能发展成为机器学习的一大研究方向。

另一项很有前景的研究方向来自人工智能技术与机器学习的结合，例如进化计算算法。这个技术已经被非常成功地使用在了不同的应用上，它对于复杂问题的优化效果非常好。基于进化机制的机器学习算法目前还没有出现，但是这已经是一个流行的研究领域了。如果这样的进化计算算法进一步发展，它也可能成为机器学习的一个独立分支。

从科研的角度来看，最有趣的研究方向莫过于进一步开发一些完全不需要前置知识和假设的无监督系统。虽然目前已经有了一些这样的系统，但是还没有关于这方面技术的成型的理论框架，也没有成型的研究。无假设数据分析是人工神经网络的技术特点，并且毫无疑问也是其成功的重要原因。如果我们可以把这样的技术特点进一步整理成坚实的理论框架，则必然能够拓展我们对于数据世界的理解，并且借此开发出更多有趣的机器学习应用。

毫无疑问，机器学习还有很多其他的发展方向，它们中的大多数可能现在还完全看不出来。但是我们可以肯定这是一个非常有前景的研究领域，因为它已经在很多方向上展现出了强大的应用潜力，无论是在数据科学领域还是世界其他领域，都已经交出了很好的答卷。我们需要做的，就是跟进机器学习的发展
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 。

10.3 机器学习VS统计方法

机器学习是非常具有前景的，但作为数据分析工具，它比起统计学怎么样？这个问题目前并没有很明确的答案，因为两者各有千秋。机器学习更适合用在完全不知道数据分布的情况下处理数据的场合，并且完成得非常高效。随着计算机技术的发展，我们有理由相信它有巨大的潜力。另外，目前有很多人在研究机器学习，这些都使得机器学习有能力颠覆以往的各种数据处理方法。但是统计学是经过数百年研究的经典学科，它的每一个模型背后都有着深厚的数学积累与证明推导，并且同样对于大数据集非常有效。此外，统计模型一般都比较容易实现，而且易于在各个领域中迁移运用。

那么数据科学家如何决定应该使用哪一种方法来处理特定的问题呢？首先，他必须对两者都非常熟悉。所以让我们看看数据科学流程中经常会遇到的问题，以及统计学和机器学习分别如何解决这类问题。

基本步骤如下。


	数据基本描述——很明显，统计学非常适合做这一项工作，因为统计学中的各种参数在设计之初就是用来解决这类问题的。统计学中的各种方法（通常都是有关于描述数据的方法）可以给出关于一批数据的非常全面而且有效的描述，并且这些参数可以给你很直观的提示下一步应该做什么。但是机器学习非常不适合用来处理这方面问题，因为它就是为了处理完全不同的另一类问题而诞生的。

	深入理解数据——机器学习在这方面表现更好一些，因为它可以从数据中提取出更为准确和有深度的信息。当然你也可以用统计学来解决这方面的问题，但是如果你熟悉机器学习方法的话，可以做出更多精彩的东西。

	数据探索——机器学习和统计学都能胜任，因为它们都能用于计算分析和做图展示，都可以用来发现数据中潜藏的模式和信息。这一个过程中使用柱状图等各种图表是最合适不过的。



数据分析步骤如下。


	模型建立（简单模型）——统计学可能要更好一些，因为有大量的文献教你如何使用统计学来完成这一部分工作。另外，使用统计模型会比机器学习方法要容易很多。

	模型建立（复杂模型）——机器学习方法应该更适合，当然如果你是统计学大师的话，也可以使用统计学完成类似的工作，但是这应该会很复杂。用机器学习方式来完成这一部分工作应该会很容易（例如，使用遗传算法）。

	智能处理过程——毫无疑问，机器学习要好很多，因为它与人工智能技术有太多的重合。

	基于数据的深度学习——机器学习是完成这方面任务的最优选择，因为几乎所有不是基于模型的学习技术都是机器学习领域的（统计学领域也有学习，但属于基于模型的学习）。此外，这方面应用现在已经有了很多的研究发展。

	预测分析——机器学习对于这一类任务应该会更好一些，当然统计学也是可以的（例如，时间序列分析）。

	置信检验——统计学毫无疑问更为适合，因为统计学中所有的参数的估计与计算都伴随有置信度的检验公式和方法。

	从未知数据中学习——机器学习绝对是这方面的王者，因为有很多专门用来解决这类问题的算法（一般被称为无监督学习）。

	从已知数据中学习——机器学习依然要更好一些，因为这方面的算法和研究也已经被做了不少了（这类问题被称为有监督学习）。但是有一些统计模型同样可以做出很好的结果。

	找到异常值——统计学和机器学习都非常适合这一类工作。机器学习的异常值检测算法可以给出准确而且易于解读的结果。而统计学同样可以很好地解决这一类问题（但是往往只能针对不那么复杂的数据集）。

	寻找关联——这又是一个机器学习更有优势的任务。实际上已经有很多这方面研究领域的成果了，有很多关联规则挖掘技术，尤其是适合大数据集的技术。



其他任务如下。


	数据可视化——统计学和机器学习都能很好地实现这个任务，同时也可以自己想办法找一些更为适合的软件代替。

	寻找推荐项——机器学习可以更好地实现推荐系统，因为机器学习中有一个完整的研究领域来做这件事情，名字叫做推荐系统（Recommender Systems）。

	处理整理好的结构化数据——机器学习和统计学都很适合。

	处理非结构化的数据——机器学习中的一个方向，基于图的分析系统，非常适合做这件事情。

	解释模型原理机制——统计学的所有模型都基于深厚而强大的背景，因而所有的模型当然都可以获得很好推导和证明。



虽然我们谈了这么多统计学和机器学习之间的差异优劣，你还是可以尝试开发出适合自己的数据分析风格，从而在数据分析之路上更好地使用机器学习和统计学。

10.4 在数据科学中使用机器学习

任何配得上“数据科学家”这个头衔的分析师都一定会在数据科学中使用机器学习算法，一部分原因是有时候使用常规手段分析数据是非常困难的。虽然数据科学家都需要做描述数据以及提供预测推断之类的工作，但如果想要深入数据的结构中挖掘出真正有较高价值的信息和结论，机器学习一定是必经之路。

机器学习算法可以高效地抽取数据中的信息，并且找出数据中的有价值的某些特征（有助于表征数据模式的一些特征）。这一部分工作可以用机器学习中的一些特定算法来实现，例如说特征提取算法和数据降维算法等。这些算法都是科学家们多年的努力研究的产物，即使机器学习技术的背后大多并没有过于坚实的数学理论和推导基础，但是它们依然高效并且同样具有科学性。这一个任务与特征评估非常相关，特征评估就是用来评估某一个或者一组特征包含了多少的信息量，以及对于下一步的分析有没有作用的一类算法。特征提取算法得到的结果往往针对某些特定的问题来说非常重要而且有用，例如分类和回归等。

特征提取和其他的数据降维算法对于处理大数据来说是非常有效的。机器学习的各种工具可以快速高效地帮你解决这类问题，而你甚至不需要了解这些工具的内部是怎么实现的。你也不用担心这其中的统计显著性检验等一系列的统计参数如何计算，因为这些机器学习方法和工具中一定已经集成了各种各样的算法和公式，非常易于使用，并且会直接返回给你易于解读的结果。为了确保你可以充分地使用这些技术和工具，你最好先把这些工具用在一些比较小的数据集上，尤其是那些已经被处理过，并得到了正确结果的数据集。通过处理这些数据，你可以确保得到的结果是正确的，从而深入理解怎么才能更好地发挥某一项工具的功能。这样的数据集在网络上很容易找到，例如UCI机器学习知识库。

机器学习中的一些复杂但是非常易用的工具可以帮助你很容易地给数据打上标签（通过聚类），或者找出其中的异常值（异常值检测）。机器学习方法最好的一点就是，它们很容易被调整，所以你可以根据自己手边所针对的问题来“订制”自己想要的工具。但是在你尝试改造一个机器学习算法之前，一定要确保自己理解所使用工具的底层原理和算法，因为这些算法往往非常精妙，有很多细小的参数和细节可能很容易被忽略或弄错，即使是有经验的程序员都一定要小心。通过阅读学科综述文章或者一些有关于机器学习的专业书籍也将有助于你的起步。

高级的机器学习技术，例如深度学习是非常有助于数据科学家的工作的，当然，前提是使用它的数据科学家很了解深度学习的各种原理机制，并且知道怎样让它发挥出最大的作用。深度学习可以帮助数据科学家在完全没有任何有关于这批数据的领域知识的情况下，从数据中找出有用的模式和信息，从而使整个过程更加高效。

还有很多将机器学习运用于数据科学领域的方法。熟悉这些方法和工具的最好方法就是学习多种多样的技术，并且尝试去实践它们（参加一些机器学习课程是不错的选择），然后在一些现实中的数据上去运用这些工具。其中一种学习在数据科学中运用机器学习算法的方法是在R语言中运用这些工具和方法。我们在之后的小节中将会进一步介绍这个数据分析工具，以及它与机器学习技术的关系。

通过将机器学习算法在数据科学中付诸实践，你会更加清楚数据科学的策略以及加深对这些算法和工具的认识，以及更明白如何能够更好地将它们的功能发挥出来。最后，与其他的数据科学家交流并认真学习他们的工作，都非常有助于自己的提高，因为这类情况下大多都会用到一些机器学习技巧。

10.5 R平台简介

正如我们在之前的章节中介绍的那样，R是一个数据分析的绝佳工具，因为它包含了类似Matlab分析包的各种开源统计包，以及一些其他通过内建脚本和库来实现的分析工具。让我们认真分析这样的一个工具可以如何帮助我们完成数据分析，以及我们可以怎样用它实现各种各样的机器学习算法。

R可以非常直观而简洁地完成以下的诸多任务，尤其是在一个类似于RStudio（见第8章）这样优秀的集成开发环境（Integrated Development Environment，IDE）下。


	非常高效地读取和存储数据（学会这一部分代码大概只需要5分钟）。

	计算出用于描述数据的一些变量和参数。

	建立简单或者复杂的数据模型。

	计算数据分布中的各种统计量以及针对各种数据（数值、类别等）完成统计检验。

	通过使用合适的包和库，可以画出非常专业的图，甚至包括一些有交互的图。



通过使用R，你可以完成以下任务。


	快速找到一系列的帮助文档，从比较复杂的技术（例如如何分析非普通格式的数据日志文件）到非常学术的推导证明（例如标准差是如何定义的）。针对这些问题，网络上都有非常多的资料和规模庞大的社区可以求助。

	使用大量的内置函数（例如求均值、求和等）来创建脚本和封装程序，或者一些非常先进的专业函数方程（例如说时间序列分析、聚类分析以及其他一些分析函数）。这些函数可以非常容易地被找到和下载（它们在R中被叫做“包”）。

	通过将自己的统计知识运用在现实世界的数据中（无论是你自己的数据，还是R程序自带的一些模板数据），可以帮助你更好地理解统计学。

	通过R的各种包和库，可以学习最新的数据分析工具。

	通过与他人分享你的经验来帮助他们度过你曾经克服过的难关（绝对不要忽视R社区的力量，因为它真的非常有帮助）。

	开发自己的工具（包），然后分享给别人用，这些都可以让自己更广为人知，然后慢慢让自己的程序能对别人有用。通过这样的方式，你可以获得更多来自别人的反馈和感想，这些都是数据科学领域中的无价之宝。

	学习版本控制（这一部分对于在普通的命令行模式下的R是没有的，但是RStudio成功地集成了这一功能）。



除此之外，你也可以读更多的有关于R的教材和书籍，来获得更多的有关于R的理解，明白R的功能，以及知晓如何在数据科学中使用R。

R中有一系列非常出色的机器学习包和库，你可以在数据分析的过程中尝试使用它们，它们绝对可以帮助你少写很多代码。这其中比较重要的几个包如下（截止作者写书的时候）：


	人工神经网络包
	nnet：简单的人工神经网络（R语言自带）。

	RSNNS：一个提供人工交互UI界面来完成斯图加特神经网络模拟包，一个用来学习人工神经网络的绝佳工具，被大多数的研究员所青睐。





	递归拆分包
	rpart：R基础包之一，可以完成“CART”类型的决策树。

	tree：另一个用来做决策树的包。

	RWeka：一个著名的WEKA工具的交互式包，包含有各种的机器学习程序。

	Cubist：基于规则建模的不二选择。

	C50：完成C5.0类型的分类决策树的工具。

	party：完成递归拆分的重要工具。

	LogicReg：用于完成逻辑回归的包。

	maptree：实现可视化决策树的非常好的包。





	随机森林包
	randomForest：用于回归的随机森林算法。

	ipred：有关于随机森林的一个非常完整的包，包括了分类、集成和其他很多功能。

	varSeIRF和Boruta：两个截然不同的包，但都是针对将随机森林理论用在特征选择领域。

	bigrf：使用并行计算方法，在大数据上运行随机森林。





	规则化与降维方法包
	lasso2 和
 lars：用于建立有约束的回归模型的包。

	penalized：通过实现lasso和脊算法来建立惩罚性回归模型 的包。

	ahaz：使用lasso惩罚方法实现的半参数模型。

	earth：包含有多变量曲线回归程序的包。





	Boosting包
	gbm：包含有不同阶层的boosting算法的包。

	GAMBoost：专注于广义可加模型的boosting包。

	mboost：包含有很多boosting框架，可用于实现广义线性模型，广义可加模型以及非参数模型的包。





	支持向量机和核函数包
	e1071：一个包含有svm()函数的包，提供了使用LIBSVM包（台湾大学林智仁教授开发的一个非常著名而且简单易用的支持向量机包）进行支持向量机运算的结构。

	kernlab：为基于核函数学习（包括但不仅限于支持向量机）提供了一个灵活的框架的包。

	rdetools：在核特征空间中估计相关维度的一个包。





	贝叶斯方法包
	BayesTree：实现了基于贝叶斯可加回归树的可调参学习方法的包。

	tgp：一个包含了很多基于贝叶斯CART方法的用于回归和分类的模型的包。





	遗传算法最优化包
	rgp和
 rgenoud：包含有基于遗传算法的最优化程序的包。

	Rmalschains：使用局部搜索链实现了文化基因算法的包。





	关联规则包
	arules：非常好的一个包，提供了一种用于高效分析稀疏二元数据的数据结构，以及用于实现Apriori和Eclat算法来通过分析物品组数据得到关联规则的接口。





	模糊规则系统包
	frbs：一个包含了各种基于模糊逻辑实现的分类和回归模型的包。





	模型选择和验证包
	e1071：除了支持向量机，这个包还提供很多用于检测模型错误率的函数。

	svmpath：这个包提供了最优化SVM方法的一种方法，可以用它找到SVM中适合于最小代价参数C的支持向量。

	ROCR：用于完成ROC分析和绘制ROC曲线的绝好工具。

	caret：包含了各种预测模型的函数包，包括参数调整函数和变量重要性评测函数。







当然，现在上述大部分的包对你来说还有些太陌生和抽象了，尤其是如果你现在对机器学习还没有太多经验的话，更是如此。但是，在以后进入到这个精彩的领域以后，你就会发现这些包的价值和意义，它们可能会成为R这个平台里你最喜欢的部分。你可以保留上面这个列表，因为在以后作为数据科学家的时候，这个列表也是一个非常好的参考目录。除此之外，鉴于R社区是非常大的，你可以不时地更新这个列表，添加进更多的机器学习包并更新这些包的版本。

值得一提的是，除了上述这些我们提过的包，R还有非常多的其他针对各种数据分析方法的包（例如，针对时间序列类别数据）。我们再次强调，所有这些包都是开源的，也就是完全免费的，当然R平台本身也是免费的。Matlab平台有些类似的包（当然是少部分），使用费甚至达到1000美元一个。虽然Matlab平台和包同样是很好的，但是大部分R包不仅同样出色，而且R包的数量还在迅速扩大。

10.6 机器学习和R语言资料

如果你想要学习更多有关机器学习和R语言平台的知识，下面有各种各样的资源供你选择，你可以从中选择一些不错的用于学习起步。


	机器学习相关
	斯坦福教授Andrew Ng的机器学习在线课程（https://www. coursera.org/course/ml
 ）。

	Pedro Domingos教授的在线课程（https://www.coursera.org/ course/machlearning
 ）。

	Jeff Leek博士的机器学习实践课（https://www.coursera.org/ course/predmachlearn
 ）。

	Richard Duda教授的《模式分类》（《Pattern Classification》）（第2版）（可能是这个领域最好的一本参考书）。

	Peter Harrington写的《机器学习实战》（《Machine Learning in Action》）（本书主要使用Python实现了各种所描述的算法）。

	“R中的机器学习”（http://www.slideshare.net/kerveros99/ machinelearning-in-r
 ）。

	机器学习网络小组（LinkedIn.com）。

	多伦多大学Geoffery Hinton教授的神经网络和机器学习课程（https://www.coursera.org/course/neuralnets
 ）。





	R相关
	cran.R-project.org网站（最好的用来寻找R包列表以及R平台自身的地方）。

	journal.r-project.org网站（最好的用来查看R发展和最新R包的地方）。

	Joseph Adler写的《R语言核心技术手册》（R in a Nutshel）（一本非常好的R工具书，但是不太适合用于学习R，因为它主要针对对于R已经比较熟悉的程序员）。

	Daniel Gutierrez写的《R语言版机器学习导论：循序渐进学数据科学》（Introduction to Machine Learning with R: DataScience Step-by-Step）。

	John Verzani写的《RStudio入门》（Getting Started with Rstudio）（学习RStudio集成开发环境的绝好资料）。

	Roger Peng教授的数据分析课程（https://www.coursera.org/ course/compdata
 ）。

	Andrew Conway教授的网上统计课程（https://www.coursera. org/course/stats1
 ）。

	Jeff Leek教授的数据分析网上课程（https://www.coursera.org/ course/dataanalysis
 ）。

	Alison Gibbs 和 Jeffrey Rosenthal教授的网上统计课：让数据有意义（https://www.coursera.org/course/introstats
 ）。

	R项目与统计计算在线小组（LinkdIn.com）。

	R编程在小小组（LinkedIn）。







使用上述的资源作为起步，再辅以本章提过的其他材料，你应该可以很快入门，了解到机器学习与R语言平台的精妙之处。在理解了这些精妙之后，可以进一步使用上述的列表拓展自己的视野和知识面。但是要记得一定要系统地有序地学习上述这些材料，同时学习太多，很容易被压垮的！

10.7 要点


	机器学习是数据科学领域一项非常重要而且有趣的研究领域。

	虽然机器学习在过去几年才被广泛运用在方方面面，它其实在20世纪50年代就出现了，并且一直发展到了今天这种适用于多种系统和数据分析方法的程度。这些方法包括决策树、人工神经网络、随机森林、聚类算法以及最近的深度学习（深度信念网络）。

	机器学习是一个在研究与应用两个方向都备受重视的领域。

	统计学与机器学习各有其优缺点，简单地分析用统计学比较好，但是对于比较复杂的问题，用机器学习更为合适。

	在数据科学领域使用机器学习方法有诸多优点，尤其是在数据分析阶段。

	R是一个非常好的数据分析平台，拥有各种库和包用于机器学习（以及其他各种领域）。如果可以扎实地掌握R包，就等于掌握了一项能处理各种数据分析和可视化问题的强大工具。

	针对机器学习和R都有线上线下各种资源供选择。综合运用这些网上公开课、书籍以及专业的学习小组，可以让整个学习过程更有效率且更加有趣。






[1]
 　机器学习是计算机科学的一个研究领域，主要就是使用智能算法来使得机器（尤其是计算机）能够基于初始程序来不断学习新的东西。


[2]
 　http://www.nytimes.com/2012/11/24/science/scientistssee-advances-in-deep-learning-a-part-of-artificial-intelligencehtml?_r=0)



[3]
 　虽然也许不是必需的，但是你最好加入到一些机器学习小组，并时刻跟进机器学习的最新研究进展。LinkedIn上有很多有关以下主题的出色的机器学习小组：机器学习连接、模式识别、数据挖掘、机器智能及学习。








第11章 数据科学的处理流程

在本章中，我们将要学到的是，数据科学家如何将不同的工具和理论有机地结合在一起并最终形成特定的流程，进而依据这个流程完成数据分析工作。我们将会看到数据科学家们如何运用他们的智慧和技能来提出假设、完成验证，并最终从海量数据中提取出值得关注的信息和结论，创造出数据产品，并最终使用合适的可视化方式来展示他们的发现。换言之，就是一个数据科学家通过数据分析来从数据中发现信息的故事。一个完整的数据分析过程是非常复杂并且难以预测的，但是大致的流程和步骤是相同的，并且它们一般都易于理解。你可以在脑中把这一整个数据分析过程看作是一枚钻戒的发现、挖掘、准备、打磨、处理、包装和展示等过程，而这一章的目的就是要告诉你数据科学家是如何将数据钻石从矿坑里挖出来并一直送上珠宝店的。你可以想象，做数据科学与研制钻戒一样不是一件容易的事情，但对于重视数据产品和数据分析结果的人来说，这些步骤就显得非常重要了。现在，就让我们来详细地看看数据科学的整个流程，其中包括了数据准备、数据探索、数据表示、数据发现、数据学习、创造数据产品、洞察结果做出结论以及最终的可视化呈现（见图11.1）。

了解这些步骤流程以及能熟练地在数据分析中运用它们，是成为一名出色的数据科学家的重要前提。
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图11.1　不同阶段的数据科学步骤流程

11.1 数据准备

数据准备（Data Preparation）可能是整个数据分析流程中最为耗时间且无趣的部分，一部分原因是这其中并没有涉及太多创造性和技术性的工作。但是数据准备是一个非常重要的步骤，如果这个阶段不够用心，会导致数据质量不高，后续的所有步骤都会受到影响。简单来说，数据准备包括数据读入和数据清洗。这一步的作用是将已有的数据整理成数据集的形式，例如说，如果一开始只有一些比较零散的数据点，通常来说在数据阶段会将这些数据点标准化，这样的话，它们才能在之后的分析中顺利运用在分析模型和机器学习系统中，而不需要在之后的过程中再一次进行处理。在一些网站数据库里，存储着一些来自不同领域和应用数据集，它们可以被用于不同的数据处理模型，例如机器学习算法等。这其中最为著名的数据库当属我们之前已经提到过的UCI机器学习知识库。如果用户想要找一些数据集来尝试完成分析，解决实际问题，可以去这些知识库里寻找数据集。

数据读入是一项相对比较直观而简单的工作，但是如果你要处理的数据量很大，你也许需要使用Hadoop分布式文件系统（HDFS）来存储数据，这就意味着你需要使用MapReduce系统来读入数据。MapReduce系统不仅可以帮助你把数据读入到HDFS集群中，而且可以使用集群内的多台机器的并行运算来大大缩减后续的运算所需的时间。这一整套系统和程序已经有现成的模板，所以你不需要自己写很多的代码来实现数据读入，但是你可能需要把你想要读入的数据整理成JSON或者类似的文件格式。此外，如果你的数据完全是未经整理的格式，你可能需要自己写一些脚本或者程序来将数据重新整理成MapReduce系统中的映射器（Mapper）和归约器（Reducer）能识别的格式。这是一个非常关键的步骤，因为如果你的数据有多个变量或者维度，数据的结构和格式都决定了最后你需要花多少资源来存储这一批数据。在之后的数据表章节中，我们会更详细地讲解处理过程。

如果你需要读取一个非常大的数据，你可以先提取出这批数据中的一小部分作为样本，然后试着用系统去读取存储这个样本，来确定最后得到的数据集是可用无误的。在此过程中，使用一些可视化方式来观察这个数据集的准确是很必要的，因为你必须确保这个样本数据集可以适用于之后的各种统计分析流程。

数据清洗是数据准备中一个非常耗时间的步骤，这其中需要对数据本身的一些理解。这一过程包括填补缺失值、删除污损或者错误数据以及将数据进行标准化
[1]

 以便于它能适用于之后的一系列分析操作。为了更好地理解标准化这一点，让我们来探索标准化背后的原理以及数据分布会对数据分析造成什么影响。

提到数据，尤其是大量的数据，我们经常在脑子里使用分布这一概念来描述这一批数据的性质。最为常见而且常用的分布当然是正态分布，但其实还有很多其他分布，例如均匀分布、T分布、泊松分布以及二项分布等（见图11.2，其中没有二项分布的图像，因为二项分布是正态分布的一种特殊形式）。当然，有时候我们有一批数据，但这一批数据并不一定完美地符
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图11.2 不同分布的柱状图图例。从上到下依次是：正态分布、

均匀分布、Student-t分布、泊松分布

合其中的任何一个分布，这是完全可能的情况，但是为了使用科学家们在过往几十年中开发出的各种数据分析模型和算法，我们会尽量地用这些分布中的某一项作为模板，去描述数据的分布。标准化可以让我们更好地查看数据，并且发现数据中的异常值（数据分布中的极大极小值）。值得注意的是，标准化一般来说只是针对数值数据的，而且往往是连续变量。

数据清洗涉及了针对绝大多数异常值的处理工作，意味着这些异常值应该被删除、替换或者被规整到其他的位置上等。这一步需要数据科学家们小心视之，因为这一步骤并没有任何通用方法来适用于所有情况，而且有时候异常值也是有用的，它们应该被包含在研究过程中。至于异常值的取舍原则和方法，应该源自于异常值的数量以及数据变量的类型。同时，是否需要移除异常值也与之后采用的模型的敏感度有关，如果模型对异常值比较敏感，可能需要删除异常值。一般来说，如果处理大数据的话，异常值不应该是一个问题，但是这也视情况而定。极大值或极小值都会影响数据集的基本统计过程，特别是如果有太多这样的极大极小异常值的话。

对数据的标准化有时会改变数据的分布形态，所以在做最终决定之前，可能需要尝试不同的标准化方法来比较它们之间的不同。下面列举了一些比较常见的数据标准化方法。


	数据中的每一个值都减去均值然后除以标准差。这个标准化方法对于正态分布数据特别有效，标准化过后，绝大部分数据都将被标准化到−3～3。

	数据中的每一个值都减去均值然后除以极差。该方法通用于各种数据，标准化过后，绝大部分数据都被标准化到−0.5～0.5。

	数据中的每一个值都减去最小值然后除以极差，这也是一个非常通用的方法，而且可以把数据标准化到0～1。



如果你需要处理的数据是文本文件，例如说常见的日志文件以及社交媒体网页帖子等，也需要做一定的数据清理工作。这其中包括以下内容。


	删除一些特殊字符，例如@、*以及其他标点符号。

	把所有的字母都转化为大写或者小写。

	删除包含有很少量信息的词语或者文字，例如“一个”、“这”、“的”等。

	删除多余的空格与空行。



所有上述提过的步骤（以及其他没有提到过，但是你所在的工作领域会用到的数据清理方法）都是为了将你的数据整理成形式更好的数据集，以便于之后的分析统计工作。在完成这一步之后，你就可以继续进行之后的数据处理步骤了。最后要注意的就是，无论你使用了什么方法，一定要用合适的方法记录下你做过什么，一方面如果不得已需要重做一遍，或者用同样的方法处理其他数据时可以有一个文档作为参照；另一方面可以向别人描述数据清理方法。

11.2 数据探索

在数据被清洗并且整理成为了更易于处理的形式之后，就可以分析了。使用数据探索步骤来查看数据中的内容，绘制一些简单图形等，可以帮助我们找出数据集中的潜在信息并且确定数据分析的大致方向。在大数据分析领域，存在一个广泛的误区就是一个人拥有的数据越多，他的研究结果就会越好。这样的观念其实不为很多数据科学家所接受。人们非常容易陷入这样的误区进而导致他们只有一大批数据而没有其他东西，而更为严重的是，大部分的数据其实并没有太多价值，因为其中包含了太多的噪声数据以及无关信息。上述的这些问题都是数据分析过程中的障碍，并且应该在数据探索这一步中被解决掉。

根据Techopedia网站（www.techopedia.com）的描述，数据探索是数据分析者通过有效的信息搜索过程来整合信息，并得到真实可信的分析结果的过程。数据探索的简单描述就是认真小心地从你拥有的数据仓库中作出决定和选择，来确定什么数据适合用来做什么分析。它可以被看作是一个人工检索数据的过程，为的是在数据中找到不同变量之间的关联性以及重要的信息。另一个比较类似的步骤，不过是使用前人已经开发好的算法来处理数据对象的过程，叫做数据挖掘。数据探索与数据挖掘都可以用来对大量的未经处理的数据进行信息探索工作。在多数情况下，数据探索是伴随数据准备同时完成的，这一步骤同样是继续做任何深入数据分析之前的一个先决条件。

使用人工手段进行数据探索的巨大优势在于，可以充分使用分析者自身的直觉。使用数据挖掘手段以及工具虽然可以很快地使用复杂的算法来很高效地处理不同类型的数据，但鉴于其分析模式完全一样，导致数据挖掘也许无法准确看出数据中的关键结论以及相关关系，而这些通过人工却可以很快观察出来，尤其是当数据科学家对于数据所属的领域相当熟悉的时候，更是如此，分析员的直觉会变得越来越无可替代。在理想情况下，一个数据科学家既会进行数据探索，也会进行数据挖掘。但是更多的会依赖于数据探索过程，来保证最大量地找出数据中的潜藏信息。

11.3 数据表示

数据表示（Data Representation）是紧跟数据探索之后的步骤。根据《McGraw-Hill科技辞典》（McGraw-Hill Dictionary of Scientific and Technical Terms）一书，它是“数据在计算机中以二进制的形式存储的方法”。它的意思是使用了特定的数据存储结构来整理存储不同的数据，而其中有两个意义：完成从原始数据到数据集的转化，以及为后续的分析操作最优化内存消耗存储容量。例如，如果你有一个包含有1、2、3这3个值的变量，那么相比于以双精度浮点数（double）和单精度浮点数（float）来存储在计算机内部，通过整型数（int）来将它们存储在计算机内部是更为合适的。同理，如果你的变量只有两种值（true或者false），那么使用布尔数（bool）结构存储是最好的。值得注意的是，无论当前使用什么方法存储数据，你总是可以根据需要迅速将一批数据转换为其他格式（例如，你可以把布尔变量与数值向量混合在一起去做回归分析）。

我知道这一切对于从没做过数据分析的人来说是非常抽象而且难以理解的，但是在你开始用R或者其他统计软件开始分析数据以后，你很快就能明白我的意思。以R为例，在R程序中数据集的常见格式是数据框，在这样的格式里你可以很快找到各种描述数据的有用的信息（例如姓名、性状等），而一些Python库同样也提供类似的结构便于研究者进行分析。与此同时，与Python中的字典类似，R提供了使用变量名作为从数据框中提取变量的方法来使数据分析变得更加容易。就是很多这样的努力不断在帮助研究者们在之后的数据分析过程中越来越得心应手，即使是初学者也可以很快上手。

11.4 数据发现

数据发现是数据分析的核心步骤。虽然数据发现的定义因人而异，但是总体而言，数据发现是提出假设、完成验证，从而从数据集中发现特定的规律和模式的步骤。该过程通过使用不同的统计方法来检验数据之间关联的显著性，通过分析同一个数据集中的不同变量或者不同的数据集中的交叉信息来得到确信可靠的信息。在本质上，大数据分析现面临的一大问题就是：不同变量其中有太多的关联！例如有n个变量，就会有n(n-1)/2组直接可能的关联，更不用说其中某些变量可能合并在一起，对其他变量或者变量组产生关联关系。数据发现就是要求分析人员使用统计方法来剔除那些不明显相关的关系，并最终得到显著关联的信息并最终做出真实可信的结论的过程。

遗憾的是，虽然当下有了一些工具能方便地用于数据分析，并且在一定程度上实现通用化，但现在依然没有针对数据发现的很好的通用解决方案。完成一整套数据科学分析的速度与效率依赖于你的经验、直觉和所投入的时间长短。而熟悉各式各样的数据分析工具，尤其是机器学习工具，毫无疑问也会提高工作效率。

数据发现的重要性是不言而喻的，而其中的复杂程度和难度也可见一斑，尤其是当需要处理非常复杂的数据集的时候。在数据发现过程中，最好是实现比较初级的数据可视化，这样分析人员可以很直观地看出数据之间的关联，这一部分我们会在之后详细说明。另外，有一个好的统计学功底对于大数据分析也是非常有帮助的，因为这样的基本功可以让你花费更多的精力去验证你的直觉，而不是花太多的时间在数据处理环节。另外，如果你曾经在科研工作中有过数据处理经验，这也同样是非常宝贵的经验。

11.5 数据学习

数据学习是数据科学分析的一个重要步骤，该过程需要较多的知识贮备（包括创意），主要是使用统计方法和机器学习算法来分析数据集。一般来说，数据学习分为两类：有监督式学习和无监督式学习。两者的区别在于，前者是通过使用计算机针对训练数据进行学习，然后对新的数据进行识别、分类或者预测，训练数据就是一批我们已经完全了解的数据集，计算机就是用这一批数据来找到规律和通则，从而将新的数据使用这些找到的规律和通则进行分类和识别。但后者并不依赖任何前置知识或者训练数据，单纯通过计算数据集自身的结构来揭示数据集自身的关系。无监督学习的模式就是通过计算与衡量数据集自身的一些统计量，来用计算机进行计算分类预测，从而得到有意义的结论。无监督学习方式经常跟在有监督学习方式之后被使用。

表面看来，使用非监督学习方法有更少的约束，从而可以更加“自动化”而不需要过多的人工准备。相比之下，有监督学习就麻烦一些，也不那么“自动化”。但是如果学习过程没有用户或者程序员的反馈，在大多数情况下，这样的过程很难确保得到很好的结果。（反馈信息可以通过有效问卷调查，或者通过对比微调程序或模型得到的结果来实现）。有些时候，如果想要研究的问题或者模型已经被广泛地研究过，那么这些过程就会变得更加快速而且“自动化”，例如深度学习网络模型。时刻要记住的是，无论一个工具有多么全能和有效，永远是使用这些分析工具的数据科学家自身的能力使它们发挥作用，才能最终得到有用的结果。例如说，人工神经网络（ANNS）是一种非常流行的人工智能工具，该工具的特点就是它使得计算机像人脑一样运算，这可以算是一个广泛使用的工具了，在有监督学习领域占有重要的一席之地。但是如果分析员自己不太清楚其原理和功能，就生搬硬套地用它们处理一些数据，往往只会产生比较差的结果，最终就是浪费大量的时间。

另一个需要注意的问题就是，虽然世界上有很多的学习工具与学习方法，而且它们中的大多数都可以同时针对同一批数据进行运算，但效果应该是不同的，有一些工具会比其他的工具更好用。更好地了解这些工具，可以帮助科学家们更理智地选择学习方法与工具，从而得到更好的结果。这一点非常重要，要时刻铭记。

11.6 创造数据产品

到目前为止，我们之前提到的所有步骤都是为了科学家们能从数据中提取分析有用的结果并且完成可靠的统计检验。而我们的最终目的也是将之前的步骤中得到的结果开发成一个数据产品。至于什么是数据产品，著名数据科学家HilaryMason的描述是“一个由数据和算法组合而成的产品” 
[2]

 。

让我们细细品味一下这条定义的内涵。一个数据产品是一个公司开发出来，可以用于销售给其他客户从而赚取回报的东西，这个东西几乎可以涉及方方面面，其内容量是无穷的，但是价格是一定的，这就是数据产品的价值所在。为什么有价值？因为数据产品给组织或者公司提供了非常有用的信息。如何产生价值？数据产品使用该组织或者公司自己的数据，然后通过算法分析和统计模型（前文中Mason提过的概念）运算，得到有效的结果和结论，或者完成信息抽取整理。这就是数据产品在现在的信息时代这么重要的原因。所以，数据产品并不是一种商店里的店员会不停地向你推荐的奢侈品，而是一种用户关心，而且自身能从中获益。数据产品包含了大量（智慧）结晶，它可以为每个特定用户（信息的消费者）量身定制。所以，数据产品是一种值得创造，也值得花钱购买的东西。

数据产品的例子有很多，例如LinkdedIn网站针对所有用户（尤其是高端客户和金牌会员）所提供的网络统计和图片分析结果。搜索引擎可以根据用户的输入词条和特定的信息指标（例如信息的流行度、搜索量、可信度等指标）给出最终的推荐列表。MapQuest以及其他地理信息系统（GIS）提供了非常有用的地理信息，涵盖了绝大多数你想要查询的地图信息。目前的很多数据产品都是免费的，提供者没有利用产品换取任何费用，并且它们中的绝大多数都是在线的。

数据产品并不是什么很新的想法。数据产品其实在数据技术和科技产生的初期就出现了。报纸其实也可以看作是一种数据产品。但是今天我们在谈的数据产品与当年的产品不可同日而语，因为现今的数据产品通过高速数据处理、使用最新算法以及并行计算等方式来获得之前人类无法获得的信息。换句话说就是——数据科学。

基于所使用数据的不同，并不是所有的学习算法的结果都可以被包装成数据产品。一个数据科学家需要挑选出结果中最有价值的相关数据，然后把它们包装成为最终的用户可以看明白的形式。例如通过严谨而细致的分析，你可以最终通过分析来自汽车厂商的不同维度和变量的数据，得到汽车配置与路况之间的关系。但是一名普通的用户可能没有兴趣去了解一辆SUV汽车有多少个气缸，尤其是美国以外的用户更是如此。但是，如果你告诉用户车的平均油耗量是X，并且油耗量与其他变量之间的关系是怎样的，而且告诉他如果在上班下班的路途中，通过避免一些难走的路，他可以减少每周若干汽油消耗，并根据当下的石油价格，帮他计算出每周可以节省多少钱。这样的话，他可能会很有兴趣听你讲解，并最终付钱买下这一信息。所以，一个数据产品其实就好像是一个每人都能随身带在身边的数据分析专家，如果你需要信息的话，可以付很少量的钱来购买一些信息。

为了创造这样的数据产品，你需要了解你的最终客户是谁，并且了解他们的需求。你也同时需要不断训练自己准确选择数据分析算法和数据分析工具的能力。在此基础上，你需要尽量把太过于专业的科研术语去掉，然后用简单直观的方式呈现数据，并最终让产品简洁直观，能被大众所接受。在这一步骤中，想象力是关键。

如果你想要把自己的分析结果包装成一个数据产品，图表（尤其是可交互的图表）是呈现信息的非常有用的形式，我们之后还会介绍。此外，简洁易用的应用同样也会受到用户的青睐。当然，我说的这些都只是冰山一角而已，一旦拥有了足够有价值而且非常有趣的数据分析结论，你可以想出非常非常多的方法和呈现方式去展示你的结论，并开发出不同的数据产品。

11.7 洞察、交付以及可视化呈现

数据分析的其他步骤都是为了让数据分析结果尽量地全面可靠，而洞察、交付和可视化呈现的目的是让分析结果能尽量地被更多的人理解，并且能适用于更多的情况。正如上一节创造数据产品描述的一样，数据科学家需要考虑除了研究数据之外的很多东西，他们研究数据的目的在于想要了解在大量数据的背后隐藏了什么样的变量关联与信息，思考如何才能通过数据分析来让更多的人获益，考虑如何才会让用户接受一个数据产品以及数据产品的维护性等。数据分析往往不是一蹴而就的，而是一个不断迭代优化的过程，先进行一次数据发现与数据学习，发现了更多有意义的东西，再回头又针对的新的发现进行数据发现与数据学习等。这一切都使得数据科学成为一个时刻在进行，而且不断在进化的学科。如今，越来越多的开发者选择敏捷开发模型来开发数据产品。

在数据分析的最终阶段，数据科学家要将自己的数据产品展示出来并且观察它是否会被更多的人所接受。在此过程中，用户的反馈有重要的作用，因为这些反馈会告诉数据科学家们他们的结论在哪些方面不够全面，哪些地方需要改进，以及如果必要的话，可能需要他们完全从头重做一整套数据分析工作。另外，用户的反馈也会给数据科学家新的灵感，让他们想到开发新的数据产品来满足客户需求。这是数据科学研究领域一个非常需要创造力和想象力的环节，因为与客户交互中积累到的经验，正是区别数据科学专家与新手的东西（新手可能同样具备了与专家一样的知识技能，假以时日可以成为大师，但他们暂时缺少了一些有经验的数据专家所具有的直觉）。所以一定要对这一阶段抱以足够的重视。

数据可视化涉及数据的图像化展现，借此让更多的观看者明白其中信息的意义（观看者往往就是数据产品的使用者）。可视化一般在数据产品的开发过程中就完成了，但也有在其之后完成的。这一过程就是以交互的方式，使用开发者的直觉、智慧来将数据分析结论的本质展现出来。之所以强调直觉的重要性，是因为这一环节把莫名其妙的术语和浩如烟海的数据都过滤掉，并可以让数据科学家从启发式的角度出发思考问题。这与数据探索阶段有些类似，但是也有很大区别，因为在数据探索阶段，你并不知道你将会发现什么，所以你可以随意地尝试任何东西。但是在最终的可视化阶段，你必须要对数据处理的目的和数据的分析结论有深入的理解。例如，你做了一批针对橘子质量的研究，并最终发现，体现橘子质量好坏的最显著的指标是橘子的重量和柔软度，而茎秆的长度就是一个比较无关的指标。当你在可视化数据的时候，就可以很明确地使用有效指标来分辨出橘子的好坏，同时揭示出这样的分类背后的机制和原理。

通过可视化，你也可以更清楚自己没有做什么研究，还有什么是自己不知道的（通过可视化，你可以发现到以前没有注意到的方面）并且帮助自己更好地研究数据中的遗漏或者不够清楚的地方。换句话说，你可以更好地感知模型的局限和数据的价值。即便如此，你依然可以用漂亮的图片展示结论，甚至可以做出可交互的图像，这样可以更多地表达数据所蕴含的信息量。简单来说，可视化模型走进大家的生活，让数据可以讲故事，而可视化的结果比起最初所获得的原始数据包含了更多的信息。这与传统的科学研究是一样的。

可视化阶段是整个数据分析过程中非常有趣的一个环节，因为这个环节往往有很大的提升空间而且可以使用很多有趣又漂亮的软件。此外，往往并不是做出来的图让这个过程很有趣，而是你怎么研究制作图表的这个过程本身很有意思。一个好的数据科学家一定会觉得数据中可能还有没有研究到的东西，所以这样的一些图表就会给他带来新的灵感，而这些不小心被激发的灵感，正是整个数据科学领域最重要的部分，数据科学家们会马上把这些灵感转换为新的假设，并且完成新一轮的数据分析工作。到那个时候，你看待同一批数据就不再是用之前的眼光，而是有了新的理解和开放的心态。以后做数据分析，即便已经做到了很好的结果，也不会停下来，而是会不断思考新的问题，为的是使用敏锐直觉将这数据挖到极致。

这样对于数据结论的洞察和理解最终会鼓励你带着之前的研究成果继续新一轮的研究。它会让你此后看待所有的数据产品的感觉都不一样，也能提高你的能力，让你更出色地优化数据应用。最重要的就是，让你在大数据领域更有创意和想法。所以，可视化并不是数据科学分析的最后一站，而其实是一个循环的最后一个环节而已，它会把你带到新的起点，并且赋予你对数据更深更好的理解，这其实是一种灵感与精神上的拔高与进化。你可以趁此机会把你所做的东西整理出来，然后计划下一步你想要做什么，然后与导师分享，告诉他们你用那些数据做了这些有用而且有意义的东西，并且你非常想要继续投入更多的时间成为一名数据科学家。这听起来就是一个双赢的模式，对吧？

11.8 重点

数据分析的主要步骤可以总结成以下7个。

1．数据准备。
 数据准备就是通过数据清洗和标准化将原始数据准备成便于之后步骤处理的形式。这一步骤也包括数据格式的识别转换以及数据的读取。

2．数据探索。
 “数据探索是数据分析者通过有效的信息搜索的过程来整合信息以及得到真实可信的分析结果的过程”（www.Techopedia.com）。这一过程包括通过检索数据来找到有用的模式和隐藏规则，发现重要的变量特征，画出简单的图以及识别出这一批数据中有什么有意思的信息以及确定之后的研究方向。

3．数据表示。
 根据《麦基尔-科技术语词典》（McGrew-Hill Dictionary of Scientific and Technical Terms）一书，数据表示是“数据在计算机以二进制的形式存储的方法”。这一过程是将各种原始变量数据通过特定的计算机存储结构高效地转换存储在计算机中的过程，在存储空间利用和之后的利用过程中都尽量达到最优化。

4．数据发现。
 这一过程旨在通过提出假设和统计检验的方式来发现数据中的各种潜在模式、关联关系等。这其中要用到很多统计知识以及个人直觉来从大量无规则数据中找到真正有显著意义的结论。

5．数据学习。
 这一过程主要是通过统计学和机器学习的方法在数据中找到有用的模式和规律。它的目标是使找到的结论尽量地能被运用到更多的数据和实际生活中，并且形成一个数据产品的雏形。

6．开发数据产品。
 这可能是所有步骤中最重要的一个：基于已有的数据开发出一个产品，并将其与其他人分享。根据Hilary Mason的说法，一个数据产品是“一个由数据和算法组合而成的产品”。

7．洞察、交付和可视化。
 这一部分的作用是将产品呈现给最终的用户，并且接受用户反馈、微调程序以及计划产品升级的方案。通过突出重点来完成数据产品的可视化并从中获得灵感，进而开始完成新一轮的数据科学工作。




[1]
 　对于这里提到的统计学术语，请参阅书后的术语表。


[2]
 　Hilary Mason，“How to Know When You Need a Data Scientist”，Linkedln article，January 2013.








第12章 所需的具体技能

想要成为一名出色的数据科学家，仅仅有正确的思路以及了解各式各样的数据科学分析工具是远远不够的。毕竟还是有一些需要常年累月才能积累起来的技能支撑着优秀的数据分析师们，这些重要的技能不仅用于将你脑子里的想法转换为现实的产品和图表，更是你在求职道路上重要的砝码。在这一章中，我们将主要研究一名数据科学家应该具备的一些具体技能，以及探讨如何才能掌握这么多来自于不同学科的技能。我们将会探讨来自4种背景的人才应该如何培养他们的专业技能：编程、统计和机器学习、数据建模以及学术教育。从而，你可以从实践的角度去理解数据科学领域，并理解为什么数据科学与你目前所学的知识息息相关，以及如何将自己的技能拓展到更多的4个领域。这不是一个学习的过程，沉浸其中能找到学习的快乐。

12.1　人才市场目前看中的数据科学家所需技能

正如第 5 章所介绍的，作为一名数据科学家，当公司在招聘你的时候，自然希望你已经具备了一系列的技能。这其中当然有一些“硬性条件”是在每一场求职过程中都绕不过去的。但是如果你就老老实实地按照招聘广告上的顺序一条一条技能地去训练自己，这可能也不是一个好办法，因为这中间有一些细节需要注意。一般来说，你已经具备了一定的数据分析能力，也就是说已经掌握了这些“硬性条件”中的某一项或者某几项，所以你应该根据自身情况，逐步地将能力拓展到其他技术领域，并最终掌握到下面这些技能。


	数据分析技能：
	数据清洗

	建立数学模型

	运用合适的统计方法来分析数据

	开发运用机器学习算法

	检验模型的正确与否

	实现数据可视化





	编程技能：
	精通一种或多种数据分析工具（R/Matlab/SPSS /SAS）

	精通一种或多种面向对象编程语言（Python、C++、Java、C#、Perl等）

	其他IT公司经常需要的技能（熟悉HTML/CSS，互联网公司可能会要求）





	数据管理技能（尤其是针对大规模数据）：
	Hadoop（尤其是Hive/HBase、HDFS和MapReduce）

	SQL

	NoSL

	其他IT公司常用的数据管理技能





	商业知识：
	熟悉瀑布模型和敏捷模型等软件开发模式

	理解公司运作规则

	对于产业所属领域有所了解

	其他公司常用商业技巧





	交流技巧（软实力）：
	做演讲和PPT演示来展示产品

	撰写报告

	懂得倾听重点信息

	能够将用户的需求转换为实际产品

	其他公司常用交流交往技能







经常有人会在这些技能中做出排序，总觉得有一些技能可能比其他的技能更重要，于是他们花了更多的时间在他们认为这重要的技能中。在现实中，你会用到所有这些技能，尽管不一定都很精通。实际上，你是不可能同时掌握以上的所有技巧的，除非你真的是从一无所知的学生开始起步学习上述技能的。所以，做好完美的学业规划，同时循序渐进地培养这些技能是非常重要的，因为这才能保证你各方面的技能都得到综合提升。

12.2 程序员的自我修养

如果你现在是一名程序员或者软件开发工程师的话，那么成为数据科学家也许会相对容易一些。当然，这也取决于你过往的学习工作经历，在多大程度上与数据分析或者大数据有关联。但是总体来说，你可以从你过往的经验中找到一些有用的技能，并让它们辅助你在成为数据科学家的路上走得更顺畅一些。而具体需要什么技能？这个问题因人而异，而且完全取决于你的过往经历与目前的职业选择。

在这一节里，我们将会探寻你需要学习的技能、需要掌握的知识，以及你学习他们最好的方式和顺序。我们重点会讨论，如何从一名熟悉面向对象编程的软件公司工程师转型成为数据科学家。例如你可能是一家IT公司的系统架构师或者产品经理应当怎么做。总而言之，我们的目的就是让身为程序员的你明白，你现在拥有了什么宝贵的技能、你还需要学习什么技能，以及你应该如何掌握更多的技能直到最终成为一名出色的数据科学家。

12.2.1 面向对象编程程序员

如果你已经学过了面向对象编程，你一定已经很熟悉数据结并知道怎样用一种或多种面向对象编程语言高效地实现算法。你可能也已经很习惯于在有限的资源条件下，基于某一个目标去优化你的算法。上述的两点思维能力，对于成为数据科学家都非常重要，因为这些思维方式以及逻辑设计能力也同样是数据分析领域被大大重视的。

除非你曾经接触过Matlab或者R这两门语言，否则，你需要学习的第一个东西就是向量化的概念，向量化是Matlab和R语言中都非常重要的概念。向量化之所以重要，是因为它与以往使用的循环操作不同，它可以一次性针对一组数据进行操作，而不是像其他语言一样，必须使用循环，一个接一个地进行运算。在Matlab或者R这样可以进行向量化运算的语言中，使用的循环越少，运行速度就越快。这是因为，向量化运算的内部是使用C或者其他底层语言实现的，所以可以让你程序跑得飞快。这一点很重要，尤其是在你处理大规模数据集的时候。向量化方法可以比传统的循环方法快很多倍。如果你学习R，你会很自然地接受向量化运算的思想，因为现在大部分的教程都不涉及循环。如果你的教材涉及循环，那么它一定会在后面的章节以更大的篇幅来介绍向量化。同样，R还有其他很多的内置函数，他们都能让你在不写循环的情况下完成大量的运算。这样就可以实现更简洁快速的向量化脚本。

但是本章的目的并不是向你宣传R语言的各种优越性，重点在于强调，一门面向对象编程语言在很多方面都与数据分析所需要的工具语言类似，无论它是R还是Matlab或者其他工具。而平时面向对象编程的很多诀窍和要点也同样可以被广泛运用到大数据分析领域，即使是Hadoop这样的数据专用新技术，也不在话下，因为编程原理都是想通的。总而言之，无论是向量计算、矩阵计算、Hadoop大数据存储等，都是你需要认真学透的东西，你可以使用附录1中的资源以及其他我们在第9章中提到的各种方法。至于说你需要花多长时间才能学会，这就视你的勤奋程度与时间投入而定了。

你也许需要花一些时间在数据可视化工具上，因为这个可能是你最不了解的一个方面，因为大部分的软件开发和面向对象编程都不涉及很美观高质量的数据可视化。这些可视化工具不涉及编程，就算有，也只有一点点。只需要熟悉一两个可视化包，你就算是入门了。

你需要读一些分析文献并且从中思考这其中的诀窍在哪里——为了成为数据科学家，我需要学习什么？统计是重点中的重点，因为如果你从来没有接触过的话，统计将会成为前进路途上最为艰难的障碍，而这其中最为重要的就是机器学习。你也许没有时间把所有的统计方法和机器学习方法都学一遍，了解得非常深入，但至少你要做到能马上找到应该用的统计方法是什么，以及某个机器学习的概念大概是什么。

最后，你需要学习用户是怎么思考的，要了解他们的需求，怎么分析他们的需求，以及如何用非技术的语言与客户交流。这两点软实力非常重要，因为必须掌握了他们，你才有可能成为一名优秀的数据产品开发员或者一名系统工程师，而后者其实需要更多的技能才能实现。并且，这对于培养大数据思维也是极为重要的，正如我们在第4章解释的那样。

在你学会了这些东西之后，你自然需要一些机会来锻炼这些技能。你可以开始做一些Kaggle网的有挑战性的项目或者用UCI机器学习知识库中的数据来做一些东西。总而言之，在你贸然地出去面试各种数据科学家工作之前，最好做些东西热热身。

12.2.2 软件开发工程师

作为一名软件开发工程师，你一定非常清楚图形用户界面和你的工作的服务对象（通常是非技术背景的用户）的重要性。熟知这些的价值是无可估量的。这种换位思考的能力使你具备了揣测用户内心所想和审美喜好的能力，并且也知道用户最关心什么最担心什么。所以与用户相关的需求分析和设计分析内容也许是你的强项，你也许应该更集中精力在其他技术细节上。

作为一名开发者，你应该也已经熟悉了一到两门编程语言，例如.NET框架、C#、C++和Java，这是一个完美的起点。与你的面向对象程序员同事一样，你也同样拥有良好的技术背景与成为出色的数据科学家的潜力，而你需要做的就是进一步了解大数据的技术，以及熟悉用于数据分析的工具。

鉴于你已经拥有了很好的编程基础，并且熟悉客户需求，你可以把更多的精力集中在不足的方面。与面向对象程序员相同，你需要提高自己针对各种可视化工具的使用能力还有统计知识。

你同样需要花时间深入机器学习领域并且理解每一种方法的原理和机制，因为这是那些非研究性质的大数据科学家所欠缺的。如果你还不知道什么是聚类以及模式识别，你最好花点时间来理解它们，同理还有深度学习以及其他非常经典的机器学习算法。你可以加入到一些相关的学习小组中，在探讨与互助中加速你的学习计划。

鉴于你也是程序员出身，你也许也需要一些经验与实战才能成为一名出色的数据科学家。之前一个章节中我们对面向对象成员推荐的方法在这里同样适用，你同样可以在学习各种技术之后，找一些数据集或者数据库进行训练，在获得一些宝贵的经验之后再去面试。在6.3节中，我们将会教会你怎么让一切都顺利起步。

12.2.3 其他编程相关工作

当然，你也可能是IT领域内一个既不做面向对象编程，也不做软件开发的程序员。例如，你可能是一名网页设计师、一名网站程序员、一名测试分析工程师（QA analyst），或是一名数据库管理员（我们会在之后的章节单独强调数据库管理员的作用，因为该工作与大数据有更为特殊的关系）。如果是这种情况，那应该怎么成为一数据科学家呢？

如果是这种情况，你应该首先在你最需要培养的技能上花时间培养能力。如果你是一名网站程序员，你也许想要更好的理解怎么完成数据分析，但是如果你是一名测试工程师，你也许需要先回顾一下你的编程知识。总之，不同的程序员可能会面临不同的情况，不能一概而论。

但无论你是一名什么样的程序员，你一定需要在统计上下工夫，并且要开始阅读机器学习文献，开始了解大数据领域的最前沿进展，研究最新的统计模型和机器学习算法，并且开始熟悉各式各样的相关软件（我们在第9章已经有过详细说明）。

与软件开发工程师相同，你也许也有过与用户直接打交道的经历（例如，网站程序员一般肯定与客户有交集），这些经历都有助于提升你的沟通技巧并且对于用户需求的解读能力，所以你就应该把更多的时间花在提高你自身的“硬性条件”上。

在此我们再一次强调，在你出山去寻找大数据工作之前，一定要熟悉各种大数据相关的技术，并且找一些足量的数据锻炼一下自己。

12.3 统计师和机器学习从业者的自我修养

从统计师或者机器学习从业者发展为数据科学家是比较容易的。因为从事这方面工作的人其实一直都在接触大数据领域的核心内容，例如数据分析类工作以及一些面向对象编程。即使你不是非常清楚部分算法或者统计模型的原理是什么，或者即使你的编程基础不是很牢固，都没有关系，因为这些都比较容易捡起来，并且迅速强化，最终让自己掌握大数据处理的各种技术。不仅如此，你过往在自己领域的工作经验其实都与数据科学有莫大的关系（尤其是如果你对统计模型和机器学习算法都有过研究的话更是如此）。与我们之前描述过的几个专业不同的是，统计师和机器学习从业者的思维方式与数据科学家非常类似，所以相对其他专业，从这两个背景转向数据科学家可能会更有优势一些。

现在让我们看看身为统计师或机器学习从业者的你究竟需要一些什么技能来完成这一华丽转身。我们将会审视具有不同背景的人的学习过程，例如有统计背景的人（每天都在使用R包的人），有机器学习或者人工智能背景的人（他们有过处理数据以及建立智能模型的经历），或者是两者都有过研究的人（他们往往就是未来的专家）。那么，让我们开始探讨你如何才能顺利升级为一名有经验的数据科学家。

12.3.1 统计背景

相比于传统的程序员出身的人，或者其他精于数据处理的人，拥有统计学背景的人在一些方面拥有无可比拟的优势：你已经知道了很多数据分析方法背后的原理和机制，并且实践过很多，有过实战经验。统计学也许是一门看似死板的学科，但能熟练地把诸多的统计方法运用在实际的生活中却需要大量的实践。能准确使用合适的统计方法分析诸多的现实数据，是极容易出错的工作，如果你已经能成功解决这个问题，那就说明在一定程度上，你已经具备了处理比较复杂的数据的能力了，所以其他的数据科学任务对于你来说也就应该不会特别复杂。所以你可以努力提升自己在其他方面的能力，并且努力让自身各种能力融合在一起，就像是第5章描述的那样。

首先，你需要花时间学习一些理论知识，例如了解现在常说的大数据的一些基本概念。然后，你需要了解那些已经开发出来的统计模型和研究规则，并且需要抽时间研究一两门编程语言。如果你已经对于R、SPSS、SAS以及其他数据分析包非常熟悉了，上述的工作应该不是很难。最后，你还需要学习一些补充材料，来最终完善自己的技术列表，而这也会让你的简历越来越像是一个数据科学家。现在让我们来研究一下都有哪些材料你需要关注。

1．理论材料

统计学也许是很好的工具，但是大多数时候，统计学所研究的数据都太小了。我们的意思并不是统计学家从未研究过大数据，而是相比于以往的统计学研究样本，现在的数据集实在不在一个体量上。正如本书第一部分描述的那样，大数据的体量正是处理它的难度之一。所以，除非你之前对于大数据有过经验或者看过一些教材和文献，你应该会被数据体量所带来的处理难度震惊。正如第8章所提到的，与之前的数据处理方式不同的是，现在这些未经仔细整理过的大数据都需要运用MapReduce或者其他特殊工具处理。所以，首先你最好你快去了解MapReduce生态系统及一些配套工具。

一旦你明白了MapReduce的架构和理念之后，你就可以慢慢学会整个大数据生态系统中的各种技术和产品：主要就是Hadoop和Spark。尽量去熟悉这两个系统下的各种工具，并且深入挖掘其中的精髓（8.1节有更详细的描述）。如果你懒得学这么多东西，那你也许可以看看一些已经集成好的分析平台，例如说IBM的InfoSphere’ BigInsight（商用软件）。至于学什么东西，学得有多深入，就完全取决于你自己的选择了。

至少，你需要了解大数据的概念，MapReduce以及其他应用到这些技术的软件和平台。如果你一开始不清楚你应该学的有多么深入，我们建议你先学会高级的MapReduce平台和系统，等你能熟练掌握它们了之后，再逐步深入下去，学习更多底层的知识。当然，如果你不是计算机科班出身，那么自学这些底层知识与计算机专业会比较枯燥，所以我们建议你上一些大学的课程（或者通过MOOC）的形式熟悉一下这方面的知识。

与此同时，你也需要了解一些计算机理论知识，例如说，你应该着重花一些时间在算法复杂度、算法设计和数据结构这3个方面。我们并不是说你必须成为一名信息领域的专家，但是这些知识与大数据分析的确是息息相关的。你一定要记住当真正开始处理大数据了，无论你手头上有多大的服务器集群系统，你依然要注意算法复杂度，并且用尽办法以最有效率的方式编程。所以，我们建议你不要马上就去练习编程，而是花一些时间，先学习一下程序设计。

我们知道这一切听起来都很不容易，尤其是当你从未参加过任何计算机专业的课程的话。我们在附录1中给你推荐了一些相关课程。另外，你可以阅读或者购买一些附录3中推荐的书籍作为工具书。

2．编程语言

如果你要成为一名数据科学家，最重要的能力可能就是写程序。与其他科学领域的专家不同，即使不能称得上专家级别，数据科学家的编程能力至少要达到平均水平，以便于他们把自己的想法尽快地转化为成果。为了达到这样的效果，你至少需要学会一种编程语言，最好是一种功能非常强大的语言。当然我们再次强调，如果你还不会R语言的话，那你至少需要学会两门语言。

至于学习什么具体语言不是很重要，但是至少你需要学习一门面向对象编程的语言。Python是一个非常好的选择，因为它学起来非常简单，并且有非常多的Python包可以帮你处理各种问题（它们可以节约你大量的写程序以及调试程序的时间）。当然，如果你想要更好的建议的话，最好的选择当然是Java、C#和C++（不要把C++和它之前的C语言混淆了，C语言可不是面向对象编程的语言），这些编程语言（尤其是C++）运行起来都非常快，所以特别适合用来处理大规模数据。这4门语言都非常收欢迎，而且有大量的粉丝，所以无论你想要学习哪一门，你都可以找到很多的组织和论坛，从而帮助你更好的学习这些语言，这比你仅仅通过看书学习或者上课更快一些。

你最好尽量找一些资源来帮助你学习这4门语言中的一种。如果你完全没有接触过编程，那一开始起步可能会比较慢，而且你可能经常会遇到问题难住你。所以我们建议你最好一方面参加一些课程（线上的或者线下的都可以），读一两本相关的专业书，并且大量的练习编程。你一开始并不需要写出大量非常漂亮的算法，你只需要更多的熟悉那些语言的语法和函数就够了。你可以试着用这些新的语言写出一些你在过往统计学工作中用过的算法，这会对自己的学习非常有帮助。

另外，编程环境其实对于编程的作用还是很大的（通常叫做IDE，即集成开发环境）。Eclipse是一个不错的选择，这个软件支持各种编程语言。Python有自己的编程环境，但是非常基础，所以即使你想要学习Python，你依然可以使用Eclipse作为开发环境。就和那些语言一样，Eclipse本身也是完全免费的，所以有大量的网上教程会教你怎么使用Eclipse，你可以在附录中找到更多的资源。

如果你想要学习更多有关于Hadoop的东西，那你必须学习Pig和Hive。前者是用来完成MapReduce编程的，而后者是用来对分散在不同集群上的数据进行的查询的。如果你不想学习比较底层的MapReduce编程，你就需要学习一些更高级的大数据处理平台，但是记得要找那些可以用来自己编程分析的，而不是定制型过强的，什么都不能被修改的那些。这同样也是需要一些编程基础的。如果你对于R语言很了解，那会很有好处的。

如果这些编程学习方法和建议听起来都很吓人，还请你不要被它们吓到。一旦你学会了一门编程语言，你再学习其他语言就非常容易了。因为编程语言的逻辑都是类似的，所以你只需要花点时间去熟悉一下新语言的语法、程序包、函数等。另外，没有什么能击败一个有足够毅力的人。

3．其他需要学习的内容

除了上述提到的这些东西，你还需要学习一门数据库操作语言，例如SQL。这门语言比起前边提到过的那些语言都容易很多。所以你应该不需要花几个星期的时间来学习SQL语言，虽然要用好它还是需要下一番工夫并且经常实战的。SQL就是专门用来处理已经存储在数据库里的格式的数据的。这些已经整理好的数据，与大数据领域经常需要处理的数据是完全不同的，因为大部分数据工程师需要处理的数据都是比较无规则的。但是偶尔你也需要自己动手，从一些数据库中提取一些你需要的数据资料。另外，了解SQL是一项基本功，因为还有一些类SQL语言的存在，它们也在大数据处理领域中大显身手，例如AQL（Annotated Query Language）和NoSQL（Not Only SQL）。

另外还有一项与之前提到过的东西都没有太大关联的技术，可能需要认真学习一下，那就是图结构分析。这其实是一个经典的数学研究领域，但是近年来在大数据领域越来越受到重视。实际上，GraphLab是一个专门用来处理图结构数据，以及完成可视化的免费工具。虽然这并不是什么很必要，但是如果你学会了这些概念，对你未来成长是很有帮助的，毕竟你已经对于图结构处理有了一定的基础。

如果你把上述的技能都学会了，那你差不多就已经具备了成为一名大数据分析师的条件，你也不用时常觉得自己完全无法处理那些程序员可以轻松对付的问题了。完全学会这些东西，可能需要花掉你几个月到两年的时间。在这期间，你也许可以攒一些宝贵的经验，并且应该非常认真地计划学习时间和学习课程。在你学会这些东西自后，毫无疑问你的简历会更有价值，因为你掌握了很多数据科学领域之外的技能。看起来很不错，对吧？

12.3.2　机器学习/人工智能背景

一个机器学习背景的人其实是非常适合做数据科学家的。因为来自这种背景的人兼具了编程，统计甚至一些编码技巧。最重要的是，你一直以来都在从事很深入而且专业的研究，并且你平时的工作正好就是数据科学的核心内容：机器学习。

但是即使是机器学习或者人工智能背景的老手，在刚进入数据科学领域的时候，也会有一些技能差距。以下就是一些能够使你在大数据领域更加有价值的技能，如果你想要成为一名出色的数据科学家，那你最好学会它们。

1．理论材料

虽然多年来从事机器学习和人工智能的工作给予你一些统计知识，但它是除非你平时不得不研究很多种类型的机器学习模型，否则你的统计还是需要加强一下的。你首先应该学习的东西是那些不太著名的统计方法，并且熟悉它们背后的机制和原理，当然对于你已经学会的方法和技术，你也应该花一些时间去深入理解背后的数学推导。你最好一边学习R语言，一边来深入这些算法。当然，我们之前也介绍过，其实有很多的语言或者程序包，但是如果你要从中选择一门作为常用语言的话，最好的选择一定是R。因为它不仅是一门可以稳妥地帮助你完成统计分析的软件，而且更是一门可以让你看到每一个方法原理的语言。而且，R语言的入门门槛很低，它是为所有各行各业不同编程基础的人设计的，所以你并不用担心自己的统计基础够不够，因为机器学习或者人工智能出身的你一定已经够格了。此外，如果你已经学会了Matlab，那么学习R对你来说，应该是小菜一碟。

深入地学习统计学是一个艰辛的过程，所以我们推荐你上一些大学课程或者一些在线课程来辅助你的学习。一门可以让你充分实践统计包的课程或者MOOC是非常有用的。

但是，统计学仅仅是开始，你还需要了解MapReduce，以及分布式计算。在你熟悉了这些分析平台之后，尝试着用自己擅长的语言写一个Mapper和Reducer。你的学习风格会决定你是需要上一些课程，还是可以通过看书和教程来学习。

最后，如果你之前没有接触过数据库，那么你需要学习一些有关于数据库的知识，深入了解各种数据结构肯定对于你未来的发展是非常有助力的。当然，现在几乎所有的语言都可以在一定程度上处理多种数据结构，包括不太稳健的Python语言，但是如果你不能深入地知道它们，你可能无法做得太好。数据科学涉及许多资源的管理，而如果使用了最合适的数据结构，你的程序和分析数据的速度都会快很多，而且可以更容易地访问不同的数据源。

2．编程语言

大部分的机器学习从业者都擅长使用Matlab、Octave和Python。这3个都是很好的工具，但是如果想要成为出色的数据科学家，这3个是远远不够的。所以你应该花一些时间来学习一门强大而且可以处理各种问题的语言，例如说Java、Scala、C++或者C#。如果你对编程一直都不在行，而且学习Matlab时很痛苦，那可以学习一下Python，Python是一门非常流行的语言。当然也还有其他的选择。尽管Python不如Matlab那样直观，但是Python有非常多的免费的程序包，这些包都可以帮助你处理大数据。

此外，你最好在R语言上有一些实践经验。但是我们之所以推荐R并不仅是因为R实现很多的统计方法，而是除了直观之外，R语言还有稳健的并行计算能力，并能很好地控制内存使用状况，以及同样拥有海量的程序包，其中包括许多帮助用户处理大数据集的程序包。此外，R在全世界有大量的爱好者以及相关社区，很容易找到资料和伙伴。有很多研究者发表的新的统计方法会首先在R中实现。最后，与其他统计语言和程序都不一样的是，R语言（包括其所有的程序包）都是完全免费的。

最后，你必须要花一些时间研究至少一个集成大数据分析平台，例如IBM的BigInsights，当然，这意味着你同时需要了解它们背后的技术——Hadoop。如果你想使用Hadoop而不依赖已有的商业平台，那你可以学习一下Pig和Hive，从而开始写Hadoop程序。

学习一门语言是非常花时间的，但是作为一名已经熟悉了机器学习和人工智能的程序员，你应该已经对于算法非常熟悉了。因此，学习一门新语言应该对你来说不是很难的事情。如果你有时间的话，你甚至可以学习不止一门语言，就好像你在掌握了Matlab的同时，又去学习R，因为不同的雇主可能会需要会不同的语言的人。所以，在你成功掌握了一门功能强大的全天候编程语言（C++、Java）之后，你可以尽量去学一些有助于你开展工作和语言。

3．其他学习材料

正如我们之前提过的，一些有关于数据库查询语言SQL的知识对于成为数据科学家是非常必要的。如果你上次学习这些知识是你在大学的时候，那你最好重新温习一下这些技术，并且自己找一个数据集练习一下。等你熟悉了这一切以后，你就可以进一步花一些时间在NoSQL上，因为这是一个在大数据领域所使用数据处理工具。

如果你对自己的编程水平还是很有信心的，并且有足够的兴趣研究算法，你也可以用R或者其他编程语言去实现你设计的算法，在你所使用的平台上实践它们。但是，你一定要搞清楚每一个算法的原理，而不是仅仅使用各式各样的包和函数去处理问题，然后把你的算法应用在基准数据集上。这比你仅仅掌握语言本身更为重要，因为还没有任何一门语言可以让你完全地处理你在数据科学领域遇到的各种的问题。

此外，你需要知道如何使用刚学会的统计知识来构建统计模型。我们的意思并不是让你尽量地去研究纯理论性质的统计方法，但是你越多地接触这些统计元素，对你的帮助越大。并且，试着把其他各种技术都用在模型中，让它们能处理更多的问题，并在一些基准数据集中测试它们。机器学习与人工智能毫无疑问是非常重要的技术，但是很多时候其实你并不需要用到这么高深的方法，例如如果你要比较两组数据之间的差异，或者检验一个假设是否成立。在这些情况下，统计学就非常有用了。鉴于在数据科学中，很多的时候，你都需要做检验以及数据之间的比较，明白这些简单而实用的统计方法是非常重要的。

12.3.3 混合背景

如果你是一个既学过机器学习又研究过统计学的同学，那么这个背景再好不过了，相比于其他很多专业的同学，你已经拥有了太多的优势。你应该已经很熟悉统计理论了，并且熟悉了一些机器学习技术，以及一到两门计算机编程语言，在这种情况下，你至少需要了解一些有关于并行编程、MapReduce集群和数据相关的知识。如果你从来没有接触过面向对象编程或者掌握得还不太好，那你最好尽力往这方面拓展一下自己的知识，努力提高一下这方面的能力。另外，进一步加强自己在数据挖掘方面的技巧，也就是熟悉那些已经被开发出来、用来解决各种统计与分析问题的数据模型，并且在各种基准数据集中实践它们，使用R或者其他编程语言去解决问题。

如果你来自混合背景。那你已经可以开始尽量试着把自己已经学会的东西运用于各种数据分析问题。你过往的所有经验都是非常宝贵的财富，纳入到你的数据科学技能树中。尽量去学习更多的方法，尽量去找更多的数据，然后用这些方法去处理这些数据。并要注意程序优化，资源管理，顺便可以学习一些编码技巧，6.3节中，我们已经教过你应该怎么起步了，并且学习数据分析的每一个步骤（见第11章），让它们变得信手拈来，让数据处理流程成为一种直觉。

无论你是一个统计学家，还是一个机器学习从业者，或者两者都具备的才子，在正式踏入职场之前，你依然需要尽力地磨砺自己各方面的技能。专注于你的目的，并且想办法完善自身的技术和能力。在你成功地学会了各种知识，并且有过几次实战经历之后，你就应该对于大数据分析有些感觉，思维中开始有很好的直觉了，正如我们在第4章说的那样，到那个时候你已经不仅是可以分析数据的程序员了，而是一个会移动的数据科学知识库。所以，你要把你学习这些各种知识的过程看作是拓展自身能力，进而解决大数据问题的重要环节。时光变迁，新的技术会不断出现，新的工具也会不断出现，但是你在此过程中产生的经验和直觉终将保留下来。正是这些不容易被复制的“软实力”让你最终成为了无可替代的数据科学家，如果一切顺利的话，它们最终可以让你得到一份数据科学的工作。

12.4　数据相关领域从业人员的自我修养

作为一名已经在数据相关领域工作过的人，你应该已经很熟悉数据类型与结构化数据了。所以，你的重点应该放在其他的数据科学相关技能，例如面向对象编程、数据可视化、数据分析，并且要有意识地磨练自己的与客户交流的技能。

在这一板块，我们将会从3种比较常见的数据相关的工作入手，探讨不同背景的人应该学习哪些技能来最终成为一名数据科学家：数据库管理员、数据架构师以及商业智能分析师。在这里我们只是尽量描述各种所需要的技能以及培养方式，如果你想要深入地了解各个技能，最好去查阅我们之前的章节（第8章详细列举了各种可以使用的软件，第4～7章阐述了各种必备的软实力以及实践方法）。

12.4.1　数据库管理员

如果你是一名数据库管理员，你一定已经对于数据库有了清晰的理解，你知道应该怎么将数据从杂乱无章的状态整理成为非常规则而且有一定结构的形态，你的思维体系中里对于数据的结构有着很好的概念。并且，你已经有过操作一个或者多个数据库的实际经验，并且熟悉一些基于SQL的软件平台。

你可能也有过与客户打交道的经验，并且知道怎么把他们的需求转化为产品以及行动。并且能熟练使用查询语言来从数据库中导入导出不同格式的数据（当然，这些数据大多都是结构化数据）。

为了成功蜕变为一名数据科学家，进入大数据领域，你需要至少尽快学会大数据分析的一些技术，最好从Hadoop开始。这应该对你来说不算太难，因为毕竟Hadoop的一个重要模块是Hive，而Hive其实与SQL非常类似。并且，如果你熟悉数据库的建库以及导入数据的各个过程，那么建立一个HBase数据库应该也不难。另外，NoSQL是SQL语言的一个拓展（但它包含了更多的东西），它对于你来说，学起来应该也不是很难。

学习编程可能对你来说一件有点艰难的事情，但如果你已经对编程有一定了解，那么，即使你从未接触过面向对象编程语言，也不用太慌张。在看一些课程以及好的编程书以后，你的编程水平应该也可以很快达到成为数据科学家应有的水平。如果你以前从来没有写过程序，Python是一门不错的入门语言，因为它应该是世界上最简单的面向对象编程语言的（虽然不是最强大的一种）。

你需要花一些时间去学习可视化。相比于其他可视化软件，Tableau和Flare都是不错的选择。虽然它们并不是很难，但你还是需要花一些时间去学习实践一下的。

当你进入了学习的冲刺阶段，你就可以进入统计学与机器学习领域。鉴于你的背景并没有统计与机器学习，你可能需要花挺多的时间在这方面，如果你从大学毕业后就再也没有看过统计教材的话，更是如此。如果你想要节省时间，并且想要让整个过程更有乐趣，你可以一边学习R、Matlab，一边学习统计与数据分析。你会发现，与仅仅啃统计学书相比，一边编程实践，一边看书的效果明显会好很多，并且你也一定叹服于那些软件的强大。注意，你还是会需要学习向量化概念，因为在动手操作中，线性代数的知识会经常用到这些它。

此外，你也需要加强自身的交流能力，培养自身讲述完整的故事和项目的能力。如果你觉得这一开始有些难度的话，就向商业领域的人学习，读一些有关于投资和商业的文章，多和从事投资和商业的人聊天，让他们帮助你培养自己的商业思维。（一些特定的文章和书籍会很有帮助）。学一些经济学或者金融学的课程是很有帮助的，但是这并不意味着，你必须要学到MBA这个级别。需要注意的是，仅仅能清楚地阐述出每一个技术的细节是远远不够的，你同时还需要引导式的讲故事的能力，这一种能力可以通过经常与没有任何技术背景的人聊天来获得，例如对他们讲述一个有趣的故事。另外，你也应该重视怎么培养自己撰写报告的方法，尤其你需要考虑，很多看你的报告的人可能听不懂你的技术术语，所以你需要用他们能接受的语言和方式来讲述你的整个研究过程。

最后我们再一次提醒，你在正式参与各种招聘或者项目之前，最好先学会这些知识，然后找一些数据集来磨练一下自己的技能，并且可以参加一些线上或者线下的数据竞赛，这些都非常有助于你的成长。

12.4.2　数据架构师

如果你是一个数据架构师，你可能比较熟悉一些商业模式，以及银行证券等行业常用的数据库类型，并且有足够的经验去指定项目计划以及理解用户的需求。同时你应该曾经也做过数据库的管理员，并且也有过处理各式各样的数据的经验。而这一切都会给你的数据科学之路带来巨大的帮助，简而言之，这是一个完美的开始。

有了好的开始是不够的，你也应该同时着力于学习一些比较深的知识，以及考虑如何将你已经拥有的商业优势进一步扩大，而你最终的目的，应该是成为一名高级数据科学家。你所需要学习的知识包括了统计学与机器学习，你可以通过参加一些课程或者看一些书来学会它们。至于商业技巧，你可以通过项目管理来学习，在做项目的过程中，你应该有意识地培养自己管理整个项目的能力，并且留心项目实施过程中用到的技术和软件，以及项目本身是如何被分解成具体的独立任务，并被分配给其他人的。在完成整个数据项目的过程中，你必须要对每一个板块都了然于心，所以你需要好好了解数据科学的每一个步骤（我们在第11章有详细说明）。

为了熟悉这些流程和工具。你首先应该学习大数据的分析平台，而其中最好的选择就是Hadoop平台，尤其是其中的Hive模块和HBase模块。NoSQL同样也是一个非常常用的工具，既然你应该已经很熟悉数据库设计了，NoSQL学起来应该不会很难，你的整个学习曲线应该也不会特别陡峭。同样除了Hadoop之外，你需要花一些时间，学习一下MapReduce。

作为一名数据架构师，你应该也曾经学习过面向对象编程。如果你没有的学过话，一定要好好精通至少一门面向对象编程语言。这可以帮助你进入下一个环节：数据分析工具。

就与一名数据库管理员一样，你同样需要花一些时间去学习数据分析工具，也许你在学习统计学或者机器学习的过程中自然而然地会用到它们。你不需要对于这些包或者工具非常了解，但是如果你了解它们，那就再好不过了。另外，你可以尝试使用你所选用的软件包去编写各种程序。在此我们要说明的是，虽然R语言和Matlab并不是严格意义上的面向对象编程语言，但是其实它们也支持面向对象的“类”，在工作区的每一个变量都是一个对象。所以你千万不要觉得R语言界面简单没有什么技术含量，它们的底层非常复杂而且高效！如果你想编写高效的程序，那么向量化概念是绕不过去的，所以深入理解线性代数会非常有帮助的。

最后，我们要强调，虽然你的交流水平还是很不错的，但还是应该锻炼一下自己做演讲或者做演示的水平。也许需要花一些时间来想想怎么把自己项目的结果用图表的形式展示出来，并且以风趣幽默的方式讲述给别人听，因为这也是数据科学家不可缺少的一项重要技能。在你学习可视化工具的时候，你可以顺便学习这些东西。

12.4.3　商业智能分析师

作为一名商业智能分析师，你一定非常善于从海量的数据中找出有价值的那部分信息，尤其是商业领域的信息。如果你正在从事这方面的工作，那么你一定已经能看出大数据的趋势了，并且能从平时分析的商业报告中知道很多这方面的信息。你理应每天都需要和各种数据类型和数据可视化工具打交道。你可能对于本书中提到过的一些程序包和工具还不够熟悉，但也应该可以通过快速学习来掌握它们，因为毕竟它们和你以前做的东西挺类似的。你应该已经有一定的统计学功底了，但是我们建议你再进一步学习更多的统计学方法，并且也学习一下机器学习。先从你了解的东西开始，然后慢慢拓展到你没有接触过的东西，这是一种非常好的学习方式。

如果你几乎没有写过程序，你应该花一些时间，学习一些面向对象编程语言（我们再次推荐，Python可能是所有面向对象编程语言中最简单的一种）。你可以看一些类似于“编程入门”之类的参考书，在你学习了Python语言之后，出于节省时间考虑，你可以开始阅读《机器学习实战》一书，这一本书中包含了很多用Python写的包，并且都很容易被调用。当然这一本书是不够的，你同样需要学习一些其他的资源，来巩固你对机器学习的理解与认识。与此同时，你也应该加强自己的统计学功底，因为大部分的机器学习底层其实都用到了比较深的统计知识。统计学得好，你才有可能深入的理解大部分工具和算法的原理和机制。

想要涉足数据科学领域，毫无疑问你需要非常认真地学习大数据技术。如果你还对于SQL不是很熟练，那你必须首先掌握SQL，然后再去学习NoSQL、Hadoop和HBase。在此之后再去学习HDFS、MapReduce和其他Hadoop组件应该会容易很多的。

下一步你应该学习一下数据处理分析包。R、Matlab和Octave都是不错的起点，因为在这3个平台上，你可以运行所有你想要运行的包或者程序，但是如果你一直以来使用的都是SPSS或者SAS的话，它们的功能可能太局限了，不过你应该可以尽快地学会R。永远要记住的一点是，开源软件，作为备选方案，一般都为公司所喜爱。但当然了，如果供值的公司已经买下各种商业软件使用权，就另当别论了。

最后你需要好好锻炼一下自己的沟通技巧，尤其是当你需要面对一群完全不懂技术的人演讲的时候，这一点就会变得尤其重要。这在商业智能领域是司空见惯的，所以应该对你来说不是很难的问题，但是多学多练总不会有错。同时，你也需要了解一些相关的数据集以及竞赛（6.3节有更多详细内容）。

12.5　学生的自我修养

如果你是一名学生的话，你可能会感觉自己已经被前沿技术甩的有点远了，因为你毕竟没有太多的机会去接触与大数据有关的内容和项目。但是你相比于那些已经有了几年工作经验的人来说，依然是有优势的。这是因为，只有你有可能在各个方面上都有所兼顾，并且最终培养出一名不偏科，技能点均衡的数据科学家。如果你能成功使用自己的优势，你最终能够以更少的时间学会各种所需的知识，并成为一名出色的数据分析科学家。

在最开始，你最应该做的事情就是，参照我们在本章开始给出的列表，认清自己的优势和劣势分别在什么地方，然后你需要制定一个计划来加强自己的优势，弥补自己的劣势，只有这样，才能避免自卑（出现总遇上自己不会的问题）或者自负（只遇到自己擅长的问题这两类情况）。所以，如果你比较擅长写程序但是对于商业运作没有太多概念的话，你应该同时加强这两方面的学习。例如说，你可以通过深入理解自己正在使用的编程语言的编程方式，或者通过学习一门新的专门用于处理数据的新语言来提高自己的编程水平。与此同时，你可以选修一些商业模型、微观经济学、金融或者工商管理之类的课程来了解公司与经济是怎么运作的。此外，阅读商业文章也是学习这方面知识的好办法。

在你学习这些技术的时候，一定要勤加练习，来让自己越来越熟练。并且要记住，对于你学过的东西，无论是统计方法还是机器学习模型，如果你不知道如何使用，那么，它们就永远毫无用处。即使是最简单的统计方法，如果你能成功把它们用在合适的地方，也会迸发出巨大的活力和功能。在学习过程中，如果你对于每一个环节都有兴趣，那是再好不过的事情了。如果你在学习过程中遇到麻烦，灰心丧气了，那你可以通过阅读一些激励人心的故事，或者成功的数据分析师的故事来鼓励自己，当然，如果可能的话，你也可以跟他们聊聊天，谈谈学习经验（例如通过聚会活动）。如果你对于数据科学家的概念理解越清晰，你学习各种东西的过程也会越顺畅，而你在这过程中学会的技术也就必然会更有价值，可以给你带来更多的灵感和思考。这是一个很重要的过程，因为一开始学习数据分析的热情往往不可能保持得很久，所以你一定需要一些激励和帮助自己走下去。如果你的目标明确，那么你也许会找到方法来激励自己坚持下去，而能保持长久不变的热情。而这些努力最终将会在你的成果中有所体现。

12.6　要点


	从一名学生、面向对象编程程序员、软件开发工程师或者其他与数据相关领域工作人员升级为数据科学家的过程并没有想象中那么复杂，但是你需要在此过程中制定合理的计划和目标，并且严格要求自己去完成你的计划。

	作为一名面向对象程序员，你需要学会的东西有（最好按照以下顺序）。
	学习向量化概念。

	学习类似于R与Matlab之类的数据处理工具。

	学习统计和机器学习。

	熟悉大数据分析平台，例如Hadoop。

	理解用户是怎么想的，并且尝试去思考用户的需求。





	作为一名程序原型开发人员，你同样需要学习上述的面向对象程序员都需要学习的各种知识（除了最后一条，你可能已经有足够的经验了）。

	如果你是一名其他从事数据相关领域的工作人员，你应该学会的东西就不止是上面那个列表了，而同样需要投入大量的时间练习编程、使用数据分析工具，以及加深理论知识层面。

	作为一名面向对象程序员，你可以通过处理Kaggle网站或者UCI机器学习知识库中的数据集来获得大量而且宝贵的经验。

	作为一名统计学家，你应该学习东西不仅仅是机器学习以及更好地编写程序，而同样需要学习大数据的分析平台以及技术，并且需要培养自己的商业素养，最好按以上顺序学习。

	作为一名机器学习或者人工智能方面的从业者，你和统计出身的人差不多，同样学习统计学以及更好地编写程序，但同时，你需要学习一些大数据处理技术，以及商业素养和嗅觉，最好按这个顺序学习。

	如果你恰好对于统计和机器学习都比较了解，那你应该花更多的时间磨练自己的编程技术，并且学习一些大数据的分析平台和工具，然后培养自己的商业思维，最好就按这个顺序进行学习。

	作为一名比较专业的在数据相关领域工作过的人，你可能已经比较熟悉各种类型的数据以及数据结构了，所以你应该花更多的时间在面向对象编程、数据可视化、数据分析、交流沟通的能力上，并且最好获得更多的实战经验和数据处理经历。

	如果你是一名数据库管理员，那么你需要学习的东西有（最好按照下面列表的顺序进行学习）。
	大数据平台与技术，从Hive和NoSQL开始。

	面向对象编程语言，例如可以从比较容易的Python开始。

	诸如Tableau和Flare之类的数据可视化工具。

	统计和机器学习，最好在你学习R或者Matlab的时候一同学习这两项。

	沟通交流的技巧，重视自己讲故事和演讲的能力。

	通过实战竞赛或者数据库来不断提升自己的水平。





	如果你是一名数据架构师，你应该专注以下几个方面。
	统计学与机器学习。

	项目管理，尤其是如果你想要成为一名资深的数据科学家的话，更是应该重视这一项。

	大数据分析技术，从Hive、HBase和NoSQL入手。

	面向对象编程水平（从你熟悉的编程水平出发，最终至少要熟练掌握至少一门面向对象编程语言）。

	类似于R或者Matlab之类的编程包（可以在学习面向对象编程的时候一同学习）。

	数据可视化工具以及做演讲展示的技巧（讲故事的技巧）。

	使用基准数据集或者竞赛来磨练自己的技术。





	如果你是一名商业智能分析师，你最好专注以下的一些知识。
	如果你从来没有写过程序的话，那就从Python起步学习一些面向对象编程的知识（最好在此过程中一同学习《机器学习实战》一书）。

	SQL或者其他大数据分析技术，例如从Hive、NoSQL和HBase开始学习是不错的选择。

	类似R或者Matlab之类的数据分析工具（在你学会一项以后，可以快速用经验学会另一项）。

	交流沟通的技巧（讲述完整故事的能力）。

	使用竞赛和基准数据集来磨练自己的技术。





	如果你是一名学生，你需要制定计划，不偏科而且循序渐进地学习所有的重要的数据科学知识、数据分析、编程、大数据技术、商业技巧等。在此之前，我们强烈建议你先认清自己的优势和劣势，然后再制定学习计划。

	最后就是，无论你是什么背景出身的人，你都应该花时间去锻炼自己的交流沟通能力，因为它们对于数据科学家来说是一项非常重要的技能。










第13章 数据科学职位哪家寻

到目前为止，你应该已经学会了各种成为数据科学家所必须的知识，并且你的思维应该对于大数据处理入门了。下一步应该做什么？拥有各式各样的知识以及能力并不能瞬间给你带来一个非常适合的数据科学工作。如果你想要找到一个合适的数据科学相关的工作，你首先需要有足够的耐心、毅力，以及一些雄心来寻找它们。这是因为，在当下的人才市场中，很多招聘者其实自己都还不够清楚他们想要什么样的人，他们也不知道应该给数据科学家提供什么样的资源以供他们发挥自己的能量，而且他们中的很多人对于数据科学家的期待是完全不现实也不科学的。但是，现在已经有越来越多的公司意识到了数据科学在他们的公司运营市场管理中的重要性，所以目前这方面的工作正在变得越来越多。

寻找到一个合适的数据科学工作，然后踏入这个领域并不是一件容易的事情，但是如果你知道如何去寻找它们就会相对容易很多。在这一章中，我们将会谈一谈目前主流的招聘以及搜索渠道，教会你怎么使用他们直至最终找到一个数据科学相关的工作。我们首先将会主要谈及如何直接与公司建立联系（以及如何让你的简历在大量的同样的申请者中脱颖而出）。其次是你应该如何有效地使用比较专业的社交圈去找工作，以及如何在这过程中建立越来越有价值的社交圈，通过这样的过程，你可以越来越擅长于从大量的工作中找出最有价值的那一些，而不会在海量的招聘广告中迷失。最后就是讲一下找工作的一些策略。

在你开始搜索工作之前，你应该首先决定你想要从事哪一类数据科学工作。对于这个问题，你想得越清楚，对自己的求职过程就越有利。例如，你是想进入某一个行业，还是仅仅希望找到一份全职工作。如果你越清楚这一点，那你就越有机会找到一份理想的工作，从而避免迷失在其他无关的广告中。此外，你应该通过一些有效的手段总结自己所具备的能力，并且使它们在书面或者口头陈述中被展现出来，如果你想要通过招聘渠道找到职位的话，这一步是非常必要的。

13.1　直接联系公司

直接联系公司可能是所有方法中最有可能帮你找到一个数据科学家职位的方法。如果你想要通过这种方法找到一份工作，那你一定要在这之前尽量充分地准备自己的各种能力和知识，这样才能确保自己的各方面能力达到公司的要求。

在你联系一个公司之前，你需要尽力去学习更多需要学习的东西。仅仅在搜索引擎中查找是远远不够的。你需要尽可能地表现出对想进入机构的兴趣，同时说服自己。如果可以的话，你应该通过社交渠道，尽量与该公司员工、客户甚至有关人士建立联系。你需要认真地研究确定，你想要就职的公司使用大数据盈利的决心有多大，以及这个公司的软件与硬件设备情况够不够架起一个合适的数据分析平台。此外，你可以想办法知道那个公司里负责技术人员招聘的主任都有谁，并且搞清楚他们最想要什么样的人。你要想清楚要以一种什么方式跟这样的主管人员沟通，因为他们也可能并不熟悉你的工作。要记住，你一定要考虑周全，但也要积极主动。

另外值得一提的是，你能否获得一份好工作同样与你找工作的时间有关系。如果你在联系一个公司的时候，他们对于大数据还没有充分的理解和重视，那么他们可能并不会听你讲述你的想法，如果真的是这种情况，那么他们不太可能会雇佣你。如果你去找工作的时候，那个公司已经对于数据科学有了足够的重视，那么你可能会遇到很多的竞争对手，以及公司的各种招聘要求。当然，找工作的时机是很难把握的，但是你可以通过与公司的内部人员联系来评估这个公司当下是不是正在进入数据分析的领域。总而言之，如果可以的话，你要在最合适的时候，去见公司的经理或者人力资源部门主任。

如果你是一名学生的话，你可以去找一些没有工资的实习项目。虽然这样的实习并不能保证你未来可以拿到这个公司的offer，但是至少你可以知道一些公司内部的经营方法（公司的运作和需求）并且建立一些职业化的关系网，从中学习并发挥所长。这与你平时分析基准数据集以及阅读理论书籍是完全不一样的感受。

与公司中目前做你心仪的工作的人去交流是最好的机会。虽然不能保障你可以成功就职，但是这样的交流机会可以让你接触到真正做出招聘决策的人（甚至是通过电话的面谈）。这样的一个机会，胜过了自己在网络上投递1000份简历。就算你的求职不成功，你所收到的反馈意见依然是很有价值的，它有助于修正你的求职方法。

直接联系公司还有一个很大的优点，那就是这样的行为预示着你可以跳出常规的思考模式去考虑问题，这样的能力是数据科学领域非常看中的。在众多的求职者中，只有少数大胆而有创意的人会尝试这样的方法。所以如果你这样做了，那无疑是非常让人眼前一亮的。无论如何你至少也给了大家一个比较难忘的印象，并且开启了求职的大门。永远不要低估这样的联系可能带来的工作机会，它们能带来的东西其实远远多过你的想象。

如果你是要联系一个当前并没有任何职位在招聘的公司，尽量不要使用邮件联系他们。这听起来很奇怪，但事实是，如果这个公司不打算招聘人员，那么他们压根就不会去看邮件，更不用说是求职邮件。这样的话，你的邮件就会被扔进垃圾邮箱，然后到了周末被整体地清除掉。当然，如果你足够了解联络人，并且确定他会认真看你的邮件，那另当别论。这样的想法可以推己及人：你会给陌生人回复邮件吗？尤其是当你还有很多其他的事情需要做的时候。你可以选择视频交流（例如Skype），如果可以的话，最好通过手机交流或者面对面交流。在你与他们有过来往之后，你就可以使用邮件联系了，在这个时候，他们应该已经熟悉你的名字了，所以如果他们看到你的邮件，应该会阅读一下，并且考虑一下你的提议。

在沟通渠道建立好之后，你写给公司的求职邮件就非常重要了。你应该把每一封邮件，都看作是非常正式而且重要的一个挑战性工作。不夸张地说，这些邮件与你的简历或者你在面试的时候准备陈述的展示相比，重要程度丝毫不差。而原因就是，如果你的简历不能够迅速抓住读者的注意力，那么你的简历很可能就永远不会被看到了。更多的细节我们会在下一章详细说明。

更重要的是，在你求职的时候，你一定要把每一个工作都看作是你唯一的选择。虽然你可能可以有一堆公司可以选择，但是在求职的过程中，数量并不能带来什么明显的优势。面对每一个要投递的工作，你都要非常小心与认真，并且把它看作来之不易的机会去珍惜。否则的话，就算你的意向公司列表很长，也仅仅是在浪费自己的时间。在你完成每一次求职之后，你也许可以停一下，总结一下过往的求职过程有什么值得反思的经验，然后再去尝试新的公司和职位。在你向一家公司发出了求职意向之后，你没有必要等待这个公司的回复，而是完全可以继续尝试其他公司，因为公司的反馈可能很慢，要几天或者几周。还是那句话，在你整理了当下的经验，准备投递之后的公司的时候，一定要全力以赴去准备，把它的职位看作是你唯一的机会。

找出什么公司比较适合投递简历其实并不是非常复杂的过程。一般来说，任何大到拥有了数据管理部门或者商业智能部门的公司都有适合你的工作。此外，经常在社交媒体上曝光，或者有广阔市场的公司，肯定对数据科学家有巨大需求，因为它们可以通过驯化已有数据来获益。在你找工作之前，一定要考虑一下公司的其他因素，例如说公司的位置以及公司有没有在其他的国家或地区，公司的企业文化如何以及公司所在地区的文化（即便是一个国家，不同的地区可能会有巨大的文化差异，而这些可能对于一些人来说都是无法跨越的鸿沟），你是否能舒适地工作，以及你的能力能不能被充分地发挥出来。你应该在综合认真地考虑这些因素之后，再从网上或者公司名录中选择出比较合适的公司。

找工作的整个过程是非常费时费力的，但在某种程度上，直接联系公司比你发送一封匿名的求职申请要好得多，即使你在附件中加入了含有个人信息的求职信。因为前者的话，你往往能得到一些反馈意见，然后通过这些反馈意见，你就可以不断修正自己的求职策略。在之后的内容里，我们会讲解如何发求职信。最起码，直接联系公司是一种非常有效的求职方法，但是在使用这种方法的同时，你一定要有条不紊地安排你的求职。在使用这种方法去找工作的过程中，你并没有在浪费时间，而且如果你足够专注并且有耐心，这一过程会带给你很多其他方面的收益。

13.2　专业人际关系

如果你不太喜欢直接联系公司，或者如果你想要慢慢积累经验，也可以考虑使用手上的圈内人士的关系网作为你的求职路径。这其中包括与专家的联系、数据科学会议以及圈内人士的社交平台等。

比较专业的社交媒体平台正在变成越来越受欢迎的招聘平台，被越来越多地用来寻找潜在的商业合作伙伴或者深度合作。但是，为了充分建立以及运用这样的人际网络，你需要投入时间与他们打成一片。让我们更为详细地查看如何才能建立一个重要而且专业的关系网络。

当你在判断一个比较专业的群体值不值得加入的时候，你应该考虑这个群体中成员的专业程度，他们经常谈论的东西是不是你所知知识的最前沿以及这个群体经常在做的事情。为了加入一个团队，你可能不得不付出一些代价，无论是在金钱方面还是时间方面（这些团队组织的一些活动是需要付费参加的）。如果你对这件事情是认真的，那么你必然需要付出一些成本，因为你还会投入你最重要的资产：你的时间。

一个关系网络或者团体中的成员的专业程度是非常重要的。这个道理显而易见，你应该不愿意加入一个大家水平都和自己差不多的群体，尤其是作为数据科学家的话更是如此。同理，你可能也不愿意加入到一个由一群管理人员组成的群体。你需要仔细地分析每一个群体，最好找到那些人员比较混合，有高手也有初学者，并且总体水平比较高的群体。这样的群体可以给你提供一个向高手学习的机会，你甚至可以通过网上的交流，看他们与其他成员的交流和项目来了解到更多业内的领域知识。你甚至可能直接从这样的群体中找到一个导师帮助你成长。

在一个群体中能不能学到最前沿的知识也是选择一个群体的重要考虑条件。如果一个群体比较活跃，里面的成员可能会分享很多的资料和资源，你就有很大的可能会捡到一些非常有用的资料，甚至学到一些不常见的专业术语，接触到最新的工具，而不仅仅是永远停留在低层次的学习阶段。经常参加团队中的活动并且与有经验的实践者接触也同样是一种学习，并且这样的学习往往比从课堂上学习数据科学更为有效，因为你可以通过这样的机会了解到有经验的圈内人士是如何用各种技术去处理现实生活中的数据的。当你和这样有价值的人在一起的时候，记得对他们所说话表现出兴趣，并问一些有意义的问题。这听起来非常基础而且简单，但是实际上只有很少的人能做到，这样的行为可以让你与群体中一些缺少经验的人区分开来。成为这样的群体中的一员（或者是会员）可以帮你找到更多思维的灵感并帮助你在数据科学家的成长之路上走得更快、更顺利，并最终成为一名数据科学家。

小组或者某个专业圈子组织活动的频率也是评估一个专业小组的重要指标。其实这正是为什么有的小组会办得越来越好，而有的小组却和解散没什么两样。团队活动其实正是一个小组的生命力所在，并且对于小组内的成员是非常有帮助的，即便是很小的活动也是非常重要的，而且面对面的交流能给团队内的成员带来诸多的益处。如果小组内的人并不经常见面的话，参加小组内组织的电话会议或者在线工作也是很有帮助的，即使是匿名会议也很有效。这样的组内活动往往都是非常有价值的，并且会吸引到一些著名的数据科学家一同参加活动，这些专家中有的参与了最新的数据科学技术的研究，并且已经在过往完成了一些非常重大的科研项目。所以这样的活动可以让你有机会接触到当今的前沿技术，并且加深你对于大数据领域的理解和认识，以及让你知道目前的数据科学领域有哪些亟待解决的问题。所以要留意组织这样活动的群体，以及要努力地参加进去。一个能按照一定的时间间隔组织活动的团队是再好不过的选择，但是如果一些会议或者活动一年只组织一到两次，也总比没有的强，这样你才有机会和他们打成一片。

在几年前，社交平台
[1]

 很少，所以很容易去跟进。但是现在，几乎是个网站都可以（或都想去）产生大量的社会媒体效应，或者说很多网站都想要做社交平台或者媒体平台。但是，这些网站中，只有很少的一部分数据科学家的社区，例如LinkedIn
[2]

 、Meetup、DataScienceCentral和最近的Kaggle
[3]

 。也许还有其他的，但是在我写这本书的时候，这些是比较主流的几家社交平台。你可能想自己去梳理这些社交网站上的数据科学小组，但是最好不要把自己的精力过于分散。从一到两个小组开始，然后如果你觉得你参加这些小组游刃有余，可以再找更多的小组加入学习。经常出现于少部分数据科学小组的效果要好于泛泛地流窜于太多的数据科学小组。

这些社交网站每一个都既有自己的优点也有自己的缺点，所以在你决定在哪一个网站上寻找数据科学家小组之前，一定要好好研究一下。值得一提的是，Meetup与其他网站是不一样的，它不仅仅是一个社交平台，而且不被权威的社交媒体平台所认可。本质上，Meetup是一个集合群落即在每一个地区都有当地社团，而这些当地社团是由至少一个特色社交团体所组成的。这个整体结构都被以网站的形式实现了，最后就让Meetup看起来像是一个社会媒体。但是，如果某个人想要在某一个地方申请建立一个Meetup群，这个群体一定是一个现实生活中存在的群体，因为根据Meetup的规则，完全依托于网上平台的群体是不允许被建立的。在Meetup群中的人经常会见面，并且借此发展成为一个个强大的社区，偶尔还会扩大当下的群规模。遗憾的是，在Meetup上，不同地区的群体大小和数目都有很大差异，所以在你所在的地区，可能并没有太多的数据科学家群体。如果有的话，就可以加入进去，如果你有足够的时间，可以多参与他们的活动。鉴于Meetup上很多的人都是志愿者，而且也有很多志愿完成的任务，你可以去上面完成一些小工作，然后把他们作为你的志愿经验写进简历，这些可能会成为你的加分项。

大部分的Meetup小组都比较小并且很多成员都是业余选手，但是也有一些确实从组织到人员实力都非常让人眼前一亮并想要加入的小组存在。但是，这样的群体更多的是存在于大都市。另外，大部分的Meetup团队对于会员都是完全免费的。整个环节中，只有Meetup会向每一个团队收取一定的费用，而这一部分资金往往是由小组的组织者来负担的。当然也可能有一些其他的费用，但是这就取决于小组自身的组织和安排了。不过通常来说，一个Meetup团体都有一个或几个出资人来负责它的基本开支，从而避免小组向组内的成员收费。如果你想要建立圈内人士社交圈作为你涉足数据科学的起点，那么，Meetup至少不会让你失望。

数据科学会议也经常是值得参加的。尤其是如果你有热情做一名数据科学家而不是仅仅把数据科学看作是一项工作。当然，这样的会议往往价值不菲，但是也通常确实物有所值。与学术会议（这些会议往往只对会议组织者有好处）不同的是，数据科学会议一般同时会提供讲座、研讨会以及聊天交集的平台。讲座一般都是精心挑选出来满足大部分数据科学家的兴趣的报告，正因为如此，一些只针对小部分群体的小众知识可能就没有机会展示。

至于研讨会，它们存在的意义是让大家都能切实学到一些能用到身边的问题和工作中的技术。它们往往花费不菲，但是如果你同时报名参加它们中的几个，可能会有一些折扣。这些研讨会的主题涵盖了很多的方面，涉及很多的应用和技术，所以你可以从中选择一些你特别感兴趣的课题去听。参加研讨会往往需要错过一些讲座会议的内容，但这是难以避免的，因为大会的时间有限（如果不这样的话，一场会议可能会能拖很久）。

至于说到圈内人士的社交圈，这其实与我们之前提过的Meetup上面的团体很类似，不过会议上往往汇集了来自全世界的专家和学者。并且，参会的人中可能会有猎头，他们可能会告诉你一些你以前从来没有听说或者关注过的求职机会。

为了更好地使用社交圈资源，你同样需要制定一个计划。最好的方式是从社交网络开始，加入一到两个团队，并且经常地参与他们的活动。如果你住在大城市，可以从Meetup的数据科学小组开始做起。然后等你获得了一些社交经验并且认识了更多大数据领域的人，并且有过一些实际的数据操作经验了以后，你就可以开始查看一些相关的会议了。如果你有足够预算的话，那么可以尽早地注册一些会议，从而可以享受到更高的折扣，并且可以轻易选择更多的研讨会。最后，如果你想要进一步提升自己，或者想要开始找工作了，你就可以加入数据科学组织了。

值得一提的是，你可以先做一些比较专业的名片来分发给你遇到的团队伙伴或者猎头（有选择地给他们），这些都是很有用的方法。如果你对于当下的工作并不满意，或者你正待业中，你可以在名片上直接写上“数据科学咨询师”。

13.3 招聘网站

通过招聘网站（或者招聘广告）来找工作可能是所有方法中最低效的一种了，无论是什么领域都是如此。但是，如果你投递了足够多的简历并且面试过足够多场，你最后还是有可能找到一个理想的职位的。

面试官的职责就是为公司找到最优秀的人才，所以如果你的简历并不足够让人眼前一亮的话，面试官可能就不会考虑你。并且，你一定要记住，无论招聘人员说起话来多么有自信，在你阅读这本书的当下，大部分的面试官其实并不比你在这个领域知道的东西多，所以无论他们说什么，你都应该有所怀疑，他们可能远不如你知道的多。有些大公司内部有一些很有资历的招聘人员，他们对于公司的底细非常清楚，所以他们很可能知道公司内部一些并没有公布也不为太多人所知的职位。至于公司的其他面试官，他们知道的信息大多也是公司网站上可以查到的。但是也不要忽略他们，因为他们有可能会把你的简历传给你很难接触到的人物。总之，你要尽量去接触每一个面试官，但是不要停下来等待他的回复，而是要不断去搜索更多的机会。

招聘网站是非常好的选择，尤其是当这个招聘网站是主要针对数据科学家或者IT人员的就更好了。在你发出任何的求职申请之前，你一定要针对每一个要投递的职位修改自己的简历（在下一章中我们会有更为详细的说明），让你的简历要足够让人信服。大部分的网站都有自己的简历模板，让你写自己的教育背景工作履历等，所以在大多数情况下，你的简历都不能在格式上有所创新。在这种情况下，你写的语句和简历细节就是从海量的网投简历中胜出的重要原因了。但是，这其实只是第一步，在此之后，还有更多折磨人的事情。

在使用这些招聘网站的时候，你一定要有一个有条不紊的计划。有些公司可能会在不同的招聘网站上都贴出招聘广告，所以你在投递之前就一定要小心，避免在不同的求职平台向一家公司多次投递简历。这样一方面节省自己的时间，另一方面也显示自己比较专业。如果收到了求职回复，你一定要认真筛选一下到底自己适合哪些职位，如果一个公司有很多的要求都远远超过你目前的所学，或者你并不熟悉他们公司所要求的编程语言，那你就不用投递了。那句经典的建议：“找工作时投简历越多越好”早就已经过时了，而且这句话非常幼稚。如果你按照这个建议去找工作，你会很遗憾地发现自己一直在浪费时间并且最终只会收到很少的回复。当然你也不用太过挑剔，只要对稍微不满足的工作都置之不理即可。总之，你需要确定你需要投递多少份简历，并且确定你有足够的时间和精力去认真投递每一个职位。

在你找到一个你想要投递的工作的时候，一定要非常认真地阅读职位要求，而且只阅读一遍还远远不够。如果你很肯定你目前的知识足够你找到这一份数据科学家的工作，那你就记住这个网页，然后再继续去找其他工作。当然你要确认自己还处于这个工作的投递时间内。如果这个工作已经过期了，即使是刚刚过期，你也没有必要在它上面花时间，因为每过一段时间都会有更多的职位会被公布出来。在你浏览完某一个网站上所有的职位以后，你就可以开始准备投递简历了。

与直接联系公司一样，你要认真对待要投出的每一封简历，而且要在心态上把它们每一个都看作自己唯一的机会。虽然一封求职简历并不是面对面与面试官的详谈，但是这毕竟也是一个让自己脱颖而出的机会，并且也可以让你试水数据科学这个领域。在你准备投递材料的时候，一定要多看求职要求几次，一行一行地阅读它们的招聘要求，并且清楚公司要什么样的人。大部分的招聘条件其实可能都高得有些不太现实了，因为面试官把要求标的比较高他们才能在面试的时候有谈判的空间。最理想的情况就是，你能通过简历展示出你在每一个方面都满足他们的要求，即使其实在一些方面并不算非常有经验。一定要表现出你是一个合群的团队工作者（虽然这已经是陈词滥调，但是还是值得一说的），并且你很有兴趣学习新东西（并且你学新东西很快！），最后就是要表现出你对于这个领域或者这个公司非常有兴趣。把自己看作是这个公司的管理者，想他所想，然后去规划自己的求职简历和陈述，这样一定是不会错的。毕竟招聘不只是对你一个人有帮助，而是针对你和公司的一场双赢，所以你一定要在求职的过程中，阐明雇佣你可以给公司带来的效应。

除了这些面向全行业的知名求职网站（你应该看看这些网站，从附录1开始），还有一些专为数据库学家开设的特色求职站点。例如Kaggle和DataScienticeCentral，尽管在你看这本书的时候可能已经有更多的网站诞生了，但你绝对应该花时间去浏览它们，因为它们确实不错。

Kaggle是非常适合对于数据科学有兴趣的人浏览的一个网站，并且非常实用。它一开始只是一个竞赛平台，就是世界各地的公司拿出奖金来，在这个网站上悬赏解决它们正在面对的各种与数据相关的问题。伴随着Kaggle这个群体的不断扩大，它最终成为了一个社交平台，我们之前对它有过详细描述。Kaggle是寻找一个与数据相关的工作的绝佳平台，尤其是适合找与数据科学相关的工作（实际上Kaggle已经是搜索引擎优化的主要关键词了，因为只要是搞电子商务的人一般都知道这个网站的大名）。这个网站与其他网站的差别就是，通过Kaggle你可以与面试官直接联系，看一看其他的求职者都在问一些什么问题，从而你可以推断出，除了招聘广告上那些干瘪的文字，面试官还有没有什么潜在的招聘条件。很多时候招聘的人就是那些准备做一份事业，从而正在寻找有才能雇员的雇主。在这样的公司上班，可能不会给你带来在著名地大型公司工作的那种满足感或者名望，但是他们可以给你带来很多宝贵的价值，而且如果公司发展得好的话，回报也是很高的。并且，如果你确实很有实力的话，可以通过赢下一两场比赛来将自己与其他的求职者区别开来。最后要说的是，虽然从各方面来说，Kaggle确实是一个非常好的求职网站，但是它主要针对的人是已经进入了大数据领域的人、数据科学的自由职业者以及猎头们。

DataScienceCentral适合于那些对于数据科学有远大志向的人，它适合于很多对数据科学有兴趣的人，并且在上面可以找到一些全职的数据科学家。这个网站除了提供海量的数据科学资料、新闻以及社交信息，还同样提供工作机会，所以DataScienceCentral很吸引面试官和数据科学家。如果你真的想要成为一名数据科学家，这个网站是非常值得定期查看的，并且应该尽力去使用这个网站所提供的各种资源。同样，作为一个社交网站，这个网站的内容丰富，并且会时常更新。这个网站有来自全世界的16000名成员并且在不同的地方都可以找到一些很好的数据科学工作。你可以免费建立账号，并且是用你的Twitter、Google或者Yahoo!账号去登录这个网站。

最后我们要说的是，还有一些其他的网站也很值得一看，即使它们并不止针对数据科学领域，例如说LinkedIn——最值得花时间浏览的社交网站，适合于各种工作各种层次的人浏览。最近伴随着大数据意识的快速崛起，有很多数据科学相关的小组都建立了起来：数据挖掘、统计学、大数据、数据可视化，以及大数据专业架构师、科学家、分析师、专家、开发者、云计算、NoSQL、商业智能、数据科学、商业智能、预测分析学及数据科学家以及数据科学家，在这里我们只列举了一部分。就算是DataScienceCentral自己也有LinkedIn小组。这些小组非常适合拓展自己的交际圈，去找到更多的专业数据科学家，正如我们在前节讲述的那样，并且他们也会提供一些工作机会。此外，因为LinkedIn包含了你的所有专业信息（所以你应该在一定程度上保证你的LinkedIn账户信息完整并且实时更新），所以也会有人会不时查看你的简历，看看你的个人信息。更重要的是，小组内的招聘人员可以通过观察你在小组内的发言来评估你的交际能力、性格以及其他一些指标——这些不容易被量化的东西其实可能会更容易让招聘人员欣赏你，进而联系你去面试。LinkedIn是一个找工作的优秀平台，所以你应该在上面全力以赴地去挖掘资源，尽力展现自己的优点。如果你资金充足并且有远大志向，可以考虑把你的LinkedIn账户升级为高级会员，这会使你的求职之路更为顺利。

13.4　其他方法

除了上述提到过的求职方法，还有一些其他的方法也适用于寻找数据科学的工作。虽然这些方法可能不如之前的那么有效，但是也是很值得一试的，尤其是如果你这持之以恒并且愿意一直做下去。例如说你可以去参加工作招聘会并在其中重点关注那些需要数据科学家或者数据分析人员的公司。然后你要向这些公司推荐自己是一名数据科学家，并且认真准备一下怎么向他们解释，你不是普通的数据分析师，招聘你更有利于公司的发展。并且，要认真听公司的需求，了解他们真正需要什么，然后说明你可以在哪些方面做出贡献，你将会如何使用公司已经拥有的数据，分析出客观而且有价值的结论来解决公司目前面临的问题。

如果你是一名学生的话，记得要经常查看你所在大学的公告栏贴出来的各种招聘广告（尤其是信息技术相关院系的公告栏），因为这上面也很可能会有不错的实习机会和数据科学相关的机会。

最后，如果你对于做网站或者网页比较有经验，也可以采取一种更为积极主动的方法，就是做一个网站或者网页来推荐你自己。这种网站就类似于一个在线简历，这对于自由职业者或者研究员来说都不罕见。一方面你可以在网站上贴出你写过的代码，你做过的工作（你学习过程中做过的项目也包括在内）以及一些数据科学领域的信息，然后将它们汇集成一个内容翔实的网页。而且你可以在网站上列出自己的兴趣爱好以及想要定居的城市。记得要在网站上加上自己的E-mail地址以及Skype名称或者电话号码，用来方便潜在雇主来找到你。另外，你也许可以尝试找出一些适合自己的求职方法。谁知道呢？你的创造力不一定只能用在大数据分析领域吧。

13.5　要点


	为了找到一份好工作，你需要有持之以恒的决心和耐心，并且要主动一些，并且有一些好胜心。

	在你开始你的求职旅程之前，你一定要非常清楚自己想要一个什么样的工作，以及自己可以在哪些方面做出让步（工资、定居等）。

	最有效地一种寻找工作的方式就是直接与公司取得联系，这其中包括以下几种。
	研究这个公司并且研究清楚该公司的大数据平台和技术目前是什么水平。

	找到最合适的求职时机，伺机而动。

	如果你是一个学生的话，最好申请当实习生。

	与公司内部人员取得联系。





	专业的交际圈也是寻找工作的一种好方法。这其中包括了与专业人士的联系、数据科学会议以及社交网站上与数据科学有关的小组。

	有一些很不错的网上求职平台，例如说LinkedIn、Meetup、DataScienceCentral和Kaggle。Meetup是一个非常有用的社交网站，因为它创造了很多面对面的交流机会并且有很多数据科学小组。

	使用招聘网站可以让你联系到很多招聘官，并且找到一些求职的机会。LinkedIn、Kaggle和DataScienceCentral都是一些很好的网站。

	其他还有一些可以用来找工作的方法，这其中包括以下几种。
	工作招聘会。

	大学公告栏。

	个人网站（在线的工作履历以及简历）。

	其他（充分运用你的想象力）。










[1]
 　 Facebook （以及早期版本）、LinkedIn和Twitter。


[2]
 　 在这有不少小组，既有国际的也有当地的。我们会在13.3节详细介绍它们。你也可以现在就去LinkedIn搜索并了解。


[3]
 　 这个站点面世有一段时间了，但直到最近它才关注了社交，变成社交平台。而此前，它仅仅是一个为机器学习从业者和数据分析师成立的简单的比赛网站。








第14章 自我展示

在前一章里，我们介绍了各种找工作的方法，拓展人际交流圈的技巧以及探查产业或者公司内部发展状况的策略。如果没有一个正确的心态以及自我展示的能力，这一切都是没有用的。求职不仅仅是简简单单做一个漂亮的简历（这个工作很容易找到写手代工）或者一封不错的求职信（这也可以被他人代劳）！

自我展示其实就是怎么样在语言交流之外，让别人欣赏你的方式。这其实正是一些形象塑造专家为他们的客户做的事情，但是既然你没有钱聘用形象专家，就不得不自己动手了。我们必须强调，自信的气场必然来自你所拥有的深厚的技术基础和各种知识。所以如果你的基本功还不够全面的话，你必须要先去把这些技术学扎实（见第8章和第12章）。

在这一章里，我们将会详细探讨展示自己的几种方式：你的求职信、电话面试、面对面交流等。我们将会着重谈论以下几点：专注于面试官以及他背后的公司的需求；自身的适应性和灵活性、身为一名数据科学家你需要交付的成果以及你应该如何确保你可以做出来这些东西；我们还会教你如何让自己从众多的竞争者（竞争同一职位的那些人）中脱颖而出；最后我们会告诉你身为专业人士应有的自信和其他一些你会影响展示自我的各种因素。

本章中提过的各种建议其实也适用于其他很多领域，不仅仅是数据科学领域。但是如果你想要有机会通过最开始的面试筛选环节的话，你至少需要知道并且采纳这些建议中的几条。

14.1　关注雇主

在求职领域广为流传的α方法可能对于数据科学家的工作来说并不是非常有效的求职策略。当然了，如果你对于某项工作有手到擒来的把握，并且对解决问题的各种技术知识非常擅长，这固然很好，但这也许并不是大部分招聘官所寻找的能力。你想想，面试官拿到你的简历的第一瞬间，他正在努力看你的各种个人信息，并且对你提过的一些技术术语可能还不太熟悉，如果你在这时候开始漫谈大数据的话，他们可能很快就淹没在你的专业词汇里了。

你必须要要关注招聘的每一个细节（例如，面试官真正想招的人是什么人），并且尽量用他们能理解的语言来与他们沟通。最重要的是，在此过程中，你要直接展示自己的技术和自信。你应该要努力避免让面试官觉得你是一个只懂技术而不谙世事的技术狂人。并且，如果你有点过度自信，他们可能觉得你去面试的目的其实是去取笑他们。他们其实想要招的是人品正直、能力综合并且确实关心公司发展的人。至于在能力上，他们希望找到的是能力超过他们招聘要求的人。现在你可以问问自己了，你是他们想要的人吗？

只有极少的人是天生就具有超凡推销能力，而且既然你几乎没有参与过营销游戏，那么自我推销应该不是你的强项。如果你想克服这方面的缺陷，唯一的方法就是勤加锻炼。除非你真的非常出众而且能力强悍到招聘官无法拒绝你，否则你一定要做好心理准备自己可能不是应聘者里面的首选或者面试官看好的那几个之一。这些小的失败，只不过是为你以后可以获得更多更好的机会而付出的一些小的代价而已。重视招聘官的意见不仅仅对于你的求职流程（笔试、面试等）有重要作用，而且如果你成功入职以后，这一点同样会对你的以后的工作有莫大的影响。相信即使你不是一名数据科学家，也能明白与公司经理保持好关系会对自己、招聘你的人以及其他所有一起共事的人带来很多的帮助。一个好的人际关系终将会给你的前程带来好处。

14.2　灵活性和适应性

我们在之前简单地谈过一些灵活性和适应性（见第4章），并强调了它们对于数据科学家思维训练的重要性。但是在这一节，我们要谈的灵活性和适应性与之前的不太一样。

灵活性和适应性的目的其实都是为了让自己将现有的技术和知识应用到更多的领域中，并满足招聘需求和条件，这其实就是你用来补足自己知识漏洞的一种方法。展示它们最好的方法就是：诚实地说出自己擅长什么，不擅长什么，并且解释如何用自己已经掌握的知识去满足公司的需求，解决公司的问题。这同样表现了你在提高自身能力以及服务公司方面所具有很强的创新性。

例如说，如果你会用R或者Matlab，必然可以适应很多公司。但是如果你具有足够的灵活性，你只要会其中的一样就可以了。因为尽管两门语言的语法和函数有些差异，但是两个数据分析工具的逻辑是非常类似的，所以如果你掌握了其中的一种语言，迁移到另一种是非常容易的。

在你选择所申请的职位的时候，灵活性和适应性同样是非常重要的。例如，你想要申请的是一份正式的数据科学家职位，而实际只有一些入门级别的数据科学家职位，你还要继续申请这样的职位吗？但如果你足够变通的话，你应该申请。再者，经验是非常宝贵的。如果你能在简历上写参加过Kaggle大数据竞赛或者用一些数据完成过分析实践的话，你的简历绝对是非常抢眼的。

如果目前能找到的数据科学家工作都是面向自己不太熟悉的领域，你还可以通过展示自己的适应性来让面试官相信你有足够的实力获得这个工作。

14.3　交付物

现在我们假设你已经知道了所有相关的软件，并且已经阅读过了很多有关统计和机器学习的各种书籍，这是不是意味着你一定可以获得这一份工作，并且很好地完成它？这终将体现在你的产出上。

不同公司的数据科学家的产出往往是不同的，因为不同的管理者之间有着完全不同的经营方向和需求，他们可能需要从（大）数据中得到不同的启发与结论，而且不同的产业之间的差异也是千差万别的。例如，公司高层可能更希望你扮演一个项目经理的角色——即使他们一开始没有让你这么做，几个月后他们也很快会希望你走上这条路。这样对资深的数据科学家的定位可能并不罕见（尤其是商业领域的数据科学家）。但最终，你的雇主一定会想要检验你在人力资源管理方面的才华，因为他们肯定不希望你一整天都坐在自己的工位上一动不动。毕竟如果你连很好的沟通交流技巧都具备了，还有什么能阻止你成为一个项目经理或者小组负责人呢？

潜在的雇主在面试你的时候，一定在思考如果把你招聘进入公司，会给公司带来什么价值。你也许会说，我有能力满足每一条公司招聘广告上写出来的各种技术和要求，并且能详细说出应该怎么去实现这其中的每一件事情。但是其实你也许可以发挥一些创造力，并且尝试在面试的过程中说一些自己的新主意，最好是一些你在之前就深入思考过的想法。然后你就可以尝试换位思考一下，把自己想象成面试官，然后问自己，我会聘用这样表现的自己吗？

“交付产品”这一因素同样与你的能力非常相关。你不是因为R有很好的交互界面从而学习R的，也不是因为Hadoop的文档很漂亮而学习Hadoop的，更不是因为Java的粉丝说Java好用而学习Java的。所以你很清楚这些每一项技术的优势真正在哪里。你可以告诉你的潜在雇主，这些技术可以怎样帮助公司获益，这才是他们想要听到的问题。记住14.1节写的内容。永远要思考并且重视招聘你的人的真正需求在哪里。总而言之，你的面试就是让你充分展示自己的技术和能力，而目的就是要让面试官相信你确实有能力去解决问题，并让他们觉得错过你是非常不理智的选择。

同样的道理也适用于你的其他各种能力，包括一些“软实力”。实际上，现实生活中，并没有什么能力是比较“软”的。因为如果你用得好，一定可以产生一些“硬效果”来帮助身边的人。当然，当今的世界有一种偏见就是掌握了某些技术或者软件的人就是专家。但事实上，良好的沟通能力更为重要。因为这两方面能力，在不同位置上的需求和重要性都是不同的。你可以花几个月就学会一种软件，在此之后，即使你不太清楚公司经常用的大数据分析软件工具，也无须担心。因为通过以往的经验，你可以很快地学会新的工具。但是，你面试开始的那一刻起，你就需要用到这种能力了。总而言之，在你的面试过程中，你一定要充分展示你的“软实力”能带来什么产出，因为这些才是让你从竞争中脱颖而出的方面。

14.4　让自己从竞争中脱颖而出

如果你在找一份数据科学工作，让自己从众多的申请人中脱颖而出是非常必要的。部分竞争者是那些有过一些工作经验的数据分析师，并且和你一样上过一些网上公开课、看过一些书、做过一些研究，最后决定来寻找一份数据科学家的工作。他们可能不了解科研方法，对数据科学流程也不太了解，或者并不具备数据科学家应有的思维体系。但是这些差异是很难在简历上反映出来的。所以如何才能让自己从一大群业余人士中脱颖而出，证明自己是一名能够挖掘出数据价值的合格数据科学家呢？

让我们看看你可以用于将自己与其他业余选手区分开来的几个方面。


	
机器学习经验
 。作为一名数据科学家，你不仅可以做t-检验和相关分析，因为你懂的机器学习的精髓在那里，所以无论是理论还是实践都是难不倒你的。使用机器学习是依赖想法和灵感的，这种数据处理方式比起很多不靠谱的模型来更容易获得很好的结果。

	
大数据专业知识。
 很显然，你应该有学过分布式计算并且使用它们处理过大数据，所以面对一批大数据，你可以很快判断出应该使用什么方法去处理问题，可能从这批数据挖出有意思的东西。这就让你与其他竞争者变得不同，并且增强自身竞争力的好办法。

	
出色的沟通技巧。
 你要能够自信而且有技巧地说出自己以前完成某一个数据分析工作，一步一步做出每一个结果的全过程（即使你不是团队里最有经验的人）。这在面试时可以证明自己具备出色的沟通技巧。

	
数据分析的科学方法。
 如果有足够的数据，你可以从中发现各种各样的结论以及一些重要且有意思的变量关系。但实际上，你可以从一些实际上完全没有相关性的变量之间发现显著的统计学意义，但这并不意味着大家会对这样的结果感兴趣。真正的卖点在于你的结论是由一个有意义的问题（也就之前所提出的假设）所驱动的。此外，你的整个数据分析过程中的每一个步骤都是基于科学的方法论，并且这些过程是可以被轻易地验证的。

	
熟悉各种数据分析工具。
 有一些数据分析人员同样也会用很多软件，但是他们不太可能对于复杂而且需要编程的工具有很好的认识，例如R、Matlab以及其他一些其他的工具，这就是你的优势。你当然可以使用Java或者Python去处理数据，但是我们之前提过的工具对于数据探索、数据发现甚至数据可视化都具有无可比拟的优势。与此同时，了解编程分析工具和数据分析工具会给你带来非常明显的优势。

	
其他因素。
 还有一些因素可以让你与其他求职者与众不同，这些因素中有一些可能看上去并不重要，但是如果这些因素组合在一起，就会产生巨大的影响。这些因素与你做数据科学家的心态以及完成数据分析的质量息息相关，并且往往需要花费很多年的积累才能学会（例如，解决问题的能力，跳出常规思维模式，高效量化可定量数据等）。



上述的方法可以让你与那些固步自封的数据科学家产生差距，从而脱颖而出。但是如何让自己从同样专业的一些数据专家（例如数据架构师）中脱颖而出呢？他们同样拥有过人的技术，而且可能已经在他们的所在领域有些名气了。如何让面试官觉得你比他们更适合当前的工作呢？当你的技术比那些人全面，但是他们经验比你多的时候，你应该如何让面试官觉得更多的技术比更多的经验更有价值？如果真的很想得到某个工作的话，这些问题都是你在申请之前就必须要考虑好的问题。

下面我们来看看有哪些因素可以让你从一群专业的数据专家（数据库管理员、商业智能分析师等）中脱颖而出。


	
数据分析专业知识
 。很多数据专家其实并不精通统计学或者机器学习，这些东西其实对你来说却是每天都需要用到的技巧。即使你的雇主也不太懂这两项技术，他们也同样会欣赏你对于大数据领域多方面知识的掌握和探索精神。要记住的是，面试官中的很多人依然觉得数据科学家就是能处理大数据的统计学家，你需要向他们解释，你比他们想象中还要强大，有足够的能力处理很多额外的事情。

	
大数据专业知识。
 你有关于大数据的专业知识可以给你带来很多优势，因为很多从事与数据相关的工作人员并不了解相关技术。

	
出色的沟通技巧。
 就像我们之前说到的那样，在现代商业环境普遍是由沟通驱动的，所以这是一个优势。

	
对于数据分析工具的熟悉。
 即使你的竞争者知道一些统计学或者机器学习知识（一般可能就到了聚类分析那个程度），你对于专业数据分析工具，例如R或者Matlab的精通会给你带来很大的优势。因为这意味着，相比于其他很多竞争者，你有能力在更短的时间内做出更多更好的结论。

	
用科学的方法解决各种问题。
 其实也许你自己都没有意识到，你已经具备了科学思维。这样的思维方式非常利于你解决各种问题，你的雇主会青睐这种系统化解决问题的能力。

	
其他因素。
 其他还有一些小的可能会让你从一群数据专家中脱颖而出的因素。他们同样与你的科学家思维以及完成工作的质量息息相关（例如，看出什么数据有用什么数据没用，采用一些比较创新的方法解决问题等）。即使你的雇主不是一个数据科学专家，他也能从中看出你的价值与潜力。



14.5　独当一面

本书中“自给自足”这个词语的意思是“有独立研究能力，并且能有创新力地解决问题”。这意味着只要是你所在领域的问题，你可以在几乎没有任何指导的情况下，很快想出应该做什么，并且把东西做出来。你需要自己对项目负全部责任，并且有计划地把整个项目做出来。

你一定要在网上投你的简历或者个人求职信的过程中表示自己有独当一面的能力。而且在面试过程中，你也要表现出这方面的能力。你可以展示一些以前做过和参与过的项目，告诉面试官你是怎样在项目中发挥作用、贡献创新点子、开发了一个数据分析包的独到功能、通过新方法解决了一个老问题等。只要是完全没有依赖导师或者别人帮忙，是自己解决的问题，都是足够用来证明“独当一面”的证据。这一点能力在那些研究性企业中尤其重要，虽然依然很多人都没有重视这一方面的能力。拥有这样的能力的人在业界更容易得到加薪、奖金以及晋升。而这样的能力在科研领域，就意味着可以吸引到更多科研经费。所以如果你是科研人员，现在一定要注重这方面能力的培养，然后在面试的时候，将其充分展现出来，可以让面试官更欣赏你。

14.6　其他应该考虑的因素

符合面试规格的自我表达、语言、形象等也都是重要的因素，但是这些不是本书应该探讨的话题。很多书籍和网站都教授面试者应该如何做自我表达以及人际沟通方面的技巧。你也应该认真看看这些书，并且吸取一些其中的精华，附录1中列出了一些这样的书。

14.7　要点


	展示自己不仅局限于写一个好的简历和漂亮的求职信。这其中包含了很多可能会影响你第一印象的因素，无论是通过信件往来，还是电话或者面对面的当面交流，都有很多值得注意的方面。

	重视招聘者的需求是你在准备面试的过程中一定要记在心里而且时时思考的问题。尤其是，你一定要清楚招聘者是想要如何利用大数据，听清楚他们对于想要招聘到的人的需求。并且要准备好跟面试官解释你可以用自己的所学来提供出有利于公司发展的成果，同时要注意交流技巧。多问问题，并表现出你对公司和职位的兴趣。

	灵活性和适应性可以通过诚实地认清自己所会的技术能力来体现。你可以通过阐述如何使用你学过的技能来解决公司目前问题来展现自己的适应性，从而满足机构的需求。这样的做法也同时展现了你的创造力和为公司效力的愿望。

	产出指的是你必须满足公司对于该职位的期待，并且提供该公司想要的东西，这是公司聘用你的底线。产出往往也意味着其他你可以贡献给公司的价值，例如创造性、好的点子以及提高公司的商业分析水准等。

	让自己从竞争者中脱颖而出是非常重要的。你需要通过展示自己全面的技术、精湛的大数据相关知识，以及一些非技术方面的优势来让自己从一群固步自封的数据从业人士（例如数据库管理员、商业智能分析师等）中脱颖而出。

	独当一面是在指在任何一个行业中成为专家所必须具有的能力，而在数据科学领域，尤其如此。这意味着你可以在没有任何指导的情况下，建立工作小组、领导工作小组、设计分析方法、管理进度和技术，并在整个过程中很好地组织大家完成这一切。这对你进入公司之后的晋升是非常重要的。

	对于其他一些在展示自己的过程中应该重视的因素，可以通过阅读一些书籍或者文章来获得更多的经验。这些因素包括以下几个。
	外形外表。

	语言（包括你的肢体语言）。

	名片。

	面试研究（在见到你的面试官前先研究一下他们是什么样的人）。














第15章 自由职业数据科学家之路

成为一名自由职业者或者咨询师是获得大量经验而不需要将所有时间局限在某一领域内的非常好的办法。同时，你可以让自己接触到各行各业的人和知识，对于商业世界有更好的了解。但是，与其他自由职业者的工作类似，这可能意味着你可能会有一个非常混乱的时间表，并且需要花更多的时间去工作。另外，自由职业者或者咨询师可能会接不到活（那段时间里，他们没有工作），这意味着他们的收入并不稳定。此外，如果你无法在项目结束的时候，提交出与用户的期待完全一样的产品，他们可能不会付钱给你。此外有一点值得思考的就是，如果你的能力没有问题，但是市场并不看好你，你该怎么办？以及如果你做一名自由的数据科学家，是否有其他的收入来源。

作为一名自由的数据科学家，在很多方面都与常规的全职数据科学家类似，区别在于你的工资往往是按小时结算或者按项目结算的，并且每一个项目都有限定好的时间。如果你在公司里作为一名数据分析师，你会有固定的收入，但是可能对于自己的项目甚至项目之外的东西都负有全责。自由职业的数据科学家要有过硬的心理素质，能按时交付出令人满足的结果是你职业生涯中的一个重要的里程碑，这意味着你正在变得越来越专业，并且这很可能是你的数据科学家事业的一个完美开端。

在这一章里，我们将会介绍成为一名自由的数据分析师的利弊，探讨一下你应该做多久这样的自由职业，以及看看除了数据分析，你能不能提供其他的一些数据相关的服务。我们将会举出一个真实的案例来让你深入理解本章的所有要点。值得一提的是，即使你并没有打算成为一名自由的数据科学从业者，本章的内容同样对你是很有用的。

15.1　成为自由职业数据科学的利弊

虽然成为自由职业的数据科学家是非常具有挑战性的一件事情，但它的报酬确实是非常丰厚的。绝大多数人对于这一职业第一个想问的问题就是，它的回报有没有高到让你想去从事。让我们看看针对这一问题的利弊讨论，之后会更加深入地去探讨它们。




	
赞  成







	


	你很独立并且能培养自己独当一面的能力

	你可以获得众多领域的不同经验

	你有可能赚到很多钱（因为你可以同时接很多项目）

	你不需要听命于任何人（当然客户除外）

	你可以通过完成项目获得业内的肯定与荣誉

	网上有非常多的这样的工作机会

	你会接触到各种各样的人，并且在此过程中很好地锻炼自己的交流能力

	你有机会去学习各种解决问题的新方法，从而让自己越来越强大







	

反  对






	


	无论如何，你没有工作保障

	你无法获得在某一领域内的非常深入的知识，在众多领域都是蜻蜓点水一带而过

	你可能需要花钱，并需要通过竞标竞聘和咨询机会的方式去拓展业务

	如果项目中有什么意外发生，你只能一肩抗下所有的责任

	起步非常艰难

	会有一个比较混乱的生活时间表以及非常长的工作时间

	你几乎没有机会与客户或者合作人建立比较深而且长远的合作关系

	没有人会给你指导应该怎么做或者有没有更好的解决当下问题的办法









值得一提的是，为了尽量保持客观公正，从上边这个表格，我们并不能获得任何非常明显的结论。上述表格中的每一项因素对于你有没有影响、有多大影响，完全取决你自己。你需要从你自己的角度出发，综合考虑自己的价值观、信仰、期待的收入以及生活方式。

你要记得，自由职业者并不意味着他们完全地忽视其他的所有职业选择。你可以在有一份固定收入的同时再做一些咨询类工作（我们假设雇主对于你的进度非常满意，而且你在完成本职工作之外还有很多其他的时间），这样你就可以同时活跃在两个战场。但是，如果这对你有难度的话，你可以把自由职业作为长远规划的第一步。有很多自由职业者慢慢地成为了业内的专家，并且获得了越来越多的承认与认可，并且成为了某些组织或者公司的全职员工。作为一名自由职业者，你唯一的限制就是自己的想象力和志向。

基本上我们可以这么说，如果你能成功地在自由职业这条路上走下来，那你一定可以在其他很多领域成功。作为自由职业者或者咨询师可以给你获得大量宝贵的经验机会。大部分从事自由职业的人都是非常有经验的数据专家，他们想要通过这一条路进入商业领域并慢慢成为企业界的一员。或者是一些出色的年轻学者，他们的收入并不能让他们满意，并且他们需要一些机会来充分发挥他们的才华。但是对于囊中羞涩的人来说，自由职业可能不是一个很好的选择，尤其是在当今的经济形势下。

15.2　自由职业生涯要持续多久

这样的自由职业应该做多久不是一个容易回答的问题，尤其是在经济形势不稳的当下。但是，如果我们看看LinkedIn上边那些最终被公司聘用的数据科学家的自由职业史，我们应该就会对这个问题有更多的答案。一般来说，从事自由职业几年以后，你应该就已经具备了足够多的时间和经验去公司里获得一份全职的工作（如果你一开始技术够全面，而且足够努力的话，可能时间还会更短）。当然，如果你喜欢自由职业这样的生活方式，你完全可以多干几年，但你需要多存些钱来帮你度过银行卡里出现余额危机的时刻。

如果你已经有了一份全职的工作，但是觉得比较游刃有余，有空余的精力或者时间（例如很多学术研究工作），你也许想要在保留固定的收入和事业的情况下，通过做一些零活来赚取额外的收入。如果你不想放弃当前的工作，或者同时需要稳定的收入来源时。（尤其是你需要抚养小孩，偿还按揭和学生贷款），可以做一些零活来获取额外的收入。

15.3　其他你可以提供的服务

除了基础的大数据分析，作为一名自由职业的数据科学家，你其实还可以提供很多其他相关的服务。例如，你可以为客户提供编程服务。面向对象编程不是一个容易的工作，而且这方面的需求非常高，很多公司都愿意为外包编程工作提供不错的报酬。此外，你为这些公司编程也可以相应地锻炼自己的编程水平。C#目前似乎是在企业界需求比较高的一种语言，但是其实你完全可以找到Java、C++，甚至Python方面的外包编程工作。但你千万要记住，在你非常熟悉这些语言（也就是达到专家级别）之前，最好不要开始接活。

除了提供编程服务之外，你可以为客户完成数据清洗等工作，这些也是你平时在数据分析工作中必然会用到的技术。例如，他们公司里有比较擅长数据分析的人，但是他们还可能需要一些人来把成堆的数据进行规则化，并且完成很好的清洗工作。这样一来，如果他们恰好知道你很擅长做这方面工作，他们可能就会考虑付钱让你完成这部分工作。在这种情况下，即使你没有太多的客户，你也会慢慢有一些名声，因为大家都觉得你是一个全能的自由职业者，这对于你的事业是很有帮助的。

你可以提供的一个服务是为别人提供编程工具、编程语言或者其他你所擅长的技能的培训。如果一个公司想要让自己的员工尽快掌握这些技术并且公司急着用到这些技能，那么你就可以为他们提供这些方面的服务。或者你可以更多地教学生怎么处理数据，但是在这个过程中，你只有达到专家水平才会具有竞争力。这一项服务现在已经越来越难以从中获利了，因为有大量的网上免费资源可以用来学习（Cousera公开课就是一个非常好而且广为人知的选择），但是总而言之，提供这样的服务对自己的事业是绝对没有坏处的。

最后，如果你很擅长写文档，你就可以去找一些文档编辑工作。例如，为那些不了解论文格式的学生提供服务。这一项服务同样对于你自己也是很有帮助的，尤其是你客户所在的学科涉及到大量数据分析工作，通过总结他们的工作，你也可以提高自身的能力水平。

这里我们只是列举了一些可能的服务，而且你完全可以多想想有什么其他可以提供的服务。这样可以让你尽量多地赚一些外快，并且可以让更多的客户为你传播名声，他们会告诉他们的朋友你是一个有能力而且可靠的自由职业者。

15.4　一些自由数据分析工作

为了让你更好地理解，这里我们列举了一些真实的工作机会，这是一个在Kaggle网站上发布的，为一家位于非洲的公司做数据分析的自由职业。本书的作者在其中穿插了一些注释，以便让你更好地理解本章的精髓。如果你现在还无法满足这个案例的要求，请不要沮丧，因为这只是千万个类似的自由工作中的一个，你还可以找到很多其他的工作。

背景


我们是一家位于南非的公司，我们需要一名有经验的数据科学家帮助我们完成一个项目。我们大致需要用到的技能包括数据分析、数据挖掘、数据科学以及知识发现。



我们希望能找到有数据挖掘以及知识发现项目经验的人。


描述


	
应聘者将会以数据科学顾问和咨询师的身份与一个专家小组合作，并且小组内有一名最主要的决策制订人。



	
应聘者需要充分运用自己的知识完成统计分析、数据挖掘、建立模型、对照组比较等工作，并且最终能给技术和非技术的人员展示结果与建议。



	
我们期待应聘者同样具备市场与商业洞察性，并且可以用他的技术给我们带来具有影响力的结论。





职责


	
通过详细地数据探索与验证来找出数据中的真实规律，剔除一些虚假的异常现象（例如剔除异常值）。



	
通过开发、实现、评估复杂的统计模型来实现预测或者描述用户行为以及选举的规律。



	
协助设计分析特定实验，并能通过开发数据模型来找出影响选举的各种因素。



	
通过数据分析针对数据提出新的观点和洞见，然后依靠这些东西帮助组织想出更多有创新性的主意来吸引更多的人来参与到选举中。



	
能与不同部门的人同时合作，并且帮我们设计部署下一代分析系统。





应聘要求


	
有过使用统计和数据挖掘等不同分析方法挖掘商业数据的项目经历，并且有过往的案例可以用来展示。



	
有过至少5年的企业级数据分析师就职经验，就职公司至少要与我们公司的规模和复杂度相类似。如果有过手机广告、手机营销、网络、媒体、社交和在线赌博等领域的经验就更好了
[1]

 。



	
对于有监督建模和无监督建模都有清楚的认识和完善的知识体系。



	
有很好的沟通能力，可以把技术实现的结果通过非技术的语言讲述给完全没有技术背景的股东和决策人听
[2]

 。



	
在小组内分享知识，并能促成大家的合作，让更多的人学到知识和技能。



	
对于经典的统计方法、贝叶斯分析、机器学习和数据挖掘有非常深的理解和认识。



	
熟悉R或者Matlab。



	
擅长数据管理、SQL以及Shell Scrip。



	
有过大数据处理经验，如果使用过分析数据库（Vertica、ParAccel）就再好不过了，如果能使用分布式计算工具（MapReduce、Hadoop、Hive）就更好了
[3]

 。



	
重视细节、分析的精度和质量等。



	
具有统计学、数学、经济学，或者定量分析相关领域的硕士或者博士学位。



	
对于数据以及很多其他方面都有强烈的好奇心。



	
有出色解决各种问题的能力。



	
我们想要有过动手经验的，结果导向型的人，最好能够非常高效地工作，有兴趣学习新知识并能解决各种问题
[4]

 。





有关于项目的更多信息


	
项目持续时间为1年。



	
你需要每周提交一份报告，来告诉我们你有没有发现重要的结论。



	
您将会被按小时付费（请在回应中附上你期待的薪金）
[5]

 。





其他自由职业机会也许不会写的跟这张招聘通知一样详细（很明显招聘者曾经与数据科学家一同共事过，或者他本人对于这个领域有非常好的认识）。但是这个例子展示了对新人来说，尝试一些数据分析工作确实是一种非常好的选择。我们在之后的章节中还将给出更多的现实生活中的例子来告诉你如何找到一些数据分析项目（参见第16章和第17章）。

15.5 要点


	无论你当前有没有固定的工作，做一名自由职业的数据分析师是非常有挑战性的一件事情，但是收获往往也是颇丰的。如果你有工作，这会给你带来一些额外的收入，如果你只是这方面的新手，这样的工作可以给你带来非常多的经验。

	想要成为一名自由职业的数据科学家，你几乎需要掌握一名普通公司的数据科学家会的所有技术，此外要记住你的工资一般是按小时结算的，并且项目一般有一定的时间限度。

	对于这样的自由职业，有很多赞成与否定的观点，但是到底有没有价值只能由你自己来决定，你需要综合自己的职业期待、价值观以及生活态度来完成取舍。

	作为一名自由职业的数据科学家可以让你获得非常多的宝贵经验。如果做不成一名成功的自由职业的数据科学家，你可以在做自由职业的过程中，慢慢转型为一名在企业中全职的数据科学家。如果成功了，你可以转型为一名受人尊重的企业家，开始雇用别人来帮你完成越来越多的数据分析项目。

	通过研究LinkedIn上的一些专家的简历，我们能看出只需要几年时间，一个人就可以从自由职业的分析之路中获得很多的经验，并且足够获得一份全职的数据科学工作。

	当你开始自由职业之路时，千万要记得做好预算，确保自己有足够的储蓄来开始工作，而不要让自己陷入债务危机中。

	除了数据分析之外，作为一名自由职业的数据科学家，你还可以提供一些其他的服务。在你的常规工作之余，你还可以做的事情有如下几种。
	编程服务

	数据清洗服务

	指导公司人员或者学生

	指导学生论文





	通过查看一些真实的自由职业数据科学家的案例可以让你加深对这方面的认识，让你对于自己自由职业的道路更加清晰，并且可以获得越来越多的洞见和灵感。

	通常来说，自由职业分析人的工作并没有被非常详细地说明（上述我们所写的案例是一个特例，因为通告中对于他所想要的东西写的非常详细）。






[1]
 　 在这里招聘者明确表明了自己的领域知识与其他产业或者领域相关。除非你就是这个领域的专家，否则这一条其实是最难满足的。


[2]
 　 这条招聘写得非常明了简洁，直言他们需要能够做出很好的沟通交流的数据科学家。


[3]
 　 这明显是一个比较挑剔的条件。他们很明显想要一些熟悉大数据的人，但是如果你是这方面的新手，他们也应该会考虑你的。


[4]
 　 看起来眼熟吗？如果不觉得，那你最好再读一下第4章。


[5]
 　 在这个问题上，你需要首先做一些研究，看看其他的自由职业的数据科学家是如何收费的，这样才能做到自己的报价不会太高也不会太低。








第16章 职业数据科学家的案例学习

我们将会开始研究两位数据科学家的案例，他们分别就职于零售业以及执法机构。在两个案例中，我们都首先将会通过一些背景信息和职业经历来了解他们，然后从他们的角度去看看如何在实战中完成数据科学，他们对于数据科学的未来是什么看法，以及他们对于你这样的新人的一些建议和鼓励。在本章的末尾，我们将会总结一些重点，帮助你记住本章讲了一些什么。

16.1 Raj Bondugula博士

16.1.1 基本职业背景与学历背景

Raj Bondugula博士在过往的几个月就职于Home Depot公司（家居连锁店），但是在此之前他已经涉足数据科学领域多年。他来自机器学习背景，并且曾经花了很多年在学术圈做研究，所以他是那种比较偏研究性质的数据科学家。他曾经的研究方向是计算机视觉以及自然语言处理，这是两个与数据科学紧密相关的研究方向，因为科研工作往往有大量而且难以处理的数据。虽然之前他大部分的工作都是上述的两个领域的，但他的能力不仅局限于此，他花了很多的时间在企业中锻炼自己的数据分析技术。曾经有一段时间，他在计算机集群方面也做出了不小的成就。

Raj Bondugula博士是IEEE和计算机人工智能协会的会员，尤其是在模糊逻辑领域非常有建树。他同样活跃于科研领域，在生物信息学领域发表了多篇文章。目前他也经常受邀参加大数据技术方向的一些会议。如果他有时间的话，也会经常参加数据科学家小组会议。

16.1.2 数据科学实战

这位数据科学家（Raj Bondugula博士）对于大数据科学有着非常成熟而且清晰的认知，这在数据科学家中是不多见的，尤其对于初入行业的新人则更为少见。Raj Bondugula博士把处理数据看作是机器学习的一种延伸工作，差别往往就在于数据量级发生了变化，而其他的一般都没有太多变化。他认为Hadoop是让那些不太熟悉并行运算的人实现高速并行运算的重要技术。这不仅节省时间，而且可以节省大量的金钱（上百万美元）。

Raj Bondugula博士在Home Depot运作一个数据分析团队。他和他的团队一起处理各种数据项目，从理论层面到实施验证层面。在此之后，他们与IT部门合作创造数据产品。鉴于他的整个小组在Home Depot公司内新近成立（在我写这本书的时候，建立刚超过一年），他是他们小组的唯一一名正式的数据科学家，而其实他的小组内已经有一些成员具备了非常深厚的大数据分析技术和机器学习实践能力。经常与他共事的人就是这个小组内的一部分成员。

对于Raj Bondugula博士来说，平时工作中最重要的事情就是深入了解每一项正在使用的工具，并且用它们解决手边的各种问题。如果需要的话，他们甚至会直接改造某一款工具。Raj Bondugula博士说，“对于技术底层的理解”有助于将同样的方法应用于不同的领域，并且可以用于快速高效地解决各种问题。

Raj Bondugula博士每天的工作涉及很多事情。有时候，他和他的团队会被要求使用数据科学来提高公司内部各种需要人力完成工作的效率，例如使用自然语言处理来识别文件等。也有其他时候他们会自己想到一些很新颖的想法来提高用户的满意程度，例如，他们为公司的网站添加了一个推荐系统。他们也负责公司网站的智能化升级，并且需要时时保证公司网站的运行没有问题（例如失效的链接）。

虽然Raj Bondugula博士名义上还并不算是资深的数据科学家（没有其他的数据科学家向他汇报），但实际上他已经在数据科学领域非常在行了。对于他来说，在两类数据科学家（资深数据科学家与数据科学家）之间的界线非常模糊，他们在部门中的差别并不像在求职简历中那样明确。此外，他还一直觉得“数据科学家”和“机器学习专家”这两个头衔其实非常类似，唯一的差别就是前者近几年才刚刚出现。

Raj Bondugula博士觉得零售业之所以需要使用大数据分析是因为行业内的数据量和所面临的问题都很多。这也是他对分析零售业数据很有兴趣的原因。更多的时候，他只需要想办法把现有的模型套用到新的数据中就可以了，并不需要开发自己的模型（这是许多数据驱动公司的研发部门所做的事情）。他们的成果之一是为公司的网站开发的一个并不基于用户，而是基于内容的推荐系统。如果一名客户想要从Home Depot买一个水龙头，他可能也想要买一些其他的相关配件。而他的数据科学系统就可以向客户推荐出这些产品，这就好似用户在商店里买东西以后店员给他推荐一些其他产品一样。

他发现虽然数据科学在几年前还没有被厂商所重视，但是现在已经是一个非常重要的工具了。究其原因就是数据科学确实可以满足厂商长期以来的需求。

毫无疑问，Raj Bondugula博士很喜欢他的工作。他说每天的工作并不是从坐到办公桌以后才开始，而是在他一睁开眼睛就开始了，每天早上他都会思考目前正在处理的一些数据问题，思考有没有更好的解决办法。事实上，他不仅满足于当前的工作，而是非常乐在其中，并说他的日常工作“非常有趣”。

16.1.3 未来的数据科学

Raj Bondugula博士预计在未来数据提取、转换和加载工具（ETL）都将不再具有任何市场前景了，因为他们都将被Hadoop替代。Hadoop在博士眼里是当今世界最有前景的数据科学工具，当然还有它的一些“家庭成员”——Mahout、HDFS等。正是这些工具的存在让越来越多具有挑战性的工作（例如并行计算）相对容易起来，虽然也算不上简单。说到Hadoop前景，他同样预言可能会有MapReduce以外的很多其他大数据分析理念出现，而它们都将被广泛地运用到大数据分析中。

对于Raj Bondugula博士来说，在数据科学领域最有挑战性的事情，其实这可能也是整个数据分析领域需要面对的巨大挑战，就是如何从海量的数据中找到合适的问题去入手分析，以及获得有价值有意义的结果。诸如“这批数据有什么价值？”之类的开放式问题可能在未来不再流行了，因为你并不能以此获得具有洞见的结论（即使结果是正确的）。他相信任何假设的来源一定要基于商业知识。而这就需要更高的创新能力，在这方面人类的直觉和能力是计算机完全无法替代的。

从他个人来说，Bondugula博士却是一个非常自信的人，虽然他知道很多技术或者领域知识都需要从皮毛开始一层一层地学下去，但是他觉得数据科学这个领域是很好的。正如大家所期待的那样，他计划在未来的很多年都从事这一行业。

16.1.4 对数据科学新人的建议

Bondugula博士给新手数据科学家的建议是：“在某个方面成为该领域的专家，可以是统计，也可以是机器学习或者Java编程，然后再一件接一件地慢慢尝试更多的事情”。你也需要接受别人的帮助，因为你不可能一个人解决所有的问题。此外，交际圈和沟通技巧同样也是非常重要的，所以你也需要着力于培养自己的一些包括“软实力”在内的一些技能。

16.2 Praneeth Vepakomma

16.2.1 基本职业背景与学历背景

Vepakomma先生目前效力于PublicEngines公司，这是一家为执法部门开发分析软件以及先进的预测软件的公司。这是一个在商业世界里的特殊领域，他目前的工作是使用数据科学来创造一些先进的基于时空的预测模型。他希望自己的算法可以预料出在什么时间什么地方会比较容易出现犯罪行为，这样执法部门可以准确而且高效地将它们的警力资源部署到那些容易发生犯罪的地方。Vepakomma先生曾经做过5年研究员，而这其中他花了3年的时间作为数据科学家服务于企业界。

作为美国统计学会（ASA）会员、美国数学联合会会员（AMS）（与IEEE相类似，不过是针对于数学专业）以及亚特兰大的Meetup数据科学小组前成员（他曾经在那里做过演讲报告），Vepakomma先生在学术圈非常活跃并且经常参加诸如ECML和PKDD的会议。他从事的科学研究往往是数学，机器学习和统计学的交叉学科，并且在理论层面和应用层面都有涉及。

Vepakomma先生是一个非常和善的人，具备了绝大多数数据科学家都应该具备的品质。他有着非常好的交流技巧，对于很多事情都非常好奇而且有兴趣，并且虽然拥有深厚的自身技术实力，但是依然不断地学习着各种新技术。他坚信在某些细分领域需要有深度的研究之外，也要在广度上有所涉猎。

16.2.2 数据科学实战

Vepakomma先生相信在数据产品的开发过程中不仅需要与参与者在核心算法的开发上沟通，也需要在商业策略上有所交流。他觉得一名数据科学家的简历上最重要的东西应该是扎实的数据分析背景、良好的沟通交流技巧以及领导数据分析项目的经验这三项。（最后一项对于新手数据分析师来说不太容易获得，但是确实非常有价值）。如果你曾经为一项具有非常高的应用价值或具有颠覆性影响力的产品解决过产品问题，这无疑将是你简历上画龙点睛的一笔。

Vepakomma先生是一个10人小组成员中的一名，组内其他大多数成员都是工程师。除了日常与他们的交流联系，他具有与公司决策者在例会上探讨商业策略和执行相关问题的渠道。他的日常工作包括解决各种问题、研发新产品、构思统计指标、开发后端算法，以及为节约计算机时间和资源想出各种最优化算法。此外，他也做一些学术研究工作，并且相信合作科研能够带来无穷的能量。

基于他的经验，Vepakomma先生觉得在实现一个模型的时候，一定要提前调查可能出现错误的各个方面，这样才能让自己的模型具有更强的容错性，因为如果没有这样的心态和认识，很多看上去微不足道的因素迟早都会造成整个模型的失败。除此以外，在复杂的数学模型中，任何微小的错误其实都有可能最终导致整个模型的崩溃。也就是说，在开发一个数据产品的时候，相比于其他的很多要点和策略，Vepakomma先生相信最应该用做科学研究的方法去设计架构。

那个他曾经为PublicEngines开发的产品，现在在市场上被叫做“指令中枢预测系统”和“指令中枢”。前者是一个犯罪预测软件，可以在很高的精度上估计出那些地方可能出现犯罪活动的地区，这要高于传统的犯罪热力图精确度。这样的产品可以给出非常明确的行动信息，在警方或者其他执法部门眼里，这些信息物超所值。这个集成了很多专利的产品专注于提供策略信息服务，并可以让警方力量“直接、高效地形成巡查计划”，从而让执法机构通过准确而且高效的警力配置来更好地服务社区。“指令中枢”软件是一个在空间和时间维度上提供犯罪分析的平台，而“指令中枢预测系统”则是一个侧重于犯罪预警的算法。

在各个行业中工作，对于Vepakomma先生来说是非常容易的。因为据他解释，数据科学家并不会局限于某些具体领域。真正有挑战的事情是针对特定环境开发出具有颠覆性的高科技产品。他强调，这一切的基础就是找到正确的行业以及与之相对应的研究方法。他提到了John Tukey，他说Tukey喜欢统计学和应用数学，因为他可以在各行各业中应用这些方法，他说这样的思路已经成为了当今数据科学领域的传统思维。但是，他更希望在产品开发有正确思路的公司工作，并且他不太喜欢为那些仅仅重在通过扩大市场规模来提高收入，而不思考怎么创造更好的具有高价值、高质量甚至巨大影响力的技术产品的公司工作。根据Vepakomma先生的说法，商业市场上有4项重要的指标会相互影响：市场规模的大小、产品的质量和关联性、供货和销售渠道以及竞争产品。任何在这4项上有短板的公司都不得不采取更为激进的市场扩张策略，通过扩大非短板因素的优势来弥补短板带来的劣势，也为了保障资金链以及尽快地修复自身的短板。

他相信在领域内能够基业长青的公司一定是那些将数据科学家放在核心位置，并让他们可以持续发挥出有价值影响力的公司。他非常满意目前的工作，并且很有兴趣进一步与执法部门合作开发更好的预测软件。能通过数据产品为社会做出有影响力的贡献，这让Vepakomma先生和他的团队非常有动力继续做得更好。

16.2.3 未来的数据科学

根据Vepakomma先生的说法，数据科学的前景是非常光明的，因为数据正在呈指数级别增长，同时由数据催生出的统计/数学模型和算法产品也正在越来越多地出现，而它们会带来新的商机。他发现，来自不同数据背景的人最终都可以通过数据科学走到一起，而数据科学则会慢慢发展成各个领域的交汇点，把目前零散的专业人才聚拢在一起。

16.2.4 给数据科学家新人的建议

Vepakomma先生相信不断在工作中学习新的技术知识以及不断磨砺已经学会的技能是非常重要的，并且在技术的细分学科内有广度和深度的理解。他相信除了你所效力的公司以外，一个好的环境对于数据科学家同样是非常重要的。一个好的工作环境会在很大程度上帮助你，尤其是在你事业的起步阶段，而一个不好的工作环境会让你寸步难行。如果你是一个新手，你可以花一两年时间去向一些有经验和资历的数据科学家（以及他的队伍）学习，在此之后，再尝试一个人走下去。

16.3 要点


	Hadoop是一项非常重要的工具，并且对于数据科学有非常非同一般的影响力。

	干这一行工作最重要的技能就是拥有扎实的技术知识（尤其是一些相关的工具），这包括了能够熟练使用合适的工具来解决手边遇到的各种问题。

	数据科学家每天的生活包括优化现有的运行流程，以及创造能够提高用户体验的产品。

	在实战中，“数据科学家”和“机器学习专家”基本上是同义词。

	零售业之所以需要数据科学是因为他们有大量亟待分析的数据，并且有很多数据相关的问题亟待解决。但是大部分的数据分析师仅仅是通过把现有的模型套进这些数据中去做出结果，而不是去思考开发新的模型。

	数据科学中最有挑战性的问题也可能是未来几年这个领域将会不得不面对的难题，那就是如何从大数据中归纳出合适的问题，找对正确的研究方向以及最终使用合适的方法做出可靠的结果。

	如果你想要成为一名出色的数据科学家，一定要记住，在你转向一个新的技术之前，一定要确保自己已经非常熟练于当前的技术了。

	你的工作环境以及行业对于你的职业发展是有很大影响的，尤其是在事业的起步阶段。

	数据科学的未来很光明的，这个领域在未来一定会越来越多元化。










第17章 资深数据科学家案例学习

资深的数据分析师是非常不容易遇到的，因为他们非常忙。但是，他们是一群对数据科学有着非凡洞见的人，并且与其他数据科学家相比，他们有更好的配置和设施来随时提供有非常高价值的建议与信息。总而言之，他们是这个领域非常成熟而且专业的专家了，他们就职的职位或者工作是绝大多数数据科学家都非常向往的（包括本书的作者）。

在这一章里，我们将会从亚特兰大的Nikolaos Vasiloglou博士的案例出发，看看一名研究型的数据科学家的生活和经历是怎样的。我们将会了解他的出身背景，他多年来在数据科学领域的实战经历，他将会怎么看待这个领域未来的发展，以及他对新手数据分析师的建议（当然也有一些鼓励）。最后，我们将会为这个特别的案例做一些详细的总结，以便于理解他故事里的要点。

17.1 基本职业背景与学历背景

Vasiloglou博士是一名机器学习专家，或者说是一名在机器学习领域特别有经验的数据科学家。他在软件开发和移动广告行业工作。虽然他仅仅以数据科学家的身份工作了5年，但事实上，他在一领域已经很久了。他的博士研究方向是可广泛适用的机器学习技术，这是一个与数据科学技术完全无缝结合的课题。

Vasiloglou博士在当地的很多团体中都有会员身份，这些团队大多都是基于Meetup建立的。它是机器学习案例分析小组的创始人，这个团队主要着力于吸收机器学习学生（不过这个团队已经不太活跃了），也是亚特兰大数据科学组的一名成员（这是佐治亚州最大的数据科学小组）并且是一个Hadoop编程团队的成员。他组织了MLconf会议，这是一个有关于机器学习的业内大会。

他觉得自己的简历中的两点非常重要的亮点，是它们让他的数据科学家之路有了一个不错的开始：他曾经在世界著名的公司Google实习过，还在非常好的一所大学（佐治亚理工大学）获得了机器学习的博士学位。而对于没有信心在自己的简历上写上这样重量级的经历的人，Vasiloglou博士建议他们获得斯坦福大学的机器学习课程认证（是Andrew Ng教授亲授的课程，而不是Cousera的MOOC认证）。

Vasiloglou博士目前在公司是一个四人小组中的一员，他平时与他们共事，与此同时，他自己也与其他公司有一些合作。在小组中，他负责其工作指导，并且管理他们共同创建的在日常工作中所用架构，并且负责制定计划让小组成员能有条不紊地完成项目。

Vasiloglou博士是非常专业的人，同时也非常平易近人，很容易联系接触到。他可以作为那些想要把数据科学作为一项终身事业的人的学习榜样。

17.2 对于数据科学实践的观点

Vasiloglou博士对于数据科学的观点更多基于自己在这个领域跋涉多年的经验，以及他的研究兴趣——可扩展的机器学习技术。他每天的工作包括查看工作进度（例如查看昨晚挂起运行的程序结果）、组织头脑风暴和小组会议、修正代码错误，通过阅读最新的新闻以及科学会议文章来修正当前的模型和问题（例如时下流行的深度学习网络），这些工作可以让他保持时刻接收到最新最快的技术资讯。

根据Vasiloglou博士自述，一名资深的数据科学家主要在两个方面与其他级别的数据科学家有差别。首先，一名资深的数据科学家有更多的知识、领域概念和灵感以及更多的经验。这一切都将被转化为更为高效的工作和一系列非常有潜力被运用来解决当前问题的新技术。其次，一名资深的数据科学家有能力把当前需要面对的问题进行细化与分割。在完成任务分配之后，他就可以马上开始一个新的项目了（基于与用户的交流以及他对于所拥有数据的直觉和想法）。

以下是他这几年开发过的几个数据产品的案例。


	僵尸网络识别（可以通过网络流量数据来找到哪些机器已经被感染了僵尸病毒）。

	一些运行速度更快而且更高效的机器学习方法库。

	基于传统的关系数据库的预测模型。



虽然他在过去的几年里在行业内工作，但他非常珍视曾经作为一名科学研究员的经历，并且坚信数据科学家应该作为连接学术圈和企业界的一座桥梁。而通过他讲述的故事，我们觉得他已经非常成功地做到了这一点。另外，因为信息理论是相通的，所以他相信如果自己愿意的话，他可以很快而且很容易地转移到其他行业。例如，他觉得目前新药研发和司法鉴定是非常需要数据科学家协助的。

17.3 数据科学的未来

Vasiloglou博士觉得未来数据科学可能会变得越来越自动化——甚至于完全自动化。当然他也觉得拥有非常前沿的领域概念和灵感以及专业技能是非常有价值的，因为这个领域的技术是会不断更新进步的，并且在未来也会一直这样更新换代下去。他同样期待会有更多的编程语言出现，尤其是那些函数型编程语言（例如Scala），能够在未来大数据浪潮来临的时候越来越受欢迎。

17.4 给数据科学家新人的建议

Vasiloglou博士相信拥有非常扎实的基础知识是非常重要的，所以他建议新人们好好学习一下数学（通过看书、看文献或者上课），尤其是针对那些还在大学的年轻人。他同样强调了参加竞赛的重要性（例如Kaggle的竞赛），所以他建议那些想要进入这个领域的人多去参加这些竞赛。这样的竞赛可以提供非常多的有用经验，因为上边有大量的数据可以让你有机会去尝试并实践所学过的大数据分析技术。他同样建议新人们通过学习面向对象编程和函数型编程语言（R和Matlab）来学习软件开发。他并没有对什么语言有特别的偏好，因为编程这种能力是可以快速迁移的。

针对年轻人应该如何培养自己的各种数据科学技巧，Vasiloglou博士觉得均衡发展是比较好的选择。所以，上述的所有建议都应该纳入你的考虑范围，并且认真思考应该如何好好安排学习进度，找到一条适合自己的学习道路以便于在多年的学习之后，你能均衡地掌握各种方面的知识。

17.5 要点


	资深的数据科学家与普通数据科学家的区别主要在于：拥有更多的知识积累、领域见解和专业知识，并且更有经验、有能力把问题化繁为简，并且有能力开始一个新项目。

	为了得到一个资深数据科学家的职位，大公司的实习经历和优秀大学颁发的博士学位是非常有用的。但如果你都几乎没有可能在你的简历上加上这两点，也可以尝试获得斯坦福大学的机器学习课程认证（Andrew Ng教授亲授的课程）。

	新药研发和司法鉴定是目前非常需要数据分析的行业，而且数据科学应该会在这两个领域非常有用处。

	鉴于信息学科的基础理论是相通的，从一个领域转移到另一个领域是比较容易的。

	为了成为一名数据科学家，你应该均衡地培养以下的技能：
	非常扎实的数学基础知识

	通过完成竞赛（Kaggle）来获得经验

	使用面向对象编程语言或者函数型语言来开发软件














第18章 新数据科学家的召唤

既然你已经读到这儿了，那么，对书中的内容也一定了然于心了。在你准备踏上数据科学家之路前，还想知道些什么，看看招聘广告说不定对你有帮助。

在这一章里，我们将会看看不同类型的招聘广告：也就是针对入门级、有经验的人以及资深数据科学家的招聘广告。此外，我们将会谈一谈一些网上搜索数据科学工作的相关经验，以及展示一些开放的数据科学家职位招聘广告。

18.1 针对入门级数据科学家的招聘广告

在所有的招聘广告中，入门级别的数据分析师需求相对较少，考虑到初级数据工程师对于初入数据科学行业的公司来说的性价比极高，这么少的需求让人非常费解。基本上，人们对入门级别的数据科学家的期望也就是少量实战经验，专业水平不高（对R或者其他的数据分析工具有过实践就可以了）。也许薪资水平尚无法反映出你的知识量，在你获得了一些经验之后，你就可以接受更具有挑战性的职位了，借此也可以获得更好的薪资。这里有一些入门级别的数据科学家的招聘海报的例子，你可以通过他们的要求看看市场的行情，但要留心的是，这些要求在你看到本书时会发生一些变化。

职位

初级“大数据”软件工程师

职位描述

这个职位是需要你创建并使用定制的软件工具去收集、预处理以及过滤大数据集。我们正在寻找愿意在快节奏的初创企业中工作，并对人工智能和语义网技术有兴趣的应聘者。你会与高级工程师一同工作的机会，并可以获得很多对于自身职业道路的指导。如果你积极主动、创造力强、专注于工程，并且对于人工智能或者相关技术有兴趣，你可以来跟我们聊聊。如果你看过了IBM Waston在Jeopardy挑战赛的表现，然后想“我也想要造一台”，那你一定要来跟我们聊聊。

职位要求


	对于Linux软件开发的扎实理解。

	具有Linux命令行文本工具的经验。

	有能力与意愿去处理大规模数据。

	熟悉敏捷开发与面向对象程序设计。

	基本的Linux系统管理知识。

	积极主动、创意十足。

	熟悉多种语言（Java、Python等）可以获得加分。



（职位来源：Kaggle）

职位

初级数据科学家

职位描述

对于有过大数据处理和分析经验的专业人士来说，这是一个加入大牌公司，与创新的团队共同成长的绝佳机会。这个职位隶属于分析部门，它在用户分析和商业分析中扮演者关键的角色。

这个职位主要负责开发新算法和新的分析方案，来帮助公司定价以及完成商业分析，它有以下一些方面的具体职责。


	使用多种数据集和数据源来完成流线分析、新算法开发以及模型分析框架。

	与内部其他团队和高级决策者一起紧密合作，更好地利用可用数据去设计个性化驱动的产品和解决方案。

	通过编程写脚本（SAS、SQL或R）来帮助制定大客户分析策略。

	与客户合作来提高并且建立他们对于数据通道和个性化的理解。

	指导与带领初级成员。



职位要求

下面是对于这个职位的需求列表，你必须满足以下必要的技能和经验：


	有过高级分析部门的工作经验。

	使用过SAS、R、Python或者SQL完成高级统计分析和编程/建模。

	拥有名校的数学、统计、物理或经济等与数值计算有关专业的学位。

	对于实现算法和分析模型有经验。

	具备良好的交流沟通能力，有能力把复杂的技术通过浅显易懂的语言描述出来。



（职位来源：Harnhan.com）

18.2 针对数据科学专家的招聘广告

针对有更多经验的数据科学家是在所有的招聘广告中比较常见的一类。它们往往来自大公司，或者是有大量资金支持的初创企业。基本上，当一个公司在寻找有经验的数据科学家，那么说明这家公司是基于数据驱动的，同时理解数据的方方面面。对于任何有兴趣走上数据科学家这条路的人来说，认真阅读这些针对数据科学圈内人士的招聘广告是非常有借鉴意义的，因为这些广告中往往都表明了他们需要的技术以及经验。但是要记得这些广告只是标出了这些公司当前需要的技能。但请记住，因为数据行业还处在发展过程中，需求随时都会发生变化，所以不要将这些需求奉为真理。以下是一些这类的招聘广告的案例。

职位

数据科学家

职位描述


	通过处理结构化、半结构化以及非结构化数据来帮助客户发现隐藏的知识，并且在他们的生产流程中找到弥补的方法。

	应聘者应具有数学、应用统计、计算机科学、可视化的综合能力，并对数据探索和信息提取有着良好的感觉。

	与公司的其他团队紧密合作，通过利用在分布式系统中的结构化、半结构化以及非结构化数据来解决商业问题。

	通过有监督或者无监督的机器学习、统计分析和其他的预测模型方法，来开发行为统计预测或其他模型。

	负责采集新数据并提炼已有的数据资源。

	分析解释数据产品的实验结果。

	与工程和产品部门合作开发公司的内部数据平台来支持分析工作。



职位要求


	相关技术领域的硕士或博士学位（如应用数学、统计学、物理学、计算机科学以及运筹学），或是对于相关知识有多年的从业经验。

	对使用定量方法解决分析问题有足够的经验。

	对从海量数据中发现规律有足够的热情。

	对于统计方法有扎实的基本功，尤其是在建模和商业分析方面。

	擅长处理来自各种数据源的复杂、高维度、高通量数据。

	有能力可以把复杂的分析方法用清楚而且准确的方式讲出来。

	至少精通一种编程语言，例如Python、Java和C/C++。

	精通关系型数据库和SQL，如果熟悉NoSQL会获得加分。

	有过处理大数据的经验，如果能使用分布式计算平台会获得加分。（Map/Reduce、Hadoop、Hive等）

	对诸如R、D3、Matlab、SAS、Weka等分析工具有深入的掌握，并拥有将这种经验迁移到其他工具的能力。

	最好能拥有诈骗分析的经验。



（职位来源：LinkedIn）

职位

数据科学家——伦敦——70000英镑（注：虽然不太常见，但有些广告会标出薪水）

职位描述

我的客户是一名市场研究方面的大师，他的办公室遍布世界各地，他现在希望聘用一名有才华的数据科学家来伦敦市中心工作。

目前的中期计划是在英国建立一个10人的数据科学家小组，并会持续从美国的小组获得支持和学习机会，这是一个加入数据驱动的公司的绝佳机会，并且具有很好的职业发展和前景。

现在该公司在全球有300万名员工，每天都会产生并存储大量的数据。我们希望招到的数据科学家可以开发出统计模型和复杂的算法来帮助提取数据，完成假设检验以及提供有价值的信息来帮助公司做出商业决策。

职位要求

出色的应聘者应该具备以下的技能或者经验。


	计算机科学、数学以及其他相关专业的学士/硕士/博士。

	3年以上从事数据科学和分析工作的经历。

	具有处理大规模数据的相关经验。

	既可以独立工作也可以成为小组成员。

	对统计语言的广泛经验（最好是R或者Matlab）。

	精通至少一门高级编程语言（最好是Python或者Java）。

	扎实的SQL技能。



除上述条件以外，你必须要有求知的欲望和对数据科学的热情！

（职位来源：LinkedIn）

18.3　针对资深数据科学家的招聘广告

针对资深数据科学家的招聘广告相当少，尽管它们比初级数据科学家的职位广告要更常见。资深数据科学家基本上是最顶尖的数据科学家了，是真正领略过大数据领域中的各种风浪的人。他们一般会落脚在一个以商业为导向的职位上做管理工作，并且一般是直接与客户打交道。值得一提的是，如果你想尝试自由职业的数据科学家的发展路径，即便你并没有这么想过，你一般也会接受一个资深数据科学家的岗位。这是因为作为一名资深的数据科学家，你需要接受这个角色的方方面面，从与商业的对接，到项目管理，再到架构设计等。

你目前可能还无法申请这样的职位，但是了解这个工作的需求很有用，因为这样你就知道努力的方向，并能快速达成目标。一旦决定了发展方向，并且清楚自己当前的阶段，那么积累经验对你来说就不是难事了。这有一个来自美国公司的资深数据科学家岗位的招聘广告。

职位

高级（资深）数据科学家

职位描述

作为数据科学团队中的高级数据科学家，你需要通过你的领导能力和个人能力，去负责管理和执行核心的研发项目。这是一个与其他部门高度合作的工作环境，你需要推动创新，与工程和产品团队一起开发产品原型，并发布数据驱动的功能和产品。你将会深化自己在数据化广告领域的专长，并分享你对商业决策和技术方案具有影响力的深度思考。除此以外，在这个以业绩为导向的组织内，你还需要在数据科学社团内积极地吸引和培养出色的新人。

职业要求

基本要求


	定量分析相关学科（如统计学、计算机科学和物理学）的博士学位。或者有同等经历的硕士。

	具有10年以上的在大规模复杂数据集上的分析与建模实战经验。

	对数据科学创新的热情——在大型数据集上部署和应用现代算法，并以此创造出可被量化的商业价值。

	出色的沟通能力，并且具有优秀的书面和口头表达能力。

	自我驱动并能掌管项目带领研发团队的能力。

	有过在商业环境下成功实现定量化的数据驱动产品模型的经历。

	对优化算法、数据挖掘、机器学习或自然语言处理有深入的理解和经验。

	对大数据环境下的算法、可扩展性以及其他要点之间的权衡有着极深入的理解。

	非常擅长使用R、Matlab或者其他类似开发环境，熟悉SQL。

	有能力可以独立地将各种分散组件拼合成一个强大的系统，从而解决问题。

	至少对一种高级编程语言有经验（最好是C/C++）。



理想要求


	对于网络稀疏数据库有分析经验（具有上千列、上亿行的数据）。

	非常擅长使用Hadoop或者其他MPP数据库（Netezza、Vertica、RedShift等）完成复杂数据整合和转换。

	有数字化广告和网站技术的经验。

	在实时竞价算法、电子数据交易以及高频交易算法方面有过经验。



（职位来源：LinkedIn）

18.4　网上搜索职位的一些建议

还有些广告也会含有数据科学家的职位，只是这些职位包裹了其他职位的外衣，所以你在网上搜索数据科学家职位的时候，也可以留心以下这些关键词。


	数据工程师。

	大数据（软件）工程师。

	首席科学家。

	资深（高级）科学家。

	大数据分析师。

	Hadoop程序员（开发员）。

	大数据科学家。

	大数据分析师。

	研发科学家——数据方向。

	副总裁（数据科学方向）。

	数据挖掘科学家。

	机器学习开发工程师。

	机器学习专家。

	统计学家。



除此之外，如果你想要通过搜索求职网站来找工作，你一定要上传自己的简历，并保持它们的更新状态。这样的网站将会让你的简历投递接收过程更快，而且让你可以同时跟踪很多个公司的很多个职位。但是在你上传自己的简历之前，记得一定要找人看看自己的简历，而且最好用一些比较专业的编辑器来制作简历。与此同时，记得维护自己的LinkedIn职业履历，特别是如果你想要在找工作的同时，建立自己的职业关系网络的话，更是要重视这一点。下面是一些不错的求职网站。


	
Indeed.com
 ——这个网站上可以找到各种各样的工作，其中肯定包括了数据科学领域的工作。

	
LinkedIn.com
 —— 这个网站上有一些小组，并且类似于一个社交平台版的求职平台，如LinkedIn有自己内置的职位搜索引擎。

	
DataScienceCentral.com
 —— 职位信息在Jobs选项下边。

	
Kaggle.com
 —— 主要是一个针对数据分析竞赛的平台，这个网站有专门针对数据科学类工作的论坛板块。



要记得所有这些网站都只是找工作的一些方法。除此之外，还有很多其他的渠道可以找到数据科学家的工作，并且记得要充分利用你的人际关系网。与你想要求职的公司的人保持好联系，他们可以在你投递简历却没有被录取的时候，帮你把求职信转给公司内的其他部门。所以你需要认真规划一下在这个令人激动的领域里的求职计划。这不是一件容易的事情，但是绝对值得去做！

18.5 要点


	查看各种不同级别的数据科学招聘广告，即使你还不符合其中一些资深岗位的要求，这对你的求职非常有帮助。

	针对初级数据科学家的招聘职位是比较少的，至少现在不太多。目前大部分的职位都是针对比较有经验的数据科学家，其次是资深数据科学家。

	当你在寻找数据科学类职位的时候，可以尝试不止一种关键词，不要只搜索“数据科学家”，因为不同的公司会用不同的名称描述它。

	当你使用求职网站来找工作的时候，最好在网站中附上简历。

	有一个不错的LinkedIn个人简历会在很大程度上帮助你通过人际圈找一份数据科学类工作。

	有一些不错的可以用来寻找数据科学类工作的网站。
	Indeed.com

	LinkedIn.com

	DataScienceCentral.com

	Kaggle.com














结语

在这本书里，我们看到了数据科学是一个什么样的学科以及如何才能成为一名专业的数据科学家。我们通过它的主要特点描述了什么是大数据以及这与传统的数据有什么差别，这些特点包括：数据体量大，数据类型多，数据更新产生速度快以及数据真实度高。我们同时也介绍了不同类型的数据科学家以及他们可能会用到的技术知识。我们从思维方式、技术能力、经验经历以及与他们的社交渠道等很多方面入手，深入挖掘了数据科学家的方方面面。我们还深入观察了一两位数据科学家的生活常态，深入挖掘了他们在工作中可能会遇到的问题以及他们应对这些问题的方式、他们编程的方式、使用的软件以及他们如何在不断扩大自己的知识面的同时培养自己的专业思维和灵感。接着，我们详细介绍了基于目前的情况你应该如何努力成为一名数据科学家。无论你当前是一名程序员、从事机器学习研究、其他数据相关领域或者还是一名学生，我们都给予了非常多的建议以及学习路径。在此之后，我们非常详细地介绍了如何找到一份数据科学家的工作：你应该去哪里找这样的工作，你应该如何在面试中展示自己以及如何才能成为一名自由职业的数据科学家。最后，我们列举了一些有经验的以及资深的数据科学家的案例，为的是让你更好地明白数据科学家的日常工作是怎样的。

现在轮到你把这一切理论都化为实践了。无论是想要成为一名就职于大型公司与组织的职业数据科学家，或者是想成为一名自由的数据分析师，你都有很多需要学习的东西，需要面对很多富有意义的挑战和难题。这些实践经验不可能在任何书本里找到，必须自己去完成体验。只是要记住在你学习过程中也需要不断地跟进当前的数据科学领域的各种前沿新闻和技术，这样才能保持住自己的竞争力，还要记得不断地丰富自己可以使用的工具和知识库。我们在附录中列出了你可以用来开始学习的网站、文章和书籍。还有一个可以被用来作为一个随时可以查阅的专业词列表。

数据科学领域还是一个刚刚开始的新学科，并且没有太多有足够远见看到它未来发展的人出现。鉴于目前分布式计算正在变得越来越普遍，数据存储正在变得越来越便宜，数据传输正在变得越来越快，以及最重要的——人们开始意识到大数据分析带来的巨大价值。我们有理由相信在未来，大数据会进一步走入每一个人的生活。到那个时候，数据科学应该会成为一个主流而且常见的工作，而且不再那么遥不可及。在未来，大数据技术同样会不地更新换代，会有更多有意思的使用数据进行分析预测的方法与工具会出现。数据科学家也将会成为一种非常闪光的职业，相比于今日，它将更多地依赖技术上的创造力。到那个时候，大学里甚至可能会有专门研究这个方面的院系，而当未来的数据科学家回顾往昔，也必然会充满敬意地看着这10年来引领着数据科学领域发展壮大的的开拓者们。








术语表

大数据的专用数据都是在过往几年中才出现的。本专业词汇表涵盖了各种大数据定义以及部分的计算机领域专业术语。想要完全掌握这些词语可能需要一些基础的计算机知识。

A


整合（Aggregation）
 ——把数据进行搜索、集合以及展示出来的过程。


算法（Algorithm）
 ——一种适用于处理或者转换一批数据的数学方法。


分析（Analytics）
 ——从发现或者交流数据中有价值的内容，或者使用软件、算法或者统计方法来从数据中发现有意思的信息的过程。


分析平台（Analytics Platform）
 ——用来提供工具或者计算能力的工具，往往需要配置多种不同的分析模块，最后组合而成。


异常值检测（Anomaly Detection）
 ——一种系统地从实验生成的数据集中搜索数据项的方法。异常值往往指的就是过大过小的、意外采集到的、特别不正常的或者受到污染的数据。并且在检测过程中，这些数据往往会对最终的分析结果产生巨大的影响。


应用（Application）
 ——一种设计用来完成信息处理过程或者一些特殊功能的计算机程序。


人工智能（Artificial Intelligence，A.I.）
 ——计算机科学的一个研究领域，主要是为了开发一种能够感知周围环境并且做出适当的行为反应，甚至于从那些行为中不断自我学习的机器或者算法。有一些人工智能算法被广泛地用于数据科学领域。

B


行为学分析（Behavioral Analytics）
 ——通过与人类有关的行为数据，获得有关于某项行为为什么发生、如何发生以及背后原因的学科。简单来说就是通过数据发现人类的行为模式。


大数据（Big Data）
 ——拥有非常大量级的数据集，量级大到无法用常规的软件工具在可接受的时间内来读取、管理并且处理。大数据的量级并没有一个固定的量值，几十个TB到很多个PB的一个单文件，都可以称作是大数据。大数据有4点特性（4V）：数据量级大（volume），数据类型多（variety），数据更新产生速度快（velocity）以及数据真实度高（veracity）。


大数据科学家（Big Data Scientist）
 ——一种信息技术产业中的职业，这种职业主要使用合适的算法来完成大数据的分析整理工作，并且可以将数据中分析得出来的信息与他人进行分享与沟通。经常也被认为是数据科学家。


大数据初创公司（Big Data Startup）
 ——一类开发了新的大数据技术的初创公司。


商业智能（Business Intelligence）
 ——使用理论、技术方法以及分析流程来处理与商业有关的数据，使得这些数据能够被别人理解并且能产生更多的公司发展建议。


字节（Byte（B））
 ——二进制（“binary term”）这个单词的首字母缩写。一串比特可以代表一个字母或者字符。每个字节是8位比特。

C


中央处理器（Central Processing Unit，CPU）
 ——信息处理系统的大脑核心，这些处理单元控制着计算机内翻译和处理各项指令的功能。


分类分析（Classification Analysis）
 ——一种使用分类算法来从数据中获得重要相关信息的一种系统的处理方法。


云（Cloud）
 ——泛指各种基于网络且可以被远程登录的应用软件或者服务。


聚类分析（Clustering Analysis）
 ——从一个数据集中比较数据之间的相似度然后把类似的个体分开组成一个个小组，以研究数据之间的相似度以及差异性的算法。大部分的聚类算法是无监督学习，这是一种用于数据探索和数据发现的非常常用的分析方法。


比较分析（Comparative Analysis）
 ——一种通过完成一步步流程来比较计算识别大数据集中不同模式与类别的一种分析方法。


复杂结构数据（Complex Structured Data）
 ——包含有两个或更多复杂且难以被解释的部分的数据，他们不能很轻易地被结构化的查询语言和工具提取出来。


并发性（Concurrency）
 ——同时处理多个任务或者步骤的计算机运行方法。


关联性分析（Correlation Analysis）
 ——一种用来确定两个变量之间有没有正的或负的相关性的一种算法。虽然这样的分析并不代表着变量之间的因果关系，但是关联性分析可以从数据中得到非常有用的一些信息从而帮助数据科学家们进行更有效的探索。


用户关系管理（Customer Relationship Management，CRM）
 ——针对销售以及商业流程的管理，大数据会影响这样的管理策略。

D


仪表盘（Dashboard）
 ——一种使用图形化的方式来展示分析算法的方式，一般是以图片或者测量值的形式展现。


数据（Data）
 ——一种定量的或者是定性的值。常见的数据包括销售数据、市场研究结果、测量仪器读书、用户网站交互次数以及方式、市场增长幅度、人口统计信息以及用户列表。


数据入口（Data Access）
 ——观察并取出被存储好的数据的一种方法以及行为。


数据整合工具（Data Aggregation Tools）
 ——用于将来自多个数据源的零散数据整理转化成新的单一数据源的数据的工具或者方法。


数据分析师（Data Analyst）
 ——一些分析、建模、清洗以及处理数据的人。数据分析师通常并不做什么预测性质的分析，如果他们要做这方面研究的话，一般使用比较简单的统计模型来做。


数据架构与设计（Data Architecture and Design）
 ——数据结构化的组成方式。真实的结构以及设计方法会根据要求与数据而不同。数据架构有是3个步骤和阶段：概念层面上对于商业变量名称的展示，逻辑层面上展现数据中的变量名称，以及在物理层面上构建那个能支持运算分析的系统。


数据集（Database）
 ——使用数字信号形式收集得到的数据以及数据组织的结构与形式。这样的数据一般是通过数据管理系统来进行查询分析。


数据库管理员（Database Administrator，DBA）
 ——一类负责支持与维护数据库内的架构和内容的人。


数据即服务（Database-as-a-Service（DaaS））
 ——一种置于云端并且按使用量收费的数据库。此类案例有Heroku、Postgres以及亚马逊的关系型数据库服务器。


数据库管理系统（Database Management System，DBMS）
 ——通过一整套集成软件完成收集、存储以及服务数据存取服务工作，从而方便用户使用，甚至是非专家使用的一种系统。


数据中心（Data Center）
 ——一个放置着大量的存储着数据的服务器的屋子或者方法。数据中心可能属于某一个单一组织或者可以把他们的服务买个其他更多的组织。


数据清洗（Data Cleansing）
 ——通过检查数据与修正其中的错误、删除重复值、矫正错误值等手段提高数据可靠信与一致性的手段。


数据采集（Data Collection）
 ——任何用来获得数据的手段。


数据托管人（Data Custodian）
 ——一类负责假设数据库存储关系结构以及配置技术环境的人。


数据导向的决策制定方法（Data-Directed Decision Making）
 ——使用数据来支持并做出关键的决策。


损耗数据（Data Exhaust）
 ——一类人为了完成某项事情而产生的数据副产物，例如电话拨打日志以及上网搜索记录。


数据治理（Data Governance）
 ——一系列用来确保数据的真实性以及让数据可以更好地发挥作用的流程或者方式。


数据集成（Data Integration）
 ——一些把不同数据源的数据合并在一起并且使用某种单一的可视化方式呈现的过程。


数据真实性（Data Integrity）
 ——一种检测数据的准确度、完成性、跨越时间以及数据合法性的方法。


数据管理协会（Data Management Association，DAMA）
 ——一个非盈利性质的国际组织，组织的宗旨是“发展更新的有关于数据管理和处理的理论、技术和实战方法”。


数据管理（Data Management）
 ——根据数据管理协会的定义，数据管理包含了以下管理分析数据。

整个流程的实践需求如下所示。


	数据治理。

	数据架构、分析与设计。

	数据库管理。

	数据安全管理。

	数据质量管理。

	数据引用管理。

	数据仓储以及商业情报管理。

	文档、记录以及内容管理。

	元数据管理。

	接触式数据管理。




数据迁移（Data Migration）
 ——将不同存储方式和格式的数据从一个计算机系统转移到另一个计算机系统的方法。


数据挖掘（Data Mining）
 ——自动地从数据中找到特定的模式和信息的流程，这是在数据探索阶段非常常用的手段。


数据建模（Data Modeling）
 ——开发一种能够定义数据结构从而方便特定的技术人员根据商业需求进行数据分析的过程。或者负责应用开发的小组创造一种数据存取方式的过程。


数据科学（Data Science）
 ——一个最新产生的新名词，有多种定义，但是被最广泛接收的定义是一种集合了统计学、数据可视化、计算机编程、数据挖掘、机器学习以及数据库工程等各种技术来解决复杂问题的方法。


数据科学家（Data Scientist）
 ——数据科学的实践者，经常也被称为大数据科学家。


数据安全（Data Security）
 ——一种保护数据、避免数据被摧毁或者被不法组织利用的行为。


数据集（Data Set）
 ——一种数据的集合，通常有一定的结构与形式。数据集经常也指R语言中的数据框对象。


数据结构（Data Structure）
 ——一种特殊地存储和组织数据的方式。


数据可视化（Data Visualization）
 ——一种用来将数据抽象地展示出来，方便分析人员从中看出重要性和意义以及更好的形成概念发现重要信息的方法。


数据虚拟化（Data Virtualization）
 ——一种通过将数据集成起来提高数据可读性的方法。通常涉及使用数据库、应用软件、文件管理系统、网站、大数据技术等。


判断式分析（Discriminant Analysis）
 ——一种根据已知分组或者分类完成数据分类的方法。其中包括了对大数据进行分类以及把分开的数据归并在不同的组里。


分布式文件系统（Distributed File System）
 ——一类用来提供简便高效的文件存储、分析、处理方法的系统。


分布式处理系统（Distributed Processing System）
 ——一个小区域内的网络，在这个网络上每个人都有自己的一台独立的计算机，但是所有的用户可以分享数据以及应用程序。数据和软件都被分布在相连的计算系统中，而不是某一台中心计算机中。


文件存储数据库（Document Store Database）
 ——一个用来管理存储文档的数据库，它往往被特殊地设计出来以存储、管理以及存取文档，所以也被叫做半结构化数据。

E


企业资源计划系统（Enterprise Resource Planning，ERP）
 ——一类允许组织来管理与调配其所有资源、信息以及商业行为的系统。


电子科学（E-Science）
 ——传统上被定义为可以针对大数据集进行计算分析的学科。最近这个词语的定义被扩大到几乎所有与电子产业相关的方方面面。


事件分析（Event Analytics）
 ——一类通过分析来一步步展示某一个事件发生过程的分析方法。


探索分析（Exploratory Analysis）
 ——不是常规方法或者手段从数据中找到模式的过程。意思是尽量去发现数据集特性，通常指的是数据探索过程，这是数据科学流程中非常重要的一步。


艾字节（Exabyte）
 ——1024PB或者1073741824GB。在今天，人们每天都在创造总量达到1个艾字节的新信息。


提取转化和上载（Extract，Transform and Load）
 ——一种对从不同数据源中采集得到的数据进行抽取，转化并上载到数据库的全过程。

F


故障转移（Failover）
 ——在运行过程中如果一个服务器崩溃的话，自动地转移到另一个服务器的过程。这对于大型的电脑集群是非常有用的技术，因为它确保了数据分析过程的可靠性和连贯性。


容错设计（Fault-Tolerant Design）
 ——一类在系统中的某一个部门不工作了以后依然能保证全局工作正常的系统设计模式。


联邦信息安全管理法案（FISMA）
 ——一个美国联邦法律，要求所有的联邦机构都遵循一定技术标准来确保系统内的信息安全。


文件转移协议（FTP）
 ——将文件从一台计算机转移到另一台计算机的方法或者标准。

G


游戏化（Gamification）
 ——在非游戏的情境下使用游戏元素。这在创造数据的过程中是非常有用的，所以这是大数据科学领域经常用到的一个概念。


吉字节（Gigabyte）
 ——一种统计计算机内数据存储的数量的计量单位。1兆字节指的是10亿字节，吉字节也被缩写为G或者GB或者Gig，但是GB是最清楚的。


图像数据库（Graph Database）
 ——使用图像形式组织的数据库，这样的数据库有边缘，并且有特定的性质和节点用来存储数据。其内部的每个节点都是可以轻易获得的，意思就是每一个元素都可以直接被它的相邻节点去到。


网格计算（Grid Computing）
 ——从不同的地方连接计算机系统，通常是通过云来达到共通目的的。

H


Hadoop
 ——一个通过分布式文件系统来处理和存储大数据的开源的框架。Hadoop是目前最为广为人知而且最为先进的大数据分析平台。


Hadoop分布式文件系统（HDFS）
 ——一个被设计来可以在常规的硬件上完成分布式文件管理的系统。


HBase
 ——一种开源的、非关系型、分布式的运行在Hadoop平台上数据库。这个数据库非常适合用来完成大数据分析任务。


高性能计算（High-Performance-Computing，HPC）
 ——使用超级计算来解决高复杂度与先进的计算问题的方法。


超文本（Hypertext）
 ——一种用来将一个文档中的某一个部分链接到另一个文档某一个部分的技术。这使得用户可以很快地通过点击链接、按钮或者图标来打开另一个文档。


超文本协议（Hypertext Transfer Protocol，HTTP）
 ——用来在万维网上允许用户（浏览器）来与不同的网站服务器发生交互响应的协议。这个协议允许程序员们可以在网站文档中使用超文本标记语言（HTML）链入超文本链接。

I


标记（Indexing）
 ——一种使用计算机程序来将一篇文档中的所有词语与短语都按照页数标注出来，并且按照字母表顺序打印出来的过程。


信息处理（Information Processing）
 ——特定的人使用工具以及流程去存储、取用、分布以及获得信息的过程。信息处理这个词语的含义包括了整个的文字处理、图片处理、图表处理、视频和语音文件处理等过程。


数据库内分析（In-Database Analytics）
 ——在数据库内部完成数据分析的过程。


信息管理（Information Management）
 ——将数据进行采集、管理、分布式存储等各种操作的行为。这其中包括了电子信息、纸质文档信息、结构化的信息以及非结构化的信息。


内存数据网络（In-Memory Data Grid（IMDG））
 ——通过多台服务器将数据存储在内存中，用来加快运算速度以及运算性能的方法。


内存数据库（In-Memory Database）
 ——把数据存储在内存中而不是硬盘上的一种数据库管理系统。结果就是数据的处理、存储和载入都将变得非常快速。


因特网（Internet）
 ——一个将各个计算机网络连接在一起组成一个跨国界大洲的系统。因特网络可以通过多种商用在线服务商来访问，也可以通过一些因特网服务提供商来访问。


物联网（Internet of Things，IoT）
 ——通过传感器将平常的物品链接进入因特网的一种方法。IoT的出现带来了大量的数据。


互联网服务提供商（Internet Service Provider，ISP）
 ——一类提供服务上网服务的组织。美国在线这样的公司是商用在线服务提供商，因为除了互联网接入，他们还提供了很多其他的服务。


局域网（Intranet）
 ——一类公司或者组织建立的专为其内部员工与雇员提供网络服务的小型网络，可以通过防火墙设置屏蔽外来的访问。

J


法律上的数据一致性（Juridical Data Compliance）
 ——通过国家法律规范决定你的数据应该在哪里存储。相对地，如果使用了云存储或者类似解决方案，这也涉及如何将你的数据存储在不同的国家甚至大洲。

K


主键数据库（Key Value Database）
 ——依靠一个主键进行数据存储的数据库，主键是一种独一无二的数据识别方式，让数据更容易被分析与查看。通过主键存储数据库有机遇计算机语言编程分析。


千字节（Kilobyte）
 ——一种表征计算机内存储的数据量大小的计量单位。一个千字节代表1024字节，千字节往往被缩写为K或者KB；但是KB是一个更为准确的描述，因为K也经常被看作1000。

L


延迟（Latency）
 ——一种衡量系统实践拖延的单位。


遗产系统（Legacy System）
 ——一种老旧的系统、技术或者计算机，他们已经没有配件供应，也无法继续快速运转了。


负载平衡（Load Balancing）
 ——通过将工作分配到多台计算机或者服务器上来实现运算过程的最优化以及充分利用系统资源。


地址数据（Location Data，Geo-Location Data）
 ——GPS数据值就是地理位置数据。这对于可视化以及其他一些分析方法非常有效。


日志文件（Log File）
 ——一种计算机、网络或者应用程序自动生成的，用来记录系统运行状况的文件。

M


机器数据（Machine Data）
 ——由机器或者通过传感器和算法产生的数据。


机器学习（Machine Leaning，ML）
 ——计算机的一个研究领域，指的是通过开发算法让计算机从它们正在做的事情中不断进行学习，并且让它们做得越来越好。虽然人工智能与机器学习非常类似，但是它们并不是一样的。机器学习算法是数据科学的重要组成部分。


MapReduce
 ——一种用来并行处理大规模数据运算软件模式的软件。


大规模并行运算（Massively Parallel Processing，MPP）
 ——使用不同的处理系统或者计算机在同一时间完成运算工作。


主数据管理（Master Data Management，MDM）
 ——管理一桩生意中的核心非事务性数据是确保交易的质量和持续性的重要手段。重要的主数据包括客户与供应数据、产品信息、雇员信息等。


兆字节（Megabyte）
 ——一种表征计算机内存储的数据量大小的计量单位。一个兆字节代表100万字节。兆字节往往被缩写为M或者MB，但是MB是一个更为准确的描述，因为M也经常被看作100万。


内存（Memory）
 ——计算机存储信息的一部分。经常被称为Random Access Memory（RAM），存储在内存中的数据可以被快速地读取与分析而不需要缓慢的处理过程。


元数据（Metadata）
 ——用来描述其他数据的数据，例如，描述一个数据集的大小的数据。


MongoDB
 ——一种流行的开源非关系型数据库。


大规模并行计算数据库（MPP Database）
 ——可以支持最优化运算以及并行计算环境的数据库。


多维度数据库（Multi-Dimensional Database）
 ——一种适合网络应用分析的最优化过的数据库。


多线程（Multi-Threading）
 ——把一个命令分割成不同的线程同时执行的方法。多线程可以把一台计算机的CPU编成一个计算机集群，从而可以充分利用其中的CPU核。


多值数据库（MultiValue Database）
 ——一种非关系并且有多个维度的数据库可以直接存储三维数据，通常都是非常大的字符串数据并且最好使用HTML和XML字符串来直接处理。


文化基因算法（Memetic Algorithm）
 ——一种合成了稳定态的遗传算法与局部最优化的特殊的进化算法。

N


自然语言处理（Nature Language Processing，NLP）
 ——计算机科学的一个研究领域，主要研究方向是计算机与人类语言之间的交互。NLP被广泛地应用在文本分析，并且也是数据科学领域的一个非常流行的子领域。


网络分析（Network Analysis）
 ——分析一个网络中不同节点之间的联系强度的分析方法。使用网络与图论算法来寻找节点之间的关系。


NewSQL
 ——一种被很好地定义了的数据库系统，比SQL更易于学习与操作，甚至比NoSQL更新。


NoSQL
 ——一类不使用关系型模型的数据库管理系统。NoSQL就是为了处理大量不符合常规整理模式的数据而出现的。它非常适合于存储那些大量的非关系型数据。它经常被戏称为“Not only SQL”因为它的数据库并不依赖于传统的关系型数据库结构。


标准化（Normalization）
 ——将数值变量转换到相同范围的一种算法。这样的算法允许科学家以更有效的方式更轻易地比较变量。

O


对象型数据库（Object Database）
 ——直接把数据按照对象的形式存储进入库中的数据库，这样方便用于面向对象编程。他们与关系型数据库以及图数据库不同，并且大部分这样的数据库都提供一种可以将整个对象提取出来的查询语言。


联机分析处理（Online Analytical Processing，OLAP）
 ——使用3种操作进行多维度数据分析的过程：整合（将可用的数据整理好合并在一起）、钻取（让用户可以看到深层次细节）以及切块和切片（让用户可以从中选择小的集群并且深入观察）。


联机事务处理（Online Transactional Processing，OLTP）
 ——一种可以让用户处理大规模事务数据的系统，从而可以从中挖掘出更多的信息。


数据中心联盟（Open Data Center Alliance ODCA）
 ——一个旨在加速云计算发展的环球IT联盟。


开源（Open Source）
 ——一类软件代码可以被免费下载、更改和安装的软件。


可操作数据库（Operational Database）
 ——存储了一个组织的常规运营记录的数据库，他们往往对于商业来往非常重要。公司往往是用联机事务处理程序来操作这些数据，用来收集和存取有关于这个公司的各种信息。


最优化分析（Optimization Analysis）
 ——在设计产品的时候通过算法对产品进行优化的一个过程。它允许公司来虚拟地设计很多不同的产品，然后用不同的产品进行比较。


本体论（Ontology）
 ——本体论定义了某一领域或领域内的专业词汇以及他们之间的关系，对于数据库的建立非常有帮助。


异常值检测（Outlier Detection）
 ——异常值就是那些在一组数据或者一批联合数据中会对于数据的研究造成干扰的数值。它往往距离其他的数据在距离上比较远，所以往往这样的异常值需要投入更多的研究，也被称为“非正常值检测”。

P

用算法同时运算其中的每一个小部分。并行数据分析可以在相同的系统上运行，也可以在不同的系统上运行。


并行方法调用（Parallel Method Invocation，PMI）
 ——允许程序代码可以在并行运算的时候调用不同的函数。


并行处理（Parallel Processing）
 ——在同一时间执行多个任务的方法。


并行查询（Parallel Query）
 ——一种可以在多个系统上同时进行查询的快速查询方式。


模式识别（Pattern Recognition）
 ——通过算法从数据中找出特定的模式，从而可以对新的数据进行分类或者预测的一种方法。模式识别经常被看作是一种有监督的学习方法，并且涵盖了大部分的机器学习算法。


绩效管理（Performance Management）
 ——通过调整系统来得到新的商业结果，并用新的结果与旧的结果作比较的一种方法，用这个方法可以找出新的值得关注的领域。


拍字节（Petabyte）
 ——1024 TB，或者100万GB。欧核中心的大型强子对撞机大约可以在每一秒产生1拍字节的数据。


预测分析（Predictive Analysis）
 ——大数据最有价值的分析所在，因为它可以帮助每一个人知道自己想买什么、想去哪里或者其他有类似行为的人都在做的事情。它用到了不同的数据集，例如历史数据、社交数据、事物数据或者用户的自身信息等来找到有关于每一个用户的风险所在或者机会所在。


预测建模（Predictive Modeling）
 ——开发模型来预测未来结果或者趋势的一种方法。


程序（Program）
 ——一串用于让计算机知道该做什么的字符。软件也是由程序构成的。


流程（Protocol）
 ——一组用于让计算机完成信息交换和处理的模式化的标准处理方法。

Q


数字化自我（Quantified Self）
 ——一种让个人使用各种手机软件来记录自己的每天的行动与行为以获得针对这个个体的更好的理解。


查询（Query）
 ——从数据库中提取某种信息来回到某个问题的方法。


查询分析（Query Analysis）
 ——通过查询来获得最优化结果的方法。

R


R
 ——一种用于统计编程和图像化的开源的编程语言以及运行环境。R语言广泛地被统计学家和数据挖掘师用来开发统计软件和数据分析工具。R的流行程度在近几年更大大地提升了。


实时（Real Time）
 ——一种在事件发生的同时能对数据进行描述和处理的形式。


实时数据（Real-Time Data）
 ——在产生的几微秒内就被处理、存储、分析以及可视化的数据。


推荐系统引擎（Recommendation Engine，Recommender System）
 ——一种可以通过分析用户在某一个网站上的购买记录与行为来完成针对用户的产品推荐的算法。


记录（Record）
 ——有关于一个物体的附属信息。


记录管理（Records Management）
 ——管理一个组织的所有记录数据，从整个产品周期的创造到分发的全过程。


参考数据（Reference Data）
 ——能用来描述一个对象的数据，这个对象可能是真实的或者虚拟的。


回归分析（Regression Analysis）
 ——一种检验两种变量之间的相关性的统计方法。该方法假设是两个变量中的一个发生变化从而引起了另一个变量的数值发生了变化。


反馈（Report）
 ——从数据库中通过一行查询命令得到返回结果，通常是呈原始数据形态的结果。


风险分析（Risk Analysis）
 ——通过对一到多组数据使用统计方法来决定某一个项目的风险、行为或者决策的过程。


根本原因分析（Root-Cause Analysis）
 ——决定导致一个问题的主要原因的分析过程。


路径分析（Routing analysis）
 ——针对某种运输方法通过使用多种不同的变量分析从而找到一条最优路径，以达到降低燃料费用，提高效率的目的。

S


可扩展性（Scalability）
 ——当任务量或规模增大时，系统或进程仍能以合格的性能进行工作的一种能力


纲要（Schema）
 ——数据库系统中用来组织数据而设计的结构。


半结构化数据（Semi-Structured Data）
 ——半结构化数据并不具有结构化数据严格的存储结构，但它可以使用标签或其他形式的标记方式以保证数据的层次结构。


服务器（Server）
 ——一种物理或者虚拟的用来给软件应用提供服务以及在网络间传递请求的计算机。


信号分析（Signal Analysis）
 ——指通过度量随时间或空间变化的物理量来分析产品的性能，特别是使用传感器数据。


相似性搜索（Similarity Searches）
 ——在数据库中查询最相似的对象，这里所说的数据对象可以是任意类型的数据。


仿真分析（Simulation Analysis）
 ——仿真是指模拟真实环境中进程或系统的操作。仿真分析可以在仿真时考虑多种不同的变量，确保产品性能达到最优。


智能网格（Smart grid）
 ——在能源网中使用传感器实时监控其运行状态，有助于提高效率。智能网格非常依赖于超大规模数据的采集和分析。


软件即服务（Software-as-a-Service，SaaS）
 ——基于Web的通过浏览器使用的一种应用软件，Salesforce就是一个世界著名的SaaS案例。


固态硬盘（Solid-State Drive，SSD）
 ——也叫做固态驱动，是一种用来在内存中存储数据的设备。


空间分析（Spatial analysis）
 ——空间分析法分析地理信息或拓扑信息这类空间数据，从中得出分布在地理空间中的数据的模式和规律。这样的分析经常被用于一些比较特殊的系统中，例如地理信息系统（GIS）。


Storm
 ——一种开源的分布式计算系统，为了实时地处理多种数据流而被设计。


结构化数据（Structured Data）
 ——可以组织成行列结构，可识别的数据。这类数据通常是一条记录或者一个文件，或者是被正确标记过的数据中的某一个字段，并且可以被精确地定位到。


结构化查询语言（Structured Query Language）
 ——一种用于从关系型数据库中抽取数据的编程语言。SQL并不是直接被用于大数据领域的。

T


太字节（Terabyte）
 ——大约1024 GB，一个太字节容量大约等于300个小时的高清视频。


文本分析（Text Analytics）
 ——使用统计学、语言学以及机器学习技术进行基于文本的数据分析，目的是挖掘出更多信息和知识。


线程（Thread）
 ——一系列的在公告板系统上代表正在进行的针对一个特殊讨论的讨论信息。


时间序列分析（Time Series Analysis）
 ——分析在重复测量时间里获得的定义良好的数据。分析的数据必须是良好定义的，并且要取自相同时间间隔的连续时间点。


拓扑数据分析（Topological Data Analysis）
 ——拓扑数据分析主要关注3点：复合数据模型、集群的识别以及数据的统计学意义。


传输控制协议（Transmission Control Protocol/Internet Protocol，TCP/IP）
 ——用来连接计算机和网络群的超过100多个协议的总和。


事务数据（Transactional data）
 ——用来描述一个项目或者事务发生过程的数据。


透明性（Transparency）
 ——消费者想要知道他们的数据有什么作用以及被作何处理，而组织机构则把这些信息都透明化了。

U


非结构化数据（Un-structured data）
 ——非结构化数据一般被认为是大量纯文本数据，其中还可能包含日期、数字和实例。

V


价值（Value）
 ——所有可用的数据，能为组织机构、社会、消费者创造出巨大的价值。


可变性（Variability）
 ——也就是说，数据的含义总是在（快速）变化的。例如，一个词在相同的推文中可以有完全不同的意思。


多样性（Variety）
 ——数据总是以各种不同的形式呈现，例如结构化数据、半结构化数据、非结构化数据，甚至还有复杂结构化数据。


高速性（Velocity）
 ——大数据的主要特点之一，数据的创建、存储、分析、虚拟化都要求被高速处理。


真实性（Veracity）
 ——大数据的特点之一，真实性是指数据的正确性，组织机构需要确保数据的真实性，才能保证数据分析的正确性。


可视化（Visualization）
 ——可视化指是的复杂的图表，图表中包含大量的数据信息，但可以被很容易地理解和阅读。只有正确地可视化，原始数据才可被投入使用。这里的“可视化”并非普通的图型或饼图。


大量（Volume）
 ——大数据的特点之一，指大数据的数据量，范围从terabytes开始以上都算，并且一直还在高速地增长。

W


天气数据（Weather data）
 ——是一种重要的开放公共数据来源，如果与其他数据来源合成在一起，可以为相关组织机构提供深入分析的依据。

X


XML数据库（XML Databases）
 ——XML数据库是一种以XML格式存储数据的数据库。XML数据库通常与面向文档型数据库相关联，开发人员可以对XML数据库的数据进行查询、导出以及按指定的格式序列化。

Y


尧字节（Yottabytes）
 ——约等于1000 ZB （Zettabytes），约等于250万亿张DVD的数据容量。现今，整个数字化宇宙的数据量为1 YB，并且将每18年翻一番。

Z


泽字节（Zettabytes）
 ——约等于1000 EB（Exabytes），约等于100万TB。据预测，到2016年全球范围内每天网络上通过的信息大约能达到1 ZB。








附录1 有用的网页链接
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www.kaggle.com


	
人际网络、大数据分析竞赛、找工作


	
可能是目前有关于数据科学家和机器学习专家的最流行的网站。一定要记得把它添加进入你的浏览器收藏夹





	
www.linkedin.com


	
人际网络、找工作、在线简历


	
最流行的社交平台之一，适合于各种工作各种级别的人加入。有很多领域内小组，并且可以在上面遇到其他的数据科学家并向他们学习





	
www.datasciencecentral.com


	
文章、找工作、人际网络、新闻、背景知识


	
也是最流行的一个高质量数据科学网站。对于数据科学专家和新手都很适合，是一个非常好的寻找灵感和技术的地方





	
www.coursera.com


	
在线学习、人际网络


	
是目前最流行的在线教育平台，由斯坦福大学的一群教授建立。上边有一些有关于数据科学的课程，在每一个课程的论坛中，你可以找到一些其他志同道合的人





	

https://datascience01.wordpress.com



	
新闻


	
一个适合新人找到最新领域内新闻的地方





	

http://cran.r-project.org/



	
R、新闻、软件


	
一个熟悉R语言开发流程的好地方，并且可以轻松下载各种R包进行开发





	
www.indeed.com


	
找工作、在线简历


	
最著名的招聘网站





	

http://whatsthebigdata.com



	
新闻、背景知识、文章、大数据


	
一个可以很好地拓展自己的大数据领域知识，并且可以发现最多目前的前沿技术发展情况的地方





	

http://www.bigdatauniversity.com



	
在线学习、大数据


	
最好的获得数据技术专业知识和资源的地方，由IBM创建与维护





	

http://www.r-project.org



	
R、新闻、软件


	
适合开发者经常浏览的，充满了大量流行的大数据分析方法的开源平台





	

http://www.eclipse.org



	
Eclipse、新闻、软件


	
最流行的一个面向对象编程语言集成开发平台





	

http://Hadoop.apache.org



	
大数据、Hadoop软件


	
最流行的大数据技术平台





	

http://www.careerealism.com



	
找工作


	
一个充满了很多找工作教程和指导资源的网站





	

http://stackoverflow.com



	
技术问题


	
一个可以找到各种技术问题的解决方案的地方（例如R语言）





	

http://coursetalk.org



	
在线学习


	
一个适合学生们找到各种各样的课程进行学习的在线教育平台，并且学生们可以评价他们选择过的课程





	
www.edX.org


	
在线学习


	
一个可以提供不同课题的大数据课程的在线教育平台





	
www.classcentral.com


	
在线学习


	
一个可以从不同的在线教育平台找到各种课程资源的网站，例如Coursera、edX等





	
www.technicspub.com


	
线下学习


	
一个可以找到各种技术书籍的网站





	
www.java.com


	
面向对象编程、Java、软件


	
目前世界上最流行的面向对象编程语言之一





	
www.python.org


	
面向对象编程、Python、Software


	
目前世界上最流行的面向对象编程语言之一





	
www.gnu.org/software/octave


	
面向对象编程、Octave、软件


	
目前最流行的一个开源数据分析平台之一，与Matlab非常类似





	
www.mathworks.com/matlabcentral


	
面向对象编程、Matlab、软件


	
目前非常流行的一个数据分析平台





	
www.tableausoftware.com


	
数据可视化、软件


	
目前最流行的一种可视化软件





	
www01.ibm.com/software/data/infosphere/biginsights


	
大数据、软件


	
IBM开发的一个非常适于处理大数据的平台（基于Hadoop）





	

http://git-scm.com



	
版本控制、软件


	
一个非常流行的用来控制软件或者程序版本的网站





	
www.oracle.com


	
数据库管理、软件


	
目前世界上最流行的一个数据库





	
www.datascience201.com?kid=21QD6


	
在线学习


	
一个可以找到很多学习数据科学的各种有趣资源的地方，主要针对数据新手





	
www.udacity.com


	
在线学习


	
一个可以提供大量数据科学课题学习的在线学习平台





	
www.cs.toronto.edu/~hinton


	
个人


	
目前世界上最著名的一个数据科学家的主页





	
www.meetup.com


	
人际网络、线下学习


	
目前最好的一个基于线下自组织团体的社交平台。上面有很多专业的团队，非常适合用来建立人际网络以及寻找教育资源
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http://flowingdata.com/



	
数据科学家的职责


	
有关于过往几年的数据科学的流行情况、相关技术以及其他有关于数据科学家的信息的文章





	

http://www.datacommunitydc.org/



	
数据产品


	
有关于最近的流行的数据产品的文章





	

http://www.cooldailyinfographics.com/post/describing-how-differentindustries-havecapitalized-big-data



	
信息图、大数据


	
有关于数据科学在各个领域的功能与作用的信息图谱





	

http://gigaom.com/2011/09/30/big-data-equalsbig-opportunities-forbusinesses-infographic



	
信息图、大数据


	
另一个有关于大数据在不同领域中发挥作用的信息图谱





	

http://whatsthebigdata.com/



	
数据科学史


	
提供长年累月依赖的经典数据科学里程碑信息的文章





	

http://www.forbes.com/sites/gilpress/2013/05/28/a-very-short-history-ofdata-science



	
数据科学史


	
另一篇有关于数据科学史的文章





	

http://www.verious.com/tutorial/big-data-storagemediums-data-structures



	
技术简介、大数据


	
非常有用的有关于数据存储和大数据数据库的文章





	

http://howtojboss.com/2013/02/13/big-datastorage-mediums-datastructures



	
技术简介、大数据


	
有关于数据存储与数据库的重要文章





	
http://www.techopedia.com/definition/28789/data-exploration


	
数据科学流程、数据探索


	
有关于数据探索以及其在数据科学中的作用的文章





	

http://www.bytemining.com/2011/08/Hadoopfatigue-alternatives-toHadoop



	
技术简介、大数据技术


	
介绍除了Hadoop以外的其他大数据处理平台的文章





	

http://www.enterpriseappstoday.com/datamanagement/4-hot-opensource-big-dataprojects.html



	
技术简介、大数据科技


	
另一篇有关于Hadoop替代品的文章





	

http://strata.oreilly.com/2012/02/what-is-apacheHadoop.html



	
技术简介、大数据技术


	
Hadoop平台系统简介





	

https://apandre.wordpress.com/tools/comparison/



	
数据科学流程、数据可视化


	
有关于比较当前的不同的数据可视化工具的文章





	

http://www.mlplatform.nl/what-is-machinelearning



	
数据科学史、机器学习


	
有关于机器学习经典算法的简要介绍





	

http://sge.wonderville.ca/machinelearning/history/history.html



	
数据科学史、机器学习


	
更多有关于机器学习的介绍，包括其经典算法





	

http://cran.rproject.org/web/views/MachineLearning.html



	
机器学习、R包


	
有关于机器学习包和库的完整列表





	

http://www.datasciencecentral.com/profiles/blogs/data-scientist-core-skills



	
数据科学家技能


	
有关于当前的数据科学家所需技能的文章





	

http://datainformed.com/glossaryof-big-data-terms



	
大数据、词汇表


	
本书词汇表来源之一





	
www.bigdatastartups.com/abc-bigdata-glossary-terminology


	
大数据、词汇表


	
另一个本书的词汇表来源





	

http://www.mhhe.com/business/buscom/gregg/docs/appd.pdf



	
词汇表


	
又一个本书的词汇表来源
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Hal Daumé III， ACourse in MachineLearning (2012)


	
机器学习、电子书


	
针对入门者的机器学习书籍，介绍了不同的机器学习技术





	
Mohammed J. Zaki and Wagner Meira Jr.，DataMining and Analysis:Fundamental Conceptsand Algorithms (2013)


	
数据分析、电子书


	
有关于数据分析的非常好的书，专注于数据挖掘算法





	
Jeffrey Stanton， AnIntroduction to DataScience (2013)


	
R、电子书


	
与标题不太一样，其实内容是有关于如何使用R去做数据科学，主要针对零基础入门者





	
John Verzani， GettingStarted with RStudio(2011)


	
R Studio、电子书


	
很不错的有关于R Studio IDE的书





	
Bill Franks， Taming the Big Data Tidal Wave(2012)


	
大数据


	
从商业角度出发的讲述当今的大数据价值的一本书





	
Pete Warden，Big DataGlossary (2011)


	
大数据


	
本书远远不止是一本词典，其实给了你一个完整的大数据概念，并且简介了各种大数据技术以及应该怎么使用它们





	
O’Reilly Media，BigData Now: 2012Edition (2012)


	
大数据、案例研究


	
另一本有关于大数据技术及其使用的书，包括了一个很好的也有关于医疗企业的案例





	
Anand Rajaraman，JureLeskovec， and JeffreyD. Ullman，Mining OfMassive Datasets(2013)


	
大数据、数据分析、数据挖掘


	
很好的一本关于用各种数据分析技术来分析非常大的数据的书





	
McKinsey GlobalInstitute， Big Data: TheNext Frontier ofInnovation，Competition andProductivity (2011)


	
大数据、电子书、总结


	
有关于大数据的发展以及其如何影响商业的一本总结式著作





	
Peter Harrington，Machine Learning inAction (2012)


	
机器学习


	
使用Python完成各种机器学习的指导性书籍





	
Derek Rowntree，Statistics WithoutTears: An Introductionfor Non-Mathematicians(2000)


	
统计学


	
针对初学者的一本非常好的有关于统计学的简介性著作，书中有许多不错的应用案例





	
Nate Silver， The Signaland the Noise: Why SoMany Predictions Fail— but Some Don't(2012)


	
统计、数据分析


	
非常鼓舞人心的一本有关于数据分析的一本书。作者描述了一些研究分析案例以及为什么某些案例最终失败了，而其他的却成功了





	
Joseph Adler， R in aNutshell – 2nd Edition(2012)


	
R


	
一本有关于R的非常好的参考书，但是不太适合于初学者，因为是针对已经对R比较熟悉的人





	
Paul Zikopoulos et al，Harness the Power ofBig Data (2013)


	
大数据、BigInsight


	
一本详细介绍了各种大数据技术以及各种用来实现大数据分析的平台模块的书。本书强烈推荐了IBM开发的大数据处理平台





	
Richard Duda et al，Pattern Classification(2nd edition)


	
机器学习、Matlab


	
可能是这个领域内最好的一本著作了














看完了

如果您对本书内容有疑问，可发邮件至contact@epubit.com.cn，会有编辑或作译者协助答疑。也可访问异步社区，参与本书讨论。

如果是有关电子书的建议或问题，请联系专用客服邮箱：ebook@epubit.com.cn。

在这里可以找到我们：


	微博：@人邮异步社区

	QQ群：368449889 　
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[-pl- puglnatel——no —pager] [-- no—repluce object:

[--bare] [--git GIT_DIR] [--work ”T_WEIRK_TREE]
[--help] COMMAND [ARGS]

The most commonly used git commands are
file contents to the index
hlSECt F nd by blnu ry search the change thot introduced a bug
branch List, ¢ or delete branches
checkout Checkout branch or path to the worklng tree
clone Clone g repository into a new
t

commit Record chunges to the reposi y
diff Show changes between commits, commit and working tree, etc
fetch Down Load obJects and refs from another repository
grep Print lines matching o patter
init Create on empty git repnsttory or reinitialize on existing one
log Show commit Lo
nerge Join two or more develnpment hlstorles together
my Move or rename o file, o directo; or a symlink
pull Fetch from and merge w1th unother repusxtory or a local branch
push Update remote refs along with associated objects
rebase Forward-port. local commits to the updated upstream head
reset eset current HEAD to the specified st
Remove files from the wnrk\ng tree and frnm the index
Show various types of objects

show
status Show the working tree stotus
tag Create, list, delete or verify a tag object signed with GPG

See 'git help COMMAND' for more information on a specific command.
Sof tpedias-MacBookPro:~ softpedia!
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R version 3.0.1 (2013-05-16) -- "Good Sport”
Copyright (C} 2013 The R Foundation for Statistical Computing
Platform: i386-w64-mingw32/i386 (32-bit)

R is free scftware and comes with ABSOLUTELY NO WARRANTY.
You are welcome to redistribute it under certain conditions.

Type 'licenss()' or 'licence()' for distribution details.

Natural language support but ruming in an English locale

R is a collaborative project with many contributors.
Type 'contributers()’

for more information and
'citation()' on how to cits R or R packages in rublications.

Type 'demo()' for some demos, 'help()' for on-line help, or
‘help.start(}' for an ETML browser interface to help.
Type 'aq()' to quit R.

[Previously saved workspace restored]
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public class DetermineLeapYear {

public static void main(String[] args) (

int year = 2013; // year we want

// if year is

le by 4, it i

if ( (year % 400 == 0) ||
System.out.println("Year

else

((year

System.out.println("Year

0) && (year % 100 != 0)) )
" 4 year + " is a leap year");

" 4 year + " is not a leap year");
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Hadoop job_200709211549_0003 on localhost

: streamjob34453 jar
le: /ust/local’hadoop-datastore/hadoop-hadoop/mapred/systemsjob_200709211549_0003/job.xml
Status: Succeeded

Started at : Fri Sep 21 16:07:10 CEST 2007

Finished at: Fri Sep 21 16:07:26 CEST 2007

Finished in: 16sec

| Kind | % Complete | Num Tasks | Pending || Running | Compiete | Killed FullodMited
;M | 10000% 3 of 0 I 0/0
reduce | 100.00% 1] of 0 1 0/0
[ [ Counter [ Map |thuce [ Total
| Launched map tasks | of o 3
b Counters | Launched reduce tasks | o o 1
I ‘ Data-local map tasks ‘ 0 | 0 | 3
3 ‘ Map input records ‘ 77,637 | 0 [ 77,637
| ‘ Map output records ‘ 103,909 | 0 \ 103,909
! ‘ Map input bytes 3,659,910 | 03659910
j Map-Reduce Framework ‘ Map output bytes 1,083,767 | 01,083,767
| ‘Reduce input groups ‘ 0 | 85,095 [ 85,095
i ‘Reducc input records ‘ 0 | 103,909 | 103,909
| ‘Reduce output records ‘ 0 | 85,095 ‘ 85,095

Change priority from NORMAL to: VERY_HIGH HIGH LOW VERY_LOW
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