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编者 / 刘敏




“人工智能”这一概念的出现可以追溯到20世纪50年代，真正进入公众视野、引起大众广泛讨论应该是IBM公司“深蓝”电脑击败人类国际象棋大师卡斯帕洛夫的时候。2016年和2017年，Google的AlphaGo先后战胜世界级围棋选手李世乭、柯洁的事件再一次将“人工智能”推上热议榜。一时间，“人工智能”取代了大数据、数据驱动等昔日“宠儿”，成为了各大互联网技术会议的“当红明星”，像“人工智能时代下的XX”“基于人工智能的XX系统”“落地人工智能”等会议主题或演讲题目自然是会议主办方吸引听众的有效手法。

单就计算机软件技术领域，“机器学习”常常用来指代人工智能。通过一系列算法，机器学习能够从大量历史数据中学习规律，从而对新的样本做出智能识别或对未来做出预测。可以说，机器学习不仅是程序员们争相学习的技能，也影响或改变了大多人的生活方式。

因为垃圾邮件过滤器的存在，我们可以免受垃圾邮件的困扰，直接处理重要的商务信息。多亏有了智能推荐系统，我们不再盲目地点开视频、播放音乐、费劲地搜索想要的商品，机器优化后的推荐品大大节省了时间。语音识别、图像识别将人类从大量的耗力劳动中解放出来，去从事更有创造性的活动。

本期《码农》聚焦机器学习，解锁它的含义、任务、发展历程，在工业界、医学界和大众生活场景中的应用。工业界要想有新的突破，必须走“制造+智能化”的道路。“通过数据挖掘、数据分析找到顾客的需求，提供更多的服务，替顾客创造更多的价值，”工业4.0专家李杰在图灵访谈中这样阐述工业4.0的发展方向。在医疗方面，美国杜克大学医学院神经生物学教授、法国科学院院士、巴西科学院院士、畅销书《脑机穿越》作者米格尔·尼科莱利斯认为，他希望通过人类大脑直接控制外部设备，帮助病人恢复失去的功能，获得更多的灵活性和更好的移动性。

机器学习，穿越数据迷雾，探索隐藏价值。
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何谓机器学习
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作者/Peter Harrington

拥有电气工程学士和硕士学位，他曾经在美国加州和中国的英特尔公司工作7年。Peter拥有5项美国专利，在三种学术期刊上发表过文章。他现在是Zillabyte公司的首席科学家，在加入该公司之前，他曾担任2年的机器学习软件顾问。Peter在业余时间还参加编程竞赛和建造3D打印机。



最近我和一对夫妇共进晚餐，他们问我从事什么职业，我回应道：“机器学习。”妻子回头问丈夫：“亲爱的，什么是机器学习？”她的丈夫答道：“T-800型终结者。”在《终结者》系列电影中，T-800是人工智能技术的反面样板工程。不过，这位朋友对机器学习的理解还是有所偏差的。

我既不会探讨和计算机程序进行对话交流，也不会与计算机探讨人生的意义。机器学习能让我们从数据集中得到启发，换句话说，就是利用计算机来彰显数据背后的真实含义，这才是机器学习的真实含义。它既不是只会徒然模仿的机器人，也不是具有人类感情的仿生人。

现今，机器学习已应用于多个领域，远超出大多数人的想象，下面就是假想的一日，其中很多场景都会碰到机器学习：假设你想起今天是某位朋友的生日，打算通过邮局给她邮寄一张生日贺卡。你打开浏览器搜索趣味卡片，搜索引擎显示了10个最相关的链接。你认为第二个链接最符合你的要求，点击了这个链接，搜索引擎将记录这次点击，并从中学习以优化下次搜索结果。然后，你检查电子邮件系统，此时垃圾邮件过滤器已经在后台自动过滤垃圾广告邮件，并将其放在垃圾箱内。接着你去商店购买这张生日卡片，并给你朋友的孩子挑选了一些尿布。结账时，收银员给了你一张1美元的优惠券，可以用于购买6罐装的啤酒。之所以你会得到这张优惠券，是因为款台收费软件基于以前的统计知识，认为买尿布的人往往也会买啤酒。然后你去邮局邮寄这张贺卡，手写识别软件识别出邮寄地址，并将贺卡发送给正确的邮车。当天你还去了贷款申请机构，查看自己是否能够申请贷款，办事员并不是直接给出结果，而是将你最近的金融活动信息输入计算机，由软件来判定你是否合格。最后，你还去了赌场想找些乐子，步入前门时，尾随你进来的一个家伙被突然出现的保安给拦了下来。“对不起，索普先生，我们不得不请您离开赌场。我们不欢迎老千。”图1-1集中展示了使用到的机器学习应用。
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图 1-1　机器学习在日常生活中的应用，从左上角按照顺时针方向依次使用到的机器学习技术分别为：人脸识别、手写数字识别、垃圾邮件过滤和亚马逊公司的产品推荐


上面提到的所有场景，都有机器学习软件的存在。现在很多公司使用机器学习软件改善商业决策、提高生产率、检测疾病、预测天气，等等。随着技术指数级增长，我们不仅需要使用更好的工具解析当前的数据，而且还要为将来可能产生的数据做好充分的准备。

机器学习是什么

在过去的半个世纪里，发达国家的多数工作岗位都已从体力劳动转化为脑力劳动。过去的工作基本上都有明确的定义，类似于把物品从A处搬到B处，或者在这里打个洞，但是现在这类工作都在逐步消失。现今的情况具有很大的二义性，类似于“最大化利润”，“最小化风险”、“找到最好的市场策略”......诸如此类的任务要求都已成为常态。虽然可从互联网上获取到海量数据，但这并没有简化知识工人的工作难度。针对具体任务搞懂所有相关数据的意义所在，这正成为基本的技能要求。

除却一些无关紧要的情况，人们很难直接从原始数据本身获得所需信息。而机器学习可以把无序的数据转换成有用的信息，防止我们迷失于海量的数据当中，帮助我们穿越数据雾霭。

机器学习的主要任务


分类


研究机器学习的分类任务之前，我们先构建了下面的鸟类分类系统，来理解机器学习中的专家系统。开发出能够识别鸟类的计算机软件，鸟类学者就可以退休了。因为鸟类学者是研究鸟类的专家，因此我们说创建的是一个专家系统。

要区分不同的鸟类，需要使用四个不同的属性值，我们选用体重、翼展、有无脚蹼以及后背颜色作为评测基准。现实中，你可能会想测量更多的值。通常的做法是测量所有可测属性，而后再挑选出重要部分。下面测量的这四种值称之为特征，也可以称作属性，这里一律将其称为特征。


表1 基于四种特征的鸟物种分类表
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表1 的前两种特征是数值型，可以使用十进制数字；第三种特征（是否有脚蹼）是二值型，只可以取0或1；第四种特征（后背颜色）是基于自定义调色板的枚举类型，这里仅选择一些常用色彩。如果仅仅利用常见的七色作为评测特征，后背颜色也可以是一个整数。当然在七色之中选择一个作为后背颜色有些太简单了，但作为专家系统的演示用例，这已经足够了。

如果你看到了一只象牙喙啄木鸟，请马上通知我！而且千万不要告诉任何人。在我到达之前，一定要看住它，别让它飞跑了。（如果发现活的象牙喙啄木鸟，就可以得到5万美元的奖励。）

如果想从众多鸟类中分辨出象牙喙啄木鸟，并从中获利，最简单的做法是安装一个喂食器，然后雇佣一位鸟类学者，观察在附近进食的鸟类。如果发现象牙喙啄木鸟，则通知我们。这种方法太昂贵了，而且专家在同一时间只能出现在一个地方。我们可以自动化处理上述过程，安装多个带有照相机的喂食器，同时接入计算机用于标识前来进食的鸟。同样我们可以在喂食器中放置称重仪器以获取鸟的体重，利用计算机视觉技术来提取鸟的翅长、脚的类型和后背色彩。假定我们可以得到所需的全部特征信息，那该如何判断飞入进食器的鸟是不是象牙喙啄木鸟呢？这个任务就是分类，有很多机器学习算法非常善于分类。本例中的类别就是鸟的物种，更具体地说，就是区分是否为象牙喙啄木鸟。

最终我们决定使用某个机器学习算法进行分类，首先需要做的是算法训练，即学习如何分类。通常我们为算法输入大量已分类数据作为算法的训练集。训练集是用于训练机器学习算法的数据样本集合，表1 是包含六个训练样本的训练集，每个训练样本有4种特征、一个目标变量，如下图所示。目标变量是机器学习算法的预测结果，在分类算法中目标变量的类型通常是离散型的，而在回归算法中通常是连续型的。训练样本集必须确定知道目标变量的值，以便机器学习算法可以发现特征和目标变量之间的关系。正如前文所述，这里的目标变量是物种，也可以简化为标称型的数值。我们通常将分类问题中的目标变量称为类别，并假定分类问题只存在有限个数的类别。
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图：特征和标识的目标变量


注意：特征或者属性通常是训练样本集的列，它们是独立测量得到的结果，多个特征联系在一起共同组成一个训练样本。



为了测试机器学习算法的效果，通常使用两套独立的样本集：训练数据和测试数据。当机器学习程序开始运行时，使用训练样本集作为算法的输入，训练完成之后输入测试样本。输入测试样本时并不提供测试样本的目标变量，由程序决定样本属于哪个类别。比较测试样本预测的目标变量值与实际样本类别之间的差别，就可以得出算法的实际精确度。

假定这个鸟类分类程序，经过测试满足精确度要求，是否我们就可以看到机器已经学会了如何区分不同的鸟类了呢？这部分工作称之为知识表示，某些算法可以产生很容易理解的知识表示，而某些算法的知识表示也许只能为计算机所理解。知识表示可以采用规则集的形式，也可以采用概率分布的形式，甚至可以是训练样本集中的一个实例。在某些场合中，人们可能并不想建立一个专家系统，而仅仅对机器学习算法获取的信息感兴趣。此时，采用何种方式表示知识就显得非常重要了。


回归


前面的例子介绍了机器学习如何解决分类问题，它的主要任务是将实例数据划分到合适的分类中。机器学习的另一项任务是回归，它主要用于预测数值型数据。大多数人可能都见过回归的例子——数据拟合曲线：通过给定数据点的最优拟合曲线。分类和回归属于监督学习，之所以称之为监督学习，是因为这类算法必须知道预测什么，即目标变量的分类信息。

与监督学习相对应的是非监督学习，此时数据没有类别信息，也不会给定目标值。在非监督学习中，将数据集合分成由类似的对象组成的多个类的过程被称为聚类；将寻找描述数据统计值的过程称之为密度估计。此外，非监督学习还可以减少数据特征的维度，以便我们可以使用二维或三维图形更加直观地展示数据信息。表2 列出了机器学习的主要任务，以及解决相应问题的算法。


表2 用于执行分类、回归、聚类和密度估计的机器学习算法
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你可能已经注意到表2 中的很多算法都可以用于解决同样的问题，有心人肯定会问：“为什么解决同一个问题存在四种方法？精通其中一种算法，是否可以处理所有的类似问题？” 下面将回答这些疑问。

如何选择合适的算法

从表2 中所列的算法中选择实际可用的算法，必须考虑下面两个问题：一、使用机器学习算法的目的，想要算法完成何种任务，比如，是预测明天下雨的概率还是对投票者按照兴趣分组；二、需要分析或收集的数据是什么。

首先考虑使用机器学习算法的目的。如果想要预测目标变量的值，则可以选择监督学习算法，否则可以选择非监督学习算法。确定选择监督学习算法之后，需要进一步确定目标变量类型，如果目标变量是离散型，如是/否、1/2/3、A/B/C或者红/黄/黑等，则可以选择分类算法；如果目标变量是连续型的数值，如0.0～100.00、-999～999或者+∞～-∞等，则需要选择回归算法。

如果不想预测目标变量的值，则可以选择非监督学习算法。进一步分析是否需要将数据划分为离散的组。如果这是唯一的需求，则使用聚类算法；如果还需要估计数据与每个分组的相似程度，则需要使用密度估计算法。

在大多数情况下，上面给出的选择方法都能帮助读者选择恰当的机器学习算法，但这也并非一成不变。

其次需要考虑的是数据问题。我们应该充分了解数据，对实际数据了解得越充分，越容易创建符合实际需求的应用程序。主要应该了解数据的以下特性：特征值是离散型变量还是连续型变量，特征值中是否存在缺失的值，何种原因造成缺失值，数据中是否存在异常值，某个特征发生的频率如何（是否罕见得如同海底捞针），等等。充分了解上面提到的这些数据特性可以缩短选择机器学习算法的时间。

我们只能在一定程度上缩小算法的选择范围，一般并不存在最好的算法或者可以给出最好结果的算法，同时还要尝试不同算法的执行效果。对于所选的每种算法，都可以使用其他的机器学习技术来改进性能。在处理输入数据之后，两个算法的相对性能也可能会发生变化。后续我们将进一步讨论此类问题，一般说来发现最好算法的关键环节是反复试错的迭代过程。

机器学习算法虽然各不相同，但是使用算法创建应用程序的步骤却基本类似，下面会介绍如何使用机器学习算法的通用步骤。

开发机器学习应用程序的步骤

学习和使用机器学习算法开发应用程序，通常遵循以下的步骤。


1. 收集数据
 。我们可以使用很多方法收集样本数据，如：制作网络爬虫从网站上抽取数据、从RSS反馈或者API中得到信息、设备发送过来的实测数据（风速、血糖等）。提取数据的方法非常多，为了节省时间与精力，可以使用公开可用的数据源。


2. 准备输入数据
 。得到数据之后，还必须确保数据格式符合要求。此外，还需要为机器学习算法准备特定的数据格式，如某些算法要求特征值使用特定的格式，一些算法要求目标变量和特征值是字符串类型，而另一些算法则可能要求是整数类型。与收集数据的格式相比，处理特殊算法要求的格式相对简单得多。


3. 分析输入数据
 。此步骤主要是人工分析以前得到的数据。为了确保前两步有效，最简单的方法是用文本编辑器打开数据文件，查看得到的数据是否为空值。此外，还可以进一步浏览数据，分析是否可以识别出模式；数据中是否存在明显的异常值，如某些数据点与数据集中的其他值存在明显的差异。通过一维、二维或三维图形展示数据也是不错的方法，然而大多数时候我们得到数据的特征值都不会低于三个，无法一次图形化展示所有特征。

这一步的主要作用是确保数据集中没有垃圾数据。如果是在产品化系统中使用机器学习算法并且算法可以处理系统产生的数据格式，或者我们信任数据来源，可以直接跳过第3步。此步骤需要人工干预，如果在自动化系统中还需要人工干预，显然就降低了系统的价值。


4. 训练算法
 。机器学习算法从这一步才真正开始学习。根据算法的不同，第4步和第5步是机器学习算法的核心。我们将前两步得到的格式化数据输入到算法，从中抽取知识或信息。这里得到的知识需要存储为计算机可以处理的格式，方便后续步骤使用。

如果使用非监督学习算法，由于不存在目标变量值，故而也不需要训练算法，所有与算法相关的内容都集中在第5步。


5. 测试算法
 。这一步将实际使用第4步机器学习得到的知识信息。为了评估算法，必须测试算法工作的效果。对于监督学习，必须已知用于评估算法的目标变量值；对于非监督学习，也必须用其他的评测手段来检验算法的成功率。无论哪种情形，如果不满意算法的输出结果，则可以回到第4步，改正并加以测试。问题常常会跟数据的收集和准备有关，这时你就必须跳回第1步重新开始。


6. 使用算法
 。将机器学习算法转换为应用程序，执行实际任务，以检验上述步骤是否可以在实际环境中正常工作。此时如果碰到新的数据问题，同样需要重复执行上述的步骤。
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《机器学习实战》
 通过精心编排的实例，切入日常工作任务，摒弃学术化语言，利用高效的可复用Python代码来阐释机器学习的核心算法，读者可以将算法运用于一些策略性任务中，如分类、预测、推荐。还可用它们来实现一些更高级的功能，如汇总和简化等。





机器识别垃圾邮件
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目前，绝大多数的电子邮件客户端都采用了识别和滤除垃圾邮件（spam e-mail）的算法。早期的垃圾邮件过滤器（spam filter）采用的是基于人工规则（如正则表达式）的模式匹配方法。但人们很快发现，这样的系统不仅难以维护，而且也缺乏灵活性。这很容易理解，因为绝对意义上的“垃圾”邮件是不存在的。有些邮件对某些人来说是“垃圾”，但对其他人来说则可能极有价值。如今，机器学习技术在邮件分类领域已得到了广泛应用，所带来的自适应性和灵活性远非早期方法可以企及。

SpamAssassin测试

SpamAssassin 是一款非常流行的开源垃圾邮件过滤器，其工作机制是依据一组内置规则或“测试”（Spamssassin 的专用术语）为每封到来的邮件进行评分。如果某封邮件的得分等于或超过5分，SpamAssassin 会自动为其添加一个“junk”（垃圾邮件）标签，并在邮件标头（emailheader）中添加一段简要说明。下面就是我收到的关于某封邮件的简要说明。

[image: {%}]


[image: {%}]


在该图中，从左到右依次为某项测试的评分、测试标识符以及包含对邮件相关部分引用的简短描述。可以看到，不同测试给出的评分可能为负（表明该邮件为普通邮件而非垃圾邮件）也可能为正。由于该邮件的综合得分为5.3 分，它有可能是一封垃圾邮件。这封邮件实际上是来自中介服务器的一条通知，即另外一封邮件( 其得分高达14.6分) 被认定为垃圾邮件而拒收。由于该条“退信”消息中包含了原始邮件，故继承了后者的某些特征，如低文本- 图像比（text-to-image ratio），所以它的得分超过了给定的阈值 — 5 分。

下面再举一例。这次涉及的是一封我本人期盼已久的重要邮件。但不幸的是，它被归入了“垃圾箱”当中。
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这封邮件事关我与研究小组的一名同事提交到欧洲机器学习会议（ECML）和欧洲数据库中的知识发现原理与实践会议（PKDD）的一篇文章（自2001年起，这两个会议一直是联合举办）。虽然这两个会议在2008年所使用的域名ecmlpkdd2008.org 对每位机器学习研究者来说几乎是耳熟能详，但却因为连续出现了11个“非元音字符”而引起了SpamAssassin 的怀疑！这个例子表明对于不同的用户，某项SpamAssassin 测试的重要性可能不同。机器学习是一种可为用户量身打造程序的绝佳方法。

现在，你一定十分希望了解SpamAssassin 确定每项测试分值或“权值”的依据到底是什么。我要告诉你的是，这正是机器学习的用武之地。假设现有一个规模较大的电子邮件“训练集”（trainingset），该集合中的所有邮件都带有人工标注的类别标签，即“垃圾邮件”或“普通邮件”，且每封邮件的全部测试结果均已给出。我们的目标是为每项测试找到一个恰当的权值，以使所有垃圾邮件的得分均超过5分，而所有普通邮件的得分均低于5分。


线性分类


假设我们只考虑两项测试。给定的邮件训练集中共有4封邮件，含3封普通邮件和1封垃圾邮件，如表1 所示。可以看出，对于垃圾邮件（对应表中第1 行），两项测试都是成功的；对其中一封普通邮件（表中第2 行），两项测试均失败；而对其余两封普通邮件（对应表中第3、4 行），两项测试均只有一项成功。显然，将这两项测试的权值全部设为4，便可以对上述4封邮件正确分类。依据“背景知识1”所引入的数学符号，我们可将上述分类器表示为4x1 + 4x2 > 5 或(4, 4) . (x1, x2) > 5。实际上，采用任意介于2.5 和5之间的权值都能够确保仅当两项测试均成功时，邮件的最终得分才高于阈值5。我们甚至可以考虑为两项测试分配不同的权值（只要满足每个权值均小于5，且总和超过5即可），尽管也许很难从训练数据看出这种做法的合理性。
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你可能会感到疑惑，上面这些内容究竟与学习有什么关系? 毕竟，这只是一个数学问题。这样的想似乎有些道理，但我们完全可以换一种说法——“ SpamAssassin通过正例和反例来学习如何识别垃圾邮件”，这听起来似乎也有道理。况且，如果能够预先获得更多的训练数据，SpamAssassin 的表现会更为优异。依据经验提升性能几乎是各种形式的机器学习方法的核心。下面给出机器学习的一般定义：机器学习是对依据经验提升自身性能或丰富自身知识的各种算法和系统的系统性研究。在上述SpamAssassin 的例子中，“经验”对应一组正确标注的训练数据，而“性能”对应识别垃圾邮件的能力。图2 给出了机器学习如何介入垃圾邮件分类这项任务的原理性示意。在不同的机器学习任务中，“经验”往往具有不同的形式，如对错误的纠正、实现某个目标后的奖励等。此外还需注意，与人类的学习类似，在某些任务中，机器学习的目的可能不是针对特定任务取得性能提升，而是在整体上使知识得到提升。
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我们已经看到，一个机器学习问题往往存在多种解决方案，即便对于像例1 这样的简单问题也不例外。这就引发了一个很重要的问题：我们如何从众多候选方法中做出抉择？考虑这个问题的一种方式是意识到：我们其实对算法在训练数据上的性能并不关心，毕竟我们已经知道其中哪些邮件为垃圾邮件。我们真正关心的其实是即将到来的邮件能否被正确分类。这听起来有点像“先有鸡还是先有蛋”的问题——要想知道一封邮件是否被正确分类，必须事先获知其类别；如果我们已经知道该邮件的类别，则无须再进行分类决策。但是，我们必须牢记在训练数据上取得优异性能只是手段，而非目的。实际上，如果一味追求系统在训练数据上的性能，很容易造成一种貌似喜人、实则存在巨大隐患的现象——过拟合（overfitting）。


过拟合


假设你正在备战“机器学习101”课程的考试。为了帮助复习，我已经将历年真题及答案共享给了大家。做题时，你一开始还尝试自己求解答案，然后与参考答案进行比对。但不幸的是，做着做着你就走火入魔了，将全部时间都花在了机械地记忆参考答案上。如果考试完全采用过去考过的题目，你一定会取得非常优异的成绩。然而，如果考试中出现了考察相同知识点、但具有不同表述形式的新题目，那么跟老老实实复习相比，你势必会因准备不足而得到低得多的分数。这种情形下，我们就可以说，你对历年考试产生了“过拟合”：机械记忆所获取的知识无法推广到新考题上。

泛化能力（generalization）可能是机器学习中最基础的概念。如果SpamAssassin 从训练数据中提炼的知识能够在你的邮件中得到运用，你一定十分满意；否则，你可能会寻找替代SpamAssassin 的垃圾邮件过滤器。但过拟合并不是系统在新数据上表现得不尽人意的唯一可能原因。另一种可能的原因是SpamAssassin 程序的作者设定权值时使用的训练数据不符合你电子邮件的实际情况。幸运的是，这类问题是存在解决方案的——你可选用符合你邮件特点的不同样本作为训练数据。如果可能的话，你甚至可以使用自己实际收到的垃圾邮件和普通邮件作为训练集。机器学习是一项能够改变软件行为以自动适应个人情况的伟大技术，目前已有许多垃圾邮件过滤系统允许用户为其定制训练数据。

可见，当一个问题存在多种解决方案时，你必须谨慎选择以避免产生过拟合。现实中，我们有时也会遇到另一种情形，即无法找到一种在训练数据上表现良好的解决方案。这种情况下，我们该如何应对？例如，假设例1 中的第2 封邮件（两次测试均失败）是垃圾邮件，则任意一条直线（决策面）都无法将垃圾邮件和普通邮件分离（你可在由x1 和x2 组成的2D坐标系中画出这四封邮件所对应的点来验证这一说法）。在这种情况下，存在几种可能的解决方案。一种是无视这一点，认为第二封邮件可能是非典型的或存在标注错误（也称噪声）；另一种方案则是尝试描述能力更强的分类器。例如，我们可引入垃圾邮件的第二条决策规则：除已有的4x1 + 4x2 > 5 外，我们再添加规则4x1 + 4x2 < 1。注意，采用这种方法会学习出不同的阈值，甚至不同的权值向量。一般仅在训练数据集容量较大、能够保证可靠地学到这些参数的情况下才会选择这种方法。

SpamAssassin 风格的线性分类很适合入门讲解。但你有必要了解，它并不是机器学习中的唯一方法。

贝叶斯文本分类

如果学习的任务不仅包括测试的权值，而且包括测试本身，我们该如何应对？如何确定文本-图像比是不是合适的测试？最重要的是，我们如何首先设计出这样的测试？令人欣慰的是，这些都是机器学习最擅长解决的。

你可能已经注意到，截至目前，SpamAssassin 的测试看似并未对邮件本身的内容给予足够的关注。诚然，像“Viagra”（万艾可/ 伟哥）、“free iPod”（免费iPod）或“affirm your accountdetails”（确认你的账户细节）这样的词汇或短语都可作为很好的垃圾邮件指示信号，而其他某些词汇(如只有朋友才使用的特定昵称) 则指向普通邮件。为此，许多垃圾邮件过滤器都运用了文本分类技术。通常，这些技术都会维护一个可作为垃圾邮件或普通邮件指示信号的词汇/ 短语表。例如，假设我们在4 封垃圾邮件和1 封普通邮件中发现了“Viagra”这个词。当新邮件到来时，如果它包含了“Viagra”这个词，我们会推断它有4 : 1的几率成为垃圾邮件，或者说该邮件为垃圾邮件的概率为0.8，为普通邮件的概率为0.2（可参考“背景知识2”来回顾概率论中的一些基本概念）。
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然而实际情况往往并非如此简单，因为我们还需考虑垃圾邮件的出现频率。假设在收到的邮件中，平均每七封邮件中有一封垃圾邮件（真这样就好了！），这就意味着下一封到来的邮件有1 : 6的几率为垃圾邮件。这个几率不算很高，但也不能无视。如果我获知该邮件中包含了“Viagra”，由于该词在垃圾邮件中出现的几率是普通邮件的4 倍，所以在下结论之前需要将这两个几率综合考虑。稍后你将看到，借助贝叶斯公式，只需将这两个几率相乘，即(1 : 6) (4 : 1) = 4/6，便可得出该邮件是垃圾邮件的概率为0.4。换言之，尽管该封邮件的正文中出现了“Viagra”，最保险的方式仍然是将其判定为普通邮件。这显然不合常理，不是吗？

要理解上述内容，需要明确我们刚才所做的是对两种彼此独立的证据进行融合，其中一种证据刻画的是垃圾邮件的出现概率，而另一种证据则描述了“Viagra”这个词的出现概率。这两种证据形成两股互相牵制的力量，这意味着对二者相对强弱的评价极其重要。前面给出的数字告诉我们：为了推翻垃圾邮件相对稀少这个假设，需要至少6 : 1 的几率，但“Viagra”的出现几率的估计量仅为4 : 1，不足以决定性地倒向“垃圾邮件”的方向，也就无法确保该邮件为垃圾邮件。它所起的作用是削弱“该邮件为普通邮件”这个结论的力度( 因为该邮件为普通邮件的概率从6/7 = 0.86 降至了6/10 = 0.60)。

贝叶斯分类的好处是进一步的证据可在原有基础上使用。例如，假设包含短语“blue pill”的邮件为垃圾邮件的几率的估计量为3 : 1（即在包含该短语的邮件中，垃圾邮件的数量是普通邮件的3 倍），并假定待分类邮件同时包含了“Viagra”和“blue pill”，则综合考虑二者得到的几率为4 : 1乘以3 : 1，即12 : 1，这足以压倒垃圾邮件1 : 6的低出现几率。这样，该邮件为垃圾邮件的总几率即为2 : 1，从而其为垃圾邮件的概率由原先的0.4 增加至0.67。

无须估计和操作联合概率使得处理大量(高维) 随机变量成为可能。实际上，一个典型的贝叶斯垃圾邮件过滤器或文本分类器的词汇表可能包含了10 000 来个词汇1
 。所以，我们并不使用由领域专家手工构造的、被认为具有相关性和可预测性的一小组“特征”，而是在规模较大的数据集上借助分类器来指出哪些特征是重要的，以及何种组合方式是最优的。


1
 实际上，多个词构成的词组通常会分解为其构成词，这样P(blue pill) 便可用P(blue)P(pill) 来近似。

需要注意的是，在将与“Viagra”和“blue pill”关联的几率相乘时，我们隐式地做出了二者彼此独立的假设。这显然值得商榷，因为在获知某封邮件包含短语“blue pill”后，如果又从邮件中发现了词语“Viagra”，我们肯定不会感到意外。该现象可用如下的概率语言来表述：

概率P(Viagra | blue pill) 接近于1；

因此联合概率P(Viagra, blue pill) 接近于P(blue pill)；

因此，与两个短语“Viagra”和“blue pill”关联的垃圾邮件的几率不会和与“blue pill”关联的垃圾邮件的几率存在明显差异。

换言之，将两个几率相乘是将本质上同一的信息统计了两次。乘积几率12 : 1 几乎必然是一种过高的估计，实际的联合几率可能不会超过一个比其明显低的几率值，如5 : 1。

这样看来，我们好像陷入了一种困境。为了避免重复计数，就需要考虑一些短语联合出现的情况；而为了保证这些联合概率的可计算性，在定义该问题时我们又必须假设各变量相互独立。这样，我们所期望的看起来更类似于基于规则的模型，例如：

（1）如果邮件中包含了“Viagra”，则将垃圾邮件的几率估计为4 : 1；

（2）否则，如果它包含了短语“blue pill”，则将垃圾邮件的几率估计为3 : 1；

（3）否则，将垃圾邮件的几率估计为1 : 6。

上述第一条规则涵盖了所有包含“Viagra”的邮件（无论这些邮件是否包含短语“bluepill”)，因此不会出现重复计数的情况；第二条规则利用“otherwise”（否则）子句，仅涵盖了包含短语“blue pill”但不包含单词“Viagra”的邮件；而第三条规则涵盖了其余所有邮件，即那些既不包含“Viagra”也不包含“blue pill”的邮件。

基于规则的模型

这种基于规则的分类器的本质是“具体情况具体分析”，而非按照统一的方式对全部邮件进行处理。针对不同的情况，它们只采用最相关的一组特征。所涉及的各种情况可通过如下几种嵌套特征来定义。

01.该邮件中是否包含单词“Viagra”?

（a）如果为真，该邮件中是否包含短语“blue pill”？

i.如果为真，将垃圾邮件的几率估计为5 : 1。

ii.如果为假，将垃圾邮件的几率估计为4 : 1。

（b）如果为假，该邮件中是否包含单词“lottery”？

i.如果为真，将垃圾邮件的几率估计为3 : 1。

ii.如果为假，将垃圾邮件的几率估计为1 : 6。

这四种情况均通过逻辑条件来描述，如“邮件包含单词‘Viagra’，但不包含短语‘bluepill’”。目前，已有众多有效且高效的算法可专门用于辨识那些预测能力最强的特征组合，以及将它们组织为规则或决策树。

至此，我们已经接触了垃圾邮件识别中三个实用的机器学习案例。通常，机器学习研究者称这样的任务为二元分类或两类分类（binary classification）问题，因为其中涉及将不同对象(电子邮件) 划分为两个不同的类别——垃圾邮件或普通邮件。要完成该任务，需要将每封电子邮件转化为一组变量或特征。在SpamAssassin 这个例子中，所用到的特征是由专门研究垃圾邮件过滤的专家人工设计的，而在贝叶斯文本分类的例子中，特征的设计则借助于一个规模较大的词汇表。问题的关键在于如何运用这些特征将垃圾邮件与普通邮件区分开。我们所要做的是通过分析带有正确标注信息的电子邮件训练集，发现样本特征与其所属类别之间的联系（机器学习研究者通常称这种联系为模型）。
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《机器学习》
 的内容丰富、图文并茂，是迄今市面上内容最为全面的机器学习教材之一，书中汇集了所有用于理解、挖掘和分析数据的先进方法，并且通过数百个精选实例和解说性插图，直观而准确地阐释了这些方法背后的原理，内容涵盖了机器学习的构成要素和机器学习任务、逻辑模型、几何模型、统计模型，以及矩阵分解、ROC分析等时下热点话题。





AI之梦


作者/肖达

集智俱乐部核心成员，北京邮电大学计算机学院讲师，彩云天气联合创始人，彩云天气基于深度神经网络的短时降雨预测算法的作者。主要从事人工智能、机器学习和深度学习的相关研究工作，目前研究兴趣包括深度学习与强化学习的结合、高级认知功能的神经网络模型等。曾发起和主持集智俱乐部“脑与deep learning”读书会（2013年6月~2014年1月，共11期）和“高级认知相关的另类深度学习”读书会（2015年4月~2015年6月，共5期）。



2012年6月，《纽约时报》披露了“谷歌大脑”项目，引发了公众的广泛关注。这个项目由著名的斯坦福大学机器学习教授吴恩达（Andrew Ng）和大规模计算机系统方面的世界顶尖专家杰夫·迪恩（Jeff Dean）共同主导，用16 000个CPU Core的并行计算平台训练一种称为深层神经网络（Deep Neural Networks，DNN）的机器学习模型，在图像识别等领域获得了巨大的成功。有人估计，这个人工大脑的智商，已经相当于2岁孩子的水平。2012年11月，微软在天津的一次活动上公开演示了一个全自动的同声传译系统，讲演者用英文演讲，后台的计算机自动完成语音识别、英中机器翻译以及中文语音合成，效果非常流畅。据报道，支撑的关键技术也是DNN，或者深度学习。2013年1月，百度宣布成立首个研究院，其中第一个重点方向就是深度学习，因此命名为Institute of Deep Learning（IDL）。2013年4月，麻省理工学院《技术评论》杂志将深度学习列为2013年十大突破性技术之首。可以说，深度学习带来了机器学习的新浪潮，推动了“大数据+深度模型”时代的来临，也推动了人工智能和人机交互大踏步前进。

那么，什么是深度学习？为什么深度学习受到学术界和工业界如此的重视？深度学习技术研发面临什么样的科学和工程问题？下面将为你揭开深度学习的神秘面纱。

神经网络的前世今生

在解释深度学习之前，我们需要了解什么是机器学习。机器学习是人工智能的一个分支，很多时候几乎成为人工智能的代名词。简单来说，机器学习就是通过算法，使得机器能从大量历史数据中学习规律，从而对新的样本做智能识别或对未来做预测。从20世纪80年代末，机器学习的发展大致经历了两次浪潮：浅层学习（shallow learning）和深度学习（deep learning）。

第一个神经元模型是麦卡洛克和匹兹在1943年提出的1
 ，称为阈值逻辑（threshold logic），它可以实现一些逻辑运算的功能。自此以后，神经网络的研究分化为两个方向，一个专注于生物信息处理的过程，称为生物神经网络；一个专注于工程应用，称为人工神经网络。这里主要介绍后者。1958年罗森布拉特提出了感知机，它本质上是一个线性分类器。1969年闵斯基和派珀特写了一本书 《感知机》2
 ，他们在书中指出：单层感知机不能实现XOR功能；计算机能力有限，不能处理神经网络所需要的长时间运行过程。鉴于闵斯基在人工智能领域的影响力——他是人工智能的奠基人之一，也是著名的MIT CSAIL实验室的奠基人之一，并于1969年获得图灵奖——这本书令人工神经网络的研究进入了长达10多年的“冬天”。事实上，如果把单层感知机堆成多层（称为Multilayer Perceptron，MLP，如图1 所示），是可以求解线性不可分问题的，但当时缺乏有效的算法。尽管1974年哈佛大学的博士生保罗·沃博斯提出了比较有效的反向传播算法
 （简称BP算法），但没有引起学界的重视。直到1986年大卫·鲁姆哈特和他的学生辛顿等人重新发现这一算法，并在Nature上发表3
 ，人工神经网络才再次受到重视。
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图1　多层感知机


BP算法的发明给AI研究带来了希望，掀起了基于统计模型的机器学习热潮。这个热潮一直持续到今天。人们发现，利用BP算法可以让一个人工神经网络模型从大量训练样本中学习出统计规律，从而对未知事件进行预测。这种基于统计的机器学习方法比起过去基于人工规则的系统，在很多方面显示出了优越性。这个时候的人工神经网络，虽然也被称作多层感知机（Multi-layer Perceptron），但实际上是一种只含有一层隐层节点的浅层模型。

20世纪90年代，弗拉基米尔·万普尼克等人提出了支持向量机（SVM）4
 。虽然SVM本质上是一种特殊的两层神经网络，但因其具有高效的学习算法，且没有局部最优的问题，使得很多神经网络的研究者转向了它。随后，各种各样的浅层机器学习模型相继被提出，比如Boosting、最大熵方法（例如Logistic Regression）等。这些模型的结构基本上可以看成带有一层隐层节点（如SVM、Boosting）或没有隐层节点（如逻辑回归）。这些模型无论是在理论分析上还是应用上都获得了巨大的成功。相比之下，由于理论分析的难度，加上训练方法需要很多经验和技巧，所以这个时期多层前馈神经网络的研究逐渐变得冷清。只有一位执着的老先生，就是参与发明BP算法的辛顿，默默地坚持了下来。

直到2006年，辛顿的研究终于取得突破，提出了深度网络和深度学习
 的概念，神经网络开始焕发一轮新的生机，并掀起了第二次机器学习浪潮。深度网络，从字面上理解就是深层次的神经网络。至于为什么不沿用以前的术语“多层神经网络”，可能是为了与以前的神经网络相区分，表示这是一个新的概念。2006年，辛顿和他的学生Ruslan Salakhutdinov在 Science 杂志上发表了一篇文章5
 ，传达了两个主要的信息：(1) 很多隐层的人工神经网络具有优异的特征学习能力，学习得到的特征对数据有更本质的刻画，从而有利于可视化或分类；(2) 深度神经网络在训练上的难度，可以通过逐层初始化（Layer-wise Pre-training）来有效克服。

这项工作重新燃起了学术界对于神经网络的热情，一大批优秀的学者加入到深层神经网络的研究中来，尤其是蒙特利尔大学的Bengio研究组和斯坦福大学的Ng研究组。Bengio研究组的一个重要贡献是提出了基于自编码器的深度学习网络6
 。而Ng研究组的一个重要贡献是提出了一系列基于稀疏编码的深层学习网络。2010年，美国国防部DARPA计划首次资助深度学习项目，参与方有斯坦福大学、纽约大学和NEC美国研究院。支持深度学习的一个重要依据，就是脑神经系统的确具有丰富的层次结构。一个最著名的例子就是Hubel-Wiesel模型，他由于揭示了视觉神经的肌理而获得诺贝尔医学与生理学奖。除了仿生学的角度，目前深度学习的理论研究还基本处于起步阶段，但在应用领域已显现出巨大的能量。2011年以来，微软研究院和谷歌的语音识别研究人员先后采用DNN技术降低语音识别错误率20％~30％7
 ，是语音识别领域十多年来最大的突破性进展。2012年，DNN技术在图像识别领域取得惊人的效果，在ImageNet评测上将错误率从26％降低到15％8
 。在这一年，DNN还被应用于制药公司的Druge Activity预测问题，并获得世界最好成绩。

值得强调的是，在2006年之前也有一个学习效率非常高的深度网络（从历史的角度看，称之为多层神经网络更为合适）——卷积神经网络。这个网络由纽约大学的严恩·乐库（Yann LeCun）于1998年提出9
 ，并在图像分类（包括手写体认别、交通标志识别等）中得到了广泛应用。比如在IJCNN 2011年的交通标志识别竞赛中，一组来自瑞士的研究者使用基于卷积神经网络的方法一举夺魁。卷积神经网络本质上是一个多层感知机（如图2 所示），那为什么它能够成功呢？人们分析关键可能在于它所采用的局部连接和分享权值的方式不仅减少了权值的数量，而且降低了过拟合的风险。
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图2　卷积神经网络的结构


机器学习的两次浪潮都和时代的发展紧密相关。如果说25年前BP神经网络掀起的第一波机器学习浪潮使人们第一次认识到基于统计的方法比起过去基于人工规则的系统的优越性，那今天谷歌、微软、百度等拥有大数据的高科技公司争相投入资源，占领深度学习的技术制高点，则是因为它们都看到了在大数据时代，更加复杂且更加强大的深度模型能深刻揭示海量数据里所承载的复杂而丰富的信息，并对未来或未知事件做更精准的预测。

大数据与深度学习

为了理解为什么大数据需要深度模型，下面我们举一个例子。语音识别已经是一个大数据的机器学习问题，在其声学建模部分，通常面临的是十亿到千亿级别的训练样本。在谷歌的一个语音识别实验中，人们发现训练后的DNN对训练样本和测试样本的预测误差基本相当。这是违反常识的，因为模型在训练样本上的预测误差通常会显著小于测试样本。因此，只有一种解释，就是由于大数据里含有丰富的信息维度，即便是DNN这样的高容量复杂模型也处于欠拟合的状态，更不必说传统的GMM声学模型了。所以从这个例子中可以看出，大数据需要深度学习。

与人工规则构造特征相比，利用大数据来学习特征，更能刻画数据丰富的内在信息。所以，在未来的几年里，我们将看到越来越多的例子：深度模型应用于大数据，而不是浅层的线性模型。

教会计算机听、看、说

深度学习之所以得到工业界和学术界的广泛关注，是因为自2011年以来，深度学习在多个应用领域取得了令人瞩目的成果。最早取得突破性成果的一个领域是语音识别。在图像识别领域，深度学习最先广为人知的是“谷歌大脑”项目。这套系统可以通过在YouTube上浏览图像，从而自学如何识别猫等对象。下面将介绍深度学习的另一个应用：自然语言处理。

自然语言处理

总的来说，深度学习在自然语言处理（NLP）上取得的进展没有在语音图像上那么夺目。一个很有意思的现象是：相比于声音和图像等底层原始信号，语言是一种非自然信号，是完全由人类大脑产生和处理的符号系统，属于人类认知过程中产生的高层认知抽象实体。现有人工神经网络架构似乎在处理自然语言上没有显现明显的优势。然而，随着语音识别和图像识别中的难题被攻破，NLP成为深度学习研究的前沿阵地，很多研究成果已经揭开了高深莫测的人类语言的神秘面纱，让人们看到了表示学习的思想在高级认知领域的巨大潜力。

目前深度学习在NLP领域的研究中，最有趣也是最基本的就是“词向量”了。因此，这里重点介绍词向量模型及其应用。自然语言理解的问题要转化为机器学习的问题，第一步肯定是要找一种方法把这些符号数学化。NLP中最直观也是到目前为止最常用的词表示方法是One-hot稀疏表示，这种方法把每个词表示为一个很长的向量。这个向量的维度是词表大小，其中绝大多数元素为 0，只有一个维度的值为 1，这个维度就代表了当前的词。例如：

“话筒”表示为 [0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 ...]

“麦克”表示为 [0 0 0 0 0 0 0 0 1 0 0 0 0 0 0 0 ...]

每个词都是茫茫 0 海中的一个 1。

这种简洁的表示方法配合最大熵、SVM、CRF 等算法已经很好地完成了NLP领域的各种主流任务。但是这种表示方法也存在一个重要的问题，这就是“词汇鸿沟”现象：任意两个词之间都是孤立的。光从两个向量中看不出两个词是否有关系，哪怕是“话筒”和“麦克”这样的同义词也不能幸免于难。

如果用这种稀疏表示法表示词，在解决某些任务的时候（比如构建语言模型）会造成维数灾难，使用低维的词向量就没有这样的问题。同时，高维的特征如果要套用深度学习，其复杂度几乎是难以接受的，因此深度学习中一般用到的词向量并不是用刚才提到的One-hot表示，而是用分布式表示（distributed representation）的一种低维实数向量，通常被称为词向量（word embedding）。这种向量一般长成这个样子：[0.792, -0.177, -0.107, 0.109, -0.542, ...]。维度以50维和100维比较常见。分布式表示最大的好处就是让相关或者相似的词在距离上更接近。向量的距离可以用最传统的欧氏距离来衡量。用这种方式表示的向量，“麦克”和“话筒”的距离会远远小于“麦克”和“天气”的。

词向量怎么得到呢？一般是在训练语言模型的同时，“顺便”得到词向量。因此我们先来介绍语言模型。语言模型其实就是看一句话是不是正常人说出来的。在NLP的很多任务中都能用到，比如机器翻译、语音识别得到若干候选之后，可以利用语言模型挑一个尽量靠谱的结果。

语言模型形式化的描述就是给定一个字符串，看它是自然语言的概率 P(w1,w2,…,wt)。w1 到 wt 依次表示这句话中的各个词。常用的语言模型都是在近似地求 P(wt|w1,w2,…,wt-1)。比如 n-gram 模型就是用 P(wt|wt-n+1,…,wt-1) 近似表示前者。语言模型的最经典之作要数深度学习的主要贡献者之一Bengio 在2001年发表在NIPS上的文章“A Neural Probabilistic Language Model”。他用了一个三层的神经网络来构建语言模型，同样也是n-gram模型，如图3 所示。
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图3　Bengio的神经网络语言模型（图片来自文献10
 ）


基本思想是：假设我们已经知道每个词的向量表示，现在用前n-1个词的向量表示作为一个单隐层神经网络的输入，去预测第n个词。当以最大似然为优化目标用随机梯度法训练好这个网络后，同时我们也得到一份训练好的词向量。

用深度学习的表示学习思想产生词向量的另一个代表性工作是word2vec。word2vec是谷歌在2013年年中开源的一款将词表征为实数值向量的高效工具。有了词的向量表示可以干很多事情，例如给定一个词，找和它意思最相近的词（就是在向量空间中和这个词对应的点距离最近的那些点）。

word2vec的基本思想是用一个词在文本中出现时的上下文来表征这个词的语义，进而计算它的向量表示。套用社会学的话来说，个体是由其所处的社会关系定义的，近朱者赤，近墨者黑。如果两个词经常在相同的语境中出现，那么它们很可能有相同或相似的语义。例如school和university，lake和river。我们在训练时，就想办法让这两个词的向量表示在向量空间中不断拉近。上文介绍的Bengio的神经网络语言模型，也是这种思想。

word2vec用了两个模型：Continuous Bag-Of-Words（CBOW和Continuous Skip-gram，如图4 所示。和神经网络语言模型一样，都是通过预测来体现一个词和它上下文的关系。CBOW是通过上下文来预测中间的词，Skip-gram模型与CBOW正好相反，是通过中间词来预测前后词，一般可以认为位置距离接近的词之间的联系要比位置距离较远的词的联系紧密。
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图4　word2vec的CBOW和Skip-gram模型（图片来自文献11
 ）


word2vec有一个非常有趣的特性，不仅词向量可以反映词本身的语义，有些情况下，两个词向量的线性运算（向量差）还可以反映两个词的某种语义关系。例如：

vector('Paris') - vector('France') + vector('Italy') ≈ ('Rome'),

vector('king') - vector('man') + vector('woman') ≈ vector('queen')

我们在训练时并没有告诉模型任何关于国家和首都之类的知识，这种关系完全是通过海量语料库训练后自发涌现出来的。
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图5　word2vec国家和首都词汇词向量投影（图片来自文献12
 ）


word2vec还有一个有趣的应用，托马斯·米克罗夫（Tomas Mikolov）和他在谷歌的同事开发出了一种技术，能自动创建用于机器翻译的词典，即能将一种语言转换成另一种语言的词汇对照表。这种新技术不是依赖同一份文档不同语言的版本，而是利用数据挖掘技术制作一种语言结构的模型，然后再跟另一种语言结构进行对比。它依靠的理念是每种语言都会描述一些类似的观点，所以执行这些描述动作的词语一定有很多相似之处。例如，大部分语言都有描述常见动物（如猫、狗、奶牛等）的词语。也许，在诸如“猫是一种比狗小的动物”这样的句子中，那些描述动物的词语的使用方法是相同的。

例如英语和西班牙语两种语言，通过训练分别得到它们对应的词向量空间 E 和 S。从英语中取出5个词 one，two，three，four，five，设其在 E 中对应的词向量分别为 v1，v2，v3，v4，v5，为方便作图，利用主成分分析（PCA）降维，得到相应的二维向量 u1，u2，u3，u4，u5，在二维平面上将这5个点描出来，如图6 所示。类似地，在西班牙语中取出（与one，two，three，four，five 对应的） uno，dos，tres，cuatro，cinco，设其在 S 中对应的词向量分别为 s1，s2，s3，s4，s5，用 PCA 降维后的二维向量分别为 t1，t2，t3，t4，t5，将它们在二维平面上描出来（可能还需作适当的旋转），如下图所示。
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图6　word2vec训练得到的英语和西班牙语的词向量空间（图片来自文献13
 ）


观察这两幅图，容易发现：5个词在两个向量空间中的相对位置差不多，这说明两种不同语言对应向量空间的结构之间具有相似性，从而进一步说明了在词向量空间中利用距离刻画词之间相似性的合理性。

不同语言在这个向量空间中有很多相似之处。这意味着两种语言的转换过程类似于两个向量空间的转换过程。这就把翻译从语言问题转成了数学问题，即寻找将一个向量空间映射到另一个向量空间的线性变换。为此，可以采用由专业人士编辑的小型双语词典，通过对比两种语言的对应词语语料集来求得这个线性变换。接下来就简单了，把变换运用到更大的语言空间中，即可得到任何一个词的对应词。尽管Tomas Mikolov方法很简单，但是非常有效，英语和西班牙语之间词语翻译的准确率能接近90%。这种方法可以用来拓展和提炼现有词典，甚至可以查找这些词典中的错误。而且谷歌这个团队的确在一个英语-捷克语词典中发现了大量错误。

值得注意的是，word2vec通过一个词和它周围词的关系把词这种离散符号向量化，并在向量表示中体现符号的语义，这种思想的应用并不限于自然语言这种符号序列。只要在某种特定结构（序列、树、网络等）里结点和周围的结点形成某种关系，都可以把结点看成自然语言中的“词汇”符号，用类似的方法处理。事实上，已经有学者把word2vec的词嵌入方法用于社交网络的分析，取得了很好的效果，相关研究已发表在2014年的ACM SIGKDD国际会议上。

展望未来

深度学习在图像识别、语音识别和自然语言处理这些领域的能力已经接近或达到人类的水平，使机器像我们人一样能“看”，能“听”，能“说”。除此以外，我们更希望深度学习在普通人类不擅长的信息处理领域大显神威，小到天气预测、股票预测，大到历史和社会的发展态势分析和预测，甚至科学知识的发现（例如用深度学习方法发现新的数学或物理定律）。我认为在这些领域获得突破的意义更大，因为人工智能的终极目标不是模仿人类，而是超越人类。
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《科学的极致：漫谈人工智能》
 既有科学的严谨性，又不乏趣味性，以通俗的语言和生动的示例将科学之美展现得淋漓尽致，有助于读者开阔视野，培养创造性思维和批判性思维，激发进一步探索科学的兴趣。

适合所有对人工智能感兴趣的科学爱好者阅读。





电脑眼中的世界


作者/侯宜军

南京邮电大学计算机系研究生毕业，先后在电信设计院、摩托罗拉、医疗互联网初创公司等工作过，居住在南京。

具有多年分布式系统开发、数据分析从业经历，对Keras，Storm，Spark，Kafka等大数据技术框架较熟悉。目前研究方向集中在分布式系统、深度学习框架等领域。2015~2016年曾经与他人共同创办六度服务号中医在线平台，2017年初因个人原因退出创业团队，目前在苏宁云商任职高级技术经理。



Keras是一款非常流行的深度学习计算框架，利用keras只要十几行代码就能写出一个简单的神经网络训练模型。下面，我们聚焦在图像处理领域，利用Keras观察神经网络到底在学些什么，它是如何理解送入的训练图片的。

我们使用的神经网络是VGG-16，数据集来源于ImageNet，之后使用Keras对滤波器的激活值进行可视化。

VGG-16又称为OxfordNet，是由牛津视觉几何组（Visual Geometry Group）开发的卷积神经网络结构。该网络曾经赢得了ILSVR（ImageNet）2014年的冠军，被认为是一个杰出的视觉模型——尽管它的性能实际上已经被后来的Inception和ResNet超越。

Lorenzo Baraldi将Caffe预训练好的VGG16和VGG19模型转化为了Keras权重文件，所以我们可以简单地通过载入权重来进行实验。在将预训练好的权重文件载入模型之前，我们要先在Keras中定义VGG网络的结构。

等载入权重后，我们要定义一个损失函数，这个损失函数将用于最大化某个指定滤波器的激活值。以该函数为优化目标优化后，我们可以真正看一下使得这个滤波器激活的究竟是些什么东西。

这是某个滤波器的可视化结果：
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假如我们可视化一下各个层的各个滤波器结果，就可以看到电脑是如何对输入进行逐层分解的。

第一层的滤波器主要完成方向、颜色的编码，这些颜色和方向与基本的纹理组合，逐渐生成复杂的形状。

可以将每层的滤波器想像为基向量，这些基向量一般是过完备的。基向量可以将层的输入紧凑地编码出来。滤波器随着其利用的空域信息的拓宽而更加精细和复杂。
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这里只是展示了部分内容。可以观察到，很多滤波器的内容其实是一样的，只不过旋转了一个随机的的角度（如90度）。这意味着我们可以通过使得卷积滤波器具有旋转不变性而显著减少滤波器的数目，这是一个有趣的研究方向。

令人震惊的是，这种旋转的性质在高层的滤波器中仍然可以被观察到，如Conv4_1。

如果我们试图最大化某个指定类别的激活值，会得到一张很像该类别的图片吗？

比方说，我们来最大化ImageNet里的“蛇”类别。很快，我们的损失达到了0.999，即神经网络有99.9%的概率认为我们生成的图片是一条海蛇，它长这样：
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不太像呀，换个类别试试，这次选“喜鹊类”。
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好吧，电脑认为的“喜鹊”看起来完全不像喜鹊。往好了说，这个图里跟喜鹊相似的，也不过就是一些局部的纹理，如羽毛、嘴巴之类的。那么，这就意味着神经网络是个很差的工具吗？当然不是，如果我们按照一个特定任务来训练，它就会在那个任务上表现得不错。但我们不能有网络“理解”某个概念的错觉。我们不能将网络人格化，它只是工具而已。比如，电脑能识别一条狗只是因为它能以很高的概率将其正确分类而已，不代表它理解关于“狗”的任何外延。

所以，神经网络到底理解了什么呢？我认为有两件事是它们理解的。

其一，神经网络理解了如何将输入空间解耦为分层次的卷积滤波器组。其二，神经网络理解了从一系列滤波器的组合到一系列特定标签的概率映射。神经网络学习到的东西完全达不到人类定义的“看见”意义，从科学的的角度讲，这当然也不意味着我们已经解决了计算机视觉的问题。想得别太多，我们才刚刚踩上计算机视觉天梯的第一步。

有些人说，卷积神经网络学习到的“对输入空间的分层次解耦”模拟了人类视觉皮层的行为。这种说法可能对，也可能不对，但目前我们还没有比较有力的证据来承认或否认它。当然，有些人可以期望人类的视觉皮层就是以类似的方式学东西的，某种程度上讲，这是对我们视觉世界的自然解耦（就像傅里叶变换是对周期声音信号的一种解耦一样自然）。

但是，人类对视觉信号的滤波、分层次、处理的本质很可能和卷积网络完全不是一回事。视觉皮层不是卷积的，尽管它们也分层，但那些层具有皮质列的结构，而这些结构的真正目的还不得而知，这种结构在我们的人工神经网络中还没有出现（尽管乔大帝Geoff Hinton正在这个方面努力）。此外，人类有比给静态图像分类的感知器多得多的视觉感知器，这些感知器是连续而主动的，不是静态而被动的，这些感受器还被如“眼动”等多种机制复杂控制。

总而言之，神经网络的可视化工作是很让人着迷的，谁能想到仅仅通过简单的梯度下降法和合理的损失函数，加上大规模的数据库，电脑就能很好地解释复杂视觉信息的分层模型呢！



[image: {%}]



《Keras图像深度学习实战 》
 是Keras神经网络中专注于图像识别领域的专业书籍，具有较强的实战性。适合具有一定python编程基础，并对深度学习原理有一定了解，对人工智能图像处理领域有浓厚兴趣的人群。





吐吐槽还能赚银子
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活动规则：在吐槽贴
 中留言，选出任何一期中你最喜欢的文章和最不喜欢的文章，即可获得图灵社区银子2两！凡吐槽吐得掷地有声者，加赠银子3两（共5两）！（怎样使用银子兑换图书
 ）

活动时间：本活动长期有效。





人物

工业智能化专家李杰：数据预见未来
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访谈嘉宾：


李杰（Jay Lee），
 美国辛辛那提大学特聘教授，工业大数据和工业智能化方面专家。著有《工业大数据》《从大数据到智能制造》《CPS》《云上工业智能》等。

图8-1

访谈实录：


您是从什么时候开始关注工业智能化的？


我在美国呆了37年。一开始是在企业界做通用汽车的自动化生产线，然后到了邮政自动化，研究机器视觉和机器手写辨识。1991年到了美国国家基金会(NSF)，主抓智能制造。1995年到日本担任借调官员，负责日本制造企业跟美国制造企业的竞争调研。1998年加入美国联合科技（United Technologies Research Center），担任研发总监包括普惠发动机、开利空调，奥迪斯电梯等，2000年当辛辛那提大学教授。一直围绕工业技术在工作。


辛辛那提是个怎样的城市？


辛辛那提最早是由德国移民过来定居，慢慢发展起来的城市。德国人在的地方机床最强，所以辛辛那提是全世界机床的创始地。除了机床、机器，第二个就是啤酒，第三个是香肠。

供应香肠就得杀猪，所以辛辛那提是全世界第一个创造出“自动化杀猪流水线”的城市。猪来了，挂上去，经过一道道刀割工序，拆出内脏，分解，把肥油拉出来。肥油拉出来以后，怎么办呢？宝洁就把肥油拿来做成汰渍洗衣粉。亨利福特看到这条生产线以后，决定把这条线反过来用。把很多的零部件一步步加起来，最后拼装成一头“黑猪”出来。这头“黑猪”也就是Model T这款汽车。

“流水线生产”就是我们说的第二次工业革命。第三次工业革命讲的就是以硅谷为代表的计算机信息化，包括互联网、物联网。第四次工业革命还没有开始，就是我们所说的“工业4.0”。


既然前几次的工业革命都没有出现在德国，德国这次提出“工业4.0”是不是会存在一些问题？


德国要实现“工业4.0”确实有很多隐忧问题。没有领导过工业革命经验的德国，现在就好比某位从一年级到三年级都没有拿过第一名的学生在第四学年的时候突然要拿第一。那作为老师，我肯定要问你凭什么拿第一名？

讲到制造，我们要看三个因素。一个是人，一个是机器，一个是市场。德国人的机器做得很好，畅销全世界。但是因为机器做得特别好，用户买完之后一用就是二三十年，不坏也不会再换。那德国就要思考，虽然他的外销很多，但是外销之后再次购买的就很少了。因此他需要在顾客价值或是产品功能上下功夫。第二个是劳工。德国从1990年末到2000年初就开始面临一个劳工短缺的问题，德国工厂里面大概有五百多万人是土耳其移民。那有什么问题呢？生产一线的工厂里面缺少德国自己的年轻人。


德国的学徒制不是一直被视为解决学生就业、企业招工的“灵丹妙药”吗？怎么还会出现劳工短缺问题？


从去年9月开始，德国原来的学徒制已经不再存在，他们结束了大学学徒制的课程。现在的高等教育体系是本科、硕士、博士，以前是没有硕士学位的。学生进去大学之后，可以在学完几年的专业知识后，选择到企业实习几年再回来毕业，学校会颁发给他们一个diploma（工程认证）。现在这种diploma没有了，很多年轻人也就没有机会到工厂去了。职业教育领域的技制大学还有，但正规大学没有了。

第三个是市场。德国是把卖机器当市场，日本人是把工厂全球化当市场，美国人把技术当市场，用技术换取市场。中国怎么做市场呢？中国把工厂做完的产品当市场。所以，我们可以看到德国的主力是制造和生产，做成“工业4.0”的前提是把工厂里面的机器卖到全球各地，让世界工业实现自动化。很明显，中国就是最大的市场，中国拥有最好的黄金——数据。如果德国外销的机床没有数据的回馈，德国的企业就无法改进设计。

“工业4.0”的目的是增加产品的价值。传统的机械产业要从功能市场延伸到顾客的价值市场，通过数据挖掘、数据分析找到顾客的需求，提供更多的服务，替顾客创造更多的价值。

这里要说到“客制化”这个概念，因为德国对它的理解很不到位。顾客是会变的，不同人会有不同的需求，这些需要数据来告诉我们。好比装修房子，怎么选家具、怎么布置都是顾客定的，而不能像宜家那样把家具布局设计好，大家都是一样的。


是不是每个人都需要客制化的定制呢？


并不是的，只不过人们的客制化需求会越来越高。举个例子，你看的网站跟我的网站是不一样的。我的习惯可能是灯光不要那么亮，我会选择调低一点。再有，我可能不喜欢空调风直吹，就会调整风的角度。这些其实是客制化的改变，但不是客制化定制。德国是做制造的国家，他们讲客制化的定制，但为顾客提供客制化的服务是由客户决定的。


那我们中国现在最大的问题是什么？


我觉得国内有一个特色，一个值得点赞的地方，就是很愿意学习新事物。我记得，三四年前，我回国第一次讲工业大数据。讲完之后，大家马上讨论工业大数据，然后我讲Cyber Physical System，国家开始推CPS，后来又开始推人工智能。但是，大家不怎么去谈“落地”。

第二个问题是技术的传承问题。如果中国制造要变成制造强国，我们需要把这些制造工艺传承下去。好比说做饭这件事，厨房跟厨具都是可见的世界，厨艺是不可见的世界，我可以给你一个厨具完善、装修全新的厨房，但是你还是不会煮饭。工厂可以引进先进的机器做生产，但如果不懂工艺，实际上是没有可以传承的东西的。像越南一些的东南亚国家完全可以复制中国走过的路，引进机器一样可以生产，没有什么差异。

中国制造要传承下去，有三个途径很重要。第一个是把做得好的东西变成逻辑知识，用这个逻辑知识教育下一代。第二个，对于过去跳过来的地方，用知识去填充。通过分析数据，挖掘有价值的知识，换取失去的空间。有了空间之后，可以自主研发把过去做不好的地方弥补起来。第三个就是智能制造。中国制造是一个国家竞争力的延伸，要把制造当成一个外销的手段，辅之以相应的服务体系带出去。如果产品无法替顾客创造价值，实际上你赚钱不多的。中国的未来很明显不能只是靠制造，要靠“制造+智能化所带来的知识”，才能提升国家的竞争力，脱离依赖，顶天立地。


工业自动化和工业智能化的区别是什么？


跟传统制造业以工厂为主体的特征相比，工业智能化强调以数据和知识管理为主体。

自动化解决人不愿意做的事，比如说铸造容易让人得矽肺症，焊接容易得青光眼；还有人做又做不好的事，比如说质量检测，人稍微眼睛眯一下就做不好，或是长时间盯容易眼晕。用机器换人，自动化做得会更好。

智能化是做人不能做的事。我举个例子，现在如果让某个人检查某部手机的质量好不好，他答不出来的。因为人只能看到现在的情况，数据却可以告知我们产品过去走过哪些阶段，在第几道工序出错了。这些是人做不到的事情。再比如风险投资，人是无法预知未来会发生什么事情的。也就是看不到的风险，还不了解的未来。

所以，自动化是解决人能做但做不好，或者不想做的事情；智能化是做人不能做的事情，通过数据分析可以挖掘出来的东西。这是两者之间的差异。我发现在中国，大家的一个误区就是往往把自动化跟智能化弄混淆。


大数据和工业大数据有什么不一样？


我们看看什么是大数据。最典型的大数据就是金融、医疗、社交网等方面的数据。比如说从消费者刷信用卡的过程中，我们可以间接了解到每一个消费者买了什么东西，喜欢的品牌是什么。掌握了这些终端数据，企业就能发现很多的市场缺口，反过来利用这个缺口提高销售、增加利润。还有社交平台的数据，比如说昨天我来大连了，很多关于大连海参、大连樱桃的广告很会也出来了。因为它知道我的位置，知道我买了机票。

什么是工业大数据呢？刚好相反，工业大数据是指汽车、飞机、风电、机器人等各种工业装备方面的数据。它强调数据的聚焦性，比如说发动机要安全、省油，汽车要舒适、无忧，交通要畅通、顺便。大数据是发散型的，来自方方面面。虽然工具有类似，但对使用数据的精密度跟准确度的要求不太一样。


工业的智能化是基于数据分析的，必然要用到信息技术方面的人才。您觉得信息人才要有哪些准备才能助力工业智能化？


信息人才也是技术人才，只是他们的底子不太一样，可能不需要懂机械、懂化学、懂物理。处理工业大数据，还需要了解工业里面的材料问题、制造问题、加工问题、生产问题、装备问题、传感器问题和维护问题。所以，我叫它们五个M，就是Material（材料），Machine（机器），Methods（制造工艺），Measurement（测量方法），Maintenance（维护方法）。

信息人才需要根据可见问题中产生的参数建立一个模型。如果懂数据的人不懂得这五个M问题，会很难去建模。虽然也可以建模，但可能会有差距。信息化人才需要通过团队学习，补足工业方面的知识，拥有挖掘或者说了解背景环境的好奇心和能力。


您提出的“煎蛋理论”要求从看不见的东西里面挖掘一些潜在的价值。这种形象地解释，对于大众来说，也非常好理解。您是怎么想到用这种形象来作比喻的？


实际上，“蛋”这个形象很多人都用过。我把“蛋”拆分成了“蛋黄”加上“蛋白”这种保护层的东西。所以说，一个产品好不好，并不是由“蛋黄”决定的，而是由产品的创值服务层“蛋白”决定的。因为“蛋白”，顾客获得了更多的价值。我也用过“冰山模型”等其他的理论，但容易让别人启发、产生共鸣的好像就是“煎蛋论”。

海尔和格力都是做空调的，但如果把商标名字拿掉，我们绝对分不出来。这是因为它们都是“蛋黄”。除了舒适以外，空调制造商想到替顾客的健康考虑，去挖掘那些“不可见”的价值，才是产品取胜的关键。
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语音识别是指识别和理解口语的过程。输入音频数据，语音识别器将处理这些数据，从中提取出有用的信息。语音识别有很多实际的应用，例如声音控制设备、将语音转换成单词、安全系统等。

自然中的声音信号多种多样。同一种语言中也有很多不同的语音。语音中有很多不同的元素，例如语言、情绪、语调、噪声、口音等，我们很难定义一组构成语音的规则。尽管语音有这么多变量，人类仍然可以很轻松地理解这些。现在，我们希望机器也能以同样的方式理解语音。

自动语音识别成为很多研究者重点关注的方向。因此，我们将学习如何构建一个语音识别器。

读取和绘制音频数据

这是一个好的开始，可以让我们很好地理解音频信号的基本结构。在开始之前，需要理解音频文件是实际音频信号的数字化形式，实际的音频信号是复杂的连续波形。为了将其保存成数字化形式，需要对音频信号进行采样并将其转换成数字。例如，语音通常以44100 Hz的频率进行采样，这就意味着每秒钟信号被分解成 44 100份，然后这些抽样值被保存。换句话说，每隔1/44100 s都会存储一次值。如果采样率很高，用媒体播放器收听音频时，会感觉到信号是连续的。

(1) 创建一个Python文件，并导入以下程序包：


import numpy as np
import matplotlib.pyplot as plt
from scipy.io import wavfile





(2) 使用wavfile
 包从input_read.wav
 中读取音频文件：


# 读取输入文件
sampling_freq, audio = wavfile.read('input_read.wav')





(3) 打印这个信号的相关参数：


# 打印参数
print '\nShape:', audio.shape
print 'Datatype:', audio.dtype
print 'Duration:', round(audio.shape[0] / float(sampling_freq), 3), 'seconds'





(4) 该音频信号被存储在一个16位有符号整型数据中。标准化这些值：


# 标准化数值
audio = audio / (2.**15)





(5) 提取前30个值，并将其画出：


# 提取前30个值画图
audio = audio[:30]





(6) X轴为时间轴。创建这个轴，并且X轴应该按照采样频率因子进行缩放：


# 建立时间轴
x_values = np.arange(0, len(audio), 1) / float(sampling_freq)





(7) 将单位转换为秒：


# 将单位转换为秒
x_values *= 1000





(8) 将其画出：


# 画出声音信号图形
plt.plot(x_values, audio, color='black')
plt.xlabel('Time (ms)')
plt.ylabel('Amplitude')
plt.title('Audio signal')
plt.show()





(9) 全部代码已经包含在read_plot.py
 文件中。运行该代码，可以看到如下图所示的信号。
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(10) 可以看到终端打印出如下图所示的结果。
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将音频信号转换为频域

音频信号是不同频率、幅度和相位的正弦波的复杂混合。正弦波也称作正弦曲线。音频信号的频率内容中隐藏了很多信息。事实上，一个音频信号的性质由其频率内容决定。世界上的语音和音乐都是基于这个事实的。在进行接下来的学习之前，你需要了解一些傅里叶变换（Fourier transforms）的知识，可以在http://www.thefouriertransform.com
 中找到快速入门介绍。下面来学习如何将音频信号转换为频域。

(1) 创建一个Python文件，并导入以下程序包：


import numpy as np
from scipy.io import wavfile
import matplotlib.pyplot as plt





(2) 读取input_freq.wav
 音频文件：


# 读取音频文件
sampling_freq, audio = wavfile.read('input_freq.wav')





(3) 对信号进行标准化：


#  对信号进行标准化
audio = audio / (2.**15)





(4) 音频信号就是一个NumPy
 数组，因此用以下代码提取其长度：


# 提取数组长度
len_audio = len(audio)





(5) 接下来做傅里叶变换。傅里叶变换是关于中心点对称的，因此只需要转换信号的前半部分。我们的最终目标是提取功率信号，因此需要先将信号的值平方：


# 应用傅里叶变换
transformed_signal = np.fft.fft(audio)
half_length = np.ceil((len_audio + 1) / 2.0)
transformed_signal = abs(transformed_signal[0:half_length])
transformed_signal /= float(len_audio)
transformed_signal **= 2





(6) 提取信号的长度：


# 提取转换信号的长度
len_ts = len(transformed_signal)





(7) 根据信号的长度将信号乘以2：


# 将部分信号乘以2
if len_audio % 2:
    transformed_signal[1:len_ts] *= 2
else:
    transformed_signal[1:len_ts-1] *= 2





(8) 功率信号用下面的公式获得：


# 获取功率信号
power = 10 * np.log10(transformed_signal)





(9) X轴是时间轴。接下来需要根据采样频率对其进行缩放，并将其转换成秒：


# 建立时间轴
x_values = np.arange(0, half_length, 1) * (sampling_freq / len_ audio) / 1000.0





(10) 绘制该信号：


# 画图
plt.figure()
plt.plot(x_values, power, color='black')
plt.xlabel('Freq (in kHz)')
plt.ylabel('Power (in dB)')
plt.show()





(11) 全部代码已经包含在freq_transform.py
 文件中。运行该代码，可以看到如下图所示的图像。
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提取频域特征

前面讨论了如何将信号转换为频域。在多数的现代语音识别系统中，人们都会用到频域特征。将信号转换为频域之后，还需要将其转换成有用的形式。梅尔频率倒谱系数（Mel Frequency Cepstrum Coefficient，MFCC）可以解决这个问题。MFCC首先计算信号的功率谱，然后用滤波器组和离散余弦变换的组合来提取特征。如果需要快速入门，可以查看http://practicalcryptography.com/miscellaneous/machine-learning/guide-mel-frequency-cepstral-coefficients-mfccs
 。在进行接下来的学习之前，请确保你已经安装了python_speech_features
 包，安装指南可以参考http://python-speech-features.readthedocs.org/en/latest
 。接下来介绍如何提取MFCC特征。

(1) 创建一个Python文件，并导入以下程序包：


import numpy as np
import matplotlib.pyplot as plt
from scipy.io import wavfile
from features import mfcc, logfbank





(2) 读取input_freq.wav
 输入文件：


# 读取输入音频文件
sampling_freq, audio = wavfile.read("input_freq.wav")





(3) 提取MFCC和过滤器组特征：


# 提取MFCC和过滤器组特征
mfcc_features = mfcc(audio, sampling_freq)
filterbank_features = logfbank(audio, sampling_freq)





(4) 打印参数，查看可生成多少个窗体：


# 打印参数
print '\nMFCC:\nNumber of windows =', mfcc_features.shape[0]
print 'Length of each feature =', mfcc_features.shape[1]
print '\nFilter bank:\nNumber of windows =', filterbank_features. shape[0]
print 'Length of each feature =', filterbank_features.shape[1]





(5) 将MFCC特征可视化。转换矩阵，使得时域是水平的：


# 画出特征图
mfcc_features = mfcc_features.T
plt.matshow(mfcc_features)

plt.title('MFCC')





(6) 将滤波器组特征可视化。这里也需要转换矩阵，使得时域是水平的：


filterbank_features = filterbank_features.T
plt.matshow(filterbank_features)
plt.title('Filter bank')

plt.show()





(7) 全部代码已经包含在extract_freq_features.py
 文件中。运行该代码，可以得到如下图所示的MFCC特征图像。
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(8) 滤波器组特征图像如下所示。
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(9) 终端将输出如下的结果。
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创建隐马尔科夫模型

接下来可以讨论语音识别了，本例将用到隐马尔科夫模型（Hidden Markov Models，HMMs）来做语音识别。隐马尔科夫模型非常擅长建立时间序列数据模型。因为一个音频信号同时也是一个时间序列信号，因此隐马尔科夫模型也同样适用于音频信号的处理。假定输出是通过隐藏状态生成的，我们的目标是找到这些隐藏状态，以便对信号建模。你可以在https://www.robots.ox.ac.uk/~vgg/rg/slides/hmm.pdf
 查看更多关于隐马尔科夫模型的介绍。进行接下来的学习之前，请确保你已经安装了hmmlearn
 包，安装说明可查看http://hmmlearn.readthedocs.org/en/latest
 。

(1) 创建一个Python文件，定义一个类来创建隐马尔科夫模型：


# 创建类处理HMM相关过程
class HMMTrainer(object):





(2) 初始化该类。下面将用到高斯隐马尔科夫模型（Gaussian HMMs）来对数据建模。参数n_components
 定义了隐藏状态的个数，参数cov_type
 定义了转移矩阵的协方差类型，参数n_iter
 定义了训练的迭代次数：


def __init__(self, model_name='GaussianHMM', n_components=4, cov_type='diag', n_iter=1000):





这些参数的选定取决于你的需求。只有正确地理解这些参数的含义，才能灵活地进行运用。

(3) 初始化变量：


self.model_name = model_name
self.n_components = n_components
self.cov_type = cov_type
self.n_iter = n_iter
self.models = []





(4) 用以下参数定义模型：


if self.model_name == 'GaussianHMM':
    self.model = hmm.GaussianHMM(n_components=self.n_components,
            covariance_type=self.cov_type, n_iter=self.n_iter)
else:
    raise TypeError('Invalid model type')





(5) 输入数据是一个NumPy
 数组，数组的每个元素都是一个特征向量，每个特征向量都包含k个维度：


# X是二维数组，其中每一行是13维
def train(self, X):
    np.seterr(all='ignore')
    self.models.append(self.model.fit(X))





(6) 基于该模型定义一个提取分数的方法：


# 对输入数据运行模型
def get_score(self, input_data):
    return self.model.score(input_data)





(7) 前面创建了一个类来处理隐马尔科夫模型的训练和预测，但是还需要一些数据来观察它的运行情况。下面将创建一个语音识别器，全部代码包含在speech_recognizer.py
 文件中。

创建一个语音识别器

创建语音识别器，需要用到的数据库文件保存在https://code.google.com/archive/p/hmm-speech-recognition/downloads
 中。其中包含7个不同的单词，并且每个单词都有15个音频文件与之相关。这是一个较小的数据集，但是足够我们理解如何创建一个语音识别器并识别7个不同的单词。我们需要为每一类构建一个隐马尔科夫模型。如果想识别新的输入文件中的单词，需要对该文件运行所有的模型，并找出最佳分数的结果。这里会用到之前构建的隐马尔科夫类。

(1) 创建一个Python文件，并导入以下程序包：


import os
import argparse

import numpy as np
from scipy.io import wavfile
from hmmlearn import hmm
from features import mfcc





(2) 定义一个函数来解析命令行中的输入参数：


# 解析输入参数的函数
def build_arg_parser():
    parser = argparse.ArgumentParser(description='Trains the HMM classifier')
    parser.add_argument("--input-folder", dest="input_folder", required=True,
            help="Input folder containing the audio files insubfolders")
    return parser





(3) 定义main
 函数，解析输入参数：


if __name__=='__main__':
    args = build_arg_parser().parse_args()
    input_folder = args.input_folder





(4) 初始化隐马尔科夫模型的变量：


hmm_models = []





(5) 解析包含所有数据库音频文件的输入路径：


# 解析输入路径
for dirname in os.listdir(input_folder):





(6) 提取子文件夹的名称：


# 获取子文件夹名称
subfolder = os.path.join(input_folder, dirname)

if not os.path.isdir(subfolder):
    continue





(7) 子文件夹的名称即为该类的标记。用以下方式将其提取出来：


# 提取标记
label = subfolder[subfolder.rfind('/') + 1:]





(8) 初始化用于训练的变量：


# 初始化变量
X = np.array([])
y_words = []





(9) 迭代每一个子文件夹中的音频文件：


# 迭代所有音频文件（分别保留一个进行测试）
for filename in [x for x in os.listdir(subfolder) if x.endswith('.wav')][:-1]:





(10) 读取每个音频文件：


# 读取每个音频文件
filepath = os.path.join(subfolder, filename)
sampling_freq, audio = wavfile.read(filepath)





(11) 提取MFCC特征：


# 提取MFCC特征
mfcc_features = mfcc(audio, sampling_freq)





(12) 将MFCC特征添加到X变量：


# 将MFCC特征添加到X变量
if len(X) == 0:
    X = mfcc_features
else:
    X = np.append(X, mfcc_features, axis=0)





(13) 同时添加标记信息：


# 添加标记
y_words.append(label)





(14) 一旦提取完当前类所有文件的特征，就可以训练并保存隐马尔科夫模型了。因为隐马尔科夫模型是一个无监督学习的生成模型，所以并不需要利用标记针对每一类构建隐马尔科夫模型。假定每个类都将构建一个隐马尔科夫模型：


# 训练并保存HMM模型
hmm_trainer = HMMTrainer()
hmm_trainer.train(X)
hmm_models.append((hmm_trainer, label))
hmm_trainer = None





(15) 获取一个未被用于训练的测试文件列表：


# 测试文件
input_files = [
        'data/pineapple/pineapple15.wav',
        'data/orange/orange15.wav',
        'data/apple/apple15.wav',
        'data/kiwi/kiwi15.wav'
        ]





(16) 解析输入文件：


#为输入数据分类
for input_file in input_files:





(17) 读取每个音频文件：


# 读取每个音频文件
sampling_freq, audio = wavfile.read(input_file)





(18) 提取MFCC特征：


# 提取MFCC特征
mfcc_features = mfcc(audio, sampling_freq)





(19) 定义两个变量，分别用于存放最大分数值和输出标记：


# 定义变量
max_score = None
output_label = None





(20) 迭代所有模型，并通过每个模型运行输入文件：


# 迭代HMM模型并选取得分最高的模型
for item in hmm_models:
    hmm_model, label = item





(21) 提取分数，并保存最大分数值：


score = hmm_model.get_score(mfcc_features)
if score > max_score:
    max_score = score
    output_label = label





(22) 打印真实的、预测的标记：


# 打印结果
print "\nTrue:", input_file[input_file.find('/')+1:input_ file.rfind('/')]
print "Predicted:", output_label





(23) 全部代码已经包含在speech_recognizer.py
 文件中。运行该代码，可以在终端看到如下图所示的显示结果。
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《Python机器学习经典实例》
 用最火的Python语言、通过各种各样的机器学习算法来解决实际问题！

检测欺诈与异常行为


作者/Boštjan Kaluža

博士，人工智能与机器学习专家，现任Evolven公司（领先的IT运营分析公司，致力于配置管理业务）首席数据科学家，主攻机器学习、预测分析、模式挖掘与异常检测，旨在把数据转化为人类可理解的信息与可供实用的知识。更多信息请访问http://bostjankaluza.net
 。



查找像信用卡欺诈、网络入侵、制造工艺缺陷、电子商务犯罪这样的异常行为就如大海捞针一样困难，而且一旦发生，可能会招致令人相当震惊的后果！因此，及时发现这些异常可以避免巨大的损失。

相比人工分析，应用机器学习检测异常问题会带来新的发现，并且能够得到更好的异常事件检测效果。因为机器学习能够考虑许多不同的数据来源，并找到人类分析时难以发现的关系。

以电子商务欺诈检测为例，通过适当应用机器学习算法，进行欺诈检测时，我们可以把购物者的在线行为（即网站浏览历史）列入欺诈检测算法的考察对象，判断时考虑的因素更全面，而不只是简单地考虑持卡者的购物历史。

可疑与异常行为检测

从传感器的数据学习问题的模式已经出现在了许多应用场合，包括电子商务、智能环境、视频监控、网络分析、人机交互、环境辅助智能系统等。我们的重点是检测那些有悖于常规行为的模式，它们可能是安全风险、健康问题或者其他任何异常行为。

可以说，异常行为是一种数据模式，它要么与期望的行为不符（异常行为），要么是一个先前不希望发生的行为（可疑行为）。相对而言，这些模式并不经常出现，一旦出现，就有可能产生令人惊愕的后果，并且这些后果一般都是负面的。典型的例子有信用卡欺诈检测、网络入侵、工业破坏。电子商务中，欺诈给商人造成的损失每年超过200亿美元；在医疗保健领域，欺诈每年耗掉纳税人60亿美元的税费；在银行领域，欺诈造成的损失超过12亿美元。

2002年2月12日，时任美国国防部长唐纳德·拉姆斯菲尔德在召开的新闻发布会上称，没有证据表明伊拉克政府向恐怖分子提供了大规模杀伤性武器。随后，这一言论立刻引发了人们的热议。拉姆斯菲尔德声称（DoD News，2012）：

“对还未发生的事所做的报道总能引起我们的兴趣，正如我们知道，有些事情大家都知道（known knowns），即有些事情我们知道我们知道。我们也都知道有些事情我们不知道（known unknowns），那就是说，我们知道有些事情我们不知道。但也有些事情我们都不知道（unknown unknowns），就是那些我们不知道我们不知道的事情。纵观我们国家与其他自由国家的历史可以发现，后面那些往往是最难的。”

乍看上去，这段声明可能有点绕，但是“不知道我们不知道的事情”（unknown unknowns）这个想法在处理风险的专家、NSA和其他情报机构中得到深入研究。上面这段声明基本意思如下。


	已知的已知（Known-knowns）：这些问题已为我们所熟知，我们知道如何辨认它们，也知道如何处理它们。

	已知的未知（Known-unknowns）：这些问题可以预料或预见到，我们可以做出合理预测，但是它们之前从未发生过。

	未知的未知（Unknown-unknowns）：这些问题是不可预料的，也无法预见，我们不能根据以往经验做预测，它们将我们置于重大风险之中。



接下来，我们会学习处理前两种已知与未知的基本方法：可疑模式检测（处理已知的已知）与异常模式检测（处理已知的未知）。

可疑模式检测

可疑模式检测假设有一个行为库，它对图1 中用减号表示的负模式（negative pattern）进行编码。这样，识别被观察行为就转换成从库中找出一个对应的匹配。如果发现某个新模式（圆圈）与负模式不匹配，那么就把这个新模式看作是可疑的。

比如，看医生时，医生会针对病情，检查各种症状（体温、疼痛程度、影响范围等），然后将这些症状与已知的疾病进行匹配。使用机器学习的术语来说就是，医生收集特征，并做分类处理。
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图1　可疑模式检测


这个方法的优点在于，我们可以立刻知道问题是什么。假如我们了解那种疾病，就能给出合适的治疗方法。

然而，主要的缺点是，它只能检测到那些我们事先已经知道的可疑模式。如果一个模式在负模式库（negative pattern library）中不存在，就无法识别。因此，这个方法适合为那些“已知的已知”进行建模。

异常模式检测

异常模式检测是以相反的方式使用模式库，即模式库只对正模式（图2 中的加号）做编码。当一个被观察的行为（圆圈）与模式库中的所有模式都不匹配时，就会被视作异常。
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图2　异常模式检测


这个方法只需要我们为过去所见建模，即为那些正常模式（normal patterns）建模。回到看病的例子，我们之所以去看医生主要是因为感觉自己身体不舒服，比如头痛、疼痛。虽然不知道是什么病引起了这些症状，也不知道该如何治疗，但我们能明显感觉到这与平时的感觉完全不一样。

这个方法的主要优点是，它不需要我们提及非正常模式（non-normal patterns），因此很适合用来为“已知的未知”与“未知的未知”建模。另一方面，这个方法不能准确指出问题是什么。

不管怎样，我们有多种方法可以进行类型分析。如下三种类型（模式分析、事务分析、规划识别）中，我们会对异常与可疑行为检测做大致分类。


模式分析


基于视觉方式（比如摄像机），根据行为模式做异常与可疑行为检测是一个在计算视觉研究中相对活跃的领域。比如，根据视频序列做人体运动视觉分析，它可以根据步态轨迹识别异常行为；基于颜色特征、距离特征、计数特征的视频监控系统，使用演化技术度量观察的相似性。


事务分析


不同于连续观察，事务分析关注的是离散状态的事务，主要研究领域是入侵检测（ID），一般目标是检测那些攻击信息系统的入侵行为。ID系统主要分为两种类型，一种是基于特征的（signature-based），另一种是基于异常的（anomaly-based）。

在环境辅助智能系统中，基于可穿戴传感器的应用也适应于事务分析，因为感知通常是基于事件的。2008年，Lymberopoulos等人提出了一个从用户家中设置的传感器网络自动提取用户时序斑图（spatio-temporal patterns）的系统，这些时序斑图被编码成传感器触发（sensor activations）。他们提出的方法基于位置、时间、持续时间，能够使用Apriori算法提取频繁模式，并且将最频繁的模式编码为马尔可夫链。另一个相关领域是隐马尔可夫模型（Hidden Markov Models，HMM，Rabiner，1989），它对行为序列建模，广泛应用于习惯行为识别。


规划识别


规划识别主要关注于识别智能体不可观测状态的机制，前提是给出其与环境交互的观察结果（AvrahamiZilberbrand，2009）。大部分现存的调查研究都认为，行为的观察结果是离散的。为了进行异常与可疑行为检测，规划识别算法可能使用混合方法：符号规划识别器可以用于筛选一致的假设，将其传递给一个注重排名的评价引擎。

这些先进方法被应用于各种真实生活场景，以发现异常。接下来，我们将重点介绍一种用到检测可疑与异常模式的场景。

保险理赔当中的欺诈检测

我们会使用到一个描述保险交易的数据集，可以在Oracle Database Online Documentation （2015）中找到它，网址如下：


http://docs.oracle.com/cd/B28359_01/datamine.111/b28129/anomalies.htm


这个数据集描述了一个未公开的保险公司的车辆事故保险理赔情况。其中包含15 430个理赔案例，每个理赔用33个特征进行描述：


	客户详细信息（年龄、性别、婚姻状况等）

	购买保单（保单种类、车辆类型、增补数、代理类型等）

	理赔情况（日/月/周理赔，保单报告归档、证人、事故报告间隔日期、事故理赔等）

	其他客户数据（车辆数、上一次理赔、司机评级等）

	有无欺诈（有或无）



图3 显示的是其中一个样本，是把数据加载到Weka之后显示的画面。
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图3　将数据加载到Weka


我们的任务是创建一个模型，用于识别可疑的理赔。这项任务面临的挑战是，这些索赔中只有6%是可疑的。如果我们创建了一个虚拟分类器，说所有索赔都不可疑，那在94%的索赔案例中它的判断都是对的。因此，这项任务中，我们将使用不同的精确度测量方法：准确率与召回率。


表1　可能结果的可能分类
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准确率与召回率的定义如下。


	
准确率等于在被分类器判定为正的所有样本实例（TP+FP）中，正确判断为正（TP）的正例样本所占比重，如下：
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召回率等于在总正例样本（TP+FN）中，被正确判定为正（TP）的正例所占比重，如下：
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若使用这些指标，我们的虚拟分类器得分是：Pr=0、Re=0，因为它从不会将任何实例标记为欺诈（TP=0）。实际上，我们希望使用这两个指标评价分类器，即F值（F-measure），它是一种在准确率与召回率之间计算调和平均数的方法，如下：
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接下来，继续设计一个真实的分类器。

为可疑模式建模

为了设计分类器，我们将遵循监督学习的标准步骤，还要加入其他一些步骤，以处理非平衡数据集，并对基于准确率与召回率的分类模型做评估。详细步骤如下。


	加载.csv格式的数据；

	指派分类属性；

	将所有属性从数值型（numeric）转换为名义型（nominal），确保没有错误加载的数值；

	
Experiment 1
 ：使用k折交叉验证评价模型；

	
Experiment 2
 ：重新调整数据集，使之拥有更均衡的类分布，并且手动交叉验证；

	使用召回率、精确率与F 值评价分类器。



首先，使用CSVLoader
 类加载数据，代码如下：


String filePath = "/Users/bostjan/Dropbox/ML Java Book/book/datasets/chap07/claims.csv";

CSVLoader loader = new CSVLoader();
loader.setFieldSeparator(",");
loader.setSource(new File(filePath));
Instances data = loader.getDataSet();





然后，确保所有属性的类型都是名义型。在数据导入期间，Weka会使用一些启发式方法猜测属性最有可能的类型，即数值型、名义型、字符串型、日期型。由于启发式方法并非总能正确猜中属性类型，所以要手动设置属性类型，代码如下：


NumericToNominal toNominal = new NumericToNominal();
toNominal.setInputFormat(data);
data = Filter.useFilter(data, toNominal);





继续下一步之前，还要指定待预测的属性。可以通过调用setClassIndex(int)
 函数实现。


int CLASS_INDEX = 15;
data.setClassIndex(CLASS_INDEX);





接着，剔除一个描述保单编号的属性，因为它不具有预测价值。只要简单使用Remove
 过滤器即可移除。


Remove remove = new Remove();
remove.setInputFormat(data);
remove.setOptions(new String[]{"-R", ""+POLICY_INDEX});
data = Filter.useFilter(data, remove);





以上就是建模的准备工作。


01.纯方法


纯方法（Vanilla approach）是指直接应用方法，既不需要做预处理，也不需要考虑数据集的具体细节。为了说明Vanilla方法的缺点，我们将创建一个带有默认参数的简单模型，并且应用k折交叉验证。

首先，添加要测试的分类器：


ArrayList<Classifier>models = new ArrayList<Classifier>();
models.add(new J48());
models.add(new RandomForest());
models.add(new NaiveBayes());
models.add(new AdaBoostM1());
models.add(new Logistic());





然后，创建一个Evaluation
 对象，通过调用crossValidate(Classifier, Instances, int, Random, String[])
 方法进行k折交叉验证，最后输出准确率、召回率与F 值。


int FOLDS = 3;
Evaluation eval = new Evaluation(data);

for(Classifier model : models){
  eval.crossValidateModel(model, data, FOLDS,
  new Random(1), new String[] {});
  System.out.println(model.getClass().getName() + "\n"+
    "\tRecall:    "+eval.recall(FRAUD) + "\n"+
    "\tPrecision: "+eval.precision(FRAUD) + "\n"+
    "\tF-measure: "+eval.fMeasure(FRAUD));
}





最终输出的评估分数如下：


weka.classifiers.trees.J48
  Recall:    0.03358613217768147
  Precision: 0.9117647058823529
  F-measure: 0.06478578892371996
...
weka.classifiers.functions.Logistic
  Recall:    0.037486457204767065
  Precision: 0.2521865889212828
  F-measure: 0.06527070364082249





从上面这些输出可以看到，结果并不理想。从召回率（Recall）看，被发现的欺诈只占所有欺诈行为的1%~3%。也就是说，只有1~3/100个欺诈能被检测到。从准确率（Precision）来说，报警准确率有91%。这意味着申请理赔的9/10个案例中，模型都是正确的。


02.数据集重整


相比于正例，反例（即欺诈）数目非常少，所以学习算法要与归纳推理做“斗争”。为帮助算法解决这个问题，我们可以给它们一个数据集。该数据集中，正例与反例的比重是可比的。也就是说，这个问题可以通过数据集重整（Dataset rebalancing）得到解决。

Weka有一个内置的过滤器Resample，用于从一个数据集随机抽选子样本，它使用重置抽样或不重置抽样。这个过滤器也可以将一个分布调整为类均匀分布。

我们将手工实现k折交叉验证。首先，把数据集均等地分成k折，其中第k折用作测试，其他折用来学习。使用StratifiedRemoveFolds
 过滤器划分数据集，划分后的各折中仍然保持着相同的类分布，如下：


StratifiedRemoveFolds kFold = new StratifiedRemoveFolds();
kFold.setInputFormat(data);

double measures[][] = new double[models.size()][3];

for(int k = 1; k <= FOLDS; k++){

  // 把数据划分为测试折与训练折
  kFold.setOptions(new String[]{
    "-N", ""+FOLDS, "-F", ""+k, "-S", "1"});
  Instances test = Filter.useFilter(data, kFold);

  kFold.setOptions(new String[]{
    "-N", ""+FOLDS, "-F", ""+k, "-S", "1", "-V"});
    // 反选-V
  Instances train = Filter.useFilter(data, kFold);





然后，重整训练数据集，-Z
 参数指定要重抽样数据集的比例，-B
 把类分布调整成均匀分布：


Resample resample = new Resample();
resample.setInputFormat(data);
resample.setOptions(new String[]{"-Z", "100", "-B", "1"}); //with replacement
Instances balancedTrain = Filter.useFilter(train, resample);





接着，创建分类器并做评估。


for(ListIterator<Classifier>it = models.listIterator(); it.hasNext();){
  Classifier model = it.next();
  model.buildClassifier(balancedTrain);
  eval = new Evaluation(balancedTrain);
  eval.evaluateModel(model, test);

// 为计算平均数保存结果
  measures[it.previousIndex()][0] += eval.recall(FRAUD);
  measures[it.previousIndex()][1] += eval.precision(FRAUD);
  measures[it.previousIndex()][2] += eval.fMeasure(FRAUD);
}





最后，计算平均数，输出最佳模型：


// 计算平均数
for(int i = 0; i < models.size(); i++){
  measures[i][0] /= 1.0 * FOLDS;
  measures[i][1] /= 1.0 * FOLDS;
  measures[i][2] /= 1.0 * FOLDS;
}

// 输出结果，选择最佳模型
Classifier bestModel = null; double bestScore = -1;
for(ListIterator<Classifier> it = models.listIterator(); it.hasNext();){
  Classifier model = it.next();
  double fMeasure = measures[it.previousIndex()][2];
  System.out.println(
    model.getClass().getName() + "\n"+
    "\tRecall:    "+measures[it.previousIndex()][0] + "\n"+
    "\tPrecision: "+measures[it.previousIndex()][1] + "\n"+
    "\tF-measure: "+fMeasure);
  if(fMeasure > bestScore){
    bestScore = fMeasure;
    bestModel = model;

 }
}
System.out.println("Best model:"+bestModel.getClass().getName());





现在，模型性能得到显著提升，如下：


weka.classifiers.trees.J48
  Recall:    0.44204845100610574
  Precision: 0.14570766048577555
  F-measure: 0.21912423640160392
...
weka.classifiers.functions.Logistic
  Recall:    0.7670657247204478
  Precision: 0.13507459756495374
  F-measure: 0.22969038530557626
Best model: weka.classifiers.functions.Logistic





从上述结果可以看到，所有模型的得分都有了显著提高，比如最佳模型——逻辑回归，它发现欺诈的准确率达到了76%；而误报率相对合理，被标记为“欺诈”的索赔中，只有13%是真正的欺诈。如果“漏掉一个坏人”（未检测到欺诈行为）所付出的代价要比“误杀一个好人”（欺诈误报）的代价大得多，那么“宁可误杀也不错放”就是理所应当的了。

模型的整体性能可能还有一些提升空间，比如我们可以做属性选择与特征生成，并且应用更复杂的模型学习。
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《Java机器学习》
 介绍如何使用Java创建并实现机器学习算法，既有基础知识，又提供实战案例。主要内容包括：机器学习基本概念、原理、常见机器学习库的用法，各类机器学习常见任务，包括分类、预测预报、购物篮分析、检测异常、行为识别、图像识别以及文本分析。最后还提供了相关Web资源、各种技术研讨会议以及机器学习挑战赛等进阶所需内容。
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趣解推荐系统
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作者/Aditya Bhargava

软件工程师，兼具计算机科学和美术方面的教育背景，在adit.io撰写编程方面的博客。
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上面的水果，是橙子还是柚子呢？我知道，柚子通常比橙子更大、更红。思考的过程可能类似于这样：我脑子里有个图表。
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前面的那个水果又大又红，因此很可能是柚子。但下面这样的水果呢？
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如何判断这个水果是橙子还是柚子呢？一种办法是看它的邻居
 。我们来看看离它最近的三个邻居。
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在这三个邻居中，橙子比柚子多，因此这个水果很可能是橙子。祝贺你，你刚才就是使用K最近邻（k-nearest neighbours，KNN）算法进行了分类！这个算法非常简单。

KNN算法虽然简单却很有用！要对东西进行分类时，可首先尝试这种算法。下面来看一个更真实的例子。

创建推荐系统

假设你要为用户创建一个电影推荐系统。从本质上说，这类似于前面的水果问题！

你可以将所有用户都放入一个图表中。
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这些用户在图表中的位置取决于他们的喜好，因此喜好相似的用户距离较近。假设你要向Priyanka推荐电影，可以找出五位与他最接近的用户。
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假设在对电影的喜好方面，Justin、JC、Joey、Lance和Chris都与Priyanka差不多，因此他们喜欢的电影很可能Priyanka也喜欢！

有了这样的图表以后，创建推荐系统就将易如反掌：只要是Justin喜欢的电影，就将其推荐给Priyanka。
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但还有一个重要的问题没有解决。在前面的图表中，相似的用户相距较近，但如何确定两位用户的相似程度呢？

特征抽取

在前面的水果示例中，你是根据个头和颜色来比较水果的，换言之，你比较的特征是个头和颜色。现在假设有三个水果，你可以抽取它们的特征。
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根据这些特征，绘制特征图。
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从上图可知，水果A和B比较相像。下面，我们用毕达哥拉斯公式来计算下它们到底有多像。要计算两点的距离，要使用毕达哥拉斯公式。
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这个距离公式印证了你的直觉：A和B很像。
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回到我们的任务——构建电影推荐系统，就需要以某种方式将不同用户的喜好数据化，并放到图表中。把每位用户转换为一组坐标，就像前面对水果所做的那样。
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把用户放入图表后，你就可以计算他们之间的距离了。

下面是一种将用户转换为一组数字的方式。用户注册时，要求他们指出对各种电影的喜欢程度。这样，每位用户就都将获得一组数字！
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Priyanka和Justin都喜欢爱情片，又都讨厌恐怖片。Morpheus喜欢动作片，但讨厌爱情片（他讨厌好好的动作电影毁于浪漫的桥段）。前面判断水果是橙子还是柚子时，每种水果都用2个数字表示，你还记得吗？在这里，每位用户都用5个数字表示。
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在数学家看来，这里计算的是五维（而不是二维）空间中的距离，但计算公式不变。
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毕达哥拉斯的距离计算公式很灵活，即便涉及很多个数字，依然可以使用它来计算距离。你可能会问，涉及5个数字时，距离意味着什么呢？这种距离指出了两组数字之间的相似程度
 。
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这是Priyanka和Justin在电影喜好方面的相似程度。可以看出，Priyanka和Justin很像。那Priyanka和Morpheus的差别有多大呢？

根据相似程度的计算结果，Priyanka的喜好更接近于Justin而不是Morpheus。

太好了！现在要向Priyanka推荐电影会变得易如反掌：只要是Justin喜欢的电影，就将其推荐给Priyanka，反之亦然。就这样，你创建了一个电影推荐系统！

如果你是Netflix的用户，Netflix会不断提醒你：多给电影评分吧，你评论的电影越多，推荐给你的电影就越准确。现在，你明白其中的原因了吧：评论的电影越多，Netflix就越能准确地判断出你与哪些用户类似。



思考：


用户在给电影打分时，每位用户的标准并不都相同。假设你有两位用户——Yogi和Pinky，他们欣赏电影的品味相同，但Yogi给喜欢的电影都打5分，而Pinky更挑剔，只给特别好的电影打5分。他们的品味一致，但根据距离算法，他们并非邻居。如何将这种评分方式的差异考虑进来呢？

假设视频网站指定了一组意见领袖，他们的评分比普通用户更重要。请问你该如何修改推荐系统，使其偏重于意见领袖的评分呢？



回归

假设你不仅要向Priyanka推荐电影，还要预测她将给这部电影打多少分。为此，先找出与她最近的5个人。

顺便说一句，我老说最近的5个人，其实并非一定要选择5个最近的邻居，也可选择2个、10个或10 000个。这就是这种算法名为K最近邻而不是5最近邻的原因！

假设你要预测Priyanka会给电影Pitch Perfect打多少分，先看看Justin、JC、Joey、Lance和Chris都给它打了多少分呢？
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求出这些人打分的平均值，结果为4.2。这就是回归（regression）。你将使用KNN来做两项基本工作——分类和回归：


	分类就是编组；

	回归就是预测结果（如一个数字）。



回归很有用。假设你在伯克利开个小小的面包店，每天都做新鲜面包，就需要根据如下一组特征预测当天该烤多少条面包：


	天气指数1～5（1表示天气很糟，5表示天气非常好）；

	是不是周末或节假日（周末或节假日为1，否则为0）；

	有没有活动（1表示有，0表示没有）。
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你还有一些历史数据可以参考，它们记录了各种不同的日子里售出的面包数量。
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今天是周末，天气不错。根据这些数据，预测你今天能售出多少条面包呢？我们来使用KNN算法，其中的K为4。首先，找出与今天最接近的4个邻居。
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距离如下，因此最近的邻居为A、B、D和E。
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将这些天售出的面包数平均，结果为218.75。这就是你今天要烤的面包数！



余弦相似度


前面计算两位用户的距离时，使用的都是距离公式。还有更合适的公式吗？在实际工作中，经常使用余弦相似度（cosine similarity）。假设有两位品味类似的用户，但其中一位打分时更保守。他们都很喜欢Manmohan Desai的电影Amar Akbar Anthony，但Paul给了5星，而Rowan只给4星。如果你使用距离公式，这两位用户可能不是邻居，虽然他们的品味非常接近。

余弦相似度不计算两个矢量的距离，而比较它们的角度，因此更适合处理前面所说的情况。



挑选合适的特征

为推荐电影，你让用户指出他对各类电影的喜好程度。如果你是让用户给一系列小猫图片打分呢？在这种情况下，你找出的是对小猫图片的欣赏品味类似的用户。但这对电影推荐系统来说，很可能是一个糟糕的推荐引擎，因为你选择的特征与电影欣赏品味没多大关系。

又假设你只让用户给《玩具总动员》《玩具总动员2》和《玩具总动员3》打分。这将难以让用户的电影欣赏品味显现出来！使用KNN时，挑选合适的特征进行比较至关重要。所谓合适的特征，就是：


	与要推荐的电影紧密相关的特征；

	不偏不倚的特征（例如，如果只让用户给喜剧片打分，就无法判断他们是否喜欢动作片）。



你认为评分是不错的电影推荐指标吗？我给The Wire的评分可能比House Hunters高，但实际上我观看House Hunters的时间更长。该如何改进电影的推荐系统呢？

回到面包店的例子：对于面包店，你能找出两个不错和糟糕的特征吗？在报纸上打广告后，你可能需要烤制更多的面包；或者每周一你都需要烤制更多的面包。

在挑选合适的特征方面，没有放之四海皆准的法则，你必须考虑到各种需要考虑的因素。
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《算法图解》
 是一本示例丰富，图文并茂，以简明易懂的方式阐释算法的书，旨在帮助程序员在日常项目中更好地利用算法为软件开发助力。

仅通过思考就能实现的人机交互


6月15日~6月18日，图灵
 作为技术图书出版先锋品牌，受邀参加了第十五届中国国际软件和信息服务交易会（中国软交会）。本届中国软交会以“新IT、新生态、新动能”为主题，汇聚了来自全球的业界精英和代表，全面展示了IT产业的新技术、新思维和新模式，分享了智能化在医疗、金融、服装等行业引起的改变，共同探讨了企业“智”造之路的务实方案。


作为受邀出版机构，图灵为参会人员带来了全新的“智慧阅读”体验，用科技和文化元素来打通IT人的圈层文化。
 “图灵访谈”作为媒体嘉宾，会议期间对重量级嘉宾米格尔·尼科莱利斯和李杰进行了访谈。



下面的访谈内容中，2014年巴西世界杯“机械战甲”发明者、畅销书《脑机穿越》的作者Miguel Nicolelis 向我们提前描绘了“人机交互”的未来。

访谈嘉宾：


Miguel Nicolelis（米格尔·尼科莱利斯）
 ，美国杜克大学医学院神经生物学教授、法国科学院院士、巴西科学院院士、畅销书《脑机穿越》作者、2014年巴西世界杯“机械战甲”发明者。

他曾被美国科普杂志《科学美国人》评为全球最具影响力的20位科学家之一，其研究被《麻省理工科技评论》评为10大最具突破性的科技创新之一。
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访谈实录：


决定投身“脑机接口”研究的原因是什么？



米格尔：
 一开始，我只是想研究人脑是怎么工作的。这是主要的原因。随着技术的发展，我发现我们能用脑机接口来帮助患有各种疾病的病人。这给了我更大的动力来继续这方面的研究工作。


您做过很多非常棒的实验，哪一个最特别？



米格尔：
 在外骨骼的帮助下，病人可以再次行走。失去双腿的病人在世界杯开幕式上可以再次踢足球。（这些对于我来说，都很特别。）我和他们每天都呆在一起，生活了8个月。站起来行走的那一刻对于他们每一个人来说，都是一个巨大的胜利，值得庆祝！

当Juliano在巴西世界杯开幕式上踢开一脚的时候，我就站在他身后的3米远。我跑向他，一起庆祝。这一刻值得所有人流泪。
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“脑机接口”研究的最终目标是什么？



米格尔：
 在医疗方面，目标是恢复病人失去的功能。其他方面的应用有远程控制机器人，把机器人派到对于人类来说太小、太远或是太危险的地方。如果能用人类大脑直接控制这些机器人，我们就能获得更多的灵活性和更好的移动性。

另一件事是，多人通过“大脑网”进行远程协作。


对下一代计算设备的展望是怎样的？对于人类来说，实现大脑控制计算程序的主要挑战是什么？



米格尔：
 实际上，我认为未来将会看到大脑和计算机之间的连接，从而开发出新的计算设备。这是一场全面的革命，因为我们的大脑将会跟这些设备直接相连。我们不再需要打字，只通过思考就能和电脑互动。

最大的挑战是能够可靠地提取信号，并且计算机能够与大脑交互。这样我们可以得到一个非常高效的接口用于日常工作，比如处理手机、笔记本电脑和汽车。一旦完善了这个交互，我们将看到脑机接口对整个技术的巨大影响。


我们是否还需要穿戴一些东西来让大脑连接到数字应用？



米格尔：
 是的，我们总是需要一些传感器来捕捉大脑的活动。没有这些传感器，就无法传输大脑的电信号。传感器要能够尽可能多地从大脑中获取信息，完善与数字平台交互的能力。对于动物来说，接口会植入大脑。但是对于人类来说，我们会研究一种类似帽子的东西。因为不会植入任何东西，所以对人类来说不会有危险。


这些接口是否有助于治疗基因缺陷引起的疾病？



米格尔：
 不，这并不针对基因缺失引起的疾病。你必须意识到世界上有近10亿的人患有脑功能紊乱的疾病。如果我们把所有患有大脑功能紊乱的人放在一起，这几乎就是一个中国的人口。

大多数患有脑功能障碍的病人与基因方面并没有关系。它们大部分来自脊髓损伤、帕金森和阿尔茨海默病症。我们需要对这将近10亿的病人进行治疗，我认为这项技术会有所帮助。


您对“不可能”的理解是什么？



米格尔：
 当我还是个孩子的时候，祖母告诉我，“不可能的事就是还没有人花费足够的时间去做的可能的事”。我十分相信这一点。我的祖母是一个很有智慧的女人。我认为成为一名科学家与她对我的影响有着很大的关系。她教会了我如何思考大事情。


随着研究发展，你的新发现是什么？



米格尔：
 事实上，我正在写一本新书，因为有很多新的想法出现。我在书中提到了一点，而且我认为现在很有必要讲的一点是，有越来越多的证据表明我们的大脑远比计算机优越。人工智能不会征服人类的大脑。这就是我决定写一本新书的原因。



选自图灵访谈






书单
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单核工作法图解


作者：Staffan Noteberg

书号：978-7-115-44860-6

图灵社区推荐：8


作者通过多年的经验，首创了一套简单、灵活而又强大的单核工作法，能行之有效地帮助你加强自制力、集中精力。全书分为6章，从削减待办任务、现在专注一件事、永不拖延、循序渐进、简化协作和给创意充电等方面详述这一方法，助你在日常生活中轻松完成各项任务。
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Kafka技术内幕


作者：郑奇煌

书号：978-7-115-46938-0

图灵社区推荐：8


以Kafka 0.10 的源码为基础，图文详解，深入分析了Kafka的设计与实现，包括生产者和消费者的消息处理流程，新旧消费者不同的设计方式，存储层的实现，协调者和控制器如何确保Kafka集群的分布式和容错特性等。
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时间旅行简史


作者：詹姆斯·格雷克

书号：978-7-115-46563-4

图灵社区推荐：5


既《信息简史》之后，詹姆斯·格雷克再次为时间旅行作传。通过追溯“时间旅行”这个概念的起源、它在文学和科学中的演化，以及它对我们之于时间本身理解的影响，本书将带领我们踏上一段极富启迪的追寻之旅。
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用户思维+：好产品让用户为自己尖叫


作者：Kathy Sierra

书号：978-7-115-45742-4

图灵社区推荐：6


作者利用多年的交互设计经验，生动阐释了在打造可持续成功的产品时，应该谨记的观点，即用户并不关心产品本身有多棒，而是关心使用产品后自己有多棒。

本书风格活泼、图文并茂，其对话式内容既引人入胜，又引人深思，适合于所有立志打造优秀产品的人。
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明解C语言：中级篇


作者：柴田望洋

书号：978-7-115-46406-4

图灵社区推荐：21
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Web开发权威指南


作者：Chris Aquino, Todd Gandee

书号：978-7-115-46616-7

图灵社区推荐：11
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学习JavaScript数据结构与算法（第2版）


作者：Loiane Groner

书号：978-7-115-46753-9

图灵社区推荐：7
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算法小时代：从数学到生活的历变


作者：Serge Abiteboul

书号：978-7-115-46934-2

图灵社区推荐：6
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React Native应用开发实例解析


作者：Alexander McLeod 等

书号：978-7-115-46714-0

图灵社区推荐：5
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设计驱动增长：可口可乐如何打造饮料帝国


作者：David Butler , Linda Tischler

书号：978-7-115-46578-8

图灵社区推荐：2






成书手记

你不知道的“单核工作法”

《番茄工作法图解》的作者要出新书了！没错，新书的名字叫《单核工作法图解》，介绍了一种全新的时间管理方法。


“单核工作法”这个名词可能会让你感觉有些陌生，但是它的英文名你应该听说过——Monotasking。现在你应该猜到了，这本书讲的就是一心一意的智慧。



你也许会冒出很多疑惑：


	“单核工作法”和“番茄工作法”之间有什么关系？

	它们的主要区别在哪里？

	面对一项新任务时，我应该选择哪种工作法？

	如果我正在使用“番茄工作法”，为什么要改用“单核工作法”呢？

	我已经买过《番茄工作法图解》了，还需要买新的《单核工作法图解》吗？



别着急，Staffan Nöteberg会给我们一一解答。
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(1) “单核工作法”和“番茄工作法”之间有什么关系？



Staffan：
 市面上有很多时间管理方法，比如GTD、Autofocus、番茄和单核。它们能帮助你跟踪眼前的任务，专注于手头的任务，设定优先级，创造富有创造力的环境，分解任务，等等；彼此之间有相同点，也有不同点。除了同为时间管理方法，“单核工作法”和“番茄工作法”其实并无其他关系。


(2) 它们的主要区别在哪里？



Staffan：
 “番茄工作法”(a) 受“计划-实施-检查-改进”的影响。实行者进行系统性的观察、衡量和实验。每天结束时进行假设，第二天通过收集和分析过程中的数据来验证假设。(b) 重点是预估和计划。每天早上都为这一天做计划。计划中的每项任务都要预估，并将预估放在今天的日程里。(c) 是基于节奏的。时间盒子总是有相同的时长——25分钟。每天都有相同的模式，划分为5个阶段。(d) 把每个（未经计划、紧急的）新任务都加入今天的计划。(e) 对休息和集中精力的时间和方法有严格的计划。在现代办公室可能很难实现，因为你无法控制会议和午休等事件。

“单核工作法”(a) 基于科学研究，旨在用尽量少的工具产生较大影响。主要原理是利用大脑想要优先做完已开始任务的本能。通过限制要做的任务数量，在选择优先级时使用我们的直觉。(b) 限制了快捷清单里的任务数量。只有此时此地可以做的任务才能进入快捷清单，而且永远不能超过5项。快捷清单不是对一天的规划，而是列出了目前最重要的任务。(c) 把重要性不够的新想法放进没有限制、没有优先级的集草器清单。每周都要除草，把旧集草器中5项最重要的任务抄在新的集草器清单中。之后就可以把旧集草器清单塞进碎纸机了。(d) 每天下午安排一个志愿者小时，用来处理白天即时出现的需求。建议在每个单核时段里，都关闭所有提醒。(e) 使用设定在整点或半点的全景闹钟。这与现代办公室中会议和午休的时间契合。(f) 在单核时段和全景时段间切换。单核时段集中注意力于一项任务；全景时段则重新调整优先级：“我的时间现在最好用来做什么？”然后选择休息、继续此项任务或者开始另一项任务。


(3) 面对一项新任务时，我应该选择哪种工作法？



Staffan：
 有些人喜欢“番茄工作法”的节奏——每个时间盒子都有相同的长度，休息也是固定的。有些人喜欢“单核工作法”，因为单核时段会恰好在会议前结束（整点或半点），而且你可以自行决定何时休息。


(4) 如果我正在使用“番茄工作法”，为什么要改用“单核工作法”呢？



Staffan：
 很多人喜欢“单核工作法”是因为它不耽误事：不用写长长的强制性文档，不用衡量，不用评估。它帮助你保持专注于当前最重要的任务上，而且在优先级发生改变时能够敏捷地切换任务。在此流程中你要做的工作很少，更多的是自然的心流和直觉性优先级排序。


(5) 我已经买过《番茄工作法图解》了，还需要新的《单核工作法图解》吗？



Staffan：
 这是两种截然不同的个人生产力方法，只有你自己知道哪种最适合自己。不过在决定之前，需要阅读两本书来获取知识，以便比较。阅读这两本书能让你明白更多关于如何激发个人生产力的知识。如果只想读一本，我推荐《单核》，因为它是基于最新的科学研究写成的。





投稿须知
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《码农》（Code Maker
 ）是国内计算机图书高端品牌之一的“图灵教育”所推出的免费电子期刊。本着“分享知识、提升技术、塑造人生”的思想，向国内广大计算机技术从业人员及技术爱好者，传播国内外、世界前沿的技术知识。采用双月刊的形式，每两月推出一期主题鲜明的杂志。围绕主题内容，每期杂志分别设有相关的“人物”“鲜阅”“践行”“九卦”“书单”“妙评”等专栏内容，目的是摒弃刻板、陈旧的“正统式”陈述方式，帮助读者全方位、多角度地理解主题内容。

《码农》欢迎广大读者在这里投稿作品、交流学习。

　

作品要求：


	
内容真实、准确、合法，并且不会侵害任何第三方的合法权益；



	
对于提交的作品在版权、邻接权、信息网络传播权、文字内容及转授权等方面与第三方发生纠纷或者引发其他法律责任的情况，《码农》不承担任何责任；



	
以电子版形式发送到邮箱 liumin@turingbook.com





对于采用的作品，我们会在杂志出版后，支付给作者一定数量的银子！银子可在图灵社区（www.ituring.cn
 ）上使用，兑换到“图灵教育”品牌下的纸质图书！





看完了

如果您对本书内容有疑问，可发邮件至contact@turingbook.com，会有编辑或作译者协助答疑。也可访问图灵社区，参与本书讨论。

如果是有关电子书的建议或问题，请联系专用客服邮箱：ebook@turingbook.com。

在这里可以找到我们：


	微博 @图灵教育 : 好书、活动每日播报

	微博 @图灵社区 : 电子书和好文章的消息

	微博 @图灵新知 : 图灵教育的科普小组

	微信 图灵访谈 : ituring_interview，讲述码农精彩人生

	微信 图灵教育 : turingbooks 　　





091507240605ToBeReplacedWithUserId
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