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内容简介

本书从结构上阐明了研究机器学习理论和算法的方法：最重要的不是数学，也不是这些算法本身，而是思想的发展过程，这与之前所有的书籍有所不同。全书分为三条主线：第一条主线是从第一代神经网络（线性分类器）、第二代神经网络（非线性）及其在预测领域的应用，到支持向量机，最后是深度学习；第二条主线是贝叶斯理论，从朴素贝叶斯算法到贝叶斯网，最后是隐马尔科夫模型，这部分属于智能推理的范畴；第三条主线是矩阵降维、奇异值分解（SVD）和PCA算法，因为算法简单，本书都使用真实案例进行讲解。

目前机器学习主要由这三条主线贯穿始终，本书着力于讲解三条主线的理论发展、思想变迁、数学原理，而具体算法就是在其上的一颗颗明珠。希望读者在学习完本书之后，能够将机器学习的各种理论融会贯通。



前言

动机

2011年1月14日，史上最强的人机对抗在美国纽约约克镇高地拉开序幕。Jeopardy！
 是美国具有25年历史的众所皆知的电视问答节目秀。每次三名参赛者相互角逐，在竞赛中需要迅速理解屏幕上提出的各类智力问题，并作出回答。问题涉及的领域十分广泛，就像一套世界知识的百科全书，超过个人所能掌握的知识容量的极限。而这次，一名特殊的参赛者名列其中，它就是IBM公司的计算机参赛者Watson，挑战两位人类选手Ken和Brad。经过激烈的角逐，Watson同时击败了两位人类选手，赢得100万美元奖金而一举成名。这一具有历史意义的比赛被Jeopardy！
 的哥伦比亚广播公司连续在2011年2月14—16日三天晚上进行了重播，也成为计算机发展史上一个重要的时刻。IBM评论为：

“在Jeopardy！
 比赛中，计算机打败人类选手是开放领域问答系统的一个里程碑！”

事实上，这次比赛有力地证明了，在广泛的知识和智能领域，机器有能力全面超越人类。开放领域问答软件的一个重要核心就是机器学习。从很多方面来看，这才仅仅是一个开始。近年来，计算机行业取得的最重要成就或多或少地都与机器学习领域的技术突破密切相关。2010年前后，多伦多大学的Geoffrey Hinton提出的深度学习（Deep Learning）算法，突破了产生抽象概念的技术瓶颈，被评价为：

“借助于DeepLearning算法，人类终于找到了如何处理‘抽象概念’这个亘古难题的方法。”

该算法与衍生的卷积神经网络（CNN——有监督）和深度置信网络（DNN——无监督）在计算机视觉、语音识别和部分自然语言处理领域获得巨大的成功，其与另一个并行处理架构Map Reduce并称“大数据”技术的基石。

2012年11月，微软在天津的一次活动上公开演示了一个全自动的同声传译系统，讲演者用英文演讲，后台的计算机一气呵成自动完成语音识别、英中机器翻译和中文语音合成，效果非常流畅。据报道，后面支撑的关键技术就是DNN，或者深度学习（DeepLearning，DL）。

人与动物最本质的区别之一就是人类具有高度发达的智能。千百年来，人类从未停止过对智慧本身的研究与探索。20世纪50年代，图灵就在论文《机器能思考吗》中提出了一个著名测试，后世称为图灵测试：

“假如一台机器通过特殊的方式与人沟通，若有一定比例的人（超过30％）无法在特定时间内（5分钟）分辨出与自己交谈的是人还是机器，则可认为该机器具有‘思考’的能力。”

这里的思考能力就是指智能。而对于计算机领域而言，它是一个多么奢侈而艰难的字眼。以IBM Watson为例，它由90台IBM服务器、360个计算机芯片驱动组成，是一个有着10台冰箱那么大的计算机系统。它拥有15TB内存，2880台处理器，每秒可进行80万亿次运算。系统配置的处理器是Power 7系列处理器，这是当前RISC（精简指令集计算机）架构中最强的处理器。它采用45nm工艺打造，拥有8个核心、32个线程，主频最高可达4.1GHz，仅其二级缓存就达到32MB。

在大数据领域，据Google称，其知识图谱的信息有许多来源，包括CIA的世界概况、Freebase和维基百科，其功能与Ask.com和Wolfram Alpha等问题问答系统相似。截至2012年，其语义网络包含超过570亿个对象，超过18亿个介绍，用来理解搜索关键词含义的、不同对象之间的链接关系更是不可计数。2012年11月4日，知识图谱新增了7种语言：西班牙语、法语、德语、葡萄牙语、日语、俄罗斯语及意大利语。

历经半个多世纪，在各个领域的商业机构和科研机构的共同努力下，几经沉浮，人们逐渐意识到，高度并行的计算（硬件）能力和大规模数据的学习（算法）能力是“思考”的基础。距离让机器像人类一样思考的目标已经不远了！

本书特色

本书的最大特色就是理论讲解深入浅出、通俗易懂，入门门槛不高，理论与实践并重。降低学习门槛是我们主要的努力方向。对于中国读者，特别是广大的工程技术人员，无论是在职还是学生，进入机器学习领域不外乎两条路。

第一条路是从开源代码学习，辅助一些书籍资料。大多数软件设计人员都做过几年源码解析工作，源码解析这条路是比较辛苦的，但一旦掌握，就会形成一种条件反射。程序员宁可读源码也不愿意读数学公式，这是普遍现象。笔者认为，随着机器学习一步步走向工程实践，这部分人在读者群中应占绝大部分。

为了最大限度地降低学习的难度，首先在内容上，我们以大量的文字描述来说明重要的定理和公式，尽可能在数学推导过程中增加充分的文字解释，消除初学者的理解障碍。其次，我们将源码、公式和文字解释对照起来，使初学者在阅读源码和文字解释的同时，也能够轻松理解算法的数学原理，使他们认识到数学分析并不遥远，理解起来并不困难。最后，我们使用矢量编程的设计方式，这种方式的优势是可以部分地将数学公式直接映射到代码上，代码简洁，思路清晰，学习效率很高。三管齐下，使初学者能多角度加深算法概念的理解，在实践应用中做到举一反三。

第二条路是从数学入手，一般针对研究所或科研院校的研究人员。他们喜欢那种有一定的理论高度，看明白了拿来就可以讲课或写论文用的书籍。这部分读者的特点是比较重理论，缺点是实践能力不强。本书可以通过丰富的算法代码弥补他们在此方面的不足。

最后，本书由本土作者编写。笔者翻译过几本国外的专业论文和书籍，也看过不少的本土经典。如果内容差异不大，从效率和接受程度上，看本土书籍要快很多，时间成本对任何一个人都是重要的；本土书籍的另一个优势是作者与大多数的读者都有相似的背景知识结构，因而没有文化差异性，思路上很好理解，容易被读者接受。本书内容多取材于实践，目标明确，针对性强，对读者而言学习效率高。

本书内容及体系结构

本书的特点之一是从结构上阐明了研究机器学习理论和算法的方法。最重要的不是数学，也不是这些算法本身，而是思想的发展过程，这与之前所有的书籍有所不同。全书分为三条主线。

第一条主线是从第一代神经网络（线性分类器）、第二代神经网络（非线性）及其在预测领域的应用，到支持向量机，最后是深度学习。

从第5章开始我们深入讲解了感知器网络及Logisitic网络的算法及相关的理论基础。第6章，我们详细介绍了三种典型的神经网络：BP网络、SOM网络、玻尔兹曼机网络。这两章的内容主要集中在第二代神经网络的模型上。


	第8章我们从统计学习理论开始，深入探讨了支持向量机的模型，并给出了文本分类的实例。支持向量机的出现结束了浅层机器学习算法的大多数问题，使人工智能走向了一个新阶段。

	第9、10章我们详细介绍了认知分层理论，并探讨了人类神经系统的两大重要机制：迭代和分层。由此引入了深度神经网络框架（深度学习），并以Theano框架为中心介绍了GPU运算的模型。深度学习框架中的算法很多，我们介绍了多层感知器和卷积神经网络两个算法，作为读者入门的基础。



第二条主线是贝叶斯理论，从朴素贝叶斯算法到贝叶斯网，最后是隐马尔科夫模型，这部分属于智能推理的范畴。


	第2章我们详细介绍了朴素贝叶斯算法在文本分类中的应用。由于文本处理的大多数算法都是以贝叶斯网为基础的，而朴素贝叶斯是其中最简单的算法，所以以此开篇。

	第11章，我们从随机过程开始，层层深入，相继介绍了马尔可夫链、贝叶斯网络、隐马尔科夫模型。最后，我们给出了隐马尔科夫模型的重要应用——自然语言处理的词性标注模块，并给出详细的代码讲解和结巴分词及词性标注应用。



最后一条主线是矩阵降维、奇异值分解（SVD）和PCA算法，因为算法简单，本书都使用真实案例进行讲解。


	第4章，我们通过一个实例介绍了推荐系统的内容，并分析介绍了协同过滤理论中的两个重要算法：KMeans和SVD隐语义分析。我们不仅讲解了SVD的数学推导，而且给出了手工计算的代码。

	第9章，我们讲解了主成分分析（PCA）的基本原理和算法，并通过实例讲解，列出了PCA的算法实现和监测评估。

	第3、9章，我们介绍了决策时算法的发展历史，以及各个历史时期的代表算法——ID3、C4.5、CART、AdaBoost，并给出基本原理和代码实现。



目前机器学习主要由这三条主线贯穿始终，本书着力于讲解这三条主线的理论发展、思想变迁、数学原理，而具体算法就是其上的一颗颗明珠。希望读者在学习完本书之后，能够将机器学习的各种理论融会贯通。



第1章　机器学习的基础


“基础决定高度，而不是高度决定基础。”

机器学习脱胎于人工智能，自诞生之日起，就充满了挑战。这个领域聚集了全世界顶尖的科学家，本书所讲述的正是他们多年的研究成果。对于普通读者而言，快速而全面地掌握各类算法技术并不是一件容易的事情。机器学习应用的领域涉及方方面面，从交通运输、医疗诊断到自然语言处理，几乎各行各业都有所涉猎。为了简化叙述，多数书籍偏重于数学理论，但即便完全形式化为数学概念，不仅不便于理解，所涉及的知识也很庞杂。毕竟几十年来，机器学习这座大厦是靠一砖一瓦坚实地构筑起来的。

本章是全书的第1章，主要从程序编码、数据结构、数学理论、数据处理与可视化等几个方面阐述了与机器学习相关的理论和技术实现。初看涉及内容比较多，为了避免混乱，我们以矩阵为中心贯穿本章各部分的知识讲解，然后扩展到概率论、数值分析、矩阵分析等知识来逐步引导读者进入机器学习的世界。

对于大多数读者而言，理解数学原理和推导过程起初会存在一些障碍，这也是初学者的一大壁垒，很多人虽有兴趣，但每到此处只能望而却步。因此，在数学理论方面，我们并没有罗列大量的公式和晦涩的术语，而是力求结合人们的日常生活，通过深入浅出的案例，使读者由浅入深、循序渐进地接触概念，最终真正领悟内涵。对象与维度、初识矩阵、理解随机性等章节完全不需要高等数学的基础，但是它们所阐述的方法和概念是整个机器学习大厦的基础。

幸运的是，由于软件编程方法的日新月异，矢量化编程方式（参见1.2节）能够将数学公式直观地转换为程序代码，这极大地降低了程序设计的难度，多数公式的程序代码仅有一两行。读者可以通过NumPy矩阵运算和Linalg线性代数库两节内容逐步熟悉矢量化编程的风格，各类距离公式是矢量化编程的应用。除程序设计的相关知识，这两节也可看作对线性代数中一些重要概念的回顾，如果读者对线性代数的概念生疏了，可以借此重温一下。总体而言，机器学习对程序设计的要求不高，除去矢量化编程，一般而言都是一些最基本的指令，只要掌握一定的编程技术和高等数学的基本概念，学好本书还是不难的。

各类距离公式、矩阵空间变换对于某些读者而言可能属于新知识。本章涉及的距离公式比较多，但总的来讲都不难，本书也都提供了程序代码。矩阵的空间变换是一个重点，后续章节中多有涉及，需要读者认真领会。如果理解上有困难，在具体算法上我们还会详细讲解。

总之，我们的目标是使程序设计变成一件轻松、快乐的事情。常言道：“千里之行，始于足下。”现在，就让我们开始激动人心的机器学习之旅吧！


1.1　编程语言与开发环境

1.1.1　搭建Python开发环境

“工欲善其事，必先利其器”，还好Python语言还算锋利，一般拥有程序设计基础的读者，几周时间就可掌握本书中所需的语言技术。书中绝大多数程序代码都使用Python语言编写，原因有以下几点：


	免费、开源。Python语言是免费、开源的脚本语言。这两个词几乎成为流行编程语言必不可少的特征。

	Python编程更简单。相比于编译语言（C、C++）而言，Python是一种跨平台的脚本语言，编写好的代码可以直接部署在各类操作系统上（例如，Linux、Windows、Mac OS X）。

	开发和执行效率高。其各种库大多是基于C语言编写的（相对于Java而言），并适用于32位和64位系统，性能损失小，适合大规模数据处理。

	丰富的程序库，支持矢量编程。Python在机器学习和自然语言处理方面提供了完备的程序库，包括机器学习、数学分析、可视化库、GPU并行库等。

	Python支持网络编程，写好的代码可以直接发布到Internet上。



Python开发环境可以搭建在Linux下，也可以搭建在Windows下；可以是32位的，也可以是64位的。这为开发者提供了很大的灵活性。为了便于初学者学习，本书在Windows 7下部署64位的Python开发环境，同时在1.5节中提供了Linux下的部署方式。

Python可在官方网站直接下载，网址为https://www.python.org/downloads/source/。本书使用的是2.7-64位版本，下载地址为https://www.python.org/downloads/release/python-279/。所装的库和代码也是以2.7版本为基础的，如果读者使用其他版本，需要做相应的修改。

下面给出在Windows系统下安装Python的简要步骤。

（1）双击下载的安装程序python-2.7.9.amd64.msi，执行安装，如图1.1所示。如果其他用户不需要Python的话，可以选择第二个选项。不过我们一般都是单用户，所以没有差别。

[image: 015-01]
图1.1　Python安装步骤1



（2）选择安装路径。可按默认路径安装，也可自己新建路径。新建路径一般用英文命名比较好，方便命令行访问。本书所用的安装路径为C:\Python64，单击Next按钮，如图1.2所示。

[image: 015-01]
图1.2　Python安装步骤2



（3）依次单击Next按钮，程序开始复制安装文件，复制完成后单击Finish按钮，完成安装，如图1.3所示。

[image: 015-01]
图1.3　Python安装步骤3



1.1.2　安装Python算法库

最初，Python社区仿照MATLAB开发了类似的数学分析库，主要包括用NumPy和SciPy来处理数据，用Matplotlib来实现数据可视化。大多数Python数学和算法领域的应用广泛地将其作为基本的程序库。很快，为了适应处理大规模数据的需求，Python在此基础上开发了Scikit-Learn机器学习算法库（网址为http://scikit-learn.org/stable/）；同时，还提供了深度学习算法库Theano（网址为http://deeplearning.net/software/theano/），并支持GPU运算。迄今为止，Python已经可以完整地提供基于C/C++语言的机器学习开发包，而且都是开源版的，有兴趣的朋友还可以下载源码包学习。后面的章节将详细讲解这些库的使用，这里就不再赘述了。

除此之外，Python还提供了大量的常用程序库，如数据库API（MysqlDB）、GUI图形界面库（WxPython）、高并发协程库（gevent）、中文分词库（jieba）等外部库。所有这些库都可以从下面两个网址查询到。


	官方下载地址：https://pypi.python.org/pypi。

	非官方下载地址：http://www.lfd.uci.edu/~gohlke/pythonlibs/。



最值得称道的是，这些算法库不仅安装非常简便，而且均提供32位和64位两个版本，并分别支持2.6、2.7、3.3、3.4版本的Python应用。

Python算法库的安装非常简单，执行“C:\Python64\Scripts\pip install库名
 （小写字母不加后缀）”命令即可。

Python算法库的安装顺序为：NumPy→SciPy→Matplotlib→Scikit-Learn。

上述每个库安装完成后，都会提示如下信息，表示此库安装成功。


　　Successfully installed xxx(库名)
　　
　　Cleaning up..



1.1.3　IDE配置及其安装测试

Python的各类算法库安装完成后，一般需要选择一个开发平台（IDE）编写代码。本书的核心内容偏重算法设计，对IDE要求不高，推荐使用UltraEdit高级文本编辑器，主要考虑其拥有资源占用较小、功能较强、支持多种文件编码转换、支持远程开发等优势（本地可同步远程Linux上的源代码，本地编写，远程上运行）。该编辑器下载完成后，需要进行如下配置。

（1）选择“高级”→“工具栏配置”命令，如图1.4所示。

[image: 015-01]
图1.4　配置 UltraEdit 步骤1



（2）如图1.5所示输入各项参数，然后单击“应用”按钮。

[image: 015-01]
图1.5　配置UltraEdit步骤2



（3）按如图1.6所示进行设置，然后单击“确定”按钮。

[image: 015-01]
图1.6　配置UltraEdit步骤3



这样UltraEdit就配置完成了。下面我们开始编写一些测试代码。因为安装的模块比较多，简单的Hello World测试不能说明问题，过于复杂的程序又容易令人费解。为此，我们简单编写一个应用程序用于测试。运行下面的测试代码，可以检验安装的效果。

代码文件mytest1.py：


　　# -*- coding: utf-8 -*-
　　# Filename : mytest1.py
　　
　　import numpy as np                    # 导入NumPy库
　　from numpy import *                   # 导入NumPy库
　　import matplotlib.pyplot as plt       # 导入Matplotlib库
　　
　　# 测试数据集——二维list
　　dataSet = [[-0.017612,14.053064],[-1.395634,4.662541],[-0.752157
　　      ,6.538620],[-1.322371   ,7.152853],[0.423363    ,11.054677],[0.406704
　　      ,7.067335],[0.667394    ,12.741452], [-2.460150 ,6.866805],[0.569411
　　      ,9.548755],[-0.026632   ,10.427743],[0.850433   ,6.920334],[1.347183
　　      ,13.175500],[1.176813   ,3.167020],[-1.781871   ,9.097953]]
　　
　　dataMat = mat(dataSet).T                      # 将数据集转换为NumPy矩阵，并转置
　　plt.scatter(dataMat[0],dataMat[1],c='red',marker='o')    # 绘制数据集散点图
　　
　　# 绘制直线图形
　　X = np.linspace(-2,2,100)     # 产生直线数据集
　　# 建立线性方程
　　Y = 2.8*X+9
　　
　　plt.plot(X,Y)                         # 绘制直线图
　　plt.show()                            # 显示绘制后的结果



输出结果如图1.7所示。

[image: 015-01]
图1.7　显示执行结果



这说明主要模块安装成功。

1.2　对象、矩阵与矢量化编程

有了工具，很多事情就变得方便了。现在，我们正式进入机器学习的基础知识。简单回忆一下绪论部分所提出的三种对象类型：文本、表格、图。乍一看，有点眼花缭乱，仔细分析下来，三种结构虽各有千秋，却存在着共性。

1.2.1　对象与维度

对于大多数程序员而言，对象应该不是一个陌生的概念。在面向对象的程序设计思想中，对象就是一个类的实例。机器学习中的对象与之很相似。在机器学习中，对象是指含有一组特征的行向量。而行向量的集合最容易构造的结构就是表。下面我们来观察一张表（见表1.1），此表来源于现实中真实的统计数据。


表1.1　大型动物与水果

[image: 016-01]


表中第一行种属、重量（平均）、颜色（主）、生命周期/保质期表示特征名称。所有特征组合在一起构成一组行向量，也称为特征向量。为了区别线性代数中的特征值和特征向量，引入了对象这个名称。以非洲象、大白鲨等开头的数据行就是一组行向量，也就是一个对象。对象的维度就是行向量的列数，上述数据集的维度为5。

在实际计算中，除非特殊情况，特征名称不需要列明；含有字符串的对象名称因无法直接参与运算，一般情况下可以编码为数字，我们将种属特征转换为是否动物（用布尔值0、1替代），颜色特征转换为十六进制数。各列的特征值为了方便计算，应统一单位，区间值可以选择中间值。为了方便量化，表1.1删除第一列，大型动物与水果表就转换为表1.2。


表1.2　大型动物与水果表





	1
	5000
	#DCDCDC
	70×365



	1
	3200
	#9D9D9D
	70×365



	0
	0.25
	#FF0000
	10



	0
	0.3
	#FFFF00
	7




此时，该表被转换为4行、4列的数据表，维度为4。有过一些线性代数知识的读者可以很简单地将此表转换为下面的矩阵，如表1.3所示。


表1.3　大型动物与水果矩阵

[image: 016-01]


一般而言，一个对象应被视作完整的个体，代表现实中有意义的事物，不能轻易拆分。它的表现形式可能多种多样，例如在图像识别中它可能是一张图片，如图1.8所示。

[image: 015-01]
图1.8　手写体识别中的“0”



图1.8是向量化的手写体图片。注意，图1.8的维度，即行向量的个数是32×32，整张图被当作一行或者一个对象。因为整张图仅代表一个完整的事物，表达了一个完整的意义。一般来说，图片数据集的维度都比较高。

文本类数据集有点特殊，需要首先生成词袋列表，再将每个词出现的词频数值化。例如，有如下文本数据集。

文本1：My dog ate my homework。

文本2：My cat ate the sandwich。

文本3：A dolphin ate the homework。

根据上述三段短文本中出现的词汇，生成词袋列表，该列表记录了上述文本中出现的每个不重复的词。


　　[a, ate, cat, dolphin, dog, homework, my, sandwich, the]



各段文本根据生成的词袋列表转换为对象，其维度就是词袋列表的长度，计算结果是32维。向量化后的文本称为词向量。

各段文本向量化后的词向量，其中0表示词袋中对应的词未出现在文本中；1表示该词出现在文本中1次；如果多次出现，则累加，如表1.4所示。


表1.4　词向量空间

[image: 016-01]


1.2.2　初识矩阵

在线性代数中我们学过，矩阵是由m×n个数组成的一个m行n列的矩形表格，或者更深一点的定义，表示由方程组的系数及常数所构成的二维数据表。从机器学习的角度来看，这两个定义都合适，但又都不合适。

现在，我们重新考查一下矩阵。前面我们定义了表和对象的概念。对象是被特征化的客观事物，而表是容纳这些对象的容器。换句话说，对象是表中的元素，表是对象的集合。但这个集合有点特殊，即表中的每个对象都有相同的特征和维度，对象对于每个特征都有一定的取值。这里矩阵可以理解为具有相同特征和维度的对象集合。

总结一下：


	矩阵是具有相同特征和维度的对象集合，表现为一张二维数据表。

	一个对象表示为矩阵中的一行，一个特征表示为矩阵中的一列，每个特征都有数值型的取值。

	特征相同、取值相异的对象集合所构成的矩阵，使对象之间既相互独立，又相互联系。

	由特征列的取值范围所有构成的矩阵空间应具有完整性，即能够反映出事物的空间形式或变化。



关于第三点，我们再观察表1.4：动物种属和植物种属是两个风马牛不相及的概念，但如果放到一张表中，我们必须使用一组特征向量来衡量它们，比如种属、重量、颜色、生命周期等。但不能用味道这个特征来衡量，因为非洲象和大白鲨很难讲是酸是甜。这就是各类对象之间的联系。

如果不看实例名称，我们从是否动物、重量、颜色、生命周期几个特征也能很容易地分辨出两类对象的差异性。例如，非洲象重量和苹果重量的悬殊差异，或生命周期/保质期的悬殊差异。这反映了对象间的相互独立。

我们再扩展一下这个例子，如表1.5所示。


表1.5　扩展表1.2

[image: 016-01]


除差异性，表1.5中还有一类情况：苹果和梨、非洲象和大白鲨。在是否动物、重量和生命周期三个特征中，苹果和梨具有相似性，非洲象和大白鲨具有相似性。很明显，非洲象和大白鲨的重量较之苹果（或梨）的重量更相似；或者非洲象和大白鲨的寿命较之苹果（或梨）的保质期更相似。由于这种相似性，我们很自然地将苹果和梨分为一类——水果（区别于植物），非洲象和大白鲨分为一类——大型动物（区别于动物）。

由此可见，分类或聚类可以看作根据对象特征的相似性与差异性，对矩阵空间的一种划分。

下面我们再看另一个例子，如表1.6所示。


表1.6　2～18岁正常男生身高、体重对照表

[image: 016-01]


表1.6列举了2~18岁男生的正常身高、体重的变化，数值上呈现一种递增的趋势，每个对象都与上一行或下一行的对象在时间上相关，并且时间间隔相等，都为一年。这种时间上的相关性使矩阵反映出某一事物在时间上连续变化的过程。

由此可见，预测或回归可以看作根据对象在某种序列（时间）上的相关性，表现为特征取值变化的一种趋势。

分类、聚类和回归是机器学习最基本的主题。通过矩阵，可以构建客观事物的多维度数学模型，并通过条件概率分布、梯度、神经网络、协方差等运算方式，多角度地认识和分析事物。

具体来讲，矩阵有三个重要用途。第一个用途是解线性方程组，比如二维矩阵可以理解为一个平面直角坐标系内的点集，通过计算点与点之间的距离，完成聚类、分类或预测，类似的运算完全可以扩展到多维的情况。第二个用途是方程降次，也就是利用矩阵的二次型，通过升维将线性不可分的数据集映射到高维中，转换为线性可分的情形，这是支持向量机的基本原理之一。第三个用途是变换，矩阵可以通过特征值和特征向量完成维度约简，简化类似图片这种高维数据集的运算，主成分分析使用的就是这个原理。

在程序设计中，我们可以从形式上把矩阵理解为一个二维数组。以Python语言为例，矩阵就是嵌套着若干个list的一个大list。内部的每个list都是等长的，其中每个元素都是整型或浮点型的数值。内部的list就是行向量，即一个对象。

NumPy数据包提供了专门的矩阵数据结构和线性代数库。从下一节开始，我们将详细介绍NumPy的矩阵运算。

1.2.3　矢量化编程与GPU运算

传统的计算机设计语言，例如C语言，是针对标量的，虽然也提供诸如数组、二维数组的数据结构，但这些结构的赋值、加法、数乘、转置、矩阵相乘还是要通过循环语句完成，十分麻烦，导致程序设计的复杂度也比较高。例如：


　　mylist = [1,2,3,4,5]
　　length = len(mylist)
　　a = 10
　　for indx in xrange(length):
　　      mylist[indx] = a*mylist[indx]
　　print mylist



输出结果如下。


　　[10, 20, 30, 40, 50]



而基于矩阵的算法都是针对向量的，这里也称为矢量。为了简化程序的逻辑，需要一种新的编程方法，处理基于矩阵的基本运算，这就是所谓的矢量化编程。

随着程序设计的发展，使用计算机实现矩阵运算越来越方便。最早实现矢量化编程的语言是MATLAB的脚本语言，它极大地降低了数学领域程序设计的复杂度。因此，大量的人工智能算法最早都是用MATLAB语言编写的。

Python自带的List结构，提供的切片功能可以部分实现矢量化编程。其扩展包NumPy提供了专门的矩阵数据结构和线性代数库，完全实现了矢量化编程。例如：


　　import numpy as np
　　
　　mylist = [1,2,3,4,5]
　　a = 10
　　mymatrix = np.mat(mylist)
　　print a*mymatrix



输出结果如下。


　　[[10 20 30 40 50]]



矢量化编程的一个重要特点就是可以直接将数学公式转换为相应的程序代码，极大地方便了程序的阅读和调试，使复杂数学公式的实现变得简单和方便。本节和下一节所用的矢量化程序的代码一般只有一两行，即可完成复杂的数学运算。

无论是MATLAB还是Python的矢量化编程，都可以无缝地调用底层的C函数，还可以提高算法速度。为了提升特定数值运算操作，例如矩阵相乘、矩阵相加、矩阵-向量乘法、浮点运算的速度，数值计算和并行计算的研究人员已经努力了几十年。这个领域最出色的技术就是使用图形处理器的GPU运算。

英伟达（NVIDIA）公司在1999年发布GeForce 256图形处理芯片时首先提出了GPU运算的概念。十几年的发展使单个GPU芯片在浮点运算、大规模并行计算方面，可以提供数十倍乃至上百倍于CPU的性能。GPU的流处理器也由几十个增加到最新的3000多个，浮点运算TFlops值也达到5以上（本书第10章的深度学习部分专门讲解了GPU运算的Python框架Theano）。

对GPU运算比较熟悉的读者也可以将本书中较大规模的矩阵运算交由GPU完成。

1.2.4　理解数学公式与NumPy矩阵运算

为了便于理解后续章节算法部分的讲解，本节将常用的矩阵数学公式和程序代码对应出来，读者可根据自己的需求有选择地学习。由于使用了矢量编程的方法，矩阵的基本运算得到了极大的简化。

1. 矩阵的初始化


　　import numpy as np  # 导入NumPy包



（1）创建一个3×5的全0矩阵和全1矩阵。


　　myZero = np.zeros([3,5]) # 3×5的全0矩阵 
　　print myZero 
　　myOnes = np.ones([3,5]) # 3×5的全1矩阵 
　　print myOnes



输出结果如下。


　　[[ 0.  0.  0.  0.  0.]
　　 [ 0.  0.  0.  0.  0.]
　　 [ 0.  0.  0.  0.  0.]]
　　 [[ 1.  1.  1.  1.  1.]
　　 [ 1.  1.  1.  1.  1.]
　　 [ 1.  1.  1.  1.  1.]]



（2）生成随机矩阵。


　　myRand = np.random.rand(3,4) # 3行4列的0~1之间的随机数矩阵
　　print myRand



输出结果如下。


　　[[ 0.79473503  0.4682515   0.53933591  0.94568244]
　　 [ 0.52199975  0.81190881  0.41920671  0.16756969]
　　 [ 0.57211218  0.53727222  0.83488426  0.30227915]]



（3）单位阵。


　　myEye = np.eye(3) # 3×3的单位阵
　　print myEye



输出结果如下。


　　[[ 1.  0.  0.]
　　 [ 0.  1.  0.]
　　 [ 0.  0.  1.]]



2. 矩阵的元素运算

矩阵的元素运算是指矩阵在元素级别的加、减、乘、除运算。


　　from numpy import *  #导入NumPy包



（1）元素相加和相减。

条件：矩阵的行数和列数必须相同。

数学公式：(A ± B)i,j
 = Ai,j
 ± Bi,j
 。


　　myOnes = ones([3,3])        # 3×3的全1矩阵 
　　myEye = eye(3)              # 3×3的单位阵
　　print myOnes+myEye          # 矩阵相加
　　print myOnes-myEye          # 矩阵相减



输出结果如下。


　　[[ 2.  1.  1.]
　　 [ 1.  2.  1.]
　　 [ 1.  1.  2.]]
　　[[ 0.  1.  1.]
　　 [ 1.  0.  1.]
　　 [ 1.  1.  0.]]



（2）矩阵数乘：一个数乘以一个矩阵。

数学公式：(cA)i,j
 = c · Ai,j
 。


　　mymatrix = mat( [[1,2,3],[4,5,6],[7,8,9]])
　　a = 10
　　print a*mymatrix



输出结果如下。


　　[[10 20 30]
　　 [40 50 60]
　　 [70 80 90]]



（3）矩阵所有元素求和。

数学公式：sum(A)=[image: equa]
 Ai,j
 。其中，1<i<m，1<j<n。


　　mymatrix = mat([[1,2,3],[4,5,6],[7,8,9]] )
　　print sum(mymatrix)



输出结果如下。


　　45



（4）矩阵各元素的积：矩阵的点乘同维对应元素的相乘。当矩阵的维度不同时，会根据一定的广播规则将维数扩充到一致的形式。

数学公式：(A×B)ij
 = Aij
 ×Bij
 。


　　mymatrix = mat( [[1,2,3],[4,5,6],[7,8,9]])
　　mymatrix2 = 1.5*ones([3,3])
　　print multiply(mymatrix,mymatrix2)



输出结果如下。


　　[[  1.5   3.    4.5]
　　 [  6.    7.5   9. ]
　　 [ 10.5  12.   13.5]]



（5）矩阵各元素的n次幂：n=2。

数学公式：[image: equa]
 = Aij
 ×Aij
 。


　　mylist = mat( [[1,2,3],[4,5,6],[7,8,9]])
　　print power(mymatrix,2)



输出结果如下。


　　[[ 1  4  9]
　　 [16 25 36]
　　 [49 64 81]]



3. 矩阵的乘法：矩阵乘矩阵

数学公式：[A,B]i,j
 =Ai,1
 B1,j
 +Ai,2
 B2,j
 +…Ai,n
 Bn,j
 =[image: equa]
 Ai,r
 Br,j
 。


　　from numpy import *
　　
　　mymatrix = mat([[1,2,3],[4,5,6],[7,8,9]])
　　mymatrix2 = mat([[1],[2],[3]])
　　print mymatrix*mymatrix2



输出结果如下。


　　[[14]
　　 [32]
　　 [50]]



4. 矩阵的转置

数学公式：(AT
 )i,j
 = Aj,i
 。


　　from numpy import *
　　
　　mymatrix = mat([[1,2,3],[4,5,6],[7,8,9]])
　　print mymatrix.T      # 矩阵的转置
　　mymatrix.transpose()  # 矩阵的转置
　　print mymatrix



输出结果如下。


　　[[1 4 7]
　　 [2 5 8]
　　 [3 6 9]]
　　[[1 2 3]
　　 [4 5 6]
　　 [7 8 9]]



5. 矩阵的其他操作：行列数、切片、复制、比较


　　from numpy import * 
　　
　　mymatrix = mat([[1,2,3],[4,5,6],[7,8,9]])
　　[m,n]=shape(mymatrix)         # 矩阵的行列数
　　print "矩阵的行数和列数:",m,n
　　
　　myscl1 = mymatrix[0]          # 按行切片
　　print "按行切片:",myscl1
　　
　　myscl2 = mymatrix.T[0]        # 按列切片
　　print "按列切片:",myscl2
　　
　　mycpmat = mymatrix.copy()     # 矩阵的复制
　　print "复制矩阵:\n",mycpmat
　　
　　#比较
　　print "矩阵元素的比较:\n",mymatrix < mymatrix.T



输出结果如下。


　　矩阵的行数和列数: 3 3
　　按行切片: [[1 2 3]]
　　按列切片: [[1 4 7]]
　　复制矩阵:
　　[[1 2 3]
　　 [4 5 6]
　　 [7 8 9]]
　　矩阵元素的比较:
　　[[False  True  True]
　　 [False False  True]
　　 [False False False]]



1.2.5　Linalg线性代数库

在矩阵基本运算的基础之上，NumPy的Linalg库可以满足大多数的线性代数运算。本节所列的矩阵公式列表和代码如下：


	矩阵的行列式。

	矩阵的逆。

	矩阵的对称。

	矩阵的秩。

	可逆矩阵求解线性方程组。



1. 矩阵的行列式


　　from numpy import *
　　
　　# n阶方阵的行列式运算
　　A = mat( [[1,2,4,5,7,],[9,12,11,8,2,],[6,4,3,2,1,],[9,1,3,4,5],[0,2,3,4,1]])
　　print "det(A):",linalg.det(A);  # 方阵的行列式



输出结果如下。


　　det(A): -812.0



2. 矩阵的逆


　　from numpy import *
　　
　　A = mat( [[1,2,4,5,7,],[9,12,11,8,2,],[6,4,3,2,1,],[9,1,3,4,5],[0,2,3,4,1]])
　　invA = linalg.inv(A) # 矩阵的逆
　　print "inv(A):",invA



输出结果如下。


　　inv(A): [[ -7.14285714e-02  -1.23152709e-02   5.29556650e-02   9.60591133e-02
　　   -8.62068966e-03]
　　 [  2.14285714e-01  -3.76847291e-01   1.22044335e+00  -4.60591133e-01
　　    3.36206897e-01]
　　 [ -2.14285714e-01   8.25123153e-01  -2.04802956e+00   5.64039409e-01
　　   -9.22413793e-01]
　　 [  1.66901077e-16  -4.13793103e-01   8.79310345e-01  -1.72413793e-01
　　    8.10344828e-01]
　　 [  2.14285714e-01  -6.65024631e-02   1.85960591e-01  -8.12807882e-02
　　   -1.46551724e-01]]



3. 矩阵的对称


　　from numpy import *
　　
　　A = mat([[1,2,4,5,7,],[9,12,11,8,2,],[6,4,3,2,1,],[9,1,3,4,5],[0,2,3,4,1]])
　　AT = A.T   #矩阵的对称
　　print A*AT



输出结果如下。


　　[[ 95 131  43  78  43]
　　 [131 414 153 168  91]
　　 [ 43 153  66  80  26]
　　 [ 78 168  80 132  32]
　　 [ 43  91  26  32  30]]



4. 矩阵的秩


　　from numpy import *
　　
　　A = mat([[1,2,4,5,7,],[9,12,11,8,2,],[6,4,3,2,1,],[9,1,3,4,5],[0,2,3,4,1]])
　　print linalg.matrix_rank(A)  #矩阵的秩



输出结果如下。


　　5



5. 可逆矩阵求解


　　from numpy import *
　　
　　A = mat([[1,2,4,5,7,],[9,12,11,8,2,],[6,4,3,2,1,],[9,1,3,4,5],[0,2,3,4,1]])
　　b = [1,0,1,0,1] 
　　S = linalg.solve(A,T(b))
　　print S



输出结果如下。


　　[-0.0270936   1.77093596 -3.18472906  1.68965517  0.25369458]



1.3　机器学习的数学基础

在1.2节中我们建立了矩阵的概念，并介绍了矩阵基本运算的Python实现。从本节开始，我们学习有关机器学习的一些最基本的数学概念。一谈到数学，大多数人的感觉就一个字：晕。其实，数学让人觉得难的地方不外乎两点：一是语言符号非常简练；二是理论描述比较抽象。长久以来，数学研究的是客观世界的空间形式与数量性质，即事物在时空中的普遍存在与运动的规律。因为反映本质，所以才精练；因为应用普遍，所有才抽象。

现代数学有三个重要的基石：概率论、数值分析、线性代数。概率论说明了事物可能会是什么样；数值分析揭示了它们为什么这样，以及如何变成这样；线性代数则告诉我们事物从来不只有一个样子，使我们能从多个角度来观察事物。

1.3.1　相似性的度量

继续以1.1节的表1.5为例，我们做出如下的精简，如表1.7所示。


表1.7　精简的大型动物和水果表

[image: 016-01]


其中每个对象都是一个特征向量，从直觉上，我们可将其分为两大类。


	大型动物：非洲象、大白鲨。

	水果：苹果、梨。



因为非洲象和大白鲨都很大，生命周期也都很长，相比之下苹果和梨要小得多，保质期也都很短。很大、很长对很小、很短是在量上的比较，因此，利用初等数学的知识，这些给定数值的对象就可以看作一个n维坐标系下的点，并通过点与点之间的距离来度量。

两个向量之间的距离（此时向量作为n维坐标系中的点）计算，在数学上称为向量的距离（Distance），也称为样本之间的相似性度量（Similarity Measurement）。它反映为某类事物在距离上接近或远离的程度。直觉上，距离越近的就越相似，越容易归为一类；距离越远就越不同。但这个直觉的标准是什么呢？换句话说，这么划分的依据是什么呢？由此，我们引出向量间的各类距离公式。下面这些距离公式从不同角度对向量间的距离定义了衡量标准。

在引入距离公式之前，我们先看一个概念。


范数（来自百度百科）：
 向量的范数可以简单、形象地理解为向量的长度，或者向量到坐标系原点的距离，或者相应空间内的两点之间的距离。

向量的范数定义：向量的范数是一个函数||x||，满足非负性||x||≥0，齐次性||cx|| = |c| ||x||，三角不等式||x+y||≤||x||+||y||。

L1范数：||x||为x向量各个元素绝对值之和。

L2范数：||x||为x向量各个元素平方和的开方。L2范数又称Euclidean范数或者Frobenius范数。

Lp范数：||x||为x向量各个元素绝对值p次方和的1/p次方。

L∞范数：||x||为x向量各个元素绝对值最大的那个元素，如下：

[image: equa]


向量范数的运算如下。


　　A = [8,1,6]
　　# 手工计算
　　modA = sqrt(sum(power(A,2)))
　　print "modA:",modA
　　# 库函数
　　normA = linalg.norm(A)
　　print "norm(A):",normA



输出结果如下。


　　modA: 10.0498756211
　　norm(A): 10.0498756211



1.3.2　各类距离的意义与Python实现

本小节所列的距离公式列表和代码如下：


	闵可夫斯基距离（Minkowski Distance）。

	欧氏距离（Euclidean Distance）。

	曼哈顿距离（Manhattan Distance）。

	切比雪夫距离（Chebyshev Distance）。

	夹角余弦（Cosine）。

	汉明距离（Hamming Distance）。

	杰卡德相似系数（Jaccard Similarity Coefficient）。



1. 闵可夫斯基距离（Minkowski Distance）

严格意义上讲，闵可夫斯基距离不是一种距离，而是一组距离的定义。

两个n维变量A(x11
 ,x12
 ,…,x1n
 )与B(x21
 ,x22
 ,…,x2n
 )间的闵可夫斯基距离定义为：

[image: equa]


其中p是一个变参数。


	当p=1时，就是曼哈顿距离。

	当p=2时，就是欧氏距离。

	当p→∞时，就是切比雪夫距离。



根据变参数的不同，闵可夫斯基距离可以表示一类的距离。

2. 欧氏距离（Euclidean Distance）

欧氏距离（L2范数）是最易于理解的一种距离计算方法，源自欧氏空间中两点间的距离公式，如图1.9所示。

[image: 015-01]
图1.9　A、B两点间的欧式距离dist(A,B)



（1）二维平面上两点a(x1
 ,y1
 )与b(x2
 ,y2
 )间的欧氏距离：

[image: equa]


（2）三维空间两点A(x1
 ,y1
 ,z1
 )与B(x2
 ,y2
 ,z2
 )间的欧氏距离：

[image: equa]


（3）两个n维向量A(x11
 ,x12
 ,…,x1n
 )与B(x21
 ,x22
 ,…,x2n
 )间的欧氏距离：

[image: equa]


表示为向量运算的形式：

[image: equa]


（4）Python实现欧式距离。


　　from numpy import *
　　
　　vector1 = mat([1,2,3])
　　vector2 = mat([4,5,6])
　　print sqrt((vector1-vector2)*((vector1-vector2).T))



输出结果如下。


　　[[ 5.19615242]]



3. 曼哈顿距离（Manhattan Distance）

从名字就可以猜出这种距离的计算方法了。想象你在曼哈顿要从一个十字路口开车到另外一个十字路口，驾驶距离是两点间的直线距离吗？显然不是，除非你能穿越大楼。实际驾驶距离就是这个“曼哈顿距离”（L1范数），而这也是曼哈顿距离名称的来源。曼哈顿距离也称为城市街区距离（City Block distance），如图1.10所示。

[image: 015-01]
图1.10　A、B两点间的曼哈顿距离为红色、蓝色、黄色线条



（1）二维平面两点A(x1
 ,y1
 )与B(x2
 ,y2
 )间的曼哈顿距离：

d12
 =|x1
 - x2
 |+|y1
 - y1
 |

（2）两个n维向量A(x11
 ,x12
 ,…,x1n
 )与B(x21
 ,x22
 ,…,x2n
 )间的曼哈顿距离：

[image: equa]


（3）Python实现曼哈顿距离。


　　from numpy import *
　　
　　vector1 = mat([1,2,3])
　　vector2 = mat([4,5,6])
　　print sum(abs(vector1-vector2))



输出结果如下。
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4. 切比雪夫距离（Chebyshev Distance）

国际象棋玩过吗？国王走一步能够移动到相邻的8个方格中的任意一个，如图1.11所示。那么国王从格子(x1
 ,y1
 )走到格子(x2
 ,y2
 )最少需要多少步？自己走走试试。你会发现最少步数总是max(| x2
 >x1
 | , |y2
 >y1
 |)步。有一种类似的距离度量方法叫作切比雪夫距离（L∞范数）。

[image: 015-01]
图1.11　国际象棋与切比雪夫距离



（1）二维平面两点A(x1
 ,y1
 )与B(x2
 ,y2
 )间的切比雪夫距离：

d12
 = max(| x1
 - x2
 |,| y1
 - y2
 |)

（2）两个n维向量A(x11
 ,x12
 ,…,x1n
 )与B(x21
 ,x22
 ,…,x2n
 )间的切比雪夫距离：

[image: equa]


这个公式的另一种等价形式是：

[image: equa]


（3）Python实现切比雪夫距离。


　　from numpy import *
　　
　　vector1 = mat([1,2,3])
　　vector2 = mat([4,7,5])
　　print abs(vector1-vector2).max()



输出结果如下。
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5. 夹角余弦（Cosine）

几何中的夹角余弦可用来衡量两个向量方向的差异，机器学习中借用这一概念来衡量样本向量之间的差异，如图1.12所示。

[image: 015-01]
图1.12　A、B两点间的夹角余弦cosθ



（1）在二维空间中向量A(x1
 ,y1
 )与向量B(x2
 ,y2
 )的夹角余弦公式：

[image: equa]


（2）两个n维样本点A(x11
 ,x12
 ,…,x1n
 )与B(x21
 ,x22
 ,…,x2n
 )的夹角余弦：类似地，对于两个n维样本点A(x11
 ,x12
 ,…,x1n
 )与B(x21
 ,x22
 ,…,x2n
 )，可以使用类似于夹角余弦的概念来衡量它们间的相似程度。

[image: equa]


即：

[image: equa]


夹角余弦取值范围为[[1,1]。夹角余弦越大，表示两个向量的夹角越小；夹角余弦越小，表示两个向量的夹角越大。当两个向量的方向重合时，夹角余弦取最大值1；当两个向量的方向完全相反时，夹角余弦取最小值夹1。

（3）Python实现夹角余弦。


　　from numpy import *
　　
　　cosV12 = dot(vector1,vector2)/(linalg.norm(vector1)*linalg.norm(vector2))
　　print cosV12



输出结果如下。


　　0.92966968



6. 汉明距离（Hamming Distance）

（1）汉明距离的定义：两个等长字符串s1与s2之间的汉明距离定义为将其中一个变为另外一个所需要的最小替换次数。例如字符串“1111”与“1001”之间的汉明距离为2。

应用：信息编码（为了增强容错性，应使得编码间的最小汉明距离尽可能大）。

（2）Python实现汉明距离。


　　from numpy import *
　　matV = mat([[1,1,0,1,0,1,0,0,1],[0,1,1,0,0,0,1,1,1]])
　　smstr = nonzero(matV[0]-matV[1]);
　　print shape(smstr[0])[1]



输出结果如下。


　　6



7. 杰卡德相似系数（Jaccard Similarity Coefficient）

（1）杰卡德相似系数：两个集合A和B的交集元素在A、B的并集中所占的比例，称为两个集合的杰卡德相似系数，用符号J(A,B)表示。

[image: equa]


杰卡德相似系数是衡量两个集合的相似度的一种指标。

（2）杰卡德距离：与杰卡德相似系数相反的概念是杰卡德距离（Jaccard Distance）。杰卡德距离可用如下公式表示：

[image: equa]


杰卡德距离用两个集合中不同元素占所有元素的比例来衡量两个集合的区分度。

（3）杰卡德相似系数与杰卡德距离的应用。

可将杰卡德相似系数用在衡量样本的相似度上。

样本A与样本B是两个n维向量，而且所有维度的取值都是0或1。例如，A(0111)和B(1011)。我们将样本看成一个集合，1表示集合包含该元素，0表示集合不包含该元素。

P：样本A与B都是1的维度的个数。

q：样本A是1、样本B是0的维度的个数。

r：样本A是0、样本B是1的维度的个数。

s：样本A与B都是0的维度的个数。

那么样本A与B的杰卡德相似系数可以表示为：

[image: equa]


这里p+q+r可理解为A与B的并集的元素个数，而p是A与B的交集的元素个数。

（4）Python实现杰卡德距离。


　　from numpy import *
　　import scipy.spatial.distance as dist  # 导入SciPy距离公式
　　matV = mat([[1,1,0,1,0,1,0,0,1],[0,1,1,0,0,0,1,1,1]])
　　print "dist.jaccard:", dist.pdist(matV,'jaccard')



输出结果如下。


　　dist.jaccard: [ 0.75]



现在，我们有能力为矩阵中对象间的相似程度（接近与远离）提供各种度量方法及编码实现。通过计算对象间的距离，我们就可以轻松地得到表1.7中的4个对象所属的类别：以克、天为单位的苹果是水果类别的一个实例；以吨、年为单位的大白鲨是大型动物的一个实例。这种区别是明显的。

但是，如果我们考查颜色这个特征，情况可能会有所不同。苹果和梨都有黄色这个特征，像这种情况我们如何区分呢？

1.3.3　理解随机性

让我们改变一下视角，从整体上观察矩阵（集合）中的对象分布与矩阵整体的关系。这需要引入一个新的概念：概率论。概率论是整个数学大厦中比较难理解的一门学科。这多少与直觉有点差异，人们常把概率简单地理解为事件发生的可能性。其实这只是概率的表面现象。想要真正理解概率，需要弄清楚两个问题：


	确定性与随机性。

	统计规律。



《自然哲学之数学原理》是牛顿最重要的著作，书中构建了科学有史以来第一个完整的、科学的宇宙论和科学理论体系，并试图用统一的力学原因解释宇宙所有的运动和现象，它所造成的影响极其深远。

1986年，这部划时代巨著出版整整300周年，英国皇家学会专门举办了隆重的纪念大会。在这次大会上，著名的流体力学权威詹姆士·莱特希尔爵士却发表了令人震惊的道歉宣言。

“今天，我们深深意识到，我们的前辈对牛顿力学惊人成就的崇拜，促使他们认为世界具有可预见性。的确，我们在1960年以前大都倾向于相信这个说法，但现在我们知道这是错误的。我们曾经误导了公众，向他们宣传说满足牛顿运动定律的系统是决定论的，可在1960年后这已被证明不是真的。为此，我们愿意向公众表示道歉。”

从认识论角度来看，这是一个划时代的进步；但从常识性的角度而言，这的确让人困惑。如果世界不是确定的，规律从哪里来，我们应该按照何种法则生活？

1963年，美国气象学家洛伦兹建立了一个描述大气对流状况的数学模型，叫洛伦兹动力学方程。这是一个简单确定性方程。因为它只有三个变量分别用来代表大气中的风速、温度和气压；说它是确定性的，是因为它不含任何随机项，初始值也可以给定。但就是在由这个方程所描述的只有三个变量的简单确定性系统里，却让我们出乎意料地见到了随机性的一个典型特征——混沌，见识了混沌非比寻常的特性。

洛伦兹动力学方程描绘出的运动轨迹具有一种奇特的形状，像一只展开了双翼的蝴蝶，所以又称为蝴蝶效应，如图1.13所示。在这个奇妙精巧的蝴蝶上，确定性和随机性被统一在一起：一方面，运动的轨迹必然落在“蝴蝶”上，绝不会远离它们而去，这是确定性的表现，表明系统未来的所有运动都被限制在一个明确的范围之内；另一方面，运动轨迹变化缠绕的规则却是随机性的，任何时候你都无法准确判定下一次运动的轨迹将落在“蝴蝶”的哪一侧翅膀上的哪一点上。也就是说，这个系统运动大的范围是确定的、可预测的，但是运动的细节是随机的、不可预测的。

[image: 015-01]
图1.13　洛伦兹吸引子——蝴蝶效应的理论基础



如果从统计学的角度来看，蝴蝶效应说明了两方面的意义：一方面，样本总体（特征向量）的取值范围一般是确定的，所有样本对象（包括已经存在的和未出现的）的取值都位于此空间范围内；另一方面，无论收集再多的样本对象，也不能使这种随机性降低或者消失。因此，随机性是事物的一种根本的、内在的、无法根除的性质，也是一切事物（概率）的本质属性。

世界上绝大多数的规律都来源于统计学。地球围绕太阳旋转的周期大约是365天，但每次都有微小差别，否则为什么要制定历法；车辆每次停车的位置都在站台附近，但具体的位置都不一样；抛出硬币落下后不是正面就是反面，但每次实验的结果都很难预期……随机性是隐藏在我们生活中最普遍的规律。

1.3.4　回顾概率论

对事物运动这种不确定性（随机性）的度量就是概率论，接下来我们考查一下概率的基本概念。衡量事物运动的随机性，必须从整体而不是局部来认知事物，因为从每个局部，事物可能看起来都是不同的（或相同的）。不像其他的数学体系，这需要概率论架构在一套完整的数学模型之上。

为了更好地理解，我们修改一下上面的例子。假设我们的集合中只有苹果和梨两大类对象，苹果有10个，梨也有10个，这次我们仅考查颜色特征。苹果有两种颜色：红色和黄色，其中红色占了8个；梨也有两种颜色：黄色和绿色，其中黄色占9个。假如从这堆水果中挑出一个黄色水果，问这个水果属于梨的可能性。

概率论的基础概念如下。


	样本（样本点）。原指随机实验的一个结果，可以理解为矩阵中的一个对象：苹果或梨。

	样本空间。原指随机实验所有结果的集合，可以理解为矩阵的所有对象，引申为对象特征的取值范围：10个苹果，10个梨。

	随机事件。是指样本空间的一个子集，可以理解为某个分类，它实际指向一种概率分布：苹果为红色；梨为黄色。

	随机变量。可以理解为指向某个事件的一个变量：X{xi
 =黄色}。

	随机变量的概率分布。给定随机变量的取值范围，导致某种随机事件出现的可能性。从机器学习的角度来看，就是符合随机变量取值范围的某个对象属于某个类别或服从某种趋势的可能性。



概率论的妙处在于，由于随机性的存在，有时候无法直接讨论随机变量如何从样本空间映射到事件空间，因为随机变量的取值范围允许它映射到事件空间中的任一事件。此时，只有通过研究随机变量映射为每个事件的可能性，也就是说某个对象属于每个类别的可能性，才能作出合理的判断。理解了这一层，也就理解了概率论的数学本质。

结合本例，我们不去研究黄色的苹果与黄色的梨有什么差别，而承认其统计规律：苹果是红色的概率是0.8，苹果是黄色的概率就是110.8=0.2，而梨是黄色的概率是0.9，将其作为先验概率。有了这个先验概率，就可以利用抽样，即任取一个水果，前提是抽样对总体的概率分布没有影响，通过它的某个特征来划分其所属的类别。黄色是苹果和梨共有的特征，因此，既有可能是苹果也有可能是梨，概率计算的意义在于得到这个水果更有可能的那一种。

这个问题的求解过程就是著名的贝叶斯公式：

[image: equa]


用数学的语言来表达，就是已知P(苹果)=10/(10+10)，P(梨)=10/(10+10)，P(黄色|苹果)=20%，P(黄色|梨)=90%，求P(梨|黄色)。

可得：P(梨|黄色)=P(黄色,梨)/P(黄色)=P(黄色|梨)P(梨)/P(黄色)=81.8%

贝叶斯公式贯穿了机器学习中随机问题分析的全过程。从文本分类到概率图模型，其基本原理都是贝叶斯公式，它是机器学习领域最重要的基础概念。

1.3.5　多元统计基础

理解了随机性和概率基础，下一步我们与之前介绍的矩阵结合起来，将它扩展到多维的情况。

矩阵是具有相同特征和维度的对象集合，其中每个对象，也称为行向量，都具有一个以上的特征。如果每个特征都用一个随机变量来表示，那么从概率论的角度，一个对象就可以表示为n个随机变量的整体，其中X=(X1
 ,X2
 ,…,Xn
 )为n维随机变量或随机向量。每个对象就是随机向量的一组取值，矩阵中的所有对象构成了随机向量的联合和边缘概率分布。

继续上一节的例子，我们把水果的种类和颜色都看作对象的两个特征，那么这个随机向量的联合概率分布可以写为如表1.8所示。


表1.8　水果联合概率分布

[image: 016-01]


表中间白色部分是水果和颜色两个特征的联合概率分布，灰色部分是两个特征各自取值的边缘概率分布。形式上，以二维随机变量为例，X、Y的联合概率分布为：

P{X = xi
 ,Y = yj
 } =Pij


P{X=苹果, Y=红色} =p00
 =0.4　P{X=梨, Y=红色}=p10
 =0

P{X=苹果, Y=黄色} =p01
 =0.1　P{X=梨, Y=黄色} =p20
 =0.45

P{X=苹果, Y=绿色} =p02
 =0　P{X=梨, Y=绿色} =p30
 =0.05

相应对象的边缘分布表示为：

[image: equa]


上例中，X=苹果的边缘概率分布为：；P{X=苹果}=[image: equa]
 P0j
 =0.5;Y=绿色的边缘概率分布为：P{Y=绿色}[image: equa]
 Pi2
 =0.05。

随机向量的联合概率分布和边缘概率分布描述了对象特征间的概率关系。在机器学习中，对象及对象构成的矩阵都是多元数据，因此，所有与概率相关的算法都以对象的联合概率分布和边缘概率分布为运算基础。本书中的多元统计算法有朴素贝叶斯分析、回归分析、统计学习理论、聚类分析、主成分分析和概率图模型等。

1.3.6　特征间的相关性

前面各章节，我们的分析着重于对矩阵行向量的划分，也就是分类过程。本节侧重于对特征列的研究。特征列的研究主要应用于预测活动。例如，在金融分析中，通过做两只股票价格波动的相关，来判断它们之间的关系，以期达到最大化收益的同时最小化风险的目的。抽象一点说，就是在一个时间序列上观察两列数据之间的相关性。

关于预测，概率论提供了一套完整和有效的数学方法。我们继续讲解随机变量的一些重要特征。随机变量，一般是一个向量，可以包含不同取值范围的多个变量，有必要研究一下这些变量的分布情况，也就是随机变量的数字特征，从中发掘出一定的规律性。


	期望：衡量样本某个特征列取值范围的平均值。

	方差：衡量样本某个特征列取值范围的离散程度。

	协方差矩阵和相关系数：衡量样本特征列之间线性相关性。



1. 相关系数（Correlation Coefficient）与相关距离（Correlation Distance）

（1）相关系数的定义：

[image: equa]


相关系数是衡量两个特征列之间相关程度的一种方法，其取值范围是[[1,1]。相关系数的绝对值越大，表明特征列X与Y的相关度越高。当X与Y线性相关时，相关系数取值为1（正线性相关）或（1（负线性相关）。

（2）相关距离的定义：

DXY
 =1-ρXY


（3）Python实现相关系数（数据来源于表1.6）。


　　from numpy import *
　　
　　featuremat =
　　mat([[88.5,96.8,104.1,111.3,117.7,124.0,130.0,135.4,140.2,145.3,151.9,159.5,165.9,169.8,171.6,172.3,172.7], [12.54,14.65,16.64,18.98,21.26,24.06,27.33,30.46,33.74,37.69,42.49,48.08,53.37,57.08,59.35,60.68,61.40]])
　　# 计算均值
　　mv1 = mean(featuremat[0]) # 第一列的均值
　　mv2 = mean(featuremat[1]) # 第二列的均值 
　　# 计算两列标准差
　　dv1 = std(featuremat[0])
　　dv2 = std(featuremat[1])
　　corref = mean(multiply(featuremat[0]-mv1,featuremat[1]-mv2))/(dv1*dv2)
　　print corref
　　
　　# 使用NumPy相关系数得到相关系数矩阵
　　print corrcoef(featuremat)



输出结果如下。


　　0.98160142576
　　[[ 1.          0.98160143]
　　 [ 0.98160143  1.        ]]



相关系数矩阵的含义是：如果把第一个特征列作为参照数据（自己与自己的相关程度为1），那么第二个与第一个的相关程度是98%。

有了数字特征，下面我们可以将欧氏距离公式发展为马氏距离公式。

2. 马氏距离（Mahalanobis Distance）

（1）马氏距离的定义：有M个样本向量X1
 ~Xm
 ，协方差矩阵记为S，均值记为向量μ，则其中样本向量X到μ的马氏距离表示为：

[image: equa]


而其中向量Xi
 与Xj
 之间的马氏距离定义为：

[image: equa]


若协方差矩阵是单位矩阵（各个样本向量之间独立同分布），则公式变成了欧氏距离公式：

[image: equa]


若协方差矩阵是对角矩阵，则公式变成了标准化欧氏距离公式。

（2）马氏距离的优点：量纲无关，排除变量之间的相关性的干扰。

（3）马氏距离的Python计算（数据来源于表1.6）。


　　from numpy import *
　　featuremat =
　　mat([[88.5,96.8,104.1,111.3,117.7,124.0,130.0,135.4,140.2,145.3,151.9,159.5,165.9,169.8,171.6,172.3,172.7], [12.54,14.65,16.64,18.98,21.26,24.06,27.33,30.46,33.74,37.69,42.49,48.08,53.37,57.08,59.35,60.68,61.40]])
　　covinv = linalg.inv(cov(featuremat))
　　tp = featuremat.T[0]-featuremat.T[1]
　　distma = sqrt(dot(dot(tp,covinv),tp.T))
　　print distma



输出结果如下。


　　[[ 0.92966634]]



1.3.7　再谈矩阵——空间的变换

到目前为止，读者应该已经理解了我们的多数运算都是以矩阵为基础的，对象是矩阵中的一个向量，矩阵是由对象构成的集合。现在我们改变一下角度，将“集合”这个术语换成“空间”，来看看矩阵最重要的性质——空间变换。

由特征列的取值范围所有构成的矩阵空间应具有完整性，即能够反映事物的空间形式或变化规律。

这是我们在初始矩阵中概括的矩阵特征的第四点。为什么这么说呢？因为在机器学习中，训练集构成的矩阵为了能反映事物的规律常常需要包含大量的样本，或因为建模的需要。矩阵中的向量具有很大的维度，这就是我们所说的完整性。虽然理论上，矩阵空间可以包含无限多个向量，但谁也不能对无限个向量进行计算，也没有这个必要。因此，我们希望能做到两点：


	向量之间，以及向量与矩阵之间的运算到底有什么意义；为什么向量和矩阵的运算能够揭示出事物的空间形式。

	矩阵能否通过运算抽取出事物最本质的特征，通过这些特征就能反映出对象集合表达的形式和规律。



1. 向量

在揭示这些秘密之前，我们首先要澄清一些概念。以往，我们在距离公式中隐含了一个假设，这个假设扩展了初等数学中平面直角（正交）坐标系的概念，即把向量解释为n维直角坐标系中的一个质点，通过质点间的各种距离公式来进行度量，但这并不是向量的本义。其实无论在几何还是物理上，向量都是一个有方向、有大小的量，而向量的点坐标不过表征了该向量与坐标系原点的距离，以及与坐标轴的夹角而已。

现在我们知道向量不是一个点，而是一个有向的线段，线段的长度是向量的大小，线段的指向是向量的方向。仔细想想，这么说还是有点晕，因为我们使用了两个数（点坐标）通过一个称为坐标系的东西来表示另外两个数（长度和角度），那么这个坐标系是什么呢，它从何而来呢？如果不解释这个问题，理解向量的长度和角度仍旧是无源之水、无本之木。

2. 向量张成空间

现在，考查一下我们熟悉的n维正交空间的性质：在零维空间中没有长度也没有方向，因此没有量的概念，也没有运算规则，我们形象地称其为原点；扩展到一维空间，数轴是一个向量，其长度就是它的坐标（可以无限延伸），方向有两个，或正或负，其上点的运算规则是标量的运算规则（当然这不是我们研究的重点）；再扩展到平面直角坐标系，x轴与y轴也是两个向量，长度可以无限延伸，它们之间在方向上相互正交，定位其上的点需要考虑它与原点和坐标轴x、y之间的关系，因此是一个二维向量，例如，直角坐标系中向量的长度可以通过它与原点的欧氏距离得到，方向可以通过它与坐标轴的夹角余弦得到；再推而广之，n维直角坐标系的每个坐标轴都是向量，长度可以无限延伸，它们两两之间在方向上相互正交，定位其上的点需要考虑它与原点和每个坐标轴的关系，因此是一个n维向量。

现在应该清楚了，从上面的研究中，我们得出一个重要的结论：向量的长度和方向都是相对于其他向量的量，长度相对于原点，方向相对于坐标轴。要想构成一个二维的空间（注意，不一定是正交空间），就必须有两个或两个以上存在交点（原点）的向量（或其延长线）。从线性代数的角度说，构成空间的两个向量之间必须线性无关，也就是说这两个向量的维度必须与它们构成的矩阵的秩相等，而这两个向量就称为这个空间的基或基底。基底是向量空间的一组很“结实”的向量集合，每一个基就像房梁和立柱一样支撑起整个空间大厦，并衍生出空间内的全部向量。

我们给一个向量空间找一个基底，本质上就是为了给这个空间定一个坐标系（注意，不一定是正交），以方便定位和计算向量。基底就成为坐标系在线性空间中的推广。基底向量对应坐标系的坐标轴，有几个基底向量就有几个坐标轴，n维空间的一个基底就需要有n个基底向量。不难看出，所谓n维正交空间，是由n个彼此正交的基底向量构成的空间，如图1.14所示。

[image: 015-01]
图1.14　基底空间



由基底构成的空间内部的任何向量都可以由其基底来线性表示，也就是说，基底构成的空间内部的任何向量都可以通过基底数乘和加法来得到。我们来看一个例子：

向量组α1(3,1)和α2(1,3)构成一个基底空间，通过α1+α2得到α3(4,4)，它位于空间的内部，这就是向量加法的几何意义。数乘更简单，乘数相当于基底空间的内部向量长度的倍数。

3. 向量的空间变换

再看一个例子。平面直角坐标系中有三个向量：α1(3,1)、α2(1,3)和α3(1,2)。注意，它们的基底是平面直角坐标系。我们让向量组α1(3,1)和α2(1,3)构成一个新的基底空间，这次我们让向量α3(1,2)线性变换到α1(3,1)和α2(1,3)构成的新基底空间之中，如图1.15所示。

[image: 015-01]
图1.15　向量的空间变换



从原理上讲其实很简单。α3(1,2)决定了一个边长为1×2的矩形空间，这个矩形空间的夹角为90°。现在我们要把这个矩形空间拉伸（旋转）延展为边长为(1×[image: equa]
 )×(2×[image: equa]
 )、夹角余弦为0.6（大约53°）的平行四边形中，计算拉伸后这个平行四边形中对角线α3′的坐标，也就是图1.15中由实线和虚线构成的平行四边形的对角线坐标。

可以使用平行四边形对角线公式求解这个问题。但是，现在我们使用向量乘以矩阵的乘法公式α3×[α1,α2]=[1,2]×[[1,3],[3,1]]得到[5,7]，也可以写成[α1,α2]×α3T
 的形式，α3T
 是α3的转置。到这里读者就应该明白向量与矩阵的乘法含义了吧。

所谓向量与矩阵的乘法就是一个向量从一个线性空间（坐标系），通过选取一个新的基底（[α1,α2]构成的新坐标系），变换到这个新基底构成的另一个线性空间的过程。

需要特别说明的是，一个向量的线性变换在几何上表现为缩放和旋转两个动作，以及这两个动作的组合——拉伸、压缩等。注意，这些动作的一个共性是都要通过原点。

4. 向量组与矩阵的变换——理解矩阵乘法

理解了向量与矩阵的线性变换，再看向量组与矩阵之间的变换就简单了。我们已经可以把一个向量变换到一个空间中，我们现在想把一组向量都变换到另一个空间中，这就需要通过矩阵乘法来计算，当然也就是矩阵乘法的意义。在变换时，左边是一组在原有空间中的向量组，而且数量可以是不定的，因此，矩阵乘法对乘号左边矩阵的行数不限制，但是列数要等于乘号右边矩阵的行数，这样的变换才有定义。那为什么乘法公式要使左边矩阵的列数等于右边矩阵的行数呢？想来原因如下：

左边的矩阵被定义为一个向量组，其列数被认为向量的维度；右边的矩阵被定义为一个线性空间，相乘运算就是将这个向量组线性变换到新的线性空间中。也就是说，右边矩阵的行数最少要满足是由基底向量构成的线性空间的维度，或方程组的秩。这样就保证了这个变换必然存在。

因此，矩阵乘法公式从左右两边看都是矩阵，但其意义是完全不同的，所以不满足交换律。

5. 线性变换——特征值与特征向量

我们知道，矩阵乘法对应了一个变换，它可以把一个向量变成另一个方向或长度都不同的新向量。在这个变换的过程中，原向量主要发生旋转、伸缩等变化。但是线性变换的规则要求这个变换必须通过由基底向量构成的坐标系的原点。简单来说，以平面直角坐标系为例，这种变换不过就是沿着通过原点的某条直线的缩放和旋转。

这种变换必然导致有这样一组向量存在，即被变换的线性空间内的某个向量或向量组只发生了伸缩变换，而没有产生旋转的效果，也就是说在线性变换下，在它们所在的直线上保持不变。那么这些向量就称为这个矩阵的特征向量，伸缩的比例就是特征值。

这里如果特征值变为负值，即特征向量旋转180°，也可看作方向不变，而伸缩比为负值。所以特征向量也叫线性不变量。特征向量的不变性使它们变成与其自身共线的向量。特征向量在线性变换后可能伸长或缩短，或反向伸长或反向缩短，甚至变成零向量（特征值为零时），但与它变换后的向量应在同一条直线上。

矩阵的特征向量和特征值：

Av=λv

这里A是原矩阵，v是特征向量，λ是特征值。下面我们使用Python求取矩阵的特征值和特征向量。


　　A = [[8,1,6],[3,5,7],[4,9,2]]
　　evals, evecs = linalg.eig(A)
　　print "特征值:",evals,"\n特征向量:", evecs



输出结果如下。


　　特征值: [ 15.           4.89897949  -4.89897949] 
　　特征向量: [[-0.57735027 -0.81305253 -0.34164801]
　　 [-0.57735027  0.47140452 -0.47140452]
　　 [-0.57735027  0.34164801  0.81305253]]



下面我们使用手工方法求取矩阵的特征值。


　　# 手动计算特征值
　　# Aeig = lambda*I-A = [[lambda-8,-1],[-6;-3,lambda-5,-7],[-4,-9,lambda-2]]
　　# (lambda-8)*(lambda-5)*(lambda-2)-190-24*(5-lambda)-3*(2-lambda)-63*(8-lambda)
　　equationA = [1,-15,-24,360]   # 得到系数方程矩阵
　　evals = roots(equationA)      # 计算矩阵方程的根
　　print "特征值:" ,evals



输出结果如下。


　　特征值: [ 15.           4.89897949  -4.89897949]



有了特征值和特征向量，我们可以还原出原矩阵：

A=QΣQ-1


A是原矩阵，Q是特征向量，Σ是特征值构成的对角矩阵。下面是代码实现：


　　# 特征值和特征向量，还原原矩阵
　　sigma = evals*eye(m)
　　print evecs*sigma*linalg.inv(evecs)



输出结果如下。


　　[[ 8.  1.  6.]  [ 3.  5.  7.]  [ 4.  9.  2.]]



1.3.8　数据归一化

归一化是一种简化计算的方式，即将有量纲的表达式，经过变换，转换为无量纲的表达式，称为标量。归一化是机器学习的一项基础工作。

归一化方法有两种形式，一种是把数变为(0,1)之间的小数，一种是把有量纲表达式变为无量纲表达式。

在统计学中，归一化的具体作用是归纳统一样本的统计分布性。归一化在(0,1)之间是统计的概率分布，在(-1,+1)之间是统计的坐标分布。

从集合的角度来看，可以做维度的归一，即抽象化归一，把不重要的、不具可比性的集合中的元素的属性去掉，保留人们关心的那些属性，这样，本来不具有可比性的对象或事物就归为一类，然后就可以比较了。并且，人们往往喜欢用相对量来比较，比如人和牛，身高、体重都没有可比性，但身高/体重的值就可能有了可比性；人吃多少，牛吃多少，可能也没有直接的可比性，但相对于体重，或是相对于一天的各自的能量提供需要的食量，就有了可比性。这些，从数学角度来看，可以认为把有纲量变成了无纲量。

1. 数据标准化

数据标准化（Data Normalization Method）是归一化的一种形式，本质上也是消除量纲的差异，比较认识。数据标准化的主要方法是按比例缩放，使之落入一个小的特定区间。由于特征向量的各个特征的度量单位不同，为了能够使特征之间参与评价计算，需要对特征作规范化处理，通过函数变换或统计方法将其数值映射到某个数值区间。

2. 对欧氏距离的标准化

1）标准化欧氏距离的定义

标准化欧氏距离是针对简单欧氏距离的缺点而做的一种改进方案。标准化欧氏距离的思路：既然数据各维分量的分布不一样，那么先将各个分量都“标准化”到均值、方差相等。

而且标准化变量的均值为0，方差为1。因此样本集的标准化过程（Standardization）用公式描述就是：

[image: equa]


标准化后的值 = (标准化前的值标分量的均值)/分量的标准差

经过简单的推导就可以得到两个n维向量A(x11
 ,x12
 ,…,x1n
 )与B(x21
 ,x22
 ,…,x2n
 )之间的标准化欧氏距离的公式：

[image: equa]


如果将方差的倒数看成一个权重，那么这个公式可以看成一种加权欧氏距离（Weighted Euclidean Distance）。

2）标准化欧氏距离的Python实现


　　vectormat = mat([[1,2,3],[4,5,6]])
　　v12 = vectormat[0]-vectormat[1]
　　print sqrt(v12*v12.T)
　　#norm
　　varmat = std(vectormat.T,axis=0)
　　normvmat = (vectormat-mean(vectormat))/varmat.T
　　normv12 = normvmat[0]-normvmat[1]
　　print sqrt(normv12*normv12.T)



输出结果如下。


　　[[ 5.19615242]]
　　[[ 6.36396103]]



1.4　数据处理与可视化

本节主要讲解Python在数据处理和可视化方面的一些技术，主要包含三大方面。


	数据的导入和内存管理。

	基本数据结构与可视化：表，树，图。

	数据可视化。



1.4.1　数据的导入和内存管理

机器学习一般要处理的都是海量的表格和文本，小的数据集几十MB，大的几TB，如果处理不当，有时候是件比较麻烦的事情。本小节主要讲解数据导入、持久化的一些方法。

1. 数据表文件的读取

机器学习常用到大量的数据表，一般从几KB到几十MB。现在大多数64位的系统内存都在4GB以上，空闲内存最少也有2GB，因此这类数据表的处理比较简单，可以直接读入内存，并结构化。

数据文件样式如图1.16所示。

[image: 015-01]
图1.16　数据文件样式



Python读取数据表例程：


　　# -*- coding: utf-8 -*-
　　
　　import sys  
　　import os
　　from numpy import *
　　
　　# 配置UTF-8输出环境
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　
　　#数据文件转矩阵
　　# path: 数据文件路径
　　# delimiter: 行内字段分隔符
　　def file2matrix(path,delimiter):      
　　      recordlist = []
　　      fp = open(path,"rb")            # 读取文件内容
　　      content = fp.read()
　　      fp.close()
　　      rowlist = content.splitlines()  # 按行转换为一维表
　　      # 逐行遍历，结果按分隔符分隔为行向量     
　　      recordlist=[map(eval, row.split(delimiter)) for row in rowlist if row.strip()]
　　      return mat(recordlist)          # 返回转换后的矩阵形式
　　      
　　root = "testdata"                             # 数据文件所在路径
　　pathlist = os.listdir(root)           # 获取路径下的所有数据文件
　　for path in pathlist:
　　      recordmat = file2matrix(root+"/"+path,"\t")  # 文件到矩阵的转换
　　      print shape(recordmat)          # 输出解析后矩阵的行、列数



输出结果如下。


　　(4103L, 9L)
　　(2737L, 9L)



2. 对象的持久化

有时候，我们希望数据以对象的方式保存。Python提供了cPicke模块支持对象的读/写。

继续上面的代码。


　　import cPickle as pickle # 导入序列化库
　　
　　file_obj = open(root+"/recordmat.dat", "wb")
　　pickle.dump(recordmat[0],file_obj)    #将生成的矩阵对象保存到指定位置
　　file_obj.close()



此段代码可以将刚才转换为矩阵的数据持久化为对象的文件。

读取序列化后的文件。


　　read_obj = open(root+"/recordmat.dat", "rb")
　　readmat = pickle.load(read_obj)               #从指定位置读取对象
　　print shape(readmat)



输出结果如下。


　　(4103L, 9L)



3. 高效读取大文本文件

笔者处理过最大的单一文本文件有近40GB。数据来自DBPedia的RDF实例数据集，格式上类似XML文档。这种情况可以使用如下函数逐行读取、逐行处理。


　　# 按行读文件，读取指定行数：nmax=0按行读取全部
　　def readfilelines(path,nmax=0):
　　      fp = open(path,"rb")
　　      ncount = 0 # 已读取行
　　      while True:
　　              content = fp.readline()                 
　　              if content =="" or (ncount>=nmax and nmax!=0): # 判断到文件尾，或读完指定行数
　　                      break
　　              yield content  # 返回读取的行
　　              if nmax != 0 :  ncount += 1
　　      fp.close()
　　      
　　path = "testdata/01.txt"                              # 数据文件所在路径
　　for line in readfilelines(path,nmax=10):      # 读取10行
　　      print line.strip()



1.4.2　表与线性结构的可视化

Python提供了4种容器结构——list、dict、set、tuple来装载数据，其中线性结构有两种：list和tuple。由于tuple是只读结构，仅用于外部生成器生成的数据，所以最常用的线性结构就是list。NumPy的矩阵结构可在Matplotlib中实现可视化，而且支持矢量编程，这样可视化的问题就变得简单很多。例如：


　　import numpy as np
　　import matplotlib.pyplot as plt
　　
　　# 曲线数据加入噪声
　　x = np.linspace(-5,5,200);
　　y = np.sin(x);   # 给出y与x的基本关系
　　yn = y+np.random.rand(1,len(y))*1.5 ; # 加入噪声的点集
　　# 绘图
　　fig = plt.figure()
　　ax = fig.add_subplot(111) 
　　ax.scatter(x,yn,c='blue',marker='o')
　　ax.plot(x,y+0.75,'r') 
　　plt.show()



输出结果如图1.17所示。

[image: 015-01]
图1.17　数据可视化1



1.4.3　树与分类结构的可视化

树状结构是一种非线性结构，一般用于分类树算法，Python使用dict字典型数据结构实现存储，但Matplotlib没有提供专门绘制树的API。Peter Harrington提供了一个简单绘制树的模块。


　　import numpy as np
　　import matplotlib.pyplot as plt
　　import treePlotter as tp 
　　
　　# 配置UTF-8输出环境
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　
　　# 绘制树
　　myTree = {'root': {0: 'leaf node', 1: {'level 2': {0: 'leaf node', 1: 'leaf node'}},2:{'level2': {0: 'leaf node', 1: 'leaf node'}}}}
　　tp.createPlot(myTree)



输出结果如图1.18所示。

[image: 015-01]
图1.18　数据可视化2



1.4.4　图与网络结构的可视化

图和网络结构是神经网络和贝叶斯网络中重要的数据结构。完整的结构一般使用dict加list进行存储。


　　Node = {'node name':node_info}
　　Arc = {'arc name':list[node1,node2,…]}



在算法中，经常简化存储为邻接矩阵的形式，使用NumPy的矩阵结构存储点坐标；弧的坐标使用距离公式计算。可视化时可以生成x轴的list和y轴的list显示在图片中。


　　# -*- coding: utf-8 -*-
　　from numpy import *
　　import matplotlib.pyplot as plt 
　　
　　dist = mat([[0.1,0.1],[0.9,0.5],[0.9,0.1],[0.45,0.9],[0.9,0.8],[0.7,0.9], [0.1,0.45],[0.45,0.1]])
　　m,n = shape(dist)
　　
　　fig = plt.figure() # 绘图
　　ax = fig.add_subplot(111) 
　　ax.scatter(dist.T[0],dist.T[1],c='blue',marker='o')
　　for point in dist.tolist():
　　      plt.annotate("("+str(point[0])+", "+str(point[1])+")",xy = (point[0],point[1]))
　　xlist = []; ylist = []
　　for px,py in zip(dist.T.tolist()[0],dist.T.tolist()[1]):
　　      xlist.append([px])
　　      ylist.append([py])
　　ax.plot(xlist,ylist,'r') 
　　plt.show()



输出结果如图1.19所示。

[image: 015-01]
图1.19　数据可视化3



有关更多的可视化细节请查看http://matplotlib.org/examples/index.html。

1.5　Linux操作系统下部署Python机器学习开发环境

1.5.1　Linux发行版的选择

对于操作系统的考虑是综合性的问题。经过多方面的测试和评估，最终定出以下几个方面作为生产环境的选择标准。


	较小的系统资源占用。

	稳定的运行效率。

	高效的内存管理机制。

	支持64位应用。

	支持集群部署和分布式应用。

	混合编程开发：开发工具的统一管理。



在实际项目中，CentOS 6.5作为生产环境应用平台，Windows 7作为试验环境的应用平台。


	Windows 7 64位，Python开发工具：UltraEdit。

	CentOS 6.5 64位，Python开发工具：Geany。



从上述内容可见，在Windows 7中的开发工具与CentOS中的开发工具差别不大，仅在Web和Python中有所区别。大家对UltraEdit比较熟悉，这里就不具体介绍了。

Geany最初是一个文本编辑器，同时支持Linux和Windows平台。随着版本的发展，也加入了很多编译和执行选项，以及终端配置，可用于基于文件的脚本语言的编译和开发。关于软件的源码下载和应用参见http://www.geany.org/，下文将介绍它的具体配置。

从源代码编译安装Geany IDE。从http://www.geany.org/下载Geany的源代码，进行安装。


　　./configure --prefix=/usr/local/geany
　　make && make install



注意编译选项：/configure –prefix=/usr/local/geany。prefix=后为我们选择的安装目录。

安装过程中需要依赖GTK 2.0的相关包，可以直接通过如下方式获得。


　　yum install gtk2.0



此安装非常简单。

1.5.2　CentOS部署多版本Python实例

遗憾的是，CentOS已经预装了Python 2.66的开发环境。这样我们必须安装一套全新的Python 2.7环境，这个环境与默认环境在所有方面（配置文件、库文件、头文件、执行文件、扩展模块）都完全隔离，即不改变系统默认执行环境的优先级。在一个完全隔离的空间上安装NumPy、SciPy、Matplotlib等模块。系统任何Yum级别的更新和扩展都只会作用于默认的系统版本，而不会作用于这个新版本。这样做的好处是不会影响系统级别的Python 2.66应用，如Yum、iBus等。但也有个问题，任何扩展都需要从源代码级别进行安装。为此，我们仔细考虑，规划Python 2.7新版本的安装策略如下。

（1）与系统默认安装的完全分离，不改变系统默认Python 2.66的任何配置及调用的方式。

（2）执行Python 2.7程序或调用新安装的Python 2.7模块时，必须指定版本号：python2.7 XXX.py。

（3）任何Python 2.7的扩展都使用Python专门的扩展程序进行安装（ezinstall、pip等），以减少源代码安装中包依赖的烦琐。

Python 2.7的扩展中如需要C/C++语言的源码包，例如SciPy需要预装BLAS，此时才使用Yum进行安装，安装到全局。有了这些原则，从源代码安装Python 2.7就变得清晰多了。

从源代码编译安装Python 2.7

首先下载Python 2.7的源码包，笔者安装的是Python 2.7.9，下载地址为https://www.python.org/downloads/source/。

下载后解压缩，执行安装程序。


　　./configure --prefix=/usr/local/python2.7
　　make && make install



执行之后的安装文件位于/usr/local/python2.7目录下。进入这个目录，将/usr/local/python2.7/bin/python2.7这个文件创建三个同名的链接文件，分别保存到/bin、usr/bin、/usr/local/bin目录下。这三个目录决定了系统默认调用Python的路径。


　　[root@localhost ~]#ln –s /usr/local/python2.7/bin/python2.7 /bin/python2.7
　　[root@localhost ~]#ln –s /usr/local/python2.7/bin/python2.7 /usr/bin/python2.7
　　[root@localhost ~]#ln –s /usr/local/python2.7/bin/python2.7 /usr/ local/bin/python2.7



此时运行Python和Python 2.7检测版本信息。


　　[root@localhost ~]# python2.7 -V
　　Python 2.7.9
　　
　　[root@localhost ~]# python -V
　　Python 2.6.6



根据上面的安装，配置Geany开发环境：在Geany中选择“生成”→“设置生成命令”命令，打开如图1.20所示的对话框。

[image: 015-01]
图1.20　设置生成命令



输入以上内容，即可撰写脚本进行编译。


　　# -*- coding: utf-8 -*-
　　# Filename : cnstring.py
　　
　　cnstr = "中文test"
　　print cnstr , len(cnstr) # 10
　　
　　# 中英文字符串混合遍历
　　utfstr = unicode (cnstr, "utf-8")
　　print utfstr,len(utfstr)
　　for c in utfstr:
　　    print c



执行后可能不会有输出。

选择“编辑”→“首选项”→“工具”，输入如图1.21所示的文字。

[image: 015-01]
图1.21　首选项输入文字



运行即可看到输出，如图1.22所示。

[image: 015-01]
图1.22　运行结果



这就是我们希望达到的效果。这种完全隔离式的安装方式，操作简单，维护方便，建议作为各版本Python的安装首选。

1.5.3　安装NumPy、SciPy、Matplotlib开发包

1. 从源代码编译安装NumPy

从NumPy网站下载最新版的源代码（网址为http://sourceforge.net/projects/numpy/files/NumPy/1.9.0/），解压缩之后，直接运行下面的指令进行安装。


　　[root@localhost numpy-1.9.0]# python2.7 setup.py build
　　[root@localhost numpy-1.9.0]# python2.7 setup.py install



测试安装。


　　import numpy
　　numpy.test(1,1)



应能成功执行。

2. 从源代码编译安装SciPy

从SciPy网站下载最新版的源代码（网址为http://sourceforge.net/projects/scipy/files/scipy/0.14.0/），解压缩之后，直接运行下面的指令进行安装。


　　[root@localhost scipy-0.14.0]# python2.7 setup.py build



安装过程中可能会遇到如下问题。


　　Blas ([url=http://www.netlib.org/blas/]http://www.netlib.org/blas/[/url]) sources not found.
　　Directories to search for the sources can be specified in the
　　numpy/distutils/site.cfg file (section [blas_src]) or by setting
　　the BLAS_SRC environment variable.
　　warnings.warn(BlasSrcNotFoundError.__doc__)



因为BLAS是基于全局的库，直接Yum安装。


　　yum install blas blas-devel



之后继续运行Python 2.7 setup.py build。遇到下面的问题。


　　Lapack ([url=http://www.netlib.org/lapack/]http://www.netlib.org/lapack/[/url]) sources not found.
　　Directories to search for the sources can be specified in the
　　numpy/distutils/site.cfg file (section [lapack_src]) or by setting
　　the LAPACK_SRC environment variable.
　　warnings.warn(LapackSrcNotFoundError.__doc__)



因为LAPACK也是基于全局的库，直接Yum安装。


　　yum install lapack lapack-devel



之后运行Python 2.7 setup.py build完成构建。接下来执行如下指令。


　　[root@localhost scipy-0.14.0]# python2.7 setup.py install



完成安装。

测试安装。


　　import scipy
　　scipy.test(10)



应能成功执行。

3. 从源代码编译安装Matplotlib

从Matplotlib网站下载最新版的Matplotlib源代码。


　　[root@localhost matplotlib-1.4.0]# python2.7 setup.py build



中间可能会有网络问题，需要多试几次。


　　[root@localhost matplotlib-1.4.0]# python2.7 setup.py install



提示错误。


　　freetype: no[Requires freetype2 2.4 or later. Found 2.3.11.]



Yum中没有FreeType2 2.4版本以上的库，需要下载升级，下载地址为http://sourceforge.net/projects/freetype/files/freetype2/2.4.12/。源码包下载后解压、配置、编译、安装。


　　./configure
　　make && make install



继续。


　　[root@localhost matplotlib-1.4.0]# python2.7 setup.py install



成功安装。

1.5.4　安装Scikit-Learn开发包

PIP下载安装Scikit-Learn：Scikit-Learn建议使用PIP安装，这是Python的自动安装方式。


　　[root@localhost ~]# wget [url=http://python-distribute.org/distribute_setup.py] http://python-distribute.org/distribute_setup.py[/url]  
　　[root@localhost ~]# python2.7 distribute_setup.py  
　　[root@localhost ~]# wget [url=https://github.com/pypa/pip/raw/master/contrib/get-pip.py]https://github.com/pypa/pip/raw/master/contrib/get-pip.py[/url]  
　　[root@localhost ~]# python2.7 get-pip.py



输入pip命令，如果能看到PIP的介绍信息，则证明安装成功。


　　[root@localhost ~]# /usr/local/python2.7/bin/pip install -U scikit-learn



看到如下信息。


　　Successfully installed scikit-learn
　　Cleaning up..



表明Scikit-Learn在Linux操作系统下安装成功。

1.6　结语

本章提纲挈领地介绍了机器学习常用的一些软件工具、数学理论和数据可视化的方法。

在软件语言方面，本书选择Python作为程序设计语言，简要介绍了Python解释器的安装、算法包的安装和IDE开发环境的搭建。本章最后还介绍了Linux操作系统下的Python环境安装。本章还介绍了Python NumPy包在矢量编程方面的应用，并用矢量编程的方式实现了常用的线性代数和矩阵的大多数算法公式。

本章的另一个重点是系统地介绍了以矩阵为核心的机器学习必需的数学概念和原理，包括如何建立数据表、数据表如何转换为矩阵，同时引入了对象的概念；接下来，以矢量编程的方式列举了机器学习常用的各类距离公式和程序实现；最后用一个案例详细介绍了矩阵的空间变换原理，以及一些较难理解的矩阵乘法的意义和特征值、特征向量的意义。

在概率论方面，本章讲解了随机性和概率论的关系，通过一个实例讲解了贝叶斯公式和相关系数的概念。在数据归一化一节，简要介绍了归一化的概念和标准化欧式距离的算法公式。

最后介绍了大规模数据处理的一些程序设计方法，以及计算结果可视化的方法。



第2章　中文文本分类


本章将以实例的形式，系统地介绍中文文本分类的整体流程和相关算法。内容从文本挖掘的大背景开始，以文本分类算法为中心，详细介绍一个中文文本分类项目的流程及其相关知识，知识点涉及中文分词、向量空间模型、TF-IDF方法、几个典型的文本分类算法和评价指标等。为便于读者的学习，本章所使用的算法技术并不复杂，主要有：


	朴素的贝叶斯算法。

	kNN最近邻算法。



代码讲解分为两大部分。


	外部库如jieba分词、Scikit-Learning：提供详细的使用说明和案例代码。

	算法：提供详细的讲解和注释。



与第1章相同，本章使用矢量编程，代码结构较为简单，阅读起来一目了然。通过学习本章，读者将有能力实现小型的文本分类系统，并应用于实践之中。


2.1　文本挖掘与文本分类的概念

文本挖掘（Text Mining）是从非结构化文本信息中获取用户感兴趣或者有用的模式的过程。其中被普遍认可的文本挖掘定义如下：

文本挖掘是指从大量文本数据中抽取事先未知的、可理解的、最终可用的知识的过程，同时运用这些知识更好地组织信息以便将来参考。

简言之，文本挖掘就是从非结构化的文本中寻找知识的过程。

文本挖掘的7个主要领域如下。


	搜索和信息检索（IR）：存储和文本文档的检索，包括搜索引擎和关键字搜索。

	文本聚类：使用聚类方法，对词汇、片段、段落或文件进行分组和归类。

	文本分类：对片段、段落或文件进行分组和归类，在使用数据挖掘分类方法的基础上，经过训练地标记示例模型。

	Web挖掘：在互联网上进行数据和文本挖掘，并特别关注网络的规模和相互联系。

	信息抽取（IE）：从非结构化文本中识别与提取有关的事实和关系；从非结构化或半结构化文本中抽取出结构化数据的过程。

	自然语言处理（NLP）：将语言作为一种有意义、有规则的符号系统，在底层解析和理解语言的任务（例如，词性标注）；目前的技术主要从语法、语义的角度发现语言最本质的结构和所表达的意义。

	概念提取：把单词和短语按语义分成意义相似的组。



本章主要讲解文本分类的主要技术，第13章会对词性标注的内容进行详细讲解。

可以说，在分析机器学习的数据源中最常见的知识发现主题是把数据对象或事件转换为预定的类别，再根据类别进行专门的处理，这是分类系统的基本任务。文本分类也如此，其实就是为用户给出的每个文档找到所属的正确类别（主题或概念）。

想要实现这个任务，首先需要给出一组类别，然后根据这些类别收集相应的文本集合，构成训练数据集。训练集既包括分好类的文本文件，也包括类别信息。今天，在互联网的背景下，自动化的文本分类被广泛地应用于文本检索、垃圾邮件过滤、网页分层目录、自动生成元数据、题材检测及许多其他的应用领域，是文本挖掘最基础也是应用最广泛的核心技术。

目前，有两种主要的文本分类方法，一是基于模式系统（通过运用知识工程技术），二是分类模型（通过使用统计和/或机器学习技术）。专家系统的方法是将专家的知识以规则表达式的形式编码成分类系统。机器学习的方法是一个广义的归纳过程，采用一组预分类的例子，通过训练建立分类。由于文件数量以指数速度的增加和知识专家的可用性变得越来越小，潮流趋势正在转向机器学习——基于自动分类技术。

2.2　文本分类项目

从本节开始，我们将和读者一起完成一个文本分类项目的全过程。虽然从分类算法层面来看，各类语言的文本分类技术大同小异，但从整个流程来考查，不同语言的文本处理所用到的技术还是有差别的。下面给出中文语言的文本分类技术和流程，主要包括以下几个步骤。

（1）预处理：去除文本的噪声信息，例如HTML标签、文本格式转换、检测句子边界等。

（2）中文分词：使用中文分词器为文本分词，并去除停用词。

（3）构建词向量空间：统计文本词频，生成文本的词向量空间。

（4）权重策略——TF-IDF方法：使用TF-IDF发现特征词，并抽取为反映文档主题的特征。

（5）分类器：使用算法训练分类器。

（6）评价分类结果：分类器的测试结果分析。

建议使用Windows 7环境开发，我们的项目根路径为“X:\WorkSpace\Tex Classification\”，以下简称root。

2.2.1　文本预处理

文本处理的核心任务是要把非结构化和半结构化的文本转换为结构化的形式，即向量空间模型。在这之前，必须要对不同类型的文本进行预处理。在大多数文本挖掘任务中，文本预处理的步骤都是相似的，基本步骤如下。

1. 选择处理的文本的范围

对于一个实际的文本挖掘任务，文本范围是比较容易确定的。例如，电子邮件或呼叫记录可以把每封邮件自然转换为一个文本。但是，对于较长的文件，则需要决定是否使用整个文档或切分文档为各节、段落或句子。选择适当的范围取决于文本挖掘任务的目标：对于分类或聚类的任务，往往把整个文档作为处理单位；对于情感分析、文档自动文摘或信息检索，段落或章节可能更合适。

2. 建立分类文本语料库

文本分类中所说的文本语料一般分为两大类。

1）训练集语料

训练集语料是指已经分好类的文本资源。在很长一段时间内，中文文本分类的研究没有公开的数据集，无论从教学角度还是实用角度，使得分类算法都难以比较。目前比较好的中文分类语料库有复旦大学谭松波中文文本分类语料库（下载地址为http://www.threedweb.cn/thread-1292-1-1.html）和搜狗新闻分类语料库（下载地址为http://www.sogou.com/labs/dl/c.html）等。

相对于搜狗新闻分类语料库而言，复旦大学的中文文本分类语料库小一些，但质量很高，是用于学习教育比较专业的语料。鉴于大多数读者都在个人计算机上进行测试，我们这里截取部分中文分类语料库作为文本资源。

中文文本分类语料库下载地址为http://www.threedweb.cn/thread-1288-1-1.html。

未分词训练语料库路径为Root\train_corpus_small\；语料目录结构如图2.1所示。
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图2.1　目录结构



未分词训练语料（以下称原始语料）一共包含10个子目录，目录名称为语料类别。该类所属训练文本就位于子目录中，以连续自然数编号。

本项目测试语料随机选自训练语料之中，测试语料库路径为Root\test_corpus\。

2）测试集语料

所谓测试集就是待分类的文本语料，可以是训练集的一部分，也可以是外部来源的文本语料。外部来源比较自由，一般实际项目都是解决新文本的分类问题。

待分类文本资源的获取方式有很多，例如通过公司、图书馆甚至商业渠道，当然最为广泛的来源是互联网。如果不是特殊的用途，来自互联网的语料有很多优势。


	语料种类繁多、规模庞大。能够抽取出绝大多数的相关信息和特征词汇，使用互联网语料制作的分类系统最具代表性。

	免费。只要不是特别专业的，一般互联网上的网页资源和文本资源都可以免费下载；大规模文本抽取的成本比较低廉。

	易于抽取。HTML网页文本是未加密的数据文件和应用程序的综合体，可用任何一种文本编辑器直接打开，使用一些专用程序还可以执行脚本文件获取额外的数据资源。HTML文件可以保留源文本的所有格式，这与Word和PDF不同。保留的文本格式对基于模式的文本分类会收到意想不到的效果。



一般批量获取网络文本需要使用网络爬虫下载，这方面的技术已经比较成熟，Java和Python都可提供一整套的解决方案。因这部分内容超出本书的范围，就不做详细介绍。

3. 文本格式转换

不同格式的文本不论采用何种处理形式，都要统一转换为纯文本文件，例如，网页文本、Word或PDF文件都要转换为纯文本格式。

以网页文本为例，由于下载后的网页保留了全部的格式信息，首先要观察格式信息对于文本挖掘是否有帮助。因为无论我们的任务是分类、聚类还是信息抽取，其基本工作都是想办法从文本中发现知识，而所有的知识都是一种结构化的信息。而有些文本，例如HTML，其表格<table></table>内的信息一般是结构化的，对于基于机器学习的分类系统没什么用，但是对于基于模式的系统却很有价值。如果此类系统参与分类，在去除HTML标签时，应该保留表格，或从中抽取出表格，作为文档的辅助分类依据。

过滤掉这些有意义的标签之后，就要去除HTML的其余所有标签，将文本转换为TXT格式或XML格式的半结构化文本。笔者曾经处理过几千万的HTML文件，程序在执行文档格式转换时，最容易出错的地方不是字符集的不同：Python可以通过Encode、Decode、Unicode等指令，自动将文档编码统一转换为指定的编码格式——UTF-8或GBK。而主要问题是乱码：一些文档在发布后，由于编辑问题或网络传输的问题，文档中常出现乱码。这类情况如果处理不好，很容易造成程序异常。

为了提高性能，一般Python去除HTML标签，较多地使用lxml库，这是一个C语言编写的XML扩展库，比使用re正则表达式库的标签去除方式性能高很多，适用于海量的网络文本格式转换。

下面给出样例代码。


　　from lxml import etree,html
　　
　　# HTML文件路径，以及读取文件
　　path = "1.htm"
　　content = open(path,"rb").read()
　　page = html.document_fromstring(content) # 解析文件
　　text = page.text_content() # 去除所有标签
　　print text     # 输出去除标签后的解析结果



4. 检测句子边界：标记句子的结束

句子边界检测是分解整个文档，并转换成单独句子的过程。对于中文文本，它就是寻找“。”、“？”或“！”等标点符号作为断句的依据。然而，随着英语的普及，也有的使用“.”作为句子的结束标志。这容易与某些词语出现的缩写或缩写词的一部分混淆。如果从这里断句，很容易发生错误。这种情况可以使用一些简单的启发式规则或统计分类技术，正确识别大多数句子边界。

最奇葩的现象是，某些网站使用图片作为标点符号。图片的样式及所占的空间与实际标点符号完全一样，如果不下载文本，肉眼几乎看不出差别。这种文档下载后，必须用字符型的标点符号替换图片式的标点符号。

2.2.2　中文分词介绍

中文分词（Chinese Word Segmentation）指的是将一个汉字序列（句子）切分成一个个单独的词。分词就是将连续的字序列按照一定的规范重新组合成词序列的过程。我们知道，在英文的行文中，单词之间是以空格作为自然分界符的，而中文只是字、句和段能通过明显的分界符来简单划界，唯独词没有一个形式上的分界符。虽然英文也同样存在短语的划分问题，不过在词这一层上，中文比英文要复杂得多、困难得多。中文分词，不仅是中文文本分类的一大问题，也是中文自然语言处理的核心问题之一。

在一定意义上，中文分词不完全是一个技术问题，中文分词的难点也不完全是算法问题。因为关于到底什么是词这个概念在中国理论界已经争论了很多年。一个著名的例子就是：“鸡蛋”、“牛肉”、“下雨”是词吗？如果是，那么“鸭蛋”、“驴肉”、“下雪”、“鸟蛋”、“鱼肉”、“下雾”也应该是词，按照这样的规则组合下去，会产生很多令人费解的结论。如果不是，这些字符串在我们日常生活中使用的频率非常高，而且都有独立的意义。

一般像这种最后谁也想不明白的问题，最终都交给概率论。原因在第1章已经讲得很清楚，这里就不再重复了。最终完全解决中文分词的算法是基于概率图模型的条件随机场（CRF）。这个算法由Lafferty等人于2001年提出。

分词是自然语言处理中最基本、最底层的模块，分词精度对后续应用模块影响很大，纵观整个自然语言处理领域，文本或句子的结构化表示是语言处理最核心的任务。目前，文本的结构化表示简单分为四大类：词向量空间模型、主题模型、依存句法的树表示、RDF的图表示。以上这4种文本表示都是以分词为基础的。

一般情况下，专业化的大型文本分类系统，为了提高精度，常常定制开发自己的分词系统。一般算法都使用CRF，语料资源则各有不同。现在开放出来的、比较成熟的、有商用价值的分词工具有北京理工大学张华平博士开发的中文分词系统：http://ictclas.nlpir.org/（一年免费试用权）；哈尔滨大学的语言云系统：http://www.ltp-cloud.com/intro/（开源）；Ansj的中文分词系统：http://www.nlpcn.org/（开源）；等等。这类分词系统完整性强、稳定性好、精度也不错。

即便如此，仍不能满足搜索引擎类公司对超大规模分词的需求，一般像新浪和百度这些公司的分词系统，仅扩展词汇要到500多万个，估计基础词汇不少于50万个。

以上这些分词系统与Python整合都比较麻烦，占用资源也大。因为分词不是本书讲解的重点，为了方便，我们尽量使用小巧高效而且原生支持Python的分词系统。这里我们推荐使用jieba分词，它是专门使用Python语言开发的分词系统，占用资源较小，常识类文档的分词精度较高，对于非专业文档绰绰有余。

jieba分词已经作为Python的官方外部库上传到PyPi，可以通过PIP直接下载使用。


　　C:\python64\scripts\pip install jieba



下载安装最新版。本书使用的是jieba-0.36.2版，分词算法使用的是CRF，编写语言使用的是Python，基础词库349 046个。

下面给出jieba分词简单的样例代码。


　　# -*- coding: utf-8 -*-
　　
　　import sys  
　　import os
　　import jieba
　　
　　# 设置UTF-8 Unicode环境
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　
　　seg_list = jieba.cut("小明1995年毕业于北京清华大学", cut_all=False)
　　print "Default Mode:", " ".join(seg_list)  # 默认切分
　　
　　seg_list = jieba.cut("小明1995年毕业于北京清华大学")
　　print "  ".join(seg_list)
　　
　　seg_list = jieba.cut("小明1995年毕业于北京清华大学", cut_all=True)
　　print "Full Mode:", "/ ".join(seg_list)  # 全切分
　　# 搜索引擎模式
　　seg_list = jieba.cut_for_search("小明硕士毕业于中国科学院计算所，后在日本京都大学深造")  
　　print "/  ".join(seg_list)



输出结果（省略了无关的提示信息）如下。


　　Default Mode: 小明 1995 年 毕业 于 北京 清华大学
　　小明  1995  年  毕业  于  北京  清华大学
　　Full Mode: 小/ 明/ 1995/ 年/ 毕业/ 于/ 北京/ 清华/ 清华大学/ 华大/ 大学
　　小明/  硕士/  毕业/  于/  中国/  科学/  学院/  科学院/  中国科学院/  计算/  计算所/  ，/  后/  在/  日本/  京都/  大学/  日本京都大学/  深造



jieba分词支持的分词模式包括默认切分、全切分、搜索引擎切分几种，应用范围较广。中文文本分词之后，连续的字序列就变成了以词为单位的向量。向量中的每个分量都是一个有独立意义的词。通过分词，中文文本实现了最基础的结构化。

本项目中创建分词后，语料路径为Root\ train _corpus_seg\。

（1）设置字符集，并导入jieba分词包。


　　# -*- coding: utf-8 -*-
　　
　　import sys  
　　import os 
　　import jieba
　　
　　# 配置UTF-8输出环境
　　reload(sys)
　　sys.setdefaultencoding('utf-8')



（2）定义两个函数，用于读取和保存文件。


　　def savefile(savepath,content):     # 保存至文件
　　      fp = open(savepath,"wb")
　　      fp.write(content)
　　      fp.close()
　　      
　　def readfile(path):                           # 读取文件  
　　      fp = open(path,"rb")
　　      content = fp.read()
　　      fp.close()
　　      return content



（3）接上面的部分，以下是整个语料库的分词主程序。


　　corpus_path = "train_corpus_small/"                 # 未分词分类语料库路径
　　seg_path = "train_corpus_seg/"                        # 分词后分类语料库路径
　　
　　catelist = os.listdir(corpus_path)                    # 获取corpus_path下的所有子目录
　　
　　# 获取每个目录下的所有文件
　　for mydir in catelist:
　　      class_path = corpus_path+mydir+"/"                      # 拼出分类子目录的路径
　　      seg_dir = seg_path+mydir+"/"                            # 拼出分词后的语料分类目录
　　      if not os.path.exists(seg_dir):                         # 是否存在目录，如果没有则创建
　　                      os.makedirs(seg_dir)    
　　      file_list = os.listdir(class_path)                      # 获取类别目录下的所有文件
　　      for file_path in file_list:                             # 遍历类别目录下的文件
　　              fullname = class_path+file_path                 # 拼出文件名全路径
　　              content = readfile(fullname).strip()            # 读取文件内容
　　              content = content.replace("\r\n","").strip()            # 删除换行和多余的空格
　　              content_seg = jieba.cut(content)                        # 为文件内容分词
　　              # 将处理后的文件保存到分词后语料目录     
　　              savefile(seg_dir+file_path," ".join(content_seg))  
　　
　　print "中文语料分词结束！！！"



简单吧，区区几行代码就完成了整个语料库的全部分词任务。最后，我们看一下分词前后的结果。


　　分词前: 292.txt





　　第七届全国美展中国画获奖作者新作展在京开幕
　　新华社北京5月22日电（记者邵建武）第七届全国
　　美展中国画获奖作者新作展今天在京开幕。
　　26位曾经在第七届全国美展中获奖的中国画家展出
　　的近百幅新作，较为集中地反映了他们的创作状况与新的
　　探索，其中有写意人物与山水，也有工笔人物与花鸟，或
　　洒脱，或凝重，或纵逸，或拙雅，风姿各异。
　　这次展览是由中国美术家协会、香港深圳博雅艺术公
　　司和北京艺术博物馆联合举办的。（完）
　　分词后: 292.txt





　　第七届 全国 美展 中国画 获奖 作者 新作 展 在京开幕 新华社 北京 5 月 22 日电 （ 记者 邵建武 ） 第七届 全国 美展 中国画 获奖 作者 新作 展 今天 在京开幕 。         26 位 曾经 在 第七届 全国 美展 中 获奖 的 中国 画家 展出 的 近 百幅 新作 ， 较为 集中地 反映 了 他们 的 创作 状况 与 新 的 探索 ， 其中 有 写意 人物 与 山水 ， 也 有 工笔 人物 与 花鸟 ， 或 洒脱 ， 或 凝重 ， 或 纵逸 ， 或 拙雅 ， 风姿 各异 。         这次 展览 是 由 中国美术家协会 、 香港 深圳 博雅 艺术 公司 和 北京 艺术 博物馆 联合 举办 的 。 （ 完 ）



当然，在实际应用中，为了后续生成向量空间模型的方便，这些分词后的文本信息还要转换为文本向量信息并对象化。这里需要引入一个Scikit-Learn库的Bunch数据结构。


　　from sklearn.datasets.base import Bunch  # 导入Bunch类
　　
　　# Bunch类提供一种key,value的对象形式
　　# target_name:所有分类集名称列表
　　# label:每个文件的分类标签列表
　　# filenames:文件路径
　　# contents:分词后文件词向量形式 
　　bunch = Bunch(target_name=[],label=[],filenames=[],contents=[])



将分好词的文本文件转换并持久化为Bunch类形式的代码如下。


　　wordbag_path = "train_word_bag/train_set.dat"       # 分词语料Bunch对象持久化文件路径
　　seg_path = "train_corpus_seg/"                        # 分词后分类语料库路径
　　
　　catelist = os.listdir(seg_path)  
　　bunch.target_name.extend(catelist)                    # 将类别信息保存到Bunch对象中
　　for mydir in catelist:
　　      class_path = seg_path+mydir+"/"    
　　      file_list = os.listdir(class_path)    
　　      for file_path in file_list:           
　　              fullname = class_path+file_path   
　　              bunch.label.append(mydir)                       # 保存当前文件的分类标签
　　              bunch.filenames.append(fullname)                # 保存当前文件的文件路径
　　              bunch.contents.append(readfile(fullname).strip())  # 保存文件词向量
　　              
　　#Bunch对象持久化                  
　　file_obj = open(wordbag_path, "wb")
　　pickle.dump(bunch,file_obj)                      
　　file_obj.close()
　　
　　print "构建文本对象结束！！！"



这样就在目录下生成了一个train_set.dat文件。此文件保存所有训练集文件的所有分类信息，以及每个文件的文件名、文件所属分类和词向量。

2.2.3　Scikit-Learn库简介

后面的部分将使用Scikit-Learn库中的算法模块处理生成的训练集文本向量，在讲解之前，我们先简单介绍一下Scikit-Learn算法库。这是有关了解机器学习各类算法很重要的资源。

Scikit-Learn网站的主页截图（http://scikit-learn.org/stable/）如图2.2所示。Scikit-Learn是一个用于机器学习的Python库，建立在SciPy基础之上，获得3-Clause BSD开源许可证。这个网站是由David Cournapeau在2007年发起的一个Google Summer of Code项目，从那时起这个项目就已经拥有很多的贡献者，而且目前该网站也是由一支志愿者团队在维护着。
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图2.2　Scikit-Learn主页



1. 模块分类


	分类和回归算法：广义线性模型，线性和二次判别分析，岭回归，支持向量机，随机梯度下降，kNN，高斯过程，交叉分解，朴素贝叶斯，决策树，集成方法，多细粒度的算法，特征选择，半监督，保序回归，概率校准。

	聚类算法：K-means，仿射传播，均值漂移，谱聚类，分层聚类，DBSCAN，Birch。

	维度约简：PCA，潜在语义分析（截断奇异值分解），字典学习，因子分析，ICA，非负矩阵分解。

	模型选择：交叉验证，评价估计性能，网格搜索，搜索参数估计，模型的预测质量的量化评价，模型的持久化，验证曲线，绘制分数评价模型。

	数据预处理：标准化，去除均值率和方差缩放，正规化，二值化，编码分类特征，缺失值的插补。



2. 主要特点


	操作简单，高效的数据挖掘和数据分析。

	无访问限制，在任何情况下可重新使用。

	建立在NumPy、SciPy和Matplotlib基础上。

	使用商业开源协议——BSD许可证。



3. 重要链接


	官方源代码报告：https://github.com/scikit-learn/scikit-learn。

	HTML文档（稳定本）：http://scikit-learn.org。

	HTML文档（开发版本）：http://scikit-learn.org/dev/。

	下载版本：http://sourceforge.net/projects/scikit-learn/files/。

	问题跟踪：https://github.com/scikit-learn/scikit-learn/issues。

	邮箱列表：https://lists.sourceforge.net/lists/listinfo/scikit-learn-general。



4. 相关性

Scikit-Learn经过测试之后可以运行在Python 2.6、Python 2.7和Python 3.4平台上。除此之外，它还要适应运行在Python 3.3平台上。

以上部分来自官方介绍的中文翻译。本书中的代码分为两大部分：原理级别的算法模块和注释由本书作者提供；大多数功能级别的算法模块都来自Scikit-Learn，诸如本章的朴素贝叶斯、kNN，以及后面的支持向量机等。

我们之所以专门选取一个小节来介绍Scikit-Learn，是因为这个网站是学习和应用机器学习算法的最重要的工具之一。以朴素贝叶斯算法为例，网站提供了一整套算法学习的教程资源和源代码，网址为http://scikit-learn.org/stable/modules/naive_bayes.html。


	网站提供了算法的数学公式及简单的推导过程，如图2.3所示。



[image: 016-01]
图2.3　朴素贝叶斯公式的推导过程




	网站提供了算法应用于不同情况的几个变种，如图2.4所示。



[image: 015-01]
图2.4　高斯朴素贝叶斯算法



在图2.4中，不仅提供了变种的说明，还提供了例子程序。


	网站提供了变种类（高斯朴素贝叶斯）的参数说明，如图2.5和图2.6所示（网址为http://scikit-learn.org/stable/modules/generated/sklearn.naive_bayes.GaussianNB.html#sklearn.naive_bayes.GaussianNB）。



[image: 016-01]
图2.5　高斯朴素贝叶斯属性说明



[image: 016-01]
图2.6　高斯朴素贝叶斯方法说明




	网站还提供了该算法的一些应用实例，如图2.7所示。



[image: 015-01]
图2.7　高斯朴素贝叶斯实例




	可从https://github.com/scikit-learn/scikit-learn网站下载整个项目的源代码。



通过教程的学习，读者可以对各类算法有一个全面的了解，并通过案例学习加深对各类算法的认识，以便于应用到实际项目中去。

2.2.4　向量空间模型

文本分类的结构化方法就是向量空间模型。虽然越来越多的实践已经证明，这种模型存在着局限性，但是迄今为止，它仍是在文本分类中应用最广泛、最为流行的数据结构，也是很多相关技术的基础，例如推荐系统、搜索引擎等。

向量空间模型把文本表示为一个向量，该向量的每个特征表示为文本中出现的词。通常，把训练集中出现的每个不同的字符串都作为一个维度，包括常用词、专有词、词组和其他类型模式串，如电子邮件地址和URL。目前，大多数文本挖掘系统都把文本存储为向量空间的表示，因为它便于运用机器学习算法。这类算法适用并能有效处理高维空间的文本情况。但是，对于大规模文本分类，这会导致极高维的空间，即使是中等大小的文本文件集合，向量的维度也很轻易就达到数十万维。

由于文本在存储为向量空间时维度比较高，为节省存储空间和提高搜索效率，在文本分类之前会自动过滤掉某些字或词，这些字或词即被称为停用词。这类词一般都是意义模糊的常用词，还有一些语气助词，通常它们对文本起不了分类特征的意义。这些停用词都是人工输入、非自动化生成的，生成后的停用词会形成一张停用词表。各类停用词表大同小异，读者可以从http://www.threedweb.cn/thread-1294-1-1.html下载停用词表。

读取停用词列表的代码如下。


　　# 读取文件
　　# 1. 读取停用词表   
　　stopword_path = "train_word_bag/hlt_stop_words.txt"
　　stpwrdlst = readfile(stopword_path).splitlines()



2.2.5　权重策略：TF-IDF方法

已经看过第1章的读者，对向量空间模型应该并不陌生，也就是前文所说的词袋模型，它将文本中的词和模式串转换为数字，而整个文本集也都转换为维度相等的词向量矩阵。假设文本仍旧是第1章的三个文本。


	文本1：My dog ate my homework。

	文本2：My cat ate the sandwich。

	文本3：A dolphin ate the homework。



生成的词袋中不重复的词还是9个。注意，这里增加了词频信息：a (1), ate (3), cat (1), dolphin (1), dog (1), homework (2), my (3), sandwich (1), the (2)。直观上，文本的词向量表示可以使用二元表示。


	文本1：0,1,0,0,1,1,1,0,0（注意，尽管“my”出现了两次，但二元向量表示中仍然是“1”）。

	文本2：0,1,1,0,0,0,1,1,1。

	文本3：1,1,0,1,0,1,0,0,1。



采用这种方式的问题是忽略了一个句子中出现多个相同词的词频信息，我们增加这些词频信息，就变成了整型计数方式。如下是使用整型计数方式的词向量表示。


	文本1：0,1,0,0,1,1,2,0,0（请注意，“my”在句子中出现了两次）。

	文本2：0,1,1,0,0,0,1,1,1。

	文本3：1,1,0,1,0,1,0,0,1。



接下来，我们对整型计数方式进行归一化。归一化可以避免句子长度不一致的问题，便于算法计算。而且对于基于概率的算法，词频信息就变为了概率分布，这就是文档的TF信息。


	文本1：0,1/5,0,0,1/5,1/5,2/5,0,0（请注意，“my”在句子中出现了两次）。

	文本2：0,1/5,1/5,0,0,0,1/5,1/5,1/5。

	文本3：1/5,1/5,0,1/5,0,1/5,0,0,1/5。



但是这里还有一个问题：如何体现生成的词袋中的词频信息呢？

原信息：a (1), ate (3), cat (1), dolphin (1), dog (1), homework (2), my (3), sandwich (1), the (2)（注意：由于词袋收集了所有文档中的词，这些词的词频是针对所有文档的词频，因此，词袋的统计基数是文档数）。

词条的文档频率：a (1/3), ate (3/3), cat (1/3), dolphin (1/3), dog (1/3), homework (2/3), my (2/3), sandwich (1/3), the (2/3)。

词袋模型的IDF权重：a log(3/1), ate log(3/3), cat log(3/1), dolphin log(3/1), dog log(3/1), homework log (3/2), my log (3/2), sandwich log (3/1), the log (3/2)。

1. TF-IDF权重策略

计算文本的权重向量，应该选择一个有效的权重方案。最流行的方案是TF-IDF权重策略。TF-IDF的含义是词频逆文档频率，其含义是：如果某个词或短语在一篇文章中出现的频率高，并且在其他文章中很少出现，则认为此词或者短语具有很好的类别区分能力，适合用来分类。在前面的例子中，在文本1中“my”的词频是2，因为它在文档中出现了两次。而在这三个文件集合中，“my”的词条的文档频率也是2。TF-IDF的假设是，高频率词应该具有高权重，除非它也是高文档频率。“my”这个词在文本中是经常出现的词汇之一。它不仅多次出现在单一的文本中，而且几乎出现在每个文档中。逆文档频率就是使用词条的文档频率来抵消该词的词频对权重的影响，从而得到一个较低的权重。

下面我们给出词频的定义和公式（来自百度百科）。

词频（Term Frequency，TF）指的是某一个给定的词语在该文件中出现的频率。这个数字是对词数（Term Count）的归一化，以防止它偏向长的文件。对于在某一特定文件里的词语来说，它的重要性可表示为：
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以上公式中，分子是该词在文件中的出现次数，而分母则是在文件中所有字词的出现次数之和。

逆向文件频率（Inverse Document Frequency，IDF）是一个词语普遍重要性的度量。某一特定词语的IDF，可以由总文件数目除以包含该词语的文件的数目，再将得到的商取对数得到。

[image: equa]


其中，


	|D|：语料库中的文件总数。

	j：包含词语的文件数目。如果该词语不在语料库中，就会导致分母为零，因此一般情况下使用1+|{d∈D:t∈d}|作为分母。



然后再计算TF与IDF的乘积。

某一特定文件内的高词语频率，以及该词语在整个文件集合中的低文件频率（TFIDFij
 =TFij
 I×IDFij
 ），可以产生出高权重的TF-IDF。因此，TF-IDF倾向于过滤掉常见的词语，保留重要的词语。

2. 代码实现

（1）导入所需的Scikit-Learn包。


　　# -*- coding: utf-8 -*-
　　
　　import sys  
　　import os 
　　from sklearn.datasets.base import Bunch       # 引入Bunch类
　　import cPickle as pickle                              # 引入持久化类
　　from sklearn import feature_extraction  
　　from sklearn.feature_extraction.text import TfidfTransformer  # TF-IDF向量转换类
　　from sklearn.feature_extraction.text import TfidfVectorizer   # TF-IDF向量生成类
　　
　　# 配置UTF-8输出环境
　　reload(sys)
　　sys.setdefaultencoding('utf-8')



（2）读取和写入Bunch对象的函数。


　　#读取Bunch对象
　　def readbunchobj(path):
　　      file_obj = open(path, "rb")
　　      bunch = pickle.load(file_obj) 
　　      file_obj.close()
　　      return bunch
　　
　　#写入Bunch对象    
　　def writebunchobj(path,bunchobj):
　　      file_obj = open(path, "wb")
　　      pickle.dump(bunchobj,file_obj) 
　　      file_obj.close()



（3）从训练集生成TF-IDF向量词袋。


　　# 2. 导入分词后的词向量Bunch对象
　　path = "train_word_bag/train_set.dat"         # 词向量空间保存路径
　　bunch =  readbunchobj(path)
　　
　　# 3. 构建TF-IDF词向量空间对象
　　tfidfspace = Bunch(target_name=bunch.target_name,label=bunch.label,filenames=bunch. filenames, tdm=[], vocabulary={})
　　
　　# 4. 使用TfidfVectorizer初始化向量空间模型 
　　vectorizer = TfidfVectorizer(stop_words=stpwrdlst,sublinear_tf = True,max_df = 0.5)
　　transformer=TfidfTransformer()                        # 该类会统计每个词语的TF-IDF权值
　　# 文本转为词频矩阵，单独保存字典文件 
　　tfidfspace.tdm = vectorizer.fit_transform(bunch.contents)
　　tfidfspace.vocabulary = vectorizer.vocabulary_



（4）持久化TF-IDF向量词袋。


　　# 5. 创建词袋的持久化
　　space_path = "train_word_bag/tfdifspace.dat"  # 词向量词袋保存路径
　　writebunchobj(space_path,tfidfspace)



2.2.6　使用朴素贝叶斯分类模块

最常用的文本分类方法有kNN最近邻算法、朴素贝叶斯算法和支持向量机算法。一般而言，kNN最近邻算法的原理最简单，分类精度尚可，但是速度最慢；朴素贝叶斯算法对于短文本分类的效果最好，精度很高；支持向量机算法的优势是支持线性不可分的情况，精度上取中（有关支持向量机的算法参见后面章节的相关案例）。

本节选择Scikit-Learn的朴素贝叶斯算法进行文本分类，测试集随机抽取自训练集中的文档集合，每个分类取10个文档，过滤掉1KB以下的文档。

训练步骤与训练集相同，首先是分词，之后生成文件词向量文件，直至生成词向量模型。不同的是，在训练词向量模型时，需要加载训练集词袋，将测试集产生的词向量映射到训练集词袋的词典中，生成向量空间模型。

代码如下。


　　# 2. 导入分词后的词向量Bunch对象
　　path = "test_word_bag/test_set.dat"                   # 词向量空间保存路径
　　bunch = readbunchobj(path)
　　
　　# 3. 构建测试集TF-IDF向量空间
　　testspace = Bunch(target_name=bunch.target_name,label=bunch.label,filenames= bunch.filenames,tdm=[],vocabulary={})
　　
　　# 4. 导入训练集的词袋
　　trainbunch = readbunchobj("train_word_bag/tfdifspace.dat")
　　
　　# 5. 使用TfidfVectorizer初始化向量空间模型 
　　vectorizer = TfidfVectorizer(stop_words=stpwrdlst,sublinear_tf = True,max_df = 0.5,vocabulary=trainbunch.vocabulary)                          # 使用训练集词袋向量
　　transformer=TfidfTransformer()
　　testspace.tdm = vectorizer.fit_transform(bunch.contents)
　　testspace.vocabulary = trainbunch.vocabulary
　　
　　# 创建词袋的持久化
　　space_path = "test_word_bag/testspace.dat"    # 词向量空间保存路径
　　writebunchobj(space_path,testspace)



执行多项式贝叶斯算法进行测试文本分类，并返回分类精度。

（1）导入多项式贝叶斯算法包。


　　from sklearn.naive_bayes import MultinomialNB #导入多项式贝叶斯算法包



（2）执行预测。


　　# 导入训练集向量空间
　　trainpath = "train_word_bag/tfdifspace.dat"   
　　train_set = readbunchobj(trainpath)
　　
　　# 导入测试集向量空间
　　testpath = "test_word_bag/testspace.dat"      
　　test_set = readbunchobj(testpath)
　　
　　# 应用朴素贝叶斯算法 
　　# alpha:0.001 alpha越小，迭代次数越多，精度越高
　　clf = MultinomialNB(alpha = 0.001).fit(train_set.tdm, train_set.label)
　　
　　# 预测分类结果
　　predicted = clf.predict(test_set.tdm)
　　total = len(predicted);rate = 0
　　for flabel,file_name,expct_cate in zip(test_set.label,test_set.filenames, predicted):
　　      if flabel != expct_cate:
　　              rate += 1
　　              print file_name,": 实际类别:",flabel," -->预测类别:",expct_cate              
　　# 精度
　　print "error rate:",float(rate)*100/float(total),"%"



（3）预测精度。


　　test_corpus_seg/art/3143.txt : 实际类别: art  -->预测类别: education
　　error rate: 0.990099009901 %



需要指出的是，多项式贝叶斯算法的分类精度非常高，测试集实际分类的精度是100%，出错的3143.txt文件是笔者从education复制到art下的。

2.2.7　分类结果评估

机器学习领域的算法评估有三个基本的指标。

（1）召回率（Recall Rate，也叫查全率）：是检索出的相关文档数和文档库中所有的相关文档数的比率，衡量的是检索系统的查全率。

召回率（Recall）=系统检索到的相关文件/系统所有相关的文件总数

（2）准确率（Precision，也称为精度）：是检索出的相关文档数与检索出的文档总数的比率，衡量的是检索系统的查准率。

准确率（Precision）=系统检索到的相关文件/系统所有检索到的文件总数


注意：
 准确率和召回率是互相影响的，理想情况下肯定是做到二者都高，但是一般情况下准确率高，召回率就低；召回率高，准确率就低，如图2.8所示。


[image: 015-01]
图2.8　召回率与准确率的关系



（3）Fβ
 -Measure（又称为F-Score）：是机器学习领域常用的评价标准，计算公式为：

[image: equa]


其中，β是参数，P是准确率（Precision），R是召回率（Recall）。

当β=1时，就是最常见的F1
 -Measure了。

[image: equa]


文本分类项目的分类结果评估，代码如下。


　　import numpy as np
　　from sklearn import metrics
　　
　　# 定义分类精度函数
　　def metrics_result(actual,predict):
　　      print '精度:{0:.3f}'.format(metrics.precision_score(actual,predict))  
　　      print '召回:{0:0.3f}'.format(metrics.recall_score(actual,predict))  
　　      print 'f1-score:{0:.3f}'.format(metrics.f1_score(actual,predict))  
　　
　　metrics_result(test_set.label,predicted)



输出结果如下。


　　精度:0.991
　　召回:0.990
　　f1-score:0.990



2.3　分类算法：朴素贝叶斯

2.2节我们使用Scikit-Learn实现了中文文本分类的全过程，本节和后面一节，我们开始分析项目最核心的部分分类算法。本节主要讨论朴素贝叶斯算法的基本原理和简单的Python实现。

2.3.1　贝叶斯公式推导

经典数学理论的创立者们，诸如牛顿、高斯等，往往对所研究的领域抱有非常谨慎的态度，在提出一个学说或理论之前要从多个不同的角度考查这些理论的意义和正确性。现在看来，他们提出的理论虽然简单，却常常揭示出事物最本质的规律，贝叶斯也是这样一位数学家。

这个简单的定理在第1章已经做了介绍：已知某条件概率，如何得到两个事件交换后的概率，也就是在已知P(A|B)的情况下如何求得P(B|A)？
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朴素贝叶斯分类是一种十分简单的分类算法，称其朴素是因为其思想基础的简单性：就文本分类而言，它认为词袋中的两两词之间的关系是相互独立的，即一个对象的特征向量中每个维度都是相互独立的。例如，黄色是苹果和梨共有的属性，但苹果和梨是相互独立的。这是朴素贝叶斯理论的思想基础。现在我们将它扩展到多维的情况。

朴素贝叶斯分类的正式定义如下。

（1）设x={a1
 ,a2
 ,…,am
 }为一个待分类项，而每个a为x的一个特征属性。

（2）有类别集合C={y1
 ,y2
 ,…,yn
 }。

（3）计算P(y1
 |x), P(y2
 |x),…, P(yn
 |x)。

（4）如果P(yk
 |x) =max{P( y1
 |x),P(y2
 |x),…, P(yn
 |x)}，则x∈yk
 。

那么现在的关键就是如何计算第（3）步中的各个条件概率。我们可以按以下步骤计算。

（1）找到一个已知分类的待分类项集合，也就是训练集。

（2）统计得到在各类别下各个特征属性的条件概率估计。即：

P(a1
 |y1
 ) , P(a2
 |y1
 ),…, P(am
 |y1
 );

P(a1
 |y2
 ) , P(a2
 |y2
 ),…, P(am
 |y2
 );

P(am
 |yn
 ) , P(am
 |yn
 ),…, P(am
 |yn
 )。

（3）如果各个特征属性是条件独立的（或者假设它们之间是相互独立的），则根据贝叶斯定理有如下推导：
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因为分母对于所有类别为常数，只要将分子最大化皆可。又因为各特征属性是条件独立的，所以有：
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这就是在Scikit-Learn（http://scikit-learn.org/stable/modules/naive_bayes.html）中的公式推导过程的说明。

根据上述分析，朴素贝叶斯分类的流程可以表示如下。

第一阶段：训练数据生成训练样本集：TF-IDF。

第二阶段：对每个类别计算P(yi
 )。

第三阶段：对每个特征属性计算所有划分的条件概率。

第四阶段：对每个类别计算。

第五阶段：以的最大项作为x的所属类别。

2.3.2　朴素贝叶斯算法实现

我们首先创建名为Nbayes_lib.py的文件，这个文件用来编写导入的数据和朴素贝叶斯类的代码。

为了将主要精力都集中在算法本身，我们使用简单的英文语料作为数据集。


　　def loadDataSet():
　　    postingList=[['my', 'dog', 'has', 'flea', 'problems', 'help', 'please'],
　　                 ['maybe', 'not', 'take', 'him', 'to', 'dog', 'park', 'stupid'],
　　                 ['my', 'dalmation', 'is', 'so', 'cute', 'I', 'love', 'him','my'],
　　                 ['stop', 'posting', 'stupid', 'worthless', 'garbage'],
　　                 ['mr', 'licks', 'ate', 'my', 'steak', 'how', 'to', 'stop', 'him'],
　　                 ['quit', 'buying', 'worthless', 'dog', 'food', 'stupid']]
　　    classVec = [0,1,0,1,0,1]    #1 is abusive, 0 not
　　    return postingList,classVec



postingList是训练集文本，classVec是每个文本对应的分类。

下面逐步实现贝叶斯算法的全过程。

（1）编写一个贝叶斯算法类，并创建默认的构造方法。


　　class NBayes(object):
　　      def __init__(self):
　　                      self.vocabulary = []            # 词典
　　                      self.idf=0                      # 词典的IDF权值向量
　　                      self.tf=0                       # 训练集的权值矩阵
　　                      self.tdm=0                      # P(x|yi




)
　　                      self.Pcates = {}                # P(yi




)是一个类别字典
　　                      self.labels=[]                  # 对应每个文本的分类，是一个外部导入的列表
　　                      self.doclength = 0              # 训练集文本数
　　                      self.vocablen = 0               # 词典词长
　　                      self.testset = 0                # 测试集



（2）导入和训练数据集，生成算法必需的参数和数据结构。


　　def train_set(self,trainset,classVec):
　　              self.cate_prob(classVec)        # 计算每个分类在数据集中的概率P(yi




) 
　　              self.doclength = len(trainset)
　　              tempset = set()
　　              [tempset.add(word) for doc in trainset for word in doc ] # 生成词典
　　              self.vocabulary = list(tempset) 
　　              self.vocablen = len(self.vocabulary)
　　              self.calc_wordfreq(trainset)    # 计算词频数据集
　　              self.build_tdm()                        # 按分类累计向量空间的每维值P(x|yi




)



（3）cate_prob函数：计算在数据集中每个分类的概率P(yi
 )。


　　def cate_prob(self,classVec):               
　　              self.labels = classVec
　　              labeltemps = set(self.labels)   # 获取全部分类
　　              for labeltemp in labeltemps:  
　　                      # 统计列表中重复的分类：self.labels.count(labeltemp)
　　                      self.Pcates[labeltemp] = float(self.labels.count(labeltemp))/ float (len(self.labels))



（4）calc_wordfreq函数：生成普通的词频向量。


　　# 生成普通的词频向量                                 
　　def calc_wordfreq(self,trainset):
　　              self.idf = np.zeros([1,self.vocablen])  # 1×词典数
　　              self.tf = np.zeros([self.doclength,self.vocablen]) # 训练集文件数×词典数
　　              for indx in xrange(self.doclength):     # 遍历所有的文本
　　                      for word in trainset[indx]:             # 遍历文本中的每个词
　　                              # 找到文本的词在字典中的位置+1
　　                              self.tf[indx,self.vocabulary.index(word)] +=1  
　　                      for signleword in set(trainset[indx]):              
　　                              self.idf[0,self.vocabulary.index(signleword)] +=1



（5）build_tdm函数：按分类累计计算向量空间的每维值P(x|yi
 )。


　　#按分类累计向量空间的每维值P(x|yi




)
　　def build_tdm(self):
　　              self.tdm = np.zeros([len(self.Pcates),self.vocablen]) #类别行×词典列
　　              sumlist = np.zeros([len(self.Pcates),1])        # 统计每个分类的总值
　　              for indx in xrange(self.doclength):
　　                      # 将同一类别的词向量空间值加总
　　                      self.tdm[self.labels[indx]] += self.tf[indx]  
　　                      # 统计每个分类的总值——是一个标量
　　                      sumlist[self.labels[indx]]= np.sum(self.tdm[self.labels[indx]])  
　　              self.tdm = self.tdm/sumlist                             # 生成P(x|yi)



（6）map2vocab函数：将测试集映射到当前词典。


　　def map2vocab(self,testdata):
　　              self.testset = np.zeros([1,self.vocablen])
　　              for word in testdata:
　　                      self.testset[0,self.vocabulary.index(word)] +=1



（7）predict函数：预测分类结果，输出预测的分类类别。


　　def predict(self,testset):
　　      if np.shape(testset)[1] != self.vocablen: # 如果测试集长度与词典不相等，则退出程序
　　                      print "输入错误"
　　                      exit(0)
　　              predvalue = 0           # 初始化类别概率
　　              predclass = ""          # 初始化类别名称
　　              for tdm_vect,keyclass in zip(self.tdm,self.Pcates):
　　              # P(x|yi) P(yi)
　　                      # 变量tdm，计算最大分类值
　　                      temp = np.sum(testset*tdm_vect*self.Pcates[keyclass]) 
　　                      if temp > predvalue:
　　                              predvalue = temp
　　                              predclass = keyclass
　　              return predclass



2.3.3　算法的改进

此算法的改进是为普通的词频向量使用TF-IDF策略，使之有能力修正多种偏差。

calc_tfidf函数：以TF-IDF方式生成向量空间。


　　# 生成 tf-idf                                         
　　def calc_tfidf(self,trainset):
　　      self.idf = np.zeros([1,self.vocablen])
　　      self.tf = np.zeros([self.doclength,self.vocablen])
　　      for indx in xrange(self.doclength):
　　              for word in trainset[indx]:
　　                      self.tf[indx,self.vocabulary.index(word)] +=1
　　              # 消除不同句长导致的偏差
　　              self.tf[indx] = self.tf[indx]/float(len(trainset[indx]))
　　              for signleword in set(trainset[indx]):
　　                      self.idf[0,self.vocabulary.index(signleword)] +=1       
　　      self.idf = np.log(float(self.doclength)/self.idf)                       
　　      self.tf = np.multiply(self.tf,self.idf) # 矩阵与向量的点乘 TF×IDF



2.3.4　评估分类结果

执行我们创建的朴素贝叶斯类，获取执行结果。


　　# -*- coding: utf-8 -*-
　　
　　import sys  
　　import os 
　　from numpy import *
　　import numpy as np
　　from Nbayes_lib import *
　　
　　dataSet,listClasses = loadDataSet()  # 导入外部数据集
　　# dataset: 句子的词向量
　　# listClass是句子所属的类别 [0,1,0,1,0,1]
　　nb = NBayes()                                 # 实例化
　　nb.train_set(dataSet,listClasses)             # 训练数据集
　　nb.map2vocab(dataSet[0])                      # 随机选择一个测试句
　　print nb.predict(nb.testset)                  # 输出分类结果



分类结果如下。
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2.4　分类算法：kNN

前面我们使用朴素贝叶斯算法实现了文本分类。下面我们考虑通过计算向量间的距离衡量相似度来进行文本分类。这就是kNN算法，一种基于向量间相似度的分类算法。

2.4.1　kNN算法原理

k最近邻（k-Nearest Neighbor）算法是比较简单的机器学习算法。它采用测量不同特征值之间的距离方法进行分类。它的思想很简单：如果一个样本在特征空间中的k个最近邻（最相似）的样本中的大多数都属于某一个类别，则该样本也属于这个类别。第一个字母k可以小写，表示外部定义的近邻数量。这句话不难理解，但有点拗口，下面通过一个实例来讲解一下。

首先我们准备一个数据集，这个数据集很简单，是由二维空间上的4个点构成的一个矩阵，如表2.1所示。


表2.1　数据集

[image: 016-01]


其中前两个点构成一个类别A，后两个点构成一个类别B。

我们用Python把这4个点在坐标系中绘制出来。

（1）产生数据集的函数代码如下。


　　# -*- coding: utf-8 -*-
　　
　　import sys  
　　import os 
　　from numpy import *
　　import numpy as np
　　import matplotlib.pyplot as plt
　　import operator
　　
　　# 配置UTF-8输出环境
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　# 
　　def createDataSet():
　　    group = array([[1.0,1.1],[1.0,1.0],[0,0],[0,0.1]])
　　    labels = ['A','A','B','B']
　　    return group, labels



（2）绘制图形的函数代码如下。


　　dataSet,labels = createDataSet()
　　# 绘图
　　fig = plt.figure()
　　ax = fig.add_subplot(111)
　　indx = 0 
　　for point in dataSet:
　　      if labels[indx] == 'A' :
　　              ax.scatter(point[0],point[1],c='blue',marker='o',linewidths=0, s=300)
　　              plt.annotate("("+str(point[0])+","+str(point[1])+")",xy = (point[0], point[1]))
　　      else:
　　              ax.scatter(point[0],point[1],c='red',marker='^',linewidths=0, s=300)
　　              plt.annotate("("+str(point[0])+", "+str(point[1])+")",xy = (point[0], point[1]))
　　      indx += 1
　　plt.show()



绘制的图形如图2.9所示，从图形中可以清晰地看到由4个点构成的训练集。该训练集被分为两个类别：A类——蓝色圆圈，B类——红色三角形。因为红色区域内的点距比它们到蓝色区域内的点距要小得多，这种分类也很自然。

[image: 015-01]
图2.9　4个点构成的训练集



下面我们给出测试集，只有一个点，我们把它加入到刚才的矩阵中去，如表2.2所示。


表2.2　测试集

[image: 016-01]


我们想知道给出的这个测试集应该属于哪个分类。笔者认为最简单的方法还是画图，我们把新加入的点加入图中。

（3）绘制测试集图形代码如下。


　　testdata=[0.2,0.2]   # 绘图
　　…
　　ax.scatter(testdata[0],testdata[1],c='green',marker='^',linewidths=0, s=300)
　　plt.annotate("("+str(testdata[0])+", "+str(testdata[1])+")",xy = (testdata[0], testdata[1]))          
　　…
　　plt.show()



很清晰，从距离上看，它更接近红色三角形的范围，应该归入B类，如图2.10所示。这就是kNN算法的基本原理。

[image: 015-01]
图2.10　kNN算法的基本原理



由此可见，kNN算法应由以下步骤构成。

第一阶段：确定k值（就是指最近邻居的个数）。一般是一个奇数，因为测试样本有限，故取k值为3。

第二阶段：确定距离度量公式。文本分类一般使用夹角余弦，得出待分类数据点和所有已知类别的样本点，从中选择距离最近的k个样本。

夹角余弦：

[image: equa]


第三阶段：统计这k个样本点中各个类别的数量。如图2.10所示，如果我们选定k值为3，则B类样本（三角形）有2个，A类样本（圆形）有1个，那么我们就把这个方形数据点定为B类；即，根据k个样本中数量最多的样本是什么类别，我们就把这个数据点定为什么类别。

2.4.2　kNN算法的Python实现

第一阶段：导入所需的库，进行数据的初始化。


　　# -*- coding: utf-8 -*-
　　
　　import sys  
　　import os 
　　from numpy import *
　　import numpy as np
　　import operator
　　from Nbayes_lib import *
　　
　　# 配置UTF-8输出环境
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　
　　k=3



第二阶段：实现夹角余弦的距离公式。


　　# 夹角余弦距离公式
　　def cosdist(vector1,vector2):
　　      return dot(vector1,vector2)/(linalg.norm(vector1)*linalg.norm(vector2))



第三阶段：kNN实现分类器。


　　# kNN分类器
　　# 测试集：testdata；训练集：trainSet；类别标签：listClasses；k：k个邻居数
　　def classify(testdata, trainSet, listClasses, k):       
　　    dataSetSize = trainSet.shape[0]           # 返回样本集的行数
　　    distances = array(zeros(dataSetSize))
　　    for indx in xrange(dataSetSize):          # 计算测试集与训练集之间的距离：夹角余弦
　　      distances[indx] = cosdist(testdata,trainSet[indx])
　　    # 根据生成的夹角余弦按从大到小排序，结果为索引号
　　    sortedDistIndicies = argsort(-distances)  
　　    classCount={}     
　　    for i in range(k):                                # 获取角度最小的前k项作为参考项  
　　        # 按排序顺序返回样本集对应的类别标签
　　        voteIlabel = listClasses[sortedDistIndicies[i]]
　　        # 为字典classCount赋值，相同key，其value加1
　　         classCount[voteIlabel] = classCount.get(voteIlabel,0)+1
　　    # 对分类字典classCount按value重新排序
　　    # sorted(data.iteritems(), key=operator.itemgetter(1), reverse=True) 
　　    # 该句是按字典值排序的固定用法
　　    # classCount.iteritems()：字典迭代器函数
　　    # key：排序参数；operator.itemgetter(1)：多级排序
　　    sortedClassCount = sorted(classCount.iteritems(), key=operator.itemgetter(1), reverse=True)    
　　    return sortedClassCount[0][0]     # 返回序最高的一项



2.4.3　评估分类结果

最后使用kNN算法实现文本分类。


　　dataSet,listClasses = loadDataSet()
　　nb = NBayes()
　　nb.train_set(dataSet,listClasses)
　　# 使用之前贝叶斯分类阶段的数据集及生成的TF向量进行分类
　　print classify(nb.tf[3], nb.tf, listClasses, k)



输出结果如下。
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准确率达100%。

2.5　结语

本章通过中文文本分类的实例讲解了机器学习中两个比较简单的算法：朴素贝叶斯算法和最近邻算法。

第二节我们详细介绍了中文文本分类的6个主要步骤：（1）文本预处理；（2）中文分词；（3）构建词向量空间；（4）权重策略——TF-IDF方法；（5）朴素贝叶斯分类器；（6）评价分类结果。每个步骤都提供了完整的代码实现。因为本章是本书开始的章节，所以整个项目都是基于Scikit-Learn机器学习库实现的，因此，这些代码都可运用于实际的工程项目，具有很强的实用性。

从第三节开始，我们进入算法讲解和源码实现部分。本节重点讲解了朴素贝叶斯的数学推导及基本原理。之后，我们给出了算法的Python代码实现，并且将Python实现算法用于实际的一个小样本的分类，最后评估了分类的结果。

第四节，我们使用Python实现了kNN算法，并评估了分类的结果。



第3章　决策树的发展


决策树算法是最早的机器学习算法之一。早在1966年，Hunt、Marin和Stone提出的CLS学习系统就有了决策树算法的概念。但直到1979年，J.R. Quinlan才给出了ID3算法的原型。1983年和1986年，他对ID3算法进行了总结和简化，正式确立了决策树学习的理论。从机器学习的角度来看，这是决策树算法的起点。1986年，Schlimmer 和Fisher在此基础上进行改造，引入了节点缓冲区，提出了ID4算法。1993年，Quinlan 进一步发展了ID3算法，改进成C4.5算法，成为机器学习的十大算法之一。ID3的另一个分支是分类回归决策树算法（Classification and Regression Tree，CART）。与C4.5不同的是，CART的决策树主要用于预测，这样决策树理论完整地覆盖了机器学习中的分类和回归两个领域。本章主要内容包括：


	决策树的算法思想。

	信息熵与ID3。

	C4.5算法。

	Scikit-Learn与回归树。




3.1　决策树的基本思想

决策树的思想来源非常朴素，每个人大脑中都有类似if-then这样的判断逻辑，其中if表示条件，then就是选择或决策。在程序设计中，最基本的语句条件分支结构就是if-then结构。而最早的决策树就是利用这类结构分隔数据的一种分类学习方法。下面我们从一个实例开始讲解一下最简单的决策树的生成过程。

3.1.1　从一个实例开始

假定某家IT公司销售笔记本电脑产品，为了提高销售收入，公司对各类客户建立了统一的调查表，统计了几个月的销售数据之后收集到表3.1中的数据。为了提高销售的效率，公司希望通过表3.1对潜在客户进行分类，并根据上述特征制作简单的销售问卷，以利于销售人员的工作。这就出现了两个问题：


表3.1　销售调查表

[image: 016-01]


（1）如何对客户进行分类？

（2）如何根据分类的依据，给出对销售人员的指导意见？

问题分析：

我们从第一列开始看这张表格。表格不大，共15行，每行表示列特征取不同值时的统计人数。第一列是统计人数值；第二列是年龄特征，取三个值：老、中、青；第三列是收入，同样取三个值：高、中、低；第四列是学生，取两个值：是、否；第五列是信誉，取两个值：优、良；最后一列是销售结果，可以理解为分类标签，取两个值：买、不买。

那么对于取任意给定特征值的一个客户（测试样例），算法需要帮助公司将这位客户归类，即预测这位客户是属于“买”计算机的那一类，还是属于“不买”计算机的那一类，并且给出判断的依据。

下面我们引入CLS（Concept Learning System）算法的思想。CLS是早期的决策树学习算法，它是各类决策树学习算法的基础。为了便于理解，我们先用手工实现上例的决策树。我们将决策树设计为三类节点：根节点、叶子节点和内部节点。如果从一棵空决策树开始，任意选择第一个特征就是根节点；我们按照某种条件进行划分，如果划分到某个子集为空，或子集中的所有样本已经归为同一个类别标签，那么该子集就是叶节点，否则这些子集就对应于决策树的内部节点；如果是内部节点，就需要选择一个新的类别标签继续对该子集进行划分，直到所有的子集都为叶子节点，即为空或者属于同一类。

接下来我们就按照上述规则进行划分。我们选年龄特征作为根节点，这个特征取三个值：老、中、青。我们将所有的样本分为老、中、青三个集合，构成决策树的第一层。

现在我们暂时忽略其他特征，仅关注年龄的取值，将表格变为表3.2的形式。得出以下结果。

（1）年龄=青，是否购买：不买、买。

（2）年龄=中，是否购买：买。

（3）年龄=老，是否购买：不买、买。

当年龄为中年时，是否购买标签都一致地变为买，此时的中年就称为决策树的叶子节点。当年龄为青年和老年时，是否购买有两个选择，可以继续分解。


表3.2　按年龄划分的表格

[image: 016-01]


现在，将年龄特征等于青年的选项剪切出一张表格，选择第二个特征——收入，并根据收入排序，如表3.3所示。


表3.3　按青年-收入划分的表格

[image: 016-01]


其中，高收入和低收入的特征值只有一个类别标签——买，将其作为叶子节点。然后继续划分中等收入的下一个特征——学生，于是就有了表3.4。


表3.4　按青年-中-学生划分的表格

[image: 016-01]


学生特征只有两个取值，当取否时，对应的标签为不买；当取是时，对应的标签为买。此时，学生特征就生成了决策树左侧分支的所有节点。

如图3.1所示，其中的圆角矩阵为根节点或内部节点，也就是可以继续划分的节点；椭圆形节点就是叶子节点，即不能再划分的节点，一般叶子节点都指向一个分类标签，即产生一种决策。

[image: 015-01]
图3.1　按年龄-收入-学生划分的决策树分支



接下来，我们继续右侧分支的划分，但在划分时我们做一个简单的变化，划分的顺序为信誉→收入→学生→计数。

这样整个划分过程就变得简单了。当信誉取值为良时，类别标签仅有一个选项，就是买，那么信誉为良就是叶子节点；当信誉取值为优时，类别标签仅有一个选项，就是不买，如表3.5所示。


表3.5　按老年-信誉划分的表格

[image: 016-01]


最终划分结果如图3.2所示。

图3.2就是关于例子问题的一棵完整的决策树。为了便于作出判断，我们对这棵树的方向做了调整，即将所有确定购买的叶子节点都放到了树的右侧，不买的叶子节点都放到了树的左侧，这样我们就能够方便地回答上例提出的问题。

[image: 015-01]
图3.2　销售调查表完整的决策树



对于任意用户，当出现从内部节点向左到叶子节点的路径时，就是不购买的用户；反之，当出现从内部节点向右到叶子节点的路径时，就是购买的用户。

对于任意的一个用户，我们先考查其年龄特征，如果是中年人，一般会购买本公司的产品；如果是青年人，高收入和低收入层都会购买，中等收入层还需要做进一步判断，如果不是学生就会购买；如果是老年客户，那么首先看一下他们的信誉，如果是良就会购买，如果信誉为优则多数不会购买。

这是从定性的角度对潜在用户作出的判断，下面我们给出定量的判断，如图3.3所示。

[image: 015-01]
图3.3　销售调查决策树的概率计算



我们知道，计数特征总数为1024，将图3.3中路径边的数据除以1024这个总数，就得到了每个节点的购买概率（有关概率的问题我们将在下一节具体讲解）。

3.1.2　决策树的算法框架

1. 决策树主函数

各种决策树的主函数都大同小异，本质上是一个递归函数。该函数的主要功能是按照某种规则生长出决策树的各个分支节点，并根据终止条件结束算法。一般来讲，主函数需要完成如下几个功能。

（1）输入需要分类的数据集和类别标签。

（2）根据某种分类规则得到最优的划分特征，并创建特征的划分节点——计算最优特征子函数。

（3）按照该特征的每个取值划分数据集为若干部分——划分数据集子函数。

（4）根据划分子函数的计算结果构建出新的节点，作为树生长出的新分支。

（5）检验是否符合递归的终止条件。

（6）将划分的新节点包含的数据集和类别标签作为输入，递归执行上述步骤。

2. 计算最优特征子函数

计算最优特征子函数是除主函数外最重要的函数。每种决策树之所以不同，一般都是因为最优特征选择的标准上有所差异，不同的标准导致不同类型的决策树，例如ID3的最优特征选择标准是信息增益、C4.5是信息增益率、CART是节点方差的大小等。后面所讲的理论部分，都是针对特征选择标准而言的。

在算法逻辑上，一般选择最优特征需要遍历整个数据集，评估每个特征，找到最优的那一个特征返回。

3. 划分数据集函数

划分数据集函数的主要功能是分隔数据集，有的需要删除某个特征轴所在的数据列，返回剩余的数据集；有的干脆将数据集一分为二。虽然实现有所不同，但基本含义都是一致的。

4. 分类器

所有的机器学习算法都要用于分类或回归预测。决策树的分类器就是通过遍历整个决策树，使测试集数据找到决策树中叶子节点对应的类别标签。这个标签就是返回的结果。

上述四大部分构成了决策树算法的基本框架。

3.1.3　信息熵测度

虽然我们手工实现了上例的决策过程，但是将这种实现方法使用编程形式自动计算还存在一些问题。首先，特征集中的数据常常表现为定性字符串数据，称为标称数据，使用这些数据的算法缺乏泛化能力，在实际计算中需要将这些数据定量化为数字，也就是所谓的离散化。

如图3.3所示，我们可以将年龄、收入、学生、信誉这些特征的特征值转换为0,1,2,…,n的形式。这样，年龄={0（青）,1（中）,2（老）}；收入={0（高）,1（中）,2（低）}；学生={0（是）,1（否）}；信誉={0（优）,1（良）}。

完成了特征离散化，回顾一下前面的手工计算过程，我们可以总结出这样一条规律：数据特征的划分过程是一个将数据集从无序变为有序的过程。这样我们就可以处理特征的划分依据问题，即对于一个由多维特征构成的数据集，如何优选出某个特征作为根节点？进一步扩展这个问题：如何每次都选出特征集中无序度最大的那列特征作为划分节点？

为了衡量一个事物特征取值的有（无）序程度，下面我们引入一个重要的概念：信息熵。从这个词诞生开始，它就不是一个很容易理解的概念。为了便于理解，我们将这个词拆分为两部分：“信息”和“熵”。

所谓“熵”（Entropy）是德国物理学家克劳修斯在1850年创造的一个术语，用来表示任何一种能量在空间中分布的均匀程度。能量分布得越均匀，熵就越大。例如，在一个物理系统中，假如这个系统仅由两个物体构成，它们可以有两种情况：第一种情况是一个高温物体和一个低温物体；第二种情况是两个等温物体。我们就认为第二种情况的熵比第一种情况要高，因为第二种情况中能量的分布更加均匀。

1948年，美国信息学家香农（Shannon）在他的《信息论》中借用了熵的概念，提出了著名的信息熵。在定义信息熵之前，香农首先定义了信息的概念：信息就是对不确定性的消除。现实中，信息可以理解为系统从信源的“消息”（网络、电话、电视、广播等）转换的“状态”（天气的变化、温度的增减）等。在概率中我们可以称它是一个随机事件。通常，一个信源发送出什么事件是不确定的，可以根据其出现的概率来度量。概率大，出现机会多，不确定性小；反之不确定性就大。

不确定性函数I就称为事件的信息量，是事件U发生概率p的单调递减函数；两个独立事件所产生的不确定性应等于各自不确定性之和，即I(p1
 ,p2
 ) = I (p1
 )+ I (p2
 )，这称为可加性。同时满足这两个条件的函数I是对数函数，即：

[image: equa]


在一个信源中，不能仅考虑某一单个事件发生的不确定性，而需要考虑信源所有可能情况的平均不确定性。若信源事件有n种取值：U1
 (Ui
 (Un
 ，对应概率为p1
 (pi
 (pn
 ，且各个事件的出现彼此独立。这时，信源的平均不确定性应当为单个符号不确定性的logpi
 的统计平均值（E），可称为信息熵，即：

[image: equa]


上式中若对数一般取2为底，就是我们平常所说的信息单位bit（比特）。

信息熵是事物不确定性的度量标准，也称为信息的单位或“测度”。在决策树中，它不仅能用来度量类别的不确性，也可以用来度量包含不同特征的数据样本与类别的不确定性。即某个特征列向量的信息熵越大，就说明该向量的不确定性程度越大，即混乱程度越大，就应优先考虑从该特征向量着手来进行划分。信息熵为决策树的划分提供了最重要的依据和标准。

首先，我们使用信息熵来度量类别标签对样本整体的不确定性。设S是s个数据样本的集合。假定类别标签具有m个不同值，定义m个不同类Ci
 (i＝1,2,…,m)。设si
 是类Ci
 中的样本数。对一个给定的样本分类所需要的信息熵由下式给出：

[image: equa]


其中pi
 是任意样本属于Ci
 的概率，并用Pi
 =[image: equa]
 估计。

接下来，我们使用信息熵来度量每种特征不同取值的不确定性。设A具有v个不同值｛a1
 ,a2
 ,…,av
 ｝。可以用特征A将S划分为v个子集｛S1
 ,S2
 ,…,SV
 ｝。其中，Sj
 包含S中这样一些样本：它们在A上具有值aj
 。如果选A作测试特征，即最优划分特征，那么这些子集就是S节点中生长出来的决策树分支。设sij
 是子集Sj
 中类Ci
 的样本数。由A划分成子集的熵或期望信息由下式给出：
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其中，[image: equa]
 是第j个子集的权，并且等于子集（即A值为aj
 ）中的样本个数除以S中的样本总数。其信息熵值越小，子集划分的纯度越高。注意，对于给定的子集Sj
 为：

[image: equa]


其中，Pij
 =[image: equa]
 是Sj
 中的样本属于类Ci
 的概率。

最后，我们使用信息增益来确定决策树分支的划分依据。它是决策树某个分支上整个数据集信息熵与当前节点信息熵的差值，用Gain(A)表示，那么在A上的分支将获得的信息增益就是：

Gain（A）=I（s1
 ，s2
 ，…，sm
 ）-E（A）　（公式3.6）

它是由于知道属性A的值而导致的熵的期望压缩。具有最高信息增益的特征就可选作给定集合S的测试属性。创建一个节点，并以该特征标记，对特征的每个值创建分支，并据此划分样本。

3.2　ID3决策树

3.2.1　ID3算法

有了上面的这些概念，我们就可以手工实现以下ID3算法的决策树生成过程。

（1）计算对给定样本分类所需的信息熵。

如表3.1所示，类别标签S被分两类：买或不买。其中S1
 (买)=640；S2
 (不买)=384。那么总S=S1
 +S2
 =1024。S1
 的概率 p1
 =640/1024=0.625；S2
 的概率p2
 =384/1024=0.375。

根据公式3.3：
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（2）计算每个特征的信息熵。

① 先计算“年龄”特征的熵。年龄共分三组：青年（0）、中年（1）、老年（2）。其中青年占总样本的概率为：p(0)=384/1024=0.375；青年中买/不买比例为：128/256，S1
 (买)=128，p1
 =128/384；S2
 (不买)= 256，p2
 =256/384；S=S1
 +S2
 =384。

根据公式3.3：

I(S1
 ,S2
 )=I(128,256)=0.9183

其中中年占总样本的概率为：p(1)=256/1024=0.25；中年买/不买比例为：256/0，S1
 (买)=256，p1
 =1；S2
 (不买)=0，p2
 =0；S=S1
 +S2
 =256。

根据公式3.3：

I(S1
 ,S2
 )=I(256,0)=0

其中老年占总样本的概率为：P(2)=384/1024=0.375；老年买/不买比例为：257/127，S1
 (买)=257，p1
 =257/384；S2
 (不买)=127，p2
 =127/384；S=S1
 +S2
 =384。

根据公式3.3：

I(S1
 ,S2
 )=I(257,127)=0.9157

那么，年龄的平均信息期望：

E(年龄)=0.375×0.9183+0.25×0+0.375×0.9157=0.6877

G(年龄)=0.954440.6877=0.2667

② 计算“学生”特征的熵。学生共分两组：是（0）、否（1）。中间步骤省略，那么，学生的平均信息期望：

E(学生)=0.7811

G(学生)=0.954440.7811=0.1733

③ 计算“收入”特征的熵。收入共分三组：高（0）、中（1）、低（2）。中间步骤省略，那么，收入的平均信息期望：

E(收入)=0.9361

G(收入)=0.954440.9361=0.0183

④ 计算“信誉”特征的熵。信誉共分两组：优（0）、良（1）。中间步骤省略，那么，信誉的平均信息期望：

E(信誉)=0.9048

G(信誉)=0.954440.9048=0.0496

（3）从所有的特征列中选出信息增益最大的那个作为根节点或内部节点——划分节点，划分整列，首次递归选择年龄列（G=0.2667）来划分。

（4）根据划分节点的不同取值来拆分数据集为若干个子集，然后删去当前的特征列，再计算剩余特征列的信息熵。如果有信息增益，就重复第二步直至划分结束。首次划分后，青年和老年内含有多个标签，所以可以继续划分；中年选项就只剩一个标签，就作为叶子节点。

（5）划分结束的标志为：子集中只有一个类别标签，停止划分。

按照这样的逻辑产生的决策树结果如图3.4所示。

[image: 015-01]
图3.4　使用信息熵生成决策树



从图3.4中可以看到，使用信息熵生成的决策树要比图3.2所示的决策树层数少。如果数据集的特征很多，那么使用信息熵创建决策树在结构上要明显优于其他方法，可形成最优的决策树结构。

3.2.2　ID3的实现

3.2.1节我们使用手工计算实现了一棵决策树，接下来，我们将其转换为编码进行实现。我们定义一个ID3DTree类来封装算法。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　import math
　　import copy
　　import cPickle as pickle
　　class ID3DTree(object):
　　      def __init__(self):             # 构造方法
　　              self.tree={}            # 生成的树
　　              self.dataSet=[]         # 数据集
　　              self.labels=[]          # 标签集



（1）数据导入函数。


　　def loadDataSet(self,path,labels):
　　      recordlist = []
　　      fp = open(path,"rb")    # 读取文件内容
　　      content = fp.read()
　　      fp.close()
　　      rowlist = content.splitlines()  # 按行转换为一维表
　　      recordlist=[row.split("\t") for row in rowlist if row.strip()]  
　　      self.dataSet = recordlist
　　      self.labels = labels



（2）执行决策树函数。


　　def train(self):
　　      labels = copy.deepcopy(self.labels)
　　      self.tree = self.buildTree(self.dataSet,labels)



3.2.3　决策树主方法

（1）构建决策树：创建决策树主程序。


　　def buildTree(self,dataSet,labels): 
　　      cateList = [data[-1] for data in dataSet] # 抽取源数据集的决策标签列
　　      # 程序终止条件1：如果classList只有一种决策标签，停止划分，返回这个决策标签
　　      if cateList.count(cateList[0]) == len(cateList): 
　　          return cateList[0]
　　      # 程序终止条件2：如果数据集的第一个决策标签只有一个，则返回这个决策标签    
　　      if len(dataSet[0]) == 1:        
　　          return self.maxCate(cateList)               
　　      # 算法核心：
　　      bestFeat = self.getBestFeat(dataSet)    # 返回数据集的最优特征轴
　　      bestFeatLabel = labels[bestFeat]
　　      tree = {bestFeatLabel:{}}                       
　　      del(labels[bestFeat])
　　      # 抽取最优特征轴的列向量
　　      uniqueVals = set([data[bestFeat] for data in dataSet])  # 去重
　　      for value in uniqueVals:                                # 决策树递归生长
　　          subLabels = labels[:]                               # 将删除后的特征类别集建立子类别集
　　          # 按最优特征列和值分隔数据集
　　          splitDataset = self.splitDataSet(dataSet, bestFeat, value) 
　　          subTree = self.buildTree(splitDataset,subLabels)            # 构建子树
　　          tree[bestFeatLabel][value] = subTree
　　      return tree



（2）计算出现次数最多的类别标签。


　　def maxCate(self,catelist):                         # 计算出现次数最多的类别标签
　　      items = dict([(catelist.count(i), i) for i in catelist])
　　      return items[max(items.keys())]



（3）计算最优特征。


　　def getBestFeat(self,dataSet):
　　      # 计算特征向量维，其中最后一列用于类别标签，因此要减去    
　　      numFeatures = len(dataSet[0]) - 1               # 特征向量维数=行向量维度行1
　　      baseEntropy = self.computeEntropy(dataSet)      # 基础熵：源数据的香农熵
　　      bestInfoGain = 0.0;                                     # 初始化最优的信息增益
　　      bestFeature = -1                                        # 初始化最优的特征轴  
　　      # 外循环：遍历数据集各列，计算最优特征轴
　　      # i 为数据集列索引：取值范围 0~(numFeatures-1)
　　      for i in xrange(numFeatures):                           # 抽取第i列的列向量 
　　              uniqueVals = set([data[i] for data in dataSet]) # 去重：该列的唯一值集    
　　              newEntropy = 0.0                                        # 初始化该列的香农熵                 
　　              for value in uniqueVals:                        # 内循环：按列和唯一值计算香农熵
　　                      # 按选定列i和唯一值分隔数据集
　　                      subDataSet = self.splitDataSet(dataSet, i, value) 
　　                      prob = len(subDataSet)/float(len(dataSet))
　　                      newEntropy += prob * self.computeEntropy(subDataSet)          
　　              infoGain = baseEntropy - newEntropy     # 计算最大增益
　　              if (infoGain > bestInfoGain):                # 如果信息增益>0    
　　                      bestInfoGain = infoGain                 # 用当前信息增益值替代之前的最优增益值 
　　                      bestFeature = i                         # 重置最优特征为当前列
　　      return bestFeature



（4）计算信息熵。


　　def computeEntropy(self,dataSet):                   # 计算香农熵
　　      datalen = float(len(dataSet))
　　      cateList = [data[-1] for data in dataSet]       # 从数据集中得到类别标签
　　      # 得到类别为key、出现次数value的字典
　　      items = dict([(i,cateList.count(i)) for i in cateList]) 
　　      infoEntropy = 0.0                                       # 初始化香农熵 
　　      for key in items:   # 香农熵：= - p*log2(p) --infoEntropy = -prob * log(prob,2)
　　              prob = float(items[key])/datalen 
　　              infoEntropy -= prob * math.log(prob,2)
　　      return infoEntropy



（5）划分数据集；分隔数据集；删除特征轴所在的数据列，返回剩余的数据集。


　　# dataSet：数据集;       axis：特征轴;       value：特征轴的取值
　　def splitDataSet(self, dataSet, axis, value):         
　　      rtnList = []     
　　      for featVec in dataSet:
　　        if featVec[axis] == value:
　　              rFeatVec = featVec[:axis]                       # list操作：提取0~(axis-1)的元素 
　　              rFeatVec.extend(featVec[axis+1:])       # list操作：将特征轴（列）之后的元素加回
　　              rtnList.append(rFeatVec)   
　　      return rtnList



3.2.4　训练决策树

下面我们使用上例中的数据训练出对应的决策树。本章提供的数据集可从http://www.threedweb.cn/thread-1458-1-1.html下载。该数据集来源于表3.1，我们将其序列化为一个文本文件，计数列中所有的计数值都扩展为对应的行向量，行向量共有1024条。其中，前4列为年龄、收入、学生、信誉4个特征，我们将特征值做了离散化，所有的特征值都转换为0,1,2,…,n的形式。年龄={0（青）, 1（中）, 2（老）}；收入={0（高）, 1（中）, 2（低）}；学生={0（否）, 1（是）}；信誉={ 0（良）, 1（优）}。最后一项是类别标签，yes表示“买”，no表示“不买”。

代码如下。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　from ID3DTree import * 
　　
　　dtree = ID3DTree()
　　# ["age","revenue","student","credit"] 对应年龄、收入、学生、信誉4个特征
　　dtree.loadDataSet("dataset.dat",["age","revenue","student","credit"])
　　dtree.train ()
　　print dtree.tree



执行结果如下。


　　 {'age': {'1': 'yes', '0': {'student': {'1': 'yes', '0': 'no'}}, '2': {'credit': {'1': 'no', '0': 'yes'}}}}



输出的结果是一个数据字典，我们将此字典转换为树状的形式，如图3.5所示。
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图3.5　ID3算法生成的决策树



可以看到图3.5创建的决策树结构与图3.4相同，说明算法正确。

3.2.5　持久化决策树

ID3类也提供了专门的方法用于保存决策树到文件，并可从文件读取决策树到内存。


　　def storeTree(self,inputTree,filename):     # 存储树到文件
　　      fw = open(filename,'w')
　　      pickle.dump(inputTree,fw)
　　      fw.close()
　　         
　　def grabTree(self,filename):                                  # 从文件抓取树
　　      fr = open(filename)
　　      return pickle.load(fr)



执行代码如下。


　　dtree.storeTree(dtree.tree,"data.tree")
　　mytree = dtree.grabTree("data.tree")
　　print mytree



执行结果如下。


　　{'age': {'1': 'yes', '0': {'student': {'1': 'yes', '0': 'no'}}, '2': {'credit': {'1': 'no', '0': 'yes'}}}}



3.2.6　决策树分类

最后我们给出决策树的分类器代码。


　　def predict(self,inputTree,featLabels,testVec):     # 分类器 
　　      root = inputTree.keys()[0]                              # 树根节点
　　      secondDict = inputTree[root]                            # value-子树结构或分类标签
　　      featIndex = featLabels.index(root)                      # 根节点在分类标签集中的位置
　　      key = testVec[featIndex]                                        # 测试集数组取值 
　　      valueOfFeat = secondDict[key]                            
　　      if isinstance(valueOfFeat, dict): 
　　          classLabel = self.predict(valueOfFeat, featLabels, testVec) # 递归分类
　　      else: classLabel = valueOfFeat
　　      return classLabel



下面我们随机给出一个潜在客户，即一个行向量，使用学习出的决策树进行分类。执行预测代码如下。


　　dtree = ID3DTree()
　　
　　labels = ["age","revenue","student","credit"]
　　vector = ['0','1','0','0']    # ['0','1','0','0','no']
　　mytree = dtree.grabTree("data.tree")
　　print "真实输出 ","no","->","决策树输出",dtree.predict(mytree,labels,vector)



执行结果如下。


真实输出  no -> 决策树输出 no



3.2.7　算法评估

ID3算法是比较早的机器学习算法，在1979年Quinlan就提出了该算法的思想。它以信息熵为度量标准，划分出决策树特征节点，每次优先选取信息量最多的属性，也就是使信息熵变为最小的属性，以构造一棵信息熵下降最快的决策树。

但是ID3在使用中也暴露出了一些问题。


	ID3算法的节点划分度量标准采用的是信息增益，信息增益偏向于选择特征值个数较多的特征。而取值个数较多的特征并不一定是最优的特征，所以需要改进选择属性的节点划分度量标准。

	ID3算法递归过程中需要依次计算每个特征值的，对于大型数据会生成比较复杂的决策树：层次和分支都很多，而其中某些分支的特征值概率很小，如果不加忽略就会造成过拟合的问题。即决策树对样本数据的分类精度较高，但在测试集上，分类的结果受决策树分支的影响很大。



3.3　C4.5算法

针对ID3算法存在的一些问题，1993年，Quinlan将ID3算法改进为C4.5算法。该算法成功地解决了ID3算法遇到的诸多问题，在业界得到广泛的应用，并发展成为机器学习的十大算法之一。

3.3.1　信息增益率

C4.5并没有改变ID3的算法逻辑，基本的程序结构仍与ID3相同，但在节点的划分标准上做了改进。C4.5使用信息增益率（GainRatio）来替代信息增益（Gain）进行特征的选择，克服了信息增益选择特征时偏向于特征值个数较多的不足。信息增益率的定义如下：

[image: equa]


其中Gain(S,A)就是ID3算法中的信息增益，而划分信息SplitInfo(S,A)代表了按照特征A划分样本集S的广度和均匀性。

[image: equa]


其中，Si
 到Sc
 是特征A的C个不同值构成的样本子集。

（1）使用信息增益率划分最优节点的方法如下。


　　def getBestFeat(self, dataSet):
　　      Num_Feats = len(dataSet[0][:-1])
　　      totality = len(dataSet)
　　      BaseEntropy = self.computeEntropy(dataSet)
　　      ConditionEntropy = [] # 初始化条件熵
　　      slpitInfo = []  # for C4.5, calculate gain ratio
　　      allFeatVList=[]
　　      for f in xrange(Num_Feats):
　　              featList = [example[f] for example in dataSet]
　　              [splitI,featureValueList] = self.computeSplitInfo(featList)
　　              allFeatVList.append(featureValueList)         
　　              slpitInfo.append(splitI)                    
　　              resultGain = 0.0                    
　　              for value in featureValueList:
　　                      subSet = self.splitDataSet(dataSet, f, value)
　　                      appearNum = float(len(subSet))
　　                      subEntropy = self.computeEntropy(subSet)
　　                      resultGain += (appearNum/totality)*subEntropy
　　              ConditionEntropy.append(resultGain) # 总条件熵
　　      infoGainArray = BaseEntropy*ones(Num_Feats)-array(ConditionEntropy)
　　      infoGainRatio = infoGainArray/array(slpitInfo) # C4.5，信息增益的计算  
　　      bestFeatureIndex =  argsort(-infoGainRatio)[0]
　　      return bestFeatureIndex, allFeatVList[bestFeatureIndex]



（2）计算划分信息（SplitInfo）。


　　def computeSplitInfo(self, featureVList):
　　      numEntries = len(featureVList)
　　      featureVauleSetList = list(set(featureVList))
　　      valueCounts = [featureVList.count(featVec) for featVec in featureVauleSetList]
　　      # caclulate shannonEnt
　　      pList = [float(item)/numEntries for item in valueCounts ]
　　      lList = [item*math.log(item,2) for item in pList]
　　      splitInfo = -sum(lList)
　　      return splitInfo, featureVauleSetList



3.3.2　C4.5的实现

参照ID3DTree类，我们仅需要修改两个方法即可实现C4.5决策树。我们先建立C45DTree类，这个类的绝大多数代码来源于ID3DTree决策树。下面我们仅需要修改决策树的主方法中的一些代码片段即可。

修改后的决策树主方法如下。


　　def buildTree(self,dataSet,labels):   
　　      cateList = [data[-1] for data in dataSet]
　　      if cateList.count(cateList[0]) == len(cateList): 
　　          return cateList[0]
　　      if len(dataSet[0]) == 1:        
　　          return self.maxCate(cateList)               
　　      bestFeat, featValueList = self.getBestFeat(dataSet)
　　      bestFeatLabel = labels[bestFeat]
　　      tree = {bestFeatLabel:{}}                       
　　      del(labels[bestFeat])           
　　      for value in featValueList:
　　          subLabels = labels[:] 
　　          splitDataset = self.splitDataSet(dataSet, bestFeat, value) 
　　          subTree = self.buildTree(splitDataset,subLabels) 
　　          tree[bestFeatLabel][value] = subTree
　　      return tree



3.3.3　训练决策树

下面我们仍使用上例中的数据训练出对应的决策树。本章提供的数据集可从http://www.threedweb.cn/thread-1458-1-1.html下载。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　from C45DTree import * 
　　
　　dtree = C45DTree()
　　dtree.loadDataSet("dataset.dat",["age","revenue","student","credit"])
　　dtree.train()



执行结果如下。


　　{'student': {'1': {'credit': {'1': {'age': {'1': 'yes', '0': 'yes', '2': 'no'}}, '0': 'yes'}}, '0': {'age': {'1': 'yes', '0': 'no', '2': {'credit': {'1': 'no', '0': 'yes'}}}}}}



绘制成的决策树如图3.6所示。
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图3.6　C4.5算法生成的决策树



3.3.4　分类数据

执行我们创建的朴素贝叶斯类，获取如下执行结果。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　dtree = C45DTree()
　　labels = ["age","revenue","student","credit"]
　　dtree.loadDataSet("dataset.dat",labels)
　　dtree.train()
　　vector = ['0','1','0','0'] # ['0','1','0','0','no']
　　print "真实输出 ","no","->","决策树输出",dtree.predict(dtree.tree,labels,vector)



分类结果如下。


真实输出no->决策树输出no



3.4　Scikit-Learn与回归树

3.4.1　回归算法原理

CART（Classification and Regression Tree）算法是目前决策树算法中最为成熟的一类算法，应用范围也比较广泛。它既可用于分类，也可用于预测。前面已经详细介绍了分类的情况，下面我们主要考虑CART在预测方面的应用。有关预测方面的知识，建议大家先看一下第7章前几节的内容。

西方预测理论一般都是基于回归的，CART是一种通过决策树方法实现回归的算法，它有很多其他全局回归算法不具有的特性。

在创建回归模型时，样本的取值分为观察值和输出值两种，观察值和输出值都是连续的，不像分类函数那样有分类标签，只有根据数据集的数据特征来创建一个预测的模型，反映曲线的变化趋势。在这种情况下，原有分类树的最优划分规则就不再起作用了。在预测中，CART使用最小剩余方差（Squared Residuals Minimization）来判定回归树的最优划分，这个准则期望划分之后的子树与样本点的误差方差最小。这样决策树将数据集切分成很多子模型数据，然后利用线性回归技术来建模。如果每次切分后的数据子集仍然难以拟合，就继续切分。在这种切分方式下创建出的预测树，每个叶子节点都是一个线性回归模型。这些线性回归模型反映了样本集合（观测集合）中蕴含的模式，也被称为模型树。因此，CART不仅支持整体预测，也支持局部模式的预测，并有能力从整体中找到模式，或根据模式组合成一个整体。整体与模式之间的相互结合，对于预测分析有重要的价值。因此，CART决策树算法在预测中的应用非常广泛。

下面给出CART的算法流程。

（1）决策树主函数：决策树的主函数是一个递归函数。该函数的主要功能是按照CART的规则生长出决策树的各个分支节点，并根据终止条件结束算法。

① 输入需要分类的数据集和类别标签。

② 使用最小剩余方差判定回归树的最优划分，并创建特征的划分节点——最小剩余方差子函数。

③ 在划分节点划分数据集为两部分——二分数据集子函数。

④ 根据二分数据的结果构建出新的左、右节点，作为树生长出的两个分支。

⑤ 检验是否符合递归的终止条件。

⑥ 将划分的新节点包含的数据集和类别标签作为输入，递归执行上述步骤。

（2）使用最小剩余方差子函数，计算数据集各列的最优划分方差、划分列、划分值。

（3）二分数据集：根据给定的分隔列和分隔值将数据集一分为二，分别返回。

代码实现如下。


　　# 二元切分数据集
　　# dataSet:输入的数据集; feature:特征列; value:二分点的取值
　　def binSplit(dataSet, feature, value):        
　　    # 数据集第feature列大于value的所有行向量
　　    mat0 = dataSet[nonzero(dataSet[:,feature] > value)[0],:][0]
　　    # 数据集第feature列小于等于value的所有行向量     
　　    mat1 = dataSet[nonzero(dataSet[:,feature] <= value)[0],:][0]
　　    return mat0,mat1



（4）剪枝策略：使用先剪枝和后剪枝策略对计算出的决策树进行剪枝。

3.4.2　最小剩余方差法

在回归树中，数据集均为连续性的。连续数据的处理方法与离散数据不同，离散数据是按每个特征的取值来划分，而连续特征则要计算出最优划分点。但在连续数据集上计算线性相关度非常简单，算法思想来源于最小二乘法（有关最小二乘法的讲解，在第7章有详细的说明）。

我们这里先给出CART选择最优划分点的方法——最小剩余方差法。首先求取划分数据列的均值和总方差。总方差的计算方法有两种。


	求取均值std，计算每个数据点与std的方差，然后将n个点求和。

	求取方差var，然后var_sum=var×n，n为数据集数据数目。



那么，每次最佳分支特征的选取过程如下。

（1）先令最佳方差为无限大bestVar = inf。

（2）依次遍历所有特征列及每个特征列的所有样本点（这是一个二重循环），在每个样本点上二分数据集。

（3）计算二分数据集后的总方差currentVar（划分后左、右子数据集的总方差之和），如果currentVar < bestVar，则bestVar = currentVar。

（4）返回计算的最优分支特征列、分支特征值（连续特征则为划分点的值），以及左右分支子数据集到主程序。

代码精选（选自《机器学习实战》），如下。


　　# 选择最优分隔点
　　# leafType: 叶子节点线性回归函数
　　# errType: 最小剩余方差实现函数
　　# ops:允许的方差下降值，最小切分样本数
　　def getBestFeat(dataSet, leafType=regLeaf, errType=regErr, ops=(1,4)):    
　　    tolS = ops[0];                                    # 允许的方差下降值
　　    tolN = ops[1]                                             # 最小切分样本数    
　　    #---- 算法终止条件1开始 ----#
　　    splitdataSet = set(dataSet[:,-1].T.tolist()[0])
　　    if len(splitdataSet) == 1:   
　　        return None, leafType(dataSet)        # 返回值leafType(dataSet)：树的叶子节点    
　　    #---- 计算dataSet各列的最优划分方差，划分列，划分值 ----#
　　    m,n = shape(dataSet)                              # 返回数据集的行数和列数
　　    S = errType(dataSet)                      # 计算整个数据集的回归方差S
　　    #初始化最优参数：最大方差、最优划分列、最优划分值
　　    bestS = inf; bestIndex = 0; bestValue = 0  
　　    for featIndex in xrange(n-1):             # 按列循环
　　        for splitVal in set(dataSet[:,featIndex]):                    # 按行循环——去重
　　            mat0, mat1 = binSplit(dataSet, featIndex, splitVal)       # 二元划分数据集
　　            # mat0的行数小于tolN，或mat1的行数小于tolN
　　            if (shape(mat0)[0] < tolN) or (shape(mat1)[0] < tolN): continue 
　　            newS = errType(mat0)+errType(mat1)                                # 计算最小方差和
　　            if newS < bestS: 
　　                bestIndex = featIndex         # 最优索引 <- 特征索引
　　                bestValue = splitVal          # 最优值 <- 分隔值
　　                bestS = newS                  # bestS <- newS 
　　    #---- DataSet的最优划分参数：方差、划分列、划分值计算结束 ----#
　　    
　　    #---- 算法终止条件2开始：返回的是值节点类型 ----#  
　　    if (S - bestS) < tolS:         
　　        return None, leafType(dataSet)     
　　    #---- 算法终止条件3开始 ----#        
　　    # 二元划分数据集：按划分列和划分值分隔dataSet
　　    mat0, mat1 = binSplitDataSet(dataSet, bestIndex, bestValue)
　　    # mat0的行数小于 tolN 或 mat1的行数小于tolN 
　　    if (shape(mat0)[0] < tolN) or (shape(mat1)[0] < tolN):               
　　      return None, leafType(dataSet) 
　　    # 算法终止的前3个条件的划分列为None，说明为叶子节点，本支分类树划分结束     
　　    #---- 算法终止条件4开始：返回的是子树节点类型 ----#
　　    # 返回最优特征的划分列和划分值，但回归树还需递归划分   
　　    return bestIndex,bestValue



3.4.3　模型树

使用CART进行预测是把叶子节点设定为一系列的分段线性函数，这些分段线性函数是对源数据曲线的一种模拟，每个线性函数都被称为一棵模型树。模型树具有很多优秀的性质，它包含了如下的特征。


	一般而言，样本总体的重复性不会很高，但局部模式经常重复，也就是我们所说的历史不会简单地重复，但会重演。模型比总体对未来的预测而言更有用。

	模型给出了数据的范围，它可能是一个时间范围，也可能是一个空间范围；而且模型还给出了变化的趋势，可以是曲线，也可以是直线，这依赖于使用的回归算法。这些因素使模型具有很强的可解释性。

	传统的回归方法，无论是线性回归还是非线性回归，都不如模型树包含的信息丰富，因此模型树具有更高的预测准确度。



也可以用CART单独创建模型树。它的创建过程大体上与回归树是一样的，这里就不细说了。

3.4.4　剪枝策略

因为使用了连续性数据，CART可以生长出大量的分支树，为了避免过拟合的问题，预测树采用了剪枝的方法。剪枝方法有很多，主流的方法有两类：先剪枝和后剪枝。先剪枝给出一个预定义的划分阈值，当节点的划分子集某个标准低于预定义的阈值时，子集划分将终止。但是选取适当的阈值比较困难，过高会导致过拟合，而过低会导致欠拟合，因此需要人工反复地训练样本才能得到很好的效果。预剪枝也有优势，由于它不必生成整棵决策树，且算法简单、效率高，适合大规模问题的粗略估计。

另一种剪枝策略是后剪枝，也称为悲观剪枝。后剪枝是指在完全生成的决策树上，根据一定的规则标准，剪掉树中不具备一般代表性的子树，使用叶子节点取而代之，进而形成一棵规模较小的新树。后剪枝递归估算每个内部节点所覆盖样本节点的误判率，也就是计算决策树内部节点的误判率。如果内部节点的误判率低于这个值，就将其变成叶子节点，该叶子节点的类别标签由原内部节点的最优叶子节点所决定。那么，如何估计这棵分类树内部节点的误判率呢？

现在我们考虑一个叶子节点，它覆盖了N个样本，其中有E个错误，那么该叶子节点的错误率为(E+0.5)/N。这个0.5就是惩罚因子。现在考虑一棵子树，如果一棵树错误分类一个样本值为1，正确分类一个样本值为0，该树错误分类的概率（误判率）为e（e为分布的固有属性，可以通过统计出来），那么树的误判次数就是伯努利分布，我们可以估计出该树的误判次数均值和标准差。
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把子树替换成叶子节点后，该叶子节点的误判次数也是一个伯努利分布，其误判率e为(E+0.5)/N，因此叶子节点的误判次数均值为：

E(leaf _ err _ count) = N×e　（公式3.11）

使用训练数据，子树总是比替换为一个叶子节点后产生的误差小，但是使用校正后的误差计算方法却并非如此。当子树的误判个数大于对应叶子节点的误判个数一个标准差之后，就决定剪枝。

E(substree _ err _ count) - var(substree _ err _ count) > E(leaf _ err _ count)　（公式3.12）

这个条件就是剪枝的标准。

代码精选（选自《机器学习实战》），如下。


　　def prune(tree, testData):
　　    # 如果没有测试数据输入，运行getMean，程序退出
　　    if shape(testData)[0] == 0: return getMean(tree) 
　　    # 如果左、右子节点是树      
　　    if (isTree(tree['right']) or isTree(tree['left'])):
　　        # 对测试集按划分列和树的划分值进行二元分隔                
　　        lSet, rSet = binSplitDataSet(testData, tree['spInd'], tree['spVal'])
　　    # 如果左节点是树，则对测试集递归剪枝
　　    if isTree(tree['left']): tree['left'] = prune(tree['left'], lSet) 
　　    # 如果右节点是树，则对测试集递归剪枝 
　　    if isTree(tree['right']): tree['right'] =  prune(tree['right'], rSet)
　　    # 如果左、右节点都不是树
　　    if not isTree(tree['left']) and not isTree(tree['right']):
　　        # 对测试集按划分列和划分值进行二元分隔
　　        lSet, rSet = binSplitDataSet(testData, tree['spInd'], tree['spVal'])
　　        # 计算左、右子树的方差
　　        errorNoMerge = sum(power(lSet[:,-1] - tree['left'],2))+sum(power(rSet[:, -1] - tree['right'],2))
　　        # 执行合并：树节点均值
　　        treeMean = (tree['left']+tree['right'])/2.0
　　        # 计算合并的方差
　　        errorMerge = sum(power(testData[:,-1] - treeMean,2))
　　        # 如果合并后的方差小于不合并方差
　　        if errorMerge < errorNoMerge: 
　　            # print "merging"
　　            return treeMean           # 返回节点均值，执行合并
　　        else: return tree                     # 否则直接返回，不进行合并
　　    else: return tree



3.4.5　Scikit-Learn实现

CART的实现方法有很多种，源码在很多地方都可以找到，相信读者在阅读完前面的内容之后有能力看懂，并且实现出CART的算法，本书就不提供源码的讲解了。下面，我们使用Scikit-Learn中的决策树算法来看一下CART的预测效果，使读者有一个直观的认识。

（1）数据可视化函数。


　　def plotfigure(X,X_test,y,yp):
　　      plt.figure()
　　      plt.scatter(X, y, c="k", label="data")
　　      plt.plot(X_test, yp, c="r", label="max_depth=5", linewidth=2)
　　      plt.xlabel("data")
　　      plt.ylabel("target")
　　      plt.title("Decision Tree Regression")
　　      plt.legend()
　　      plt.show()



（2）执行决策树预测。


　　# -*- coding: utf-8 -*-
　　
　　import numpy as np
　　from numpy import *
　　from sklearn.tree import DecisionTreeRegressor
　　import matplotlib.pyplot as plt
　　
　　x = np.linspace(-5,5,200)
　　siny = np.sin(x)    # 给出y与x的基本关系
　　X = mat(x).T
　　y = siny+np.random.rand(1,len(siny))*1.5      # 加入噪声的点集
　　y = y.tolist()[0]
　　# Fit regression model
　　clf = DecisionTreeRegressor(max_depth=4)      # max_depth选取最大的树深度，类似先剪枝
　　clf.fit(X, y)
　　
　　# Predict
　　X_test = np.arange(-5.0, 5.0, 0.05)[:, np.newaxis]
　　yp = clf.predict(X_test)
　　
　　plotfigure(X,X_test,y,yp)



执行结果如图3.7所示。
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图3.7　Scikit-Learn生成的决策树



3.5　结语

本章的第一节，从一个实例引入了决策树算法的基本思想，并以手工的方式构建了一棵最简单的决策树；接下来提出了决策树算法的基本框架；最后提出了数据集各个特征维度的信息熵测度、信息熵的概念和计算。

第二节，详细介绍了ID3算法的基本原理和Python实现。首先介绍了使用手工方式实现ID3算法的基本逻辑；之后给出了Python实现代码；最后通过一个实例完成了ID3决策树算法的过程。

第三节，我们在ID3算法的基础上，发展出了C4.5算法，并引入了信息熵的改进测度——信息增益率。之后使用Python实现了C4.5算法，并进行了实验数据的训练。

第四节，我们简单介绍了CART回归树算法的主要内容及先、后剪枝的概念；对于最少剩余方差法和剪枝策略，我们还给出了样例代码；在本节结束，我们使用Scikit-Learn训练了一棵CART回归树。



第4章　推荐系统原理


在互联网的发展历史中，最绚烂的成果当属搜索引擎了。但通用的搜索引擎技术着力于对网络资源的大容量、无差别的获取和索引，并不能完全满足用户对于有偏好信息检索的需求。原因一是关键词的信息量不足，基于关键词的检索在很多情况下不能精准和深刻地反映用户的潜在需求；原因二是通用的搜索引擎只有而且必须对用户提供尽量丰富而无差别的信息，这样才能应对不同种类的需求，以及需求的变化。当然，近些年搜索引擎在此方面也做了很大的改进，但始终很难平衡在搜索广度和搜索精准程度之间的矛盾。

基于这两个问题，推荐系统应运而生。在世界范围内，推荐系统已经成为机器学习在电子商务（例如Amazon、当当网）和社交网站（例如豆瓣、Mtime等）领域中最成功的应用之一。大多数有规模的电子商务网站都将推荐系统作为吸引和发掘客户的核心技术之一。本章通过案例讲解推荐系统的基本原理和运行架构，并通过现有的机器学习模块实现一个小型的推荐系统。本章主要内容包括：


	推荐系统的总体概述。

	推荐系统中典型的数据结构的算法。

	使用Scikit-Learn实现推荐系统。

	经典算法：SVD奇异值分解。

	无监督KMeans聚类。




4.1　推荐系统概述

4.1.1　从亚马逊网站认识推荐系统

不同于其他智能系统侧重于对技术的研究，推荐系统的算法原理虽然精妙，但并不复杂。它在商业上的迅速成功，归因于它着力于对需求的深刻理解。

首先，从需求的定位角度来看，在大多数情况下，用户的需求很难用简单的关键字来表述，需求常常来源于不完整的记忆、道听途说等——很少有人能够记住不熟悉的产品名称。在这种情况下，如果使用传统的搜索引擎技术，必须由用户提供产品名称或类别的关键字，基于关键字的查询信息很难定位需求，即使能够定位也会有很大的信息冗余度、效率低下，传统的搜索引擎的推荐价值就会大打折扣。

其次，从需求个性角度来看，用户需要的是更加符合个人偏好的查询结果，特别是对于潜层需求，前提是必须对不同类别用户的购买行为有所了解，而不是单一标准的产品分类特征。消费行为实际上是一个多维度的选择行为：为什么同一功能的产品要有各种各样的外观设计、宣传手段、价格阶梯及分销渠道呢？原因很简单，需求的差异性导致了经营的差异性。

最后是衍生需求的模糊性。在很多情况下，购买是一种衍生行为。用户曾经购买了一个产品，由于消费此产品而产生了新的需求。衍生需求一般都是内生的，用户很难事先知道衍生需求的名称，需要通过同类产品、相关需求、其他人购买情况等提示信息才能明确。

下面我们以亚马逊网站图书商品为例来形象地了解一下推荐系统，如图4.1所示。
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图4.1　书籍截图



图4.1截取自亚马逊网站的书籍页面，书名为《指文·光影系列：一生要看的500电影》（网址为http://www.amazon.cn/%E6%8C%87%E6%96%87%E2%80%A2%E5%85%89%E5%BD%B1%E7%B3%BB%E5%88%97-%E4%B8%80%E7%94%9F%E8%A6%81%E7%9C%8B%E7%9A%84500%E7%94%B5%E5%BD%B1-%E7%9F%A5%E8%A1%8C/dp/B008BQOR6I/ref=sr_1_3?ie=UTF8&qid=1430198215&sr=8-3&keywords=%E7%94%B5%E5%BD%B1）。

很明显，这是一本关于电影类的书籍。图4.2是关于该产品的促销和推荐列表内容。
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图4.2　经常一起购买的商品



如图4.2所示，此书属于《一生要看的500电影》系列，该系列分为三卷，本书是第一卷。该列表将三卷图书汇总呈现出来，便于读者成套购买。这属于打包销售的策略。

列举出曾经购买本书的用户同时也购买过的相关产品，作为同类产品和新颖产品发掘，有助于读者全面地认识需求和相关的产品，如图4.3所示。
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图4.3　相关产品推荐



列举出曾经浏览该页面的用户购买的相关产品，此列表用于跟踪用户的消费行为，如图4.4所示。

[image: 015-01]
图4.4　基于用户的产品推荐



基于用户对该产品的评分，列举出产品的评分分布。推荐系统的用户——产品评分数据的来源，如图4.5所示。
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图4.5　商品评分列表



用户对该产品的文字评论如图4.6所示。用户评论是评分的来源之一。用户评论通过自然语言的情感分析，可以汇总得出不同用户对产品的偏好程度。
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图4.6　商品评论列表



上例就是一个经典的个性化推荐系统的常用界面，也能反映一个推荐系统的主要功能。我们对上面的各个列表进行简单分析，它包含以下几个组成部分。


	经常一起购买的产品：这个模块最重要的应用就是打包销售（Cross Selling）。当你在购买某个物品的时候，亚马逊会告诉你其他用户在购买这个商品的同时也会购买的其他几个商品，然后让你选择是否要同时购买这些商品。如果你单击了“全部加入购物车”，它会把这几件商品“打包”，有时会提供一定的折扣。这种销售手段是推荐算法最重要的应用，后来被很多电子商务网站作为标准的应用。

	购买此商品的顾客同时也购买了：这是推荐系统的核心模块“协同过滤”的物品推荐功能。除了促销，此模块的另一个重要功能是用于用户定位购买需求。因为很多需求都不是基于书名的（例如模糊的关键字），此功能可以使用户从相关图书列表中明确实际的需求，并定位到最符合需求的图书。

	看过此商品后顾客买的其他商品：通过用户的浏览行为作出推荐。此表列举出曾经浏览该页面的用户所购买的产品，反映了隐式需求。这也是推荐系统的一个核心模块“协同过滤”的功能。

	用户的商品评论列表：用户评论分为两大部分，这两张表代表了大部分用户对这本书的看法，是一种购买的反馈信息，分为文字和数字两种形式。

	

	图4.6商品评论列表列出了用户对该商品的文字评价，用户能够通过阅读评价获取图书更详细的反馈信息，是用户购买重要的参考依据。

	图4.5是图4.6的汇总分析，列出了网站根据用户评价对本书的数字评分，来源于历史购买记录、数字化后的文字评价等，较全面地衡量和评估产品总体质量的分布水平。







现在不仅亚马逊的销售额有20%～30%来自于推荐系统，几乎所有的大型电子商务网站在使用推荐系统之后，销售额都得到了最少10%的提升。由此可见，推荐系统能够为电子商务带来巨大的商业价值，这极大地促进了推荐系统的发展。推荐系统可以定义为个性化的信息发掘系统，它是根据各种消费行为（用户信息、购买记录、好友、点击率、评价信息）数据，针对不同的用户分析出令人感兴趣的信息、产品等，并推荐给用户。推荐系统通过研究用户的兴趣偏好，由智能算法进行个性化的计算，发现用户的潜在兴趣点，从而引导用户发现需求。

4.1.2　推荐系统的架构

为了方便说明，我们先给出推荐系统的总体架构，如图4.7所示。
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图4.7　推荐系统的架构



在图4.7中，灰色箭头指示出流程的方向，从左向右分为三部分。第一部分为环形区域，表示推荐系统的数据来源；第二部分是矩形排列的部分，是算法区域；第三部分是推荐结果：建立物品与用户的关联。下面我们简单介绍一下推荐系统的各个组成部分。

第一部分为环形区域，表示一个完整的推荐系统最少存在三个参与方。


	物品信息：要推荐物品或内容的元数据，例如关键字、基因描述等。以上例图书推荐为例，推荐系统需要满足用户的需求，给用户推荐那些令他们感兴趣的图书。

	用户信息：用户的基本信息，例如邮箱、性别、年龄、卡号等。以亚马逊为例，对推荐有帮助的信息还包括我的浏览记录、您已购买的商品等。

	用户对物品或者信息的偏好：根据应用的不同，可能包括用户对物品的评分、用户查看物品的记录。以上例图书推荐为例，这类信息包括用户的“评论已购商品”、“我发表的商品评论”等栏目中对商品的文字评论和取得的数字评分。对于用户的偏好可以通过两类用户的反馈行为给出评价。

	

	显式的用户反馈：这类是用户在网站上自然浏览或者使用网站以外，显式提供的反馈信息，例如用户对物品的评分，或者对物品的评论。图4.5和图4.6就属于显式的反馈信息。

	隐式的用户反馈：这类是用户在使用网站时产生的数据，隐式地反映了用户对物品的偏好，例如用户的订购物品、用户查看了某物品的信息等。在亚马逊网站中分别为栏目“我的浏览记录”、“我的订单”等信息。







用户有很多方式向系统提供自己的偏好信息，而且不同的应用也可能大不相同，下面举例介绍。

表4.1给出了计算用户偏好的各类指标。用户偏好的计算是一个复杂的过程，它依赖于不同的商业模式和网络消费行为。各类企业都有自己统计用户偏好的方法，它们的计算也各不相同。为了简化，我们忽略这个计算模型，后面仅使用用户偏好的计算结果。


表4.1　用户行为和用户偏好（选自《探索推荐引擎内部的秘密2》）

[image: 016-01]


第二部分（即矩形排列的部分）是算法区域。


	基于人口统计学的推荐机制（Demographic-based Recommendation）是一种最直观的推荐方法，它只是简单地根据用户的基本信息发现用户的相关程度，然后将相似用户喜好的其他物品推荐给当前用户。

	基于内容的推荐是在推荐引擎出现之初应用最为广泛的推荐方式，它的核心思想是根据推荐物品或内容的元数据，发现物品或者内容的相关性，然后基于用户以往的偏好记录，推荐给用户相似的物品。

	基于协同过滤的推荐，它的原理很简单，就是根据用户对物品或者信息的偏好，发现物品或者内容本身的相关性，或者发现用户的相关性，然后再基于这些关联性进行推荐。基于协同过滤的推荐可以分为简单两个子类：基于用户的推荐（User-based Recommendation）和基于项目的推荐（Item-based Recommendation）。后面的章节我们将详细介绍这两种协同过滤的推荐机制。

	基于隐语义的推荐模型，相当于协同过滤推荐的相似度计算模型，称为基于模型的推荐（Model-based Recommendation）。当然模型不仅指SVD，也包含其他的模型。但目前精度最高的算法是SVD隐语义模型，它是基于用户和物品信息，构建一个矩阵，矩阵中的数字代表用户对物品的评分，以此作为样本训练一个推荐模型。由于每个用户评过分的只是推荐物品集合中很少的一部分，这个矩阵通常是一个极其稀疏的矩阵。然后通过SVD算法得到用户与物品的特征向量Pu（用户的偏好）与Pi（物品的偏好），通过Pu Pi得到用户对物品评分的预测。



前面两种方法较为简单，应用也不广泛，本书不做具体的介绍。后面章节重点介绍推荐系统架构的第三部分（见图4.7），即协同过滤算法的3个模型。

4.1.3　开源推荐系统

机器学习的大多数算法具有如下特点。


	都经历了较长时间的验证，算法本身的稳定性很强，系统一旦部署，都不轻易修改。

	算法执行的任务大都属于数据密集型的任务，换成计算机专用术语，在训练阶段属于CPU密集型任务，在分类或预测阶段属于I/O密集型任务。为了提高效率，在正式的环境部署中，我们不建议在程序设计时使用较慢的脚本语言。

	很多机器学习算法的改进和优化都涉及知识产权，脚本代码大多会被反编译，不适合具有知识产权的算法编码。



基于以上三点，有兴趣的读者可以查看网址http://ibillxia.github.io/blog/2014/03/10/top-10-open-source-recommendation-systems/#tc_qz_original=691102124。其中列出了一些比较成熟的开源推荐，有助于读者接下来的深入学习。

4.2　协同过滤及其算法

4.2.1　协同过滤

前文多次提到协同过滤，那么如何理解协同过滤（Collaborative Filtering，CF）呢？在回答这个问题之前，我们回顾一下电子商务系统能给我们提供什么？

我们能从网站上得到用户信息、产品信息，以及某些用户对某些产品的偏好信息。从这些信息中我们可以看到用户对一些事物形成的意见，其中包括喜欢的、不喜欢的，甚至不关心的。例如，有些用户选择某个电影或某个综艺表演，或者因为无聊而根本没有访问量。大量的事实告诉我们，我们的兴趣虽然不尽相同，但它们往往遵循某种相同的模式。一方面，人们喜欢的东西往往是类似的。例如，因为某个用户喜欢看《黑客帝国》，我们可以认为他也会喜欢看《少数派报告》，大部分属于同一类型——动作+科幻。另一方面，人们也倾向于喜欢与他们类似的人所喜欢的东西。试想一个刚进入艺术院校的学生，当他看到很多设计专业的同学都只使用Apple计算机时，他可能也会作出购买Apple计算机的选择。

协同过滤通过用户和产品及用户的偏好信息产生推荐的策略，最基本的策略有两种：一种是找到具有类似品位的人所喜欢的物品；另一种是从一个人喜欢的物品中找出类似的物品。这就是两个最知名的类别推荐技术：基于用户的推荐技术和基于物品的推荐技术，它们被称为协同过滤。

协同过滤可以利用用户和物品的信息来预测用户的好恶，并发现新的用户还不知道的东西，形成促销策略。这就完成了推荐系统的核心思想。协同过滤一般是在海量的用户中发掘出一小部分和你品位比较类似的，在协同过滤中，这些用户成为领导，然后根据他们喜欢的其他东西组织成一个排序的目录作为推荐给你。当然其中有一个核心的问题：如何确定这个用户簇—聚类，在这个簇中的产品与你有相似的偏好，然后将这个簇中的产品组织起来，形成一个产品序列。

为了深入分析协同过滤的原理，首先，我们看一下要实现协同过滤的模型及算法。


	数据预处理与UI矩阵。

	推荐模型：User CF和Item CF。

	KMeans计算相似性。

	SVD计算相似性。



4.2.2　数据预处理

在多数情况下，大型电子商务网站都提供多种跟踪用户行为的方法（见表4.1），关于如何组合这些不同的用户行为，基本上可以参考以下两种方式。


	将不同的行为分组：一般可以分为“查看”和“购买”等，然后基于不同的行为计算不同的用户/物品相似度。类似于前文中给出的“购买此商品的顾客同时也购买了”、“看过此商品后顾客买的其他商品”等。

	根据不同行为反映用户偏好的程度将它们进行加权，得到用户对于物品的总体偏好。一般来说，显式的用户反馈要比隐式的权值大，但比较稀疏，毕竟进行显式反馈的用户是少数；同时相对于“查看”，“购买”行为反映用户偏好的程度更大，但这也因应用而异。



收集了用户行为数据，我们还需要对数据进行一定的预处理，减噪和归一化是最常用的方法，其目的是为了下一步的聚类。


	减噪：用户行为数据是用户在使用应用过程中产生的，它可能存在大量的噪声和用户的误操作，我们可以通过一些减噪算法过滤掉数据中的噪声，一般是离群点，这样可以使我们的分析更加精准。

	归一化：在计算用户对物品的偏好程度时，不同行为的数据取值量纲不同，甚至可能相差很大。比如，用户的查看数据必然比购买数据大得多。归一化的任务就是统一量纲，使数据都集中在一个相同的取值范围内，从而使得用户的总体偏好更加精确。归一化的方法很多，最简单的归一化处理就是将各类数据除以此类中的最大值，以保证归一化后的数据取值在[0,1]范围内。

	使用专门的方法进行聚类：原始数据都是基于单个用户和单个物品的，这样会导致推荐系统的计算量很大。一般先将用户和物品进行聚类，这会极大地降低算法的计算量。常用的方法是KMeans聚类。



4.2.3　使用Scikit-Learn的KMeans聚类

推荐系统大都基于海量数据的计算和处理，然而在海量数据上高效地运行协同过滤算法这类需要高复杂度计算量的算法，其运行效率是很低的。在解决这个问题的过程中，人们提出了很多缩减计算量的方法，其中最优的选择就是对数据进行聚类。为了解决这个问题，本节引入KMeans聚类算法，并简单介绍KMeans算法的基本原理，在第4.3节将介绍KMeans的实现。

KMeans（也称为K均值）是典型的基于距离的排他的划分方法：给定一个n个对象的数据集（如图4.8所示），它可以构建数据的k个划分，每个划分就是一个聚类，并且k≤n，同时还要满足两个要求：


	每个组至少包含一个对象。

	每个对象必须属于且仅属于一个组。



[image: 015-01]
图4.8　散点示意图



后面章节将详细给出KMeans的代码，这里仅介绍KMeans的基本原理：给定k，即要需要划分的数目。

（1）首先创建一个初始划分，随机地选择k个对象，每个对象初始地代表了一个聚类中心。对于其他的对象，根据其与各个聚类中心的距离，将它们赋给最近的聚类。

（2）然后采用一种迭代的重定位技术，尝试通过对象在划分间移动来改进划分。所谓重定位技术，就是当有新的对象加入聚类或者已有对象离开聚类的时候，重新计算聚类的平均值，然后对对象进行重新分配。这个过程不断重复，直到没有聚类中对象的变化。

我们下面使用Sickit-Learn的KMeans算法对上面的数据进行聚类计算。


　　# -*- coding: utf-8 -*-
　　
　　import numpy as np
　　from Recommand_Lib import *
　　from sklearn.cluster import KMeans
　　import matplotlib.pyplot as plt 
　　
　　k = 4
　　dataSet = file2matrix("testData/4k2_far.txt","\t")  
　　dataMat = mat(dataSet[:,1:])          # 转换为矩阵形式
　　# 执行KMeans算法
　　kmeans = KMeans(init='k-means++', n_clusters=4) 
　　kmeans.fit(dataMat)
　　#绘制计算结果的图形
　　drawScatter(plt,dataMat,size=20,color='b',mrkr='.')
　　drawScatter(plt,kmeans.cluster_centers_,size=60,color='red',mrkr='D')
　　plt.show()



执行结果如图4.9所示。

[image: 015-01]
图4.9　KMeans聚类结果示意图



假设图4.9中的黑点为海量的用户和物品数据，我们就使用KMeans生成的红色聚类点作为用户或物品的类型，即簇，这样海量的数据就被精简为4个类别。这极大地减少了后续协同过滤算法的计算量。

4.2.4　User CF原理

下面我们给出一个最简单的UI（User Item）矩阵示例：假设根据进行的预处理后聚类的结果，有User A~D 4个用户，有Item A~F 6个物品，构成的矩阵如表4.2所示。


表4.2　UI矩阵

[image: 016-01]


我们可以得到一个用户偏好（User Item）的矩阵，行是用户列表，列是物品列表，值是用户对物品的偏好。一般情况下用户偏好都进行了归一化，所以常为[0,1]或者[-1,1]的浮点数值。

矩阵中的每个元素表示用户选择某个物品的概率，按行的加总值为1。非零值的元素表示某用户对某类物品有偏好，值越大表示偏好越强烈，相反为0表示无偏好。下面我们先看一下基于用户的偏好，如表4.3所示。


表4.3　用户相似度矩阵
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基于用户的协同过滤算法在1992年被提出，首先应用于邮件过滤系统，到1994年又被用于新闻过滤。在此之后直到2000年，该算法都是推荐系统领域最著名的算法。

基于用户的CF的基本思想相当简单：基于用户对物品的偏好划分用户类型（聚类算法），找到最近邻用户（kNN近邻算法），然后将同类用户和相邻用户所喜欢的推荐给当前用户。计算上，就是将一个用户对所有物品的偏好作为一个向量来计算用户之间的相似度，找到K邻居后，根据邻居的相似度权重及他们对物品的偏好，预测当前用户没有偏好的未涉及物品，计算得到一个排序的物品列表作为推荐。

表4.2给出了一个例子，系统需要给User A提供推荐的物品，首先要计算User B、User C、User D哪一个与User A更相似。从列表中观察历史偏好，计算用户之间的相似度，可以使用机器学习的夹角余弦距离公式，我们这里使用的是kNN算法。之前我们讲过这个算法，算法代码就不重复提供了，下面给出实现。


　　# -*- coding: utf-8 -*-
　　from numpy import *
　　import numpy as np
　　from Recommand_Lib import kNN
　　dataMat=mat([[0.238,0,0.1905,0.1905,0.1905,0.1905],[0,0.177,0,0.294,0.235,0.294],[0.2,0.16,0.12,0.12,0.2,0.2]])
　　testSet = [0.2174,0.2174,0.1304,0,0.2174,0.2174]
　　classLabel = np.array(['B','C','D'])
　　print kNN(testSet,dataMat,classLabel,3)



执行结果如下。


　　C



因此，根据历史偏好，User A与User C 更相似，而User A中没有购买过Item D，那么就将Item D推荐给User A。

4.2.5　Item CF原理

基于物品的协同过滤（Item-based Collaborative Filtering）算法是目前业界应用最多的算法。无论是亚马逊网，还是Netflix、Hulu、YouTube，其推荐算法的基础都是该算法。本节对该算法进行详细介绍。

基于物品的CF的原理和基于用户的CF 类似，只是在计算时采用物品之间的相似度，而不是从用户的角度，即基于用户对物品的偏好划分物品类型（聚类算法）找到最近邻物品（kNN近邻算法），然后将同类物品或相邻物品推荐给当前用户。从计算的角度看，就是将所有用户对某个物品的偏好作为一个向量来计算物品之间的相似度，得到物品的相似物品后，根据用户历史的偏好预测当前用户还没有表示偏好的物品，计算得到一个排序的物品列表作为推荐。

表4.4继续了表4.2的例子，每个元素表示物品被某类User购买的概率，按列的加总值为1。非零值的元素表示某类User对某类物品的偏好，值越大表示偏好越强烈，相反为0表示无偏好。系统需要给Item A提供推荐的物品，首先要计算Item B、Item C、Item D、Item E、Item F哪一个与Item A更相似。从列表中观察历史偏好，计算物品之间的相似度，可以使用机器学习的夹角余弦距离公式，我们这里使用的是kNN算法。


表4.4　Item相似矩阵
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下面给出kNN算法的实现。


　　# -*- coding: utf-8 -*-
　　from numpy import *
　　import numpy as np
　　from Recommand_Lib import kNN
　　# 按列做了转置
　　dataMat=mat([[0.417,0.0,0.25,0.333],[0.3,0.4,0.0,0.3],[0.0,0.0,0.625,0.375],[0.278,0.222,0.222,0.278],[0.263,0.211,0.263,0.263]])
　　testSet = [0.334,0.333,0.0,0.333]
　　classLabel = np.array(['B','C','D','E','F'])
　　print kNN(testSet,dataMat,classLabel,3)



执行结果如下。


　　C



对于Item A，根据所有用户的历史偏好，得出Item A 和Item C比较相似，可以将Item C推荐给喜欢Item A的用户。

理解了用户推荐和物品推荐的概念之后，我们就可以对用户偏好进行分析，根据用户偏好计算相似用户和物品，然后基于相似用户或者物品计算推荐，这就是基于用户的CF和基于物品的CF的实现。

4.2.6　SVD原理与计算

Netflix是一家成立于1997年的美国流媒体电子商务公司，在美国、加拿大提供互联网流媒体播放、定制DVD、蓝光光碟在线出租业务。2006年，Netflix公司宣布举办Netflix Prize，这是一项旨在解决电影评分预测问题的机器学习和数据挖掘的比赛。比赛的目标是将现有推荐系统Cinematch的准确率提高10%，奖励总额为100万美元。由于推荐系统是Netflix商业模式的核心部分，他们希望通过比赛发现新的方法来提高推荐结果。

比赛开始一年后，Korbell的团队以8.43%的提升率赢得了第一个阶段奖。他们提交的源代码包含两个最有效的算法：隐语义模型（数学上叫作SVD，奇异值分解）和受限型的玻耳兹曼机（RBM）。自从Netflix Prize比赛举办以来，SVD隐语义模型逐渐成为推荐系统领域耳熟能详的名词。其实该算法最早在文本挖掘领域被提出，用于找到文本的隐含主题，也被称为主题模型。相关的名词有LSI、pLSA、LDA和Topic Model。隐语义模型的核心思想是通过隐含特征（Latent Factor）计算用户和物品的相似性。

在协同过滤的模型中我们得到一个UI矩阵，该矩阵的行表示用户信息，列表示物品信息，我们希望得到基于User CF或Item CF的相似性，以此作为依据进行推荐。在实践中，关于相似性的计算存在如下一些问题。


	物品的人为分类对推荐算法造成影响。分类是人为指定的，不同的分类标准对不同的用户带来预测精度的问题。

	类中物品的相似度是一个消费行为的问题，需要针对不同的用户确定不同的权重，这样做的可能性不大。

	即使能够构建权重和分类，也不能完全确定某个用户对某类产品感兴趣的程度。



因此，我们需要一种针对每类用户的不同消费行为来计算对不同物品的相似度的算法。

下面我们来看4.2.4节中的那个例子。我们仍旧使用表4.2所示的UI矩阵。

使用NumPy的Linalg中的svd函数进行计算。


　　Sigma = np.zeros([shape(A)[0], shape(A)[1]])
　　U,S,VT = linalg.svd(A)
　　print S



结果如下。


　　[17.71392084   6.39167145   3.09796097   1.32897797]



下面继续例子。假设现在有一个新用户User E，并且已知新用户对物品的评分向量为[5 5 0 0 0 5]。我们的任务是要对他作出个性化的推荐，也就是找到现有矩阵中最相似的用户，并把这个用户感兴趣的物品推荐给新用户。

上面我们已经得到这个矩阵的奇异值和U、V矩阵。下面我们使用夹角余弦求用户之间的相似度，即选中与新用户之间夹角最小（余弦值最大）的那个。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　
　　eps = 1.0e-6                                          # 避免除0
　　def cosSim(inA,inB):                          # 夹角余弦函数
　　    denom = linalg.norm(inA)*linalg.norm(inB)
　　    return float(inA*inB.T)/(denom+eps)
　　    
　　# 加载数据
　　A = mat([[5, 5, 3, 0, 5, 5],[5, 0, 4, 0, 4, 4],[0, 3, 0, 5, 4, 5],[5, 4, 3, 3, 5, 5]])
　　new = mat([[5,5,0,0,0,5]])            # 新加入的User E 
　　U,S,VT = linalg.svd(A.T)
　　V =VT.T
　　Sigma = diag(S)
　　r = 2  # 取前两个奇异值
　　# 得到近似后的U、S、V值
　　Ur = U[:,:r]
　　Sr = Sigma[:r,:r]
　　Vr = V[:,:r]
　　newresult = new*Ur*linalg.inv(Sr)     # 计算User E的坐标值  
　　print newresult
　　
　　maxv = 0                                              # 最大的余弦值
　　maxi = 0                                              # 最大值的下标
　　indx= 0 
　　for vi in Vr:                                         # 计算最近似的结果
　　      temp = cosSim(newresult,vi)
　　      if temp > maxv:  
　　              maxv = temp
　　              maxi = indx
　　      indx +=1
　　print maxv,maxi



计算结果如下。


　　[[-0.37752201  0.08020351]]
　　0.98679087856  0



根据计算结果，生成推荐矩阵，如表4.5所示。


表4.5　推荐矩阵
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相比传统的相似性计算方法，SVD的推荐算法优点在于通过训练样本集对用户及物品进行建模，训练样本集可以很大，它反映了一段时间内用户与物品的各种综合指标。这样减少了人为分类的干预，特别是对物品或用户的错分，对孤立值不敏感。训练处的参数可用于后续的分类器，这样也提高了在线使用的效率。另外，通过模型的训练与扩展，使得推荐系统的准确率有所提高。

4.3　KMeans算法详解

在推荐系统中，为了减少计算的开消，可以先对UI矩阵中的记录进行聚类，根据聚类的结果再运用SVD算法。那么什么是KMeans聚类呢？

人们在直观上会根据样本聚合程度来为样本划分类别，把相似的（或距离近的）样本聚为同一类，而把不相似的（或距离远的）样本归在其他类，如图4.10所示。那么通过算法如何实现呢？
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图4.10　随机散点图



4.3.1　KMeans算法流程

KMeans算法是典型的基于距离的聚类算法，采用距离作为相似性的评价指标，即认为两个对象的距离越近，其相似度就越大。该算法认为簇是由距离靠近的对象组成的，因此把得到紧凑且独立的簇作为最终目标。

k个初始类聚类中心点的选取对聚类结果具有较大的影响，因为在该算法第一步中是随机地选取任意k个对象作为初始聚类的中心，初始地代表一个簇。该算法在每次迭代中对数据集中剩余的每个对象，根据其与各个簇中心的距离赋给最近的簇。当考查完所有数据对象后，一次迭代运算完成，新的聚类中心被计算出来。如果在一次迭代前后，j的值没有发生变化，则说明算法已经收敛。
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算法过程如下。

（1）从N个数据文档随机选取K个数据文档作为质心。

（2）对剩余的每个数据文档测量其到每个质心的距离，并把它归到最近的质心的类。

（3）重新计算已经得到的各个类的质心。

（4）迭代（2）～（3）步直至新的质心与原质心相等或小于指定阈值，算法结束。

算法流程如图4.11所示。
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图4.11　KMeans算法流程图



4.3.2　辅助函数

（1）文件数据转换为矩阵：file2matrix（函数内容详见第1章）。

（2）根据聚类中心绘制散点图，以及绘制聚类中心：默认是4个聚类中心。


　　def color_cluster(dataindx,dataSet,plt,k=4):
　　      index = 0
　　      datalen = len(dataindx)
　　      for indx in xrange(datalen):
　　        if int(dataindx[indx]) ==0:
　　              plt.scatter(dataSet[index,0],dataSet[index,1],c='blue',marker='o')
　　        elif int(dataindx[indx]) ==1:
　　              plt.scatter(dataSet[index,0],dataSet[index,1],c='green',marker='o')
　　        elif int(dataindx[indx]) ==2:
　　              plt.scatter(dataSet[index,0],dataSet[index,1],c='red',marker='o')
　　        elif int(dataindx[indx]) ==3:
　　              plt.scatter(dataSet[index,0],dataSet[index,1],c='cyan',marker='o')
　　        index += 1    
　　
　　# 绘制散点图    
　　def drawScatter(plt,mydata,size=20,color='blue',mrkr='o'):
　　      plt.scatter(mydata.T[0],mydata.T[1],s=size,c=color,marker=mrkr)



（3）欧氏距离公式。


　　def distEclud(vecA, vecB):
　　      return linalg.norm(vecA-vecB)



（4）随机生成聚类中心。


　　def randCenters(dataSet, k):
　　    n = shape(dataSet)[1]
　　    clustercents = mat(zeros((k,n)))          # 初始化聚类中心矩阵：k×n 
　　    for col in xrange(n):
　　        mincol = min(dataSet[:,col]); maxcol = max(dataSet[:,col])
　　        # random.rand(k,1): 产生一个0~1之间的随机数向量：k,1表示产生k行1列的随机数
　　        clustercents[:,col] = mat(mincol+float(maxcol - mincol) * random. rand(k,1))
　　    return clustercents



4.3.3　聚类主函数

第一阶段：导入所需的库，导入数据集，指定聚类中心k。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　import numpy as np 
　　import matplotlib.pyplot as plt 
　　from Recommand_Lib import *
　　
　　
　　dataMat = file2matrix("testData/4k2_far.txt","\t")    # 从文件构建的数据集
　　dataSet = mat(dataMat[:,1:])                                  # 转换为矩阵形式
　　
　　k=4                                                                                           # 外部指定的聚类中心
　　
　　# 与数据集等长，共两列。列1：数据集对应的聚类中心k；列2：数据集行向量到聚类中心的距离
　　ClustDist = mat(zeros((m,2)))
　　clustercents = randCenters(dataSet, k)                        # 随机生成聚类中心
　　
　　flag = True                                                                           # 初始化迭代所需的标志位 
　　counter = [];                                                                 # 初始化计数器



第二阶段：算法停止条件，即dataSet的所有向量都能找到某个聚类中心，到此中心的距离均小于其他k－1个中心的距离。


　　while flag:                         # 主循环
　　    flag = False              # 默认设置退出标志(False)



第三阶段：内循环1遍历DataSet数据集，计算DataSet每行与聚类的最小欧式距离，并以此更新聚类中心。

算法停止条件：ClustDist[i,0] ==minIndex。


　　for i in xrange(m): 
　　    # 遍历k个聚类中心，获取最短距离
　　    distlist =[ distEclud(clustercents[j,:],dataSet[i,:]) for j in range(k) ]
　　    minDist = min(distlist)
　　    minIndex = distlist.index(minDist)
　　  
　　    if ClustDist[i,0] != minIndex:    # 找到了一个新聚类中心
　　      flag = True                             # 重置标志位为True，继续迭代
　　      
　　    # 更新聚类中心
　　    ClustDist[i,:] = minIndex,minDist



第四阶段：内循环2遍历每个聚类中心，计算DataSet已聚类的子列均值，并以此更新聚类中心。


　　for cent in xrange(k): 
　　  # 从ClustDist的第一列中筛选出等于cent值的行下标
　　   ptsInClust = dataSet[nonzero(ClustDist[:,0].A==cent)[0]]   
　　   # 计算ptsInClust各列的均值: mean(ptsInClust, axis=0):axis=0 按列计算
　　   clustercents[cent,:] = mean(ptsInClust, axis=0)



4.3.4　评估分类结果

第五阶段：分类结果可视化。


　　# 返回计算完成的聚类中心
　　print "clustercents:\n" , clustercents
　　
　　# 根据ClustDist分类和描绘数据点 
　　color_cluster(ClustDist[:,0:1],dataSet,plt)
　　# 绘制聚类中心
　　drawScatter(plt,clustercents,size=60,color='red',mrkr='D')
　　plt.show()



KMeans聚类结果如图4.12所示。

[image: 015-01]
图4.12　KMeans聚类结果



输出结果如下。


　　clustercents:
　　[[ 2.95832148  2.98598456]
　　 [ 3.02211698  6.00770189]
　　 [ 8.08169456  7.97506735]
　　 [ 6.99438039  5.05456275]]



KMeans并不是总能够找到正确的聚类，下面是不能找到正确分类的情况，如图4.13所示。

[image: 015-01]
图4.13　KMeans聚类的错误结果



KMeans擅长处理球状分布的数据，当结果聚类是密集的，而且类和类之间的区别比较明显时，K均值的效果比较好。对于处理大数据集，这个算法是相对可伸缩的和高效的，它的复杂度是O(nkt)，n是对象的个数，k是簇的数目，t是迭代的次数。相比其他的聚类算法，KMeans比较简单、容易掌握，这也是其得到广泛使用的原因之一。

但KMeans算法也存在一些问题。

（1）算法的初始中心点选择与算法的运行效率密切相关，而随机选取中心点有可能导致迭代次数很大或者限于某个局部最优状态；通常k<<n，且t<<n，所以算法经常以局部最优收敛。

（2）K均值的最大问题是要求用户必须事先给出k的个数，k的选择一般都基于一些经验值和多次实验结果，对于不同的数据集，k的取值没有可借鉴性。

（3）对异常偏离的数据敏感——离群点；K均值对“噪声”和孤立点数据是敏感的，少量的这类数据就能对平均值造成极大的影响。

因此，下一节提出了二分KMeans算法，用以改进KMeans算法局部最优的问题。

4.4　聚类的改进：二分KMeans算法

由于传统的KMeans算法的聚类结果易受到初始聚类中心点选择的影响，因此在传统的KMeans算法的基础上进行算法改进，对初始中心点选取比较严格，各中心点的距离较远，这就避免了初始聚类中心会选到一个类上，一定程度上克服了算法限入局部最优状态。

二分KMeans（Bisecting KMeans）算法的主要思想是：首先将所有点作为一个簇，然后将该簇一分为二。之后选择能最大限度降低聚类代价函数（也就是误差平方和）的簇划分为两个簇。以此进行下去，直到簇的数目等于用户给定的数目k为止。以上隐含的一个原则是：因为聚类的误差平方和能够衡量聚类性能，该值越小表示数据点越接近于它们的质心，聚类效果就越好。所以我们就需要对误差平方和最大的簇进行再一次划分，因为误差平方和越大，表示该簇聚类效果越不好，越有可能是多个簇被当成了一个簇，所以我们首先需要对这个簇进行划分。

4.4.1　二分聚类主函数

第一阶段：导入所需的库，导入数据集，指定聚类中心k。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　import numpy as np 
　　import matplotlib.pyplot as plt 
　　from Recommand_Lib import *
　　
　　# 从文件构建的数据集    
　　dataMat = file2matrix("testData/4k2_far.txt","\t")  
　　dataSet = mat(dataMat[:,1:])                                  # 转换为矩阵形式
　　
　　k = 4  # 分类数
　　m = shape(dataSet)[0]
　　centroid0 = mean(dataSet, axis=0).tolist()[0]         # 初始化第一个聚类中心：每一列的均值
　　centList =[centroid0]                                 # 把均值聚类中心加入中心表中
　　
　　ClustDist = mat(zeros((m,2)))                         # 初始化聚类距离表，距离方差
　　for j in range(m):
　　      ClustDist[j,1] = distEclud(centroid0,dataSet[j,:])**2



第二阶段：主循环，依次生成k个聚类中心。


　　while (len(centList) < k):
　　    lowestSSE = inf  # 初始化最小误差平方和。核心参数，这个值越小说明聚类的效果越好



第三阶段：内循环，使用ClustDist计算lowestSSE，以此确定bestCentToSplit（最优分隔点）、bestNewCents（最优新聚类中心）、bestClustAss（最优聚类距离表）。


　　for i in xrange(len(centList)):
　　    ptsInCurrCluster = dataSet[nonzero(ClustDist[:,0].A==i)[0],:]
　　 # 应用标准KMeans算法（k=2），将ptsInCurrCluster划分出两个聚类中心，以及对应的聚类距离表
　　    centroidMat,splitClustAss = kMeans(ptsInCurrCluster, 2)        
　　    sseSplit = sum(splitClustAss[:,1])                # 计算splitClustAss的距离平方和
　　    # 计算ClustDist[ClustDist第1列!=i的距离平方和
　　    sseNotSplit = sum(ClustDist[nonzero(ClustDist[:,0].A!=i)[0],1])
　　    if (sseSplit+sseNotSplit) < lowestSSE: # 算法公式：lowestSSE = sseSplit+sseNotSplit
　　        bestCentToSplit = i                   # 确定聚类中心的最优分隔点 
　　        bestNewCents = centroidMat            # 用新的聚类中心更新最优聚类中心
　　        bestClustAss = splitClustAss.copy()   # 深拷贝聚类距离表为最优聚类距离表
　　        lowestSSE = sseSplit+sseNotSplit      # 更新lowestSSE



第四阶段：回到外循环，计算新的ClustDist，即bestClustAss。


　　# 第一部分：bestClustAss[bIndx0,0]赋值为聚类中心的索引     
　　bestClustAss[nonzero(bestClustAss[:,0].A == 1)[0],0] = len(centList)
　　# 第二部分：用最优分隔点的指定聚类中心索引  
　　bestClustAss[nonzero(bestClustAss[:,0].A == 0)[0],0] = bestCentToSplit



第五阶段：用最优分隔点来重构聚类中心。


　　# 覆盖：bestNewCents[0,:].tolist()[0]附加到原有聚类中心的bestCentToSplit位置
　　# 增加：聚类中心增加一个新的bestNewCents[1,:].tolist()[0]向量
　　centList[bestCentToSplit] = bestNewCents[0,:].tolist()[0]
　　centList.append(bestNewCents[1,:].tolist()[0]) 
　　ClustDist[nonzero(ClustDist[:,0].A == bestCentToSplit)[0],:]= bestClustAss



4.4.2　评估分类结果

第六阶段：分类结果可视化。


　　color_cluster(ClustDist[:,0:1],dataSet,plt) 
　　print "cenList:",mat(centList)
　　# 绘制聚类中心图形
　　drawScatter(plt,mat(centList),size=60,color='red',mrkr='D')



二分KMeans算法的聚类结果如图4.14所示。

[image: 015-01]
图4.14　二分KMeans算法的聚类结果



输出结果如下。


　　cenList: [[ 2.95832148  2.98598456]
　　 [ 8.08169456  7.97506735]
　　 [ 6.99438039  5.05456275]
　　 [ 3.02211698  6.00770189]]



4.5　SVD算法详解

前面两节我们详细介绍了KMeans算法和改进版的流程与代码。在4.2.6节，我们简要介绍了SVD的基本计算，并以一个小例子实现了最简单的推荐计算。本节和后面一节，我们将详细介绍SVD的原理和公式推导，并实现一个推荐系统的相似度算法。本节主要讨论SVD算法在小型项目中的Python实现。

4.5.1　SVD算法回顾

在基于模型的协同过滤方法中，常见的模型主要有隐语义模型。隐语义模型使用的是矩阵的奇异值分解。我们回忆一下第1章讲述的矩阵特征值和特征向量。如果我们构建了一个方阵，可以通过特征值和特征向量提取矩阵特征。

A=QΣQ-1


但这只是对方阵而言的，在现实的世界中，我们看到的大部分矩阵都不是方阵。比如说有N个用户，M个物品，这样形成的一个N×M的矩阵就不可能是方阵。怎样才能描述普通矩阵的重要特征呢？奇异值分解可以用来做这件事情。奇异值分解是一个能适用于任意矩阵的分解方法。

A=UΣVT


假设A是一个N×M的矩阵，那么得到的U是一个N×N的方阵（里面的向量是正交的，称为左奇异向量），Σ是一个N×M的矩阵（除了对角线的元素都是0，对角线上的元素称为奇异值），VT
 （V的转置）是一个N×N的矩阵（里面的向量也是正交的，称为右奇异向量）。

下面的公式反映上面几个矩阵相乘后维度的大小：

Am×n
 =Um×m
 Σm×n
 [image: equa]


那么奇异值和特征值是怎么对应起来的呢？首先，将矩阵A转置AT
 ，将会得到一个方阵，这个方阵求特征值可以得到：

(AAT
 )v=λv

这里得到的v，就是我们上面的右奇异向量。此外我们还可以得到：

[image: equa]


这里的σ就是上面说的奇异值，u就是上面说的左奇异向量。奇异值σ跟特征值类似，在矩阵Σ中也是按从大到小排列，而且σ的减少特别快，在很多情况下，前10%甚至1%的奇异值的和就占了全部奇异值之和的99%以上。也就是说，我们也可以用前r个奇异值来近似描述矩阵。这里定义一下部分奇异值分解：

Am×r
 ≈Um×r
 Σr×r
 [image: equa]


r是一个远小于m、n的数，这样矩阵的乘法看起来像是下面的样子：

Am×n
 ≈Um×r
 Σr×r
 [image: equa]


右边的三个矩阵相乘的结果将会是一个接近于A的矩阵，在这里，r越接近于n，则相乘的结果越接近于A。而这三个矩阵的面积之和（对于存储观点来说，矩阵面积越小，存储量就越小）要远远小于原始的矩阵A。我们如果想要压缩空间来表示原矩阵A，只要记录U、Σ、V三个矩阵即可。

下面我们来看一个例子，仍旧使用UI矩阵，如表4.6所示。


表4.6　UI矩阵

[image: 016-01]


表4.6列出了User A~D对Item A~F的UI矩阵。我们对上面的矩阵按照公式进行奇异值分解，手工计算如下。


　　from numpy import *
　　
　　A = mat([[5, 5, 3, 0, 5, 5],[5, 0, 4, 0, 4, 4],[0, 3, 0, 5, 4, 5],[5, 4, 3, 3, 5, 5]])
　　U = A*A.T   # 手工分解求矩阵的svd
　　lamda,hU = linalg.eig(U)                              # hU:U特征向量
　　VT = A.T*A
　　eV,hVT = linalg.eig(VT)                               # hVT:VT特征向量
　　hV = hVT.T
　　# print "hU:",hU ; # print "hV:",hV   # U, V矩阵        
　　sigma =       sqrt(lamda)                             # 奇异值
　　print "sigma:",sigma



结果如下。


　　sigma: [ 17.71392084   6.39167145   3.09796097   1.32897797]



使用NumPy的Linalg中的svd函数计算如下。


　　Sigma = np.zeros([shape(A)[0], shape(A)[1]])
　　U,S,VT = linalg.svd(A)
　　print S



结果如下。


　　 [17.71392084   6.39167145   3.09796097   1.32897797]



二者结果相同，证明我们的数学推导是正确的。

4.5.2　常用距离函数

我们可以对用户偏好进行分析，根据用户偏好计算相似用户和物品，然后基于相似用户或者物品计算推荐。这些方法都需要计算相似度。下面几种计算相似度的方法我们在第1章已经介绍过了，这里仅给出实现。

（1）欧式距离。


　　eps = 1.0e-6
　　def distEclud(vecA, vecB):
　　      return linalg.norm(vecA-vecB)+eps



（2）相关系数。


　　def distCorrcoef(vecA, vecB):
　　      return corrcoef(vecA, vecB, rowvar = 0)[0][1]



（3）Jaccard距离。


　　import scipy.spatial.distance as dist
　　def distJaccard(vecA, vecB):
　　      temp = mat([array(vecA.tolist()[0]),array(vecB.tolist()[0])])
　　      return dist.pdist(temp,'jaccard')



（4）余弦相似度。


　　def cosSim(vecA, vecB):     
　　      return dot(vecA,vecB)/((linalg.norm(vecA)*linalg.norm(vecB))+eps)



4.5.3　SVD数据集

SVD数据集用于计算奇异值分解测试。


　　# 加载修正后的数据
　　trainset = mat([[0, 0, 0, 0, 0, 4, 0, 0, 0, 0, 5],[0, 0, 0, 3, 0, 4, 0, 0, 0, 0, 3],
　　            [0, 0, 0, 0, 4, 0, 0, 1, 0, 4, 0],[3, 3, 4, 0, 0, 0, 0, 2, 2, 0, 0],
　　            [5, 4, 5, 0, 0, 0, 0, 5, 5, 0, 0],[0, 0, 0, 0, 5, 0, 1, 0, 0, 5, 0],
　　            [4, 3, 4, 0, 0, 0, 0, 5, 5, 0, 1],[0, 0, 0, 4, 0, 4, 0, 0, 0, 0, 4],
　　            [0, 0, 0, 2, 0, 2, 5, 0, 0, 1, 2],[0, 0, 0, 0, 5, 0, 0, 0, 0, 4, 0],])
　　test = mat([[1, 0, 0, 0, 0, 0, 0, 1, 2, 0, 0]])



4.5.4　SVD算法主函数

根据SVD的原理，我们实现了最简单的SVD算法的主函数。


　　# dataSet 训练集
　　# testVect 测试集
　　# r=3 取前r个近似值
　　# rank=1，结果排序
　　# distCalc 相似度计算函数
　　def recommand(dataSet,testVect,r=3,rank=1,distCalc=cosSim):
　　      m,n = shape(dataSet)
　　      limit = min(m,n)
　　      if r>limit: r=limit
　　      U,S,VT = linalg.svd(dataSet.T)                  # svd分解
　　      V =VT.T
　　      Ur = U[:,:r]                                    # 取前r个U、S、V值
　　      Sr = diag(S)[:r,:r]
　　      Vr = V[:,:r]
　　      testresult = testVect*Ur*linalg.inv(Sr)         # 计算User E的坐标值  
　　      # 计算测试集与训练集每个记录的相似度
　　      resultarray = array([ distCalc(testresult,vi) for vi in Vr ])
　　      descindx = argsort(-resultarray)[:rank]         # 排序结果——降序
　　      return  descindx ,resultarray[descindx]         # 排序后的索引和值



4.5.5　评估结果

执行Recommend_Lib中的推荐方法，获取执行结果。


　　# -*- coding: utf-8 -*-
　　
　　import numpy as np 
　　import operator
　　from Recommand_Lib import *
　　# 加载修正后的数据
　　A = mat([[0, 0, 0, 0, 0, 4, 0, 0, 0, 0, 5],[0, 0, 0, 3, 0, 4, 0, 0, 0, 0, 3],
　　         [0, 0, 0, 0, 4, 0, 0, 1, 0, 4, 0],[3, 3, 4, 0, 0, 0, 0, 2, 2, 0, 0],
　　         [5, 4, 5, 0, 0, 0, 0, 5, 5, 0, 0],[0, 0, 0, 0, 5, 0, 1, 0, 0, 5, 0],
　　         [4, 3, 4, 0, 0, 0, 0, 5, 5, 0, 1],[0, 0, 0, 4, 0, 4, 0, 0, 0, 0, 4],
　　         [0, 0, 0, 2, 0, 2, 5, 0, 0, 1, 2],[0, 0, 0, 0, 5, 0, 0, 0, 0, 4, 0],])
　　new = mat([[1, 0, 0, 0, 0, 0, 0, 1, 2, 0, 0]])
　　indx,resultarray= recommand(A,new,r=2,rank=2,distCalc=cosSim)
　　print indx
　　print resultarray



执行结果如下。


　　[4 3]
　　[ 0.99995847  0.99987554]



返回最相似的两个向量，第一个相似度是99.996%，第二个相似度是99.988%，可以将这两个向量中的物品推荐给测试集中的用户。

4.6　结语

本章初步介绍了推荐系统的来源、原理、架构和基本的算法思想。在第一节我们通过亚马逊网站给出了推荐系统一个实际应用的例子，然后介绍了推荐系统的基本架构，并对系统的每个模块做了简要的讲解。

从第二节开始，我们详细讲解了协同过滤算法。首先，分析了用户偏好的基本模式，并给出了协同过滤算法的基本定义；接下来，详细讲解了数据预处理阶段的基本任务，之后是User CF原理和Item CF原理，并提供了代码演示；再往下，我们讲解了KMeans聚类算法的基本原理和Scikit-Learn实现；最后，我们同样使用Scikit-Learn的SVD算法进行用户偏好的计算。

第三节，我们分别介绍了KMeans无监督聚类的算法原理及其Python实现，并对该算法进行了分析评估。根据评估的结果，为了解决KMeans在聚类上的问题，我们提出了二分聚类法，该方法有效地改进了KMeans在聚类离群点上的问题。但是，由于引入了lowestSSE，降低了算法的运行效率。

第四节，我们讲解了推荐系统最核心的算法——SVD算法。首先讲解了该算法的基本原理；为了深入理解，我们还手工构建了SVD函数，并用测试数据进行测试；最后，我们使用NumPy的库函数实现了SVD算法。



第5章　梯度寻优


与前三章不同，本章的内容以理论讲解为中心，介绍了机器学习中另一种重要的理论——最优化方法，以此为基础引入梯度下降法和随机梯度下降法，并对算法进行了详细的剖析。本章涉及的内容与后面的人工神经网络、支持向量机和深度学习的理论联系密切，是各类高级机器学习系统的基础理论和算法框架，因此，需要从各个角度予以阐述。

本章主要内容包括：


	最优化与计算复杂性。

	梯度下降法。

	算法分析。

	随机梯度下降法。




5.1　最优化与计算复杂性

5.1.1　最优化理论

无论做任何事情，人们总希望以最小的代价取得最大的收益，也就是力求最好。这种想法古已有之，可以说是社会发展的原动力之一。为此，人类发明各式各样的数学工具——导数、积分等，力求最优化地解决实际问题。但这并不是最优化理论的来源。现代优化理论来源于处理多元问题时导致的复杂性。在解决经济、管理、战争、制造等工程问题时，人们常常遇到多种因素交织在一起与决策目标相互影响的情况。例如，工厂的某一季度产量要受市场需求、原材料价格、现有库存、最小批量等因素的影响。这类问题一般有两个重要特征：多元化和非线性。这就促使人们创造一种新的数学理论来应对这一挑战。第二次世界大战以后，最早的优化方法——线性规划诞生了。现在之所以称其为最优化问题，是因为它处理的问题较为复杂，专业点说，具有很高的计算复杂度，难以获得最优解。纵观最优化理论不长的发展时间，总结下来有三个重要的基础。

第一，矩阵理论。矩阵是多元问题最基本的描述工具。现实中，矩阵可以以相互独立的特征列来表述任何形式的对象；代数中，矩阵本身可以求解线性方程组；几何中，矩阵还可以表示任意维度的向量空间。几乎从任何角度，矩阵都能直观地建立多元问题的数学模型。矩阵为多元问题分析和求解提供了基本的数据结构。

第二，数值分析。微积分最经典的概念——导数，从实践和理论上，确定了求解非线性问题极值的方法。因为集合论的发展，这一理论已经从可用解析式表示的函数扩展到了集合映射，也从连续型数据扩展到了离散型数据。导数和微分为多元问题分析与求解提供了基本的数学方法。

第三，计算机。可以说，没有计算机的发展，迄今为止，最优化方法可能仍旧停留在求解小规模线性方程组的阶段。计算机的发展极大地推动了优化理论的发展。一方面，处理器的并行度越来越大，近些年GPU的运算速度已经大大超过了CPU，大规模并行计算的能力不仅简化了程序的设计，还意味着求解NP问题成为可能。另一方面，存储器和网络的不断发展使大规模数据记录与共享变为可能，很多的现代机器学习算法都要处理各类图片或大规模的文本数据。云计算、云存储为机器学习的实践提供了可能。计算机为多元问题分析和求解提供了基本的实践工具。

因此，当面对一个最优化问题时，我们要同时具备三种基本的能力：数学建模、公式推导，以及算法设计。

5.1.2　最优化的数学描述

现在，我们看看一般最优化问题的求解方法。为了精确地说明最优化的概念，我们找到最优化方法的一个定义：它是应用数学的重要研究领域。它是研究在给定约束之下如何寻求某些因素（的量），以使某一（或某些）指标达到最优的一些学科的总称。简单来说，即以数学模型来解决实际运用中的各类优化问题。最优化问题的基本数学模型如下：

[image: equa]


在上述模型中：


	x是一个位于实数域（R）范围内的n维向量，x被称为决策变量或问题的解。

	s.t.为英文subject to的缩写，表示受限于。

	f(x)称为目标函数或代价函数（Cost Function），如上式，我们要求f(x)的最小值（或最大值）。

	h(x)为等式约束；g(x)为不等式约束。



除此之外，最优化问题中的无约束问题还可能被表述为如下这个方式：

[image: equa]


其中argmax符号是指求解当函数f(x)达到最大值（或最小值）时x的取值。

根据目标函数与约束函数的不同形式，可以把最优化问题分为不同的类型：若f(x)、h(x)、g(x)三个函数都是线性函数，就称为线性规划；若其中任意一个是非线性函数，那么就称为非线性规划；若目标函数为二次函数，约束全为线性函数，就称为二次规划；若目标函数是向量函数，则称为多目标规划等。

有了对优化问题的数学描述，我们就可以通过它来研究寻优的策略。

5.1.3　凸集与分离定理

接下来我们介绍最优化理论取得的一些重要成果，它们可根据目标函数的一些重要性质求解优化问题，得到最优解。

首先，我们来看一种特殊的集合，如图5.1所示。在实数域R上的向量空间中，如果集合S中任意两点的连线上的点都在S内，则称集合S为凸集。

[image: 015-01]
图5.1　凸集和非凸集示意图



1. 凸集的满足条件

设X∈Rn
 是一个凸集，当且仅当：

[image: equa]


其中X是一个集合（矩阵），x1
 和x2
 是集合X中的两个向量，α位于[0,1]。

这个公式说明，如果一个集合X是凸集，则该集合中的任意两个点x1
 和x2
 连成一条线段，该线段上的任意一点也位于集合X中。

在欧氏几何空间中，凸集在直观上就是一个向四周凸起的图形。在一维空间中，凸集可以是一个点（空集也是凸集），或者一条连续的直线（包括直线、射线或线段）；在二维空间中的凸集就是上凸的图形，例如，锥形扇面、圆、椭圆、凸多边形等；在三维空间中，凸集可以是一个实心的球体等。总之，凸集就是由向四面凸起的点构成的集合。

2. 超平面和支撑超平面

超平面被定义为点集X：

X={x|cT
 x=z}

其中x是集合X中的一组向量，c是同维度的系数向量；cT
 是c的转置；z是一个标量。为了更好地理解，我们给出二维空间的例子。

[[1],[1]]×[x1
 ,x2
 ]=2换一种形式：

x1
 +x2
 =2

在二维空间中这就是一条直线，推广到三维空间就是一个平面。定义超平面的意义在于，它能够将一个凸集分为两部分：cT
 x≤z；cT
 x≥z。

支撑超平面：设凸集X上的一个超平面cT
 x=z，现在我们给出凸集X的边界点w，得到cT
 w=z超平面，并使凸集X中所有的点都位于此超平面的一侧，称超平面cT
 w=z为凸集X的支撑超平面。

3. 凸集的分离定理

前面有了超平面和支撑超平面的概念，我们就可以分离空间中的两个凸集（或者n个）。如果两个凸集之间没有交叉或重合的部分（实际分类中并不多见），就可以用超平面将二者隔开。这就是凸集分离定理，从数学上的定量描述如下。

设S1
 、S2
 ⊆Rn
 为两个非空集合，如果存在非零向量p∈Rn
 及α∈R，使得

S1
 ⊆H-
 ={x∈Rn
 |pT
 x≤α}

S2
 ⊆H+
 ={x∈Rn
 |pT
 x≥α}

则称超平面H = { x∈Rn
 | pT
 x=α }分离了集合S1
 与S2
 ，如图5.2所示。

[image: 015-01]
图5.2　分离两个凸集的超平面



凸集分离定理的意义在于，它为分类提供了理论上的开端。在机器学习的分类问题中，我们可以把带有类别标签的训练集看作不同的凸集，而分隔它们的超平面就是分类器。我们的目标是根据这些训练集的特性，找到一个分类算法，例如本章中的各类线性分类器，通过学习（或训练）计算出分隔这些凸集的超平面，这样就达到了分类的目标。

5.1.4　凸函数及其性质

凸函数是凸集中元素的数学特征，也就是凸集中的元素所呈现出的规律性。它被定义为某个向量空间的凸子集C上的实值函数f。如果在其定义域C上的任意两点x1
 、x2
 ，以及α∈[0,1]，都有

f(ax1
 +(1-a)x2
 )≤f(ax1
 )+f(1-a)x2


直观上，这个公式中的任意两点x1
 和x2
 的函数值的连线上的点都在曲线的上方，即两个点线性组合的函数值要小于等于两个点函数值的线性组合，如图5.3所示。

[image: 015-01]
图5.3　凸函数的定义




	凸函数仅仅是定义在凸集上的函数，它反映了凸集（或凸子集）中元素的存在形式或规律。

	因为凸集是一个集合，元素可以是连续的，也可以是离散的，所以凸函数不要求函数f(x)是连续的和可微的（可导的）。



凸函数的判定：

显而易见，如果f(x)是一个凸函数，那么αf(x)也是凸函数（α≥0）；如果f1
 和f2
 都是凸函数，那么f1
 +f2
 也是凸函数。

（1）f1
 ，f2
 ，…，fk
 是凸集S上的凸函数，则Ø(x)=[image: equa]
 ≥0(i=1，2，…，k)和都是S上的凸函数。

（2）设在凸集D⊆Rn
 上f(x)可微，则f(x)在D上为凸函数的充要条件是对任意的x、y∈D，都有：

f(y)≥f(x)+▽f(x)T
 (y-x)

（3）设在开凸集内，D⊆Rn
 内，f(x)二阶可微，则f(x)是D内的凸函数的充要条件为：对任意的x∈D，f(x)的Hesse阵半正定。
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凸函数有一整套的相关理论，本书的主旨并不在于讨论数学理论，因此更多关于凸函数的内容可参见Stephen Boyd和Lieven Vandenberghe 合著的《凸优化》一书。

下面我们列举几个常用的凸函数。


	线性函数和仿射函数都是凸函数。

	最大值函数。

	幂函数：当a∈[0,1]时，xa
 是一个凸函数；绝对值幂函数也是凸函数。

	对数函数log(x)在R++
 上是凸函数。

	指数和的对数是凸函数：f(x) = log(exp(x1
 )+…+ exp(x1
 ))是Rn
 上的凸函数。

	几何平均：[image: equa]
 是在定义域[image: equa]
 上的凸函数。

	范数。



以上函数在本书各个章节中都有涉及。我们花费这么多篇幅研究凸函数的目的在于，由凸函数构成的凸优化具有很好的性质。

（1）凸优化的任一局部极小（大）点也是全局极小（大）点，且全体极小（大）点的集合为凸集。

（2）凸优化的任一局部最优解都是它的整体最优解。

在最优化理论中，局部最优被称为满意解，全局最优被称为最优解。如果能够由一个凸函数构造出待优化问题的数学模型，那么就可以通过寻找这个凸函数的唯一极值点来求解这个优化问题。

5.1.5　局部最优与全局最优

如果现实中大多数事物都表现为凸函数的情况，那么最优化问题就简单了很多。但不幸的是，恰恰相反，凸函数并不多见，而更多的是属于如图5.4所示的情况。

[image: 015-01]
图5.4　局部最优与全局最优



最优化的目标函数常常会呈现如图5.4所示的情况，即具有多个极小值。其中每个圈出的点都代表了一个局部极小值。如果函数的定义域为[-10,10]，那么第一个极小值就是全局最优点。大多数传统的最优化理论和算法都只能保证找到满意解（局部最优解）。

为了避免陷入局部最优，人们尽可能使用凸函数作为优化问题的目标函数，例如本章讲到的Logistic函数就是这种情况。凸优化是求全局最优解最方便的工具之一。除了Logistic函数，机器学习中凡是使用最优化方法求解的目标函数（代价函数）几乎都是凸函数，或者尽量使用凸函数，例如，神经网络中各类激活函数、深度学习、支持向量机的核函数等。

现实中不可能全部目标函数都是凸函数。对于那些无法转换为凸函数的优化问题，像图5.4中这类函数的最优解判定，只有通过穷举法来计算函数的所有值（如果可能），找到全局最优解。当然，本书的后续章节也详细介绍了一些随机优化方法，例如模拟退火算法、隐马尔科夫链算法等，这些方法适用于对专门的问题寻优。以下章节将从算法设计的角度来探讨最优化问题的求解实现。

5.1.6　计算复杂性与NP问题

现实中的大多数问题都是离散的数据集，为了反映统计规律，有时数据量很大，而且多数目标函数都不能简单地求得解析解。这就带来一个新问题：算法的复杂性问题。

使用计算机求解最优问题的方法属于算法领域的问题。算法曾经被看作是计算机软件设计的基石（这种想法现在看起来有点片面）。准确地讲，应该说，算法理论被认为是解决各类现实问题的方法论，算法所能解决问题的范围代表了计算机所应用的领域范围。因此，算法研究对计算机理论和应用而言都很重要。众所周知，衡量算法有两个重要的指标：时间复杂度和空间复杂度，这是对算法执行所需要的两类资源——时间和空间的估算。如果不考虑算法的优劣（最优算法），一个算法执行过程所占用的资源越多，则说明该算法要解决的问题的复杂性越高。

人们不断尝试利用算法来解决现实世界中各种各样的问题。但实际情况是，即使在计算机技术蓬勃发展的今天，很多问题仍然无法得到满意的解决。衡量问题是否可解的重要指标是：该问题是否能在多项式时间内求解，还是只能在指数时间内求解？在各类算法理论中，通常将使用多项式时间算法即可解决的问题看作是易解问题，需要指数时间算法解决的问题看作是难解问题。而指数时间算法的计算时间随着问题规模的增长而呈指数化上升，问题规模不大，却要执行相当长的时间；这类问题虽有算法可解，但并不适用于大规模问题。当前算法研究的一个重要任务就是将指数时间算法变换为多项式时间算法，这里就引出著名的P=NP？问题，如表5.1所示。


表5.1　多项式函数增长和指数函数增长的比较

[image: 016-01]


除了问题规模与运算时间的比较，衡量一个算法还需考虑确定性和非确定性的概念。在介绍之前先讲一个常用的专有名词——自动机模型，或简称为自动机（Automata Machine）或机（Machine），实际上常指一种基于状态变化进行迭代的算法。在算法领域，常把这类算法看作是一个机器，比较有名的是图灵机、有限状态自动机。后面讲到的玻耳兹曼（Boltzmann）机和支持向量机都属于这类算法。

所谓确定性是指针对各种自动机模型，根据当时的状态和输入，若自动机的状态转移是唯一确定的，则称确定性（见图5.5）；在每一时刻，若自动机有多个状态可供选择，并尝试执行每个可选择的状态时，则称为非确定性。这么说有点拗口，简单地理解，所谓确定性就是程序在每个运行时（自动机状态转移时）产生下一步的结果是唯一的，因此返回的结果也是唯一的。而非确定性就是在每个运行时执行路径是并行的（随机的）：所有路径都可能返回结果，也可能只有部分返回结果，也可能不返回结果，但只要有一个路径能够返回结果，那么算法就结束。在求解优化问题时，非确定性算法可能会陷入局部最优，因为所有并行的路径中某个执行路径运行达到最优，算法就会结束，但此时返回的不一定是全局最优解。

[image: 015-01]
图5.5　确定性与非确定性自动机的比较



有了时间上的衡量标准和状态转移的确定性与非确定性的概念，我们来定义一下问题的计算复杂度。P类问题就是指能够以多项式时间的确定性算法来对问题进行判定或求解，实现它的算法在每个运行时状态都是唯一的，最终一定能够确定一个唯一的结果——最优的结果，前面各章讲述的大多属于这类问题。而NP类问题是指可以用多项式时间的非确定性算法来进行判定或求解，也就是说，对这类问题求解的算法大多是非确定性的，但时间复杂度有可能是多项式级别的。但是，NP类中还有一个子类称为NP完全问题，是NP类问题中最难的问题，其中任何一个问题至今都没有找到多项式时间的算法。

机器学习中的多数算法都是针对NP类问题（包括NP完全问题）的。下面给出计算理论中一些典型的NP类问题（不限于机器学习领域）。


	背包问题。给定一组物品，每种物品都有自己的重量和价格，背包限定了物品的总重量。问题是：如何选择，才能使背包中的物品总价最高？这是一种组合优化的NP完全问题。

	最短路径问题。它是图论的一个经典问题，旨在寻找图中连接两个节点的所有路径中最短的一条。

	旅行推销问题（又称为旅行商问题、货郎担问题、TSP问题）。类似图5.4，它是一个多局部最优的问题。问题描述：有n个城市，一个推销员要从其中某一个城市出发，唯一走遍所有的城市，再回到他出发的城市，求最短的路线。该问题的求解算法使用模拟退火算法，本书第6章将给出详细的讲解。

	最大团问题。图G=(V,E)的团是图G的一个完全子图，即该子图中任意两个互异的顶点都有一条边相连。团问题是对于给定的无向图G=(V,E)和正整数k，是否存在具有k个顶点的团。在概率图模型中，求取最大团是一个经典的智能推理算法。

	图同构问题。两图同构的直觉条件是：若其中一图可以经由移动顶点使它与另一图重合，则为同构。在自然语言中，图同构是知识推理的一部分。



以上这些问题都是经典的NP类问题，有些是NP完全问题。从本章开始，我们介绍的算法大多是非确定性算法，也就是说，机器学习的高级算法大多是针对于解决NP类问题的，即算法的状态转移具有非确定性，产生的结果位于一个允许误差范围内。最优化理论和机器学习的多年研究，很大程度上就是为这类问题提供求解的思路和方法。

5.1.7　逐次逼近法

在线性代数中我们常看到方程组被写为这样的形式：

Ax=b

其中A是非奇异矩阵（行列式不等于0）。学生阶段，我们求解的方程组阶数都不高，一般使用主元消去法求解。但对于A的阶数很大，而且零元素很多的大型稀疏矩阵方程组，例如，训练一个包含几十MB乃至几百MB的数据集时，主元消去法就显得力不从心了，而一般要选用逐次逼近法（或称为迭代法）求解。

为了便于说明，下面我们举一个求解线性方程组的迭代法例子（案例选自《基本迭代法》）。

[image: 016-01]


如果记为Ax=b，其中：

[image: 016-01]


方程组的精确解是：

x* = (3,2,1)T


如果记为另一种形式：

x=B0
 x+f

[image: 016-01]


转换为矩阵的形式：

[image: 016-01]


任取初始值，例如取x(0)
 =(0,0,0)T
 。将这些值代入公式5.2右边，即求得方程组的第一次迭代方程组的解，得到新的值。

[image: equa]


再将x(1)
 的分量代入公式5.2右边得到x(2)
 。反复利用这个计算程序，得到一个向量序列和一般的计算公式（迭代公式）。

[image: 016-01]


上式变为：

[image: 016-01]


简写为：

X(k+1)
 =B0
 x(k)
 +f

其中k为迭代次数。

迭代10次之后得到：

x(10)
 = (3.000032,1.999838,0.9998813)T


误差向量范数：

[image: equa]


但要指出的是，迭代法产生的向量序列x(k)
 不一定都能逐步逼近方程组的解x*。

如对下面的方程组：

[image: equa]


则对任何的初始向量，得到的序列都不收敛。

鉴于这两种情况，我们给出逐次下降法（迭代法）的定义。

（1）对于给定的方程组x=B0
 x+f，使用公式：

x(k+1)
 =B0
 x(k)
 +f

其中k为迭代次数(k=0,1,2,…)。

逐步代入求近似解的方法称为迭代法。

（2）如果[image: equa]
 存在（记为x*），称此迭代法收敛，显然x*就是方程组的解，否则称此迭代法发散。

（3）研究{x(k)
 }的收敛性。引进误差向量：

ε(k+1)
 =x(k+1)
 =x*

得到：

ε(k+1)
 =Bε(k)
 　(k=0,1,2,…)

递推得到：

ε(k)
 =Bε(k-1)
 =…=Bk
 ε(0)


要考查{x(k)
 }的收敛性，就要研究B在[image: equa]
 =0或[image: equa]
 =0的条件。

下面我们给出逐次下降法（或迭代法）的Python实现。

（1）导入需要的包。


　　# -*- coding: utf-8 -*-
　　import numpy as np 
　　from numpy import *
　　from common_libs import *  # 使用散点图绘制函数
　　import matplotlib.pyplot as plt



（2）消元法求原方程组的解。


　　# 求解原方程
　　A=mat([[8,-3,2],[4,11,-1],[6,3,12]])
　　b=mat([20,33,36])
　　result= linalg.solve(A,b.T)
　　print result



执行结果如下。


　　[[ 3.]  [ 2.]  [ 1.]]



（3）迭代法求原方程组的解。


　　error = 1.0e-6                                           # 误差阈值
　　steps = 100                                                   # 迭代次数
　　xk = zeros((n,1))                                             # 初始化 xk=x0
　　errorlist =[]                                                 # 记录逐次逼近的误差列表
　　for k in xrange(steps):                                       # 主程序
　　      xk_1 = xk                                               # 上一次的xk
　　      xk = B0*xk+f                                            # 本次的xk
　　      errorlist.append(linalg.norm(xk-xk_1))                  # 计算并存储误差
　　      if errorlist[-1]<error:                              # 判断误差是否小于阈值
　　              print k+1                                       # 输出迭代次数
　　              break           
　　print xk                                                      # 输出计算结果



执行结果如下。


　　16
　　[[ 2.99999999]
　　 [ 1.99999975]
　　 [ 0.99999987]]



根据结果可知，迭代16次得到方程结果。结果为[[ 2.99999999] [ 1.99999975] [ 0.99999987]]。我们发现结果是很接近精确结果的浮点数值。

（4）绘制误差收敛散点图。


　　matpts = zeros((2,k+1))
　　matpts[0] = linspace(1,k+1,k+1)
　　matpts[1] = array(errorlist)
　　drawScatter(plt,matpts) 
　　plt.show()



显示结果如图5.6所示。

[image: 015-01]
图5.6　误差收敛散点图



误差收敛速度很快，从第三次迭代就开始接近于最终结果，后面若干次迭代都是对结果的微调。

5.2　Logistic梯度下降法

上一节我们研究了使用迭代法求解线性方程组，并通过误差的收敛与否判断解的存在性，并且得到结论：只要误差能够收敛，方程组就会有解。但是，如果目标函数是非线性的，就会出现一个新问题：误差按哪个方向收敛的速度最快，也就是误差按哪个方向下降得最快。

5.2.1　梯度下降法

这个结论很明显，就是函数的导数方向，在多元微分学中称为梯度。梯度法早在1847年就由柯西（Cauchy）提出。与我们之前提过的贝叶斯不同，柯西是“多产”的，我们熟悉的极限论、柯西不等式都是他的杰作。当然他的成就不限于此，有兴趣的读者可以看看他的生平和著作。

梯度法是求解无约束多元函数极值的最早的数值方法，很多机器学习的常用算法都是以它作为算法框架，进行改进和修正而导出更为复杂的优化方法。因此，梯度法可以认为是计算机求解优化问题的基本算法框架。下面我们来看一下梯度下降法的基本原理。

在求解目标函数f(x)的最小值时，为求得全局最优化，假设目标函数是一个凸函数，在最优化方法中被表示为：

minf(x)

根据导数的定义，函数f(x)的导数表示为目标函数在x上的变化速率。在多元的情况下，目标函数f(x)在某点xk
 的梯度▽f(x)是由x的各个分量的偏导数构成的一个向量，其方向是f(x)增长最快的方向。显然，负梯度方向是f(x)减少最快的方向。在梯度下降法中，如果求函数极大值时，沿着图5.7中红色箭头的方向走，可以最快达到极大点；反之，沿着蓝色箭头的方向走，则最快达到极小点。

[image: 015-01]
图5.7　目标函数的梯度和负梯度方向



从图5.7中可以看出，沿曲线梯度的方向收敛的速度最快。下面我们求解这个梯度。

求函数f(x)极小值的问题，可以选择任意初始点x0
 ，从x0
 出发沿着负梯度方向走，可使得f(x)下降最快。

▽(0)
 =-▽f(x0
 )

其中，▽(0)
 为点x0
 的搜索方向。

推广到第k次迭代，对于任意点xk
 ，可以定义xk
 点的负梯度搜索方向的单位向量为：

[image: equa]


从xk
 点出发，沿着▽(k)
 方向走一步，这里引入一个新的参数ρk
 ，它是每次走的长度，称为步长，步长的定义如图5.8所示。

xk+1
 =xk
 +ρ▽(k)


[image: 015-01]
图5.8　梯度的步长ρk




最后得到新点xk+1
 。因此，在新点xk+1
 ，函数f(x)的函数值为：

f(xk+1
 )=f(xk
 +ρk
 ▽(k)


所有的xk
 组成一个序列，该序列由迭代算法生成：

x0
 , x1
 , x2
 ,…, xk
 , xk+1
 ,…

该序列在一定条件下收敛于使得f(x)最小的解x*。

迭代算法公式：

xk+1
 =xk
 +ρk
 ▽(k)


与逐次逼近法遇到的收敛问题相似，ρk
 的大小也影响了算法的收敛速度。如果选得太小，每次迭代的步长很小，算法收敛慢；如果选得太大，迭代步长过大，可能使算法越过函数的最小点，导致发散。

因为本节没有介绍目标函数，我们先不给出梯度法的程序实现。在下一节中，我们统一给出使用梯度法的线性分类器的基本算法框架。

5.2.2　线性分类器

回忆一下凸集和凸函数一节。在凸集一节，我们定义了支撑超平面和凸集分离定理。我们知道，如果训练集数据是两个互不相交的凸集的子集，那么我们可以找到一个支撑超平面将这两个子集分开。使用最优化方法分类数据集就是寻找这个支撑超平面的过程。那么，如果这个超平面是一个n维的线性方程，我们就称之为线性分类器。线性分类器是最简单和最基本的分类器，后续章节所讲的神经网络、支持向量机、深度学习等非线性分类器都以其为理论基础，所以掌握线性分类器的概念至关重要。

线性分类器也是最早的神经网络模型，被称为感知器模型，具体来源我们会在第6章详解，这里仅给出线性分类器的完整数学模型和代码实现。

如图5.9所示，感知器是线性分类器是一种，它包含一个算法框架和一个激活函数。算法框架就是我们熟悉的线性方程组f(x)=Ax+b 的一个变换。

f(x) = wT
 x+b

[image: 015-01]
图5.9　感知器神经元



它的基本原理是：根据提供的样本集合，构造x样本矩阵，其中x在训练阶段是已知分类的样本集，每个向量自带分类标签。在执行算法之前，导入的样本集要进行预处理，一般预处理分为三个步骤。


	提取出样本集的类别标签向量，应是一个列向量，行数与数据集相同，我们表示为classLabel。在二类别线性分类器中，类别用0,1表示。

	如果有必要，样本集数据可以归一化。

	在原样本集中加入b作为第一列，b列可以给定一个初始默认值，一般是值为1的列向量，这样原样本集列数保持不变。



在样本集预处理完成之后，我们需要定义两个参数。


	迭代次数：Steps。

	考虑到梯度的问题，我们还需要定义一个固定步长：α（代码中的alpha）。



之后就是初始化w权重向量，一般选择一个全0或全1的与样本集等维度的向量，其中全0或全1为初始化值。

算法的执行目标就是训练分类器，最终训练出权重向量w作为分类器的参数。

注意，图5.9中的f(x)不是分类器完整的目标函数，在算法的第一步它映射为x和w两个向量的点积，这个点积可以看作训练集所表达的目标函数的梯度。

线性感知器算法最初使用硬限幅（hardlim）函数作为激活函数，如图5.10所示，计算f的预估类别。

[image: 015-01]
图5.10　hardlim硬限幅函数



hardlim的含义是，对于一个二元分类问题，可以设想成利用一个超平面划分两个高维凸集空间的情况：在超平面一侧的所有点集都被分类为“1”，另一侧则被分类为“0”。计算的分类结果需要与当前分类标签列表进行比较，生成误差向量。

error = classLabel-hardlim(f)

以上两个阶段才是一个神经元目标函数的完整执行过程。计算完成后，将误差向量代入迭代公式中，进行迭代。

wk+1
 = wk
 +xT
 ×error

迭代过程是通过一个有限次的迭代算法，以α为步长，不断循环修正分类误差。算法执行完毕后，即可得到权重向量w的值。

但这个值并不一定代表最优的分类结果，需要对权重向量w所决定的超平面的变化趋势进行评估，还需要对权重向量w的各个分量进行评估。如果权重向量的各个分量都维持稳定的趋势，才能证明算法达到最优。虽然线性分类器算法是最简单的分类算法，但过程并不简单。

下面仅给出线性感知器的代码，本节不进行进一步的测试和讲解，所有的具体讲解将在5.2.4节详细说明。

（1）数据集预处理阶段。


　　# 导入数据
　　Input = file2matrix("testSet.txt","\t") # 参见第1章
　　target = Input[:,-1] # 获取分类标签列表
　　[m,n] = shape(Input) 
　　
　　# 按分类绘制散点图
　　drawScatterbyLabel(plt,Input)
　　
　　# 构建x+b 系数矩阵：b这里默认为1
　　dataMat = buildMat(Input)
　　# print dataMat



（2）定义迭代步长和次数。


　　alpha = 0.001                               # 步长
　　steps = 500                                   # 迭代次数



（3）初始化权重向量。


　　weights = ones((n,1))               #初始化权重向量



（4）激活函数：硬限幅函数。


　　def hardlim(dataSet):
　　      dataSet[nonzero(dataSet.A>0)[0]]=1
　　      dataSet[nonzero(dataSet.A<=0)[0]]=0  
　　      return dataset



（5）执行算法，训练分类器权重。


　　for k in xrange(steps):
　　      gradient = dataMat*mat(weights)         # 梯度
　　      output = hardlim(gradient)              # 硬限幅函数
　　      errors = target-output                  # 计算误差——误差函数
　　      weights = weights+alpha*dataMat.T*errors



5.2.3　Logistic函数——世界不是非黑即白

上一节我们了解了线性分类器的算法框架，并介绍了硬限幅函数的功能。有心的读者可以使用本书提供的代码进行测试。当然，现阶段不测试也没有关系，5.2.4节会有更详细的讲解。

感知器算法并不复杂，但在实践中应用得并不多，即使在线性分类器的领域也很少用到。主要原因是hardlim函数不是一个连续的函数，在一个很狭小的区间，函数会突然从0阶跃到1，而没有过渡的状态，决策边界过于狭窄，在处理跨越支撑超平面的误分类样本点时，目标函数发生震荡，影响分类精度和评估。实践中，经常会用到0~1之间的概率输出，希望算法能够提供一个平缓的分类边界，此时Logistic函数的优势就体现出来了。

有人可能会有疑问：类似这样的曲线有很多，为什么要选择Logistic函数呢？下面我们来解释一下这个问题（见图5.11）。

[image: 015-01]
图5.11　Logistic函数



如图5.11所示，Logistic在纵坐标的取值范围正好是(0,1)，横坐标的取值范围是（-∞，+∞），它的函数表达式为：

[image: equa]
 或[image: equa]


为了方便，我们把训练集矩阵看作样本总体，对于总体的每个样本而言，它们彼此都是相互独立的，它们的输出标签为y={0, 1}，那么可以写为如下几种形式。

如果y = 1，概率就是p，p = P{Y=1|x}，我们令：

[image: equa]


如果y = 0，概率就是1 – p，1-p = P{Y=0|x}，那么，

[image: equa]


所以事件的发生概率与不发生的概率之比为：

[image: equa]


两边取对数：

[image: equa]


回忆一下前一节的梯度计算，这恰恰就是训练集的梯度计算结果。这样，在保证收敛速度的情况下，就可以直接使用梯度结果来计算函数的极值，这是选择Logistic函数的一个原因。

下面我们计算这个函数的极值情况。因为我们之前假设样本集之间相互独立，它们的联合分布可以表示为各边际分布的乘积，我们可以用似然函数表示这种关系：

[image: equa]


对 Logistic模型来说，这是充分的统计量。其对数即称为对数似然函数。

[image: 016-01]


这个函数的自变量是权重向量w，因此这就是线性分类器的目标函数。最小化该目标函数就等价于最大化似然估计。下面求解目标函数的最优化。

[image: equa]


对w求导：

[image: 016-01]


我们令该导数为0，它无法得到解析解。不过幸运的是，最后一项就是线性分类器中的误差函数。回忆一下线性分类的源程序，只要把原来的hardlim函数改为Logistic函数，即可通过梯度下降法迭代求得近似结果。

Logistic函数虽然不能给出函数的解析解，但是求解其最优的过程与感知器的过程相同，也使用了梯度信息和迭代公式，它可以保证收敛的速度及最优值的存在。

使用Logistic函数还有一个重要的原因是，它的目标函数L(w)是一个指数和对数函数。回忆凸函数一节，也就是让我们魂牵梦萦、千呼万唤的凸函数，算法的局部最优就意味着全局最优。

综上三点，Logistic函数就是当仁不让的选择。

5.2.4　算法流程

在线性分类器一节，我们列出了算法的模型，不过激活函数是hardlim硬限幅函数。在讲解了Logistic函数之后，下面我们将以Logistic函数为核心，详细讲解一下整体的算法框架及算法评估，如图5.12所示。

f(x)=p(y=1| x,w)=g(wT
 N)

[image: 015-01]
图5.12　单神经元的Logistic分类器



（1）导入数据。


　　Input = file2matrix("testSet.txt","\t")     # 导入数据并转换为矩阵
　　target = Input[:,-1]                                  # 获取分类标签列表
　　[m,n] = shape(Input)



导入后的结果如下。


　　-0.017612   14.053064       0
　　-1.395634     4.662541        1
　　-0.752157     6.538620        0
　　-1.322371     7.152853        0
　　0.423363      11.054677       0
　　0.406704      7.067335        1
　　0.667394      12.741452       0
　　-2.460150     6.866805        1
　　0.569411      9.548755        0
　　-0.026632     10.427743       0
　　…



为了演示方便，我们使用的是二维数据集，最后一项是分类标签。训练集分为两大类，标签分别为0和1。

（2）按分类绘制散点图。


　　def drawScatterbyLabel(plt,Input):
　　      m,n=shape(Input)
　　      target = Input[:,-1] 
　　      for i in xrange(m):
　　              if target[i]==0:
　　                      plt.scatter(Input[i,0],Input[i,1],c='blue',marker='o')
　　              else:
　　                      plt.scatter(Input[i,0],Input[i,1],c='red',marker='s')



绘制图形如图5.13所示。

[image: 015-01]
图5.13　训练样本散点集



不同类别的样本用红色和蓝色分开。如图5.13所示的样本集并不是一个分隔效果很好的样本集。

（3）构建b+x系数矩阵：b这里默认为1。


　　dataMat = buildMat(Input)



buildMat函数代码如下。


　　def buildMat(dataSet):
　　      m,n=shape(dataSet)
　　      dataMat = zeros((m,n))
　　      dataMat[:,0] = 1                        # 矩阵第一列全为1->b
　　      dataMat[:,1:] = dataSet[:,:-1]          # 第二列到倒数第二列保持原数据，最后一列被删除
　　      return dataMat



构建后的结果如下。


　　[[  1.        -0.017612 -14.053064]
　　 [  1.        -1.395634  -4.662541]
　　 [  1.        -0.752157  -6.53862 ]
　　 [  1.        -1.322371  -7.152853]
　　 [  1.         0.423363 -11.054677]
　　 [  1.         0.406704  -7.067335]
　　 [  1.         0.667394 -12.741452]
　　 [  1.        -2.46015   -6.866805]
　　 [  1.         0.569411  -9.548755]
　　 [  1.        -0.026632 -10.427743]]……



第一列全为1，后两列为数据，标签列被删除。

（4）定义步长和迭代次数，并初始化权重向量。


　　alpha = 0.001                    # 步长
　　steps = 500                      # 迭代次数
　　weights = ones((n,1))            #初始化权重向量



（5）主程序：迭代过程。


　　for k in xrange(steps):
　　      gradient = dataMat*mat(weights)                         # 计算梯度
　　      output = logistic(gradient)                             # Logistic函数
　　      errors = target-output                                  # 计算误差
　　      weights = weights+alpha*dataMat.T*errors        # 修正误差，进行迭代



Logistic函数很简单，这是矢量编程的方式。


　　def logistic(wTx):
　　      return 1.0/(1.0+exp(-wTx))



输出训练结果如下。


　　print weights       # 输出训练后的权重



经过训练得到结果权重，如下。


　　[[ 4.17881308]
　　 [ 0.50489874]
　　 [ 0.61980264]]



（6）绘制分类超平面。


　　X = np.linspace(-5,5,100)
　　# y=w*x+b: b:weights[0]/weights[2]; w:weights[1]/weights[2]
　　Y = -(double(weights[0])+X*(double(weights[1])))/double(weights[2])
　　plt.plot(X,Y)
　　plt.show()



绘制分类图形，如图5.14所示。

[image: 015-01]
图5.14　权重向量构成的分类超平面



在图5.14中，蓝色直线就是分类超平面。可以看到该直线按照红色和蓝色样本点的分布，将训练集分为两部分。

在二维空间中，weights构成了一条决策边界（分类超平面），其线性方程为y=ax+b。weights向量代表了a、b的取值，分别为超平面的斜率和截距，公式如下：

[image: equa]


5.2.5　对测试集进行分类

在训练完数据集之后，我们生成了权重信息，实际上这个权重信息就是分类超平面线性方程的系数。通过这个超平面，我们就可以将新数据分到正确的类别中。

（1）分类器函数。


　　def classifier(testData, weights):
　　    prob = logistic(sum(testData*weights))    # 求取概率——判别算法
　　    if prob > 0.5: 
　　              return 1.0                                      # prob>0.5 返回为1
　　    else: 
　　              return 0.0                                      # prob≤0.5 返回为0



（2）对测试数据执行分类。


　　weights = mat([[ 4.12414349],[ 0.48007329],[-0.6168482 ]])  # 载入之前生成的权重
　　testdata = mat([-0.147324,2.874846])                  # 测试数据
　　m,n = shape(testdata)                                 # 构建测试数据矩阵
　　testmat = zeros((m,n+1))
　　testmat[:,0] = 1 
　　testmat[:,1:] = testdata
　　print classifier(testmat,weights)                     # 执行分类



分类结果如下。


　　1.0



5.3　算法分析

如果当前的权重值是迭代500次之后的结果，那么这无法证明算法已经达到了最优。在近似寻优中，如何衡量算法的结果非常重要。为了便于理解，我们循序渐进地讲解如何评估算法的近似结果，分为以下几个阶段。


	超平面分析。

	斜率和截距分析：初始值的震荡。

	权重收敛评估。

	算法的总体评价。



5.3.1　超平面的变化趋势

我们将源程序第6部分（绘制训练后的超平面）修改为如下代码。


　　…
　　weightlist = []
　　…
　　for k in xrange(steps):
　　      gradient = dataMat*mat(weights)         # 梯度
　　      output = logistic(gradient)             # Logistic函数
　　      errors = target-output                  # 计算误差
　　      weights = weights+alpha*dataMat.T*errors 
　　      weightlist.append(weights)
　　
　　X = np.linspace(-5,5,100)
　　Ylist=[]
　　lenw = len(weightlist)
　　for indx in xrange(lenw):     
　　      if indx%20 == 0:                                # 每隔20条输出一次分类超平面
　　              weight = weightlist[indx]
　　              Y=-(double(weight[0])+X*(double(weight[1])))/double(weight[2])
　　              plt.plot(X,Y)
　　              plt.annotate("hplane:"+str(indx),xy = (X[99],Y[99])) #分类超平面注释
　　plt.show()



输出结果如图5.15所示。

[image: 015-01]
图5.15　分类超平面（权重向量）的变化



从图5.15中可以观察到hplane（分类超平面）的变化趋势。初始时hplane等于0，因为权重向量是外部给出的，不能反映类别的状态；经过20次迭代，hplane被调整到了绿色的位置，开始接近决策边界；图中最后清晰可见的是第60次迭代的分类超平面，已经很接近决策边界；之后的各项因为彼此差异很小，已经不能辨别，直至最终结果。图5.15反映出在程序初始状态，分类超平面的变化速度很快，随着迭代次数的增加，变化速度越来越小的趋势。

5.3.2　超平面的收敛评估

在二维空间中，我们定位一条直线，需要考虑两个参数的变化：hplane的截距和斜率。

1．截距的变化

代码：


　　# -*- coding: utf-8 -*-
　　import os
　　import sys
　　import numpy as np 
　　import operator
　　from numpy import *
　　from common_libs import *
　　import matplotlib.pyplot as plt 
　　
　　# 1.导入数据
　　Input = file2matrix("testSet.txt","\t")
　　target = Input[:,-1]                          #获取分类标签列表
　　[m,n] = shape(Input) 
　　
　　# 3.构建b+x 系数矩阵：b这里默认为1
　　dataMat = buildMat(Input)
　　# print dataMat
　　# 4. 定义步长和迭代次数 
　　alpha = 0.001                                         # 步长
　　steps = 500                                           # 迭代次数
　　weights = ones((n,1))                         # 初始化权重向量
　　weightlist = []
　　# 5. 主程序
　　for k in xrange(steps):
　　      gradient = dataMat*mat(weights)         # 梯度
　　      output = logistic(gradient)             # logistic函数
　　      errors = target-output                  # 计算误差
　　      weights = weights+alpha*dataMat.T*errors 
　　      weightlist.append(weights) 
　　
　　print weights                                         # 输出训练后的权重
　　fig = plt.figure()
　　axes1 = plt.subplot(211)
　　axes2 = plt.subplot(212)
　　weightmat = mat(zeros((steps,n)))
　　i=0
　　for weight in weightlist:
　　      weightmat[i,:]=weight.T
　　      i+= 1
　　X =linspace(0,steps,steps)
　　axes1.plot(X[0:10],-weightmat[0:10,0]/weightmat[0:10,2],color = 'blue', linewidth= 1, linestyle="-")          
　　axes2.plot(X[10:],-weightmat[10:,0]/weightmat[10:,2],color = 'blue', linewidth= 1, linestyle="-")     
　　plt.show()



如图5.16所示，曲线分为两部分：第一部分显示了前10次迭代的情况，在前6次迭代中，截距受到初始值的影响发生显著变化，之后迅速变得平滑；第二部分为第10～500次迭代，截距起先下降很快，后逐渐趋向平缓，但仍呈现下降态势，总的下降水平为-4.0～-6.8，意味着更多的迭代次数可能会导致截距的递减变化。由此可见，截距参数并未平稳。

[image: 015-01]
图5.16　分类超平面曲线的截距变化



2．斜率的变化

代码：


　　# -*- coding: utf-8 -*-
　　import os
　　import sys
　　import numpy as np 
　　import operator
　　from numpy import *
　　from common_libs import *
　　import matplotlib.pyplot as plt 
　　
　　# 1.导入数据
　　Input = file2matrix("testSet.txt","\t")
　　target = Input[:,-1]          #获取分类标签列表
　　[m,n] = shape(Input) 
　　
　　# 3.构建b+x 系数矩阵：b这里默认为1
　　dataMat = buildMat(Input)
　　# print dataMat
　　# 4. 定义步长和迭代次数 
　　alpha = 0.001                         # 步长
　　steps = 500                           # 迭代次数
　　weights = ones((n,1))         # 初始化权重向量
　　weightlist = []
　　# 5. 主程序
　　for k in xrange(steps):
　　      gradient = dataMat*mat(weights)         # 梯度
　　      output = logistic(gradient)             # logistic函数
　　      errors = target-output                  # 计算误差
　　      weights = weights+alpha*dataMat.T*errors 
　　      weightlist.append(weights) 
　　
　　print weights                 # 输出训练后的权重
　　fig = plt.figure()
　　axes1 = plt.subplot(211)
　　axes2 = plt.subplot(212)
　　weightmat = mat(zeros((steps,n)))
　　i=0
　　for weight in weightlist:
　　      weightmat[i,:]=weight.T
　　      i+= 1
　　X =linspace(0,steps,steps)
　　# 输出前10个点的斜率变化
　　axes1.plot(X[0:10],-weightmat[0:10,1]/weightmat[0:10,2],color = 'blue', linewidth= 1, linestyle="-") 
　　axes2.plot(X[10:],-weightmat[10:,1]/weightmat[10:,2],color = 'blue', linewidth= 1, linestyle="-") 
　　plt.show()



如图5.17所示，与图5.16相似，曲线分为两部分：第一部分显示了前10次迭代的情况，在前4次迭代中，斜率受到初始值的影响显著下降，之后逐渐上升；第二部分为第10～500次迭代，斜率总体迅速上升很快，在第120次迭代前后逐渐趋向平稳，无上升或下降的趋势。

[image: 015-01]
图5.17　分类超平面曲线的斜率变化



5.3.3　权重向量的收敛评估

下面的代码实现了各个权重分量的变化趋势图。


　　fig = plt.figure()
　　axes1 = plt.subplot(311); axes2 = plt.subplot(312); axes3 = plt.subplot(313)
　　weightmat = mat(zeros((steps,n)))
　　i=0
　　for weight in weightlist:
　　      weightmat[i,:]=weight.T
　　      i+= 1
　　X =linspace(0,steps,steps)
　　# 输出三个权重分量的变化
　　axes1.plot(X,weightmat[:,0],color = 'blue', linewidth=1, linestyle="-") 
　　axes1.set_ylabel('weight[0]') 
　　axes2.plot(X,weightmat[:,1],color = 'red', linewidth=1, linestyle="-")        
　　axes2.set_ylabel('weight[1]')         
　　axes3.plot(X,weightmat[:,2],color = 'green', linewidth=1, linestyle="-")      
　　axes3.set_ylabel('weight[2]')         
　　plt.show()



如图5.18所示，蓝色曲线表示第一个权重值，变化趋势呈上升状态，而且未见平缓趋势；绿色曲线表示第三个权重值，与蓝色曲线相似，变化趋势也呈上升状态，但幅度要小很多，也未见平缓趋势；红色曲线是第二个权重值，在第100次迭代附近达到最低点，然后逐渐平稳上升，趋势不明显。

[image: 015-01]
图5.18　权重向量的变化趋势



5.3.4　算法总体评价

前三节从分类超平面开始，到超平面的斜率和截距，最终到权重向量的各个分量的变化趋势，层层深入地作出了评估。评估的结果表明，超平面的斜率参数已经达到平稳，但是截距并未达到平稳，还有进一步优化的潜力。应该进一步增加迭代次数，使截距参数最终达到平稳。此时的超平面的决策边界才是最优的。

5.4　随机梯度下降法：算法改进与评估

从理论的角度而言，Logistic梯度下降法应该是完美无缺的，但在实践中还存在一些问题。主要问题是α的取值，也就是步长的取值问题。步长取值越大，收敛就会越快，这样迭代的次数少，算法的效率高。但在迭代中很容易越过函数的最优点，导致发散。如果减小步长取值，这样可以满足精度，算法的收敛速度就会显著降低，如同上一节出现的情况。我们希望找到一种能够平衡这两者的步长策略。

随机梯度下降法并没有新的算法理论，仅仅引进了随机样本抽取方式，并提供了一种动态步长取值的策略，目的是既要保证优化精度，又要满足收敛速度。

5.4.1　主函数

随机梯度算法的辅助代码段与Logistic梯度下降法相同，我们就不一一列出细节了。我们在这里仅给出函数名，需要调试运行的读者可以参考前面章节的相关代码或程序文件。

因为随机梯度下降法需要对每个向量重新计算步长，所以不能使用矢量编程的方式，由此带来的问题是：在脚本语言中，这会导致程序执行速度的降低。但有一个优势是，我们可以衡量每个向量的变化趋势，这有助于对算法的全面和深入理解。

主函数代码如下。


　　# 1.导入数据
　　Input = file2matrix("testSet.txt","\t")
　　target = Input[:,-1] #获取分类标签列表
　　[m,n] = shape(Input) 
　　
　　# 2.按分类绘制散点图
　　drawScatterbyLabel(plt,Input)
　　
　　# 3.构建b+x系数矩阵：b这里默认为1
　　dataMat = buildMat(Input)
　　# print dataMat
　　# 4. 定义迭代次数 
　　steps = 500                   # 迭代次数
　　weights = ones(n)     # 初始化权重向量
　　
　　# 算法主程序
　　# 1.对数据集的每个行向量进行m次随机抽取，保证每个向量都抽取到，而且不重复抽取
　　# 2.对抽取之后的行向量计算动态步长
　　# 3.进行梯度计算
　　# 4.求得行向量的权值，合并为矩阵的权值
　　for j in xrange(steps):
　　      dataIndex = range(m)                            # 以导入数据的行数m为个数产生索引向量：0~99
　　      for i in xrange(m):
　　              alpha = 2/(1.0+j+i)+0.0001      #动态修改alpha步长
　　              randIndex = int(random.uniform(0,len(dataIndex)))#生成0~m之间的随机索引
　　              # 计算dataMat随机索引与权重的点积和
　　              vectSum = sum(dataMat[randIndex]*weights.T)
　　              grad = logistic(vectSum)                        # 计算点积和的梯度
　　              errors = target[randIndex]-grad         # 计算误差
　　              weights = weights+alpha * errors * dataMat[randIndex] #计算行向量权重
　　              del(dataIndex[randIndex])                       #从数据集中删除选取的随机索引



因为算法将按序遍历变为随机抽取，所以运算上需要从矢量编程变为标准编程，即逐个向量运算。在计算每个向量时，alpha参数的计算公式如下：

[image: equa]


其中i、j分别为迭代次数和抽取次数；2为一个经验常量，这个数值越大，动态变化的alpha值导致的震荡越大（后面算法分析与评估的章节将有详细讲解）。建议这个数字与样本均值相关。依据公式，alpha根据迭代次数和抽取次数进行更新，力求平衡算法的精度与速度。

5.4.2　程序输出

下面的代码完成了程序的输出。


　　print weights       # 输出训练后的权重
　　weights       = weights.tolist()[0]
　　# 6. 绘制训练后的超平面
　　X = np.linspace(-5,5,100)
　　#y=w*x+b: b:weights[0]/weights[2]; w:weights[1]/weights[2]
　　Y = -(double(weights[0])+X*(double(weights[1])))/double(weights[2])
　　plt.plot(X,Y)
　　plt.show()



输出权重向量，如下。


　　[[ 10.90332614   0.74645745   1.51268064]]



输出分类超平面，如图5.19所示。

仅凭图5.19很难说明算法的优劣，我们还需要对算法进行分析。

[image: 015-01]
图5.19　随机梯度下降法输出



5.4.3　步长变化率

本小节我们考查一下步长α的变化趋势。首先查看在一次迭代中，步长α的取值变化；然后选取第一行行向量，考查在500次迭代中α值的变化。代码如下：


　　…
　　alphalist =[]  # 第一次迭代是计算全部向量的alpha变化
　　alphahlist =[]  # 计算所有迭代次数中第一个向量的alpha变化
　　…
　　for j in xrange(steps):
　　      dataIndex = range(m) # 以导入数据的行数m为个数产生索引向量：0~99
　　      for i in xrange(m):
　　              alpha = 2/(1.0+j+i)+0.0001  #动态修改alpha步长从2->0.016
　　              if j==0: alphalist.append(alpha)
　　              if i==0: alphahlist.append(alpha)
　　              randIndex = int(random.uniform(0,len(dataIndex)))       
　　…
　　…
　　lenal=  len(alphalist); lenalh=  len(alphahlist)
　　fig = plt.figure()
　　axes1 = plt.subplot(211); axes2 = plt.subplot(222)
　　X1 = np.linspace(0,lenal,lenal); X2 = np.linspace(0,lenalh,lenalh)
　　axes1.plot(X1,alphalist); axes2.plot(X2,alphahlist)
　　plt.show()



绘制结果如图5.20所示。

[image: 015-01]
图5.20　alpha输出



图5.20上图为α在迭代次数为1时的输出，表示第一次迭代时，随着向量计算个数的增加，α值的变化趋势。最初是2，然后迅速下降到0.3，之后平缓下降，接近于0。下图是α值在所有500次迭代中，计算第一个向量时取值的变化，可以看到随着迭代次数的增加，下降的趋势与上图相似。由此可见，alpha值受迭代次数和抽取次数的双重影响，总体呈波动下降趋势，这会导致计算结果的双重震荡。我们在下面可以看到这种双重震荡导致的结果。

5.4.4　权重收敛评估

下面的代码实现了绘制斜率和截距示意图。


　　weightlist =[]
　　for j in xrange(steps):
　　      dataIndex = range(m)                            # 以导入数据的行数m为个数产生索引向量：0~99
　　      for i in xrange(m):
　　              …
　　              weights = weights+alpha * errors * dataMat[randIndex] #计算行向量权重
　　              del(dataIndex[randIndex])               #从数据集中删除选取的随机索引 
　　      weightlist.append(weights)      
　　lenwl=  len(weightlist);
　　weightmat = zeros((lenwl,n))
　　i=0
　　for weight in weightlist:                             # 将权重列表转换成矩阵形式
　　      weightmat[i,:]=weight
　　      i+= 1
　　fig = plt.figure()
　　axes1 = plt.subplot(211); axes2 = plt.subplot(212)
　　X1 = np.linspace(0,lenwl,lenwl)
　　axes1.plot(X1,-weightmat[:,0]/weightmat[:,2]); # 绘制截距 
　　axes2.plot(X1,-weightmat[:,1]/weightmat[:,2]); # 绘制斜率
　　# 生成截距回归线
　　ws=standRegres(X1,-weightmat[:,0]/weightmat[:,2])     
　　Y1=ws[0,0]+X1*ws[1,0]
　　axes1.plot(X1,Y1,color = 'red', linewidth=2, linestyle="-"); 
　　plt.show()



输出结果如图5.21所示。

[image: 015-01]
图5.21　斜率和截距变化



从图5.21中可以看出，由于α值的不断变化，导致斜率和截距曲线波动都很大。上图是截距图，其中蓝色是原始的数据集。为了更清晰地观察，我们编写了一个程序用于生成回归线，发现500次迭代回归线略有下降，但趋势平缓，500次迭代下降幅度仅为-7.1～-7.4。下图是斜率图，斜率在一开始波动很大，在接近160次迭代之后逐渐平缓，无明显上升或下降趋势，如不考虑α值变动产生的影响，应该类似一条平滑的与x轴平行的直线，达到平稳状态。

5.4.5　权重分量的变化趋势

下面的代码实现了各个权重分量的变化趋势图。


　　weightlist =[]
　　…
　　for j in xrange(steps):
　　      dataIndex = range(m) # 以导入数据的行数m为个数产生索引向量：0~99
　　      for i in xrange(m):
　　              …
　　              weights = weights+alpha * errors * dataMat[randIndex] #计算行向量权重
　　              del(dataIndex[randIndex]) #从数据集中删除选取的随机索引       
　　      weightlist.append(weights)      
　　
　　lenwl=  len(weightlist);
　　weightmat = zeros((lenwl,n))
　　i=0
　　for weight in weightlist:
　　      weightmat[i,:]=weight
　　      i+= 1
　　fig = plt.figure()
　　axes1 = plt.subplot(311); axes2 = plt.subplot(312); axes3 = plt.subplot(313)
　　X1 = np.linspace(0,lenwl,lenwl)
　　axes1.plot(X1,weightmat[:,0]); # 
　　axes1.set_ylabel('weight[0]')
　　axes2.plot(X1,weightmat[:,1]); #
　　axes2.set_ylabel('weight[1]')
　　axes3.plot(X1,weightmat[:,2]); #
　　axes3.set_ylabel('weight[2]') 
　　plt.show()



输出结果如图5.22所示。

[image: 015-01]
图5.22　权重各个分量的输出变化



从图5.22中可以看出，权重第一分量波动不明显，在迭代大约60次时开始收敛，100次之后趋势变得平稳，一直到算法结束。由于α值的震荡，导致权重第二分量和第三分量波动都很大。但是可以清晰地看出第三分量在大约60次迭代之后逐渐平稳，一直到算法结束。去除噪声之后，可以看到权重第二分量首先快速下降，到迭代100次后逐渐上升，180次迭代后逐渐变得平缓，之后无上升或下降趋势，处于平稳状态。

5.4.6　算法总体评价

通过对随机梯度下降算法的分析，我们的结论是：该算法已经接近最优，所计算的分类超平面可认定为最优超平面。

而且，算法达到最优状态所需的迭代次数比梯度下降算法要小得多，三个权重分量进入稳态的最高迭代次数也没有超过200次。而Logistic梯度下降法经过500次迭代也没有达到最优，相比之下效率要低很多。这是随机梯度下降算法的优势。

随机梯度下降算法因为引入了随机抽取和动态生成步长alpha值，可能会导致算法的效率降低，但在迭代次数上的显著下降则完全可以抵消由此带来的资源开销。

需要注意的是如何选择alpha步长的经验值，这个值可以参考样本的均值。

5.5　结语

从本章开始，我们进入机器学习的高级部分。因为涉及的理论比较多，本章的内容并不简单。

第一节涉及的主要理论包括最优化方法、凸优化理论、计算复杂性、梯度计算、迭代寻优等，都属于回顾性的内容。如果读者对这方面的理论还不够熟悉，并希望进一步地深入研究，建议看一下文中所列的相关书籍和文献。这些理论是研究机器学习最基本的理论基础，如果不能掌握这些理论，那么后续的算法原理就很难理解。因此这一节还是比较重要的。

第二节重点讲解了Logistic梯度算法的算法原理和代码实现。理论上，从梯度计算开始，一直到单层感知器网络，最后深入讲解了Logistic函数的推导过程。代码上，与前几章相同，同样使用Python代码实现了Logistic梯度下降的算法。

第三节也是本章的重点，即迭代算法的算法评估。以Logistic算法为例，我们深入到算法评估过程的每一个环节，包括超平面的变化趋势、收敛评估及权重向量的收敛过程等，并对算法做了总体的评价。

本章的最后，我们介绍了Logistic的改进算法——随机梯度下降法。该算法克服了Logistic算法因为步长固定导致的无法接近最优点或收敛速度较慢的问题，并给出了Python的代码实现。



第6章　神经网络初步


人工神经网络的结构及其算法模拟自生物神经系统的组织和运转机能，具有悠久的历史（相对于其他算法而言）。学术界对神经网络算法的研究几经沉浮，可谓命运多舛。但正因如此，也成就了它在各类机器学习算法中的领袖地位。近年来，深度学习（Deep Learning）算法的突破又将神经网络推向了一个新的高峰。在开始深度学习算法之前，我们就从本章开始了解神经网络的前世今生。

本章主要内容包括：


	神经网络简史。

	BP神经网络。

	自组织映射神经网络。

	模拟退火算法与Boltzmann机。




6.1　神经网络简史

6.1.1　起源与早期发展

人工神经网络算法的思想来源于人类对自身的探索，即对大脑认知能力的研究和模仿。神经网络理论与相关技术就是为了实现思维的认识机能而发展出来的。长久以来，它都是这门学科的基本任务。

早在19世纪末，意大利解剖学家C.Golgi使用银染法发现了神经元，包括其胞体、树突和轴突。同时代的西班牙科学家Sr.Cajal在他1904年出版的《人和脊椎动物神经系统组织学》一书中确认了这一发现，并做了大量的研究。为此，他们共享了1906年的诺贝尔生理学和医学奖。

到了20世纪40年代，人们融合当时生物物理学和数学的相关知识，试图创造一种机器，能够模拟神经元的基本机能。Mccullocb和Pirts在1943年提出了第一个神经网络的模型——MP模型。

MP模型将人工神经元视为一个二值(0,1)开关元件，并以此为基础按不同方式组合，根据组合的方式处理各种逻辑运算。MP模型的一大贡献在于为神经元提供了形式化数学描述及网络结构，并且证明了单个神经元所执行的逻辑功能，从而开创了人工神经网络研究的时代。

20世纪50年代以来的两个重要事件带来了神经网络的第一次崛起。第一，以符号学为代表的人工智能作为一个学科正式形成，这使得神经网络研究有了固定的组织、成员和目标。第二，计算机的发明，使得研究者有了大规模、自动化的计算工具，使得算法研究从理论探讨可以付诸工程实践。

这次崛起的标志性成就是，F.Rosenblan于1958年提出了著名的感知器模型。同时，他还证明了两层感知机的收敛定理。这是世界上第一个有实用价值的神经网络模型，成为现代神经网络的出发点。

古往今来，思维研究的目的之一就是模拟人类对信息的识别，如图片、声音、文字等。所以在感知器模型建立之后，被首先用于这类信息的识别。但是，由于当时科技水平远不够发达，所构建的系统无论是从规模还是性能上都远不可与现代相比。此外，Marvin Lee Minsky＆S.Paper从数学上证明了单层感知器不能处理异或（XOR）问题。1969年，他们发表了《感知器》一书，书中批评了感知器模型的这个局限性。由于Minsky是人工智能科学的创始人之一，该书的观点颇具影响力，导致人工神经网络的研究陷入了低潮。这之后的十多年间，神经网络渐渐淡出人们的视线。

6.1.2　中期发展

20世纪80年代初期，由于超大规模集成电路的制作工艺已近成熟，以及传统的人工智能算法理论在解决知识发现上表现得无能为力，人们又开始从神经网络算法上寻求突破。

1981年，芬兰赫尔辛基大学的Kohen教授提出了自组织神经网络。

1982年和1984年，美国加州理工学院的物理学家John Hopfield在美国科学院院刊上发表了两篇论文，提出了模拟人脑的神经网络模型，即著名的Hopfield网络。它使人们重新认识了神经网络，并掀起了神经网络的研究热潮。

随即，一大批学者和研究人员展开了新的工作，形成了20世纪80年代中期开始的第二次研究热潮。到1985年，Ackley、Hinton和Sejnowski将模拟退火算法应用到神经网络训练中，提出了Boltzmann机，该算法具有逃离局部极值的优点，成为后来深度学习的基础算法之一。

1986年，Hinton、Rumelhart和Williams发现，误差的反向传播可以有效地解决多层网络中隐节点的学习问题，证明Minsky对多层网络不存在有效学习方法这个断言并不正确。同年，他们提出了多层前馈神经网络的学习算法，即BP算法，成为后来深度学习的另一个基础理论。

1988年，Broomhead和Lowe还提出了RBF网络（径向基网络）。这部分内容在股市预测一章中有详细讲解。

鉴于当时人们对脑科学的认识，神经网络的发展在一定程度上使智能系统有能力从环境中自主学习，这些研究也使人们加深了对自主学习问题本身的认识，很快总结出那个时代学习问题的主要特征。


	非线性。第二代神经网络的兴起主要是对线性不可分情况的一种突破，到了RBF神经网络，人们可以轻松地模拟出任何一种非线性数据的变化趋势。

	非凸性。我们在第5章讲过，凸函数的局部最优也是全局最优。所谓非凸性，是指函数有多个局部最优值，故系统在运行时具有多个稳态。这类不确定性的问题为全局寻优提出了新的挑战，模拟退火是这方面比较成功的尝试。

	动态（Dynamic）性。智能系统与算法需要具有自适应、自组织、自学习的能力。神经网络的设计原理是经验风险最优，也就是网络的学习来源于大量的训练数据，通过对权重的调整使网络学习出数据内在的规律。迭代过程是基本的算法框架。

	非局部性。系统的整体行为不取决于单个神经元的特征，而由神经元之间的相互作用、相互连接所决定。信息和误差传播有不同的回路，一般而言，信息是前馈的，而误差是反馈的。



随着问题的明确，人们也意识到，当时的神经网络与设想中的真正解释和模拟人脑的认识机制还存在着距离，本质上是一种函数逼近、模式识别技术。于是有人思考，在处理这类问题中，神经网络是不是最优的结构？此时，第二代神经网络的诸多问题也逐渐暴露出来，例如，经验风险最优需要大量的训练数据，结构上处理非线性问题还存在不稳定性等。

终于，在1995年，Corinna Cortes和Vapnik提出了支持向量机（SVM）算法，它在解决小样本、非线性及高维模式识别中表现出极大的优势。SVM和传统的神经网络都来源于对Rosenblan感知器理论的突破，但走的路线截然不同。虽然SVM的数学推导并不简单，但算法思想却不复杂。应该说对于上述几个问题，SVM抓住了实质。此后，支持向量机一派一度占了上风。这个优势一直保持了近十年，但此时的神经网络越来越成熟，它凭着诸多的算法模型在很多工程领域仍占有优势，很多著名的算法一直沿用至今。本章的内容主要介绍这一阶段神经网络的代表性成就。

6.1.3　当前的发展与反思

众所周知，Hinton的深度学习算法将神经网络带入了一个新时代。通过深度学习，人们已经可以解决图像识别、声音识别中的绝大部分问题，以及自然语言处理方面的某些问题。可以毫不谦虚地说，深度学习将人工智能技术带入了一个新时代。

2011年，IBM成功开发出了“神经突触（Neurosynaptic）芯片”。2013年8月，IBM发布了基于人脑特征的全新计算架构，该架构一举打破了自1946年以来普遍盛行的冯·诺依曼体系。它可以从硬件上模拟出人类在感知、行为和认知方面的能力，其效率与人脑相匹敌。

半个世纪前，解决人类认知问题这个主题，听起来完全就是天方夜谭，但是现在却一步一步地走进人们的生活。在这几十年间，神经网络几经沉浮，经受住了考验，理论体系逐渐成熟起来，并且成功地发展到了硬件系统。这一切不禁让人产生诸多感慨：伟大的行动常会由伟大的目标所驱使！

6.2　BP神经网络理论

6.2.1　线性不可分问题

在解释概念之前，我们来看两幅图，如图6.1所示。

[image: 015-01]
图6.1　线性可分与线性不可分



先看图6.1左图，在样本空间中，使用颜色（红色和蓝色）将样本标注为不同类别，这些样本点所构成的集合之间没有交集，或者说交集的样本可以被忽略不计，类似这种情况都被称为线性可分。直觉上，线性可分的两类样本集合之间存在的超平面是线性的，即它的方程是一个n元一次方程。在二维空间中，像图6.1左图一样有一条直线把它们分隔开。这类问题可以说我们已经基本解决了。

再看图6.1右图，直觉上，红色和蓝色的样本点不能被一条直线分隔开，也就是说，分隔超平面不是线性的，因此称为线性不可分；再进一步理解，样本点所构成的集合不是凸集，也不能使用凸函数的相关概念和方法。线性不可分的超平面方程应是一个n元m次方程（m>1）。

如果我们想要找到一条分隔线把右图中的两个集合分开，那么这个问题就转化成一个求取两个集合的分隔曲面（曲线）方程的过程。这是第二代神经网络兴起的动因之一，我们就从这里开始。

但是，总觉得还有点问题。想想机器学习的目的，它最终不是为了解决类似这样的数学问题或者几何问题（这类问题的解决不需要机器学习），而是希望通过这些数据集合认识事物存在和运动的方式。这样想就有点复杂了，我们先把这个问题留下来，以后再谈。

6.2.2　BP网络构成

我们之前介绍的梯度下降法其实是最简单的神经网络——感知器网络。形象地说，它是利用外界输入样本的刺激，通过不断迭代，修正权重向量，以使网络输出与期望输出减少差距，直至稳定的过程。从神经网络的角度，它可分为以下几部分。


	输入层：样本向量的维度。

	激活函数：Logistic。

	误差计算：实际分类标签-预测分类。

	输出层：类别标签向量。

	迭代公式。



但感知器网络存在的问题是无法处理线性不可分的情况。为了解决这个问题，1986年，以Rumelhart和Williams为首的研究小组，利用误差的反向传播原理，设计了BP神经网络。BP网络改变了传统的网络结构，引入了新的分层和逻辑，基本解决了非线性的分类问题。单个神经元的结构如图6.2所示。

[image: 015-01]
图6.2　单个神经元的结构



在神经网络中，输入层由数据集的某个向量x（x1
 , x2
 ,…,xn
 ）和一个偏置bi
 （常取1值）构成，该向量需要乘以同维度的权重向量w（
 w0
 , w1
 , w2
 ,…,wn
 ），累加得到下一层神经元的一个输入标量（bi
 w0
 +w1
 x1
 ,w2
 +x2
 ,…,wn
 +xn
 ），该标量再乘以激活函数得到下层神经元的一个输入。

如图6.3所示是BP网络的基本结构，该结构分为以下几个部分。

（1）输入层i。


	输入向量：x=(x1
 ,x2
 …xn
 。

	输入层与隐含层连接权值：wih
 。



输入层就是输入的数据集所构成的向量集合。第一列为偏置值bi
 ，第二列到最后一列为特征向量（分类标签除外）。输出层是输入层和权重的点积，然后该值与激活函数的计算结果。

[image: 015-01]
图6.3　BP网络结构



（2）隐含层h。


	输入向量：hi=(hi1
 ,hi2
 ,…hin


	输出向量：h0=(h01
 ,h02
 ,…h0n
 。

	阈值：bh
 。

	隐含层与输出层连接权值：who
 。

	激活函数：Logistic函数。



隐含层可以是一层，也可以是多层，但在BP网络中一般不超过两层。它的输入是上一层的输出层和权重的点积标量，输出是该标量与激活函数的计算结果。

（3）输出层o。


	输入向量：yi=(yi1
 ,yi2
 ,…yin


	输出向量：y0=(y01
 ,y02
 ,…y0n


	阈值：bo
 。



输出层只有一层，它的输入是上一层的输出层和权重的点积；输出层的计算与隐含层相同，计算的结果是最终预期的分类权值。

（4）期望输出：d0
 =(d1
 ,d2
 ,…,dn
 就是分类标签向量。

与多层感知器不同，BP网络的每一层都计算与预期结果的误差，并以反向传播的方式将误差传递到上一层，修正上一层的权重。下面我们详细了解一下BP网络的训练过程。

6.2.3　BP网络的训练过程

在流程上，BP网络训练包括三个阶段。

1．正向传播过程

输入信息通过输入层、隐含层到输出层，逐层传递计算每层神经元的实际输出值。

net = wT
 o+b

上式中的w是各层的权重向量，是上一层的输出向量（矢量编程中可以是整个数据集的矩阵），对于输入层就是训练样本集x；b是阈值，与梯度下降法的处理相同，在训练样本集x首列加入全为1的列向量。

传递（激活）函数：

[image: equa]


传递函数的代码实现如下。


　　def logistic(self,net):
　　      return 1.0/(1.0+exp(-net))



其中，


	隐含层节点的输入为：hi=wih
 xi
 +bh
 。

	隐含层节点的输出为：h0=f(hi)。

	输出层节点的输入为：yi=wh0
 h0+b0
 。

	输出层节点的输出为：y0=f(yi)。



2．计算期望与实际分类的误差

计算实际输出与期望输出的差，并判断这个误差是否低于容限。如果高于容限，则进行误差反向传播。

误差向量：

error-d0
 -y0


全局误差函数：

[image: equa]


全局误差函数的代码实现如下。


　　def errorfunc(self,inX):
　　      return sum(power(inX,2))*0.5



3．计算反向传播过程

若正向传播过程未能得到期望的输出值，则逐层计算实际输出与期望输出的误差值，根据误差值调节权重。

dlogit函数：

[image: equa]


传递函数导函数的代码实现如下。


　　def dlogit(self,net):
　　      return multiply(net,(1.0-net))



（1）输出层误差：计算误差反向传播的输出层的梯度和微分，用于更新输出层权值。

输出层的微分可以写成如下形式：

[image: equa]


下面我们将等式右边的两项分别进行推导。

其中左项推导得到：

[image: 016-01]


右项推导得到：

[image: equa]


将左右两项合在一起，得到：

[image: equa]
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（2）隐含层误差：计算误差反向传播的隐含层的梯度和微分，用于更新隐含层权值。

隐含层误差可以写为如下的形式：

[image: equa]


与输出层相同，下面我们将等式右边的两项分别进行推导。

其中左项推导得到：

[image: 016-01]


右项推导得到：

[image: equa]


将左右两项合在一起，得到：

[image: 016-01]


4．修正各层权值

利用各层神经元的梯度和微分修正连接权值。

更新隐含层：

[image: equa]


更新输出层：

[image: equa]


式中，N表示当前的迭代次数，η是网络设计参数（例如动量因子）。

6.3　BP网络的实现和评估

6.3.1　BP网络类与主要方法

下面我们简单实现一个BP神经网络。相比于感知器网络，BP网络要复杂得多。我们编写了一个BP网络类，用来实现BP网络的主要功能和可视化结果，并对算法进行评估。

BP网络类的基本结构如下。


　　class BPNet(object):
　　      def __init__(self):                                     # 构造函数  
　　      def logistic(self,net):                                 # 激活（传递）函数      
　　      def dlogit(self,net):                                   # 激活（传递）函数的导函数
　　      def errorfunc(self,inX):                                # 矩阵各元素平方之和
　　      def normalize(self,dataMat):                            # 数据标准化（归一化）    
　　      def loadDataSet(self,filename):                         # 加载数据集
　　      def addcol(self,matrix1,matrix2):                       # 增加新列
　　      def init_hiddenWB(self):                                # 隐藏层初始化
　　      def bpTrain(self):                                      # BP网络主程序
　　      def BPClassfier(self,start,end,steps=30):               # BP网络分类器
　　      def classfyLine(self,plt,x,z):                          # 绘制分类线
　　      def TrendLine(self,plt,color='r'):                      # 绘制趋势线：可调整颜色
　　      def drawClassScatter(self,plt):                         # 绘制分类点



6.3.2　设计BP网络

与梯度下降法类似，BP网络在训练之前需要给参数设置一系列初始值。网络的参数配置比较复杂：有的来源于固定的规则；有的来源于经验；还有的与数据本身相关。当训练的样本数据不同时，BP网络的相应配置常常也不同。这个阶段称为网络设计阶段。

设计BP网络是一项比较复杂的工作。主要参数都放置在构造方法（__init__）中。下面分步骤介绍BP网络的设计过程和各项参数的含义。

1. 设置网络初始化的基础参数

以下参数仅对本书提供的数据集有效，用户在训练时，需要根据实际情况进行修改。


　　def __init__(self):                 # 构造方法
　　      # 以下参数需要手工设置
　　      self.eb = 0.01                  # 误差容限：当误差小于这个值时，算法收敛，程序停止
　　      self.iterator =0                # 算法收敛时的迭代次数
　　      self.eta = 0.1                  # 学习率：相当于步长
　　      self.mc = 0.3                   # 动量因子：引入的一个调优参数，是主要的调优参数
　　      self.maxiter = 2000             # 最大迭代次数 
　　      self.nHidden = 4;               # 隐含层神经元 
　　      self.nOut = 1;                  # 输出层个数
　　      # 以下属性由系统生成
　　      self.errlist = []               # 误差列表：保存了误差参数的变化用于评估收敛
　　      self.dataMat = 0                # 训练集
　　      self.classLabels = 0            # 分类标签集
　　      self.nSampNum=0                 # 样本集行数
　　      self.nSampDim=0                 # 样本列数



上述代码中的部分参数含义如下。

（1）误差容限（eb）和迭代次数（iterator）：当网络的实际分类与期望分类的误差的距离平方和小于这个数时，证明网络已经收敛，程序会自动跳出循环。此时的迭代次数就是网络实际的循环次数。

（2）学习率（eta）：相当于步长，这个值越大，要求的迭代次数就越少，但是越容易跳过最优值；这个值越小，要求的迭代次数越多。

（3）动量因子（mc）：用于网络调优。最早的BP算法在修正权值时，只按当前迭代次数t的梯度调整，而不考虑t-1的梯度方向。这种方式经常使网络发生震荡，收敛缓慢，难以调优。经过大量的实验，人们引入动量因子，该因子分配了t时刻和t-1时刻的梯度值，用以修正算法。下面是修正隐含层的权重代码。


　　self.hi_wb = self.hi_wb+(1.0 - self.mc)*self.eta*dhi_wb+self.mc * dhi_wbOld



其中，self.hi_wb是权重值；self.mc是动量因子；dhi_wb是t时刻的权重微分，dhi_wbOld是t-1时刻的权重微分。

目前，动量项已经成为BP算法的标准参数，含有动量项的配置是BP算法的标准配置。

（4）最大迭代次数：BP网络的迭代次数。

（5）隐含层神经元：隐含层神经元个数的选择一般遵从以下法则。


	隐含层数设计。最常见的BP网络结构是三层结构：一个输入层﹑一个输出层和一个隐含层。有理论证明：单隐含层的BP网络可以映射所有连续函数，只有训练离散函数时才需要一个以上的隐含层，因此，BP网络的隐含层最多不超过两层。实际训练时，默认使用一个隐含层。如果增加隐含层的节点数仍不能得到满意的训练结果时，就必须依靠再增加隐含层达到最优。

	隐含层节点数设计。隐含层节点数的设计比隐含层数的设计难度要大一些，没有什么固定的策略，一般方法是凑试法：先由经验公式确定，然后根据公式调整。



[image: equa]


nNode表示节点数，其中n为输入层节点数；m为输出层节点数，a为1~10之间的常数。

这里需要说明的是，选择的隐含层节点数不能过多，也不能过少。过多的节点数会导致训练时间增长，并且会记录一些随机噪声，影响分类效果；过少的节点数，例如，如果只有一个节点，那么曲线方程就变成了y=Ax+b的形式。如果训练一个非线性的系统，结果可想而知，不会令人满意。

（6）输出层个数：该数目会根据输出结果自动调整，默认值是1。

2. 对隐含层和输出层的初始化

BP网络对隐含层和输出层的权重初始值非常敏感，一般全0或全1的向量都不能得到很好的分类效果。本程序使用随机数初始化隐含层和输出层的权值。


　　def init_hiddenWB(self): # 隐含层初始化
　　      self.hi_w = 2.0*(random.rand(self.nHidden,self.nSampDim)-0.5)
　　      self.hi_b = 2.0*(random.rand(self.nHidden,1)-0.5)
　　      self.hi_wb = mat(self.addcol(mat(self.hi_w),mat(self.hi_b)))
　　
　　def init_OutputWB(self): # 输出层初始化
　　      self.out_w = 2.0*(random.rand(self.nOut,self.nHidden)-0.5)
　　      self.out_b = 2.0*(random.rand(self.nOut,1)-0.5)
　　      self.out_wb = mat(self.addcol(mat(self.out_w),mat(self.out_b)))



如果分类正确，这些值的最终结果会被记录下来，用于分类器。


注意：
 因为随机选取了网络初始权值，而BP网络对权重初始值非常敏感，致使迭代过程中误差函数的计算结果也不相同，所以每次训练后结果也不完全相同。这不仅表现在权值和阈值的不同上，也表现在分类曲线的差异上。只有当多次训练结果略有不同，但结果都正确时，才能说明参数的设置工作结束，或者网络设计工作完成。


6.3.3　辅助函数

（1）加载数据集。


　　def loadDataSet(self,filename):     # 加载数据集
　　      self.dataMat = []; self.classLabels = []
　　      fr = open(filename)
　　      for line in fr.readlines():
　　              lineArr = line.strip().split()
　　              self.dataMat.append([float(lineArr[0]), float(lineArr[1]), 1.0])
　　              self.classLabels.append(int(lineArr[2]))
　　      self.dataMat = mat(self.dataMat)
　　      m,n = shape(self.dataMat)
　　      self.nSampNum = m;                      # 样本数量
　　      self.nSampDim = n-1;                    # 样本维度



（2）数据集归一化。


　　def normalize(self,dataMat):        # 数据标准化（归一化）
　　      [m,n]=shape(dataMat)
　　      for i in xrange(n-1):
　　              dataMat[:,i] = (dataMat[:,i]-mean(dataMat[:,i]))/(std(dataMat[:,i])+1.0e-10)
　　      return dataMat



（3）矩阵增加新列。


　　def addcol(self,matrix1,matrix2):   # 增加新列
　　      [m1,n1] = shape(matrix1)
　　      [m2,n2] = shape(matrix2)
　　      if m1 != m2:
　　              print "different rows,can not merge matrix"
　　              return;         
　　      mergMat = zeros((m1,n1+n2))
　　      mergMat[:,0:n1] = matrix1[:,0:n1]
　　      mergMat[:,n1:(n1+n2)] = matrix2[:,0:n2]
　　      return mergMat



（4）绘制分类点。


　　def drawClassScatter(self,plt):
　　      i=0
　　      for mydata in self.dataMat:
　　              if self.classLabels[i]==0:
　　                      plt.scatter(mydata[0,0],mydata[0,1],c='blue',marker='o')
　　              else:
　　                      plt.scatter(mydata[0,0],mydata[0,1],c='red',marker='s')
　　              i += 1



6.3.4　主函数

下面给出算法的主函数。


　　def bpTrain(self):                                                  # BP网络主程序                       
　　      SampIn = self.dataMat.T  　　　　           # 输入矩阵
　　      expected = mat(self.classLabels) 　              # 预测输出
　　      self.init_hiddenWB(); self.init_OutputWB()              
　　      dout_wbOld = 0.0 ; dhi_wbOld = 0.0      # 默认t-1权值
　　      # 主循环
　　      for i in xrange(self.maxiter):   
　　              #1. 工作信号正向传播                    
　　              # 1.1 信息从输入层到隐含层：这里使用了矢量计算，计算的是整个样本集的结果。结果是4行307列的矩阵
　　              hi_input = self.hi_wb*SampIn 
　　              hi_output = self.logistic(hi_input) 
　　              hi2out  = self.addcol(hi_output.T, ones((self.nSampNum,1))).T   
　　              # 1.2 从隐含层到输出层：结果是5行307列的矩阵
　　              out_input = self.out_wb*hi2out 
　　              out_output = self.logistic(out_input)
　　              
　　              #2. 误差计算     
　　              err = expected - out_output 
　　              sse = self.errorfunc(err)
　　              self.errlist.append(sse);                       
　　              if sse <= self.eb:                           # 判断是否收敛至最优
　　                      self.iterator = i+1
　　                      break;
　　              
　　              #3.误差信号反向传播                      
　　              DELTA = multiply(err,self.dlogit(out_output)) # DELTA为输出层梯度  
　　              # delta为隐含层梯度
　　              delta = multiply(self.out_wb[:,:-1].T*DELTA,self.dlogit(hi_output))
　　              dout_wb = DELTA*hi2out.T                # 输出层权值微分                       
　　              dhi_wb = delta*SampIn.T         # 隐含层权值微分
　　              
　　              if i == 0:   #更新输出层和隐含层权值
　　                      self.out_wb = self.out_wb+self.eta * dout_wb 
　　                      self.hi_wb = self.hi_wb+self.eta * dhi_wb
　　              else :
　　                      self.out_wb = self.out_wb+(1.0 - self.mc)*self.eta*dout_wb +self.mc * dout_wbOld
　　                      self.hi_wb = self.hi_wb+(1.0 - self.mc)*self.eta*dhi_wb+self.mc * dhi_wbOld
　　              dout_wbOld = dout_wb;  dhi_wbOld = dhi_wb



分类曲面由两个权重向量确定：self.hi_wb和self.out_wb。

评估参数由一个向量确定：self.errlist。

6.3.5　分类器

（1）分类器函数。


　　# BP网络分类器   
　　def BPClassfier(self,start,end,steps=30):
　　      x = linspace(start,end,steps)
　　      xx = mat(ones((steps,steps)))
　　      xx[:,0:steps] = x 
　　      yy = xx.T
　　      z = ones((len(xx),len(yy))) ;
　　      for i in range(len(xx)):
　　              for j in range(len(yy)):
　　                      xi = []; tauex=[] ; tautemp=[]
　　                      mat(xi.append([xx[i,j],yy[i,j],1])) 
　　                      hi_input = self.hi_wb*(mat(xi).T)
　　                      hi_out = self.logistic(hi_input) 
　　                      taumrow,taucol= shape(hi_out)
　　                      tauex = mat(ones((1,taumrow+1)))
　　                      tauex[:,0:taumrow] = (hi_out.T)[:,0:taumrow]
　　                      out_input = self.out_wb*(mat(tauex).T)
　　                      out = self.logistic(out_input) 
　　                      z[i,j] = out 
　　      return x,z



（2）绘制分类结果。


　　def classfyLine(self,plt,x,z):
　　      plt.contour(x,x,z,1,colors='black')



（3）绘制误差曲线。


　　def TrendLine(self,plt,color='r'):                          # 绘制趋势线：可调整颜色
　　      X = linspace(0,self.maxiter,self.maxiter)
　　      Y = log2(self.errlist)          
　　      plt.plot(X,Y,color)



6.3.6　执行分类并输出结果

本章提供的分类数据集可从http://www.threedweb.cn/thread-1445-1-1.html下载。为了方便说明，这里仅使用带有标签的二维数据集。

使用BP网络训练数据集的主程序如下。


　　# -*- coding: UTF-8 -*-
　　# Filename : BPTest.py
　　
　　from numpy import *
　　import operator
　　from bpNet import *
　　import matplotlib.pyplot as plt 
　　
　　# 数据集
　　bpnet = BPNet() 
　　bpnet.loadDataSet("testSet2.txt")
　　bpnet.dataMat = bpnet.normalize(bpnet.dataMat)
　　
　　# 绘制数据集散点图
　　bpnet.drawClassScatter(plt)
　　
　　# BP神经网络进行数据分类
　　bpnet.bpTrain()
　　
　　print bpnet.out_wb
　　print bpnet.hi_wb
　　
　　# 计算和绘制分类线
　　x,z = bpnet.BPClassfier(-3.0,3.0)
　　bpnet.classfyLine(plt,x,z)
　　plt.show()
　　
　　# 绘制误差曲线
　　bpnet.TrendLine(plt)
　　plt.show()



执行结果如图6.4所示。

[image: 015-01]
图6.4　数据集分类结果



向量结果输出如下。


　　bpnet.out_wb：
　　[[  6.66944849 -16.58706521  18.04742255  10.53752235  -4.46477351]]
　　bpnet.hi_wb：
　　 [[  0.83929539  -7.01580266  -2.44382583]
　　 [ -7.0185015   -8.59161281  -7.05498129]
　　 [  5.21011023  -6.51871256  -7.62951711]
　　 [-13.17931263   4.89001834  -6.280363  ]]



误差结果输出如图6.5所示。

[image: 015-01]
图6.5　误差结果输出



算法开始后，权重误差显著下降，至大约100次迭代开始缓慢下降，至500次迭代接近最优，之后逐渐平稳略有下降，1000次处一直平稳，直至迭代结束。误差的变化趋势说明BP网络算法对此数据集的分类训练在第1000次达到最优。

6.3.7　BP网络评估

BP网络是第一次通过神经网络算法来解决非线性问题的成功尝试。自诞生至今，其大大小小的改进版本不计其数，一度是应用最广泛的神经网络算法。随着应用增加，BP网络也暴露出了一些问题。


	网络设计复杂：本章的主旨在于讲解神经网络的基本原理和简单应用，并不深入探讨网络在各个领域的具体应用。在实际应用中，BP网络是各种网络中难以调优的一类网络，网络的设计比较复杂，即便调优，也只适合某类样本集，样本集一旦改变，网络常常要重新设计，部署成本比较高。所以BP算法诞生之后，非线性寻优的探索并没有终止。

	收敛速度慢：神经网络原生算法的收敛速度都由学习速率（或步长）来控制，BP网络也不例外。基本的思路是通过动态修改学习速率来调节，但这一点对BP网络有些困难，或者说对于非线性问题有一定困难。原因是n维曲面在梯度变化上可能没有规律性。如果动态调节的话，调节策略的选择要有技巧。调节学习速率的策略是：在迭代中每次检验权值是否导致误差函数值的降低，如果降低，则说明当前的学习速率可以增加，适当增加一个量；若不是，则说明过调，那么就应该降低学习速率。有关这方面的算法很多，建议读者看一看相关资料。

	容易陷入局部最优：在没有附加动量因子之前，网络可能陷入局部极小值，附加动量因子的作用是有可能滑过这些极小值。我们前面讲过使用动量因子来修正网络的权值，这里就不多讲了。



6.4　自组织特征映射神经网络

自组织特征映射神经网络（SOM网络）的设计思想具有生物学的依据。经过多年的研究发现，当外界的信息输入时，大脑皮层相应的功能区会产生兴奋，位置相邻的神经元具有相近的模式，而远离的神经元则有较大的差别。例如，输入视频信息，视网膜中对特定图形敏感的细胞群被激活，这些视觉信号与大脑皮层神经元存储的相应模式比较，传入的图形与该模式相接近，代表该模式的神经元的兴奋程度越强烈；对于声音信息，如果声波的频率与大脑皮层神经元存储的某些模式越接近，相应的模式就越容易被识别。由于大脑皮层中神经元的模式特点不是先天的，而是通过后天的训练自组织形成的，这就是我们常常能够辨别熟人的面容、声音的原因。据此，芬兰Helsinki大学的Kohonen教授提出了一种称为自组织特征映射的神经网络模型。

自组织特征映射神经网络（Self-Organizing Feature Map，也称Kohonen映射），简称为SOM网络，主要用于解决模式识别类的问题。SOM网络属于无监督学习算法，与我们之前讲过的KMeans算法相似。所不同的是，SOM网络不需要预先提供聚类数量，类别的数量由网络自动识别出来。它的基本思想是：将距离小的个体集合划分为同一类别，而将距离大的个体集合划分为不同的类别。

6.4.1　SOM网络框架

从结构上看，SOM网络比较简单，只有两层，即输入层和输出层。输入层与感知器网络相同，节点数就是样本维度，通过权重向量将训练集数据传递到输出层各单元，如图6.6所示。

[image: 015-01]
图6.6　二维SOM平面阵列



SOM网络的输出层比较有特点，与其他神经网络有所不同的是，它与同层的神经元之间建立侧向连接，并可通过权值的学习形成特定的模式。如图6.6所示，输出层排列成棋盘形状。输出层的神经元可以形成多种形式，不同的形式可以映射出不同的模式，如一维线阵、二维平面阵和三维栅格阵等。对于二维的训练数据，排列一般是二维平面阵。

基于上述结构，SOM网络的实现步骤如下。

1. 输入层网络

输入层网络节点与数据集同行数、同列数，但数据集需要归一化。

2. 输出层网络

一般根据数据集的维度来构建输出层网络。例如二维的情况，希望分为4类，输出层可设计为442的矩阵。

3. 权重节点

根据输入层的数据集的维度和输出层的预估分类数，定义权重节点的维度。例如，数据集是二维的，权重的行数就定为2，分4类，权重列数就选4。权重值一般给定一个0～1之间的随机值。

4. 定义学习率

学习率会影响收敛速度，可以定义一个动态的学习函数，随着迭代次数的增加而收敛。本例中定义的学习函数为：

[image: equa]


式中，maxLrate为最大学习率，minLrate为最小学习率，MaxIteration为最大迭代次数，i为当前迭代次数。绘制的学习率曲线如图6.7所示。

[image: 015-01]
图6.7　学习率曲线



5. 定义聚类半径函数

学习半径影响聚类效果，可以定义一个动态收缩的半径函数，随着迭代次数的增加而收缩。本例中定义的半径函数为：

[image: equa]


式中，maxR为最大聚类半径，minR为最小聚类半径，MaxIteration为最大迭代次数，i为当前迭代次数。绘制的学习半径曲线如图6.8所示。

[image: 015-01]
图6.8　学习半径曲线



6. 聚类过程


	接受输入：首先计算本次迭代的学习率和学习半径，并且从训练集中随机选取一个样本。

	寻找获胜节点：计算数据集中其他样本与此样本的距离，从中找到点积最小的获胜节点。

	计算优胜邻域：根据这两个节点计算出聚类的邻域，并找出此邻域中的所有节点。

	调整权值：根据学习率、样本数据调整权重。

	根据计算的结果，为数据集分配类别标签。

	评估结果：SOM网络属于无监督聚类，输出的结果就是聚类后的标签。如果训练集已经被分好类，即具有分类标签，那么通过新旧标签的比较就可以反映聚类结果的准确度。



6.4.2　SOM类

与BP网络相同，我们简单编写一个SOM神经网络类，用以处理SOM聚类。使用这个类，我们可以实现聚类的主要功能和可视化结果。

SOM初始时，需要根据参数设置一系列初始值，但是比设计BP网络要简单很多，它的主要参数都放置在构造方法（__init__）中。下面我们通过注释简单介绍几个重要参数的含义。


　　class Kohonen(object):
　　      def __init__(self):     
　　              self.lratemax=0.8;      # 最大学习率——欧氏距离
　　              self.lratemin=0.05      # 最小学习率——欧氏距离
　　              self.rmax=5.0;                  # 最大聚类半径——根据数据集
　　              self.rmin=0.5                   # 最小聚类半径——根据数据集
　　              self.Steps = 1000       # 迭代次数
　　              self.lratelist=[]       # 学习率收敛曲线
　　              self.rlist=[]           # 学习半径收敛曲线
　　              self.w=[]                       # 权重向量组
　　              self.M=2;                       # M     N表示聚类总数
　　              self.N=2                        # M、N表示邻域的参数
　　              self.dataMat=[]                 # 外部导入数据集
　　              self.classLabel=[]      # 聚类后的类别标签



6.4.3　功能函数

（1）数据归一化。与BP网络相同，函数实现细节参见BP网络相关函数。


　　def normalize(self,dataMat):



（2）计算矩阵欧式距离。与BP网络相同，函数实现细节参见BP网络相关函数。


　　def distEclud(self,matA,matB):



（3）加载数据文件。


　　def loadDataSet(self,fileName): # 加载数据文件
　　      numFeat = len(open(fileName).readline().split('\t')) - 1 
　　      fr = open(fileName)
　　      for line in fr.readlines():
　　              lineArr =[]
　　              curLine = line.strip().split('\t')
　　              lineArr.append(float(curLine[0]));
　　              lineArr.append(float(curLine[1]));
　　              self.dataMat.append(lineArr)
　　      self.dataMat = mat(self.dataMat)



（4）初始化第二层网格。


　　def init_grid(self):
　　      k=0;# 构建第二层网格模型
　　      grid = mat(zeros((self.M*self.N ,2)));
　　      for i in xrange(self.M):
　　              for j in xrange(self.N):
　　                      grid[k,:]=[i,j]
　　                      k +=1;
　　      return grid



6.4.4　SOM网络的实现

聚类算法主程序的代码如下。


　　def train(self):    
　　      dm,dn = shape(self.dataMat)     #1.构建输入层网络
　　      normDataset = self.normalize(self.dataMat)      # 归一化数据x
　　      grid = self.init_grid()         # 2. 初始化第二层分类网格                 
　　      self.w = random.rand(dn,self.M*self.N);         # 3. 随机初始化两层之间的权重向量
　　      distM = self.distEclud                  # 确定距离公式
　　      #4.迭代求解
　　      if self.Steps < 5*dm:        self.Steps = 5*dm               # 设定最小迭代次数
　　      for i in xrange(self.Steps):    
　　              lrate,r = self.ratecalc(i)      # 1)计算当前迭代次数下的学习率和分类半径
　　              self.lratelist.append(lrate);self.rlist.append(r)
　　              # 2) 随机生成样本索引，并抽取一个样本
　　              k = random.randint(0,dm) 
　　              mySample = normDataset[k,:]             
　　              # 3) 计算最优节点：返回最小距离的索引值
　　              minIndx= (distM(mySample,self.w)).argmin()
　　              # 4) 计算邻域
　　              d1 = ceil(minIndx/self.M)                       #计算此节点在第二层矩阵中的位置
　　              d2 = mod(minIndx,self.M)    
　　              distMat = distM(mat([d1,d2]),grid.T)
　　              nodelindx = (distMat<r).nonzero()[1] # 获取邻域内的所有节点  
　　              for j in xrange(shape(self.w)[1]):              # 5) 按列更新权重
　　                      if sum(nodelindx==j):
　　                              self.w[:,j] = self.w[:,j]+lrate*(mySample[0]-self.w[:,j])
　　      # 主循环结束
　　      self.classLabel = range(dm)                             # 分配和存储聚类后的类别标签
　　      for i in xrange(dm):
　　              self.classLabel[i] = distM(normDataset[i,:],self.w).argmin()
　　      self.classLabel = mat(self.classLabel)



6.4.5　聚类结果

本书提供的聚类数据集可从http://www.threedweb.cn/thread-1446-1-1.html下载。为了说明方便，这里仅使用二维数据集，如图6.9所示。

[image: 015-01]
图6.9　随机散点图



显示聚类结果函数如下。


　　def showCluster(self,plt): # 绘图
　　      lst = unique(self.classLabel.tolist()[0]) # 去重          
　　      i = 0;
　　      for cindx in lst:
　　              myclass = nonzero(self.classLabel==cindx)[1]    
　　              xx = self.dataMat[myclass].copy()
　　              if i ==0:       plt.plot(xx[:,0],xx[:,1],'bo')
　　              elif i ==1:     plt.plot(xx[:,0],xx[:,1],'rd')
　　              elif i ==2:     plt.plot(xx[:,0],xx[:,1],'gD')
　　              elif i ==3:     plt.plot(xx[:,0],xx[:,1],'c^')
　　              i +=1                   
　　      plt.show()



执行SOM网络聚类。


　　from numpy import *
　　import matplotlib.pyplot as plt 
　　# 加载坐标数据文件
　　SOMNet = Kohonen()
　　SOMNet.loadDataSet("dataset2.txt");
　　SOMNet.train()
　　print SOMNet.w
　　SOMNet.showCluster(plt)



输出聚类结果，如图6.10所示。

[image: 015-01]
图6.10　聚类结果



输出权重向量如下。


　　[[-1.02577211 -0.95532768  0.6788153   1.12296034]
　　 [ 2.93627283  5.9859688   5.10325653  7.97083086]]



很明显，聚类结果完全正确。

6.5　Boltzmann机算法

本节介绍的模拟退火算法和第一节介绍的BP算法都是神经网络家族中核心的算法，这两个算法构成了后来深度学习算法的框架基础。

6.5.1　问题的提出

TSP问题是易于描述但难以解决的著名难题之一，也称为旅行商问题、旅行推销员问题、货郎担问题等，它是一个NP完全问题。该问题历史悠久，1759年，欧拉在研究骑士周游问题时，就曾有关于走遍国际象棋棋盘最短路径的描述。通常TSP问题可以描述为：

假设有一个旅行商人要拜访N个城市，他必须选择所要走的路径，路径的限制是每个城市只能拜访一次，而且最后要回到原来出发的城市。路径的选择目标是要求得的路径路程为所有路径之中的最小值。

——选自百度百科

旅行商问题在现实生活中有很多应用，例如，运输线路问题、装配线上的螺帽问题，在排产计划、电路板布线、基因测序和机器人控制等方面有着重要的应用。

下面我们给出一幅图，有助于读者对这个问题的理解。

如图6.11所示，绿色圆点表示城市，圆点上的标记表示城市的编号和位置坐标。假设我们从A点出发，遍历其余24个点，在所有的遍历路线中求取最短的路径。这样从A点出发的路径就一共有24!条，即等于除A点外其余节点的全排列，因此TSP问题就转化为一个排列问题。通过枚举(n-1)!条遍历路线，从中找出具有最短路径（最小成本）的算法，其时间复杂度显然为O(n!)。排列方法的求解通常比子集选择要难得多，如果我们使用动态规划法求解，时间复杂度会有很大下降，但这类精确解法最低也要在O(n22n)时间内解决。

[image: 015-01]
图6.11　TSP示意图



随着实际问题的规模不断扩大，这类精确求解的算法因为组合爆炸逐渐失去实际意义。人们希望通过其他优化算法或启发式算法寻求新的求解思路，即使是近似解，只要误差控制在容忍的范围内、时间在可接受的范围内，求解的算法也可以被接受。模拟退火算法因此而发展起来。

6.5.2　模拟退火原理

20世纪80年代初，Kirkpatrick等人在研究组合优化问题时发现，组合优化求解极小值与金属热处理工艺中的退火过程具有相似性。于是根据Metropolis准则，他们分别用目标函数和最优解代替物理系统中的能量和状态表示，创造了模拟退火算法。

退火是金属材料热处理中使用的专有名词。长久以来的实践证明，在加工金属材料过程中，人们可以通过调整加热金属的不同冷却速度来获得金属的某些特性。如果想要提高金属的硬度和耐磨性，可以通过淬火工艺，即对加热到相变状态的金属迅速冷却而获得，温度下降曲线比较陡峭。而退火工艺则正好相反，它是将金属材料加热到相变温度后，保持一段时间，再慢慢冷却。它的主要功能是通过释放材料内部的应力来获得材料的延展性和韧性。退火的物理学解释是：缓慢的降温过程释放了材料中的内能，使停留在局部最小值位置（内能）的原子离开原来位置，而随机地在材料内部移动，这就有可能找到比原先更低内能的位置。要达到这个目标，退火过程一般分为三个阶段。


	加温过程：在材料退火前，先将材料加热到使其相变的温度，增强粒子间的热能，使之能够自由移动，偏离原来的平衡位置。

	等温过程：保持周围的环境温度一段时间，使材料与外部环境不发生热交换，构成一个封闭的系统，系统状态会自发地朝着自由能减少的方向变化，当自由能达到最小时，系统达到平衡态。

	冷却过程：当系统处于平衡态时，对材料进行缓慢的降温，徐徐冷却使粒子渐趋有序，就会排列成一个纯晶体，此时冷却后的材料仍处于平衡态，即内能最小的状态。



从算法所需的角度而言，如果把材料看作整个数据集，降温过程看作算法的迭代过程，“释放材料内部应力”意味着激活函数求解的计算，那么找到全局最优的可能性就随着迭代次数增加（随着温度的下降）而增加，其概率就会出现从0到1的趋势。概率趋向于1时，就认为寻找到数据集中所有的可能解，而其中最小（或最大）的那个解就近似地看作全局最优解，即以概率1收敛于全局最优解。这就是模拟退火算法的基本原理。

6.5.3　Boltzmann分布与退火过程

1983年，Ackley、Hinton和Sejnowski等人在研究Hopfield网络时，借鉴了模拟退火思想，在神经网络中引入了随机的机制，从而提出了Boltzmann机。之所以称之为Boltzmann机，是因为算法使用了著名的玻耳兹曼分布（也称为Boltzmann分布或Gibbs分布）作为网络的激活函数。我们翻译了一下维基百科对于此分布的一些解释。

在统计力学和数学中，玻耳兹曼分布是系统各种可能的状态的一个概率分布、概率测度或粒子频度分布。该分布在统计力学中的表达形式为：

[image: equa]


式中，E是状态能量（从一种状态变化到另一种状态），kT（分布常数）是玻耳兹曼常数和热力学温度的乘积。

系统两种状态间的玻耳兹曼分布的比率被称为玻耳兹曼因子，并且此特征仅依赖于状态能量差。

[image: equa]


1868年，路德维希·玻耳兹曼最先在气体热平衡的统计力学研究中给出了这个分布。该分布后来被广泛研究，约西亚·威拉德·吉布斯在1902年给出其现代化的一般形式。

根据这个分布，我们修改一下第5章Logistic的概率推导。现在我们知道神经网络的一般形式可以表述为：

net = wT
 x+b

或者，将b与x合并后干脆写成：

net = wT
 x

对于神经元的输出向量为Y，只能取1或0。如果 Y = 1，概率就是p，那么改为：

[image: equa]


如果 Y = 0，概率就是 1 – p，那么改为：

[image: equa]


注意，这里系统的转换概率（事件发生与不发生的概率之比）为：

[image: equa]


这正是玻耳兹曼（Boltzmann）因子。因此使用这种分布的神经网络也被称为Boltzmann机或Boltzmann网络。

上面的几个式子，我们在梯度下降法中都见过，但略不同的是，exp的指数位置多了一个变量T，这个T不是转置的意思，它代表了温度的变化。在Boltzmann机中，它表示P随着温度的变化而产生分布的变化。如图6.12所示为随着温度参数T的下降，Logistic曲线的变化趋势。

从图6.12中可以看出，net的概率受两个因素的影响。

（1）x越大，P(Y=1)的概率越大，而P(Y=0)的概率越小。

（2）参数T为“温度”，T越大曲线越平滑，x的变化对概率的影响越小；T越小曲线越陡峭，x的变化对概率的影响越大。当T趋近于0时，曲线就变成了硬限幅函数（hardlim函数），函数完全失去了随机性。

[image: 015-01]
图6.12　T取不同值时的Logistic曲线



这样，T的选择问题对于优化结果就会产生很大的影响。首先，初始温度的设置会影响算法执行的时间。初始温度过高会导致运行时间过长，不足则容易漏掉全局最优点。其次是降温速度的快慢。过快的降温往往会漏掉全局最优点，使算法收敛于某个局部最优；如果速度太慢，则会延迟得到全局最优的时间，从而影响求解问题的规模。

在Boltzmann网络中，为了平衡效率和精度，人们对此进行了充分的研究，其中研究最多的就是降温策略。经过大量的研究，Kirkpatrick给出了一些有用的原则。


	初始温度：选取足够高的T0
 ，保证存在所有可能的最优值。

	温度下降策略：根据问题选择降温策略。



线性函数：

T(k+1)=λT(k), k=1,2,…

此处是一个小于却接近于1的常数。例如。可在0.8～0.99之间取值。

对数函数：

[image: equa]



	终止温度：如果在连续的若干个温度下没有可接受的新状态，算法结束。



6.5.4　Boltzmann机类与功能函数

与其他的神经网络相同，我们简单编写一个Boltzmann机网络类。通过这个类，我们以求解若干城市的TSP问题为例，具体讲解Boltzmann机的算法步骤与算法评估。

Boltzmann网络初始时，需要根据参数设置一系列初始值，主要参数都放置在构造方法（__init__）中，下面我们通过注释简单介绍几个重要参数的含义。

（1）构造方法如下。


　　class BoltzmannNet(object):
　　      def __init__(self):     
　　              self.dataMat = []               # 外部导入的数据集
　　              self.MAX_ITER = 2000            # 外循环迭代次数
　　              self.T0 = 1000                  # 最高温度：这个温度的变化范围应位于最大迭代范围之内
　　              self.Lambda = 0.97              # 温度下降参数
　　              self.iteration = 0              # 达到最优时的迭代次数
　　              self.dist=[]                    # 存储生成的距离
　　              self.pathindx=[]                # 存储生成的路径索引
　　              self.bestdist=0                 # 生成的最优路径长度
　　              self.bestpath=[]                # 生成的最优路径



（2）加载数据文件类。与SOM神经网络相同，函数实现细节参见SOM网络相关函数。


　　def loadDataSet(self,fileName):



（3）计算矩阵各向量之间的距离——欧氏距离。与SOM神经网络相同，函数实现细节参见SOM网络相关函数。


　　def distEclud(self,matA,matB):



（4）玻耳兹曼函数。


　　def boltzmann(self,newl,oldl,T):
　　      return  exp(-(newl - oldl)/T)



（5）计算路径长度。


　　def pathLen(self,dist,path):                
　　      N = len(path)  
　　      plen = 0;
　　      for i in xrange(0,N-1):  # 长度为N的向量，包含1～N的整数
　　              plen += dist[path[i], path[i+1]]
　　      plen +=  dist[path[0], path[N-1]]
　　      return plen



（6）交换新旧路径。


　　def changePath(self,old_path):      
　　      N = len(old_path)
　　      if random.rand() < 0.25:     # 产生两个位置，并交换
　　              chpos = floor(random.rand(1,2)*N).tolist()[0] 
　　              new_path = copy.deepcopy(old_path)
　　              new_path[int(chpos[0])] = old_path[int(chpos[1])]
　　              new_path[int(chpos[1])] = old_path[int(chpos[0])]  
　　      else:                                           # 产生三个位置，交换a-b和b-c段
　　              d = ceil(random.rand(1,3)*N).tolist()[0]; d.sort()  #随机路径排序
　　              a = int(d[0]); b = int(d[1]); c = int(d[2])     
　　              if a != b and b != c:
　　                      new_path = copy.deepcopy(old_path)
　　                      new_path[a:c-1] = old_path[b-1:c-1]+old_path[a:b-1]     
　　              else:
　　                      new_path = self.changePath(old_path)
　　      return new_path



（7）绘制路径。


　　def drawPath(Seq,dataMat,color='b'):
　　    m,n = shape(dataMat)      
　　    px = (dataMat[Seq,0]).tolist()
　　    py = (dataMat[Seq,1]).tolist()
　　    px.append(px[0]); py.append(py[0])
　　    plt.plot(px,py,color)



（8）绘制散点图。


　　def drawScatter(self,plt):
　　      px = (self.dataMat[:,0]).tolist()
　　      py = (self.dataMat[:,1]).tolist()       
　　      plt.scatter(px,py,c='green',marker='o',s=60)
　　      i=65
　　      for x,y in zip(px,py):
　　              plt.annotate(str(chr(i)),xy =(x[0]+40,y[0]),color='black')      
　　              i += 1



（9）绘制趋势线。


　　def TrendLine(self,plt,color='b'):
　　      plt.plot(range(len(self.dist)),self.dist,color)



6.5.5　最短路径的实现

Boltzmann网络的具体运行步骤如下。

第1步：导入数据，并根据配置参数初始化网络。


　　def train(self):  # 主函数
　　      [m,n] = shape(self.dataMat)             
　　      distMat = self.distEclud(self.dataMat,self.dataMat.T) # 转换为邻接矩阵（距离矩阵）
　　      # T为当前温度，curpath为当前路径索引，MAX_M为内循环最大迭代次数         
　　      [T,curpath,MAX_M]=self.initBMNet(m,n,distMat)  
　　      …



初始化网络函数如下。


　　def initBMNet(self,m,n,distMat):                                               # 构造一个初始可行解
　　      self.pathindx = range(m)
　　      random.shuffle(self.pathindx);                                     # 随机生成每个路径
　　      self.dist.append(self.pathLen(distMat, self.pathindx)) # 每个路径对应的距离
　　      return self.T0,self.pathindx,m



第2步：进入主循环，计算最优路径。


　　…
　　step=0;               # 初始化外循环迭代              
　　while step <= self.MAX_ITER:               # 外循环   
　　      m = 0;  # 内循环计数器                        
　　      while m <= MAX_M:                    # 内循环
　　              curdist = self.pathLen(distMat,curpath)         # 计算当前路径距离
　　              newpath = self.changePath(curpath)              # 交换产生新路径       
　　              newdist = self.pathLen(distMat,newpath)         # 计算新路径距离
　　              # 判断网络是否是一个局部稳态
　　              if ( curdist > newdist): 
　　                      curpath = newpath
　　                      self.pathindx.append(curpath)
　　                      self.dist.append(newdist)                       
　　                      self.iteration += 1                             # 增加迭代次数
　　              else:                                   # 如果网络处于局部稳态，则执行玻耳兹曼函数 
　　                      if random.rand() < self.boltzmann(newdist,curdist,T) :
　　                              curpath = newpath
　　                              self.pathindx.append(curpath)
　　                              self.dist.append(newdist)               
　　                              self.iteration += 1                     # 增加迭代次数
　　      m += 1
　　      step += 1
　　      T = T*self.Lambda                               # 降温，返回迭代，直至算法终止
　　…



第3步：提取最优路径。


　　…
　　self.bestdist = min(self.dist) 
　　indxes = argmin(self.dist)
　　self.bestpath = self.pathindx[indxes]



6.5.6　执行算法

创建一个新的程序文件，编写如下代码，执行最优路径的计算。


　　# -*- coding:utf-8 -*-
　　from numpy import *
　　from BMNet import *
　　import copy 
　　import matplotlib.pyplot as plt 
　　
　　bmNet = BoltzmannNet()
　　bmNet.loadDataSet("dataSet25.txt")
　　bmNet.train()
　　print "循环迭代",bmNet.iteration,"次"
　　print "最优解:",bmNet.bestdist
　　print "最佳路线:",bmNet.bestpath  
　　# 显示优化后的城市图、路径图
　　bmNet.drawScatter(plt)
　　bmNet.drawPath(plt)
　　plt.show()
　　
　　bmNet.TrendLine(plt)   # 绘制误差算法收敛曲线
　　plt.show()



输出结果如下。


　　循环迭代 2816 次
　　最优解: 14001.0611245
　　最佳路线: [9, 8, 7, 2, 17, 16, 18, 19, 21, 20, 23, 24, 22, 0, 14, 13, 11, 10, 12, 5, 6, 4, 15, 3, 1]



输出绘制最优路径，如图6.13所示。

[image: 015-01]
图6.13　模拟退火的最优路径



6.5.7　评估结果

上一节的程序一共输出两幅图，其中第二幅如图6.14所示。

[image: 015-01]
图6.14　路径距离的收敛



从图6.14中可以看出，前500次迭代路径的距离在不断的震荡中显著下降，说明在温度下降过程中，路径距离不断逃离局部最优解。500次迭代之后，震荡明显减少，到800次迭代左右接近最优。之后曲线平稳，无上升或下降情况，说明算法已经达到全局最优。

6.6　结语

本章讲解了神经网络中比较有代表性的三个算法：BP网络、SOM网络和Boltzmann机。虽然这几个算法中的某些算法逐渐被更高级的算法所取代，但是对它们的研究有助于对后面的SVM和深度学习相关算法的理解。

BP网络曾经是最著名、最经典的非线性学习算法，我们一共分了两节来讲解该算法的理论及其实现的每个细节。第一部分，我们讲解了BP神经网络的数学推导及一些重要的函数，例如激活函数和误差函数的代码实现。第二部分，我们使用Python的矢量编程实现了一个单隐层的最简单的神经网络，并做了详细的误差收敛评估和算法评估。

在自组织特征映射神经网络一节，我们讲解了SOM网络的来源、基本原理和代码实现。SOM与KMeans一样是一种无监督的聚类算法，该算法的特点是可以完全根据数据的分布进行自动聚类，而无须指定类别的数量。它的优势在于，如果数据的分布呈现比较强的簇结构，那么聚类的效果比较好；但是如果数据的分布比较松散，则聚类的结果不会很理想，此时应使用KMeans聚类算法。

Boltzmann机也称为模拟退火算法，它同样也是一种无监督网络。该网络最早来源于对退火过程的一种模拟，使用了著名的玻耳兹曼能量函数，因此而得名。该网络的优势在于能够跳出函数的局部最小值，如果迭代次数足够，即可找到函数的近似最大值。它常用于求解路径最优的函数算法，目前应用仍很广泛。

以上三种算法我们均提供了Python的代码实现和算法误差收敛性的评估。



第7章　预测的技术与哲学


古往今来，预测学可以算是最玄妙的一门学问了。远古时代，从它诞生伊始就笼罩着各式各样的神秘色彩。千百年来，人们从未停止对这门学问的探究，而且研究的方法也不限于科学。到了现代，常有一种错误的认识左右着人们的观念：有人说只要理解了万事万物的规律，就能对事物作出准确的预测。但是，迄今为止，仍没有一门学科能够完全解决预测的问题。

本章首先引入现代预测学的核心概念——回归，从数学的角度，为事物（系统）的预测提供现代的技术方法。除此之外，本章还将简要介绍预测的哲学思想。本章主要内容包括：


	最小二乘法。

	RBF神经网络。

	多元非线性回归。

	预测的哲学。




7.1　线性系统的预测

7.1.1　回归与现代预测学

1855年，达尔文的表弟高尔顿和他的学生卡尔•皮尔逊（Karl Pearson）通过观察1078对夫妇的平均身高，将其作为自变量，取他们的一个成年儿子的身高作为因变量，分析孩子的身高与父母身高之间的关系。他们发现，通过父母的身高可以预测子女的身高，二者几乎在一条直线上。更有趣的是，高尔顿还注意到一个特别的现象：矮个父母所生的儿子往往会比其父母更高，高个父母所生儿子的身高却回降到多数人的平均身高。也就是说，当父母身高走向极端时，子女的身高不会进一步极端化，他们的身高要比父母更接近平均身高，即有“回归”到平均数的趋势，这就是统计学上最初“回归”的含义，高尔顿把这一现象叫作“向平均数方向的回归”（Regression Toward Mediocrity）。

回归反映了系统的随机运动总是趋向于其整体运动规律的趋势。在数学上，就是根据系统的总体静态观测值，通过算法去除随机性的噪声，发现系统整体运动规律的过程。

回归是现代预测学的基础，对各种数据集的预测结果，可以理解为对其回归函数的计算。第二次世界大战后，现代预测科学作为一门独立学科才发展起来，并应用到各行各业，形成了社会预测、经济预测、科学预测、技术预测、军事预测等各种应用。现代预测科学使预测过程从经验型逐步向技术分析型过渡。特别是近些年机器学习的发展，使预测的理论和方法从一般的非线性系统扩展到了多元非线性系统，并得到了更为广泛的应用。现代预测方法已发展成为理论分析、方法技术与实际应用相结合的专门学科。

7.1.2　最小二乘法

最小二乘法是目前已知最古老的回归预测方法，由高斯于1809年发表于他的著作《天体运动论》中。简单地说，最小二乘的思想就是使观测点和估计点的距离平方和最小。在古汉语中“平方”称为“二乘”，这里是指用平方值来度量观测点与估计点的远近（这就消除了距离中的正负号），“最小”指的是参数的估计值要保证各个观测点与估计点的距离平方和达到最小。

下面我们来看一下最简单的线性情况。

如图7.1所示，对于某个数据集(xi
 , yi
 ) (i=0,1,…,n)，我们需要找到一条趋势线（图中的虚线），能够表达出数据集(xi
 , yi
 )这些点所指向的方向。

我们先用一个直线函数表示这条趋势线：

Y=aX+b

数据集的点一定位于这条趋势线的上下两侧，或者与趋势线重合。我们把某个样本点xi
 到这条趋势线的垂直距离定义为残差ξi
 ，那么过这一点与趋势线平行的样本函数为yi
 =axi
 +b+ξi
 。如果这个样本点位于趋势线的上侧，在残差ξi
 >0，反之则ξi
 <0，如果样本点位于趋势线上则ξi
 =0。

[image: 015-01]
图7.1　最小二乘法的推导



现在，我们求解这条趋势线。因为是线性函数，所以也就是求解a、b这两个值。

下面我们将带有残差的直线函数修改为下面的形式：

ξi
 =yi
 =axi
 -b

因为残差ξi
 有正负号的问题，所以我们统一用平方和来计算，即残差平方和：

[image: equa]


很明显这个二次函数是一个凸函数（单峰函数），我们接下来对该函数求极值，即它的一阶导数等于0。

[image: 016-01]


接下来将两个方程联立：

[image: 016-01]


我们令：

[image: equa]


解得a、b的值为：

[image: 016-01]


式中，xi
 和yi
 均为已知的样本集，[image: equa]
 为样本集列向量X的均值，[image: equa]
 为样本集列向量Y的均值。

解得直线函数Y=aX+b，就称为该样本集的最小二乘解，那么求解这个函数的解法也称为最小二乘法。

7.1.3　代码实现

最小二乘法样本数据可从http://www.threedweb.cn/thread-1449-1-1.html下载。

（1）数据导入函数。


　　def loadDataSet(fileName): 
　　    X = []; Y = []
　　    fr = open(fileName)
　　    for line in fr.readlines():
　　        curLine = line.strip().split('\t')
　　        X.append(float(curLine[0])); Y.append(float(curLine[-1]))
　　    return X,Y



（2）绘制图形函数。


　　def plotscatter(Xmat,Ymat,a,b,plt):
　　      fig = plt.figure()
　　      ax = fig.add_subplot(111)                       # 绘制图形位置
　　      ax.scatter(Xmat,Ymat,c='blue',marker='o')       # 绘制散点图
　　      Xmat.sort()                                     # 对Xmat各元素进行排序  
　　      yhat = [a*float(xi)+b for xi in Xmat]           # 计算预测值 
　　      plt.plot(Xmat,yhat,'r')                         # 绘制回归线         
　　      plt.show()
　　return yhat



（3）主函数。


　　# -*- coding: utf-8 -*-
　　from numpy import *
　　import matplotlib.pyplot as plt 
　　
　　Xmat, Ymat= loadDataSet("regdataset.txt")             # 导入数据文件
　　meanX = mean(Xmat)                                    # 原始数据集的均值
　　meanY = mean(Ymat)
　　dX = Xmat-meanX                                       # 各元素与均值的差
　　dY = Ymat-meanY
　　# 手工计算
　　# sumXY = 0; SqX = 0
　　# for i in xrange(len(dX)):
　　#     sumXY += double(dX[i])*double(dY[i])
　　#     SqX += double(dX[i])**2
　　sumXY = vdot(dX,dY)                                   # 返回两个向量的点乘 multiply
　　SqX = sum(power(dX,2))                                # 向量的平方：(X-meanX)^2
　　
　　# 计算斜率和截距
　　a = sumXY/SqX
　　b = meanY - a*meanX
　　print a,b                                             # 输出计算后的斜率和截距
　　# 绘制图形
　　plotscatter(Xmat,Ymat,a,b,plt)



计算机出的斜率和截距分别如下。


　　1.66874278615   3.00772239033



绘图结果如图7.2所示。

[image: 015-01]
图7.2　最小二乘法的回归线



在图7.2中，红线为计算出的回归线。

7.1.4　正规方程组法

还有一个更简单的解法，我们假设所有的样本点构成一个线性方程组矩阵，其形式化的表示如下：

aX+b=0

这里未知数是a、b，X是已知的样本向量矩阵。

为了简化矩阵的形式，我们从X中抽取最后一列Xn
 ，作为输出的列向量Y。在X的第一列前增加一列b，这样b就被合并到X中，改变一下方程组的形式为：

Y=XA

因为b被合并到X中，这里的A就包含原来的a、b两个向量，那么我们要求解的变量就从a、b变为A。

下面两边都乘以样本矩阵X的转置：

XT
 Y=XT
 XA

如果方程组有解，XT
 X的行列式要大于0，即这个对称矩阵是非奇异的。

下面我们让XT
 X右乘它的逆：

(XT
 X)-1
 XT
 Y=(XT
 X)-1
 (XT
 X)A

这样等式右边就变为EA，而等式左边变为正规方程组（Normal Equations）的形式：

A= (XT
 X)-1
 XT
 Y

因为X、Y都是已知的，所以可以直接得到A这个包含a、b的系数矩阵，它也就是方程组的最小二乘解。通过正规方程求解最小二乘回归系数，既方便又简洁，下一节我们将给出实现代码。

7.1.5　正规方程组的代码实现

正规方程组的代码实现如下。


　　# 数据矩阵，分类标签
　　xArr,yArr = loadDataSet("regdataset.txt")
　　
　　m = len(xArr)                         # 生成X坐标列
　　Xmat = mat(ones((m,2)))
　　for i in xrange(m): Xmat[i,1] = xArr[i] 
　　Ymat = mat(yArr).T                    # 转换为Y列
　　
　　xTx = Xmat.T*Xmat                     # 矩阵左乘自身的转置
　　
　　ws = []  # 直线的斜率和截距    
　　if linalg.det(xTx) != 0.0:            # 行列式不为0
　　    ws = xTx.I * (Xmat.T*Ymat)        # 矩阵正规方程组公式：inv(X.T*X)*X.T*Y    
　　else: 
　　    print "矩阵为奇异阵，无逆矩阵"
　　    sys.exit(0)  # 退出程序
　　print "ws:",ws
　　#  plotscatter(Xmat[:,1],Ymat,ws[1,0],ws[0,0],plt)  # 绘制函数图像



计算出的斜率和截距如下。


　　ws: [[ 3.00772239] [ 1.66874279]]



7.1.6　算法评估

因为最小二乘法和正规方程的输出结果是一致的，那么算法的评估结果也应相同。因此，我们对两个算法仅使用一种评估策略。回顾第1章的相关系数矩阵的原理：相关系数是衡量两个特征列之间相关程度的一种方法，相关系数的取值范围是[[1,1]。相关系数的绝对值越大，则表明特征列X与Y相关度越高。当X与Y线性相关时，相关系数取值为1（正线性相关）或（1（负线性相关）。

我们使用最小二乘的预测结果与实际的Y列进行比较，两列之间的相关性越高说明拟合的效果越好，反之越差。


　　yHat = plotscatter(Xmat[:,1],Ymat,ws[1,0],ws[0,0],plt)  # 返回预测值
　　# 计算相关系数
　　print corrcoef(yHat,Ymat.T)



计算结果如下。


　　 [[ 1.          0.98524753]
　　 [ 0.98524753  1.        ]]



7.2　径向基网络

7.2.1　RBF网络

一般机器学习中的样本都是离散的数据集，如果都是像上面的线性情况，我们只需要计算出直线的斜率和截距就可以定位回归线。对于非线性的情况，就有点复杂了。因为我们求解的回归线是一条曲线（面），而且该曲线（面）要最大限度地拟合出离散样本的变化趋势。那么使用什么方法才能找到这条曲线呢？

如果把样本点想象成凹凸不平的山地，而这条回归线（高维的情况为曲面）可以理解为插入到凸起点、覆盖到凹陷点的一张纸张。但是平直的纸张无法完全精确地贴合带有峰谷的地形。这时我们将纸张在凹陷的部分弯曲一下，在隆起的部分也弯曲一下，使之更贴合。在数学上，我们利用多项式的原理，添加一个项达到类似的效果，这就是曲面的拟合。我们知道一个平面是一个一阶多项式（线性）。如果山地有一次弯曲就是一个二阶（二次）多项式，三阶（三次）多项式就允许两次弯曲，依此类推，有几个弯曲就可以使用几阶多项式来拟合。这也就是著名的泰勒展开，如图7.3所示。

使用泰勒级数可以用多项式来拟合任意形状的非线性曲线。那么是否存在一个函数，能够近似地拟合各类非线性函数而无须增加额外的高次项呢？答案是肯定的。1985年，Powell提出了多变量插值的径向基函数法，证明该函数可以应用于任意维度的离散和连续数据集中进行插值和拟合运算。径向基函数（Radical Basis Function，RBF）又称为RBF函数，或高斯函数，是一种适于大规模样本的非线性拟合函数。因此，它最先被应用于计算机图形学的曲面重构中，取得了很好的效果。

[image: 015-01]
图7.3　曲线的拟合



由于第二代神经网络的兴起，其主要目标就是提供各类非线性问题的解决方案。1988年，Moody和 Darken提出了以RBF径向基函数为激活函数的新型神经网络，称为RBF神经网络（见图7.4），它能够以任意精度逼近任意连续或离散函数，特别适合于解决各类非线性问题的预测和分类问题。

[image: 015-01]
图7.4　RBF隐含层神经元



RBF网络属于前馈神经网络，输入层与所有的其他神经网络相同，输入层到隐含层再到输出层经历了三次运算。


	从输入层到隐含层求解输入节点与类别标签的欧式距离||dist||。

	在隐含层根据欧式距离使用RBF高斯函数进行曲线拟合。

	从隐含层到输出层为一个线性函数。如果是预测，则使用最小二乘法的正规方程组。



与BP神经网络相比，RBF网络减少了误差反馈的权值更新环节，仅在隐含层使用高斯函数作为激活函数拟合数据集的非线性，而网络输出调整是线性的，因而学习速度比BP网络要快很多，并能够避免局部极小问题。

RBF径向基函数的激活函数如下：

[image: equa]


式中：


	xp
 =[image: equa]
 是第p个输入样本。

	p=1,2,…,P，P表示样本总数。

	ci
 是网络隐含层节点的中心。

	wij
 是隐含层到输出层的连接权值。

	j=1,2,…,n是隐含层的节点数。

	yj
 是与输入样本对应的网络的第j个输出节点的实际输出。



RBF网络的架构如图7.5所示。

[image: 015-01]
图7.5　RBF网络



图7.5是由输入层、隐含层和输出层构成的一个RBF神经网络。RBF网络的结构与BP神经网络类似，也是一种三层网络。第一层是输入层，仅仅起到传输信号的作用，输入层和隐含层之间可以看作连接权值为1的连接。

第二层为隐含层，如果用于预测，那么隐含层单元数与样本数应相同；从输入层到隐含层的变换是非线性的，通过激活函数（高斯函数）对样本权值进行调整。RBF的非线性函数包含两部分：首先对输入样本计算欧式距离；接下来对距离进行RBF拟合。

第三层为输出层，它一般是一个线性函数，对隐含层的输出数据进行线性权值调整，采用的是线性优化策略。

在机器学习的预测模型中，多元回归的主要方法都是以最小二乘法为基础的，并通过RBF网络扩展至非线性的情况，它们共同构成了预测多元非线性系统的核心结构。很多机器学习算法，例如决策树、BP神经网络、支持向量机等也可以用于预测，但此时的预测含义是广义的，更多的是指判别。

下面我们给出基于RBF神经网络预测算法的相关代码。

7.2.2　辅助函数

（1）数据可视化，绘图函数。


　　def plotscatter(Xmat,Ymat,yHat,plt):             # 绘制图形
　　      fig = plt.figure()
　　      ax = fig.add_subplot(111)                       # 绘制图形位置
　　      ax.scatter(Xmat,Ymat,c='blue',marker='o')       # 绘制散点图 
　　      plt.plot(Xmat,yHat,'r')                         # 绘制散点图
　　      plt.show()



（2）加载数据集。


　　def loadDataSet(fileName): 
　　    numFeat = len(open(fileName).readline().split('\t')) - 1  
　　    X = []; Y = []
　　    fr = open(fileName)
　　    for line in fr.readlines():
　　        curLine = line.strip().split('\t')          
　　        X.append([float(curLine[i]) for i in xrange(numFeat) ])
　　        Y.append(float(curLine[-1]))
　　    return X, Y



7.2.3　使用RBF预测

本书提供的分类数据集可从http://www.threedweb.cn/thread-1450-1-1.html下载。该数据集第一列为全1的b向量，除去第一列，其他部分为一个二维数据集。

主函数就是最小二乘法的正规方程组，该函数使用径向基函数作为局部加权计算，是非线性的激活函数。


　　# -*- coding: utf-8  -*-
　　
　　from numpy import *
　　import sys
　　import os
　　import matplotlib.pyplot as plt
　　
　　# 局部加权线性回归算法
　　xArr,yArr = loadDataSet("nolinear.txt")       # 数据矩阵，分类标签
　　
　　# RBF函数的平滑系数
　　miu= 0.02
　　k = 0.03
　　
　　# 数据集坐标数组转换为矩阵
　　xMat = mat(xArr); yMat = mat(yArr).T
　　testArr = xArr                        # 测试数组
　　m,n = shape(xArr)             # xArr的行数
　　yHat = zeros(m)                       # yHat是y的预测值，yHat的数据是y的回归线矩阵
　　for i in xrange(m):
　　    weights = mat(eye(m))     # 权重矩阵
　　    for j in xrange(m):                          
　　        diffMat = testArr[i] - xMat[j,:] 
　　        # 利用RBF函数计算权重矩阵，计算后的权重是一个对角阵  
　　        weights[j,j] = exp(diffMat*diffMat.T/(-miu*k**2)) 
　　    xTx = xMat.T * (weights * xMat)   # 矩阵左乘自身的转置
　　    if linalg.det(xTx) != 0.0: 
　　       ws = xTx.I * (xMat.T * (weights * yMat))
　　       yHat[i] = testArr[i] * ws              # 计算回归线坐标矩阵
　　    else: 
　　       print "This matrix is singular, cannot do inverse"
　　       sys.exit(0)                                    # 退出程序
　　
　　plotscatter(xMat[:,1],yMat,yHat,plt)  # 绘制图形



输出结果如图7.6所示。

[image: 015-01]
图7.6　非线性的回归线拟合



7.2.4　评估预测结果

与第一节的算法评估相同，仍使用相关系数矩阵。我们使用最小二乘的预测结果与实际的Y列进行比较，两列之间的相关性越高说明拟合的效果越好，反之越差。

计算相关系数的代码如下。


　　print corrcoef(yHat,yMat.T)   # 计算相关系数



输出结果如下。


　　[[ 1.          0.97638259]
　　 [ 0.97638259  1.        ]]



7.3　岭回归

最小二乘法虽然简单，理论基础却很坚实，结构也完美，所以是现代预测科学中最通用的算法之一，其他很多高级算法都是以它为基础的。但是，最小二乘法存在一个限制，即样本矩阵的行列式不能为0，样本矩阵必须为非奇异阵。也就是说，样本的各个特征（解释变量）之间不能表现为强烈的线性相关性，我们称之为多重共线性（Multicollinearity）。多重共线性的存在会使模型的估计失真。现实中，完全共线性的情况并不多见，一般出现的都是在一定程度上的共线性，即近似共线性。

7.3.1　验证多重共线性

多重共线性计算所用的数据集参考了《机器学习实战》中的数据集，读者可从http://www.threedweb.cn/thread-1451-1-1.html下载。接下来，我们设计了一个计算多重共线性的函数。


　　def Multicollinear(xMat):  # 导入自变量数据集
　　      features = xMat.T
　　      m,n = shape(features) 
　　      for i in xrange(m):             
　　        if i==(m-1):
　　              print i ,":", 0           
　　              print corrcoef(features[i],features[0]) #计算最后一列与第一列的相关系数矩阵
　　        else:
　　              print i ,":", i+1                                       # 计算两两特征列的相关系数矩阵
　　              print corrcoef(features[i],features[i+1])



计算数据集两两特征列的相关系数矩阵，代码如下。


　　# -*- coding: utf-8 -*-
　　import sys  
　　import os 
　　from numpy import *
　　import matplotlib.pyplot as plt
　　xArr,yArr = loadDataSet("ridgedata.txt")      # 加载数据集
　　xMat,yMat= normData(xArr,yArr)                        # 标准化数据集
　　Multicollinear(xMat)                                  # 验证多重共线性



该程序中用到的数据集导入函数参见7.2.3节。

执行结果如下。


　　0 : 1
　　[[ 1.                 0.92384251] [ 0.92384251  1.        ]]
　　1 : 2
　　[[ 1.                         0.0846675] [ 0.0846675  1.       ]]
　　2 : 0
　　[[ 1.                 0.45777716] [ 0.45777716  1.        ]]



从上面的结果观察可知，此数据集的第一列与第二列的相关系数在0.90以上，都有强线性相关关系。第二列与第三列的相关系数在0.80以上，有线性相关关系。此函数仅比较了相邻两列的相关系数，无法比较任意两列的相关性。如果样本的维度很大，这个数字将呈级数上升。

为了解决这个问题，人们提出了基于最小二乘法的改进策略。其中对于线性系统，最常用的是岭回归。

7.3.2　岭回归理论

如果矩阵的随机变量间存在多重共线性，即|XT
 X|≈0时，我们可以给XXX加上一个参数矩阵kI（I是与样本维度相同的单位阵，k－0），那么XT
 X+kI接近奇异的程度就会比XXX接近奇异的程度小得多。如果考虑随机变量的量纲问题，要先对数据集进行标准化处理，标准化后的矩阵仍用X表示，定义：

A(k)=(XT
 X+kI）-1
 XT
 Y

称为A(k)的岭回归估计，其中，k称为岭参数。由于假设X已经标准化，那么XT
 X就是自变量样本的相关阵。如果Y也经过标准化，那么计算的结果就是标准化后的岭回归估计。当k=0时，岭回归估计A(0)就是普通最小二乘法的估计值。A(k)是回归参数A的有偏估计。很明显，此时的A(k)也是最小二乘估计A的一个线性变换。

因为岭参数k不是唯一确定的，它在一个区间内变动，所以得到的岭回归估计A(k)实际是回归参数A的一个估计族。如果使用均方误差（Mean Squared Error, MSE）表示k（k－0）取不同值时的岭回归估计误差，那么MSE(A(k))< MSE(A(0))。因为X中存在近似的多重线性相关，整体上，A(k)作为A的有偏估计应比最小二乘的估计值更稳定。

7.3.3　岭际分析

当岭参数k在（0,）内变化时，A(k)是k的函数，在平面坐标系上把函数A(k)描画出来，画出的曲线称为岭迹，如图7.7所示。

[image: 015-01]
图7.7　岭际分析图




	在图（a）中，A(0)=A(k)>0，且比较大。从古典回归分析的观点看，应将xj
 看作是对y有重要影响的因素。但A(k)的图形显示出相当的不稳定，当k从0开始略增加时，A(k)显著地下降，而且迅速趋于零，因而失去预测能力。从岭回归的观点看，xj
 对y不起重要作用，甚至可以去掉这个变量。

	在图（b）中，A=A(0)>0，但很接近0。从古典回归分析的观点看，xj
 对y的作用不大。但随着k略增加，A(0)骤然变为负值。从岭回归的观点看，xj
 对y有显著影响。

	在图（c）中，A=A(0)>0，说明xj
 还比较显著，但当k增加时，A(0)迅速下降，且稳定为负值。从古典回归分析的观点看，xj
 是对y有正影响的因素；而从岭回归分析的角度看，xj
 要被看作是对y有负影响的因素。

	在图（d）中，A1
 (k)和A2
 (k)都很不稳定，但其和却大体上稳定。这种情况往往发生在自变量x1
 和x2
 的相关性很大的场合，即x1
 和x2
 之间存在多重共线性的情形。因此，从变量选择的观点看，二者只要保留一个就够了。这种情况可用来解释某些回归系数估计的符号不合理的情形。从实际观点看，A1
 和A2
 不应该有相反符号。岭回归分析的结果对这一点提供了解释。

	从全局考虑，岭迹分析可用来估计在某一具体实例中最小二乘估计是否适用，即把所有回归系数的岭迹都描在一张图上。如果情况如图（e）那样，这些岭迹线“不稳定度”很大，整个系统呈现比较“乱”的局面，往往就会怀疑最小二乘估计是否很好地反映了真实情况。如果情况如图（f）那样，则对最小二乘估计可以有更大的信心。



7.3.4　k值的判定

通过直接观察岭迹的变化趋势，可以判断出最小二乘估计是否合理，如果估计值没有实际意义，那么可以通过选取适当的A(k)来对预测的结果加以改善，因此k值的选择就显得非常重要。

根据岭迹图，我们可以剔除不合理的k值。

（1）在岭回归的计算中，假定样本矩阵X已经中心化和标准化了，可以直接比较标准化岭回归系数的大小。可以剔除标准化岭回归系数比较稳定且绝对值很小的自变量。

（2）当k值较小时，标准化岭回归系数的绝对值并不是很小，但是不稳定，随着k值的增加迅速趋于零。像这样岭回归系数不稳定、震动趋于零的自变量可以予以剔除。

（3）去掉标准化岭回归系数很不稳定的自变量。如果有若干个岭回归系数不稳定，究竟去掉几个、去掉哪几个，这并无一般原则可循，需根据去掉某个变量后重新进行岭回归分析的效果来确定。

下面给出几个k值选择的一般原则。

（1）所有回归系数的岭估计趋向于稳定。

（2）在最小二乘估计中的符号不合理的回归系数，在岭估计中符号变为合理。

（3）回归系数没有不合乎实际意义的绝对值。

（4）残差平方和增大得不太多。

当k取k0
 时，各回归系数的估计值基本上都能达到相对稳定，如图7.8所示。

[image: 015-01]
图7.8　k值的选择



7.3.5　辅助函数

（1）导入多维数据集：加载数据集。


　　def loadDataSet(fileName):
　　      numFeat = len(open(fileName).readline().split('\t')) - 1 #get number of fields 
　　      dataMat = []; labelMat = []
　　      fr = open(fileName)
　　      for line in fr.readlines():
　　              lineArr =[]
　　              curLine = line.strip().split('\t')
　　              for i in range(numFeat):
　　                      lineArr.append(float(curLine[i]))
　　              dataMat.append(lineArr)
　　              labelMat.append(float(curLine[-1]))
　　      return dataMat,labelMat



（2）标准化矩阵数据集。


　　def normData(xArr, yArr):
　　      xMat = mat(xArr); yMat=mat(yArr).T
　　      yMean = mean(yMat,0) 
　　      xMeans = mean(xMat,0) 
　　      ynorm = yMat - yMean
　　      xVar = var(xMat,0)
　　      xnorm = (xMat - xMeans)/xVar
　　      return xnorm,ynorm



（3）绘制图形。


　　def scatterplot(wMat, k):# 绘制图形
　　      fig = plt.figure()
　　      ax = fig.add_subplot(111) 
　　      wMatT = wMat.T
　　      m,n=shape(wMatT)
　　      for i in xrange(m):
　　              ax.plot(k,wMatT[i,:])
　　              ax.annotate("feature["+str(i)+"]",xy =(0,wMatT[i,0]),color='black')
　　      plt.show()



7.3.6　岭回归的实现与k值计算

本函数参考了《机器学习实战》中的相关代码，为了进一步说明做了一些改进。


　　# 前8列为xArr，后1列为yArr
　　xArr,yArr = loadDataSet("ridgedata.txt")
　　xMat,yMat= normData(xArr,yArr)                # 标准化数据集
　　
　　Knum = 30 # 确定k的迭代次数
　　wMat = zeros((Knum,shape(xMat)[1]))
　　klist = zeros((Knum,1))
　　for i in xrange(Knum):
　　      k = float(i)/500.0                      # 算法的目的是确定k的取值
　　      klist[i]=k                              # k 值列表
　　      xTx = xMat.T*xMat
　　      denom = xTx+eye(shape(xMat)[1])*k
　　      if linalg.det(denom) == 0.0:
　　              print "This matrix is singular, cannot do inverse"
　　              sys.exit(0) 
　　      ws = denom.I * (xMat.T*yMat)
　　      wMat[i,:]=ws.T                                  # 岭际列表
　　print klist
　　scatterplot(klist,klist)                      # k值的变化
　　scatterplot(wMat,klist)                       # 岭回归



k值结果输出如下。


　　[[ 0.   ] [ 0.002] [ 0.004] [ 0.006] [ 0.008] [ 0.01 ] [ 0.012] [ 0.014] [ 0.016] [ 0.018] [ 0.02 ] [ 0.022] [ 0.024] [ 0.026] [ 0.028] [ 0.03 ] [ 0.032] [ 0.034] [ 0.036] [ 0.038] [ 0.04 ] [ 0.042] [ 0.044] [ 0.046] [ 0.048] [ 0.05 ] [ 0.052] [ 0.054] [ 0.056] [ 0.058]]



7.3.7　算法评估

输出k值的变化趋势，如图7.9所示。

[image: 015-01]
图7.9　k值的变化



从图形可知，k值是一个线性函数，变化范围为0~0.06。

下面再来看看输出岭际的计算结果。

横坐标为k，由于数据集存在多重共线性，随着k值的增大，在一开始，Feature 0急速下降，Feature 1、Feature 2急速上升，三个特征都变化显著。当k≈0.02时，曲线变化趋势明显变缓，所有的曲线均趋向平稳，Feature 0、Feature 1逐渐趋向重合，如图7.10所示。

[image: 015-01]
图7.10　岭际的变化



根据图7.10可知，当k=0.02时，是该数据集的最优的岭回归参数。

7.4　预测的哲学

前面几节，我们把花了很大的篇幅讲解预测的技术。很显然，对于预测学而言，技术方法仅是一种微观方法，它强烈地依赖于给出的样本数据，很难揭示系统的宏观运动规律。从本节开始我们着重研究系统在宏观方面的特征，通过整体的角度来预测系统的生命周期与变化规律。

7.4.1　从《周易》谈起

就如同没有人知道艺术何时产生一样，也没有人知道何时人类创造了最初的预测方法：占卜。我想最初人类发明占卜的目的一定是因为恐惧。那时文明处于蒙昧时期，原始的人还无法理解某些突发的自然现象（例如自然灾害）和社会行为（例如战争），面对突发灾害只有惊慌失措、束手无策。由于这些事件的发生常常缺乏简单的规律性，所以当时的人们很难凭借尚不发达的智慧找到应对的方法。久而久之，人们就创造了占卜的方法。其实这是一种高明的智慧，既然是人解决不了的事情，那就交给天嘛。即便在科学高度发达的今天也是如此，在最严谨的数学中，那些不能用确定性方法解决的问题都交给了概率论。

本书不是一本关于研究如何占卜的书，可能有人会觉得东拉西扯的毫无意义。但是作为一个中国人，还是有必要多懂一些关于预测的历史。因为与其他的文化不同，预测在中国有特殊的意义，中国的数学就起源于预测。中国最早的预测学著作也是最早的数学著作，就是历史上最著名的典籍《周易》。

《周易》，也称为《易经》、《易传》，被奉为群经之首，可见其在中国历史上的重要地位。《周易》起源于伏羲创立八卦，后周公发展为六十四卦，直到春秋后期孔子为之提供了文字注解。在华夏文明逐步形成的几千年中，《周易》是由多位大师逐步丰富、共同创作完成的。

书名由两个字构成，其中“周”表示一切事物发展的周期，也就是规律；“易”表示一切事物变化的过程，也就是运动。周易两个字用现代的话来讲就是一切事物的运动方式及其规律。其实古人早有结论：所谓预测，就是揭示事物的运动方式及其规律的学问。古人仅用“周”、“易”两个字就把预测学的本质特征给说清楚了。

在伏羲氏创造《周易》的时候，当时的华夏民族还没有发明文字，所以最初的结论都以图形的方式表现出来。下面我们看一下周易演生八卦的过程，如图7.11所示。

[image: 015-01]
图7.11　从太极到八卦



作为一个中国人应该对图7.11并不陌生，这幅图讲解了从太极到八卦的演化过程。按照卦书所述，整幅图被表达为：“太极生两仪（即阴、阳），两仪生四象（即少阳、太阳、少阴、太阴），四象演八卦。”由于历史久远，这些话已经变得难以理解。但是，千百年来的科学发展，使我们有能力不仅从定性的角度，而且从定量的角度给出解释。

从数据结构的角度来看，全图是一棵倒着的二叉树。因为那时候还没有完整的文字系统，所以只能以图形的形式表现出来。同时，这也可能是历史上最早的数学公式。

从下往上，在树的第一层只有一个节点，在数据结构中我们称为根节点，节点的名称为“太极”。所谓太极，通俗地讲就是指一切事物，换个专业一点的名词，就是系统。理解太极这个词的关键是要懂得“太”的含义。“太”不是一个字，而是一个二字词，在现代，我们解释为大（大）和小（、），引申可以理解为阴和阳，而极表示最。太极两个字放到一起，就是指事物最大（纯阳）和最小（纯阴）的总体。从预测的角度来看，表示为一个系统或系统的某一部分如何从最大变为最小，或者从最小变为最大的过程。从哲学上，它是讲一个事物（包括无生命的自然现象和有生命的动物、植物、人类等等）如何从萌芽、生长、发育、成熟、衰落到消亡的全过程，即生命的周期。在数学上，显然这是一个最优化的过程。

为了生动地表现生命的历程，《周易》还提供了一张太极图作为形象的解释。首先，太极图轮廓被绘制为一个圆盘，圆暗示着事物周而复始、生生不息的发展过程：起点即是终点，而终点又创生出新的起点的哲学思想，也就是之前我们讲过的回归。在圆盘的内部，一条曲线将“大”、“小”分为黑白两部分，其中白色可以直观地解释为白天，引申为显式的、外在的变化，称为“阳鱼”；而黑色可以解释为黑夜，引申为隐含的、潜在的变化，称为“阴鱼”。

太极之所以为根，或者说“一”，是因为有“仁”，这是孔子哲学的核心。后人对“仁”的理解过于片面化和主观化。其实，仁无善恶、无爱憎，它表示为一个系统最核心、最本质的属性，换个现代的词，称为基因。其实孔子之所以伟大，绝不只因为他如何劝人向善，如何教化社会，这些都太过肤浅。而是因为，孔子总结和创立了一套完整的道德体系，而不是法律制度。而中华民族最终共同选择了这套道德体系作为文明的核心，这是中华民族几千年来得以生存、繁衍、发展、壮大的本质特征。在这片土地上，以法为核心的制度和人物无论多么伟大，都是不能长久的。

接下来，我们来分析一下树的第二层——两仪：此时，阴、阳被分隔开来研究，在现代的科学体系中称为还原论的思想。阴、阳分别被表示为“—”和“- -”。至于原因也不难解释，古时候，没有电灯等现代的照明工具，太阳在一天中的东升西落，对人们的生活起居影响很大，那时的人们日出而作、日落而息，靠天吃饭。每天都要出来活动，就用一划来表示，也就是“—”，后世称为“阳爻”；而夜晚人们都休息了，没有人活动，那么就空出这个位置，但不能没有记录，很自然就用“- -”来表示，后世称为“阴爻”。用计算机的二进制符号表示，阳为1，而阴为0，注意这里的1和0之间不满足加法规则，只满足乘法规则。也就是1+0不等于1，只能等于1和0。如果换成符号x和y就清晰了。继续观察下面的层次，这个结论是很明显的。参考图7.10第三层的四象：(x+y)2
 ，分解因式为：x2
 +xy+yx+ y2
 。

运算不满足加法规则的原因也很简单——因为时间。系统在某个时刻只能有一个状态，或者1，或者0。这里的1和0是记录系统状态的符号，而不是计数符号。不同的状态发生在系统不同的时刻，所以系统的状态仅可以叠加（乘法法则），而不能替代（加法法则），因为替代的结果改变了系统的时域长度。还需要说明的是，阴、阳的乘法规则也不满足交换律，即01不等于10，或者说，xy不等于yx，不可以合到一起变为2xy。原因同样——因为时间，在时序上，引申来讲在逻辑上，xy所表示系统状态的迁移与yx是不同的，它们的值可能是相似的，比如春天和秋天的温度状况，但趋势是不同的，而且截然相反。阴爻、阳爻这两个最简单的符号及其对应的运算法则，就给出了中国古典逻辑学的基础。

现在我们再回到太极图。在太极图中，阴鱼和阳鱼被一条S形曲线分隔开来，都有一个从小到大的过程，它象征着系统在状态上的迁移过程。以气候为例，一年中每一天的白天和夜晚的时间都有微小的差异，夏至前后为一年中日照时间最长，而冬至前后为一年中日照时间最短，这就是极，夏至的白天为阳极，称为纯阳；冬至的夜晚为阴极，称为纯阴。如果是在地球的两极（北极或南极），每逢夏天和冬天还有极昼和极夜的现象。所以太极图也是一幅地球年度气象（光照、温度等）的总体趋势图。

接下来我们看到，阴鱼和阳鱼的中心都有两个与外部颜色相反的圆点，称为鱼眼，意味着时令的转折。一年中除去夏至和冬至，其余的日子处于这两者之间。如果是春季，气候为从阴向阳转变的过程，称为“少阳”，因为此时“阴”虽仍占有统治地位，但总的趋势开始衰败了；而阳虽仍处于从属的地位，但开始凸显出来。而秋季则正相反。这就可以解释《周易》中变化的概念，常言道：否极泰来、乐极生悲大概就是这个道理。如果没有这个转折，系统就会向单一的方向发展，而最终失去平衡，导致崩溃，那么就失去了生命周而复始、循环罔替的规律。

从初步对太极图和阴阳的分析，我们可以发现《周易》的太极图就是揭示宇宙万物在宏观上的变化规律，即任何系统的内部都蕴含着阴、阳两种力量，而且这两种力量都有一个极限，系统的运动就是它们相互斗争、此消彼长的变化结果。阴、阳两股势力对系统的影响表示为系统变化的状态。通过太极到两仪、两仪生四象的变化，说明状态间的迁移可以定量地加以衡量。太极图中的系统是一个白盒，状态间的运算不满足加法法则，但满足乘法法则。

7.4.2　两仪生四象

如果太极只能生两仪，那么太极图只会是图7.12（左）所示的样子；如果两仪只能生四象，那么太极图就会是图7.12（右）所示的样子。

[image: 015-01]
图7.12　两仪与四象



这反映出什么样的规律呢？我们换一个角度来考虑一下这个问题。我们都知道，物理学是研究物质运动和存在的科学。在经典物理学时代，人们热衷于观测和研究天体，喜欢计算遵循牛顿万有引力定律而互相吸引的多个天体的运动方式。物理学家将此类问题称为“N体问题”。

当N=1时，物质的运动方式符合牛顿第一定律：不受其他任何作用的一个物体，最后将归于静止或匀速直线运动。牛顿第一定律说明，因为隔绝了物质与外界的关系，此时的物质系统最终只能自发地演化为两种极端的状态：一种称为物质态，一种称为能量态。处于物质态的物体只能用质量来度量，此时的物质只有结构而没有运动；处于能量态的物体只能用动量来度量，此时的物质只有运动而没有结构。

一个事物若要真实地存在，就必须要面对物质系统这一自发的演化，既不能使系统一味地发展到物质态，也不能使系统一味地发展到能量态。因为两种单一的状态都会导致系统的崩溃，而应不断使物质在两种极端的状态下切换，或者从能量态到物质态，或者从物质态到能量态，这就必须维持二者之间的动态平衡。现代科学已经证明世间万物不仅有结构而且有能量，它们是共存的，而且在一定的条件下，它们之间还可以相互转化，这是爱因斯坦相对论的主要精神。

对于地球而言，地球自转导致的短周期使地表温度总是能够维持在一个尽可能均匀的范围，夏季不至于过热，冬季不至于过冷。这使地表的生物运动有了节律，无论植物还是动物，多数都在白天吸收能量和摄取食物，而在夜晚充分地消化与休眠。所以说，两仪的本质在于平衡。在数学上，我们可以用一个硬限幅（hardlim）函数表示这种状态的切换。图7.12左图中的系统就是在这种情况下的系统演化。

对于N=2的情况，也就是二体问题，在经典物理学时代已被基本解决。两个相互吸引的天体，其相互的运动方程可以精确求解，得到各种椭圆轨道。比如，地球环绕太阳的运动，可近似为一个简单的二体系统。这类系统已经很接近我们生存的环境了。一方面，地球围绕自身做着自转，这个自转周期为日；另一方面，地球按照一定的周期围绕太阳做椭圆运动，这个公转周期为年。这在四象图中表现得最为显著。

四象图由上下两个阴爻与阳爻相互叠加构成。上面阴阳的变化周期与下面的相互交错。如果把上面理解为太阳，那么下面就可理解为大地。当然，这明显是一个二体问题，如图7.13所示。
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图7.13　四象图



季节的变换是一个长周期，地表温度因为季节的更替呈现周期性的显著变化，对物质影响最明显的就是水。春季属少阳，此时地表虽然天寒地冻，但阳光日渐充足，气候逐渐回暖，溪流已经解冻，新芽吐绿，万物复苏；夏季属老阳，阳光充足，水源丰富，此时地表万物得到滋养，充分生发，一片繁茂的景象；秋季属少阴，此时地表温度仍较高，但日照逐渐减少，已经出现徐徐凉风、阵阵秋雨，万物到了收获的季节，孕育出成熟的果实，此时生物多余的能量得以存储；冬季属老阴，日照不足，中、高纬度的水完全变为固态，万物或枯萎或潜藏，表现为荫蔽的状态，等待来年的复苏。一年中的季节变换是一个漫长的历程，它使生命体有了萌芽、发育、成熟、衰败的完整过程，生命的本质就是繁衍和发展，在春夏生发，在秋冬收藏，这样系统才得以循环往复、生生不息。

从逻辑上，自然的变化应为少阳→太阳→少阴→太阴这样的顺序，但在四象图中为什么是太阴→少阳→少阴→太阳的顺序呢？其实这就是古人的智慧，因为任何事物的发展都不是一条直线，而是在曲线中完成的。在左侧分叉中，太阴之后是少阳，是一个从左到右的逻辑：太阴→少阳；而在右侧分叉中，太阳之后是少阴，是一个从右到左的顺序：少阴←太阳。如果排列在图7.12中，可以看作是右图的那两条斜线。

这样，图7.12右图中的太极图就是在二体下的物质演化规律。二体运动构成了一个近乎完美的世界。与“太”字的结构相似，《周易》的“易”字大篆的写法为，也由日、月两字叠加而成，表示阴阳交替、相生相克。传统上，我们都习惯把事物的演化理解为一个二体问题。不仅在中国，在经典力学时代整个世界几乎都这样认为，其中以拉普拉斯的观点最为著名。他曾经说：如果有一个人能确定宇宙运动的现时状态，那么他就能按照力学规律推算出整个宇宙的过去和未来。那么二体运动是否能解释整个世界呢？正如我们在第1章中所讲，这种思想在20世纪60年代，由于混沌现象的发现而最终破产。

7.4.3　周期三与混沌

前面一节我们讨论了N=2时系统的运行状态和特点。但是有一个问题我们并没有讲，即：二体运动究竟存在什么问题，为何需要研究三体系统？

在讲三体问题之前，首先看看二体运动的局限性。如图7.13所示，经验上，我们常认为，要想认识某种事物的运动规律，只要收集到有关该事物若干个运动周期的信息就可以了。所以人们很容易地认为从过去的规律性中学习就能够准确地预见未来。这种论点一度成为人们认识世界的普遍真理。二体运动的规律就是简单的重复，每一个周期都是上一个周期的复制。只要了解了一个周期，就知道了全部的状态（见图7.14）。这是拉普拉斯断言的基础。因为在经典物理学时代，由于科技的发达程度有限，人们仅从微观的层面来考查系统，造成了对系统运动规律的一些片面性的认识。
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图7.14　二体运动的轨道（吸引子）



随着科学技术的全面发展，各种学科体系的完备，特别是计算机技术使大规模计算成为可能，这一论断越来越不符合宏观系统演化的事实。从地球上生物的漫长发展历程来看，一切生命形式都在从简单向复杂、从低级向高级、从不完善向完善的竞争与淘汰中发展。从最早的单细胞生物到植物；从昆虫到低等动物、爬行动物再到哺乳动物，最终到智力高度发达的人类，物种这种阶梯式的进化发展并未出现简单的重复，却呈现出单方向的演化。最为显著的就是人类社会，在人类文明不长的几千年中，我们可以深刻地观察到这样一个事实：历史可能会重演，但绝不会重复。人的生物体特征可能没有多少改变，但是生产力的水平却日新月异、节节攀升，这一切都极大地提高了人类的思想水平和生活方式。这究竟是因为什么呢？

结合我们的生存环境，我们不得不考查在N=3时，系统又呈现出了哪些运动的规律性。但不幸的是，几百年来，几乎所有的科学家都止步于这个问题，并提出了一个著名的论断：三体问题不可解。虽然人们通过大量的努力找到了几个特解，但是从广泛的层面来看，三体运动乃至之上的N体运动（N>2），其轨道都呈现出无规律性的运动方式，无法找到一个有规律的解族。

直到1963年“蝴蝶效应”（参见1.3.3节）的发现，人们才开始认识到N体问题（N>2）可以转化为系统内在随机性的问题。

内在随机性后来在1975年由李天岩和詹姆士·约克（James A.Yorke）才得以证明，并提出了著名的论断：“周期三意味着混沌”（Period Three Implies Chaos），这种内在随机性也因此被命名为“混沌”（Chaos）。混沌是自然界及人类社会中的一种普遍现象，它是在一个确定论系统中出现的一种貌似又规则、又不规则的随机性运动，展示了事物的复杂性。


Li-Yorke定理
 ：令I为一个线段，f:I→I是线段的连续自映射。设线段中存在一点X0
 ∈I，使得：

f(3)
 (x0
 )≤x0
 <f(x0
 )<f(2)
 (x0
 )或f(3)
 (x0
 )≥x0
 >f(x0
 )>f(2)
 (x0
 )

或

则有：

（1）对于任何k＝1, 2, 3,…，线段I中都存在一条周期k轨道。

（2）I中有一个不可数子集S[image: equa]
 I，它不包含周期点，而且满足以下条件。

① 对于S中p≠q的任意两点，有

[image: equa]


② 对于S中每个q点和线段I中的周期点p，上式依然成立。

Li-Yorke定理说明了混沌发生的条件与特征。


	混沌的条件是N≥3，或系统存在着三个或三个以上的周期点。

	混沌的范围是Li-Yorke定理第二点中的两个条件：极限的上确界（sup）说明两条无穷长的轨道有时会靠得任意近；极限的下确界（inf）说明两条无穷长的轨道必定要以有限的距离分开。这些事件是以非周期的、不规则的方式发生的。

	混沌的轨道点有不可数无穷多个。混沌实际上并不是“混乱”，既非纯粹的“无序”，又非纯粹的“有序”，而是二者的统一，即有序与无序的统一、确定性与随机性的统一，具有内在的规律性和普适性。



为了进一步理解，下面我们举一个中国人都熟悉的著名例子。因为这个例子比较大，我们分几节来讲解。

马尔萨斯这个名字相信大家并不陌生，对他的“人口论”中国人应该更有切身的体会。1798年，托马斯·马尔萨斯发表著名的《人口学原理》，对人口的变化趋势作出了耸人听闻但切实可信的预言：人口将以几何级数增长，超越食物的算术级数增长，因而，最终必然导致战争、瘟疫、饥荒等人类的各种灾难。马尔萨斯的人口论就是基于下面这个公式：

Xn+1
 =(1+r)Xn
 =k×Xn


公式中的Xn+1代表第（n+1）代的人口数，Xn代表第n代的人口数，r=(Xn+1
 +Xn
 )/Xn
 是人口增长率。k=1+r通常是一个大于1的数，因而，人口数便以k的幂级数增长。

但是，马尔萨斯还是犯了一个错误，他不应把战争、瘟疫和饥荒作为人口增长之后的结果来处理。而实际上这些灾难是伴随着人口繁衍而同时发生的，所以在方程中也要将这些因素考虑进去。因此，1844年皮埃尔·弗朗索瓦·韦吕勒修正了这个方程，变为下面的形式：

[image: equa]


其中x表示自变量，x0
 为人口初始值，k是增长因子，L是曲线的最大值。

这就是Logistic函数的一般形式。这个函数从诞生伊始，不仅用于“人口”的研究，也用于对其他生物繁衍、种群数量，诸如“马口”、“鸟口”、“虫口”等的研究。在实践中，L常取1，x0
 取0。于是方程简化为下面的形式：

[image: equa]


看过第5章的朋友应该不会陌生，这个函数仅比第5章中那个函数多了一个k（成长因子），其他的完全相同。如果k是一个2~4之间的常数，那么大家回忆一下这个函数图形，是一个S形曲线。这个曲线很重要，因为它就是八卦图中那条分隔阴阳的S形太极线。这里先不具体说明，留待后面讲解。

接下来对这个函数求导，得到：

[image: equa]


我们把这个函数写成迭代的形式，这就成为下面的Logistic映射：

Xn+1
 = k×Xn
 (1－Xn
 )

其中，n为迭代时间步，对于任意的n，xn
 ∈[0,1]；k为一个可调参数，为了保证映射得到的xn
 始终位于[0,1]内，则k∈[0,4]。当参数k取不同值的时候，该方程会展现出不同的动力学行为。

7.4.4　Logistic中的吸引子

为了能够更好地加以说明，我们引入系统论中吸引子的概念。我们知道，任何系统的运动都有朝某个稳态发展的趋势，这个稳态就叫作吸引子。所谓吸引子就是系统运动的最终归属。吸引子分为平凡吸引子和奇异吸引子。平凡吸引子包括不动点吸引子、极限环吸引子和整数维环面吸引子；奇异吸引子包括混沌吸引子。在图7.14中我们给出了二体问题的吸引子，系统围绕着某个原点做周期性的运动，它是一个圆环，即一个平凡吸引子。

下面我们通过Logistic映射找到系统从稳定点到混沌的各种吸引子。

首先，我们给出Logistic映射的迭代方程Xn+1
 = k×Xn
 ×(1－Xn
 )及其图形绘制代码。


　　def scatterplot(k,x1,x2):  # 绘制图形
　　      fig = plt.figure();     
　　      ax1 = fig.add_subplot(111) 
　　      ax1.plot(x1)
　　      ax1.plot(x2)
　　      plt.title("k="+str(k)) 
　　      plt.show()      
　　
　　def logistic_map(k,init):     # Logistic映射
　　      maxIter=50                              # 最大迭代数
　　      x = range(maxIter)
　　      x[0]=init
　　      for i in xrange(maxIter-1):  
　　              x[i+1] = k*x[i]*(1.0-x[i])
　　      return x



以下部分内容参考自维基百科的“Logistic映射”词条。

（1）0<k<1：唯一稳定点（即最终xn
 始终为同一个数值）。

图7.15中左图表示的是当k=0.1时方程的迭代结果，右图表示的是当k=0.9时方程的迭代结果。每张图都有蓝色和绿色两条曲线，分别表示从初始值x(0)=0.1和x(0)=0.9开始得到的演化轨迹。很明显，两张图的四条曲线都以渐进趋近于0，k=0.9比k=0.1要慢一些，但整体趋势是相同的。此时，0就是k的取值范围[0,1]之间的吸引子。因为是一个不动点，所以也称为稳定点吸引子，这就是N=1的系统运动轨迹。

[image: 015-01]
图7.15　Logistic映射的稳定点



实现代码如下。


　　x1 = logistic_map(0.1,0.1)
　　x2 = logistic_map(0.1,0.9)
　　scatterplot(0.1,x1,x2)        
　　
　　x1 = logistic_map(0.9,0.1)
　　x2 = logistic_map(0.9,0.9)
　　scatterplot(0.9,x1,x2)



（2）1<k<3：随着k值变化的稳定吸引子（见图7.16）。

[image: 015-01]
图7.16　Logistic映射的随k变动的稳定点



图7.16左图展示的是k=1.2时方程的迭代结果，右图展示的是k=2.8时方程的迭代结果。我们看到，在两种情况下，方程的迭代结果仍然收敛于固定值，分别是0.18和0.63。也就是说，这个稳定值是一直随着k发生变化的。事实上，只要k<3，系统都会收敛到一个不动点。但与唯一稳定点不同，这个吸引子随k取值的变化而发生变化，而其数值可以通过求解下列方程而得到：

x* = kx*(1－x*)

得到解为：

x1
 *=0, x2
 *=(k－1)/k

其中，x1
 *=0对应的是k<1时的不动点，x2
 *=(k－1)/k对应的是k>1时的不动点。通过迭代所得到的不动点吸引子，也就是说，一旦出现某一个N使得x(N)= x1
 *,x2
 *，则对任意的n>N都会有x(n)=x1
 *,x2
 *。这就是上述两种情况。方程会收敛到不动点，并不会再产生新的x(n)值。

实现代码如下。


　　x1 = logistic_map(1.2,0.1)
　　x2 = logistic_map(1.2,0.9)
　　scatterplot(1.2,x1,x2)        
　　
　　x1 = logistic_map(2.8,0.1)
　　x2 = logistic_map(2.8,0.9)
　　scatterplot(2.8,x1,x2)



（3）3<k<3.6：周期吸引子（xn
 会在两个或者多个数值之间跳跃）。

这个时候，方程的迭代会出现周期行为。随着k值的增大，周期的长度也会相应地增加。如图7.17所示的两种情况，左侧的周期为2，右侧的周期为4。

[image: 015-01]
图7.17　Logistic映射的周期吸引子



我们看到，当k=3.2的时候，图形呈现锯齿状，表明x(n)在0.5～0.8之间上下徘徊。虽然从不同的初始值开始（蓝线和紫线），系统演化的轨迹并不一样，但是它们的终值却始终是0.5和0.8。

图7.17右图展示了当k=3.5的时候，系统在4个值上下反复跳动，即0.87→0.4→0.82→0.5。蓝色的轨迹和紫色的轨迹在初始略有不同，但是最终收敛到了一起。如果进一步增加k值，系统还会呈现出更多的周期，包括8周期、16周期。

实现代码如下。


　　x1 = logistic_map(3.2,0.1)
　　x2 = logistic_map(3.2,0.9)
　　scatterplot(3.2,x1,x2)        
　　
　　x1 = logistic_map(3.5,0.1)
　　x2 = logistic_map(3.5,0.9)
　　scatterplot(3.5,x1,x2)



（4）k=3.6：混沌吸引子（见图7.18）。

[image: 015-01]
图7.18　Logistic映射的混沌吸引子



事实上，从k>3.54以后，系统震荡的周期就变得越来越长，直到k≈3.6的时候，周期长度趋向于无穷大，此时，系统开始进入了混沌状态。我们看到，随着系统的演化，x(n)的值会一直在0.3～0.9之间徘徊，没有固定的周期，而且行为很随机，不同的初始状态演化的轨迹也不重合。

实现代码如下。


　　x1 = logistic_map(3.6,0.1)
　　x2 = logistic_map(3.6,0.9)
　　scatterplot(3.6,x1,x2)



（5）3.6<k<4：混沌至均匀分布。

当k值持续增大的时候，迭代运行的轨道就会在周期类型和混沌类型之间来回切换。直到k=4，系统处于完全混沌的状态，最终的长期行为会在[0,1]区间上均匀分布。

7.4.5　三生万物

随着Logistic曲线应用的日益广泛，人们发现在社会学、生物统计学、临床医学、心理学、市场营销等统计分析中，系统的演化趋势都呈S形的发展趋势，符合S形上升规律。因此对Logistic曲线的分析反映了系统普遍的成长规律。

下面我们整合上一节的结果，把所有的k值（生长因子）和曲线的每个迭代结果都计算出来，放到一个二维平面上，这些结果就呈现图7.19所示的形态。

[image: 015-01]
图7.19　Logistic映射的三个周期



如图7.19所示，横轴为k，取值范围为[2,4]；纵轴是x(n)的每次迭代结果，n=1000。它们构成了一个神奇的生态演化的过程。

在周期1中，k的取值范围为2<k<3，如果完整地取值则0<k<3，此时无论k如何变化，x(n)的运行轨迹都为随k变化的唯一固定值。此时系统属于初创阶段，这是一个稳定和漫长的过程。系统在初始时期（0<k<1），其行为和运动规律都表现为一个固定点，也就是孔子所说的“仁”（核心）。此时系统只有物质态而没有能量态，它标志着系统一个从无到有的过程，可以形象地称为系统的种子期。当1<k<3时，系统的运动表现为一条简单的轨线，说明在这个漫长的发展周期中，系统的“仁”经受住了各种外界的影响（k的变化）而逐步发展起来，此时系统不仅有了物质态，而且有了能量态，这个能量态为系统指示出一个演化的方向，即系统发展的方向，可以形象地将这个时期称为系统的成长期。系统的核心——物质态和最初的发展方向——能量态，就构成了《道德经》中所说的“道生一”。

在周期2中，k的取值范围为3<k<3.6，系统继续接受外界的影响，而发生了两次分化，我们称为倍周期分叉。它是指系统每次分叉的周期都呈倍数衰减，即分叉的速度呈现一个倍数的加速度，越来越快。倍周期分叉使系统的运动轨道在几个值上有规律地跳跃，不仅继续纵向地发展，而且发生了横向的扩展。在周期2中，系统的运动方式从一维扩展为二维，系统的运动不仅具有定向性，而且具有扩张性，其扩张的趋势严格地受到第一次分叉的影响，即第一次分叉的两条轨迹方向基本上给出了系统扩展自由度的上下限，我们称其为系统发展的外延。由于系统的后续发展不再可能突破这次分叉的范围，因此在这个阶段，系统的格局逐步形成了，可以形象地将这个时期称为系统的发展期，这就构成了《道德经》中所说的“一生二”。

随着k值的进一步增大，系统进入周期3。此时，系统可以分为两个阶段，即k=3.6和3.6<k<4。在k=3.6附近时，系统继续倍周期分叉，此时系统的取值仍旧集中在各个分叉的轨线附近，系统的运动仅用几条轨线就可以描述。当3.6<k<4时，系统的行为出现了发散，系统进入了混沌期，如图7.20所示。

[image: 015-01]
图7.20　Logistic混沌细节



从图7.20中可以看出，系统进入混沌期后，周期点脱离了倍周期分叉的束缚，运动的方式变得丰富起来。所有的系统周期点都分布在第一次分叉所决定的系统外延空间。在各分叉轨线附近，系统的周期点比较密集，其他部分呈均匀分布。系统终于脱离了分叉轨线的束缚而发展开来了。可以形象地将这个时期称为系统的成熟期，这就构成了《道德经》中所说的“三生万物”。在这个阶段，系统不断地分化、发展，创生出各种各样、丰富多彩的运动形式。根据李约克定理，在这个阶段，系统的周期点并不是完全近似均匀地分布在其外延决定的范围之内，在由虚线包围的三个空白区域中几乎没有产生分叉轨线外的周期点。可见在这三个区域中，系统的运动是有严格的规律可循的。因此，混沌的轨道点既非纯粹的“无序”，又非纯粹的“有序”，而是二者的统一，一定范围的无序之后进入有序的状态，当离开有序的范围又变为无序，这就是混沌的本质，也是生命力的来源。

下面给出图7.18的执行代码。


　　# -*- coding: utf-8  -*-
　　
　　from numpy import *
　　import sys
　　import matplotlib.pyplot as plt 
　　
　　def scatterplot(k,wMat)                       # 绘制图形
　　      fig = plt.figure();     ax = fig.add_subplot(111) 
　　      m,n=shape(wMat)
　　      for i in xrange(m):                     # 逐列描点
　　              ax.scatter(mat(k),wMat[:,i],s=0.1,marker=".")
　　      plt.show()      
　　      
　　maxIter =1000                                         # 最大迭代数和系数分辨率区间
　　k= linspace(2.1,4.0,maxIter)          # Logistic区间
　　klen = len(k)
　　xMat =mat(zeros((klen,maxIter)))      # 初始化结果矩阵
　　x = 1.0/float(maxIter)
　　for i in xrange(klen) :                       # 沿系数方向循环
　　      for j in xrange(maxIter):  
　　              x = float(k[i])*x*(1.0-x)       # 变量迭代
　　              xMat[i,j]=x
　　# 绘制图形
　　scatterplot(k,xMat)



因为Logistic映射能够反映出生命的所有运动形式，这就不难理解太极图中那条太极线的样子了。很显然，它的本质就是万物的生命周期曲线。这条曲线生动地说明，地球上的一切生物都是太阳、地球、月亮三体长期相互作用、相互运动的结果，这就是大自然。所以说，一切生命都是大自然的产物。

7.4.6　八卦图及其推演

八卦图的伟大之处在于并没有停止在二体运动上，否则就只有四象，而无八卦了。从太极线的形状及对Logistic曲线的分析，我们可以断言，八卦的含义就是地球、月亮、太阳之间的相互作用，即物理上的三体运动对地表万物影响的一种古老的符号化表示。在本章的最后，我们来简单地解释一下八卦的含义。

八卦图位于图7.11的第三层，从每一爻的纵向来看，每一卦象在结构上都分为三层。

（1）最内一圈为第一周期：第一周期指的是八卦图的初爻（三层中的最下一层）。从坤卦向左行，表示冬至一阳初生；从乾卦向右行，表示夏至一阴初生。这一寒一暑，表示地球围绕太阳在一年中的周期运动。

（2）中间一圈为第二周期：由卦象的中爻（三层中的中间一层）构成，阴爻表示月亮围绕地球运行的上半月，即朔；阳爻表示月亮围绕地球运行的下半月，即弦。整个八卦展示了月亮从朔到弦的两个周期。

（3）最后是第三周期：由卦象的上爻构成，阳爻表示白昼，阴爻表示黑夜，这是太阳运行一日的周期图像。整个八卦呈现了4个白昼到黑夜的变化周期，如图7.21所示。

[image: 015-01]
图7.21　八卦图



图7.21左图就是我们经常看到的八卦图，该图省略了第一层和第二层的推演步骤，直接把八卦的结论与太极图对应起来，体现了古人的一种简洁而清晰的审美风格。

《易经》中每个卦象还配以文字的注解，下面我们按照右图的红色轨线从坤至巽、再由震至乾的发展过程，给出这8个卦象的说明。

（1）坤（kūn）卦：原意指虚空，表示巨大而平坦的空间，引申为大地。

（2）艮（gèn）卦：原意指边界、极限，表示低地上的隆起，引申为山。

（3）坎（kǎn）卦：原意指沟壑、低地，表示低地上的河流，引申为水。

（4）巽（xùn）卦：通“逊”，原意指谦恭、卑顺，表示柔顺、服从，引申为风。

（5）震（zhèn）卦：原意指剧烈的震动，表示突然的巨变，引申为雷。

（6）离（lí）卦：原意指离开、分开，表示脱离、腾飞，引申为火。

（7）兑（duì）卦：原意指喜悦，表示顺利、和谐，引申为泽（恩泽）。

（8）乾（qián）卦：原意指强健、进步，表示主导、领袖，引申为天。

根据这8个卦象的解释和顺序，我们不难看出，一个事物，特别指人生的整个过程。首先，出生时一无所有，一切虚空。之后通过学习，掌握了一些知识，有了一些技能，再投入实践，碰了不少钉子，之后胸中有了沟壑，在为人处世的态度上学会了谦卑和恭顺。当经验和资历都积累到一定程度，终于遇到一个机会可以一鸣惊人，脱离原有被动的处境而一飞冲天，此时心情愉悦，在与周围环境建立了良好的关系后，逐渐平歩青云，成为整个天下的主导。

我们前面讲过，八卦也是一套数学的符号系统。其中阳爻表示1，阴爻表示0，它的运算服从乘法规则。当然八卦可用于推演（计算）万物的规律。在以《易经》为主要推演方法的著作中，最著名、最准确的传世结果就是《推背图》。《推背图》被尊为中国七大预言书（《推背图》《乾坤万年歌》《烧饼歌》《马前课》《梅花诗》《藏头诗》《黄蘖禅师诗》）之首，是当之无愧的中国第一预言奇书。传说当年唐太宗为推算大唐国运，下令当时两位最著名的天相家李淳风和袁天罡编写。李淳风用《周易》的八卦进行推算，没想到一算起来就上了瘾，一发不可收拾，竟推算到了唐朝以后中国两千多年的命运，直到袁天罡推他的背，说道：“天机不可再泄，还是回去休息吧”，因此这本预言奇书得名《推背图》。《推背图》共有60幅图像，每一幅图像下面附有谶语和“颂曰”律诗一首，预言了从唐朝开始一直到未来世界大同发生在中国历史上的主要事件。重要的是，这些事件中的绝大多数都得到了应验。

不幸的是，李淳风的推演方法已经失传了。现代人所能看到的多为《易经》一书提供的一种基于随机数的占筮方法。从现代数学的角度来看，这显然有明显的不足。关于这套方法我们就不做讨论了。说到这里，机器学习算法中如果能有基于《易经》的推演算法，倒是一种符合中国国情的新突破。

7.5　结语

本章简要讲解了有关预测的技术方法与哲学思想。在预测方法中，我们从回归理论谈起，介绍了线性回归方法，并提供了两种求解线性回归方程的方法：基于统计的最小二乘法和正规方程法，并给出了代码实现。

第二部分，我们引入了求解非线性回归的RBF径向基神经网络，并详细介绍了非线性的拟合函数、RBF径向基函数，最后提供了网络的代码实现。

第三部分，介绍了多元线性回归中经常遇到的多重共线性，并提供简单的多重共线性的相关系数的测量。之后，为了解决多重共线性，我们提出使用岭回归方法，并通过岭迹图的方式来判别各个解释变量对预测值的影响。岭回归方法虽然是有偏估计，但可看作是最小二乘法在多元线性回归中的改进。最后，我们使用代码实现了岭回归的拟合，并找到最优的有偏估计参数k。

最后，我们以《周易》中的太极八卦图为例，深入介绍了中国传统的预测哲学——《周易》，并对相关的概念和理论做了深入的分析。



第8章　万能分类器——支持向量机


统计学习理论诞生于20世纪60年代，几十年的发展使之建立在一套较坚实的理论基础之上。它从统计学的角度证明了有限样本的经验风险与真实风险之间的差异，并首次引入了置信区间的概念，创建了结构风险最优理论，为各类机器学习算法提供了统一的评估框架。1995年，基于统计学习的理论基础发展出了一种新的通用学习方法——支持向量机。可以说支持向量机是统计学习理论在算法领域应用的集中体现。支持向量机的提出，一举解决了第二代神经网络的结构选择和局部最小值（过拟合、欠拟合）等问题，使第二代神经网络进入了又一个低潮期。以统计学习为理论基础的支持向量机现被应用于机器学习的各个领域，成为最通用的万能分类器。

本章虽然只讲了一个算法，但无论是理论还是算法都比较复杂。本章主要内容包括：


	支持向量机的理论基础。

	SVM的数学推导。

	SMO算法。

	SVM中文文本分类。




8.1　支持向量机的理论基础

8.1.1　经验风险最优

我们在第6章讲过，从第二代神经网络理论的视角来看线性不可分，就是为n维空间中的样本集找到一个分类曲面，让这个曲面能够根据标记的类别把样本点划分开来。这种思想解决了第一代神经网络的诸多问题，在当时是一个巨大的突破。但随着应用的广泛，人们逐渐认识到它越来越多的局限性。

为了清晰地说明问题，我们回顾一下统计学中总体和样本的概念。所谓总体就是研究对象的全体集合。总体可以引申理解为客观事物（系统）的本身，事物（系统）所表现出的存在形式和运动方式，在数学上可以构建出事物的真实模型。总体所包含的对象数目可以是有限的，也可以是无限的；可以是静态的，也可以是动态的。在统计学中，总体可以理解为一个概率分布，但这个分布是未知的，例如人们每次表达同一语义的句子可能都不尽相同（说得深入一些它也是一个哲学问题，这里不做深入讨论）。毫无疑问，如果已知这个分布，也就不需要什么机器学习了。

由于了解总体真实分布的困难（实际上是不可能的），我们只能从总体中随机地抽取若干有代表性的对象，这些对象被称为总体的样本。样本可以理解为总体的若干个观测值，因为是观测值，所以表现形式是静态的、有限的。在数学上可以计算出这些样本的分布，作为事物总体的近似模型或经验模型。这里面有一个重要的词“代表性”，也就是说我们主观认为这些样本的分布一定程度上与总体的分布是相同的或相似的（因为样本是已经标注过的数据，具有准确性）。但是，仍然需要衡量经验模型与真实模型之间的误差，为此我们给出一个新的概念，叫作风险。当我们从训练集得到一个分类器之后，这个分类器是以经验模型的分布作为总体分布的，那么这个分类器的误差就称为经验风险。因为机器学习的算法较多，为了综合评估的方便，我们给这些误差函数起一个新名字：损失函数（Loss Function）。下面给出数学上的表示。

假设样本：(x1
 , y1
 ),…,(xn
 ,yn
 )∈Rn
 ×R，对于离散样本的经验函数可以写为：

[image: equa]


其中Remp
 (α)就是所谓的经验风险。f (xi
 ,α)是用来最小化风险Remp
 (α)的目标函数，L(y,f (x,a))就是损失函数，它表示对于每个xi
 ，其标签yi
 与目标函数f (xi
 ,α)之间的偏差。在BP神经网络中就是全局误差函数，在梯度下降法中就是斜率和截距的变化等。

在第二代神经网络算法中，我们用最小化经验风险Remp
 (α)来表示真实风险R(α)。这就是经验风险最小原则（Empirical Risk Minimizing，ERM），即min[Remp
 [α]]。神经网络的主要思想在于把经验风险最小化作为衡量算法准确性的主要依据。从梯度下降法开始一直到RBF网络，我们千方百计地要找到一个误差函数，通过迭代将这个误差函数收敛在尽可能小的范围之内，或者说达到平稳的状态，以此使算法收敛到最优。

但人们很快发现，一味追求损失函数的最小化并不总能达到全局最优的分类效果。很多在训练集上轻易达到百分之百的分类器，一旦遇到真实数据，计算的结果却一塌糊涂。而且，过小的训练误差还会导致分类器推广能力的下降，也就是人们经常遇到的过拟合现象。现在我们可以了解到，导致过拟合的原因来自两个方面。

一是说明训练样本对总体的代表性不强，也就是说最小的经验风险并不一定意味着最小的真实（总体）风险。最小经验风险原则要求经验风险必须确实能够逼近真实风险才行，但实际上能吗？回忆一下概率论中的大数定理（law of large numbers）：“当试验次数足够多时，事件出现的频率无穷接近于该事件发生的概率。”看样子能，但有一个要求，就是样本要足够多。而现实情况是，这一切只能取决于问题的特征和设计者的技巧，所以第二代神经网络最后成了建模技巧的比拼。这么做的一个恶果就是，所建立的模型失去了泛化能力。

二是说明学习算法理论还不完备。如果考虑真实（总体）风险，那么评估风险的方法不能只从样本入手，显而易见，现有的、单一的经验风险最小（ERM）理论存在着很大的不足。

认识到这个问题，人们很自然地将目光转向统计方法。人们希望利用统计学找到一种方法来衡量样本所表达的规律（分类器）与总体规律之间的差距，这也就是所谓学习一致性的问题。于是统计学习理论发展起来了。

8.1.2　关键定理与VC维

统计学习理论诞生于20世纪60年代，那时的代表人物就有Vladimir N.Vapnik，“但由于当时这些研究尚不十分完善，在解决模式识别问题中往往趋于保守，且数学上比较艰难，直到20世纪90年代以前并没有提出能够将其理论付诸实践的较好方法”（来自百度百科）。直到机器学习（特别是神经网络）遇到了上述的困难，统计学习理论才终于脱颖而出。

统计学习的第一个定义就是要解决经验风险与真实风险的衡量问题，在此称为学习一致性的定义。

设Q(x,α)是对给定的独立同分布观测x1
 ,…,xn
 （样本），使经验风险Remp
 =[image: equa]
 最小化的函数。如果下面两个序列依概率P收敛于同一个极限，即，[image: equa]
 ，则ERM原则对函数集Q(x,α),α∈Λ，概率分布函数F(x)是一致的。其中inf表示函数的下确界，R(αn
 )表示真实（期望）风险。上面的定义是说，对于一个基于ERM原则的算法，如果它提供一个函数序列Q(x,αn
 ),n=1,2,(，这个序列能使真实风险和经验风险都收敛于R(α)的下确界，那么就说此ERM算法符合学习一致性。我们可以近似地认为Remp
 (α)的极限就是R(α)的下确界。

从学习一致性的角度来看，当样本数目趋近于无穷大时（大数定理），最小的经验风险一定能够收敛于最小的真实风险。只有满足这一条件，才能保证在经验风险最小化下取得的最优结果能够代表真实风险的最优结果，如图8.1所示。

[image: 015-01]
图8.1　真实风险与经验风险



进一步，Vapnik还给出了学习理论的关键定理。

设函数集Q(z,α)，α∈Λ，满足条件，A≤[image: equa]
 Q(z,α)dF(z)≤B，A≤R(α)≤B，那么，ERM原则一致性的充分必要条件是：经验风险Remp
 (α)在如下意义上一致收敛于实际风险R(α)：

[image: equa]


其中P表示概率，sup表示函数的上确界。

由于这个定理在统计学习理论中的重要性，因而它被称为学习理论的关键定理。关键定理把学习一致性的问题转化为一个收敛问题。它没有用经验风险去逼近真实（期望）风险（前文讲过，这么做很困难），而是通过经验风险最小化函数来逼近真实（期望）风险最小化函数。这就是关键定理的绝妙之处。这样，我们在经验风险与真实风险之间建立了一座桥梁，即经验风险最小化原则符合学习过程一致性的条件是，Q(z,α)函数集中最差的那个函数。

那么如何找到这个最差的函数呢？关键定理没有直接给出方法，但是提供了对Q(z,α)的一个度量方法，这就是VC维。

VC维是20世纪60年代由Vapnik和Chervonenkis共同提出的，现在已经成为统计学习理论中的核心概念。

VC维定义：假设存在一个有h个样本的样本集能被一个函数集中的函数按照所有可能的2h
 种形式分为两类，则此函数集能够把样本数为h的样本集打散。也就是说，如果存在h个样本的样本集能够被函数集打散，而不存在h+1个样本能被打散，则函数集的VC维就是h。

为了使读者能够理解这个定义，我们给出一个例子。假设二维空间中的一个指示函数集I（只有两类输出y= {0,1}），空间中有n个点（不共线），我们想要用这个指示函数集分隔这n个点，问最大能分开的点数是多少？很显然，1和2能被完全分开。再来看看3个点（不共线）的情况，共会出现8种分法，如图8.2所示。

[image: 015-01]
图8.2　I打散空间3个点



I可以将3个点完全分开，这种完全划分被称为打散。我们继续让它打散4个点，如图8.3所示。

图8.3中出问题了，因为出现了异或的情况，I无法打散空间4个点。那么二维空间的指示函数集I的VC维就是3。

[image: 015-01]
图8.3　I无法打散空间4个点



VC维的一个重要意义在于使人们重新判定线性可分与线性不可分的问题，并提供了衡量的依据。一个数据集如果是线性可分的，它的维度就是样本空间的维度d；如果不是线性可分的，对于线性分类器（含指示函数），它的维度至少等于其VC维h=d+1。因此，不难理解函数集的VC维越大，其非线性的程度越高，学习机器就越复杂。但是，除了一些特殊的函数，现在还没有一个通用的方法来确定所有学习机器的VC维，例如，非线性神经网络的VC维都很难确定。

8.1.3　结构风险最优

有了VC维，我们就可以衡量经验风险和实际风险的构成。统计学习理论系统地研究了各类函数集的泛化边界，得出如下的定理。


定理：
 对于指示函数集f(x,α)，如果损失函数Q(z,α)=L(y,f(x,α))的取值为0或1，对所有函数，则经验风险和实际风险之间至少以概率1−η满足如下关系：

[image: equa]


其中n是样本数，h是学习机器的VC维，0≤η≤1。

很明显，该定理说明在经验风险最小化原则下，总体的真实风险由两部分构成：

R(α)≤Remp
 (α)+Φ(n/h)

第一部分Remp
 (α)是我们已经熟悉的经验风险，而第二部分Φ(n/h)被称作置信区间。首先，置信区间受1−η的影响（置信水平），同时还是函数集的VC维h和训练样本数n的函数，函数曲线随h、n的增加而单调递减。其中给出的≤表示真实风险与经验风险差距的上界，它们反映了根据经验风险最小化原则得到的学习机器的推广能力，也被称为推广能力的界。

长期的研究告诉我们，根据这个函数，如果VC维与样本数的比值n/h<20，则这样的样本集被称为小样本。进一步的分析发现，当n/h较小时，置信区间较大，用经验风险近似真实风险时就有较大的误差，因此，使用经验风险最小化得到的最优解具有较差的推广能力；如果样本数目较多，当n/h较大，则置信区间就会缩小，经验风险最小化的最优解就更可能接近实际的最优解。

另一方面，对于某类特定问题，我们固定样本数n，如果VC维越高，即说明学习机器的复杂性越高，置信区间就越大，导致真实风险与经验风险之间的差距也越大。因此，在设计学习机器时，不但要使经验风险最小化，还要使VC维尽量小，从而缩小置信区间，使实际风险最小。本质上，对于神经网络，我们选择学习模型和设计网络的过程就是优化置信区间的过程。

有了推广能力界的概念，我们就可以凭此寻找解决策略，如图8.4所示。

[image: 015-01]
图8.4　嵌套集合Sk




定义函数Q(z,α),α∈Λ的集合S具有一定的结构，这一结构是由一系列嵌套的函数子集Sk
 ={Q(z,α),α∈Λk
 }组成的。它们满足S1
 [image: equa]
 S2
 [image: equa]
 …[image: equa]
 Sk
 ，其中结构中的元素满足下面两个性质。

（1）每个函数集Sk
 的VC维hk
 是有限的，因此，h1
 ≤h2
 ≤…≤hk
 。

（2）结构的任何元素Sk
 包含一个完全有界函数的集合0≤Q(z,α)≤Bk
 ,α∈Λk
 。

这样在同一个子集中置信区间相同，可以在每一个子集中寻找最小经验风险。选择最小化经验风险与置信区间之和最小的子集，就可以达到期望风险的最小。这个子集中使经验风险最小的函数就是所要求的最优函数。这种思想称作结构风险最小化原则（Structure Risk Minimization），简称SRM原则。

对于一个给定的观测集z1
 ,…,zn
 ，SRM原则在保证风险最小化的子集Sk
 中选择使经验风险最小的函数Q(z,αn
 )。SRM原则定义了给定样本集的经验风险逼近实际风险的精度和逼近函数集的复杂性之间的一种折中。随着子集序号的增加，经验风险的最小值减少，但决定置信范围的项却增加。SRM原则通过选择子集Sk
 将这两者都考虑在内，最小化经验风险得到了实际的最好的界。

在函数子集S*中，数据逼近的精度和逼近函数的复杂性之间取得了一种最佳折中，如图8.5所示。这时模型有最好的推广能力。结构风险最小化原则为我们提供了一种不同于经验风险最小化的更科学的学习机器设计原则。但是，由于这个原则的实现并不容易，这里的关键是如何构造函数子集的结构。然而，构造函数子集结构的方法到目前无一般性理论。

[image: 015-01]
图8.5　风险界的示意图



8.2　SVM的数学推导

支持向量机是在统计学习理论的VC维理论和结构风险最小化原理基础上发展起来的一种新的机器学习方法。它具有理论严密、适应性强、全局优化、训练效率高和泛化性能好等优点，可非常成功地处理机器学习分类和回归问题。本节主要介绍支持向量机的数学推导。

8.2.1　最大间隔超平面

回顾第5章，我们在介绍线性分类器时，引入了一个重要的概念：分类超平面。假如，我们想对n维数据分类，可以根据梯度求取一个n>1维的超平面，如果这个平面是一个线性函数，就被称为线性分类器。因为这样的平面可能有很多（见第5.3.1节），现在我们加上一个约束，就是找到一个最佳的超平面。这个超平面需要满足距离两类数据的间隔最大，我们称之为最大间隔超平面。

这么要求的原因是，分类超平面可以满足经验风险最小（ERM），最大间隔满足置信区间最小，这样我们就达到了结构风险最优（SRM）。

设训练数据：x1
 ,x2
 ,…,xn
 ，x∈Rn
 。分类超平面依旧使用最常见的表达形式如下：

wT
 x+b=0　（公式8.1）

现在要计算一个样本点A(x0
 ,y0
 )到超平面的距离。回忆一下数学分析中学过的空间解析几何的知识，要计算一个点到直线的距离公式如下：

[image: equa]


其中，x0
 、y0
 是点A的坐标，a、b是直线方程的系数，公式8.2中所有的符号都是标量。变换为公式8.1我们可将其写作：

[image: equa]


其中，w、x、b都为向量。||w||是w的范数。

在梯度法中，我们将分类标签设为y∈{0,1}。这里介绍一个技巧，假设把样本xn
 的标签改为1和和1，当xn
 在超平面正例一侧时，代入解析式得到大于0的值，乘上标签1仍然为本身，可以表示离超平面的距离；当xn
 在超平面反例一侧（或者左边）时，代入解析式得到小于0的值，乘上标签的1也是正值，仍然可以表示距离。因此我们通过把两类标签0和1转换成转1和1就可以把标签信息完美地融进算法中。

训练数据和标签集转换为这样的形式：(x1
 ,y1
 ),…,(xn
 ,yn
 )，x∈Rn
 ,y∈{+1,{1}。我们现在将激活（传递）函数定义为：

f(x) = sgn(wT
 x+b)　　（公式8.4）

sgn表示取符号函数，对应分类标签，函数只有两个输出值函1和+1。即wT
 x+b>0时，f(x)=+1；wT
 x+b <0时，f(x)=－1。而wT
 x+b=0就是我们要寻找的最大间隔超平面。

为了更好地说明，我们在图8.6中找到两个和最大间隔超平面平行和距离相等的超平面：H1
 ：y(wT
 x+b)=+1和H2
 ：y(wT
 x+b)==1。这两个平面需要满足以下两个条件：

（1）使这两个平面的距离最大。

（2）没有任何样本在这两个平面之间。

[image: 015-01]
图8.6　最佳分类超平面



先看条件1，要使H1
 和H2
 的距离最大化，H1
 和H2
 一定要穿过样本中最靠类别边界的点，这些点就是支持向量。所以支持向量也必须满足上面的两个条件。

现在我们求取这个最大间隔超平面。回忆一下数学分析中学过的空间解析几何计算平行线距离的公式：

[image: equa]


其中，c1
 、c2
 是直线方程的截距，a、b是直线方程的系数，公式8.5中所有的符号都是标量。变换为向量的形式我们可将其写作：

[image: equa]


条件1就是使公式8.6中||w||的取值最大。

下面我们再看条件2，要满足没有数据点分布在H1
 和H2
 之间。也就是说，对于任何正例yi
 =+1，它都要位于H1
 的右边，数学的形式：yi
 (wT
 x+b)≥+1。对于任何反例yj
 ==1，它都要位于H2
 的左边，也就是要保证：yj
 (wT
 x+b)≤≤1。这两个式子可以合并成一个y(wT
 x+b)≥1。

合并一下两个问题写成最优化的形式：
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下面我们来解这个最优化的问题。

8.2.2　拉格朗日乘子法

支持向量机求解过程比较复杂，用到凸优化方面的知识比较多，应该说是迄今为止机器学习领域中最复杂的推导过程之一。这需要读者有一定的耐心，我们一步步抽丝剥茧地把整个过程呈现出来。

为了求解方便，将公式8.7转换为下面的形式：

[image: equa]


为了求解方便，我们首先将求解最大值问题转换为求解最小值问题，这里||w||取倒数，这样w由分母变成分子，从而也将原来的“最大化”问题变为“最小化”问题。

[image: equa]


然后将这个式子积分一下，在最优问题上，左右两个式子等价。选择积分运算的原因有两个：一方面，右式求导时就是左式，计算方便；另一方面，可以消除范数开方的问题，有利于求解方便。

[image: equa]


s.t. y(wT
 x+b)≥1

显而易见，公式8.8是一个二次型。由于范数和指数函数都是凸函数，那么这个优化问题就是一个凸优化问题，局部最优就是全局最优。

由于原函数变为一个二次规划问题，并有特殊的子结构，求解这个二次规划问题可以使用拉格朗日乘子法。并通过拉格朗日对偶变换得到对偶变量λ的解，可以找到更加有效的方法来求解：
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公式8.9中有三个变量，分别是w、b、λ。其中λ就是拉格朗日乘子。注意这里x不是变量，而是训练样本。

8.2.3　KKT条件与对偶变换

对于一般优化问题：
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其KKT条件，也称作Karush-Kuhn-Tucker最优化条件，是指在满足Slater条件下（该条件保证鞍点存在，且f(·)和gj
 (·)都可微），一个非线性规划（例如二次规划）问题能有最优化解法的必要和充分条件，也就是其最优点x*必须满足下面的条件：
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KKT条件的第一项是说最优点x*必须满足所有等式及不等式限制条件，也就是说最优点必须是一个可行解，这一点毫无疑问。

关键是第二项，第二项是说在最优点x*，▽f必须是▽gj
 和▽hi
 的线性组合，因为有多个约束条件，这里μj
 和λi
 都是拉格朗日乘子。所不同的是不等式约束有方向性，所以每一个μj都必须大于或等于零。而等式约束没有方向性，所以λi
 没有符号的限制，其符号要视等式限制条件的写法而定。

根据KKT条件，公式8.9最大间隔超平面的充分必要条件是：

λi
 (yi
 (wT
 xi
 +b)-1)=0　（公式8.10）

要想求L(w,λ,b)最小化时的w和b，不太容易得到，我们此时引入对偶变换，通过求解λ乘子得到w、b。有人说巧妙，其实是没办法的办法，因为我们在数学分析中一般不用解得λ就可以得到最优解。现在这个结构有点特殊，想要得到w、b，必须先得到λ。我们先固定λ，让L(w,λ,b)分别对w、b求偏导。先对b求偏导：
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再对w求偏导：
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现在只剩下一个λ了，我们将公式8.11和公式8.12代回到原式中。
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从公式8.13可以得到，此时的L(w,λ,b)函数只剩下一个变量λ，只要能求出λ便能得到w和b，分类函数f(x)=wT
 x+b也就可以轻而易举地求出来了。

8.2.4　分类器函数

我们提取公式8.13的结果，写成最优化的形式：
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根据w[image: equa]
 λi
 yi
 xi
 ，即可求出w；然后通过[image: equa]
 ，即可求出b。因此，得到分类器函数如下：
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其中xi
 是指第i个样本向量，x是未知向量，<xi
 ,x>是两个向量的内积。

到现在，我们简单小结一下。线性支持向量机和梯度下降法解决的问题都是相同的，都是构造一个线性超平面，使之能分开两类不同的样本。但是求解算法则不相同，原因是支持向量机引入了SRM原则，对原有问题的求解增加了一个约束条件——最大间隔，使问题的求解变得复杂很多，但保证了解在结构上的最优性。

公式8.14的求解过程就是支持向量机的算法代码内容。因为仅讲解了线性分类器的情况，我们这里先放一放，下面看看线性不可分的情况。

8.2.5　映射到高维空间

现在到了核心的问题：处理线性不可分情况。其实这对支持向量机并不难，原因是我们之前已经建立了VC维的概念。VC维是衡量一个n维空间中能够打散的样本总数，这个数字对于线性分类器而言，是其维度n加1。这样，如果我们想要对非线性数据进行分类，那么简单了，只要把样本映射到更高维的空间即可。

如图8.7左图所示，这很明显是线性不可分的情况，但是映射到高维空间（右图）之后，很明显变得线性可分了。也就是说，对于线性不可分的数据，现在我们要做两项工作：首先，使用一个非线性映射θ(z)将全部原始数据x变换到高维特征空间，在这个空间中，样本变得线性可分了；其次，在特征空间中使用线性分类器学习分类。

[image: 015-01]
图8.7　映射到高维空间



下面我们举一个例子来说明：假设我们已经知道低维空间（样本维度）中的一个非线性函数，当然是一个高次函数，我们用一个二次函数（二维的情况）来简单表示：
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我们定义一个高维空间中的函数：

θ(z)=a1
 +a2
 z1
 +a3
 z2
 +a4
 z3


令z1
 =x1
 x2
 ，[image: equa]
 ，a1
 =c1
 ，a2
 =c2
 ，a3
 =c3
 ，a4
 =c4
 ，我们写成矩阵的形式：
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原函数变为：

θ(Y)=a×z

这里的a和z都为向量。通过这样的变换，我们得到一个结论：任意的非线性函数都可以通过高维空间的一个线性函数来线性表示。这个线性函数就是原非线性函数在高维空间的分类超平面。这么做的一个好处是可以避免在样本特征空间维度（低维空间）上寻找一个非线性的分类函数。其表示的形式为两个向量的内积形式。如上例就是θ(x)和θ(z)的内积。

回忆一下公式8.15，原分类器函数经过变换可以写为如下的形式：
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好了，现在从理论上我们已经解决非线性数据映射到线性高维空间的问题。但我们仔细看一下上面的例子，刚才仅对二维空间做了一个映射，新空间必须是原空间所有一阶和二阶的组合，得到了4个维度。如果原空间是三维，新空间最大会到19维。这里给出一个计算公式：
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其中d是最高次项的次数，m是低维空间的维度。随着维度的增加，这个数目是呈爆炸性增长的，这给θ(·)的计算带来了非常大的困难。如果有一种方式可以在特征空间中直接计算内积：<θ(xi
 ),θ(x)>，就可以将两个步骤融合到一起，建立低维空间的非线性学习器。这种直接计算求取非线性分类器的方法称为核函数法。

8.2.6　核函数法

我们把计算两个向量在隐式映射空间中的内积函数叫作核函数（Kernel Function）。有了核函数的概念，公式8.16就可以自然地变换为如下的形式：
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其中，对偶变换的λ求解为：

[image: 016-01]


因为核函数的作用在于直接在原来的低维空间中进行计算，而不需要显式地写出映射后的结果，因此核函数的选择特别重要。但是，结合RBF网络的知识，这个核函数并不难找。

高斯核函数：

[image: 016-01]


RBF网络就是用这个核函数来拟合各种预测趋势的。同样，这里也会遇到参数选择的问题：如果σ选得很大，高次特征上的权重会衰减得很快，核函数就会蜕变为一个低维的子空间；反之，如果σ选得很小，则可以将任意数据映射为线性可分，容易造成比较严重的过拟合问题。不过，总的来说，通过调控参数σ，高斯核还是具有相当高的灵活性的，它也是使用最广泛的核函数之一。

除此之外还有多项式核函数：

κ(x1
 ,x2
 )=(〈x1
 ,x2
 〉+R)d


线性核函数：

κ(x1
 ,x2
 )=〈x1
 ,x2
 〉

等等。

核函数的价值在于它虽然也是将特征从低维映射到高维，但其绝妙之处在于它仅通过低维计算就可把分类效果映射到高维上，也就是说避免了高维空间中的组合爆炸问题。

下面我们给出线性和高斯核函数的实现代码。


　　def kernels(self,dataMat,A):
　　      m,n = shape(dataMat) 
　　      K = mat(zeros((m,1)))
　　      if self.kValue.keys()[0]=='linear': 
　　              K = dataMat * A.T   #linear kernel
　　      elif self.kValue.keys()[0]=='Gaussian':   # 高斯核
　　              for j in xrange(m):
　　                      deltaRow = dataMat[j,:] - A
　　                      K[j] = deltaRow*deltaRow.T
　　              K = exp(K/(-1*self.kValue['Gaussian']**2)) 
　　      else: raise NameError('无法识别的核函数')
　　      return K



8.2.7　离群点的松弛变量

讲到了这一步，支持向量机的有关数学推导已经接近尾声。但是，因为SRM的严密性，还要考虑一种特殊的情况，这种情况我们之前就遇到过，如图8.8所示。

[image: 015-01]
图8.8　离群点



注意图8.8蓝线下侧的两个红点。在第5章，我们计算出的分类超平面直接忽略了它们。但对于SRM法则，最大间隔超平面的计算必须要考虑到它们。因为它们的存在，最大间隔变小了，甚至小于0，这就无法构造出一个线性的超平面。即便最大间隔大于0，构造出来的这个超平面的斜率也会受到影响。这些点的存在，不是由于数据本身的非线性结构，而只是由于噪声。对于数据集中这类偏离正常位置很远的数据点，我们称之为离群点（Outlier）。

为了处理这种情况，我们允许数据点在一定程度上偏离超平面（见图8.9）。也就是允许一些点位于H1
 和H2
 之间，也就是说允许分类面的间隔会小于1。

[image: 015-01]
图8.9　软间隔



现在在最优化的目标函数中增加一个惩罚项，也称为软间隔。

[image: equa]


考虑到离群点，约束条件变成了：

yi
 (wT
 xi
 +b)≥1−ξi
 , i=1,2,…,n

其中ξi
 称为松弛变量（Slack Variable），对应数据点xi
 允许偏离的函数间隔的量。如果我们允许ξi
 任意大的话，那任意的超平面都是符合条件的了。所以，我们在原来的目标函数后面加上一项，使得这些ξi
 的总和也要最小。新的优化目标为：

[image: equa]


新的模型就变成下面这个样子：

[image: 016-01]


引入公式8.21后需要注意以下几点。


	如果数据集没有离群点，那么无须引入松弛变量，此时可以设定C=0。

	松弛变量的意义在于样本点到底离群有多远，此值越大，离群点距离正确的类别就越远。

	惩罚因子C表示离群点对目标函数的损失，这个值由外部设定，对C的设定是一个参数调优的过程。这个值设置得越大，意味着目标函数损失也越大。当C为无穷大时，只要有一个点离群，就退化成了硬间隔问题。

	惩罚项与原函数是加的关系，松弛变量的求解对原先优化问题的求解不产生影响。这时候，经过同样的推导过程，我们的对偶优化问题变成：
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因为篇幅关系，我们略去了求解的过程，推导过程不难，建议有兴趣的读者可以自己推导一下。求解过程以ξi
 为变量，结果多了一个限制条件：λi
 ≤C。

引入了惩罚因子的另一个好处是，它能有效地解决数据偏斜（unbalanced）问题。所谓数据偏斜指的是参与分类的两个类别（也可以指多个类别）样本数量差异很大。比如正类有5000个样本，而负类只给了100个样本，那么就会使得数量多的一侧把分类面向数量少的一侧方向“推”，因而影响了结果的准确性。

解决的方法很简单，给样本数量少的负类更大的惩罚因子，表示我们重视这部分样本，就可以有效地解决这个问题。这样惩罚项就变成了：
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其中i=1,…,p都是正样本，j=p+1,…,p+q都是负样本。同样，C+
 和C-
 的确定可以按照两类样本之间的比例来计算得到。这样数据偏斜的问题就得到了有效解决。

8.3　SMO算法

8.3.1　SMO求解SVM

啰啰唆唆地说了一大堆，但还有一个悬而未决的问题，就是如何求取λ，因为只有得到λ才能最后顺利计算w和b，或者根据支持向量机的规则，才能得到支持向量。现代最常用的支持向量机算法是1998年微软研究院John C.Platt提出的SMO算法，这个算法最先发表在他的论文Sequential Minimal Optimization A Fast Algorithm for Training Support Vector Machines
 中。论文一经发表，很快成为最快的二次规划算法，特别针对线性SVM和数据稀疏时性能更优。

接下来，我们参考John C. Platt的这篇文章来看看SMO的解法。首先，我们按照论文修改一下原来的分类超平面公式及之前的一些结论：

u=wT
 –b　　（公式8.24）

需要说明的是，修改之后的公式与之前的公式在符号上可能有所不同，但实质上是等价的。
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首先通过一个负号，将极大问题转换为极小问题。其中xi
 、xj
 与yi
 、yj
 都来源于样本，是已知的。C是惩罚因子，是由外部设定的。要解决的是在参数{λ1
 ,λ2
 ,…,λn
 }上求最大值Ψ(λ)的问题。

按照公式8.25，需要一次选取两个λi
 做优化，比如λ1
 和λ2
 。我们的解法是让λ1
 由λ2
 表示出来（或者相反），再代回到Ψ中，Ψ就成为λ2
 一个未知数的函数，再求解问题的最优化。

我们首先要选取两个符合KKT条件的λ1
 、λ2
 。在KKT条件下，λ取值的意义如下。

（1）λi
 =0 <=> yi
 ui
 •1：表明是正常分类，在分类边界内部。

（2）0<λi
 <C <=> yi
 ui
 =1：表明是支持向量，样本点位于边界上。

（3）λi
 =C <=> yi
 ui
 •1：表明是离群点，样本点位于两条边界之间。

根据KKT条件，最优解都得满足上述三个条件。不满足的情况有以下几种：

（1）yi
 ui
 •1且λi
 <C，因为此时应该λi
 =C。

（2）yi
 ui
 •1且λi
 >0，因为此时应该λi
 =0。

（3）yi
 ui
 =1且λi
 =0或λi
 =C，因为此时应该0<λi
 <C。

如果把这两个参数简单地看成线性代数的方程组：
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这些λ还受另一个约束影响：
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代码：选择λ2
 ，从缓存中寻找符合KKT条件并具有最大误差的j。


　　def chooseJ(self,i,Ei):
　　      maxK = -1; maxDeltaE = 0; Ej = 0
　　      self.eCache[i] = [1,Ei]  # 更新误差缓存               
　　      # 筛选出符合KTT条件的lambdas
　　      validEcacheList = nonzero(self.eCache[:,0].A)[0]  
　　      if (len(validEcacheList)) > 1:  # 找到误差最大的j
　　              for k in validEcacheList:
　　                      if k == i: continue
　　                      Ek = self.calcEk(k)
　　                      deltaE = abs(Ei - Ek)
　　                      if (deltaE > maxDeltaE):
　　                              maxK = k; maxDeltaE = deltaE; Ej = Ek
　　              return maxK, Ej
　　      else:
　　                      j = self.randJ(i)
　　                      Ej = self.calcEk(j)
　　      return j, Ej



代码：随机选择一个不等于i的j。


　　def randJ(self,i):
　　      j=i 
　　      while(j==i):
　　              j = int(random.uniform(0,self.m))
　　      return j



代码：计算类别误差。


　　def calcEk(self,k):
　　      return float(multiply(self.lambdas,self.labelMat).T*self.K[:,k]+self.b)-float (self.labelMat[k])



考虑yi
 和yj
 的符号，例如当yi
 和yj
 异号时，一个为1，另一个为，1，可表示成一条直线，斜率为1，如图8.10所示。

[image: 015-01]
图8.10　约束条件



如图8.10所示，横轴是λ1
 ，纵轴是λ2
 ，λ1
 和λ2
 既要在矩形方框内，又要在直线上，因此得到L和H分别为如下形式：

[image: 016-01]


下面我们把λ1
 和λ2
 代入到Ψ中，得：

[image: 016-01]


其中，s表示y1
 y2
 ；kij
 =k(xi
 ,xj
 )是核函数；[image: equa]
 [image: equa]
 是个常数项。

这里的[image: equa]
 和[image: equa]
 代表某次迭代前的原始值，因此是常数，而λ1
 和λ2
 是待求变量。公式8.28中的最后一项是常数。

由于λ1
 和λ2
 满足以下公式：

[image: equa]


而[image: equa]
 （i>2）的值是固定值，在迭代前后不会改变。上式两边乘以y1
 时，就变为：

[image: equa]


其中，[image: equa]
 ，代入公式8.28中，得：

[image: 016-01]


这时候只有λ2
 是变量了，可得到一个关于λ2
 的凸二次规划问题，对λ2
 求导得：

[image: equa]


现在如果Ψ的二阶导数大于0（凹函数），那么一阶导数为0时，就是极小值了。假设其二阶导数为0（一般成立），那么公式8.32化简为：

[image: equa]


将w和v代入后，继续化简推导，得到如下结果：

[image: equa]


我们使用η来表示：

[image: equa]


通常情况下目标函数是正定的，也就是说，能够在直线约束方向上求得最小值，并且η>0。

那么在公式8.34两边都除以η可以得到：

[image: equa]


其中Ei
 =ui
 –yi
 ；Ej
 =uj
 −yj
 。这里我们使用[image: equa]
 表示求导后λ2
 的值，它不是最终迭代后的值，需要进行约束：0•λ2
 •C，可以得到λ2
 的解析解为：

[image: 016-01]


代码：剪裁λ2
 的函数。


　　def clipLambda(self,aj,H,L):
　　      if aj > H: aj = H
　　      if L > aj: aj = L
　　      return aj



对于λ1
 的解析解，有

[image: equa]


每次更新完λi
 和λj
 后，都要根据KKT条件来调整b，以及对应的Ei
 和Ej
 。b的更新有以下几种情况：

[image: 016-01]


其中：

[image: 016-01]


最后更新所有的λi
 、y和b，就可以得到想要的结果，并得到实际的分类函数。到这里，全部参数的更新公式介绍完毕。

8.3.2　构造SMO类

与前几章相同，我们同样构造一个SVM类，通过一个简单的数据集来看看SMO算法的基本配置项。


　　class PlattSVM(object):
　　      def __init__(self):                             # 用户预先初始化的参数
　　              self.X = []                             # 输入数据集
　　              self.labelMat = []                      # 存储类别标签的数组
　　              self.C = 0                              # 惩罚因子
　　              self.tol = 0                            # 容错率toler
　　              self.b = 0                              # 截距初始值
　　              self.kValue={}                          # linear是线性核函数，Gaussian是高斯核函数
　　              self.maxIter=100                        # 最大迭代次数
　　              self.svIndx=[]                          # 支持向量下标
　　              self.sptVects=[]                        # 支持向量



（1）加载数据集。


　　def loadDataSet(self,filename):     # 加载数据集
　　      fr = open(fileName)
　　      for line in fr.readlines():
　　              lineArr = line.strip().split('\t')
　　              self.X.append([float(lineArr[0]), float(lineArr[1])])
　　              self.labelMat.append(float(lineArr[2]))
　　      self.initparam()                                # 导入数据集后需要初始化的参数



（2）通过数据集初始化的参数。


　　def initparam(self):
　　      self.X = mat(self.X)                            # 数据集矩阵
　　      self.labelMat = mat(self.labelMat).T            # 类别标签矩阵
　　      self.m = shape(self.X)[0]                       # 数据集行数
　　      self.lambdas = mat(zeros((self.m,1)))           # 拉格朗日乘子向量
　　      self.eCache = mat(zeros((self.m,2)))            # 误差缓存
　　      self.K = mat(zeros((self.m,self.m)))            # 存储用于核函数计算的向量 
　　      for i in xrange(self.m):
　　              self.K[:,i] = self.kernels(self.X, self.X[i,:])   # kValue



（3）数据可视化。


　　def scatterplot(self,plt):
　　      fig = plt.figure()
　　      ax = fig.add_subplot(111) 
　　      for i in xrange(shape(self.X)[0]):
　　              if self.lambdas[i] != 0:   # 输出支持向量
　　                      ax.scatter(self.X[i,0],self.X[i,1],c='green',marker='s')        
　　              elif self.labelMat[i] == 1:
　　                      ax.scatter(self.X[i,0],self.X[i,1],c='blue',marker='o')
　　              elif self.labelMat[i] == -1:
　　                      ax.scatter(self.X[i,0],self.X[i,1],c='red',marker='o')



（4）其他在上文中列出的函数如下。


　　def randJ(self,i)
　　def clipLambda(self,aj,H,L):
　　def calcEk(self,k):
　　def chooseJ(self,i,Ei):
　　def kernels(self,A):



8.3.3　主函数

（1）plattSVM主函数外循环：train。


　　def train(self):  
　　      step = 0                                                                                        # 外循环迭代器
　　      entireflag = True; lambdaPairsChanged = 0                       # 扫描标志位
　　      # 终止条件:超过最大迭代次数时，或未对lambda作出调整时退出
　　      while (step < self.maxIter) and ((lambdaPairsChanged > 0) or (entireflag)):
　　              lambdaPairsChanged = 0
　　              if entireflag:                                                  # 遍历整个数据集
　　                      for i in xrange(self.m):
　　                              lambdaPairsChanged += self.innerLoop(i) # 进入内循环
　　                      step += 1
　　              else: 
　　                      # 提取非支持向量的数据点
　　                      nonBoundIs = nonzero((self.lambdas.A > 0) * (self.lambdas.A < self.C))[0] 
　　                      for i in nonBoundIs:
　　                              lambdaPairsChanged += self.innerLoop(i) # 进入内循环
　　                      step += 1
　　              if entireflag: entireflag = False # 转换标志位：切换到另一种
　　              # 转换标志位：遍历整个数据集
　　              elif (lambdaPairsChanged == 0): entireflag = True  
　　      self.svIndx = nonzero(self.lambdas.A>0)[0]   # 计算完成后的支持向量索引
　　      self.sptVects = self.X[self.svIndx]             # 计算完成后的支持向量
　　      self.SVlabel = self.labelMat[self.svIndx]       # 计算完成后的支持向量的类别标签



（2）plattSVM主函数内循环：innerLoop。


　　def innerLoop(self,i):
　　      Ei = self.calcEk(i) # 计算和更新i的误差缓存
　　      # 如果误差超出容错率和错误分类允许的边界
　　      if ((self.labelMat[i]*Ei < -self.tol) and (self.lambdas[i] < self.C)) or ((self.labelMat[i]*Ei > self.tol) and (self.lambdas[i] > 0)):
　　              j,Ej = self.chooseJ(i, Ei)                              #选择具有最大误差的j
　　              # 初始化<img alt="equa" class="kindle-cn-inline-image" src="../Images/305-01.jpg" />和<img alt="equa" class="kindle-cn-inline-image" src="../Images/305-02.jpg" />
　　              lambdaIold = self.lambdas[i].copy(); lambdaJold = self.lambdas[j].copy();
　　              if (self.labelMat[i] != self.labelMat[j]):      #公式8.26，公式8.27
　　                      L = max(0, self.lambdas[j] - self.lambdas[i])
　　                      H = min(self.C, self.C+self.lambdas[j] - self.lambdas[i])
　　              else:
　　                      L = max(0, self.lambdas[j]+self.lambdas[i] - self.C)
　　                      H = min(self.C, self.lambdas[j]+self.lambdas[i])
　　              if L==H:        return 0
　　              eta = 2.0 * self.K[i,j] - self.K[i,i] - self.K[j,j]     # 公式8.35
　　              if eta >= 0:         return 0
　　              self.lambdas[j] -= self.labelMat[j]*(Ei - Ej)/eta               # 公式8.36
　　              self.lambdas[j] = self.clipLambda(self.lambdas[j],H,L)  # 公式8.37
　　              self.eCache[j] = [1,self.calcEk(j)]             #计算和更新j的缓存
　　              if (abs(self.lambdas[j] - lambdaJold) < 0.00001):    return 0
　　              # 公式8.38
　　              self.lambdas[i] += self.labelMat[j]*self.labelMat[i]*(lambdaJold - self.lambdas[j]) 
　　              self.eCache[i] = [1,self.calcEk(i)]             #计算和更新j的缓存
　　              # 公式8.40，公式8.41
　　              b1 = self.b - Ei- self.labelMat[i]*(self.lambdas[i]-lambdaIold)* self.K[i,i] - self.labelMat[j]*(self.lambdas[j]-lambdaJold)*self.K[i,j]
　　              b2 = self.b - Ej- self.labelMat[i]*(self.lambdas[i]-lambdaIold)* self.K[i,j] - self.labelMat[j]*(self.lambdas[j]-lambdaJold)*self.K[j,j]
　　              #  公式8.39
　　              if (0 < self.lambdas[i]) and (self.C > self.lambdas[i]): self.b = b1
　　              elif (0 < self.lambdas[j]) and (self.C > self.lambdas[j]): self.b = b2
　　              else: self.b = (b1+b2)/2.0
　　              return 1
　　      else: return 0



8.3.4　训练数据

本书提供的分类数据集可从http://www.threedweb.cn/thread-1448-1-1.html下载。为了说明方便，这里仅使用带有标签的二维数据集。

使用SVM训练数据集——主程序。


　　# -*- coding: utf-8 -*-
　　# Filename : 02PlattSMO.py
　　
　　from numpy import *
　　import numpy as np
　　from svmplatt import *
　　import matplotlib.pyplot as plt 
　　
　　svm = PlattSVM()
　　svm.C=100                                     # 惩罚因子C：100
　　svm.tol=0.001                                 # 容错率：0.001
　　svm.maxIter=10000
　　svm.kValue['Gaussian']= 3.0   # 核函数
　　svm.loadDataSet('svm.txt')
　　svm.train()                                   # 训练数据
　　print svm.svIndx                      # 输出支持向量索引
　　print shape(svm.sptVects)[0]  # 支持向量数
　　print "b:",svm.b                      # b值
　　svm.scatterplot(plt)
　　# 显示绘制的图形
　　plt.show()



执行结果如图8.11所示。

[image: 015-01]
图8.11　数据集分类结果



其中绿色的点为支持向量。

支持向量和参数b的输出如下。


　　[  3   9  26  27  33  40  49  52  53  59  79  81 100 101 102 103 104 106
　　 107 109 130 133 148 198 199]  
　　25
　　b: [[ 8.54969697]]



8.3.5　分类并评估算法

SVM是目前最成熟的非线性分类器，也被称为万能分类器。下面我们对分类的结果进行一下简单的评估。

分类器函数：


　　def classify(self,testSet,testLabel):               
　　      errorCount = 0
　　      testMat = mat(testSet)
　　      m,n = shape(testMat)
　　      for i in xrange(m): # 用核函数划分测试集
　　              kernelEval = self.kernels(self.sptVects,testMat[i,:])
　　              predict= kernelEval.T * multiply(self.SVlabel,self.lambdas[self. svIndx])+self.b
　　              if sign(predict)!=sign(testLabel[i]):  errorCount += 1
　　      return float(errorCount)/float(m)



在执行分类代码后加入如下一行：


　　print svm.classify(svm.X,svm.labelMat)



输出结果如下：


　　0.09



原训练集的输出错误率为9%。

8.4　SVM中文文本分类

在第2章我们使用贝叶斯算法讲解过文本分类。本章仍使用第2章的数据，同样使用Scikit-Learn算法库，但运用算法库中的SVM算法进行文本分类。我们回顾一下中文的文本分类技术和流程，主要包括以下几个步骤。


	预处理：去除文本的噪声信息，例如HTML标签、文本格式转换、检测句子边界等。

	中文分词：使用中文分词器为文本分词，并去除停用词。

	构建词向量空间：统计文本词频，生成文本的词向量空间。

	权重策略——TF-IDF方法：使用TF-IDF发现特征词，并抽取为反映文档主题的特征。

	分类器：使用SVM算法训练分类器。

	评价分类结果：分类器的测试结果分析。



8.4.1　回顾中文文本分类

本节回顾一下前4个阶段生成的预处理结果。我们首先在2.2.1节对文本进行去除空格的预处理；然后在2.2.2节介绍和执行了中文分词；在2.2.4节根据中文分词的文本构建词向量空间；在2.2.5节使用TF-IDF方法计算权重并发现特征词。读者在回顾上述内容后，自己可以将其封装成一个类。由于代码上大多是重复的，我们这里就不再给出具体的实现了。本节仅给出Scikit-Learn分类算法必需的函数，代码如下。


　　def readbunchobj(path):                     #读取Bunch对象
　　      file_obj = open(path, "rb")
　　      bunch = pickle.load(file_obj) 
　　      file_obj.close()
　　      return bunch



8.4.2　Scikit-Learn SVM分类

使用Scikit-Learn的线性SVM分类器对预处理后的文本进行分类处理。


　　# -*- coding: utf-8 -*-
　　
　　import sys  
　　import os 
　　from sklearn.datasets.base import Bunch       #引入Bunch类
　　import cPickle as pickle                                      #引入持久化类
　　from sklearn import feature_extraction  
　　from sklearn.feature_extraction.text import TfidfTransformer  
　　from sklearn.feature_extraction.text import TfidfVectorizer  
　　from sklearn.svm import LinearSVC                     #导入线性SVM算法
　　import numpy as np
　　from sklearn import metrics
　　
　　# 配置UTF-8输出环境
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　# 导入训练集       
　　trainpath = "train_word_bag/tfdifspace.dat"   
　　train_set = readbunchobj(trainpath)
　　# 导入测试集
　　testpath = "test_word_bag/testspace.dat"      
　　test_set = readbunchobj(testpath)
　　# 应用线性SVM算法 
　　# 1. 输入词袋向量和分类标签
　　clf = LinearSVC(penalty="l2",dual=False, tol=1e-4).fit(train_set.tdm, train_set. label)
　　
　　# 2. 预测分类结果
　　predicted = clf.predict(test_set.tdm)
　　total = len(predicted); rate = 0
　　for flabel,file_name,expct_cate in zip(test_set.label, test_set.filenames, predicted):
　　      if flabel != expct_cate:
　　              rate += 1
　　              print file_name,": 实际类别:",flabel," -->预测类别:",expct_cate



执行结果如下。


　　test_corpus_seg/art/3143.txt : 实际类别: art  -->预测类别: education



8.4.3　评估结果

评估函数：计算分类精度。


　　def metrics_result(actual,predict):
　　      print '精度:{0:.3f}'.format(metrics.precision_score(actual,predict))  
　　      print '召回:{0:0.3f}'.format(metrics.recall_score(actual,predict))  
　　      print 'f1-score:{0:.3f}'.format(metrics.f1_score(actual,predict))



输出精度的代码段如下。


　…
　　print "error rate:",float(rate)*100/float(total),"%"
　　print "预测完毕!!!"
　　metrics_result(test_set.label,predicted)



输出结果如下。


　　error rate: 0.990099009901 %
　　预测完毕!!!
　　精度:0.991
　　召回:0.990
　　f1-score:0.990



8.5　结语

本章的内容很单一，仅介绍了统计学习理论的基本原理和支持向量机算法。但无论从理论的理解还是算法的推导都非常复杂，也是本书中最复杂的一章。

统计机器学习从理论上终结了机器学习中非线性系统的过拟合和欠拟合问题。支持向量机算法为分类和预测提供了通用的解决方案。因此支持向量机一经出现，便受到很大的重视，已经成为最常用的机器学习算法之一。

本章中，我们首先分析了经验风险最优的弊端，并通过大数定理引出了统计学习的关键定理，以及一系列的相关定理。同时还介绍了VC维的概念，以及在线性分类器中的打散方法。最后引入结构风险最优理论。在结构风险最优理论中，我们使用经验风险和置信区间两个概念来平衡对真实概率的逼近。

支持向量机是结构风险最优理论的一个算法实现。我们详细推导了该算法实现的各个步骤及数学原理：最大间隔超平面的计算、拉格朗日乘子的概念、KKT条件与对偶变换，以及高维映射的概念，最后使用核函数和软间隔，使线性分类器可以应用到非线性的数据集中，一举解决了第二代神经网络在处理非线性数据方面的若干问题。

之后，使用Python语言实现了支持向量机的SMO算法。为了便于读者的理解，此处将理论推导与代码实现进行了逐一对照。这样读者只要理解数学公式，即可理解代码的含义。

在本章最后部分我们将线性的SVM运用到中文文本分类中，并获得了与朴素贝叶斯算法同样的高精度。



第9章　人脸识别中的机器学习


机器学习的一个主要应用领域是对客观对象的识别，也称为模式识别。模式识别的研究目的是赋予机器类似生物的信息识别和处理能力。本章所介绍的人脸检测与识别系统就是一个重要的视觉认知计算模型。它的主要功能是判断所给的图片或视频中的图像是否为一张人脸，如果是，那么将这张人脸图片与人员身份库中的人脸图片相比较，找到最接近的人脸图片，并提供相关的人员身份信息。这就完成了一个人脸识别的全过程。这类技术的应用非常广泛，例如身份验证、公共安全、图片搜索引擎等领域。

本章所讲的算法理论并不多，可以看作一个完整的项目工程实例。本章主要内容包括：


	模式识别概述。

	人脸检测。

	AdaBoost算法。

	人脸识别。




9.1　模式识别概述

9.1.1　认知与模式

生物体为了自身的生存与繁衍，每天都在与周围环境进行各种各样的对象识别，如寻找食物、辨别敌害、季节迁移、识别配偶等。这种处理周围环境所必需的能力是各类生物与生俱来的。对客观对象的识别是生物体的一种广泛的认知能力。对于人类，它可以是一种简单的能力，例如识别房间中的一张桌子；也可以是高级的能力，例如找出案件的犯罪嫌疑人。

所谓认知，也可以称为认识，是指人认识外界事物的过程，或者说是人的感官系统对外界信息进行感知和加工的过程。因为它最先始于心理学的研究，所以它自然地包括了感觉、知觉、记忆、思维、想象、言语等这些心理学的基本内容。已知与认知活动有关的信息处理，包括了个体对感觉信号接收、检测、转换、约简、合成、编码、存储、提取、重建、概念形成、判断和问题解决的信息加工处理过程。例如，本章中的PCA算法就是通过约简实现对象间相似度的比较，而人脸检测和识别的整个过程就是上述认知过程在计算机中的具体实现。

人类的大脑可以通过认知过程形成概念、知觉、判断或想象等心理活动，即个体思维进行信息处理的心理功能。现在已知认知过程可以分为两大层次：具体认知和抽象认知。因本章的内容所限，我们仅介绍有关具体认知的几个层次。

具体认知是对客观事物的基本认知，是感知的低级形式，可以分为5个层次。

第一个层次，也是最基本的形式，即对强度（Intensity）信号的感知，即量的感知。例如水蛭对环境液体pH值非常敏感，当pH值达到7.5以上时，水蛭就会逃离这片水域。

进入第二个层次，生物体根据外界刺激的能量形式，例如光、音、酸碱度、触碰等，划分出不同的接收通道，由专门的感受器负责接收，例如，眼、耳、味觉、皮肤等，此时感官系统形成了，我们称为定性的感知，即感觉（Sensation），感觉系统由单一变为综合了。

第三个层次是对对象模式的感知（Pattern），因为有了第二层的综合感官系统，生物体逐渐演化出了空间的概念。例如，我们走进房间，从不同的角度观察一张桌子，它在视网膜上呈现出不同的图像，而且由于视角不同、远近不同，仅从静态的图像上看，每张图像的差别都很大。但是，我们毫不费力地就能判断出它们是同一张桌子。这说明，人类的认知能力不是简单地基于图像匹配的过程，而是存在着内在的信息分解和重构的过程，这也就是对象的识别，而在机器学习中也被称为模式识别。模式识别中的模式就是指那些对象被分解的特征部分，例如图片的线条、颜色、边框、方向等。虽然我们对大脑在此方面的工作原理所知甚少，但是可以想象，大脑一定存在一种空间重组机制，能够把这些特征进行某种形式的重新构型，就构成了空间中对象的一个侧面（Profile）。当这些特征的组合达到某个阈值时，就可以判断出对象的类别，例如，桌子或椅子都是同样材质的，要正确地作出判断，除了考虑材质的颜色，还要考虑外形的不同特征，如椅子有椅背的结构、桌子高度较高、有宽大的桌面等。结合本章研究的内容，如果我们想要识别出一幅图片是不是人脸，那么就需要了解关于人脸的各种模式特征，如图9.1所示。
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图9.1　人脸检测特征模板



图9.1是一个形象的人脸特征模板，这个模板由16个区域（图中灰色透明部分）和23种区域关系（图中箭头表示）构成，它反映了正面人脸对象的形态特征，当然这些特征与具体算法所需的特征还有距离。本章内容就是从人脸的共同特征和个体特征识别出具体人员身份的算法思想。

为了介绍的完整性，我们也给出后面两层的具体认知模式。

有了对象在空间中的识别能力，接下来生物体还发展出了同一特征在时间序列上变化的感知能力，也就是第四个层次。比如绿色的叶子经过一段时间变为黄色或红色，气温从春天的温暖变为夏天的酷热。这就是我们说过的事物的运动与变化。对事物运动与变化的感知发展出我们对时间的概念。我们称这个阶段为转换（Transition）。

最后一个阶段，即第五个阶段，我们称之为事件（Event）。所谓事件，就是指对象在时空中的一个完整的运动序列，这个序列有开始、过程和终结。动物对掉落的成熟果实的感知就是最简单、最激动人心的事件，当然像雷电、雨雪这些自然现象也是一种常见的事件，人类最初就是通过对这些事件的观察和学习来与自然相处的。

以上5个层次构成了生物认知系统的具体认知。对于人类而言是最底层的认知系统，它是构成上层（抽象）认知系统的基础。

近些年，国际上把探究人脑或心智的工作机制作为研究的重点，认知科学及其信息处理方面的研究也被列入国际人类前沿科学计划，因此认知科学的研究引起了全世界科学家的广泛关注。

9.1.2　机器视觉与OpenCV

据统计，人类所能感知的外部世界80%都是通过视觉来获得的。在人类所有的感知器官中，大脑对视觉器官的信息处理是最复杂的。

一个视觉过程首先由光刺激在视网膜以“点阵”的形式使视细胞兴奋，再经X、Y、W神经元参与提取镜像的对比、朝向、距离等，不同神经元对图像的反应起着傅里叶算法的效能，然后视神经系统对镜像中的原始基元进行符号群运算，这样，视觉信息通过一系列不同种类的视觉细胞和神经细胞传输到大脑进行解码。大脑首先在初级视皮质的不同功能区进行处理，最后向高级区域的相应分工区域传递，不同皮质区的整合形成了对视觉信息的完整认知。这是一个复杂的信息转换过程，也是千万年来生物进化的卓越成果。

机器视觉所研究的就是如何用机器代替人眼来感知外部的世界，测量和识别外部对象，并作出正确的判断。一个机器视觉系统包括光源、镜头、CCD照相机、图像处理单元（或图像采集卡）、图像处理软件、监视器、通信/输入输出单元等。就这几个部分而言，一百多年来的发展使成像系统在深度和广度上远远超越了人类的视觉器官。这类系统目前的发展瓶颈是在图像处理软件所需的各种算法研究上。因为人类对于对象的识别不完全基于图像的匹配，而具有更深层次的模式编码和解码过程。这就需要抽取出图像的不同特征来编制专门的算法进行处理，OpenCV就是其中的一个代表。

OpenCV项目于1999年由Intel公司创立，是一个基于开源发行的跨平台计算机视觉库，它实现了图像处理和计算机视觉方面的很多通用算法，可以运行在Linux、Windows和Mac OS操作系统上，如今由Willow Garage提供支持。OpenCV共由300多个C函数和少量C++类构成，同时提供了Python、Ruby、MATLAB等语言的接口，因此它是轻量级而且高效的。2015年4月24日发布的最新版本为3.0 RC1。

目前OpenCV的应用领域非常广泛，包括人机互动、物体识别、图像分隔、人脸识别、动作识别、运动跟踪、机器人、运动分析、机器视觉、结构分析、自动汽车驾驶等领域，是最著名的计算机视觉处理程序库之一。

用户可以从http://opencv.org/网站下载最新版本的OpenCV，最新版本为OpenCV 3.0 RC1 for Windows。下载的软件是一个程序的压缩包，大小为271MB，解压后为2.58GB。解压后有两个子目录：source目录中放置了源代码和资源文件；build目录中为已经在各类平台下编译好的算法库。如果用C/C++语言编程，可以用IDE直接调用build目录中对应的库进行学习和使用。

对于那些仅用于Python学习人脸识别的朋友无须从该网站下载，而有一个简便的安装方法。可以直接从http://www.lfd.uci.edu/~gohlke/pythonlibs/网站下载。下面是下载的位置：
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其中，opencv_python-2.4.11-cp27-none-win_amd64.whl表示该程序包是OpenCV for Python的版本，2.4.11是OpenCV的版本号，cp27是Python的版本号，win_amd64是指Windows 64系统中安装的是64位的Python，whl是文件扩展名，可用PIP安装。根据以上的解释，用户可以根据自己安装的Python版本下载和安装对应的OpenCV库。

9.1.3　OpenCV的文件与基本操作

OpenCV中的图形文件常以PGM的格式来保存，这是一种专用于机器视觉的图形文件格式。在介绍之前，首先看一下用编辑器打开的一个PGM文件示例，如图9.2所示。
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图9.2　PGM文件格式



PGM（Portable Graymap Format）格式是灰度文件格式的最低标准。一个PGM文件由一个或多个PGM图像组成。在多幅图像之间、之前或之后没有任何数据存在。每一个PGM图像由文件头和文件体两部分组成，其中文件头部分依次的含义如下。


	PGM文件的格式类型：P2、P5。

	图像的宽度、图像的高度：92、112。

	图像灰度值可能的最大值：255。



文件头的这4部分信息都是以ASCII码形式存储的，所以将P2或P5格式的PGM文件在记事本中打开可以直接看到文件头的信息。

文件体是图片的数据部分。数据部分（文件中的乱码部分）是图片像素的二进制存储，它们记录了图像每个像素的灰度值，按照图像从上到下、从左到右的顺序依次存储每个像素的灰度值。对于像素灰度值的表示，P2格式和P5格式有所不同，本文仅给出P5格式文件的说明。

P5格式的文件，每个像素可以用二进制表示。比如有一幅P5格式的图像，灰度值可能的最大值为255，它的第一行第一列像素值为100，那么该图像每个像素使用一个字节表示，第一行第一列的像素值100由二进制的一个字节就可以表示。如果这幅图灰度值可能的最大值是65 535，那么它的第一行第一列的像素值100的二进制就需要用两个字节表示（因为表示到65 535需要两个字节）。每个像素数据之间没有间隔的连续存储，图像一行信息结束后从下一行第一列继续，两行图像数据之间也没有间隔的连续存储，直到将图像的所有信息表示完。因为是以二进制表示，所以数据部分在记事本中打开后看到的是乱码。

接下来，我们简要介绍一下OpenCV for Python对于图形文件和图形的最基本操作。

需要导入的库：


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　import cv2



（1）从窗口显示一幅图片。


　　win_name = 'mypicture'                              # 窗口名称
　　# cv2.WINDOW_NORMAL：可以手动调整窗口大小
　　cv2.namedWindow( win_name , cv2.WINDOW_NORMAL)
　　img = cv2.imread( ' mypicture.jpg',1)         # 0 黑白图片；1 原色图片
　　cv2.imshow(win_name ,img)                     # 显示图片
　　cv2.waitKey(0)
　　cv2.destroyAllWindows()                               # 销毁创建的对象



执行结果如图9.3所示。
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图9.3　在窗口显示一幅灰度图片



（2）保存一幅图片：OpenCV可将图片转换为PGM格式。


　　cv2.imwrite("paulwalker.mono.pgm", img)



（3）在Matplotlib中显示图片。


　　from matplotlib import pyplot as plt
　　
　　img = cv2.imread( 'paulwalker.mono.pgm ' , 0) # 读取黑白图片
　　plt.imshow(img, cmap = 'gray' , interpolation = 'bicubic' )
　　plt.xticks([]), plt. yticks([]) # 隐藏X、Y坐标
　　plt.show()



（4）绘制直线和矩形，如图9.4（a）所示。


　　img=zeros((512,512,3))
　　# 起点：(0,0)，终点：(511,511)；颜色：(0,255,255)；像素：2
　　cv2.line(img,(0,255),(512,255),(0,255,255),2) # 直线
　　# 左上角：(150, 150)；右下角：(350, 350)；颜色：(0,255,255)；像素：2
　　cv2.rectangle(img,(150, 150),(350, 350),(255,255,0),2) #矩形
　　cv2.imshow('image' ,img)
　　cv2.waitKey(0)
　　cv2.destroyAllWindows()



（5）绘制圆和椭圆，如图9.4（b）所示。


　　img=zeros(( 512, 512, 3))
　　# 绘制圆：圆心(255, 255)，半径60，颜色(0, 0, 255)，像素1
　　cv2.circle(img,(255, 150), 60, ( 0, 255, 255), 2) #圆
　　# 绘制椭圆
　　# 中心点的位置(255, 255)，短半径50，长半径100  
　　# 360表示整个椭圆；颜色（0, 0, 255）；像素2
　　cv2.ellipse(img,(255, 350),(100, 50), 0, 0, 360, (255,255,0), 2) #椭圆
　　cv2.imshow('image' ,img)
　　cv2.waitKey(0)
　　cv2.destroyAllWindows()



（6）绘制多边形，如图9.4（c）所示。


　　img=zeros(( 512, 512, 3))
　　# 多边形顶点坐标
　　pts=array([[50,100],[150,150],[170,120],[250,210],[250,310]])
　　cv2.polylines(img,[pts],True,(0,255,255),2) # True表示封口
　　cv2.imshow('image' ,img)
　　cv2.waitKey(0)
　　cv2.destroyAllWindows()



（7）显示文字，如图9.4（d）所示。


　　#写入文字
　　font=cv2.FONT_HERSHEY_SIMPLEX
　　cv2. putText(img, 'Face Cognition' ,( 10, 255), font, 2,( 255, 255, 255), 2)
　　cv2.imshow('image' ,img)
　　cv2.waitKey(0)
　　cv2.destroyAllWindows()



运行结果如图9.4所示。
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图9.4　OpenCV简单操作



9.2　人脸检测

9.2.1　人脸识别的历史与架构

近期，阿里集团董事局主席马云在德国汉诺威通信和信息技术博览会上，向德国总理默克尔与中国副总理马凯演示了移动刷脸支付技术。这项最新的支付认证技术可以在购物后的支付认证阶段通过刷脸取代传统密码。为了证明支付的有效性，马云还特地从淘宝网订购了1948年的德国汉诺威纪念邮票。马云推出的移动刷脸支付识别系统，掀起了中国在人脸识别领域的一个新浪潮。

刷脸支付中核心的是人脸识别，如何准确地识别人脸，排除外在环境、化妆、光照、双胞胎、变胖、变老等诸多因素是人脸识别遇到的挑战。由于应用的广泛性，人脸识别近些年始终都是一个热门问题，大量的成功研究层出不穷，越来越良莠不齐。为此，我们有必要了解一下人脸识别研究的历史和现状。

较早从事此方面研究的除了布莱索（Bledsoe）、戈登斯泰因（Goldstein）、哈蒙（Harmon），还有金出武雄（Kanade Takeo）。金出武雄于1973年就完成了他的第一篇人脸识别的博士论文。四十多年过去了，作为世界上最大的机器人研究所的卡内基-梅隆大学（CMU）的一名教授，金出武雄仍然是人脸识别领域的活跃人物，而且他领导下的研究组也是人脸识别领域的最重要力量之一。

第二阶段发生于1991—1997年。首先是理论上的突破。1992年，麻省理工学院人工智能实验室的布鲁内里（Brunelli）和波基奥Poggio）做了一个对比实验，他们对比了基于结构特征的方法与基于模板匹配的方法，给出了一个比较确定的结论：模板匹配的方法要优于基于特征的方法。这一指导性的结论与特征脸共同作用，基本终止了纯粹的基于结构特征的人脸识别方法研究。同时，贝尔胡米尔（Belhumeur）等提出了Fisherface人脸识别方法，该方法首先采用主成分分析（PCA，即特征脸）对图像表观特征进行降维。在此基础上，采用线性判别分析（Linear Discriminant Analysis，LDA）的方法变换降维后的主成分以期获得“尽量大的类间散度和尽量小的类内散度”。该方法目前仍然是主流的人脸识别方法之一，本章讲解的其中一个人脸识别算法就是主成分分析法。

此外还有弹性图匹配技术（Elastic Graph Matching，EGM）等一系列的相关方法。EGM发展出的LFA实际上是一种基于统计的低维对象描述方法。与PCA相比，LFA在全局PCA描述的基础上提取的特征是局部的，并能够同时保留全局拓扑信息，从而具有更佳的描述和判别能力。著名的FaceIt系统使用的就是LFA技术。

最重要的是，由美国国防部反毒品技术发展计划办公室资助的FERET（Face Recognition Technology）项目是该阶段内一个至关重要的事件。FERET项目的目标是要开发能够为安全、情报和执法部门提供服务的人脸识别技术。

FERET项目组建立了FERET人脸数据库，用于评价人脸识别算法的性能。被测试的算法分为两种：（1）半自动算法，这种算法需要人工指出图像中人的两眼中心的坐标；（2）全自动算法，这种算法能够自动定位图像中的人脸，然后进行识别。测试时，人脸图像分为两个集合：（1）已知身份的人的图像组成库藏集（gallery）或目标集（target）；（2）输入给算法的未知身份的人的图像组成探测集（probe）或查询集（query）。对于人脸鉴别，查询集合中的图像分为4种：（1）FB图像，图像与目标集合中的图像是在同日、同光照条件下拍摄；（2）FC图像，图像与目标集合中的图像是在同日、不同光照的条件下拍摄；（3）复像I（duplicate;I），图像与目标集合中的图像是在不同日、不同照相机的条件下拍摄；（4）复像II（duplicate;II），图像与目标集合中的图像是在一年以后、不同照相机的条件下拍摄。测试时，被测试的算法作为服务器运行，测试统计程序作为客户运行，客户首先向服务器传输库藏集合，然后逐幅向服务器传输查询图像，服务器接收到查询图像后，将结果返回客户。截至1997年年底，参加测试的算法中，对FB类图像的识别率很高，库藏1196幅图片中首选率（输出的候选图像集合中，排在第一幅的图像与查询图像为同一人的概率）达96%；对FC图像的识别率也比较高，库藏1196幅图中首选率达81%；对两个复像的识别率低，对复像I，库藏1196幅图中首选率为60%，对复像II，库藏864幅图中首选率为51%。测试发现的主要问题：识别算法对光照变化敏感；查询图像和目标图像相隔一年半后，识别算法的性能下降；识别算法对人脸位置变化敏感：人脸偏转角度大于15°后，性能下降，说明识别算法对相机敏感（以上内容来自《美国FERET人脸识别技术测试的简单介绍》）。

第三阶段为1998年至今。各大商业公司在FERET测试中的部分成功，加大了它们在人脸识别领域的投资力度，使人脸识别的商业系统得到进一步发展。这一阶段研究的重点在于解决由于光照、姿态问题导致的识别精度下降的问题。在理论上给出解决方案的是基奥盖蒂斯等人，他们提出了基于光照锥模型。他们证明了一个重要结论：同一人脸在同一视角、不同光照条件下的所有图像在图像空间中形成一个凸锥，即光照锥。为了能够从少量未知光照条件的人脸图像中计算光照锥，他们扩展了传统的光度立体视觉方法，实现了在兰伯特（Lambert）模型、凸面和远点光源假设条件下，根据未知光照条件的7幅同一视点图像恢复出物像的3D形状和反射系数（而传统光度立体视觉能够根据给定的3幅已知光照条件的图像恢复出物体表面的法向量方向），从而可以容易地合成该视角下任意光照条件的图像，完成光照锥的计算。这就形成了多姿态、多光照条件的人脸识别方法。

这一时期，布兰兹（Blanz）和维特（Vetter）开创性地提出了基于3D模型变换的多姿态、多光照条件人脸图像分析与识别方法。该方法可以使得人脸形状和纹理等人脸内部属性与摄像机配置、光照情况等外部参数完全分开，更加有利于人脸图像的分析与识别。Blanz的实验表明，该方法在多姿态、多光照和多表情的人脸库和FERET的多姿态人脸库上都达到了相当高的识别率。

最后，巴斯里（Basri）和雅各布（Jacobs）则利用球面谐波表示光照、用卷积过程描述兰伯特反射的方法解析地证明了一个重要的结论：由任意远点光源获得的所有兰伯特反射函数的集合形成一个线性子空间。这意味着一个凸的兰伯特表面在各种光照条件下的图像集合可以用一个低维的线性子空间来近似。这不仅与之前的光照统计建模方法的经验结果相吻合，更进一步从理论上促进了线性子空间对象识别方法的发展。而且，这使得用凸优化方法来强制光照函数非负成为可能，为光照问题的解决提供了重要思路。

以支持向量机为代表的统计学习理论也在这一时期被应用到了人脸识别与确认中来。但由于算法运行效率问题，很快被一种新的算法替代了。这就是2001年康柏研究院的维奥拉和琼斯提出的基于简单矩形特征和AdaBoost的实时人脸检测系统。本章介绍的重点就是这种高效的分类技术。该方法的主要贡献包括：


	可以快速计算简单矩形特征作为人脸图像特征。

	基于AdaBoost将大量弱分类器进行组合形成强分类器的学习方法。

	采用了级联（Cascade）技术提高检测速度。目前，基于这种人脸/非人脸学习的策略已经能够实现准实时的多姿态人脸检测与跟踪，这为后端的人脸识别提供了良好的基础。



9.2.2　人脸识别系统

由于巨大的市场需求的驱使，在人脸识别真正发展的不到三十年的历史中，创造的这些成就最终形成了人类识别系统的架构。

如图9.5所示，一个完整的人脸识别系统包括人脸检测、关键点提取、人脸对齐、人脸规整、人脸分类、识别策略这些模块，应该说是一个同时融合了多种尖端技术的、有一定规模的专业化的图像识别系统。其核心技术包括了2D与3D图像处理技术，以及机器学习技术。除此之外，还有运动跟踪和各种图片处理技术。鉴于本书的范围，我们仅涉及其中的人脸检测和识别策略两个核心模块的主要功能及算法。

[image: 015-01]
图9.5　人脸识别系统的功能架构



其实这两大模块也是人脸检测和识别的核心模块，其他模块的功能都可看作围绕着这两大模块的辅助功能。首先，我们介绍一下人脸检测的相关技术。

9.2.3　人脸检测原理与Haar级联检测

在实践中，人脸检测主要用于人脸识别的预处理，即在图片或图像中准确地标定出人脸所处的位置和大小。也就是说，人脸检测需要挑选出人脸图像中所包含的各种模式，其中有直方图特征、颜色特征、模板特征、结构特征及Haar特征等，然后根据这些模式的某种规则，通过算法作出判定。

为了能够确定图片中包含一张或几张人脸，首先需要确定人脸的通用结构。幸运的是，虽然地球上生活的人种有所不同，但是每个人种的人脸差别并不大，我们都有眼睛、鼻子、前额、颧骨和嘴，所有这些构成了一张通用的人脸结构。

考虑如图9.6所示的这5种特征。

[image: 015-01]
图9.6　人脸的特征组件



所有这些特征表达了一张通用的人类面孔。把这些特征组合起来，就得到一张近似的人脸，如图9.7所示。

[image: 016-01]
图9.7　近似的人脸



如果这些特征都存在于图片的某个部分，那么我们就认为这幅图中包含这一张人脸。注意，这个阶段我们并不进行精确匹配；我们仅需要知道这些特征与图片基本一致即可。这种技术就是我们前文所说的模板匹配。通过收集构成人脸的特征的统计数据，使用专门的算法就可以在图片的正确位置检测出人脸来。

如图9.8所示表达了人脸的大致结构。当上述特征能够良好匹配时，我们就认为这是一张人脸。那么如何选择合适的算法来识别出这些特征呢？人脸检测方法的主流算法就是AdaBoost学习算法，它是一种用来分类的方法，它把一些比较弱的分类方法合在一起，组合出新的更强的分类器。AdaBoost有一个迭代的过程。为了快速处理，在每次迭代中，我们仅仅快速地排除图片中不属于人脸的区域，保留那些我们还不确定的区域。在每次迭代中，我们都提高了对图片中人脸定位的概率，直到作出最终的决定。换句话说，不同于确定图片中人脸的位置，我们选择的排除图片中不包含人脸位置，因为排除算法的运算速度更快。我们称这个过程为级联过程。后面的章节我们将专门讲解AdaBoost算法的源码实现。

[image: 015-01]
图9.8　人脸的特征化



上述的人脸特征仅是一个示例，OpenCV中实际使用的人脸特征要复杂得多。常用的人类特征分类器有两类：Haar特征和LBP特征。为了加深理解，下面我们简单讲解一下Haar特征的一些细节。

如图9.9所示，1为图形像素的边界特征，包含4种；2为图形像素的线性特征，包含8种；3为图形像素的中心围绕特征，包含两种。在扫描待检测图片的时候，以边界特征中的（a）为例，由于计算机中的图片是一个数字组成的矩阵，程序先计算整个窗口中的灰度值x，再计算矩形框中的黑色灰度值y，然后计算x-2y的值，得到的数值与x进行比较，如果这个比值在某一个范围内，则表示待检测图片的当前扫描区域符合边界特征（a），然后继续扫描。

[image: 015-01]
图9.9　Haar的特征



如果决定在OpenCV中使用Haar特征检测人脸，那么就需要使用Haar特征级联表作为训练集，这张级联表是一个由OpenCV提供的XML文件，它是所有OpenCV提供的资源的一部分。如果已经安装了OpenCV，那么级联表位于Root:\opencv\sources\data\haarcascades\或Root:\opencv\sources\data\lbpcascades\目录中。如果没有安装，用户也可以从网站上直接下载，下载地址为https://raw.githubusercontent.com/Itseez/opencv/master/data/haarcascades/haarcascade_frontalface_alt_tree.xml。

这张级联表中有一个训练好的AdaBoost的训练集。首先，要采用样本的Haar特征训练分类器，从而得到一个级联的AdaBoost分类器。训练的方式包含两个方面：

（1）正例样本，即待检测的目标样本。

（2）反例样本，即其他任意的图片。

然后将这些图片统一缩放为相同的尺寸，这个过程就是归一化。最后统计出分类结果。一旦分类器建立完成，就可以用来检测输入图片中的感兴趣区域了。一般来说，输入的图片会大于样本，那样就需要移动搜索窗口。为了检索出不同大小的目标，分类器可以按比例改变自己的尺寸，这样就要对输入的图片进行多次扫描。基础分类器以Haar特征为输入，以0/1为输出，0表示未匹配，1表示匹配。

Haar的分类器实现非常复杂，OpenCV是开源系统，读者可以自行下载其源代码学习。这部分已经超出了本书的范围，我们就不具体介绍了。

下面我们再来看看LBP人脸检测特征文件。

9.2.4　人脸检测特征文件

LBP分类所使用的特征文件是lbpcascade_frontalface.xml。如果用户没有安装OpenCV，可以从下面的网址下载：https://github.com/Itseez/opencv/blob/master/data/lbpcascades/lbpcascade_frontalface.xml。

虽然获取特征的方式不同，但是两个文件都使用AbaBoost算法来分类，所以文件的结构是类似的。下面我们以lbpcascade_frontalface.xml为例简单介绍一下这个分类文件的结构。

（1）XML文件头部信息。


　　…
　　<cascade type_id="opencv-cascade-classifier">                           →是指OpenCV分类器的名称
　　  <stageType>BOOST</stageType>                                    →使用的算法类型
　　  <featureType>LBP</featureType>                                  →使用的特征类型 
　　  <height>24</height>                                             →窗口的高度
　　  <width>24</width>                                               →窗口的宽度
　　  <stageParams>
　　    <boostType>GAB</boostType>
　　    <minHitRate>0.9950000047683716</minHitRate>                   →最小命中率
　　    <maxFalseAlarm>0.5000000000000000</maxFalseAlarm>             →最大出错警告
　　    <weightTrimRate>0.9500000000000000</weightTrimRate>           →权重剪枝率
　　    <maxDepth>1</maxDepth>                                        →最大深度
　　    <maxWeakCount>100</maxWeakCount></stageParams>          →最大弱分类器数
　　  <featureParams>
　　    <maxCatCount>256</maxCatCount></featureParams>          → 最大类别数
　　  <stageNum>20</stageNum>                                         → 级联阶段数
　　…



（2）XML级联节点信息。


<stages>
　　    <!-- stage 0 -->                                                    →第一阶段级联
　　    <_> 
　　      <maxWeakCount>3</maxWeakCount>                              →最大弱分类器数
　　      <stageThreshold>-0.7520892024040222</stageThreshold>        →本层级联弱分类器数
　　      <weakClassifiers>
　　        <!-- tree 0 -->                                                 →第一棵弱分类器树
　　        <_>
　　          <internalNodes>
　　            0 -1 46 -67130709 -21569 -1426120013 -1275125205 -21585
　　            -16385 587145899 -24005</internalNodes>
　　          <leafValues>
　　            -0.6543210148811340 0.8888888955116272</leafValues></_>
　　        <!-- tree 1 -->                                                 →第二棵弱分类器子树
　　        <_>
　　          <internalNodes>
　　            0 -1 13 -163512766 -769593758 -10027009 -262145 -514457854
　　            -193593353 -524289 -1</internalNodes>
　　          <leafValues>
　　            -0.7739216089248657 0.7278633713722229</leafValues></_>
　　        <!-- tree 2 -->                                                 →第三棵弱分类器子树
　　        <_>
　　          <internalNodes>
　　            0 -1 2 -363936790 -893203669 -1337948010 -136907894
　　            1088782736 -134217726 -741544961 -1590337</internalNodes>
　　          <leafValues>
　　            -0.7068563103675842 0.6761534214019775</leafValues></_> </weakClassifiers></_>
　　…



internalNodes节点的内容是由11个数构成的整型数组。前两个数在LBP级联中没有意义。第三个数是在此XML文件的末尾<feature>表的<rect>中的索引（<rect>描述了几何形状的特征）。最后8个值是8个32位的值，它们一起构成了256位LUT（查找表）值。这个LUT实际上就是一张像素灰度值的映射表，它将实际采样到的像素灰度值经过一定的变换，如阈值、反转、二值化、对比度调整、线性变换等，变成了另外一个与之对应的灰度值（参见OpenCV的核心函数LUT）。在本例中，第三棵弱分类器子树的<rect>特征为2。引用的特征矩形表为：0 0 6 3。

在leafValues节点中有两个与特征相关的权值：通过/失败。在特征估计期间，与internalNodes的选择有关。这两个权重中的一个需要加至总和（Total）中。这个总和要与<stageThreshold>的阈值相比较。算法为：

bool stagePassed = (Total>= stageThreshold – EPS)

其中EPS为1.0E.5，确定此级联层次是否已经通过或失败。这些权值在训练阶段被确定。在上例中，第一个弱分类器数的特征失败权重是这0.65，通过权重是0.89。

（3）XML的特征矩形表。


　　<features>
　　    <_>
　　      <rect>
　　        0 0 3 5</rect></_>
　　    <_>
　　      <rect>
　　        0 0 4 2</rect></_>
　　    <_>
　　      <rect>
　　        0 0 6 3</rect></_>
　　<_>



rect节点中包含的4个整数描述了特征的几何形状。给定的处理窗口（24×24），前两个整数描述了处理窗口内的像素偏移量x和y，而后两个整数描述为LBP特征评估所需的矩形的宽度和高度。

如图9.10所示，在本质上，一个rect节点可以表示为：<rect> ft.x ft.y ft.width ft.height</rect>。在一个pW.width×pW.height的处理窗口中检测是否存在偏移量为x、y的ft.width×ft.height的矩形面。

对于LBP估计，只要读出在点P[0..15]的积分图，并使用p[BR]+p[TL]-p[TR]]p[BL]公式就可计算出9个子矩形的积分。中央子矩形R4与其他的8个比较，比较的方向顺时针从R0开始，依次为R0,R1,R2,…,R3，以产生一个8位的LBP（比特位被打包为[msb 01258763 lsb]）。

然后，这个8位LBP被作为LUT表的一个索引（在<internalNodes>中）查询出对应的一个比特值。如果该位为1，则说明矩形面与特征值不一致；如果该位为0，则说明矩形面与特征值是一致的。根据这个返回的值（0,1）选取<leafNodes>中对应的权重，并与所有其他特征的权重相加产生本级联阶段的总和，最后再与<stageThreshold>中的值相比较以确定此级联阶段是通过还是失败。

[image: 015-01]
图9.10　矩形积分图



9.2.5　Haar cascade的实现

使用Haar cascade实现人脸识别的代码如下。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　import cv2
　　
　　face_cascade = cv2.CascadeClassifier(' E:\\opencv\\sources\\data\\haarcascades\\ 
                                     haarcascade_frontalface_alt_tree.xml')
　　img = cv2.imread('paulwalker.jpg')                    # 读取图片
　　gray = cv2.cvtColor(img, cv2.COLOR_BGR2GRAY)          # 设置图片颜色
　　#  识别输入图片中的人脸对象，返回对象的矩形尺寸
　　#  函数原型detectMultiScale(gray, 1.2,3,CV_HAAR_SCALE_IMAGE,Size(30, 30))
　　#  gray需要识别的图片
　　#  1.2：表示每次图像尺寸减小的比例
　　#  3：表示每一个目标至少要被检测到4次才算是真的目标（因为周围的像素和不同的窗口大小都可以检测到人脸）
　　#  CV_HAAR_SCALE_IMAGE表示不是缩放分类器来检测，而是缩放图像，Size(30,30)为目标的最小最大尺寸
　　# faces：表示检测到的人脸目标序列
　　faces = face_cascade.detectMultiScale(gray, 1.2, 3)  
　　for (x,y,w,h) in faces:                                               # 绘制人脸边框
　　      img2 = cv2.rectangle(img,(x,y),(x+w,y+h),(255,255,255),2)
　　      roi_gray = gray[y:y+h, x:x+w]
　　      roi_color = img[y:y+h, x:x+w]
　　
　　cv2.imshow('img',img)                                         # 显示识别后的结果
　　cv2.waitKey(0)
　　cv2.destroyAllWindows()
　　cv2.imwrite("paulwalker.head.jpg", img)       # 保存图片



执行结果如图9.11所示。

[image: 015-01]
图9.11　人脸检测



从图9.11中可以看到，白色方框内的部分就是算法识别出的人脸。该方法同样也可以识别图片中的多张人脸，限于篇幅就不再举例说明了。

9.2.6　LBP cascade的实现

使用LBP cascade实现人脸识别，仅需把库修改为lbpcascade_frontalface.xml文件即可，代码如下。


　　face_cascade = cv2.CascadeClassifier('E:\\opencv\\sources\\data\\lbpcascades\\ lbpcascade_frontalface.xml')
　　
　　img = cv2.imread('paulwalker.jpg')
　　gray = cv2.cvtColor(img, cv2.COLOR_BGR2GRAY)
　　
　　faces = face_cascade.detectMultiScale(gray, 1.2, 3)
　　for (x,y,w,h) in faces:
　　      img2 = cv2.rectangle(img,(x,y),(x+w,y+h),(255,255,255),4)
　　      roi_gray = gray[y:y+h, x:x+w]
　　      roi_color = img[y:y+h, x:x+w]
　　
　　cv2.imshow('img',img)
　　cv2.waitKey(0)
　　cv2.destroyAllWindows()
　　cv2.imwrite("paulwalker.head.jpg", img) # 保存图片



9.3　AdaBoost算法概述

Haar级联检测和LBP检测都是使用AdaBoost算法实现的。AdaBoost算法是Adaptive Boosting算法的缩写，是Boosting算法的改进版本。AdaBoost与其前身Boost算法都是从决策树发展出来的一种算法，其算法思想是针对同一个训练集样本的不同特征，分别训练出不同的弱分类器，然后把这些弱分类器级联起来，构成一个最终分类器，即强分类器。

9.3.1　算法原理与步骤

从结构上讲，AdaBoost与其他的机器学习算法不同，该算法可以分为两层，第一层是AdaBoost主算法，第二层是其他的二分类算法，所以AdaBoost是一种复合型算法。第二层最常用的是单层决策树。当然，也可以是其他任何二分类算法，例如梯度下降法、SVM等。因为这些算法我们之前都已经讲过，这里就不细说了。算法架构如图9.12所示。下面给出AdaBoost算法的基本原理和步骤。其运行过程如下。

（1）赋予训练集的样本相同的权重，构成一个权重向量D。

（2）调用底层的算法训练出一个弱分类器，并计算误差率。我们这里使用单层决策树算法。

[image: equa]


（3）迭代再训练此分类器，并调整权值。第一次分对的样本权值下降，分错的样本权值提高，权值调整算法。

[image: equa]


（4）根据计算好的权值更新权值向量D。

① 对于正确分类的样本，权值更新为：

[image: equa]


② 对于错误分类的样本，权值更新为：

[image: equa]


[image: 015-01]
图9.12　算法架构



（5）在计算出权值向量D之后，算法进入下一轮迭代。通过不断地重复训练和调整权值的过程，直到训练错误率为0或弱分类器的数目达到预先设定值为止。

对AdaBoost算法的研究及应用大多集中于分类问题，主要解决了两类问题、多类单标签问题、多类多标签问题、大类单标签问题、回归问题等。

9.3.2　辅助函数

（1）加载数据集。


　　def loadDataSet(fileName):
　　              recordlist = []
　　              fp = open(fileName,"rb")        
　　              content = fp.read()
　　              fp.close()
　　              rowlist = content.splitlines()  
　　              recordlist=[map(eval, row.split("\t")) for row in rowlist if row.strip()]
　　              dataSet = mat(recordlist)[:,:-1]
　　              labels =  mat(recordlist)[:,-1].T
　　              return dataSet,labels



（2）绘制误差曲线。


　　def plotROC(predStrengths, classLabels):
　　    cur = (1.0,1.0) #cursor
　　    ySum = 0.0 #variable to calculate AUC
　　    numPosClas = sum(array(classLabels)==1.0)
　　    yStep = 1/float(numPosClas); xStep = 1/float(len(classLabels)-numPosClas)
　　    sortedIndicies = predStrengths.argsort()#get sorted index, it's reverse
　　    fig = plt.figure()
　　    fig.clf()
　　    ax = plt.subplot(111)
　　    #loop through all the values, drawing a line segment at each point
　　    for index in sortedIndicies.tolist()[0]:
　　        if classLabels[index] == 1.0:
　　            delX = 0; delY = yStep;
　　        else:
　　            delX = xStep; delY = 0;
　　            ySum += cur[1]
　　        ax.plot([cur[0],cur[0]-delX],[cur[1],cur[1]-delY], c='b')
　　        cur = (cur[0]-delX,cur[1]-delY)
　　    ax.plot([0,1],[0,1],'b--')
　　    plt.xlabel('False positive rate'); plt.ylabel('True positive rate')
　　    plt.title('ROC curve for AdaBoost horse colic detection system')
　　    ax.axis([0,1,0,1])
　　    plt.show()
　　    print "the Area Under the Curve is: ",ySum*xStep



9.3.3　AdaBoost分类器

本函数是基于单层分类器的AdaBoost训练过程，选自《机器学习实战》，即通过修改弱分类器的权重，调整D向量。

AdaBoost训练函数代码如下。


　　# 通过修改D的值调整弱分类器的权重
　　# dataSet：数据集
　　# labellist：分类标签
　　# numIt：迭代次数
　　def adaBoostTrain(dataSet,labellist,numIt=40):
　　    weakClassSet = []                                 # 初始化弱分类器
　　    m = shape(dataSet)[0]
　　    D = mat(ones((m,1))/m)                            # 初始化D为平均权重
　　    aggClassSet = mat(zeros((m,1)))
　　    for i in xrange(numIt):
　　        bestFeat,error,EstClass = decisionTree(dataSet,labellist,D)  
　　        # alpha计算公式，1e-16避免除0
　　        alpha = float(0.5*log((1.0-error)/max(error,1e-16))) 
　　        bestFeat['alpha'] = alpha  
　　        weakClassSet.append(bestFeat)                 # 以数组形式存储弱分类器
　　        # 算法核心：D--权重修改公式：D*exp((+-)alpha)/sum(D)（Logistic）
　　        # +-号取决于是否错分，+表示正确划分，-表示错误划分
　　        wtx = multiply(-1*alpha*mat(labellist).T,EstClass) # multiply矩阵点积
　　        D = multiply(D,exp(wtx))                      # 下次迭代计算新的D
　　        D = D/D.sum()        
　　        aggClassSet += alpha*EstClass                 # 累计预测类
　　        # 如果 x>0，sign(x)=1；x<0，sign(x)=-1
　　        # 计算所有分类器的训练误差——累计误差
　　        totalErr = multiply(sign(aggClassSet) != mat(labellist).T,ones((m,1)))
　　        errorRate = totalErr.sum()/m                  # 计算总误差率        
　　        if errorRate == 0.0: break                    # 如果为0，则分类完毕，跳出循环
　　    return weakClassSet,aggClassSet



AdaBoost算法有3个输入参数：数据集、分类标签和迭代次数。迭代次数由手工指定。通过调试代码，算法按列扫描数据，从第一列开始向后逐列扫描，步长从标1开始逐步增加。随着迭代步长的增加，找到当前列权重误差最小的阈值、分隔符和误差值，记录到最终的弱分类器字典中。这样依次循环直到算法结束。

上述计算的结果，最终都输入到向量D中。D是一个概率分布向量，每个分量的初始值都默认设置为0.5，各分量的总和应为1（二分类）。关于D的更新前面已经介绍过。最后为了评估算法的收敛，所有的估计值都记录在一个列向量aggClassSet中。

算法有两个停止条件：


	当算法的训练错误率为0时，算法停止。

	当算法达到迭代次数时，算法停止。



9.3.4　单层决策树分类子算法

因为我们前面讲过决策树的算法逻辑，所以这里仅给出代码的注释，就不深入到算法内部给出具体的讲解了。

（1）单层决策树生成函数：以最小误差作为衡量标准找到最优列、不等于符号（大于、小于）、阈值和重估的分类标签。


　　# dataSet：数据集；labellist：类别标签；D：列向量每个元素的平均权重——1/总元素数
　　def decisionTree(dataSet,labellist,D):
　　    dataMat = mat(dataSet); labelMat = mat(labellist).T
　　    m,n = shape(dataMat)                              # 数据集行、列数
　　    numSteps = 10.0;                                  # 迭代步数 
　　    bestFeat = {};                                    # 最优项列 
　　    bestClass = mat(zeros((m,1)))                     # 最优预测分类
　　    minError = inf                                    # 初始化最小误差为无穷大
　　    for i in xrange(n):                               # 按列迭代
　　        rangeMin = dataMat[:,i].min();                # 最小值
　　        rangeMax = dataMat[:,i].max();                # 最大值
　　        stepSize = (rangeMax-rangeMin)/numSteps       # 步长=(最大值最最小值)/步长数
　　        for j in xrange(-1,int(numSteps)+1):          # 对每个步长数迭代：：1~(numSteps)
　　            # 计算域值：(最小值+迭代步数迭步长数)
　　            threshVal = (rangeMin+float(j) * stepSize)
　　            # operator 操作符，有两个取值：lt表示小于，gt表示大于——分类分隔符
　　            for operator in ['lt', 'gt']: 
　　                # 调用 splitDataSet方法，小于，大于
　　                predictedVals = splitDataSet(dataMat,i,threshVal,operator)
　　                errSet = mat(ones((m,1)))                     # 初始化误差集为一个全1向量
　　                # 误差集：列向量的预测值 == 类别标签则赋值为0
　　                errSet[predictedVals == labelMat] = 0 
　　                weightedError = D.T*errSet  # 权重误差 = D 误差数组：权重误差是一个标量
　　                if weightedError < minError: 
　　                    minError = weightedError                  # 更新最小误差为权重误差
　　                    bestClass = predictedVals.copy()          # 最优预测类
　　                    bestFeat['dim'] = i                       # 最优列
　　                    bestFeat['thresh'] = threshVal            # 最优阈值
　　                    bestFeat['oper'] = operator               # 最优分隔符号（大于或小于号）
　　    return bestFeat,minError,bestClass



（2）决策树划分数据集子函数。


　　def splitDataSet(dataMat,Column,threshVal,operator):
　　    retArray = ones((shape(dataMat)[0],1))                    # 与数据集行数相同的全1向量
　　    if operator == 'lt':                                      # '小于'
　　        retArray[dataMat[:,Column] <= threshVal] = -1.0 
　　    else:                                                     # '大于'
　　        retArray[dataMat[:,Column] > threshVal] = -1.0
　　    return retArray                                            # 预测结果



9.3.5　训练数据集

本书提供的测试数据集可从http://www.threedweb.cn/thread-1452-1-1.html下载。文件名为horseColicTraining.tx。下面的代码为训练数据集的主程序。


　　# -*- encoding: utf-8 -*-
　　
　　from numpy import *
　　import sys
　　from adaboostlib import *
　　
　　dataArr,labelArr = loadDataSet('horseColicTraining.txt')      # 导入训练集
　　
　　weakClassArr,aggClassEst = adaBoostTrain (dataArr,labelArr,numIt=10)# 训练分类器
　　print "weakClassArr:",weakClassArr                            # 输出弱分类器



执行结果如下。


　　weakClassArr: [{'dim': 9, 'oper': 'gt', 'thresh': 3.0, 'alpha': 0.4616623792657674}, {'dim': 17, 'oper': 'gt', 'thresh': 52.5, 'alpha': 0.31248245042467104}, {'dim': 3, 'oper': 'gt', 'thresh': 55.199999999999996, 'alpha': 0.2868097320169577}, {'dim': 18, 'oper': 'lt', 'thresh': 62.300000000000004, 'alpha': 0.2329700463893952}, {'dim': 10, 'oper': 'lt', 'thresh': 0.0, 'alpha': 0.19803846151213741}, {'dim': 5, 'oper': 'gt', 'thresh': 2.0, 'alpha': 0.18847887349020628}, {'dim': 12, 'oper': 'lt', 'thresh': 1.2, 'alpha': 0.15227368997476795}, {'dim': 7, 'oper': 'gt', 'thresh': 1.2, 'alpha': 0.15510870821690512}, {'dim': 5, 'oper': 'lt', 'thresh': 0.0, 'alpha': 0.1353619735335938}, {'dim': 4, 'oper': 'lt', 'thresh': 28.799999999999997, 'alpha': 0.12521587326132078}]
　　totalError: 16.0



弱分类器按列划分数据：dim:9是指第10列；oper为划分依据，有两个值，分别为gt:>和lt:<；Thresh:3.0是指按照阈值3.0将本列划分为两列；alpha值为此弱分类器的权重。

读者可按这些参数与LBP cascade文件进行比较，有助于加深对人脸识别分类器的理解。

9.3.6　执行分类

本书提供的测试数据集可从http://www.threedweb.cn/thread-1452-1-1.html下载。文件名为horseColicTraining.txt和horseColicTest.txt。

下面给出分类器函数。


　　def adaClassify(datToClass,classifierArr):                  #  AdaBoost分类器
　　    dataMatrix = mat(datToClass)
　　    m = shape(dataMatrix)[0]
　　    aggClassEst = mat(zeros((m,1)))
　　    for i in range(len(classifierArr)):
　　        classEst = stumpClassify(dataMatrix, classifierArr[i]['dim'], classifierArr[i]['thresh'], classifierArr[i]['oper'])
　　        aggClassEst += classifierArr[i]['alpha']*classEst
　　    return sign(aggClassEst)



下面我们使用AdaBoost训练分类器，并对测试集进行分类。


　　# -*- encoding: utf-8 -*-
　　# Filename : testAdaboost2.py
　　
　　from numpy import *
　　import sys
　　from adaboostlib import *
　　import matplotlib.pyplot as plt 
　　dataArr,labelArr = loadDataSet('horseColicTraining.txt')      # 导入训练集
　　# 训练分类器
　　weakClassArr,aggClassEst = adaBoostTrain(dataArr,labelArr,numIt=10)
　　print "weakClassArr:",weakClassArr
　　# 绘制ROC曲线
　　plotROC(aggClassEst.T, labelArr)
　　
　　testArr,testLabelArr = loadDataSet('horseColicTest.txt')      # 导入测试集
　　ClassEst100 = adaClassify(testArr,weakClassArr)       # 用学习好的分类器进行分类
　　errArr = mat(ones((67,1)))
　　totalError = errArr[ClassEst100!=mat(testLabelArr).T].sum()
　　print "totalError:",totalError



收敛曲线如图9.13所示。

[image: 015-01]
图9.13　算法架构



总误差率计算如下。


　　totalError: 16.0



9.4　人脸识别

前两节我们已经能够成功地从一张图片中找出了人脸的位置，从本节开始，我们深入探讨一下人脸识别系统的第二个模块——自动人脸识别模块。

目前最常用的自动人脸识别技术仍旧是特征脸提取方法。特征脸方法是从整体上对人脸识别的方法：一种面部图像可以表示为从高维图像空间映射到低维空间的一个点，这使分类变得更加容易。通过主成分分析就可找到低维子空间具有最大方差的轴。从重建的角度来看，这种转换的最妙之处在于它不需要考虑任何类的标签。想象一下，这种情况下的方差是从外部来源产生的。而最大方差的轴不必包含任何差异信息，因此不需要进行分类。用线性判别分析就可对特定类别的投影进行识别。其基本思想是：最小化同类内的方差，最大化不同类间的方差。随着人脸识别的发展，各种局部特征提取方法也不断涌现。这些提取算法包括Gabor小波、离散的Cosin变换和局部LBP算法。因为这些方法都仅用于图像处理，对其他领域缺乏广泛性的应用，因此本节的主要内容仍以介绍整体识别方法为主。

9.4.1　人脸数据库

人脸识别可以简单理解为根据外部输入的一张人脸图片，与数据库中的内部人脸资源进行匹配，最终返回匹配结构的过程。与人脸检测的算法不同，人脸识别模块需要根据要求建立一个内部的人脸数据库。现代比较著名的人脸数据库有以下几种。

（1）AT&T Facedatabase，又称ORL人脸数据库，数据集一共40人，每人10张照片。每组照片采集自在不同光照、不同表情（睁眼闭眼、笑或者不笑）、不同人脸细节（戴眼镜或者不戴眼镜）下的模特人脸。所有的图像都是在一个黑暗均匀的背景下采集的正面竖直人脸（有的有轻微偏侧）。下载地址为http://www.cl.cam.ac.uk/research/dtg/attarchive/facedatabase.html。

（2）Yale Facedatabase，称为Yale A人脸数据库，一共包含A、B两类。Yale A人脸数据库包括15人（14个男人，1个女人），每一个都有11个灰度图像，大小是3203243像素。数据库中有光照变化（中心光照、左侧光照、右侧光照）、表情变化（开心、正常、悲伤、瞌睡、惊讶、眨眼）、眼镜（戴眼镜或者没戴）。下载地址为http://vision.ucsd.edu/content/yale-face-database。ExtendedYale Facedatabase B数据库包含38人的2414张图片，并且是剪裁好的。这个数据库重点是测试特征提取是否对光照变化强健。下载地址为http://vision.ucsd.edu/~leekc/ExtYaleDatabase/ExtYaleB.html。

根据上面的地址，用户可以任意下载其中一个数据集用于测试。除此之外，国内有个《数据堂》网站（http://www.datatang.com/data/search.htm?k=人脸数据），可以提供更丰富的人脸数据，数据分为收费和免费两类，用户注册就可下载。为了避免广告之嫌，这里就不一一列举了，读者可以根据需要作出相应的选择。

数据下载后，有的是.jpg、.gif、.png格式，有的是.pgm格式。用于人脸识别的标准格式是.pgm格式，可以使用OpenCV统一转换为.pgm格式，转换代码参见第一节中的代码。不论读者使用哪个数据集的图片，最后将数据集中所有的图片编辑成如表9.1所示的形式。


表9.1　图片.pgm格式

[image: 016-01]


其中，S1,S2,…,S40表示不同的人脸，对应的类别编号为0～39。中间内容为每个人脸的图片。

这样就可以用下面的代码将图片读取出来。


　　def loadimgs(self,path):                            # 加载图片数据集
　　      classlabel = 0
　　      for dirname, dirnames, filenames in os.walk(path):
　　              for subdirname in dirnames:
　　                      sub_path = os.path.join(dirname, subdirname)
　　                      for filename in os.listdir(sub_path):
　　                              im = Image.open(os.path.join(sub_path, filename))
　　                              im = im.convert("L")    #数据转换为long类型
　　                              self.X.append(np.asarray(im, dtype=np.uint8))
　　                              self.y.append(classlabel)
　　                      classlabel += 1



将图片读入之后，需要转换成行向量的格式，这样所有的图片数据集就生成一个由行向量构成的矩阵集合。下面给出实现代码。


　　# 将图片变为行向量，构成一个图片矩阵
　　def genRowMatrix(self):
　　      self.Mat = np.empty((0, self.X[0].size), dtype=self.X[0].dtype)
　　      for row in self.X:
　　              self.Mat = np.vstack((self.Mat, np.asarray(row).reshape(1,-1)))



9.4.2　PCA原理

在第1章我们就谈过，一幅图像只能表示为一个对象。那么对于w>h的灰度图像，只能表示为w>h维的向量，那么一个仅有1001100像素大小的图像就需要10 000维的向量空间。对于一幅人脸图像而言，是否维数空间中的所有像素值对我们来说都有用呢？还是仅有一些有用，另一些则可以忽略掉呢？在第1章的特征向量和特征值一节，我们了解到，矩阵可以近似地表示为一个特征值与其特征向量的乘积。那么根据这个原理，如果我们能够提取出高维向量中某些特有的特征或相关变量，就能用一个低维空间的向量近似地表示这个高维向量。因为对于这个高维向量，只有包含最多信息的那些维上的数据才有意义，而那些不重要的维可以在计算中忽略，降维之后的低维向量不会损失掉特征间的差异性。这就是主成分分析的思想。有关主成分分析（PCA），早在1901年，高尔顿（回归理论的创立者）的学生皮尔逊就发布了基本原理。PCA的基本原理是：一个高维数据集如果能够被相关变量表示，那么只有一些维的数据才有意义，包含最多的信息。如果寻找到数据中拥有最大方差的那些方向，就被称为向量的主成分。

令X={x1
 ,x2
 ,…,xn
 }表示一个随机特征向量，其中xn
 ∈Rd
 。

首先，我们计算X的均值向量μ：

[image: equa]


然后根据这个均值，计算协方差矩阵S：

[image: equa]


计算S的特征值λi
 和对应的特征向量vi
 ：

Svi
 =λi
 vi
 ,i=1,2,…,n

最后对特征值和特征向量进行递减排序。如果定义一个向量有k个主成分，那么这个向量的主成分就是k个最大的特征值对应的特征向量。

观测向量x的k个主成分可以表示为：y=WT
 (x-u)，其中W=(v1
 ,v2
 ,…,vn
 )。

PCA基的变换为：x=Wy+u，其中W=(v1
 ,v2
 ,…,vk
 )。

下面我们使用代码来实现图片向量的PCA转换，并计算出对应的特征向量和均值。


　　# 计算特征脸
　　def PCA(self, k =0):
　　      self.genRowMatrix()     
　　      [n,d] = shape(self.Mat)
　　      if ( pc_num <= 0) or ( k>n):      k = n
　　      self.mu = self.Mat.mean(axis =0)
　　      self.Mat -= self.mu
　　      if n>d:
　　              XTX = np.dot (self.Mat.T,self.Mat)
　　              [ self.eig_v , self.eig_vect ] = linalg.eigh (XTX)
　　      else :
　　              XTX = np.dot(self.Mat,self.Mat.T)
　　              [ self.eig_v , self.eig_vect ] = linalg.eigh (XTX)
　　      self.eig_vect = np.dot(self.Mat.T, self.eig_vect)
　　      for i in xrange(n):
　　              self.eig_vect[:,i] = self.eig_vect[:,i]/linalg.norm(self.eig_vect[:,i])
　　      idx = np.argsort(-self.eig_v)
　　      self.eig_v = self.eig_v[idx]
　　      self.eig_vect = self.eig_vect[:,idx ]           
　　      self.eig_v = self.eig_v[0:k ].copy () # 仅取k个特征
　　      self.eig_vect = self.eig_vect[:,0:k].copy ()



9.4.3　特征脸识别类

PCA人脸识别算法的实现步骤如下。

（1）首先把所有的训练图片集的每张图片都转换为行向量的形式。

（2）计算训练集的PCA子空间，并得到特征值和特征向量及均值。

（3）将训练集的图片与对应的标签都投影到这个PCA子空间，形成一个投影矩阵。

（4）导入待识别的图像，并进行向量化，也投影到这个PCA子空间。

（5）计算PCA投影后的训练集向量与待识别图片投影后向量的距离，并找出最接近的那个。

我们下面编写一个人脸识别类来处理人脸识别问题，将前面的函数都放到这个类中，并通过后面的新增函数完成此类的编写。


　　# -*- coding: utf-8 -*-
　　from numpy import *
　　import numpy as np
　　import sys,os
　　import copy
　　import cv2
　　import PIL.Image as Image
　　import matplotlib.pyplot as plt  
　　
　　class Eigenfaces(object):
　　      def __init__(self):
　　              self.eps = 1.0e-16
　　              self.X = []
　　              self.y = []
　　              self.Mat=[]
　　              self.eig_v = 0
　　              self.eig_vect = 0
　　              self.mu = 0
　　              self.projections = []
　　              self.dist_metric=0



（1）执行计算。


　　def compute(self):
　　      self.PCA()  # 生成PCA子空间
　　      for xi in self.X:
　　              # 将所有图片都投影到这个子空间中
　　              self.projections.append(self.project(xi.reshape(1,-1)))



（2）距离函数：欧式距离和夹角余弦。


　　def distEclud(self, vecA, vecB):    # 欧氏距离
　　      return linalg.norm(vecA-vecB)+self.eps 
　　
　　def cosSim(self, vecA, vecB):         # 夹角余弦  
　　      return (dot(vecA,vecB.T)/((linalg.norm(vecA)*linalg.norm(vecB))+ self.eps))[0,0]



（3）计算图片数据的投影。


　　def project(self,XI):
　　      if self.mu is None:     return np.dot(XI,self.eig_vect)
　　      return np.dot(XI-self.mu, self.eig_vect)



9.4.4　生成特征脸

我们使用的数据集是AT&T人脸数据库，该数据库共有40个不同人脸的图片集，每个人脸图片集中包含10张图片。图片已经转换为了.pgm格式。每张图片的大小均相等，为112192像素，面部还包含不同朝向、光照、饰品（佩戴眼镜）等差异。我们将每个人定为一个分类标签，依次为0~39。首先我们给出其特征脸的生成代码（因为显示问题，本文仅给出前16个人像的特征脸），这里给出的特征脸是每个分类的平均脸。


　　def subplot(self,title, images):
　　      fig = plt.figure()
　　      fig.text(.5, .95, title, horizontalalignment='center') 
　　      for i in xrange(len(images)):
　　              ax0 = fig.add_subplot(4,4,(i+1))
　　              plt.imshow(asarray(images[i]), cmap="gray")
　　              plt.xticks([]), plt. yticks([]) # 隐藏 X、Y 坐标
　　      plt.show()
　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　import sys,os
　　from pca import *
　　
　　ef = Eigenfaces() 
　　ef.dist_metric=ef.distEclud
　　ef.loadimgs("orl_faces/")
　　ef.compute()
　　E = []
　　X = mat(zeros((10,10304)))
　　for i in xrange(16):
　　      X = ef.Mat[i*10:(i+1)*10,:].copy()
　　      X = X.mean(axis =0)  # 生成平均脸
　　      imgs = X.reshape(112,92)
　　      E.append(imgs)
　　ef.subplot(title="AT&T Eigen Facedatabase", images=E)



执行结果如图9.14所示。

[image: 015-01]
图9.14　AT&T特征脸



9.4.5　执行人脸识别

最后我们通过PCA来实现人脸识别的核心算法。

（1）判别最接近的特征脸。


　　def predict(self,XI):
　　      minDist = np.finfo('float').max
　　      minClass = -1
　　      Q = self.project(XI.reshape(1,-1))  # 计算投影
　　      for i in xrange(len(self.projections)):
　　              dist = self.dist_metric(self.projections[i], Q)
　　              if dist < minDist:
　　                      minDist = dist
　　                      minClass = self.y[i]
　　      return minClass



（2）执行PCA方法实现人脸识别。


　　# -*- coding: utf-8 -*-
　　
　　from numpy import *
　　import sys,os
　　from pca import *
　　
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　
　　ef = Eigenfaces() 
　　ef.dist_metric=ef.distEclud           # 分配距离函数
　　ef.loadimgs("orl_faces/")             # 导入图片集
　　ef.compute()                          # 计算PCA投影
　　testImg = ef.X[30]                    #  创建测试集
　　print "实际值 =", ef.y[30], "->", "预测值 =",ef.predict(testImg)



输出预测结果如下。


　　实际值 = 3 -> 预测值 = 3



9.5　结语

本章从认知科学和图像识别谈起，首先揭示了大脑的具体认知的5个层次结构，然后重点讲解了对象认知结构的重要理论——模式识别的原理。

接下来引入了机器视觉的重要算法库Python-OpenCV库。首先简单介绍了机器视觉中图像的存储格式PGM文件的结构，然后列举出7种最简单的OpenCV绘图操作。通过这些操作，有助于读者接下来的人脸检测和人脸识别方面的学习。

第二节，我们简单讲解了人脸识别的历史，从2D算法到3D模型的发展，并给出了一个完整的人脸识别系统的框架。然后，我们选取了两个人脸识别的核心模块进行讲解：人脸检测和人脸识别。在人脸检测模块中，我们介绍了OpenCV的人脸检测算法的基本原理，以及Haar级联检测的算法逻辑。之后详细分析了LBP级联检测的文档结构。这有助于读者对人脸检测的两种方法都有一个全面的认识。

第三节，我们重点讲解了两种人脸检测中使用的核心算法AdaBoost算法。首先给出了算法原理和步骤，之后实现了该算法与单层决策树的集成，并给出一个案例，验证了算法的收敛性和分类效果。

第四节，我们首先简单介绍了人脸识别的发展概况，并引入了PCA算法。在进行人脸识别之前，我们简单讨论了如何建立一个人脸数据库及其多种来源，为读者自己实现案例提供了一些基础资源和实现代码。之后，我们讲解了PCA算法的基本原理和实现代码。在本节的核心部分，我们建立了一个人脸识别类，将所有用到的方法都集成在这个类中。然后，以这个类为基础，实现了按类别标签划分的特征脸的计算。最后给出了人脸识别的算法。



第10章　认知计算与深度学习


由于统计学习理论和支持向量机从理论与实践上解决了包括非线性系统在内的一系列浅层学习问题。之后机器学习的研究重点从分类与预测转向更深入的领域：认知的过程。本章除了剖析若干深度学习的算法，更为读者介绍了一个未来人工智能的重要领域：认知计算的一些基础知识，有助于读者在认知科学方面有个基本的认识，更便于深入理解相关深度学习的算法思想和体系结构。本章包括以下几部分：


	认知计算。

	多层感知器。

	卷积神经网络。

	Theano的安装与GPU计算。




10.1　认知计算

在前一章，我们已经介绍了认知科学的一些简单历史和低级形式的5个层次。本节将完整介绍认知过程的后面6个层次，并且给出有关生物体认知的基本规律和研究成果。

10.1.1　认知层次论

在第9章我们介绍了人类感知的低级形式，包括强度感知、感觉、构型、转换、事件5个基本层次。接下来我们介绍一下剩下的6个高级认知层次。

第六层：关系（Relationship）

我们从事件的感知层次和控制层次向上走，进入一个新的层次，在这里我们逐渐越出了直观的“具象物理世界”范围，开始进入“抽象的思维世界”的相关领域，这就是关系层次。常见的影响认知的关系有很多，例如空间关系：前后、左右、上下、远近、里外等；时间关系：先后、开端、中间与结束等；数量关系：大于、小于、高于、矮于等；社会关系：父母与子女、成员与组织、朋友与敌人等。

各类关系的认知最初来源于事件对我们的影响。当一个物体掉落到身边，我们很自然会衡量它的大小、距离我们的远近、外观形态等特征，以便作出判断。事件不断地、重复地发生，久而久之，我们的大脑就形成了一种特殊的机制用来衡量外界对象之间的关系，以及外界对象与我们自身的关系。一般而言，对空间关系和时间关系的感知还停留在低层的认知阶段，即“具象物理世界”的范畴。而其他各类关系都构建在这两种关系之上，并逐步进入到“抽象的思维世界”领域。例如，在衡量一个人的外貌时，美与丑是一种对立的关系。我们很容易从两个女孩子中选出我们认为更漂亮的那一个。究其原因，我们可能会说是通过比较两人脸部五官布局和脸庞轮廓的特征而作出的判断。实际上，我们很难说清楚什么是美、什么是丑。比如，如果让那个丑一点的经过化妆、灯光、装饰等一系列的修饰，让我们再做判断，可能得到的结果会正好相反。由此可见，美与丑这两种对立的关系在我们的头脑中是一个抽象的概念。

此时我们的思维从具象逐渐发展为抽象，认知的阶段从低级走向了高级，认知的方式从浅层走向了深入。下一节我们探讨的重点就是人类的认知如何从具象走入抽象的过程。

第七层：范畴（Category）

从关系中我们发现了认知的抽象阶段。但仅有关系是远远不够的，人类的认知系统需要一整套的思维机制来定义外部世界的抽象形式，于是范畴就产生了。范畴是对对象和事件集合的抽象，也称为类、类型、种类、范围、命名等。对范畴的感知明显来源于在空间和时间上具有相似特征的对象集合。大脑中的这个范畴系统用一个命名或指称的功能来概括和固化对象集合的共同特征或典型特征。人类就是通过对象间的共有特征进行归类，通过对象间的典型特征加以区分。它在实践上的优点是仅通过指代类别，而不需指定对象个体就可以作出判断，产生行为，并达成目标。这个分类系统需要人类必须对事物命名。很自然，文字就产生了。下面我们来看一看象形文字最初的形式，如图10.1所示。
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图10.1　纳西文与古汉字



纳西文是中国纳西族还在使用的一种古老的象形文字，也是世界上最后的象形文字。与古汉字相比，两类象形文字具有极大的相似性。由此可见，在文明初创时期，无论是生活在华夏大地的汉民族还是其他的民族，都是通过对客观事物的抽象来记录和命名客观事物的。“鱼”这个字不仅指某一种鱼或某一条鱼，更是使用者对鱼类的总称。通过这样的符号，史前人类记录生活事件、交流情感和生活体验，形成了最朴素的思想。

范畴的另一个重要作用是，它取代对象成为关系的主体，它同时命名和组合了关系。例如通过集合中的蕴含、交、并、等价等关系，形成了推理逻辑。在比范畴这个层次更低的认知层次，所有的认知是连续可变的，但到了范畴的层次．就有界限分明的性质，即“或者是，或者不是”的性质。在模式层次中，“桌子”是不同视角和不同颜色、材质的模式集合体，但在范畴层次中，这些特征都被抽象出来了。通过典型特征——外形，我们就可以毫不含糊地作出判断，它是“桌子”，而不是“椅子”，绝不会混淆。

第八层：序列（Sequence）

序列是对转换的抽象，是某种低层感知或认知（如构型、事件、范畴等）的时间序。序列的作用在于刻画和控制事件。序列将事件理解为一系列的转换（状态）在时间上的有序集合。读一个句子，编织一件毛衣，打一个电话，动作、范畴、符号次序都不能颠倒。生物的大脑使用感受器认知这个序列，使用基准信号编排这个序列，使用效应器执行这个序列，并通过比较器来纠正或补偿错误的序列，才使我们能够生活在井井有条的世界里。青蛙捕食就是一个事件序列，当某个对象飞入青蛙的视野时，青蛙的视觉器官感知到对象的运动，并对对象的大小（空间）和运动速度（时间）作出判断。如果飞入的是只小鸟，那么空间感知的控制系统判断对象不可捕捉；如果对象飞行速度与子弹差不多，时间感知的控制系统判断对象同样不可捕捉。只有在时空感知的判断都符合捕捉的要求时，青蛙才会跳起、捕食。

第九层：程序（Program）

认知系统中的程序是一个决策过程，程序的一个典型结构是存在着决策点（Decision Points）或选择点（Choice Points）。在决策点或选择点上将实现单一功能的序列结构连接起来，实现更加复杂的目标。简单的认知程序可以理解为树（Tree）的形式，但大多数程序是网（Network）的形式。

范畴的确定性与网络结构的连通性使认知在程序阶段创造了另一种新的机制，这就是常说的迭代。感知所抽象出的范畴和关系在网络中连续不断的迭代，可以激活不同的决策点或选择点，或者找到一条最短的路径，或者发现某种存在的模式，或者执行某种序列，甚至这个迭代过程能够调整网络本身的结构，形成新的模式。因为有了迭代，思维在时间上就有了过程，这一过程的直接产物就是抽象思维的诞生，即人类开始变得有思想了。

第十层：原理（Principle）

程序的本质是主体对外在对象的判断和推理，它是一种目的导向型行为，具有短期性和单一性，即达到目的就停止。而原理或者规律则是与客观对象紧密相关的。主体通过重复地、历时地对同一类的某些对象实施某种程序（行为），而观察和归纳出对象（或自身）的周期性的、确定性的、普遍性的规律和规则。它可以应用到同一类的其他对象中。在实践中，原理和规律具有指导性，是程序成功的一种重要保障。因为具有周期性、确定性和普遍性，原理和规律就是我们常说的真理。

对于程序的目的而言，原理是一个最基本的战略与策略。游击战有多种打法，不同的游击战有不同的程序，但这些程序都受一个原理支配——在运动中歼灭敌人。在科学中，牛顿定律、能量守恒、边际效用、生态保护等，对于相关程序的制定、评价、更换、实施都是一些原理，一旦它们为行动者所掌握，就成为行动者头脑中的原理层次。在道德上，我们有一系列原则，如功利原则、仁爱原则、正义原则、环保原则，以及较为具体的如诚实原则、不伤害原则、合作原则等，都对程序层次起到高层的控制作用。所有这些实践的、科学的和道德的原则，都具有一般性和抽象性，但它对低层次的认知与行动起着控制作用则是不容置疑的。

第十一层：系统（System Concept）

将各种来自经验的原理和规律组合起来，便形成认知的至高无上的新阶段，这就是认知的最后一个层级——系统观念，也被称为意识形态。在这里，系统观念（意识形态）由一系列经验事实、抽象原则或道德准则所构成，组成一套完整的观念体系，支配着个体行为和组织行为，因而称之为系统观念。

社会系统如宗教、文化，对人们的生活常常具有至关重要和至高无上的影响。在这个体系中，个体的意见和利益如果不与系统相统一或相一致，都是脆弱的，与其真理性和普遍性无关。社会的观念体系也形成了个人心理体系中的最高层次，它不仅存在于社会生活中，更根植于个人的头脑中，成为决定个人人性价值和理想的最高灵魂。基督教徒和伊斯兰教徒的意识形态是不同的，客观地讲这种差异本身没有谁对谁错，但恐怖主义被蒙上宗教冲突的外衣，一切看起来就变得合理合法了。当系统的原则和理想得不到实现，甚至被践踏和污蔑时，系统的行为就会变得极端化。极端伊斯兰宗教分子并不认为恐怖暴力行为是反人类的，相反是积极、高效地实现最高理想的手段。我们应该承认这种主观的差异性，片面地否定都是对其他种族的历史和文化的不尊重，必然遭到反抗，无论这种反抗是积极的还是消极的。

10.1.2　从具体到抽象

上一节，我们简单谈了认识的6个高级层次。这6个层次所表现出来的复杂行为都来源于神经系统两种重要的特征：抽象和迭代。认知系统的层次是通过对底层的抽象实现的，而层次内的功能是由迭代来完成的。但这种认识仅仅停留在经验领域，我们仍需要生物学和其他科学方面的证实。

1958年，David Hubel和Torsten Wiesel在研究瞳孔区域与大脑皮层神经元的对应关系时发现，生物体的大脑存在一个深度结构。他们在实验猫的后脑头骨上开了一个3mm的小洞，向洞里插入电极，测量神经元的活跃程度。然后，在实验猫的眼前，展现各种形状、各种亮度的物体。并且，在展现每一件物体时，还改变物体放置的位置和角度。这样实验猫的瞳孔会感受到不同类型、不同强弱的刺激。这个实验的目的是为了证明一个假设：位于后脑皮层的不同视觉神经元，与瞳孔所受刺激之间存在某种对应关系。一旦瞳孔受到某一种刺激，后脑皮层的某一部分神经元就会活跃。经过反复的实验，David Hubel和TorstenWiesel终于发现视觉系统的信息处理基本原理：可视皮层是分级的。David Hubel和TorstenWiesel获得了1981年的诺贝尔奖。这一实验及后续的多年研究证明，神经—中枢—大脑的工作过程是一个不断迭代、不断抽象的过程。

图10.2展示了大脑的视觉机理。总的来说，人的视觉系统的信息处理是分级的。像素信号通过视网膜传输到大脑枕叶区，从低级的V1区提取边缘特征，再到V2区的形状或者目标的部分等，再到更高层，即整个目标、目标的行为等。也就是说，高层的特征是低层特征的组合，从低层到高层的特征表示越来越抽象；而抽象层面越高，存在的可能猜测就越少，就越有利于解释。当信号被高度抽象后，在额叶层形成分类判断，最后付诸行为。
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图10.2　大脑的视觉机理



回到算法的领域，我们希望找到一种实现高级认知机理的算法体系。Hinton这个名字我们并不陌生，在20世纪80年代，他发明了BP神经网络算法。从那时起，Hinton就确立了他的研究方向：尝试模仿大脑的运作，并且从来没有改变过。虽然对认知机理的研究一直是人们关注的问题，也是神经网络的初衷，但它的设计与实现却极为艰难。无数次的失败使学术界即便在2004年对多层神经网络仍旧兴趣不大，此时距离他的BP网络已经过去了20年。20年来，在业绩上没有大的作为对于任何一个人而言都是不小的压力，Hinton为此也辗转了不少研究院所。我们能够找到的资料中多数说Hinton如何成功，如何是一个科学界的泰斗。但不难看出，这20年来，他的日子并不那么一帆风顺，那时这个泰斗在人们眼中多少有点过气的样子。

幸运的是，2006年，在机器学习领域，Hinton再次取得了突破性的进展，他和他的学生在《科学》杂志上发表了一篇文章，阐述了深度学习的基本方法：使用多层堆叠方式构建一个多层神经网络，也就是说神经网络的上一层的输出作为下一层的输入，通过这种方式来实现对输入信息进行分级表达。这篇文章有两个主要观点：（1）多层的神经网络具有优异的特征学习能力，学习得到的特征对数据有更本质的刻画，从而有利于可视化或分类；（2）深度神经网络在训练上的难度，可以通过“逐层初始化”（layer-wise pre-training）来有效克服。这篇文章开启了深度学习在学术界和工业界的浪潮。

深度学习的动机在于建立、模拟人脑进行分析学习的神经网络，它模仿人脑的机制直接对图像、声音和文本数据进行解释。而它的成功，标志着人工智能研究的一个划时代的革命，它直接催生了近期机器人产业的高速发展。深度学习不是一个算法，而是通过多层神经网络构建出的一套算法框架。目前，深度学习算法已经发展为有着十几种不同算法的一套快速发展的人工认知算法体系。具体的算法如下：


	多层感知器。

	卷积神经网络（LeNet）。

	递归神经网络（RNN）。

	LSTM网络。

	稀疏编码器。

	堆叠的自动编码器。

	深度置信网络。

	混合蒙特卡罗抽样。

	压缩自动编码器。

	RNN-RBM网络。



虽然近些年深度学习硕果累累，但是发展速度并没有降低的趋势。目前人们已经能够解决大多数图像识别和声音识别的问题，以及部分自然语言处理的问题。本章旨在为读者提供深度学习最基本的入门讲解，为读者深入研究开辟一个窗口。

10.1.3　Theano库与基本操作

Theano是著名的Python-GPU运算库，是deeplearning.net的一个子项目，因支持GPU运算，在不需要增加新设备投入的情况下，大大提高了Deep Learning的运算效率而闻名业界。自2007年以来，Theano已被广泛应用于科学运算，当前项目官网位于http://deeplearning.net/software/theano/。

Theano的前端（Front End）使用Python语言编写，后端（Back End）使用C语言调用了Cuda API。这使Theano可以调用本地显卡的GPU，完成大规模的并行运算。Theano是在Linux平台上开发的，在Linux系统中安装Theano比较简单，官网上的教程已经写得比较具体了，我们就不专门讲解了。如果需要主流操作系统支持，则需要一些特殊的安装方法。在Windows平台上的安装步骤建议看一下10.4节中的内容。除去支持Cuda（英伟达显卡），Theano还通过libgpuarray库支持AMD系列显卡，但目前支持得还不够完善，新的功能正在研发中。

因为支持GPU运算，Theano的优势变得非常明显，它用于定义、优化和高效地解决多维数组数据对应数学表达式的模拟估计问题，具有以下特性。


	与NumPy紧耦合：在Theano的编译函数中使用numpy.ndarray，并可与ndarray共享内存。

	透明地使用GPU：使得执行数据密集型的计算速度高达CPU的140倍（仅单核CPU的浮点数操作）。而与多核CPU的实际运行速度相比较，最少20倍是有的。

	高效的符号分解：Theano的应用程序大体上可以分为两部分，即定义符号表达式和运算符号表达式的程序。其间Theano提供了高效的符号运算表达式分解功能。

	速度和稳定性优化：即使x非常小也能正确得到log(1+x)的结果。

	动态生成C语言代码：计算表达式更快速。

	广泛的单元测试和自我验证：能检测和诊断许多类型的错误。



Theano已经发展成使用Deep Learning模型的综合性代码库，并做了很多优化，使得构建深度学习模型更加容易。Theano实现的Deep Learning模型包括：多层感知器、卷积神经网络（LeNet）、深度置信网络、混合蒙特卡罗抽样、递归神经网络（RNN）、情感分析的LSTM网络、压缩自动编码器、RNN-RBM网络等。

本章主要涉及3个典型的深度学习算法：多层感知器、卷积神经网络和LSTM网络。在进入深度学习算法之前，为了便于理解，我们先看一下Theano程序基本语句的含义。使用Theano编写代码到执行过程可以粗略地分为两大部分：第一部分定义符号公式代码；第二部分根据不同的体系结构进行编译（尤其是CPU和GPU），并执行算法。我们仅对Theano的部分示例代码给出说明，更深入的讲解参见Theano DeepLearning教程，网址为http://deeplearning.net/software/theano/tutorial/。下面我们给出Theano的一些例子程序来具体说明。

（1）导入必要的Theano包。


　　# -*- coding: utf-8 -*-
　　
　　import theano
　　import theano.tensor as T
　　import numpy as np



（2）定义矩阵与矩阵运算。


　　X = T.matrix("X")                   # 定义矩阵符号变量
　　# Theano循环语句
　　results, updates = theano.scan(lambda x_i: T.sqrt((x_i ** 2).sum()), sequences=[X])  
　　compute_norm_lines = theano.function(inputs=[X], outputs=[results])# 定义符号函数
　　
　　x = np.diag(np.arange(1, 6, dtype=theano.config.floatX), 1)  # np.diag：对角阵
　　
　　# 执行定义的符号语句并输出
　　print compute_norm_lines(x)[0]  
　　
　　# 非Theano计算结果
　　print np.sqrt((x ** 2).sum(1)



执行结果如下。


　　[ 1.  2.  3.  4.  5.  0.]   # 使用Theano输出
　　[ 1.  2.  3.  4.  5.  0.]     #  NumPy输出



从代码上可以明显看出，Theano编程有其独特的风格。首先定义一个符号变量X，然后定义一个符号循环语句theano.scan，循环体是一个lambda表达式，完成X中每个元素的平方求和，再开方。theano.function是一个符号函数，该函数的输入参数（input）是X，输出函数指针是theano.scan的执行结果，函数名为compute_norm_lines。接下来定义一个对角矩阵并赋值给符号函数compute_norm_lines。print语句输出执行结果。

同时，代码最后一行还给出了非Theano的计算方式，读者可以比较两种方式的不同。

（3）定义张量与张量运算。


　　# 行数为row；列数为column 
　　row = 3; column = 3
　　#-----------------定义符号函数代码-----------------#
　　# 1. 初始化一个Theano张量
　　A = theano.shared(
　　      # numpy.ones((row, column)矩阵的值；dtype=浮点数类型：float32
　　      value=np.ones((row, column), dtype=theano.config.floatX),  
　　      name='A',                               # 变量名
　　      borrow=True                             # 与NumPy共享array的内存空间
　　)
　　
　　# 使用NumPy array初始化
　　Xlist = [[1.0,2.0,3.0],[4.0,5.0,6.0],[7.0,8.0,9.0]]
　　B = theano.shared( value=np.array(Xlist,dtype=theano.config.floatX), name = 'B' ,  borrow = True )
　　x = T.dmatrix('x')
　　y = T.dmatrix('y')
　　out = T.mean(x+y)                     # 计算均值
　　myfunc1 = theano.function(  
　　      inputs=[],                              # 指定函数参数
　　      outputs=out,                            # 输出函数指针
　　      givens=[(x,A),(y,B)]            # 映射张量
　　)
　　# 遍历List
　　C = theano.shared(np.asarray([1.0,2.0,3.0,4.0,5.0],dtype=theano.config.floatX))
　　idx = T.lscalar('idx')                # 定义索引
　　z = T.vector('z')
　　f1=T.sum(z)                                   # 求和
　　myfunc2 = theano.function(
　　[idx],                                                # 遍历索引
　　outputs=f1,                                   # 输出函数指针
　　givens={z:C[0:idx]})                          # givens遍历
　　
　　#-----------------输出函数运行结果-----------------#
　　print A.get_value()                           # 获取A的值
　　print np.shape(B.get_value())         # 获取 B的维度
　　print myfunc1()                       # 执行myfunc1
　　print myfunc2(4)                      # 遍历前4个



执行结果如下。


　　[[ 1.  1.  1.]
　　 [ 1.  1.  1.]
　　 [ 1.  1.  1.]]
　　(3L, 3L)
　　6.0
　　10.0



如果希望降低GPU的运算开销，应把变量声明为theano.shared()（Shared Variable，共享变量）方式。因为当一个大容量的数据复制到GPU内存时，如果不使用共享变量，数据就需要从CPU的内存复制到GPU的内存，在运行中由于大量的复制开销，GPU的执行速度不会比CPU更快（甚至更慢）。而如果把数据放在Theano的共享变量中，当共享变量在构建时，初始化调用仅会一次性地将全部数据集复制到GPU的内存中。在后续过程中，GPU可以通过从本地的共享变量访问任何一个数据片段，不需要再从CPU获取数据，这样就绕过了复制的计算开销。上例中详细地列明了两种共享变量的定义、赋值、运算和遍历的过程。读者可通过上例和Theano官网的学习手册细心体会共享变量的使用。

（4）常用的Deep Learning函数。


　　# 定义向量
　　XWB = [[3,1],[-1,-2],[-1,5]]
　　X = np.array(XWB[0],dtype=theano.config.floatX)
　　W = np.array(XWB[1],dtype=theano.config.floatX)
　　B = np.array(XWB[2],dtype=theano.config.floatX)
　　
　　logX = T.log(X)               # 计算对数 
　　print logX.eval()
　　meanW= T.mean(W)                      # 计算均值
　　print meanW.eval()
　　neqW= T.neq(W, B)             # 返回X每个元素 != B每个元素的逻辑结果
　　print neqW.eval() 
　　
　　x = T.dscalar('x')
　　y = x**2+10
　　grady = T.grad(y,x)           # 计算梯度
　　f = function([x], grady)
　　print f(100)
　　# 计算softmax函数
　　Y_pred = T.nnet.softmax(T.dot(X, W)+B)
　　print Y_pred.eval()



执行结果如下。


　　[ 1.09861229  0.        ]
　　-1.5
　　[0 1]
　　200.0
　　[[ 0.00247262  0.99752738]]



10.2　多层感知器

本节和下一节的所有代码均来自http://www.deeplearning.net/tutorial/中关于有监督深度学习的相关教程，读者可以从教程中下载相关的代码和数据集。

10.2.1　MNIST数据集

MLP网络使用的数据集为MNIST数据集，它包含手写数字图像，其中的60 000个样本用于训练集，10 000个样本用于测试集。读者可从http://deeplearning.net/data/mnist/mnist.pkl.gz下载。

下面给出一些MNIST中的数字，如图10.3所示。

[image: 016-01]
图10.3　MNIST数据集的数字样本



在许多论文及本教程中，60 000个训练集再被分为50 000例训练集和10 000例验证集（选择超参数的学习速率和大小的模型）。所有的数字图像被规一化和居中化在28228像素的固定大小的图像中。在原始图像中，每个像素由一个0～255之间的值表示（8级灰度），其中0是纯黑，255是纯白，位于其间的数字代表深浅不同的灰度。

为了使用方便，我们使用Python的pickle指令将其序列化。序列化的文件代表了3个列表的一个元组（Tuple）：训练集、验证集和测试集。3个列表中的每一个都是由一个图像列表和一个类别标签列表形成对（Pair）。图像表示为784（28228）的一维向量（NumPy的一维数组），向量每个分量的取值为0~1的浮点数（0代表黑色，1代表白色）。类别标签0和9表示图像所表示的数字。下面的代码显示了如何加载MNIST数据集。


　　…
　　# 在load_data函数中，加载数据集的代码片段
　　    f = gzip.open(dataset, 'rb')
　　    train_set, valid_set, test_set = cPickle.load(f)
　　f.close()
　　…



在使用数据集时，通常把它分为固定大小的批次，被称为minibatch，批次的大小为batche size。在sgd_optimization_mnist函数中，默认给出了batche size的大小为600。


　　# batch_size=600 批大小
　　def sgd_optimization_mnist(learning_rate=0.13, n_epochs=1000, dataset='mnist. pkl.gz',batch_size=600):
　　…



再回到load_data函数中，该函数内定义了一个名为shared_dataset的函数闭包，将整个数据集存储为shared variable（共享变量），这有利于GPU按batch size访问。前文讲过共享变量可以通过访问数据片段（batch size），从而加快GPU的运行速度。由于数据和标签通常具有不同性质（标签通常是整数而数据是实数），建议对网络标签和数据使用不同类型的变量。下面的代码用于将数据设置为共享变量。


　　….
　　# 在该函数中，将数据设置为共享变量的代码片段：训练集，验证集，测试集格式：tuple(input, target)
　　    def shared_dataset(data_xy, borrow=True):
　　        data_x, data_y = data_xy
　　        shared_x = theano.shared(numpy.asarray(data_x, dtype=theano.config. floatX), borrow=borrow)
　　        shared_y = theano.shared(numpy.asarray(data_y, dtype=theano.config. floatX), borrow=borrow)
　　        # 当存储数据到GPU时，数据必须为float格式，因此我们将标签存储为“floatX”
　　        # 但在计算期间，我们需要将其作为int（因为是索引，如果它们是浮点数
　　        # 它是无意义的），返回之后，我们将其转换为int。这是回避该问题的一个技巧
　　        return shared_x, T.cast(shared_y, 'int32')
　　    test_set_x, test_set_y = shared_dataset(test_set)
　　    valid_set_x, valid_set_y = shared_dataset(valid_set)
　　    train_set_x, train_set_y = shared_dataset(train_set)
　　    rval = [(train_set_x, train_set_y), (valid_set_x, valid_set_y),
　　            (test_set_x, test_set_y)]
　　    return rval



数据集被分割为3个变量（训练集、测试集、验证集），batch size被定义为包含600幅图片的一个片段，这样通过索引和批量大小就可以访问每个数据集。一般来讲，在代码执行的整个过程中，batch size的大小都是固定的。函数只需要根据索引就可以定位到数据点。下面的代码片段展示了如何通过索引和批量大小访问数据。


　　   …
　　    test_model = theano.function(  # 定义测试模型：函数指针
　　        inputs=[index], outputs=classifier.errors(y),
　　        givens={
　　            x: test_set_x[index * batch_size: (index+1) * batch_size],
　　            y: test_set_y[index * batch_size: (index+1) * batch_size]
　　        }
　　)
　　…



givens中的代码含义是：通过索引（index）和批量大小（batch_size）的乘积按batch_size遍历数据，其中batch_size为600。类似的代码也可应用到训练集和验证集中。

10.2.2　Softmax回归类

第5章介绍过Logistic回归算法的内容和实现，为了加深理解，我们这里再简要介绍一下这个线性分类器，以及在Deep Learning中处理多分类的改进。在深度学习中，它由一个权重矩阵W及偏置向量b构成。通过映射输入向量到一组超平面来完成分类，每个向量对应于一个类别。从输入到超平面的距离反映了输入属于某个类的概率。在数学上，输入向量x的概率是第i类的一个成员，随机变量Y的值可以写为：
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softmax函数与Logistic函数基本相同，所不同的是softmax函数主要用于处理多类的情况，因此它的分母是一个求和公式。

模型的预测值ypred
 所代表的是概率最大的类，具体如下：

ypred
 =argmaxi
 P(Y=i|x,W,b)

对于上述公式的实现，卷积网络算法专门提供了一个LogisticRegression类。下面为实现上述公式的代码片段。


　　class LogisticRegression(object):
　　    def __init__(self, input, n_in, n_out):
　　        # 初始化权重W为全0矩阵 shape(n_in, n_out)；W是一个矩阵，第k列表示为第k类的分隔超平面
　　        self.W = theano.shared(
　　            value=numpy.zeros((n_in, n_out), dtype=theano.config.floatX ),
　　            name='W',
　　            borrow=True
　　        )
　　        # 初始化偏移量b为全0向量，n_out 0；b是一个向量，其中元素k表示为超平面k的自由参数
　　        self.b = theano.shared(
　　            value=numpy.zeros((n_out,), dtype=theano.config.floatX ),
　　            name='b',
　　            borrow=True
　　        )
　　
　　        # 计算类成员概率的符号表达式矩阵，其中：
　　        # x:input是一个矩阵，row-j 表示为第j个输入训练样本
　　        # input是(n_example,n_in)，W是（n_in,n_out），点乘得到(n_example,n_out)，  
　　        # 加上偏置b，再作为T.nnet.softmax的输入，得到p_y_given_x  
　　        # 故p_y_given_x每一行代表每一个样本被估计为各类别的概率      
　　        self.p_y_given_x = T.nnet.softmax(T.dot(input, self.W)+self.b)
　　
　　        # 通过符号变量来计算预测概率最大的类
　　        self.y_pred = T.argmax(self.p_y_given_x, axis=1)
　　
　　        # 构成模型参数
　　        self.params = [self.W, self.b]
　　…



由于模型的参数在整个训练过程中必须保持持久状态，算法将W、b定义为共享变量，也是Theano的符号变量，初始化值均为全零矩阵和向量。然后，点乘运算符和softmax函数用于计算向量P(Y|x,W,b)，其运算结果p_y_given_x是向量型的符号变量。为了得到实际的模型预测，使用T.argmax运算符，返回了p_y_given_x最大的（即类最大概率）类索引。当然，现阶段的符号模型中所有的参数仍处于初始状态。因此，下面将介绍如何学习最佳参数。

学习最优模型参数包括最小化损失函数。在多类别的逻辑回归的情况下，使用的负对数似然作为损失是非常普遍的，这等同于最大化数据集合D的概率。这里我们使用L表示似然函数，用l表示损失函数，下面我们给出似然函数和损失函数的公式：
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下面我们给出误差函数的Theano的代码。


　　def negative_log_likelihood(self, y):
　　    # 代价函数NLL  
　　    # 因为我们是MSGD，每次训练一个Batch，一个Batch有n_example个样本，则y大小
　　    # 是(n_example,)
　　    # y.shape[0]得出行数即样本数，将T.log(self.p_y_given_x)简记为LP
　　    # 则LP[T.arange(y.shape[0]),y]得到[LP[0,y[0]], LP[1,y[1]], LP[2,y[2]],..., LP[n-1,y[n-1]]]  
　　    # 最后求均值mean，也就是说，minibatch的SGD，是计算出Batch里所有样本的NLL 
　　    # 的平均值，作为它的cost  
　　    return -T.mean(T.log(self.p_y_given_x)[T.arange(y.shape[0]), y])



Logistic类还有一个误差函数，该函数计算了当前训练结果与期望结果的误差率。


　　def errors(self, y): # Batch的误差率  
　　    # 检测y与y_pred是否有相同的维度
　　    if y.ndim != self.y_pred.ndim:
　　        raise TypeError(
　　            'y should have the same shape as self.y_pred',('y', y.type, 'y_pred', self.y_pred.type)
　　        )
　　    # 检测y是否是正确的数据类型
　　    if y.dtype.startswith('int'): 
　　        # 再检查是不是int类型，是的话计算T.neq(self.y_pred, y)的均值，作为误差率  
　　        # 举个例子，假如self.y_pred=[3,2,3,2,3,2]，而实际上y=[3,4,3,4,3,4]  
　　        # 则T.neq(self.y_pred, y)=[0,1,0,1,0,1]，1表示不等，0表示相等  
　　        # 故T.mean(T.neq(self.y_pred, y))=T.mean([0,1,0,1,0,1])=0.5，即错误率为50%    
　　        return T.mean(T.neq(self.y_pred, y)) 
　　    else:
　　        raise NotImplementedError()



此外，我们添加了一个成员函数用于保存训练后分类器输出的结果向量。


　　def save_net(self, path):  
　　    import cPickle  
　　    write_file = open(path, 'wb')   
　　    cPickle.dump(self.W.get_value(borrow=True), write_file, -1)  
　　    cPickle.dump(self.b.get_value(borrow=True), write_file, -1)  
　　    write_file.close()



10.2.3　正则化方法

正则化在神经网络的各类算法中经常使用。在训练模型时，为了避免过拟合的问题，我们除了考虑使用测试集来验证，还需要使用一个其他的方法来防止训练数据的过拟合。MSGD算法如不考虑这一点，同样也有可能导致过拟合。神经网络中有多种防止过拟合的方法，有监督的深度学习选择了正则化方法。这里使用的正则化技术包括两类：提前终止（Early Stop）正则化和L1/L2正则化。

1. 提前终止（Early Stop）正则化

提前终止正则化的创新在于，除了在测试集上保证精度，还提供了一个新的数据集——验证集，通过监测验证集上的指标来防止过拟合。验证集是一些原始的样本集合，但它不属于测试集。验证集样本被认为是某种未来测试集样本。因为它们不属于测试集，可以利用它们来反映训练的过拟合状况。如果模型的性能在验证集上不再提高，甚至会下降，那么算法将放弃对模型的进一步优化。

停止时间的选择可以由主观判断，也可以通过计算一个阈值来确定。Theano使用的是基于patience的级数增长策略，即如果在patience之前算法就已经训练完成，那么我们就回到训练集的开始再重新训练。下面给出样例代码。


　　patience = 5000                             # 提前终止参数
　　patience_increase = 2                 # 步长，等待时间
　　…
　　# 验证频率：取n_train_batches和patience/2较小的一个，在每个epoch上都要运行
　　validation_frequency = min(n_train_batches, patience/2) 
　　…
　　done_looping = False
　　epoch = 0
　　while (epoch < n_epochs) and (not done_looping):
　　    epoch = epoch+1
　　    for minibatch_index in xrange(n_train_batches):
　　        …
　　        if (iter+1) % validation_frequency == 0:
　　            this_validation_loss = ... # compute zero-one loss on validation set
　　            if this_validation_loss < best_validation_loss:
　　               if this_validation_loss < best_validation_loss * improvement_threshold:
　　                   # 在每个批次上最少运行两次
　　                   patience = max(patience, iter * patience_increase) 
　　               best_params = copy.deepcopy(params)
　　               best_validation_loss = this_validation_loss
　　
　　        if patience <= iter:       # 停止条件
　　            done_looping = True
　　            break
　　…



2. L1/L2正则化

L1/L2正规化用于后面的MLP（感知器网络）的权重泛化问题。L1/L2通过添加一个额外项到损失函数来惩罚某些配置参数。从形式上看，如果我们的损失函数为：

[image: equa]


那么正则化的损失为：

E(θ,D)=NLL(θ,D)+λR(θ)

或者在我们的例子中：

[image: equa]


其中，

[image: equa]


这里Lp是θ的范数。λ是一个超参数，它控制了正则化参数的重要性。由于p最常用的值是1和2，因此命名为L1/L2。如果p=2，则正则化也被称为“权重衰减”法。

原则上，加入一个正则项到损失函数将促使神经网络中的网络映射变得平滑（通过惩罚参数，极大地降低网络模型的非线性）。更直观地说，这两项（NLL和R(θ)）对应于数据集的模型（NLL），并具有“简单”或“平滑”的解（R(θ)）。因此，最大限度地减少两者的总和，在理论上，对应于解在数据拟合与“一般性”（泛化）之间找到一个适当的折中。按照奥卡姆剃刀原则，这个最小化应该是我们找到的最简单的解（通过最简单的衡量标准）。

需要注意的是，即使这个解是“简单”的，也并不意味着它的泛化能力也很好。根据经验人们发现，在神经网络中进行这样的正则化仅仅对解的泛化有一定的帮助，特别是对小规模数据集。下面的代码片段演示了L1/L2的正则方法。


　　…
　　# L1/L2正则化项：模型权重的泛化方法  
　　        self.L1 = (
　　            abs(self.hiddenLayer.W).sum()+abs(self.logRegressionLayer.W).sum()
　　        )
　　        # 规则化项 L2位于0～1之间的平方将会变小
　　        self.L2_sqr = (
　　            (self.hiddenLayer.W**2).sum()+(self.logRegressionLayer.W**2).sum()
　　        )
　　…
　　cost = (
　　        classifier.negative_log_likelihood(y)+ L1_reg * classifier.L1+L2_reg * classifier.L2_sqr
　　)  
　　…



10.2.4　执行SoftMax学习

Theano的MLP网络使用的是迷你批次（miniBatch）随机梯度法（MSGD）。梯度下降是目前处理线性分类问题的最简单方法，第5章就给出了随机梯度下降法的实现。这里给出的是Theano的实现，首先我们看一下函数的声明和参数。


　　# 主执行函数
　　# learning_rate=0.13：梯度下降法的权重更新率
　　# n_epochs=1000：最大迭代次数
　　# dataset='mnist.pkl.gz'：数据集
　　# batch_size=600：批大小
　　def sgd_optimization_mnist(learning_rate=0.13, n_epochs=1000, dataset= 'mnist.pkl.gz',batch_size=600):



主函数体在流程上分为定义模型和训练数据两大部分。

（1）定义模型。


　　    datasets = load_data(dataset)
　　
　　    train_set_x, train_set_y = datasets[0]
　　    valid_set_x, valid_set_y = datasets[1]
　　    test_set_x, test_set_y = datasets[2]
　　
　　    # 计算有多少个miniBatch，因为我们的优化算法是MSGD，是一个Batch一个Batch来计算cost的
　　    n_train_batches = train_set_x.get_value(borrow=True).shape[0] / batch_size
　　    n_valid_batches = valid_set_x.get_value(borrow=True).shape[0] / batch_size
　　    n_test_batches = test_set_x.get_value(borrow=True).shape[0] / batch_size
　　
　　    print '... building the model'    
　　    # 设置变量，index表示minibatch的下标，x表示训练样本，y是对应的label  
　　    index = T.lscalar()       # 索引变量    
　　    x = T.matrix('x')         # 数据，呈现为光栅图像
　　    y = T.ivector('y')        # 标签，呈现为[INT]标签的一维向量
　　    # 实例化Logisitic分类器，每个MNIST 图的尺寸为28228像素，x用作input初始化 
　　    classifier = LogisticRegression(input=x, n_in=28*28, n_out=10)
　　    # 定义代价函数，用y来初始化，而其实还有一个隐含的参数Input
　　cost = classifier.negative_log_likelihood(y) # 负对数似然的代价
　　    # 定义测试模型的函数指针
　　    test_model = theano.function(
　　        inputs=[index], outputs=classifier.errors(y),
　　        givens={
　　            x: test_set_x[index * batch_size: (index+1) * batch_size],
　　            y: test_set_y[index * batch_size: (index+1) * batch_size]
　　        }
　　    )
　　    # 定义验证模型的函数指针
　　    validate_model = theano.function(
　　        inputs=[index], outputs=classifier.errors(y),
　　        givens={
　　            x: valid_set_x[index * batch_size: (index+1) * batch_size],
　　            y: valid_set_y[index * batch_size: (index+1) * batch_size]
　　        }
　　    )
　　    # 定义梯度计算theta 值
　　    g_W = T.grad(cost=cost, wrt=classifier.W)
　　    g_b = T.grad(cost=cost, wrt=classifier.b)
　　    # 定义梯度下降法的权重更新：learning_rate
　　    updates = [(classifier.W, classifier.W - learning_rate * g_W),(classifier.b, classifier.b - learning_rate * g_b)]
　　    # 定义训练模型的函数指针
　　    train_model = theano.function(
　　        inputs=[index], outputs=cost, updates=updates,
　　        givens={
　　            x: train_set_x[index * batch_size: (index+1) * batch_size],
　　            y: train_set_y[index * batch_size: (index+1) * batch_size]
　　        }
　　)
　　…



该函数首先导入了数据包，并将数据包分为3个子包：训练集、验证集和测试集。然后实例化Logistic分类器，并定义了代价函数。之后根据3个数据集，定义了3个模型函数指针。测试集和验证集比较简单，可用于计算分类的误差。训练集还定义了梯度计算函数指针和权重更新函数指针，用于随机梯度分类。

（2）训练数据。


　　…
　　    patience = 5000                                   # 最大迭代次数
　　    patience_increase = 2                     # 步长
　　    # 提高的阈值，在验证误差减小到之前的0.995倍时，会更新best_validation_loss     
　　    improvement_threshold = 0.995             # 相当大的改善被认为是显著
　　    # 这样设置validation_frequency可以保证每一次epoch都会在验证集上测试  
　　    validation_frequency = min(n_train_batches, patience / 2)
　　    best_validation_loss = numpy.inf # 最好的验证集上的loss，越小即越好。初始化为无穷大  
　　    test_score = 0.
　　    start_time = time.clock()                         # 开始时间
　　    done_looping = False
　　    epoch = 0
　　    # 下面就是训练过程了，while循环控制的步数epoch，一个epoch会遍历所有的Batch， 
　　    # 即所有的图片当达到最大步数n_epoch时，或者patience<iter时，结束训练  
　　    while (epoch < n_epochs) and (not done_looping):
　　        epoch = epoch+1
　　        # for循环是遍历一个个Batch，一次一个Batch地训练
　　        # 循环体里会用train_model(minibatch_index)去训练模型
　　        for minibatch_index in xrange(n_train_batches):
　　            minibatch_avg_cost = train_model(minibatch_index)  # 得到每批的平均代价       
　　            # 累加训练过的Batch数iter
　　            iter = (epoch - 1) * n_train_batches+minibatch_index 
　　            # 当iter是validation_frequency的倍数时，则会在验证集上测试
　　            if (iter+1) % validation_frequency == 0:                
　　                # 计算验证集的损失概率
　　                validation_losses = [validate_model(i) for i in xrange(n_valid_ batches)] 
　　                this_validation_loss = numpy.mean(validation_losses)
　　                # 输出
　　                print(  'epoch %i, minibatch %i/%i, validation error %f %%' % 
　　                    ( epoch,  minibatch_index+1, n_train_batches,  this_ validation_loss * 100. )
　　                )
　　                # 如果验证集的损失this_validation_loss小于之前最佳的损失best_validation_loss
　　                # 则更新best_validation_loss和best_iter，同时在testset上测试
　　                if this_validation_loss < best_validation_loss:
　　                    if this_validation_loss < best_validation_loss * improvement_ threshold:
　　                        patience = max(patience, iter * patience_increase)
　　                    best_validation_loss = this_validation_loss
　　                    # 计算测试集的损失列表
　　                    test_losses = [test_model(i) for i in xrange(n_test_batches)]
　　                    # 计算测试集的平均损失
　　                    test_score = numpy.mean(test_losses)
　　                    # 输出测试集上的预测结果，相当于同步在测试集上测试
　　                    print(
　　                        ('     epoch %i, minibatch %i/%i, test error of'
　　                           ' best model %f %%'
　　                         ) %
　　                        (epoch, minibatch_index+1, n_train_batches, test_score * 100.)
　　                    )
　　            if patience <= iter:           # 达到最大迭代次数，退出
　　                done_looping = True
　　                break
　　    # 保存训练后神经网络的结果参数，相当于训练完成后的分类器
　　    classifier.save_net("log_sgd.data")
　　    # while循环结束
　　    end_time = time.clock()                   # 结束时间
　　    …



主函数的执行训练阶段虽然比较大，但逻辑上还是比较简单的。首先是一个while循环，完成整个算法的随机性部分。在while循环内部是一个for循环，该循环用于训练集每个批次的梯度计算。当达到一定训练批次后，通过验证集更新最优损失参数（best_validation_loss），并调整patience最大迭代次数——提前终止正则化方法。

与之前的算法不同，对测试集的测试被包含在主算法中，并根据每次循环的结果输出测试的误差。这样读者可以在运行训练集的全过程监控算法在误差上的衰减过程。

训练完毕后，通过添加一个函数调用的语句（classifier.save_net），保存了算法得到的最优训练参数。

10.2.5　多层感知器

接下来的架构为单隐层的多层感知器（MLP）。一个MLP可以被看作是一个Logistic分类器，这里首先用一个非线性函数Φ进行变换。这个变换把输入数据投射成一个线性可分的空间，该中间层被称为隐含层。虽然单隐层足以使MLPs成为通用的逼近器，实际上这种架构完全可以扩展到多个隐含层。我们会在后面看到，使用多个隐含层会有很大的好处，这也是深度学习的前提。

带有单隐层的MLP（或人工神经网络，即ANN）能用如图10.4所示的图形表示。

[image: 015-01]
图10.4　多层感知器



形式上，多层感知器（MLP）是一个函数f：RD
 ->RL
 ，其中D是输入向量x的维度，L是输出向量f(x)的维度，f(x)的数学公式表示如下：

f(x)=G(b(2)
 +W(2)
 (s(b(1)
 +W(1)
 X)))

其中包含偏执向量b(1)
 、b(2)
 ，权重矩阵W(1)
 、W(2)
 和激活函数G和s。向量h(x)=Φ(x)=s(b(1)
 +W(1)
 x)构成了一个隐含层。其中W(1)
 ∈RD×Dh
 是联系输入层与隐含层的权重矩阵。每一列W[image: equa]
 表示为从输入单元到第i个隐含层单元的权重。一般s函数选择tanh。

[image: equa]


或者Logistic函数：

[image: equa]


这里我们使用tanh函数，是因为它在训练中的运算速度更快。

输出层的向量公式为：o(x) = G(b(2)
 +W(2)
 h(x))。其中的G就是上例中的SoftMax函数。要训练一个MLP，我们需要学习出模型的所有参数，这里我们仍使用上例中的随机梯度下降法，要学习的参数集合被定义为θ={W(2)
 ,b(2)
 ,W(1)
 ,b(1)
 }。

隐藏层权重的初始值，应该从一个取决于激活函数的对称区间中均匀采样。因为使用的是tanh激活函数，这个区间应为[image: equa]
 ，这里fanin
 是在第i-1层的单元数量。而对于sigmoid函数，间隔是[image: equa]
 。

这个初始化可以保证在早期训练中，每个神经元都运行一个激活函数，信息可以很容易地向上（从输入到输出流的激活函数）和向后（从输出到输入流的梯度）传播。

10.2.6　多层感知器的实现

多层感知器可以理解为包含隐含层的神经网络。Theano在实现上使用了两个类：隐含层类和MLP类。

（1）单隐层类在Theano中被定义如下。


　　class HiddenLayer(object):
　　    def __init__(self, rng, input, n_in, n_out, W=None, b=None, activation=T.tanh):
　　        self.input = input  # 类HiddenLayer的input即传递进来的input 
　　        # W的初始化有个规则：如果使用tanh函数，则在-sqrt(6./(n_in+n_hidden))～sqrt(6./(n_in+n_hidden))之间均匀抽取数值来初始化W；若是sigmoid函数，则以上再乘4倍。 因为是隐含层，可能W未初始化，则根据上述方法初始化。加入这个判断的原因是：有时候我们可以用训练好的参数来初始化W
　　        if W is None:
　　            W_values = numpy.asarray(
　　                rng.uniform(
　　                    low=-numpy.sqrt(6. / (n_in+n_out)),
　　                    high=numpy.sqrt(6. / (n_in+n_out)),
　　                    size=(n_in, n_out)
　　                ),
　　                dtype=theano.config.floatX
　　            )
　　            if activation == theano.tensor.nnet.sigmoid:
　　                W_values *= 4
　　            W = theano.shared(value=W_values, name='W', borrow=True)
　　
　　        if b is None:
　　            b_values = numpy.zeros((n_out,), dtype=theano.config.floatX)
　　            b = theano.shared(value=b_values, name='b', borrow=True)
　　        # 用上面定义的W、b来初始化类HiddenLayer的W、b 
　　        self.W = W
　　        self.b = b        
　　        lin_output = T.dot(input, self.W)+self.b # 隐含层的输出 
　　        self.output = (
　　            lin_output if activation is None
　　            else activation(lin_output) # 激活函数activation=T.tanh
　　        )
　　        self.params = [self.W, self.b]  # 隐含层的参数



HiddenLayer定义的是隐含层的类，首先需要明确的是，隐含层的输入是input，输出是隐含层神经元的个数。输入层与隐含层是全连接的。假设输入是n_in维的向量（也可以说是n_in个神经元），隐含层有n_out个神经元，则因为是全连接，一共有n_innn_out个权重，故W大小是(n_in,n_out)，即n_in行n_out列，每一列对应隐含层的每个神经元的连接权重。b是偏置向量，隐含层有n_out个神经元，故b有n_out维。rng是一个随机数生成器（numpy.random.RandomState），用于初始化W。input训练模型所用到的所有输入并不是MLP的输入层，MLP的输入层神经元的个数是n_in（input的列数），而这里的参数input大小是(n_example,n_in)，每一行是一个样本，即MLP的输入层是Input的每一行。activation为激活函数，这里定义为函数tanh。

（2）MLP类的实现代码如下。


　　# 3层的MLP  
　　# input的一行表示输入层；hiddenLayer表示隐含层；logRegressionLayer表示输出层
　　class MLP(object):
　　    def __init__(self, rng, input, n_in, n_hidden, n_out):
　　        self.hiddenLayer = HiddenLayer(   # 实例化隐含层
　　            rng=rng,
　　            input=input,
　　            n_in=n_in,
　　            n_out=n_hidden,
　　            activation=T.tanh
　　        )
　　        #将隐含层hiddenLayer的输出作为分类层logRegressionLayer的输入，这样就把它们连接在一起  
　　        self.logRegressionLayer = LogisticRegression(
　　            input=self.hiddenLayer.output,
　　            n_in=n_hidden,
　　            n_out=n_out
　　        ) 
　　        self.L1 = (abs(self.hiddenLayer.W).sum()+ abs(self.logRegressionLayer.W).sum())
　　        # 规则化项 L2位于0～1之间的平方将会变小
　　        self.L2_sqr = ((self.hiddenLayer.W**2).sum()+(self.logRegressionLayer. W**2).sum())
　　        # 损失函数Nll（也叫代价函数） 
　　        self.negative_log_likelihood = (self.logRegressionLayer.negative_log_ likelihood )        
　　        self.errors = self.logRegressionLayer.errors # 误差        
　　        # MLP的参数
　　        self.params = self.hiddenLayer.params+self.logRegressionLayer.params  
　　    # 存储执行参数
　　    def save_net(self, path):  
　　        import cPickle  
　　        write_file = open(path, 'wb')   
　　        cPickle.dump(self.params, write_file, -1)
　　        write_file.close()



（3）执行函数的实现代码如下。


　　def test_mlp(learning_rate=0.01, L1_reg=0.00, L2_reg=0.0001, n_epochs=1000,
　　             dataset='mnist.pkl.gz', batch_size=20, n_hidden=500):
　　… 
　　    print '... building the model'    
　　    index = T.lscalar()       # index表示Batch的下标，标量 
　　    x = T.matrix('x')         # x表示数据集 
　　    y = T.ivector('y')        # y表示类别，一维向量    
　　    rng = numpy.random.RandomState(1234)        
　　    classifier = MLP(                 # 实例化一个MLP，命名为classifier  
　　        rng=rng,
　　        input=x,
　　        n_in=28*28,
　　        n_hidden=n_hidden,
　　        n_out=10
　　    )    
　　    cost = ( # 代价函数，含有正则化项
　　        classifier.negative_log_likelihood(y)+ L1_reg * classifier.L1+L2_reg * classifier.L2_sqr
　　    )    
　　…
　　    # cost函数对各个参数的偏导数值，即梯度，存于gparams
　　    gparams = [T.grad(cost, param) for param in classifier.params]
　　    # 更新权重：updates[(),(),()....]，每个括号里面都是(param, param - learning_rate * gparam)，即每个参数及它的更新公式
　　    updates = [(param, param - learning_rate * gparam) for param, gparam in zip(classifier.params, gparams) ]
　　    train_model = theano.function(
　　        inputs=[index],
　　        outputs=cost,
　　        updates=updates,
　　        givens={
　　            x: train_set_x[index * batch_size: (index+1) * batch_size],
　　            y: train_set_y[index * batch_size: (index+1) * batch_size]
　　        }
　　    )
　　…



test_mlp函数的模型训练部分大体与SoftMax中的执行函数相同，我们就不具体列出了。这里仅给出了模型定义部分的代码片段。主要差异是，模型定义阶段初始化了MLP（多层感知器）类，其代价函数使用了L1/L2正则项用于解的泛化；权重的更新使用了一个循环更新各层的权重数。

10.2.7　MLP的训练过程

图10.5展示了MLP的训练过程。一共迭代2 367 500次，优化完成后对于验证集最优的训练误差为1.69%。训练时间为82.92分钟。

训练输出的权重向量文件为convnet.data。

[image: 015-01]
图10.5　使用多层感知器训练数据



10.3　卷积神经网络

10.3.1　理论基础

卷积神经网络（CNN）是MLPs的一个变种，它受生物学理论的启发，也就是前文介绍的著名的视觉皮层实验。我们知道视觉皮层细胞含有一个复杂的排列，这些细胞对视场子域比较敏感，被称为感受野。这些子域覆盖了整个视场。这些细胞起到输入空间局部过滤器的作用，并且非常适合利用自然图像所在的局部空间的强烈相关性。此外，还确定了两个基本的细胞类型：一种为简单细胞，其感受野内最大限度地响应特定边缘状图案；一种为复杂细胞，有更大的感受野，并对模式的准确位置是局部不变的。

动物的视觉皮层是现有的最强大的视觉处理系统，我们效仿它的行为是很自然的。因此，许多神经刺激的模型可以在[福岛]、HMAX[Serre07]和LeNet-5 LeCun98]文献中找到。卷积神经网络（CNN）就是利用神经认知学的这些成果而设计出的深度网络。

1. 稀疏连接

CNN（卷积神经网络）通过强化相邻层神经元之间的局部连接模式而利用空间上的局部相关性。换句话说，在层m中隐单元的输入来自m-1层的单元子集中，这些单元具有空间连续的感受野。我们可以使用图形说明，如图10.6所示。

[image: 015-01]
图10.6　卷积神经网络示意图



考虑一下m-1层是输入的视网膜。在图10.6中，层m的单元具有输入视网膜的宽度为3的感受野，并因此仅连接了视网膜上相邻的3个神经元。m+1层的单元与后面各层具有类似的连接。我们说，下面各层的感受野也是3，但它们关于输入层的感受野较大。

每个单元都不响应关于视网膜感受野以外的变化。该架构确保了训练的“过滤器”产生关于局部空间输入模式的最强烈的反应。然而，如上所示，层叠许多这样的层导致（非线性）“过滤器”越来越“全局化”（即响应于像素空间更大区域）。例如，在m+1隐藏层的单元可以编码为一个宽度为5的非线性特征（针对像素空间而言）。

2. 共享权重

此外，在CNN中，每个过滤器hi
 是整个视场的一个复制。这些复制的单元共享相同的参数（权重向量和偏置），并形成一张特征图，如图10.7所示。

[image: 015-01]
图10.7　特征映射图



在图10.7中，我们展示了属于同一特征图的3个隐单元。相同颜色的权重被共享——它们的约束是相同的。梯度下降仍然可以用来学习这种共享参数，对于原有算法只有一个小变化。共享权重的梯度仅仅是被共享参数的梯度总和。以这种方式复制的单元可以不管其在视场的位置即可检测出其他特征。此外，权重共享通过极大地降低自由参数的数目而增加了学习效率。在模型上的约束使CNN实现了更好的视觉泛化。

3. 符号表示

特征图获取自卷积函数的反复应用，该函数跨越了整个图像的各个子区域，换言之，通过一个线性滤波器对输入图像的卷积，并加入偏置项，然后施加一个非线性函数。如果我们表示给定层的第k个特征图为hk
 ，其过滤器是由加权Wk
 和偏差bk
 确定的，则特征映射hk
 被获得如下（为双曲正切函数）：

[image: equa]


回忆一下一维卷积公式的定义：

[image: equa]


它可以被扩展为二维的形式：

[image: equa]


要形成更丰富的数据表示，每个隐含层由多个特征映射构成：{h(k)
 ，k=0,…,K}。隐含层W的权重能被表示为4维的张量，它包含目的特征图、源特征映射、源垂直位置及源水平位置4个特征元素的组合。偏置b可被表示为一个向量，包含了每个目的特征图元素。我们将图形展示，如图10.8所示。

[image: 015-01]
图10.8　卷积层



图10.8展示了两层的CNN。m-1层中包含4个特征图。隐含层m含有两个特征图（h0
 和h1
 ）。在h0
 和h1
 （蓝色和红色方框）中的像素（神经元输出）从m-1层中计算得到，它位于下一层（各种颜色矩形）中222的感受野内。注意，感受野跨越了4个输入特征图。h0
 和h1
 的权重W0
 和W1
 是一个3D的权重张量。起始维度索引了输入的特征图，其他两个维度引用了像素坐标。把它们全部放在一起，[image: equa]
 表示在层m中连接第k个特征图的每个像素的权重，以及在m-1层的第l个特征图的坐标(i,j)的像素。

conv2d是Theano实现卷积运算的主要函数。conv2d位于theano.tensor.signal.conv2d中，其中有两个符号输入，对应于小批量输入图像的四维张量。


	张量的形状为：[小批量的大小,输入特征图的映射数,图像高度,图像宽度]。

	对应权重矩阵W也是一个4D张量，其张量形状是：[在m层的特征图数,在m-1层的特征图数,过滤器的高度,过滤器的宽度]。



下面是用于实现卷积网络的conv.conv2d函数代码。


　　conv_out = conv.conv2d(
　　    input=input,
　　    filters=self.W,
　　    filter_shape=filter_shape,
　　    image_shape=image_shape
　　)



signal.conv.conv2d对输入数据执行给定过滤器的一个基本的二维卷积。输入参数可以是一张2D图像或含有一组图像的3D张量。同样，过滤器可以是单一的2D滤波器或3D张量，对应于2D滤波器集合。

输入参数有如下几个。


	Input(dmatrix of dtensor3)：需要过滤的图像符号变量。

	Filters(dmatrix of dtensor3)：包含过滤值的符号变量。

	image_shape(长度为2或3的元组)：(图片数量,图片高度,图片宽度)。

	filter_shape(长度为2或3的元组)：(过滤器数量,过滤器高度,过滤器宽度)。



4. 最大池（max-sampling）

CNN另一个重要的概念是最大池（max-sampling），它是非线性的下采样的形式。最大池将输入图像分隔为一组互不重叠的矩形块，并且对每个子区域输出最大值。最大池用于视觉计算有两大原因：


	首先，它通过消除非极大值，减少了对于上层的计算。

	其次，它提供了一种平移不变性的形式。想象一下，一个带有级联卷积层的最大池，它有8个方向，每个方向都可以通过单个像素转换为输入的图像。如果最大池是一个222的窗口，这8个方向中的外面3个正好与卷积层的输出相同。对于333窗口的最大池，就会变为8个中的5个。



因为它提供图片对位置差异的鲁棒性，最大池是减少表示中间维度的“聪明”方式。

Theano给出了maxpooling函数，其中Input为输入一个N×D的张量，其中N(2，按照指定的因子缩小输入的图像，仅通过保持非重叠切片 (ds[0]，ds[1]) 尺寸的最大值。


　　pooled_out = downsample.max_pool_2d( input=conv_out, ds=poolsize, ignore_ border=True )



输入参数有如下几个。


	input(输入图片N-D theano张量)：输入图片。最大池（max-sampling）将在最后的两个维度被实现。

	ds(长度为2的元组)：缩减因子(纵向ds,横向ds)。(2,2) 将减半图像的尺寸。

	ignore_border (bool)：当为True时，输入为(5,5)的图像ds(2,2)将产生(2,2)输出，否则输出为(3,3)。



5. LeNet卷积网络模型

稀疏连接、卷积层和最大池处于LeNet系列模型的核心，而模型的准确细节将相差很大。图10.9展示了LeNet模型。

[image: 015-01]
图10.9　LeNet示意图



较低层由卷积层和最大池层交替构成。更高层是全连接的，并且对应于传统的MLP（隐含层+Logistic回归）。输入到第一个全连接层是映射到下一层的所有特征集合。

但从实现的角度来讲，这意味着较低层是对4D张量的运算。然后这些张量被扁平化为光栅化特征图的2D矩阵，它与MLP的实现兼容。

10.3.2　卷积类

Theano为了实现卷积网络，专门设计了一个类，该类调用了Theano库中的卷积函数、最大池函数和维度传播函数用于学习图片的权重。这些函数的大部分我们之前已经讲过了，下面重点谈一下dimshuffle函数。

dimshuffle函数的功能是按置换（传播）维度返回张量。通常模式包括整型的0,1,…,ndim-1，并且含有'x'字符的维度会被传播。


　　self.output = T.tanh(pooled_out+self.b.dimshuffle('x', 0, 'x', 'x'))



因为b是一维向量，这里用维度传播函数dimshuffle将其改变维度。比如b是(10,)，则b.dimshuffle('x', 0, 'x', 'x'))将其改变维度为(1,10,1,1)。

卷积类的实现代码如下。


　　class LeNetConvPoolLayer(object):
　　    def __init__(self, rng, input, filter_shape, image_shape, poolsize=(2, 2)):
　　        #assert condition，condition为True，则继续往下执行；condition为False，则中断程序  
　　        #image_shape[1]和filter_shape[1]都是num input feature maps，它们必须是一样的
　　        assert image_shape[1] == filter_shape[1]
　　        self.input = input     
　　
　　     # 每个隐层神经元（即像素）与上一层的连接数为num input feature maps n filter height   filter width
　　        fan_in = numpy.prod(filter_shape[1:])
　　        # lower layer上的每个神经元获得的梯度来自于："num output feature maps * filter height * filter width" /pooling size  
　　        fan_out = (filter_shape[0] * numpy.prod(filter_shape[2:]) / numpy.prod (poolsize))
　　        # 以上求得fan_in、fan_out ，将它们代入公式，以此来随机初始化W，W就是线性卷积核
　　        W_bound = numpy.sqrt(6. / (fan_in+fan_out))
　　        self.W = theano.shared(
　　            numpy.asarray(
　　                rng.uniform(low=-W_bound, high=W_bound, size=filter_shape),
　　                           dtype=theano.config.floatX ),
　　            borrow=True
　　        )
　　        # the bias is a 1D tensor -- one bias per output feature map  
　　        # 偏置b是一维向量，每个输出图的特征图都对应一个偏置
　　        # 而输出的特征图的个数由filter的个数决定，因此用filter_shape[0]即number of filters来初始化 
　　        b_values = numpy.zeros((filter_shape[0],), dtype=theano.config.floatX)
　　        self.b = theano.shared(value=b_values, borrow=True)
　　        conv_out = conv.conv2d(
　　            input=input, filters=self.W, filter_shape=filter_shape, image_shape= image_shape )
　　        
　　        pooled_out = downsample.max_pool_2d( input=conv_out, ds=poolsize, ignore_ border=True )
　　        self.output = T.tanh(pooled_out+self.b.dimshuffle('x', 0, 'x', 'x'))        
　　        self.params = [self.W, self.b]  # 卷积+采样层的参数  
　　    # 存储执行参数
　　    def save_net(self, path):  
　　        import cPickle  
　　        write_file = open(path, 'wb')   
　　        cPickle.dump(self.params, write_file, -1)
　　        write_file.close()



10.3.3　LeNet5函数

卷积网络的执行函数为evaluate_lenet5。Evaluate_LeNet5有两个卷积层，第一个卷积层有20个卷积核，第二个卷积层有50个卷积核。

函数参数如下。


	learning_rate：学习速率，随机梯度前的系数。

	n_epochs：训练步数，每一步都会遍历所有Batch，即所有样本。

	batch_size：这里设置为500，即每遍历完500个样本，才计算梯度并更新参数。

	nkerns=[20,50]：每一个LeNetConvPoolLayer卷积核的个数，第一个LeNetConvPoolLayer有20个卷积核，第二个有50个。



实现代码如下。


　　def evaluate_lenet5(learning_rate=0.1, n_epochs=200, dataset='mnist.pkl.gz', nkerns=[20, 50], batch_size=500):
　　    rng = numpy.random.RandomState(23455)
　　    datasets = load_data(dataset)  #加载数据
　　    train_set_x, train_set_y = datasets[0]
　　    valid_set_x, valid_set_y = datasets[1]
　　    test_set_x, test_set_y = datasets[2]
　　
　　    n_train_batches = train_set_x.get_value(borrow=True).shape[0]
　　    n_valid_batches = valid_set_x.get_value(borrow=True).shape[0]
　　    n_test_batches = test_set_x.get_value(borrow=True).shape[0]
　　    n_train_batches /= batch_size
　　    n_valid_batches /= batch_size
　　    n_test_batches /= batch_size
　　    # 定义几个变量，index表示Batch下标，x表示输入的训练数据，y对应其标签  
　　    index = T.lscalar()  
　　    x = T.matrix('x')   
　　    y = T.ivector('y')  
　　    ############
　　    # 构建模型 #
　　    ############
　　    print '... building the model'
　　    # 第一层
　　    layer0_input = x.reshape((batch_size, 1, 28, 28))
　　    layer0 = LeNetConvPoolLayer(
　　        rng, input=layer0_input, 
　　        image_shape=(batch_size, 1, 28, 28),
　　        filter_shape=(nkerns[0], 1, 5, 5), 
　　        poolsize=(2, 2)
　　    )
　　   　#　第二层
　　    layer1 = LeNetConvPoolLayer(
　　        rng,  input=layer0.output,
　　        image_shape=(batch_size, nkerns[0], 12, 12),
　　        filter_shape=(nkerns[1], nkerns[0], 5, 5),
　　        poolsize=(2, 2)
　　    )
　　    ＃　第三层
　　    layer2_input = layer1.output.flatten(2)
　　    layer2 = HiddenLayer(
　　        rng,
　　        input=layer2_input,
　　        n_in=nkerns[1] * 4 * 4,
　　        n_out=500,
　　        activation=T.tanh
　　    )
　　    ＃　第四层
　　    layer3 = LogisticRegression(input=layer2.output, n_in=500, n_out=10)
　　    cost = layer3.negative_log_likelihood(y)  # 代价函数NLL  
　　
　　    test_model = theano.function(
　　        [index],
　　        layer3.errors(y),
　　        givens={
　　            x: test_set_x[index * batch_size: (index+1) * batch_size],
　　            y: test_set_y[index * batch_size: (index+1) * batch_size]
　　        }
　　    )
　　    # validate_model，验证模型，分析同上
　　    validate_model = theano.function(
　　        [index],
　　        layer3.errors(y),
　　        givens={
　　            x: valid_set_x[index * batch_size: (index+1) * batch_size],
　　            y: valid_set_y[index * batch_size: (index+1) * batch_size]
　　        }
　　    )    
　　    # 下面是train_model，涉及优化算法即SGD，需要计算梯度、更新参数  
　　    # 参数集
　　    params = layer3.params+layer2.params+layer1.params+layer0.params
　　    # 对各个参数的梯度
　　    grads = T.grad(cost, params)
　　    # 因为参数太多，在updates规则里面逐一写出来是很麻烦的
　　    # 所以下面用了一个for..in..，自动生成规则对（param_i, param_i - learning_rate * grad_i）
　　    updates = [ (param_i, param_i - learning_rate * grad_i)  for param_i, grad_i in zip(params, grads) ]
　　    # train_model，代码分析同test_model。train_model里面比test_model、validation_model多出了updates规则
　　    train_model = theano.function(
　　        [index],
　　        cost,
　　        updates=updates,
　　        givens={
　　            x: train_set_x[index * batch_size: (index+1) * batch_size],
　　            y: train_set_y[index * batch_size: (index+1) * batch_size]
　　        }
　　    )
　　
　　    ############
　　    # 训练模型 #
　　    ############
　　    print '... training'    
　　    patience = 10000 # 提早终止参数
　　    patience_increase = 2 
　　    improvement_threshold = 0.995  
　　    # 这样设置validation_frequency可以保证每一次epoch都会在验证集上测试
　　    validation_frequency = min(n_train_batches, patience / 2)
　　    best_validation_loss = numpy.inf
　　    best_iter = 0
　　    test_score = 0.
　　    start_time = time.clock()
　　
　　    epoch = 0
　　    done_looping = False
　　    while (epoch < n_epochs) and (not done_looping):
　　        epoch = epoch+1
　　        for minibatch_index in xrange(n_train_batches):
　　            iter = (epoch - 1) * n_train_batches+minibatch_index
　　            if iter % 100 == 0:
　　              print 'training @ iter = ', iter
　　            cost_ij = train_model(minibatch_index)
　　            if (iter+1) % validation_frequency == 0:
　　                validation_losses = [validate_model(i) for i in xrange(n_valid_batches)]
　　                this_validation_loss = numpy.mean(validation_losses)
　　                print('epoch %i, minibatch %i/%i, validation error %f %%' %
　　                      (epoch, minibatch_index+1, n_train_batches, this_validation_loss * 100.))
　　                if this_validation_loss < best_validation_loss:
　　                    if this_validation_loss < best_validation_loss * improvement_threshold:
　　                        patience = max(patience, iter * patience_increase)
　　                    best_validation_loss = this_validation_loss
　　                    best_iter = iter
　　                    test_losses = [ test_model(i) for i in xrange(n_test_batches) ]
　　                    test_score = numpy.mean(test_losses)
　　                    print(('     epoch %i, minibatch %i/%i, test error of ' 'best model %f %%') %
　　                          (epoch, minibatch_index+1, n_train_batches, test_score * 100.))
　　
　　            if patience <= iter:
　　                done_looping = True
　　                break
　　    layer0. save_net("layer0") # 存储各层的学习权重
　　    layer1. save_net("layer1") # 存储各层的学习权重
　　    layer2. save_net("layer2") # 存储各层的学习权重
　　    layer3. save_net("layer3") # 存储各层的学习权重
　　    end_time = time.clock()
　　    print('Optimization complete.')
　　    print('Best validation score of %f %% obtained at iteration %i, ' 'with test performance %f %%' %
　　          (best_validation_loss * 100., best_iter+1, test_score * 100.))
　　    print >> sys.stderr, ('The code for file '+os.path.split(__file__)[1]+' ran for %.2fm' % ((end_time - start_time) / 60.))



evaluate_lenet5主函数的执行训练阶段虽然比较大，但逻辑上与MLP执行函数是相似的。整个程序大致分为两大部分。

1. 构建模型

卷积网络由4层构成。

layer0即第一个LeNetConvPoolLayer层（layer0 = LeNetConvPoolLayer）。首先加载了batch大小的数据(batch_size, 28×28)，但是LeNetConvPoolLayer的输入是四维的，所以要改变维度。

对于每个输入的单张图片(28,28)，经过卷积计算得到(28(5+1,2855+1)=(24,24)；之后进行maxpooling，得到(24/2,24/2)=(12,12)。因为每个批次有500张图，第一个LeNetConvPoolLayer层有20（nkerns[0]）个卷积核，因此layer0输出为(batch_size, nkerns[0],12,12)。

layer1即第二个LeNetConvPoolLayer层。输入是layer0的输出，每张特征图为(12,12)，经过conv得到(12(5+1, 1255+1) = (8,8)，经过maxpooling得到(8/2, 8/2) = (4,4)。因为每个Batch有batch_size张图（特征图），第二个LeNetConvPoolLayer层有50个卷积核，因此layer1的输出为(batch_size, nkerns[1], 4, 4)。

前面定义好了两个LeNetConvPoolLayer（layer0和layer1），layer1后面接layer2，这是一个全连接层，相当于MLP里面的隐含层，因此可以用MLP中定义的HiddenLayer来初始化layer2。由于layer2的输入是二维的（batch_size, num_pixels），因而需要将上层中的同一张图经不同卷积核卷积出来的特征图合并为一维向量，也就是将layer1的输出(batch_size, nkerns[1], 4, 4)表示为(batch_size, nkerns[1]*4*4)=(500,800)，作为layer2的输入，(500,800)表示有500个样本，每一行代表一个样本。layer2的输出大小是(batch_size,n_out)=(500,500)。

最后一层layer3是分类层，用的是逻辑回归中定义的LogisticRegression。layer3的输入是layer2的输出(500,500)，layer3的输出就是(batch_size,n_out)=(500,10)。layer3又会逐层地调用layer2、layer1、layer0，因此test_model其实就是整个CNN结构。

接下来把构建好的4层CNN网络结构分别用于测试模型（test_model）、验证模型（validate_model）和训练模型。下面我们以训练模型为例简单讲解一下该模型的结构。


　　train_model = theano.function(
　　    [index],
　　    cost,
　　    updates=updates,
　　    givens={
　　        x: train_set_x[index * batch_size: (index+1) * batch_size],
　　        y: train_set_y[index * batch_size: (index+1) * batch_size]
　　    }
　　)



训练模型实例化了Logistic类，并输出cost作为网络第四层的代价函数；updates是权重和偏置的梯度更新。x、y根据给定的index和batch_size进行遍历，然后调用layer3，layer3又会逐层地调用layer2、layer1、layer0。因此训练模型、测试模型和验证模型每个都是完整的CNN结构，CNN结构的输入是x、y，输出是layer3.errors(y)（cost函数）的输出，即训练误差。

2. 训练模型

训练模型的最外层是一个while循环，完成整个随机梯度算法的随机性部分。在while循环内部是一个for循环，该循环用于计算训练集每个批次的梯度。当达到一定训练批次后，通过验证集更新最优损失参数（best_validation_loss），并调整patience最大迭代次数，提前终止正则化方法。

同样，测试集的测试也被包含在主算法中，并根据每次循环的结果输出测试的误差，这样读者就可以在运行训练集的全过程监控算法在误差上的衰减过程。

训练完毕后，通过添加一个函数调用语句（classifier.save_net），保存了算法得到的最优训练参数。

10.3.4　CNN的训练过程

图10.10展示了CNN的训练过程。一共迭代19 800次，优化完成后对于验证集最优的训练误差为0.91%。训练时间为43.52分钟。

[image: 015-01]
图10.10　LeNet耳朵训练过程



训练出的4个权重向量文件分别为：

[image: 016-01]


10.4　Theano安装与GPU运算

Python是一个跨平台的脚本解释器，一般来讲，Python下的大多数程序库都应支持Windows和Linux两个版本。但是，很多程序库受开发团队的影响，并不提供支持所有常用操作系统的版本。前文所用的Theano库就属于这种情况，该程序运行在Linux操作系统上，而不提供支持Windows操作系统的版本。另外，Theano库支持GPU加速运算，需要安装的组件比较多，也比较大，所以本节我们专门讲解一下Theano的安装问题。

在http://deeplearning.net/software/theano/install.html#windows-anaconda网址上，Theano提供了详尽的安装资源介绍，但安装步骤不够具体，下面我们详细介绍一下Windows系统中Theano支持GPU运算的安装全过程。

10.4.1　Anaconda安装

Anaconda是一个Python应用程序集成包。Python是一个开源的解释器，其下的各类程序包也都是开源的。利用这一点，Anaconda重新用MinGW编译了Python解释器，以及绝大多数常用的程序库。因为MinGW是一个跨平台的编译器，它既可以运行在Windows平台上，也可以运行在Linux平台上。通过MinGW编译器解决了很多应用库不能跨平台的问题，这的确是一个聪明的做法。

首先从http://www.continuum.io/downloads下载最新版的Anaconda系统。注意，网站会自动检测用户的操作系统的类型（Windows、Linux）、位数（32、64）等基本信息，并帮用户推荐下载的版本，如图10.11所示。

[image: 015-01]
图10.11　Anaconda Python集成包



直接单击图10.11方框中的内容进行下载即可。下载完成后双击安装，这个过程比较简单，就不详细介绍了。下面假设用户的安装路径为D:\Anaconda。

但下载的Anaconda不是完整版，默认不提供MinGW，它无法编译Theano库中的C/C++文件，那么就需要继续安装Anaconda的MinGW编译器。运行下面的命令，安装系统会自动为用户安装Anaconda专用的MinGW编译器。


　　conda install mingw
　　conda update mingw



不要尝试自己独立从MinGW网站上下载编译器，因为Anaconda对MinGW做了修改，即使下载了，也不能使用。

安装时间视用户带宽的大小，整个过程有点像Linux系统中Yum升级的样子，如 图10.12所示。

[image: 015-01]
图10.12　Anaconda安装MinGW



安装完成后，在用户的Anaconda目录下会增加一个MinGW目录，说明已经升级成功了，如图10.13所示。

[image: 015-01]
图10.13　Anaconda成功安装MinGW后的示意图



接下来需要配置Anaconda的环境变量。

（1）在path环境变量中添加两项：D:/Anaconda/MinGW/bin和D:/Anaconda/MinGW/ x86_64-w64-mingw32/lib。

（2）新建环境变量PYTHONPATH，内容为D:/Anaconda/Lib/site-packages/theano。

修改完成后，保存并重启系统，这样就可以安装和编译Linux下所有的Python库了。

10.4.2　实现CPU运算

在Anaconda安装完成后，我们进入Windows的命令行界面，使用PIP安装Theano，如图10.14所示。

[image: 015-01]
图10.14　Anaconda安装Theano



Theano包不大，很快就能完成安装，但还需要配置一下Theano的配置文件。在“C:\用户\YourName（你的登录用户名）”目录下创建一个文件，文件名为.theanorc.txt（注意这个文件名是以“.”点开头的），输入下面的内容。


　　[global]
　　openmp=False
　　[blas]
　　ldflags=
　　[gcc]
　　cxxflags = -ID:\Anaconda\MinGW\include



编写完成之后，保存并关闭。

最后创建一个以.py为扩展名的测试文件，输入下面的代码。


　　# -*- coding: utf-8 -*-
　　
　　from theano import function, config, shared, sandbox
　　import theano.tensor as T
　　import numpy
　　import time
　　t1 = time.time()
　　vlen = 10 * 30 * 768  # 10 x #cores x # threads per core
　　iters = 1000
　　
　　rng = numpy.random.RandomState(22)
　　x = shared(numpy.asarray(rng.rand(vlen), config.floatX))
　　f = function([], T.exp(x))
　　print f.maker.fgraph.toposort()
　　t0 = time.time()
　　for i in xrange(iters):
　　    r = f()
　　
　　print 'Looping %d times took' % iters, t1 - t0, 'seconds'
　　print 'Result is', r
　　if numpy.any([isinstance(x.op, T.Elemwise) for x in f.maker.fgraph.toposort()]):
　　    print 'Used the cpu'
　　else:
　　    print 'Used the gpu'
　　print time.time()-t1



这是Theano官方提供的安装测试代码，同时可以验证CPU和GPU的支持状况。

执行结果如下。


　　 [Elemwise{exp,no_inplace}(<TensorType(float32, vector)>)]
　　Looping 1000 times took -0.120000123978 seconds
　　Result is [ 1.23178029  1.61879337  1.52278066 ...,  2.20771813  2.29967761
　　  1.62323284]
　　Used the cpu
　　11.5429999828



上述结果表明，当前使用的CPU，执行时间为11.54秒，说明Theano的CPU支持已经安装成功。

10.4.3　安装VS2013

在机器学习中，使用GPU运算是一项比较新的技术。显然光有MinGW是不够的，除此之外最重要的是要有对显卡硬件的支持。一般使用最多的是英伟达（nVidia）公司出品的显卡系列。其Cuda的驱动开发得比较完美，能够提供最通用、最高效的GPU运算API支持。

在安装Cuda之前，最好检测一下自己的显卡型号。Theano的DeepLearning教程中关于GPU加速情况提供了一个简单的比较，使用教程中给出的卷积神经网络的例子，运行结果如下。

（1）使用CPU运算，CPU型号：Core i7-2600K；CPU锁频在3.40GHz；浮点运算位：'floatX=float32'；CPU运算全部完成耗时380.28分钟。

（2）使用nVidia GeForce GTX 285型号显卡，GPU运算全部完成耗时46.76分钟。

（3）使用nVidia GeForce GTX 480型号显卡，GPU运算全部完成耗时32.52分钟。

现代的显卡性能往往要优于上面提供的两种，运算时间应该还有所提高。但是，如果你的显卡指标过低，不建议使用GPU运算。因为，毕竟安装GPU驱动是一项麻烦的工作。

总的来讲，要想使你的机器支持GPU运算，需要两大系统：Visual Studio开发平台和Cuda驱动工具包。

Visual Studio是微软的核心产品之一，具有庞大的结构。为了简化，我们推荐安装Visual Studio 2013的社区版。原因很简单，首先是免费，其次是安装、卸载都方便。从事过C++语言开发的朋友都知道，微软的大型软件一旦安装就很难卸载。例如，Microsoft Office就有这个问题，Visual Studio的低版本也如是。但是，Visual Studio 2013与之前的版本不同，安装完成之后，如果长期不用，卸载很方便，而且在系统中不留垃圾文件。2013版的Visul Studio可从https://www.visualstudio.com/downloads/download-visual-studio-vs下载。

下载完成后，就如同所有的软件系统一样，安装过程很简单。有关安装的细节，请参考其他相关的文档，本书就不给出说明了。

安装完成后需要在path环境变量中添加如下的配置：


　　C:\Program Files (x86)\Microsoft Visual Studio 12.0\VC\bin



这样，Theano运行GPU运算时就可以找到Visual C++编译器的位置了。环境变量配置完成后，需要重新启动操作系统。

10.4.4　安装CUDA

Visual Studio安装完成后，就可以安装显卡的Cuda开发工具了。首先从https://developer.nvidia.com/cuda-downloads下载Cuda的网络智能安装工具，然后双击运行。智能安装工具使Cuda的下载和解压同时进行，这是一个漫长的过程。当然，如果你的带宽足够，那么这个过程会变短很多。目前网站提供的最新版本是7.0。

下载完成后会自动进入安装状态。下面我们给出几个重要的安装界面，安装界面选自5.5版本。

（1）选择同意并继续，如图10.15所示。

[image: 015-01]
图10.15　安装Cuda驱动1



（2）这里要选择自定义安装，如图10.16所示。

[image: 015-01]
图10.16　安装Cuda驱动2



（3）这里要勾选SDK安装，如图10.17所示。

[image: 015-01]
图10.17　安装Cuda驱动3



之后，一路单击“下一步”按钮就安装完成了。

Cuda的64位版可以升级Visual Studio 2013到64位，这是一个很好的功能。也就是说，如果你的操作系统是64位的，但不小心安装了Visual Studio 2013 32位版本，Cuda工具包会自动帮你升级到64位。

安装完成后，需要使用Visual Studio 2013编译Cuda工具包提供的一些例子，测试一下Cuda工具包的安装情况。启动Visual Studio 2013，选择打开项目和解决方案，导航到“C:\ProgramData\NVIDIA Corporation\CUDA Samples\v7.0”目录下。选择Samples_vs2013.sln文件，Visual Studio 2013会自动打开这个Cuda案例项目集，并帮用户构建出案例项目集的所有例子的项目，然后执行菜单界面中的“本地Windows调试器”，如图10.18所示。

[image: 015-01]
图10.18　编译Cuda实例



整个项目集会自动开始编译，编译过程时间不长。待编译完成后，如果编译过程正常，没有错误，导航到“C:\ProgramData\NVIDIA Corporation\CUDA Samples\v7.0\bin\win64\Debug”目录下，找到deviceQueryDrv.exe文件，拖至Windows命令行界面运行一下，如图10.19所示。

[image: 015-01]
图10.19　查看Cuda驱动安装



看到类似图10.19所示的界面就说明安装成功了。

10.4.5　实现支持GPU运算

最后修改一下theanorc.txt配置文件。


　　[global]
　　floatX = float32
　　device = gpu
　　openmp=False
　　base_compiler =C:\Program Files (x86)\Microsoft Visual Studio 12.0\VC\bin
　　[blas]
　　ldflags=
　　[gcc]
　　cxxflags = -ID:\Anaconda\MinGW\include
　　[nvcc]
　　fastmath=True
　　flags=-LD:\Anaconda\libs
　　compiler_bindir=C:\Program Files (x86)\Microsoft Visual Studio 12.0\VC\bin



这样一切就大功告成了。

现在再运行一下之前的那个测试文件，执行结果如下。


　　Using gpu device 0: GeForce GTX 550 Ti
　　[GpuElemwise{exp,no_inplace}(<CudaNdarrayType(float32, vector)>), HostFromGpu(GpuElemwise{exp,no_inplace}.0)]
　　Looping 1000 times took -0.0260000228882 seconds
　　Result is [ 1.23178029  1.61879349  1.52278066 ...,  2.20771813  2.29967761
　　  1.62323296]
　　Used the gpu
　　0.582235679



当前使用的GPU，执行时间为0.58秒，说明Theano的GPU支持已经安装成功，且性能比CPU提高了20倍。

最后说明一点，GPU的安装和检测过程不能以Windows的远程安装方式进行，远程访问会关闭GPU加速，数据从网络发送。

10.5　结语

本章从认知分层理论中的6个高层结构——关系、范畴、序列、程序、原理和系统开始指出两个认知的最核心机制：抽象和迭代。之后通过对视觉机理的研究给出了大脑视觉认知的流程和图示，并证明大脑有一个深度的结构。在一个时段里，信号仅在一个层次进行训练，训练完毕后，产生更抽象一级的输出，在下一时间段作为输入发送到下一层。抽象层面越高，存在的可能猜测就越少，就越有利于解释，直至作出判断。根据这个原理，我们引入了深度学习算法体系。接下来，我们介绍了Theano库的程序设计模式，以及一些重要函数的理解。

第二节，我们介绍了多层感知器的原理和实现。首先，我们讲解了SoftMax回归类用于处理多类别的Logistic回归问题。之后，我们介绍了神经网络中的用于解决过拟合问题的正则化方法，并详细解释了SoftMax执行函数。

在多层感知器阶段，我们介绍了多层感知器的网络架构及代码实现。最后我们使用多层感知器训练了Mnist数据集。

在卷积神经网络一节，我们详细介绍了卷积神经网络的基本原理，并讲解了Theano的卷积类。之后我们详细讲解了卷积神经网络中的LeNet5执行函数及代码实现。最后我们使用卷积神经网络训练了Mnist数据集。

在最后一节，我们详细介绍了Theano在Windows系统上的安装过程，分别实现了CPU运算和GPU运算，为读者自行测试上述代码提供了完整的说明。



第11章　概率图模型与词性标注


人们最初对智能的认识是从逻辑和推理开始的。有关研究古已有之，最著名的是亚里士多德的三段论。经过长期的发展，逻辑学已经形成了跨越社会科学和自然科学的庞大的学科体系，逻辑研究的对象也由事物转化为系统。从认识论的角度来理解，它包括对象的各个部分组成，以及组成的层次结构，这是对象的静态关系；还包括对象与周围环境的物质和能量等信息的交换，以及由此产生演化的规律，这是对象的动态行为。

从数学的角度上讲，逻辑的运算方式就是推理，简而言之，推理就是判断一个命题在语义上的真伪。20世纪50年代创立的人工智能科学，其主要的目标就是实现逻辑运算的自动化，即智能推理系统。到了80年代初，以符号系统为代表的传统人工智能逐渐走向低谷，这标志着确定性理论对解决非线性问题和非确定性问题有很大的局限性。与此同时，概率图模型理论应运而生。与神经网络一样，它们都是对确定性理论的一种挑战和超越，而它所针对的目标是智能推理领域。本章重点介绍机器学习中非确定性推理——概率图模型的基础知识。

本章内容按时间顺序编排，主要内容包括：


	马尔科夫链。

	概率图模型概述。

	隐马尔科夫模型。

	词性标注系统。




11.1　马尔科夫过程

11.1.1　随机过程与状态图

随机过程最早作为统计物理学的数学方法，起源于对统计力学的研究。当时的随机过程用来描述某空间上粒子的随机运动。在那个物理学蓬勃发展的时代，它联系着一系列伟大的科学家，前有吉布斯、玻耳兹曼、庞加莱，后有爱因斯坦、维纳、莱维等人。从某种角度来看，早期的随机过程基本就是一部现代自然科学的名人录。20世纪下半叶之后，随着理论上的成熟，随机过程的应用领域也越来越广泛，从物理系统到生物模型，从金融预测到密码破译，随机过程理论及其应用无所不在。

传统的随机过程并不是一门很容易理解的数学学科。如果我们仅从数学的角度认识随机过程，涉及的概念比较多，也比较艰深，学习起来很困难。为了便于理解，我们先介绍一些计算理论中更容易的概念，然后再逐步引出随机过程的基本模型。在第5章中，我们谈到了计算理论的基本知识——自动机理论，下面把这些概念与随机过程联系起来。各类自动机都可以表示为一种称为状态机（在UML中称为状态图）的图形化模型，状态机可看作自动机的一种直观的图形化表述，同时也是概率图模型的一种基础表达。

如图11.1所示，一个最简单的状态图可由下面3个要素来表达。
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图11.1　状态图（非确定性）




	状态：是指系统可能出现或存在的状态，也就是图中包含字母的圆圈，在随机过程中，表示了系统随机变量的最小数目：a，e，h，i，p，t。

	转移（动作）：是指当发生指定事件并且满足指定条件时，系统由一种状态转移到另一种状态，也就是图中带有数字的箭头。状态转移表示两个状态之间的转换关系，在随机过程中，是指某个状态转移到下一个状态的概率。

	约束：从一个状态发出的所有箭头的概率总和为1。



状态机和状态图常用来描述某个系统（或对象）一系列的动态行为或生命周期，生命周期被视为系统所经历的所有状态序列，以及形成各种状态结果的可能性。与随机过程相联系，这些状态可看作一组随机变量，一次状态转移可看作随机变量的一个概率分布，这样某个随机过程模型就被表示为在时域范围内一系列状态的转移过程。由于状态图表达了系统在不同状态间转移的概率分布，那么在数学上可以用一个状态转移矩阵来表示。

图11.1所示的状态转移矩阵可表示为如表11.1所示的形式。


表11.1　状态转移矩阵

[image: 016-01]


其中，T表示当前状态，或称为现态；T+1表示下一时间的状态，或称为次态。状态机及对应的状态转移矩阵表达了系统变迁的一种因果关系。其中，现态和形成现态的条件是因，转移和次态是果。

11.1.2　马尔科夫链及其概念

马尔科夫过程（Markov Process）是随机过程的一种，在1907年由俄罗斯数学家A.A.马尔科夫提出其原始模型——马尔科夫链。该过程具有如下特性：在已知系统当前状态的条件下，它未来的演变不依赖于过去的演变。也就是说，一个马尔科夫过程可以表示为系统在状态转移过程中，第T+1次结果只受第T次结果的影响，即只与当前状态有关，而与过去状态，即与系统的初始状态和此次转移前的所有状态无关。

马尔科夫性（无后效性）：系统在时刻t0
 所处的状态为已知的条件下，在时刻t > t0
 所处状态的条件分布，与系统在t0
 时刻之前所处的状态无关，这一特性称为马尔科夫性或无后效性。

根据状态和时间参数是离散的还是连续的，马尔科夫过程可以分成三类：（1）时间和状态都是离散的马尔科夫过程，称为马尔科夫链；（2）时间连续、状态离散的马尔科夫过程，称为连续时间的马尔科夫链；（3）时间和状态都连续的马尔科夫过程。

在机器学习领域，特别是在通信领域中，一般我们主要研究的马尔科夫过程为马尔科夫链。下面我们给出其形式化的定义。

设有随机过程{Xn
 ,n∈T}，若对于任意的整数n∈T和任意的i0
 ,i1
 ,…,in+1
 ∈I，条件概率满足：

P{Xn+1
 =in+1
 |X0
 =i0
 ,X1
 =i1
 ,…,Xn
 =in
 }=P{Xn+1
 =in+1
 |Xn
 =in
 }

则称马尔科夫链，简称马氏链。

马尔科夫链的一步转移概率可以定义为：

Pij
 (n)=P{Xn+1
 =j|Xn
 =i}

上式表示马尔科夫链{Xn
 ,n∈T}在时刻n的一步转移概率，其中i,j∈I，简称为转移概率。

一步转移矩阵定义：设P表示一步转移概率Pij
 所组成的矩阵，且状态空间I={1,2,3,(}，则有：

[image: equa]


回顾一下表11.1所示的矩阵，就是一步状态转移矩阵。


定理：
 设{Xn
 ，n∈T}是一个马尔科夫链，则对任意整数n≥0和0≤I≤n，i,j∈I，n步转移概率具有下列性质：

（1）[image: equa]


（2）[image: equa]


（3）P(n)
 =PP(n-1)


（4）P(n)
 =P(n)


说明：


	1式称为切普曼-柯尔莫戈洛夫方程，简称C-K方程，它是马尔科夫链在时域空间中转移概率计算的通用公式。

	2式说明n步转移概率完全由一步转移概率决定。

	4式说明齐次马尔科夫链的n步转移概率矩阵是一步转移概率矩阵的n次乘方。



除此之外，马尔科夫链还有一些其他特性，但这些特性与本章关系不大，感兴趣的读者可以查看有关《应用随机过程》方面的书籍。

11.1.3　马尔科夫链的实现

马尔科夫链的发现反映了诸多系统的普遍规律，例如在编码领域，我们熟悉的LZMA（文件名为.7z）数据压缩算法就使用了马尔科夫链；在生物世界中，生物种群的数量变化也是一个马尔科夫过程；物理学的扩散现象是轨道连续的马尔科夫过程等。而马尔科夫过程与我们生活最接近的一类应用是在天气预报方面。

我们下面举一个最简单的天气预报的例子，如图11.2和表11.2所示。假设热带某地区雨季的任意两天中，如果第一天下暴雨，第二天转晴的概率为0.8；而第一天是晴天，第二天下雨的概率是0.7。如果7月1日下了暴雨，7月2日也是雨天的可能性有多大；7月3日是晴天的可能性有多大；7月10日是晴天的可能性有多大？

[image: 015-01]
图11.2　天气状态图




表11.2　天气转移矩阵

[image: 016-01]



解：
 我们把7月1日定义为t0
 ，此日下了暴雨，那么t1
 就是7月2日，根据转移概率的概念，7月2日是晴天的概率就是0.8，是雨天的概率就是110.8=0.2；如果t0
 是晴天，那么t1
 是雨天的概率是0.7，而t1
 是晴天的概率是110.7=0.3。依次类推，根据切普曼-柯尔莫戈洛夫方程，7月3日的转移概率矩阵为：

[image: equa]


根据此转移概率矩阵，我们得到7月3日是晴天的概率为0.78。

手工计算7月10日的转移概率矩阵比较麻烦，我们给出程序实现的代码。


　　A = mat( [[0.8,0.2],[0.7,0.3]] );;
　　A1 =A*A    # 这是7月3日的转移概率矩阵
　　print A1 
　　A10 = A     # 这是7月10日的转移概率矩阵
　　for i in xrange(9):
　　      A10 = A10*A     
　　print A10



执行结果如下。


　　[[ 0.78  0.22]
　　 [ 0.77  0.23]]
　　 [[ 0.77777778  0.22222222]
　　 [ 0.77777778  0.22222222]]



根据计算的结果，我们得到7月10日是晴天的概率为0.778。

11.2　概率图模型和贝叶斯网

11.2.1　概述

上一节，我们用状态图和随机过程相结合的方法，分析了马尔科夫链的基本概念和算法。这一方法的优势在于用图的方式直观地表达了复杂的数学概念。从本节开始，我们发展这个思路，引入本章的主要概念——概率图模型。

20世纪六七十年代，多元概率论因为计算复杂性的问题，被大多数学者认为不适合解决人工智能中的不确定性问题。到了80年代，由于难以模拟人类一些重要的认知过程，以符号系统为中心的传统人工智能进入了低潮期。人们被迫将目光转向概率论，经过30年的发展，以概率论为代表的机器学习方法逐步成为人工智能的主流。推理是从已知推断未知的过程和方法，是认知客观世界主要的思维方法。在人工智能中，推理机（或推理算法）的设计是一个特别重要的领域。概率图模型就是为了解决复杂性和非确定问题推理而产生的学科，最初源于计算视觉，经过20年的发展，在各类专家系统（医疗诊断等）、自然语言处理系统、计算视觉、社交网络挖掘、生物信息学等领域都有很好的表现，并已经成为非确定性推理中最重要的方法论之一。

概率图模型是概率论和图论的结合，它为处理非确定性和复杂性的问题提供了自然而直观的工具。概率图模型发挥了图论和概率论二者的长处：概率论部分是结构的黏合剂，可确保系统作为一个整体来分析；而图论部分是一种数据结构，可用于自然高效的算法设计。

虽然时间不长，但概率图模型发展至今已经形成了完整的理论体系，共可分为三大部分，分别为表示理论、推理理论和学习理论。所谓表示理论，是指对问题进行建模，并将领域知识、假设或限制表达出来；所谓推理理论，就是在给定一些模型和数据后，计算目标变量的概率值，包括精确推理方法和近似推理方法；所谓学习理论，就是根据给定的数据，构建合适的模型（在图中包括参数和结构，也包括完全数据与不完全数据）。

表示上，概率图模型是由节点和弧构成的图，其中节点表示随机变量，而弧表示条件独立性的假设。根据弧是否有方向，可分为有向图和无向图两种。其中无向图被统称为马尔科夫网。本章研究的重点是有向图模型，它们被统称为贝叶斯网。两种图仅出于表达上的方便而作出区分，实际上完全可以进行等价的转换。下面章节中的隐马尔科夫模型虽属于马尔科夫网的一种，但在表示上我们仍使用有向图的方式。

11.2.2　条件独立性

下面我们引入一个例子，称为工厂报警案例：某电缆工厂，为了防止生产事故和盗窃，在保安部和车间主任办公室内装有报警装置，事故和盗窃都可能触发报警器。接收到报警信号后，保安部和车间主任都会打电话给厂长。一天，厂长接到保安部的电话，说厂内报警器报警，厂长想知道出现事故的概率是多大?

这个问题包含5个变量：盗窃（B）、事故（E）、接到报警（A）、接到保安部的电话（S）和接到车间主任的电话（M）；所有变量的取值均是“1”或“0”。这里各变量间的关系存在不确定性：盗窃和事故都以一定概率随机发生；它们发生后，有可能会触发报警器，也有可能不会；而接到报警后，保安部和车间主任可能会因为某些原因，如出差或在厂内巡视等，而没有接收到报警信号；也有时候，工人也会因为误操作触发报警器，导致误报。因此，上述的5个变量都是随机变量，该问题是一个非确定性的随机问题。

假设工厂厂长对这5个变量的联合概率分布P(B,E,A,S,M)是已知的（见表11.3），要计算的是接到保安部的电话（S=1）后，厂长确认厂里出现事故（E=1）的概率，即P(E=1|S=1)。


表11.3　联合概率分布

[image: 016-01]


从联合概率分布P(B,E,A,S,M)出发，先计算边缘分布：

[image: equa]


转到表11.4。


表11.4　边缘概率分布
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再按照条件概率定义，得：

[image: 016-01]


在学概率论时，我们都是这样计算条件概率分布的。但从上例可以看出，这种计算的缺陷很明显，即在求解联合概率分布时，它的复杂度极高。上例中共有5个二值随机变量，它们的联合概率分布共包含25
 -1=31个独立参数。一般地，n个二值变量的联合概率分布包含2n
 -1个独立参数。所以，联合分布的复杂度相对于变量的个数呈指数增长。当变量很多时，联合概率的获取、存储和运算都将变得十分困难。

为了解决这个问题，我们先用链式法则把联合概率分布P(B,E,A,S,M)表示为下述因子相乘的形式：

P(B,E,A,S,M)=P(B)P(E|B)P(A|B,E)P(S|B,E,A)P(M|B,E,A,S)　（公式11.1）

这一步并没有降低模型的复杂度，因为公式11.1右端的5个概率分布仍然包含同联合分布相同个数的独立参数：1+2+4+8+16=31。但是，它表示为形成联合分布的因子乘积的形式。我们有机会可以根据问题的背景知识，作出一些合理的独立性假设以降低复杂度。

回忆一下概率论中的相关概念。假如P(X|Y)=P(X)，或P(Y)=0，则称事件X和Y在P中相互独立，记为P|=(X|Y)。并且，如果分布P满足(X⊥Y)，当且仅当P(X,Y) = P(X)P(Y)。这是我们在概率论中学过的独立性的定义。

在工厂报警案例中，因为事故（E）与盗窃（B）无关，也就是说假设E与B相互独立，记为：E⊥B，那么P(E|B)=P(E)，同样P(B|E)=P(B)这样就把P(E|B)简化成了P(E)。

接下来我们进一步化简，为此引入条件独立性的概念：假设P(X|Y,Z)=P(X|Z)，或P(Y,Z)=0，则称事件X在给定事件Z上条件独立于Y，记为P|=(X⊥Y |Z)。并且，如果分布P满足(X⊥Y|Z)，当且仅当P(X,Y|Z) = P(X|Z)P(Y|Z)。

概率图模型的一个重要发现就是利用随机变量间的条件独立性将联合分布分解成多个复杂度较低的概率分布，从而降低模型表达的复杂度以提高推理效率，这就为应用概率方法解决大型问题提供了可能。

那么，保安部（S）和车间主任（M）是否打电话直接取决于他们是否接收到报警信号（A）。所以可以假设给定A时，S与B和E相互独立，记为：P(S⊥B,E|A)，那么 P(S|B,E,A)=P(S|A)。同样，给定A时，M与S、B和E都相互独立，记为：P(M⊥B,E,S|A)，那么P(M|B,E,A,S)=P(M|A)。

最后我们将这些独立假设放在一起，得到：

P(B,E,A,S,M) = P(B)P(E)P(A|B,E)P(S|A)P(M|A)　（公式11.2）

通过独立性和条件独立性的概念，我们把联合分布P(B,E,A,S,M)分解成了若干个复杂度较低的概率分布的乘积。上式右端的5个概率分布仅包含1+1+4+2+2=10个独立参数，相对于联合分布所需的31个独立参数来说，模型的复杂度得到了降低。

更一般地，考虑一个包含n个变量的联合分布P(X1
 ,…,Xn)。根据链式法则，可以把它写为：
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对于任意X，如果存在π(Xi
 )⊆{X1
 ,…,Xi-1
 }使得给定π(Xi
 )，Xi
 与{X1
 ,…,Xii1
 }中的其他变量条件独立，即

P(Xi
 |X1
 ,…,Xi-1
 )=P(Xi
 |π(Xi
 ))

那么

[image: equa]


这样就得到了联合分布的一个分解。假设对任意的均取二值的随机变量X，π(Xi
 )最多包含m个变量（m<<n）。上式右端所含的独立参数最多为n2m
 个，相对于原来确定联合分布所需的2n
 -1个参数来说，条件独立使模型得到了简化，这在变量数目n很大且m<<n时效果更为显著。

11.2.3　贝叶斯网简介

在介绍贝叶斯网之前，我们先引入有向图的几个概念。在一张有向图中，如果在节点（Node）X有一条边指向节点Y，那么就称X为Y的父节点，而Y为X的子节点。一个节点的所有父节点和子节点都称为它的邻居节点。没有父节点的节点称为根节点（Root），没有子节点的节点称为叶节点（Leaf）。一个节点的祖先节点包括其父节点及父节点的祖先节点，根节点无祖先节点。一个节点的后代节点（Descendants）包括其子节点及子节点的后代节点，而叶节点无后代节点。一个节点的非后代节点（Non-Descendants）包括所有不是其后代节点的节点。

那么，根据上例公式11.2所示的分解，我们根据随机变量的依赖和独立关系，按照以下方法来构造有向图：


	把每个变量都表示为一个节点。

	对于每个节点X，都从π(Xi
 )中的每个节点画一条有向边到Xi
 。



在工厂报警案例中，生成的有向图共有5个节点。根据上一节案例的描述，B、E节点的独立性最强，我们将其作为根节点，自顶向下<B,E,A,M,S>或<E,B,A,S,M>来构造一个贝叶斯网结构，过程如图11.3所示。
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图11.3　构造贝叶斯网模型



（1）首先把B加入空图，得到（1）。

（2）接着加入E：B和E相互独立，π(E)=φ，因此无须加边，结果是（2）。

（3）然后加入A：因为A同时依赖B和E，π(A)={B,E}，于是分别从B和E画一条到A的边，得到（3）。

（4）之后加入M：在给定A的情况下，M与B、E条件独立，所以π(M)={A}，于是从A画一条到M的边，得到（4）。

（5）最后加入S：假设给定A，S与B、E和M相互条件独立，所以π(S)={A}，于是画一条从A到S的边，得到（5）。

这样我们就构建出贝叶斯网的图形部分。如图11.3（5）所示，π(B)=π(E)=φ，B、E的独立性最强，因此将其作为根节点，P(B)和P(E)是它们的边缘分布，P(B=1)=0.01，P(B=0)=0.99；P(E=1)=0.02，P(E=0)=0.98；随机变量A依赖于B和E，我们需要计算其条件概率分布P(A|B,E)。其条件概率分布的语义为：当盗窃和事故都发生时，接到报警的概率P(A=1|B=1,E=1)=0.95；当只发生盗窃但没有发生事故时，接到报警的概率P(A=1|B=1,E=0)=0.29；当只发生事故但没有发生盗窃时，接到报警的概率P(A=1|B=0, E=1)=0.94；而当盗窃和事故都没有发生时，接到报警的概率P(A=1|B=0,E=0)=0.001……类似地，很容易可以得到M和S在A条件下的概率分布P(M|A)和P(S|A)等。

图11.4所示的有向图与这5个随机变量的条件（边缘）概率分布合在一起，就构成一个完整的贝叶斯网（Bayesian Network），它是本节中表11.3给出的联合概率分布的分解的直观表示。
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图11.4　贝叶斯网模型



贝叶斯网是一个有向无圈图，每个节点都代表一个随机变量，节点间的有向边代表变量间的依赖关系。此外，每个节点都附有一个概率分布，根节点Root（例如B、E）所附的是边缘分布P(Root)，而非根节点Node（例如S、M、E）所附的是条件概率分布P(Node|π(Node))。

因此，贝叶斯网具有定性和定量两层含义。所谓定性层面就是指贝叶斯网的图结构，它刻画了随机变量间的相互关系：依赖关系和独立关系。弧的箭头表示各个随机变量间的依赖方向，即在推理过程中的因果关系。

所谓定量层面就是指贝叶斯网中各个随机变量都附有明确的概率分布。所有分布的乘积就是贝叶斯网的联合概率分布，因此可以把贝叶斯网看作联合概率分布的一个因式分解。具体到工厂报警案例，网络中的5个随机变量<B,E,A,M,S>，如果把各变量所附的概率分布相乘就得到联合概率分布：

P(B,E,A,S,M) = P(B)P(E)P(A|B,E)P(S|A)P(M|A)

其中π(B)= π(E) =φ，P(B|π(B))就是边缘分布P(B)；P(E|π(E))就是边缘分布P(E)。

通过贝叶斯网分解联合概率分布，降低了概率模型的复杂度。更重要的是，它为概率推理提供了直观的表示。有证据表明，贝叶斯网可以作为人脑推理过程的一个表达，因为依赖和独立关系是人们日常推理的基本工具，而且人类知识的基本结构也可以用依赖图来表达。因其直观性，稍作训练，任何人都可很方便地讨论交流和建立模型。

另外，贝叶斯网使用了严格的数学语言，适合于程序处理。由于计算机的介入，贝叶斯网突破了规模的限制，极大地拓宽了应用范围。事实上，越来越多的研究领域开始采用贝叶斯网来展示问题的结构，从而使贝叶斯网的影响远远超出了不确定性推理和人工智能的范围。

11.2.4　贝叶斯网的构造

从20世纪80年代至今的三十多年，贝叶斯网是研究得最广泛的一类概率图模型。本质上，贝叶斯网反映了事物间的因果关系。但其构造是一个复杂的任务，常常需要知识工程师和领域专家的共同参与，在实践中可能需要反复交叉进行而不断完善。大量的研究使人们总结出几个基本的因果连接类型，以此简化设计贝叶斯网的条件独立性，并引入到推理机制中，如图11.5所示。
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图11.5　贝叶斯网的图结构



1. 顺连模式

顺连（Serial Connection）结构如图11.5（1）所示。我们先看其中的左侧图，假设Z未知，则X的取值会影响Z的概率分布（置信度），进而影响Y的置信度。因此，此时信息可以从X传递到Y，它们是相互关联的。我们称这种情况为X到Y的成因路径 （X→Z→Y）。

以工厂报警案例的贝叶斯网为例，如图11.5（1）所示，存在一个从盗窃（B）到报警（A）再到车间主任打电话（M）的顺连结构：B→A→M。若不知道A的状态，若被告知“发生盗窃”，则也会增加对“接到报警”的置信度，从而增加“保安部打电话”的置信度。那么直觉上，我们认为“发生盗窃”为“接到保安部电话”的原因。

如图11.5（1）的右侧图，同样Z的取值未知，X的取值可以看作Z导致的结果，由于Z受Y影响，此时可以断定X也受到Y置信度的影响，进而推断Y是导致X结果的一个证据。我们称这种情况为X到Y的证据路径（X←Z←Y）。例如，若不知道A的状态，当“接到车间主任的电话”会增加“接到报警”的置信度，从而增加“发生事故”的置信度。直觉上，我们认为“接到车间主任的电话”为“发生事故”的某种证据。

但是，若Z的取值已知，则X的取值就不会影响Z的置信度，也不会影响Y的置信度。同样，Y的取值也不会通过Z影响到X。所以，此时X和Y之间的信息通道被阻塞，信息无法在二者之间传递，也就失去了推断的意义，X和Y相互条件独立。例如，如果因故特意关闭了报警，则知道“发生盗窃”不会影响对“接到报警”的置信度，所以不会增加对“保安部打电话”的置信度。同理，知道“保安部打电话”也不会增加“发生盗窃”的置信度，因为报警器已被关闭，所以会认为车间办公室打电话是为了别的事情。所以在未知A时，B和M相互关联；而在已知A时，B和M相互条件独立。

2. 分连模式

分连（Diverging Connection）结构如图11.5（2）所示。它的语义表达是一因多果，所以置信传播的情况与顺连相似：当未知Z时，信息可以在X和Y之间传递，它们相互关联；而当Z已知时，信息不能在X和Y之间传递，因而它们相互条件独立。这种情况也称为共有原因。

以工厂报警案例的贝叶斯网为例，如图11.5所示，报警器（A）触发后，车间主任（M）和保安部（S）都可能打电话，即有分连结构：M←A→S。若接到车间主任的电话，则会增大“接到报警”的信度，从而也会进一步期望保安部的电话；反之亦然。对于一因多果的情况，在原因A未知时，多种结果之间相互关联。但如果事先知道报警器已被关掉，就不会作出这样的推理，即已知A后，M和S条件独立。

3. 汇连模式

汇连（Converging Connection）结构如图11.5（3）所示。在语义上，与分连结构恰恰相反，汇连表示的是多因一果。需要特别注意的是，在置信传播方面，它也与分连也完全相反。具体地说，在未知Z时，X和Y相互独立；而在已知Z时，X和Y却相互关联。

以工厂报警案例的贝叶斯网为例，如图11.5（3），盗窃（B）和生产事故（E）都会触发报警器（A），从而有汇连结构：E→A←B。在A未知时，B和E相互独立，得知“发生生产事故”不会改变“发生盗窃”的置信度；反之亦然。但是如果知道“接到报警”，此时B和E却相互关联了：若得知“发生生产事故”，“接到报警”就有了合理的解释，从而降低了“发生盗窃”的置信度；反过来，若得知“发生盗窃”，“接到报警”也就有了合理的解释，从而也会降低“发生事故”的置信度。这种同一结果的多个解释之间此消彼长的现象称为得释（Explain Away）。

汇连的信息通道性质可以形象地理解为：当Z未知时，源自X（或Y）的信息会从Z“漏掉”，从而无法到达Y（或X）；当Z已知时，“漏洞”被堵上，从而使信息可以在X和Y之间传递。

11.2.5　贝叶斯网的推理简介

以上这些特点，完全可以将贝叶斯网运用于非确定性的推理。在贝叶斯网中，如果已知网络结构及节点的条件独立性和相关概率分布，那么，推理问题就是查询和计算一个或几个随机变量的某种概率分布的过程因果学习。从数学上看，贝叶斯网的推理问题有三大类：后验概率问题、最大后验假设问题及最大可能解释问题。因为篇幅所限，本章不提供通用算法，仅对问题做一简单的说明，有关详细内容请参见相关的书籍资料。

1. 后验概率问题

所谓后验概率问题指的是已知贝叶斯网中某些随机变量的概率分布，计算另一些随机变量的某种后验概率分布的问题。例如，在工厂报警案例中，若接到车间主任的电话说“接到报警”，这时自然会想到“发生事故”，那么计算“发生事故”的概率就是计算P(E=1|M=1)。在此类问题中，已知的变量通常称为证据变量，记为E，它们的取值记为e；需要计算后验概率分布的变量称为查询变量，记为Q；需要计算的后验分布为P(Q|E=e)。

根据证据变量和查询变量所扮演的因果角色的不同，概率推理有以下4种不同类型。


	从结果到原因的诊断推理。例如，已知保安部打电话（S=1），计算发生盗窃的概率P(B=1|S=1)。

	从原因到结果的预测推理。例如，已知发生盗窃（B=1），计算保安部打电话的概率P(S=1|B=1)。

	在同一结果的不同原因之间的原因关联推理。例如，事故和盗窃都是导致触发报警器的原因。已知报警器触发后（A=1），对发生事故的置信度为P(E=1|A=1)。如果接着又获知发生盗窃（B=1），则对事故的置信度将变为P(E=1|A=1,B=1)。这里，由于接到报警已有了一个可能的解释，即盗窃，所以此长彼消，发生事故的置信度将会减小，即P(E=1|A=1,B=1)<P(E=1|A=1)。

	包含多种上述类型的混合推理。例如，已知保安部打电话（S=1）和发生盗窃（E=1），计算接到报警的概率P(A=1|S=1,E=1)。这里既有诊断推理，又有预测推理。在不同的应用中，可能会遇到不同类型的后验概率问题，但它们都可以用同一方法来处理。



2. 最大后验假设问题

已知证据E=e，有时会对一些变量的后验概率最大的状态组合感兴趣，这些变量称为假设变量，记之为H。H的一个状态组合称为一个假设，记为h。在所有可能的假设中，想找出后验概率最大的那个假设h*，即
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这就是最大后验假设（Maximum a Posteriori Hypothesis）问题，简称MAP问题。

3. 最大可能解释问题

在贝叶斯网中，证据E=e的一个解释（Explanation）指的是网络中全部变量的一个与E=e相一致的状态组合。有时往往最关心概率最大的那个解释，即最大可能解释（Most Probable Explanation），简称MPE。求最大可能解释的MPE问题可视为MAP问题的一个特例，即MAP中的假设变量H包含了网络中的所有非证据变量。

11.3　隐马尔科夫模型

11.3.1　概述

有了关于马尔科夫链和贝叶斯网的介绍，隐马尔科夫模型（Hidden Markov Model，HMM）就不难理解了。隐马尔科夫模型形成于20世纪60～70年代，最初在L.E. Baum 和其他一些学者发表的统计学论文中出现。自20世纪80年代以来，HMM被应用于语音识别，取得了重大成功。到了90年代，HMM被引入自然语言处理和移动通信核心技术“多用户的检测”，以及生物信息科学、故障诊断等领域，体现出了很大的价值。

隐马尔科夫模型是前文介绍的马尔科夫链的一种延伸，其难点是底层马尔科夫链的状态空间（雨天、阴天、晴天——一个预测值）不能被直接观察到，但能观察到一个显式的观测向量序列（潮湿、湿润、干燥、干旱——一个观测值），该观测向量与底层马尔科夫链的状态空间可通过一定的概率分布表现出来（跨越虚线的直线箭头）。因此，隐马尔科夫模型是一个双重随机过程——具有一定状态数的隐马尔科夫链和可观测向量的随机函数集。

我们扩展了第一节的马尔科夫链中的案例，将天气状态定义为晴天、雨天和阴天三种，长期的经验提供了天气状态的转移概率矩阵，如图11.6所示。

我们的目标仍是要预测天气，但限制条件是不能直接观测到天气的状态，需要通过一个与天气状态相关的显式状态预估。这个显式状态序列（可观测的）是空气湿润程度：潮湿、湿润、干燥、干旱4种。为此，我们建立一个隐马尔科夫模型（HMM），该模型包含两组状态集合和三组概率集合。


	隐状态：系统的（真实）状态序列，可以由一个马尔科夫过程进行描述（例如，图11.6中的天气预测），在图中分隔虚线以下的节点。

	状态转移矩阵：是隐状态空间，即马尔科夫状态空间的状态转移矩阵。

	观察状态：在这个过程中显式状态序列（例如空气的湿度），在图中分隔虚线以上的节点。

	π向量：从一个观察状态到每个隐状态的概率向量（初始概率），表示为初始时刻观察状态转换到隐状态的概率。

	混淆矩阵：也称为发射概率，包含了每个给定的观察状态转换到每个隐藏状态的概率矩阵。
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图11.6　隐马尔科夫模型结构



因此，一个隐马尔科夫模型给出以下的形式化定义。

一个隐马尔科夫模型是一个五元组（S,O, A,B）。

（1）S：一个系统在t时刻的状态空间集合 (S1
 ,S2
 ,…,Sn
 )。

（2）O：一个输出状态的集合(O1
 ,O2
 ,…,Om
 )。

（3）Ⅱ=(πi
 )：初始化概率向量。

（4）A=(aij
 )：状态转移矩阵。

（5）B=(bij
 )：混淆矩阵。


注意：
 这里t可以不表示时间。在状态转移矩阵及混淆矩阵中的每个概率都可以与时间无关，也就是说，当系统演化时，这些矩阵并不随时间改变。


对HMM来说，有如下3个重要假设。


假设1：
 马尔科夫假设（状态构成一阶马尔科夫链）。

P(Xi
 |Xi-1
 ,…,X1
 )=P(Xi
 |Xi-1
 )


假设2：
 不动性假设（状态与具体时间无关）。

P(Xi+1
 |Xi
 )=P(Xj+1
 |Xj
 )，对于任意i、j


假设3：
 输出独立性假设（输出仅与当前状态有关）。

P(O1
 ,…,OT
 |X1
 ,…,XT
 ) = ∏P(Ot
 |Xt
 )

这3个假设使隐马尔科夫模型摆脱了时域上的限制，成为一类纯粹的逻辑模型。

继续上面的例子，如同马尔科夫链和概率图模型，我们给每条弧标出对应的概率，并依据上述的数学模型给出对应的矩阵，如图11.7所示。
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图11.7　带有概率的天气预测模型



（1）S：天气系统在t时刻的状态空间集合：{晴天,阴天,雨天}。

（2）O：一个输出状态的集合：{潮湿,湿润,干燥,干旱}。

（3）初始化概率向量Ⅱ：(0.63, 0.17, 0.20)，表示一年中晴天、阴天、雨天的概率。

（4）状态转移矩阵A，如表11.5所示。


表11.5　状态转移矩阵
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（5）混淆矩阵B（发射概率），如表11.6所示。


表11.6　混淆矩阵

[image: 016-01]


上面的内容给出了一个完整的HMM模型所需的全部数据。

11.3.2　HMM推理与前向算法

天气这个例子比较常用，很多文献都用这个例子，也很容易懂，其实用来理解HMM并不恰当，但为了便于后面词性标注系统的讲解，我们继续使用这个例子。假设预测天气的人住在山洞中，或者潜水艇里，反正是在一个相对封闭的环境中，无法直接观测天气的变化。但是他身边有个湿度计（这个假设有点离谱），可以读出每天的干湿度。由于多年的观察，他还有关于干湿度的统计数据，他知道一年中晴天、阴天和雨天的总比例，也就是初始化向量，还知道每种天气间的转移概率，以及每类干湿度对应天气的发射概率。假设他观察到连续三天的显状态为(干旱,干燥,潮湿)，那么他想预测这三天的天气状况：隐状态序列。

前文介绍过，一个概率图模型的推理有三大类：后验概率问题、最大后验假设问题及最大可能解释问题，但我们没有给出通用的算法。本例的目标是计算这三天所有可能的天气状态中的最大概率，很显然，这是一个最大后验假设问题。

那么很自然，这个问题就转换为如图11.8所示的形式。
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图11.8　HMM天气预测



根据马尔科夫链的规则，预测三天的天气状况，实际上就是计算T0
 ~T2
 三天中所有路径中最大的一条。但现在多了一个显状态，以及该显状态对应隐状态的发射概率。下面我们给出前向算法的求解过程。

（1）给出这三天显状态的序列：(干旱,干燥,潮湿)。为了泛化计算，我们也给出一般化的形式：(bk1
 ,bk2
 ,…,bkr
 )。

（2）计算最初的状态。已知初始t0
 时刻的显状态为干旱，那么：

a1
 (晴天)＝0.63×0.6＝0.378

a1
 (阴天)＝0.17×0.25＝0.0425

a1
 (雨天)＝0.20×0.05＝0.01

我们形式化上述的运算如下：

a1
 (j)=π(j)bjk1


其中，bjk1
 是混淆矩阵，也称为发射概率；j代表天气状态序列；k表示空气湿度状态（观察状态）序列；π为初始化概率向量，其初始值为(0.63, 0.17, 0.20)，得到的a1
 (j)是第一天的状态转移概率。

然后，我们计算最大概率下的天气状态：[image: equa]
 。很显然，最大概率下的天气状态为a1
 (晴天)，最大概率为0.378。

（3）计算第二天的状态转移概率。因为后一天状态由前一天来决定（马尔科夫性），同时第二天的转移概率也受第二天的显状态影响。与第一天相似，使用已经得到的a1
 (j)，以及显状态——干燥的发生概率，a2
 (j)的计算过程如下（见图11.9）：

a2
 (晴天) = (0.378×0.5＋0.0425×0.25＋0.01×0.25)×0.2= 0.040 425

a2
 (阴天) = (0.378×0.375＋0.0425×0.125＋0.01×0. 375)×0.25= 0.037 703 125

a2
 (雨天) = (0.378×0.125＋0.0425×0. 625＋0.01×0. 375)×0.1= 0.007 756 25


注意：
 这里每个a2
 (j)都来自三个a1
 (j)。


我们形式化上述的运算如下：

[image: equa]


[image: 015-01]
图11.9　a2
 (晴天)计算



其中，bjkt+1
 是t+1时刻的混淆矩阵，也称为发射概率；j代表天气状态序列；k表示空气湿度状态（观察状态）序列；得到的at
 (j)是当前时间的状态转移概率，那么t+1指的是下一时刻，aij
 是隐状态的转移概率。

同样，我们计算最大概率下的天气状态：[image: equa]
 。最大概率下的天气状态为a2
 (晴天)，最大概率为0.040 425。

（4）计算第三天的状态转移概率。同样，第三天的状态由前一天来决定，同时第三天的转移概率也受前一天的显状态影响。与第二天的计算公式相同，使用已经得到的a2
 (j)，以及显状态——潮湿的发生概率，a3
 (j)的计算过程如下：

a3
 (晴天) = (0.040 425×0.5+0.037 703 125×0.25+0.007 756 25×0.25)×0.05= 0.001 578 867 187 5

a3
 (阴天) = (0.040 425×0.375+0.037 703 125×0.125+0.007 756 25×0.375)×0.25= 0.00569521484375

a3
 (雨天) = (0.040 425×0.125+0.037 703 125×0. 625+0.00775625×0.375)×0.5= 0.015 763 085 937 5

运算公式与第（3）步相同：[image: equa]
 。同样，最大概率下的天气状态为a3
 (雨天)，最大概率为0.015 763 085 937 5。

至此，我们得到HMM上的全部概率，如图11.10所示。

[image: 015-01]
图11.10　HMM概率计算



（5）根据输出概率得到每天的最大概率值。

如图11.11所示，根据红色路径的指向，我们得到最终的推理结果为：晴天→晴天→雨天。

[image: 015-01]
图11.11　计算完成后的HMM



下面我们给出算法代码。


　　# -*- coding: utf-8 -*-
　　# Filename : hmm.py
　　from numpy import *
　　startP = mat([0.63,0.17,0.20])                        # 起始概率
　　# 状态转移概率
　　stateP = mat([[0.5,0.25,0.25],[0.375,0.125,0.375],[0.125,0.675,0.375]])  
　　emitP = mat([[0.6,0.20,0.05],[0.25,0.25,0.25],[0.05,0.10,0.50]])# 发射（混合）概率
　　
　　state1Emit = multiply(startP,emitP[:,0].T)    # 计算概率：干旱→干燥→潮湿
　　print state1Emit
　　print "argmax:",state1Emit.argmax() 
　　# 计算干燥的概率
　　state2Emit = stateP*state1Emit.T
　　state2Emit = multiply(state2Emit,emitP[:,1])
　　print state2Emit.T
　　print "argmax:",state2Emit.argmax()   
　　# 计算潮湿的概率
　　state3Emit = stateP*state2Emit
　　state3Emit = multiply(state3Emit,emitP[:,2])
　　print state3Emit.T    
　　print "argmax:",state3Emit.argmax()



输出结果如下。


　　[[ 0.378   0.0425  0.01  ]]
　　argmax: 0
　　[[ 0.040425    0.03770312  0.00796875]]
　　argmax: 0
　　[[ 0.00158152  0.00571514  0.01674551]]
　　argmax: 2



很显然，随着矩阵的规模逐步增大，算法的计算量是灾难性的。下面我们思考如何简化计算过程。

11.3.3　Vertibi算法原理

根据图11.11，我们发现HMM的计算结果呈现出以下的规律性：


	最优路径是由网络中概率最大的节点构成的一条路径。

	初始状态矩阵Ⅱ和t0
 时刻的转移概率决定了第一天天气状态的所有概率。但是，对后续各天气状态产生决定影响的只有最大概率下的天气状态：[image: equa]
 。

	之后的每一天都是如此，t+1时刻的概率同时受到t时刻的转移概率和当天的显状态影响。但是只有最大概率下的天气状态才对后续状态产生决定性的影响：[image: equa]
 。



定义δ(i,t)为所有序列中在t时刻以状态i终止时的最大概率。当然它所对应的那条路径就称为部分最优路径。δ(i,t)对于每个i、t都是存在的。这样我们就可以顺藤摸瓜，在序列的最后一个状态找到整个序列的最优路径。

（1）最初状态的计算与前面相同。

δ(晴天,1)＝0.63×0.6＝0.378

δ(阴天,1)＝0.17×0.25＝0.0425

δ(雨天,1)＝0.20×0.05＝0.01

然后，我们计算最大概率下的天气状态[image: equa]
 ，计算结果为δ(晴天,1)=0.378。

（2）计算第二天的状态转移概率：[image: equa]
 。

δ(晴天,2) = max(0.378×0.5, 0.0425×0.25, 0.01×0.25)×0.2 = 0.0378

δ(阴天,2) = max(0.378×0.375,0.0425×0.125,0.01×0. 375)×0.25 = 0.035 437 5

δ(雨天,2) = max(0.378×0.125,0.0425×0. 625,0.01×0. 375)×0.1 = 0.004 725

同样，我们计算最大概率下的天气状态[image: equa]
 ，计算结果为δ(晴天,2)=0.0378。

（3）计算第三天的状态转移概率。

δ(晴天,3) = max (0.0378×0.5, 0.035 437 5×0.25, 0.004 725×0.25)×0.05=0.000 945

δ(阴天,3) = max (0.0378×0.375, 0.035 437 5×0.125, 0.004 725×0.375)×0.25= 0.003 543 75

δ(雨天,3) = max (0.0378×0.125, 0.035 437 5×0.625, 0.004 725×0.375)×0.5= 0.011 074 218 75

我们计算最大概率下的天气状态转移概率δ(雨天,3)=0.011 074 218 75。

根据计算结果形成最优路径，如图11.12所示。

[image: 015-01]
图11.12　Vertibi计算结果



11.3.4　Vertibi算法实现

Vertibi算法的Python实现代码如下。


　　def viterbi(obs, states, start_p, trans_p, emit_p):
　　      """ 
　　      :obs:观测序列
　　      :states:隐状态
　　      :start_p:初始概率（隐状态）
　　      :trans_p:转移概率（隐状态）
　　      :emit_p: 发射概率（隐状态表现为显状态的概率）     
　　      """
　　      V = [{}]                        # 路径概率表 V[时间][隐状态] = 概率
　　      for y in states:                # 初始化初始状态 (t == 0)
　　              V[0][y] = start_p[y] * emit_p[y][obs[0]]        
　　      for t in xrange(1, len(obs)):    # 对 t > 0 跑一遍维特比算法
　　              V.append({})
　　              for y in states: 
　　              # 概率 隐状态 = 前状态是y0的概率×y0转移到y的概率×y表现为当前状态的概率  
　　                      V[t][y] = max([(V[t-1][y0] * trans_p[y0][y] * emit_p[y][obs[t]]) for y0 in states])             result = []
　　      for vector in V:        
　　              temp={}
　　              temp[vector.keys()[argmax(vector.values())]]=max(vector.values())
　　              result.append(temp)
　　      return result



11.3.5　执行并输出结果

根据上面案例提供的数据，执行Vertibi算法主程序。


　　# -*- coding: UTF-8 -*-
　　from numpy import *
　　
　　states = ('Sunny','Cloudy','Rainy')
　　obs = ('dry','dryish','soggy')
　　start_p = {'Sunny':0.63,'Cloudy':0.17,'Rainy':0.20}
　　trans_p = {
　　    'Sunny' : {'Sunny': 0.5,'Cloudy':0.375,'Rainy':0.125},
　　    'Cloudy': {'Sunny': 0.25,'Cloudy':0.125,'Rainy':0.625},
　　    'Rainy' : {'Sunny': 0.25,'Cloudy':0.375,'Rainy':0.375},
　　    }
　　
　　emit_p = {
　　    'Sunny' : {'dry':0.60,'dryish':0.20,'soggy':0.05},
　　    'Cloudy': {'dry':0.25,'dryish':0.25,'soggy':0.25},        
　　    'Rainy' : {'dry':0.05,'dryish':0.10,'soggy':0.50},
　　}
　　print viterbi(obs,states, start_p, trans_p, emit_p)



执行结果如下。


　　 [{'Sunny': 0.378}, {'Sunny': 0.0378}, {'Rainy': 0.01107421875}]



该结果与手工计算结果相同。

11.4　词性标注系统

作为本书的最后一节，我们引入稍微复杂的例子——自然语言处理中的词性标注系统。我们在小学的语文课程中就学过词和词性的概念。我们知道，词性是词的语法特征，也是一种语法分析的标注，它表征了词的句法功能和形态变化。这一点在英文中尤其明显，因为不同词性对应着不同的时态和语态规范，一个词的形态变化（如英文中的“ex-”、“pre-”、“-tion”、“-ness”、“-ful”、“-ly”）必须符合相应的词性规则。

在汉语中没有明确关于时态的差异，也没有词的形态变化，所以汉语和英语间的词性虽然都表征了句子的成分，但是它们之间还是有差距的。有过编撰双语词典经验的读者很容易理解这一点，双语词典中的中文词性和英文词性都是独立编写的，它们之间的关系不是对称的。不过，中文词性的辨别也是有迹可循的，它强烈地受到语义情境（上下文）的影响。中文词汇的词性与它搭配的词汇，以及该词汇的词性密切相关。不同句子的词汇搭配不同，其词性可能也会相应地有所不同。

11.4.1　语料库与词性资源

自然语言处理的基础资源是要建立一个庞大的标注语料库，该语料库能够反映绝大多数的语言现象。我国第一个大型的现代汉语标注语料库是由北京大学计算语言学研究所和日本富士通公司合作建立的《人民日报》标注语料库。该语料库取自1998年全年的《人民日报》，共约2700万字，到2003年又扩充到3500万字。这个语料库加工的项目有词语切分和词性标注，还有专有名词（人名、地名、团体机构名称等）标注、语素子类标注、动词、形容词的特殊用法标注和短语型标注，是目前信息规模最大、正确率最高、信息最完整的语料资源。有关此语料库的分词和词性标注部分可从http://www.threedweb.cn/thread-1319-1-1.html下载。本案例所使用的词性标注规范和相关资源可从http://www.threedweb.cn/thread-164-1-1.html和http://www.threedweb.cn/thread-196-1-1.html下载。

现在，我们不去考虑语言学中词性分类方面的差异性，仅简单地将常用的词性分为如表11.7所示的种类。


表11.7　词性与词性标注

[image: 016-01]


表11.7中的每个标签都表达了一种词性，编号栏是指该词性在词典中的编号。此表相当于隐马尔科夫模型的一个隐状态的集合，该集合共有28个标签。

接下来，我们建立一个词典，这个词典来自http://www.threedweb.cn/thread-164-1-1.html中的词典coreDict.txt，该词典保存着绝大多数的常用词，以及每个词对应的词性和词频（某个词作为某种词性在语料库中出现的次数）。因为一个词可以有多个词性，所以词条可以有重复。我们截取了coreDict.txt中的部分词，将其编辑。

表11.8列出了词典的格式及部分词典数据，可以查询出句子中出现的某个词的词性，以及该词性对应的词频信息。在汉语中，中文词（字）常有多个词性，词性根据上下文的不同而有所不同。我们把表11.8中的词典作为发射概率矩阵。其中词典中的每个词汇相当于隐马尔科夫模型的显式状态，第二列的词性作为显状态与隐状态（词性标签）的对应关系，词频字段相当于概率。通过归一化就可以把词频变为0~1之间的概率值。


表11.8　词典与词性标注（部分）

[image: 016-01]


接下来，根据隐马尔科夫模型的要求，如果将词性作为隐状态，那么还需要一个隐状态间的转移矩阵，以及词性的初始概率向量。同样，我们从语料库中学习出词性（隐状态）的转移矩阵及初始概率向量。这部分信息可以从http://www.threedweb.cn/thread-196-1-1.html的《ICTCLAS源码解析_词性标注》中下载。信息位于文章的附录中，因为表格过大，我们转换为列表的形式，下面给出样表，如表11.9所示。


表11.9　词性标注转移概率矩阵和初始概率（部分）

[image: 016-01]


表11.9左侧列包含两部分内容：词性编号对应一个具体的词性名称（见表11.7）；总词频表示该词性在语料库中出现的总次数，这个数据作为隐马尔科夫模型的初始概率。表11.9的右侧列是左侧词性在T+1时刻对应的词性列表，“[]”内是词性编号，右侧数字是该词性出现的词频。

表11.7、表11.8、表11.9共同构成了完整的词性标注的隐马尔科夫模型。

11.4.2　手工计算

下面我们以手工计算的方式完成一个简单句子的词性标注计算。首先引入一个例句：“把这篇报道修改一下。”

这个例句很简单，仅有10个字（含标点符号）。但在做词性标注之前要先对例句进行分词。这里仍旧采用结巴分词工具（https://github.com/fxsjy/jieba）。但有所不同的是，我们使用含词性标注的分词模式，现阶段仅进行分词。


　　# -*- coding: utf-8 -*-
　　import sys  
　　import jieba.posseg as pseg                           # 含词性标注的分词器
　　
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　
　　seg_list = pseg.cut("把这篇报道修改一下。")           # 默认是精确模式
　　
　　for word in seg_list:
　　      print word.word," ",



输出结果如下。


　　把   这   篇   报道   修改   一下   。



从输出结果可见，结巴分词结果正确。我们把上述的7个词看作一个显式状态序列，并查询http://www.threedweb.cn/thread-164-1-1.html中的词典coreDict.txt，构建出隐马尔科夫网络。

如图11.13所示，查询词典可知：

（1）“把”词含有p、n、p、q、v 5种词性。

（2）“这”词仅包含一种词性r。

（3）“篇”词仅包含一种词性q。

（4）“报道”词包含n、v两种词性。

（5）“修改”词仅包含一种词性v。

（6）“一下”词包含d、m两种词性。

（7）“。”是标点符号，包含一种词性wp。

[image: 015-01]
图11.13　例句词性的隐马尔科夫模型



根据句子中出现的所有词性，从http://www.threedweb.cn/thread-196-1-1.html的《ICTCLAS源码解析_词性标注》中统计出这些词性的总词频作为初始矩阵的频率和归一化参数，为最终词性的初始概率矩阵提供必要的信息，如表11.10所示。


表11.10　计算例句中词性的初始次数

[image: 016-01]


根据表11.10得到总词频数为780049。

然后从《ICTCLAS源码解析_词性标注》中统计出这些词性的状态转移矩阵（词频），其中归一化参数为每个词的词频总数，如表11.11所示。


表11.11　计算例句中词性的状态转移词频矩阵

[image: 016-01]


接下来，完成最后一步：计算每个词性的转移概率。根据Vertibi算法，只要选取最大概率下的那个词性即为预测结果。

（1）计算“把”词的最大局部概率。

δ(m,1) = a(m->r)×b(r) = (50/41036) ×(32367/780049) = 5.0557e-05

δ(n,1) = a(n->r)×b(r) = (1503/237124) ×(32367/780049) = 0.000263

δ(p,1) = a(p-> r)×b(r) = (4177/39906) ×(32367/780049) = 0.004343

δ(q,1) = a(q->r)×b(r) = (133/24236) ×(32367 /780049) = 0.0002277

δ(v,1) = a(v->r) ×b(r) = (7086/184620) ×(32367/ 780049) =0.001593

最大概率：0.004343；预测词性：p。

（2）“这”词仅对应一个词性，无须计算，预测词性为r。

（3）“篇”词仅对应一个词性，无须计算，预测词性为q。

（4）计算“报道”词的最大局部概率。

δ(q,3) = a(q->n) ×b(n) = (7933/237124) ×(237124/780049)=0.01017

δ(q,3) = a(q->v) ×b(v) = (2172/184620) ×(184620/780049) =0.00278

最大概率：0.01017；预测词性：n。

（5）“修改”词仅对应一个词性，无须计算，预测词性为v。

（6）计算“一下”词的最大局部概率。

δ(v,5) = a(v->d)×b(d) = (4988/47714) ×(47714/780049) = 0.00639

δ(v,5) = a(v->m)×b(m) = (10903/41036) ×(41036/780049) = 0.0140

最大概率：0.0140；预测词性：m。

（7）“。”标点符号的词性均为wp。

根据计算结果，形成最优路径，如图11.14所示。

[image: 015-01]
图11.14　Vertibi计算后的最优路径与相应的词性标注



11.4.3　结果验证

下面我们使用结巴分词工具验证手工计算的词性标注结果。


　　# -*- coding: utf-8 -*-
　　#encoding=utf-8
　　
　　import sys  
　　import jieba.posseg as pseg 
　　reload(sys)
　　sys.setdefaultencoding('utf-8')
　　
　　seg_list = pseg.cut("把这篇报道修改一下。")  # 带词性模式
　　
　　for word in seg_list:
　　      print word.word," ",word.flag



执行结果如下。


　　把   p
　　这   r
　　篇   q
　　报道   v
　　修改   v
　　一下   m
　　。   x



结巴分词工具的输出结果与手工计算结果相同。这里标点符号都被定义为非语义成分。

11.5　结语

本章从随机过程开始，以天气预报为例，介绍了马尔科夫链的基本概念和算法，揭示出系统运动的一般性规律——马尔科夫性：在已知系统当前状态的条件下，它未来的演变不依赖于过去的演变。

接下来，我们引入非确定性推理的理论——概率图模型，并介绍了概率图模型的3个重要组成部分：表示、推理和学习。此外还介绍了概率图模型中一种重要的有向图模型——贝叶斯网。首先，我们通过一个案例，引入了条件独立性的概念。条件独立性简化了多元随机变量的联合概率分布的计算，并由此构建出贝叶斯网模型。大量的研究发现，贝叶斯网模型与人类思维的推理过程相一致。之后，我们分析了贝叶斯网对于因果推理、证据推理、一因多果和多因一果几种情况的设计模型，以及几种推理的基本概念。

有了上面这些基础理论，我们正式进入主题——隐马尔科夫模型。首先给出马尔科夫模型的意义和应用场景。之后，我们扩展了天气预报的案例，并给出其在数学上形式化的表达——一个五元组（S，O，Ⅱ，A，B
 ）。然后我们分别以手工方式和代码方式实现了前向算法，并提出该算法在规模计算上的局限性。为了解决这个问题，我们分析了求取最优路径的规律，并分别以手工和代码的方式实现了Vertibi算法。

最后，我们介绍了隐马尔科夫模型的一个重要应用——自然语言处理中的词性标注系统。首先介绍了语料库资源和词性标注所需的词典、词性表等五元组（S，O，Ⅱ，A，B
 ）所需的数据资源。然后，我们以一个句子为例，手工计算出句子的词性标注结果，并使用结巴分词工具验证了词性标注结果的准确性。
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1.9. Naive Bayes{

Naive Bayes methods are a set of supervised learning algorithms based on applying Bayes' theorem with the “naive”
assumption of independence between every pair of features. Given a class variable ¥ and a dependent feature vector 1
through I, Bayes' theorem states the following relationship:

Ply| Bry000Zn)=

Using the naive independence assumption that
P(zily, 1, ..., ZTi1, Tit1, . . ., Tn) = P(zily),
for all 4. this relationship is simplified to

_ PO, Pl ] y)

Py | Bryasisa) Pl o)

since P(zy,...,T,) s constant given the input, we can use the following classification rule

Py | ;.

ea) o P [ Ples | 9)
=1
4
§ = argmax P(y) HP(L [ 9),

and we can use Maximum A Posteriori (MAP) estimation to estimate P(y) and P(z; ‘ y): the former is then the relative
frequency of class ¥ in the training set.

The different naive Bayes classifiers differ mainly by the assumptions they make regarding the distribution of P(I, ‘ y)
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Attributes: class_prior_: array. shape (n_classes.)
probability of each class
class_count_: array, shape (n_classes.)
number of training samples observed in each class
theta_: array, shape (n_classes, n_features)
mean of each feature per class
sigma_ - array, shape (n_classes. n_features)

variance of each feature per class






OEBPS/Image00186.jpg





OEBPS/Image00307.jpg
i 1 uldk

uld

1 oldk





OEBPS/Image00425.jpg





OEBPS/Image00064.jpg
1.9.1. Gaussian Naive Bayes |

GaussianNB implements the Gaussian Naive Bayes algorithm for classification. The likelihood of the features is assumed to
be Gaussian

. 2
Pl = e (-t

270, i

The parameters Oy and My are estimated using maximun likelinood

>>> from sklearn import datasets

>>> iris = datasets.load_iris()

>>> from sklearn.naive_bayes import Gaussianhg

>>> gnb = GaussianNg()

>>> y_pred = gnb.fit(iris.data, iris.target).predict(iris.data)

>>> print("Number of mislabeled points out of a total %d points : %d"
% (iris.data.shape[@], (iris.target != y_pred).sum()))

Nunber of mislabeled points out of a total 158 points : 6
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Examples using sklearn. naive_bayes. GaussianNB
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Methods

£it(X,y) Fit Gaussian Naive Bayes according to X, y
get_parans([deep]) Get parameters for this estimator

partial_fit(X y[. classes]) Incremental fit on a batch of samples.

predict(X) Perform classification on an array of test vectors X
predict_log_proba(X) Return log-probability estimates for the test vector X
predict_proba(X) Return probability estimates for the test vector X.

score(X, y[. sample_weight]) Returns the mean accuracy on the given test data and labels
set_params(“params) Set the parameters of this estimator
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epoch 984, minibatch 2500/2500, validation error 1.700000 %
epoch 985. minibatch 2500/2500. validation error 1.700000 %
epoch 986, minibatch 2500/2500, validation error 1.700000 %
epoch 987, minibatch 2500/2500, validation error 1.700080 %
opoch 988, minibatch 2500/2500, validation orror 1.700000 %
epoch 989, minibatch 2500/2500, validation error 1.700000 %
epoch 990, minibatch 2500/2500, validation error 1.700600 %
epoch 991, minibatch 2500/2500, validation error 1.700000 %
epoch 992, minibatch 2500/2500. validation error 1.700000 %
epoch 993, minibatch 2500/2500, validation error 1.700000 %
epoch 994, minibatch 2500/2500, validation error 1.700080 %
epoch 995, minibatch 2500/2500, validation error 1.700000 %
epoch 996, minibatch 2500/2500, validation error 1.700000 %
epoch 997, minibatch 2580/2500, validation error 1.700600 %
epoch 998, minibatch 2500/2500, validation error 1.700000 %
epoch 999, minibatch 2500/2500. validation error 1.700000 %
epoch 1000, minibatch 2500/2500, validation error 1.700000 %
Optimization complete. Best validation score of 1.698000 % obtained at iteration|
2367500, with test performance 1.656000 %

The code for file mlp.py ran for 82.92m
D:\WorkSpace\python\deeplearning> B
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training @ iter = 19300
epoch 194, minibatch 100/100, validation error 0.920000 %
training @ iter = 19400
lepoch 195, minibatch 180/100, validation error 8.920000 %
training @ iter = 13500
lepoch 196, minibatch 100/100, validation error 6.920000 7
training @ iter = 12600
epoch 197, minibatch 100/100, validation error ©.920000 7%
training @ iter : 19700
epoch 198, minibatch 100/100, validation error ©.910000 %
epoch 198, minibatch 106/10@, test error of best model 0.920000 %
training @ iter 19800
epoch 199, minibatch 100/160. validation error ©.910800 %
training @ iter : 19900
epoch 200, minibatch 100/100, validation error .910800 %
optinization conplete
Best validation score of 0.910008 % obtained at iteration 19800, with test perfo
rmance 8920080 %
The code for file conuolutional_mlp.py ran for 43.52m

D: \WorkSpace\python\deeplearning>,
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D:\Anaconda>cd scripts

D: \Anaconda\Scripts>pip install Theano,
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55 ERA: C:\Findows\systens?)

D: \Anaconda>conda install mingw

Fetching package metadata

Soluing package specifications

Package plan for installation in environment D:\Anaconda

The following packages will be downloaded:

package 1 build

2 - 2
conda-enu-2.2.2 1 py27_0 61 KB
pyyanl-3.11 1 pu27_1 167 KB
setuptools-17.1.1 1 py27_0 646 KB
conda-3.14.0 |

py27_0 212 kB

Total 1.1 M8

The following packages will be UPDATED:

conda: 3.13.0-py27_0 --> 3.14.0-py27 0
conda-enu: 2.2.1-py27_6 --> 2.2.2-py27_0
pyyanl: 3.11-py27.0  --> 3.11-py27_1

sotuptoole: 17.0-py27.0  ==> 17.1.1-py27_0

Proceed ([yl/n)?
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