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丛书总序

教材建设是大学人才培养和知识传授的重要组成部分。对管理教育而言，教材建设尤为重要，一流的商学院不仅要有一流的师资力量、一流的生源、一流的教学管理水平，而且必须使用一流的教科书。一流的管理类教科书必须满足以下标准：第一，能把所在领域的基础知识以全面、系统的方式和与读者友好的语言呈献给读者；第二，必须有时代感，能把学科前沿的研究成果囊括进去；第三，必须做到理论和实务（包括案例分析）相结合，有很强的实用性；第四，能够启发学生思考现实的管理问题，培养他们分析问题和解决问题的能力；第五，可以作为研究人员和管理人士的工具书。

中国的管理教育是伴随改革开放而产生的。真正意义上的管理教育在中国不过十多年的历史，但巨大的市场需求使得管理教育成为中国高等教育各学科中发展最快的领域，管理类教科书市场异常繁荣。但总体而言，目前国内市场上管理类教科书的水平仍不能令人满意。国内教科书作者大多数在所涉及领域并没有真正的原创性研究和学术贡献，所撰写的教科书普遍停留在对国外教科书的内容进行中国式排列组合的水平上；国外引进的原版教科书虽然具有学术上的先进性，但由于其写作背景是外国的管理实践和制度安排，案例也都是取自于西方发达国家，对中国读者而言，总有一种隔靴搔痒的感觉。如何写出一流的中国版的管理类教材，是中国管理教育发展面临的重要任务。

北京大学光华管理学院一直重视教材建设工作。1999年夏，我们曾与经济科学出版社签约，以每本20万元的稿酬，向全国征集MBA教科书作者。这个计划公布之后，我们收到了十几本教科书的写作方案。遗憾的是，经专家委员会评审，没有一本可以达到我们所期望的水平。究其原因，主要是当时中国管理学院的教授、学者大多数并没有真正从事有关中国商业实践、管理实践的理论性和实证性研究。我们得出的结论是：没有一流的学者，没有一流的学术研究成果，就不可能写出一流的教科书。国外有大量优秀的教科书，这些教科书都是成千上万的优秀学者在对每一个具体的管理问题进行出类拔萃的研究的基础上写成的，是学术研究的结晶。国内学者如果没有研究的积累，要写出包含中国管理实践的好的教科书是不可能的。所以，我们果断地中断了这个计划。

自1999年以来，师资队伍的建设成为光华管理学院工作的重中之重，除了通过出国培训、合作研究等方式提升原有教师的水平外，我们还从国内外引进了六十多位优秀的新教师，使得光华管理学院成为真正与国际接轨的研究型商学院。我们的绝大多数教师不仅受过良好的科学研究训练，具有很好的理论素养，而且潜心于中国管理实践的研究和教学。不少教师已在国际一流的学术刊物上发表论文，受到国际同行的关注。

今天，我们有充分的信心向社会呈献一套由光华管理学院教师撰写的优秀的管理类系列教科书。本系列教材包括“应用经济学”、“金融学”、“会计学”、“市场营销学”、“战略管理”、“组织管理”、“管理科学与工程”和“信息系统管理”等子系列，涵盖管理学院教学的各个层面。这些教科书都是作者在光华管理学院多次授课的讲义的基础上反复修改写成的，经受过课堂实践的考验。

当然，我们深知，优秀教材的建设是一项长期的任务，不可能一蹴而就，也不是一个学院所能独立完成的，需要所有管理学院的通力合作。我们欢迎兄弟院校的师生和广大读者对教材提出批评和建议，以便我们不断改进。

让众多的没有机会进入光华管理学院的读者分享我们的课堂内容，是我们的荣幸，更是我们的责任。我们将以开放的姿态和与时俱进的精神为管理学教育的发展而努力，将更多更高水平的教材奉献给广大读者！





张维迎

北京大学光华管理学院

2005年7月11日　


序

近年来，数据挖掘在诸多领域得到了广泛应用。不论是海关、税务等政府部门，还是金融、电信、医疗等行业，将数据管理起来、活用起来，都能获取巨大的直接回报和间接效益。因此，数据挖掘的知识值得进行广泛传播。

2004年春季我第一次开设“数据挖掘与应用”课程时，搜寻了关于数据挖掘的各种专著和教材，却找不到一本我理想中的教材。在我看来，有些书介绍了数据挖掘的某些应用，却没有深入探讨背后的方法；而另一些书又过于技术化，讲了很多方法的细节，却没有和应用有机地结合起来。我面对的学生有一定量化背景，但理论上不要求特别深。我希望给他们讲授实际能够运用的数据挖掘的体系、对各种数据挖掘方法的直觉理解以及它们的有机应用；同时，我又希望保持一定的严谨性，为学生对这些方法的理解和运用提供坚实的基础。此外，我还希望与某种主要软件结合起来讲授，使得学生能够边学边用，加强学习效果。由于一些机缘，当时选择了SAS软件。

经过数年的摸索、与学生的互动以及不断改进，终于完成了这本书，满足了我所设想的多重目的，在课堂上试用时也达到较好的教学效果。我希望这本书能为更多老师和学生服务，也能为更多对数据挖掘感兴趣的人服务。

在此，我要感谢所有选修了北京大学光华管理学院“数据挖掘与应用”课程的同学，他们的学习热情和宝贵的反馈意见使本书得以逐渐成型。我还要特别感谢孙鹏、李娜和魏巍同学，他们帮助我进行了重要的资料整理工作；也感谢罗荣华同学帮助我校对了部分书稿。

谨以此书献给我的父母，他们给了我生命，也不断地给予我关怀和鼓励。





张俊妮

2009年4月7日

于北大燕园


第一章　数据挖掘概述

■什么是数据挖掘

■数据挖掘的应用

■数据挖掘方法论





1.1　什么是数据挖掘

任何一个组织（政府部门、企业、学校等）在决策与运营活动中都会积累丰富的经验，同时也面临着在不断变化的环境下做出快速而正确决策的挑战。数据挖掘方法首先把组织所积累的经验转换为可度量的数据，对其进行分析后，提炼出对运营管理有指导意义的新知识，进一步改进决策、改善运营活动（见图1.1）。这是一个持续改进的过程，决策经营活动不断积累新的经验、新的数据，使用数据挖掘方法分析新的数据后不断产生新的知识，不断地促进决策与经营活动的改进和完善。Berry和Linoff（2000）将数据挖掘定义为对大量数据进行探索和分析、以便发现有意义的模式和规则的过程。
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图1.1　数据挖掘与决策和运营活动

1.2　数据挖掘的应用

数据挖掘在很多领域都得到了广泛应用，以客户为导向的应用有市场篮分析、获取客户、客户细分、客户保持、交叉销售、向上销售、客户终身价值分析等，以运营为导向的应用有盈利分析、定价、欺诈发现、风险评估、雇员流失分析、生产效率分析等。下面我们从几个具体的案例来看数据挖掘的应用。


案例一：银行业
 ［摘自Kudyba（2004）］



［应用一］　企业贷款信用风险


在给企业贷款时，银行不可避免地面临着信用风险，这种风险可以通过两类指标来刻画：一是企业贷款违约的概率，二是一旦企业违约所带来的损失。如果能够很好地预测信用风险，银行能够根据信用风险的大小，基于自身的风险偏好选择客户群体，为不同的客户提供不同的贷款产品或不同的贷款利率。

对违约事件进行预测可能存在两类错误，第一类错误将实际会违约的企业判断为不违约者，这会产生大量的信用损失（贷款的本金、利息等）；第二类错误将实际不会违约的企业判断为违约者，这会导致银行失去潜在的业务和盈利机会。最大限度地减少这两类错误，将会为银行带来可观的收益。

在20世纪90年代早期美国经历经济衰退之前，大多数美国银行及穆迪、标准普尔等风险分析仲裁机构的决策依赖于信贷人员、信用调查分析人员等的专家意见，很少使用基于统计方法的风险分析。在这次危机之后，美国银行开始重视如何更加一致地诠释并管理风险。他们的解决办法是使用数据仓库和数据挖掘技术，对大量数据进行收集、存储和维护，应用高级建模方法对信用风险进行建模，并对所使用的模型进行经常性的监测和修正。巴塞尔协议就特别强调银行内部的信用风险管理，因此，很多银行都使用内部的历史数据和现代统计技术，建立了内部评级模型。

以花旗银行为例。它收集了反映企业财务状况的年度财务报表、企业所处行业的总体情况、企业的市场地位、企业管理质量、企业管理层的风险偏好、审计报告的质量、企业开业时间、企业作为花旗银行客户的时间等信息。在收集这些信息时，重点关注违约行为的确认，以及有违约行为的企业在违约之前的各种信息。

数据中存在的自相矛盾和错误会导致任何建模努力付诸东流，所以花旗银行对所收集的数据进行了大量的清理工作。因为数据发生的频率比较低，例如财务报表多为年度数据，所以每一个数据点都是有价值的，需要尽一切努力保证数据的准确性，并尽可能少地丢弃数据。数据清理需要自动过程与手动过程的有机结合，例如，需要详细验看资产负债表是否平衡、违约日期能否确定等。根据这些数据，花旗银行建立了分地区、分行业的一系列模型来预测风险类别，每一个风险类别都与一定范围的违约概率相联系。

模型建立后，还需要验证模型的预测是否准确。对信用风险模型最重要的验证是通过收集实际违约企业的数据实现的，需要查验模型是否将实际信用水平低的企业归入风险比较高的类别，模型预测为高风险的企业中是否实际违约率更高。随着时间的推移，由于行业环境变化等因素，模型验证时会发现现有信用风险模型的性能逐步下降，所以还需要及时对模型进行更新。这时，可以将新的企业的数据加入建模数据集，同时将时间过长的数据从建模数据集中去除，根据新的数据集更新模型。


［应用二］　信用卡


信用卡行业中有大量的数据。持有信用卡的客户每次购买都会留下购买时间、金额、商店的类型、地点等信息；银行有关于客户其他银行账户活动的各种信息；银行还有可能获取来自外部的另外一些信息，如客户人口信息、生活方式等。数据仓库和数据挖掘对信用卡行业而言至关重要，数据分析和营销活动不间断地在各方面相互影响。


●　客户拓展
 。目标群体既可以是目前还未拥有该银行信用卡的潜在客户，也可以是现有客户（提供第二张或第三张信用卡）。统计模型能够预测目标群体中接受概率比较高的人，从而能够帮助策划成功的客户拓展活动。



●　客户保留
 。保留现有客户是最廉价的拓展方式，当市场趋于饱和时，这种方式尤其凸显其重要性。数据挖掘方法能够分析曾经注销过信用卡的客户的特征，在下一次客户拓展活动中，可以事先确认具有类似特征的客户，针对他们设计特定的项目来保留他们。



●　交叉销售
 。将产品出售给现有客户要比出售给新客户更有可能盈利，因为关于现有客户已经收集到高质量的信息，而且现有客户已经展现了一定的忠诚度。交叉销售可能涉及银行的各类金融产品，银行也有可能销售其他金融机构（如保险公司）或非金融机构（如旅行社）的产品。数据挖掘方法能够帮助分析应该通过哪些销售方式联系哪些现有客户，从而产生丰厚的交叉销售的利润。交叉销售活动及其结果又能给消费者数据库增添更多的信息，为下一次营销活动提供更有价值的帮助。



●　增加长期价值
 。可以将关于一个客户的所有账户（存储账户、投资账户、信用卡账户等）的数据整合起来，建立统计模型来测算客户的长期价值。



●　违约管理
 。管理信用卡客户群体的风险就像管理企业贷款的风险一样重要。通过收集和全面分析违约的信用卡账户，建立统计模型，能够比较准确地预测违约行为的发生。



●　发现欺诈行为
 。信用卡被盗用的威胁越来越严重。银行可以使用各种统计方法及时发现不正常的购买模式，并立即采取行动。



案例二：中国海关
 ［摘自易万达（2006）］


2004年我国进出口贸易突破1万亿元人民币，成为世界第三大对外贸易国；2005年我国进出口贸易总额突破1.4万亿元人民币。海关作为对外贸易的直接窗口，是连接国内外市场的桥梁，其重要作用也日益凸现。同时，进出口环节的违规和走私活动更加频繁，海关面临的形势更加复杂，所承担的打击走私、征收关税、货物监管的任务也更加艰巨。海关执法评估系统（Enforcement Assessment System, EAS）利用统计数据增强了海关管理和分析信息的能力。

海关统计是全口径统计，所有进出口货物都需按《海关法》规定如实申报。海关数据有几大来源：

●　原始凭证，包括《中华人民共和国海关进（出）口货物报关单》以及经海关核发的其他申报单证。

●　外贸企业基本情况，包括企业名称、企业资产、行业信息等外部数据。

●　来自银行、国税部门、港口等其他部委和行业部门的信息。外贸企业可能在某一个方面提供虚假信息，但是在整体上伪造信息的可能性非常低。通过掌握全面的数据，海关极大提高了对进出口贸易管理和监督工作的效率。例如，真实的商品信息能够帮助查证外贸企业是否在通关过程中伪报瞒报商品的数量或品名；来自银行的企业资金流变化的信息真实反映该企业真正的运营情况，能够帮助查证该企业是否伪报瞒报商品的价格。

●　国际来源，主要是香港地区、韩国、日本等周边贸易大国或地区的海关数据。

海关总署使用EAS系统在宏观、中观、微观等多个层面加强了管理监督能力，下面试举几例进行说明。


［应用一］　宏观：总体税收的预测


海关税收约占中央财政收入的1/3左右，海关税收的稳定性对国民经济健康稳定的发展起着至关重要的作用。及时准确地预测和把握海关的总体税收情况，对海关整体计划、组织、管理、控制等工作起着关键的指导作用。

海关对税收的预测公式为：
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以2005年第一季度后预测2005年全年税收为例，海关根据历史数据使用时间序列方法预测2005年4月至12月应征税商品进口值，与前三个月的数值相加得到2005年全年应征税商品进口值的预测值；同时海关使用简单回归方法预测应征税商品综合税率。若国际市场和国内经济稳定、相关外贸政策变动不大，2005年税收的预测值为5261亿元人民币。2005年海关实际税收额为5278亿元人民币，可见预测值非常准确。


［应用二］　中观：直属海关层面的分析


海关总署共有41个直属海关。由于区域经济、地理环境、港口特性等因素的影响，进出不同直属海关的商品和数量不尽相同。例如，广州海关、深圳海关进口的商品主要集中于电子类产品和仪器仪表，进出口商品总量不大，但相对税收却可能很高；而青岛海关、宁波海关进口的商品则主要集中于大宗散货类的产品，总量很大，但税收会相对较少。如果强调单一的评价标准，并不能够反映各海关真实的业绩。

以税率为横坐标，各税率区间的商品进口金额百分比为纵坐标作图（图1.2），可以清晰地看出不同海关的税率结构之间存在差异。根据税率结构对直属海关进行聚类分析，可将直属海关分为10个不同的组，在同一组中可对比不同海关绩效的优劣。例如，可使用应征综合税率和实际征收税率的差异作为考核指标，如果同一组中大部分直属海关实际征收税率都与应征综合税率相差不大，但有一个直属海关实际征收税率显著高于应征综合税率，那么这个直属海关的管理绩效比较高。再如，在同一组中比较各海关的通关时间，如果出现差别很大的情况，可以结合通关流程分析，及时发现一些海关在管理上的差距，整体提升海关的管理水平。
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图1.2　不同海关的税率结构


［应用三］　微观：进出口货物的异常波动


进出口商品的价格分布看似无规则，但如果按照来源地、尺寸、材料、交易时间等因素分类，可以看出同类商品的价格基本符合正态分布。因此，可以把商品细分到各类，然后把该类中价格处于最低2.5％和最高2.5％的商品作为重点查验的对象。这项举措对提高查验准确率起了积极的作用。


案例三：意大利信息系统联盟
 ［摘自http://www.sas.com所列的成功案例］


在意大利，信息系统联盟（CSI）在信息技术和远程通信领域代表了公共管理机构。CSI为公众健康服务设计了决策支持系统，该系统回答了下列一些问题：

●　与去年相比，医疗开销增长了多少？哪类病人主要导致了这一增长？

●　在不同地区，各类疾病的医疗开销是怎样分布的？

●　不同年龄段患者的平均开销是怎样变化的？

●　哪类疾病需要患者支付的医疗开销最大？

在意大利，公众健康服务是由本地公众健康服务权威机构来管理的。在皮德蒙特高原就有22家独立的本地权威机构。CSI开发了商业智能系统，将22家权威机构的信息集中在一个数据仓库中。该系统能够检查数据并为医生提供图形化的报告，这些报告向医生显示了针对不同性别、不同年龄段等患者的治疗方案的分布，据此医生可以比较自己的治疗方案和其他医生的治疗方案。该系统的另一个优势是让医生知道他们的信息正在被监视。药品公司经常主动向医生推广自己的新药，但药品价格不总是合适的，医生知道自己的信息被监视，就会更加谨慎地开药。

CSI还能帮助回答诸如世界卫生组织（WHO）建议的高血压治疗方案是否被遵循的问题。CSI分析了所有患者6个月以来的高血压特效药的使用情况。结果表明高血压的治疗占总开销的30％以上，这一比例是相当高的。通过对4000名医生的聚类分析，CSI发现了一组没有遵守WHO指导方针的医生。皮德蒙特高原地区决定安排相关的培训活动，向这些医生解释WHO的指导方针，找出他们没有遵守这些指导方针的原因。


案例四：零售业
 ［摘自http://www.sas.com所列的成功案例］


Staples是美国一家经营办公用品的连锁零售商店，拥有1100多家分店，年销售额近110亿美元。它使用数据挖掘方法成功地管理各家分店。Staples采用的数据包括历史销售数据、客户（包括商户和家庭）的统计数据、分店所处的地段特征及该地段的竞争水平等。

Staples每周收集并分析800多万个交易数据，为1100多家分店进行每周和每日的销售预测。这些数据还被用于公司的其他事务，如季度销售预测、用人计划、存货管理、年度预算等。Staples还使用数据挖掘为新的分店选址，通过预测近500家预选店址未来三年的销售额，选择最优的店址。因为关闭一家分店的成本大约在50万到100万美金之间，通过数据挖掘避免错误的选址决策已经为公司节省了几百万美元。

总结：数据挖掘带来的收益

随着信息技术的发展，各类经营管理活动产生的数据量越来越大，不少组织的数据量以兆兆字节（Terabyte）为单位计算，数据分析能力往往成为一个组织的核心竞争力。数据挖掘能够帮助满足客户需求、降低风险、最大化收益、简化管理流程、优化资源配置等等。使用数据挖掘技术获取超过10倍的直接投资回报司空见惯。数据挖掘还往往带来很多无法直接度量的效益，如信息流动的通畅、管理监督能力的提升等。

1.3　数据挖掘方法论

数据挖掘活动主要分为无监督和有监督两大类。在无监督数据挖掘中，我们对各个变量不区别对待，而是考察它们之间的关系。这类方法有描述和可视化、关联规则分析、聚类分析、主成分分析等。在有监督数据挖掘中，我们希望建立根据一些变量来预测另一些变量的模型，前者被称为自变量，后者被称为因变量。有监督数据挖掘能从数据中获取深度细致的信息，应用非常广泛（如第1.2节的案例中针对贷款企业违约率的预测、针对信用卡客户对营销活动的响应情况的预测、零售商店的销售预测等）。我们将要介绍的两种数据挖掘方法论主要针对的是有监督数据挖掘，它们为数据挖掘项目提供了设计和实施的大框架。

CRISP-DM（CRoss-Industry Standard Process for Data Mining，数据挖掘的跨行业标准过程）是由Daimler Chrysler、SPSS和NCR三家机构共同发展起来的数据挖掘方法论（http://www.crisp-dm.org）。CRISP-DM参考模型如图1.3所示，它将数据挖掘分为以下六个阶段：

1．业务理解

从业务的角度理解项目实施的目的和要求，将这种理解转化为一个数据挖掘问题，并设计能达成目标的初步方案。

2．数据理解

收集原始数据，熟悉它们，考察数据的质量问题，对数据形成初步的洞见。

3．数据准备

从原始数据中构造用于建模的最终数据集，构造过程中包含观测选择和变量选择、数据转换和清理等多种活动。

4．建模

选择并应用多种建模方法，优化各种模型。

5．模型评估

全面评估模型，回顾建立模型的各个步骤，确保模型与业务目标一致，并决定如何使用模型的结果。

6．模型发布

以客户友好的方式组织并呈现从数据挖掘中所获取的知识。这一阶段经常会在组织的决策过程中灵活地应用模型。例如，在建立了预测贷款企业违约率的模型后，模型发布形式可以如下：信贷员在前台输入一个贷款企业的各种信息，后台使用模型预测违约概率后直接反馈给前台，帮助信贷员决定是否给该企业贷款。

从图1.3中可以看出，前五个阶段都不是线性或一蹴而就的。在数据理解阶段可能发现数据能支持的业务目标不同于业务理解阶段所设定的目标，所以需要重新回到业务理解阶段；数据准备阶段和建模阶段互为反馈，需要反复改进建模数据集的构造方法和建模的方法；模型评估阶段可能发现模型的结果与预先设定的业务目标不符，需要重新进行业务理解。图1.3中带箭头的外圈表示所有这些阶段都是循环往复、持续改进的过程。
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图1.3　CRISP-DM参考模型

针对数据挖掘过程中直接与数据相关的部分，SAS公司提出了SEMMA方法论，将数据挖掘的核心过程分为抽样（Sample）、探索（Explore）、修整（Modify）、建模（Model）、评估（Assess）几个阶段。

1．抽样

从数据集中抽取具有代表性的样本，样本应该大到不丢失重要的信息，小到能够便于操作。创建三个数据子集：（1）训练数据，用于拟合各模型；（2）验证数据，用于评估各模型并进行模型选择，避免过度拟合；（3）测试数据，用于对模型的普适性形成真实的评价。

我们不能根据对训练数据集的拟合效果来进行模型选择。举例来说，如果有100个训练数据点用于拟合因变量y和自变量x之间的关系，使用x的99次多项式能够完美拟合这100个点，但是这个多项式模型不仅拟合了y与x之间系统的关系，也拟合了训练数据集的噪音，我们称这种现象为过度拟合。因为不同数据的噪音是不同的，所以这样的模型无法推广到新的数据。因此，我们需要使用验证数据集来比较各模型并进行选择。类似地，因为在这种选择过程中不仅使用了验证数据集中因变量和自变量之间系统的关系，也使用了其中的噪音，所以使用验证数据集无法对被选择模型的效果进行客观评价。因此，我们需要使用第三个数据集——测试数据集来评价模型。

2．探索

使用可视化方法或主成分分析、因子分析、聚类等统计方法对数据进行探索性分析，发现未曾预料的趋势和异常情况，对数据形成初步理解，寻求进一步分析的思路。

3．修整

包括生成和转换变量、发现异常值、变量选择等。

4．建模

搜寻能够可靠地预测因变量的数据组合，具体而言是指采用哪些观测、使用哪些自变量能够可靠地预测因变量。

5．评估

评估模型的实用性、可靠性和效果。


第二章　数据理解和数据准备

■数据理解

■数据准备

■使用SAS进行数据理解和数据准备：FNBA信用卡数据





在实际数据挖掘项目中，占用时间最多的不是建模阶段，而是数据理解和数据准备阶段，它们常常要占用整个项目70％以上的时间。经过数据理解和数据准备之后，我们希望得到如图2.1所示的建模数据集。大量的时间用于从异构和杂乱无章的各种数据中构造建模数据集；在最极端情况下，大部分的时间都用于从各个数据源收集必要的数据。
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图2.1　建模数据集的形式


案例：冰川波动的研究
 ［摘自Dyurgerov（2002）］


冰川波动的研究能帮助人们理解气候和气候变化，山岳冰川和副极地冰川对于水循环也非常重要，但是冰川数据却没有广泛用于气候监测和水文学。主要的障碍是关于冰川的原始观测数据有许多不同的来源，没有组织成便于科学界建模和分析的形式。

通过以下努力，研究者终于构建了一个全面的数据集。

●　从出版物、存档数据、个人交流等来源收集所有可获取的信息，包含约280个冰川的时间序列；

●　对这些信息进行数字化和质量检查，并排除所有发现的错误；

●　用相容的维度和方式组织数据。

这个全面的数据集包括除了格陵兰岛冰盖和南极冰盖之外的山岳冰川和副极地冰川的年质量平衡及其他相关变量，可供气候、水文等科学领域使用。

2.1　数据理解

因为数据通常分散在不同的部门，以不同的格式或者不同的载体存储，所属的数据库架构不一致，所以收集数据和转换数据格式需要花费大量的时间。收集到数据之后，我们需要刻画各个数据流的特征，理解它们之间的关系。

一、数据粒度

数据粒度指的是数据的详细程度，如数据是精确到分钟、小时、日、周、月、季度还是年。例如，对于信用卡的数据，每张卡每次消费都会有一次记录；但是对于财务报表而言，每年只有一次记录。通常对于数据挖掘而言，数据粒度越细越好。

二、数据的精确含义

我们需要理解每一个数据流及每一个变量最初收集的目的及其精确含义。例如，在业务系统中客户可能被定义为和企业有过各种联系的人，而在财务系统中客户可能被定义为实际与企业进行过交易的人。

三、变量类型

变量按其测量尺度可分为四类：

1．名义变量

只对观测进行分类并给各类别标以名称，类别之间没有顺序；如性别、职业、邮编等。

2．定序变量

对观测进行分类但类别之间存在有意义的排序；例如，人们对某种产品的满意程度可分为很满意、比较满意、一般、不满意、很不满意。

3．定距变量

不仅变量取值存在有意义的排序，而且变量取值之间的差有意义；例如，20摄氏度的气温比10摄氏度的气温高出10摄氏度。但是，定距变量取值之间的商没有意义，例如，不能说20摄氏度的气温是10摄氏度的气温的两倍。

4．定比变量

不仅变量取值之间的差有意义，而且存在一个有实际意义的零点，所以变量取值之间的商也有意义。例如，既可以说10000元收入比5000元收入高出5000元，也可以说前者是后者的两倍。

名义变量和定序变量合起来称作分类变量或离散变量，定距变量和定比变量合起来称作数值变量或连续变量。

四、冗余变量

有些变量对于所有观测而言取值都相同，显然是冗余变量；还有些变量合起来含有重复信息，也形成冗余。例如，“出生日期”和“年龄”，或者“单价”、“购买数量”和“总价”形成冗余变量，因为用填写日期减去出生日期就得到年龄，用单价乘以购买数量就得到总价。这些冗余变量会给建模过程带来不稳定性，例如，多重共线性就会给线性回归建模带来困难。

五、完整性

我们需要检查数据值是否都正确，这是一项很复杂的工作。

1．取值范围

每个变量都有允许的取值范围，取值范围之外的值为错误取值。例如，信用卡每次消费的金额应该不为零，如果数据中发现某条消费记录的金额为零，那么这条记录取值错误；再如，由于串行等原因导致某些记录的人名一栏中出现数值，或者应该出现数值的变量中出现了字符，这都是取值错误。有时，一个变量的取值范围是由另一个变量的取值决定的。例如，只有顾客使用过某种产品，才能对该产品的满意度进行评价，否则该满意度应为缺失。通常，通过简单的描述统计就可以发现错误取值。

2．取值的一致性

例如，“北京大学”和“北大”指的都是北京大学，但在数据中却表现为两种取值。

3．异常值

有些异常值是超出常规边界的值，需要查验是否错误。例如，在填写个人月收入时，要求填写单位为万元，如果有人把填写单位看成元，就可能出现月收入为几亿的异常情形。但有些异常值却是正确的。例如，保险数据中异常值可能代表巨额索赔要求，而该高额索赔是由于某地区发生飓风造成的，是正确值。

4．整体完整性

有些观测各变量的取值单个看起来可能都是正确的，但整体看起来却不正确，因此需要从整体上考察数据。例如，如果一个企业的财务报表中大部分资产或负债项都是几十万元，但某一负债项却达到几十亿元，就需要仔细考察是否填写错误。

六、缺省值

我们需要关注各变量的缺省取值。例如，在顾客满意度调查中，满意度得分为1、2、3、4、5，对于缺失的情况缺省地用9来表示。如果我们不知道9代表缺省值，而直接对满意度进行建模，会出现很大的谬误，因为模型把9当作比5更满意，但实际上具有缺省值9的顾客可能并不关心被调查的产品。

七、关键字

需要确认一些关键字将各数据流的观测联系起来，从而可以实现多个数据流的合并，构造建模数据集。例如，一个超市有很多拥有会员卡的顾客，超市的数据库中可能有三个数据集：数据集1描述在每次购物中顾客购买商品的情况，关键字为购物票号、商品号，也记录会员卡号（因为不是所有顾客都拥有会员卡，所以有些购物记录中没有会员卡号）；数据集2描述商品的情况，关键字为商品号；数据集3描述会员的情况，关键字为会员卡号。使用会员卡号和商品号可以把三个数据集连接起来，帮助我们获取会员顾客在某时段内所购买商品的详细信息。

2.2　数据准备

一、数据整合

我们需要将来自各个数据流的数据整合起来，并且生成合适的变量放入整合的数据集。例如，表2.1和表2.2分别是2006年1、2月份某企业部门A和部门B产品的交易记录，表2.3是客户的一些背景信息（性别一栏中F代表女，M代表男）。这三张表可以通过“客户号”联系在一起。根据表2.1和表2.2可以计算每位客户在各月份消费各部门产品的次数及总金额，再与表2.3中客户的背景信息合并，所产生的表格见表2.4。实现这一数据整合过程的SAS程序见下面附录。

表2.1　示例：某企业部门A产品的交易记录
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表2.2　示例：某企业部门B产品的交易记录
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表2.3　示例：客户的背景信息
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表2.4　示例：客户背景信息与消费信息合并后的表格
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SAS程序附录：数据整合


假设E:\DataMining目录下的ProductARecord.txt文件和ProductBRecord.txt文件分别记录了表2.1和表2.2中的信息，Demographics.txt文件记录了表2.3中的信息。这三个文件中的第一行都是变量名，第二行开始是数据，数据项之间以逗号分隔。我们需要对这些数据进行整合，构建如表2.4所示的数据。相关的SAS程序及其注释（用“/*”和“*/”标出）如下：
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二、抽样偏差

抽样偏差是指收集到的数据无法代表我们所关心的总体。例如，在网上调查顾客对某种产品的看法就会产生抽样偏差，因为网上调查只能触及那些使用网络并且愿意在网络上回答相关问题的人群。不使用网络的顾客的看法是否会不同于使用网络的顾客的看法？那些愿意在网络上表达意见的顾客的看法是否会不同于那些不愿意在网络上表达意见的顾客的看法？这些问题都无法通过网上调查所得的数据得到回答，所以必须在调查数据之外整体考虑抽样偏差存在的可能性及大小。如果条件允许，在抽样的过程中就要尽量避免抽样误差（例如，使用随机拦截调查而不是网上调查）。

三、清除变量

对所有观测而言取值都相同的冗余变量应该删除，因为它们对因变量没有任何预测能力。例如，在顾客调查中，如果是否有车这一栏的取值都是“有”，这个变量就应该删除。同样，如果某个变量的取值都为缺失，也应该删除。

数据挖掘一般使用的都是历史数据，需要保证在建模中使用到的自变量都是在预测因变量时能够获得的信息，不满足这一条件的自变量都应该删除。例如，在对信用卡持有者三个月后违约率建立预测模型时，就不能使用离因变量观测点三个月之内的历史信息。

四、处理分类自变量

某些数据挖掘方法能够直接处理分类自变量，譬如第八章将介绍的决策树；但很多数据挖掘方法都只能处理数值自变量，如线性回归、神经网络等，使用这些方法时就需要把分类自变量转换为数值自变量。

对于定序自变量，最常用的一种转换是按各类别的序号直接将该变量转换为数值自变量。对于名义自变量，最常用的转换是将该变量转换为哑变量。例如，对于性别而言，可以生成一个二元哑变量，取值1表示“女”，0表示“男”。对于有多个取值的名义自变量，可以生成一系列二元哑变量。例如，中国内地有31个省、自治区和直辖市，可以据此生成30个哑变量。但是，如果一个名义自变量取值过多，生成过多的哑变量容易造成过度拟合。一个简单而有效的方法是只针对包含观测比较多的类别生成哑变量，而将剩余的类别都归于“其他”这个大类别。还有一种方法是利用领域知识，将各类别归为几个大类之后再生成哑变量，例如，将中国内地31个省、自治区和直辖市归为华北、华中、华东、华南、西北、东北、西南等地区，再生成地区的哑变量。

五、处理时间变量

时间变量无法直接进入建模数据集，因为时间是无限增长的，在历史数据中出现的时间肯定不同于将来模型所需应用的数据集中出现的时间，所以直接使用历史数据的时间建立的模型就无法应用于将来的数据集。如果要在建模过程中考虑时间变量，就必须对其进行转换。常用的转换有如下几种：

1．转换为距某一基准时间的时间长短，例如，“距离××年××月××日的天数”、“距离下一次春节的周数”等。

2．转换为季节性信息，例如，一年中第几季度或第几个月，每个季度或月对应于一个二元哑变量。

很多情形下可以考虑对时间进行多种转换，把所有可能影响因变量的时间信息都放入建模过程中。例如，对于某些食品的购买量而言，不仅存在节日效应，也存在季节性效应，这时就需要同时使用上述两种转换。

六、异常值

自变量的异常值对一些模型会产生很大影响。在图2.2的示例中，大部分数据点的x值都分布在-2.2和2.4之间，但有一个数据点的x值为8，它对拟合的回归线会有很大的影响；如果它落在点a或点b，拟合出的回归线分别为线a和线b，它们的差别颇大。
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图2.2　异常值的影响示例

因变量的异常值同样可能对模型有很大影响，在这里不赘述。

第五章将介绍的聚类算法可以用来发现异常值，如果少数几个观测自成一类，它们很有可能是异常值。发现异常值后需要查看它们为什么异常，如果是数据记录错误，可以进行更正，不然可以考虑删除这些异常值，以免对建模造成大的影响。

七、极值

实际数据中有些自变量或因变量的分布会呈现出偏斜有极值的现象（例如，收入、销售额等变量），其分布可能如图2.3所示。这些极值也会对一些模型产生很大影响。
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图2.3　偏斜有极值的变量的直方图示例

对有极值的变量u常常可以使用Box-Cox转换：
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其中r是一个常数，对u的所有可能取值都满足u＋r＞0。对数转换是Box-Cox转换的一种特殊情形。

对有极值的自变量x，还可以将它转换为秩，也可以在秩转换后再分组。例如，按照x取值的百分位数可将观测分为100个组，各组内的x取值分别转换为0—99的整数。秩转换后的变量倾向于均匀分布。

八、数据分箱

（一）数据分箱的适用情形

数据分箱是下列情形下常用的方法：

1．某些数值自变量在测量时存在随机误差，需要对数值进行平滑以消除噪音。

2．有些数值自变量有大量不重复的取值，对于使用〈、〉、＝基本操作符的算法（如决策树）而言，如果能减少这些不重复取值的个数，就能提高算法的速度。

3．有些算法只能使用分类自变量，需要把数值变量离散化。

数据被归入几个分箱之后，可以用每个分箱内数值的均值、中位数或边界值来替代该分箱内各观测的数值，也可以把每个分箱作为离散化后的一个类别。例如，某个自变量的观测值为

1，2.1，2.5，3.4，4，5.6，7，7.4，8.2.

假设将它们分为三个分箱，（1，2.1，2.5），（3.4，4，5.6），（7，7.4，8.2），那么使用分箱均值替代后所得值为（1.87，1.87，1.87），（4.33，4.33，4.33），（7.53，7.53，7.53），使用分箱中位数替代后所得值为（2.1，2.1，2.1），（4，4，4），（7.4，7.4，7.4），使用边界值替代后所得值为（1，2.5，2.5），（3.4，3.4，5.6），（7，7，8.2）（每个观测值由其所属分箱的两个边界值中较近的值替代）。

（二）数据分箱的常用方法

假设要将某个自变量的观测值分为k个分箱，一些常用的分箱方法有：

1．无监督分箱

（1）等宽分箱：将变量的取值范围分为k个等宽的区间，每个区间当作一个分箱。

（2）等频分箱：把观测值按照从小到大的顺序排列，根据观测的个数等分为k部分，每部分当作一个分箱，例如，数值最小的1/k比例的观测形成第一个分箱，等等。

（3）基于k均值聚类的分箱：使用第五章将介绍的k均值聚类法将观测值聚为k类，但在聚类过程中需要保证分箱的有序性：第一个分箱中所有观测值都要小于第二个分箱中的观测值，第二个分箱中所有观测值都要小于第三个分箱中的观测值，等等。

2．有监督分箱

在分箱时考虑因变量的取值，使得分箱后达到最小熵（minimum entropy）或最小描述长度（minimum description length）。这里仅介绍最小熵。

（1）假设因变量为分类变量，可取值1，…，J。令pl
 （j）表示第l个分箱内因变量取值为j的观测的比例，l＝1，…，k，j＝1，…，J；那么第l个分箱的熵值为[image: alt]
 。如果第l个分箱内因变量各类别的比例相等，即pl
 （1）＝…＝pl
 （J）＝1/J，那么第l个分箱的熵值达到最大值；如果第l个分箱内因变量只有一种取值，即某个pl
 （j）等于1而其他类别的比例等于0，那么第l个分箱的熵值达到最小值。

（2）令rl表示第l个分箱的观测数占所有观测数的比例；那么总熵值为[image: alt]
 。需要使总熵值达到最小，也就是使分箱能够最大限度地区分因变量的各类别。

九、缺失值

缺失值可分为两类：一类是这个值实际存在但是没有被观测到，例如客户的性别；另一类是这个值实际就不存在，例如，在调查顾客购买的洗发液品牌时，如果某位顾客根本没有购买任何洗发液，那么这位顾客购买的洗发液品牌缺失。如何处理缺失值是一个很复杂的课题，这里仅做简要介绍，有兴趣的读者可以参阅这方面的专著（Schafer, 1997; Little and Rubin, 2002）。

缺失值的产生有三种机制：

1．完全随机缺失（Missing Completely at Random）

某个变量是否缺失与它自身的值无关，也与其他任何变量的值无关。例如，由于测量设备出故障导致某些值缺失。

2．随机缺失（Missing at Random）

在控制了其他变量已观测到的值后，某个变量是否缺失与它自身的值无关。例如，人们是否透露收入可能与性别、教育程度、职业等因素有关系。如果这些因素都观测到了，而且尽管收入缺失的比例在不同性别、教育程度、职业的人群之间有差异，但是在每一类人群内收入是否缺失与收入本身的值无关，那么收入就是随机缺失的。

3．非随机缺失（Missing Not at Random）

即使控制了其他变量已观测到的值，某个变量是否缺失仍然与它自身的值有关。例如，在控制了性别、教育程度、职业等已观测因素之后，如果收入是否缺失还依赖于收入本身的值，那么收入就是非随机缺失的。

（一）自变量的缺失值

如果某个自变量是非随机缺失的，那么“是否缺失”这一信息可能有助于预测因变量。例如，在一项消费者调查中，月收入这一栏存在很多缺失值。如果缺失是因为高收入的消费者不愿意透露自己的收入状况，那么月收入是否缺失这一信息也许就能帮助预测购买金额。我们可以针对每个含缺失值的自变量产生一个指示变量（1代表观测到，0代表缺失），并将这些指示变量加入建模数据集。例如，若有三个含缺失值的自变量，就可以生成三个指示变量，对应于八种缺失模式：（1，1，1），（1，1，0），（1，0，1），（1，0，0），（0，1，1），（0，1，0），（0，0，1）和（0，0，0）。

某些数据挖掘方法能够直接处理自变量含缺失值的数据，譬如决策树；但很多数据挖掘方法都只能处理自变量没有缺失值的数据，譬如线性回归、神经网络等。在使用后一类方法时，不能简单地删除自变量有缺失值的所有观测，除非这些观测的比例非常小。因为从理论上说，只有在完全随机缺失的情况下，删除有缺失值的观测才不会影响统计分析结果。因此，我们通常要先对缺失值进行插补（imputation）。常用的插补方法都假设被插补的自变量完全随机缺失或随机缺失；对于非随机缺失的自变量，因为无法从已观测数据中推断该变量是否缺失与它的真实值之间的关系，所以没有现成的插补方法。

几种常用的缺失值插补方法如下：

1．均值、中位数或众数插补

对数值变量而言，使用已观测的数据的平均值或中位数来插补缺失值。对分类变量而言，使用已观测的数据的众数（也就是频率最高的类别）来插补缺失值。

这种方法建立在完全随机缺失的假设之上，简单易行。但是，它对所有缺失值都赋予同一个值，如果缺失比例比较大，会扭曲被插补的变量与其他变量的关系。

2．模型插补

针对被插补的自变量与其他自变量之间的关系建立模型，再使用模型预测值插补缺失值。这种方法建立在随机缺失的假设之上。注意插补模型中不能使用因变量，因为插补值将来也要用于建立因变量的预测模型（不能形成循环，既使用因变量的值产生插补值，又使用插补值预测因变量的值）。

（1）插补模型可以如下建立：针对每个有缺失值的自变量，建立使用其他自变量来预测该变量的模型。如果其他自变量也有很多缺失值，可采用决策树等能够直接处理自变量含缺失值的数据的模型。

（2）也可假设一些自变量满足多元正态分布，并使用马尔可夫链蒙特卡罗迭代算法来插补缺失值。通常，有些自变量需要进行转换以便更好地满足正态假设，例如，将收入进行对数转换。

3．多重插补（Rubin, 1987）

首先，使用插补模型对缺失值进行多次插补；然后，对产生的多个数据集分别进行分析。最后，把这些分析结果进行综合。这种方法反映了由于数据缺失而导致的不确定性，有助于获得更加有效的统计推断。SAS中的MI过程可用于多重插补。

（二）因变量的缺失值

常用的数据挖掘方法都会忽略因变量缺失的观测，这种做法隐含地假设因变量完全随机缺失或随机缺失。没有什么现成的方法能够处理非随机缺失的因变量，只能对因变量是否缺失与它的真实值之间的关系做一些复杂假设，但这些假设无法根据已观测数据进行验证。

十、降维

自变量维度过多会给所有数据挖掘方法带来麻烦：（1）自变量过多会导致建模算法的运行速度慢。（2）自变量的维度增加时，过度拟合的可能性也会随之增大。（3）自变量维度越多，数据在整个输入空间的分布越稀疏，越难以获得对整个输入空间有代表性的样本。例如，如果只有一个均匀分布的二分自变量，那么1000个观测意味着平均每种取值对应于500个观测；但如果有10个均匀分布的二分自变量，总共有210
 ＝1024种取值，同样1000个观测却意味着平均而言每种取值对应于不到1个观测。

变量选择是降维的一类方法，它们从自变量中选出一部分放入建模数据集。下面按因变量的类型分别介绍一些简单的变量选择方法。

（一）一些简单的变量选择方法

1．因变量为二分变量

（1）对于数值自变量而言，可以使用两样本t检验考察因变量取一种值时自变量的均值与因变量取另一种值时自变量的均值是否相等，然后选择那些检验结果显著（不相等）的自变量；

（2）对于分类自变量而言，可以使用卡方检验考察自变量的取值是否独立于因变量的取值，然后选择那些检验结果显著（不独立）的自变量。

2．因变量为分类变量

当因变量为分类变量时，可以将其取值两两配对，针对每对取值进行上述t检验或者卡方检验，然后选择那些对因变量的任何一对取值检验结果显著的自变量。

3．因变量为数值变量

当因变量为数值变量时，可以将因变量离散化后（例如，使用因变量的中位数将数据分为两组）再使用上面的方法，或者使用如下方法：

（1）计算各数值自变量与因变量的相关系数，剔除相关系数小或不显著的变量。

（2）对每个分类自变量，将其取值两两配对，针对每对取值使用t检验考察因变量的均值是否相等，只要对任何一对取值检验结果显著，就选择该自变量。

（二）逐步选择

逐步选择也是一类常用的变量选择方法，逐步回归就是它的一个特例。首先，使用以下三种方法之一逐步建立一系列的模型，在这一过程中使用的数据集都是训练数据集。

1．向前选择（forward selection）

从不含有任何自变量的零模型开始，逐个从模型外选择最能帮助预测因变量的自变量加入模型，直至模型外的任何一个自变量对于预测因变量的贡献值都低于某个临界值，或者模型中已经包含所有的自变量；

2．向后剔除（backward elimination）

从含有所有自变量的全模型开始，逐个从模型中剔除对预测因变量贡献最小的自变量，直至模型内的任何一个自变量对于预测因变量的贡献值都高于某个临界值，或者模型中不含有任何自变量；

3．向前选择与向后剔除的结合

这是对以上两种方法的修正，从零模型开始，每次给模型添加一个新的自变量后，就对模型中所有自变量进行一次向后剔除的检查，直至所有已经在模型中的自变量都不能被剔除，并且所有在模型外的自变量都不能被添加。

每次添加或剔除一个自变量都得到一个新的模型，这样可获得一系列模型。根据训练数据集计算AIC、BIC等统计准则的值，或者根据修正数据集评估预测效果，可从这一系列模型中选择最优的模型。

决策树也可用于变量选择。此外，降维还可以通过从自变量中构造一组维度更低的新变量来实现，这类方法有主成分分析、因子分析、多维标度法等，将在第四章介绍。

十一、过度抽样

某些情况下我们想要预测的事件发生的比例非常低，例如直邮营销中潜在客户的响应率、企业贷款违约率、电信客户流失率等。如果模型训练时尽量优化总体预测准确率，直接使用原始数据训练出的模型就没有什么用处。例如，某次直邮营销的响应率为2％，只需简单地将所有潜在客户都判断为不响应就能达到98％的总体准确率，但这样的“模型”没有任何实际用途。

过度抽样是解决这个问题的办法之一。我们仍在直邮营销的情境中来说明。可以将所有响应者的数据放入建模数据集，而对于非响应者的数据只随机抽取一部分放入建模数据集，使得建模数据集中响应者达到一定比例（例如1/3、1/4等）。根据这样的数据集建立的模型可识别什么样的客户最有可能响应。

2.3　使用SAS进行数据理解和数据准备：FNBA信用卡数据

FNBA是一个信用卡机构，它的很多数据来自于从信用局购买的个人信用历史（数据来源于Pyle（1999））。在客户获取活动中，FNBA通过邮件和电话联系目标客户，他们可能响应邀请而申请FNBA的信用卡，也可能不响应。在客户获取活动的历史数据中，buyer_p_变量指示潜在客户是否响应，如果把它当作因变量建立模型，那么未来的营销活动就可以针对那些经模型预测最有可能成为FBNA客户的人。在建模之前，需要进行数据理解和数据准备工作。假设E:\DataMining目录下的Credit.dat文件记录了FNBA的历史数据，其中第一行是变量名，第二行开始是数据，数据项之间以逗号分隔。下面将介绍一些相关的SAS程序。
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数据集work.a0摘选部分见于表2.5。表头是数据集work.a0中的变量名，括号中标明相应的变量标签。可以看出，work.a0记录了数据集mydata.Credit中各变量的基本情况。变量类型说明变量属于数值型（TYPE取值为1，输出格式为BEST）还是字符型（TYPE取值为2，输出格式为$）；变量号指的是该变量在数据集中是第几个变量。

表2.5　CONTENTS过程输出的数据集内容摘选
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下面我们将计算mydata.Credit数据集中各数值变量的一些描述统计量：缺失观测数、均值、标准偏差、最小值、下四分位数、中位数、上四分位数、最大值，并将所有描述统计量存储于一个数据集。这中间需要用到SAS中的宏，在调用宏函数和宏语句时都要使用“％”，在引用宏变量和宏函数的参数的取值时都要使用宏引用符“&”。
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通过描述统计量或直方图，可看出数据集中的两个变量criteria和own_home是常数，因而是冗余变量，需要删除。

[image: alt]


有些变量的分布斜度比较大，出现了一些极值，如图2.4中的变量bcbal。可以对这个变量进行对数转换或秩转换，转换后该变量的分布分别如图2.5和图2.6所示。
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图2.4　FNBA数据的bcbal变量的直方图
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图2.5　FNBA数据的bcbal变量经对数转换后的直方图
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图2.6　FNBA数据的bcbal变量经秩转换后的直方图
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字符型变量一般都是分类变量，可以描述它们的频数分布。例如，对于性别这个变量（sex）而言，相关SAS程序如下：
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我们也可以编写宏函数对所有分类变量进行描述，并将结果输出到pdf文件，在此不赘述。

如第2.2节所述，我们可以使用t检验和卡方检验进行简单的变量选择。例如，对于数值变量age_inferr和分类变量sex而言，相关SAS程序如下：
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数据中响应者（即变量buyer_p_取值为1）的比例为21.41％，已经比较高了，所以不需要进行过度抽样。但是纯粹为了说明过度抽样的SAS程序，我们假设要进行过度抽样使得响应者的比例达到1/3，也就是使非响应者数目达到响应者数目的两倍，相关的SAS程序如下：
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第三章　关联规则挖掘

■关联规则的实际意义

■关联规则的基本概念及Apriori算法

■负关联规则

■序列关联规则

■使用SAS进行关联规则挖掘





3.1　关联规则的实际意义

关联规则挖掘是一种无向数据挖掘方法，它从大量数据项中寻找有意义的关联关系。它的一个典型应用是市场篮分析，即分析消费者购物篮中各种商品之间的关联。“啤酒和尿布”是一个著名的成功案例：美国沃尔玛连锁超市发现，一些年轻的父亲下班后经常去超市买尿布，其中有30％—40％的人同时也为自己买了啤酒；超市把尿布和啤酒放在一起，同时增加了两者的销售额。

KDnuggets（全球最大的数据挖掘信息网站，http://www.kdnuggets.com）上登载过一个市场篮分析的例子：沃尔玛每20秒就会售出一个芭比娃娃，而购买芭比娃娃的顾客中有60％的可能性购买棒棒糖。沃尔玛如何利用这一信息呢？很多读者提出了各式建议：

（1）将芭比娃娃和棒棒糖放在一起，促进两者的销售量。

（2）将芭比娃娃放在玩具区，而将棒棒糖摆放在远离玩具区的另外一个销售区，在这两个销售区之间的通道 上摆放一些特别的儿童商品，如促销类商品、高利润商品、沃尔玛自有品牌商品，等等。这样，消费者可能在超市里逗留更长的时间，购买更多商品。

（3）降低芭比娃娃的价格，但适当增加棒棒糖的价格，为超市带来更多利润。例如，假设当前每个芭比娃娃的利润是1美元，而每只棒棒糖的利润是75美分。当前每天售出10000个芭比娃娃，相关联地每天售出6000只棒棒糖。在促销芭比娃娃的活动中，将每个芭比娃娃的利润降到95美分，而将每只棒棒糖的利润增加到85美分。促销后每天能销售11000个芭比娃娃，相关联售出的棒棒糖为每天6600只。促销前由这两种商品带来的利润为

10000×1＋6000×0.75＝14500，

而促销后这两种商品带来的利润为

11000×0.95＋6600×0.85＝16060.

这种促销可以给超市带来更多的利润。

（4）如果同时购买芭比娃娃、棒棒糖和沃尔玛希望推广的另外一种商品，消费者可以获得折扣。

（5）做广告时不用同时做芭比娃娃和棒棒糖的广告，只要对芭比娃娃进行宣传，棒棒糖的销售量自然会有所增加。这样做可以节省广告费用。

（6）将棒棒糖生产成芭比娃娃的形状。

3.2　关联规则的基本概念及Apriori算法

令T＝{i1
 ，i2
 ，…，im
 }表示所有项的集合；例如，对于超市而言，T＝{芭比娃娃，棒棒糖，牛奶，…}。T的子集称为项集。令D表示观测到的数据集，其中每条观测都是一个项集（例如，一次消费中购买的各种商品）。关联规则的形式为A⇒B，其中A、B为两个项集，满足A∩B＝[image: alt]
 ；A称为关联规则的前项集，B称为后项集。例如，第3.1节示例中的关联规则可以写成{芭比娃娃}⇒{棒棒糖}。

任何一个项集X的支持度support（X）定义为数据集D的观测中包含X的比例，等价于X的概率。关联规则A⇒B的支持度support（A⇒B）定义为数据集D的观测中同时包含A和B的比例，即support（A∪B），等价于A和B的联合概率；例如，若有10％的顾客同时购买了芭比娃娃和棒棒糖，那么支持度为10％。关联规则A⇒B的置信度confidence（A⇒B）定义为数据集D中包含A的观测中同时包含B的比例，即support（A∪B）/support（A），等价于B给定A的条件概率；例如，示例中{芭比娃娃}⇒{棒棒糖}的置信度为60％。在进行关联规则挖掘时，需事先指定最小支持度阈值（min_sup）和最小置信度阈值（min_conf），支持度不小于min_sup且置信度不小于min_conf的关联规则被称为强关联规则，需要根据数据集D找出所有的强关联规则。很容易看出，如果项集A满足最小支持度，那么A⇒[image: alt]
 是强关联规则。

一、Apriori算法

（一）算法描述

Apriori算法（Agrawal and Srikant, 1994）是最有影响力的关联规则挖掘的基础算法。它将关联规则挖掘分为两个步骤：

（1）找出所有频繁项集（支持度不小于min_sup的项集被称为频繁项集）。

（2）从频繁项集中生成所有强关联规则。

含有k个项的项集被称为k-项集，令Lk
 表示所有频繁k-项集的集合。Apriori算法使用递推的方法找出所有的频繁项集：首先找出L1
 ，再用L1
 找出L2
 ，用L2
 找出L3
 ，以此类推，直至无法找到更多的频繁项集。

上述递推过程利用了频繁项集的两个性质：

（1）一个频繁项集的任何子集必然是频繁项集。

例如，如果项集{a，b，c}是频繁的，即数据集D的观测中同时包含a、b和c的比例不小于min_sup，那么数据集D的观测中同时包含a和b的比例肯定不小于min_sup，即项集{a，b}是频繁的。

（2）一个非频繁项集的任何超集必然是非频繁项集。

例如，如果项集{a，b}是非频繁的，即数据集D的观测中同时包含a和b的比例小于min_sup，那么数据集D的观测中同时包含a、b和c的比例肯定小于min_sup，即项集{a，b，c}是非频繁的。

将T中所有项按照某种顺序排列，并将任意项集中的项都按照这种顺序排列好。使用Lk－1
 生成Lk
 的详细过程为：

1．连接步骤

通过Lk－1
 与自身的连接来寻找候选k-项集的集合Ck
 ：如果Lk－1
 中两个频繁（k－1）-项集l1
 和l2
 的前k－2个项相同，但l1
 的第k－1项排在l2
 的第k－1项的前面，那么将它们合并在一起可形成一个k-项集；Ck
 就是如此产生的所有k-项集的集合。连接步骤使用了频繁项集的性质1。

2．修剪步骤

（1）如果Ck
 中一个候选k-项集的某个（k－1）子项集不在Lk－1
 中，则将该候选项集从Ck
 中删除。这里使用了频繁项集的性质2。

（2）对仍保留在Ck
 中的任意候选k-项集，扫描数据集D以计算它的支持度，Lk
 包含Ck
 中支持度不小于min_sup的所有项集。

（二）算法示例

下面举例来详细介绍Apriori算法寻找频繁项集的过程。假定数据集D如表3.1所示，一共含有10条观测。

表3.1　Apriori算法示例：数据集D
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假设指定的最小支持度阈值为min_sup＝0.2，即一个项集至少需要在2条观测中出现才能被称作是频繁的。Apriori算法寻找频繁项集的具体步骤如下：

1．寻找L1
 ，如表3.2所示。

表3.2　Apriori算法示例：寻找L1
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（1）连接步骤。候选1-项集C1
 ＝{{i1
 }，{i2
 }，{i3
 }，{i4
 }，{i5
 }}。

（2）修剪步骤。扫描数据集D计算C1
 中每个候选项集的观测数。因为C1
 中的所有候选1-项集的观测数都不小于2，所以L1
 就等于C1
 。

2．寻找L2
 ，如表3.3所示。

表3.3　Apriori算法示例：寻找L2
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（1）连接步骤。将L1
 同其自身相连接，生成候选2-项集的集合C2
 。

（2）修剪步骤。扫描数据集D计算C2
 中每个候选项集的观测数，L2
 包含C2
 中观测数不小于2的项集。

3．寻找L3
 ，如表3.4所示。

表3.4　Apriori算法示例：寻找L3
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（1）连接步骤。将L2
 同其自身相连接，生成候选3-项集的集合C3
 。

（2）修剪步骤。如果一个候选3-项集的某个2-子项集不在L2
 中，那么将该候选项集从C3
 中删除。扫描数据集D计算C3
 中剩余候选项集的观测数，L3
 包含C3
 中那些观测数不小于2的项集。

4．寻找L4
 ，如表3.5所示。

表3.5　Apriori算法示例：寻找L4
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（1）连接步骤。将L3
 同其自身相连接，生成候选4-项集的集合C4
 。

（2）修剪步骤。如果一个候选4-项集的某个3-子项集不在L3
 中，那么将该候选项集从C4
 中删除。扫描数据集D计算C4
 中剩余候选项集的观测数，L4
 包含那些观测数不小于2的项集。

找到所有频繁项集之后，可从中生成所有强关联规则。一个强关联规则A⇒B必须满足以下两个条件：

（1）A∪B是频繁的；

（2）confidence（A⇒B）＝support（A∪B）/support（A）≥min_conf。

因此，可以如下生成强关联规则：

●　对于每个频繁项集l，生成它所有的非空子集。

●　对于l的每个非空子集s，如果support（l）/support（s）≥min_conf，则输出强关联规则s⇒l＼s，其中l＼s表示s在l中的补集。

例如，在上面的示例中，假设min_conf＝70％。若要从频繁项集l＝{i1
 ，i2
 ，i5
 }生成强关联规则，首先找到l的所有非空子集：{i1
 }、{i2
 }、{i5
 }、{i1
 ，i2
 }、{i1
 ，i5
 }、{i2
 ，i5
 }、{i1
 ，i2
 ，i5
 }，然后考察每个非空子集：

●　support（{i1
 ，i2
 ，i5
 }）/support（{i1
 }）＝2/7＝28.6％＜70％；

●　support（{i1
 ，i2
 ，i5
 }）/support（{i2
 }）＝2/5＝40％＜70％；

●　support（{i1
 ，i2
 ，i5
 }）/support（{i5
 }）＝2/4＝50％＜70％；

●　support（{i1
 ，i2
 ，i5
 }）/support（{i1
 ，i2
 }）＝2/4＝50％＜70％；

●　support（{i1
 ，i2
 ，i5
 }）/support（{i1
 ，i5
 }）＝2/4＝50％＜70％；

●　support（{i1
 ，i2
 ，i5
 }）/support（{i2
 ，i5
 }）＝2/2＝100％＞70％，

●　support（{i1
 ，i2
 ，i5
 }）/support（{i1
 ，i2
 ，i5
 }）＝2/2＝100％＞70％。

输出强关联规则{i2
 ，i5
 }⇒{i1
 }和{i1
 ，i2
 ，i5
 }⇒[image: alt]
 。

二、关联规则的解释

要解释关联规则挖掘的结果，仅仅看支持度和置信度是不够的，还需要考察提升值（lift）。Aggarwal和Yu（1998）给出了表3.6中的例子。关联规则“打篮球⇒吃麦片”的支持度为40％，置信度为66.7％，可能被当成强关联规则。但这个规则容易形成错误引导，因为所有学生中吃麦片的比例为75％，高于打篮球的学生中吃麦片的比例，打篮球和吃麦片实际上是负关联的。

表3.6　关于关联规则挖掘的提升值的示例
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关联规则A⇒B的提升值定义为该规则的置信度与B的支持度的比率，等价于B给定A的条件概率与B的概率之比。例如，上面示例中“打篮球⇒吃麦片”这一规则的提升值是66.7％/75％＝0.89。如果提升值大于1，则A和B是正关联的；如果提升值小于1，则A和B是负关联的。有意义的关联规则需满足支持度和置信度均不小于相应的最小阈值，并且提升值大于1。

3.3　负关联规则

在上面的示例中，“打篮球⇒不吃麦片”形成了一个负关联规则（因为使用的是“不吃麦片”而不是“吃麦片”），它的支持度为20％，置信度为33.3％，提升值为1.33，如果满足最小支持度和最小置信度，它就是一个有意义的规则。负关联规则往往也有实际意义。例如，如果超市发现购买商品集A的消费者不太可能在同一消费中购买商品集B，就可以将A和B放在没有什么关系的两个销售区；再如，对于投资者而言，负关联规则可能传达的信息是当一个有利因素发生时，另一个不利因素不太可能发生，这也是很有价值的。

为了能够挖掘负关联规则，需要把负项也加入数据集。令～ij
 表示项ij
 对应的负项。例如，表3.1中的数据集可以扩充为表3.7所示的数据集。这时，1-项频繁集的候选集C1
 如表3.8所示，Apriori算法的其他步骤可以类似于第3.2节中的描述依次进行。

表3.7　Apriori算法示例：加入负项后的扩充数据集
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表3.8　Apriori算法示例：从扩充数据集所得的C1
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3.4　序列关联规则

序列关联规则牵涉到时间顺序，可回答的问题如：

●　对于一家在线零售商的网站，用户常见的网页浏览顺序是什么？

●　如果为顾客提供某项服务需要完成一系列步骤，常见的顺序是什么？是否存在重复步骤？

一个序列关联规则的形式如下：

A1
 >A2
 >…>An
 ⇒B，

其中，前项集A1
 ，A2
 ，…，An
 和后项集B依时间顺序发生（但不一定是相邻发生，中间可能跳过一些步骤）。支持度定义为数据集中按时间顺序出现A1
 ，A2
 ，…，An
 和B的观测比例，置信度定义为数据集中按时间顺序出现A1
 ，A2
 ，…，An
 的那些观测中，之后又出现B的比例，提升值仍然定义为置信度与B的支持度的比率。

表3.9　序列关联规则示例：维修记录的数据集
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例如，表3.9列出了某维修机构的记录，其中各列的含义如下：

●　编号：维修记录的编号；

●　步骤：维修过程中各步骤的编号；

●　活动：该步骤采取的维修活动；例如，S表示问题成功解决了，F表示问题没有解决。M1—M10表示不同的维修活动。

可能发现的有意义的关联规则为：

●　M2⇒S［支持度＝80.1％，置信度＝70％，提升值＝1.25］

●　M2＞M3＞M10⇒S［支持度＝10.2％，置信度＝90.4％，提升值＝1.68］

●　M3⇒M3［支持度＝16％，置信度＝35.2％，提升值＝2.1］

我们也可以把序列关联规则和负关联规则结合起来，挖掘出带序列模式的负关联规则。这里不赘述。

3.5　使用SAS进行关联规则挖掘

SAS自带的数据集SAMPSIO.ASSOCS含有三个变量：customer表示顾客的编号，time表示时间段，product表示顾客在相应时间段内购买的产品。类似于表3.1的数据集的一条观测对应于输入SAS的数据集的多条观测。SAS软件的企业数据挖掘模块（Enterprise Miner）中，关联（Association）节点可以用来挖掘关联规则。我们先忽略SAMPSIO.ASSOCS数据集中的time变量，来看看如何使用Association节点挖掘非序列关联规则。具体操作如下：

1．首先在数据流图中添加输入数据源（Input Data Source）节点。

（1）在数据部分（Data）将数据集（Source Data）设为SAMPSIO.ASSOCS，角色（Role）设为RAW，点击样本元数据（Metadata sample）部分的改变样本大小（Change）按钮，在打开的窗口中选择“使用全部数据作为样本（Use complete data as sample）”。

（2）在变量部分（Variables）将customer的模型角色（Model Role）设置为id，将time的模型角色设置为拒绝（rejected），将product的模型角色设置为目标（target）。

关闭输入数据源节点。

2．在数据流图中添加关联节点，并使输入数据源节点指向该节点。运行关联节点并察看结果。

关联节点分析结果的前两行如表3.10所示。表中各列为：规则包含的项数（前项集与后项集包含的项数之和）、提升值、支持度、置信度、支持观测数、规则形式。

表3.10　Association节点分析结果
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若要挖掘序列关联规则，可以在输入数据源节点的变量部分将time的模型角色改为序列（sequence），再运行关联节点。

如果要挖掘非序列负关联规则，需要修改输入数据集，把负项也加入数据中。我们使用一个小例子来进行说明。假设work.toyassoc数据集含有表3.11所示的数据。

表3.11　负关联规则挖掘示例：toyassoc数据集
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下面将描述产生扩充数据集的SAS程序。可用关联节点分析所生成的扩充数据集。
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work.temp1和work.temp2数据集的内容分别见表3.12和表3.13。

表3.12　负关联规则挖掘示例：work.temp1数据集
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表3.13　负关联规则挖掘示例：work.temp2数据集
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work.negative和work.mydata数据集的内容分别见表3.14和表3.15。

表3.14　负关联规则挖掘示例：work.negative数据集
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表3.15　负关联规则挖掘示例：work.mydata数据集

[image: alt]



第四章　多元统计中的降维方法

■主成分分析

■探索性因子分析

■多维标度分析





4.1　主成分分析

主成分分析的目的是构造输入变量的少数线性组合，尽可能解释数据的变异性。这些线性组合被称为主成分，它们形成的降维数据可用于进一步的分析。图4.1是主成分分析的示意图，第一主成分由图中比较长的直线代表，在这个方向上能最多地解释数据的变异性；第二主成分由图中比较短的直线代表，与第一主成分正交，并且能够最多地解释数据中剩余的变异性。一般而言，每个主成分都需要与之前的主成分正交，并且能够最多地解释数据中剩余的变异性。
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图4.1　主成分分析示例

一、主成分分析的步骤

假设X1
 ，…，Xp
 为p个随机变量，它们的协方差矩阵为Σ，其对角线上的值[image: alt]
 表示Xk
 的方差（k＝1，…，p）。主成分分析的步骤如下：

1．寻找第一个主成分

选择系数向量a
 1
 ＝（a11
 ，…，a1p
 ）T
 ，使得：

（1）[image: alt]
 （即a
 1
 长度为1）；

（2）线性组合a11
 X1
 ＋…＋a1p
 Xp
 的方差最大。

令Y1
 ＝a11
 X1
 ＋…＋a1p
 Xp
 ，它被称为第一主成分。

2．寻找第i个主成分（i＝2，…，p）

选择系数向量a
 i
 ＝（ai1
 ，…，aip
 ）T
 使得：

（1）[image: alt]
 （即a
 i
 长度为1）；

（2）对任意的1≤j＜i，ai1
 aj1
 ＋…＋aip
 ajp
 ＝0（即a
 i
 与a
 j
 正交）；

（3）线性组合ai1
 X1
 ＋…＋aip
 Xp
 的方差最大。

令Yi
 ＝ai1
 X1
 ＋…＋aip
 Xp
 ，它被称为第i个主成分。

二、主成分分析的主要理论结果

令λ1
 ≥λ2
 ≥…≥λp
 >0表示Σ的特征值，令ei
 ＝（ei1
 ，…，eip
 ）T
 （i＝1，…，p）表示相应的正则化的特征向量
〔1〕

 。它们满足：

（1）对任意[image: alt]
 ；

（2）对任意1≤i≠j≤p，ei
 与ej
 正交，即ei1
 ej1
 ＋…＋eip
 ejp
 ＝0。

主成分分析的主要理论结果为：

1．对任意1≤i≤p，第i个主成分的系数向量a
 i
 应取为ei
 ，因此第i个主成分是Yi
 ＝ei1
 X1
 ＋…＋eip
 Xp
 。

2．对任意1≤i≤p，Var（Yi
 ）＝λi
 ；

3．对任意1≤i≠j≤p，Cov（Yi
 ，Yj
 ）＝0。

4．数据中的总方差定义为[image: alt]
 ，它也等于[image: alt]
 。因此第i个主成分解释总方差的比例为[image: alt]
 ，前q个主成分解释总方差的比例为[image: alt]
 。

5．对任意1≤i，k≤p，Yi
 与Xk
 的相关系数为[image: alt]
 。

三、选取主成分的个数

为了降低数据的维度，可以取前q个主成分而忽略剩余的p－q个主成分。选择q的常用方法有如下几种：

1．Kaiser准则：保留那些对应特征值大于所有特征值的平均值的主成分，即解释总方差比例大于平均解释比例的主成分。

2．总方差中被前q个主成分解释的比例达到一定大小。

3．保留的主成分在实际应用中的可解释性。

4．使用崖底碎石图（scree plot）绘出特征值与其顺序的关系（如图4.2所 示），在图中寻找一个拐点，使得此点及之后对应的特征值都相对比较小，然后选择拐点之前的一点。例如，图4.2的拐点发生在i＝3，应该选择两个主成分。
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图4.2　崖底碎石图

四、使用相关系数矩阵进行主成分分析

因为主成分是通过最大化线性组合的方差来得到的，所以它对变量的测量尺度非常敏感。例如，若一个输入变量是“企业销售额（元）”，最大观测和最小观测可以相差几千万，而另一个变量是“企业雇员数”，最大观测和最小观测只相差几千，因为“企业销售额”的方差比“企业雇员数”的方差大得多，所以它会主导主成分分析的结果，使得第一个主成分可能几乎等于“企业销售额”，而忽略了输入变量之间的关系。另外，使用“万元”作为测量单位和使用“元”作为测量单位得到的主成分分析的结果会相差很大。因此，在实际应用中，通常首先将各输入变量进行标准化，使每个变量均值为0，方差为1，这等价于使用相关系数矩阵R替代协方差矩阵Σ来进行主成分分析。

假设仍然用λ1
 ，…，λp
 和e1
 ，…，ep
 来表示R的特征值和特征向量。主成分分析的一些结果可以简化如下：

（1）数据中的总方差为[image: alt]
 。第i个主成分解释的方差比例为λi
 /p，由前q个主成分解释的方差比例为[image: alt]
 。

（2）对任意1≤i，k≤p，Yi
 与Xk
 的相关系数为[image: alt]
 。

（3）Kaiser准则：保留那些对应的特征值大于1的主成分。

五、对主成分的解释

在实际应用中，使用样本协方差矩阵或者样本相关系数矩阵来计算样本主成分。我们可以从两个方面来解释第i个主成分：

1．考察第i个主成分对应的系数（即ei1
 ，…，eip
 ），根据系数绝对值较大的输入变量来解释第i个主成分。值得注意的是，系数的正负本身没有意义，这是因为Σ或R的任意特征向量e取负之后仍然是特征向量。
〔2〕

 但是，系数之间的正负对比是有意义的。

2．计算第i个主成分与各输入变量的相关系数，根据那些对应相关系数的绝对值较大的输入变量来解释第i个主成分。


案例：检测计算机网络攻击
 ［摘自Labib和Vemuri（2005）］


对计算机网络的开发者和使用者而言，网络安全都非常重要。入侵检测研究的目的就在于发展有效的入侵检测系统，保护重要的系统组件不受侵害。这里考虑对拒绝服务攻击和网络探测攻击的检测。拒绝服务攻击使一些计算或内存系统处于繁忙状态而无法处理合法用户的请求；网络探测攻击扫描目标网络或主机的开放端口以实施进一步攻击。

网络上各主机之间通过IP数据包传递信息，从IP数据包的头信息可构建如下变量：

●　SIP1，SIP2，SIP3，SIP4：表示发送数据包的主机的IP地址的四个部分；

●　SPort：表示发送数据包的端口号；

●　DIP1，DIP2，DIP3，DIP4：表示接收数据包的主机的IP地址的四个部分；

●　DPort：表示接收数据包的端口号；

●　Prot：数据包的协议类型：TCP，UDP或ICMP；

●　PLen：以字节计算的数据包的长度。

学习数据包含7个数据集，每个数据集含有300条观测。其中3个数据集取自网络在不同时段正常运行时传送的数据包，另外4个数据集分别取自网络受两种拒绝服务攻击和两种网络探测攻击时传送的数据包。

对这7个数据集分别进行主成分分析，结果表明：

1．对各数据集，第一、二个主成分都解释了总方差的大部分乃至绝大部分；

2．除了一个与某拒绝服务攻击对应的数据集之外，对其余数据集而言，第一、二个主成分的系数绝对值 最大的两个变量都分别是SPort和DPort。而且，对网络正常运行的数据集，这两个系数的差别不大，但对网络受攻击的数据集，这两个系数的差别却很大。

根据这些结果，可以计算

C＝│（l1
 －l2
 ）×pv
 ×100│，

其中，l1
 和l2
 分别是第一、二个主成分的绝对值最大的系数，pv
 是这两个主成分合起来解释总方差的比例。对7个学习数据集而言，3个网络正常运行的数据集的C值分别是0.00、0.40和0.20，而4个网络受攻击的数据集的C值分别是3.30、16.97、59.36和75.15。若取阈值C＝1来判断网络是否受攻击，可以完全正确地检测攻击。

六、实例

下面来看一个主成分分析的具体实例。假设SAS数据集work.brand中包含了152个人对某品牌手机的如下20个特征的评分，分值为1、2、3、4或5：



	爱家的
	强壮的
	户外的
	幻想的
	诚实的



	勇敢的
	有魅力的
	成功的
	浪漫的
	可靠的



	结实的
	炫耀的
	快乐的
	时尚的
	真诚的



	值得信赖的
	精力充沛的
	坚固的
	迷人的
	负责的




对这一数据进行主成分分析的SAS程序为：
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从SAS输出窗口中节选的关于特征值的信息如表4.1所示。从崖底碎石图（这里未画出）很容易看出应该选择两个主成分，它们一共解释了总方差的52.9％（表4.1第二行数据中最后一列的值）。表4.2列出了这两个主成分对应的系数（可以从work.brandoutstat数据集或者SAS输出窗口得到）。可以根据绝对值较大的系数对应的输入变量来解释这两个主成分：第一个主成分基本上代表的是总体情况，第二个主成分是“迷人浪漫”与“强壮坚固”的对比。

表4.1　主成分分析示例：特征值信息
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表4.2　主成分分析示例：第一、二个主成分的系数
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我们可以使用下列SAS语句绘出这两个主成分的散点图：

[image: alt]


绘出的图形如图4.3所示，图中每个点代表一个被调查人，点的坐标代表该观测的第一、二个主成分的值。第二个主成分的绝对值越大，说明被调查人对所调查手机品牌是“迷人浪漫的”还是“强壮坚固的”这两种感觉对比越强烈。从图中还能明显看出有一个异常观测。这两个主成分还可用于更复杂的进一步分析，例如，将它们放入建模数据集中以建立因变量的预测模型。
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图4.3　主成分散点图示例

4.2　探索性因子分析

探索性因子分析的基本想法是，每一个输入变量的变异性都可以归结于少数潜在的公共因子和一个与这些公共因子无关而只与该变量有关的特殊因子，它的主要目的就是寻找少量公共因子以解释一组输入变量的共同的变异性。公共因子形成的降维数据可用于进一步分析。

一、因子分析模型

假设X
 ＝（X1
 ，…，Xp
 ）T
 是一个p维随机向量，它的均值向量为μ＝（μ1
 ，…，μp
 ）T
 ，协方差矩阵为Σ，其对角线上的值[image: alt]
 表示Xk
 的方差（k＝1，…，p）。令F1
 ，…，Fq
 （q≤p）表示q个公共因子，令ε1
 ，…，εp
 表示特殊因子。正交因子模型如下：
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模型写成矩阵的形式就是：X－μ＝LF＋ε，其中F＝（F1
 ，…，Fq
 ）T
 是q维随机向量，ε＝（ε1
 ，…，εp
 ）T
 是p维随机向量，L称为因子载荷矩阵，其第k行第i列的值Lki
 （k＝1，…，p，i＝1，…，q）表示Xk
 在因子Fi
 上的载荷。

公共因子和特殊因子都是不可观测的。为了识别它们，需要做如下假定：

（1）对任意1≤i≤q，E（Fi
 ）＝0，Var（Fi
 ）＝1。

对任意1≤i≠j≤q，Cov（Fi
 ，Fj
 ）＝0。

（2）对任意1≤k≤p，E（εk
 ）＝0，Var（εk
 ）＝Ψk
 。

对任意1≤k≠m≤p，Cov（∈k
 ，∈m
 ）＝0。

（3）对任意1≤i≤q和1≤k≤p，Cov（Fi
 ，∈k
 ）＝0。

二、因子分析的主要理论结果

由模型及其假定，可以得到以下结论：

1．[image: alt]


其中[image: alt]
 是Xk
 的方差中能够被公共因子解释的部分，称为Xk
 的共性方差；Ψk
 是Xk
 的方差中不能被公共因子解释的部分，称为Xk
 的特殊方差。

2．对任意1≤k≠m≤p，Cov（Xk
 ，Xm
 ）＝Lk1
 lm1
 ＋Lk2
 lm2
 ＋…＋Lkq
 lmq
 。

3．对任意1≤k≤p和1≤i≤q，Cov（Xk
 ，Fi
 ）＝Lki
 。

三、对公共因子的解释

在解释公共因子Fi
 时，可以通过对Fi
 载荷系数的绝对值较大的输入变量来解释。与主成分分析中对系数的解释类似，因子载荷系数的正负本身没有意义，这是因为在因子模型中若将Lki
 （k＝1，…，p）和Fi
 都取相反数，所得模型等价；但是，载荷系数之间正负的对比是有意义的。

四、因子载荷矩阵的估计

因子载荷矩阵的估计是因子分析的主要问题之一。令Ψ表示对角元素为Ψk
 （k＝1，…，p）的p维对角矩阵。将前面的结论1和结论2写成矩阵形式可以得到：
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这里，LLT
 是Σ中能被公共因子解释的部分，而Ψ是Σ中不能被公共因子解释而归结于特殊因子的部分。值得注意的是，尽管开始Ψ被定义为一个对角矩阵，但实际上却不一定能够找到一个对角矩阵正好满足（4.1）式。

因子载荷矩阵有无穷个解，每一个解都可以等价地拟合Σ。例如，对于任意q维正交矩阵T（即TTT
 等于单位矩阵I），令L*
 ＝LT，那么[image: alt]
 ，所以L*
 和L可以等价地拟合Σ。因此，可以先得到载荷矩阵的初始估计值，再将它与某个矩阵相乘，这相当于将公共因子F1
 ，…，Fq
 构成的空间的坐标系进行旋转，我们称之为因子旋转，它可以使旋转后的公共因子具有更加清晰的解释。

载荷矩阵的初始估计值可使用主成分法或最大似然估计法来获得。

1．主成分法

令λ1
 ≥λ2
 ≥…≥λp
 表示Σ的特征值，e1
 ，…，ep
 表示对应的特征向量。统计理论证明，Σ可以拆分为[image: alt]
 。将式中前q项归结于公共因子，而将剩余的p－q项归结于特殊因子，就得到L和Ψ的估计[image: alt]
 和[image: alt]
 ：

（1）对任意i＝1，…，q，令[image: alt]
 的第i列为[image: alt]
 ，那么[image: alt]
 。

（2）对任意1≤k≤p，令[image: alt]
 ，令[image: alt]
 表示对角元素为[image: alt]
 的p维对角矩阵。

2．最大似然估计法

假定F1
 ，…，Fq
 和ε1
 ，…，εp
 都服从多元正态分布。由于因子载荷矩阵的不唯一性，需要附加一个方便计算的唯一性条件——LT
 Ψ-1
 L为对角矩阵，然后可以得到L和Ψ的最大似然估计。

得到因子载荷矩阵的初步估计后，可进行因子旋转，旋转后的载荷矩阵需要满足下列几个条件：（1）对于任意因子而言，只有少数输入变量在该因子上的载荷的绝对值较大，其余变量在该因子上的载荷接近于0；（2）对于任意输入变量而言，它只在少数因子上的载荷的绝对值较大，在其他因子上的载荷接近于0；（3）任何两个因子对应的载荷呈现不同的模式，因而在解释时这两个因子具有不同的含义。

因子旋转有正交旋转和斜交旋转两类。正交旋转采用正交矩阵，保持了因子之间的正交性；斜交旋转采用非正交矩阵，可以更好地简化载荷矩阵，提高因子的可解释性，但旋转后的因子之间存在相关性。选择哪一类旋转依赖于对因子之间相关性的假定。图4.4是未经旋转的因子分析结果的示意图，图中的点代表观测，两条线段代表两个因子的坐标轴；图4.5给出了对因子进行正交旋转的结果，这时两个因子的坐标轴仍然保持正交；图4.6给出了对因子进行斜交旋转的结果，两个因子的坐标轴不再正交。最大方差旋转（varimax rotation）是应用最广泛的因子旋转方法，它是一种正交旋转，目的是使载荷平方的方差最大化，即最大化
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图4.4　因子旋转前结果

[image: alt]


图4.5　正交旋转后结果

[image: alt]


图4.6　斜交旋转后结果

五、选取公共因子的个数

与主成分分析类似，在因子分析中也需要选取公共因子的个数q，常用的一些方法如下：

1．Kaiser准则：保留解释输入变量总方差比例大于平均解释比例的公共因子，即如果[image: alt]
 ，就保留公共因子Fi
 。如果载荷矩阵是由主成分法估计的，那么因子Fi
 解释输入变量总方差的比例就等于[image: alt]
 。

2．各输入变量的总方差中被q个公共因子解释的比例[image: alt]
 达到一定大小。如果载荷矩阵是由主成分法估计的，那么q个因子解释输入变量总方差的比例就等于[image: alt]
 。

3．保留的公共因子在实际应用中的可解释性。

4．使用崖底碎石图，绘出各公共因子解释总方差的比例与其顺序的关系。在图中寻找一个拐点，使得在此点及之后的公共因子解释总方差的比例都相对比较小，然后选择拐点之前的一点。

5．如果载荷矩阵由最大似然估计法而获得，还可用假设检验来选取q的大小。

在实际应用中，为了避免变量的测量单位对结果的影响，通常事先将输入变量进行标准化，使每个变量均值为0，方差为1，再进行因子分析，这等价于使用相关系数矩阵R替代协方差矩阵Σ。

对公共因子F＝（F1
 ，…，Fq
 ）T
 的估计值经常也有实际应用价值。这些估计值被称为因子得分，它们可以通过加权最小二乘法、回归法等方法来估计（此处不详述），它们形成的降维数据可用于进一步的分析。


案例：2004年欧洲创新指数的因子分析
 ［摘自OECD Economic Survey （2005）］


欧洲创新记分牌（European Innovation Scoreboard, EIS）涵盖了人力资源、知识创造、知识传播与应用、创新金融与市场这四个方面与创新有关的20项指标。文章对2004年经济合作与发展组织20个国家的这20项指标的值进行因子分析，并使用主成分法估计因子载荷矩阵。结果表明，第一、二个因子分别解释了总方差的45％和21％，而其他因子解释总方差的比例都比较小，因此只保留了两个公共因子。

再来看因子载荷系数，以绝对值大于0.7为截断点。对第一个因子载荷系数绝对值较大的指标有（载荷系数均为正）：（1）25—64岁年龄组里受过高等教育的人口比例；（2）25—64岁年龄组里参加终身教育的人口比例；（3）总劳动力中就业于高科技服务业的比例；（4）公共研发支出占GDP的比例；（5）企业界研发支出占GDP的比例；（6）每百万人口申请欧洲专利局高科技专利的数目；（7）每百万人口获得美国专利商标局高科技专利的数目；（8）中小企业中进行创新合作的比例；（9）早期风险投资占GDP的比例；（10）高科技行业在制造业增加值中所占的比例。第一个因子可解释为“知识发展”。对第二个因子载荷系数绝对值较大的指标有（载荷系数均为正）：（1）中小企业进行内部创新的比例；（2）创新支出占总营业额的比例；（3）中小企业进行非技术改变的比例；（4）“对市场而言不新但对公司而言新”的产品的销售额占总营业额的比例。第二个因子可解释为“知识应用”。

将对第一个因子载荷系数绝对值较大的各指标进行平均，并按照平均值对20个国家进行排序，可以看出在知识发展方面，希腊、葡萄牙等国家比较好，而芬兰、瑞典等国家不太好。对第二个因子进行类似分析，可以看出在知识应用方面，挪威、丹麦等国家比较好，而瑞士、德国等国家不太好。






注释1
 ：因子分析和主成分分析之间存在很大区别：（1）主成分分析解释输入变量总的变异性，而因子分析解释输入变量公共的变异性；（2）主成分分析得到的主成分是对原始变量的线性组合，是可观测的；而因子分析得到的因子是潜在而不可观测的。


注释2
 ：要判断一个因子分析模型的拟合度，可以察看残差矩阵[image: alt]
 。它越接近于零矩阵表明公共因子能越好地解释变量的方差与协方差。这种方法也可以用来比较主成分法和最大似然估计法的结果。


注释3
 ：如果两种因子旋转方法得到的因子有不同的解释，不能认为这两种解释是矛盾的，它们只是对同一个问题给出了不同的看法。

对于第4.1节中关于某品牌手机的例子，可以进行因子分析获得影响20个品牌特征的公共因子。假设使用最大似然估计法来估计两个公共因子的载荷矩阵，并进行最大方差旋转，相关的SAS程序为：

[image: alt]


从work.brandoutstat数据集或者SAS输出窗口可以得到两个公共因子的载荷矩阵，如表4.3前两列数值所示。根据对应载荷系数绝对值大于0.4的输入变量来解释这两个公共因子：第一个因子的含义是“真诚可靠”，第二个因子的含义是“迷人浪漫”。各输入变量的共性方差的估计如表4.3最后一列所示。可以看出，这两个公共因子对“爱家的”、“户外的”、“勇敢的”这三个特征没有什么解释力（注意：输入变量在因子分析之前都进行了标准化，所以每个输入变量的方差为1）。

表4.3　因子分析示例：载荷矩阵与共性方差
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4.3　多维标度分析

多维标度分析（Multidimensional Scaling, MDS）是一种在低维空间中展示高维数据的可视化方法，它使得低维空间中观测点之间的距离（或相似度）和原来高维空间中观测点之间的距离（或相似度）“大致匹配”。例如，给定一些饮料品牌之间的相似性矩阵，多维标度法会将这些品牌绘在一张图上，使得那些相似度高的品牌在图中比较靠近，而那些相似度低的品牌在图中则相距甚远。多维标度分析也常用于对数据进行降维，各观测点在低维空间对应的坐标被用来进行进一步的分析。

多维标度分析有度量（metric）和非度量（non-metric）两种形式，度量形式直接采用观测点之间的距离，而非度量形式采用观测点之间距离的排序。这里我们仅介绍非度量形式。若所用数据是观测点之间的相似度，也能很容易转化为距离的排序，因为相似度越小，距离越大。

多维标度分析试图在低维空间中放置观测点，使得低维空间中观测点之间距离的排序与原来高维空间中观测点之间距离的排序的一致性达到最高。假设一共有N个观测，可以计算它们两两配对的M＝N（N－1）/2个高维空间中的距离，将这些距离进行排序可得

[image: alt]


设低维空间的维度为q，将N个观测点放置在q维空间，即每个观测点用一个q维坐标向量代表。令[image: alt]
 表示q维空间中观测点之间的距离。令[image: alt]
 表示与[image: alt]
 排序完全一致的M个数值。定义应力函数

[image: alt]


或者

[image: alt]


应力函数的值越小，低维空间中观测点之间距离的排序与原来高维空间中观测点之间距离的排序的一致性越高。

多维标度分析的具体算法如下：

（1）初始化N个观测点在q维空间的坐标向量，并据此计算[image: alt]
 。

（2）在每次循环中：

①固定[image: alt]
 ，寻找M个数值[image: alt]
 ，使得它们的排序与[image: alt]
 的排序完全一致，并且应力函数的值达到最小；②固定[image: alt]
 ，寻找N个观测点在q维空间的坐标向量，使得应力函数的值达到最小。

持续循环直到应力函数的值无法减小为止。

应力函数的值与低维空间对原来高维空间拟合优度的关系可以参照表4.4来解释。选择q的大小有两种常用的方法：

（1）使应力值足够小，达到一定拟合优度；

（2）绘出应力值和q对应关系的崖底碎石图，在图中寻找一个拐点，使得此点及之后对应的应力值都比较小；这里对崖底碎石图的使用与主成分分析和因子分析略有不同，因为要保证应力值比较小，合适的维度q将选择拐点而不是拐点之前的一点。

表4.4　应力函数值的解释

[image: alt]


多维标度分析只使用了观测点之间距离的排序，因此它对异常值比较稳健：如果一个异常观测在原来高维空间中离其他观测比较远，在投射的低维空间中它也会离其他观测比较远，而且该观测对低维空间中其他观测之间的远近关系影响很小。


案例：银行倒闭的分析
 ［摘自Mar-Molinero和Serrano-Cinca（2001）］


文章使用的数据包含66家西班牙银行（含29家倒闭银行）的9个财务比率：（1）流动资产／总资产；（2）流动资产中的现金／总资产；（3）流动资产／贷款；（4）准备金／贷款；（5）净收入／总资产；（6）净收入／总股权资本；（7）净收入／贷款；（8）销售成本／销售额；（9）现金流／贷款。每个财务比率的测量尺度都不一样，首先将各比率标准化，使其均值为0，方差为1。

为了验证多维标度分析的稳健性，作者挑选出一些含异常值的银行，它们有一个或多个财务比率标准化后的绝对值超过2.5。使用所有66家银行和去除异常值后的多维标度分析的结果差异不大，因此文章使用了所有银行的数据。

文章又尝试了多种计算银行之间相似度的方法，发现结果也很稳健。文章最终采用的相似性度量是银行之间的相关系数（每个银行对应于一个由财务比率标准化后的值组成的9维向量，可以计算这些9维向量两两之间的相关系数）。取不同维度q所得的应力值如表4.5所示：

表4.5　多维标度分析案例中不同维度对应的应力值

[image: alt]


文章选取了q＝6，并根据前两个维度作图，发现倒闭的银行都倾向于落在图的右方，而没有倒闭的银行都倾向于落在图的左方，因此第一个维度是区分银行是否倒闭的有效指标。为了考察这两个维度的含义，文章接着以每个财务比率作为因变量，以两个维度的指标作为自变量，进行（无截距的）线性回归。结果发现，这些回归的R2
 都超过90％；第一个维度对净收入／总资产、净收入／总股权资本、净收入／贷款、现金流／贷款这些财务比率的影响很大，所以第一个维度表示的是盈利性；第二个维度对流动资产／总资产、流动资产中的现金／总资产、流动资产／贷款这些财务比率的影响很大，所以第二个维度表示的是流动性。结合前面观察图所得的结论，说明盈利性指标能有效地区分银行是否倒闭。前两个维度的坐标形成的降维数据还可用于进一步建立预测银行是否倒闭的模型。





对于第4.1节中关于某品牌手机的例子，可以使用多维标度分析来察看20个品牌特征之间的相似关系。相关的SAS程序如下：

[image: alt]
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上面plotit宏函数的输出见图4.7，其中VAR1-VAR20分别代表：

[image: alt]


图4.7　多维标度分析输出图示例



	VAR1-爱家的
	VAR2-强壮的
	VAR3-户外的
	VAR4-幻想的



	VAR5-诚实的
	VAR6-勇敢的
	VAR7-有魅力的
	VAR8-成功的



	VAR9-浪漫的
	VAR10-可靠的
	VAR11-结实的
	VAR12-炫耀的



	VAR13-快乐的
	VAR14-时尚的
	VAR15-真诚的
	VAR16-值得信赖的



	VAR17-精力充沛的
	VAR18-坚固的
	VAR19-迷人的
	VAR20-负责的




从图4.7中可以看出，VAR10（可靠的）和VAR16（值得信赖的）、VAR11（结实的）和VAR18（坚固的）非常相近，而VAR1（爱家的）离其他的特征都比较远，等等。这些直观的信息能帮助我们更好地理解这20个品牌特征之间的关系。

注释


〔1〕
 这就是说[image: alt]
 。


〔2〕
 例如，若使用协方差矩阵Σ，如果Σe＝λe，那么Σ（-e）＝-Σe＝-λe＝λ（-e）。因此-e也是Σ的特征向量。


第五章　聚类分析

■距离与相似度的度量

■k均值聚类法

■层次聚类法





聚类分析是一种无监督数据挖掘方法，它基于观测之间的相似度或距离将观测分组。聚类分析有广泛的应用，例如，它可用来对客户进行细分，以便为细分客户群体制定有针对性的营销策略。一个好的聚类方法会产生高质量的聚类结果，使同一类别内的观测比较相似，而不同类别的观测差异比较大。


案例一：对印度共同基金的分类
 ［摘自Sidana（2007）］


作者考察2002年5月至2006年5月在印度股市投资的100只共同基金，它们来自六个行业：汽车、制药、基础工程、快速消费品、金融服务、技术。这些基金有不同的投资风格，有些关注成长型股票，而有些既关注成长型股票，也关注价值型股票；它们的资本值大小也不同。根据投资风格和资本值的大小，可将这些共同基金划分为六类：成长—大、成长—中、成长—小、混合—大、混合—中、混合—小。

作者收集了关于这些共同基金的如下变量，用于统计聚类分析：（1）一年回报率；（2）两年的年化回报率；（3）三年的年化回报率；（4）五年的年化回报率；（5）阿尔法；（6）贝塔；（7）R2
 ；（8）夏普比率；（9）均值；（10）标准偏差。

作者使用k均值聚类法（第5.2节将具体描述这一算法）将这些共同基金聚为5类。第一类有26只成长—大型基金、2只成长—中型基金、1只混合—大型基金；第二类有16只成长—大型基金、9只成长—中型基金、2只混合—中型基金、1只混合—小型基金；第三类有6只成长型基金；第四类有4只成长—中型基金、3只成长—大型基金、1只混合—中型基金、1只混合—小型基金；第五类有19只成长—大型基金、4只成长—中型基金、3只混合—大型基金、1只混合—中型基金、1只混合—小型基金。可以看出，根据基金实际业绩所得的聚类结果和根据投资风格与资本值大小简单分类有些不一致。投资者在投资基金时，可以在行业、投资风格、资本值大小这些方面进行多样化，不同投资风格、资本值的基金可能取得类似的实际回报。


案例二：客户信息搜索行为的分析
 ［摘自Kiel和Layton（1981）］


本研究希望对客户购买产品前搜索相关信息的行为进行分类。作者将研究对象定义为澳大利亚悉尼大都市地区至少购买过九种汽车之一的客户，从中随机选取了一些客户，调查有关信息搜索行为的如下变量：（1）思考时间的长度；（2）搜索时间的长度；（3）给零售商打电话的次数；（4）拜访零售商的次数；（5）拜访过几家零售商；（6）拜访零售商的时间长度；（7）联系过几位同一款车的车主；（8）联系过几位意见领袖；（9）能记起的广告数；（10）使用过几份书面材料；（11）严肃考虑过几种其他车型；（12）严肃考虑过几家其他零售商。

作者首先使用因子分析考察这12个变量之间的关系并进行降维。以因子载荷系数的绝对值大于0.3为截断点，第一个因子与给零售商打电话的次数、拜访零售商的次数、拜访过几家零售商、拜访零售商的时间长度这些变量有关，可解释为对零售商的搜索；第二个因子与能记起的广告数、使用过几份书面材料、严肃考虑过几种其他车型、严肃考虑过几家其他零售商这些变量有关，可解释为媒体搜索及仔细思考；第三个因子与联系过几位同一款车的车主、联系过几位意见领袖这些变量有关，可解释为人际间搜索；第四个因子与思考时间的长度、搜索时间的长度有关，可解释为搜索的时间维度。

根据因子分析的结果，可如下计算四个指标：首先将每个变量都进行标准化，使其均值为0，方差为1，去除测量尺度的影响；然后，对每一个因子，将对应载荷系数高的几个（标准化）变量的值进行平均，这样得到四个指标。根据它们对被调查客户进行聚类，可将客户分为如下五类：

●　少量信息搜索者：从各种渠道搜寻的信息都少；

●　大量信息搜索者：从各种渠道都搜寻大量信息；

●　第一类有选择性信息搜索者：大量使用对零售商的搜索，但对其他渠道使用比较少；

●　第二类有选择性信息搜索者：大量使用人际间的信息来源，但较少使用对零售商的搜索；

●　第三类有选择性信息搜索者：花费在信息搜索上的时间很长，但对零售商、人际、媒体的搜索量中等大小，对其他车型和其他零售商几乎不加考虑。

5.1　距离与相似度的度量

在聚类前，通常需要对各连续变量进行标准化，因为方差大的变量比方差小的变量对距离或相似度的影响更大，从而对聚类结果的影响更大。常用的标准化方法有：

（1）使变量均值为0、标准差为1；

（2）使变量最小值为0、最大值为1。

假设x＝（x1
 ，x2
 ，…，xp
 ）T
 和y＝（y1
 ，y2
 ，…，yp
 ）T
 为标准化之后的两个观测。下面考察如何度量它们之间的距离或相似度。

一、名义变量

1．对称名义变量

如果名义变量的各种取值没有哪个更加重要，我们称这个名义变量是对称的；例如，性别就是一个对称二分变量，顾客偏好飘柔、海飞丝还是潘婷洗发水也是对称的。若一共有p个对称名义变量，其中x和y取值相等的变量有T个，取值不相等的变量数为F（T＋F＝p），那么x和y之间的相似度可以如下度量：

（1）简单相似系数：[image: alt]
 ；

（2）Roger and Tanimoto相似系数（对于非配对的变量赋予双倍权重）：[image: alt]
 ；

（3）Sokal and Sneath I型相似系数（对于配对的变量赋予双倍权重）：[image: alt]
 ；

（4）Sokal and Sneath III型相似系数：[image: alt]
 ；

（5）Hamann系数：[image: alt]
 。

2．非对称名义变量

如果一个名义变量的各种取值的重要程度不同，它被称为是非对称的。例如，来自中国的客户大多属汉族，但也有一些是少数民族，而客户属少数民族这个信息可能很重要，所以民族这个名义变量就是非对称的。每个非对称名义变量的取值都可以分为重要的和不重要的；因此，根据x和y这两个观测取值的不同情形，p个非对称名义变量可分为如下几组：

（1）对IIT个变量而言，两个观测的取值是重要并且相等的；

（2）对IIF个变量而言，两个观测的取值是重要但不相等的；

（3）对IU个变量而言，两个观测的取值一个是重要的，一个是不重要的；

（4）对UU个变量而言，两个观测的取值都是不重要的。

x和y之间的相似度或距离可以如下度量：

（1）Jaccard相似系数（与两个观测的取值都不重要的这些变量无关）：[image: alt]
 ；

（2）Dice系数或Czekanowski/Sorensen相似系数（与两个观测的取值都不重要的这些变量无关，对于重要取值配对的变量赋予双倍权重）：[image: alt]
 ；

（3）Russell and Rao相似系数（重要取值配对的变量在所有变量中所占的比例）：[image: alt]
 ；

（4）二分Lance and Williams距离系数或Bray and Curtis距离系数：[image: alt]
 ；

（5）Kulcynski 1相似系数（与两个观测的取值都不重要的这些变量无关，重要取值配对的变量数与非配对变量数的比率）：[image: alt]
 。

二、定序或定距变量

若p个变量都是定序或定距变量，x和y之间的距离可以如下度量：

（1）欧式距离：[image: alt]
 ；

（2）Chebychev距离：[image: alt]
 ；

（3）Minkowski距离：[image: alt]
 ，其中m是一个正数；m＝1对应于街区距离，m＝2对应于欧式距离，m＝∞对应于Chebychev距离。

三、定比变量

若p个变量都是定比变量，x和y之间的相似度或距离可以如下度量：

（1）使用定距变量的距离度量；

（2）Lance and Williams距离（对于非负定比变量）：

[image: alt]


（3）Canberra距离（对于非负定比变量）：

[image: alt]


（4）Czekanowski系数（对于非负定比变量）：

[image: alt]


（5）余弦相似度：

[image: alt]


（6）相关系数相似度：

[image: alt]


四、各类变量的混合

数据中可能存在名义变量、定序变量、定距变量和定比变量的混合。这种情形下最常用的相似性度量是Gower（1971）提出的，定义为

[image: alt]


其中，[image: alt]
 取值如下：

（1）对于第r个变量是对称名义变量、定序变量、定距变量或定比变量的情形，[image: alt]
 ＝1；

（2）对于第r个变量是非对称名义变量的情形，如果xr
 或者yr
 取值是重要的，则[image: alt]
 ＝1，否则[image: alt]
 ＝0。

[image: alt]
 取值如下：

（1）对于第r个变量是名义变量的情形，如果xr
 ＝yr
 ，则[image: alt]
 ＝1，否则[image: alt]
 ＝0；

（2）对于第r个变量是定序变量、定距变量或定比变量的情形，[image: alt]
 ＝1-│xr
 －yr
 │/Rr
 ，其中Rr
 是变量r的全距（即最大值减最小值所得的差）。

五、相似性度量与距离度量的转换

距离度量d（x，y）总是能够转化为相似性度量s（x，y）。例如，可以令[image: alt]
 。相似性度量类似地也可以很容易转化为非相似性度量。但是，将相似性度量转换为正式的距离度量时，需要注意距离度量必须满足下面一些性质：

（1）d（x，y）＝d（y，x）；

（2）若x≠y，则d（x，y）＞0；

（3）若x＝y，则d（x，y）＝0；

（4）d（x，y）≤d（x，z）＋d（z，y）。

只有当相似度矩阵（所有观测两两之间的相似度形成的矩阵）为非负定矩阵时，才能从相似度度量中构造出满足上述性质的距离度量。此时，若对相似度进行标准化使得对于任何x，s（x，x）＝1，那么[image: alt]
 为满足上述性质的距离度量。

5.2　k均值聚类法

令N表示观测数，xi
 表示第i个观测（i＝1，…，N）；令K表示类别个数，Cl
 （l＝1，…，K）表示属于第l个类别的观测的序号的集合，C（i）（i＝1，…，N）表示观测i所属类别的序号。

k均值聚类法中常用的距离度量为Minowski距离

[image: alt]


默认m＝2（即默认采用欧式距离）。k均值聚类法的具体步骤如下：

1．初始化K个类别的中心v1
 ，…，vK
 （例如，可随机选取K个观测）。

2．在每次循环中：

（1）将每个观测重新分配到类别中心与它距离最小的类：

[image: alt]


其中argmin表示寻找参数（l）的值使得函数d（xi
 ，vl
 ）达到最小。

（2）重新计算类别中心：

[image: alt]


持续循环直到所有类别中心的改变很小或者达到事先规定的最大循环次数。


注释1
 ：k均值聚类法的优点是计算量小，处理速度快，特别适合大样本的聚类分析。


注释2
 ：k均值聚类法是发现异常值的有效方法，因为异常值通常会出现在只有少数观测的类别中。使用Minowski距离度量时，m越大，异常值对于聚类结果的影响越大；反之，m越小，异常值对于聚类结果的影响越小。


注释3
 ：k均值聚类法等价于通过循环使得[image: alt]
 达到最小值。但是，它通常只能找到局部最小值而不是全局最小值，因而不同的初始点会导致不同的聚类结果。弥补这个缺点的一种方法是使用不同初始点进行多次聚类，最后选取对应[image: alt]
 值最小的聚类结果。


注释4
 ：k均值聚类法不适合于发现数据分布形状非凸（如香蕉形）的类别。

为了确定类别个数K，可以使用Calinski和Harabasz（1974）提出的伪F统计量（Pseudo F Statistic）。它的定义类似于单因素方差分析中F统计量的定义，是组间均方与组内均方的比率。令[image: alt]
 表示所有观测的均值向量，[image: alt]
 表示类别l内观测的均值向量。伪F统计量的具体计算公式如下：

[image: alt]


伪F统计量的值越大，说明聚类结果的质量越高。通常我们会察看伪F统计量和类别数之间的关系，寻找它的局部峰值以确定类别数。

假设SAS数据集work.cars记录了38种1978年至1979年的车型的如下信息（数据来源于Statlib，见http://lib.stat.cmu.edu/DASL/Datafiles/Cars.html）：country（出产国）、car（车型）、mpg（每加仑油的英里数）、weight（车重）、drive_ratio（传动比）、horsepower（马力）、displacement（排量）。我们将使用后五个变量进行k均值聚类，相关SAS程序如下：

[image: alt]


将上面的fastclus过程中的maxc分别设为2、3、4、5和6时所对应的伪F统计量分别为59.49、58.69、50.43、61.89和57.29，它在maxc为5时达到局部峰值，因此我们确定将数据聚为5类。聚类的结果见表5.1第三列所示。

表5.1　cars数据集的聚类分析结果

[image: alt]


[image: alt]


5.3　层次聚类法

层次聚类法是另一类常用的聚类方法。它对第5.2节中cars数据集聚类所得到的树图见图5.1。

[image: alt]


图5.1　层次聚类树图示例

一、层次聚类法的类型

层次聚类法分为两大类：

1．合并式层次聚类法（较常用）

（1）初始化时每个观测单独形成一个类别；

（2）迭代地将最相似（或者距离最近）的两个类别合并；

（3）随着合并的两个类别的相似度减小（或距离增加），最终所有观测都归于同一个类别。

2．分裂式层次聚类法

（1）初始化时所有观测都属同一个类别；

（2）迭代地选取能分裂为最不相似（或者距离最大）的两个子类别的类别进行分裂；

（3）随着分裂成的两个子类别的相似度增加（或距离减小），最终每个观测单独形成一个类别。

二、类别间的距离度量

各种层次聚类法的差异还在于类别之间距离的不同度量。令Nl
 表示第l个类别内观测的个数，令Dll′
 表示类别l与类别l′之间的距离，常用的一些度量有：

1．平均连接法

将两个类别之间的距离定义为这两个类别各取一个观测形成的所有可能的观测对之间的距离的平均值

[image: alt]


这种方法略倾向于产生协方差矩阵比较相近的类别。

2．完全连接法

将两个类别之间的距离定义为这两个类别各取一个观测形成的所有可能的观测对之间的距离的最大值

[image: alt]


这种方法强烈偏向于产生直径（类别内两个观测之间最大的距离）大致相等的类别，并且受异常值的影响很大。

3．单连接法

将两个类别之间的距离定义为这两个类别各取一个观测形成的所有可能的观测对之间的距离的最小值

[image: alt]


这种方法不太适于寻找数据分布形状紧密的类别，但却能够发现数据分布形状拉长或不规则的类别，并且常常在发现含有观测数较多的主要类别之前先使数据分布尾部的观测形成小类别。

4．Ward法

将两个类别之间的距离定义为

[image: alt]


这种方法倾向于先合并观测数比较少的类别，并且强烈偏向于产生观测数大致相等的类别，容易受异常值的影响。

5．Centroid法

将两个类别之间的距离定义为

[image: alt]


这种方法比较不容易受异常值的影响，但在其他方面可能不如平均连接法或Ward法。

6．密度连接法

首先基于数据密度定义观测之间的距离d*
 （xi
 ，xj
 ），然后使用单连接法进行聚类。密度连接法能够发现数据分布形状高度拉长或不规则的类别。d*
 的定义有下列一些方式：

（1）k近邻法

①令rk
 （x）表示x与离它最近的第k个观测之间的距离；

②设想一个以x为中心、以rk
 （x）为半径的球体。x点的数据分布密度f（x）被估计为落在该球体内的观测的比例与球体的体积之比；

③新的距离度量定义为：

[image: alt]


（2）一致核法

①设想一个以x为中心、以r为半径的球体，x点的分布密度f（x）被估计为落在该球体内的观测的比例与球体的体积之比；

②新的距离度量定义为：

[image: alt]


在层次聚类法中，若要确定类别个数K，除了使用第5.2节中提及的伪F统计量，还可以使用伪t2
 统计量（Pseudo t2
 Statistic）。设层次聚类法的某个步骤将类别l和l′合并为一个类别M，那么CM
 ＝Cl
 ∪Cl
 ′，该步骤的伪t2
 统计量的计算公式如下：

[image: alt]


伪t2
 统计量衡量的是合并后组内平方和增加值的平均值与合并前组内均方的比率。它的值越小，说明该合并步骤质量越高。通常会将伪F统计量和伪t2
 统计量结合起来，选择类别的个数使得伪F统计量达到局部峰值，同时相应的伪t2
 统计量比较小但在下一个合并步骤比较大。






注释1
 ：在确定类别个数时：

伪F统计量（在k均值聚类法或层次聚类法中）和伪t2
 统计量（在层次聚类法中）都仅适用于数据分布形状紧密或略微拉长的类别，最好是大致为多元正态分布的类别。因为单连接法常常发现数据分布形状拉长或不规则的类别，所以伪F统计量和伪t2
 统计量不适用于单连接法。

●　对于层次聚类法而言，也可以在聚类树图中的某个距离（或相似度）处截断，得到相应的各个类别。

●　数据相关领域内的经验和知识也能帮助确定类别的个数。


注释2
 ：层次聚类法不像k均值聚类法一样试图去最小化分类结果的某种距离度量，所以它不能保证分类结果的（局部）最优。这是它的一大缺点。

使用层次聚类法对第5.2节中的stdcars数据集聚类的SAS程序如下：

[image: alt]


伪F统计量及伪t2
 统计量和类别数的散点图见图5.2。当类别数为5时，伪F统计量达到局部峰值；伪t2
 统计量在类别数为5时较小但在类别数为4时（下一步合并）较大。因此我们选择5个类别。

[image: alt]


图5.2　伪F统计量及伪t2
 统计量和类别数的散点图

绘制聚类树图（见图5.1）和获取5个类别的聚类结果的SAS程序如下所示：

[image: alt]


对cars数据集聚类的结果见表5.1第四列所示，可以看出，对该数据集而言，使用k均值聚类法和层次聚类法得到的聚类结果比较一致。


第六章　预测性建模的一些基本方法

■判别分析

■朴素贝叶斯分类算法

■k近邻法

■线性模型与广义线性模型





6.1　判别分析

判别分析适用于连续型自变量、名义型因变量的情形。例如，它可用于将贷款、信用卡、保险等申请划分为不同的风险类别。

判别分析使用贝叶斯定理对观测进行分类。设因变量Y一共有K个类别。对l＝1，…，K，令ξl
 表示类别l的先验概率，它们满足[image: alt]
 。设对属于类别Y＝l的观测，自变量X＝（X1
 ，…，Xp
 ）的概率函数或概率密度函数为fl
 （x）。根据贝叶斯公式，

[image: alt]


对于自变量为x的观测，如果Pr（Y＝l*
 │X＝x）达到最大（等价于ξl*

 fl*

 （x）达到最大），那么把该观测归入第l*
 类。

一、两种常用的判别分析方法

最常用的判别分析方法为线性判别分析和二次判别分析，它们都假设对每个类别l（l＝1，…，K），观测的自变量满足多元正态分布，即fl
 （x）～MVN（μl
 ，Σl
 ），其中μl
 和Σl
 分别是均值向量和协方差矩阵。

（一）方法描述

1．线性判别方法

线性判别分析方法如下：

（1）假设所有类别的协方差矩阵都相等，即Σ1
 ＝…＝ΣK
 ＝Σ。

（2）可以推出
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其中
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因为A的值对所有类别都一样，所以察看ξl
 fl
 （x）等价于察看δl
 （x），根据贝叶斯定理，应该把自变量为x的观测归入δl
 （x）值最大的类别。δl
 （x）是x的线性函数，它被称为线性判别方程。

（3）类别l和l′的边界由δl
 （x）＝δl′
 （x）给出，该边界对x是线性的。

2．二次判别分析方法

二次判别分析方法如下：

（1）不假设各类别的协方差矩阵相等。容易推出，察看ξl
 fl
 （x）等价于察看下列二次判别方程
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应该把自变量为x的观测归入ψl
 （x）值最大的类别。

（2）类别l和l′的边界由ψl
 （x）＝ψl′
 （x）给出，该边界是x的二次方程。

（二）参数估计

在实际应用中，需要使用训练数据集来估计ξl
 、μl
 和Σl
 的值：

1．ξl
 由训练数据集中属于类别l的观测的比例来估计；

2．μl
 由训练数据集中属于类别l的观测的样本均值向量来估计；

3．对于线性判别分析而言，Σ由合并样本协方差矩阵来估计。具体而言，设训练数据集中观测为x1
 ，…，xN
 ，其中N为观测数。考虑训练数据集中属于类别l（l＝1，…，K）的观测，令Nl
 表示这些观测的个数，Cl
 表示它们的序号的集合，[image: alt]
 表示它们的均值向量，它们的样本协方差矩阵为
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合并样本协方差矩阵为
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4．对于二次判别分析而言，Σl
 由Sl
 来估计（l＝1，…，K）。

二、示例

虽然线性判别分析和二次判别分析都基于很简单的多元正态假设，但是因为很多实际数据无法支持过于复杂的模型，所以这两种方法的实际分类效果经常令人惊奇地好。

假设work.wine数据集记录了对意大利某地区出产的178种葡萄酒进行化学分析所得的酒精度、苹果酸、灰度、灰分碱度等13种指标，这些葡萄酒分别酿自三种不同品种的葡萄（数据来源于Asuncion and Newman（2007），见http://archive.ics.uci.edu/ml/datasets/wine）。假设数据集中的var1变量表示各种葡萄酒所使用的葡萄的品种，使用线性判别分析对这些葡萄酒进行分类的SAS程序如下：
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表6.1列出了线性判别分析对训练数据集的分类结果，分类完全正确。

表6.1　wine数据集的判别分析结果
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6.2　朴素贝叶斯分类算法

朴素贝叶斯（Naive Bayes）分类算法适用于因变量是名义变量的情形而对自变量类型没有限制，在文本分类等领域有广泛的应用。

朴素贝叶斯分类算法同样基于贝叶斯定理（参看第6.1节）对观测进行分类。它的关键假设是给定Y的值，X1
 ，…，Xp
 是条件独立的，因此对属于类别Y＝l的观测，自变量X＝（X1
 ，…，Xp
 ）的概率函数或概率密度函数fl
 （x）可以写成
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其中fl
 （xr
 ）是类别l中自变量Xr
 的边缘分布。因此，要估计fl
 （x），可以对每个自变量独立估计fl
 （xr
 ），然后将它们相乘。

若Xr
 是可能取值为γ1
 ，…，γV
 的分类变量，那么fl
 （xr
 ＝γv
 ）（v＝1，…，V）可如下估计：

1．使用最大似然估计，即训练数据集属于类别l的观测中xir
 取值为γv
 的比例
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其中#［条件］表示训练数据集中满足条件的观测数。

2．如果训练数据集中没有满足条件的观测，相应的最大似然估计[image: alt]
 的值为0。在这种情形下，对于任何一个新的观测，只要自变量Xr
 取值为γv
 而不论其他变量取值如何，相应的[image: alt]
 的值就为0，根据贝叶斯公式估计的Pr（Y＝l*
 │X＝x）的值就为0，该观测就不可能被归为第l类。为了避免这种武断的情况，假想在每个类别内另有Vn0

 个训练观测，Xr
 的每种可能取值都分配n0
 个假想观测，可以得到一种更加“平滑”的估计：

[image: alt]


若Xr
 是连续变量，可以假设对于类别Y＝l而言，Xr
 满足均值为μlr
 、方差为[image: alt]
 的正态分布。只要训练数据集中每个类别的观测数至少为两个，μlr
 和[image: alt]
 就可如下估计：
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SAS中没有直接实现朴素贝叶斯分类算法，需要自行编程，此处不赘述。

6.3　k近邻法

k近邻法对自变量和因变量的类型没有特殊限制。它的具体步骤如下：

1．定义距离d（x，x′）度量自变量分别为x和x′的两个观测之间的距离；

2．若要预测自变量为x*
 的观测的因变量Y的取值，对训练数据集中的所有观测xi
 ，计算d（x*
 ，xi
 ）的值。选择训练数据集中与x*
 距离最小的k个观测。

3．使用这k个观测来预测x*
 对应的Y的取值：

（1）若Y为离散变量，预测值为这k个观测的因变量中所占比例最大的值。

（2）若Y为连续变量，预测值为这k个观测的因变量的均值。

可以使用修正数据集评估不同k值对应的模型的性能（如误分类率、均方根误差等，具体细节请见第九章），选择最优的k值。因为k近邻法的模型由训练数据集中的所有观测给出，所以它也被称为基于记忆的推理（Memory-Based Reasoning）或基于实例的学习（Instance-Based Learning）。

假设SAS数据集work.car记录了22种品牌的159种车型的一些信息，如表6.2所示（数据来源于Asuncion and Newman（2007），见http://archive.ics.uci.edu/ml/datasets/Automobile，此处使用时将num_of_door和num_of_cylinders转换成了数值变量，去除了含有缺失变量的观测，并且只保留了表6.2中的17个变量）。

表6.2　car数据集中的变量
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SAS软件的企业数据挖掘模块（Enterprise Miner）中，有一个基于记忆的推理（Memory-Based Reasoning）节点可使用k近邻法预测price变量的值。具体操作如下：

（1）首先在数据流图中添加输入数据源（Input Data Source）节点，在数据部分（Data）将数据集（Source Data）设为work.car，角色（Role）设为RAW，在变量部分（Variables）将price的模型角色（Model Role）设置为目标（target），将16个自变量的模型角色设置为输入变量（input）。关闭输入数据源节点。

（2）在数据流图中添加数据分割（Data Partition）节点，并使输入数据源节点指向该节点。打开数据分割节点，在分割部分（Partition）将方法（Method）设为简单随机抽样（Simple Random），在比例部分（Percentages）将训练数据（Train）设为70％，修正数据（Validation）设为30％，测试数据（Test）设为0。关闭数据分割节点。

（3）在数据流图中添加基于记忆的推理节点，并使数据分割节点指向该节点。打开基于记忆的推理节点，使用“工具”菜单下的“设置”可以设k的值。关闭该节点后运行，察看结果。

表6.3列出了不同k值对应的模型对训练数据集和修正数据集的均方根误差。要使修正数据集的均方根误差最小，应该选择k＝2。

表6.3　不同k值的k近邻模型对训练数据集和修正数据集的均方根误差
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我们可以对比一下线性回归和k近邻法对price的拟合效果。在数据流图中添加回归（Regression）节点，并使数据分割节点指向该节点。运行该节点并察看结果，线性回归模型对训练数据集和修正数据集的均方根误差分别是1874.68和2705.64，效果不如使用k＝2的k近邻法。可见，k近邻法的预测效果有时优于线性回归，但是，k近邻法的模型由训练数据集中的所有观测给出，比线性模型更加复杂。

6.4　线性模型与广义线性模型

在线性模型中，我们假设因变量Y来自正态分布N（μ，σ2
 ），其中μ与自变量x＝（x1
 ，…，xp
 ）之间的关系为

μ＝α＋xT
 β．

这里α是截距项，β＝（β1
 ，…，βp
 ）T
 是对x的系数，xr
 的值增加一个单位而其他自变量的值不变时，Y的平均值增加βr
 （可能为负）。设训练数据集为{（xi
 ，yi
 ），i＝1，…，N}，其中xi
 被看做给定的，而yi
 被看做相互独立的随机变量Yi
 的观测值。系数α和β由最小二乘法估计，即最小化

[image: alt]


这等价于使用最大似然估计；参数σ2
 可由最大似然法估计。

广义线性模型从两方面对线性模型进行扩展：

1．模型的系统成分：因变量Y分布的位置参数μ和自变量x的关系。令η＝g（μ），其中g为一对一、连续可导的变换，使得η的取值范围变成（-∞，∞）；g（·）被称为连接函数。η与x的关系为
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2．模型的随机成分：Y的分布，通常取指数族分布。指数族分布的概率函数或概率密度函数的形式为
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其中φ被称为刻度参数。不是所有指数族分布都有刻度参数，没有刻度参数时等价于φ≡1。二项分布、多项分布、泊松分布、正态分布、卡方分布、伽玛分布、贝塔分布等常用分布都属于指数族分布。

令y＝（y1
 ，…，yN
 ），令μ＝（μ1
 ，…，μN
 ），其中μi
 为Yi
 的分布的位置参数。在广义线性模型下，所有μi
 都通过连接函数与同一组参数（α，β）有关；此外，再考虑对μi
 没有任何限制的饱和模型，这时对每个μi
 都独立估计，令[image: alt]
 表示饱和模型下对μ的最大似然估计。令l（μ，φ│y）表示关于μ和φ的对数似然函数，定义比率偏差（Scaled Deviance）
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可以很容易证明比率偏差的形式为[image: alt]
 （y；μ）/φ，其中[image: alt]
 （y；μ）与刻度参数φ无关，被称为偏差。线性模型中最小二乘法所最小化的量（6.1）就是偏差的一个特例。估计广义线性模型的参数时，通过最小化偏差来估计α和β，如果有刻度参数φ，再通过最大似然法估计φ。

下面我们根据因变量的不同取值类型讨论各种广义线性模型。

一、因变量为二值变量

可采用逻辑回归：

1．不失一般性，设因变量Y的取值为0或1。

2．μ代表Y取值为1的概率。Y满足参数为μ的伯努利分布，没有刻度参数。

3．使用逻辑（logit）连接函数，即
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它表示Y取值为1的概率与Y取值为0的概率的比的对数。

4．与方程（6.2）联系在一起看，系数βr
 可以如下解释：xr
 的值增加一个单位而其他自变量的值不变时，Y取值为1的概率与Y取值为0的概率的比是原来的exp（βr
 ）倍。

5．对数似然函数为[image: alt]
 。在广义线性模型下，μi
 的表达式通过连接函数及方程（6.2）可得：
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6．饱和模型对μi
 没有任何限制，这时对μi
 的最大似然估计为
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可得l（[image: alt]
 ；y）＝0。比率偏差和偏差都等于
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二、因变量为名义变量

可采用多项逻辑回归：

1．因变量Y的取值为1，…，K，各取值之间是无序的。

2．令μ（l）
 表示Y取值为l的概率（l＝1，…，K），它们满足μ（1）
 ＋…＋μ（K）
 ＝1。对l＝1，…，K，令
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那么（Y（1）
 ，…，Y（K）
 ）满足参数为（1，μ（1）
 ，…，μ（K）
 ）的多项分布，没有刻度参数。

3．将第K个类别作为参照类别，使用如下连接函数：

[image: alt]


ηl
 表示Y取值为l的概率与Y取值为K的概率的比的对数。

4．令ηl
 ＝αl
 ＋xT
 βl
 （l＝1，…，K－1），系数βlr
 可以如下解释：xr
 的值增加一个单位而其他自变量的值不变时，Y取值为l的概率与Y取值为K的概率的比是原来的exp（βlr
 ）倍。

5．对数似然函数为[image: alt]
 ，其中[image: alt]
 代表第i个观测的因变量取值为l的概率。在广义线性模型下，可得[image: alt]
 的表达式：
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6．饱和模型对[image: alt]
 没有任何限制，这时对[image: alt]
 的最大似然估计为
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可得l（[image: alt]
 ；y）＝0。比率偏差和偏差都等于
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三、因变量为定序变量

可采用序次逻辑回归：

1．因变量Y的取值为1，…，K，但各取值之间是有序的。

2．令μ（l）
 表示Y取值小于或等于l的概率（l＝0，1，…，K），它们满足0＝μ（0）
 ≤μ（1）
 ≤μ（2）
 ≤…≤μ（K－1）
 ≤μ（K）
 ＝1。对l＝1，…，K，令
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那么（Y（1）
 ，…，Y（K）
 ）满足参数为（1，μ（1）
 ，μ（2）
 －μ（1）
 ，…，1－μ（K－1）
 ）的多项分布，没有刻度参数。

3．使用如下连接函数
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ηl
 表示Y取值小于或等于l的概率与Y取值大于l的概率的比的对数，它们须满足η1
 ≤η2
 ≤…≤ηK－1
 。

4．令ηl
 ＝αl
 ＋xT
 β（l＝1，…，K－1），其中β不随l变化，而α1
 ≤α2
 ≤…≤αK－1
 ，这样可以保证满足η1
 ≤η2
 ≤…≤ηK－1
 。系数βr
 可以如下解释：xr
 的值增加一个单位而其他自变量的值不变时，对l＝1，…，K－1，Y取值小于或等于l的概率与Y取值大于l的概率的比是原来的exp（βr
 ）倍。

5．对数似然函数为[image: alt]
 ，其中[image: alt]
 代表第i个观测的因变量取值小于或等于l的概率。在广义线性模型下，对l＝1，…，K－1，可得[image: alt]
 的表达式：
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6．饱和模型对[image: alt]
 没有任何限制，这时对[image: alt]
 的最大似然估计为
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可得l（[image: alt]
 ；y）＝0。比率偏差和偏差都等于
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四、因变量为计数变量

可采用泊松回归：

1．因变量Y的取值为1，2，…，代表某事件发生的次数。

2．μ代表Y的均值。设Y满足泊松分布，没有刻度参数。

3．使用对数连接函数η＝log（μ）。

4．与方程（6.2）联系在一起看，系数βr
 可以如下解释：xr
 的值增加一个单位而其他自变量的值不变时，事件发生的平均次数是原来的exp（βr
 ）倍。

5．对数似然函数为[image: alt]
 。在广义线性模型下，μi
 的表达式通过连接函数及方程（6.2）可得：
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6．饱和模型对μi
 没有任何限制，这时对μi
 的最大似然估计为
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可得[image: alt]
 。比率偏差和偏差都等于
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五、因变量为非负连续变量

因变量Y的取值连续非负（例如，收入、销售额）。根据分布的特性可以使用不同的广义线性模型。


第一种情况：
 如果Y的均值和自变量的关系是非线性的，而Y的方差随着均值的增加而增加，那么可以采用下列几种模型之一：

1．使用泊松回归，它假设Y的方差等于均值。

2．将Y进行对数转换作为新的因变量，再使用一般的线性回归；这种模型假设Y的变异系数（标准偏差与均值的比值）为常数。这时，系数βr
 可以如下解释：xr
 的值增加一个单位而其他自变量的值不变时，log（Y）的均值增加βr
 。

3．使用对数线性伽玛模型，它也假设Y的变异系数为常数。

（1）设Y满足均值为μ、形状参数为λ的伽玛分布，概率密度函数为
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刻度参数φ＝1/λ。

（2）使用对数连接函数η＝log（μ）。

（3）与方程（6.2）联系在一起看，系数βr
 可以如下解释：xr
 的值增加一个单位而其他自变量的值不变时，Y的均值是原来的exp（βr
 ）倍。

（4）对数似然函数为
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在广义线性模型下，μi
 的表达式通过连接函数及方程（6.2）可得：
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（5）饱和模型对μi
 没有任何限制，这时对μi
 的最大似然估计为
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可得
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比率偏差为
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偏差为
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第二种情况：
 如果Y和自变量的关系是非线性的，而Y的方差大致为常数，那么可以用下列模型：

（1）假设Y满足均值为μ、方差为σ2
 的正态分布。刻度参数为φ＝σ2
 。

（2）使用对数连接函数η＝log（μ）。
〔1〕



（3）与方程（6.2）联系在一起看，系数βr
 可以如下解释：xr
 的值增加一个单位而其他自变量的值不变时，Y的均值是原来的exp（βr
 ）倍。

（4）对数似然函数为
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在广义线性模型下，μi
 的表达式通过连接函数及方程（6.2）可得：
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（5）饱和模型对μi
 没有任何限制，这时对μi
 的最大似然估计为
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可得
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比率偏差为
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偏差为
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六、因变量为取值可正可负的连续变量

因变量Y的取值连续且可正可负，假设Y满足均值为μ、方差为σ2
 的正态分布，刻度参数为φ＝σ2
 。可使用恒等连接函数，即η＝μ，所得模型就是一般的线性模型。在这一模型下，[image: alt]
 。很容易得到比率偏差为
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偏差为
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要检验广义线性模型的单个系数是否为0，可使用渐近的正态检验或卡方检验。SAS中的genmod过程可用来建立广义线性模型，它的两个选项dist和link分别指明模型中Y的分布和连接函数，它们的取值和上述各情形的对应关系见表6.4。对情形二即因变量是名义变量的情形，可使用SAS的catmod过程，此处不赘述。

表6.4　genmod过程中选项dist和link的取值与广义线性模型各种情形的对应关系
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a
 　此处不包括将Y进行对数转换后再进行线性回归的模型，在这种模型下，将Y进行对数转换得到新的因变量后，就归于情形六。





下面仅举一例来说明genmod过程的用法。假设数据集work.carevaluation记录了1728台车的一些信息，如表6.5所示（数据来源于Asuncion and Newman（2007），见http://archive.ics.uci.edu/ml/datasets/Car+Evaluation）。在使用genmod过程之前，已事先把各变量的取值都按照表中所列的顺序转化为1、2、3等。

表6.5　carevaluation数据集中的变量
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使用其他6个变量预测classy的SAS程序如下：
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表6.6列出了SAS输出的回归系数。表中Intercept1、Intercept2和Intercept3分别代表情形三中的α1
 、α2
 和α3
 。所有的变量对车的可接受程度的影响都是显著的。购买价格越低、保养费用越低、车门数越多、可载人数越多、后备箱越大、安全性越高，车的可接受程度就越高。

表6.6　carevaluation数据集的分析结果
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注释


〔1〕
 注意这里的广义线性模型不同于将Y进行对数转换后再对x进行线性回归：前者假设log［E（Y）］等于x的线性组合，Y的方差为常数；后者假设E［log（Y）］等于x的线性组合，log（Y）的方差为常数。


第七章　神经网络

■神经网络架构及基本组成

■误差函数

■神经网络训练算法

■提高神经网络模型的可推广性

■数据预处理

■使用SAS建立神经网络模型

■自组织图





7.1　神经网络架构及基本组成

一、神经网络模型简介

人的大脑中有很多神经元细胞。每个神经元都伸展出一些短而逐渐变细的分支（称为树突）和一根长的纤维（称为轴突）。一个神经元的树突从其他神经元接收信号并汇集起来，如果信号足够强，该神经元将产生一个新的信号并沿着轴突将这一信号传递给其他神经元。

人工神经元的结构如图7.1所示，它试图模拟生物神经元的活动。v1
 ，…，vs
 为输入“树突”的信号，它们按照连接权w1j
 ，…，wsj
 通过神经元内的组合函数Σj
 （·）组合成uj
 ，再通过神经元内的激活函数Aj
 （·）得到输出zj
 ，沿“轴突”传送给其他神经元。
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图7.1　人工神经元示例

多个人工神经元连接在一起，就形成神经网络。最常用的神经网络是如图7.2所示的多层感知器。各个自变量通过输入层的神经元输入到网络，输入层的各个神经元和第一层隐藏层的各个神经元连接，每一层隐藏层的各个神经元和下一层（可能是隐藏层或输出层）的各个神经元相连接。输入的自变量通过各个隐藏层的神经元进行转换后，在输出层形成输出值作为对因变量的预测值。
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图7.2　多层感知器

神经网络可以对一个或多个因变量进行预测。例如，如果因变量是有K种取值（K＞2）的分类变量，通常在输出层使用K－1个神经元；再如，因变量可以是多个相关联的连续变量，甚至是不同类型的变量。可以根据网络输出值对因变量实际值的预测误差来定义目标函数，并通过调整连接权等参数的值来最小化目标函数。

我们先来详细看看单个神经元的组合函数和激活函数，在此基础上再讨论整个网络的输出，之后再讨论误差函数以及如何调整参数的值。

二、单个神经元的组合函数和激活函数

单个神经元（如图7.1所示）常用的组合函数为线性组合函数
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其中bj
 是神经元j的偏差项。也可以假设对同一层的J个神经元而言，对vr
 的连接权wrj
 的值都一样，而只有偏差项bj
 不一样（j＝1，…，J）。

单个神经元最常用的激活函数是S型函数，它们能将组合函数产生的可能无限的值通过单调连续的非线性转换变成有限的输出值，这也是试图模拟生物神经元的结果。常用的S型函数列举如下：
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它们的图形见图7.3和7.4所示。Logistic函数的输出范围在0到1之间，而其他三个函数的输出范围在-1到1之间。对各函数而言，输入变量的有效范围也不一样；当u的值偏离0时，Tanh函数很快就达到边界值，Logistic函数相对而言更慢达到边界值，而Eliott和Arctan函数的变化则更加缓慢。
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图7.3　Logistic函数
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图7.4　Tanh、Eliott和Arctan函数

还有一些激活函数将可能无限的输入值通过连续但不单调的非线性转换变成有限的输出值：

●　高斯函数：z＝A（u）＝exp（-u2
 ）∈（0，1］。

●　补高斯函数：z＝A（u）＝1－exp（-u2
 ）∈［0，1）。

●　正弦函数：z＝A（u）＝sin（u）∈［-1，1］。

●　余弦函数：z＝A（u）＝cos（u）∈［-1，1］。

它们的图形见图7.5至图7.8所示。高斯函数和补高斯函数都是关于u＝0对称的，高斯函数在u＝0处达到最大值，而补高斯函数在u＝0处达到最小值。正弦和余弦函数关于u都是周期性的。
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图7.5　高斯函数
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图7.6　补高斯函数
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图7.7　正弦函数
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图7.8　余弦函数

其他一些激活函数有：

●　指数函数：z＝A（u）＝exp（u）∈（0，∞）。

●　Softmax函数：对同一层的J个神经元而言，对j＝1，…，J，
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Softmax函数保证了同一层的J个神经元的输出值加和为1。

●　恒等函数：z＝A（u）＝u∈（-∞，∞）。

●　倒数函数：对于u∈（0，∞），z＝A（u）＝1/u∈（0，∞）。

●　平方函数：z＝A（u）＝u2
 ∈［0，∞）。

三、两类常用的神经网络模型

（一）多层感知器

多层感知器通常在隐藏层使用线性组合函数和S型激活函数，在输出层使用线性组合函数和与因变量相适应的激活函数。多层感知器可以形成很复杂的非线性模型。例如，在图7.9中，如果隐藏层使用线性组合函数和Logistic激活函数，那么两个隐藏神经元的输出为
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如果输出层使用线性激活函数和指数激活函数，那么整个网络的输出为
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图7.9　简单网络示例

多层感知器是一种通用的近似器（Universal Approximator）。只要给予足够的数据、隐藏神经元和训练时间，含一层隐藏层的多层感知器就能够以任意精确度近似自变量和因变量之间几乎任何形式的函数；而更多的隐藏层可能减少隐藏神经元和参数的数目，提高模型的可推广性。

（二）径向基函数网络

径向基函数网络（Radio Basis Network Function, RBNF）是另一种常用的神经网络。它通常只含有一层隐藏层，其中各隐藏神经元使用径向组合函数
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其中（w1j
 ，…，wsj
 ）是第j个隐藏神经元的中心，aj
 和τj
 是高度和精度参数。也可以假设对各隐藏神经元而言，aj
 或τj
 的取值都一样。

各隐藏单元的激活函数为指数函数或Softmax函数。

●　若使用指数函数，隐藏神经元j的输出值为
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这正比于一个多元正态分布的概率密度函数；

●　若使用Softmax函数，这些输出值在隐藏层进行了正则化，使得各隐藏神经元的输出值加和为1。

径向基函数网络的输出层通常采用线性组合函数和与因变量相适应的激活函数。

径向基函数网络也可以形成很复杂的非线性模型，它近似函数的功能和多层感知器类似。例如，在图7.9中，如果隐藏层使用径向组合函数和Softmax激活函数，那么两个隐藏神经元的输出为
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如果输出层使用线性激活函数和指数激活函数，那么整个网络的输出为
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隐藏层使用指数激活函数的径向基函数网络被称为普通径向基函数网络（Ordinary RBNF, ORBNF），其中各隐藏神经元应不使用高度参数aj
 ，否则它们与隐藏神经元到输出单元的连接权形成冗余参数。举例而言，如果图7.9中的隐藏单元的激活函数为带高度参数的指数函数，那么两个隐藏神经元的输出为
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整个网络的输出为
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很明显，我们只能估计β1
 a1
 （或β2
 a2
 ）而根本无法单独估计β1
 和a1
 （或β2
 和a2
 ），它们形成冗余。

隐藏层使用Softmax函数的径向基函数网络被称为正则化径向基函数网络（Normalized RBNF, NRBNF），这时可使用高度参数aj
 。





神经网络模型的结构具有很大的灵活性。每一层的各个神经单元并非一定要全部连接到下一层的各个神经单元，可以去掉一些连接；输入神经元也并非一定要连接到隐藏神经元再连接到输出神经元，而可以跳过隐藏层直接连接到输出神经元。如前所述，神经网络模型的一大优点是能够很好地近似自变量与因变量之间的任意函数关系。但是，因为自变量与因变量之间的关系是复杂而非线性的，神经网络模型的一大缺点是很难进行解释。

7.2　误差函数

一些典型的神经网络模型可以看做广义线性模型的推广。令μ表示因变量Y分布的位置参数。广义线性模型中的系统成分使用连接函数η＝g（μ），再令η＝α＋xT
 β。在神经网络模型中，如果在输出层使用线性组合函数，可令η′为组合之后的值：
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其中h为隐藏层各神经元的输出值组成的向量；设输出层的激活函数为A，并令神经网络的输出值为μ＝A（η′）。如果让A等于g的逆函数，那么η′＝A-1
 （μ）＝g（μ）＝η；神经网络模型相当于与广义线性模型使用了同样的连接函数，但却用x的函数的线性组合替代了广义线性模型中x的线性组合（注意到方程（7.1）中向量h所含的每一个隐藏神经元的输出值都是输入x的函数）。与广义线性模型类似，神经网络模型中因变量Y的分布也可以多种多样。

设数据集为{（xi
 ，yi
 ），i＝1，…，N}，μi
 为与观测i对应的μ值。根据μi
 与yi
 的差异可定义误差函数，误差函数越小，模型拟合效果越好。一种常用的误差函数是对数似然函数的负值；当Y的分布属于指数族分布时，还可使用偏差来定义误差函数。

下面我们根据因变量的不同取值类型讨论神经网络模型输出层的常见情形，它们可与第六章中广义线性模型的各种情形对照着看；对数似然函数和偏差的形式见于对广义线性模型的讨论。

一、因变量为二值变量

与逻辑回归相对应：

●　不失一般性，设因变量Y的取值为0或1。

●　神经网络的输出μ代表Y取值为1的概率。Y满足参数为μ的伯努利分布，没有刻度参数。

●　输出层的激活函数采用Logistic函数，也就是逻辑连接函数的逆函数：
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二、因变量为名义变量

与多项逻辑回归相对应：

●　因变量Y的取值为1，…，K，各取值之间是无序的。

●　令μ（l）
 表示Y取值为l的概率（l＝1，…，K），它们满足μ（1）
 ＋…＋μ（K）
 ＝1。对l＝1，…，K，令
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那么（Y（1）
 ，…，Y（K）
 ）满足参数为（1，μ（1）
 ，…，μ（K）
 ）的多项分布，没有刻度参数。

●　神经网络的输出层含K－1个输出单元，激活函数采用恒等函数。网络输出值[image: alt]
 表示
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三、因变量为定序变量

与定序逻辑回归相对应：

●　因变量Y的取值为1，…，K，但各取值之间是有序的。

●　神经网络的输出层含K－1个输出单元，输出值μ（l）
 表示Y取值小于或等于l的概率（l＝1，…，K－1），它们满足0≤μ（1）
 ≤μ（2）
 ≤…≤μ（K－1）
 ≤ 1。对l＝1，…，K，令
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那么（Y（1）
 ，…，Y（K）
 ）满足参数为（1，μ（1）
 ，μ（2）
 －μ（1）
 ，…，1－μ（K－1）
 ）的多项分布，没有刻度参数。

●　输出层的组合函数为斜率相等的线性组合函数：
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输出层的激活函数采用Logistic函数，也就是逻辑连接函数的逆函数：
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四、因变量为计数变量

与泊松回归相对应：

●　因变量Y的取值为1，2，…，代表某事件发生的次数。

●　神经网络的输出μ代表Y的均值。设Y满足泊松分布，没有刻度参数。

●　输出层的激活函数采用指数函数，也就是对数连接函数的逆函数：
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五、因变量为非负连续变量

●　因变量Y的取值连续非负（例如，收入、销售额）。类似于第六章中广义线性模型的各种情况，Y的分布可能是泊松、伽玛或正态分布。

●　神经网络的输出μ代表Y的均值。

●　输出层的激活函数采用指数函数，也就是对数连接函数的逆函数：
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六、因变量为取值可正可负的连续变量

输出层的输出值μ都代表Y的分布的位置参数，激活函数都采用恒等函数，但对Y的分布可有多种假设（不限于广义线性模型中所使用的正态假设）。

●　可假设Y满足正态分布，即Y～N（μ，σ2
 ）；等价地，[image: alt]
 满足标准正态分布。

●　可假设[image: alt]
 满足标准柯西分布。因为柯西分布不属于指数族分布，误差函数只能采用对数似然函数的负值，而不能采用偏差。对数似然函数的负值为
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●　可假设[image: alt]
 满足标准Logistic分布。因为Logistic分布不属于指数族分布，误差函数只能采用对数似然函数的负值，而不能采用偏差。对数似然函数的负值为
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图7.10绘出了标准正态分布、标准柯西分布和标准Logistic分布的概率密度函数，它们都关于零点对称，但是峰值和尾部特性都不一样。相比正态分布而言，因为柯西分布或Logistic分布为厚尾分布，它们对异常值更加稳健。
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图7.10　标准正态分布、标准柯西分布和标准Logistic分布

7.3　神经网络训练算法

神经网络中有诸多参数，如aj
 、bj
 、τj
 、wij
 ，需要搜寻它们的最优值以最小化误差函数，这一搜寻过程被称为“训练”。通常，首先随机初始化各参数的值，再通过迭代搜寻最优值。下面介绍一些常用的神经网络的训练算法。

一、向后传播算法（back-propagation）

向后传播算法是神经网络领域最常用的训练算法。在第m步，令θ（m）
 表示某个参数θ的值。令E（·）表示误差函数，使用链式规则可以计算梯度[image: alt]
 ，它给出了误差函数上升最快的方向，那么它的负值就给出了误差函数下降最快的方向。因此，可使用如下规则更新θ：
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其中ρ＞0被称为学习速率（learning rate），它给出了沿着梯度方向更新θ的步长。如果ρ太小，训练过程会很慢，可能在固定时间内无法达到最优值；但如果ρ太大，θ可能围着最优值反复振荡而无法达到最优值，甚至会跳出最优值附近的范围。然而，ρ的最佳值依赖于具体的问题，除了反复试验之外没有有效的方法来设置ρ。

在向后传播算法中，还可以使用以前参数变化量的指数平均来引导当前的参数变化，以增加算法的稳定性。此时更新θ的规则变为：
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其中0≤ξ≤1称为动量（momentum）。如果ξ＝0，当前的参数变化量完全由当前梯度值决定；如果ξ＝1，当前的参数变化量完全由过去的参数变化量决定。通常，ξ在0到1之间，因此过去的参数变化量和当前梯度值结合起来影响当前的参数变化量。注意到
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递归地将相关的Δθ的值代入，可以得到
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因此，过去的梯度值和当前的梯度值都影响当前的参数变化量，而更近的梯度值对当前参数变化量的影响更大。如果当前梯度方向与过去平均梯度的方向相似，引入动量可以使变化更快；而如果两者不同，引入动量将使参数变化的速度减慢，避免θ围着最优值反复振荡。因此，引入动量可以增加算法的稳定性。

向后传播算法有两种模式。一种是递增学习（incremental learning）模式，每个训练样本输入神经网络后，参数都进行更新，此时使用单个观测的误差函数（例如，对单个观测所计算的对数似然函数的负值或偏差）；一种是批学习（batch learning）模式，所有训练样本输入神经网络后，参数才进行更新，此时使用的是总误差函数。在两种模式中，训练数据都反复使用；训练数据集中的所有样本每遍历一次称为一次全迭代（epoch）。在递增学习模式中，因为训练数据的随机性，每个样本可能对参数进行随机的更新而把原来的更新抵消掉，导致更多振荡和不稳定，训练时间也更长。因此批学习模式是最常用的模式。

学习速率和动量对向后传播算法是否收敛以及神经网络拟合数据的性能都有很大影响，通常需要通过反复试验仔细地设置它们的值。

二、最速下降法（Steepest Descent Method）

在第m步，设所有参数构成的向量为θ（m）
 ，设误差函数对所有参数的梯度构成的梯度向量为γ（m）
 。与向后传播算法类似，最速下降法同样尝试沿着γ（m）
 的反方向对参数进行更新
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与向后传播算法不同的是，学习速率ρ不是一个固定的数。在第m步，首先为ρ（m）
 设定一个初始值，如果所得的θ（m＋1）
 的值使得误差函数减小，就进入第m＋1步，否则不断尝试减小ρ（m）
 的值，直到所得误差函数与当前误差函数的差值小于某个阈值，或者ρ（m）
 的值小于某个阈值。

三、共轭梯度算法（Conjugate Gradient Method）

最速下降法的每一步都使用当前梯度向量的反方向作为搜寻方向，这些搜寻方向可能重复而浪费搜寻时间。共轭梯度算法使用相互共轭（共轭的一种特殊情形是正交）的搜寻方向，以便更快达到收敛。

具体而言，共轭梯度算法的步骤如下：

1．设初始化的参数向量为θ（0）
 。可计算初始梯度向量γ（0）
 和初始搜寻方向d（0）
 ＝-γ（0）
 。算法在该搜寻方向上寻找最优的步长ρ（0）
 使得θ（1）
 ＝θ（0）
 ＋ρ（0）
 d（0）
 最小化误差函数；

2．在第m步，设参数向量为θ（m）
 ，梯度向量为γ（m）
 。

（1）寻找搜寻方向d（m）
 使得

①d（m）
 是以前所有搜寻方向d（0）
 ，…，d（m＋1）
 和当前梯度向量γ（m）
 的线性组合；

②d（m）
 与以前所有的搜寻方向都共轭。

（2）在该搜寻方向上寻找最优的步长ρ（m）
 使得θ（m＋1）
 ＝θ（m）
 ＋ρ（m）
 d（m）
 最小化误差函数。

四、Newton-Raphson算法

考虑一个二阶连续可导的一维函数f（x）。根据泰勒展开可得
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若要使f（x＋h）的值达到最小，h的值应满足一阶条件
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即[image: alt]
 。

Newton-Raphson算法把这个想法推广到二阶连续可导的多维函数，可以用来最小化神经网络中的误差函数。在第m步，设参数向量为θ（m）
 ，梯度向量为γ（m）
 ，而误差函数对所有参数的二阶偏导[image: alt]
 构成Hessian矩阵H（m）
 。对参数更新的规则为
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我们也可以对Newton-Raphson算法进行如下修改，在每一步，使用
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更新参数。先为ρ（m）
 设定一个初始值，如果所得的θ（m＋1）
 的值使得误差函数减小，就进入第m＋1步，否则不断尝试减小ρ（m）
 的值，直到所得误差函数与当前误差函数的差值小于某个阈值，或者ρ（m）
 的值小于某个阈值。

五、Levenberg-Marquardt算法

如果Newton-Raphson算法中的Hessian矩阵不是正定矩阵，算法可能不收敛。Levenberg-Marquardt算法克服了这一缺点，在每一步使用如下规则更新参数
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其中I是单位矩阵，λ（m）
 >0，只要λ（m）
 足够大，H（m）
 ＋λ（m）
 I一定成为正定矩阵。λ（m）
 的初始值取得比较小，如果所得的θ（m＋1）
 的值使得误差函数减小，就进入第m＋1步，否则不断尝试增加λ（m）
 的值，直到所得误差函数与当前误差函数的差值小于某个阈值，或者λ（m）
 的值大于某个阈值。

可以看出，如果在m步最后采用的λ（m）
 的值比较小，那么[image: alt]
 的值接近于[image: alt]
 ，因而Levenberg-Marquardt算法的步骤接近于Newton-Raphson算法的步骤；而如果λ（m）
 的值比较大，那么[image: alt]
 的值接近于1/λ（m）
 I，因而Levenberg-Marquardt算法的步骤接近于最速下降法的步骤。因此，Levenberg-Marquardt算法结合了Newton-Raphson算法和最速下降法。

向后传播算法、最速下降法、共轭梯度法等方法只使用梯度，被称为一阶方法（first-order methods）；而Newton-Raphson算法和Levenberg-Marquardt算法都需要用到Hessian矩阵，被称为二阶方法（second-order methods）。通常二阶方法达到收敛所需的迭代次数更少，但它们每次迭代的计算成本更高。此外，二阶方法中有时给Hessian矩阵取逆会导致数值不稳定性（numerical instability），这时它们的性能可能不令人满意，而一阶方法却会比较有效。

六、拟牛顿法（Quasi-Newton Method）

拟牛顿法不直接计算Hessian矩阵，而是使用当前和以前的梯度向量逐渐地近似Hessian矩阵的逆矩阵，得到[image: alt]
 ，然后在每一步使用
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来更新参数。

七、Quickprop算法

考虑到Newton-Raphson算法中需要计算Hessian矩阵，既费时间又费存储空间，Quickprop使用一个对角矩阵来近似Hessian矩阵，因而每个参数可以单独更新。对于任意一个参数θ而言，在第m步，误差函数对θ（m）
 的二阶导数被近似为
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对θ的更新规则为
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神经网络的误差函数通常有很多局部最优值，而上述训练算法若达到收敛，通常也只能收敛到局部最优值而不是全局最优值。减轻这个问题的一种有效方法是预训练（preliminary training）：为参数随机选取多个初始值，从每个初始值开始都进行少数迭代，再从所得的多个参数估计中选取最优（使误差函数最小）的参数估计作为之后训练的初始值。

7.4　提高神经网络模型的可推广性

神经网络模型的复杂度和隐藏单元的数目、各神经单元之间的连接数和参数值的大小有关。隐藏单元越多，连接数越多、参数的绝对值越大，模型越复杂。这里参数值大小与模型复杂度的关系可以这样来看：如果参数值接近于0，去除与该参数相关的连接可能对模型的预测效果没有太大影响；而如果参数的绝对值较大，就无法做这样的简化。我们需要足够复杂的模型来拟合自变量与因变量之间的关系，避免拟合不足；但如果模型过于复杂，会将训练数据集中的噪音也学习进来，造成过度拟合，导致模型不适用于其他数据。

一、几种常用的方法

下列几种常用的方法可以提高神经网络模型对训练数据之外的数据的可推广性，它们都需要使用修正数据集。

1．穷尽搜索

穷尽搜索是最简单但也最费时的方法。通过反复试验设置不同数目的隐藏单元，察看相应的不同模型对修正数据集的误差函数值，可选择最优的隐藏单元数。

2．早停止法（Early Stopping）

采用比较多的隐藏单元，但在训练过程中不断监测各次迭代的参数所对应模型的误差函数值。训练数据集的误差函数值会持续下降，而修正数据集的误差函数值最初也会下降，但在某次迭代达到最小值后反而会上升。我们需要取这次迭代所得的参数估计（而不是训练算法收敛后所得的参数估计）作为最后的参数估计。需要注意的是，修正数据集的误差函数值可能不是简单地先持续下降至最低点再持续上升，而可能出现多次反复，因此不能看到修正数据集的误差函数值一上升就马上停止训练过程，而要等到训练算法收敛或训练时间达到某个预先设定的阈值后再选择各次迭代中最优的参数。

3．规则化法（Regularization）

同样采用比较多的隐藏单元，但在训练时不直接使用误差函数作为目标函数，而是使用
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作为目标函数，其中δ被称为权衰减常数（weight decay constant）。加了惩罚项[image: alt]
 后，可以使那些对误差函数没有什么影响的参数取值更接近于0，限制模型的复杂度。通常，会选取δ的几个不同取值分别进行训练，挑选对修正数据集预测误差最低的模型。

二、神经网络的修剪

为了适当降低模型的复杂度而又保证模型的预测性能变化不大，还可以考虑对神经网络的某些连接甚至某些神经单元进行修剪。最简单的一种想法是将对应参数绝对值比较小的连接进行修剪，但这种做法不完全妥当。举例而言，假设有一个输入x，它的取值范围是［0，1］，它连接的某个隐藏单元使用线性组合函数和Logistic激活函数，该隐藏单元的输出值为
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尽管上式中x的系数为10，绝对值比较大，但实际上线性组合9.5＋10x的取值范围［9.5，19.5］属于激活函数对输入不敏感的区域，上述隐藏单元的输出值范围是[image: alt]
 ，可能对模型的最终输出根本没有什么影响。

下面介绍两种常用的修剪神经网络的方法：Optimal Brain Damage（OBD，见Le Cun et al., 1990）和Optimal Brain Surgeon（OBS，见Hassibi et al., 1993）。它们都将参数的重要性定义为将参数值设为0所带来的成本。如果对目标函数O（θ）（可能包含惩罚项）进行泰勒展开，可以得到
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其中[image: alt]
 为Hessian矩阵。设网络经过训练达到目标函数的局部最小，那么[image: alt]
 近似为0，因此[image: alt]
 大致等于目标函数的变化。如果把某个参数θq
 设为0，可计算目标函数的增加值，选择使之最小的那些参数进行修剪。

OBD只将参数θq
 设为0，而保持其他参数的值不变，相应的参数变化向量Δθ中第q个元素为-θq
 ，而其他元素为0，代入[image: alt]
 ，可得相应目标函数的增加值即参数θq
 的重要性为
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其中Hqq
 是H的对角线上第q个元素。

OBS在将参数θq
 设为0的同时考虑改变其他参数的值，以使目标函数的增加值最小。换句话说，OBS在保证参数变化向量Δθ中第q个元素为-θq
 的条件下，最小化[image: alt]
 。可得相应目标函数的增加值即参数θq
 的重要性为
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其中[image: alt]
 是H的逆矩阵的对角线上第q个元素。因为需要对Hessian矩阵求逆，OBS的计算量比OBD更大。

对神经网络的修剪过程简述如下：首先训练一个比较复杂的网络模型，再计算每个参数的重要性，尝试删除那些重要性比较低的参数，这意味着删除它们对应的神经元之间的连接甚至是整个神经元。对简化后的网络，取当前的参数估计值作为初始值，重新训练。如果简化网络的预测性能和原来的网络不相上下，那么保留简化网络并尝试进行进一步修剪；否则终止修剪，仍然采用原来的网络。

7.5　数据预处理

数据标准化和数据转换能大大提高神经网络模型的性能。通常需要事先将自变量进行标准化，使每个连续自变量的均值为0、方差为1，或最小值为0（或-1）、最大值为1；有时也把因变量进行标准化，使网络的参数不至于变得过大而给训练过程带来困难。在建立神经网络模型的过程中，还需要仔细察看各个变量的分布并进行适当的转换，选择使模型预测性能最佳的转换。

自变量之间的多重共线性会导致冗余参数并使参数之间的相关性变强。举例而言，假设有两个相关系数较高的自变量x1
 和x2
 ，x1
 ≈1＋2x2
 ，若在某隐藏神经元对它们进行线性组合b＋w1
 x1
 ＋w2
 x2
 ，组合系数（b，w1
 ，w2
 ）取值[image: alt]
 、[image: alt]
 、[image: alt]
 所得结果都差不多。这既给训练算法带来多余的计算量，又使目标函数有更多局部最优值而给优化带来困难。主成分分析是消除多重共线性的一种有效方法，因为各个主成分互不相关；此外，主成分分析还能大幅减少自变量的个数，降低网络的复杂度并减少训练时间。

和广义线性模型类似，神经网络无法处理自变量的缺失数据。如果在模型中希望包含自变量缺失的观测，需要事先对缺失值进行插补。另外，和广义线性模型类似，神经网络也不能直接处理自变量中的类别变量，因此需要事先将这些变量转换为哑变量。

7.6　使用SAS建立神经网络模型

SAS软件中可使用两种方式来建立神经网络模型：

（1）企业数据挖掘模块（Enterprise Miner）中的Neural Network节点；

（2）proc neural。

我们下面通过两个示例来介绍这两种方式。

示例一：波士顿住房数据

假设数据集work.housing记录了1978年美国波士顿市506处郊区住房的一些信息，如表7.1所示（数据来源于Asuncion and Newman（2007），见http://archive.ics.uci.edu/ml/datasets/Housing）。

表7.1　housing数据集中的变量
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使用Neural Network节点可建立对MEDV的预测模型，具体过程如下：

●　首先在数据流图中添加输入数据源（Input Data Source）节点，在数据部分（Data）将数据集（Source Data）设为work.housing，角色（Role）设为原始（RAW），在变量部分（Variables）将MEDV的模型角色（Model Role）设置为目标（target），其他变量的模型角色设置为输入（input）。关闭输入数据源节点。

●　在数据流图中添加数据分割（Data Partition）节点，并使输入数据源节点指向该节点。打开数据分割节点，在分割部分（Partition）将方法（Method）设为简单随机抽样（Simple Random），在比例部分（Percentages）将训练数据（Train）设为70％，修正数据（Validation）设为30％，测试数据（Test）设为0。关闭数据分割节点。

●　在数据流图中添加Neural Network节点，并使数据分割节点指向该节点。运行Neural Network节点。

可察看Neural Network节点的运行结果，看缺省的网络模型对训练数据集和修正数据集的预测效果。还可在Neural Network节点中改变网络模型的设置，运行之后察看不同网络模型的预测效果。在Neural Network节点的基本（Basic）部分可做一些简单设置，在概要（General）部分还可选择高级用户接口（Advanced User Interface），从而在高级（Advanced）部分进行更多的设置。这里不赘述。

示例二：德国信用数据

假设数据集work.germancredit记录了德国1000位贷款客户的一些信息，如表7.2所示（数据来源于Asuncion and Newman（2007），见http://archive.ics.uci.edu/ml/datasets/Statlog+(German+Credit+Data)）。

表7.2　germancredit数据集中的变量
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需要建立预测Var21的信用风险模型。模型预测可能出现两类错误，第一类错误将信用坏的客户预测为信用好，第二类错误将信用好的客户预测为信用坏，前者带来的损失是后者的5倍。如果模型预测准确，损失为0。分类模型的总损失越小越好。

我们希望采取神经网络模型的多种设置，建立多个模型并选取预测总损失最小的模型。通过Neural Network节点来实现这种想法会过于繁琐，因此我们通过SAS编程使用neural过程来实现。
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表7.3列出了allvalidfit数据集的部分内容。通过比较各模型对修正数据集预测的总损失可知，使用早停止法建立的有两个隐藏神经元的多层感知器效果最好，对应的总损失为143。可使用这个模型对将来的数据集进行预测，相关的SAS程序存放在dir指定目录下的nncode_germancredit_MLP2_ES.sas文件中。

表7.3　各神经网络模型对germancredit修正数据集的预测效果
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7.7　自组织图

自组织图（Self-Organizing Map, SOM）是一种无监督神经网络模型，只含有输入层和输出层。输入层包含各输入变量，而输出层由排列成一维直线（见图7.11）或二维网格（见图7.12）的神经元组成，输入层的每个神经元都连接到输出层的每个神经元。自组织图常用于聚类分析，它的学习目标是通过对参数的调整，将高维的输入数据投射到一维或二维的输出神经元，使每个输出神经元代表输入数据的一个聚类。每个输出神经元对应一个参数向量，其维度与输入变量的维度一样，代表相应类别的中心。为了避免方差大的变量比方差小的变量更影响聚类结果，通常需要事先将连续变量标准化。与第五章讨论的聚类方法不同的是，自组织图可以使输出层保持输入数据的拓扑特征，即在输入空间比较接近的数据被投射到比较接近的输出神经元。
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图7.11　自组织图一维输出层示例
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图7.12　自组织图二维输出层示例

一、自组织图的训练

自组织图学习的基本思路描述如下：首先初始化各参数向量；例如，可以随机将训练数据划分为几组，并使用每组的中心作为参数向量的初始值；也可随机选用几个训练观测作为参数向量的初始值。之后，循环根据观测调整参数向量，直到参数向量收敛或者达到事先设定的最大循环次数。

（一）递增学习模式

我们先讨论递增学习模式，即每读入一个训练观测，找到参数向量离该观测最近的输出神经元，我们称其为获胜神经元，获胜神经元和其邻近区域内输出神经元的参数向量都得到调整。

1．方法描述

邻近区域可使用距获胜神经元的距离来定义。设k*
 为获胜神经元，k为任一输出神经元。在一维图中，k和k*
 之间的距离d（k，k*
 ）可定义为k和k*
 之间差异的绝对值。在二维图中，设k处于第ik
 行第jk
 列，而k*
 处于第ik*

 行第jk*

 列，k和k*
 之间的距离d（k，k*
 ）可定义为Minkowski距离：
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其中m是一个正数。m＝1对应于街区距离；m＝2对应于欧式距离；m＝∞所对应的是Chebychev距离max（│ik
 －ik*

 │，│jk
 －jk*

 │）。邻近区域包含距获胜神经元距离不超过指定大小的所有神经元。例如，在图7.11中，大小为1的邻近区域包含获胜神经元以及它左边和右边的输出神经元；在图7.12中，如果使用Chebychev距离，大小为1的邻近区域包括获胜神经元以及它周围的一圈神经元（深灰色的单元为获胜神经元，浅灰色的单元为邻近区域内的其他神经元）。

设一共有K个输出神经元，即要把数据分为K类。在第t次循环中，设读入的训练观测为x（t）
 ，设当前各输出神经元对应的参数向量为[image: alt]
 。那么获胜神经元k*
 应满足：
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各参数向量的调整规则如下：
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其中0＜ρ（t）
 ≤1为学习速率，h（t）
 （k，k*
 ）≥0为核函数，满足h（t）
 （k*
 ，k*
 ）＝1，且h（t）
 （k，k*
 ）是k和k*
 之间距离d（k，k*
 ）的非递增函数。在ρ（t）
 ＝1和h（t）
 （k，k*
 ）＝1的极端情形下，参数向量[image: alt]
 的值就等于当前训练观测x（t）
 。一般而言，参数向量[image: alt]
 朝着x（t）
 的方向而调整，距离获胜神经元越近的输出神经元，其参数向量朝着x（t）
 调整的强度越大。自组织图就是通过这种方式保持数据的拓扑特征的。

核函数h（t）
 （k，k*
 ）与邻近区域的大小S（t）
 有关。常用的一些核函数有：

（1）[image: alt]
 ，这里I为一般示性函数，当括号中的条件成立时取值为1，否则取值为0。当d（k，k*
 ）>S（t）
 时，h（t）
 （k，k*
 ）＝0从而[image: alt]
 。因此，只有落在获胜神经元邻近区域内的输出神经元的参数向量才得到调整。a为非负数；a＝0时，h（t）
 （k，k*
 ）＝I［d（k，k*
 ）≤S（t）
 ］，称为一致核函数，此时获胜神经元邻近区域内的所有输出神经元参数向量的调整强度是一样的；a＝1对应的核函数称为Epanechnikov核函数。

（2）指数核函数h（k，k*
 ）＝exp［-λd（k，k*
 ）］I［d（k，k*
 ）≤S（t）
 ］。同样，只有落在获胜神经元邻近区域内的输出单元的参数向量才得到调整。λ是一个常数；λ越大，随着距获胜神经元的距离d（k，k*
 ）增加，输出神经元k的参数向量的调整强度减小得越快。

（3）高斯核函数[image: alt]
 。σ（t）
 是宽度参数；σ（t）
 越小，随着距获胜神经元的距离d（k，k*
 ）增加，输出神经元k的参数向量的调整强度减小得越快。这里使用的是平滑的邻近区域，所有输出单元的参数向量都得到调整，但对距离获胜神经元太远的输出神经元，调整强度实际为0。

2．一些细节的说明

通常，自组织图的输出神经元数最初设置得比实际要聚成的类别数更多，这样模型更加灵活，输出神经元的各参数向量可以找到所有可能的类中心，而对聚类结果没有什么用处的输出神经元以后可以很容易被删除。

邻近区域的大小S（t）
 最初通常设置得比较大，可能包含几乎所有的输出神经元。这样，在最初阶段的训练中，每次循环都调整比较多的输出神经元，以便迅速提取输入数据大体上的拓扑特征，使输出神经元合起来大致能代表输入数据的分布，也可避免训练过程陷入局部最优值。随着训练过程的进行，邻近区域的大小逐渐收缩，每次循环都调整少量的输出神经元，以保证训练算法收敛，并使输出神经元能更精细化地代表输入数据的分布。常用的邻近区域大小的函数为：

（1）线性衰减函数：S（t）
 ＝max［S（0）
 （1－t/T），0］。当t＝0时，S（t）
 ＝S（0）
 ；当t＝T时，S（t）
 ＝0。因此，T表示使邻近区域大小从初始值收缩到0（即只包含获胜神经元）所需要的循环次数。

（2）指数衰减函数：S（t）
 ＝S（0）
 exp（-t/T），其中T是一个常数。随着循环次数t的增加，exp（-t/T）的值变得非常小，邻近区域的大小也能实际上收缩到0。

使用平滑的邻近区域时，宽度参数σ（t）
 的设置和S（t）
 的设置类似。

学习速率ρ（t）
 最初也通常设置得比较高，随着训练过程的进行逐渐减至比较小的值ρ*
 （常用ρ*
 ≥0.01），以便训练算法收敛。常用的学习速率的函数为：

（3）线性衰减函数：ρ（t）
 ＝max［ρ（0）
 －（ρ（0）
 －ρ*
 ）×t/T，ρ*
 ］。当t＝0时，ρ（t）
 ＝ρ（0）
 ；当t＝T时，ρ（t）
 ＝ρ*
 。因此，T表示使学习速率从初始值衰减到ρ*
 所需要的循环次数。

（4）指数衰减函数：ρ（t）
 ＝max［ρ（0）
 exp（-t/T），ρ*
 ］，其中T是一个常数。随着循环次数t的增加，exp（-t/T）的值变得非常小，ρ（t）
 就会达到ρ*
 并保持下去。

（二）批学习模式

自组织图的训练也可采用批学习模式，在每次迭代中：

（1）读入所有的训练数据，并将每个观测分配到参数向量离其最近的输出神经元。

（2）建立非线性回归模型。自变量是输出神经元在输出图中的坐标；例如，在图7.12中，输出神经元的坐标为（i，j），i＝1，…，4，j＝1，…，6，行坐标i和列坐标j就是自变量。因变量是输出神经元对应的所有训练观测的均值向量。在回归中，输出神经元对应的所有训练观测的个数作为权重，h（t）
 （k，k*
 ）作为核函数。拟合非线性回归模型之后，每个输出神经元对应的参数向量调整为模型的预测值。

批学习模式通常都会收敛，也不需要设置学习速率。

二、自组织图用于进一步的分析

自组织图训练完成之后，还可进行进一步的分析。例如：

1．可以对输出神经元的各参数向量再次进行聚类，从而获得对输入数据更加简洁的聚类。

2．如果知道每个训练观测所属的真实类别，还可以使用如下方法之一获得有监督的分类模型：

（1）把每个训练观测都分配到参数向量离其最近的输出神经元。对于新的观测，可找到其对应的获胜神经元，再用下列两种方式之一预测该观测所属的类别：

①考察获胜神经元对应的所有训练观测，察看它们所属的真实类别，选取比例最大的类别作为预测值。

②考察获胜神经元适当大小的邻近区域内所有输出神经元对应的所有训练观测，察看它们所属的真实类别，选取加权比例最大的类别作为预测值。可以对邻近区域内所有输出神经元赋予相同的权重，也可根据距获胜神经元的距离来对邻近区域内的输出神经元定义权重，距离越近权重越大。

（2）使用训练观测所对应的获胜神经元的参数向量作为自变量，训练观测所属的真实类别作为因变量，建立分类模型。对于新的观测，可找到其对应的获胜神经元，然后使用分类模型，根据获胜神经元的参数向量预测该观测所属的类别。

三、自组织图的示例

我们仍使用第五章的cars数据来说明SOM的分析过程，数据中记录了38种车型的mpg（每加仑油的英里数）、weight（车重）、drive_ratio（传动比）、horsepower（马力）、displacement（排量）。SAS软件的企业数据挖掘模块（Enterprise Miner）中的SOM/Kohonen节点可用来根据这五个变量进行自组织图分析，具体过程如下：

1．首先在数据流图中添加输入数据源（Input Data Source）节点，在数据部分（Data）将数据集（Source Data）设为cars，角色（Role）设为原始（RAW），在变量部分（Variables）将上述五个变量的模型角色（Model Role）设置为输入（input），其他变量的角色设为拒绝（rejected）。关闭输入数据源节点。

2．在数据流图中添加SOM/Kohonen节点并使输入数据源节点指向该节点。打开SOM/Kohonen节点。

（1）在变量部分（Variables）将标准化方法（Standardization）设为标准化（Standardize），即把每一个变量标准化成均值为0、方差为1。

（2）在概要（General）部分将方法设置为批模式自组织图（Batch Self-Organizing Map，这是缺省方法），将行数（Rows）和列数（Columns）都设为3。

（3）在输出（Output）部分可以看企业数据挖掘模块产生的临时数据集的名字，这些临时数据集记录了聚类结果（Clustered Data）和各类别统计量（Statistics Data Sets）等（前者在emdata逻辑库中，后者在emproj逻辑库中）。

关闭SOM/Kohonen节点后运行。

自组织图的聚类结果见表7.4最后一列所示，表7.4还显示了第五章k均值的聚类结果，以便进行对比。k均值聚类所得的类别之间没有排序，但自组织图的类别之间却有一定的联系。图7.13绘出了所得的自组织图，其中神经元2、3分别对应于k均值聚类所得的类别4和类别3，相邻的神经元1、4合起来对应于k均值聚类所得的类别5，相邻的神经元5、7、8合起来对应于k均值聚类所得的类别2，相邻的神经元6、9合起来对应于k均值聚类所得的类别1。可以看出，自组织图的结果确实保持了拓扑性质，在输出图中邻近的神经元对应的输入数据也比较相近。

表7.4　cars数据集的k均值聚类和自组织图聚类结果
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图7.13　cars数据集的自组织图
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8.1　决策树简介

决策树是一种根据自变量的值进行递归划分以预测因变量的方法。若因变量为分类变量，我们称相应的决策树为分类树；若因变量为连续变量，我们称相应的决策树为回归树。

假设数据集risk中含有如表8.1所示的信息，根据数据集中其他变量来预测风险类别的决策树模型如图8.1所示。图中根节点包含所有观测，根据收入是否小于25488.5将观测分别归于节点1和节点2；对于属于节点1的观测，再根据拥有汽车的数量是否小于或等于3将观测分别归于节点3和节点4，对于属于节点2的观测，再根据孩子数量是否小于或等于1将观测分别归于节点5和节点6。节点3和节点5不再进行进一步划分，我们称其为叶节点。对于树中各节点，都可计算其中各风险类别的比例。

表8.1　risk数据集中的变量
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对每个叶节点中的所有观测，决策树模型对其进行同样的分类。从根节点到每个叶节点的路径都会给出风险类别的一个预测规则。举例来说，如果叶节点中的所有观测都被归类为该节点中比例最大的风险类别，图8.1中节点3对应的预测规则为“如果收入小于25488.5并且拥有汽车数量小于或等于3，那么风险类别为bad profit”。
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图8.1　决策树示例

8.2　决策树的生长与修剪

在构建决策树的过程中，我们通常先根据训练数据集生长一棵足够大的决策树（“足够大”是指树足够深且叶结点足够多），然后使用修正数据集对树进行修剪，选取对修正数据集预测性能最好的子树。这个过程中有几个主要任务：

1．在决策树生长过程中，决定某个节点是叶节点还是需要进一步划分；

2．在决策树生长过程中，如果需要对某个节点进行进一步划分，为其选择划分规则；

3．决定每个叶节点的预测值；

4．修剪决策树。

一、分类树

考察因变量为可取值1，2，…，K的分类变量的情形，此时建立的决策树是分类树。

（一）选择划分规则

1．选择方法

首先来看如何为需要进一步划分的节点选择合适的划分（任务2）。考虑如图8.2所示的划分，需要根据某个自变量的值，将节点t的观测划分入H个子节点t1
 ，…，tH
 ，pth
 表示划分入子节点th
 的观测比例（h＝1，…，H）。为了达成这一任务，首先寻找所有可能的划分规则构成候选划分集S，再从中选择最优的划分。对每个自变量xr
 ，可能的划分规则如下：
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图8.2　节点划分示例

（1）若xr
 是定序或连续自变量，可将训练数据集中该变量的取值按照从小到大的顺序排列，假设不重叠的取值为[image: alt]
 。对于任何1＝i0
 ＜i1
 ＜…＜iH－1
 ＜iH
 ＝Mr
 ＋1，都可构造一个候选划分：对h＝1，…，H，将满足[image: alt]
 的观测划分入第h个子节点。

（2）若xr
 是名义变量，设其不同的取值为[image: alt]
 。可以构造Vr
 的分割ψ1
 ，…，ψH
 ，使得每个ψh
 都是Vr
 的真子集且互相之间交集为空集。再将xr
 取值属于ψh
 的观测划分入第h个子节点。
〔1〕



减少候选划分集的大小可以降低决策树建模的复杂度。有多种方法可以减少候选划分集的大小；例如，使用降维方法减少变量个数，或通过数据分箱等方法减少定序或连续变量的不重复取值的个数，或将名义变量归于更少的类别。

要从S中选择最优划分，可使用节点的不纯净性度量Q（·）。参看图8.2，划分前节点t的不纯净性为Q（t），划分后的平均不纯净性为[image: alt]
 。S中的最优划分应使不纯净性下降最多，即[image: alt]
 的值最大。令p（l│t）表示节点t中类别l的比例，常用的两种不纯净性度量为：

（1）基尼系数：[image: alt]
 。 
〔2〕

 若p（1│t）＝…＝p（K│t）＝1/K（即节点t是最不“纯净”的），基尼系数达到最大值；若某个p（l│t）等于1而其他类别的比例等于0（即节点t是最“纯净”的），基尼系数达到最小值。基尼系数可解释为误分类的概率：如果在节点t中随机抽取一个观测，那么该观测以p（l1
 │t）的概率属于类别l1
 （1≤ l1
 ≤ K）；若再将该观测按节点t内各类别的概率分布随机归类，它被归于类别l2
 的比例为p（l2
 │t）（1≤l2
 ≤K）；误分类的情形对应于l1
 ≠l2
 ，其概率等于[image: alt]
 ，也就是基尼系数。

（2）熵：[image: alt]
 。若p（1│t）＝…＝p（K│t）＝1/K（即节点t是最不“纯净”的），熵达到最大值；若某个p（l│t）等于1而其他类别的比例等于0（即节点t是最“纯净”的），熵达到最小值。

因变量为名义变量时，也可使用卡方检验选择最优划分。将观测比例按照子节点和因变量的类别作列联表，表中概率为pth
 p（l│th
 ），l＝1，…，K，h＝1，…，H。卡方检验可检验两者之间是否独立，如果独立则说明各个子节点内因变量的概率分布一样，都等于被划分节点内因变量的概率分布，也就是说划分没有增强模型对因变量的辨别能力。因此，最优的划分应具有最小的p值，即子节点和因变量的类别最显著地不独立。

2．参数的估计

概率p（l│t）和pth
 都需要使用训练数据集来估计。p（l│t）可使用落入节点t的训练观测中属于类别l的比例来估计，pth
 （h＝1，…，H）可使用落入节点t的训练观测中被划分入子节点th
 的比例来估计。有时，训练数据集的类别比例和将来应用模型的数据集的类别比例不一致，而又希望在建模过程中使用后者的类别比例
〔3〕

 ；这时就需要把后者的类别比例当做先验概率π（l）＝Pr（Y＝l），在计算p（l│t）和pth
 时需要进行调整，调整方法如下：

（1）令Nl
 （t）表示训练数据集中属于类别l且落入节点t的观测数，Nl
 表示训练数据集中属于类别l的观测数；

（2）节点t给定类别l的条件概率可估计为[image: alt]
 ；

（3）类别l与节点t的联合概率可估计为[image: alt]
 ；

（4）节点t的边缘概率可估计为[image: alt]
 ；

（5）类别l给定节点t的后验概率可估计为[image: alt]
 ；

（6）pth
 可估计为[image: alt]
 。

（二）叶节点的确定

伴随着划分过程的持续进行，树持续生长，直至下列情况之一发生才使当前节点成为叶节点而不再进行划分（任务1）：

（1）节点内训练观测数达到某个最小值；

（2）树的深度达到一定限制；

（3）因变量为名义变量且使用卡方检验选择划分时，没有哪个划分的p值小于某个临界值。

（三）评估分类树的预测性能

我们先来看如何评估分类树的预测性能。令D表示评估数据集，ND
 为其中的观测数，令Yi
 和[image: alt]
 分别表示D中观测i的因变量的真实值和预测值。可采用如下一些指标评估预测性能：

1．误分类率

（1）对D的误分类率为
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（2）若因变量为定序变量，还可使用按序数距离加权的误分类率

[image: alt]


对于观测i而言，如果因变量的预测值等于真实值，那么观测i对误分类和[image: alt]
 的贡献是0；如果因变量的预测值离真实值最远，即Yi
 ＝1而[image: alt]
 ＝K或Yi
 ＝K而[image: alt]
 ＝1，那么观测i对误分类和的贡献是1；在其他情形下，观测i对误分类和的贡献介于0到1之间，因变量的预测值离真实值最远，观测i对误分类和的贡献越大。

误分类率越低，分类树性能越好。

2．平均利润或平均损失

（1）定义利润矩阵，矩阵中的元素P（l2
 │l1
 ）表示将一个实际属于类别l1
 的观测归入类别l2
 时产生的利润（1≤l1
 ，l2
 ≤K）。

①对于名义因变量，缺省地P（l2
 │l1
 ）＝1－I（l1
 ≠l2
 ）。当l1
 ＝l2
 时，P（l2
 │l1
 ）＝1，而当l1
 ≠l2
 时，P（l2
 │l1
 ）＝0。

②对于定序因变量，缺省地P（l2
 │l1
 ）＝K－1－│l2
 －l1
 │。P（l2
 │l1
 ）的值从0到K－1，l2
 与l1
 的差距越小，P（l2
 │l1
 ）越大。

（2）也可以定义损失矩阵，矩阵中的元素C（l2
 │l1
 ）为将一个实际属于类别l1
 的观测归入类别l2
 时产生的损失。

①对于名义因变量，缺省地C（l2
 │l1
 ）＝I（l1
 ≠l2
 ）。当l1
 ＝l2
 时，C（l2
 │l1
 ）＝0，而当l1
 ≠l2
 时，C（l2
 │l1
 ）＝1。

②对于定序因变量，缺省地C（l2
 │l1
 ）＝│l2
 －l1
 │。C（l2
 │l1
 ）的值从0到K－1，l2
 与l1
 的差距越大，C（l2
 │l1
 ）越大。

（3）在很多情形下，利润或损失矩阵的值不同于缺省值。例如，将实际会违约的企业判断为不违约者，会带来信用损失（贷款的本金、利息等）；而将实际不会违约的企业判断为违约者，会导致银行失去潜在的业务和盈利机会。这两种损失的大小可能不一样。

（4）对D的平均利润为[image: alt]
 ，平均损失为[image: alt]
 。

平均利润越高或平均损失越低，分类树性能越好。很容易看出，当利润矩阵或损失矩阵取缺省值时，依据平均利润或平均损失来选择分类树等价于依据误分类率来选择分类树。

3．总的基尼不纯净性度量

（1）令pD
 （t）表示根据D计算的叶节点t的概率，pD
 （l│t）表示根据D计算的叶节点t内类别l的概率，它们可能经过先验概率调整。

（2）叶节点t内的基尼不纯净性度量等于[image: alt]
 。

（3）按照各叶节点的概率分布，可计算总的基尼不纯净性度量

[image: alt]


总的基尼不纯净性度量越低，分类树性能越好。

4．提升值

（1）假设有一目标事件（如违约、欺诈、响应直邮营销等），可按照目标事件的预测概率从大到小的顺序排列D中的观测；前n％的观测中，目标事件真实发生的比例越高，分类树性能越好。例如，在直邮营销中，可能由于成本的限制，只能联系25％的顾客，我们会挑选预测响应概率最大的25％的顾客；在选择分类树时，会希望这些顾客中实际进行购买的比例越高越好。

（2）若定义了利润或损失矩阵，可按照预测利润从高到低或预测损失从低到高的顺序排列D中的观测；前n％的观测中，实际平均利润越高或实际平均损失越低，分类树性能越好。在上述直邮营销情境中，我们会挑选预测利润最大的25％的顾客；在选择分类树时，会希望这些顾客的实际平均利润越高越好。

（四）决定叶节点的预测值

分类树构建好之后，需要对每个叶节点t进行归类（任务3）。考察根据训练数据集计算的p（l│t）（可能经过先验概率调整）。如果没有定义利润和损失矩阵，可将叶节点t归入使p（l│t）最大的类别l。若定义了利润矩阵，考虑到P（l*
 │l）是将实际属于类别l的观测归于类别l*
 所产生的利润，而p（l│t）（l＝1，…，K）是叶节点t内各类别的概率分布，因此[image: alt]
 表示将叶节点t内所有观测归入类别l*
 所产生的平均利润；我们会选择将叶节点t归入使[image: alt]
 最大的类别l*
 。类似地，若定义了损失矩阵，我们会选择将叶节点t归入使[image: alt]
 最小的类别l*
 。

（五）分类树的修剪

分类树是根据训练数据集生长而成的，叶节点越多，对训练数据集的预测性能越好，但叶节点过多会把训练数据集的噪音也学习进来，造成过度拟合。因此，需要对分类树进行修剪（任务4），这时需要依据各子树对修正数据集的预测性能来选择最优的子树。举例而言，表8.2列出了某决策树的各子树对训练数据集和修正数据集的误分类率。可以看出，叶节点越多，对训练数据集的误分类率越低；但修正数据集的误分类率却先下降后上升，我们应该选择有10个叶节点的子树作为最终的模型。

表8.2　决策树修剪示例
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二、回归树

回归树和分类树建立的过程类似。在选择划分时，同样可用不纯净性下降幅度最大作为标准。节点t的不纯净性可用方差来度量；具体而言，令[image: alt]
 为训练观测i的因变量值，[image: alt]
 为落入节点t的训练观测的因变量的平均值，那么节点t的不纯净性度量为

[image: alt]


此外，还可使用F检验来选择最优划分。F检验可检验各子节点内观测的因变量均值是否相等（类似于单因素方差分析中的F检验），如果相等，说明划分没有增强模型对因变量的辨别能力。因此，最优的划分具有最小的p值，即各子节点内观测的因变量均值最显著地不相等。

如果节点内训练观测数达到某个最小值，或树的深度达到一定限制，或使用F检验选择最优划分时没有哪个划分的p值小于某个临界值，那么当前节点就成为叶节点。对叶节点t内的所有观测，预测值都等于[image: alt]
 。由此可见，回归树的预测值一定落在训练数据中因变量的观测范围之内。

要评估回归树对数据D的预测性能，可采用如下准则：

1．使用均方误差

[image: alt]


均方误差越小，决策树性能越好。

2．按照因变量预测值从大到小的顺序排列D的所有观测，前n％的观测中，因变量真实值的平均值越大，决策树性能越好。例如，在直邮营销情境中，可建立回归树模型预测购买金额；如果由于成本的限制只能联系25％的顾客，我们会挑选购买金额预测值最大的25％的顾客，在选择回归树时，会希望这些顾客中实际的平均购买金额越高越好。

3．按照决策利润从大到小、或决策损失从小到大（决策利润与决策损失的具体细节请见第九章）的顺序排列D的所有观测，前n％的观测中，实际平均利润越大或实际平均损失越小，决策树性能越好。

修剪回归树时，可依据各子树对修正数据集的预测性能来选择最优的子树。

8.3　对缺失数据的处理

决策树的建模过程会忽略因变量缺失的观测，但是决策树可以有效地处理自变量的缺失值。最简单的做法是在划分节点时将划分变量缺失的所有观测划分入同一个子节点。例如，假设划分变量为xr
 ，它不缺失的取值为1，2，3，还有些观测的xr
 值缺失。如果要将某个节点划分为两个子节点，按照xr
 不缺失的取值有三种划分方式：

（1）将xr
 取值为1的观测划入子节点1，xr
 取值为2或3的观测划入子节点2；

（2）将xr
 取值为2的观测划入子节点1，xr
 取值为1或3的观测划入子节点2；

（3）将xr
 取值为3的观测划入子节点1，xr
 取值为1或2的观测划入子节点2。

如果把缺失值考虑进来，xr
 缺失的观测可以都划入子节点1或子节点2，因此上述三种划分方式演变为六种划分方式。此外，还有一种划分方式把xr
 缺失的观测都划入子节点1，而把xr
 不缺失的观测（取值为1、2或3）都划入子节点2。

一般而言，在划分节点t时，如果训练数据集中自变量xr
 存在缺失值，那么，根据xr
 缺失的观测被归入哪一个子节点，S中原有的使用xr
 的每一个候选划分都变成H个候选划分；同时，还增加一些这样的候选划分：将xr
 缺失的观测归入一个子节点，而将其他所有观测归入另外H－1个子节点。新的候选划分集生成后，再从中选择最优划分。

这样处理缺失数据，相当于对名义变量而言将缺失值看做一个单独的类别，而对定序或连续变量而言，将缺失值看做同一个未知的数值。但是，对xr
 缺失的那些观测，这种做法完全忽视了其他自变量可能含有的关于xr
 的信息，因而不太妥当。

另一种更为妥当的处理自变量缺失值的方法是使用替代划分规则（surrogate splitting rule）。假设节点t的最优划分规则使用了自变量xr
 ，我们称该划分规则为主划分规则（main splitting rule），称xr
 为主划分变量。xr
 值缺失的观测不是立即被归入接受缺失值的子节点，而是先使用第一替代规则进行划分，如果第一替代规则使用的变量也缺失，则使用第二替代规则进行划分，如此等等；如果所有替代规则使用的变量都缺失，这些观测才被主划分规则归入接受缺失值的子节点。例如，在对购买金额进行预测时，某个节点可能先尝试使用收入进行划分，如果观测的收入值缺失，可能尝试使用性别进行划分，如果性别也缺失，可能再尝试使用教育程度进行划分，等等。

可以按照候选划分规则与主划分规则的相似度从高到低的顺序来选择替代规则。相似度被定义为主规则和替代规则划分入同一个子节点的训练观测的比例。在计算过程中，主划分变量缺失的训练观测不纳入相似度的计算中；如果某训练观测的主划分变量不缺失而替代划分变量缺失，那么该观测被当做由这两个规则划分入不同的子节点。例如，假设主划分规则为：如果收入大于10000，划入子节点1，否则划入子节点2；假设替代划分规则为：如果受教育年限大于12，划入子节点1，否则划入子节点2。在相似度的计算中，只考虑收入不缺失的数据，计算其中满足下列两个条件的观测的比例：（1）受教育年限不缺失；（2）收入大于10000且受教育年限大于12，或者收入不大于10000且受教育年限不大于12。

8.4　变量选择

决策树可用来做变量选择。首先定义树中每个节点t对于训练数据集的误差平方和SSE（t）：

（1）若因变量是连续变量，[image: alt]
 ；

（2）若因变量是分类变量，[image: alt]
 ，其中[image: alt]
 是关于训练观测i的指示变量，如果训练观测i属于类别l，则[image: alt]
 ＝1，否则[image: alt]
 ＝0。

若将非叶节点t划分为H个子节点：t1
 ，…，tH
 ，该划分所带来的误差平方和减少量为

[image: alt]


自变量xr
 对节点t的划分的重要性定义为

[image: alt]


在划分非叶节点t所带来的误差平方和减少量中，自变量xr
 的贡献定义为a（r，t）ΔSSE（t）。自变量xr
 对整个决策树T的重要性定义为这些贡献总和的平方根，即

[image: alt]


按照I（r，T）从高到低的顺序对自变量排序，可选择排列在前面的一些自变量。

8.5　决策树的优缺点

一、决策树的优缺点

相对于其他模型而言，决策树有如下优点：

（1）决策树所产生的预测规则的形式为：如果xr1

 ∈A1
 …且xrm

 ∈Am
 ，那么Y＝y，很容易解释。

（2）在树的生长过程中，对定序或连续自变量而言只需使用变量取值的大小顺序而不使用具体取值。因为对这些自变量进行任何单调增变换（例如，取对数）都不改变变量取值的大小顺序，而对自变量进行任何单调减变换（例如，取倒数）把原来取值的大小顺序完全颠倒；所以这些变换都不会改变划分的结果。因此，在建立决策树时，无需考虑自变量的转换（但注意，有时需要考虑因变量的转换）。

（3）因为决策树只使用了定序或连续自变量取值的大小顺序，它对自变量的测量误差或异常值是稳健的。

（4）决策树能够直接处理自变量的缺失值。如第二章所述，如果数据中有多个自变量存在缺失，决策树可用来插补这些自变量的缺失值。

（5）决策树可以用作变量选择的工具。

但是，决策树也有如下缺点：

（1）每个非叶节点的划分都只考虑单个变量，因此很难发现基于多个变量的组合的规则。例如，可能按照2x1
 ＋3x2
 的值划分比较好，但决策树只会考虑按照x1
 或x2
 的值进行划分，很难发现这样的组合规则。

（2）为每个非叶节点选择最优划分时，都仅考虑对当前节点划分的结果，这样只能够达到局部最优，而无法达到全局最优。

（3）正因为决策树是局部贪婪的，树的结构很不稳定。例如，若将学习数据集随机分割为不同的训练数据集和修正数据集，可能对于某次分割，xr1

 被选作根节点的划分变量，而对于另一次分割，xr2

 （r2
 ≠r1
 ）被选作根节点的划分变量，之后继续划分下去，这两棵树的结构差异会非常大。这种差异也可能使得两棵树的预测性能存在很大差异。而这些差异仅仅是由学习数据集随机分割的差异带来的！此外，因为不同结构的树隐含的预测规则存在不同的解释，所以这种结构不稳定性也降低了决策树的可解释性。

二、示例

我们通过一个例子来察看决策树的第三个缺点以及克服这种缺点的一个简单办法。Benelearn是比利时与荷兰联合召开的关于机器学习的年度会议。1999年的Benelearn会议举办了一次机器学习竞赛，由荷兰的一家数据挖掘公司Sentient Machine Research提供一个基于实际商务的数据集（见http://hcs.science.uva.nl/benelearn99/comppage.html）。该数据集含有一个保险公司的客户的下列信息：

●　变量1—43描述客户邮编所在地的社会人口特征；

●　变量44—86描述客户对各保险产品的使用情况；

●　变量86是一个0—1变量，指示客户是否拥有房车保险，它也是需要预测的因变量。

每位参赛者都会得到一份含有5823位客户全部信息的学习数据集，参赛者需要根据该数据集建立预测模型。参赛者也会得到一份包含4000位客户的变量1—85信息的测试数据集，只有赛事组织者才知道这些客户的因变量的真实值。参赛者需要使用自己建立的预测模型从测试数据集中挑选出最有可能拥有房车保险的800位客户，赛事组织者将计算其中实际拥有房车保险的客户数，以此对参赛者进行评价。测试数据集中实际拥有房车保险的客户数为238位，而当年胜出的模型选出了其中121位。

若将测试数据集的4000个观测按照预测拥有房车保险的概率从大到小排列，预测目标是使得其中前800个即20％的观测中真正拥有房车保险的人数最多。因此在评估决策树的性能时考察的是对前20％数据的提升值。我们将学习数据集按照70％和30％的比例随机分为训练数据集和修正数据集，根据训练数据集构造最初的树，再根据对修正数据集的预测性能选择最优的子树。

设work.ticdata为学习数据集，work.ticdatatest为测试数据集，因为竞赛已经结束，现公布的测试数据含有var86的值。SAS软件的企业数据挖掘模块（Enterprise Miner）中，有一个树（Tree）节点可以用来对var86建立决策树模型。具体操作如下：

1．首先在数据流图中添加输入数据源（Input Data Source）节点，在数据部分（Data）将数据集（Source Data）设为ticdata，角色（Role）设为原始（RAW），点击样本元数据（Metadata sample）部分的改变样本大小（Change）按钮，在打开的窗口中选择“使用全部的数据作为样本（Use complete data as sample）”。在变量部分（Variables）将var86的模型角色（Model Role）设置为目标（target），将其他变量的模型角色设置为输入（input）。关闭输入数据源节点。

2．在数据流图中添加数据分割（Data Partition）节点，并使输入数据源节点指向该节点。打开数据分割节点，在分割部分（Partition）将方法（Method）设为简单随机抽样（Simple Random），在比例部分（Percentages）将训练数据（Train）设为70％，修正数据（Validation）设为30％，测试数据（Test）设为0％。关闭数据分割节点。

3．在数据流图中添加输入数据源（Input Data Source）节点，在数据部分（Data）将数据集（Source Data）设为ticdatatest，角色（Role）设为测试（TEST），点击样本元数据（Metadata sample）部分的改变样本大小（Change）按钮，在打开的窗口中选择“使用全部的数据作为样本（Use complete data as sample）”。在变量部分（Variables）将var86的模型角色（Model Role）设置为目标（target），将其他变量的模型角色设置为输入。关闭输入数据源节点。

4．在数据流图中添加树节点，并使数据分割节点和测试数据的输入数据源节点指向该节点。打开树节点。

（1）在基本设置部分（Basic）将划分准则（Splitting Criterion）设置为基尼减少量（Gini Reduction），将叶节点的最小观测数（Minimum number of observations in a leaf）设为5，节点进行进一步划分所需要的最少观测数（Observations required for a split search）设为10，节点划分的最大分支数（Maximum number of branches from a node，即H）设为2，树的最大深度（Maximum depth of tree）设为50，替代规则数（Surrogate rules saved in each node）设为5，选中将缺失数据当作可接受的数据（Treat missing as an acceptable value）。

（2）在高级设置部分（Advanced）将模型评估准则（Model assessment measure）设为前25％数据中目标事件的比例（Proportion of event in top 25％）。此处因为树结点的模型评估准则中没有关于前20％的数据的提升值，所以只能选择最接近的25％。

（3）在评分（Score）部分选中对各部分数据进行预测（Process or Score: Training, Validation, and Test）。在察看数据细节处（Show details of）可以看企业数据挖掘模块给训练数据、修正数据、测试数据分配的临时数据集的名字（都在emdata逻辑库中）。

关闭树节点后运行。

若临时测试数据名为emdata.ststf0o0。可以使用下列SAS程序来察看模型对测试数据集的预测效果：
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所得决策树的一部分见图8.3，从输出结果来看，决策树挑出了112个实际拥有房车保险的客户。如果打开数据分割节点，重新生成随机种子（Generate New Seed），也就是重新随机分割训练数据和修正数据；再重新运行数据分割节点和树结点，所得决策树的一部分见图8.4，它挑出了90个实际拥有房车保险的客户。可以看出，决策树的结构和预测结果都很不稳定。一种简单的克服这种缺点的办法是对学习数据集进行多次随机分割并建立多个决策树模型，然后将这些模型对测试数据集的预测概率进行平均，再选取平均预测概率最大的800个观测。要实现这种想法，在企业数据挖掘模块中手工操作显然太繁复，所以需要通过SAS编程来实现。

[image: alt]


[image: alt]


[image: alt]


[image: alt]


[image: alt]


[image: alt]


[image: alt]


[image: alt]


图8.3　根据ticdata数据建立的决策树1
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图8.4　根据ticdata数据建立的决策树2

通过察看allnumcorrect数据集可以看出，各决策树对测试数据的预测效果变化比较大，而使用平均预测概率可挑选出150位左右实际拥有房车保险的顾客。把程序重复运行多次并察看每次的结果，可看出使用平均预测概率得到的预测效果保持稳定，即每次都挑选出150位左右实际拥有房车保险的顾客。因此，我们提出的简单方法确实能够克服决策树结果不稳定的缺点。

注释


〔1〕
 注意，ψ1
 ，…，ψH
 的不同排列得到的划分是一样的，因此需要避免冗余。


〔2〕
 注意到[image: alt]
 ，所以[image: alt]
 。


〔3〕
 虽然过度抽样也会导致训练数据集的类别比例和将来应用模型的数据集的类别比例不一致，但是如果在建模过程中直接使用训练数据集的类别比例，就不属于这里讨论的情况。


第九章　模型评估

■因变量为二分变量的情形

■因变量为多分变量的情形

■因变量为连续变量的情形

■使用SAS评估模型





为了得到能有效预测因变量的模型，可以建立多个模型，对它们进行评估和比较，并从中选择最优的模型。通常根据对修正数据集的预测效果来选择模型。一般地，令D为评估数据集，ND
 为其中的观测数，令Yi
 和[image: alt]
 分别表示D中观测i的因变量的真实值和模型预测值。我们来看看如何根据D评估模型的预测效果。

9.1　因变量为二分变量的情形

若因变量只有两种取值，可不失一般性地假设它们为0和1。

一、获取Yi
 的预测值

设模型预测观测i属于类别0和类别1的概率分别为[image: alt]
 和[image: alt]
 （[image: alt]
 ＋[image: alt]
 ＝1）。可使用以下方法得到Yi
 的预测值：

1．如果[image: alt]
 ＞0.5，则令[image: alt]
 ＝1，否则令[image: alt]
 ＝0。

2．定义分类利润，令P（l2
 │l1
 ）表示将实际属于类别l1
 的观测归入类别l2
 所产生的利润。

（1）缺省地P（0│0）＝P（1│1）＝1，P（1│0）＝P（0│1）＝0。

（2）在实际应用中，需要根据实际情况设置分类利润的值。例如，在直邮营销中，假设类别1代表潜在顾客响应（即进行了购买），类别0代表潜在顾客不响应。P（0│0）和P（0│1）对应于不邮寄产品目录，带来的利润为0。P（1│0）对应于将实际不响应的顾客错误判断为响应而邮寄产品目录，带来的利润为负，等于联系顾客成本（包括产品目录制作、邮寄等成本）的负值。P（1│1）对应于将实际响应的顾客正确判断为响应而邮寄产品目录，带来的利润为顾客的购买金额减去联系成本的差；因为P（1│1）只能取一个值，这里采用的购买金额是顾客的平均购买金额。

给[image: alt]
 赋值时需要比较期望利润：将观测i归入类别0所带来的期望利润为[image: alt]
 ，而将观测i归入类别1所带来的期望利润为[image: alt]
 ；如果前者小于后者，即

[image: alt]


则令[image: alt]
 ＝1，否则令[image: alt]
 ＝0。

3．定义分类损失，令C（l2
 │l1
 ）表示将实际属于类别l1
 的观测归入类别l2
 所产生的损失。缺省地C（0│0）＝C（1│1）＝0，C（1│0）＝C（0│1）＝1。将观测i归入类别0所带来的期望损失为[image: alt]
 ，而将观测i归入类别1所带来的期望损失为[image: alt]
 ；如果前者大于后者，即

[image: alt]


则令[image: alt]
 ＝1，否则令[image: alt]
 ＝0。

当分类利润和分类损失取缺省值时，上述三种赋值方法得到的结果一样。

二、模型评估方法

（一）混淆矩阵

最简单的模型评估方法是使用表9.1所示的混淆矩阵，表中Nl1
 l2

 为实际属于类别l1
 而被预测属于类别l2
 的观测数；显然，N00
 ＋N01
 ＋N10
 ＋N11
 ＝ND
 。实际属于类别0的观测中被误分入类别1的比例为N01
 /（N00
 ＋N01
 ），实际属于类别1的观测中被误分入类别0的比例为N10
 /（N10
 ＋N11
 ），总的误分类率为（N01
 ＋N10
 ）/ND
 。如果定义了分类利润或分类损失，还可评估模型的平均利润[image: alt]
 或平均损失[image: alt]
 。当分类利润和分类损失取缺省值时，评估模型的平均利润或平均损失等价于评估总误分类率。

表9.1　混淆矩阵

[image: alt]


（二）响应率评估

混淆矩阵使用了模型预测类别[image: alt]
 的值，而它的值是根据模型预测概率计算的。我们可以直接使用模型预测概率以对模型进行更加细致的评估。我们将通过一个例子来说明这些评估方法。设某个有关直邮营销的历史数据集D中有100000位顾客，总体响应率为20％，也就是说，如果把产品目录邮寄给这100000位顾客，实际会收到20000份响应。将这100000位顾客按照预测概率[image: alt]
 从大到小的顺序进行排列。为了方便讨论起见，以下按十分位数将排列好的顾客等分为十组，只考虑联系第一组的顾客、第二组的顾客，等等；但实际中可以精确到联系多少位顾客。

为了方便讨论，先定义如下一些概念：

1．响应率：被联系的人中响应的比例，即
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2．基准响应率：不使用任何模型而随机联系顾客时所得的响应率，出于随机性，它等于总体响应率。

3．捕获响应率：联系顾客所得的响应人数占响应者总人数的比例，即

[image: alt]


4．基准捕获响应率：不使用任何模型而随机联系顾客时所得的捕获响应率，出于随机性，它等于被联系人数占顾客总人数的比例。

5．提升值：使用模型所得的响应率与基准响应率之比。如果提升值大于1，说明使用模型挑选联系人比随机挑选效果更好。

表9.2列出了示例的非累积响应情况，这里非累积指的是分别联系第一组顾客、第二组顾客、第三组顾客等等。表中“被联系人数”等于每一组的顾客数，也就是顾客总人数的1/10；“响应人数”指的是每一组实际响应的顾客数；“响应率”等于“响应人数”除以“被联系人数”；“捕获响应率”等于“响应人数”除以响应者总人数20000；“提升值”等于“响应率”除以基准响应率20％。表9.3列出了示例的累积响应情况，这里累积指的是联系第一组顾客、前两组顾客、前三组顾客等等。表中“累积被联系人数”和“累积响应人数”分别是把表9.2中的“被联系人数”和“响应人数”进行累积所得的结果；“累积响应率”等于“累积响应人数”除以“累积被联系人数”；“累积捕获响应率”等于“累积响应人数”除以响应者总人数20000；“累积提升值”等于“累积响应率”除以基准响应率20％。

表9.2　非累积响应情况
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表9.3　累积响应情况
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模型的理想效果是，任意响应者的预测响应概率都大于所有非响应者的预测响应概率，因此，若按照预测响应概率从大到小排序，响应者都排在非响应者的前面，见图9.1所示。在这种情况下，当累积被联系人数不超过响应者总人数时，不管是非累积还是累积情形，被联系的所有人都是响应者，所以非累积响应率和累积响应率都是100％；而非累积捕获响应率和累积捕获响应率都等于相应的被联系人数与响应者总人数之比。之后，当非累积被联系人都属于非响应者时，非累积响应率变成0，而累积响应率等于响应者总人数与累积被联系人数之比，最后达到总体响应率；非累积捕获响应率变为0，而累积捕获响应率等于100％。实际的模型当然无法达到这种理想效果，但模型的效果越接近理想效果越好。
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图9.1　理想情况下按预测响应概率从大到小排序的情形

图9.2和图9.3分别绘出了示例的非累积响应率图和累积响应率图。图9.4和图9.5分别绘出了示例的非累积捕获响应率图和累积捕获响应率图。图中“ideal”表示理想情况，“model”表示使用模型挑选被联系人的情况，“baseline”表示基准情况。提升值与响应率成正比，所以提升值图的形状和响应率图一样。
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图9.2　非累积响应率图
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图9.3　累积响应率图
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图9.4　非累积捕获响应图
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图9.5　累积捕获响应图

从累积捕获响应率图还可以计算一个数值指标——准确度比率（Accuracy Ratio）。首先计算模型的累积捕获响应率曲线与基准累积捕获响应率曲线之间的面积，它度量了使用模型相比于基准情况而言增加的预测性能；然后计算理想累积捕获响应率曲线与基准累积捕获响应率曲线之间的面积，它度量了理想情况相比于基准情况而言增加的预测性能。准确度比率是这两个面积的比值，它的取值在0至1之间，取值0表示使用模型的预测效果和基准情况一样，取值1表示模型的预测效果和理想情况一样，准确度比率的值越接近于1，模型效果越好。数学上，准确度比率被定义为
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公式中，r模型
 （q）表示联系模型预测概率的排序处于前面比例q（0≤q≤1）的顾客时所得的累积捕获响应率，[image: alt]
 表示模型的累积捕获响应率曲线之下的面积。基准累积捕获响应率r基准
 （q）＝q，因此基准累积捕获响应率曲线之下的面积为[image: alt]
 。因此公式（9.1）的分子计算了模型的累积捕获响应率曲线与基准累积捕获响应率曲线之间的面积，类似可推出公式（9.1）的分母计算了理想累积捕获响应率曲线与基准累积捕获响应率曲线之间的面积。我们在示例中使用的是十分位数，这时积分[image: alt]
 可用[image: alt]
 来近似；在实际应用时可精确到每一位顾客，积分可用[image: alt]
 来近似。

（三）ROC曲线

受试者操作特性曲线（Receiver Operating Characteristic Curve，以下简称ROC曲线）也是衡量模型预测能力的一种常用工具，它来源于并经常应用于医学领域。假设将模型预测响应概率大于某个临界值C的顾客都预测为响应者，而将其他顾客都预测为非响应者。特异度（specificity）定义为真阴性（true negative）观测数与阴性总观测数之比，其中真阴性观测数指的是实际不响应而且模型也预测不响应的顾客数，阴性总观测数指的是实际不响应的顾客数。敏感度（sensitivity）定义为真阳性（true positive）观测数与阳性总观测数之比，其中真阳性观测数指的是实际响应而且模型也预测响应的顾客数，阳性总观测数指的是实际响应的顾客数（很容易推出，此处敏感度等于累积捕获响应率）。当C的值从1变化到0时，特异度和敏感度的值都会变化，将“1－特异度”作为横轴、敏感度作为纵轴作图，这种变化在图中形成的曲线就被称为ROC曲线。当C＝1时，所有顾客都被预测为不会响应，因此特异度＝1（1－特异度＝0），敏感度＝0；当C＝0时，所有顾客都被预测为会响应，因此特异度＝0（1－特异度＝1），敏感度＝1。所以ROC曲线是连接（0，0）点和（1，1）点的一条曲线。

理想情况下，任意响应者的预测响应概率都大于所有非响应者的预测响应概率。因此，存在C*
 使得预测响应概率大于C*
 的所有顾客都是响应者，而其他顾客都是非响应者。C≥C*
 的情形见图9.6，所有实际非响应者都被正确地预测为不响应；因为特异度是实际非响应者中被模型预测为非响应者的比例，所以特异度＝1（1－特异度＝0），而敏感度是实际响应者中被模型预测为响应者的比例，当C的值从1变化到C*
 时，敏感度从0变化到1。C＜C*
 的情形见图9.7，所有实际响应者都被正确地预测为响应，因此敏感度＝1，当C的值从C*
 变化到0时，特异度从1变化到0（“1－特异度”从0变化到1）。所以理想的ROC曲线由连接（0，0）点和（0，1）点的线段与连接（0，1）点和（1，1）点的线段组成。
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图9.6　画ROC曲线时C≥C*
 对应的理想情况

[image: alt]


图9.7　画ROC曲线时C＜C*
 对应的理想情况

在基准情况下，任意选取一部分顾客，其中响应者所占的比例都等于总体响应率，非响应者所占的比例都等于总体非响应率。参看图9.8，对任意C值，特异度都等于预测非响应者人数占顾客总人数的比例，而敏感度都等于预测响应者人数占顾客总人数的比例，它们的和总是等于1，所以基准的ROC曲线就是连接（0，0）点和（1，1）点的一条对角直线。
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图9.8　画ROC曲线时的基准情况

一般而言，模型的ROC曲线落在理想ROC曲线与基准ROC曲线之间。图9.9绘出了示例中模型的ROC曲线以及理想ROC曲线和基准ROC曲线。ROC曲线下的面积可作为衡量模型效果的一个数值指标。基准ROC曲线下的面积为0.5，理想ROC曲线下的面积为1，而一般模型ROC曲线下的面积在0.5至1之间，这个值越接近于1，模型效果越好。
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图9.9　ROC曲线

对模型的预测效果而言，特异度和敏感度都是越大越好，但是这两者之间需要平衡。有时在实际应用中，我们希望选择截断值C以使特异度与敏感度的和达到最大；这时可以取45度角直线簇
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与ROC曲线的切点，选取与切点对应的C值。

（四）盈利评估

除了考察顾客的响应情况，还可以考察直邮营销的盈利情况。前面曾经讨论过分类利润，涉及顾客的平均购买金额，但在实际中顾客购买的金额通常大小不一，评估模型效果时使用顾客的实际购买金额评估将更加细致。假设联系顾客的成本为每人1元。假设表9.4列出了非累积盈利情况，这里非累积同样指的是分别联系第一组顾客、第二组顾客、第三组顾客等。表中“被联系人数”和“响应人数”与表9.2中相应的相同；“收入”等于响应者购买金额的总额；“成本”等于联系顾客所花费的成本；“利润”等于“收入”减去“成本”；“投资回报率”等于“利润”除以“成本”。表9.5列出了累积盈利情况，表中“累积被联系人数”列至“利润”列分别是把表9.4中相应列进行累积所得的结果；“累计投资回报率”等于“累积利润”除以“累积成本”。

表9.4　非累积盈利情况
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表9.5　累积盈利情况
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如果不使用任何模型而随机联系顾客，所得利润称为基准利润。出于随机性，基准利润等于联系所有顾客所得的总利润与被联系人数占顾客总人数的比例的乘积。在示例中，总利润等于-13060（见于表9.5最后一行的“利润”列）。非累积情形下，基准利润等于总利润的1/10，即-1306；累积情形下，基准利润等于总利润的i/10，即-1306i（i＝1，…，10）。图9.10和图9.11分别绘出了非累积利润图和累积利润图。
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图9.10　非累积利润图
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图9.11　累积利润图

三、一点说明

在实际应用中，有时D中类别1和类别0的比例λ1
 及λ0
 不同于模型将来要应用的数据中的比例π1
 及π0
 ，而又希望根据D评估模型对将来要应用的数据的预测性能。这时，需要给D中的观测赋予不同的权重wi
 ：属于类别1的观测被赋予权重wi
 ＝π1
 /λ1
 ，而属于类别0的观测被赋予权重wi
 ＝π0
 /λ0
 。例如，如果D中响应者占总人数的比例为20％，而将来要应用的实际数据中响应者占总人数的比例为2％，那么在评估时，D中的响应者被赋予权重2％/20％＝0.1，非响应者被赋予权重（1－2％）/（1－20％）＝1.225。在计算各项评估指标时，都需要考虑权重，例如，响应率不再简单地是响应人数与被联系人数的比例，而是响应者的权重之和与被联系者的权重之和的比例。

9.2　因变量为多分变量的情形

若因变量有离散的多种取值，可不失一般性地假设它们为1，…，K。设模型预测顾客i属于各类别的概率为[image: alt]
 ，…，[image: alt]
 。为了使讨论更具有一般性，我们在统计决策的一般框架下来讨论。假设对每一位顾客i，可采用的决策di
 都有M种可能取值：A1
 ，…，AM
 。分类问题是统计决策的一种特例，在这种情形下，di
 有K种可能取值：对l＝1，…，K，决策Al
 表示将顾客归入类别l，即令[image: alt]
 ＝l。

可以使用决策利润来进行决策。令P（d│y）表示对实际属于类别y的顾客采用决策d而产生的利润。如果对顾客i采用决策di
 ＝Am
 ，那么带来的期望利润为

[image: alt]


应选取使期望利润最大的决策。在分类问题中，若因变量为名义变量，缺省地P（Al2

 │l1
 ）＝I（l1
 ＝l2
 ）（1≤l1
 ，l2
 ≤K），选取的决策为将顾客i归入使[image: alt]
 最大的类别l；若因变量为定序变量，缺省地P（Al2

 │l1
 ）＝K－1－│l2
 －l1
 │，选取的决策为将顾客i归入使
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最大的类别l，即使

[image: alt]


最小的类别l。

也可以使用决策损失来进行决策。令C（d│y）为对实际属于类别y的顾客采用决策d而产生的损失。如果对顾客i采用决策di
 ＝Am
 ，那么带来的期望损失为

[image: alt]


应选取使期望损失最小的决策。在分类问题中，若因变量为名义变量，缺省地C（Al2

 │l1
 ）＝I（l1
 ≠l2
 ）（1≤l1
 ，l2
 ≤K），选取的决策为将顾客i归入使1－[image: alt]
 最小即[image: alt]
 最大的类别l；若因变量为定序变量，缺省地C（Al2

 │l1
 ）＝│l2
 －l1
 │，选取的决策为将顾客i归入使

[image: alt]


最小的类别l。可以看出，使用决策利润或决策损失进行决策是等价的。

我们可以评估模型的平均利润[image: alt]
 或平均损失[image: alt]
 。在分类问题中，若因变量为名义变量，还可评估对D的总误分类率
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若因变量为定序变量，还可评估按序数距离加权的误分类率

[image: alt]


很容易看出，如果决策利润或决策损失取缺省值，那么评估平均利润或平均损失等价于评估误分类率。与因变量是二分变量的情形类似，我们还可以使用混淆矩阵来评估模型。

要对模型进行更加细致的评估，需要更加细致地考察决策利润或决策损失，这里仅讨论使用决策利润的情形。为了绘出第9.1节中描述的模型的响应率图、捕获响应率图、ROC图、利润图等，我们需要能够按照模型预测结果对观测进行排序，并定义谁是（实际）响应者，谁是（实际）非响应者。解决方法如下：

（1）模型预测的决策di
 带来的期望利润为

[image: alt]


按照它从大到小的顺序可以将顾客进行排列。

（2）模型预测的决策di
 带来的实际利润为P（di
 │Yi
 ），可把实际利润大于某个临界值的顾客定义为响应者，而把其他顾客定义为非响应者。

在实际应用中，如果D中各类别的比例λl
 （l＝1，…，K）不同于模型将来要应用的数据中的比例πl
 ，而又希望根据D评估模型对将来要应用的数据的预测性能，就需要给D中的观测赋予不同的权重wi
 ：属于类别l的顾客被赋予权重wi
 ＝πl
 /λl
 。

9.3　因变量为连续变量的情形

若因变量为连续变量，可计算下列一些评估指标：

●　均方误差：[image: alt]
 。

●　均方根误差：[image: alt]
 。

●　平均绝对误差：[image: alt]
 。

●　平均相对误差：[image: alt]
 。

还可绘出Yi
 与[image: alt]
 的散点图，或者残差Yi
 －[image: alt]
 与[image: alt]
 的散点图。

实际应用中也可能需要为每位顾客选择某种决策。仍举直邮营销为例，如果因变量Yi
 为顾客i的购买金额，可选择的两种决策为联系（记为A1
 ）或不联系（记为A2
 ）。令P（d│y）表示对实际购买金额为y的顾客采用决策d而产生的利润。假设联系每位顾客的成本为r，那么决策利润P（A1
 │y）＝y－r，而P（A2
 │y）＝0。如果对顾客i采用决策di
 ＝A1
 ，预测利润为P（A1
 │[image: alt]
 ）＝[image: alt]
 －r；如果采用决策di
 ＝A2
 ，预测利润为P（A2
 │[image: alt]
 ）＝0。因此，如果[image: alt]
 －r>0，则选取决策di
 ＝A1
 ，否则选取决策di
 ＝A2
 。

为了绘出模型的响应率图、捕获响应率图、ROC图、利润图等，我们同样需要能够按照模型预测结果对观测进行排序，并定义谁是（实际）响应者，谁是（实际）非响应者。解决方法如下：

（1）模型预测的决策di
 带来的预测利润为P（di
 │[image: alt]
 ），按照它从大到小的顺序将顾客进行排列。

（2）模型预测的决策di
 带来的实际利润为P（di
 │Yi
 ），可把实际利润大于某个临界值（例如，0）的顾客定义为响应者，而把其他顾客定义为非响应者。

9.4　使用SAS评估模型

SAS软件的企业数据挖掘模块中的Assessment节点可以用来评估模型，此外还可以用SAS编程。下面使用第七章的germancredit数据为例说明如果使用SAS编程评估模型。设work.validdata_MLP2_ES数据集记录了第七章中被选中的模型（使用早停止法建立的有两个隐藏神经元的多层感知器）对修正数据集各观测的预测结果。

因变量Var21有两种取值：1代表信用好，2代表信用坏。模型预测的第一类错误为将实际信用坏的客户预测为信用好，第二类错误为将实际信用好的客户预测为信用坏，前者带来的损失是后者的5倍。因此分类损失可设为C（1│2）＝5，C（2│1）＝1，C（1│1）＝C（2│2）＝0。根据第9.1节的讨论，如果
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则令[image: alt]
 ＝2，否则令[image: alt]
 ＝1。

相关SAS程序如下：
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绘出的累积捕获响应率图和ROC图分别见图9.12和图9.13。ROC曲线下的面积为0.79。
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图9.12　germancredit数据的累积捕获响应率图
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图9.13　germancredit数据的ROC曲线


第十章　模型组合与两阶段模型

■模型组合

■随机森林

■两阶段模型





10.1　模型组合

在建立了因变量的多个预测模型之后，除了可以考虑从中选择一个最优模型之外，还可以考虑将这些模型进行组合，以期提高预测性能。

一、模型平均

最简单的一种模型组合方法是平均：若因变量是分类变量，对各模型预测的类别概率进行平均；若因变量是连续变量，对各模型的预测值进行平均。分层也是一种常用的模型组合方法，它对一个分类自变量的各种不同取值（例如性别的两个取值“男”和“女”）分别建立模型，这些子模型的集合构成最终模型。

二、Bagging算法

Breiman（1996）提出了一种叫Bagging的模型组合方法。它从学习数据集中通过有放回抽样得到多个新的数据集，根据每个新数据集分别建立模型，最后再对所得的多个模型进行平均。Breiman（1996）指出，在模型拟合过程中引入随机性可以提高模型的性能。

三、Boosting算法

Boosting是另一种模型组合方法，它是近年来机器学习领域最有影响的方法之一。

（一）AdaBoost.M1算法

我们先介绍Freund和Schapire（1996，1997）提出的AdaBoost.M1。考虑因变量Y∈{-1，1}的情形。使用弱分类器（Weak Classifier）B（x）可建立根据自变量x预测Y的模型，B（x）∈{-1，1}。

AdaBoost.M1结合多个弱分类器形成一个强分类器，其算法步骤如下：

1．初始化训练数据集中各观测的权重：[image: alt]
 。

2．对t＝1到T进行循环：

（1）使用权重[image: alt]
 ，根据训练数据集建立分类模型Bt
 （x）。

（2）计算模型Bt
 （x）对训练数据集的加权误分类率

[image: alt]


（3）计算αt
 ＝log［（1－errt
 ）/errt
 ］。误分类率errt
 一般都小于0.5，因此αt
 通常为正数。

（4）更新权重[image: alt]
 ，i＝1，…，N。如果训练数据集中某个观测被正确分类（即I［yi
 ≠Bt
 （xi
 ）］＝0），那么该观测的权重不变；如果某个观测被错误分类（即I［yi
 ≠Bt
 （xi
 ）］＝1），那么该观测的权重增加为原来权重的exp{αt
 }倍。这样，被以前模型误分类的观测会获得更大的权重，下一轮循环所建立的模型会更着重于拟合这些观测。

3．最终的分类模型为[image: alt]
 ，其中sign是符号函数，括号里的值为正数时，输出值为1，否则为-1。这一模型结合了各次循环所建立的模型，误分类率越低（即αt
 的值越大）的模型有越高的权重。

AdaBoost.M1等价于向前逐步可加建模（Forward Stagewise Additive Modeling）的一种特殊情形。一般而言，在向前逐步可加建模中，使用如下可加模型对数据进行拟合：

[image: alt]


其中b（x；γt
 ）是基础学习器，γt
 是它的参数。令L（y，F（x））表示使用F（x）拟合y所带来的损失，建模过程将逐步最小化总损失

[image: alt]


向前逐步可加建模的具体步骤为：

1．初始化F0
 （x）＝0。

2．对t＝1到T进行循环：

（1）寻找βt
 和γt
 的值最小化

[image: alt]


（2）令Ft
 （x）＝Ft－1
 （x）＋βt
 b（x；γt
 ）。

若因变量Y∈{-1，1}，模型的形式为sign［F（x）］。L（y，F（x））有如下几种常用形式：

●　误分类损失函数：I（sign［F（x）］≠y）。

●　指数损失函数：exp（-yF（x））。当模型分类正确即y和F（x）同号时，F（x）的绝对值越大，损失越小；当模型分类错误即y和F（x）异号时，F（x）的绝对值越大，损失越大。

●　二项偏差（binomial deviance）损失函数：log［1＋exp（-2yF（x））］。

●　平方误差损失函数：（y－F（x））2
 。

AdaBoost.M1等价于使用指数损失函数。

若因变量是多分变量：Y∈{c1
 ，…，cK
 }，令pk
 （x）表示Y取值ck
 的概率。模型的形式为类Logistic模型
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其中Fl
 （x）（l＝1，…，K）都是可加形式。这时常采用多元偏差（multinomial deviance）损失函数，它定义为单个观测的对数似然函数的负值
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若因变量是连续变量，F（x）直接拟合y。L（y，F（x））有如下几种常用形式：

●　平方损失函数：（y－F（x））2
 。

●　绝对损失函数：│y－F（x）│。绝对损失函数比平方损失函数更不易受异常值的影响，因而更加稳健。

●　Huber损失函数是一种稳健的损失函数。当F（x）距离y不太远时，它类似于平方损失函数；当F（x）距y超过一定距离以后，它类似于绝对损失函数：
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（二）梯度与随机梯度boosting算法

很多时候，向前逐步可加建模的步骤2（1）无法直接得到最优解。Friedman（2001）提出了一种梯度boosting算法，其基本想法与第七章提及的最速下降法有关。若使用最速下降法来最小化总损失，它会首先计算梯度的负值作为更新模型的方向，再沿着该方向寻找使总损失最小化的最合适步长。梯度boosting算法借鉴了这一思路，分两步完成向前逐步可加建模的步骤2（1）中的任务：

1．对第i个观测（i＝1，…，N），计算损失函数的梯度负值

[image: alt]


使用基础学习器b（x；γt
 ）来拟合这些梯度负值，具体而言，选择参数γt
 和某个数值ρ以最小化

[image: alt]


2．给定b（x；γt
 ），选择步长βt
 的最优值以最小化

[image: alt]


参照Bagging的想法，Friedman（2002）建议在拟合梯度负值的过程中也可以引入随机性来提高模型性能，从而提出了随机梯度boosting算法。具体做法是在每次循环中，随机无放回地抽取[image: alt]
 个观测（[image: alt]
 ＜N），并使用基础学习器b（x；γt
 ）仅对这些观测的梯度负值进行拟合。Friedman（2001，2002）使用L个叶节点的决策树作为基础学习器，Salford Systems公司的TreeNet
〔1〕

 实现了这些算法。

Boosting算法中T的值越大，模型对训练数据集拟合得越好，但T的值过大会形成过度拟合，使模型不适用于其他数据。类似于在第七章中为提高神经网络模型的可推广性所采用的方法，在Boosting算法中，也可以根据模型对修正数据集的预测性能，采取早停止法或规则化法来提高模型的可推广性，在此不详述。





SAS软件的企业数据挖掘模块（Enterprise Miner）中，Ensemble节点可用来组合模型，Group Processing节点可用于分层建子模型、Bagging和Boosting（但SAS中没有实现梯度Boosting算法）。


案例一：系统调用序列分析
 ［摘自Florez（2002）］


我们选择这个案例来说明boosting算法中的弱分类器不一定分类性能真的很弱，就连神经网络这样的通用近似器的性能也可以通过boosting算法变得更好。

系统调用是计算机操作系统提供给用户程序的一组“特殊”接口，用户程序可以通过它们来获得硬件和系统服务。文章使用了关于UNIX系统调用的数据，有些调用序列是正常的，而有些调用序列来自系统受攻击的状态。

要从系统调用序列中发现异常行为，一种有效的方法是构建指定窗口大小（序列长度）的系统调用序列。举例来说，如果一个调用序列是

open，read，write，close，close

当窗口长度为3时，可以取相邻的每三个系统调用，形成表10.1所示的调用序列。再计算每个序列中各种系统调用的比例，见表10.2，这些比例将在分类模型中作为自变量。

表10.1　案例一的示例中窗口长度为3的调用序列

[image: alt]


表10.2　案例一的示例中调用序列的比例分布

[image: alt]


文章选取的窗口大小为15，考虑了46种系统调用。训练数据包含340个由正常序列计算出的比例向量，279个由异常序列计算出的比例向量；测试数据包含342个由正常序列计算出的比例向量，280个由异常序列计算出的比例向量。当使用多层感知器模型作为弱分类器时，含20个隐藏神经元、学习速率设为0.15、AdaBoost算法循环7次所得的分类模型具有最高的准确率（99.51％），使用AdaBoost算法使准确率提高了10.54％。当使用径向基函数网络模型作为弱分类器时，含200个隐藏神经元、学习速率设为0.1、AdaBoost算法循环5次所得的分类模型具有最高的准确率（98.87％），使用AdaBoost算法使准确率提高了10.82％。

值得注意的是，当使用神经网络这种原本分类能力就比较强的模型作为弱分类器时，AdaBoost算法的循环次数很少。这是因为弱分类器的分类准确率高，在少数循环之后，只有很难正确分类的少数训练观测的权重持续变大，再循环下去也无法提高分类性能。另一方面，当使用分类准确率略大于50％的模型作为弱分类器时，通常AdaBoost算法的循环次数会比较多。

10.2　随机森林

针对决策树模型的组合，Breiman（2001）提出了随机森林（Random Forests）算法，除了通过Bagging引入随机性之外，还在选择划分变量时引入了随机性。Breiman（2001）指出，随机森林的预测性能优于使用决策树作为弱分类器的AdaBoost算法。

随机森林算法随机构建多棵（例如，100棵）决策树，并对它们进行平均。每一棵决策树的构建过程如下：

1．通过有放回抽样随机地从训练数据集中抽取N个观测得到新的训练数据集。

2．在每次对非叶节点进行划分时，采取下列两种方法之一选取划分规则：

（1）从p个自变量中随机选取q＜p个变量作为候选划分变量，再从与这q个变量相关的候选划分规则中选择最优划分规则。Breiman（2001）指出，随机森林模型的预测性能对q的大小不太敏感，即使设置q＝1，模型的预测性能也比较好。

（2）从p个自变量中随机选取L个变量，再从区间［-1，1］的均匀分布中随机产生系数，将这L个自变量进行线性组合。产生q个这样的线性组合，并生成根据它们的值进行划分的候选划分规则，从中选择最优划分规则。Breiman（2001）使用了L＝3，并指出随机森林模型的预测性能对q的大小不太敏感。即使设置q＝2，模型的预测性能也比较好。

3．每棵树都生长到足够大而不需要进行修剪。

建立随机森林模型时，如果自变量存在缺失，可以使用一些简单的插补方法，如中位数插补或近邻法插补，模型的效果仍然会很好。随机森林模型的另一大优点是，无需使用修正数据就能得到模型对新的数据集的预测效果的无偏估计。这是因为在建立每棵决策树时，使用的训练数据都来自有放回抽样，有一部分观测不会被抽样到。因此，对于学习数据集中每一个观测，都有一部分决策树在建立过程中没有使用到它；使用这些决策树对该观测进行分类，再根据“一树一票”的投票原则预测该观测的最终分类。根据这种分类预测值计算出的误分类率在很多情形下都是无偏的。


案例二：交通流量预测
 ［摘自Leshem和Ritov（2007）］


交通管理和信息系统依赖于交叉路口设置的探测器，它们记录过往车辆的信息。耶路撒冷流量管理控制系统记录下来的信息见表10.3。

表10.3　案例二中的变量

[image: alt]


作者使用随机森林作为弱分类器，并用AdaBoost算法来提高其性能。这两种算法结合起来的一大优点是能够处理缺失数据，即使数据缺失比例比较高也能保持比较高的分类准确率。训练数据包括一周内上午7:00时各自变量的值以及同一周内上午7:30时因变量的值。测试数据使用紧接的一周内上午7:00时各自变量的值以及同一周内上午7:30时因变量的值。模型对测试数据的预测准确率不低于95％。

10.3　两阶段模型

设想一次直邮营销活动，我们希望预测潜在顾客是否响应，以及如果响应那么购买金额是多少。这里有两个相关联的因变量：

（1）二分因变量Y1
 ：如果潜在顾客响应，那么Y1
 ＝1，否则Y1
 ＝0。

（2）连续因变量Y2
 表示购买金额。如果Y1
 ＝0，那么Y2
 ＝0。

要建立Y1
 和Y2
 的预测模型，除了可以考虑有两个因变量的神经网络模型之外，还可以使用两阶段模型。

建立两阶段模型的步骤如下：

1．首先建立预测Y1
 的模型，令[image: alt]
 表示预测的响应概率，[image: alt]
 表示预测的响应指示值（[image: alt]
 ∈{0，1}）。

2．然后建立预测Y2
 的模型，在建模过程中，使用[image: alt]
 或[image: alt]
 作为自变量，并且可以使用如下方法之一排除某些训练数据：

（1）排除不响应的观测，只使用那些实际响应的观测。

（2）排除被第一阶段模型误分类的观测，只使用那些被第一阶段模型正确分类的观测。

令[image: alt]
 表示这一阶段模型的预测值。

在应用两阶段模型时，可以使用如下方法之一结合两个模型来得到Y2
 的最终预测值[image: alt]
 。

3．令[image: alt]
 ＝[image: alt]
 [image: alt]
 。因为不响应时购买金额为0，所以

[image: alt]
 [image: alt]
 ＋（1－[image: alt]
 ）×0＝[image: alt]
 [image: alt]


表示购买金额的期望值的预测值。

4．如果[image: alt]
 ＝0，则令[image: alt]
 ＝0，否则令[image: alt]
 ＝[image: alt]
 。这表示如果预测不响应，则预测购买金额为0，否则使用第二阶段模型预测购买金额。

SAS软件的企业数据挖掘模块（Enterprise Miner）中的Two Stage Model节点可用来建立两阶段模型。这里不赘述。

注释


〔1〕
 见http://www.salford-systems.com/treenet.php。
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B Al Sl ik R B 8
(archi) ( generalization ) ( nhidden ) (edecay )
153 GLM 0 0
154 MLP Larly Stopping 1 0
196 MLP Weight Decay 1 0.1
208 MLP Weight Decay 1 0.01
223 MLP Weight Decay 1 0.001
209 MLP Weight Decay 1 0.0001
143 MLP Early Stopping 2 0
192 MLP Weight Decay 2 0.1
177 MLP Weight Decay 2 0.01
178 MLP Weight Decay 2 0.001
162 MLP Weight Decay 2 0.0001
158 MLP Early Stopping 3 0
209 MLP Weight Decay 3 0.1
195 MLP Weight Decay 3 0.01
192 MLP Weight Decay 3 0.001

195 MLP Weight Decay

) o 4 0.0001

w
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exp(a + x}I‘B/)

i = =1, K-1;

= T -
1 + f‘Xp(O{i +x!. Bl) + oo F f‘Xp(OC/\,I +xll B’\*l ) ’

1
Wk = 7 - :
I + exp( oy +x.B) + -+ exp (o + X, Bxot)
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/x fERZEA NN EBAEE craindata HATHM,
FM L EF A traindata MLP1_ES.traindata MLP2 ES £%#EEH,
TN RSt B AL trainfit_MLP1_ES.trainfit_MLP2_ES Z#iEHE+,
nodmdb 5 H B H AR A2 DvpB R +/
score data =validdata nodmdb out =validdata_MLP&hidden._ ES
outfit =validfit MLP&hidden. ES role =VALID;
/% AERZHEA NG ESEE validdata #ATHM,
M & B A4 validdata MLPL_ES.validdata MLP2_ES £%#EEF,
B R it B A validfit_MLPL_ES.validfit_MLP2_ES & #iE &4,
nodmdb I, ¥ $ 4 #5 R A Z DMDB H K =/

run;

/% PEABAELE crainfic WR SHE A I A HETNLE RN GEIUE =/
data trainfit;
set trainfit_MLP&hidden._ES;
length archi $4.;
length generalization $20.;
format nhidden best32. ;
format cdecay best32.;
archi ="MLP";
/% IR G R, AL B A ML %/
generalization="Early Stopping";
/o TR T 7k, st A" Early Stopping" */
nhidden =&hidden. ;
/= RRBMAZTH A =/
cdecay =03
/o REMFERFHR AR 0 =/
if name_="OVERALL";

run;
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= I +exp(a +x,['B).
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/x WEWHE BN MM A 0.1, 0.01, 0.001, 0.0001,
BREHLERELREEE
% if &idecay =1 %then % let cdecay =0.1;

cdecay ¥ =/

Yelse %if &idecay =2 %then % let cdecay =0.01;
Y%else %if &idecay =3 %then % let cdecay =0.001;
Y%else %if &idecay =4 %then % let cdecay =0.0001;

proc neural data =traindata validdata =validdata dmdbcat =dmcdata
graph;

input varl var3 vard varé var7 var9 varl0 varl2 varl4d varl5s
varl7 varl9 var20 / level =nom;

input var2 var5 var8 varll varl3 varlé varl8 / level =int;

nom;

target var2l / level ;

decision decdata=decisionmatrix (type=1loss) decvars=To 1 To 2;
archi MLP hidden =&nhidden. ;

netoptions decay =&cdecay. ;

/o PHARCEHE BB E L E cdecay WIRE */
nloptions maxiter =300;

prelim5 maxiter =10

/% BAT5 RTINS, BRI 10 MER, FURL S BAMEE A Z BN FNEE =/

tra

code file ="&dir. \nncode_germancredit_MLP&hidden. WD&idecay.. sas"
P= A A A S BB AT TN 89 sas AT FHE dir i B R M
nncode_germancredit_MLP1_WDl. sas.nncode_germancredit_MLP1_WD2.
sas BEEFXMEH %/

score data =traindata nodmdb out = traindata_MLP&hidden. WD&idecay

trainfit_MLP&hidden. WD&idecay role = TRAIN;
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/ * model_cumcapresp % i #i%K R R0y LR E R £ 88580
o R LW FE R Z A AN AR £ WX AT A ER .
falsepositive % B2t A b B4 # (B 52 B M AL 4F 7 4 B )
AR ENFER) .
areaunderROC & #4425k rRoc 1A TR Ry (L M) T,
retain A EX AR BHWHMEH 0,4 data F G R EFRF
(WEABE—REE) X=ZMNEENWEMEA ERETHER +/

proportion=_n_/&;

/% proportion fyMi H E AL MM EN ST ELERMILE =/

if _n_< =&N2 then ideal_cumcapresprate=_n_/&N2;

else ideal_cumcapresprate=1;

/% BRWAT A CAENGE ST AL LG £ 0B L&,
ERBRBRERCAENFERG LR GEHZNTE LR M,
ZJE RRIERR B ELRK 100% */

model_cumcapresp =model_cumcapresp + (var2l =2);

/x WRENBEEFGER 2, EARNERERZRESN w1 =/

model_cumcapresprate =model_cumcapresp/&N2 ;

7w A LA B RS T BRI £ 0 EE H
ERRERZMBELRE O =/

baseline_cumcapresprate =proportion;

/x HBERFHRANAETERLENBER S HEL UL «/

Jwww HERELFMER Z WA B EBTN A G R £, T2 09 R E BT A A4
ERITHHRE 1 -FRE"MROC AT ERNER +xx/

sensitivity =model_cumcapresprate;

/* HREETHRANERBRAEE «/

falsepositive =falsepositive + (var2l=1);

/% WRYWREFLTERGE, HHEREEN ML »/

onenegspeci = falsepositive/&N1;

7w FpREETIAMEBE S G WA LB,
B 1 - H RS T ARG BB E S R +/

if (var2l =1) then areaunderROC =areaunderROC + sensitivity *1/&N1;

/% R LR E LR R AL - R M, RoC &k &AM A5,
ROC th 4 T R RO TR LA m B w4 SR BE (R ) e bL 1 - 5 5"
Kt ( =1/8&31) */

run;

proc gplot data =temp;
plot ideal_cumcapresprate #proportion model_cumcapresprate * proportion
baseline_cumcapresprate * proportion /overlay legend;
/% SRR AR IR R S R AR B A
E3 2 SR LIRS
overlay WU B R —KE +,legend A FEL B EHARY =/

run;

proc gplot data =temp;
plot sensitivity * onenegspeci:





OEBPS/Image00182.jpg
Z [ydog() + (1 =y:)log(1 — ) ]





OEBPS/Image00303.jpg
/% 48 trainfit B S M m EHL R A AL U AR £ TN S R GHES
alltrainfit HAEEF =/
proc append base =alltrainfit data=trainfit;

run;

FAEBEE validfic BRYMEAHBERERTMNLERGLIE +/

data validfit;

set validfit MLP&hidden._ ES;

length archi $4.;

length generalization $20.;

format nhidden best32. ;

format cdecay best32. ;

generalization="Early Stopping";

archi ="MLP";

nhidden =&hidden. ;
cdecay =0;
if name_="OVERALL";

run;

/% 48 validfit B S M im EHE K A AL 04 I 4E £ TN S RGHES
allvalidfit HiE&EHF =/
proc append base =allvalidfit data=validfit;

run;

/oxwx FAREAMMAT EALS ER BEA AR R R TR+ e/
% let idecay =1;
%do %until (&idecay >4);
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/% 2% ROC #1%& =/
run;

proc sql;
select (sum(model _cumcapresprate)/&N - 0.5)/( sum( ideal _cumcapres-
prate)/&I-0.5)
into :AR from temp;
/w ASERMERE EREEERARY +/
select areaunderROC into ;areaunderROC from temp where proportion=1;
/% FEHAE temp #, Y proportion =1 B, B AT UL # AL TE T b
areaunderROC K #iLFk #y & ROC B4 & THER,
$3X — 1412 F A £ % # areaunderROC # =/
quit:
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R S EYoA LNl EoA 1 Al
For i .. T D .
BEFAB BB A A HIE EUERIRR(%)
1 10000 6000 34020 10000 24020 240.2
2 20000 10000 53820 20000 33820 169. 1
3 30000 13000 67 590 30000 37590 125.3
4 40 000 15 800 77922 40000 37922 94. 81
5 50 000 17 000 81618 50000 31618 63.24
6 60 000 18 000 84038 60000 24038 40.06
7 70 000 18 800 85526 70000 15526 22.18
8 80 000 19400 86 360 80000 6360 7.95
9 90 000 19 800 86 856 90000 -3144 -3.49
10 100 000 20 000 86 940 100 000 — 13060 3.06
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% let dir =E:\DataMining;
/o EEE dir WRME R AT KSR RBAECAERY E R -/
libname mydata "&dir";

/% X SAS #H E mydata, X EEN dir I EWEF =/

/ wxx ¥ germancredit %M 70% 1 30% Bt 4 B HALD AN BB A EHARE wun/
data germancredit;

set mydata.germancredit;

indic=_n_;
/% B HHE R work. germancredit #iEE, F AL E indic WFRME =/

run;

proc sort data =germancredit;
by var2l;

run;

proc surveyselect noprint data =germancredit
method =srs rate =0.7 out =traindata;
strata var2l;
/% ZBEEE var2l WM (1 & 2)H#T 0 B, N germancredit FHAL
IR 70% AN F B A% traindata;
EH4EWHRE ticdata HELLHLE
FroAaE E A Y sort i */

var2l HEREIATH],

run;

proc sql;
create table validdata as
select * from germancredit
where indic not in (select indic from traindata);
/% J\ germancredit ¥ M WM & A traindata 8 A F AR £ valia-
data */
quit;

data traindata;
set traindata;

drop SelectionProb SamplingWeight indic;
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* BIHARKLEE To 1 F1To 2 AW MEBRENL T,
ENAMREEATMG LI N L Fr2 =/

data decisionmatrix;
var2l=1;/* %HEE var21l E H1ox/
To 1=0;/* #var2l HEE A 1 MHBPAEH To1 Fi#FRifk =/
To 2=1;/* #Hvar2l HEMEH 1 MHBHAEHR To 2 Fi#FRifk =/
output; /* ¥ % 474K BN BB R TAFEENEIE LS «/
var21=2; /% & EEE var2l LEMEH 2 »/
To_1=5;/% # var2l BN 2 T#FERAN To 1 Fraf Rihdik =/
To 2=0;/% #var2l EEME N 2 MRBREH To 2 FIFRHEMRE =/
output; /* WHE AL ENNERBE AT AKEROREEY «/

run;

fowww ERAERERL) AR A (%

HE) wwn/

proc neural data =traindata validdata=validdata
dmdbcat =dmcdata ranscale=.1 random=0;
/% WHEHE LN craindata, B EHAEE Y validdata,DMDB H F 4 dmedata;
BHBAIEE RSB 0 ARERZ K 0.1 th EA A MALEI
random # 4% & MALA F, random =0 FEHRIEHLE 0 5 75 A AL A F =/

input varl var3 vard varé var7 var9 varl0 varl2 varld varl5
varl7 varl9 var20 / level =nom;

/o t5HE AR varl £H4XER «/

input var2 var5b var8 varll varl3 varlé varl8 / level =int;

/x HEHETEvar2 EHEETE »/

target var2l / level =nom;
/x HUAEE var2l HEAXKE =/

decision decdata =decisionmatrix (type =loss) decvars=To_1 To 2;

/o 3B decisionmatrix, KA AMAEE, FEEFEETEY To 1 M To 2 =/

archi glim;

/o FEH R HRMA ) XA HEA R EREE =/
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(NG BAEEF T LEN T EM K (SelectionProb # SamplingWeight
TEHEHIE surveyselect A FA ) */

data validdata;
set validdata;
drop indic;
/e BHBEHFERT T LEN

run;

EM IR =/

/ * DMDB(Data Mining Database) & SAS # #] —F # KR,
fis 4 th A BRI AR A AR ey M
7E NEURAL 31 % 2 77 % % (£ #| DMDB 4% DMDB H % +/
proc dmdb data =traindata dmdbcat =dmcdata;
/ =+ Al DMDB E k4 # dmcdata */

class varl var3 vard varé var7 var9 varl0 varl2 varld varl5 varl7

varl9 var20 var2l;
/# 18 varl ¥R EHHE
var var2 var5 var8 varll varl3 varlé varl8;
/x 5 var2 LB AHEE

run;

 ox/

 ox/

proc dmdb data =validdata dmdbcat =dmcdata;
/# £ # DMDB B % 4 & dmcdata */

class varl var3 vard var6 var7 var9 varl0 varl2 varld varl5 varl7
varl9 var20 var2l;

/# {5 varl FRENDKEE =/

var var2 var5 var8 varll varl3 varlé varl8;

/% 15 var2 SEEHE

run;
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7w RFRE TR AL H 0 =/
cdecay =0;

/x REAMFERE R, s H 0 */

if _name_="OVERALL";

/% H W NEURAL 3 # Pt score 54 P2 £ W HIE £ trainfit_GLIM #
SRR AT A B R B B T ROR DR BT A B R B A TR
EAHZEANGFHRRA-ANELEE, BB E crainfic CLIM B A
EAWFATEE ERNAFERLY AT +/

run;

/x RO, P AHYEE allvalidfit WRUMBARUEAHHEHEHMA
MAEEBAEETME RMHEIE =/
data allvalidfit;

set validfit_GLIM;

length archi $4.;

length generalization $20.;
format nhidden best32. ;
format cdecay best32.;
archi ="GLIM";
generalization="";
nhidden =0;

cdecay =03

if name_="OVERALL";

run;

/arx EXERKMLPs , BIEM S ERWBHEA «/
Jomacro MLPs();

/x —BBEE,RALE3AREET +/

% let nhidden=1;

% do %until (&hidden. >3);
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/aws FHRPRFE w22/
proc sgl noprint;
select count( *) into ;N1 from validdata_MLP2_ES
where var2l =1;
/% FRE N R ESEEF varal A L(ERERT) MR EH «/
select count( *) into :N2 from validdata_MLP2_ES
where var2l =2;
/% BREN2 BRBEREEY var2l HH 2( SEREAZ) T EH «/
select count( #) into :N12 from validdata_MLP2_ES
where var2l =1 and P_VAR212 >1/6;
/% BERBENL2 ERMBEREEY var2l HH 1 (EFRERE) M A
ERE(FNGER 2% p_vaR212 WA AT 1/6) A S +/
select count( *) into :N21 from validdata_MLP2_ES
where var2l =2 and P_VAR212 < =1/6;
/% FEEN2 BRBERGEEF var2l 4 2 (EREH £) W HM A
BRAF (TG R £68 % p_var212 WHENFRETF 1/6) W EH =/
select count( #) into ;N from validdata MLP2_ES;
/% FRENERBEREEFHIELALK =/
quit;

% let misratelto2 =% syseval £( &N12/&N1);
/% sysevalf & SAS B EER, THSAETRBNEARLAR LR AT EH;
misratelto2 %F5:Pnfs Ao A FHOR AN G R 2yl «/
% let misrate2tol =% syseval £( &N21/&N2);
/% FBRGE 2 tBUR B BOR A A R =/
% let misrate =% sysevalf((&12 +&\21)/&N);
/% BRBRAEE =/
%put &misratelto2 &misrate2tol &misrate;
/x fE A PR ERR S RENE =/
/w2 R R B 5 Ae ROC o 4, FFHSERE thF
foROC A THER *%x/

proc sort data=validdata_MLP2_ES;

by descending P_VAR212;

/% BB BAE TN G R £ 8B E p_var212 AAEADHIFHT] =/

run;

data temp;
set validdata_MLP2_ES;
retain model_cumcapresp falsepositive areaunderROC 0
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nloptions maxiter=300;

/x BARBEIARE N 300 =/

train;

o3

/o YWHERE «/

code file ="&dir. \nncode_germancredit_glim. sas";
PR E R A RHE AR R AT TN 89 sas B P, FMAE dir R BERX T8

nncode_germancredit_glim. sas fF X ¥ =/

score data =traindata nodmdb out =traindata GLIM outfit =trainfit GLIM
role =TRAIN;
/% ERZEA R LB L traindata #HTHA,
%4 B F M traindata GLIM HAE £ N
i+ BH A trainfit GLIMBEEF,
nodmdb #F ¥ H P #5 R FE DMDB R =/
score data =validdata nodmdb out =validdata_GLIM outfit =validfit_GLIM

role =VALID;
/% ER MRS EHAE K validdata FHATHIM,
P4 B A7 validdata_crIiM HEE T,
TG RGBT validfic_GLIM HATEd,
nodmdb # A KR EZ DMDB # R +/

run;

/% PABEEalltrainfic BRYUWEAEUEEHHEFEHEA
M GBAE R TN RS E
data alltrainfit;
set trainfit_GLIM;
length archi $4.;

5/

length generalization $20.;

format nhidden best32. ;

format cdecay best32.;

archi ="GLIM";

/% AR A A AL BB R GLIM" =/

generalization="";

/x RB R S TS MM, AL B «/
nhidden =0;
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/% bestiter ZREILR T X515 E B S

quit;

data bestweights;
set weights_MLP&hidden._ ES;
if _TYPE_ ="PARMS" and _iter_=&bestiter;
/% bestweights HIEEILKT bestiter £X 1
drop _TECH_ _TYPE_ _NAME_ _DECAY_ _SEED_ _NOBJ_ _OBJ_ _OBJERR_
_AVERR_ _VNOBJ_ _VOBJ_ _VOBJERR_ _VAVERR_ _P_NUM_ _ITER_;
/w EALE fr s/

S TEFR A B S %/

B
proc neural data =traindata validdata =validdata dmdbcat =dmcdata graph;
input varl var3 vard varé var7 var9 varl0 varl2 varld varl5s
varl7 varl9 var20 / level =nom;
input var2 var5 var8 varll varl3 varl6 varl8 / level =int;
target var2l / level =nom; * ordinal target variable;
decision decdata =decisionmatrix (type =loss) decvars =To_1 To_2;
archi MLP hidden =& hidden. ;

initial inest =bestweights;
/% B bestweights EFHERME

train tech =none;
/ # tech HIEHE A )
B A% 1E (B bestweights

o=/

one 3 i FHATII 4,
WEBE)ENRASHER T TENE

code file="&dir. \nncode_germancredit_MLP&hidden._ES. sas";

/o PR AR BT tsas BF, FMAE dir HEERXTH
nncode_germancredit MLP1_ES. sas.nncode_germancredit MLP1_ES. sas
ERF X +/

score data =traindata nodmdb out = traindata_MLP&hidden. ES

rainfit MLP&hidden. ES role =TRAIN;

outfit
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proc neural data =traindata validdata =validdata dmdbcat =dmcdata graph;

input varl var3 vard varé var7 var9 varl0 varl2 varld varls
varl7 varl9 var20 / level =nom;
input var2 var5 var8 varll varl3 varlé varl8 / level =int;

target var2l / level =nom;
decision decdata =decisionmatrix (type =1loss) decvars=To_l To_2;

archi MLP hidden =&nhidden. ;
/o de BB A S R E,

LA TLH N nhidden BRBHIAME =/

nloptions maxiter =300;
train estiter =1 outest =weights_MLP&hidden._ES
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/= Y E 2
estiter ®AM ML K 0,k W RIL R F —KETMER,
Hesk AT 0, KA EILR THEABTNER;
FERIEF I S BT KA weight s_MLP1_ES weights _MLP2_ES %43 £,
FFRAEF R S5 B A 5 Ao 16 TE B30 5 09 TN MR T AL assessment_MLP1_ES,
assessment MLP2_ES % ¥ AEEF =/

run;

proc sort data —assessment_MLP&hidden. ES;
by _VALOSS_;
/e A AU S 0 AR KRN B A X AR R B

run;

data bestiter;
set assessment_MLP&hidden. ES;
if n =1;
/ % bestiter MAFEITK T xRS EBATETF MK R/ DY BEIH TR »/

run;

proc sqgl;

select _ITER_ into :bestiter from bestiter;





OEBPS/Image00420.jpg
o B C(211) -c11) _
P22 c(112y+C(211) =C(111) =C(212) ~

1/6,





OEBPS/Image00413.jpg





OEBPS/Image00414.jpg
Ng A
Y, - Y|

1
Z{ K -1






OEBPS/Image00293.jpg
p3ned & X

Varl RS [ REINIA

Var2 JFr H %

Va3 (LY

Vard HHDERR H

Var§ fr I

Va6 bR SRY NV

Var7 AR AR

Varg SV n] S A Y He 1)
Va9 PEI B S IR

Varl 0 HAbAE 55 /AR





OEBPS/Image00292.jpg
AEEA &

JIAL LY A AL R

ik 2.5 I R H Y 151

JIT A A 5 R M T Y L £

JIF AL A S 75 5 A K Wl (0—1 7B 4k )
S SR

TR RE AT 155 ) 5

1940 4F Fip i (4 [ B3 i e 1)

S 9 T A TR P R I SOT- 35 8

FIEAIT N B 45 B

(ERWIB STHINT y T

JIRAR LR 27 R I L 1)

1000( Bk -0.63)%, rl Bk J T ALY A LA






OEBPS/Image00412.jpg
Neg
1 2
N/,-:E C(di1Y;)





OEBPS/Image00390.jpg
f rys (¢)dg -

(9.1)
AR =

N = [ =

— S

raw (q)dg -
o





OEBPS/Image00391.jpg
1

J rion () dg
h





OEBPS/Image00384.jpg
2R

ESA

2 :
PR meog wmA% weck mgonck
1 10000 6000 60% 30%

2 20000 10000 50% 509%

3 30000 13000 43.3% 65%

4 40000 15800 39.5% 79%

5 50000 17000 34% 85%

6 60000 18000 30% 909%

7 70 000 18 800 26.9% 94%

8 80000 19400 24.3% 97%

9 90 000 19800 99%

10 100 000 20000 100%






OEBPS/Image00385.jpg
AR

Pi
0





OEBPS/Image00382.jpg
] Joy. ‘5 g“g” -
Ml 1 3 w8 Ak





OEBPS/Image00383.jpg
[RREES LU IN S LEITIN ¢ 1 i BETHI

1 10000 6000 60% 30% 3

2 10000 4000 40% 209% 2

3 10000 3000 30% 15% L5
4 10000 2800 28% 14% 1.4
5 10000 1200 12% 6% 0.6
6 10000 1000 10% 5% 0.5
7 10000 800 8% 4% 0.4
8 10000 600 6% 3% 0.3
9 10000 400 4% 2% 0.2
10 10 000 200 2% 1% 0.1





OEBPS/Image00388.jpg
ELEALLVASS

—-——=
ideal \

model \
\

\
baseline
X






OEBPS/Image00389.jpg
ELENLIVASS






OEBPS/Image00386.jpg
W oz 35






OEBPS/Image00387.jpg
LLpvas

e
ideal \
\

baseline

BEZ He sl





OEBPS/Image00401.jpg
Foridh BORANE mn AR A A Al B (% )
1 10000 6000 34020 10000 24020 240.2
2 10000 4000 19 800 10000 9800 98
3 10000 3000 13770 10000 3770 37.7
4 10000 2800 10332 10000 332 3.32
5 10000 1200 3696 10000 -6304 -63.04
6 10000 1000 2420 10000 —-7580 -75.8
7 10000 800 1488 10000 -8512 -85.12
8 10000 600 834 10000 -9166 -91.66
9 10000 400 496 10000 -9504 -95.04
10 10 000 200 84 10 000 -9016 -90. 16





OEBPS/Image00395.jpg
> r(i/Ny)

1





OEBPS/Image00396.jpg
SKbRmpLE

SKFRARI R

|

it
L)VEy
o

fou

w0 e 2

Py





OEBPS/Image00393.jpg
1

Lr(q)dq





OEBPS/Image00394.jpg





OEBPS/Image00399.jpg
0 02 0.4

0.8 1.0





OEBPS/Image00400.jpg
o+ (1 - Fpses






OEBPS/Image00397.jpg
KFRmPA

K BRI RL

1 C*
LIV

i

ol

p
Pi





OEBPS/Image00398.jpg
e

]

T i

0 Pin





OEBPS/Image00392.jpg
I

.
Lr;m (q)dg = 5





OEBPS/Image00166.jpg





OEBPS/Image00165.jpg
fi(x) = ]jf}(xr),





OEBPS/Image00168.jpg
(%)





OEBPS/Image00167.jpg





OEBPS/Image00170.jpg





OEBPS/Image00169.jpg
#[LL e C/ Xip =

17\“‘7/ + Vllo

'Y,-J + ng





OEBPS/Image00171.jpg
19





OEBPS/Image00162.jpg
S}..N,m =

Z N-K






OEBPS/Image00164.jpg
SALIVERES

FT A 3

59 0 0
0 71 0
0 0 48





OEBPS/Image00163.jpg
proc discrim data =wine;
/% 3t wine B3 B IATH I AT, B HIEAT & M HUH 2T
FEHAT Z KA H] 0 F A £ pool =no" #/
class varl;
/#46H varl HEEE «/

run:





OEBPS/Image00177.jpg
T(y)A() = B(w)

f()l Mv(b) = h()",d))t‘xp Qb





OEBPS/Image00176.jpg
n=a+x P (6.2)





OEBPS/Image00081.jpg





OEBPS/Image00179.jpg
D(y;pw.d) =2[1(w.dly) =I(w,dl y)].





OEBPS/Image00178.jpg





OEBPS/Image00079.jpg
E I |
Y =Nee +\ee, +- +\ee€





OEBPS/Image00181.jpg





OEBPS/Image00080.jpg





OEBPS/Image00180.jpg





OEBPS/Image00077.jpg
S = LL + V. (4.1)





OEBPS/Image00078.jpg
L.L. = (LT)(LT) =LTT'L"' =LL'





OEBPS/Image00173.jpg
p3ied B A
normalized _losses ISP AR T RS0 65—256
num_of_doors I %CH 2,4
wheel_base Gl CONFTEE rhoL S B A e Z AR 9E)) 86.6—120.9
length R () 141.1—208. 1
width 60.3—72.3
height 47.8—59.8
curh_weight 1488—4 066
num_of_cylinders 2,3,4,5,6.8,12
engine_size 61—326
bore E A5Gz Zy i [l 2.54—3.94
stroke EYEVLAA DY 32 S ke A 2.07—4.17
compression_ratio It 7—23
horsepower 1) 48—288
peak _rpm S B 4150—6 600
city_mpg B I e LR 13—49
highway_mpg 16—54






OEBPS/Image00172.jpg





OEBPS/Image00175.jpg
Al
> (- a-xB), (6.1)





OEBPS/Image00174.jpg
(R eEs

T

132.32
1335.91
1688.95
1844.21

2730.22
2330.41
2730.67
2842.59





OEBPS/Image00075.jpg
Var(X,) =1, +1, +- +1, +¥,





OEBPS/Image00076.jpg





OEBPS/Image00151.jpg
- 4
=)
?(llx,'—x/ll i: 3

]

A 1 NI TT R SSW . = Z lox —x 117,

ieCp

— 2
Z x —xu 117,
tely

[SSW, — (SSW, + SSW,) 1/p

A 1 N5 R SSW,

3‘&%” M lj\] D"J‘T'Zﬁﬂ] SS‘XTW =

~

Pseudo ¢ =

(SSW, + SSW, ) /[ (N, + Nv = 2)p]
SSWy — (SSW, + SSW.)
(SSW, + SSW,)/(N, + N, =2)°






OEBPS/Image00073.jpg





OEBPS/Image00074.jpg
lwFy + 1 F> + -+
LW Fy +nF, + -

]/llFl + ]/,ze + e

+ ZI'IF'/ + &1,

+ ZZ'IF'I + &5,

+ ]/"/Fr/ e e





OEBPS/Image00072.jpg
Print

—4
Print

-2

t
-1






OEBPS/Image00144.jpg





OEBPS/Image00265.jpg
a4 h) = f(x) +f )b+ f (k.





OEBPS/Image00143.jpg
Pontiac Phoenix
Buick Skylark
Datsun 510

AMC Spirit

Ford Mustang 4
Toyota Corona
Fiat Strada

Dodge Colt
Honda Accord LX
Plymouth Eo:No:

Chevette

Datsun 810

Audi 5000

Ford Mustang Ghia
Mercury Zephyr

Dodge Aspen

Buick Century Special
AMC Concord D/L
Chevy Malibu Wagon
Ford LTD

Dodge St Regis

Chevy Caprice Classic
Chrysler LeBaron Wagon
Mercury Grand Marquis
Ford Country Squire Wagon
Buick Estate Wagon





OEBPS/Image00264.jpg
(m+1) (m) (m) (m)

0 =0 -p Y





OEBPS/Image00070.jpg
Ry 1 EHY 2
TKM 0.078 0.018
etk 0.217 -0.228
RPN 0.154 -0.093
iy 0.127 0.334
eRi] 0.224 -0.185
B 0.215 -0.094
EEL VNI 0.223 0.236

0.285 -0.003

0.119 0.371

0.264 -0.133

0.214 -0.257
LR 0.180 0.320
PRI 0.200 0.286
IR i 11 0.183 0.332
BRI 0.308 -0.118
A 0.297 -0.141
i 3 el 0.266 0.001
U 0.277 -0.205
SN ] 0.190 0.351
)i 0.277 -0.116






OEBPS/Image00146.jpg
Dy = min mind(x;,Xx;).
ieC; jeCp &





OEBPS/Image00267.jpg





OEBPS/Image00071.jpg
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quit:
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proc cluster data =stdcars method =average pseudo outtree =tree;
/% RAEHAE & stdcars TR ARE:
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distance /%4 B IE B I, B LM A cluster R MHAHIEE,
method =average # & {f fi F 3 # %
pseudo HE i h F &I EMGY it
outtree =tree #E# REM HM 1 LMAE tree HIELF »/
id car;
/ # 8 % stdcars H" car" IR ERE T LA AM 1Y 1D =/
var mpg weight drive_ratio horsepower displacement;
/= R84 % stdcars F(FREMLE W) EARFEHTEARE =/
copy country;
/ # # country X — & f M stdcars #4F % B I H cree HAF LA +/

run;

proc gplot;
symboll v =star color =black;
/EEXMEELHEG HEARE -/
symbol2 v =triangle color =black;
I EXMET2 M FEARE S/
plot psf_#_ncl_=1 _pst2_%_ncl_=2 /overlay legend;
/= @iy PR (LosE_) AR B (ncl ) iR E,
HEARMG LR
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overlay R EAR —KE+;
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run;

quit:
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data Cempd;
set toyassoc;
purchase=1;
/ #work. temp3 ## £ Ik toyassoc H#EE S T — AN i & # purchase,
HAE A 1, VLY S 89 product (75 ) & LIRWIGFE T =/

run;

proc sort data=temp3;
by customer product;

run;

proc sort data=temp2;
by customer product;

run;

/ %% % % % work. negative %, £ product & & &£ T B A% A W FE 6y FE R
(ChREFH ~" W RIR) 5%/
data negative;
merge temp3 temp2;
by customer product;
/ % 3% customer (%) # product (7 & ) 89 F 4 work. temp3 # work. temp2
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if purchase=.;
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run;

/o SRR B — MRS U numcorrect # DUAAT T AT R R R Y
HAEE allnumcorrect ## %/

%if &i. =1 %then %do;

data allnumcorrect;

set numcorrect;

run;
% end ;
/s FH U numcorrect HAFEEM % allnumcorrect HFEEZF = %%/
Y% else % do;

proc append base =allnumcorrect data =numcorrect;

run;

% end ;

Jolet i =%eval(&i+1);
% end;

Jomend;

/%% % i F NumPicked %3t E &k R MR EAE EWTNEE %%/
% NumPicked() ;

data ticdatatestl;
set ticdatatestl;
predict =sum(of predict_l-predict_100)/100;
/% predict B ETFKARAF Y TIBE N FHE +/

run;

proc sort data=ticdatatestl;

by descending predict;
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drop purchase product;
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rename nproduct =product;

/ % 8 nproduct (B 44 ¢ ~ ' iy #130) & # & 4 ¥ product =/

run;

data mydata;

attrib product length= $5;

informat product $5.;

format product $5.;
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work. negative # % £ M — & ¥ product & & HyK ff — B (work. negative
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run;
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proc append base =mydata data =negative;

run:
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% ScoreTestData() ;
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Plet 1=1;
% do %euntil (&1 >100);

proc sort data=ticdatatestl;
by descending predict_&i. ;
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run;

data ticdatatest2;
set ticdatatestl;
if n_<=800;
/# ticdatatest2 P 4F T MR & AN A 800 MM =/

run;

3

proc freg data=ticdatatest2 noprint;
table var86 / out =numcorrect;
/% %% ticdatatest2 HMAEEF varse (B LIFETHAH ERRE) WA,
IR K HF N numcorrect HAEEF =/

run;

data numcorrect;
retain iter count;
set numcorrect;
keep iter count;
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iter=&i.;





OEBPS/Image00048.jpg
product

%t
*o
R





OEBPS/Image00124.jpg





OEBPS/Image00245.jpg
n =a+hB, (7.1)





OEBPS/Image00366.jpg
0 94.1% 94.0%
I 59% 6.0%

0 97.2% 97.3%
1 28% 2.7%

0 89.4% 83.3%
1 10.6% 10.7%

0 97.3% 97.3%
1 27% 2.7%
T

0 71.4% 100.0% 0 91.5% 91.8%
128.8% 0.0% 1 85% 82%
T T

0 78.6% 79.3%
1 21.4% 20.7%
T






OEBPS/Image00049.jpg
customer product nproduct

% % ~ kI
o £ ~ 0
Ay e ~ ML
= %
= '

W






OEBPS/Image00123.jpg





OEBPS/Image00244.jpg
w=exp(a + Bih + Zh)

= exp%oc + Blalexp[ — Tl(<xl - '14711): + (-’Cz —14711):)J

+ B_v(L:t‘Xp[ - T'_?( (x1 - 14?13)2 + (.’X‘: - “,-22)3)] :





OEBPS/Image00365.jpg
/% ¥ ticdatatestl HHE & P b W0 4% F 2 TR AL R A BN B9 R FHER] </

run;

data ticdatatest2;
set ticdatatestl;
if _n_< =800;
/% ticdatatest2 #4# FHTABE R AL 800 MRA =/

run;

proc freq data=ticdatatest2 noprint;
table var86 / out =numcorrect;
/% B& ticdatatest2 HIEHEF varse (B E£FF
W R KB\ numcorrect KAEEF =/

RTHA G FRIE) 24,

run;

data numcorrect;
retain iter count;

set numcorrect;

keep iter count;
if var8e =1;
iter=.;
/* ¥ numcorrect HFEE, FH T T AWM,

B R A AR AR At 55 R, BT UL S AT IR IR M A K (dter) f8R %

count B3k T Pk oY 5L R A B ARG (B var8e WYEUME A 1) By & 2 8 «/

run;

proc append base =allnumcorrect data =numcorrect;
/% ¥ numcorrect %I EM WL allnumcorrect HEE =/

run:
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proc sgl;
create table templ as select distinct product from toyassoc;
/ #work. templ ¥4 4 toyassoc B EF HIM AT E LM R854 HK +/
create table temp2 as select distinct a.customer as customer,

‘

b. product, ‘ ~’|lb. product as nproduct

from toyassoc as a, templ as b;
/% 3T toyassoc HHEFHANENFELWFEEH L ELN =R
work. temp2 ¥ & A b H —THA,
A" customer" & B &K B A M 4 A,
"product" & & & Ri%F 504 AR,
"nproduct" K B A MZE M~ KRS B R/

quit:
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T
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Relations Lift Support(% )  Confidence(% )  Transaction Count Rule

2 1:25 36.56 61.00 366.00 heineken=cracker
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/* AZENvarl £ varss , MELELETE =/

target var86 /level =binary;
/% BEEH var8e , B—N_HEE «/

run;

%let i=%eval(&i +1);
% end;

Yomend ;

/wewkw B Tree %l B LA FH *wn/
% Trees();

data ticdatatestl;
set mydata. ticdatatest;
/= IR BAEEHFAN ticdatatestl */

run;

/wxs X EBER ScoreTestData, &k MR KA EHATHM =%/

Y%macro ScoreTestDatal();

Yolet 1=1;
% do %euntil (&1 >100);

Qo pUt sk ko sk ok ok ok ok ok ok &d g
/% AEFRRR BATE LA AEIR M R

data ticdatatestl;
set ticdatatestl;

% include "&dir. \treecode_tic_&i..sas";

Jx FHE L ARERBAWFNAEFA ticdatatestl P o KEHATHAM =/
rename P_VAR861 =predict_&i. ;
/o BT SR IA RIS E X 4 ) predict_1.predict 2 & */

run;

Jolet i =%eval(&i +1);

% end;

Y% mend;
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U] kMR JARE
Buick Estate Wagon 1 1
Chevy Caprice Classic 1 1
Chrysler LeBaron Wagon 1 1
Dodge St Regis 1 1
Ford Country Squire Wagon 1 1
Ford LTD 1 1
Mercury Grand Marquis 1 1
Peugeot 694 SL 2 2
Audi 5000 2 2
BMW 3201 2 2
Datsun 810 2 2
Saab 99 GLE 2 2
Volvo 240 G 2 2
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proc standard data =cars out =stdcars mean=0 std=1;

var mpg weight drive_ratio horsepower displacement;

/% A EANEERATAREA, EENHEA 0 AR BmES 1;

run;

AR & stdcars FAHARELEHE & «/

proc fastclus data =stdcars summary maxc =5 maxiter =99

outseed =clusterseed out =clusterresult cluster =cluster least =2;

/ * RAFHIE E stdcars #HAT k HME X,

summary F FA R ELRAATHREENRME;

maxc =5 KRS K5 X,

maxiter =99 FFHERSWHH 99 K;

outseed =clusterseed & 7 % X 5| 4 S F i§ % clusterseed HH & +;

out =clusterresult T4 WM fi &t £ 5] 4% clusterresult HiE &+,

cluster =cluster 1§ &M th ##F & clusterseed f# clusterresult F
EREF T ESL H cluster;

least =2 4§ Minowski 36 BB m 89 4 2, FMASRE A 2 %/

id car;
/ # F6 W 4 & stdcars F" car" XL ER KA AN Gy 1D/
var mpg weight drive_ratio horsepower displacement;

/= H hfEH $HE % stdcars F (ARG M) AR ERAT K HHRE =/

run:
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proc ttest data =mydata.Credit;
class buyer_p_;
var age_inferr;

run;

proc freq data=mydata.Credit;

tables buyer_p_* sex / chisqg;

run:
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/ s R BT AT o] B 8BS U\ work. creditl R wx/
data creditl;

set mydata. CreditNew;

where BUYER_P_=1;

run;

/ s % Y4 P A A2 B B BCIE BN work. credit0 BAEE P xx/
data credit0;

set mydata. CreditNew;

where BUYER_P_=0;

run;

/%% Rl HEE R T nl 8o B B LI
proc sql noprint;
select count( *) into :nl from creditl;
quit;
/% A 2R B n0 32 5k Ak R B A B LI B, € Y (R R R A B nl BTG ek
%let n0 =%eval(2 *&l);

/ % % JNAE o) B B B P B AL I n0 AL, 7 RN work. credit0 HAFE P #x/
proc surveyselect data=credit0 method =srs
/ % "method = srs" WA A %2 B LML (simple random sampling) #/
n =&n0 out =credit0;

run;

/ s s Y4 o) B Fo 4B o) B B B0 # N mydata. CreditNewl #(4E & f #x/
data mydata. CreditNewl;
set creditl credit0;

run;
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proc freq data =mydata. Credit;
table sex;

run:
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/ x ] mds TALIEAT Z 4 PR BT, BN BT 5% 09 W W O S A R
il EHE £ ouc CP,
F—TRRTRABHNEGXEN 8.7% , RAMASHRELTI),
HUATRRT B 5 BB IR B E (R E ) 2 %) 3Rty AT =/

run;

%plotit(data=out, datatype=mds, labelvar =_name_);
/% {5 sAs ARG E XM plotic £ @ AMARG 4R B E W A & A E ;
data =out 1 i & F #9 B & W H mds A2l B E out,
datatype =mds 1 # 845 & out 8y £ H b F 4 AR AT ey IR &,
labelvar =_name_#& H 7 [ # 4 % F| _name_#y {8 ( B & M HHAE 8 4 F1)
AR =/
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P%let i=%eval(&i+1);
% end;
ods pdf close;
/% KV pdf # A5 =/
ods listing exclude none;
/MM HERS S listing */
%mend;
/ % 85K £ histogram i & X =/
/ %5 i | £ @B histogram & mydata.Credit FHABMEEFHH FE ==/

%histogram(data =mydata.Credit,pdfout ="E:\DataMining\histogram. pdf");
/ w Byl pdf X ¥ E.\DataMining H 3§ F# histogram. pdf =/
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s 95% i X [1]
- [ ERANIEN b 22 TR 1R R geithik p AL

Intercept1 19. 9695 0. 8487 18.3062  21.6329 553.67. <0.0001
Intercept2 23.3879 0.9535 21.5190  25.2568 601. 60 <0.0001

Intercept3 24.7647 0.9926 22.8192  26.7101 622.47 <0.0001
buying —-1.2084 0.0768 -1.3589  -1.0579 247.67 <0.0001
maint -1.0190 0.0727 -1.1615 -0.8765 196. 56 <0.0001
doors -0.2756 0.0629 -0.3989  -0.1524 19.21 <0.0001
persons -2.1570 0. 1158 -2.3840 -1.9300 346.89 <0.0001
lug_boot -0.9166 0.0911 -1.0951 -0.7380 101.23 <0.0001

—2.7429

25 —-2.4832 428.72 <0.0001
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data mydata.CreditNew;
/ % K EHE & mydata. CreditNew, 75 5 b 347 848 0 5 % = /
set mydata. Credit;
drop criteria own_home;

run;
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proc genmod data =carevaluation;
/% /il carevaluation H#E AL XA BEA «/
model classy = buying maint doors persons lug_boot safety
/ dist =multinomial link =cumlogit;
/= 4EWELEH classy, 8 X ¥ buying.maint doors persons,
lug_boot .safety;
dist 8 link 8YHBLX B FHP =, B B & 8 LEFEROWHY «/

run:
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data &out;
set al;
/ # ¥ work. al # L4 LR A £ (R B iR 40T 8 i i 8008 & Sout +/
run;
% end;
/%" %end" 5HW"%if & =1 % then %do" # #y" % do" B AT, £ Kix — Btk 1k =/

Y% else %do;
/%" %else %do" & SAS F M EEH, 5" %if (4#1) %then %do"EHES
VYRR H I, BT T A/
proc append base =&out data=alj;
/ % ¥ work. al Hy#HE 7 e iy B 4E B Qout BYIMATHAE XSG +/
run;
% end;
/% "%end" G " %else %do" F " % do" AT, 4 Kk — Bkl +/

P%let i=%eval(&i+1);

/e AEBREARERS AL L AR L, UERT MR EHATHR,
AR RERE EH G ALEEINA L A, AL HTIHE,
Fiohtn R i Frik 092 1 AR "%let i=&d +1"EA R &L 1 WHE
RREFEL+1" AL ER2; EUFEEN sas EHF MW EEH eval
RIATIH =/

% end ;

/% HHEM" %do %until" x5, & K EAMET =/
% mend ;
/ % %K £ B4 nvardescrip & X */

/ s % i | £ % nvardescrip 4 mydata. Credit P &AL FHHA LT #=/

%nvardescrip(data =mydata. Credit,out =mydata.Credit_nvars_description);

FRATTATT LA %25 B A i imi 7 B ORI 7 U 5 pd e SCPFrh
fun KX ESHAERFEFEYEBH, BHNEFAFALE 2.4 %/

%macro histogram(data = ,pdfout ="histogram. pdf");
/% X EHH histogram, 54 data #% H FTEE 7 EmA\BIELE,
% # pdfout 3% fir i 8 pdf X494 #R, $ 4 X4 # histogram. pdf, #/

proc contents data =&data out =al noprint;

run;
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proc sql;
select NAME into ;nvars separated by ‘ ’ from a0
where TYPE=1;

quit;

ods listing exclude all;
/ # ods(Output Delivery System) & SAS #y# i f5# A4,
listing Z# 4 MM H % 7, "exclude all" KA A H# K 5 H listing */
ods pdf file =&pdfout;
/= Fediy 5 8 B pdf X #, XHF4 i B & & pdfout #§5E */
%let i=1;

%do % until (% scan(&vars,&i,‘ ') =);
% let varname =% scan(&vars,&i,* );

titlel &varname;
/% R A B oy A AR AR A B T B AR/
proc univariate data =&data noprint;
var &varname;
histogram &arname/cbarline =grey cfill =1ligr;
/#histogram &A% A E YT KELEEE ¥ A,
"cbarline =grey" & H 7 % &4 fl & €4 ¥4 %,
"cfill =ligr"#EAT EHFAEMAKEHIE, =/
inset n nmiss mean std min Q1 median Q3 max/
header = ‘Descriptive Statistics’ pos=ne noframe;
/= A A FJ7 (B pos X # %16 # ne, X% northeast B K F)
NG E*, %k H"Descriptive Statistics" , & HWME(n) .,
Bk AWM (nmiss) 2 (mean) Sk % (std) J/ME(min)
THEAEH(QL) P (median) , £ AL (03 ) (& A TH (max)
%44 noframe ALK ZHAME =/

run:
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/x% EX N HABAREWRGITENE@ K x %/

%macro nvardescrip(data =,out =);

/ % "%macro" f& SAS F I EiEH , HA THEE X —NEBH,
%@ 4 A nvardescrip, B # data #E H FH®R ML,
HH out HERMA TR E RO HKIEE =/

/s x FEMNSAE & data (Bl B B4 data W91 ) dh AR R = =/

proc contents data =&Jata out =al noprint;

run;
7w x A ERERTRMANGER T FARME RN L/
proc sqgl;

select NAME into :nvars separated by ¢ ' from a0

where TYPE=1;
/*nvars ROANERBNAR, EWREL - FHE M ARHEER
(work. a0 ¥ TYPE BUH # 1) 894 #(work. a0 # # NAME) ML 2 A% 4 B 2 T K = /

quitg

%let i=1;
/%" % let" & SAS Y E A, WAL KX R L E 1 FFMT LB 1 =/
%do %until (% scan(&vars,&i,* ') =);

/%" %do Y%until (FM)" & SAS MY EEA, RAFHEATEF LR G @K AT,

"scan" & SAS Bty E@#,sas FRA EEHNFEMLE %,
GEBBME N SREEFEANNFES S B SR
AN e RBE LR, A SR ERERNFFEF
Bz R,

B EZ, ZAEANEEREFRNT TENEE, HE %L E nvars i fh
WFEFEPUSHIRNE 1 R(EREE 1 MEATENAHK) IS,
FERE I WEABABAREREHRN 1, B FEAR 2 RN LEE
WENEETBERITTENEE =/
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proc transpose data =prand out =tmpbrand;
/= brand &EMATRE 152 A, 7R K 20 A& ARE;
£ transpose WA £HATHE 4y it #9F & copbrand MATR% 20 AN & BAHE,
Fl % 152 MA LB &7 4 # coll .col2.... .coll52;
M4, empbrand #F E 4 4 K AN E A S,
"_name_" % 7 i brand ¥4 & & 4 7 ( 5 BRAL) #h 4 K,
"_label "# 7R brand # 4 % 4 & 7 (5 ML) ARE =/

run;

proc distance data = tmpbrand out =distbrand method =cityblock;
/% fldistance Wit H £ & tmpbrand F 44T
(B brand #4E % 7 4 5 AHHAE) 2 B 6956 9

M BIEE distbrand BR TiHH By IE B LM,

T SEEE B 7 3k " cityblock" , B AT 2 18] Y JE 85 0 & 5 49 £ R A 2 A,
3B B AR AE 2 8] B9 5B B 152 AN AL B AMRAE I 9 89 2 oy
LA/

var ordinal(coll-coll52);

/= 45T W5 A £ F R E coll E colls2 =/

id _name_;

/% 46 H 44 & topbrand " _name_" 7| (B & MM 4 FR) KK T 4478 ID*/

run;

proc mds data =distbrand out =out;

id _name_:
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9% let varname =% scan(&vars,&i,” ' );
/ % & X EX R varname 5 £ % & nvars Fifi v A8 R UKo RS 1 &,
L MR ER B AR =/

proc univariate data =&data noprint;

var &varname;
/= £ UNIVARIATE 3 #3f f \ 4048 & &data 89 %0401 % B (34 A fe T
E& & varname) #4743 noprint TR AR L R A FHE AT =/
output out =al nmiss =nmiss mean =mean std=std min=min Q1 =Q1
median =median Q3 =Q3 max =max;
/AR R work. al, b RAT—4T ER T R E M SRR &
B AR £ RAME T s b sk b SRR
il 4 ,;mean =mean #, # —4* mean /& UNIVARIATE i ##y X &% HHE
R BEWHHE, G~ mean & work. al FIRFZMMHMERSL «/

run;

data al;
retain name nmiss mean std min Q1 median Q3 max;

/% 465 work. al A X EMIATF =/
set al;
length name $15.;
/% B work. al ¥4 H K B name, XA KEH 15 9 F/FH =/
name =" &varname";
/ % & & name Hﬁlﬁﬁf% BB 49 4 AR (B £ R B varname Fi g i 1E) =/
label name="% & 4"
nmiss ="#H AWM " mean="#H"
std="#MM#E" min="H/H"
Ql ="THEAfH" median =" P AL E"
Q3 ="EMMEE" max="KAMH";
/% % work. al F 4K BFRMIFLE +/
run;
%if & =1 %then %do;
/#"%if (#M) %then % do" % SAS # th Fi& A . H A RA G AL,
BT TR ALK HRERE L EN L YR ET &L
MNFIEEDE - AFHEATE «/
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2 0.75 0.82
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6 0.46 0.54
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9 0.32 0.34
10 0.29 0.30
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34 0.12 0.32
40 0.10 0.32
58 0.03 0.39
63 0.00 0.40
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data mydata. CreditNew;
set mydata. CreditNew;
beball =log(bebal +1);
/o B/

run;

proc rank data =mydata. CreditNew out =mydata. CreditNew groups =100;
/ % FkEe e, "group =100" & LB ML B BB A4,

BHMBERENBMAN 0 E99 =/

var bcbal;

ranks bcbal2;

/% Xt R4 B bebal HAT M, T RS E KA R R4 KA bebal2 /

run;
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/x BRERERPALEHREMG «/

run;

Yo Ul s s ko ko ok ok ok Rk k. Qg

/x FERFELITO LA AR R~/
/oo ERIEBIEERBERAERFETRIR wn/

proc split data =traindata validata =validdata
/o 15 ENFEBEBEEN traindata, B ERFEE X validdata =/
criterion=gini

/% HEEEBRBR DRI RER R B +/

assess=1ift 1liftdepth=0.2
/% FEEIT RSP A B BT 20% BOR AR A +/

leafsize =5

/% FFEA AN TANANE Y 5 =/

splitsize =10

/= HEFERTH-F R FEHRDAMEN 10 =/
maxbranch =2

/o HEFARPERALTHA 2 +/

maxdepth =50

/o HEEBERAREH 50 =/

nsurrs=>5;

/# HEHERHAMEN S +/

code file="&dir. \treecode_tic_&i..sas";

/% PR R A A AR AT BN Y sAs B )F B ME dir R H R

treecode_tic_1.sas.treecode_tic_2.sas £fFXhd =/

describe file="&dir. \treerule_tic_&i..txt";
/% PR AN EHE dir R H R TH
treerule_tic_1.sas.treerule tic_2.sas EXAXHF =/

input varl-var85 /level =1

erval;

T
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/%= Y ticdata # M 70% 70 30% W I A W A B AR E B EHREE =2/
data ticdata;

set mydata. ticdata;

indic=_n_;

/% H4 4R work. ticdata HEE, AT E indic BEAME =/

run;

proc sort data =ticdata;
by var86;

run;

proc surveyselect noprint data =ticdata method=srs rate=0.7
out =traindata;
strata var86;
/% HBEEE varg8s WIRML(0 2 1) #4740 BHFE, A ticdata FHHL
HI70% HN I % traindata;
EH 2 EWMHFE ticdata B EHH 2B R & varse WERMESTH,
FrAM @@ T sort i */
run;
proc sqgl;
create table validdata as select * fromticdata
where indic not in (select indic from traindata);
/% M ticdata ¥k HAI S R traindata B IS F #5045 & validdata =/
quit;

data traindata;
set traindata;
drop SelectionProb SamplingWeight indic;
/% I GRS R L B 49 % E M R (Select ionProb #1 SamplingWeight
FEHZEHWE surveyselect R4 H) =/

run;

data validdata;
set validdata;

drop indic:
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/s A FE A 2006 F2 ABEHBITAFERGAEPELT «=/

proc sql;
create table tempA_06_02 as
select AccountNo, count( * ) as count_transA_06_02,
sum(Amount ) as amount_transA_06_02
from ProductARecord
where Date> = ‘01Feb06’d
group by AccountNo
order by AccountNo;
quit;
/ # % ¥ SAS # 4 % work. ProductBRecord % & F' & AccountNo Wy JF # 7] # %/

proc sort data =ProductBRecord;
by AccountNo;

run;
/Tt HAEPA2006 £ 1 AGERHIBFHHABIESH xx/

proc sal;
create table tempB_06_01 as
select AccountNo, count( * ) as count_transB_06_01,
sum(Amount) as amount_transB_06_01

from ProductBRecord
where Date < ‘01Feb06’d
group by AccountNo
order by AccountNo;

quits
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proc sqgl;
create table tempB_06_02 as
select AccountNo, count( # ) as count_transB_06_02,
sum(Amount ) as amount_transB_06_02
from ProductBRecord
where Date > = ‘01Feb06’d
group by AccountNo
order by AccountNo;
quit;
/ =% ¥ SAS #3E % work. Demographics #% % F § AccountNo i F /7 H 7] =%/
proc sort data =Demographics;

by AccountNo;

run;
/s R P ERERAWE T ERE AR DR 5/
data demoproducts;

/ % &3 JE By #3% & & work. demoproducts #/

merge demographics tempA_06_01 tempA_06_02 tempB_06_01 tempB_06_02;
by AccountNo;

VAR i i % P % AccountNo & 3 —# .
A3 “by AccountNo” B R 4 ##F %1% B AccountNo # #t ¥ H:7] ,
B VAR # 4 F) 7 SORT it # 4k % work. Demographics #(# & =/

run:
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P let dir =E:\DataMining;

/% ERE Qir WRBAEERKE ERGREMME X ARG E T =/

libname mydata "&dir";

/% X SAS #HE mydata, ML HEN dir HEHEF =/

/xxx EXFEBHK Trees, A F A REEHT L AMNLFIHETL SN
R e xx/

% macro Trees();

options notes =0;

/% XX sas B HHHY «/

Polet 1=1;
% do %until (&1 >100);
/o BAEET 100 NRFABEE «/
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/ %% ¥ SAS # 4 % work. ProductARecord %% F & AccountNo Wy JF 5] # %/

proc sort data =ProductARecord;
by AccountNo;

run;

/wx it HAZFAE2006 £ 1 ABE KRBT AFHNABIELH « =/

proc sql;
/% sAs A SOL &4 LB U AT RAER K +/
create table tempA_06_01 as
/% 5 B3 % work. tempA_06_01 =/
select AccountNo, count( * ) as count_transA_06_01,
sum( Amount ) as amount_transA_06_01
from ProductARecord
where Date< ‘01Feb06’d
group by AccountNo
order by AccountNo;
/ % ]\ ProductARecord ##E & i H Hi/ 2006 £2 A 1 H X aa#E,
AP 5 UA AT Z AR BB work. tempa_06_01,
AL RE P 5 WA
AccountNo ¥ # % # F ProductARecord,
count_transA_06_01 H WM a3 % H ,
amount_transA_06_01 # Amount & E#yfr,
JE . SQL & 4] P #y“group by AccountNo” E K # 4% % ProductARecord
## 14 AccountNo W5 27, BT LB & (£ F T SORT 11 #2 +/
quit:
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data ticdatatestl;
set emdata. Ststf0o00;
/# ¥iEm A RBEEHFN ticdatatestl HAEE =/

run;

proc sort data=ticdatatestl;
by descending P_VAR861;
/% P_VARS61 M4 HI/THM B & 5 £ KAy FWM varse B A 1 a9k %,
¥ ticdatatestl 35 5 & MM % M3 — B N A BN R T HET) =/

run;

data ticdatatest2;
set ticdatatestl;
if _n_< =800;
/% ticdatatest2 ¥4 H var8e BAHK 1 My FMMBERE R AT 800 NH =/

run;

proc freqg data=ticdatatest2;
table var86;
/% %% ticdatatest2 HIEEF var86 (W ERELHAEFR) 04 =/

run:
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/ %% jE X SAS ¥% 3 mydata, M T E:\DataMining H K #*/
libname mydata "E:\DataMining";
VALR VN &2 LV
proc import datafile="E;:\DataMining\Credit. dat"
out =mydata. Credit dbms =DLM;
/= BRI Credic. dat XHEN 47 SAS B4 # nydata Ty 4R & credit F;
dbms # 5 BB i F 2, DLM B SRR 9 I8y

delimiter="*,";
/= RALBAEREG (RE DRI A EH) =/
getnames =yes;

/o FENE—ATENE RS =/

run;
/% x AR P E KR BRATLE R R RO REE L/

data mydata.Credit;
set mydata. Credit;
label age_inferr ="inferred age"
/= AR B ER =/
dob_month ="Date of Birth (Month)"
/A G x/
dob_year ="Date of Birth (Year)"
/ox HESF /
buyer_p_="Target; response indicator"
/xRTEHP(ERE) /
sex ="Gender of the applicant"
/xR
married ="Marriage status of the applicant"
/ x BEHRR I =/
children ="the indicator for whether having children"
7 * RBEHET */
own_home ="the indicator for owning home (vs renting)";
7 x RBWA(HARME) S */
run;
/w5 BRI AT S AR w0/
proc contents data =mydata. Credit out =al noprint;
/o« HAER A A E H mydata. Credit, ik & £ HF N\ SAS #3E £ work. a0,
noprint ®APH T R4 EITHHRER =/

run:
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/ %% 3 N\ ProductARecord. txt X #y %15, 7F1id 2| SAS £ % work. ProductARecord
(work %7 SAS BRikty L1 4 HE, 5] L o oy 2048 S 6 7T 4 w6 “work. ") # %/

data ProductARecord;
infile ‘E:\DataMining\ProductARecord. txt’ delimiter=",’ firstobs =2;
/#delimiter =, {4 ML 5 2, firstobs =2 RS AT F i 4E =/
informat Date yymmddl0. ;
/% H—NRE4 S Date MAKR Y sas # iy B R yymmddlo. ,
Bpa frdk4F +2 A +2 fLEE EEAZE A BZEMU S0 */
informat AccountNo $3.;
/% FIANREAL K BecountNo, A REKE A 3 hFHF$ =/
informat Amount best32.;
/x BZANREAL K amount , AR A sAS F K AR best32. x/
format Date yymmddlO0. ;
/% %—/% & pate % sas FH KX A yymmdd10. =/
format AccountNo $3.;
/% % Z/NE B AccountNo 7E SAS FHM MR EKE N 3 sy FH & =/
format Amount best32.;
/% % ZAEF Amount £ SAS FH 5 K best32. x/
input Date AccountNo Amount;
/% RS E AR BB «/

run:
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/ %% 3 N\ ProductBRecord. txt X f ¥ 49 # 3%, % 1% £ sAs # 4 & work. Product—
BRecord #* */

data ProductBRecord;
infile ‘E:\DataMining\ProductBRecord. txt’ delimiter=",’ firstobs =2;
informat Date yymmddl0. ;
informat AccountNo $3.;
informat Amount best32. ;
format Date yymmddlO0. ;
format AccountNo $3.;
format Amount best32.;
input Date AccountNo Amount;
run;

/ %% ¥\ Demographics. txt X #6303, #1# 2| sas #3 % work. Demographics # #/

data Demographics;
infile ‘E:\DataMining\Demographics. txt’ delimiter="‘,’ firstobs=2;
informat AccountNo $3.;
informat Age best32.;
informat Gender $1.;
format AccountNo $3.;
format Age best32.;
format Gender $1.;
input AccountNo Age Gender;

run:
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