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译者序

人类从蛮荒时代进入文明时代的一个重要标志是文字的出现，即开始以符号的形式记录发生的事件。一方面，文字的出现说明人类的思维方式开始从具象往抽象方向进化，能够从现实当中具体的事情联想到某个或某些由抽象线条构成的符号，也能从这些符号演绎出现实中的事情；另一方面，文字的出现使得人类社会具有了存储信息和传递信息的能力，促成了个体和群体之间跨越地域和时间的交流。

中国人的远古神话传说中，仓颉造字引发了“天雨粟，鬼夜哭”。唐人张彦远对此的解释是：有字之后，“造化不能藏其秘，故天雨粟；灵怪不能遁其形，故鬼夜哭”。文字对于人类文明的贡献远超过像冶炼、排水等这些生产生活中的实用技术。历史和文化以文字为载体，传播千年，横跨世界。当今时代，文字依旧扮演着信息传递载体的作用。不同的是，我们目前日常接触和处理的文本信息大部分存在于计算机、手机等数字设备上。借助高速的计算设备，使用有效的算法对这些数字化的文本信息进行处理分析、抽取语义、完成特定任务，就是自然语言处理
 （Natural Language Processing，NLP）要做的事情。

目前我们所处的时代，被称为大数据
 （Big Data）时代和人工智能
 （Artificial Intelligence）时代。所谓的大数据中最大部分的数据就是文本数据，互联网上每天会产生常人难以想象规模的文本数据，人类社会的绝大部分知识蕴含在文本信息中。人工智能研究中一个重要的部分就是实现机器设备和人的无障碍交互，而人类最自然、最常用和最精确的交互方式便是使用语言和文字。因此可以从一定程度上说，计算设备对自然语言处理的能力，决定了其人工智能的智力。

本书致力于系统介绍自然语言处理领域中的一些概念、术语、应用任务、算法和技术、系统搭建方法等，非常适合作为对自然语言处理任务感兴趣的初学者进入该领域的入门书籍。书中第1章对自然语言处理任务进行了总体介绍，第2章介绍了语料和数据的获取和构建方法，第3章介绍了句子的结构，第4章介绍了数据预处理的方法，第5章和第6章介绍了特征工程和一些算法，第7章介绍了规则式自然语言处理系统的搭建方式，第8章介绍了自然语言处理中的机器学习方法，第9章介绍了自然语言处理中的深度学习方法，第10章介绍了一些高级工具，第11章给了一些实用的学习建议，以帮助读者进行提升，第12章是书中用到的软件和环境的安装指导。

本书具有几个明显的特点：

●涉及的自然语言处理任务和方法较多，内容比较概述。初学者根据本书所讲内容，对自然语言处理会有一个比较明晰的结构化的图景认识，能够走通自然语言处理系统的搭建流程。

●书中有大量的例子帮助读者理解概念和算法，同时由于作者拥有较强的工业界背景，书中非常强调系统和算法的实现，提供了大量的可执行代码供读者学习。

●本书更偏重于教会读者入门自然语言处理领域的方法，提供了大量的学习建议，供读者参考。

最后，非常感谢刘群老师的推荐和机械工业出版社华章公司的信任，让我们承担了本书的翻译工作。在几个月的时间里，我和我的博士生师妹刘舒曼对这本书进行了认真的翻译和校对。在这个过程中，我们也从书中学习到了丰富的知识，看到了作者一些有趣的工业界视角，在此向作者Jalaj Thanaki女士致谢！


推荐序

数据科学正极速地改变着这个世界和我们的商业领域，例如零售业、银行和金融服务业、出版业、制药业、制造业等。各种不同格式的数据以指数级别的速度在产生，包括定量的数据、定性的数据、有结构的数据、无结构的数据、语音数据、视频数据等。可以利用这些数据来避免风险和诈骗、改善用户体验、增加营收、精简作业等。

许多机构正在快速地拥抱数据科学并投资了很多高端的数据科学团队。在银行和金融保险领域从业12年多，我见证了该领域接受把数据分析当作生意来做，而不再仅仅是用来支持服务。这一点在金融科技和数字贷款领域尤其明显。

在Jalaj上大学时，我就已经认识她了，她的活力四射和强大的自我驱动力让我印象深刻。她的研究能力、毅力、投入程度、纪律性和快速掌握复杂概念的能力，让她在短短4年的企业工作中，取得了极大的成就。

Jalaj在数学和统计方面有很好的天赋，并且在面对学习工业界新出现的复杂数据统计分析方法时，表现出了持续的热情。她有丰富的数据科学领域的工作经验，我目睹她完成了很多令人瞩目的项目，这些项目围绕着自然语言处理、机器学习、基础语言学分析、神经网络和深度学习展开。她的工作节奏高效快速，并有很高的工作热情，这些给其所在的组织带来了明确可量化的成果。

Jalaj最特别的品质之一是，她时刻准备着解决商业中的各种问题，不论是最基本的问题还是最复杂的问题。她是一个很好的团队合作者，能够保证所在机构从她的出色才能中获得最大收益。

在本书中，Jalaj会带领我们开始一场令人兴奋并深刻的自然语言处理之旅。她会从基本概念讲起，直至最新的概念，例如机器学习方法和深度学习方法是如何应用在自然语言处理中的。

祝愿Jalaj在未来做的更好！

Sarita Arora

SMECorner首席分析官

印度孟买


作者介绍

Jalaj Thanaki是一名数据科学领域的研究者和科学家。她喜欢解决和数据科学相关的问题。她希望能够使用数据科学和人工智能技术，让这个世界变得更美好。她的研究兴趣包括自然语言处理、机器学习、深度学习和大数据分析。除了是一名数据科学家之外，Jalaj也是一位社会活动家、旅行家和大自然爱好者。

我想将这本书献给我的丈夫Shetul Thanaki，因为他给了我持续的支持、鼓励和创造性的建议。

对我的父母、公婆、家庭成员和朋友致以深深的谢意，他们在我人生的每个阶段提供了强大的帮助。也要感谢这些年遇到的所有导师。还十分感谢技术审校人员在审阅这本书时付出的努力。同时，感谢我现在所在的机构——SME Corner提供的支持。我是很多开源和教育社区的粉丝，所以十分感谢Kaggel、Udacity、Coursera等那些直接或间接帮助我理解数据科学各种概念的社区。如果没有从这些社区中学习知识，我不可能有机会做现在做的事情。

感谢Packt Publishing和Aman Singh，是他们找我来写这本书。十分感谢Packt编辑团队为了让这本书尽量完美所做的努力。特别要感谢Aman Singh、Jagruti Babaria、Menka Bohra、Manthan Patel、Nidhi Joshi、Sayli Nikalje、Manisha Sinha、Safis和Tania Dutta。

感谢技术编辑团队、策略和管理团队、市场团队、销售团队、图表设计团队、前期制作团队、后期制作团队、排版团队等所做的努力，是他们让我的写作之旅更顺利。

我非常愿意将我的知识传递给那些想要学习的人。

祝读者有一个振奋和愉快的阅读之旅！


关于审校人员

Devesh Raj是一名在医疗保健、制造、汽车制造、生产等领域具有10年算法开发和解决实际问题经验的数据科学家。他的工作是把机器学习方法（有监督和无监督技术）和深度学习方法应用到有结构和无结构数据上（计算机视觉和自然语言处理）。

Gayetri Thakur是一名自然语言处理领域的语言学家。她参与研发了一些自然语言处理的工具，如自动语法检查、命名实体识别、文本到语音转换、语音到文本转换的系统。她目前在Google India Pvt.Ltd.工作。她在Banaras Hindu大学完成语言学硕士学位后，正在继续攻读语言学博士学位。

Prabhanjan Tattar拥有9年多的数据分析师工作经验。生存分析和统计推理是他主要的研究兴趣。他曾在相关技术杂志中发表过多篇研究论文，并写了三本书：《R Statistical Application Development by Example》《A Course in Statistics with R》《Practical Data Science Cookbook》。他还维护着R包gpk、RSADBE和ACSWR。

Chirag Mahapatra是一名软件工程师。他致力于将机器学习方法和自然语言处理技术可靠地应用到具体问题中。他现在工作于Trooly（已被Airbnb收购）。之前，他在A9.com的广告数据平台工作。


前言

本书的名字会给你带来广阔的联想。作为读者，你会从头学习关于自然语言处理的方方面面。本书用了非常简单的语言来具体阐述NLP中的概念，许多真实有趣的实用样例会加深你对该领域的理解。通过实现这些样例，能提升你的NLP技能。

现在，我来回答一些经常会被问起的NLP领域的问题。这些问题启发了我来写这样一本书。对我来说，让所有读者能够理解我写这本书的初衷，是一件非常重要的事情。

第一个经常被问起的问题是：什么是自然语言处理？第二个是：为什么在开发自然语言处理程序时主要会用Python呢？最后一个重要的问题是：在学习自然语言处理的时候，有哪些资源可用？现在，让我们来看一下答案！

第一个问题的答案是，自然语言，简单来说，就是你所说的、写的、读的或理解的人类自然的语言，同时是交流的媒介。我们使用计算机算法、数学概念、统计技术来处理这些语言，使得机器能够像人一样理解。

现在来回答第二个问题。最简单和直接的原因是Python有大量的库，这些库在你开发自然语言处理应用程序的时候，会让事情变得简单。第二个原因是，如果你有C或是C++的编程经验，你不用再担心会遇到内存泄漏的问题。Python的解释器会为你解决这个问题，你要做的仅仅是关注主要的编程过程。除此之外，Python是一个程序员友好的语言，与其他面向对象的语言比起来，你只需要写少量的代码就可以做更多的事情。因此，所有的这些事实都驱动着人们使用Python来开发自然语言处理应用程序以及其他数据科学相关的应用，以进行更快的建模。

最后一个问题对我来说很重要，因为我经常向朋友解释上面的答案，他们听完后会想学Python，但是有哪些可用的资源呢？我通常会推荐一些书籍、博客、YouTube上的视频，还有Udacity、Coursera等教育平台。但是几天以后，他们还会来问我有没有一个单一的学习资源——书籍或博客。不幸的是，答案是否定的。在那个时刻，我意识到兼顾所有这些资源对他们来说是比较困难的事情。这种痛苦的领悟成了我写作这本书的动力。

所以在这本书里，我尝试着覆盖大多数自然语言处理中的必要知识，这些对每个人来说都是有用的。一个好消息是我提供了很多实用的Python样例，这样读者便既能从理论角度，也能从应用角度出发理解这些概念。阅读、理解、编码是这本书的三个主要部分，会帮助读者轻松学习。

本书内容

第1章提供了对自然语言处理和自然语言处理领域其他分支的介绍。我们会看到构建自然语言处理应用程序的各个阶段，并讨论nltk安装的问题。

第2章展示了语料分析的各个方面。我们将会看到不同类型的语料和语料中展现的数据属性，会接触到各种语料格式，像CSV、JSON、XML、LibSVM等。还会看到关于网页爬取的样例。

第3章会帮助你理解自然语言里面最基本的东西，也就是语言学。我们会看到词法分析、句法分析、语义分析、消歧等诸多概念。也会使用nltk来实际地理解这些概念。

第4章会帮助你弄懂各种不同类型的预处理技术以及该怎样定制它们。我们将会看到预处理的各个阶段，像数据准备、数据处理、数据转换。除了这些，你还会从实际应用的角度来理解预处理。

第5章是自然语言处理应用程序里最核心的部分。我们会看到不同的算法和工具是怎样用于生成机器学习算法的输入的，它们会被用来开发自然语言处理应用程序。我们也会理解特征工程里的统计概念，然后会对这些工具和算法进行定制化开发。

第6章会让你理解处理语义问题时遇到的自然语言处理概念。我们会看到word2vec、doc2vec、GloVe等，以及从《权力的游戏》数据集中获得向量的一些word2vec的实际应用。

第7章会给出很多构建一个规则式系统的细节，以及开发类似自然语言处理系统时，需要牢记的方方面面。我们会看到制定规则的过程和编码规则的过程，也会看到怎样开发一个基于模板的聊天机器人。

第8章会提供给你一些新的机器学习技术。我们会看到用于开发自然语言处理应用程序的各种机器学习算法，也会使用机器学习方法实现一些强大的自然语言处理应用程序。

第9章会介绍人工智能的很多方面。我们将会看到人工神经网络的基本概念，以及如何才能构建一个人工神经网络。我们将会理解深度学习的核心，研究深度学习的数学原理，并看一下深度学习是怎样用来做自然语言理解和自然语言生成的。你可以在这里看到很多有意思的实践样例。

第10章会简单介绍一些框架，像Apache Hadoop、Apache Spark和Apache Flink。

第11章会介绍怎样提高NLP技能。

第12章会介绍针对必要程序的安装指导。

预备知识

下面来说一下阅读这本书的预备知识。不用紧张，这里不涉及数学或统计学知识，仅仅是Python的基本编程语法。除了这些之外，你需要在计算机上安装Python 2.7.X或Python 3.5.X。推荐你使用任意的Linux系统。

Python的一些依赖列表可以在如下链接找到：https://github.com/jalajthanaki/NLPython/blob/master/pip-requirements.txt.


现在来看一下所需的硬件条件。有4GB内存和双核CPU的电脑足够执行普通代码，但是对于机器学习和深度学习样例，你可能需要更多的内存（8GB或16GB）和GPU计算资源。

本书的读者对象

本书面向想应用NLP技术来使他们的应用程序更智能的Python开发者，可作为入门NLP领域的资料。

下载样例源码

本书的代码在GitHub网站上可找到：https://github.com/PacktPublishing/Python-Natural-Language-Processing
 。另外还有一些拓展资源和视频可以在如下地址找到：https://github.com/PacktPublishing/
 。

另外，读者还可在华章公司官网http://www.hzbook.com/
 上搜索本书，下载源代码。

代码文件下载完以后，确保你的解压工具是可用的：

●WinRAR/7-Zip在Windows系统下

●Zipeg/iZip/UnRar在Mac系统下

●7-Zip/PeaZip在Linux系统下


第1章　引言

本章简要介绍自然语言处理
 （Natural Language Processing，NLP）任务及其相关概念在实际人工智能应用中的使用。我们将重点关注用于开发NLP应用的Python编程范式，并在之后为读者提供一个提示。如果你有兴趣了解NLP的各种编程范式的比较，以及为什么Python是最好的编程范式，那么应该阅读本书的前言。作为专业人士，我曾尝试过大部分的NLP编程范式，也使用Java、R和Python编写过NLP应用。因此相信我，在开发NLP应用程序时，Python相当简单和高效。

本章将涵盖如下内容：

●自然语言处理

●基础应用

●高级应用

●NLP和Python相结合的优势

●nltk环境搭建

●读者提示


1.1　自然语言处理

在近几年中，人工智能
 （AI）的分支科学引起了很多轰动，包括数据科学、数据分析、预测性分析、NLP等。

正如本书前言中提到的，我们关注的是Python和自然语言处理。考虑以下几个问题——你真的知道什么是自然语言吗？什么是自然语言处理？使用自然语言处理中的各种概念构建专家系统还涉及哪些分支科学？如何使用自然语言处理概念构建智能系统？


什么是自然语言？


●人类通过语言表达自身的想法或感受。

●人类听、说、读或写的内容几乎都以自然语言的形式呈现和表达。

●如：

■本书的内容是自然语言；

■日常生活中听、说和写的内容都以自然语言的形式存在；

■电影对白是自然语言；

■WhatsApp聊天也是自然语言的一种表现形式。


什么是自然语言处理（NLP）？


●NLP是AI的分支科学。举一个例子，假设你要制造一台使用自然语言和人交互的机器，这种智能系统需要使用计算技术和计算语言学理论来构建，系统像人类一样处理自然语言。

●可以将上述的NLP概念和来自世界顶级科技公司的NLP产品关联起来，比如谷歌的谷歌语音助手、苹果的Siri等。

●NLP的定义如下：

■自然语言处理使用计算技术和（或）计算语言学处理人类自然语言；

■自然语言处理是计算机科学、人工智能和计算语言学的相关领域，它涉及计算机和人类自然语言的交互；

■自然语言处理可定义为对人类自然语言的自动（或半自动）处理。

图1.1展示了使用各种NLP概念构造专家系统时涉及的其他分支科学。
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图1.1　自然语言处理相关概念

图1.2和1.3给出了图1.1中的各个分支科学涉及的全部子主题。
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图1.2　NLP概念相关的子分支(一)
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图1.3　NLP概念相关的子分支(二)

如何基于自然语言处理概念构造智能系统？图1.4展示了构建一个自然语言处理专家系统的基本开发生命周期。

现在，来解释自然语言处理系统生命周期中的一些细节：

1）要解决一个NLP问题，首先要理解问题陈述。

2）调研解决问题所需的数据或语料库。数据收集是解决问题的基本。

3）分析数据。语料的质量和数量怎样？根据数据质量和问题陈述进行数据预处理。

4）特征工程处理。特征工程是NLP和数据科学相关应用中重要的部分。我们将在第5章和第6章中讨论特征工程的更多细节。

5）决定使用哪种计算技术来解决问题，比如是采用机器学习方法还是基于规则的方法？

6）根据你所选用的技术准备好用作算法输入的特征文件。

7）执行流程，并生成输出。
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图1.4　开发生命周期

8）测试并评估系统的输出。

9）优化调参，不断持续这一过程直到你得到一个满意的结果。

这一章将快速地介绍大量内容，如果你觉得有些内容当前看来并没有太大意义，请暂时忍耐。我们将从下一章开始探索所有细节和例子，本章会帮助你建立起它们之间的联系。


1.2　基础应用

NLP是AI的子分支。NLP的相关概念可以用于以下的专家系统中：

●语音识别系统

●问答系统

●机器翻译

●文本摘要

●情感分析

●基于模板的聊天机器人

●文本分类

●主题分割

将在接下来的几章学习绝大多数用于上述应用的NLP概念。


1.3　高级应用

高级应用包括下列例子：

●理解自然语言指令并通过自然语言同人类交互的类人机器人。

●构建一个通用机器翻译系统是NLP领域的长期目标之一。因为你可以轻松地构建两个特定语种之间的机器翻译系统，但这个系统并不能用来翻译这两个语种之外的其他语言。在深度学习的帮助下，我们可以构建一个通用的机器翻译系统，谷歌最近声称已经非常接近这一目标了。在第9章中，我们将尝试使用深度学习方法构建机器翻译系统。

●为指定文档生成逻辑标题的NLP系统是高级应用之一。在深度学习的帮助下，我们可以为文档生成标题和摘要。第9章也会介绍此类应用。

●为某个主题或图像生成文本是一种高级NLP应用。

●为人类生成个性化文本并忽略手写错误的高级机器人也是我们努力的目标之一。

图1.5展现了更多的NLP应用。
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图1.5　NLP领域相关应用


1.4　NLP和Python相结合的优势

下面的几个因素决定了Python是构建自然语言处理专家系统的最佳选择之一：

●使用Python为基于NLP的专家系统开发原型相当快速和便捷。

●有大量的开源NLP库可供Python程序员使用。

●社区支持非常强力。

●易于使用，对初学者而言不复杂。

●快速开发：测试和评估都很简单。

●许多新框架，如Apache Spark、Apache Flink、TensorFlow等，都提供Python接口。

●相比其他编程范式，使用Python构建的基于NLP的系统的最优化更为简单。


1.5　nltk环境搭建

建议本书的所有读者都从GitHub上获取NLPython项目的分支，项目地址是https://github.com/jalajthanaki/NLPython
 。

本书使用Linux（Ubuntu）作为操作系统。如果对Linux不太熟悉，最好试着习惯使用它，因为大部分的高级框架，如Apache Hadoop、Apache Spark、Apache Flink、Google TensorFlow等，都需要Linux系统环境。

GitHub项目中包含了如何安装Linux，以及本书将要用到的基础Linux命令的教学。如果你对Git不太了解，同样可以在项目中找到基础的GitHub操作命令，链接是https://github.com/jalajthanaki/NLPython/tree/master/ch1/documentation
 。

本章所需环境的安装指南见地址https://github.com/jalajthanaki/NLPython/tree/master/ch1/installation_guide
 。

安装nltk的步骤如下（也可以参考链接https://github.com/jalajthanaki/NLPython/blob/master/ch1/installation_guide/NLTK%2BSetup.md
 ）：

1）手动安装Python2.7.x。在Linux Ubuntu14.04系统下，Python已经被预安装好了。你可以使用python-v命令检查Python版本。

2）配置pip来安装Python库（https://github.com/jalajthanaki/NLPython/blob/master/ch1/installation_guide/NLTK%2BSetup.md
 ）。

3）打开终端，执行下面的命令：
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4）打开终端，执行python命令。

5）在Python脚本中，执行import nltk指令。

如果nltk模块已经成功安装，执行这条指令将不会抛出任何异常。

6）在Python脚本中，执行nltk.download()指令。

7）这将打开一个新的对话框，你可以在对话框中指定要下载的库。在本例中，点击All packages，并选择这些库的存放路径，等待下载完成。这一过程可能会花费很长时间，下载完成后，你可以在存放路径下看到一个叫作nltk_data的文件夹。图1.6所示的截屏展示了nltk下载器的对话框。
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图1.6　nltk下载器

GitHub项目包含了安装指南、代码和wiki页面等。如果读者有任何问题，可以把它们发在Gitter小组上。Gitter小组的网址是https://gitter.im/NLPython/Lobby?utm_source=share-link&utm_medium=link&utm_campaign=share-link
 。


1.6　读者提示

本书是一本实用指南。作为专业人士，我强烈建议读者复现GitHub上的代码，并完成书中的练习，这有助于理解NLP概念。不经练习而想彻底了解NLP几乎是不可能的，我保证这些代码很有趣。

接下来的章节内容如下：

●NLP概念解释

●相关应用

●NLP概念的必要性

●实现概念的可行方法（代码都在GitHub上）

●面临的挑战

●克服挑战的方法

●练习


1.7　总结

本章介绍了自然语言处理相关的分支科学，构建一个自然语言处理专家系统的各个阶段，以及nltk环境的搭建。所有的安装指南和代码都可以在GitHub上获取。

在下一章中，我们将了解NLP相关应用所使用的语料以及分析语料的方法，并对不同种类的文件格式和数据集进行处理。


第2章　实践理解语料库和数据集

本章将探索自然语言处理的第一个部分，涵盖以下内容：

●语料库

●语料库的作用

●语料分析

●数据属性的类型

●不同文件格式的语料

●免费语料库资源

●为NLP应用准备数据集

●开发网页爬虫应用程序


2.1　语料库

自然语言处理相关的应用是使用大量的数据进行构建的，可以称大规模的数据为语料库
 （corpus）。从更正式和更技术性的角度，语料库定义如下：

语料库是存储在计算机上，用于研究语言是如何使用的书面或口头的自然语言材料集合。更准确地说，语料库是用于语言分析和语料分析的系统化和计算机化的真实语言集合。

为了开发NLP应用，我们需要书面或口头的自然语言材料作为语料库。这些材料或数据被用作输入并帮助我们开发NLP应用。有时NLP应用使用单语料库作为输入，但有时它们也会使用多语料库。

使用语料库开发NLP应用的原因很多，下面列举了其中的一部分原因：

●我们可以通过语料库进行一些统计分析，如频率分布、词语的共现关系等。本章会介绍对于语料的一些基本统计分析。

●我们可以为各类NLP应用定义和验证语言学规则。如果你正准备构建一个语法纠错系统，你可以使用文本语料库并从中找出语法错误的实例，并定义用于纠正这些实例的语法规则。

●我们可以根据语言的使用方法定义一些特定的语言规则。借助基于规则的系统，你可以定义语言规则并通过语料库验证它们。

在语料库中，大规模的数据可能以如下的格式呈现：

●文本数据，即书面材料

●语音数据，即口语材料

首先，我们需要了解文本数据以及获取文本数据的方法。文本数据以书面信息的集合呈现。很多资源，如新闻文章、书籍、数字图书馆、电子邮件、网页、个人博客等，都可以用来获取书面信息。我们生活在一个数字化的世界里，因此文本信息的数量正快速增长，我们可以使用上述的所有资源获取文本数据，并建立自己的语料库。例如，如果你想要构建一个用来总结新闻文章的系统，你需要获取网络上出现的各类新闻文章，然后构建一个新闻文章的集合，这就是你的文本数据集。你可以使用网络爬虫从原始HTML页面中获取数据。在这一章里，我们会学习开发一个爬虫。

现在，再来看语音数据。一个语音数据库通常包含两部分：音频文件以及对应的文本。一般来说，我们可以从录音中获取语音数据，它们可能包含人们的交谈内容。比如在印度，当你给银行客户服务部门打电话时，如果稍作留心，你会发现所有的通话都被录音了，这就是获取语音数据的一个途径。在本书中，我们只研究文本数据。

语料库有时也会被称作数据集。

它有三种类型：

●单语语料库
 （monolingual corpus）：这种语料库只包含一种语言。

●双语语料库
 （bilingual corpus）：这种语料库包含两种语言。

●多语言语料库
 （multilingual corpus）：这种语料库包含一种以上的语言。

一些可用的语料库列举如下：

●Google Books Ngram语料库

●Brown语料库

●American National语料库


2.2　语料库的作用

在NLP应用中，需要使用数据或语料库进行开发。语料库是NLP相关的应用中最关键和最基本的部分，它提供了用于构建应用的定量数据。我们也可以使用其中的部分数据来验证和尝试我们关于语言的想法和直觉性的思考。语料库在NLP应用中扮演了重要角色。构建语料库面临一些挑战：

●决定解决问题所需的数据类型

●数据获取

●数据的质量

●数据数量的充足性

你可能已经开始好奇上述问题的细节，我将举一个例子帮助你进行理解。假设你想要开发一个NLP工具用来了解某些病人的医疗状况，并在适当的医疗分析之后辅助医疗诊断。

从一个概括的、语料的层面考察这一问题陈述，一个NLP学习者应该参考下面的流程：

●需要什么类型的数据解决这个问题？

■临床记录或病史记录。

■医生和病患的对话录音。

●你是否掌握了所需的语料库？

■如果有，那太棒了！你可以直接跳到下一个问题了。

■如果没有，也没关系。处理这件事有些困难，但也很有趣。

●是否存在可用的开放语料库资源？

■如果有，下载资源。

■如果没有，思考如何获取数据并构建语料库。你可以考虑使用网络爬虫和相关技术，不过必须兼顾道德和法律。

●语料库的质量如何？

■浏览语料库，回答下面的问题：

◆如果你完全不能理解数据集，要如何做？

○在数据集上花费更多时间。

○像机器一样思考，如果以这种数据集作为你的输入你需要处理哪些事情。

○找到一件你觉得可以入手的事情。

○假设NLP工具已经诊断出了一个病人的疾病，如果你是医生的机器，思考你会问病人什么问题。在这些步骤后，你将能够理解你的数据集并考虑预处理的部分了。

◆下面要做些什么？

○你是否需要使用数据集里的所有内容来构建NLP系统？

□如果是的，跳到下一步，这将在第5章中进行介绍。

□如果不是，下一步的内容会在第4章中被介绍。

●数据量是否足够解决问题，或至少能够进行基础的概念验证
 （Proof Of Concept，POC）？

■根据我的经验，一个小规模的概念验证至少该有500MB到1GB的数据。

■对初创企业，收集500MB到1GB的数据也会有些困难，原因如下：

◆初创企业是商业新手。

◆这些企业具有很高的创新性，找不到现成可用的数据集。

◆即使它们设法进行了概念验证，在现实生活中验证它们的产品依然面临挑战。

图2.1对上述过程进行了描述。

[image: ]


图2.1　流程描述


2.3　语料分析

本节首先会介绍语料分析和语音分析，之后，我们将学习如何为不同的NLP应用进行文本语料分析。在最后，我们会进行一些实用的文本语料分析。

语料分析可以被定义为一种以真实上下文和交际语境为基础的，深入研究语言概念的方法。本节讨论的是数字化存储的，可以通过计算机获取、检索和分析的语料库。

对语音数据的语料分析需要对每个数据实例的语音理解进行分析。除了语音分析，还需要进行对话分析，这能够让我们了解某种语言的日常社会交流是如何发生的。假设，你正在分析日常英语对话，那你大概可以发现在对话中，类似“What’s up,dude?”的句子比“How are you,sir(or madam)?”的使用频率要高得多。

对文本数据的语料分析包括对数据集的统计调查、操作和泛化。对文本数据集，我们通常进行类似语料库中出现了多少不同的单词，这些词的频率分别是多少的分析。如果语料库中存在噪声，需要移除它们。几乎每一个NLP应用开发都需要进行一些基础的语料分析来帮助我们更好地理解语料库。nltk为我们提供了一些内建语料库，我们可以用它们进行语料分析的一些尝试。在此之前，我们有必要先了解一下nltk提供的语料类型。

nltk包含了以下四种语料库：

●孤立语料库
 （isolate corpus）：这种类型的语料库是自然语言的文本集合，以gutenberg，webtext为例。

●分类语料库
 （categorized corpus）：这种类型的语料库中的文本被分成了不同的种类。其中的一个例子是brown语料库，它包含了新闻，爱好，幽默等不同类型的语料数据。

●重叠语料库
 （overlapping corpus）：这种类型的语料库中的文本是分类的，但不同的类别之间存在着重叠，reuters语料库是其中之一，它包含有分类但类别间存在重叠的语料数据。

以reuters语料库为例，不同类型的椰子是一个分类，椰子油也是一个分类，这两个分类中的部分语料样例存在重叠，因为它们同时涉及了两个类别。同样的，棉花油也是如此。

●时序语料库
 （temporal corpus）：这种类型的语料库包含了一段时间之内的自然语言的应用集合。

inaugural address语料库是一种时序语料库。假设你记录了一种语言在1950年的印度的某个城市的使用状况，然后在1980年的同一个城市，你进行了同样的考察，然后是2017年。你将根据人们对于这种语言的使用得到不同的数据分布，并发现在过去的一段时间内发生了怎样的变化。

现在，理论知识已经足够了，让我们来到实践阶段。本章代码可以通过下面的链接获取：https://github.com/jalajthanaki/NLPython/tree/master/ch2
 。

参照这个地址的Python代码：https://nbviewer.jupyter.org/github/jalajthanaki/NLPython/blob/master/ch2/2_1_Basic_corpus_analysis.html
 。

这份代码包含了使用nltk接口获取语料的基本指令。我们将使用brown和gutenberg语料库，并讨论相关的基本接口。

基本的接口属性描述如下表所示。
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代码已实现了使用nltk加载个人语料库，并为开放语料库和个人语料库进行了频率分布的统计。
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 注意：
 FreqDist类被用来进行频率分布统计，它将记录一个语料库中每个词出现的次数。

nltk的所有语料包含的噪声都很少，只需对它们进行基本的预处理即可生成特征。使用nltk的基本语料加载API能够识别出最糟糕的垃圾数据。假设你有一份生物化学语料库，那么其中将包含非常多的现有句法分析器无法准确解析的公式和复杂的化学名称。你可以根据问题陈述决定是在预处理阶段就将它们从语料中删除掉，还是在词性标注
 （Part-Of-Speech tagging，POS）阶段对它们做一些特殊处理。

在现实应用中，语料库通常包含非常多的脏数据。通过FreqDist类可以大致了解单词的分布，以及需要考虑的因素。在预处理阶段，你需要检查很多复杂的特征，如句法分析、词性标注、分句等的结果是否合适。我们将在第4章和第5章中详细地介绍这些内容。
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 提示：
 要注意的是语料分析指的是技术层面的内容，我们并不关注语料库的语言学分析，不要混淆这两者。

如果你想了解更多有关语料库的语言学分析，可以参考这个网址：https://en.wikipedia.org/wiki/Corpus_linguistics
 。

如果你想要探究更多nltk API的相关内容，请访问这个地址http://www.nltk.org/
 。

练习

1.计算brown语料库中fileID为fileidcc12的文件的单词的数量。

2.建立你自己的语料库文件，使用nltk加载，然后考察这个语料库的频率分布。


2.4　数据属性的类型

现在让我们关注语料库中出现的数据属性。图2.2详细列举了不同类型的数据属性：
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图2.2　数据属性的类型

我会对不同类型的语料分别举例，以便帮助读者理解。


2.4.1　分类或定性数据属性

分类或定性数据属性如下：

●这种数据属性更偏重于描述性

●以nltk提供的书面语料为例，这是一个记录不同类型的狗的血统的语料库，包含柯利犬、牧羊犬和小猎狗等

分类数据属性有两个子类：

●序数数据

■这种数据属性用于衡量非数值概念，如满意程度、幸福水平、不适水平等。

■考虑下面的问题，你需要从给出的选项中选一个作为回答。

◆问题1：你今天感觉如何？

◆问题1的选项：

○非常差

○差

○不错

○开心

○非常开心

◆你可以选择任何一个给出的选项，比如“不错”，但没人能把今天感觉如何转换成为具体数值。

■上述的所有选项都是非数值概念。因此，它们被分为分类数据属性中的序数类型。

◆问题2：你如何评价我们旅馆的服务？

◆问题2的选项：

○差

○一般

○中等偏上

○好

○非常棒

■上个问题中的所有选项都用于衡量人的满意程度，同时，由于每个人的指标不同，你很难把它转化成数值。

■即使一个顾客给出了“好”而另一个顾客给出了“中等偏上”的评价，也可能存在着他们对于旅馆服务有同样的感受但给出了不同答案的情况。简单地说，不同人的不同答案之间的差别是未知的。所以对于这一类数据，你无法精确地给出数值。

●名义数据：

■这种数据属性用来记录不相互覆盖的数据。

■比如：你的性别是什么？答案要么是男要么是女，不会发生覆盖。

■一个例子是：你眼睛的颜色是什么？答案可能是黑色、咖啡色、蓝色或灰色。（这里我们并不考虑镜片等因素）

在NLP相关的应用中，主要处理的是分类数据属性。从语料库中提取合适的包含分类数据属性的数据是特征工程的一部分。我们将在第5章详细讨论这些内容。

有些语料库包含了分类数据属性的两种子类型。


2.4.2　数值或定量数据属性

数值或定量数据属性如下。

●这种数据属性是数值化的，表示一个可以测量的量。

●如：金融数据、城市人口、人的体重等。

数值数据属性有两种子类。

●连续数据：

■这种数据属性是连续的。

■一些例子：比如你正在记录10～12岁的学生的体重，你所收集的体重数据是连续的数据；鸢尾花语料库也是这种数据属性的语料库。

●离散数据：

■离散数据只能取指定的数值。

■比如你正在掷两个骰子，结果的数值只可能是2、3、4、5、6、7、8、9、10、11和12中的一个，而永远不会得到1或1.5。

■另一个例子是，在抛一枚硬币的时候，只可能得到正面或反面，不存在第三种答案。

这种数据属性是分析应用程序中的主要构成。


2.5　不同文件格式的语料

语料有不同的格式。在实践中，我们可以使用下面的文件格式。所有的这些文件格式一般都用来存储特征，并在之后用作机器学习算法的输入。处理这些文件格式的实践内容将在第4章中讨论。这些文件格式如下。

●.txt：这种格式仅提供一个原始数据集。gutenberg数据集就是这种语料库的实例之一。一些实际的应用包含了对平行语料库的使用。例如，如果想要开发类似Grammarly的语法校正软件，就需要使用平行语料库。

●.csv：在参加编程马拉松或Kaggle比赛时，通常会提供这种文件格式的语料。我们使用这种文件格式存储从原始文本中提取的特征，而包含特征的.csv文件将用来训练NLP应用的算法。

●.tsv：当你需要构建一个在句子中添加逗号的NLP应用时，.csv文件无法用来存储相关的特征，因为特征本身包含了逗号，这将影响我们对于特征文件的处理。这时，你可以使用任何自定义的分隔符，如\t、||或其他符号，以便于后续的处理。

●.xml：一些著名的NLP分析器和工具提供.xml格式的结果。如Stanford的CoreNLP工具提供了.xml格式的句法分析结果。这种文件格式主要用于存储NLP应用的结果。

●.json：Stanford CoreNLP工具也提供.json格式的结果。这种文件格式主要用于存储NLP应用的结果，同时，它十分便于显示，也易于同网页应用相整合。

●LibSVM：这是一种特殊的文件格式，如图2.3所示。
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图2.3　LibSVM文件格式示例

●LibSVM支持稀疏训练数据，这种格式的训练数据中仅包含非零值。其中的索引代表原有格式中一条实例数据的一个数值所在的列（也可理解为特征编号）。如果要从传统数据集转化为LibSVM格式，只需要遍历原有格式数据，如果原数据集构成的稀疏矩阵中X(i,j)的数值非零，在LibSVM格式数据中输出j+1:X(i,j)即可。

●X(i,j)即原稀疏矩阵：

■如果X(i,j)的数值非零，那么这个值应该被记录在LibSVM格式文件里。

◆LibSVM的j+1索引后对应的是原X(i,j)的值，由于矩阵的列索引是从0开始的，所以这里我们为每一个j加1。

■否则，这个值无须记录在文件中。

●举例如下：

■15:17:114:119:1

◆1代表该实例的类别，或者说标签。

◆在5:1中，5是键值，1则是数值，即5:1是一对键值对。

◆其中，5是这一实例向量的列序号，也可以理解为数据的属性编号；由于这里我们只考虑稀疏矩阵中的非零值，因此5所对应的值是1。

◆这个实例变量的1，2，3，4，6列，以及其他没有提到的列对应的数值都是0，因此在对应的LibSVM格式中这些列数不被记录在内。

●Apache Spark使用这种数据类型进行训练，在第5章中介绍了将文本数据转化成LibSVM格式的方法。

●自定义格式：你还可以使用自定义的文件格式构造特征文件。（参考CoNLL数据集）这是一种自定义的文件格式。由于CoNLL是一个合作任务，因此有许多不同的格式。图2.4显示了其中的一个例子。
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图2.4　CoNLL格式的数据实例


2.6　免费语料库资源

获取语料是一个富有挑战性的工作，本节提供了一些可以免费获取的用于NLP应用的语料资源链接。

nltk库包含了一些内建语料库。执行下面的指令将输出所有语料库的名字：
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在图2.5中，你可以看到上述代码的输出结果，高亮部分表示对应的语料库已安装。
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图2.5　nltk中所有可获取的语料库列表
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 提示：
 如果你想要使用IDE来开发一个基于Python的NLP应用，可以使用PyCharm社区版。你可以按照这个网址的步骤进行安装：https://github.com/jalajthanaki/NLPython/blob/master/ch2/Pycharm_installation_gu ide.md


如果你希望获得更多的语料库资源，可以参考Bernard Marr的文章：《Big Data:33 Brilliant and Free Data Sources for 2016》（https://www.forbes.com/sites/bernardmarr/2016/02/12/big-data-35-brilliant-and-free-data-sources-for-2016/#53369cd5b54d
 ）。

目前为止，本章已讲述了很多基础内容。下一节将告诉你如何为一个基于机器学习的自然语言处理应用进行数据集的准备。


2.7　为NLP应用准备数据集

本节将讲述为NLP或其他数据科学应用准备数据集的基本步骤。三个基本步骤如下：

●挑选数据

●预处理数据

●转换数据


2.7.1　挑选数据

如果你正同世界科技巨头，如谷歌、苹果、脸书等合作，那么你可以轻易地获取大量数据。但如果你没有有力的合作伙伴，而是进行独立研究或学习，那么要如何、从哪里获取数据集？首先，根据你想要开发的NLP应用，决定所需数据集的种类。此外，你还需要确定应用的最终输出。如果你想要制作一个健康领域的聊天机器人，就不能选用银行客户服务数据集。因此，你需要彻底地理解应用和问题陈述。
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 注意：
 你可以使用下面的链接下载免费数据集：


https://github.com/caesar0301/awesome-public-datasets





https://www.kaggle.com/datasets





https://www.reddit.com/r/datasets/




你也可以使用谷歌的高级搜索功能，或者使用Python网络爬虫库，如beautifulsoup或scrapy来获取数据。


2.7.2　预处理数据集

这一步将进行一些基础的数据分析，例如数据集中有哪些属性等。它包含了三个子阶段，在第4章中，将给出这一阶段的更多细节。

1.格式化

在本阶段，生成最便于你的工作的数据集格式。如果你的数据集是JSON格式的，但CSV将更便捷，那么就将它从JSON转化为CSV格式。

2.清洗

本阶段我们将对数据进行清洗。如果数据集存在缺失值，可以考虑删除这条记录，或者使用合适的近似值来填充。如果数据集中存在不必要的数据属性，也可以将它移除。假设你正在构建一个语法校正系统，那么可以从数据集中移除数学公式，因为应用中无须使用公式。

3.采样

这一阶段中，我们实际上在尝试理清数据集中可以获得和导出的数据属性，并根据应用辨别哪些属性更重要。假如我们正构建一个聊天机器人，那么，需要将句子切分成词，然后辨别其中的关键词，因此，需要从中导出词级别的信息。对这个应用而言，词级别和句子级别的信息都很重要，所以除了垃圾数据以外，不对数据进行删除。通过采样，我们可以抽取出能够最好地表达整个数据集的数据属性。

4.转换数据

在这一阶段，我们应用一些特征工程技术，将文本数据转化成为数值数据，以便机器理解和找出其中的规律。所以本阶段实质上是数据处理阶段。在NLP领域，可以通过一些编码和向量化技术进行这样的转换。第5章和第6章中将详细地描述数据处理和特征抽取技术。


2.8　网页爬取

我们将使用beautifulsoup和scrapy等库开发网络爬虫工具，并学习相应的基本代码。

图2.6中的代码使用了beautifulsoup开发一个基础的网络爬虫。
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图2.6　使用beautifulsoup的基础网络爬虫

代码输出如图2.7所示。
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图2.7　使用beautifulsoup的基础网络爬虫的输出

下面的链接包含了beautifulsoup和scrapy的安装指南：https://github.com/jalajthanaki/NLPython/blob/master/ch2/Chapter_2_Installation_Commands.txt
 。

代码示例在GitHub中给出：https://github.com/jalajthanaki/NLPython/blob/master/ch2/2_2_Basic_webscraping_byusing_beautifulsuop.py
 。

如果在运行脚本的过程中产生了警报，不用担心。

现在，再尝试使用scrapy库进行网页爬取。首先，需要创建一个新的scrapy项目。

在终端执行下面的命令建立一个scrapy项目：
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我使用的scrapy项目名称是web_scraping_test，命令如下：
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执行了上面的命令后，可以看到如图2.8的输出结果。
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图2.8　创建一个新scrapy项目时的输出

之后，执行下列步骤：

1）编辑items.py文件，这个文件在创建项目时已经建立了。

2）在spiders目录下新建WebScrapingTestspider文件。
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图2.9　用于定义爬取内容的items.py文件

3）前往想要爬取的网页，并选取需要的元素的xpath。你可以在这个网址了解更多有关xpath选取的内容：https://doc.scrapy.org/en/1.0/topics/selectors.html
 。

图2.9中给出了items.py的示例代码。项目代码可以在下面的GitHub地址获取到：https://github.com/jalajthanaki/NLPython/tree/master/web_scraping_test
 。

图2.10展示了使用scrapy构建一个基本的网络爬虫的代码。
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图2.10　含有实际代码的Spider文件

图2.11展示了CSV文件格式的输出结果。

[image: ]


图2.11　爬虫的输出结果被重定向为一个CSV文件

如果产生了任何SSL相关的警告，你可以在这个链接找到答案：https://stackoverf low.com/questions/29134512/insecureplatformwarning-a-true-sslcontext-object-is-not-available-this-prevent
 。

你也可以开发一个绕过AJAX和脚本的网络爬虫，但需要非常小心，遵守道德。本书将不介绍此种方法。出于好奇，你也可以上网搜索他人是如何做到的。你可以通过Selenium库进行自动点击来模拟网络事件。


2.9　总结

在本章中，我们认识到语料库是NLP应用的基础部分，学习了不同类型的语料库和它们的数据属性，进行了实践分析，并使用nltk接口简化了语料分析过程。

下一章将使用词性、词项、词条等语言学概念探讨自然语言的基础和有效性等方面，这将进一步帮助我们进行预处理和特征工程的工作。


第3章　理解句子的结构

在本章中，我们将会探索NLP的一些基本概念。本章会帮助你夯实基础，所以是最重要的一章。

为了加强你对NLP基本概念的理解并帮助你理解下一章，我们将会涉及如下概念：

●理解NLP的组成

●上下文无关文法

●形态分析

●词法分析

●句法分析

●语义分析

●消歧

●篇章整合

●语用分析


3.1　理解NLP的组成

NLP由两个基本任务构成。我们会对这两个基本任务进行理解。


3.1.1　自然语言理解

下面来学习一下自然语言理解这个任务：

●自然语言理解
 （Natural Language Understanding，NLU）被认为是NLP的第一个任务。

●自然语言理解被认为是人工智能难
 （AI-Hard）问题或者人工智能完全
 （AI-Complete）问题。

●NLU被认为是AI-Hard问题的原因是我们想让一台计算机具有和人类一样的智能。

●尽管NLU是一个困难的问题，但是现在很多科技巨头和研究社区致力于使用很多传统的机器学习算法和多种多样的深度神经网络来达到这个目标（使得计算机具有处理自然语言的智能）。

●NLU任务被定义为利用计算语言学工具把自然语言输入转换成合理的表示。

●NLU需要下列的分析来把自然语言转换成合理的表示：

■形态分析

■词法分析

■句法分析

■语义分析

■消歧

■篇章整合

■语用分析

在本书中，我们会重点关注NLU任务，并开发一个使用NLU表示的NLP系统。


3.1.2　自然语言生成

我们来学习一下自然语言生成
 （Natural Language Generation，NLG）任务：

●NLG被认为是NLP的第二个任务。

●NLG被定义为使用计算机来生成自然语言的过程。

●机器的输出应当有合理的风格、意义，也就是说机器生成的自然语言应当是逻辑合理的。

●为了达到生成逻辑合理的输出的目的，很多NLG系统利用基本的事实或是基于知识的表示
 （knowledge-based representation）。

●举个例子，你有一个能根据具体话题来写文章的系统。如果我来指导系统生成100个关于奶牛的词，那么系统的输出一定要是正式的句子，同时所有的句子应当是逻辑正确、上下文合理的。


3.1.3　NLU和NLG的区别

在这里，我们来看一下NLU和NLG的区别。
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3.1.4　NLP的分支

NLP包括两个分支，这两个分支帮助我们来开发NLP应用。一个是计算分支，也就是计算机科学
 （Computer Science）分支，另一个是语言学
 （Linguistics）分支。参见图3.1。
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图3.1　NLP的分支

语言学分支关注怎样使用多样的科学技术来分析自然语言。所以，语言学分支会对形式、语义和上下文环境做科学分析。

所有的语言学分析的实现都可以借助计算机科学技术。我们可以使用这些分析并将分析得到的元素作为机器学习算法的输入，构建一个NLP应用。在这里，机器学习算法是属于计算机科学的部分，语言分析是语言学的部分。

计算语言学领域会帮助你同时理解计算机科学和语言学。

下面列出了一些工具，这些工具都基于计算机科学技术实现了语言学概念。这些工具经常被用来开发NLP应用。

●词性标注器
 （POS taggers）被用于处理词性标注问题
 （POS tagging）。比较出名的类库是nltk和pycorenlp。

●形态分析器
 （morph analyzer）被用来生成词语级别的词干。在这个任务上，nltk和polyglot类库会被使用。

●句法分析器
 （parser）被用来抽取句子结构。在这个任务上，我们会使用Stanford CoreNLP和nltk来生成句法树。你也可以使用一个叫spaCy的Python类库。


3.2　上下文无关文法

现在我们来关注一下NLU任务，首先需要理解上下文无关文法
 （Context-Free Grammar，CFG）及其在NLU中的应用。

上下文无关文法的定义包括四个主要的组成部分。这四部分的形式化表示如下：

●一个非终结符集合N。

●一个终结符集合T。

●一个开始符S，S同时也是一个非终结符。

●一个产生规则
 （production rules）集合P，用来生成句子。

下面举例说明上下文无关文法术语：

X→∝

这里，X→∝被称为短语结构规则
 （phrase structure rule）或产生规则
 （production rule），也就是上文提到的P。X∈N代表X是非终结符；∝∈{N or T}表示∝属于终结符或是非终结符。X可以被重写成∝的形式。这条规则可以告诉你可以重写什么元素
 （element）来产生一个句子，以及这些元素的顺序应该是什么样子的。

现在给出一个实际的NLP例子。我会使用CFG规则来生成一个句子。现在来处理一个简单的句子结构来理解上面提到的概念。

现在来想一下，来生成一个语法正确的英语句子需要哪些基本元素。

我希望你能记得名词短语
 （noun phrases）和动词短语
 （verb phrases）是句子的重要组成部分。所以，从这里开始，我想要生成下面一个句子：

He likes cricket.

为了生成上面这个句子，我给出了下列的产生规则：

●R1:S→NP VP

●R2:NP→N

●R3:NP→Det N

●R4:VP→V NP

●R5:VP→V

●R6:N→Person Name|He|She|Boy|Girl|It|cricket|song|book

●R7:V→likes|reads|sings

该句的句法树如图3.2所示。
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图3.2　使用产生规则得到的句法树

现在来看一下这个句法树是怎样被生成出来的。

根据产生规则，我们能看到S可以被重写成一个名词短语（NP）和一个动词短语（VP）的组合，请看R1规则。

NP可以进一步被重写成名词（NN）或是一个限定词（Det）加名词的形式，请看规则R2和R3。

现在可以把VP重写成一个动词（V）加NP的形式，或是一个VP可以被重写成一个V，请看规则R4和R5。

N可以被重写成一个人名或是He，She等词，N是一个终结符，请看规则R6.

V可以使用规则R7中的任意一个右端选项来重写，V也是一个终结符。

通过使用所有这些规则，我们生成了图3.2中所示的句法树。

如果你不能生成一棵句法树，也不用担心。我们会在第5章中看到具体的概念和实现细节。

这里，我们看了一个非常基本和简单的CFG例子。上下文无关文法也被叫作短语结构文法
 （phrase structure grammar）。

练习

1.使用前面提到的那些规则来生成一个句子，生成如下句子的句法树：

She sings a song.

2.制定产生规则并为下面句子画一棵句法树：

That boy is reading a book.


3.3　形态分析

现在来探索形态分析领域中的基本术语。这些术语和概念可以帮助你解决实际问题。


3.3.1　形态学

形态学（morphology）是语言学的一个分支，主要研究词语是怎么被构造和生成的。


3.3.2　词素

在语言学中，词素（morpheme）是给定语言的最小意义单元。形态学中重要的部分就是词素，词素是形态学的基本单元。

举个例子，“boy”这个词包含一个词素，而“boys”包括两个词素，一个是“boy”，另一个是“-s”。


3.3.3　词干


词干
 （stem）是词的一部分，可以允许一个词缀附着在上面。“tie”这个词是词根，然而“untie”这个词是词干。

现在，我们来理解一下形态分析任务。


3.3.4　形态分析

形态分析（morphological analysis）被定义为语法层面上的分析任务，它分析词是怎么由词素构成的，以及哪些是语义构成的最小单元。

一般来说，词素是词缀（affix）。这些词缀可以被分成四种类型：

●前缀
 （prefix），在词干前面出现，比如un
 happy。

●后缀
 （suffix），在词干后面出现，比如happiness
 。

●内缀
 （infix），在词干中间出现，比如bum
 ili。

●环缀
 （circumfix），包围着一个词。环缀在词干的前面和后面出现。例如，ka
 baddangan
 。

形态分析被用于分词
 （word segmentation）、词性标注
 （part of speech tagging）中。我会在3.4节解释词性标注任务，所以在讲到该点之前请容忍我未做解释。

举个例子来实际地解释前面提到的概念。拿“Unexpected”这个词来举例。图3.3会给你一些关于词素的概念，以及怎样进行形态分析。

在图3.3中，我们从词素的视角来表达了“Unexpected”，并针对词素进行了形态分析。“Un”是前缀，“ed”是后缀，“Un”和“ed”统称为词缀。“Unexpect”是词干。
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图3.3　词素和形态分析

现在来看另一个重要的概念，并尝试把这个概念和词素概念关联起来。这里会讲该怎样定义一个词。


3.3.5　词

词（word）是可以作为句子中可脱离出来的最小意义单元。

请再去回想一下词素的定义，并尝试把词素和词的定义联系起来。要求你这样做的原因是，你可能会把词和词素两个概念混淆起来，或是你不确定这两个概念之间具有哪些不同之处。如果你没有很好地理解它们，就会很容易混淆。

这两个概念看上去是相似的，但是词和词素之间存在着小区别。我们来看一下下面表格中的区别：
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3.3.6　词素的分类

词素的分类可以告诉我们关于形态分析这个概念的大量信息，如图3.4所示。
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图3.4　词素的分类

词素大致可以分为两种类型。

3.3.6.1　自由词素

自由词素（free morpheme）可以理解如下：

自由词素可以独立存在并充当一个词。它也被称为无边界词素或独立词素。

示例：Dog、cats、town和house。

以上的所有词都可以和其他词一起使用。自由词素可以和其他词一起出现，当它们单独出现时，它们将传达不同的信息。

这样的示例有：Doghouse、town hall。

本例中，doghouse的意义和单独的dog或house都不相同，town hall也是一样。

3.3.6.2　边界词素

边界词素（bound morpheme）通常带有词缀，它们被进一步分为两类。

1.派生词素

派生词素由不同的词缀同词根相结合来区分，它们的含义也会随之发生变化。

举例如下：

●以单词unkind为例，在这个词中，un是词的前缀，kind是词根。前缀un充当了派生词素，并改变了词kind的含义，将它变为了反义词unkind。

●以单词happiness为例，在这个词中，-ness是派生词素，happy是词根。-ness将happy变为了happiness，改变了单词的词性，happy是一个形容词，而happiness是一个名词。词性指词的不同种类，如形容词、名词等。

2.屈折词素

屈折词素是添加在一个词后面的后缀，它们为词赋予了特殊的语法特性。屈折词素隐含了时态、数量、词性等特性的语法标签。简单来说，屈折词素是那些修饰动词时态、方向、语气、人、数量（单数和复数）、性别、人名，但并不改变词义和词性的词素。

示例如下：

●在单词dogs中，-s改变了dog的数量，将它从单数转变为复数。

●单词expected包含了-ed，这是一个修饰动词时态的屈折词素。

下面的链接提供了从词素生成词干的代码，代码使用了nltk和polyglot库：https://github.com/jalajthanaki/NLPython/blob/master/ch3/3_1_wordsteam.py
 。

请看图3.5和图3.6中的代码片段。
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图3.5　使用nltk从词素中生成词干

图3.6展示了polyglot类库是怎样被使用的。
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图3.6　使用polyglot类库从词素中生成词干

图3.7展示了代码片段运行时的输出。

[image: ]


图3.7　图3.5和3.6中代码片段的输出


3.3.7　词干和词根的区别

区别具体如下表所示。
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练习

1.像我们在图3.3中做的那样，对“redness”“quickly”“teacher”“unhappy”“disagreement”等词做形态分析。定义前缀、后缀、动词和词干。

2.使用nltk和polyglot类库生成“readness”“quickly”“teacher”“disagreement”“reduce”“construction”“deconstruction”的词干。

3.生成“disagree”“disagreement”“historical”的词干和词根。


3.4　词法分析


词法分析
 （lexical analysis）是把一段文本分割成词、短语和其他意义单元的过程。词法分析要基于词汇的分析。在这种分析中，我们关注词、短语和其他元素，像符号的意义。

有时，词法分析可以被近似地描述为词条化（tokenization）。所以在讨论词条化之前，先来理解一下词条（token）是什么，词性标注是什么。


3.4.1　词条

词条被定义为词法分析过程中得到的有意义元素。


3.4.2　词性标注


词性
 （Part Of Speech，POS）是指一类词或是词法项（lexical item）具有相似的语法属性。具有相同词性的词在句子的语法结构中具有相似的行为。

在英语中，词性类别有：动词（verb）、名词（noun）、形容词（adjective）、副词（adverb）、代词（pronoun），介词（preposition）、连词（conjunction）、感叹词（interjection）。有些时候。还有数词（numeral）、冠词（article）和限定词（determiner）。


3.4.3　导出词条的过程

句子是由词汇序列构成的，我们需要从句子中导出独立的有意义组块（被称为词条），这个导出过程被称为词条化
 ：

●从文本中导出词条需要两步。如果你是要处理段落，那么首先需要做句子切分、然后是词语切分来生成这些词条。

●词条化和词形还原是对词法分析非常有用的过程。我们可以使用nltk类库来做词条化和词形还原。

●词条化可以被定义为确定句子或是词边界的问题。

●词形还原可以被定义为确定句子中词的词性标记和意义的过程。

●词形还原也包括通过词性标注来对词条做消歧的过程。在这个过程中，上下文窗口是短语级别的或是句子级别的。

你可以在GitHub上找到相关代码：


https://github.com/jalajthanaki/NLPython/tree/master/ch3




图3.8展示了代码片段。
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图3.8　词条化的代码片段

图3.8中代码运行结果如图3.9所示。
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图3.9　词条化和词形还原的输出


3.4.4　词干提取和词形还原的区别

词干提取和词形还原都是通过移除内缀对给定的词进行归一化来考虑词的意义。这两者之间的主要不同如下表所示。
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3.4.5　应用

你必须知道怎样用词法分析技术开发NLP应用。因此现在来列出一些使用词法分析的NLP的应用。

●词法分析像句子切分和停用词检测经常被用在预处理上。

●词法分析可以用于开发词性标注器。一个词性标注器是为文本流生成词性标签的工具。


3.5　句法分析

我们在词法分析中看到了词汇层面的分析。在本节中，我们会从更高的层面来看事情。我们会通过考虑句子中的短语来聚焦句子的语法和结构。

现在来定义句法分析，并看一下句法分析在NLP应用中怎样应用。

句法分析（syntactic analysis）是指给定句子或句子片段来做逻辑意义分析的过程。我们也要考虑语法规则来定义句子的逻辑意义和句子的正确程度。

句法分析是处理自然语言句法的任务，在NLP领域中已经被很深入地研究。在句法分析中，文法规则被用于确定哪些句子是合法的。语法被用来开发一个可以产生结构化表示或句法树的句法分析算法。

在这里，我会使用nltk和基于Stanford CoreNLP的一个叫作pycorenlp的类库来生成句法分析树。请参考图3.10和图3.11中的代码片段，图3.12给出了相应的输出。
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图3.10　句法分析代码片段

图3.11展示了怎样使用Stanford Parser来做句法分析。
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图3.11　句法分析的代码片段

图3.12展示了上面代码片段的输出结果。
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图3.12　句法分析输出的结果

我们会在第5章中看到句法分析工具和其开发周期。


3.6　语义分析


语义分析
 （semantic analysis）关注自然语言的意义。本节会探索语义分析的定义、构成元素和应用。

现在我们开始语义旅程，如果你想在这个分支上做一些很酷的事情，这段旅途会很有意思。


3.6.1　语义分析概念

语义分析是要生成自然语言语义的表示。你可能会想，如果词法分析也是在关注给定文本流的词义信息，那么语义分析和词法分析的区别是什么呢？答案是词法分析基于较小的词条，更关注词的意义，但是语义分析关注更大的组块（chunk）。语义分析可以处理短语层面、段落层面和文档层面的信息。语义分析分为两个部分：

●研究每个独立的词的意义，称为词法分析。

●另一部分是研究自然语言上下文环境中每个独立的词是怎样组合起来提供句子或段落的语义。

举例说明，有句子“white house is great”。如果是在“美国白宫”的上下文环境中，那句子描述的就是“白宫”，而句子也可以是在描述附近一座宏伟的白色的房子。所以捕获句子合适的语义是语义分析的任务。


3.6.2　词级别的语义


词汇语义
 （lexical semantic）包括：词（word）、子词（sub-word）或是像词缀一类的子单元（sub-unit），还有复合词（compound word）和短语（phrase）。词和子词等被称为词项（lexical item）。

词法层面的研究包括：

●词项的分类（classification）。

●词项的分解（decomposition）。

●不同词级别语义结构的区别与相似之处。

●词级别的语义是词项、句义和句法之间的关系。

下面让我们来看一下语义分析里的不同元素。


3.6.3　上下位关系和多义词

上下位关系描述的是一个泛化的项和其具体的实例之间的关系。这个泛化的项被称为上位词
 （hypernym），泛化项的具体实例被称为下位词
 （hyponym）。

所以，“颜色”是上位词，“红、绿、黄”等是下位词。

3.6.3.1　同形异义词

同形异义词（homonymy）是指具有相同结构、拼写或形式，但具有不同语义且彼此相互无关的一些词。

“bank”这个词是一个经典的样例，既可以表示“金融机构”，也可以表示“河岸”。

3.6.3.2　多义性

为了理解多义性这个概念，我们会关注句子中的词。多义性（polysemy）是指一个词或是短语具有不同但相关的意义。这些词也被称为词法歧义词（lexically ambiguous word）。

3.6.3.3　多义性和上下位关系的区别

如果一个词被用来表达多种意义，那么就可以说这个词是多义的
 （polysemous）。这个词所表达的多种意义是具有明显区别的。

如果有两个或两个以上的词，它们具有相同的读音或是拼写，但是不具有相关的意义，那么它们是同形异义词。


3.6.4　语义分析的应用

语义分析是一个开放的研究领域，很多基本概念可以被用在如下应用中：

●词义消歧是NLP中的一个基本任务，在解决这个问题时语义分析被频繁地使用。对于印度语来说，这还是一个开放的研究领域。

●我们能在第7章中看到词义消歧的使用。

●word2vec概念被提出用来处理语义相似度。我们会在第6章中看到这个概念。


3.7　消歧

当我们开始做语义分析时，我们可能会发现有一些对NLP系统来说歧义很大的场景。在这些场景中，我们需要知道有哪些种类的歧义存在，需要以何种方式来处理它们。
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图3.13　歧义的类型

歧义是NLP和感知科学领域中的一个暂时还没有很好解决方案的问题。有些时候，句子是非常复杂和模糊的，以至于只有说话的人才能定义好句子的具体含义。

一个单词、短语或是句子如果具有多重意思，那么就是歧义的。像“light”这个词，既可以表示“轻”，也可以表示“明亮”。这就是词层面的歧义。像“porcelain egg container”这个短语，是结构层面上的歧义。我们在自然语言处理过程中，会遇到各种不同类型的歧义。

首先我们来看一下歧义的各种类型，然后来学习怎么使用可行的方法来处理这些歧义。图3.13中展示了各种不同类型的歧义。


3.7.1　词法歧义


词法歧义
 （lexical ambiguity）是词汇层面的歧义。一个独立的词由于其内部结构和句法的类别的不同可以有多种意思。例如：

●句子1：Look at the stars.（“look”是动词。）

●句子2：The person gave him a warm look.（“look”是名词。）

●句子3：She won three silver medals.（“silver”是名词。）

●句子4：She made silver speech。（“silver”是形容词。）

●句子5：His stress had silvered his hair.（“silvered”是动词。）

在上面的例子中，具体的词根据句子结构的不同会改变它们的词性标签。这种类型的歧义可以使用两种方法来解决：

●使用准确的词性标注工具来解决此类歧义。

●WordNet针对具体词的词性标签有多种应用场景，可以用来处理歧义。

印度的很多语言都需要处理词汇的歧义问题。


3.7.2　句法歧义

可以看到，在句法分析中，词序列是具有语法结构性的。对于词汇序列可能会存在不同的结构性解释。在句法歧义
 （syntactic ambiguity）的情况下，句法结构是不清晰的，这种歧义不同于词汇层面的歧义。下面是一个句法歧义的例子：

The man saw the girl with the telescope.

这个句子里的歧义出现在究竟是“一个男人看见了一个拿望远镜的女孩”，还是“一个男人使用望远镜看见了一个女孩”。这一类歧义是介词短语（prepositional phrase）类歧义。

解决句法歧义的方法

我们需要使用统计的方法得到最大似然比来解决这一类歧义问题。一方面需要统计动词和介词的共现程度，另一方面需要统计名词和介词的共现程度。计算对数似然比的计算公式如下：
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这里，p(p|v)是动词v后面接以介词p开头的介词短语的概率。p(p|n)是名词n后面接以介词p开头的介词短语的概率。如果F(v,p,n)<0，那么我们就认为介词是跟在名词后面修饰名词的。如果F(v,p,n)>0，那么我们就认为介词是跟在动词后面修饰动词的。具体的实现会在第5章讲解。


3.7.3　语义歧义

当词汇的意思可以被误读时，语义歧义
 （semantic ambiguity）就发生了。例如：

ABC head seeks arms

在这个句子里，“head”的意思或许是“首领（chief）”或许是“头部”；同样，“arms”可能是“武器（weapons）”，也可能是“手臂”。

如何准确地进行语义层面的消歧目前还是一个开放性的研究领域。现在，词向量（word2vec）技术可以被用来解决这个问题了。


3.7.4　语用歧义


语用歧义
 （pragmatic ambiguity）发生的原因是不同上下文环境中的短语可能具有多重意义。例如：

Give it to that girl.

这句话可能有多种意思。我们将其置于一个大的上下文环境中：

I have chocolate and a packet of biscuits.Give it to that girl.这里，“it”指代的是“chocolate”还是“the packet of biscuits”并不明确。

处理这种歧义还是一个开放性的研究领域。


3.8　篇章整合

篇章整合（discourse integration）的概念和语用的概念密切相关。篇章整合被认为是小部分的自然语言结构所处的大环境。自然语言是复杂的。多数时候，文本序列的意义依赖于先前的篇章。

篇章整合的概念常常出现在语用歧义问题中。这种分析是用来处理前面的句子是如何影响后面句子的意义的。句子所处的上下文环境可以是更宏观的，比如段落层面的、文档层面的等。

应用

篇章整合可以被用于如下任务：

●自然语言生成（NLG）

●聊天机器人（用来实现通用AI）。

在这些应用中，深度学习方法已经被使用了。在第9章中，我们会看到使用深度学习方法的NLG。


3.9　语用分析

语用分析（pragmatic analysis）需要处理外部的词汇知识，这些知识是指对于文档（document）或是检索（query）来说是外部的知识。语用分析关注于解决句子真正想表达的意思，得到语言不同角度的意义，需要真实世界的知识。例如：

Prunning a tree is a long process.

这里“Pruning a tree”是计算机科学中算法技术部分的一个概念。说“Pruning”不是指去砍一棵真实的树，而是我们在讨论计算机算法。这是一个歧义的场景。怎么来处理这种歧义也是一个开放性的研究领域。大型的科技公司们使用深度学习技术来做语用分析，尝试生成句子准确的上下文来开发更好的NLP应用。


3.10　总结

本章探索了基本的语言学概念，这些概念在开发NLP应用时被使用。我们看到了各种自然语言相关的分析，词汇和更高层面的分析，解决歧义的一些关键概念之间的区别。本章以后，你能够知道哪些语言学概念或工具对你来说是有用的。对语言学、计算语言学或是计算机科学自然语言处理专业感兴趣的研究者能找到潜在的研究领域。

下章中，我们会关注实际编码层面的事情，开始我们开发NLP应用的旅程。下一章所有的内容都是关于预处理数据的，这是开发NLP应用基础但是重要的一步。预处理中会涉及本章我们论述的概念，在标准的预处理过程中，我们会使用这些概念。


第4章　预处理

本章起的大部分章节都将包含代码，请读者在学习过程中持续编写和执行代码以掌握实践技巧。

这一章将介绍如何根据不同的NLP应用进行数据预处理。本章包含如下内容：

●处理原始语料库文本

●处理原始语料库句子

●基础预处理

●实践和个性化预处理


4.1　处理原始语料库文本

本节讲述如何获取原始文本，对文本进行预处理并识别句子。

本节流程如图4.1所示。
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图4.1　处理原始语料文本的流程


4.1.1　获取原始文本

我们可以从三种资源获取原始文本数据：

●原始文本文件。

●在脚本中使用局部变量定义原始语料文本。

●从nltk获取语料库。

对应场景分别如下：

●原始文本文件获取：在我的本地电脑上，有一个.txt文件以段落的形式包含有文本数据。我希望读取这个文件的内容，加载它，并运行分句工具。

●在脚本里以局部变量的形式定义原始语料文本：如果数据的量很少，那么可以把它赋值给一个局部字符串变量。如：
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●从nltk获取语料库：从nltk导入一个语料库，如brown语料库、gutenberg语料库等，并加载它们的内容。

本节的示例代码中定义了三个函数分别展示了对上述三种资源的获取：

●fileread()：从文件读取内容

●localtextvalue()：加载局部定义的文本

●readcorpus()：读取gutenberg语料库的内容

代码如图4.2所示。
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图4.2　获取原始数据的不同方法

你可以通过下面的GitHub链接获取代码：https://github.com/jalajthanaki/NLPython/blob/master/ch4/4_1_processrawtext.py
 。


4.1.2　小写化转换

将数据进行小写化转换有利于预处理和NLP应用的后续阶段，如句法分析。

实际上，将文本转化为小写形式非常简单。下面的GitHub链接给出了对应的代码：https://github.com/jalajthanaki/NLPython/blob/master/ch4/4_4_wordtokenization.py
 。

图4.3给出了小写化转换的示例。
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图4.3　数据的小写化转换

上述代码的输出如下：

[image: ]



4.1.3　分句

在原始文本数据中，数据是段落形式的。如果希望得到其中的句子，就需要对文本进行分句。
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 注意：
 分句是识别句子边界的过程，也称为断句、句子切分或句子边界消歧。这一过程识别一句话的起始和结束位置。

一些特殊情况下，也需要为分句工具定义一些规则。

一些可用于分句的开源工具如下：

●OpenNLP

●Stanford CoreNLP

●GATE

●nltk

本节以使用nltk分句工具为例。

在代码中使用nltk中的sent_tokenize模块，并将它引用为st，定义函数如下：

●sent_tokenize(rawtext)：使用原始文本字符串作为参数。

●st(filecontentdetails)：将原始数据信息以参数形式提供给函数。

本节代码可以在下面的链接查看：https://github.com/jalajthanaki/NLPython/blob/master/ch4/4_1_processrawtext.py
 。

如图4.4所示。
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图4.4　nltk分句示例代码

分句任务的挑战

乍一看，你可能会觉得，从给定的原始数据中找到一句话的边界没什么大不了的。

实际上，不同语言的分句有很大的区别。

当面临下面这些场景的时候，事情会变得更复杂。

●一个句号后面紧接着一个小写字母，同时这个句号不代表分句标识：

■句子：He has completed his Ph.D.degree.He is happy.

■上例中，分句器应该在单词degree后面进行分句操作，而不是Ph.D.后面。

●一个句号后面有小写字母，同时这个句号后应该进行分句。这是一个常见的书写错误：

■句子：This is an apple.an apple is good for health.

■上例中，分句器应该在单词apple后进行分句操作。

●句子中存在姓名缩写的话，缩写后不应执行分句：

■句子：Harry Potter was written by J.K.Rowling.It is an entertaining one.

■上例中，不应该在J后执行分句操作，而是在Rowling后进行分句。

●语法修正软件Grammarly为分句制定了一系列规则，并在分句任务中达到了很高的准确率。该软件的下载地址如下：https://tech.grammarly.com/blog/posts/How-to-Split-Sentences.html
 。

解决上述问题的方法如下，但准确率取决于它们的实现程度。

●开发一个基于规则的系统以增强分句器的性能。

■使用命名实体识别
 （NER）、词性分析或句法分析工具，分析上述工具的输出，结合分句器的输出，并校正分句器的错误。在本节的场景中，需要制定规则并编码，然后对结果进行检验。

◆测试代码！你需要检查一些特例，代码是否在这些情况下表现良好？如果是的，很好！如果不是，需要进行进一步改动。

○使用机器学习
 （ML）或深度学习技术改进分句器：

□如果有足够的人工标注数据，那么你可以使用标注数据集训练一个模型，并基于训练好的模型进行分句预测。

□这种情况下需要对模型的工作质量进行检查。


4.1.4　原始文本词干提取

正如第3章提到的，词干提取是通过删除或置换后缀的方法，将句子中的每个词转化为它的原型的过程。

本节讲述在原始文本上进行词干提取的方法。

我们使用nltk中的PorterStemmer进行词干提取，代码如图4.5所示。
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图4.5　使用PorterStemmer对原始文本进行词干提取

代码输出如下：
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将上面的输出和原文进行对比，可以看到如下变化：
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不同的单词被加粗表示。

原始文本词干提取面临的挑战

词干提取工具最初是为英文开发的，并展现出了很好的准确率。但是对其他语言，如乌尔都语和希伯来语来说，词干提取工具的表现就不那么好了。因此，开发其他语言的词干提取工具是相当有挑战性的，这仍然是一个开放的研究领域。


4.1.5　原始文本词形还原

词形还原是识别正确的词性
 （POS）和句子中出现的单词的含义的过程。

在词形还原的过程中，单词的变元结尾被移除，并被转化为词典或词汇表中出现的基本形式。如果对原始文本中的所有单词进行合适的词汇和形态分析，词形还原的准确率将很高。

词形还原通过使用诸如WordNet的标记词典将原文本中的单词转换为其词条。

词形还原与词干提取密切相关。
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 注意：
 在词形还原中，需要考虑词语的词性和上下文，但在词干提取中则不需要考虑。

示例如下：

●句1：It is better for you.

■句1中出现了单词“better”。“better”和“good”的词形都是“good”，但词干提取的结果是缺失的，因为本例中的词干提取需要依赖字典查找。

●句2：Man is walking.

■单词“walking”由词“walk”派生得到，本例中词干提取和词形还原的结果是一样的。

●句3：We are meeting tomorrow.

■单词“meeting”由原型“meet”派生得到。由于原型“meet”既可以做名词也可以做动词，它取决于这个单词在句子中的含义。因此，词形还原过程尝试根据词性选择正确的词形。

图4.6展示了对原始文本进行词形还原的代码。

[image: ]


图4.6　对原始文本进行词干提取和词形还原

代码输入及输出如下所示。

给定的输入是：
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给出的输出是：
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在词形还原过程中使用了不同的POS标签，它们的缩写说明如下：

●v表示动词。

●n表示名词。

●a表示形容词。

●s表示附属形容词。

●r表示副词。

lemmatizer()函数使用了上述的所有POS标签。

可以从这个GitHub链接获取代码：https://github.com/jalajthanaki/NLPython/blob/master/ch4/4_2_rawtext_Stemmers.py
 。

原始文本词形还原面临的挑战

词形还原需要使用诸如WordNet等的标注词典。大部分情况下，词典都是人工标注的，为不同语言生成WordNet所需的人工成本和时间花费是一个挑战。


4.1.6　停用词去除

对情感分析、文本摘要等NLP应用来说，停用词去除是一个重要的预处理步骤。

去除停用词和删除常见词一样，是一个基础但重要的步骤。图4.8中展示了需要被去除的停用词列表，它由nltk生成，代码如图4.7所示。
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图4.7　查看英语停用词的代码
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图4.8　nltk英语停用词列表

nltk包含了一个英语停用词的可读列表。你也可以在自己的NLP应用中定义想要去除的停用词。

图4.9展示了去除自定义停用词的代码片段。
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图4.9　去除自定义停用词

代码的输出如下：
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图4.10展示了对英文原始文本进行停用词去除操作的过程：
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图4.10　从原始文本中去除停用词

代码输出如下：
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练习

选择数据文件夹中名为rawtextcorpus.txt的文件，以读模式打开，使用nltk停用词列表对文件进行停用词去除。分析输出来更好地理解停用词去除的过程。

在这一节里，我们分析了原始文本。下一节将介绍句子级别和词级别的预处理。


4.2　处理原始语料库句子

上节对原始文本进行了处理。这一节将从词级别介绍词条化、词形还原的概念。


4.2.1　词条化


词条化
 （word tokenization）是将一段文字切成单词、句子和有意义的短语的过程。词条化的输出是单词，也叫作词条
 。

图4.11展示了词条化的代码。
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图4.11　词条化代码

代码运行结果如下。

输入为：
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输出为：
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词条化面临的挑战

如果对上面的输出进行分析，你会发现单词“don’t”被词条化为“do”和“n’t know”。用nltk对这种词进行词条化是很痛苦的。

为了解决这样的问题，可以编写异常处理代码提高工具的正确率，使用正则匹配规则解决上面的问题，但这些规则在不同的应用上有很大的区别。

词条化的另一个挑战则涉及乌尔都语、希伯来语、阿拉伯语等。在这些语言中，确定词的边界并从句子中找出有意义的词条是非常困难的。


4.2.2　单词词形还原

单词词形还原（word lemmatization）和上一节中提到的概念相同，因此本节将进行快速回顾。

单词词形还原是将一个词从屈折形式转换为原型。在单词词形还原中，将考虑词性标注标签。根据POS标签，我们可以从词语的WordNet中找到派生出它的原型。

图4.12展示了相关代码。

[image: ]


图4.12　词形还原代码

代码输出如下：
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单词词形还原面临的挑战

建立一个词典需要消耗很长时间。如果你想要构建一个能够包含很多内容的词形还原工具，可以参考前文的内容，这仍是一个开放的研究领域。


4.3　基础预处理

本节介绍了NLP应用的预处理过程中简单、易于编码但同时也值得关注的内容。


4.3.1　正则表达式

本节讲述预处理中最常用的一些有趣概念，学习高阶正则表达式。

对于那些不了解正则表达式的人，有必要先解释一下正则表达式
 （regex）的基础概念。

正则表达式有助于从字符序列中对一些特定的模式进行查找或查找-替换。使用正则表达式的时候需要遵循特定的语法。

很多在线工具都可以帮助开发和测试正则表达式，我最喜欢的在线正则表达式开发工具是https://regex101.com/
 。

也可以参考Python的正则表达式库官方文档：https://docs.python.org/2/library/re.html
 。

4.3.1.1　基础正则表达式

在进行自定义预处理或脏数据清洗时，正则表达式是一个很好的工具。

Python使用re库实现正则表达式的匹配，示例代码可以从下面的链接获取：


https://github.com/jalajthanaki/NLPython/blob/master/ch4/4_5_regualrexpression.py
 。

4.3.1.2　基础符号

基础符号包括I、L、M、S、U、X：

●re.I：用于需要忽略的情况。

●re.M：当想要在多行中进行模式匹配时，这个符号很有用。

●re.L：用于找到局部依赖。

●re.S：用于寻找点匹配。

●re.U：用于unicode编码数据。

●re.X：使用更可读的格式编写正则表达式。

我们主要使用的有re.I、re.M、re.L和re.U符号。
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图4.13　re.match()和re.search()函数的区别
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图4.14　re.match()和re.search()函数的输出

示例代码使用re.match()和re.search()函数，查找可用于应用的特殊模式。

re.match()和re.search()的区别如下：

●re.match()：这个函数只从字符串的开头检查一次匹配，当找到了匹配的字符串后将返回匹配模式，否则返回空。

●re.search()：这个函数检查字符串中的所有匹配，它将找到给定的字符串或数据中出现过的所有匹配模式。

示例代码如图4.13所示。

代码输出如图4.14所示。

正则表达式的语法如下。

找到字符a和b的单次出现：
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找到除了a和b以外的字符：
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找到a～z的字符：
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找到除了a～z之外的字符：
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找到所有a～z和A～Z的字符：
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任意单个字符：
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任意空格字符：

[image: ]


任意非空字符：
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任意数字：
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任意非数字：
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任意非字母：
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任意字母：
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匹配a或者b：
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a出现0或1次：
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a出现0次或多次：
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a出现1次或多次：
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精确匹配a出现3次：
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匹配a出现3次或多于3次：
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匹配a出现3～6次：
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字符串起始：
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字符串结尾：
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匹配字符边界：
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非字符边界：
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基础代码如图4.15所示。
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图4.15　基础正则函数代码

图4.16给出了代码的输出。
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图4.16　基础正则函数的输出

4.3.1.3　高阶正则表达式

还有一些有用的高阶正则表达式概念。

先行查找（lookahead）和后行查找（lookbehind）用于从数据中查找匹配的子串。本节将简要介绍这些概念和它们的实现。

1.肯定型先行查找

肯定型先行（positive lookahead）查找从字符串中匹配定义模式紧随其后的子串，示例如下：

●句子：I play on the playground.

●假设你想要提取“play”作为模式，但只考虑在其后面跟随“ground”的情况，就可以使用肯定型先行查找。

肯定型先行查找的语法是(?=pattern)。

正则表达式rplay(?=ground)将匹配到只出现在“ground”之前的匹配，即句子中的第一个“play”将不会被匹配到。

2.肯定型后行查找

肯定型后行查找从字符串中匹配定义模式在其前方的子串。考虑下面的例子。

●句子：I play on the playground.It is the best ground.

●假设想要匹配前面出现“play”的“ground”，本例中可以使用肯定型后行查找。

肯定型后行查找的语法是(?<=pattern)。

正则表达式r(?<=play)ground将匹配到前面出现“play”的“ground”。

3.否定型先行查找

否定型先行（negtive lookahead）查找从字符串中匹配不由定义模式跟随的子串。

示例如下：

●句子：I play on the playground.It is the best ground.

●现在你想要找到后面不跟随“ground”的“play”，就需要使用否定型先行查找。

否定型先行查找的语法是(?!pattren)。

正则表达式r play(?!ground)将匹配不由“ground”跟随的“play”，也就是单词“on”前面的“play”。

4.否定型后行查找

否定型后行（negtive lookbehind）查找从字符串中匹配模式不出现在其前方的子串。

示例如下：

●句子：I play on the playground.It is the best ground.

●要提取前面不出现“play”的“ground”则可以使用否定型后行查找。

否定型后行查找的语法是(?<!pattern)。

正则表达式r(?<!play)ground匹配前面不出现“play”的“ground”。

图4.17给出了高阶正则表达式advanceregex()的实现。
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图4.17　高阶正则表达式

代码输出如图4.18所示。
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图4.18　高阶正则表达式的输出


4.4　实践和个性化预处理

有时，我们需要根据NLP应用进行个性化预处理。这种情况下，你可能需要参考下面的内容。


4.4.1　由你自己决定

这一节讨论当你不确定NLP应用需要哪些预处理时，如何进行预处理步骤。在这种情况下，你需要做的是回答下面的几个问题。

你的NLP应用是什么？你需要什么样的数据来构建NLP应用？

●一旦你理解了问题陈述，并清楚了你的输出，那你已经处于很好的状态了。

●现在需要考虑在原始数据文本集中，你需要哪些数据。

●举个例子：如果你想要构建一个文本摘要应用，使用的数据为网络上的新闻文章。你已经构建了一个从网络上爬取新闻文章的爬虫，获取到的新闻文章数据集可能包含HTML标签、长文本等。

对于新闻文本摘要，要如何进行数据预处理？你需要回答下面的相关问题。


4.4.2　预处理流程

●现在，你有文本摘要的原始数据，数据集可能包含HTML标签、重复数据等。

●如果原始数据包含上述内容，那么预处理是有必要的，本例中需要移除HTML标签和重复语句，否则的话，预处理就没那么必要了。

●你还需要进行小写化转换。

●之后，你需要在文本摘要数据集上使用分句模块。

●最后，你需要进行词条化操作。

●数据集是否需要预处理取决于你的问题和原始数据集所包含的数据。

图4.19给出了流程图。


4.4.3　预处理的类型

在文本摘要例子中，如果一个原始数据集包含HTML标签、长文本、重复文本，那么在开发应用、决定输出的过程中，不需要下面的数据：

●不需要HTML标签，所以可以移除它们。

●不需要重复语句，所以可以把它们也移除。

●如果在长文本中可以找到停用词和高频词，你应该移除它们。


4.4.4　理解预处理的案例

如果你有一些实践经验，本节所介绍的关于自定义预处理的内容将对你更有用。
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图4.19　文本摘要预处理的基本流程图

4.4.4.1　语法校正系统

●假设你正开发一个语法校正系统。现在，考虑它的子任务：你希望构建一个能够预测某个句子中的冠词a、an和the的位置的系统。

●对于这类系统，我们不应该去除停止词。因为系统需要对a、an和the进行预测。

●你可以去除完全无意义的词。比如，如果数据集中包含大量的数字符号，可以去除它们。但这次需要仔细分析是否可以去除短的高频词，如缩写，因为系统的功能之一就是预判哪些缩写不是冠词，而哪些可能是。

现在看一个可以应用我们所讲过的所有预处理技术的系统——一个情感分析系统。

4.4.4.2　情感分析

情感分析是指对顾客的评论进行评价，并将它们分为积极、消极和中性三种类别。

●对于这种系统，数据集包含用户评论，其中通常包含口语化语言。

●数据包含非书面语言的情况下，需要删除诸如“Hi”“Hey”“Hello”之类的停用词。我们不通过“Hi”“Hey”“How are you？”来区分用户评论是正面的、负面的还是中性的。

●除此之外，可以删除重复的评论。

●也可以对数据进行词条化和词干提取。

4.4.4.3　机器翻译

机器翻译也是广泛应用的NLP应用之一。在机器翻译中，我们的目标是通过一种逻辑化的方式将一种语言翻译为另一种语言。那么，如果想将英语翻译为德语，需要进行下面的预处理步骤：

1）对整个数据集进行小写化转换。

2）对数据集进行分句以获得句子边界。

3）现在，假设英文语料都在English_Sentence_File文件中，而所有的德语语料都在German_Sentence_File文件中。对于每一个英文句子，在German_Sentence_File文件中都有一个对应的德语句子，这种语料叫作平行
 语料。本例中，你需要确保两个文件中的句子都正确对齐。

4）可以对句子中的词进行词干提取。

4.4.4.4　拼写校正

拼写校正也是预处理中的一个重要工具，用于改进NLP应用。

1.算法

拼写校正的概念来源于对两个字符串进行相似性比较，这一概念现在被广泛使用。本节将介绍一些例子，以便更好地理解字符串相似性检查对我们的帮助。

当你在谷歌上进行检索时，如果搜索关键词中犯了一个拼写错误，那么你会从浏览器中得到一个建议，Did you mean：后面跟随正确的拼写。这一机制旨在纠正拼写错误，而谷歌几乎每一次都能有完美的结果。谷歌不只是进行拼写修改，同时还会检索关键词，并显示最佳结果。这种拼写校正背后的内容就是字符串相似性。

再举一个例子：如果你正开发机器翻译系统，那么当看到机器翻译的字符串时，下一步操作可能是验证输出。此时，你需要将机器的输出与人工翻译的情况进行比较，这可能与机器的输出不完全相似。

如果机器翻译的结果是：“She said could she help me?”，人工翻译的结果可能是：“She asked could she help me?”当将两者进行对比时，你会发现“said”被“asked”替换了。

这种字符串相似性被应用在很多应用中，包括语音识别、其他NLP应用等。

在检查两个字符串的相似性的算法中有三种主要操作，分别是插入、删除和替换。为了避免复杂性，我们不考虑转置和长字符串检查。

我们将从插入操作开始介绍拼写检查算法。

（1）插入操作

一个错误的字符串可以通过一次或多次插入操作得到正确的期望结果。

我们看一个例子。

如果你输入了一个字符串“aple”，那么插入p后你可以得到“apple”，是一个正确的编写。如果你输入了“staemnt”，在插入t和e后你可以得到正确的“statement”拼写。

（2）删除操作

你可以通过删除操作将错误的字符串转化为正确的字符串。

示例如下：

如果输入是“caroot”，为了得到正确的操作，需要删除其中的一个o，得到“carrot”。

（3）替换操作

通过置换字符串中的一个或多个字符得到正确的字符串的操作叫作替换操作。

假设有一个字符串“implemantation”，把a换成e后，可以得到正确的字符串“implementation”。

（4）拼写校正算法

我们使用最小编辑距离算法进行拼写校正。

这个算法将一个字符串x转换为另一个字符串y，并计算这一过程中需要的最小编辑消耗。算法通过插入、删除或替换操作执行转换。

假设字符串x的长度为n，字符串y的长度为m。

算法的伪代码如下：
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算法按下列步骤执行：

1）为n赋值字符串P的长度；

为m赋值字符串Q的长度。

2）如果n=0，返回m并退出；

如果m=0，返回n并退出。

3）创建一个m行n列的矩阵。

4）将第一行初始化为0..n；

将第一列初始化为0..m。

5）循环P的每一个字符（i从1～n）；

循环Q的每一个字符（j为1～m）。

6）如果P[i]等于Q[j]，令cost为0；

如果P[i]不等于Q[j]，令cost为1。

迭代地为矩阵中的每一个单元v[i,j]根据下面三种情况中的最小值赋值：

7）正上方的单元v[i-1,j]+cost。

8）左边的单元v[i,j-1]+cost。

9）左上方的单元v[i-1,j-1]+cost。cost的具体数值也可以根据这三种操作的不同代价自定义得到。

10）在结束第7～9步的循环后，单元v[m,n]的值就是最小编辑距离。

这是拼写校正逻辑的基本算法，也可以将单词的概率分布列入考虑。算法是基于动态规划实现的。

一个将字符“tutour”转化为“tutor”的例子会帮助你更好地理解算法，它们的编辑距离为1。图4.20中的表记录了计算最小编辑距离时矩阵中的值。
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图4.20　计算最小编辑距离

2.实现

我们需要添加字典或从大规模文档中提取单词用于拼写校正。在开发中，我已经使用了大规模文档和单词在文本中出现的概率分布。你可以在这个链接找到更多有关细节：http://norvig.com/spell-correct.html
 。

图4.21给出了拼写校正的代码实现。
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图4.21　拼写校正的实现

图4.22展示了上面代码的输出，输入字符串“aple”，它被成功地校正为了“apple”。
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图4.22　拼写校正的输出


4.5　总结

这一章介绍了用于NLP系统和应用开发中的预处理技术及一个拼写校正系统，你可以将拼写校正系统作为预处理技术的一部分，因为它在NLP应用开发中被广泛应用。此外，你可以在下面的GitHub链接获取代码：https://github.com/jalajthanaki/NLPython/tree/master/ch4
 。

在下一章中，我们将看到NLP系统中最重要的部分：特征工程。一个NLP系统的性能主要取决于我们所提供什么样的数据。特征工程是一门艺术和技能，它是开发NLP系统最重要的组成部分。


第5章　特征工程和NLP算法

特征工程是开发NLP应用的过程中最重要的一部分。特征是机器学习
 （ML）算法的输入参数，算法基于这些输入生成输出。特征工程是一种富含艺术的技术，因为它需要大量的尝试以及对特征工程本身、NLP和ML算法的理解，以选择最合理的特征和算法对NLP应用进行开发。在第2章中，我们学习了数据和语料库是如何被收集的，以及它们的不同类型；在第3章中，我们接触了NLP和句法的一些重要的基础知识。在这一章，我们将运用这些概念生成特征。在第4章中，我们认识了预处理技术。现在，我们将在预处理好的语料上进行工作并从中生成特征。

图5.1将帮助你理解目前所涵盖的所有阶段，以及本章的重点。
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图5.1　特征生成阶段概览

参考第1章中的图1.4，之前的3章已经涵盖了前四个步骤。

本章主要关注NLP应用的实践，包括下面的几个问题：

●特征工程的定义和目的

●NLP中的基础特征

●NLP中的基础统计特征

除此之外，我们还将探讨诸如用于生成特征的工具和库有何不同，都有哪些库可以使用，以及如何在需要时对开源库和工具进行调整。

我们也将看到每个概念都面临哪些挑战。从头开发超出了本书的范围，但我们仍然会介绍开发此类工具的过程和所使用的算法。这将有助于你尝试开发自己的工具，获得处理此类问题的灵感。


5.1　理解特征工程

在学习特征生成技术之前，需要先理解特征工程及其目的。


5.1.1　特征工程的定义

特征工程是从原始数据或语料中生成用于开发NLP应用或解决NLP相关问题的特征（属性或量化属性）的过程。

特征可以被定义为用于构建NLP应用或预测NLP应用的输出时所需要的信息或量化属性。

我们将使用机器学习技术处理自然语言并开发生成最终输出的模型，这种模型叫作机器学习模型
 （ML model）。我们使用特征作为机器学习算法的输入，并训练机器学习模型，在此之后，这个模型可以被用于生成NLP应用的输出。

你也许会疑惑哪些信息可以作为特征，答案是所有能够用于生成一个为NLP应用提供准确而有效的输出的模型的属性都可以作为特征。这些用于输入的特征完全取决于数据集和具体的NLP应用。

特征的生成需要使用NLP应用的领域知识，这也是我们探究基本语言学的原因，这些概念将被应用于特征工程。


5.1.2　特征工程的目的

本节介绍了特征工程的几个主要特点以帮助理解：

●我们所拥有的自然语言形式的原始数据无法被计算机直接理解，算法也不具备直接使用自然语言并为NLP应用生成期望的输出的能力。特征在使用机器学习技术开发NLP应用的过程中起到重要的作用。

●我们需要生成能够表示语料，同时也能够被机器学习算法所理解的特征。机器学习算法只能理解特征，因此如何获得合适的特征是一个重要的问题，这也是特征工程的全部目的。

●当特征生成后，它们将被作为机器学习算法的输入，在处理这些输入后，将得到机器学习模型，这些机器学习模型被用于接收新的特征并预测输出。机器学习模型的准确率和效率主要依赖于特征，这也是我们说特征工程是一门富含艺术的技术的原因。


5.1.3　一些挑战

特征工程面临的一些挑战如下：

●获取好的特征很困难，有时非常复杂。

●在生成特征后，我们需要决定选择哪些特征并在此之上应用机器学习技术，这一过程起到重要作用。选择合适的特征的过程叫作特征选择
 。

●在特征选择的过程中，有时需要清除一部分不太重要的特征，这也是特征工程的一个关键部分。

●人工特征工程是十分耗时的。

●特征工程依赖于领域专业知识，或至少是领域相关的基础知识。


5.2　NLP中的基础特征

在这些挑战之外，NLP应用在很大程度上依赖于根据各种NLP概念人工生成的特征。我们就将从这一点起探究NLP中的基础特征。


5.2.1　句法分析和句法分析器

通过进行句法分析，你将得到几乎有助于所有NLP应用的重要特征。

我们会探讨句法分析器和句法分析的概念，之后，本节将介绍上下文无关文法
 （CFG）、概率上下文无关文法
 （PCFG）以及统计句法分析器的开发方法。如果你希望开发自己的句法分析器，本节会解释其开发流程；如果你想要调整已有的句法分析器，我们也会介绍所需的步骤；同时，我们会尝试使用现有的句法分析工具进行一些实践。本节的最后将讨论句法分析所面临的一些挑战。

5.2.1.1　句法分析器基础

我们使用NLP术语来解释句法分析器。分析器的概念也出现在计算机科学的其他领域，但这里我们只讨论其在NLP领域的作用。

在NLP领域，句法分析器是一个把自然语言表示的句子或词条序列作为输入的程序或者工具。它将输入序列切分为更小的模块，帮助我们理解其中每一个元素的语义角色和句子的基本语法含义。在NLP中，句法分析器实际上使用上下文无关文法和概率上下文无关文法分析句子。第3章已经介绍了上下文无关文法。

句法分析器的结果通常表示为一个句法分析树或抽象语法树，它们通过文法规则生成。

参阅图5.2中的句法规则。

首先讨论其中的符号：

●S代表句子。

●NP代表名词短语。

●VP代表动词短语。

●V代表动词。

●N代表名词。

●ART代表冠词a、an或the。

图5.3给出了使用这些句法规则生成的一个句法树。

[image: ]


图5.2　用于句法分析器的句法规则
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图5.3　使用图5.2中定义的句法生成的句法树

在图5.3中，句子被转换成了句法树的形式，正如图中所示，句子中的每个单词都由图5.2中所定义的文法中的对应符号表示。

句法分析器有两种主要类型，我们不在这里深入探究每种类型分析器的技术，这更属于编译器设计的领域。相反，我们主要探讨句法分析器的类型，这样你将清楚在NLP中我们通常使用哪些类型的句法分析器，参照图5.4。

下一节会讨论自顶向下句法分析器和自底向上句法分析器的区别，它们的差异主要与过程有关，并伴随每种句法分析器的介绍。

5.2.1.2　理解句法分析概念

首先探讨句法分析的概念。句法分析是接收一个句子或词条序列，借助于定义好的形式语法规则，理解句子的结构和意义的形式化分析流程。句法分析使用句子中的每个词并根据成分结构确定其结构类型。什么是成分结构？成分结构源于观察什么词和其他词结合能够形成一个合理的句子单位。比如，在英语中，主语通常出现在句子的最前面，He is Tom这句话对我们来说有意义，而句子is Tom he则没有意义。我们通过句法分析来检查并试图获得一个合理的成分结构。下面的几点解释了句法分析器和句法分析的作用：
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图5.4　句法分析器的类型

●句法分析器工具按照文法规则执行句法分析过程并生成句法树。句法树用于验证句子的语法结构的正确性，如果句子的句法分析树遵循文法规则并能生成有意义的句子，那么就说该文法和使用该文法生成的句子是有效的。

●句法分析会生成一个句法树作为输出以辅助检测句子的歧义性，有歧义的句子通常会生成多个句法树。

下表是自顶向下句法分析器和自底向上句法分析器的区别。
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你会在下面的章节逐渐了解这些分析器是如何构建的。

5.2.1.3　从头开发一个句法分析器

本节我们将尝试理解著名的Stanford句法分析器的流程以及用于开发该统计句法分析器的算法。

为了能够理解最终过程，我们需要先了解一些基础模块和概念，然后再将它们结合以理解构建Stanford句法分析器等统计句法分析器的整体流程。

5.2.1.4　文法类型

本节将介绍两种文法类型，帮助我们理解一个句法分析器是如何工作的。作为先决知识，我们只对其进行简单的解释而不过分深入。我们将使用尽可能简单的描述来介绍这些帮助理解开发句法分析过程的概念。

图5.5提到了两种类型的文法：
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图5.5　（用于句法分析的）文法类型

●上下文无关文法

●概率上下文无关文法

1.上下文无关文法

在第3章中，我们认识了上下文无关文法的基本概念和形式化定义，现在我们将学习到文法规则对构建一个句法分析器的重要性。

CFG也被称为短语结构文法，即CFG和短语结构文法是指代同一概念的两个术语。现在我们介绍几个该文法的范例以及用于生成更自然的文法规则所应该遵循的惯例。图5.6中展示了一些文法规则、词典和句子。
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图5.6　上下文无关文法规则、词典和句子

图中的S是文法的起始点，NP表示名词短语而VP表示动词短语。现在，使用自顶向下句法分析尝试生成图中的句子：从起始点S开始，根据文法规则使用NP和VP替换S；接着，使用N替换NP；使用V和NP替换VP；然后使用people替换N；使用fish替换V；使用N替换NP；再用tank替换N。图5.7给出了这一过程的图形表示。

现在你可以试着自己为第二句话生成一个句法树，你会发现这句话是包含歧义的。此外我们要探究CFG的一种更实用的表达，通常被语言学家用来分析句子结构。这种表达更加自然化，并且同CFG的形式化定义非常相似，唯一的区别是我们在该文法中定义了预终结符，参考图5.7，N、V等符号被称为预终结符
 （preterminal symbol）。CFG的自然形式的定义如图5.8所示。

图中的*符号允许空序列的出现。我们从起始符S开始，但在统计句法分析器中，我们增加了一个步骤，即ROOT节点。当生成句法树的时候，最上面的节点是S，而现在，在此之上再增加一个ROOT节点，图5.7就是一个例子。
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图5.7　给定文法生成的句子的句法树表示
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图5.8　CFG的一个更自然的形式化表示

你也许在图5.6中注意到了一个奇怪的规则，NP可以被e替换，这里的e代表空字符串，下面举例子一并介绍此类文法和这一规则的作用。首先从预终结符开始。以英语中的名词短语来说——任何包含一个限定词诸如a、an或the和一个名词的短语。当你遵循文法R中的文法规则NP→DT NN，使用DT和NN来替换NP时，你实际上执行了预终结符的替换，这里的DT和NN就是预终结符，你可以依据L中的内容进一步使用词汇来替换它们。再介绍空字符串规则。在实际应用中，你会遇到各种句子成分存在缺失的情况，为了处理这些情况，我们添加了空字符串规则。

在句子people fish tank中，抽取两个短语为例：fish tank和people fish，它们都存在句子结构上的缺失。通过添加空字符串，我们能够将它们补全为e fish tank和people fish e使得它们能够符合文法。在前者中，e补齐了句子中的主语，而在后者中，e补齐了句子中的宾语。在处理实际自然语言数据的时候，这类情况很常见。

最后，我们要描述一个在文法变换
 （grammar transformation）中会提到的概念。参照图5.6中给出的文法规则：右半部分只存在空字符的规则叫作空规则
 （empty rule）；左右两部分都分别只包含一个符号的规则叫作一元规则
 （unary rule），你可以通过此类规则将某类符号改写为另一类，如NP->N；也有右半部分包含两个符号的规则，被称为二元规则
 （binary rule）；而对于右半部分包含超过两个符号的规则，我们使用一些技术消除它们的出现，后文将会对此进行介绍。

现在，我们对CFG有了一个基本的了解，你会在后续章节将这些知识点串联起来，下面介绍概率上下文无关文法。

2.概率上下文无关文法

这种文法中增加了概率，它是CFG的一种最简单的扩展，即概率上下文无关文法
 （PCFG）。

首先，形式化定义PCFG，如图5.9所示。
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图5.9　概率上下文无关文法的形式化定义

其中的T、N、S和R都与CFG相同，唯一的新内容是概率函数，概率函数提供每一条文法规则的概率。定义中还增加了一个限制，任何一个非终结符的概率之和都为1。我们看一个例子来理解。你可以在图5.10中看到文法规则的概率。

图5.11展示了词汇文法规则的概率。

[image: ]


图5.10　文法规则的概率
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图5.11　词汇文法规则的概率

如图所示，图5.10包含了三条NP相关的规则，如果观察了概率分布，你会发现：

●它们的概率之和为1（0.1+0.2+0.7=1.0）。

●NP更有可能被改写为一个名词，因为这条规则的概率是0.7。

同理，你会发现句子开始的第一条规则的概率是1.0，因为这是一个必然事件。在定义中，空字符串规则被移除，这使得文法的歧义更少。

5.2.1.5　计算树的概率

计算树的概率是很容易的，只需要累乘词汇和文法规则的概率即可得到树的概率。

考察句子people fish tanks with rods和它生成的两个文法树。

参照图5.12和图5.13中的树结构和它们分别的概率：

要计算图5.12中的句法树的概率，步骤如下：从顶部扫描整个树，介词修饰动词的概率为：

P(t1)=1.0*0.7*0.4*0.5*0.6*0.7*1.0*0.2*1.0*0.7*0.1=0.0008232

0.0008232是这棵树的概率。现在，使用相同的方法计算图5.13中的另一棵树的概率。在这棵句法树中，介词修饰名词。
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图5.12　句法树
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图5.13　句法树

你会计算得到这棵句法树的概率是0.00024696。

通过树的概率，我们能够计算字符串的概率。

5.2.1.6　计算字符串的概率

计算字符串的概率比计算树的概率更复杂，要计算一个字符串的概率时，我们需要考虑所有可能生成该字符串的句法树结构，计算每一棵树的概率，最后将其相加得到最终的概率。

回顾图5.12和图5.13，为了计算字符串的概率，我们要考虑每一棵树的概率并将它们相加，字符串的概率如下：

P(S)=P(t1)+P(t2)

=0.0008232+0.00024696

=0.00107016

本例中，t1树的概率更高，即相比t2的名词短语来说，句子包含一个动词短语句法结构的概率更高。其中的原因是t1有一个概率为0.4的动词短语节点而t2有两个节点，分别是概率为0.6的动词短语节点和概率为0.2的名词短语节点，在累乘的过程中得到0.12，小于0.4。因此t1是可能性更高的结构。

5.2.1.7　文法转换

文法转换是使文法更具有约束性的一种技术，它使得句法分析的过程更高效。我们使用乔姆斯基范式
 （CNF）来对文法规则进行转换。在举例之前，首先介绍CNF：

CNF规定所有文法规则都遵循下面的规则：

X→Y、Z或X→w，其中X、Y、Z∈N且w∈T

这条规则的意义很简单。在任何语法规则的右半部分不应该出现超过两个的符号。要将一个已有的文法规则转变为CNF，可以遵循如下流程：

●空规则和一元规则可以被递归移除。

●N元规则可以通过加入新的非终结符进行切分。你可以通过新的规则得到同样的字符串，但是句法分析结构则和以前不同。使用CNF生成的新文法属于CFG。

以使用图5.6中的文法为例，使用CNF对这些文法规则进行转换，步骤如下：

1）首先去除空字符串，当NP出现在规则右边，得到两个规则，如S→NP VP，令NP为空，可以得到新规则S→VP。递归地执行这一过程就可以消除文法中的空规则。

2）下面移除一元规则，本例中，如果想要移除第一个一元规则S→VP，需要考虑所有以VP作为左半部分的规则。在这一过程中使用后者的右半部分替换VP，因此我们引入S→V NP。持续这一过程直到所有的一元规则都被移除。这之后，还需要对词典进行更改。

图5.14展示了CNF的过程。
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图5.14　1～5步CNF

图5.15中给出了CNF过程的最终结果。

在实际应用中，执行CNF的全部步骤是不必要的，也非常痛苦。它的意义在于令句法分析更高效和清晰。在实际应用中，我们保留了一元规则，因为它能够表示一个词在句子中作为名词还是动词，即保留了词性信息。

5.2.1.8　使用Cocke-Kasami-Younger算法开发一个句法分析器

在英语中，有很多种句法分析器可以采用，如果你想要为其他语言构建一个句法分析器，可以使用CKY算法
 。本节介绍一些在构建句法分析器时很有用的信息，以及CKY算法的主要逻辑。

[image: ]


图5.15　第6步到执行CNF后的最终结果

首先需要介绍算法假设。CKY算法假设每一个句法分析子树都是独立的。这意味着当有一个节点NP时，我们只关注NP这个节点，不考虑其他节点。CKY算法能够在立方时间内给出分析结果。

下面介绍CKY算法的逻辑。该算法使用自底向上句法分析方法从句子中接收单词并构建句法树。我们定义一个数据类型：解析三角
 （parse triangle）或称解析图
 （parse chart），如图5.16所示。
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图5.16　CKY算法的解析三角

它的底部单元表示单个单词，如fish、people、fish和tanks。中间的单元代表有重叠的词组如Fish people，People fish和fish tanks。最上方的单元代表句子的根节点。为了理解这个算法，我们需要使用包含规则概率的文法规则，如图5.17所示。
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图5.17　理解CKY算法

如图5.17所示，为了解释算法逻辑，我们将概率填入最底层的单元，并找到这些文法规则的全部组合，步骤如下：

1）首先为people取NP，为fish取VP，检查序列NP VP是否匹配任一句法规则的右半部分，这里可以找到S->NP VP，概率为0.9。

2）现在计算概率，需要计算people单元中的NP的概率和fish单元中的VP的概率，这里NP的概率是0.35，VP的概率是0.06，而文法规则S->NP VP的概率是0.9。

3）累乘：0.35（NP置换people的概率）*0.06（VP置换fish的概率）*0.9（采用规则S->NP VP的概率）。因此最终的乘积=0.35*.06*0.9=0.0189。这就是使用这条规则进行扩展的最终概率。

4）同理，计算其他组合，比如NP替换people和NP替换fish，然后找到对应的文法规则，也就是NP->NP NP，得到概率0.35*0.14*0.2=0.0098。持续这一过程直到所有组合的概率都计算完毕，找到最大概率的算法叫作Viterbi算法
 。

5）对S->NP VP，当单元的左上方生成非终结符时得到最大概率，此时生成一个句子。

以上是CKY算法的核心逻辑。一个具体的例子如下，为了方便书写，我们将三角顺时针旋转45°，如图5.18所示。

图中的单元（0,1）代表单词fish并使用单词规则填充。N->fish的概率是0.2，而N->fish的概率为0.6。现在，关注采用N或V作为右半部分的一元规则。对规则NP->N，概率为0.7，而N->fish的概率为0.2，将它们相乘，得到NP->N的概率0.14。同样地，我们得到VP->V的概率为0.06，这样，我们可以填充四个底层单元。

在下一步，我们按同样的过程获取根据文法规则生成的组合的概率，如图5.19所示。
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图5.18　CKY算法的第1步
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图5.19　CKY算法的第2步

图5.20展示了最终的概率，你可以通过这些概率决定输入数据的最优句法树。
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图5.20　CKY算法的最终步骤

现在你已经明白了句法树的生成过程，我们将讨论一些Stanford句法分析器相关的重要内容。它是由CKY算法构建的，并应用了一系列假说和改进，但下面介绍的是构建该句法分析器的核心技术。

5.2.1.9　逐步开发句法分析器

使用CKY算法开发你自己的句法分析器的步骤如下：

1）你需要有人工标注句法树的标注语料；如果是按照Penn Treebank格式标注的，那么你可以进行下一步。

2）根据已标注语料，你可以派生出文法规则并为每个规则计算概率。

3）应用CNF进行文法转换。

4）使用包含概率的文法规则并将它们应用在大规模语料上，使用CKY算法和Viterbi算法获得可能性最高的句法分析结构。如果你有大量的数据，你可以使用机器学习并将它处理为一个多分类问题。最后一步是选择最大概率的结果作为最优句法树。

现在我们学习了足够的理论知识，下节介绍使用一些著名的句法分析工具进行实践并从中生成特征的过程。

5.2.1.10　现有的句法分析工具

这一节会介绍一些现有的句法分析工具和如何使用它们生成用于机器学习算法或基于规则的系统的特征。

我们将介绍两种句法分析器：

●Stanford句法分析器

●spaCy句法分析器

1.Stanford句法分析器

你可以从https://stanfordnlp.github.io/CoreNLP/
 下载Stanford句法分析器。它可以被放在计算机的任何位置。Stanford句法分析器的前置条件是系统有Java运行环境。执行下面的命令启动Stanford句法分析服务：
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你也可以把内存从-mx4g改为-mx3g。

在进行编码之前，先介绍句法分析中依存（dependency）的概念。

句法分析中的依存结构显示句子中的哪个词依赖于其他词。在句子中，有些词修饰了其他词的含义，从另一方面说，有点像其他词的一个参数。所有的此类关系都使用依存来描述。在Stanford句法分析器中有几种依存关系，我们将简单介绍其中的几种。

示例如下。

句子：The boy put the tortoise on the rug。

对这个句子来说，它的头节点是put，它修饰了三个部分：boy、tortoise和on the rug。如何找到头节点？按照下面的三个问题：

●谁执行了put？答案是boy。

●然后，put的宾语是什么？答案是tortoise。

●put的地点是什么？答案是on the rug。

因此单词put修饰了三个部分。现在考虑单词boy，它修饰了the。同理，tortoise修饰了另一个the，短语on the rug中，on补充了rug，而rug作为the的头节点，如图5.21所示。
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图5.21　句子的依存结构

Stanford句法分析器包含nsubjpass、auxpass、prep、pobj、conj等依存关系。我们不会过于深入了解这部分，但是值得一提的是依存关系也表示为树的形状并使用非对称关系连接。你可以在Stanford句法分析器的文档中找到更多细节：https://nlp.stanford.edu/software/dependencies_manual.pdf
 。

一个基本的例子如图5.22所示。
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图5.22　句子的依存分析

如果你希望通过Python使用Stanford句法分析器，需要使用名为pycorenlp的库，我们使用它生成Stanford句法分析器的输出。

下面的示例代码使用Stanford句法分析器对句子进行了句法分析，也可以同时对多句进行解析。可以在这个GitHub链接找到代码：https://github.com/jalajthanaki/NLPython/tree/master/ch5/parserexample
 。

如图5.23所示。
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图5.23　Stanford句法分析器示例

代码输出如图5.24所示。

2.spaCy句法分析器

这是一个依存句法分析器，相关代码可以在这个GitHub链接获取：https://github.com/jalajthanaki/NLPython/blob/master/ch5/parserexample/scpacyparserdemo.py
 。

代码如图5.25所示。
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图5.24　Stanford句法分析器的输出
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图5.25　spaCy依存句法分析器代码

句法分析器的输出如图5.26所示。

[image: ]


图5.26　spaCy句法分析器的输出

大家通常使用Stanford句法分析器，因为它的准确率很高，同时非常灵活，可以生成JSON格式、XML格式或文本格式的输出。上面的代码生成了句法树，从中派生的特征将在下一节描述。

3.抽取和理解特征

通常可以根据句法分析的结果生成很多特征，如名词短语和其中的词性，也可以从中得到头节点。你可以使用每个词和它的标签，也可以使用依存关系作为特征。以图5.27中的代码为例。
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图5.27　生成句子中的NP的代码

代码的输出如图5.28所示。
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图5.28　句子中的所有NP

你也可以为每个词生成词干和原型，如同第3章中提到的。

在实际应用中，可以使用库容易地生成特征，但是需要哪些特征严格依赖于你的NLP应用。假设你正在开发一个语法校正系统，在这个例子中，你需要考虑句子中的所有短语和每个单词的词性。而如果你在开发一个问答系统，那么名词短语和动词短语是句子中最重要的特征。

特征选择有一些小技巧，你会需要一些时间来弄清楚你的NLP应用需要哪些特征。将特征输出到一个.csv文件中以便于后续处理，每一个特征都可以是.csv文件的一列，比如NP单词被存储在一列，词形存储在另一列等。现在，假设有超过100列特征，你需要找到哪些特征是重要的，哪些不重要。基于这些特征和问题陈述，你需要决定能够帮助解决问题的最重要的特征。在第8章中会讲述更多关于特征选择的内容。

5.2.1.11　自定义句法分析工具

在实际应用中，数据非常复杂，包含很多噪声。有些情况下，也许句法分析器无法给出一个合适的或准确的结果。

假设我们想要对一个包含化学领域论文的文本进行句法分析，如果使用Stanford句法分析器来生成句法树，那么包含化学符号和等式的内容无法被正确解析。Stanford句法分析器是在Penn TreeBank语料上训练得到的，因此它对于化学符号和等式的解析能力很差。这种情况下，你有两种选择——找到一个能够解析化学符号和等式的句法分析器；或找到标注语料，重新训练Stanford句法分析器。

你可以按照Penn TreeBank的标注模式，按照下面的命令重新训练Stanford句法分析器，保存训练的模型并使用它：
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5.2.1.12　一些挑战

下面是句法分析面临的一些挑战：

●为希伯来语、古吉拉特语等进行句法分析十分困难，因为缺乏训练语料。

●对混杂的语言进行句法分析非常困难。混杂语言意味着同时使用英语和其他语言，在一个句子中包含了多个语种，处理这种句子非常困难。

下面将进入到下一个概念，词性标注。这是NLP中的一个基础概念。


5.2.2　词性标注和词性标注器

本节讨论我们期待已久的词性标注。

5.2.2.1　词性标注和词性标注器的概念

词性标注被定义为对语料库中的单词标注其在参与部分中的词性的过程。单词的词性取决于它的定义和上下文。词性标注也被称为语法标注
 或词类消歧
 。单词的词性也依赖于它和所处短语、句子和段落中相邻的单词的关系。

词性标注器是用来为数据进行词性标注的工具。为单词标注词性不是一个简单的任务，因为单词的词性随着句子结构和意义发生变化。以单词“dogs”为例，通常这是一个复数名词，但是在有些句子中它承担动词的作用，如：“The sailor dogs the hatch”。这里对于“dogs”的正确词性标注应该是动词而不是名词复数。大部分的词性标注器通常使用宾夕法尼亚大学规定的词性，你可以在这个链接找到词性和其定义：https://www.ling.upenn.edu/courses/Fall_2003/ling001/penn_treebank_pos.html
 。

Penn TreeBank词性列表中共有36种词性，如NN代表名词，DT代表限定词，FW代表外文单词等。对词性标注器来说，一个不认识的单词会被标注为FW，拉丁语名字和符号通常会被标为FW，图5.29中展示了一些词性。
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图5.29　词性

也有短语级别和从句级别的词性，你可以在这个GitHub链接找到相关内容：https://github.com/jalajthanaki/NLPython/blob/master/ch5/POStagdemo/POS_tags.txt
 。

文件中给出的每个词性在对你的句法分析树结果进行评估时都很重要。词性和它们的定义都很直观易懂。

你一定很好奇词性标注器是如何搭建的，下面我们会探讨构建你自己的词性标注器的过程。

5.2.2.2　逐步开发词性标注器

要开发词性标注器，需要进行下面的步骤：

1）标注好的语料；

2）选择特征；

3）使用Python的scikit-learn库中的决策树分类器训练模型；

4）正确率检查；

5）使用模型进行词性标注。

在这一节我们会用Python编写自己的词性标注器以便读者实际体会每一个阶段的具体内容。如果你不了解决策树算法，不用担心，在第8章中将会涵盖这部分内容。

在这个GitHub链接中可以找到每个阶段的代码：https://github.com/jalajthanaki/NLPython/tree/master/ch5/CustomPOStagger
 。

图5.30中的代码显示了获取Penn TreeBank语料的过程。
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图5.30　从nltk中加载Penn TreeBank数据

特征提取的代码如图5.31所示。
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图5.31　提取每个词的特征

图5.32展示了一些基础的代码，将数据集切分为训练集和测试集。
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图5.32　将数据划分为训练集和测试集

图5.33展示了使用决策树算法训练模型的代码。
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图5.33　使用决策树算法进行实际训练

图5.34对给定的句子进行了词性标注。
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图5.34　自定义词性标注器的输出

现在你明白了如何构建自己的词性标注器，但你仍然可以使用一些现有的词性标注器。

5.2.2.3　使用现有词性标注器

有很多现有的词性标注器，我们使用Stanford CoreNLP中的词性标注器和polyglot类。此外，还有Tree词性标注器。nltk也有自己的词性标注器可以使用。可以在这个GitHub链接找到代码：https://github.com/jalajthanaki/NLPython/blob/master/ch5/POStagdemo
 。

1.一个Stanford词性标注器示例

你可以在图5.35中看到使用Stanford词性标注器的代码。
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图5.35　Stanford词性标注器

Stanford词性标注器的输出如图5.36所示：
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图5.36　由Stanford词性标注器生成的词性

2.使用polyglot进行词性标注

图5.37给出了使用polyglot进行词性标注的代码。

[image: ]


图5.37　polyglot词性标注器

polyglot词性标注器的输出如图5.38所示。
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图5.38　polyglot词性标注器输出

5.2.2.4　练习

使用TreeTagger库生成词性，细节在下面的地址中：http://www.cis.uni-muenchen.de/~schmid/tools/TreeTagger/
 。

5.2.2.5　使用词性作为特征

现在，我们已经为数据生成了词性，那么如何使用它们？下面列举了能够使用词性作为特征的NLP应用。

当使用机器学习算法构建一个聊天机器人的时候，词性非常重要，词性对于令机器理解不同的句子结构非常有用。如果你想要构建一个识别多词表达
 （MWE）的系统，词性标注也非常重要，一些MWE短语的例子有be able to,a little bit about,you know what,and so on。

假设有句子：“He backed off from the tour plan of Paris”。句子中的“backed off”是一个MWE。要识别这样的MWE，你可以使用词性和词性序列作为特征。你还可以在情感分析和其他的应用中使用词性。

5.2.2.6　一些挑战

下面是词性标注面临的一些挑战：

●识别具有歧义的词的词性非常困难，如果单词本身的语义差别很大，那么词性标注器可能会生成错误的词性。

●为印度语生成词性标注器面临一些困难，因为找不到标注好的语料。


5.2.3　命名实体识别

本节讲述命名实体识别
 （NER），它的使用情形是这样的：有一个诸如“Bank of America announced its earning today”的句子，人类能够理解“Bank of America”是一个金融机构的名称，并且应该被划分为一个单独的实体，但令机器识别这种实体则十分具有挑战性。这就是NER工具出现的原因。

你可以使用NER工具找到人名、机构名、地名等实体。NER工具将实体划分为几个类别，我们考察句子中的单词以识别实体，下面将具体介绍使用现有的NER工具可以找到的实体。

5.2.3.1　NER类别

NER工具通常将实体分为一些预定义的类别，不同的NER工具有不同的类别。Stanford NER工具有三种基于NER类别的不同版本：

●第一种版本是三类NER工具，能够识别地名、人名或机构名。

●第二种版本是四类NER工具，能够识别地名、人名、机构名和混合类。混合类指混合实体类型，如果一个实体不属于地名、人名或机构名，但仍然是一个实体，那它就被标记为混合类。

●第三种版本是一个七类NER工具，能够识别人名、地名、机构名、币种、比例、日期和时间。

spaCy句法分析器也有NER相关的包，包含以下类型：

●PERSON类识别人名。

●NORP类代表国别、种族和政治群体。

●FACILITY类包括建筑、机场、高速公路等。

●ORG类代表组织、机构等。

●GPE类代表城市、国家等。

●LOC类代表非GPE的地理位置，如山脉和水域。

●PRODUCT包含物体、交通工具、食物等。

●EVENT类包含体育活动、战争、飓风等。

●WORD_OF_ART类表示书籍、歌曲等。

●LANGUAGE标记语言。

●此外，spaCy的NER包也包含日期、时间、百分比、币种、数量、序数和基数。

5.2.3.2　使用现有NER工具

这一节关注如何编码使用这些NER工具，我们将从Stanford NER工具开始，然后是spaCy NER工具，你可以在这个GitHub链接找到代码：https://github.com/jalajthanaki/NLPython/tree/master/ch5/NERtooldemo
 。

1.一个Stanford NER范例

你需要从这里下载Stanford NER工具：https://nlp.stanford.edu/software/CRF-NER.shtml#Download
 。

代码如图5.39所示。
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图5.39　Stanford NER工具代码

输出如图5.40所示。
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图5.40　Stanford NER的输出

2.一个spaCy NER范例

代码在图5.41中给出。
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图5.41　spaCy NER工具代码

输出如图5.42所示。
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图5.42　spaCy工具的输出

5.2.3.3　抽取和理解特征

NER标签帮助理解句子的结构，有助于NLP系统理解句子中特定单词的含义，因此非常重要。

假设你要开发一个校对工具，那么NER工具就很重要了，因为它能够识别人名、机构名、货币符号、数值格式等，这可以帮助校对工具处理文本中的异常信息。根据NER标签，系统可以给出建议的改动。以“Bank of America announced its earning today morning”为例，NER工具识别出机构“Bank of America”，这能够帮助系统理解句子的含义和结构。

如果你要构建一个问答系统，NER工具也很必要，因为对这个系统来说抽取实体非常重要。一旦获得了实体，你可以使用语义关系理解句子，然后处理问题，生成答案。

5.2.3.4　一些挑战

NER系统面临的一些挑战如下：

●NER工具是在封闭领域数据集上训练的，为一个领域开发的NER系统不一定能在别的领域上获得良好的性能。需要一个通用的NER系统，能够服务所有领域，具有足够的泛化性以应对未出现过的情况。

●有时你会发现有的词既是人名也是地名，NER工具无法处理这样的情况，这是对NER工具来说非常具有挑战性的例子。对单词TATA医院来说，“TATA”可以是一个人名，也可以是一个机构名，NER工具无法决定该如何对该实体进行分类。

●为微博网络平台构建NER工具也是一个挑战性的任务。


5.2.4　n元语法

n元语法（n-grams）在NLP领域是一个著名的并且广泛应用的技术，如果你在处理文本或语音数据，你可以使用这个概念。

首先介绍n元语法的形式化定义，一个n元语法是文本或语音序列中n个条目的连续序列，这里的条目可以是音素、音节、字母、单词或是碱基对。

有几种n元语法是非常有用的，如果令n=1，那么这个特殊的n元组就是一元组；如果令n=2，那么我们得到二元语法；如果令n=3，就会得到三元语法；如果令n=4或n=5，将相应地得到四元语法和五元语法。图5.43中包含了一元语法的例子。
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图5.43　一元语法范例

二元语法可以包含重复的组合，如图5.44所示。

[image: ]


图5.44　二元语法范例

如果你理解了二元语法中的重复部分的概念，那么三元语法就很容易理解了。三元语法是二元语法的扩展，我们使用一些非专业名词进行解释：在图5.44的前三行，生成基于字符的二元语法，而第四行是基于词的二元语法，从第一个字符开始，然后考察紧邻的下一个字符，对单词也是一样。第一行中我们识别了二元语法AG作为第一个二元语法；在下一个循环中，再次考察G并生成GC；在下一个循环中，考察C，依次往后。要生成三元语法，参照图5.45。
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图5.45　三元语法范例

三元语法中的单词允许覆盖，也就是说，单词this、is和a作为一组，而下一次，我们考虑is、a和pen。这种覆盖有助于上下文的存储，如果使用更大的n，如五元语法或六元语法，我们能够存储更大的内容，但也需要更多的空间和时间来处理数据集。

5.2.4.1　实践理解n元语法

本节使用nltk库实现n元语法，你可以在这个GitHub链接找到代码：https://github.com/jalajthanaki/NLPython/tree/master/ch5/n_gram
 。

图5.46中给出了代码。

[image: ]


图5.46　nltk n元语法代码

输出如图5.47所示。
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图5.47　n元语法的输出

5.2.4.2　应用

n元语法的一些应用如下：

●如果你正在开发抄袭检验工具，可以使用n元语法抽取抄袭的内容，这也是其他抄袭检验工具所做的事情。

●计算生物学使用n元语法识别不同的DNA模式以辨别其中不寻常的模式，生物科学家在此基础上判断人类可能有哪些基因疾病。


5.2.5　词袋


词袋
 （Bag Of Word，BOW）是NLP领域的一种技术。

5.2.5.1　BOW的概念

词袋模型简化了NLP中的表示。在这个模型中，数据以文本和其中单词的集合表示存在，不考虑语法或词序，只保留单词。文本可以是一个句子或文档。

以下面的文档为例。

●文档1：John likes to watch cricket.Chris likes cricket too.

●文档2：John also likes to watch movies.

在这两个文档中，可以得到下面的单词列表：
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这个列表叫作词袋。我们不考虑语法，也不关心词序，词袋通常用于生成特征。在得到BOW后，我们可以进一步得到文档中每个单词的词频，生成如下的词频列表。

●文档1的词频列表：[1,2,1,1,2,1,1,0,0]。

●文档2的词频列表：[1,1,1,1,0,0,0,1,1]。

如何生成词频？要生成文档1的词频，考察单词列表并计算列表中每个词出现的次数，首先取单词John，它出现了一次，所以词频是1；对第二个词条，单词like在文档1中出现了两次，所以词频是2；然后是第三个单词to，它在文档1中出现了1次，所以词频是1，以此类推。在本章的后续章节中我们会学习更多词频相关的内容。

5.2.5.2　BOW的实践

这一节使用scikit-learn实践实现BOW，你可以在这个GitHub链接找到代码：https://github.com/jalajthanaki/NLPython/blob/master/ch5/bagofwordsdemo/BOWdemo.py
 。

如图5.48所示。
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图5.48　BOW scikit-leran实现

输出的第一行属于第一个文档，单词word，第二行属于第二个文档，单词wprds，输出如图5.49所示。
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图5.49　词袋向量表示

5.2.5.3　对比n元语法和词袋

n元语法和词袋之间的关系如下。

首先讨论它们的区别，在n元语法中，词序很重要，而BOW则不保存词序，在NLP应用中，n元语法使用词序考察单词，我们可以获得单词的上下文，而BOW用来构建文本的词汇表。

讨论BOW和n元语法之间的联系也有助于理解它们的关联。如果考虑n元语法作为一个特征，那么BOW是一元语法的文本表示，在这种情况下，n元语法等于BOW。

下面看看BOW的一些应用。

5.2.5.4　应用

BOW作为特征的一些应用如下：

●如果要开发文本分类的NLP应用，需要使用BOW；

●BOW也用于生成词频和词汇表，这些特征被用于情感分析、word2vec等NLP应用。

下一节将介绍一些语义工具，以获取语义级别的信息。


5.2.6　语义工具及资源

获得自然语言的准确含义仍然十分具有挑战性，尽管有一些技术能够得到自然语言的语义表示。在这一节，我们将尝试理解这些技术和资源。

隐语义模型使用词频-逆文档频率
 （TF-IDF）和线性代数，如余弦相似度和欧几里得距离的概念找到含义相近的单词。这些技术是语义分布的一部分，另一种则是word2vec。这是由谷歌新近开发的一种算法，有助于识别单词的语义和具有近似语义的单词。我们将在第6章中探索word2vec。

除了word2vec，另一个有力的资源是WordNet，这是我们能够获取到的最大的人工标注语料库，其中的每个词都有标签，这些数据库有助于找出某个词的语义。
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 注意：
 你可以在这个链接查看WordNet：https://wordnet.princeton.edu/
 。

我们列出了最常用于生成语义的资源，但这一领域仍有很大空间可以改进。

本节中，我们学习了NLP领域相关的大部分概念，以及如何使用这些概念和现有工具进行特征的派生。下一节将介绍统计特征的相关内容。


5.3　NLP中的基础统计特征

在上一节中，我们学习了大多数用于生成特征的NLP概念、工具和算法，现在我们要开始学习统计特征。

在学习统计特征之前，作为预备知识，你需要了解基础的数学概念、线性代数概念和概率概念。


5.3.1　数学基础

我们从基础的线性代数和概率论开始，我们希望你能回忆起一些必要的知识来学习下面的章节，当需要时我们会解释必要的数学概念。

5.3.1.1　NLP中的基础线性代数概念

本节不会过于细节地讨论线性代数知识，这一节的目的是了解这些基础概念。除此之外，还有很多其他的内容可以应用在NLP应用中，这里只涵盖最重要的部分。

在NLP和ML中，有四个主要术语会持续出现：

●标量：单个的实数；

●向量：数的一维数组；

●矩阵：数的二维数组；

●张量：数的n维数组。

图5.50给出了图示。
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图5.50　标量、向量、矩阵和张量的图示

NumPy库提供矩阵操作运算，你可以使用SciPy和scikit-learn库进行向量相关运算，我们推荐使用这些库，因为它们能够提供最优解决方案，便于开发高层应用，而无须为底层内容操心。但是，如果要开发自定义应用，那么你也需要知道每个运算的数学内容。我们也会介绍线性回归、梯度下降和线性代数，如果你还想知道机器学习和深度学习相关的数学知识，下面的材料能够有帮助。

下面这本书的一部分可以帮助你：http://www.deeplearningbook.org/
 。

一个统计学、线性代数和微积分的清单：https://github.com/jalajthanaki/NLPython/tree/master/Appendix2/Cheatsheets/11_Math
 。
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 注意：
 如果你不了解数学，那么推荐你观看以下的视频：


https://www.khanacademy.org/math/linear-algebra





https://www.khanacademy.org/math/probability





https://www.khanacademy.org/math/calculus-home





https://www.khanacademy.org/math/calculus-home/multivariable-calculus





https://www.khanacademy.org/math




如果你希望了解向量相似度的概念，那么这篇文章会有帮助：


http://dataaspirant.com/2015/04/11/five-most-popular-similaritymeasures-implementation-in-python/




5.3.1.2　NLP中的概率论基础

本节介绍NLP中的概率论基础和相关示例。从概率开始，然后是独立事件、条件概率。最后，我们介绍贝叶斯定理。

1.概率

概率是一个事件发生的可能性的测度。概率是一个量化的数值，它的范围在0到1之间。0代表事件永远不会发生，1代表事件一定会发生。机器学习中广泛应用了概率论，图5.51给出了例子。
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图5.51　概率示例

2.独立事件和非独立事件

本节介绍独立事件，非独立事件，以及如何判断事件是否独立。从概念开始。

如果一个事件的概率不对其他事件的概率造成影响，这类事件就叫作独立事件。假设两个事件A和B，A的发生不对B发生的概率造成影响，那么它就叫作独立事件。抛一枚硬币是一个独立事件，因为它并不依赖于任何其他事件。

有时，一些事件会影响其他事件，两个事件是依赖的，如果一个事件的发生影响另一个事件的发生。

比如你从一副52张卡的纸牌中抽取两张，第一次你抽到了A，抽到另一张A的概率就发生了改变，我们来计算一下这个概率。

在一副纸牌中有四张A，如下所示。
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第一次抽牌时，抽到A的概率如下所示：
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公式来源：https://dj1hlxw0wr920.cloudfront.net/userfiles/wyzfiles/02cec729-378c-4293-8a5c-3873e0b06942.gif
 。

如果不归还这张纸牌，那么第二次抽到A的概率如下所示：
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公式来源：https://dj1hlxw0wr920.cloudfront.net/userfiles/wyzfiles/7a45b393-0275-47ac-93e1-9669f5c31caa.gif
 。

即
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公式来源：https://dj1hlxw0wr920.cloudfront.net/userfiles/wyzfiles/11221e29-96ea-44fb-b7b5-af614f1bec96.gif
 。

最终结果如下所示：
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公式来源：https://dj1hlxw0wr920.cloudfront.net/userfiles/wyzfiles/78fdf71e-fc1c-41d2-8fb8-bc2baeb25c25.gif
 。

如你所见，这两个概率是不相同的，它们不是独立事件，因为第二次事件的概率依赖于第一次事件。

检查事件是否独立的条件如下：事件A和事件B互相独立当且仅当下面的等式成立：

P(A∩B)=P(A)*P(B)

否则，事件A和B是非独立事件。

例：一个民意调查显示72%的孟买人认为他们是足球迷，如果从中随机抽取两个人，他们都是足球迷的概率有多大？第一个是而第二个不是的概率有多大？

解：第一个人是否是足球迷对第二个人是否是足球迷并没有影响，因此，它们是独立事件。

题中的概率可以通过将给定事件的概率相乘获得，如果第一个人和第二个都是足球迷，那么P(A∩B)=P(A)P(B)=0.72*0.72=0.5184

对第二个问题：第一个人是足球迷，第二个不是：

P(A∩﹁B)=P(A)P(﹁B)=0.72*(1-0.72)=0.202

这里使用了补集进行运算。

示例中的事件A和B互相独立，因为等式P(A∩B)=P(A)P(B)成立。

下面介绍条件概率。

3.条件概率

这一节介绍条件概率的概念。我们使用非独立事件和独立事件来理解条件概率。

事件B的条件概率是给定事件A发生后B发生的概率，写作P(B|A)。考虑事件互相独立时的条件概率：当A和B互相独立，B对A的条件概率就等于事件B的概率，即P(B)。如果事件A和B不互相独立呢？那么，事件AB都发生的概率等于下面的等式：

P(A与B)=P(A)*P(B|A)

例如：Jalaj最喜欢的两种食物是茶和披萨。事件A表示用茶作为早饭，B表示用披萨作为午饭，每天随机选择是否用茶作为早饭，它的概率是P(A)=0.6，披萨作为午饭的概率P(B)=0.5，当选择披萨作为午饭的时候，茶作为早饭的条件概率是P(A|B)=0.7。请计算条件概率P(B|A)。P(B|A)表示用茶作为早饭的时候用披萨作为午饭的概率。

解：

P(A)=0.6,P(B)=0.5,P(A|B)=0.7

这里的两个事件非独立，因为概率B为影响了A为真的概率。下面我们计算P(B|A)。

考虑等式P(A与B)=P(A)*P(B|A)。要找到P(B|A)，首先先计算P(A and B)：

P(A与B)=P(B)*P(A|B)=P(A)*P(B|A)

我们知道P(B)=0.5，P(A|B)=0.7

P(A与B)=0.5*0.7=0.35

P(B|A)=P(A与B)/P(A)=0.35/0.6=0.5833

这样就得到了非独立事件的条件概率。

现在，我们已经了解了基本的概率论知识。scikit-learn,TensorFlow,SparkML和其他库已经实现了主要的概率计算，提供了高级接口和可以调整的参数。这些参数一般被称为超参
 （hyperparameter）。选择最合适的参数的过程叫作超参调优
 （hyperparameter tuning），这一过程帮助优化我们的系统，我们将在第8章学到这些内容。

下一节开始，我们将介绍用于抽取特征的统计学概念。很多NLP应用也将用到它们。


5.3.2　TF-IDF

TF-IDF（Term Frequencey-Inverse Document Frequency）指词频
 -逆文档频率
 ，它属于数值统计的范畴。使用TF-IDF，我们能够学习一个词对于数据集中的一个文档的重要性。

5.3.2.1　TF-IDF的概念

这是一个简单但有用的概念。它实际上是指一个特定的词在数据集中出现的次数和它在文档中的重要性。举个例子，假如有一个文档是学生论文，题目是My Car。在这个数据集中，单词“a”出现了多次，相比其他词，这是一个高频词。数据集还包含了其他词如“car”“shopping”等出现次数相对较少的词，它们的频率更低，但相比于“a”它们携带了更多信息。这是隐藏在TF-IDF背后的含义。

TF-IDF有两部分，词频和逆文档频率。首先介绍词频，这个词很直观，词频表示每个词在文档或数据集中出现的频率。等式如下：

TF(t)=词t在一篇文档中出现的次数/这篇文档的总词数

第二部分——逆文档频率实际上告诉了我们一个单词对文档的重要性。这是因为当计算TF的时候，我们对每个词赋予了同等的重要性，它出现得越多，它的TF就越高，如果它出现了100次，也许相比其他出现更少的词，它并不携带那么多信息，因此我们需要赋予它们权重，决定每个词的重要性。使用下面的等式得到IDF：

IDF(t)=(log10
 文档的篇数/包含词t文档的篇数)

那么，计算TF-IDF的方法如下：

TF*IDF=(词t在一篇文档中出现的次数/这篇文档的总词数)*log10
 (文档的篇数/包含词t文档的篇数)
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 提示：
 注意，TF-IDF中，-是连接符而不是减号，实际上TF-IDF是TF和IDF的乘积，即TF*IDF。

现在举例理解TF-IDF：

●文档1：This is a sample.

●文档2：This is another example.

按下面的步骤计算TF-IDF：

1）首先计算每个词的频率；

2）计算IDF；

3）将TF和IDF相乘。

如图5.52所示。

图5.53显示了计算IDF和TF*IDF的过程。
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图5.52　TF-IDF示例
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图5.53　TF-IDF示例

5.3.2.2　TF-IDF的实践

我们使用两个库——textblob和scikit-leran计算TF-IDF。你可以在下面的GitHub链接找到代码：https://github.com/jalajthanaki/NLPython/tree/master/ch5/TFIDFdemo
 。

1.使用textblob

代码如图5.54所示。
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图5.54　使用textblob计算TF-IDF

输出如图5.55所示。
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图5.55　TF-IDF的输出

2.使用scikit-learn

我们使用一个小规模的莎士比亚数据集计算TF-IDF，对一个新文档，给出其中最重要的三个关键词，代码在图5.56中给出。
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图5.56　使用scikit-leran生成TF-IDF模型

输出如图5.57所示。
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图5.57　TF-IDF模型的输出

5.3.2.3　应用

TF-IDF可以应用于如下场景：

●通常可以使用TF-IDF进行文本数据分析，得到最准确的关键词信息。

●如果你正开发一个文本摘要应用，并正在进行统计，TF-IDF是生成摘要最重要的特征。

●TF-IDF权重的变动常用于搜索引擎，以求出文档的得分以及同用户检索的相关性。

●文本分类应用将TF-IDF和BOW一起使用。

下一节介绍NLP应用中的向量化方法。


5.3.3　向量化

向量化是NLP领域特征抽取的一个重要方法，它的主要任务是将文本转化为向量形式。

向量化试图将每个词映射为一个整数，很多API都可以帮助你完成这一过程。scikit-learn通过DictVectorizer将文本转化为one-hot编码。还有CountVectorizer，将文本集合转化为词频的矩阵表示。最后，还可以使用word2vec将文本转化为向量表示，可以在这个链接看到更多细节：http://scikit-learn.org/stable/modules/classes.html#module-sklearn.feature_extraction.text
 。

下面要介绍的是NLP应用中的one-hot编码，这是向量化的一部分。

5.3.3.1　编码和解码

NLP中编码的概念非常久远。在之前提过，处理不同种类的数据很困难，因此引入了编码技术，特殊地，我们介绍one-hot编码。它能够将离散特征转化为数值形式。

1.one-hot编码

在NLP应用中，总会有离散数据，如构成词汇表的单词，它们无法被转化为向量。

假设有一个大小为N的词典，描述语言的最好方法是使用one-hot编码来表示单词。这个方法将一个单词映射为一个长为n的向量，其中的第n个数字表示第n个词是否出现，如果把词转换为one-hot表示，你会看到形如0000...001、0000...100、0000...010的向量。每个词都由一个二进制向量表示，第n位表示词典中的第n个单词。下面举一个例子：

以句子“Jalaj likes NLP”为例，在应用one-hot编码后，这个句子变成了000100000110000。这个向量是由词典大小和编码规则决定的。当得到这个表示后，就可以在上面进行数值操作。本例中，我们将词转化为向量，将句子转化为矩阵。

2.实践理解one-hot编码

这一节使用scikit-learn为数据集生成one-hot编码，可以在这个GitHub链接得到代码：https://github.com/jalajthanaki/NLPython/tree/master/ch5/onehotencodingdemo
 。

如图5.58所示。
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图5.58　生成one-hot编码

输出如图5.59所示。
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图5.59　one-hot编码的输出

3.应用

这一技术非常有用，下面是一些它的应用：

●很多人工神经网络接收one-hot编码格式作为语义信息并生成输出向量；

●word2vec算法接收向量化的one-hot编码单词作为输入。

现在该进入解码阶段了，解码主要用于深度学习，本书中，我们定义其为深度学习中的解码，在第9章中，我们会用到编码器解码器模式开发一个翻译系统。

编码器将输入数据映射为不同的特征表示，我们使用one-hot编码。而解码器将特征表示映射回输入数据空间。在深度学习中，解码器了解哪个向量代表哪个词，因此它可以根据输入机制进行解码。我们会在序列到序列模型中介绍编码器-解码器模型。


5.3.4　规范化

本节使用语言学和统计学概念介绍规范化
 （normalization），尽管它们存在区别。

1.规范化的语言学解释

规范化的语言学理解包括概念文本的规范化。文本规范化是将给定文本转换成单一规范形式的过程。如果你正创建一个搜索应用程序，用户输入了“John”，那么“John”是一个搜索字符串，并且包含单词“John”的所有字符串也应该输出。在应用过程中，人们更愿意采用词干的格式进行搜索；即使你搜索“f lying”或“f lew”，它们都来自“f ly”。因此，搜索系统使用词干形式，其他派生词汇则被删除。如果你还记得第3章，那么你会记得我们已经讨论过如何派生词形、词干和词根。

2.规范化的统计学解释

统计学领域的规范化用于进行特征缩放。如果有一个数据集，其中一个数据属性的范围太高，而其他数据属性的范围太小，那么通常需要应用统计技术将所有数据属性或特征映射到一个共同的数值范围内。有很多方法可以执行这个转换，但是在本节中介绍最简单的方法，即最小最大化方法
 （min-max scaling）。

最小最大化将特征映射到0到1区间内，下面给出了等式：
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假设有特征如[1,8,22,25]，使用上面的算式进行计算，那么可以得到0～1范围的特征。对第一个元素，z=(1-1)/(25-1)=0。对第二个元素，z=(8-1)/(25-1)=0.2917等。scikit-learn库提供了最小最大化方法的接口。


5.3.5　概率模型

我们将介绍NLP中最著名的一个概率模型——语言模型。本节将描述语言模型的基本概念，但不过分深入，只是进行概念性的理解，包括关于语言模型是如何工作的以及如何使用。

5.3.5.1　理解概念语言模型


语言模型
 （LM）有两个基本目标：

●LM的目的是为一个句子或词序列赋一个概率；

●LM还预测了下一个词的概率，也就是说它预测下面最有可能出现的一个词。

任何一个计算上面任务的模型叫作语言模型。LM使用条件概率链式规则，这是条件概率的一个扩展，我们已经知道等式：

P(A|B)=P(A and B)/P(B)

P(A and B)=P(A,B)=P(A|B)P(B)

P(A,B)被称为联合概率，如果有多个非独立事件，那么它们的联合概率可以使用下面的等式计算：

P(A,B,C,D)=P(A)P(B|A)P(C|A,B)P(D|A,B,C)

P(x1,x2,x3,…,xn)=P(x1)P(x2|x1)P(x3|x1,x2)…P(xn|x1,x2,x3,…xn-1)

前一个等式称为条件概率的链式规则，LM使用它预测下一个单词。我们通常对事件发生的次数计数，并除以所有可能的结合来计算概率，但我们不能在语言中应用它，因为使用这些单词将生成数百万计的句子，无法实际应用。对应地，我们使用马尔科夫假设
 （Markov Assumption）计算条件概率。先直观理解一下这个概念，如果有一个长句子，我们希望尝试预测它的下一个词，那你需要考虑现在已经出现的所有词来计算下一个词的概率。但在假说的基础上，我们只需要考虑最后一个、两个或三个词来计算下一个词的概率。这就是马尔科夫假说，它的等式如下：

P(the|its water is so transparent that)=P(the|that)

你也可以将最后的两个词都列入考虑P(the|its water is so transparent that)=P(the|trans-parent that)

一个使用一元语法模型的简单的语言模型只考虑词本身，你只需要考虑单词的概率生成一个随机的单词序列。如果采取二元模型，那么前一个词将决定序列中的下一个词。图5.60中显示了二元模型的结果。
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图5.60　二元语言模型的输出

如何计算n元模型的语言模型中的概率？以二元模型为例，参照下面的等式：
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等式很直观，需要计算的是词wi-1
 和wi
 共现的次数，以及wi-1
 出现的次数，如图5.61所示。
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图5.61　使用LM找到最可能的下一个词

由图可知，我们为三个句子添加了<s>使得P(I|<s>)=2/3，并对每个单词计算概率。我们使用语言模型了解词对在语料库中的分布，获取经常出现的词对。如果采用四元或五元模型，语言模型的结果将非常好，因为句子在语义结构中考虑了长依赖。用四元或五元模型可以构建出一个非常棒的语言模型。

5.3.5.2　语言模型的应用

语言模型在NLP领域中被广泛应用，大部分NLP应用都使用了语言模型：

●机器翻译使用语言模型计算目标端语言模型概率以选择最好的翻译结果。

●我们使用二元语言模型提供词语建议，修正拼写。

●文本摘要采用了语言模型。

●问答系统需要语言模型计算回答的概率。


5.3.6　索引

索引用于将分类数据转换为数字格式。在NLP应用中，你可能会发现数据属性是分类的，并希望将它们转换为一定的数值。在这种情况下，索引可以起作用。我们可以使用SparkML库，里面有各种API用于生成索引，它包含一个叫作StringIndexer的API，使用频率和类别数据生成索引，最频繁的类别得到的索引值为0。这可能是一个简单的生成索引的方式，但对一些分析类应用非常管用，你可以在下面的链接找到示例：https://spark.apache.org/docs/latest/ml-features.html#stringindexer
 。

SparkML包含IndexToString接口，将数值转换为类别值，你可以在这个链接找到示例：https://spark.apache.org/docs/latest/ml-features.html#indextostring
 。

应用

索引的应用如下：

●当处理多分类任务时，我们希望将目标类别转换为数值形式，因此可以使用StringIndexr。

●我们也可以使用IndexToString接口从目标类生成文本。


5.3.7　排序


排序（ranking）
 在很多应用中起到重要作用，搜索领域常用到这一概念。本质上，排序算法用于找到输入和输出的相关性。

当你搜索网络时，搜索引擎接受查询，处理它，并产生一些结果。它使用排序算法找到最相关的链接。根据查询内容，最相关的内容显示在最顶部，最不相关的则放在最下面。当你访问任何在线电子商务网站时，也会发生同样的事情：当搜索某个产品时，它们会向你显示相关的产品清单。为了让客户体验愉快，它们展示与你的查询相关的产品。评价良好、价格合理，这些都是排序算法考虑的参数。
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 注意：
 排序算法的实现不是本书的内容，你可以在这里找到更多信息：https://medium.com/towards-data-science/learning-to-rank-with-python-scikit-learn-327a5cfd81f
 。

索引和排序在NLP领域不经常使用，但是当你试图构建一个与机器学习相关的应用程序时，它们更为重要。它主要用于学习用户偏好。如果你正制作一种谷歌新闻类的NLP应用程序，你需要对某些新闻事件排序，那么排名和索引扮演着重要角色。在问答系统中，生成答案的排名是最关键的任务，你可以使用索引和排序以及语言模型以获得最好结果。应用程序如语法纠正、校对、摘要系统等，则不使用这个概念。

我们已经看到了在NLP应用程序中可以使用的大多数基本特征，我们将在第8章中使用它们，将用ML算法构建一个真实的NLP应用。


5.4　特征工程的优点

在应用ML算法来解决NLP问题时，特征工程是NLP领域最重要的方面。良好的特征将带来下列优点：

●更好的特征提供更大的灵活性。即使你选择了一个不太理想的ML算法，也会得到很好的结果；即使是不太复杂的模型，也可以获得良好的准确率。

●当特征良好的时候简单的ML模型也可以有很好的结果。

●更好的特征带来更高的准确度。在特征工程上花更多的时间，为数据集生成适当的特性是有必要的。如果你得到了适当的特征，你已经成功了一大半。


5.5　特征工程面临的挑战

你一定好奇，有这么多工具和算法可选，为什么特征工程仍然很有挑战性呢？原因如下：

●在NLP领域中，可以轻易地获得属于分类特征或基本NLP属性的特征。我们必须把这些特征转换成数字格式，这是最具挑战性的部分。

●将文本数据转换为数字格式的有效方法是非常具有挑战性的，不断地试错可能会有帮助。

●虽然有一些方法可以使用，如TF-IDF、one-hot编码、排序、共现矩阵、词嵌入、word2vec等，能够把文本数据转换成数字格式，但仍不是很多。这部分仍富有挑战性。


5.6　总结

在本章中，我们看到了许多在NLP领域中广泛使用的概念和工具。所有这些概念都是特征工程的基本组成部分。在生成特征时，可以使用这些技术构建NLP应用。我们学习了句法分析、词性标注、命名实体识别、n元语法模型以及词袋模型分别是如何生成自然语言相关的特征的。我们还探索了如何构建它们，以及如何调整现有工具以用于自定义开发NLP应用。此外，我们还学习了线性代数、统计学和概率的基本概念，及后续ML算法中将要用到的概率概念。我们也了解了TF-IDF、索引、排序，以及语言模型的概率模型等内容。

在下一章中，我们将探讨word2vec、doc2vec、GloVe等高阶特征。所有这些算法都是词嵌入技术的一部分。这些技术将帮助我们有效地将文本特征转换为数字格式，尤其是在需要使用语义的时候。下一章将详细地介绍word2vec算法，涵盖了word2vec模型背后的每一个技术。我们还将了解如何使用人工神经网络
 （ANN）生成单词之间的语义关系，并从字级、句子级、文档级等方面探讨这一概念的扩展。我们还将建立一个应用程序展示令人惊叹的word2vec的可视化结果，并讨论向量化的重要性，所以继续阅读吧！


第6章　高级特征工程和NLP算法

本章中，我们将会关注一项简单且令人振奋的基本概念，叫作word to vector（word2vec）。这个概念是Google公司Tomas Milkolos领导的一个研究小组提出的。众所周知，Google为我们提供了很多伟大的产品和概念，word2Vec就是其中的一个。在NLP领域，有许多处理词汇、短语、句子层面语义信息的开发工具或是技术，word2vec模型在处理词汇、短语、句子、段落、文档层面的语义信息方面表现得很好。我们将会进入这个向量化词汇的世界，并在此逗留一段时间。本章将从基本概念开始讲起，然后以一些有趣和实用的样例结束。


6.1　词嵌入

第5章讲过词嵌入
 （word embedding）的概念。在自然语言处理中，语言模型和特征工程技术把词汇表中的单词或是短语映射成实数的向量。把词汇映射成一系列实数值的技术，就是词嵌入技术。我们已经使用过像基于词频-逆文档频率
 （TF-IDF）的向量化技术。因此，现在直接进入到word2vec的世界。


6.2　word2vec基础

在这里，我们尝试使用word2vec技术来处理词汇级别的语义信息。然后，会把一些概念推广到段落和文档级别。通过图6.1，你能看到本书会涉及很多不同种类的语义信息。
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图6.1　不同种类的语义

语义处理是自然语言处理中处理语言意义的一个分支。我们已经在第3章中讲到了词汇语义，所以这里会更多地讨论分布语义。当然还会有其他的语义技术或语义类型，像正式语义（formal semantic）、分解语义（compositional semantic），但是这本书不会涉及这些技术或类型。


6.2.1　分布语义

分布语义研究领域注重研发一些对语言学项（item）的语义相似度的量化和分类的技术及理论，这些技术和理论建立在大规模文本数据的分布特性（distributional property）上。

给出一些例子，来帮助你理解“分布语义”概念。如果你有一些旅行博客的文本数据，你作为一个人，会知道面团、面条、汉堡等是可吃的食物，果汁、茶、咖啡等是可喝的饮料。作为人类，我们很容易能对吃的和喝的进行分类，因为对这些东西有确定的上下文认知，但是机器很难真正地知道这些语义概念。在数据集中，食物项和一些特定的词一起出现的概率很大。因此，我们会关注语料中词汇的分布情况。也就是说，具有相似分布的语言学项或词汇会具有相似的语义。这就是分布假设
 （distributional hypothesis）。

用另一个例子进一步说明：假设你有一个科研论文的数据库，数据库中的一部分论文属于工程分类，另一部分属于法律分类。包含诸如工程、公式、方法等词语的文档是工程相关的，它们应该分为一类，而包含有法律、律师、律所等词语的文档是法律领域的，这些文档应该被归类在一起。通过使用word2vec等分布语义工具，我们可以使用不同领域的词的向量值来区分它们。所有含义相近的词在语料库中具有相似的分布，它们会被分在一起。图6.2给出了本例中的分布语义向量空间的图形表示，内容相似的词距离相近。
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图6.2　分布语义示例的向量空间的图形表示

图6.3给出了word2vec模型所处的分支位置。

本章主要讨论分布语义技术中的word2vec。
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图6.3　分布语义主要模型


6.2.2　定义word2vec

word2vec使用两层神经网络，接收大规模的文本数据或语料输入，然后可以对应给定文本产生一系列的向量。

从另一个角度说，word2vec创造了一个高维的向量空间，这个空间可以有数百维。
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 提示：
 不用担心高维的问题，本章会深入浅出地讲解word2vec的概念。

你可能会好奇word2vector模型怎样根据文本产生一系列向量或向量空间。这里暂时可以认为所使用的两层神经网络是一个黑盒，能够执行一定的逻辑，产生空间中的向量。在向量空间中，语料中的每个词都由一个相应的向量表示。因此，向量空间仅仅是大规模文本语料中的词对应的向量表示。

学过word2vec基础知识以后，你就可以说word2vec是一个能够产生词嵌入的模型。请回顾第5章关于向量化的内容。在这里我想指出，word2vec是一个强大的、无监督的词嵌入技术。


6.2.3　无监督分布语义模型中的必需品

这部分会讲解word2vec解决了哪些挑战。针对这些挑战的解决方案证实了我们确实需要word2vec。因此，首先看一下这些挑战，然后看一下word2vec是如何解决这些挑战的。

挑战

这里列出了一系列我们在努力解决的挑战。

●在开发自然语言处理应用时，存在一个最基本的问题——机器不能理解人类的文本，所以需要将文本数据转化成数字的格式。

●有很多可以把文本数据转化成数字格式的方法，但是经常会使用一些简单的技术，其中一个就是one-hot编码，这种方式存在着下述问题：

■有一个句子“I like apple juice”。现在，你为句子中的每个词进行one-hot编码，如果语料中有很多句子，那么向量的维度等于语料中词汇表的规模。如果使用这种高维度的表示来做自然语言处理，那么就需要大规模计算的能力，且这种高维的矩阵操作会很耗时。

■对于语音识别任务来说，词汇表的大小平均为2万词。如果开发机器翻译系统，那么可能会使用更大的词汇表，比如50万词。处理这种巨量的向量会是极大的挑战。

■另一个问题是如果对一个句子中的词汇使用one-hot编码表示，那么所有的输入位置中除了词汇实际存在的位置的值是1外，其他的都是0。简言之，拿句子“I like apple juice”举例。假如语料中就这一个句子，使用one-hot编码的方式来表示“apple”和“juice”，如图6.4所示。
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图6.4　“apple”和“juice”的one-hot编码表示

●one-hot编码方式没能反映词汇之间的语义相关性。为了说明这个，给出一个例子，如果你的语料中有两个词“cat”和“cats”，one-hot的编码并不能反映这两个词具有很强的相似度。

●如果对one-hot编码的向量进行“与（and）”操作，其实并不能反映语义层面的相似度。例如，如果对“apple”和“juice”的one-hot向量进行“与”操作或者叫作“点乘”操作，结果是0。实际上，这两个词会共同出现并具有很强的上下文关系，但是one-hot编码不能表达这种词之间的相似度。

●如果你想要找到精确的词汇之间的相似度关系，使用WordNet是不够的。WordNet是专家编写的，由于是人工创造的，所以主观性比较强。

●使用WordNet需要的时间代价和精力代价更大。

●一些新词，像“Coding Ninja”“Wizard”等，对于WordNet来说是新的，在互联网上很少出现。这些词在WordNet中找不到，所以不能从WordNet中导出与其相关的语义关系。

前面讲到的每个挑战在技术发展中扮演了重要的角色。在过去的20年里，人们付出了大量的努力来追求更有效、精确、数值化的词汇表示。最后在2013年，Google公司的Tomas Mikolov和他的研究团队提出了一种解决这些挑战的有效方法——word2vec模型。

word2vec非常善于找出词汇的相似度关系，同时可用于处理之前的技术（像one-hot编码和WordNet）处理不了的语义关系。

现在已介绍了word2vec的背景，下面来理解word2vec模型中的词汇表示、组成模块和参数等。


6.3　word2vec模型从黑盒到白盒

本部分开始讲解word2vec模型中的各个组成模块和模型的工作流程。简言之，我们要把word2vec中黑盒的部分转变成白盒。

为了理解word2vec模型，会按照下面的步骤进行介绍：

●基于表示的分布相似度

●word2vec模型的组成成分

●word2vec模型的逻辑

●word2vec模型背后的算法和数学理论

●与word2vec模型相关的一些事情

●word2vec模型的应用


6.4　基于表示的分布相似度

分布的相似度研究在自然语言处理领域是个古老又重要的课题。分布相似度概念是通过考察词汇所处的上下文环境来得到代表词义的一些数值，词义十分依赖于上下文环境。语言学家John Firth说过一句非常有名的话：“You shall know the word by the company it keeps（你可以通过某词周围的词来了解该词）。”

举例说明。如果我想理解“banking”这个词的意思，我会去搜集有“banking”这个词的成千上万句话，然后开始研究“banking”周围的词，尝试理解“banking”的上下文环境。现在看一下下面的一些句子，来理解分布语义：

●句子1：“The banking sector is regulated by the government.”

●句子2：“Banking institution needs some technology to change their traditional operations.”

在上面的句子中，“banking”频繁地和“government”“department”“operation”等词一起出现。这些词对于理解“banking”所处的上下文环境和词义非常有用。

这些词对于反映词“banking”的词义具有非常大的作用。当“banking”出现在句子中时，你也能使用“banking”来预测与其共现程度比较高的词。

为了理解如何更好地表达一个特定词的语义，并根据这个词来预测其他上下文相关的词，我们需要理解词的分布表示。

词的分布表示是指使用一个向量来对词进行表示。可使用一个稠密向量来表达一个词，并且该向量能够很好地预测其上下文范围中的词。所预测出的这些词与其他的一些词又存在相关关系，这样可以进行相似度度量，比如向量点乘距离。这是一种递归的方法，基于每个词预测其他的具有相同上下文环境的词，其他被预测的词也执行相同的操作来预测更多其他的词，因此需要一个好的算法来执行这种递归操作。

不要把分布相似度（distributional similarity）和分布表示（distributional representation）混为一谈了。基于表示的分布相似度实际上是语义理论的一部分，它可以帮助我们理解日常生活中使用的词的词义；而分布表示是指用一个向量来表示一个词。为了生成词对应的向量，我们使用one-hot编码或其他技术，重要的一点是，需要生成携带相似度意义的向量，这样才能理解一个词的语义。当谈论分布相似度时，word2vec就进入了我们的视野。


6.5　word2vec模型的组成部分

本部分将会讲解word2vec模型的三个主要组成部分：

●word2vec的输入。

●word2vec的输出。

●word2vec模型的构建模块（construction component）。


6.5.1　word2vec的输入

首先，来看一下开发一个word2vec模型的输入，因为这对于搭建word2vec模型来说是一个基础性的事情。我们使用原始的文本语料作为输入来开发一个word-2vec模型。

在实际应用中，我们使用大规模的语料来作为输入。为了说明简单，本章使用一个比较小的语料来理解相关概念。本章的后面部分会使用word2vec模型在一个大规模的语料上开发一些很酷的东西。


6.5.2　word2vec的输出

这部分对理解word2vec非常重要，因为你所理解的决定了你的输出。到目前为止，我们想要得到一个词的向量表示来表示词的意义，同时能表达分布相似度。

现在来定义学习目标和结果。我们想要定义一个模型，使得该模型能够预测中心词（central word）和上下文环境中的词。因此，我们想要预测给定词上下文的概率分布。这里，设定一些简单的预测目标。希望你能通过图6.5，理解所说的目标。
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图6.5　帮助理解目标

图6.5给出了一些简单的例子。如果拿第一个句子中的单词“apple”作为目标——将“apple”映射成一个向量，然后使用该向量预测出现在其上下文环境中的词“eat”。对其他的句子也执行相同逻辑的操作。例如，在第三句中，将词“scooter”映射成向量，然后预测出现在它的上下文环境中的词“driving”和“work”的概率。

因此，直接的目标是将每个词映射成向量，以便于预测上下文环境中的词。而给定上下文环境，我们能预测与该环境最匹配的词。


6.5.3　word2vec模型的构建模块

现在我们知道了word2vec的输入和输出，所以你可能会想：怎样利用输入数据达成我们的目标。前面提到过，我们需要一个聪明的算法来帮助我们达成目标。研究者已经做了很多的工作，得到的结论是，可以使用神经网络技术。这里会简单介绍为什么使用神经网络，如果你想有更加深入的了解，你可阅读如下的文章。
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 注意：
 http://wwwold.ece.utep.edu/research/webfuzzy/docs/kk-thesis/kk-thesis-html/node12.html



http://s3.amazonaws.com/academia.edu.documents/44666285/jhbs.pdf?AWSAccessKeyId=AKIAIWOWYYGZ2Y53UL3A&Expires=1497377031&Signature=CtXl5qOa4OpzF%2BAcergNU%2F6dUAU%3D&response-content-disposition=inline%3B%20filename%3DPhysio_logical_circuits_The_intellectua.pdf





http://blogs.umass.edu/brain-wars/files/2016/03/rosenblatt-1957.pdf




使用神经网络技术的原因是神经网络是从大规模数据中学习知识的非常好的算法。如果你想搭建一个简单、可伸缩（scalable）、易训练的模型，那么神经网络是其中一个最优选择。如果你读完了下面列举出的研究论文，就会从中知道真相，论文如下：
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 注意：
 http://web2.cs.columbia.edu/~blei/seminar/2016_discrete_data/readings/MikolovSutskeverChenCorradoDean2013.pdf.



https://arxiv.org/abs/1301.3781.




这种神经网络在生成分布相似度这件事情上具有神奇的能力。Google使用了维基百科上的大规模语料来训练word2vec模型。图6.6展示了Google word2vec模型的输入和一些有名的输出。对我们来说，word2vec模型还是一个具有强大能力的黑盒，能够生成一些很好的结果。图6.6是word2vec的黑盒表示。
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图6.6　Google word2ve黑盒模型，接收维基数据输入，产生输出

图6.6说明我们给word2vec模型提供了文本数据。word2vec模型将文本数据转换成向量形式，我们在这种词向量表示上做数学运算。word2vec中最出名的一个例子是：如果你有三个词向量，分别是“king”“man”“woman”，那么“king”的向量减去“man”的向量，再加上“woman”的向量，就可以得到“queen”的向量。例子的数学表示为：king-man+woman=queen。

现在关注word2vec框架结构组成。

框架结构组成

现在来看一下搭建word2vec模型的框架结构组成。

word2vec模型的主要结构成分是一个神经网络。该神经网络有两层结构，并不是一个很深的网络。事实是，word2vec并不使用很深的神经网络来生成词向量。

神经网络是word2vec模型中的一个重要且主要的组成部分，我们需要对其功能进行剖析，然后看一下word2vec是如何工作的。现在是揭开word2vec模型神奇逻辑的时候了。


6.6　word2vec模型的逻辑

分解word2vec模型来理解其运行逻辑。word2vec是一套软件系统，使用了一系列的算法，如图6.7所示。
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图6.7　word2vec搭建框图（图片来源：Xin Rong）

如图6.7所示，word2vec中有三个主要的模块，后面我们会进行详细的学习：

●词汇表构建器

●上下文环境构建器

●两层的神经网络


6.6.1　词汇表构建器

词汇表构建器是word2vec模型的第一个模块，接收原始文本数据（多数情况下是句子）。词汇表构建器根据给定的文本语料构建词汇表，方式是从语料中搜集独一无二的词，来构建词汇表。

Python中有一个类库：genism。我们会使用gensim对语料构建词汇表。gensim有一些可调的参数，可以根据具体的需求来构建词汇表。参数列表如下。

●min_count：这个参数是一个阈值。那些在语料中出现的总频率低于某个设定值的词会被忽略掉。例如，如果该参数被设置成5，词汇表构建器的输出不会有出现频次低于5的词，只会有出现大于或等于5次的词。

●build_vocab(sentences,keep_raw_vocab=False,trim_rule=None,progress_per=10000,update=False)：这个函数的语法是从一系列句子数据中构建词汇表。每个句子是unicode字符串的列表。
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 注意：
 还有其他的一些参数，可以通过访问如下链接进行了解：https://radimrehurek.com/gensim/models/Word2vec.html
 。

词汇表中的每个词都是词汇表中的一个对象，包括词序号和出现频次，这些都是词汇表构建器的输出。图6.8可以帮你理解词汇表构建器的输入和输出。
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图6.8　词汇表构建器的输入、输出流程


6.6.2　上下文环境构建器

上下文环境构建器使用词汇表构建器的输出结果，以及上下文环境窗口中的词作为输入，然后产生输出。

首先，我们来了解上下文窗口的概念。上下文窗口是一个滑动窗口，你可以为每个使用word2vec工具的NLP应用定制窗口大小。一般来说，NLP应用的上下文窗口值设为5～10个词。如果你设定窗口大小为5，那么需要考虑中心词左边的5个词和右边的5个词。通过这个方式，我们捕获中心词周边词的信息。

举例说明，上下文窗口是1的情况下，句子“I like deep learning.”中的单词“deep”作为中心词时，其窗口范围内的周边词为“like”和“learning”。在下次迭代的时候，中心词是“learning”，周边词变成了“deep”和句尾的句号“.”。

希望你能清楚地理解窗口的概念。现在来看上下文环境构建器是如何利用这个概念以及词汇表构建器的输出进行工作的。词汇表构建器对象输出了语料中的词序号和频次的信息。利用词序号的信息，上下文环境构建器可以定位到词，根据上下文窗口范围，上下文环境构建器可以提取到周边词。中心词和周边词构成上下文环境构建器的输入。

现在我们知道了上下文环境构建器的输入，那么来看上下文环境构建器的输出。上下文环境构建器的输出是词对（word pairing）。图6.9对词对的概念进行了展示。
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图6.9　理解词对概念

这些词对会被输入到神经网络中进行训练。网络会根据词对的出现次数学习到基本的数据信息。例如，网络可能接收到的词对（deep，learning）频次要高于词对（deep communi-cation）。训练结束后，如果给定词“deep”作为输入，那么网络输出的词的概率中，“learning”或“network”的概率要大于“communication”。

上下文环境构建器输出词对，传递到word2vec中的下一个组成部分（一个两层的神经网络）中去。图6.10所示是上下文环境构建器的工作流程总结。
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图6.10　上下文环境生成器的输入和输出

到现在，我们学习了word2vec中的两个主要构成部分了。下面将着重介绍最后一个部分——神经网络。


6.6.3　两层的神经网络

这部分，我们将会看一下神经网络的输入和输出。除此之外，我们也会关注网络的结构，包括单个神经元是什么样子的、应该有多少神经元、激活函数是什么等。

6.6.3.1　word2vec神经网络的结构细节

word2vec使用神经网络来做训练。因此对我们来说，理解神经网络的基本结构很重要。网络的结构细节如下：

●第一层是输入层。

●第二层是隐层。

●第三层（最后一层）是输出层。

6.6.3.2　word2vec神经网络层的细节信息

两层的神经网络用来生成词向量，这里会讲一下每一层具体的输入和输出细节。本部分不讲word2vec模型背后的数学理论。本章的后面部分会介绍word2vec背后的数学理论，然后将各个知识点串联起来，便于更好地理解。

下面简要地看一下网络中每层的功能：

●输入层：输入层神经元的个数要和训练的词汇表的大小一致。

●隐层：隐层神经元的数量就是最后得到的词向量的维度大小。

●输出层：输出层和输入层的神经元数量保持一致。

输入层接收的输入是one-hot编码的词。假设词汇表的大小是V，表示语料中有V个不同的词。词的one-hot编码使得词在词汇表中对应的位置是1，其他位置都是0。可以再看图6.4来回忆一下one-hot编码的概念。假设词向量的维度是N，输入层到隐层的连接可以使用形状为V*N的输入矩阵WI
 表示，WI
 中的一行表示词汇表中的一个词。同理，从隐层到输出层的网络连接可以使用输出矩阵WO
 表示，该矩阵的大小是N*V，每一列表示词汇表中的一个词。图6.11给出了网络输入和输出的清晰描述。现在用一个较短的例子进一步理解这些概念。
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图6.11　两层神经网络输入和输出的结构化表示

现在来看一些例子，这些例子是语料中的小集合，句子如下：

●the dog saw a cat

●the dog chased a cat

●the cat climbed a tree

上面三个句子中出现了8个不同的词。将这些词根据字母顺序进行排序，然后通过每个词的序号来访问这些词。词汇表如下。
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例子中词汇表的大小V等于8，所以神经网络需要有8个输入神经元和8个输出神经元。假设隐层有3个神经元，则WI
 和WO
 矩阵如下：

●WI
 =[V*N]=[8*3]

●WO
 =[N*V]=[3*8]

训练开始前，WI
 和WO
 矩阵中的元素使用随机的小数值进行初始化，这是神经网络训练的通用输出化方法。为了方便说明，假设WI
 和WO
 使用如下的值进行初始化：

WI
 =

-0.094491　-0.443977　0.313917

-0.490796　-0.229903　0.065460

0.072921　0.172246　-0.357751

0.104514　-0.463000　0.079367

-0.226080　-0.154659　-0.038422

0.406115　-0.192794　-0.441992

0.181755　0.088268　0.277574

-0.055334　0.491792　0.263102

WO
 =

0.023074　0.479901　0.432148　0.375480　-0.364732　-0.119840　0.266070　-0.351000

-0.368008　0.424778　-0.257104　-0.148817　0.033922　0.353874　-0.144942　0.130904

0.422434　0.364503　0.467865　-0.020302　-0.423890　-0.438777　0.268529　-0.446787

期望神经网络能够学习到单词“cat”和“climbed”之间的关系。也就是说，如果神经网络接收“cat”作为输入，那么输出“climbed”的概率会非常高。从词向量的角度来说，“cat”是一个周边词，“climbed”是一个目标词。

输入向量X表示词“cat”，根据词汇表的排序，X是[01000000]T
 。注意，向量中只有第二个位置的元素是1，原因是“cat”在语料词汇表中占据第二个位置。同样，目标词“climbed”的向量是[00010000]T
 。

网络第一层输入是[01000000]T
 。

隐层的输出HT
 使用下面的公式进行计算：

HT
 =XT
 WI
 =[-0.490796-0.2299030.065460]

上面的计算中，出于one-hot编码的原因，隐层的输出只是捕获到了WI
 矩阵的第二行的信息。现在进行类似的从隐层到输出层的运算，计算公式如下：

HT
 WO
 =[0.100934　-0.309331　-0.122361　-0.1513990.143463　-0.051262-0.079686　0.112928]

在这里，我们的最终目标是获得输出层的词的概率分布结果，这种概率分布反映了词与输入的环境上下文词的相关程度，数学形式如下：

P（wordk
 |wordcontext
 ）,k=1…V

我们讲的是概率，但是输出层的结果却是向量，所以需要将其转换成概率，即输出层的所有结果加和为1。在word2vec中，使用softmax函数将输出层激活函数计算后的值进行归一化。

6.6.3.3　softmax函数

本节来讲一下softmax函数。softmax函数用来对输出向量进行概率归一化。对第k个神经元的输出执行如下面公式所示的计算：
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式中的activation(n)表示第n个输出层神经元的激活函数输出结果。

使用上述公式，可以计算语料中8个词的概率分布结果：

[0.143073　0.094925　0.114441　0.1111660.149289　0.122874　0.119431　0.144800]

你可能会疑问这些概率值是如何得到的。其是使用了前面讲到的softmax公式，然后得到了这些结果。softmax函数的Python代码实现如下：
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上述代码可以产生如下输出向量：
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我们看到，目标词“climbed”的概率是0.111166，目标向量是[00010000]T
 ，这样就可以根据预测结果计算误差（error）。从目标向量减去预测得到的概率向量，就能得到预测误差或者误差向量。得到误差或误差向量后，就能据此对各个权重矩阵进行调整。这里，需要调整的权重矩阵是WI
 和WO
 。将网络的误差进行传播后调整权重矩阵WI
 和WO
 的技术称为后向传播
 （backprapagation）。

训练过程中，神经网络持续迭代学习语料中不同的上下文环境词-目标词（context-target）词对，这就是word2vec按顺序学习词和词之间关系，并得到词向量的方法。


6.6.4　算法的主要流程

word2vec有两个不同的版本，区别在于主要的算法不同，如图6.12所示。
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图6.12　word2vec的版本

在这部分，我们学习两个主要的流程算法，算法的名字为：

●连续词袋（CBOW）

●跳跃语法（Skip-Gram）

6.6.4.1　连续词袋算法

在连续词袋
 （Continuous Bag Of Word，CBOW）算法中，目标词（target word）的上下文环境由其周边的多个词来表示。回想一下之前举的例子，目标词是“climbed”，上下文词（context word）是“cat”，可以使用上下文词“cat”和“tree”来预测词“climbed”。这种情况下，需要改变神经网络的结构，尤其是输入层。现在，输入层不能只接收一个单词的one-hot编码向量了，需要加入另一个输入层来表示词“tree”。

如果增加上下文词，那么就需要增加额外的输入层来表示每一个词，所有的这些输入层结果被连接起来，送到隐层，如图6.13所示。

好的一点是计算公式没有发生变化，和之前提到的保持一致，只是需要为其他的上下文词计算HT
 。

6.6.4.2　跳跃语法

SG（Skip-Gram）模型反过来利用目标词和上下文词。目标词以one-hot编码的向量形式输入给输入层，隐层不发生变化，输出层会循环多次来生成指定数量的上下文词。

举例说明，我们使用“cat”和“tree”作为上下文词，“climbed”作为目标词。SG模型的输入向量应该是词“climbed”的one-hot编码的形式[00010000]，输出向量应该是“cat”和“tree”的向量，分别是[01000000]和[00000001]。图6.14展示了skip-gram模型的结构。
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图6.13　CBOW神经网络的结构（图片来源：https://www.semanticscholar.org
 ）
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图6.14　SG神经网络的结构（图片来源：https://www.semanticscholaar.org
 ）

在例子里，输出不再是一个概率分布向量了，而是两个不同的概率分布向量，因为我们有两个上下文词了。误差向量的计算方式还是和我们上面描述的一致。SG模型中的微小调整是所有的误差向量被加和到一起，通过梯度回传的方式来调整权重值。这意味着每个输出层的权重矩阵WO
 在训练过程中会保持一致。

下一部分会介绍其他的一些算法技术和word2vec模型背后的数学理论，准备好学习一些很酷的数学知识吧。


6.7　word2vec模型背后的算法和数学理论

这部分非常重要，我们将会讨论word2vec模型中的核心算法。到达本部分的末尾后，word2vec模型对你来说将不再是个秘密了，我们会把word2vec从一个黑盒变成一个白盒。下面我们会讲到数学的部分，以帮助读者能够更好地理解核心的概念。如果你对数学方面的理解不是很深入，也不用担心，我会给你提供一些非常有用的资源。


6.7.1　word2vec算法中的基本数学理论

在开始的时候，我们需要一些基本的数学概念来更好地理解算法，列出如下：

●向量
 （vector）：向量具有大小（magnitude）和方向（direction）。在向量空间中画一个向量的时候，既包括了大小信息，也包括了方向信息。可以对向量做一些基本的数学运算。

●矩阵
 （matrix）：一个矩阵是栅格化的一系列数字或词的频率计数（frequency count of word）。矩阵具有行和列。矩阵的维度是其具有的行和列的数量。

●偏导
 （partial derivative）：如果一个函数具有多于一个的变量，那我们可以对其中一个变量求偏导，同时视其他变量为常量，这就是求偏导的方式。偏导在向量的微分中被使用。

●偏导链式法则
 （partial derivative chain rule）：链式法则被用来计算由多个函数构成的复合函数的偏导。

下面进一步学习这些概念，将这些概念依据我们使用的技术阶段，大致分成了三个部分。
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 注意：
 我列出了对上述讲到的一些概念进行深入介绍的一些资源，你可以查看下面的链接：


https://www.khanacademy.org/math




可以访问下面的链接来学习向量知识：


http://emweb.unl.edu/math/mathweb/vectors/vectors.html





https://www.mathsisfun.com/algebra/vectors.html




可以访问下面的链接来学习矩阵知识：


https://medium.com/towards-data-science/linear-algebra-cheat-sheet-for-deep-learning-cd67aba4526c




可以访问下面的链接来看一些基本的例子：


http://mathinsight.org/partial_derivative_examples





http://www.analyzemath.com/calculus/multivariable/partial_derivatives.html




可以访问下面的链接来学习偏导链式法则的知识：


https://math.oregonstate.edu/home/programs/undergrad/CalculusQuestStudyGuides/vcalc/chain/chain.html





https://www.youtube.com/watchv=HOYA0-pOHsg
 .https://www.youtube.com/watchv=aZcw1kN6B8Y




以上的链接对于学习本章中算法背后的数学知识是足够的。


6.7.2　词汇表构建阶段用到的技术

从数据中构建词汇表的时候，可能会用到一些优化技术，lossy counting算法是其中的一个重要技术。

lossy counting算法

lossy counting算法用来确定数据集中出现频次大于用户设置的阈值的元素。这个算法将数据流作为输入，而不是一个有限规模的数据集。

使用lossy counting算法的时候，一些低频的元素会从频次表中周期性地被移除。频次较高的词不会有较低计数，否则它们不会在表中停留太久。

频次阈值通常由用户进行设定。当我们给定了参数值min_count=4以后，我们会移除数据中出现频次小于4的词，不去考虑它们。

1.在词汇表构建阶段使用该技术

lossy counting算法是非常有用的，尤其是你有一个非常大的语料，并且不想考虑一些低频词的时候。

这个时候，lossy counting非常有效，因为用户可以设定一个最小的词频阈值，使得低于该阈值的词不会出现在词汇表中。

因此，如果你有一个大规模的语料，想优化训练速度的时候，就可以使用这个算法。

换言之，你可以使用这个算法来缩减你的词汇表尺寸，来加速训练过程。

2.其他应用

除了word2vec，lossy counting算法在网络流量度量和网站服务器日志分析中被使用。


6.7.3　上下文环境构建过程中使用的技术

在生成上下文环境词对的时候，上下文环境构建器使用了如下的技术：

●动态窗口缩放或动态上下文窗口（dynamic window scaling or dynamic context window）

●下采样（subsampling）

●剪枝（pruning）

6.7.3.1　动态窗口缩放

动态窗口缩放是上下文环境构建过程中的一个重要部分。我们接下来会看到这样技术的用途，以及使用它所产生的影响。动态窗口缩放也被叫作动态上下文窗口
 。

在word2vec的实现中，动态上下文窗口是一个可用于生成更精确的输出的技术。你也可以认为这个技术是一个超参。动态上下文窗口技术根据目标词给每个上下文词赋予相应的权重。技术的出发点是离目标词越近的词应该是越重要的。

下面来看，在构建词对过程中这项技术的用途。动态上下文窗口技术认为更近的上下文词在预测目标词的时候能够提供更多的信息。我们在实际窗口1～L范围中使用均匀采样（uniform）方法来赋予权重。例如，上下文窗口大小是5，覆盖到的词的权重服从均匀分布，那么距离最近的词权重是5/5，次近的是4/5等。最终的上下文词的权重会是5/5、4/5、3/5、2/5、1/5。通过赋予权重，你能对结果进行更好的优化。

6.7.3.2　下采样

下采样技术是在构建词对的时候使用的另一项技术。我们知道，词汇是对训练数据的采样。

下采样技术是移除频繁词的技术，对于移除停用词非常有用。

这项技术随机地移除词，这些词在语料中频繁出现。被移除的词出现频次以p的概率大于阈值t，f为语料词频，我们实验中使用t=10～5，具体的计算公式如下所示：
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这项技术也可以认为是一个有用的超参，我们可以用该技术移除语料和窗口范围中出现频次较高没有太多必要的词，以此来提高训练样本集的质量。

6.7.3.3　剪枝

在使用上下文环境构建器构造词对的时候，剪枝（pruning）方法也经常被使用。当有个较大的词汇表要处理的时候，需要移除较低频率的词，可以通过设置Python类库gensim中的参数max_vocab_size限制整个词表的规模。

剪枝可以减少训练样本的数量，提高质量，如果不剪除掉数据集中出现频次较低的词，模型精度会差一些。所以这是提高精度的方法。


6.8　神经网络算法

我们来看一下，一个单神经元的结构，然后学习一下两种算法的细节，然后我们就会理解word2vec是如何从词产生向量的。

我们已经看过神经网络的整体结构了，但是我们还没有看过其中一个神经元的结构和组成。本部分我们将学习一下单个神经元的结构。

我们会按照下面的结构来进行学习：

●基本的神经元结构

●训练单个神经元

●单个神经元的应用

●多层神经网络

●反向传播

●word2vec背后的数学理论

本部分，我们会列举较多的数学公式，如果你数学背景知识不强的话，也不需要担心，我们会以最简单的词汇来解释这些公式。


6.8.1　基本神经元结构

图6.15展示了一个基本的神经元结构，这种结构并不新鲜。神经元接收数据输入和权重输入，计算它们的权重加和。在图中，x1
 -xk
 是数据输入，w1
 -wk
 是相应的权重。权重加和的计算公式如下所示：
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图6.15　基本神经元结构（图片来源：Xin Rong）

下面举例来说明公式的计算方法。如果输入x=[156]，权重w=[0.50.20.1]，那么权重加和u就等于[1*0.5+5*0.2+6*0.1]，所以最终的结果是u=[0.5+1+0.6]=2.1。这仅仅是一个简单的例子，来帮助你理解上述公式的计算过程。这是神经元输入部分的处理，下面我们讲一下神经元输出部分的处理。

为了生成输出，根据神经元的结构可以这样说：输出是权重加和u的一个函数。如下所示，y是输出，f(u)是权重加和的函数：

y=f(u)

神经网络中，你可以使用多种不同的函数，这些函数被称为激活函数
 （activation function），常用函数列出如下：

●阶跃函数（step function）

●sigmoid函数

一些优秀的科学家已经表示上述的函数是很好的激活函数候选。在本章中，我们不会研究激活函数的细节问题，我们会在第9章中给出更多的细节。在此，我们仅考虑使用这两种函数作为word2vec中的激活函数。在word2vec中，我们要么使用阶跃函数，要么使用sigmoid函数，而不是同时使用两种。下面是两种函数的计算公式：

阶跃函数：
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Sigmoid函数：
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我们使用一个圆圈来表示一个神经元，如同在图6.11中的画法。这个圆圈既包含了权重加和运算，也包括激活函数，这就是为什么在图6.11中，我们仅使用虚线的圆圈来表示神经元。

下一部分中，我们会看到这些激活函数是如何工作的，以及如何使用误差函数（error function）根据预测的结果来计算误差。我们会详细地学习激活函数和误差函数的使用方式。


6.8.2　训练一个简单的神经元

是时候来看一下怎样训练一个带有激活函数的神经元了，以及如何使用损失函数（loss function）来计算预测结果的偏差。

最重要的事情是定义一个错误函数，来告诉我们，模型预测结果的偏差程度，我们的目标是将偏差程度尽可能地降低，或者说我们需要尽量提高预测的准确率。训练过程中，模型接收输入，根据误差函数算出误差，然后更新神经元的权重，如此重复迭代进行训练。迭代过程一直进行，直到我们在最后的预测结果上得到最小的误差。

两个最重要的概念如下：

●定义误差函数（或叫损失函数）

●理解word2vec中的梯度下降算法

1.定义误差函数

我们输入X是从x1
 到xk
 与词汇表同长度的向量，模型输出y也是一个向量。为了计算误差，我们需要定义误差函数（损失函数），在这里，我们使用L2损失函数。下面我们来学习一下L2损失函数的基本概念，以及该损失函数在word2vec中是如何使用的。

机器学习和深度学习领域常用的损失函数有两大类。在第8章和第9章两章中，我们会具体学习机器学习和深度学习。在这里，我们只关注最小平方误差
 （least square error，L2），第8章和第9章中，我们会详细地学习其他各种损失函数，并对它们进行对比。两类标准的损失函数是：

●最小绝对误差（Least absolute deviation，L1）

●最小平方误差（Least square error，L2）

最小平方误差也被叫作L2损失函数
 。通常来说，我们的目标是在训练过程中最小化训练数据上的损失函数，同样使用L2损失函数的目标也是最小化误差。准确地讲，L2损失函数想要最小化预测和目标之间的平方距离。
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图6.16　训练过程中的单个神经元

训练过程中的单个神经元的结构如图6.16所示：

当计算单个神经元的L2损失函数时，使用下面的公式进行计算：
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式中，t是目标向量值，y是模型估计向量值或是模型预测的向量值，E是误差函数。我们已经定义了L2函数，你一定非常想知道要怎样使用这个L2误差函数来得到最低误差，这里就需要介绍梯度下降的概念了。

2.word2vec中的梯度下降算法

下面我们学习一下如何使用L2函数来训练模型得到精确的输出。

之前我们说过，我们想要最小化L2函数值，以便能精确地预测目标值。为达到这个目的，需要计算上面给出的公式对各个变量的偏导数。使用这种求偏导的方法来最小化误差的方法，称为梯度下降法
 （gradient descent）。

偏导的结果如下所示：
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我们知道输出y依赖于函数f(u)，而f(u)依赖于输入的权重值w，所以我们需要应用链式法则来生成误差函数值。如果我们使用偏导链式法则，会得到如下在word2vec中非常有用的公式。下面展示了偏导链式法则的结果：

[image: ]


计算完L2损失函数作为误差值后，神经网络中的输入权重会被调整，这种迭代过程会一直持续，直到得到最小的误差。

至此，我们已经得到了一个神经元的计算推导公式，接下来重要的事情是要知道一个神经元能为我们做些什么事情。下面我们会介绍这点。


6.8.3　单个神经元的应用

我们已经学习了关于单个神经元的一些技术方法和数学理论，所以我想带你看一下word2vec中单个神经元的应用。

如果你想搭建一个能分辨一个词是不是代表一种食物的模型，那么单个的神经元可以被用来做这件事情。这类分辨一个词是不是食物的应用需求被称为二元分类任务
 （binary classification task）。对于这类任务，神经网络接收one-hot编码向量作为输入，单个的神经元就能学到哪些词代表食物，哪些词不代表食物。图6.17展示了一个模型输出的结果。
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图6.17　单个的神经元就可以将词分为食物和非食物

这种类型的应用需求之所以能够以如此简单的方式解决，是因为我们持续地提供one-hot编码的词向量，然后使用sigmoid或是阶跃函数作为激活函数，该问题就成为一个可以使用数据理论方便解决的标准分类问题。对于食物类的词，模型的输出是一类值，对于非食物类的词，模型的输出是另一类的值。这种标准的分类问题，会使人回想起逻辑回归算法（logistic regression），在这里我们同样使用了逻辑回归理论，但是我们使用的是单神经元的结构。

我们已经看过单神经元的结构了，现在可以去探索多层神经网络（multi-layer neural network）了，我们下一部分内容会介绍多层神经网络。


6.8.4　多层神经网络

word2vec中使用了多层神经网络。多层神经网络函数接收one-hot编码的词向量输入，权重加和后送给隐层，隐层通过使用激活函数（这里使用的是sigmoid函数）输出结果，结果被送到输出层进行输出。在本章中“两层的神经网络”章节中，我们介绍了一些例子，但是没有对数学方面的理论进行学习，这里会从数学理论的角度进行介绍。
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图6.18　多层神经网络

下面以数学公式的形式来介绍之前提到的神经网络，图6.18展示了一个多层神经网络的结构。

下面来看一下图6.18中神经网络对应的计算公式，会以从一个比较高的视角来介绍计算流程和输入输出函数。公式如下所示：

[image: ]


每层输入输出的流程如下：

●上面的第一个公式是输入层的权重加和，权重加和结果会被送到隐层，ui
 表示输入层的权重加和结果。第二个公式给出了隐层的激活函数。激活函数hi
 使用sigmoid函数，生成中间输出。

●隐层的权重加和结果会被传递给输出层。第三个公式表示了隐层的权重加和计算。[image: ]
 是隐层的权重加和结果，结果会被传递到输出层。yi
 使用了隐层的权重加和结果，[image: ]
 中使用的激活函数也是sigmoid函数。

到这里，我们就从数学角度介绍了神经网络输入输出的流程。

现在，一个需要学习的内容是word2vec模型是如何使用这种结构来进行学习和训练的。答案是，我们使用反向传播算法来训练模型，接下来我们会介绍该算法。


6.8.5　反向传播算法

我们已经知道如何使用L2损失函数来计算误差了。使用L2损失函数的目的是最小化模型估计值和目标值之间的平方距离。在多层神经网络中，我们也会使用同样的概念。所以，我们需要定义损失函数，然后计算损失函数的梯度，进而调整网络中的权重参数，来使得误差最小。这里网络的输入和输出都是向量。

图6.19展示了神经网络的结构。

[image: ]


图6.19　计算误差函数的多层神经网络

现在来看一下多层神经网络执行的数学求导公式：
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在多层神经网络计算误差函数的时候，需要非常注意变量的下标和当前计算的层数。如图6.28中所示，我们从输出层开始算起，将误差回传到隐层，然后更新权重参数。从第5个公式里可以看到，我们需要计算输出层的误差函数后，才能回传误差，然后更新输入层的权重。处理多层神经网络中的下标问题是一个非常有挑战性的工作，但是在写代码的时候比较简单，只需要写for循环来计算每层的梯度。

现在我们将word2vec中的所有数学公式和基本概念综合起来，来更好地理解word2vec中的数学理论。


6.8.6　word2vec背后的数学理论

在本部分中我们将会结合之前讲的数学公式和概念，综合学习word2vec中的数学理论，然后推导出最后计算概率分布的公式。在“word2vec神经网络细节”这一节，我们已经学习了word2vec的概念、直观理解、计算和样例。

word2vec网络接收one-hot编码的词向量作为输入，然后将该向量传递给下一层（隐层），这一步只是做了权重加和的计算。最后，输出层生成一个向量值，我们使用softmax方法来将这个输出转换成概率形式。接下来我们会看到将输出向量转化成概率形式的别的方法。

图6.20展示了word2vec神经网络背后的数学理论。

第一个公式中，我们可以看到输入词向量和权重向量的权重加和计算，来得到计算结果h。在第二个公式中，h和隐层的权重v′wj
 进行权重加和。在这里公式中的权重参数和下标发生了变化，uj
 中有一个激活函数。我们会使用uj
 的值来计算概率分布，所以最后的计算是一个softmax函数。通过替换第三个公式中的uj
 来化简公式，可以得到最终的公式，如下所示：
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图6.20　word2vec模型中的数学理论

这里，我们的输出是一个softmax函数，为了使用反向传播算法更新权重，还需定义一个损失函数。我们定义了一个softmax函数形式的损失函数，即softmax函数的负对数（minus log），然后基于这个函数来执行梯度下降算法，如下所示：
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这里来说明一下输出向量值是如何更新的。更新使用的如下所示的公式，这是输出层的更新规则。

[image: ]


在该公式中，我们将原始输出向量减去了输出节点的误差ej
 ，其中h是隐层的值。整个公式的意思是，如果我们的输入词是“climbed”，想要输出预测结果“cat”，那么我们需要依照公式中的方式来调整“climbed”的向量值来使得两个词具有更好的相似性。简单来说，我们可以将“climbed”的部分向量加到“cat”的向量上。除此之外，我们也要更新其他词对应的输出向量，使得它们与目标词之间的相似度变低。

输入向量更新的规则同样重要，更新方式如下所示：
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公式有一点复杂，出发点是输入向量要减去预测误差值的权重加和。公式的意思是，如果要对词“cat”的输入向量进行调整，那么就需要使其向量更接近于词“climbed”的向量。在这个过程中，词的共现情况扮演了主要的角色。

我们已经基本学完word2vec模型的数学理论了，也看过大量word2vec模型中用到的公式了，下面我们会讨论一些生成最终词向量和概率预测结果的技术。


6.9　生成最终词向量和概率预测结果的技术

本部分，我们会了解模型怎样产生最后的词向量。我们会使用一些启发式的方法来提高生成输出的效率，本部分也会对这些启发式方法进行讨论。

为了生成词向量，我们需要既更新输入向量也更新输出向量。假如我们有100万个词规模的词表，输入向量和输出向量的更新过程需要耗费大量的时间，训练会变得非常低效，这是个亟待解决的挑战。我们使用一些更优的方法来实现同样的操作，具体方法如下：

●层次化softmax函数（hierarchical softmax）

●负采样技术（negative sampling）

下面具体讲一下这两项技术。

1.层次化softmax函数

在层次化softmax函数中，我们将输出向量建模成一个二叉树（binary tree）的形式，而不再是将每个输出向量映射到其对应的词。图6.21展示了层次化softmax函数的结构。
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图6.21　层次化的softmax结构

在这种方式下，输出向量不再是预测词的分布概率了，而是预测二叉树上的路径，如图6.22所示。
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图6.22　使用层次化的softmax函数来预测路径

在图6.22的例子中，实线的向上的路径被激活，虚线的向下的路径被激活，词“juice”以很高的概率被预测到。

这种方式的好处是，在反向传播错误的时候，只需要更新一个输出向量，错误只需要回传经过三个被激活的节点。我们使用哈夫曼树（Huffman binary tree）来生成二叉树。

2.负采样

负采样也是一种优化方法。使用这种方法的时候，对输出词的向量进行更新调整，对于其他非输出词的向量不会全部进行更新调整。我们从非输出词中采样一些进行调整，也就是从负样本中进行采样，所以叫作负采样方法。


6.10　word2vec相关的一些事情

当你实际使用word2vec时，你需要记住如下的一些事情：

●word2vec使用了神经网络，但并不是很深的神经网络。网络虽然只有两层，但是对于学习词的相似度非常有效。

●word2vec神经网络使用了简单的逻辑激活函数（logistic activation function），没有使用非线性函数（non-linear functions）。

●隐层的激活函数是线性的，因为直接传递输入层的权重加和到下一层。

现在我们已经了解了word2vec几乎所有的知识了，我们来看一下word2vec的实际用途。


6.11　word2vec的应用

下面来介绍一下word2vec在现实中的一些实际应用：

●使用word2vec的依存句法分析器（dependency parser）能够得到词之间更精确的依存关系。

●命名实体识别任务（named entity recognition）也可以使用word2vec，因为word2vec十分适合于学习实体之间的相似度。所有相似的实体会聚集到一起，识别的结果会更好。

●情感分析（sentiment analysis）使用word2vec来学习语义相似度以提高情感分析的效果。语义相似度能够让我们知道人们用哪些短语来表达情绪，使用word2vec能够提高情感分析的精度。

●能够使用word2vec来搭建一个根据写作风格来分辨作者的应用。

●如果想使用简单数据来做高准确率的文档分类任务，也可以使用word2vec。Word-2vec可以实现无标注的文档分类。

●word2vec的一个基本产出是词聚类。具有相似语义的词汇被聚类到一起。

●Google使用word2vec和深度学习技术来提升机器翻译（machine translation）产品的表现。

还有很多你可以使用word2vec的场景，这里我们实现一些有趣的例子。我们通过搭建一些有趣的应用，并对它们进行可视化，以帮助你更好地理解word2vec。


6.11.1　实现一些简单例子

在该部分中，我们会实现一个著名的word2vec例子：woman+king-man=queen。
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 注意：
 我们不必再在我们的数据上重新训练word2vec模型，因为Google已经在大规模数据集上训练好一个word2vec模型，然后开源出来了。如果在新数据上重新训练，需要比较大的计算资源，所以我们直接使用Google训练好的模型。你可以通过访问这个链接来下载已经训练好的模型：


https://code.google.co m/archive/p/Word2vec/




打开这个链接后，你需要下载这个模型文件：GoogleNews-vectors-negative300.bin.gz，然后对其进行解压。我们同样使用genism类库来搭建这个著名的例子。

我们使用gensim类库来加载二进制模型，重现例子。如果你在PC上运行，可能需要消耗几分钟的时间，不要着急，让脚本保持在运行状态。图6.23展示了代码片段。
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图6.23　king-man+woman例子的代码片段

[image: ]
 注意：
 你可以通过访问如下Github的链接来查看代码：


https://github.com/jalajthanaki/NLPython/blob/master/ch6/kingqueenexample.py




图6.24展示了代码运行的输出。

[image: ]


图6.24　king-man+woman=queen样例的输出

[image: ]
 注意：
 如果你想使用Google提供的数据重新训练模型，就可以访问如下链接：https://code.google.com/archive/p/Word2vec/
 ，来下载训练数据。通过访问https://github.com/LasseRegin/gensim-Word2vec-model
 链接来重现训练过程，该过程会耗费较长的时间，因为需要较多的计算资源。


6.11.2　word2vec的优势

word2vec是生成分布语义相似度很好的技术，优势如下：

●word2vec概念非常容易理解，背后并没有太多很复杂的东西。

●word2vec强大易用，与其他技术相比，训练也比较快。

●训练人工代价比较小，不需要人为标注的数据。

●word2vec既适用于小数据也适用于大数据，所以是个容易伸缩的模型。

●一旦你理解了基本概念和算法，你就能在你的数据集上轻松地重现它们。

●word2vec在捕获语义相似度方面表现得非常显著。

●由于word2vec是无监督方法，需要的人工非常少，所以是节省时间的好技术。


6.11.3　word2vec的挑战

尽管word2vec技术十分有效，但是依然存在一些挑战性问题：

●word2vec模型非常容易实现，但是比较难调试，所以你在自己的数据集上实现word2vec模型的时候，调试能力非常重要。

●word2vec不太容易处理歧义问题。如果一个词有多重语义，词向量只能反映这些语义的平均值。


6.11.4　在实际应用中使用word2vec

这部分会介绍哪一些NLP应用可以使用word2vec技术以及应该如何使用word2vec技术。除此之外，我还会介绍社区中最常被问到的问题，来帮你实际使用word2vec工具。

像文本分类、情感分析等NLP应用，都可以使用word2vec技术。尤其是文本分类任务中，由于word2vec能够保留语义信息，会很好地提高分类效果。

对于情感分析任务，我们也可以使用word2vec技术来学习词汇在数据集中是如何分布的。你可以自己定义像上下文环境窗口值、下采样策略等超参。你可以先生成词袋（bag of words，BOW），然后在词袋上训练word2vec模型，生成词向量。这些词向量可以作为机器学习算法的输入特征，生成情感分析结果。

下面来看一下，社区中的人们在理解和使用word2vec时常问的问题：

●需要使用什么样的数据：word2vec技术是使用在文本数据上的，对数据并没有特别的要求，所以你可以在任意数据集上使用word2vec。

●我一定要去掉数据中的停用词吗：Google最原始的word2vec模型中，有一些停用词是被删掉了，像“a”，也有一些没有被删掉，像“the”，所以去停用词这件事情并不是特别必需的。实际上这完全取决于你的NLP应用。如果你在做情感分析任务，你需要去掉所有停用词；如果你在做机器翻译任务，你需要去掉部分停用词；如果你做词聚类任务来理解语言的语法，那么就不要去掉停用词。我们使用了一些简单的代码加载了Google的word2vec模型，来看一下停用词是怎么被处理的。代码如图6.25所示。
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图6.25　查看停用词处理方式的代码片段

图6.26是“the”的词向量。

图6.27说明word2vec中不包含单词“a”。

●难道你不觉得word2vec模型中对每个词生成了两个词向量吗：我想让你知道，word2vec中其实为每个词生成了两个向量。原因是，句子中的词既可以是目标词，也可以是上下文词，都分别对应着向量。模型最后的输出值考虑了目标词向量。怎样使用这两个向量，是一个非常有价值的研究问题。
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图6.26　单词“the”的词向量
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图6.27　word2vec模型中不包含单词“a”


6.11.5　何时使用word2vec

word2vec可以学习到语义相似度，这是我们回答上面问题要牢记在心的一点。

如果你的NLP应用中想使用分布语义，那么word2vec是合适的。一些NLP应用可以使用word2vec来生成特征和输出向量，作为机器学习算法的输入特征。

你需要知道哪些NLP应用可以使用word2vec，如果你知道NLP应用列表，那就比较容易决策了。如果你使用k-means来做文本分类任务，希望能够捕获文档中的语义信息来帮助分类，那么就可以使用word2vec技术。如果你想搭建一个问答系统，希望在语义层面对问题进行区分，那就可以使用word2vec技术。

我们已经学了足够的概念和理论了，下面开始最有意思的部分了——写代码。


6.11.6　开发一些有意思的东西

现在我们来训练一个自己的word2vec模型。我们使用的数据集来自于《权力的游戏（Game of Thrones）》，训练目标是使用word2vec探索数据集中实体的语义相似关系。有意思的一点是，我们会将数据进行可视化，以便更好地理解。原始的代码来自于Yuriy Guts，我只是对其进行了封装。
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 注意：
 我使用了具有IPython环境的笔记本电脑在《权力的游戏》文本数据上训练了一个word-2vec模型，基本的依赖类库有：genism、scikit-learn、nltk。访问代码请点击下面Github链接：


https://github.com/jalajthanaki/NLPython/blob/master/ch6/gameofthrones2vec/gameofthrones2vec.ipynb.




代码中有行间注释，也可以看到输出片段。我们使用t-SNE技术来对词向量进行降维，在二维向量的基础上做可视化。如果在内存在2～4GB的普通计算机上运行T-SNE技术，需要比较长的时间，所以计算机的内存最好能够大一点。如果你的内存资源有限，可以跳过可视化这部分，直接看可视化结果图片。模型被保存到硬盘后，就可以容易地生成输出了。图6.28～图6.32给出了样例输出。

词“Stark”的输出如图6.28所示。

[image: ]


图6.28　词“stark”的相似输出

输出最相近的词，如图6.29所示。
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图6.29　最接近的一些词

图6.30是输出的可视化结果。
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图6.30　t-SNE降维后，二维向量的可视化结果

现在对图片进行放大，看词聚集的情况。

图6.31反映了和词“kingsguard”聚集到一起的词。
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图6.31　聚集到一起的人名

图6.32展示的是聚集到一起的食物。
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图6.32　分组聚集到一起的食物


6.11.7　练习

我是《哈利·波特》的粉丝，所以在这个小练习里，要求你在从《哈利·波特》书中抽取到的文本数据上训练一个word2vec模型。不用担心数据的问题，我已经为你准备好了，可以访问如下链接来下载数据：https://github.com/jalajthanaki/NLPython/tree/master/ch6/Harry-potter2vec/HPdataSet
 。

祝你在训练HarryPotter2vec模型的时候顺利，编码愉快！


6.12　word2vec概念的扩展

word2vec概念可以推广到不同层次的文本数据上，例如段落级别、文档级别，除此之外，你还可以训练一个全局向量
 （Global Vector），叫作GloVe。下面我们来看一下这些扩展的概念。

这些是基于word2vec扩展出来的概念：

●Para2vec

●doc2vec

●GloVe


6.12.1　para2vec

para2vec表示段落向量。段落向量算法是一个无监督的算法，使用定长的向量来表示段落。该算法可以从变长的文本，例如句子、段落、文档中学习到文本的特征表示。

para2vec也是使用神经网络学习，很多地方与word2vec技术类似。通常考虑三个上下文词，输入到神经网络中去，然后预测第四个词。这里，我们最大化对数概率，预测任务是一个多类别的分类问题。这里的分类函数使用softmax。

要注意的是，上下文环境是定长的，是通过在段落上取滑动窗口得到的。同一个段落里的上下文环境对应的段落向量是共享的，但不跨段落共享。

para2vec技术的优势是可以使用无标签的数据预测词，所以适合在无足够标签的数据集上使用。


6.12.2　doc2vec


doc2vec
 （document to vector）文档向量也是word2vec的扩展，它能学习文档类别和词之间的关系，而不是词和词之间的关系。这里，你需要文档的标签。你可以使用一个定长的向量来表示整个句子，这也类似于word2vec的概念。如果你将带类标的句子输入到神经网络中，那么网络就学习到了该数据集上的分类知识。简短来说，你对文本进行标注，然后将该数据作为输入，在该数据上使用doc2vec技术，然后就可以对给定文本输出标签向量了。相关的代码在GitHub上：https://github.com/jalajthanaki/NLPython/blob/master/ch6/doc2vecexample.py
 。

我们给出了一个小规模的数据集来帮助你学习如何开发doc2vec，所以可以忽略模型的精度。相关代码链接如下：


https://github.com/jhlau/doc2vec




图6.33展示了代码片段，图6.34是输出片段。
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图6.33　doc2vec的代码片段

[image: ]


图6.34　样例输出


6.12.3　doc2vec的应用

我们看一些能够使用doc2vec技术的实际应用：

●doc2vec能够方便地实现文档聚类任务。

●可以在大块的文本数据上做情感分析，你可以考虑一块很大的文本，然后输出它们的情感分析结果。

●doc2vec也可以被使用在产品推荐上。


6.12.4　GloVe

GloVe代表全局向量。GloVe是一个无监督的学习算法，用来生成每个词的向量表示。训练基于一个聚合的词词共现矩阵（aggregated global word-word co-occurrence matrix）和语料中的其他统计数据。训练结果会给出非常有意思的词向量空间的线性子结构。共现矩阵是GloVe的输入信息。

GloVe使用余弦相似度或是欧氏距离来衡量词与词之间的相似度。GloVe的好处是对语料中非常低频出现的词也可以很好地学习到词聚类的信息。下面是一个著名的例子：

例如，目标词“frog”最近的词是：
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图6.35　GloVe结果中的一个著名例子

●Frog

●Frogs

●Toad

●Litoria

●Leptodactylidae

●Rana

●Lizard

●Eleutherodactylus

另外一个例子是，词会和它的比较级、最高级（com-parative superlative）的形式聚类到一起。图6.35是使用可视化工具得到的输出。
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 注意：
 我使用了GloVe类库来给出了一个实际的例子，可以通过访问如下Github链接来查看代码：


https://github.com/jalajthanaki/NLPython/blob/master/ch6/gloveexample.py




开始之前，我们要下载数据集，执行如下命令：
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代码片段如图6.36所示。
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图6.36　GloVe代码片段

代码运行结果如图6.37所示。
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图6.37　GloVe的样例输出


6.12.5　练习

这部分的练习是要求你阅读，你需要阅读关于para2vec、doc2vec和GloVe的研究论文。除此之外，你可以思考一下还有哪些可以使用向量进行表示的连续字符串，比如DNA模式（DNA pattern）。该部分练习的主要意图是让你了解相关研究工作是如何做的。你也可以尝试解决其他方面的向量表示问题。


6.13　深度学习中向量化的重要性

这部分内容更多是讨论。我们知道，计算机不能直接理解自然语言，所以我们需要将自然语言处理成数值的形式。我们有多种多样的词嵌入（word embedding）技术，还有一些基础的统计技术，像索引（indexing）、TF-IDF特征、one-hot编码等。通过使用部分或全部的这些技术，你可以将文本映射成数值形式。选择哪种技术依赖于具体的NLP应用。文本数值化是一项基础性工作，是因为计算机只能处理数值数据，所以我们需要将文本数据转换成计算机擅长处理的数值形式。在对文本做数值化转换的时候，我想到了两个主要的事情。

首先要理解什么是深度学习。这里我会给出一个简单的描述。不用紧张，我们会在第9章中看到更多的细节。当神经网络有很多层时，就会被叫作深度神经网络
 （deep neural network）。当我们使用多层的深度神经网络在大规模的数据上借助于大规模的计算资源来开发NLP应用的时候，用的就是深度学习技术。

现在来讨论一下向量化。向量化是一个具有坚实数学理论基础的概念，非常容易理解和处理。现在，Python有很多很好的类库能够让我们轻松地处理高维向量数据。深度学习理论框架十分依赖于向量化和矩阵的概念，所以如果想在深度学习技术上有所成就，就需要许多关于向量和矩阵的知识。处理视频或音频数据的深度学习应用也在使用向量。视频和图片被转换成稠密向量的形式。对于文本数据，word2vec是从词生成向量的基本模块。Google的TensorFlow平台上使用word2vec作为基本模块，提升了机器翻译、语音识别、视觉应用等的效果。向量和矩阵让我们实现这些处理过程变得更加自由和容易。

除此之外，我想让你思考，怎样来改善我们处理文本的方法。word2vec毫无争议是个将词转换成向量形式的简单有效的方法，但是我还是要鼓励那些对研究比较感兴趣的读者们，要将word2vec应用到你们的语言上，或是提出更创新性的方法来帮助NLP社区解决目前的挑战，像词歧义（word ambiguity）的问题。


6.14　总结

本章中，我们学习了如何使用word2vec来捕获语义信息。向量化技术是简单有用的，我们也看过了很多的相关应用，已经谈及word2vec模型中的技术细节了。我介绍了很多新的数学知识和统计学知识，来帮助你更好地理解这个模型。我们将word2vec模型从黑盒转变成了白盒。我也实现了一些基本的和扩展的例子来帮你更好地理解word2vec。我们使用了很多类库和API来开发word2vec模型。我们也看到了深度学习中向量化技术的优势。然后，我们将word2vec概念进行了扩展，讲述了para2vec、doc2vec、GloVe等概念。

下一章会介绍在开发NLP应用的时候是如何使用规则式技术（rule-based）的，即很多NLP的应用是如何使用简单但是有效的规则（rule）或是逻辑（logic）来开发有效原型的。Google在机器翻译项目中使用了规则式的技术，Apple也使用了这样的技术，同时Google在早期的自动驾驶原型中也使用了规则式的系统。我们会讨论规则式系统及其结构。我们也会看到基于规则式系统的NLP应用的结构。我会给你提供一个有效的思维过程，来编写你自己NLP应用中的规则。我们会实现基本的语法规则（grammar rule）和基于模式的规则（pattern-based rule）。我们也会从头开发一个基于模板的聊天机器人（chatbot）。


第7章　规则式自然语言处理系统

我们在第5章和第6章中，学习了使用语言学和统计学中的概念来提取特征的方法。在开发NLP应用的时候，这些特征要被输入到算法中。这些算法以特征作为输入，我们将这些算法当作“黑盒”，得到黑盒的输出。图7.1展示了学习的历程。
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图7.1　目前我们的学习历程

祝贺你，你已经学了很多关于自然语言处理和自然语言理解的知识了。

现在，我们来探索开发自然语言处理应用时用到的一些算法。我们之前将这些算法、技术或是方法当作有魔力的黑盒来进行讲解，是时候深入这些黑盒，来理解它们的魔力了。

NLP中的算法（包括具体实现技术和方法）可以被分成两部分，如图7.2所示。
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图7.2　黑盒的算法/方法/实现

我们会在本章中学习规则式系统
 （Rule-Based system，RB system），在第8章和第9章中学习机器学习相关方法。

本章中，我们关注规则式系统，会学习如下知识点：

●规则式系统

●规则式系统的目的

●规则式系统的架构

●规则式系统的开发周期

●规则式系统的应用

●使用规则式系统开发NLP应用

●规则式系统与其他方法的对比

●规则式系统的优势

●规则式系统的缺点

●规则式系统面临的挑战

●词义消歧的基础

●规则式系统近期发展的趋势


7.1　规则式系统

规则式系统也被称为基于知识的系统，首先我们会来看一下“规则式系统”代表了什么意义，规则式系统能为我们做什么，什么样的NLP应用可以使用规则式系统实现。为了帮助你更好地理解，我会结合一些应用来解释这些问题。

规则式系统是利用可用知识或是规则搭建的系统，我们使用这种借助规则的系统来对语料进行处理、生成或是推导出结果。图7.3概述了规则式系统。
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图7.3　规则式系统的输入和输出流
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 注意：
 简短地说，你可以认为规则式系统是将实际生活中的规则和经验应用到了输入数据上，每条规则去处理输入的信息，得到相应的决策或是结果。这些规则是人工生成或是创造的。

规则式系统通过一种有用的方式来处理语料（信息）。系统中的规则具有逻辑推理能力，输入的数据根据系统中的规则或是知识进行处理，所以最终的输出结果取决于两个因素：规则和输入语料。

现在我会解释一个人工智能
 （Artificial Intelligence，AI）应用来更进一步地介绍规则式系统的本质。

我们人类每天都要处理很多复杂的工作来完成一些任务。为了成功完成这些任务，我们要使用之前的经验或是规则。举例来说：如果你在驾驶一辆汽车，你需要遵循一些规则。对于这些规则，你有先验的知识。现在我们考虑设计一辆自动驾驶的汽车，这辆汽车能够完成之前人类所有能完成的任务。汽车本身自己不能离开司机驾驶，为了开发这种能够自动驾驶的汽车是非常复杂和有挑战性的。

然而，你十分想造一辆能够自动驾驶的汽车。汽车要学习很多的规则才能完成和人类驾驶员一样的操作。这里存在的一些挑战是：

●这是一个复杂的应用

●大量的规则和场景需要汽车来学习

●自动驾驶的汽车要有足够的精度才能登陆市场，服务消费者。

为了解决这些挑战，我们需要进行下面的步骤：

1）我们首先将问题缩减成小块的问题，小块的问题是原始问题的子集。

2）我们来尝试解决这些小块的问题。

3）为了解决小问题，我们要提出一些通用的规则，同时这些规则要对实现最后的整体目标有帮助。

对于我们的自动驾驶汽车，我们需要从软件的角度考虑。那么我们第一步需要学习的是什么呢？

自动驾驶汽车必须能够看见和识别道路上的物体。我们第一步就要定义一些通用的规则来使得汽车能够学习和识别出道路上是不是存在物体，然后基于此进行驾驶。还有就是什么道路状况下，要采取什么样的驾驶速度等（在这里仅考虑使用规则式系统，现在不要考虑深度学习的角度）。

对于我们任务分解出来的每个小部分，我们来定义规则，然后将规则逻辑放入到系统中去。然后，我们检查在给定数据的情况下，这些规则是否能够合理地工作。我们得到系统输出后，也需要对系统的性能进行评价。

现在你可能会想，这本书是关于自然语言处理的，我为什么会举一个通用AI的应用作为例子呢？背后的原因是自动驾驶汽车的例子是非常相关的且容易被大家理解。我想指出一些能帮助我们理解使用规则式系统目的的一些要点。

我们使用了一个具体的例子来帮助理解使用规则式系统的目的：

●自动驾驶汽车的例子可以帮助我们理解：有时对于人类非常容易的任务，对于机器来说是非常复杂的。

●这种复杂的任务同时也需要高精度！我是指非常高的精度！

●我们不期望系统能够覆盖和学习到所有的场景，但是对于我们输入到系统中的规则，系统需要能够学习到相关的场景。

●在规则式系统中，能够覆盖到的场景变少了，但是精度却高了，这就是我们需要的。

●我们的规则是人类从实际经验得到或是从知识中推导出的。

●规则式系统的开发和实现都通过人工实现。

上面的这些要点能帮助我们决定在什么时候和什么场景中使用基于规则的系统。我们可以得出使用规则式系统的目的。所以，我们进入到下一个部分来定义NLP或AI中使用规则式系统的原则。


7.2　规则式系统的目的

通常来说，规则式系统被用来开发NLP和通用AI应用。有很多问题需要我们来回答，以便勾画出规则式系统的清晰框架。


7.2.1　为何需要规则式系统

规则式系统通过模拟人类专家的知识来搭建NLP应用。这里，我们需要说明如下要素来帮助你理解搭建规则式系统的目的：

●可用的语料非常少

●问题的输出非常主观

●领域中的专家可以非常容易地生成一些具体的规则

●对于机器来说，从小规模的数据中很难学习到具体的规则

●对系统输出准确度的要求非常高

如果你想开发一个基于规则式系统的NLP应用，上面提到的几点都是非常关键的。那么怎么来根据上面的几点来决定，你是否应该选择规则式的方法来解决问题呢？

你需要回答下面的问题：

●你有大规模的数据还是小规模的数据？

■如果你有小规模的数据，那么再看下一个问题。如果你有大规模的数据，那有很多其他的选项。

●你要开发的NLP应用的输出是主观的还是通用的？

■如果你有小规模的数据，并且应用的输出是主观的，那么要选择规则式系统，因为小规模数据的情况下，机器不能学习泛化的模式。

●你要开发的NLP应用，需要非常高的准确度吗？

■如果你的应用对准确度要求非常高的话，近似于需要人工处理的程度，那就需要选择规则式系统。

■你要记住的是，系统中的规则都是人类专家写的。系统根据规则生成结果，所以规则式系统具有较高的准确度，但不能覆盖所有的场景。

上述的问题定义了在什么样的场景中我们需要使用规则式系统。如果对上述问题进行总结，我会这样表述：如果你有小规模的数据，系统的准确度要求比较高，编写规则对于专家来说容易实现，并且对于机器来说很难自动地生成准确且泛化的规则，这种情景中，就需要搭建规则式系统。规则式系统的输出应该能够模拟人类专家的经验。这就是选择规则式系统的准则。

我们将在第9章中看到更好的方法来处理有大规模数据的场景。本章中，规则式系统会帮助我们生成准确的NLP应用。


7.2.2　使用规则式系统的应用

我们之前讲过，规则式系统需要领域内的专家开发。本部分中，我们将举例来证明我们前面讲到的经验法则：

●例如，我们想要搭建一个从英语到印度语的机器翻译系统，但是语料却太少了。翻译系统的准确度应该足够的高。我们需要既懂英语，又懂古吉拉特语（Gujarati）的专家。我们并不是想一次性解决各种不同的翻译问题，所以我们需要先覆盖一部分的翻译问题，开发出一个原型，然后再解决其他部分的翻译问题。所以在这里，我选择使用规则式系统。

●例如，我们想要开发一个英语语法纠错系统。假设我们有小规模的语料（具有语法错误的文档和不具有语法错误的文档），我们希望通过使用这些语料来搭建一个准确的语法纠错系统，来改正语法错误。针对这种应用需求，我们该采用什么样的方法呢？请考虑几分钟，然后得出答案。在这里，根据我们之前讲到的经验法则，我会使用规则式系统。


7.2.3　练习

如果你想要开发一个基本的聊天系统，你会选择使用哪种方法呢？

●规则式的方法？

●机器学习的方法？

如果你想要对给定的句子进行情感分析，你要使用哪一种方法呢？

●规则式的方法？

●机器学习的方法？

●混合的方法？

●其他方法？


7.2.4　开发规则式系统需要的资源

现在你已经知道了为什么我们要使用规则式系统以及规则式系统可以在哪些系统中被使用了。第三个重要的问题是如果我们想为NLP或是AI应用搭建一个规则式系统，那么我们需要哪些资源？

我们需要三种主要的资源来开发规则式系统，如图7.4所示。
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图7.4　实现规则式系统的资源

现在来看一下开发一个规则式系统所需要的资源。

●领域专家（人类专家/知识专家）：开发基于规则式系统的应用最重要的是，我们需要一个领域专家，一个知道几乎领域内所有知识的人。

假设你想搭建一个机器翻译系统，那么你的领域专家应该是对源语言和目标语言具有丰富语言学知识的人。他可以运用自己的专家知识来编写规则。

●规则式系统的架构师（系统工程师）：为了定义规则式系统的架构，你需要一个团队或个人，在如下方面是专业的。

■基本的领域知识；

■在设计系统结构方面有深厚的经验。
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 注意：
 系统架构是规则式系统中最重要的部分，因为系统架构是决定系统效率的重要因素。一个好的规则式系统架构应该可以提供给用户好的体验以及精确和高效的输出。除此之外，好的架构应该方便工程师进行编码实现和其他的技术团队（例如支持团队或是测试团队）方便地工作。设计系统架构的工作是系统工程师或系统架构师的工作。

●编码人员（开发人员或知识工程师）是实现规则的人：一旦领域专家编好规则，系统架构师设计好架构后，编码人员或开发人员就应该将其实现。编码人员是我们团队中的“忍者”（ninjas）！他们使用编程语言实现规则，帮助完成应用程序。编码人员的编程技巧是规则式系统的刚性需求。编程语言可以是任意的语言或是脚本，例如C、C++、Java、Python、Perl、shell脚本等。你可以在系统中使用任意这些编程语言。

我们会在本章的后面部分，从架构的角度来学习一些技术层面的事情。


7.3　规则式系统的架构

我将从三个部分来介绍规则式系统的架构：

●从专家系统的角度来看规则式系统的通用架构

●NLP应用中的规则式系统的实用架构

●NLP应用中的规则式系统的定制架构

●Apache无结构信息管理架构
 （Unstructured Information Management Architecture，UIMA）架构


7.3.1　从专家系统的角度来看规则式系统的通用架构

如果我们从专家系统的角度来描述规则式系统，规则式系统的架构应该如图7.5所示。
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图7.5　从专家系统的角度来看规则式系统的通用架构

现在来详细地看一下上述架构的组成成分。

1.领域专家

前面我们讲过，领域专家是一个在具体领域具有专业知识的人，能够帮助我们生成规则来解决问题。

2.开发者或知识工程师

1）开发者使用领域专家生成的规则，借助于编程技术将这些规则转换成机器可以理解的格式。

2）开发者对专家生成的规则进行编码。

3）大部分情况下，这种编码是伪代码的形式。

3.知识库

1）知识库是专家存放规则的地方。

2）领域专家可以对规则进行增删改操作。

4.数据库或工作存储器

1）所有元数据相关的规则可以存放在工作存储器中。

2）这里我们既可以存放规则，也可以存放特殊的场景、一些清单或是样例等。

3）我们也在此存储待应用规则的输入数据。

5.推理引擎

1）推理引擎是系统的核心部分。

2）这里，我们将规则使用真实的代码实现。

3）当预定义的规则和条件遇到相应的用户检索或是用户数据集输入后，规则会被触发应用。

6.用户接口

有时，终端用户也希望提供一些条件以进一步限制系统输出，因此系统在生成输出时也会将这些用户接口列入考虑。

7.用户界面

1）用户界面帮助用户来提交他们的输入，返回系统处理完的结果。

2）用户界面为我们的终端用户提供了交互的环境。

8.系统架构师

1）系统架构师关注整个系统的架构。

2）系统架构师决定规则式系统该使用哪种最高效的架构。

我们已经看过规则式系统的传统架构了，现在是时候来看一下真正适合NLP应用的实用规则式系统架构了。


7.3.2　NLP应用中的规则式系统的实用架构

前面已经描述过通用架构了，现在来看一下NLP应用中的规则式系统的实用架构，如图7.6所示。

现在我们来详细地看一下架构中的各个组成。

像领域专家、用户界面、系统工程师这些概念，我们前面已经讲过了，所以这里我们关注一下其他的组成概念：

1.知识编辑器

1）领域专家不知道如何对规则进行编码，所以我们给他们提供了知识编辑器，领域专家可以在知识编辑器中使用人类语言来编写或是创造规则。

2）假设在开发一个英语的语法纠错系统，我们有一个语言学家，他知道怎么创造规则，但不知道如果对规则进行编码。在这种情况下，他可以使用知识编辑器对规则进行增删改。

3）领域专家创造的所有规则都是正规的人类语言的形式。

2.规则翻译器

1）我们知道，所有的规则都是人类语言的形式，所以需要将它们翻译或是转换成机器可以理解的形式。
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图7.6　用于NLP应用的规则式系统的真实架构

2）规则翻译器是基于样例定义规则的伪逻辑。

再以语法纠错系统作为样例进行讲解。我们的领域专家定义了一条规则：如果句子中出现了单数主语+复数动词的情况，那么就把动词改成单数的形式。

3）在规则翻译器中，规则被定义成这样的形式：在句子S中，有一个词性是PRP$的单数主语，和一个词性为VBP的复数动词进行了搭配，那么就要将动词改成VBZ的形式。会有一些例子来具体地解释这条规则。

3.规则对象类

1）规则对象类为一些支持类库提供了容器。

2）规则对象类包含了各种不同的先决必备的类库。

3）有些时候，规则对象类包括了一些可选的对象类，用于优化整个系统。

4）对于语法纠错系统来说，我们可能将一些工具，像句法分析器（parser）、词性标注器（POS tagger）、命名实体识别器（Named Entity Recognition，NER）等放入容器中给规则引擎使用。

4.数据库或知识库

一个存储规则元数据的数据库，元数据包括：

1）规则需要使用规则对象类中的支持类库。

2）规则的种类。

3）规则的优先级。

5.规则引擎

1）这是最核心的部分，是规则式系统的大脑。

2）需要开发核心代码，通过使用规则翻译器、规则对象类和知识库，对用户的检索或是输入数据进行处理，生成输出。

3）你可选择适合你的应用和系统架构的任意编程语言进行编码。

4）对于语法纠错系统来说，会把规则进行编码，然后最终的代码会被存储到规则引擎的库中。

以上是你在开发用于NLP应用的规则式系统会涉及的一些有用的概念。现在你可能有一些疑问：我们能够根据需求来改变上述的规则式系统的架构吗？我们会在下一部分中，给出答案。


7.3.3　NLP应用中的规则式系统的定制架构

根据不同NLP应用的具体需求，你可以改变规则式系统的架构和组成。定制化方案是可行的。在定制化规则式系统的时候，有一些需要注意的点，需要回答下面的问题。

1.你分析和学习过具体的问题和已有的架构了吗

1）在对系统做定制化之前，你需要先分析一下你的应用需求。如果已经存在相关的系统了，那么研究一下这些系统的架构，列出它们的优点和缺点。

2）花足够的时间来做分析。

2.你真的需要定制化的结构吗

1）研究过后，如果你真的感觉到你的应用架构需要定制，那么写下需要定制的原因。

2）写明白你列出的原因，可以帮助你更好地搭建系统。

3.定制化架构能够使开发过程变得更简单吗

1）新的架构是否可以使开发过程变得更好？如果答案是肯定的，那么你就可以考虑使用新的架构了。

2）很多时候，定义一个规则式系统的简单流程是非常有挑战性的，如果你的新定制架构可以帮助你，那么这个架构就是好的。

3）这个简单的流程是否真的可以使你的规则式系统变得稳健？

4.定制化架构是可维护的吗

1）一个定制化的架构能帮助你高效方便地维护你的系统。

2）如果你提出的定制化架构具有上述特征，那么就是适合使用的。

5.定制化架构是模块化的吗

如果定制化架构能很好地模块化规则式系统，那该架构就是有用的，可以允许你方便地对模块进行增删改。

6.定制化架构是可伸缩的吗

在新架构的帮助下，系统可以很方便地伸缩。你需要考虑到这一点。

7.定制化架构是方便移植的吗

1）如果你使用定制化的架构，该架构应该可以使得跨平台的移植变得简单。

2）对于技术人员和基础设置团队来说，将模块从一个系统迁移到另一个系统也应该是容易的。

8.定制化架构是安全的吗

系统安全是个重要的方面。新的架构应该在安全性和保护用户隐私方面是强大的。

9.定制化架构是方便部署的吗

1）如果未来你想对系统做一些修改，重新部署要是方便的。

2）如果你想要卖掉你的最终产品，部署过程要足够简单，这会大量地节省你的时间

10.定制化架构的部署时间如何

1）使用框架的RB系统的开发和部署都应当是省时的。

2）框架本身的实现不应该耗费太多时间。

11.定制化架构对用户来说，是否是方便使用的

架构可以是非常复杂的，但是对于最终的用户来说，系统一定要是用户友好和方便使用的。

如果你考虑过了上面提到的多方面问题，那么就可以尝试使用新的定制化架构来解决一小部分问题，最后再重新问一遍上面的问题，对系统输出进行评估。

如果你得到的答案依旧是正面的，那么你就可以使用新的定制化架构了。架构设计没有好坏之分，适合你的NLP应用的就是好的。

一套问答系统
 （Question-Answering，Q/A）可以使用图7.7所示的架构。

你可以看到各种不同的架构。Q/A系统是基于知识本体的规则式系统。问题处理和文档处理是主要的规则引擎。在此，我们不考虑高级的问答系统。我们要开发的问答系统是提供给小朋友使用的。小朋友提出关于故事的问题，系统根据规则和故事数据，返回相应的答案。

现在我们详细地看一下系统的组成部分：

●用户提交问题后，句法分析器对问题进行分析。

●使用解释器把句法分析的结果和知识库、知识本体、关键词词表等进行匹配。

●同时，我们也在进行推理。
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图7.7　问答规则式系统的架构

●我们使用检索分类和重述模块对用户的问题进行事实（fact）抽取和分类。

●然后，已生成的事实和分类好的检索被送到文档处理模块，在这里，事实被交给搜索引擎去处理。

●答案抽取是Q/A系统中的核心规则式引擎模块，因为该模块基于事实，使用推理技术、像前向推理（forward chaining）或后向推理（backward chaining）来抽取所有可能的答案。现在，你可能想了解前向推理和后向推理技术。这里，我给出一个简单的概述。在前向推理的过程中，我们从数据出发，使用推理原则来从数据中抽取更多的事实出来，直到达到目标。这项技术在专家系统中被用来发现下一步会发生什么样的事情。在后向推理的过程中，我们从目标出发，倒推来发现当前的结果是基于什么样的条件产生的。前向推理和后向推理，帮助我们理解事实是如何发生的。

●所有可能的答案生成完毕后，会被返回给用户。

我有一个问题来问你。

如果你要开发一个Q/A系统，你会选择使用哪种数据库呢？在看下面的内容之前，你可以先考虑一下这个问题。

我会选择使用NoSQL数据库，而不是基于SQL的数据库，原因有很多。系统要给用户提供24*7的全天候响应。保证用户在任意时间都能访问到系统是一件非常关键的事情。所以，我会选择使用NoSQL数据库。未来，我们想对用户的问题和答案进行分析，我们就需要把用户提过的问题以及答案存储在系统中。你可以阅读下面的内容来进一步了解这些事情：
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 注意：
 你可以自己选择你要使用的数据仓库或NoSQL数据库。如果NoSQL对你来说，是个新概念的话，你可以通过访问如下链接来学习NoSQL：https://en.wikipedia.org/wiki/NoSQL
 ，如果你对数据仓库的概念了解不多，可以通过访问这个链接来学习更多：https://en.wikipedia.org/wiki/Data_warehouse
 。

这会帮助我们对用户进行分类，我们能做出一些确实能影响用户的创造性的改变。我们能给每个用户提供定制化的反馈或是建议。


7.3.4　练习

假如你要开发一个语法修正系统，你会设计怎样的系统架构？试着在纸上进行设计，开动你的脑筋！


7.3.5　Apache UIMA架构

在本部分中，我们会学习NLP应用中的一个著名的规则式系统的架构。

Apache UIMA是IBM开发的架构，用来处理无结构化数据。你可以访问如下链接来学习更多的细节：https://uima.apache.org/index.html
 。

我想指出框架中的几个要点，来帮助你使用规则式方法来搭建你自己的NLP应用。

下面是UIMA的几个特点：

●UIMA能给我们提供基本架构、组成模块和系统框架。

●UMIA内置了规则式引擎和GATE类库来对文本数据进行预处理。

●下面的工具是UIMA中可用的模块：

■语言识别工具

■句子切分工具

■命名实体识别工具

●我们能使用Java，Ruta和C++等编程语言。

●UIMA非常灵活，模块化好，容易使用。

●C/C++标注器，同时也支持Python和Perl。

UIMA的应用包括：

●IBM Waston使用UIMA来分析无结构化数据。

●临床文本数据分析和知识抽取系统
 （The clinical Text Analysis and Knowledge Extraction System，Apache cTAKES）使用了基于UIMA的系统来对医疗记录进行信息抽取。

使用UIMA的挑战有：

◆你需要使用Java，Ruta或C++来对规则进行编码。为了优化性能，很多规则式系统使用C++；使用Ruta是一个非常有挑战性的事情。

◆如果你是刚接触UIMA的，你需要很多的时间来熟悉它。


7.4　规则式系统的开发周期

在本部分中，我们会学习规则式系统的开发周期，这会帮助我们在未来开发我们自己的系统。图7.8描述了规则式系统的开发周期，该图是十分清楚的，不需要更多的解释。
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图7.8　规则式系统开发的生命周期

如果跟随下面规则式系统的开发周期来进行开发，那么事情会变得很简单。


7.5　规则式系统的应用

本部分中，我会将应用分为两部分来讲，一个是NLP应用，另一个是通用的AI应用。


7.5.1　使用规则式系统的NLP应用

这里我们讲一些使用规则式系统的NLP应用。

●句子边界检测

■对于平时常见的英语句子，句子边界检测是件容易的事情。但是当你在处理研究论文或是一些科学性的文档时，问题就会变得复杂起来。

■这时，一些人工的后处理规则能够帮助我们精确地确定句子边界。

■这种方法被Grammarly公司的语法纠错系统使用。

●机器翻译

■当我们提到机器翻译系统时，我们会想到Google的神经网络翻译系统（Google Neural Machine Translation system，GNMT）。

■2016年，Google上线了基于神经网络的机器翻译系统。

■很多研究项目已经使用规则式系统来做翻译任务，其中多数在开发一些没有被开发过的语言。

●基于模板的聊天机器人

■现在，聊天机器人是新的发展趋势，市场需求热切。

■一个基本的版本是基于模板的方法。在该方法中，我们定义了很多问题和关键字，然后把问题和关键字映射起来。

■好一点的系统是按关键字匹配。如果你使用了其他语言，但是你的聊天信息里包含了我们定义的关键字，那么系统会返回给你一个恰当的信息作为回应。

■我们会从头来开发一个聊天机器人的应用。下部分中，我们会讲解有关编码的内容，保持阅读，然后启动你的计算机吧。

●语法纠错系统

■语法纠错系统也是通过使用规则来实现的。

■在语法纠错系统中，我们会定义一些非常简单的规则，也会定义一些非常复杂的规则。

■在下一部分中，我们会看到一些基本的语法纠错规则，然后我们会用Python来实现。

●问答系统

■一个问答系统也会使用规则式的系统，但是略有区别。

■问答系统使用语义匹配来回答用户提出的问题。

■为了引入语义，我们使用基于知识本体的规则式方法。


7.5.2　使用规则式系统的通用AI应用

你已经看过使用规则式方法的NLP应用了。现在我们会介绍通用的AI应用，这些AI应用既使用了规则式的方法，也使用了其他的方法。

●自动驾驶汽车或辅助驾驶汽车

■在本章的开头，我给出了自动驾驶汽车的例子来说明使用规则式系统的目的。

■自动驾驶汽车采用混合的技术。很多大公司，从Google到Tesla，都在构建自己的自动驾驶汽车，它们的实验目标是开发极度稳定的自动驾驶汽车。

■在初期，自动驾驶的实现是使用了复杂的规则式系统。

■然后，技术转向了机器学习方法。

■现在，公司在使用深度学习技术来使得系统变得更好。

●机器人应用

■开发一个具有人类技能的机器人已经成为AI工作者的一个长期目标。

■我们的目标是希望开发出机器人来帮助人们工作，尤其是那些特别耗费时间的工作。

■假如有个机器人能帮你做家务，这种机器人就可以通过在所有可能的场景中定义规则来实现。

●NASA的专家系统

■NASA使用通用编程语言（C Language Integrated Production System，CLIPS）来开发专家系统。

到现在，我想关于规则式系统的理论介绍已经全面了。我们会尝试来从头开发一个规则式的应用。做好编程的准备吧，我们会在下面的部分开始编程之旅。


7.6　使用规则式系统来开发NLP应用

本部分中，我们会来学习怎么使用规则式系统来开发NLP应用。我们从头来开发NLP应用，你需要在计算机上安装如下依赖库：

你可以运行下面的命令来安装所有的依赖项
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可以通过访问如下链接来获得依赖项的列表：https://github.com/jalajthanaki/NLPython/blob/master/pip-requirements.txt
 。


7.6.1　编写规则的思维过程

关于规则，我们讲了很多，但是在实际中，规则怎么被编写呢？在实现一个NLP应用的时候，一个语言学家导出规则的思维过程是什么样的呢？现在，我们来开始这样一个思维过程。

你现在要扮演一个语言学家了。记住你从本书中学到的所有概念，然后装作是一个语言学家吧。

假设你正在为一个英语语法纠错系统开发规则。我会对语言学家的思维进行描述，来帮助你开发规则。

●我需要知道什么？

■你需要知道语言的语法规则，这里是指的是英语。

■你需要知道结构、词序等其他语言相关的概念。

■前面的两点是前提必备条件。

●我要从哪里开始？

■如果你知道语言相关的事情了，你需要来观察和学习不正确的句子。

■现在，当你研究完不正确的句子后，你需要知道句子中会存在哪些错误。

■你需要知道错误的类型，是否是句法相关的错误，是否是语义歧义的错误。

■然后，将语言相关的知识和句子中的错误关联起来。

●如何来导出规则？

■一旦你发现了句子里的错误，就要回想你的思维过程。你的大脑是经历了怎样的思考来发现这个错误的？

■想一下，你的大脑在确定错误的时候，是如何运作的。

■你能发现错误，是因为你知道语言或语言相关技术（句法结构，语义知识等）相关的一些语法事实。

■你的大脑知道理解给定语言给定文本后的思维方式。

■这就是你能发现错误的原因。同时，你进行了可靠的推理，来确定这个错误。

■一旦你已经确定了错误和错误类型，你就能根据一些特定的逻辑规则来改变句子的某些部分，修正错误。

■你可以改变词序，或是改变主语与动词的搭配，或是更改一些短语，做各种修改。

■这个过程中，其实你就获得了你自己的规则。你知道错误是什么，也知道要怎么做来把不正确的句子转变成正确的句子。

■你的规则逻辑就是把不正确的句子变成正确的句子。

●我要注意哪些事情呢？

■首先，你需要考虑可以改正错误或是不正确句子的简单方法。

■尝试编写基于模式匹配的规则。

■如果不能得到基于模式匹配的规则，那就需要查看是否可以使用句法分析结果或是形态分析结果，或是查看其他可用的处理工具或类库。

■顺便说一下，需要注意的一点是，当你定义规则的时候，你需要知道这条规则是否是方便实现的。

■是否有可用的处理工具？如果工具是可用的，你就可以编码自己的规则，开发人员也可以对规则进行编码。

■如果没有可用的工具，那你就需要放弃你的规则。

■你在定义一条规则，然后检查是否存在开发人员可用来编码规则的工具的时候，需要做一些调研工作。

■选定的工具需要可以处理编码规则时的一些异常场景。

■如果你的团队里有语言学家的话，定义规则、调研工具是语言学家的基本任务。如果没有语言学家，你作为编码人员就需要调研这些工具，用来编码规则。

7.6.1.1　从简单的规则开始

我写了一个爬取标题叫“编程语言（programing language）”的维基页面的脚本。页面链接如下：https://en.wikipedia.org/wiki/Programming_language
 。

我们的目标是从给定页面的文本中抽取出编程语言的名字。例如，页面上有“C++、Java、JavaScript”等编程语言，我想要把它们提取出来。这些词语可以是句子中的一部分或是单独出现。

现在，我们通过定义简单规则来解决这个问题。相关脚本的GitHub链接如下：https://github.com/jalajthanaki/NLPython/blob/master/ch7/7_1_simplerule.py
 。

数据文件的GitHub链接如下：https://github.com/jalajthanaki/NLPython/blob/master/data/simpleruledata.txt
 。

我们的任务可以分解成三个部分：

●爬取文本数据

●为目标定义规则

●对规则进行编码，生成原型和结果

1.爬取文本数据

在这个阶段，我们从页面上爬取文本，然后将文本内容写入到文本文件中。图7.9展示了部分代码片段。
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图7.9　爬取文本数据的代码片段

图7.10展示了爬取到的数据。
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图7.10　数据爬取脚本的输出

2.为目标定义规则

现在，如果你观察爬取到的数据，你可以看到一些句子。分析完这些句子后，你需要编写能够抽取编程语言名字如Java、JavaScript、MATLAB等的规则。考虑一下，哪些简单的规则或是逻辑可以帮你达到你的目标。花一点时间，努力想一下，然后关注你的思维过程，找到相应的模式。

如果我想要定义一条规则，我应该在给定的数据上能够具有泛化能力。在我的分析过程中，我注意到大多数的编程语言关键词和“language”这个词共同出现。我注意到当“language”这个词出现在句子中时，有很大的概率句子中会出现编程语言的名字。例如，“C programming language is specified by an ISO standard”句子中，“C”和“language”在句子中共同出现了。所以，我提出下面的处理流程。

首先，我需要抽取到所有包含词“language”的句子。第二步，在抽取到的句子中查看是否有大写化的词，或是使用驼峰书写法（camel case）的词。例如，“C”、“C++”、“Java”、“JavaScript”等。存在一个句子中出现多个编程语言名词的情况。

上面的处理流程就是我们的规则，规则的逻辑化表达如下：

●抽取包含“language”词的句子

●找到这些句子里那些大写的或是使用驼峰书写法的词语

●将这些词保存在一个列表中

●打印这个列表

3.编码规则，生成原型模型和结果

上面给出了编写规则的一个实际例子。这是我们的第一步，因为这是一个并不十分关注准确度的问题。我知道，这不是解决这个问题的唯一方式也不是最高效的方式。还有其他一些高效的方式来解决这个问题，我用规则式方法的原因是我觉得这种解决方案是最简单、最易懂的。

这个例子会帮你理解规则是如何被编码的，得到第一个原型模型的结果后，下一步就是来提升输出的准确度。

图7.11展示了相关的代码片段。
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图7.11　抽取编程语言词语的逻辑规则的代码实现

上面的代码输出的结果如下：
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现在你看到了，我们的规则抽取到了编程语言的名字，同时也抽取到了垃圾数据。你需要想一下，如何在现有的规则中加入新的约束，使得输出的结果精度得到提高。这就是分配给你的任务！

4.练习

请通过加入新的约束条件来提高上面输出结果的准确度（提示：你可以进行一些预处理，使用一些正则表达式来帮助你）。

7.6.1.2　Python实现基于模式匹配的规则式校正系统

现在，假设你想要开发一个校对工具。我给你提供一个在商务邮件或是信件中常见的简单错误，然后我们实现对错误进行高精度的修正。

这个错误就是人们在邮件中约定会议时间的时候，会将时间写成“2pm”、“2PM”或“2P.M”或是其他变种。但是，正确的形式应该是“2 p.m.”或“9 a.m.”。

这种错误可以使用基于模式匹配的规则来进行修正。下面是规则逻辑。

假设数字的长度为2，变化范围由1变化到12。数字后面如果出现不带有空格或是句点符号的“am”或“pm”，就加上空格和句点符号。

我使用正则表达式的方式来进行实现。

源模式：
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目标模式：
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你可以访问下面的GitHub地址来找到相关代码：https://github.com/jalajthanaki/NLPython/blob/master/ch7/7_2_basicpythonrule.py
 。

图7.12给出了相关的代码片段。
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图7.12　基于模式匹配的规则代码实现片段

上面代码片段的输出如图7.13所示。
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图7.13　基于模式匹配的规则代码输出结果

7.6.1.3　练习

写一个类似的规则，把“11:30am”或“5:45pm”这样的时间格式调整成“11:30 a.m.”或“5:45 p.m.”。

7.6.1.4　语法纠错

我们编写一个规则来保证在一般现在时态的情况下，主语和动词搭配的合理性。

我们知道，在一般现在时态的情况下，第三人称单数的主语后接的动词需要有一个形如“s”或是“es”的后缀。

现在给出一些不正确的句子的例子：

●He drink tomato soup in the morning.

●She know cooking.

●We plays game online.

我们不能使用基于模式匹配的纠错方法来改正这样的错误句子。为了编写规则，我们对句子做句法分析，然后在句法分析的结果上做检查。我们能写一些规则出来吗？图7.14展示了是句子的句法分析结果。该句法结果使用了Stanford句法分析器（stanford parser）。
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图7.14　例句的句法分析结果

我们首先需要抽取包括PRP（人称代词）/NNP（名词，人名，单数词）或是NN（名词）的NP（名词短语）组块。这条规则可以限定到仅仅是PRP。我们可以从句子中抽取PRP标签，然后需要抽取VP（动词短语）。通过使用人称代词和动词短语的类别，我们能给用户提供修改意见。我希望你们记住NP、PRP、NNP等这些标签的意思。我们在第5章中已经介绍过这些词性标注标签了。

规则逻辑：

●抽取包含PRP标签的NP组块

●抽取VP组块

●对于每个PRP，对接下来的VP进行修正

对上面的规则逻辑进行编码。
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 注意：
 我已经安装了Stanford-corenlp和pycornlp类库。你已经在第5章中学过了安装和使用斯坦福句法分析器的方法了。下面，你们需要自己去做代码实现了。我已经有抽取PRP和VBZ/VBP模式的代码了。你的任务是检查PRP和VBP/VBZ的搭配是否正确。如果是错的，那就需要发出一个警告。你可以访问如下地址来获取代码：https://github.com/jalajthanaki/NLPython/blob/master/ch7/7_3_SVArule.py
 。

图7.15展示了部分代码片段。
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图7.15　斯坦福NLP服务器的输出

图7.16是部分不完整的代码，你需要完善它。
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图7.16　部分不完整的代码，需要完善

图7.17展示了上面不完整代码的输出。
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图7.17　不完整代码的输出


7.6.2　基于模板的聊天机器人应用

我们来学习一下怎么搭建一个聊天机器人的核心引擎，该聊天机器人可以帮助贷款申请者来完成申请。我们输出的结果是JSON格式，所以前端开发者能够将输出结果嵌入到网站中。

这里我使用了flask网站框架，这样每个问题可以在网络上得到回答。

如果你想保存用户数据，你需要安装MongoDB。安装MongoDB的步骤说明链接如下：https://docs.mongodb.com/manual/tutorial/install-mongodb-on-ubuntu/
 。

我在conversationengine.py文件中定义了函数。该文件的GitHub地址为：https://github.com/jalajthanaki/NLPython/blob/master/ch7/chatbot/customscripts/conversationengine.py
 。

你能在flaskengin.py文件中看到网络引擎代码。GitHub链接如下：https://github.com/jalajthanaki/NLPython/blob/master/ch7/chatbot/customscripts/conversationengine.py
 。

整个文件夹和包的路径链接如下：https://github.com/jalajthanaki/NLPython/tree/master/ch7/chatbot
 。

7.6.2.1　代码的流程

我在conversationengine.py文件中写了函数，该函数能够根据问题生成一个JSON格式的响应报文。前端开发团队可以将响应报文在聊天界面上进行展示。

然后，我使用flask写了网络服务，以便于你能从网页上看到JSON响应报文的内容。

conversationengine.py是具有手写规则和代码的核心规则式引擎。图7.18展示了代码片段。
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图7.18　conversationengine.py脚本中的代码片段

这里我们使用了关键词列表和响应列表来实现聊天机器人。我也定制化写了JSON模式来输出对话内容。你可以写JavaScript脚本来帮助你在界面上展示这些JSON报文。

图7.19展示了网络接口部分的代码片段。

现在遵循如下步骤运行这个脚本来看到结果输出：

1）首先运行flaskengin.py。

2）访问URL：http://0.0.0.0:5002/
 ，你会看到：“Hello from chatbot Flask”。
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图7.19　Flaskengin.py脚本中定义的网络服务URL

3）你可以通过访问URL：http://0.0.0.0:5002/welcomemsg_chat
 ，来得到聊天机器人JSON格式的输出。

4）图7.20展示了JSON格式的响应报文。
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图7.20　聊天机器人输出的JSON响应报文

5）我们给人类用户提供了建议来帮助他们意识到系统所期待的输入。所以，JSON报文中有一个属性是“suggestion_message：[“Hi”]”。用户能看到一个标签是“Hi”的按钮。

6）如果你想重定向到下一个页面或是问题，那么使用URL“next_form_action”，然后增加用户参数“msg=USER ARGUMENT”。

7）例如，你现在在http://0.0.0.0:5002/welcomemsg_chat
 页面，可以读到“message_bot”报文，提醒你需要对聊天机器人说“Hi”。

8）你通过下面的方式来回复你的“Hi”信息：http://0.0.0.0:5002/hi_chat msg=Hi
 。

9）如果你在http://0.0.0.0:5002/hi_chat msg=Hi
 页面上，你能看到机器人会问你的名字，然后你需要填写你的名字。

10）为了输入你的名字，重定向到下一个问题，你需要再一次检查URL中“next_form_action”中属性的值。

11）这里的值是“/asking_borowers_email_id msg=”。

12）你需要将你的名字输入到“=”后面，然后URL会变成“/asking_borowers_email_id msg=Jalaj Thanaki”。

13）当你访问URL：http://0.0.0.0:5002/asking_borowers_full_namemsg=Jalaj%20Thanaki
 时，可以看到聊天机器人提出的下一个问题。

14）你需要运行脚本：https://github.com/jalajthanaki/NLPython/blob/master/ch7/chatbot/flask engin.py
 ，然后依次访问如下URL：

●http://0.0.0.0:5002/welcomemsg_chat


●http://0.0.0.0:5002/hi_chat?msg=Hi


●http://0.0.0.0:5002/asking_borowers_full_namemsg=Jalaj%20Thanaki


●http://0.0.0.0:5002/asking_borowers_email_id?msg=jalaj@gmail.com


●http://0.0.0.0:5002/mobilenumber_asking?msg=9425897412


●http://0.0.0.0:5002/loan_chat?msg=100000


●http://0.0.0.0:5002/end_chat?msg=Bye


如果想往MongoDB数据库中插入用户数据，代码中已经提供了这个功能，但是被注释了。

7.6.2.2　基于模板的聊天机器人的优点

●容易实现

●时间代价低

●用例理解在开发之前，所以用户体验会非常好

●这是基于模式匹配的方法，如果用户在对话中使用英语和其他语言，依然可以通过英语中的关键词来得到匹配到的答案。

7.6.2.3　基于模板的聊天机器人的缺点

●不能处理未见过的用户用例

●用户需要严格地遵循固定的对话流程

●用户的拼写错误会给聊天机器人带来问题。这种情况下，我们需要使用深度学习方法。

7.6.2.4　练习

开发一个基于模板的聊天机器人应用，用来给预订宾馆房间的顾客提供服务。设计一些问题和答案，然后实现这个应用。


7.7　规则式系统与其他方法的对比

规则式方法是非常稳定的引擎，可以给你的应用提供非常高的准确度。当你对比规则式系统和基于机器学习方法的系统或是深度学习方法的系统，你会发现如下几点：

●对于规则式系统，你需要领域专家。对于基于机器学习或是深度学习方法的系统，你不需要领域专家。

●规则式的系统不需要大规模的数据，然而机器学习和深度学习方法需要非常大规模的数据。

●对于规则式系统来说，你需要人工地发现模式，但是机器学习和深度学习方法可以从数据和输入特征中自己发掘模式。

●规则式系统通常是实现初期产品的一种好方法，在实际中经常被使用。


7.8　规则式系统的优点

使用规则式系统有很多优点，如下：

●可用性高：规则式系统在用户可用性方面不存在问题。

●代价低：规则式系统搭建的代价比较低，最终结果数据比较准确。

●速度快：你可以通过优化系统的各个部分来提高系统性能，系统在几秒内输出结果是可行的。

●准确，错误率低：尽管系统对场景的覆盖程度低，但是对于能覆盖到的场景，能够提供很高的准确率。因为存在既定的规则，错误率会低很多。

●减小风险：系统的准确率提升了，相应的风险就会降低。

●稳定的响应：输出是系统根据规则产生的，所以输出会非常稳定，不会模糊不清。

●系统认知过程类似人类：系统输出的结果与人类思考的结果类似，因为系统是人手工编写的。

●模块化好：规则式系统的模块化和架构比较好，能够帮助技术团队更容易地维护，减少人工和时间成本。

●一致性好：规则式系统的内部实现和输出一致性非常好。这对用户来说是好事，因为输出结果非常容易被人理解。

●容易实现：系统模拟人的思维过程，所以对于开发者来说比较方便实现。


7.9　规则式系统的缺点

规则式系统的缺点如下：

●大量的人工工作：规则式系统需要很深的领域知识，以及大量的人工工作。

●耗费时间：为一个复杂的系统生成规则是十分具有挑战性也是需要时间的。

●学习能力较差：系统根据规则生成结果，系统自己的学习能力比较差。

●难以应对复杂领域：如果你要搭建的应用所在的领域非常复杂，那么搭建规则式系统需要很多的时间和大量的分析。复杂模式的确定对于规则式方法是个比较有挑战性的事情。


7.10　规则式系统面临的挑战

下面我们看一下规则式系统面临的挑战：

●人类的行为很难被模拟。

●选择适合的架构是规则式系统搭建的关键一步。

●为了开发规则式系统，你需要领域专家来生成规则。对于自然语言处理领域，我们需要知道如何分析语言的专家。

●自然语言本身是一个非常有挑战性的领域，因为会有很多异常的情景，使用规则覆盖这些异常场景非常难，尤其是有大量规则的时候。

●阿拉伯语、古吉拉特语、北印度语、乌尔都语都很难实现规则式的系统，因为很难找到懂这些语言的领域专家。这些语言相应的处理工具也非常少。

●人工成本和时间耗费会比较高。


7.11　词义消歧的基础


词义消歧
 （Word sense disambiguation，WSD）在NLP中是一个众所周知的问题。我们首先来看一下词义消歧的概念。词义消歧是指确定一个多义词在句子中的意义。当一个词有多重意思的时候，机器很难确定正确的意思。我们可以使用规则式系统或是机器学习的方法来解决这个问题。

本章中，我们关注的是规则式系统。所以我们会看一下规则式系统如何来解决词义消歧的问题。为了使用规则式系统来解决这个复杂的问题，你可以按照如下的步骤来进行：

●当你为任意的语言解决词义消歧问题时，你需要有大量的数据，数据中包含那些在不同的句子里表达不同语义的词。

●有了这种数据后，语言学家就可以介入了。

●语言学家使用一些预定义的ID来对词的意思进行标注。例如，存在句子“I went to river bank，and I went to bank to deposit my money”。

●在上述的句子中，词“bank”有多重意思，在句子不同的位置语义也不同。语言学家要对这种词进行标注，这里要标注的就是“bank”。

●语言学家把“river bank”中的“bank”标注上一个预定义的标签，例如100。

●在第二个句子中，“bank”是银行的意思，使用另一个预定义的标签进行标注，如101。

●标注完成后，就可以进行下一步了，可以选择使用规则式的引擎或是有监督的学习方法。

●如果我们决定使用规则式的系统，领域专家需要编写可以消歧的规则。有时，对于一些词语，专家可以在句法分析的结果上或是词性标注的结果上找到规则，但是大多数情况下，他们找不到。

●所以，现在一旦标签被确定了，标注数据就会作为输入来训练一个有监督的模型，来帮助人类进行词语消歧。

●有时，规则式系统不能很好地工作，有时，机器学习的方法很难很好地工作。根据我的个人经验，混合的方法可能会更好。

●标注数据后，我们需要搭建规则式系统来处理已知的场景。对于不能通过定义规则来处理的场景，我们需要搭建机器学习模型。

●你也需要使用向量化的概念和深度学习模型来解决词义消歧的问题。使用深度学习的方法来对词义进行消歧是个很好的研究课题。


7.12　规则式系统近期发展的趋势

本部分讨论现在市场上是如何使用规则式系统的。很多人在论坛上问了很多问题，他们想知道规则式系统的未来是什么样的。所以我会和你讨论一个重要的问题，来帮助你了解NLP市场和规则式系统的未来。我们会讨论下面的一些问题。

规则式系统是否在NLP领域已经过时了？我的答案是“不是”。规则式系统在NLP领域还是被广泛地应用，像语法纠错、语音识别、机器翻译等。这种方法是你开发一个NLP应用的第一步。如果你想根据自己的想法做实验，使用规则式方法就可以很容易地开发原型系统。对于开发原型，你需要领域知识和基本的编程技术。你不需要高阶的数学或是机器学习的技术。对于基本的原型开发，你应该使用规则式系统。

深度学习方法和机器学习方法可以替代规则式系统吗？这是一个开放性问题。我想列举一些事实，来帮助你得到答案。现在我们有很多数据和廉价的计算资源可以用。AI工业和基于AI的项目风起云涌。前面说到的两点，可以帮助深度学习和机器学习方法来输出很精确的结果，来做自然语言处理或是其他AI应用。与规则式系统相比，这两种方法需要更少的人工代价。这就是为什么很多人认为规则式系统会被代替掉。我认为规则式系统完全不会被代替掉，它会完善这些方法。你会问，以什么方式来完善？答案是，我认为混合的方法对我们来说会更好。我们可以借助于机器学习系统来发现模式或是进行预测，然后将这些模式或预测传递给规则式系统。规则式系统能够验证这些预测，然后返回给用户一个最好的。这种方式可以克服规则式系统的问题，就是人工成本和时间问题。

对于上面的问题，并没有正确或是错误的答案。这取决于你如果来看这个问题和NLP领域。我想给你留下思考空间，自己去思考这些问题，得到自己的答案。


7.13　总结

在本章中，我们已经学习了规则式系统的相关细节以及规则式系统是如何帮助我们针对复杂问题快速开发原型，且保持高精度的。我们已经看过规则式系统的架构了。我们学习了规则式系统的优势、劣势和挑战。我们学习了规则式系统是怎么帮助我们开发NLP应用的，像语法纠错系统、聊天机器人等。我们也讨论了规则式系统的近期发展趋势。

下一章中，我们会学习使用机器学习方法来解决自然语言处理问题。接下来的章节会详细地介绍开发NLP应用所需要的机器学习算法。我们会看到有监督机器学习方法、半监督学习方法和无监督机器学习方法。我们也会从头开发一些NLP应用。所以，继续阅读吧！


第8章　自然语言处理中的机器学习方法

之前的章节介绍了基本和高阶的特征工程，以及如何使用规则式系统来开发自然语言应用。本章中，我们会使用机器学习方法进行自然语言应用的开发。我们将从基本机器学习方法出发，并学习使用机器学习方法来开发自然语言处理应用的步骤。我们会探究如何在自然语言处理领域使用机器学习方法，学习特征选择和混合模型，以及后处理技术。

本章的大纲如下：

●机器学习的基本概念

●自然语言处理应用的开发步骤

●机器学习算法和其他概念

●自然语言处理中的混合方法


8.1　机器学习的基本概念

首先，我们需要了解机器学习是什么。从传统角度来说，编程的过程就是使用编程语言定义一些特定的步骤以得到确切的输出。一个常见的例子是，如果你想写一个能够帮你画人脸的程序，你需要先写画左眼的代码，然后写画右眼的代码，然后是鼻子等。这里你为每个面部属性都写了相应的代码，但是机器学习方法不是这个步骤。在机器学习方法中，我们定义好输出，然后程序自己学习能够生成这种输出的步骤。因此，我们不再写画每个面部属性的代码，而是给机器提供成百上千的人脸样本。我们期待机器能够学习到画人脸的步骤，然后画出一张新的人脸。除此之外，我们提供人脸的时候，也会提供一些动物的脸，让机器能够分辨哪些脸更像是人脸。

我们来看一些常见的例子。如果你想辨别汽车牌照在某个州的合法性，在传统的编程实现中，你需要写代码来判断牌照的形状应该是什么样的、颜色应该是什么样的、字体应该是什么样的等。如果你想通过人工编码来判断牌照的每个特征，编码的步骤会比较多。使用机器学习方法，我们提供一些车牌的样本给机器，机器会自己学习判断步骤，然后识别出合法车牌。

假设你想实现一个程序来自动玩“超级马里奥”这个游戏。把每一条游戏规则全部定义清楚是非常困难的。我们通常将问题的目标定义成：你需要怎么做才能存活到终点，然后让机器来学习所有的这些步骤。

有时候，问题太复杂了，我们甚至都不知道要怎么做才能解决这些问题。例如，我们身处一家银行机构，怀疑有一些诈骗行为在发生，但是我们不知道如何检测，甚至不确定我们在寻找什么。通过给机器提供所有用户的活动记录日志，我们将能够找出那些和多数人行为不一样的用户。机器自动学习了检测异常现象的步骤。

网络上的机器学习方法无处不在，每个科技公司都在使用它们。当你在看YouTube上的视频时，你的YouTube账号会更新，然后给你推荐一些你可能会喜欢看的视频。你的手机也会使用机器学习方法来给你提供服务，像iPhone中的Siri、Google Assistance等等。现在，机器学习领域进步非常快。研究者们使用已有的概念并对它们进行更新，或是使用其他研究者的成果，来让机器学习方法更高效和实用。

我们来看一下，机器学习方法基本的定义。在1959年，一位名字叫Arthur Samuel的研究者赋予了计算机不借助于明确编程而自我学习的能力。他从人工智能领域中的模式识别和计算理论中，发展出了机器学习的概念。在1997年，Tom Mitchell提出了一个更精确和数学化的概念：对于某些任务T和性能度量指标P，计算机程序在T上以P衡量的能力随着学习经验E而提升，那么就可以说这个计算机程序在从经验E中学习。

让我们将这个定义和之前的例子关联起来。鉴别车牌是任务T，车牌数据是经验E，如果你在经验E上运行机器学习程序，程序会自动学习来判断车牌，判断能力以性能指标P来衡量。现在，我们可以进一步来学习不同类型的机器学习方法，了解机器学习和人工智能之间的关系了。


8.1.1　机器学习方法的类型

本节中，我们会学习各种不同类型的机器学习方法和机器学习方法的一些有趣的子分支和超分支的关系。

机器学习是人工智能
 （artificial intelligence）的一个分支。机器学习包含一个现在非常火爆的分支：深度学习
 （deep learning），我们会在第9章中详细学习人工智能和深度学习。


学习技术
 （Learning techniques）有很多种不同的类型。本章中，我们主要关注机器学习技术，如图8.1所示。

机器学习技术可以分为三种不同的类型，如图8.2所示。
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图8.1　带有其他分支的机器学习的子集和超集的关系

图片来源：https://portfortune.files.wordpress.com/2016/10/ai-vs-ml.jpg


[image: ]


图8.2　三种机器学习方法的类型

图片来源：https://cdn-images-1.medium.com/max/1018/1*Yf8rcXiwvqEAinDTWTnCPA.jpeg


8.1.1.1　有监督学习

在有监督学习方法中，我们给机器学习方法提供有类标的数据，机器学习算法会知道样本是正样本还是负样本。机器学习算法学习数据和类标之间的关系，然后生成模型，来解决给定问题。

如果我们有一些标注好的文本数据，其中一些是垃圾邮件，另一些不是垃圾邮件。当我们使用有监督机器学习算法时，算法会利用标注数据来生成机器学习模型对未知标签的文本进行预测。这就是一个有监督学习的例子。

8.1.1.2　无监督学习

在无监督学习方法中，我们给机器学习算法提供无标签的数据。所以，算法不能根据样本的正负得到反馈，而是学习数据的结构来解决给定的问题。使用无监督的数据更难，但是也更方便，因为标注数据通常难以获取。大量的数据是无标注的、散乱的、复杂的。

假如，我们在开发一个文档摘要的应用。我们往往并不是根据实际文档的内容直接生成一份摘要，而是利用真实的文本数据为给定的文档构建摘要。机器并不会接收到用这样的方法构建的摘要的正确性的回馈。计算机视觉领域也有相关应用，例如图像识别任务。我们给机器输入有卡通形象的无类标图片，然后期待机器可以学习卡通图片任务的分类知识。当给机器输入一个新的卡通图片时，模型能识别人物，然后把图片分类到正确的类别里，这些能力是机器自己学习到的。

8.1.1.3　强化学习

第三种机器学习方法是强化学习。算法的每一步预测不能得到相应的反馈信号，直到模型达到目标才会得到反馈信息。强化学习方法大多数被用在机器人领域，以及训练能够玩智能游戏的程序。强化学习是通过试错的方式来学到智能体（agent）和环境（enviroment）之间的交互方式，如图8.3所示。
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图8.3　强化学习方法中智能体要和环境进行交互

图片来源：https://devblogs.nvidia.com/parallelforall/wp-content/uploads/2016/04/aeloop-300x183.png


举例来说，你想开发一个和人类下象棋的智能程序。这个智能程序只有在它获得胜利后才会得到反馈信号。最近，Google开发的AlphaGo打败了世界上最好的棋手。如果你想更多地了解这件事情，可以访问下面的链接：https://techcrunch.com/2017/05/24/alphago-beats-planets-best-human-go-player-ke-jie/.


我们不会太详细地讲解强化学习方法，因为我们关注的还是自然语言处理任务，而不是开发游戏智能程序。
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 注意：
 如果你十分想学习强化学习方法，你可以看如下课程：


https://www.udacity.com/course/reinforcement-learning--ud600




你可能对各类机器学习方法之间的区别比较好奇，所以，集中精力来阅读下一段吧。

对于有监督学习方法，模型每一步或是每一个预测都会有相应的反馈信号。在强化学习方法中，只有模型达到目标时，才会得到反馈信号。在无监督学习方法中，模型永远得不到信号反馈，即使已经到达目标或是输出正确的结果了。在强化学习方法中，智能体使用试错的方式和环境进行交互，其他两种方法不会试错。在有监督学习中，我们会使用有类标的数据；在无监督学习中，我们会使用无类标的数据；在强化学习方法中，会有一堆目标和决策过程，如图8.4所示。

本节介绍了很多新的东西。如果你不明白一些术语，不用担心，本章将从实际出发解释每一个概念。下面开始学习使用机器学习方法开发自然语言处理应用的步骤。
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图8.4　有监督、无监督、强化学习之间的对比

图片来源：http://www.techjini.com/wp-content/uploads/2017/02/mc-learning.jpg



8.2　自然语言处理应用的开发步骤

本部分会讨论使用机器学习算法来开发自然语言处理应用的步骤。这些步骤会随不同的领域发生变化。对于NLP应用，数据的可视化并不是特别重要，但是对于数据分析类的应用，数据的可视化会给你更多的洞察力。本书关注的是自然语言处理领域和自然语言处理应用。在学习代码的时候，我会重新帮你回忆这些步骤，来建立知识点之间的关系。

我把开发步骤分成两个阶段。第一个阶段是自然语言处理应用开发的第一次迭代过程，第二个阶段是自然语言处理应用第一次迭代完成后的步骤。如图8.5所示。
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图8.5　NLP应用的开发步骤


8.2.1　第一次迭代时的开发步骤

现在来学习使用机器学习方法开发自然语言处理应用时的通用步骤，可参考图8.6更好地理解。
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图8.6　使用机器学习算法开发应用程序的第一个阶段的迭代步骤

步骤细节如下。

1）这个阶段的第一步是理解你的问题表述、应用需求或者说要解决的目标。

2）第二步是获取解决问题所需的数据，或者你已经有数据了，想要从数据中发现知识，或是使用数据搭建NLP应用。如果你需要其他数据，先要思考是够能够从已有数据中导出子属性。如果可以，那就没有必要构造新数据了，如果不可行，那就需要获取新的数据来搭建你的NLP应用。

3）第三步是要思考你想要的最后输出结果是哪种类型，据此来探索数据，做一些基本的分析。

4）第四步是要对数据做一些通用的分析，你可以对数据做预处理。

5）第五步是从预处理好的数据中抽取特征，这项工作是特征工程中的一步。

6）第六步是使用统计技术，来对特征值进行可视化。这一步对NLP应用来说是可选的。

7）第七步是搭建一个简单基本的模型作为你的测试基准。

8）最后也是比较重要的一步，是对你的基本模型进行评价，如果模型达到标准了，那么就好了。否则，需要依照第二个阶段的流程进行更多的迭代。


8.2.2　从第二次到第N次迭代的开发步骤

我们已经学习了第一次迭代过程的开发步骤，现在来学习怎样执行第二次迭代提高模型的准确率和效率。这里所用的模型会尽量简单。这些目标是开发目标中的一部分。

现在来学习完成第一次迭代后，接下来要遵循的步骤。图8.7可以帮你进行基本的理解。
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图8.7　机器学习系统搭建周期

从第二轮迭代开始，需要遵循的基本步骤如下：

1）第一轮迭代后，你已经搭建了一个模型了，现在你需要做的就是提升这个模型的效果。我建议你尝试使用各种不同的机器学习方法来解决同一个NLP问题，然后对比它们的准确度。

2）第二步，通常是对各种模型的超参进行调整，来达到更好的效果。

3）如果参数优化没有提供太多帮助，你需要关注特征工程部分。

4）特征工程包括两个主要部分，特征抽取和特征选择。在第一轮迭代时，我们已经抽取了特征，但是为了优化模型，我们需要做特征选择。本章的后面部分会讲各种特征选择技术。

5）在特征选择中，你基本会选择那些关键的、对结果影响较大的特征、变量和数据属性。我们只考虑最重要的特征，移除其他的特征。

6）可以在输入数据上做移除离群点、数据归一化、交叉验证的操作，来提高模型的质量。

7）完成所有这些操作后，如果还没有得到准确的结果，那么就需要花更多的时间来导出新的特征并使用它们。

8）循环迭代上述的步骤，直到得到满意的输出。

这就是该遵循的NLP应用程序的开发步骤了。你应该观察模型结果，然后在下一次迭代中采取合理必要的步骤。分析问题的时候要认真，考虑到所有的方面，然后重新迭代来解决它们。如果对模型结果完全不做分析的话，那么模型迭代不会带来帮助。因此，要保持冷静、敏锐的思考，然后进行下一次迭代。使用机器学习方法开发NLP应用时，要关注前一次迭代的过程。如果是在做研究工作，我强烈建议你学习机器学习算法背后的数学理论。如果你是一个初学者，不是很熟悉数学理论，那么可以去阅读机器学习库的文档描述。对于初学者和研究者水平之间的人，可以尝试去了解数学理论，然后实现算法。

现在是时候深入到机器学习的世界，学习一些强大的算法了。


8.3　机器学习算法和其他概念

现在要学习NLP领域中最常用的一些机器学习算法了。我们会根据机器学习算法的分类对每个算法进行学习。首先，我们从有监督机器学习算法学起，然后是无监督机器学习算法，最后是半监督的机器学习算法。我们会对算法和其背后的数学理论进行学习。我会尽量简单地对算法进行讲解，以帮助那些没有太多数学基础的人能够理解算法背后的一些直觉性的概念。然后，我们会了解怎么在实际的NLP应用程序开发中使用这些算法，并开发一些酷炫的NLP应用来帮助你理解算法。


8.3.1　有监督机器学习方法

我们在本章的前面部分介绍了有监督的机器学习方法，任何有监督机器学习方法所使用的数据集都包含了数据的输出、结果或标签。当你有带标注的数据集的时候，你就能使用有监督的机器学习算法了。

在讲解算法之前，我先来介绍有监督学习算法中的两个主要概念。这会帮助你决定使用哪种算法来解决NLP或是其他科学类问题：

●回归算法（regression）

●分类算法（classification）

8.3.1.1　回归算法

回归是估计变量之间关系的一个静态过程。假如你有一系列变量，你想要找出它们之间的关系。首先，需要找出哪些是自变量（independent variable），哪些是因变量（dependent variable）。回归分析可以帮助你发现因变量是怎样随着自变量的变化而变化的。因变量的值取决于自变量的值，自变量的值不取决于其他的变量值。

举例以便读者有更清晰的认知：如果你有一个包含很多人的身高的数据集，你想根据身高来确定人的体重，数据中也包括人的体重，这就是一个有监督的机器学习问题。因此，你的数据有两个属性，可以称为变量：身高和体重。现在，你需要在给定身高的情况下，预测体重。在这个问题中，体重是因变量，属性值取决于身高变量。身高是一个自变量，也被称为预测变量（predictor）。因此，如果你有了自变量和因变量之间的一种特定映射关系，就可以在给定身高的情况下预测体重。

要注意，回归方法适合于因变量是连续值的情景。在我们的例子中，体重可以是任意值，例如20千克、20.5千克、20.6千克、60千克等，如图8.8所示。对于其他数据集或是应用，因变量的值可以是任意的实数。
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图8.8　线性回归模型的例子

（注：1英尺=0.3048m。——编辑注）

8.3.1.2　分类算法

本部分，我们会学习有监督机器学习中的另一个主要概念，即分类技术，也被叫作统计分类
 （statistical classification）。

统计分类是给定一个新的观测（observation），然后确定其类别的过程。由于候选类别非常多，所以不能盲目地选择类别，而是根据已知数据集确定新观测最适合的类别，并进行分类。

举一个NLP领域中的例子。你有一个数据集，其中包括很多邮件。这些邮件已经有了类标，表示其是否是垃圾邮件。因此，数据分为两类：垃圾邮件和非垃圾邮件。现在，我们得到了一封新邮件，那么能否将这封邮件分类成垃圾邮件或是非垃圾邮件呢？答案是肯定的。为了能够分类新邮件，我们需要使用已有数据集和机器学习算法，给这封新邮件一个最合适的类标。实现分类问题的算法被称为分类器
 （classifier）。有时候，分类器也指分类算法实现的那个数学函数，来把输入数据映射成类别。

回归问题和分类问题的区别在于：在分类问题中，输出变量是离散的类标或是类别值；在回归问题中，输出变量是一个连续值。如图8.9所示。
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图8.9　直观的来看分类问题

现在你已经知道了回归和分类问题，下面来学习一些基本的术语，这些术语在讲解机器学习算法，尤其是分类算法的时候会经常使用：

●样例
 （instance）：样例指的是输入数据，通常是向量的形式。这些向量是属性向量。以词性标注器（POS tagger）为例，我们使用从词导出的特征，然后使用scikit-learns中的DictVectorizer接口把这些特征转换成向量。我们把这些向量值输入进机器学习算法中，所以这些向量值就是样例。

●概念函数
 （concept）：这个“概念函数”指的是输入和输出之间的映射函数。我们有一封邮件正文后，想要确定这封邮件是否是垃圾邮件。我们需要关注样例或是输入中的一些特定参数，然后生成结果。从给定输入得到确定输出的过程，称为“概念函数”。例如，你有一些人类身高的数据，希望根据数据推定某个人是高或是矮。在这里，“概念函数”或“映射函数”可以帮助你在给定输入或是样例的时候，确定对应的输出。如果我把这个过程进行数学化的描述，“概念函数”就是真实世界中的一个对象与一个特定集合中的成员的映射。

●目标概念函数
 （target concept）：目标概念函数指的是我们在寻找的那个从输入到输出的正确映射函数。作为人类，我们的大脑中有很多的概念函数，比如可以通过阅读邮件来确定是否是垃圾邮件。如果你的判断结果是对的，那说明你大脑中的这个概念函数是正确的。你知道什么是垃圾邮件的概念，但是除非你将概念函数判断的结果写出来，我们不知道你是否判断正确了。如果我们看过了数据集中原始数据的实际标签，对我们来说判断一封垃圾邮件就非常容易了。这会帮助你在给定一个新样例的时候，得出正确的类标。

●假设类别
 （hypothesis class）：在分类问题中，我们努力想找到针对问题的目标概念函数。我们怎么来找到这个目标概念函数呢？我们需要使用机器学习技术，使用训练集来找到这个目标概念函数。我们来看一下训练集的概念。训练集是带类标的所有输入数据。有监督的分类问题需要带有真实答案或是输出的训练数据。我们不仅仅是要给机器提供什么是垃圾邮件的知识，我们也给机器提供大量的垃圾邮件和非垃圾邮件的样例，以便机器能够容易地学习到目标概念函数。

●机器学习模型
 （ML-model）：我们使用训练数据集把训练数据提供给机器学习算法。机器学习算法会使用大量的训练函数学习概念函数，然后输出模型。输出模型可以被用来预测决定一封新的邮件是否是垃圾邮件。算法输出的模型就被称为机器学习模型。我们使用机器学习模型来对给定的一封新邮件进行分类，决定它是否是垃圾邮件。

●候选答案
 （candidate）：候选答案是指机器学习模型对新样例预测的可能答案。所以，你可以说候选答案是机器给出的，我们不知道这答案是否是正确的。例如，我们给机器提供了大量的电子邮件样例。机器可能可以学习到垃圾邮件和非垃圾邮件的概念。当给机器提供一封新的邮件时，模型可能会将其判断成非垃圾邮件，但是我们需要对这个结果进行验证来判断答案的对错。这个答案就是候选答案。怎样来验证模型的输出答案是正确的呢？为了回答这个问题，要介绍下一个术语：测试集。

●测试集
 （testing set）：测试集看起来和训练集类似。我们的训练集是具有垃圾邮件标签的邮件。我们会得到测试集的候选答案，然后来验证这些答案的正确与否。假设，对于一个样例，模型将其标注成正确的类标——“非垃圾邮件”。对于另一个样例，模型也将其标注成了“非垃圾邮件”，但是答案却是错误的。测试集就是来帮助我们验证机器学习模型的。要注意的是，训练集和测试集不能一样，因为你已经在训练集上学习了概念函数，如果再使用训练集来评估模型，就会非常不公平。这在机器学习领域是一种作弊行为。所以，你的训练集和测试集应该一直保持不同，测试集需要是机器从没有见过的数据集。这样做的目的是来验证机器对于给定问题的泛化能力。泛化指的是机器学习模型对于未见过的样例的反应能力。如果你对这个问题感到迷惑，参考下面的例子。假如，你是一个学生，你的老师教给了你很多事情，然后给你了一些样例。开始，你只需要记住这些事情。为了检查你是否学到了正确的知识，你的老师会给你做一些测试，然后给你一些新的样例来进行学习。如果你对测试中给出的新样例给出了正确的答案，那么就说明你真的学到了一些概念，能够对老师教给的一些知识进行泛化。我们也对机器做同样的事情。

下面，我们来学习机器学习分类算法。

机器学习分类算法

我们已经学习了机器学习方法的一些基本概念了，现在我们来深入探索机器学习算法。首先，我们来学习NLP领域中常用的有监督机器学习算法。本书不会覆盖所有的有监督机器学习算法，但是会讲到NLP领域中常用的算法。

在NLP应用中，我们会使用多种机器学习技术来解决分类问题，所以这里重点关注分类算法。其他的领域，像使用线性回归算法来进行数据分析，在本书中不会涉及，因为本书关注的是自然语言处理领域的问题。线性回归的概念能够帮助我们理解深度学习技术，我们会在第9章中介绍线性回归和梯度下降的概念。

我们会使用各种各样的算法来开发一些NLP应用程序，以便读者知道这些算法是怎么工作的，怎么使用机器学习算法来开发NLP应用。我们会学习垃圾邮件过滤之类的应用。

图8.10是我们将要学习的一些有监督分类的机器学习算法。
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图8.10　我们将要学习的有监督机器学习分类算法

现在我们开始核心的机器学习算法部分。

（1）逻辑回归算法

我知道你一定对我把逻辑回归算法归类到分类算法里面感到很困惑。这里的逻辑回归只是这个问题的名字，但算法本身是被用来预测离散的输出的，因此它被归类到分类算法中。

我会介绍逻辑回归算法是如何工作的，以及一些相关的基本数学概念。然后，我们会来学习垃圾邮件过滤应用。

首先，考虑一个二元分类（binary classes）问题，例如是否是垃圾邮件、是好的还是坏的、是赢的还是输的、是0还是1等。假设想要把邮件分类成垃圾或是非垃圾类别，垃圾或是非垃圾邮件是离散的类标输出，非垃圾邮件也被叫作ham。为了搭建这个NLP应用，我们使用逻辑回归模型。

先从学术层面对算法进行学习。

这里会以一种非常简单的方式讲解相关的数学知识和算法。如果你知道一些机器学习算法的知识，你就能将知识点联结起来，如果你是机器学习算法的初学者，不用担心，这里会对每个部分都进行讲解。

●定义假设函数（hypothesis function）来生成输出。

●定义代价函数（cost function）或是误差函数（error function）来计算偏导数，用来执行梯度下降算法。

●通过最小化误差值，来使得分类结果更加准确。

在统计学中，逻辑回归函数（logistic regression）也被叫作逻辑斯谛回归函数/模型
 （logit regression or logit model）。这个算法通常被作为二元分类器来使用，意思是数据要被分成两类。二元逻辑模型通常用来评估两类的分类概率，模型根据输入的自变量或是特征生成结果。二元逻辑模型理论也是深度学习的基础理论。

首先，解释一下为什么这个算法被叫作逻辑回归算法
 （logistic regression）。原因是算法使用了逻辑（logistic）函数或者叫作sigmoid函数。逻辑函数和sigmoid函数是同义词。

我们使用sigmoid函数作为假设函数（hypothesis function）。假设函数的意思是什么呢？机器会学习输入数据属性和给定标签的映射关系，然后预测新输入数据的类标。机器能够学习这种映射的方式是通过学习一个数学函数。这个数学函数就是假设函数，机器利用这个假设函数来预测数据的类标。我们想要搭建一个二元分类器，类标是“垃圾邮件”和“非垃圾邮件”。在数学表达上，可用0来代表“非垃圾邮件”，用1来代表“垃圾邮件”。0/1类标就算是我们的因变量。现在我们的输出类标，要么是0，要么是1。数学形式化为，类标用y表示，y的取值是集合{0，1}。我们需要选择能将输出值转换成0或是1的假设函数。sigmoid函数就可以做到这点，这就是我们为什么使用它作为假设函数。


逻辑（或sigmoid）函数


●sigmoid函数的数学形式是：
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sigmoid函数的图像如图8.11所示。

从图8.11中，可以看到如下的一些事实：

●如果z值大于或等于0时，函数对应的输出值是1

●如果z值小于或等于0时，函数对应的输出值是0

sigmoid函数的条件数学表达式为：
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可以使用这个函数进行二元分类。

是时候来看一下如何将sigmoid函数作为假设函数使用了：

hθ
 (x)=g(θT
 x)
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图8.11　sigmoid函数

如果把前面公式中的z值用θT
 x来表示，那么[image: ]
 就会变成下面的形式：
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这里，hθ
 (x)是假设函数，θT
 是特征矩阵或是自变量的转置矩阵形式，x是所有的自变量或是可能的特征集合。为了生成假设等式（hypothesis equation），使用θT
 x来替换逻辑函数中的z值。

通过使用假设等式，机器来学习输入变量或是输入特征到输出类标的映射。现在解释一下这个假设函数。你能想出预测类标的方法吗？可以使用概率的概念来预测目标类标。我们需要对所有的类都计算概率，根据样本的输入特征计算会得到一个概率最大的类别。在二元分类问题中，目标类标y要么是0，要么是1。如果你对概率比较熟悉，你可以使用下面的概率公式来表示概率：

P(y=1|x;θ)=hθ
 (x)

P(y=0|x;θ)=1-hθ
 (x)

那些对概率不熟悉的同学，可以对P(y=1|x;θ)这样理解：给定x，在参数为θ的条件下，y=1的概率。同样地，你可以说这个假设函数在给定输入特征矩阵x和参数θ的条件下，可以输出目标值是1的概率。后面我们会看到，为什么我们需要生成概率，以及我们怎么为其他的每个类来生成概率值。

到这里，我们完成了理解逻辑回归算法的第一步了。

●逻辑回归算法中的代价函数或误差函数


我们来学习代价或是误差函数。机器学习中的代价函数（cost function）、损失函数（loss function）或误差函数（error function），是一个非常重要的概念，接下来我们来理解代价函数的定义。

代价函数是用于检测机器学习分类器的准确程度的。在我们的训练数据中，有数据和类标。当我们使用假设函数来生成输出时，我们需要对结果与真实答案之间的距离进行评估。如果我们预测到了真实的输出类标，那么结果和真实答案之间的距离就是0或是最小值，如果结果和真实答案不一致，那么它们之间就会有一个比较大的差距。如果一封邮件真的是垃圾邮件，我们的假设函数也输出了结果1，那么输出和真实答案之间的距离就是0，因此预测的误差就是0。如果预测的输出是1，答案是0，那么结果和答案之间的距离是一个最大值。所以降低模型预测的误差率是十分重要的。这就是代价函数的基本概念。后面会从数学角度进行讲解。有很多种类别的代价函数，像r2误差值、误差平方和等等。对于每个机器学习算法和假设函数，代价函数也会经常发生变化。

那逻辑回归算法中的误差函数是什么呢？参数θ又是什么呢？如果求θ的值，应该怎么做呢？

先讲解一些线性回归的知识作为背景。我们使用误差平方和或是残差误差（residual error）作为线性回归算法的代价函数。在线性回归算法中，我们会生成一条能够很好地拟合我们数据的直线。在前面的例子中，给定人的身高，可以预测出人的体重。我们先来画一条线，然后计算每个数据点到这条线的距离。对这些距离求平方，把它们进行加和作为代价，然后最小化代价函数，如图8.12所示。
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图8.12　误差平方和函数

你可以看到图中短的垂直的线表示每个点到线的距离。我们对这些距离进行平方，然后求和。我们使用这个计算方式作为代价函数。我们对这条线对应的斜率m和截距b求偏导。在图8.12中，截距b大约是0.9，m大约是2/3。每次我们计算误差，然后更新m和b的值，以便得到最适合的那条线。更新m和b的过程，称为梯度下降
 （gradient descent）。通过使用梯度下降方法，我们更新m和b的值，来最小化代价，得到最优的直线。梯度下降算法给我们提供了画线的方向。你可以在第9章中找到更详细的样例。通过定义代价函数和计算偏导，我们应用梯度下降算法来帮助我们最小化我们的误差或是代价函数。

现在回到主要的问题上：我们能在逻辑回归算法中使用相同的代价函数吗？如果你对函数和函数计算的概念非常清楚，你的答案可能是不能。答对了。我会给那些对函数和函数计算不太熟悉的同学讲解原因。

在线性回归算法中，我们的假设函数是线性的，所以计算误差的平方和是非常容易的。但是，在逻辑回归算法中，我们使用的sigmoid函数是一个非线性函数。如果使用线性回归中的代价函数，效果不会好，因为在逻辑回归中使用误差平方和作为代价函数时，代价函数的图像是非凸的（non-convex），如图8.13所示。
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图8.13　非凸函数和凸函数的图像

图片来源：http://www.yuthon.com/images/non-convex_and_convex_function.png


在机器学习算法中，我们多数情况下会使用凸函数作为代价函数，因为可以使用梯度下降算法来最小化代价函数，然后得到全局最小值。如图8.13所示，一个非凸函数的图像中，有很多局部最小值点，所以找到全局最小值是非常困难和耗时的，因为你需要做二阶的或是n阶的优化。在凸函数图像中，你可以很快地到达一个确定的全局最优点。

我们需要定义各种不同的凸代价函数来使用梯度下降算法找到全局最小值。我们使用一个统计概念，似然函数
 （likelihood）。为了得到似然函数，我们使用前面提到的概率公式，并且要考虑训练集中的所有数据点。下面是似然函数的数学形式：
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为了简化推导过程，需要把这个似然函数转换成一个单调递增的函数。可以通过对似然函数取自然对数来达到这个目的，得到的函数称为对数似然函数
 （log likelihood）。对数似然函数是逻辑回归算法中的代价函数，如下所示：
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把代价函数画出来，来理解使用这个代价函数的好处。代价函数的值从0变化到1。第一种情况是y=1，对应着图8.14中的y=1的图。

如果看一下对数函数的图像，它与y=0时的代价函数图像类似。这里对图像进行翻转，增加了一个负号，然后就可以得到y=1时的图像。图8.15中你能看到翻转的对数图像。
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图8.14　逻辑回归代价函数图像
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图8.15　对比log(x)和-log(x)的图像，来理解代价函数

图片来源：http://www.sosmath.com/algebra/logs/log4/log42/log422/gl30.gif


这里，我们对0值和1值感兴趣，所以只考虑图8.14中图像的一部分。这个代价函数有一些非常有趣和有用的特性。如果预测的标签和答案一致，那么代价就是0。在类标y=1的时候，如果假设函数的预测结果Hθ
 (x)=1，那么代价就是0，如果假设函数的预测结果Hθ
 (x)接近于0，那么代价接近于正无穷。

对于图8.14中y=0对应的函数图像，也具有上述的优点和特性。如果标准答案是0，假设函数预测的结果是1，那么代价值会接近于无穷。如果假设函数预测结果是0，标准答案也是0，那么代价就是0。

现在，我们来看一下我们为什么选择使用这个代价函数。原因是使用这个函数会使得我们的优化变得容易。使用最大似然函数，是因为它是个凸函数，可以很好地进行梯度下降优化。

为了应用梯度下降算法，我们需要求对应参数θ的偏导数，下面给出了更新公式：
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重复，直至收敛。

公式来源：http://2.bp.blogspot.com/-ZxJ87cWjPJ8/TtLtwqv0hCI/AAAAAAAAAV0/9FYqcxJ6dNY/s1600/gradient+descent+algorithm+OLS.png


这个公式是用来更新参数θ的，α定义了学习速率。学习速率是来控制算法学习速度快慢的。如果学习速率设置得过大，算法就不能收敛，如果学习速率设置得太小，算法就需要非常长的时间收敛。所以，你需要选择一个合适的学习速率。

以上就是第二部分知识点，现在可以开始第三部分的学习了。第三部分更偏重于实现，你可以从如下GitHub链接获取到代码：


https://github.com/jalajthanaki/NLPython/blob/master/ch8/Own_Logistic_Regression/logistic.py




这个代码是逻辑回归的实现，你可以把这个代码和scikit-learn库里的代码做对比。这个代码的贡献者是Harald Borgen。

我们使用这个算法来做垃圾邮件过滤。垃圾邮件过滤是一个基本的NLP应用。使用这个算法，我们想得到一个机器学习模型来对给定的邮件进行分类，判断是不是垃圾邮件。我们开始搭建一个垃圾邮件过滤应用。获得完整的代码可以访问GitHub链接：


https://github.com/jalajthanaki/NLPython/blob/master/ch8/Spamflteringapplication/Spam_filtering_logistic_regression.ipynb




在垃圾邮件过滤应用中，我们使用scikit-learn库中的CountVectorizer接口来生成特征，然后使用LogisticRegression来进行训练。图8.16是部分代码片段。

首先，我们做一些基本的分析来理解数据。这里，我们使用scikit-learn库中的Count-Vectorizer()函数把文本数据转换成向量的形式。这个方法使用的是词频-逆文档频率（TF-IDF）抽取特征。我们将数据分成训练集和测试集，以便能使用测试集来检查模型的表现。图8.17是代码的输出。
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图8.16　使用逻辑回归算法进行垃圾邮件过滤
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图8.17　使用逻辑回归算法做垃圾邮件过滤的结果输出

●逻辑回归算法的优点


■可以处理非线性数据。

■可以为每个类别生成概率值，容易解释。

●逻辑回归算法的缺点


■只能被用于二元分类。如果我们想把数据分成不止一类，就需要使用其他的算法。

■如果给算法提供了大量的特征作为输入，特征空间就会变得很大，算法效果可能会不好。

■过拟合的可能性很大，这意味着分类器在训练数据上会表现得很好，但是对一些未见过的数据预测可能会不准确。

下面我们来探索另外一种算法，名字叫作决策树算法。

（2）决策树


决策树
 （decision tree）是最老的机器学习算法之一了。算法非常简单，但是非常鲁棒。算法会给我们提供一个树形结构来做任意的决策。逻辑回归算法可以用于做二元分类，如果你有多于两个类，那么就可以使用决策树算法了。

让我们举例来学习决策树。假如，Chris喜欢冲浪运动，他喜欢在有阳光和风的时候冲浪，不喜欢在下雨或是阴天或是没风的时候去冲浪，如图8.18所示。
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图8.18　小数据来帮助理解概念

图片来源：https://classroom.udacity.com
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图8.19　问题：刮风了吗？

图片来源：https://classroom.udacity.com/courses/ud120


你可以看到，○（圈）是好的天气情况，Chris会喜欢去冲浪，×（叉）是不好的天气情况，Chris不会去冲浪。

这里，我画的数据不是线性可分的，这意味着不能使用一条直线来把叉和圈分开。你可能会想，如果是要把这两种数据分开的话，可以使用两条直线来做到。在这种情况下，我们使用决策树。

决策树能为你做什么呢？通俗地说，决策树学习是想解决多线性分隔的问题。首先我们需要了解，什么是线性问题。

假如，我们问一个问题：天气有没有刮风？你会有两个答案：“Yes”或“No”。我们已经有一个关于风的问题了，所以我们来关注图8.19中的x轴。如果我们的答案是“Yes”，那么就是会刮风，然后我们来考虑右侧既有叉也有圈的区域。如果我们的答案是“No”，那就是不会刮风，我们需要考虑左边所有的叉数据。为了帮助理解，请看图8.19。

从图8.19中，可以看到，在x轴的中点位置画了一条直线。这里仅仅是选择了中点位置，不出于任何原因。这条线左边的区域代表：No，意思是没有刮风。这条线右边的部分代表：Yes，意思是有刮风。线左边的区域只有叉数据，所以你就可以把所有这些数据归为一类了，类别就是叉，并且不需要在树的这个分支上再问更多的问题了。现在我们来看线右边的区域，有两类数据：圈和叉。为了对它们进行分类，需要再找一条线性的边界来使得每边的数据类别都是一致的。这时，我们来问另一个问题：天气是不是有太阳的？这次，同样会存在两个答案：“Yes”或“No”。记住，我们已经通过第一个问题的答案“Yes”，遍历到了树的一个分支上。现在，重点要关注右侧区域的数据点了，因为这一块既有圈，也有叉。我们在y轴上表示是否有阳光，如果你在y轴的中点上画一条线，那就是答案。线上的点表示有阳光，线下的点表示没有阳光。画这条线，在和第一条线相交的地方终止，就可以成功地将右侧的数据分开了。右上侧的区域只有圈，右下侧的区域只有叉。图8.20中，你可以看到那条水平的线。
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图8.20　灰色的线表示基于第一个问题答案，也可以把右侧的数据成功分类

我们可以观察到，通过回答一系列的线性问题，就可以对圈和叉进行分类了，它们分别代表Chris会不会去冲浪。
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图8.21　二维数据点分布图

图片来源：https://classroom.udacity.com/courses/ud120


这是一个非常基本的使用一个决策树来解决分类问题的例子。这里，我们通过问一系列的问题来构建树，同时生成多个线性边界来对数据点进行分类。下面来看一个数值的例子，进一步来对决策树进行讲解，如图8.21所示。

从图中，可以看到给定的数据点。从x轴开始看，你会选择哪一个阈值作为分割点来得到数据的最优分割？我会选择x轴上的3这个点所对应的线。现在得到了两块区域。选择的分割点在数学上的表达形式是：x<3和x≥3。如图8.22所示。
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图8.22　第一个问题对应的决策边界

图片来源：https://classroom.udacity.com/courses/ud120


首先来看左边的区域。要选择从y轴上的哪个点来画线，使得数据能够按照类别分开？我会选择在y=2这个区域画线，这样线上的点是一类，线下的点是一类。数学表达形式是：y≤2是一类，y>2是一类。如图8.23所示。
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图8.23　第二个线性问题对应的决策边界

图片来源：https://classroom.udacity.com/courses/ud120


现在来看右侧区域，我们需要在y轴上再选择一个阈值。这里，最优阈值是y=4，在y<4的区域内只有叉，在y≥4的时候只有圈。最终通过解决一系列的线性问题，我们成功地对数据进行了分类。如图8.24所示。

现在，你知道算法的思路了，但是脑子里应该会有很多问题。我们能通过数据可视化来获得线性边界，但是决策树算法是如何在给定特征后，找到数据分割点，生成决策边界的呢？假如我有多于两个特征，比如说10个，决策树算法是怎么知道在第一次划分数据的时候需要使用第二个特征，而不是第三个特征呢？所以，我会通过解释决策树背后的数学理论来回答这些问题。我们会学习NLP相关的例子，以便你能看到决策树在NLP应用中是如何被使用的。
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图8.24　最后的线性问题和决策边界图

图片来源：https://classroom.udacity.com/courses/ud120


我们逐个地解释决策树算法相关的问题。可以使用数据可视化方法来获得线性的边界，但是决策树是怎么发现该使用哪个特征和基于哪个特征值来对数据做划分的呢？现在引入一个新的数学概念：熵
 （entropy）。决策树使用熵的概念来决定在哪里划分数据。熵是衡量一个树分支不纯净程度的值。如果一个树分支上的数据都是属于同一个类的，那么熵值E=0，否则熵值0<E≤1。如果熵值E=1，那就代表这个树分支非常不纯净，或是说数据点在每个类别上的分布是均匀的。我们来看一个例子，来帮你理解熵和不纯净度的概念。

现在来开发一个垃圾邮件过滤程序，我们有一个特征，就是单词和短语的类别。现在引入另外的一个特征——数据集中短语出现的最小阈值计数。如图8.25所示。
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图8.25　熵讨论的图形示意

先来看右侧的图。在图中，直线右侧的区域只有一种类型的数据：叉。所有的数据点都是同一类的，也就是同质的。所以这块区域的数据是纯净的，熵值接近于0。现在来看左边这幅图的右侧部分，你会看到存在不同类别的数据点。这说明这块区域是不纯净的，有较高的熵值。所以，在实现决策树的时候，需要找能够定义数据划分点的变量。另一件需要记住的事情是，你在努力缩小数据的不纯净程度，所以要根据数据划分点来划分数据。现在，我们来学习怎么来选择变量，执行数据划分。

现在来看熵值的数学形式，如下所示：
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公式里的pi
 是一个分数值。我们以i作为类别，T是所有可能的类别数。例如，你有4个数据点，其中两个属于类别A，两个属于类别B，那么T的值就是2。我们使用pi
 来计算对数值，然后执行加和运算。该执行熵值的运算了，我会讲解怎么使用熵值来对变量或是特征做划分。我们来看一下计算熵值的例子。从图8.26中，可以看到样例数据。

[image: ]


图8.26　垃圾邮件过滤数据集

如果看“过滤结果”这一列，会发现有两种类标“垃圾邮件（S）”和“非垃圾邮件（H）”。现在来回答下面的问题：

●有几行数据？答案是4。

●在“过滤结果”这一列，“S”出现了几次？答案是“2”。

●在“过滤结果”这一列，“H”出现了几次？答案是“2”。

●为了生成类标“S”的分数值，你需要使用下面的数学公式来进行计算：

P(S)=S出现的次数/所有的样本数=2/4=0.5

●为了生成类标“P”的分数值，需要进行如下计算：

P(H)=H出现的次数/所有的样本数=2/4=0.5

●现在我们有了计算熵值所有的必需值了，熵值计算如下：

熵值=P(S)*log2
 (P(S))-P(H)*log2
 (P(H))=-0.5*log2
 (0.5)-0.5*log2
 (0.5)=1.0

●你可以调用Python的math模块来实现这些计算。

可以看到，熵值E=1。这是数据最不纯净的状态，数据样本平均地分布在各个类别中。所以，熵值能告诉我们数据的状态是否是纯净的。

现在来看一下等待最久的问题：怎样知道使用哪个变量或是特征来执行数据划分？为了理解这件事情，我们需要理解信息增益
 （Information Gain，IG）的概念。信息增益是决策树算法中的核心概念。信息增益的计算公式为：

IG=熵(父节点)-[带权平均]熵(子节点)

现在来看一下这个公式。计算父节点的熵值，然后减去带权重的子节点的熵值。如果在父节点上执行数据划分，决策树会最大化信息增益。使用信息增益值，决策树就能选择到需要进行数据划分的特征了。对所有的特征进行计算后，决策树会知道从哪里进行数据划分。你可以再看一下图8.25。

已经为父节点计算得到熵值E（父结点）=1了，现在会计算“单词”这个特征的信息增益了。我们来检查是否要使用“单词”这个特征来对数据进行划分。现在关注“单词”这个特征的计算。回答一些问题，以帮你计算信息增益：

●有多少个正面意义的单词？答案是3。

●有多少个负面意义的单词？答案是1。

对于这个分支，熵值E=0。我们会使用这个熵值来计算带权重的子节点的平均熵值。
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图8.27　决策树算法的第一次迭代

这里，决策树如图8.27所示。

可以看到树右侧的节点上，熵值是0，意思是这个分支上数据是纯净的，所以这个节点就可以停止生长了。但是看左边的节点，类别是“SSH”，所以需要为每个类别再计算熵值。左节点的计算步骤是：

●P(S)=分支中S类标样例的个数/分支中样例的总个数=2/3。

●P(H)=分支中H类标样例的个数/分支中样例的总个数=1/3。

●熵值的计算：

E=-2/3log2
 (2/3)-1/3log2
 (1/3)=0.198

下一步，要计算带权重的子节点的平均熵值。

如图8.27所示，现在，树左边的分支上有三个数据样例，右边的分支上有一个数据样例，所以带权重的子节点的平均熵值计算如下：

带权重的子节点平均熵值=左分支数据样例个数/数据样例总数*（该分支熵值）+右分支数据样例个数/数据样例总数*该分支熵值

带权重的子节点平均熵值=[带权平均]熵（子节点）=¾*0.918+¼*(0)=0.6885

计算信息增益：

IG=熵（父节点）-[带权平均]熵（子节点）.

我们已经得到了这两个值-熵（父节点）=1和[带权平均]熵（子节点）=0.6885

最后信息增益的计算结果为：

IG=1-0.6885=0.3115

现在来看“短语计数”这一列，短语计数值为3的熵值为Ethree(3)
 =1.0，短语计数值为4的熵值为Efour(4)
 =1.0，所以有［带权平均］熵（子节点）=1.0，IG=1.0-1.0=0。从这个特征上进行数据划分的话，不会得到任何的信息增益，所以不选用这个特征。

现在，关注“短语”这一列，这一列对应着两种取值“特殊的（unusual）”和“常见的（usual）”。当我们使用这一列来对数据进行划分时，我们会在一个分支上得到“垃圾邮件”类，在另一个分支上得到“非垃圾邮件”类。这里你需要自己去计算信息增益，答案会是1。我们找到了最大的信息增益值，所以就选择在这个特征上对数据进行划分。你能从图8.28中看到决策树。
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图8.28　使用短语类型这一列特征生成出来的决策树

在特征数量非常多的情况下，决策树的训练会变得非常慢，原因是需要为每个特征计算信息增益值，然后选择一个值最大的特征来执行数据划分。

我们来看一个使用决策树的NLP应用。我们使用决策树算法重新开发了垃圾邮件过滤应用。

我们仅仅改变了垃圾邮件过滤应用的算法，使用的特征集合与前面保持一致，这样你就可以对比逻辑回归算法的结果和决策树算法的结果了。这里我们同样使用scikit-learn库中的CountVectorizer接口来获得特征。访问下面链接获取相关的代码：


https://github.com/jalajthanaki/NLPython/blob/master/ch8/Spamflteringapplication/Spam_filtering_logistic_regression.ipynb




图8.29是部分代码片段。

[image: ]


图8.29　使用决策树算法的垃圾邮件过滤代码

图8.30是代码输出的结果。
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图8.30　决策树模型垃圾邮件过滤的输出结果

可以看到，与逻辑回归算法相比，我们得到了较低的准确率。现在该去进行参数调优来提高机器学习模型的性能了。

●可调参数


本部分，我会介绍可调参数的scikit-learn库。你可以通过访问下面的链接来获取文档：


http://scikit-learn.org/stable/modules/generated/sklearn.tree.DecisionTreeClassifier.html#sklearn.tree.DecisionTreeClassifier.




下面是可以调节的参数：

■scikit-learn库中，你能调节的第一个参数是criterion，可以选择使用entropy或是gini。entropy和gini都是用来计算信息增益的，它们的计算机制类似。决策树会根据使用entropy或是gini计算得到的信息增益来执行数据划分。

■参数min_sample_size的默认值是2，所以当决策树每个分支上的数据样例大于或等于2时，就会进行分裂。有时候，决策树会努力拟合训练数据，造成对训练数据过拟合现象。为了防止过拟合，你需要增大这个参数的值，比如使用50或是60等。

■我们可以采取树剪枝技术，比如自底向上（bottom-up）的方法。

下面来分析一下决策树算法的优点和缺点。

●决策树算法的优点


■简单，容易开发

■可解释性强，是一个白盒算法

■能在不同的场景下帮助我们决策出不好的、好的以及预期的值。

●决策树算法的缺点


■如果特征数量很多，决策树可能会过拟合。

■训练过程中需要小心地设定各个参数

我们知道了决策树算法的缺点了，算法可能会对训练数据过拟合。我们需要对参数进行调优或是使用决策树随机森林算法来解决这个问题。下面我们来了解一下随机森林算法。

（3）随机森林算法

算法会得到很多决策树，来解决过拟合问题。

随机森林算法（random forest）可以解决线性回归问题，也可以解决分类任务。我们在这里更关注分类任务。随机森林使用很简单但非常有效的方法，该方法就是使用投票机制（voting mechanism）来提高测试结果的准确率。

随机森林算法从训练集中随机抽取数据构造多个数据子集，然后在每个数据子集上生成决策树。所有这些决策树被叫作随机森林
 （random forest）。现在我们来学习一下投票机制。当我们有了很多决策树以后，可以得到每棵树对给定数据点的分类结果。例如，我们的随机森林里有三棵树，其中的两棵认为数据点的类标应该是A，第三棵树认为数据类标应该是B。算法会把票数高的类标分配给数据点，也就是A类。

随机森林算法的分类计算过程和一棵决策树的计算过程类似。我在第5章中给出了一个定制的词性标注器的例子。在这个例子中，我们使用了决策树算法。获取相关代码，可以访问下面的GitHub链接：


https://github.com/jalajthanaki/NLPython/blob/master/ch5/CustomPOStagger/ownpostag.py.




我们重新来看一下这个例子，然后通过图8.31来理解输入算法输入特征和代码。
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图8.31　scikit-learn库中的决策树算法代码片段

●随机森林算法的优点


■可以防止过拟合。

■既可以解决回归问题，也可以解决分类问题。

●随机森林算法的缺点


■随机森林模型十分容易增长，当随机采样出的数据集合很多时，我们会得到非常多的决策树，耗费大量的内存空间。

■高维特征空间下，树的节点就很难解释了，尤其是森林中包括很多树的情况下。

所以，我们该学习下一个机器学习算法了——朴素贝叶斯算法。

（4）朴素贝叶斯算法

本部分中，我们会学习基于概率的机器学习方法，该方法在很多数据科学领域被广泛使用，开发了一些像情感分析之类的著名NLP应用。在讲解这些NLP应用之前，我们先来学习朴素贝叶斯算法是如何工作的。

朴素贝叶斯算法的基础是贝叶斯理论。基于这个理论，我们最重要的假设就是事件独立假设，这是一个朴素的假设，这就是为什么这个算法被称为朴素贝叶斯
 （Naive Bayes）。现在我来解释一下什么是事件独立。在分类任务中，我们有很多的特征。如果我们使用朴素贝叶斯算法，就需要假设提供给分类器的所有的特征之间是相互独立的，这表示一个特征的出现不会对其他特征产生影响。举例说明，你想确定句子表达的情感，特征是词袋、形容词短语等等。即使这些特征可能是有相互依赖关系的，但是在朴素贝叶斯模型里，都认为这些特征在决定句子的情感类别时是独立无关的。这就是我们为什么说算法是朴素的。

算法非常简单，但是十分强大。如果你有很多的数据，那么算法会非常有效。算法能够对多于两类的情况做分类，所以可以搭建一个多类别的分类器。现在我们来学习一下朴素贝叶斯算法是如何工作的。我们要学习它背后的数学理论和概率原理。

我们先要学习贝叶斯法则。简单来说，你对一个事件有先验概率（prior probability）的判断，然后在测试数据中找到相应的统计证据（evidence），把它们相乘，就可以得到后验概率，得到最后的预测。不要纠结于这些术语，我们会详细地讲解。

下面给出一个数学公式，然后举个例子来帮你理解计算过程。
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公式来源：http://www.saedsayad.com/images/Bayes_rule.png


这里，P(c|x)是类别c的后验概率，c是目标类别，x是特征或是数据属性。P(c)是类别c的先验概率，P(x|c)是似然概率估计，表示给定目标类别后生成输入数据的概率，P(x)是输入数据的先验概率。

我们使用这个公式来计算一个样例。假如，有一个医学检查来确定一个人是否得了某种癌症。人得这种癌症的先验概率是1%，意思就是P(c)=0.01=1%，P(﹁c)=0.99=99%。如果一个人患癌症，检查结果是阳性的概率是90%，所以P(阳性结果|c)=0.9=90%，也存在10%的可能性即使一个人没有患癌症，检查结果也是阳性，即P(阳性结果|﹁c)=0.1=10%。

现在，我们来检查一个人是否患癌症了。如果检查结果是阳性，那么患病的概率就可以写成P(c|阳性结果)。如果一个人没有患癌症，但是检查结果是阳性，这个事件的概率可以表示成P(﹁c|阳性结果)。我们需要计算两个概率值来得出后验概率。首先我们需要计算联合概率：

P(c|阳性结果)=P(c)*P(阳性结果|c)=0.01×0.9=0.009

P(﹁c|阳性结果)=P(﹁c)*P(阳性结果|﹁c)=0.99×0.1=0.099

上面的概率是联合概率
 （joint probability），可以用来推导最后的后验概率。为了计算后验概率，我们需要进行归一化：

P(阳性结果)=P(c|阳性结果)+P(﹁c|阳性结果)=0.009+0.099=0.108

后验概率的计算如下：

P(c|阳性结果)=P(c|阳性结果)联合/P(阳性结果)=0.009/0.108=0.083

P(﹁c|阳性结果)=P(﹁c|阳性结果)联合/P(阳性结果)=0.099/0.108=0.916

如果对后验概率求和，即P(c|阳性结果)+P(﹁c|阳性结果)，会得到1。我们的例子中，该和也是1。

过程中有很多数学计算，下图来帮你理解这个过程，参见图8.32。
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图8.32　后验概率计算图

图片来源：https://classroom.udacity.com/courses/ud120/lessons/2254358555/concepts/30144285350923


现在举一个简单的NLP例子。假设有两个人Chris和Sara，我们有他们发的邮件的信息，邮件中都有“life”、“love”、“deal”这些词。为了方便表述，只考虑这三个词。这两个人以不同的频率使用这三个词。

Chris在他邮件中使用“Love”这个词的概率是1%，使用“deal”这个词的概率是80%，使用“life”这个词的概率是10%。Sara使用“love”这个词的概率是50%，使用“deal”这个词的概率是20%，使用“life”这个词的概率是30%。如果有一封新邮件，想判断这封邮件是属于Chirs的还是属于Sara的。先验概率P(Chirs)=0.5，P(Sara)=0.5。

邮件中的句子是“life deal”，所以概率的计算是P(Chirs|“life deal”)=P(life)*P(deal)*P(chris)=0.04，P(Sara|“life deal”)=P(life)*P(deal)*P(Sara)=0.03。现在，我们使用归一化方法，然后得到最后的概率。计算过程是：联合概率=P(Chris|“life deal”)+P(Sara|“life deal”)=0.07，所以最后实际的概率值是：

P(Chris|“Life Deal”)=0.04/0.07=0.57

P(Sara|“Life Deal”)=0.03/0.07=0.43

因此，“life deal”这个句子非常可能是Chris写的。例子就到此结束了，下面是具体的实现。搭建一个比较有名的NLP应用——情感分析（sentiment analysis），我们会对文本数据进行情感分析，所谓的情感分析就是对文本中的人的看法进行挖掘。情感分析能够帮助分析客户是如何看待某种产品或是某个事情的。

我们使用基于词袋的方法来做情感分析，你也可以使用人工神经网络，这里使用的是基本且容易实现的方法。你可以通过访问下面的GitHub链接来获取代码：


https://github.com/jalajthanaki/NLPython/blob/master/ch8/sentimentanalysis/sentiment-analysis_NB.py




我们使用scikit-learn库中的TfidVectorizer接口和贝叶斯对象MultinomialNB来进行开发，图8.33是代码片段。

图8.34是代码的输出。
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图8.33　使用朴素贝叶斯算法进行情感分析的代码片段
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图8.34　使用朴素贝叶斯算法进行情感分析的输出结果

下面我们来看一下算法中的一些可调参数。

●可调参数


对于朴素贝叶斯算法，有时候需要做平滑处理。平滑的意思是什么？简单来说我们使用训练数据中的词来生成机器学习模型。如果模型遇到了在测试集存在，但是在训练集中不存在的词，效果就会变差很多。我们需要解决这个问题，解决的方法就是平滑方法，即对一些稀有的词也要计算概率。平滑参数在scikit-learn库中是一个可调的参数。这个参数是一个开关参数，打开就可以对模型做平滑。

●朴素贝叶斯算法的优点


■可以使用朴素贝叶斯算法来处理高维特征空间。

■可以处理多于两类的问题。

●朴素贝叶斯算法的缺点


■如果你的数据是单词构成的短语，那么朴素贝叶斯算法可能就不太合适。例如，你有一个短语叫“Gujarat Lions”，这是一个板球队的名字，“Gujarat”是印度的一个邦，“Lions”是一种动物。朴素贝叶斯方法会把两个词分开来解释，就不能正确地解释这个短语了。

■如果测试数据中的一些样本没有在训练数据中出现，那么朴素贝叶斯算法就很难输出一个准确的预测值了。为了解决这类问题，我们需要使用平滑技术。你可以访问下面的链接，来进一步了解平滑方法：


https://stats.stackexchange.com/questions/108797/in-naive-bayes-why-botherwith-laplacian-smoothing-when-we-have-unknown-words-i




现在来学习最后一个分类算法，支持向量机算法。

（5）支持向量机算法


支持向量机算法
 （Support Vector Machine，SVM）放在最后讲，不代表它不重要。SVM算法既可以用来做分类任务，也可以用来做回归任务。SVM算法可以处理多类标的分类问题。

SVM接收有类标的数据，通过使用超平面
 （hyperplane）对数据点做分类。算法的目的是得到一个最优超平面（optimal hyperplane），来对新的样例进行分类。我们这里要讲解如何获得这个最优超平面。

首先来理解这个最优超平面的概念。求最优超平面的方式是最大化离超平面最近的类别点的距离，这个距离叫作边界
 （margin）距离
 。我们来看一个二元分类问题，边界距离就是超平面到两类数据点的最近距离。SVM想要最大化边界距离，如图8.35所示。
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图8.35　SVM分类器基本示意图

图片来源：http://docs.opencv.org/2.4/_images/optimal-hyperplane.png


在上面的图中，有三条线a、b、c。现在要从中选择一条最好的线来对数据做划分。我会选择线b，因为它最大化了两类数据的边界距离，而a和c并没有。

要注意，SVM算法首先是要解决分类问题，然后是最大化边界距离。对SVM算法来说，能够正确地执行分类任务是最重要的事情。SVM算法能得到线性分类超平面，也能够得到非线性分类超平面。下面我们来学习SVM算法背后的数学知识。

如果你有n个特征，那么使用SVM你能得到一个n-1维的超平面。如果你的特征空间是二维的，那么就可以得到一个一维的分类超平面。如果你的特征空间是三维的，那么就可以得到一个二维的分类超平面。在机器学习算法中，我们努力最小化代价函数，所以我们首先来定义SVM的代价函数。SVM使用hinge代价函数，对此代价函数进行最小化，从而最大化边界距离，得到我们的超平面。hinge代价函数的公式如下所示：

C(x,y,f(x))=(1-y*f(x))+


这里，x是样例数据点，y是真实的类标答案，f(x)是预测的类标，C是代价函数。公式中的+号表示：当我们在计算y*f(x)时，如果该值是大于1的，那么从1上减去该值，将得到一个负数。我们不想出现这种结果，所以引入了+号。函数的分段表示形式为：
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定义一个目标函数，该函数包括两部分，代价函数和一个带有λ项的正则化项
 （regularization term），λ项是一个可调的参数。下面是目标函数的数学形式：
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SVM算法中有两个需要注意的可调节参数。其中一个是表示正则项的λ。如果正则项太大，那么模型容易过拟合，对未见过的数据泛化能力较差。如果正则项太小，那么模型容易欠拟合，训练数据上的误差会很大。所以，我们需要给正则项一个准确的参数值，使得能够防止过拟合且能最小化代价。我们需要对目标函数中的所有项都求偏导，包括代价函数项和正则项，然后使用梯度下降来最小化代价，同时得到一个更精确的正则项值。下面是正则项的求偏导结果：
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下面是代价函数项的偏导结果：
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需要计算偏导的值，然后根据偏导的值来更新模型参数权重值。如果模型对数据点分类出错，那么就根据下面的公式来对权重进行更新。下面是分类错误的情况：

yi
 〈xi
 ,w〉<1

如果y<1，需要使用下面的公式对模型参数进行更新：

w=w+η(yi
 xi
 -2λw)

式中，类似于n的加长版的符号叫作eta，代表了算法的学习速率。学习速率是一个可调参数，用来控制你的学习算法应该以什么样的速度学习。学习速率同样也需要一个合适的值，如果学习速率太大，那么训练就会非常快，容易错过全局最小点。如果学习速率太小，那么模型就会花很多时间来训练，或是永远不会收敛。

如果模型出现了分类错误，那么我们需要更新代价函数和正则项。

那如果模型的分类是正确的呢？在这种情况下，我们不需要更新代价函数，只需要更新正则项，正则项的更新方式如下所示：

w=w+η(-2λw)
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图8.36　一个非线性SVM算法的例子

有了正则项的近似值，到达全局最小点后，就可以对所有的数据点进行分类了，这个时候，边界距离的值会是最大的。

当把SVM当作一个非线性分类器来使用的时候，你就需要使用核函数（kernel）技巧了。简单地说，核函数技巧可以将低维特征空间映射到高维特征空间，使得模型具有非线性特性，来处理非线性数据集。图8.36给出了一个例子。

数据包括两个特征：X和Y，为了对这个数据进行分类，引入了一个新的非线性特征X2
 +Y2
 ，这可以帮助我们得到一个能对数据进行正确分类的超平面。

我们使用SVM算法来再次开发一个情感分析应用程序，然后看一下准确率。你可以通过访问下面的GitHub链接来获取相关代码：
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图8.37是相关代码片段。

图8.38是代码的输出结果。
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图8.37　使用SVM算法的情感分析程序
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图8.38　SVM算法的输出

●可调参数


下面学习一些SVM算法中的可调参数：

■scikit-learn库中提供了可调核函数的参数，你可以使用多种多样的核函数，像线性函数、径向基函数（Radial Basis Function，RBF）等。

■算法中还有两个参数：C和gamma。

■C用来控制决策边界的平滑程度。一个很大的C值，可以使得分类正确的训练数据变得更多。

■gamma参数是个对于控制边界距离非常有用的参数。如果gamma值设定得比较大，那么在确定决策边界的时候，只有附近的一些数据点会被考虑到。如果gamma值设定的比较小，那么离决策边界很远的数据点也会被考虑以衡量决策边界是否是边界距离最大化。

●SVM算法的优点


■在复杂数据集上，算法效果比较好

■可以被用作多元分类器

●SVM算法的缺点


■太大规模数据上，算法需要大量的训练时间

■数据中噪声太多的时候，算法效果不好

到此，有监督机器学习算法就介绍完了。我们学习了很多数学知识和概念，如果你想了解更多，可以完成下面的练习。

（6）练习


1.探索K-Nearest Neighbor（KNN）算法以及KNN在NLP领域中的应用。

2.探索Adaboost算法以及Adaboost在NLP领域中的应用。

我们已经介绍了NLP中一些分类技术，把机器学习算法从黑盒子转变成了白盒子。你现在知道算法内部的运行机制了。我们也使用这些算法开发了一些NLP应用。下面我们来学习一下无监督机器学习方法。


8.3.2　无监督机器学习方法

无监督机器学习算法是另一类方法。当我们没有任何标注数据的时候，我们可以使用无监督的机器学习算法。在NLP领域，大部分的场景中很难找到带标注的数据，这样无监督机器学习算法就有用了。

我们来学习一个名字叫作k-means的聚类算法。这个算法有很多应用场景。Google在它们很多的产品中使用了这个无监督学习算法。YouTube也使用了这个聚类算法来做视频推荐。

图8.39会帮助你了解无监督的机器学习算法中，数据点是怎么被表示的。
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图8.39　无监督机器学习算法中，对数据点的表示

如图8.39所示，数据点上没有类标，但是看起来，数据点可以形成组（group）或是簇（cluster）。我们会使用无监督机器学习算法来找出数据中的结构，据此从未见过的数据中导出一些有用的信息。

现在我们会学习k-means聚类算法，然后开发一个NLP中的文档分类应用程序。

8.3.2.1　k-means聚类算法

本部分，我们会学习k-means聚类算法。首先会对算法进行基本理解。k-means算法使用了迭代优化技术。

我们来学习一下k-means算法的基本知识。k是我们想要聚出的类别数量。你可以随机选择一个数据点作为中心点。k-means聚类算法中的中心点数量不能超过k。

算法按照下面的步骤迭代运行。

1）第一步是确定中心点位置。

2）第二步是计算优化步。

为了理解k-means算法的步骤，我们来看一个样例。这之前，我推荐你看一下下面的动图来帮助你理解k-means算法：


https://github.com/jalajthanaki/NLPython/blob/master/ch8/K_means_clustering/K-means_convergence.gif.




举例说明，图8.40中的表格中给出了5个数据点，我们想把这些数据点聚成两类，即k=2。
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图8.40　待计算的k-means聚类算法数据点

选择使用A(1,1)点和C(0,2)作为中心点。上面是中心点赋值步骤，下面是优化步骤。

计算每个数据点到所有中心点的欧几里得距离。欧几里得距离计算公式如下所示。
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每次，我们都要计算每个数据点到每个中心点的距离。我们的例子中，中心点的初始值是C1
 =(1,1)，C2
 =(0,2)。这里我们想要把数据聚成两类，所以选择了两个中心点。

1.第1次迭代

对于数据点A=(1,1)，与两个中心点的距离计算如下：
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因为C1
 <C2
 ，所以点A应该属于类1。

对于数据点B=(1,0)，与两个中心点的距离计算如下：
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因为C1
 <C2
 ，所以点B应该属于类1。

对于数据点C=(0,2)，与两个中心点的距离计算如下：

[image: ]


因为C1
 >C2
 ，所以点C应该属于类2。

对于数据点D=(2,4)，与两个中心点的距离计算如下：
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因为C1
 >C2
 ，所以点D应该属于类2。

对于数据点E=(3,5)，与两个中心点的距离计算如下：
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因为C1
 >C2
 ，所以点E应该属于类2。

第一次迭代完成后，我们的聚类结果：C1
 类中有点A和B，C2
 类中有点C、D和E。现在，我们需要重新计算中心点的位置：

XC1
 =(XA
 +XB
 )/2=(1+1)/2=1

YC1
 =(YA
 +YB
 )/2=(1+0)/2=0.5

新的中心点位置C1=(1,0.5)。

XC2
 =(XC
 +XD
 +XE
 )/3=(0+2+3)/3=1.66

YC2
 =(YC
 +YD
 +YE
 )/3=(2+4+5)/3=3.66

新的中心点位置C2
 =(1.66,3.66)。

我们需要使用和第一次迭代相同的方式来再一次做计算。

2.第2次迭代

对于数据点A=(1,1)，与两个中心点的距离计算如下：
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因为C1
 <C2
 ，所以点A属于类别1。

对于数据点B=(1,0)，与两个中心点的距离计算如下：
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因为C1
 <C2
 ，所以点B属于类别1。

对于点C=(0,2),与两个中心点的距离计算如下：
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因为C1
 <C2
 ，所以点C属于类别1。

对于数据点D=(2,4)，和两个中心点的距离计算如下：

[image: ]


因为C1
 >C2
 ，所以点D属于类别2。

对于数据点E=(3,5)，和两个中心点的距离计算如下：
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因为C1
 >C2
 ，所以点E属于类别2。

第二轮迭代完成后，分类情况：C1
 类别中有点A、B和C，C2
 类别中有点D和E，重新计算两个中心点的位置：

[image: ]


[image: ]


新的中心点C1
 =(0.7,1)。
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新的中心点C2
 =(2.5,4.5)。

需要继续迭代下去，直到类中心不再发生变化，这就是k-means算法被叫作迭代算法的原因。上述就是k-means聚类算法的直觉介绍。现在我们来看一下算法在文档聚类任务中的应用。

8.3.2.2　文档聚类

文档聚类（document clustering）在推荐系统中是非常有用的。假如你有很多研究论文，论文都没有被标上标签。你可以使用k-means聚类算法，根据文档中出现的词进行聚类。你还可以搭建一个新闻分类系统，相同簇中的新闻应该被放到一起。其中有一个大类，例如体育类新闻，包括很多小类，像板球新闻、足球新闻等。

这里，我们会把电影分成5种不同的种类，Brandon Rose贡献的实现代码见下面的GitHub链接地址：


https://github.com/jalajthanaki/NLPython/blob/master/ch8/K_means_clustering/K-mean_clustering.ipynb.




图8.41是部分代码片段。
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图8.41　k-means算法中的一段代码片段

图8.42是代码的输出结果。
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图8.42　k-means算法的输出

可以通过访问下面的链接来了解层次聚类算法（hierarchical clustering）：


http://brandonrose.org/clustering.




8.3.2.3　k-means聚类算法的优点

下面是k-means聚类算法的优点：

●是NLP应用中的一个非常简单的算法。

●不需要标注数据或是类标结果，可以被应用在无标注的数据上。

8.3.2.4　k-means聚类算法的缺点

下面是k-means聚类算法的缺点：

●聚类中心点的初始化非常重要。假设数据中有三个簇，初始化中心点的时候，其中两个落到同一个簇中了，另外一个在别的簇中。k-means聚类算法在所有的数据点上最小化和中心位置的欧几里得距离，在一定程度上，算法是非常稳定的。在这种情况下，最后算法得到的簇只会有两个，这就是聚类问题中的局部最小化问题。

到此，无监督学习算法就学完了。我们学习了k-means聚类算法，并开发了文档聚类应用程序。如果你想了解更多的无监督学习算法知识，可以完成下面的练习。

8.3.2.5　练习

请探索层次聚类算法及其在NLP领域中的应用。

下一部分的内容非常有意思。我们会学习半监督的机器学习技术，概览这些半监督的机器学习算法。


8.3.3　半监督机器学习算法

半监督机器学习算法的应用场景是：当你有一个训练数据，其中的一部分数据是有类标的，另一部分数据是无类标的，这个时候就可以使用半监督的方法。有标注的数据很少，无标注的数据很多时，适合使用半监督的方法。如果你想为任意的语种（除了英语）搭建NLP工具，并且有标注的语料很少时，就该使用半监督的方法。可以在有类标的数据上训练一个机器学习分类器，然后对无标注数据进行标注，该分类器对无标注数据的标注类标可信度比较高。分类器可以选用合适的算法在有标注数据上得到。

半监督方法是一个重要的研究方向，尤其是在NLP领域。去年，Google的研究团队提出了一种基于图的半监督学习方法，介绍链接如下：


https://research.googleblog.com/2016/10/graph-powered-machine-learning-at-google.html
 .
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 注意：
 为了更好地理解半监督方法，你可以阅读下面的一些内容：


https://medium.com/@jrodthoughts/google-expander-and-the-emergence-of-semi-supervised-learning-1919592bfc49
 .


https://arxiv.org/ftp/arxiv/papers/1511/1511.06833.pdf
 .


http://www.aclweb.org/anthology/W09-2208
 .


http://cogprints.org/5859/1/Thesis-David-Nadeau.pdf
 .


https://www.cmpe.boun.edu.tr/~ozgur/papers/896_Paper.pdf
 .


http://graph-ssl.wdfiles.com/local--files/blog%3A_start/graph_ssl_acl12_tutorial_slides_final.pdf
 .

这些有趣的研究可以给NLP应用程序的开发提供很多创新的半监督方法。

现在我们完成机器学习算法部分的学习了，还需要学习一些重要的概念来理解机器学习。


8.3.4　一些重要概念

这部分中，主要学习一些重要概念来帮助理解如何使用机器学习算法在你的数据集上训练模型。如何评价一个机器学习模型在未知的场景里的泛化能力，通过什么信息来知道你的模型泛化能力差。在模型泛化能力差的时候，能采用什么方法来解决这个问题。评价NLP应用程序性能的指标有哪些。

现在来寻找这些问题的答案。我会依次对下面的概念进行讲解：

●偏差（bias）和方差（variance）的平衡

●欠拟合（underfitting）

●过拟合（overfitting）

●评价指标（evaluation matrix）

8.3.4.1　偏差和方差的平衡

从较高的角度来看一下偏差和方差的平衡问题，下面对这两个概念进行讲解。

首先来学习一下偏差的概念。当你在训练一个机器学习模型时，会看到在第一轮迭代后，模型效果不好，这个时候你会意识到这个模型具有较大的偏差。这种情况下，机器学习算法没有从给定的数据上学习到知识。如果算法的偏差一直很高，那就不能学到知识。例如，你在搭建一个情感分析的应用，训练得到了一个模型，但是对模型的准确度不满意，想继续提升模型。你需要增加新的特征，改变算法参数。如果新模型依然表现得不好，那说明偏差还是很大。有可能你的机器学习算法不能以你想要的方式收敛。

然后来学习方差的概念。你在使用某个机器学习算法训练模型的时候，观察到模型可以达到很高的训练准确率。但是，你在使用模型在处理没见过的数据时效果不好。这种模型在训练数据上表现得很好，在未见过的测试数据上表现得不好的情况，叫作高方差。模型只能对学习过的样本有很好的表现，但是没有处理好未学习过的场景，泛化能力较差。换句话说，模型在努力记忆所有的训练样本，最后对测试数据只能有较差的输出。如果你遇到了高方差的问题，你的模型会一直在朝着对数据集中的每个样本做精确学习的方向收敛，这会导致过拟合现象。后面我会对过拟合现象进行讲解。

为了解决上面提到的问题，我们需要训练折中的模型，也就是模型既不出现高偏差，也不要出现高方差。使用能够生成方差和偏差折中的模型训练算法会得到比较优化的模型。最后得到的模型可能不是最完美的，但是在方差和偏差的折中方面是最好的。

下面的章节，会介绍到欠拟合
 和过拟合
 的概念，来帮助你脱离高方差和高偏差的场景。

8.3.4.2　欠拟合

这里，我们会讨论欠拟合这个术语的意思，什么是欠拟合，欠拟合与偏差和方差的折中有什么关系。

假设你在训练数据上使用机器学习算法得到了一个模型，但是模型具有很高的训练误差，如图8.43所示。
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图8.43　该图反映了很高的训练误差

图片来源：http://www.learnopencv.com/wp-content/uploads/2017/02/bias-variance-tradeoff.png


图中反映的场景中，模型具有很高的训练误差，这就是欠拟合现象。机器学习算法在训练数据上表现不好。现在，我们使用更高阶的多项式函数来替代原先的线性决策边界，如图8.44所示。
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图8.44　高偏差的场景

图片来源：http://www.learnopencv.com/wp-content/uploads/2017/02/bias-variance-tradeoff.png


图中是一条弯弯曲曲的线，在训练数据上也表现得并不好。也就是说，多项式函数在该问题上的表现和之前线性函数类似，得到的模型具有很高的偏差，并没有学到新的知识。

8.3.4.3　过拟合

下面介绍过拟合（overfitting）这个术语概念。之前在解释方差概念的时候，曾经提到过这个术语，现在来对这个概念进行解释。为了更好地解释这个术语，举一个例子。

如果我们有一个数据集，将数据集中的数据点画到二维平面上。现在来对数据进行分类，机器学习算法画出了一条决策边界，如图8.45所示。
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图8.45　过拟合及模型方差

左边的图中是一条线性函数决定的分类边界。右侧是第二次迭代时更换了参数，得到了更好的训练准确率。我们期望模型在测试集上也能得到较好的准确率，但是模型在测试集上表现得非常差，这种情况，也就是模型在训练集上精度很高，但是测试集上表现很差的现象，就是过拟合。这时，模型会具有很高的方差，不能在未学习的数据上泛化得很好。

现在我们知道了什么是欠拟合和过拟合，有一些经验性的法则可以帮助你防止这些问题的发生。对你的训练数据做如下的划分：

●60%的数据作为训练数据。

●20%的数据作为验证集（validation dataset）或是开发集（development dataset），用来随时获取机器学习算法训练过程中的实时准确率，帮助你捕获到异常的情况，并及时修改算法。

●留出20%的数据作为测试集来评价最后的模型准确率。

你应该使用k折交叉验证法（k-fold cross validation）。k表示你需要对模型验证的次数。如果k设置成3，就需要把训练数据划分成3等份。第一次训练时，使用第一份数据作为测试集，另两份作为训练集，即在66.66%的数据上进行训练，在33.34%的数据上进行测试。第二次训练时，使用第二份数据作为测试集，另两份作为训练集。第三次训练时，使用第三份数据作为测试集，另两份作为训练集。三次训练完成后，计算平均错误率来确定最优模型。一般来说，对于具有合理规模的数据集，k的值一般取10。

你不可能获取100%正确的机器学习模型，主要原因是训练数据中一定会存在不能移除的噪声，这被称为不可约减的误差
 （irreducible error）。

最后，一个机器学习算法的误差计算公式为：

整体误差=方差+偏差+不可约减误差

不可约减误差是不能避免的，所以我们应该更关注模型的方差和偏差。图8.46展示了折中偏差和方差的一些方法。
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图8.46　减少高偏差或是高方差情况的步骤

图片来源：http://www.learnopencv.com/wp-content/uploads/2017/02/Machine-Learning-Workf low.png


8.3.4.4　评价指标

在代码中，我们对准确率进行验证，但是并不知道在评价一个机器学习模型时哪些指标是主要的。所以，我们会学习一个对评价NLP应用来说非常有用的指标。

这个评价指标（evaluation matrix）就是F1值（F1-score
 ）或F测度（F-measure
 ），由三个主要部分构成。在介绍该指标之前，我们先来学习一下其他的术语：

●真阳性
 （True Positive，TP）：表示一个样本被分类器标注为A类，且其真实类别为A。

●真阴性
 （True Negative，TN）：表示一个样本被分类器标注为非A类，且样本的真实类别也为非A类。

●假阳性
 （False Positive，FP）：也被叫作第一类错误
 （type-I error）。举例说明，对一个人进行血液检查来确定其是否得了癌症，该人其实并没有得癌症，但是他的检测结果却是阳性的，这就是假阳性。

●假阴性
 （False Negative，FN）：也被叫作第二类错误
 （type-II error）。举例说明，进行血液检查的人其实得了癌症，但是测试结果却是阴性的，这就是假阴性。

●精度
 （precision）：精度是对精确性（exactness）的描述指标，意思是被分类器标注成阳性的样本中真实类标是阳性的比例。计算公式为：

精度=TP/(TP+FP)

●召回
 （recall）：召回是对完备性（completeness）的描述指标，意思是标注正确的阳性样本占数据中所有真实阳性样本的比例。计算公式为：

召回=TP/(TP+FN)

●F测度
 ：该指标是精度和召回的加权组合。计算公式为：

F=2*精度*召回/(精度+召回)

除此之外，可以使用一个混淆矩阵（confusion matrix）来表示TP、TN、FP、FN，也可以使用ROC（Reveiver Operating Characteristic）曲线下的面积来衡量分类器分类正负样本的能力。ROC=1.0表示模型能够预测对所有的样本；ROC=0.5表示模型在做随机预测。

如果希望学习更多的术语和技术，可以做下面的练习。

8.3.4.5　练习

阅读一些关于欠采样和过采样技术的学习资料。

现在需要解释的是在第一轮迭代后如何改进我们的模型，有时候，特征工程在这方面起到很大帮助。在第5章和第6章中，我们介绍了特征工程的一部分，如何使用各种NLP概念和统计概念从文本数据中抽取特征。特征工程包括特征抽取和特征选择。下面将介绍特征选择。特征工程和特征选择为NLP应用提供了最重要的特征。当获取到这些特征集之后，你就可以使用各种ML算法生成最终结果。

下面介绍特征选择的内容。


8.3.5　特征选择

我之前提到，特征抽取（feature extraction）和特征选择（feature selection）是特征工程的一部分。本部分，我们会学习关于特征选择的知识。你可能对为什么学习特征选择存有疑问，我们会给出这个问题的答案。首先，我们来看一下特征选择的基本概念。

特征选择也被叫作变量选择（variable selection）、属性选择（attribute selection）、变量子集选择（variable subset selection）。特征选择是决定最相关特征、变量、数据的过程，可以帮助我们开发更有效的机器学习模型。如果你能确定哪些特征的贡献大、哪些特征的贡献少，你就可以选择最重要的特征，移除其他不重要的那些特征。

我们先来弄清楚可以使用特征选择方法解决哪些问题。

特征选择可以带来如下好处：

●选择最相关的合适的特征可以帮助你简化机器学习模型，更容易地解释机器学习模型，降低机器学习模型的复杂度。

●使用特征选择技术确定合适的特征可以帮助我们提高机器学习模型的精度。

●特征选择可以帮助机器学习算法训练得更快。

●特征选择也可以防止过拟合。

●特征选择可以帮助我们摆脱维度灾难问题（curse of dimensionality）。

8.3.5.1　维度灾难问题

首先，理解一下什么是维度灾难问题，这个概念可以帮助我们明白使用特征选择技术的原因。维度灾难的意思是，随着输入进算法的特征数量或者说维度的增加，维持模型泛化能力所需的数据量指数倍地增加。我们来看一个例子。

假设，我们有一条线，也就是一维的特征空间，线上包括5个特征点。如图8.47所示，线上的每个点占据一定的空间，约1/5线段的长度。
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图8.47　具有5个数据点的一维特征空间

如果你有一个二维特征空间，我们需要多于5个数据来均匀地填充这个空间，总共是需要25个数据点，每个数据点占空间中的1/25，如图8.48所示。

如果你有一个三维的特征空间，这表示我们有三个特征，然后我们使用数据点来填充这个立方体，如图8.49所示。
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图8.48　具有25个数据点的二维特征空间
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图8.49　具有125个数据点的三维特征空间

均匀地填充这样一个三维空间，需要125个数据点，如图8.49所示。所以，每次我们增加特征的时候，我们需要更多的数据，从5到25和125，是指数级别的增长。通常来说，当特征空间是d维的时候，需要的数据点个数是Xd
 ，X是一维空间所需的数据。如果你盲目地为自己的机器学习算法增加更多的特征来更好地理解数据，这个时候其实更需要做的是使用更多的数据来填充这个变大的特征空间。这种情况下，需要提供给算法更多的数据，而不是特征。

现在，你可能在觉得我在限制你给算法增加更多的特征，下面我会进行解释。如果确实有必要增加特征，需要选择最好的那些，给模型提供最少数量的特征，而不是给算法盲目地增加太多特征。

如何找到最好的特征集合呢？对于我正在搭建的某个应用，哪些特征会是最优特征？我怎么才能知道算法会在这些特征上表现得很好？我会在下面的章节中给出所有这些问题的答案。这里，我会给你提供一些关于特征选择技术的基本思想。我强烈推荐你在我们之前搭建的NLP应用中实际使用特征选择技术。

8.3.5.2　特征选择技术

事情应该尽可能简单，但不是过分简单。

这里引用了爱因斯坦的话，非常适合描述我们正在讨论的特征选择技术。我们会学习下面的这些特征选择技术：

●过滤方法（filter method）

●封装方法（wrapper method）

●嵌入方法（embedded method）

下面对这些方法进行介绍。

1.过滤方法

特征选择方法是不依赖于机器学习算法的一个独立的过程。对于一个数值格式的数据集，特征选择方法通常在处理数据时被使用。对于NLP领域的数据，需要先进行数值化或是向量化的转化，再进行特征选择。图8.50是使用过滤方法进行特征提取的基本步骤。
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图8.50　用于特征选择的过滤方法步骤

图片来源：https://upload.wikimedia.org/wikipedia/commons/2/2c/Filter_Methode.png


这里使用统计的方法来对每个特征进行打分，然后基于分数来决定是否要保留某个特征。图8.51展示了一些特征选择方法。

下面来讲解一下图8.51：

●如果特征和结果都是连续型的，我们会使用相关度方法（correlation）。
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图8.51　特征选择方法

●如果特征和结果都是类别型的，我们会使用卡方检验（Chi-Square）方法。自然语言处理领域通常会使用卡方检验方法。

●如果特征是连续型的，结果是类别型的，我们会使用线性判别方法（Linear Discriminant Analysis，LDA）。

●如果特征是类别型的，结果是连续型的，我们会使用方差分析方法（Analysis of Variance，ANOVA）。

我会更关注NLP领域常用的方法，在这里讲解线性判别方法和卡方检验方法。

线性判别分析通常是寻找特征的线性组合来分隔多于一类的类别型变量。自然语言处理的应用中，往往会使用卡方检验的方法，而不是线性判别分析方法。卡方检验的方法用在类别型的特征上，根据它们的频次分布来确定特征之间的相关程度。

2.封装方法

封装方法中，我们会寻找最优的特征集。这种方法计算代价非常大，因为需要迭代地搜索最优的特征集。图8.52表示了封装方法的基本步骤。
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图8.52　封装方法

图片来源：https://upload.wikimedia.org/wikipedia/commons/0/04/Feature_selection_Wrapper_Method.png


有三种选择最优特征子集的方法：

●正向选择（forward selection）

●反向选择（backward selection）

●递归特征消除（recursive features elimination）

在正向选择方法中，我们从特征空集出发，在每次迭代的过程中，逐渐地增加特征来提高机器学习模型的能力。我们持续进行这个过程，直到模型的精度不再变高。

反向选择方法是指从所有特征集合出发，在每一次迭代中找到最优的特征，然后移除其他不必要的特征，不断迭代直到机器学习模型没有更多的提升。

递归特征消除方法是使用贪婪算法找出使得模型表现最优的特征子集。该方法重复地训练模型，每次迭代中寻找最优的和最差的特征，直到遍历完所有的特征，然后根据特征挑选出来的次序进行排序后消除。

3.嵌入方法

在嵌入方法中，我们会结合使用过滤方法和封装方法。嵌入方法会在本身具有特征选择方法的机器学习算法中使用。图8.53展示了嵌入式方法。
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图8.53　嵌入特征选择方法的步骤

图片来源：https://upload.wikimedia.org/wikipedia/commons/b/bf/Feature_selection_Embedded_Method.png


最常用的方法是LASSO和RIDGE回归方法，它们都具有内建的参数来减少过拟合的可能。

你可以访问下面的有用的链接来学习更多知识。
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 https://www.analyticsvidhya.com/blog/2016/01/complete-tutorial-ridge-lasso-regression-python/
 .


http://machinelearningmastery.com/an-introduction-to-feature-selection/
 .


http://machinelearningmastery.com/feature-selection-in-python-with-scikit-learn/
 .

下面我们会学习维度约减方法。


8.3.6　维度约减

维度约减（dimensionality reduction）在机器学习中是一个非常有用的概念。如果我们有很多的特征可以用来开发机器学习模型，那么有时候一些没太有必要的特征也会被包括进来。有时候我们会用到高维的特征空间。那么通过使用什么方法，我们可以更了解我们的特征空间？我们需要一些方法来移除不必要的特征或是将高维特征空间映射成二维或是三维特征空间，以方便对现象进行观察。我们在第6章中使用《权力的游戏》数据集训练word2vec模型时，涉及了维度约减的概念。当时，我们使用了t-SNE
 （t-distributed stochastic neighbor embedding）维度约减方法来对我们的结果进行二维空间的可视化。

现在我们来学习两种比较出名的维度约减方法：主成分分析方法
 （principal component analysis，PCA）和基于t分布的随机近邻嵌入方法
 （t-SNE）。它们被用来对高维数据进行二维空间的可视化。

1.PCA方法

PCA方法是一个基于统计的方法，使用一个正交变换把数据点中可能线性相关的特征转换成线性不相关的特征，这些转换完的特征就是主成分（principal components）。主成分的数量会小于等于原始特征的数量。这个技术定义转换的方法是要求第一个主成分要具有最大的方差。

观察图8.54。
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图8.54　PCA

图片来源：https://www.nature.com/article-assets/npg/nbt/journal/v26/n3/images/nbt0308-303-F1.gif


这张图会帮我们来理解PCA方法。从中得到了两个主成分，它们彼此之间是正交的，并能最大化方差。在图c中，把二维数据降维到了一维空间中的一条线上。

PCA方法的缺点是，当你在进行维度约减的时候，会损失数据点的信息。如果数据约减的目的是解释数据，那最好不要使用PCA方法，而是使用t-SNE方法。

2.t-SNE方法

t-SNE方法可以帮助我们来对高维的非线性空间进行可视化。t-SNE方法会使得较近的数据构成团（group）。你可以使用该方法对词向量技术（word2vec）和图片分类技术（image classification）等进行可视化。你可以访问下面的链接来了解更多：


https://lvdmaaten.github.io/tsne/.





8.4　自然语言处理中的混合方法

混合方法（hybrid approach）有时可以帮助我们提升NLP应用的效果。例如，我们在开发一个语法纠错系统的时候，检查多词表达（multiword expression，像“kick the bucket”）的机器学习模块可以与检查错误模式并生成正确模式的规则式模块搭配使用。这是一种混合方法。我们再给出NLP应用中的第二个例子。例如，要搭建一个系统来决定句子中名词短语前的冠词（a，an，the）。在这个系统中，可以把冠词分成两类：a/an和the。我们需要搭建一个二元分类器来决定使用a/an或者是the。如果结果是a/an，我们可以使用一个规则式模块来决定到底是使用a还是an。为了更好地做情感分析任务，我们可以使用混合的方法，包括基于词的方法、基于机器学习的方法或是word2vec和GloVe得到的预训练模型，来得到较高的准确率。因此，要深入理解你的NLP问题，并保持创造性思维，这样才能充分利用各种不同的方法来得到更好的NLP应用。


8.4.1　后处理方法

后处理（post-processing）系统是一种规则式系统。如果你正在开发一个机器翻译应用（machine translation），训练得到的模型会犯一些特定的错误。你希望机器翻译模型可以规避这些错误，但是规避这些错误需要大量的特征，会使得训练过程变慢，并使得模型变得很复杂。另一方面，如果你知道某些直接的规则或近似能够对输出进行处理，使得译文更好，就可以将后处理应用在模型上。混合方法和后处理方法的区别是什么呢？在机器翻译的这个例子里，我使用了词近似的方法，而不是规则方法，我使用一个阈值来截取输出。但必须在保证结果准确的时候才能采用词近似方法。词近似可以增强NLP系统的泛化性。


8.5　总结

本章中，我们学习了机器学习方法的基本概念，以及NLP领域中常用的各种分类算法。NLP领域中经常使用分类算法，而不是线性回归。我们见到了一些很有趣的应用样例，比如垃圾邮件过滤、情感分析等。我们也重新回顾了词性标注样例。我们学习了无监督机器学习算法，以及一些重要的概念，例如偏差-方差折中、欠拟合、过拟合、评价指标等。我们理解了特征选择和维度约减方法，也接触了混合的方法和后处理方法。所以本章中，我们主要是学习了怎么开发一个NLP应用，并对其调优。

在下一章中，我们会看到机器学习新时代的技术——深度学习（deep learning），会探索人工智能中的一些基本概念。然后，讨论深度学习中的一些基本概念，包括线性回归和梯度下降。我们会看到为什么深度学习技术会在最近几年成为流行的技术。我们也会学习与深度学习技术相关的数学概念，探索深度神经网络的架构，开发一些比较有意思的应用，例如自然语言理解领域中的机器翻译系统和自然语言生成领域中的文本摘要技术，这些系统会基于Tensorf low、Keras和其他的一些依赖库来开发。我们还会接触到传统机器学习算法和深度模型算法中使用的一些优化技术。让我们在下一章中深入到深度学习的世界中探索吧！


第9章　NLU和NLG问题中的深度学习

之前的几章介绍了用于解决NLP任务的基于规则的方法和各种机器学习技术。在这一章中，我们将介绍机器学习领域的最前沿技术——深度学习
 （DL）。在过去的四至五年里，神经网络和深度学习技术在人工智能领域掀起了一阵热潮，大量的科技巨头将这项前沿技术应用于实际生活，并取得了令人瞩目的结果。谷歌、苹果、亚马逊、OpenAI等科技巨头花费了大量的时间和努力为实际生活中的问题研究创新的解决方案，其中绝大部分都用于发展人工智能，为人类创造一个更美好的世界。

我们将首先全面了解人工智能，以便能够直接理解为什么深度学习在当今会创造如此多的轰动。本章将会讨论下面的几个主题：

●人工智能概览

●NLU和NLG之间的区别

●深度学习概览

●神经网络基础

●使用深度学习技术构建NLU和NLG应用

在理解了DL的基础后，本章还会介绍深度学习领域最新的一些进展。


9.1　人工智能概览

在本节中，我们将了解人工智能的各个方面以及深度学习和它的联系。我们将介绍人工智能的构成，人工智能的不同阶段和不同类型的人工智能。在本节的最后，我们还将讨论为什么深度学习被认为是最有希望实现人工智能的技术之一。


9.1.1　人工智能的基础

当讨论AI的时候，我们会想到智能机器，这是AI的基本概念。人工智能是一个致力于令机器获得人类水平智能的科学领域。隐藏在AI背后的基本理念是令机器拥有智能从而能够完成一些只有人类能够完成的任务。我们尝试通过一些算法令机器具有人类级别的智能。在这一过程中，机器所获得的所有智能都是人工生成的。用于生成人工智能的算法绝大多数都是机器学习算法。在进入核心的机器学习和深度学习的内容之前，我们将了解AI相关的一些其他内容。

AI受到许多分支科学的影响，图9.1列出了对人工智能影响最大的几个分支科学。
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图9.1　AI受到其他分支科学的影响

AI的构成要素

首先需要了解AI的关键构成要素。这些要素有助于我们理解世界的走向。

按照我的理解，有两个基本要素，如图9.2所示。
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图9.2　AI的构成要素

下面将详细地介绍这些AI的构成要素，并举例说明。

1.自动化

自动化是人工智能广为人知的一个要素。世界各地的人们都高度重视自动化，并在这一通过机器完成自动化任务的领域取得了巨大的成就。下面介绍几个例子以直观地理解AI中的自动化概念。

在汽车行业，我们使用自动化设备生产车辆。这些机器遵循一套指令并执行明确的任务。这些机器不是那种能够和人类交流，提出或回答问题的智能化机器，它们只是遵循一套指令，并在高速的制造过程中达到极高的精度和效率。这就是AI领域的自动化的一个例子。

另一个例子则在软件开发和运维（DevOps）领域。DevOps使用机器学习自动化很多人工干预密集的过程。比如，为了维护内部服务器，DevOps团队在分析不同的服务器日志后获取了一组建议，而另一个机器学习模型则对这些建议和警报进行优先级的区分。这种应用为DevOps团队节省了大量的时间，并能够按时且质量优秀地交付工作。这种应用显示了自动化是AI的一个非常重要的构成要素。

2.智能

作为人类，当我们提到智能的时候，我们的期待很高。我们的目标是令机器能够真正理解人类的行为和情感。我们还希望机器根据人类行为进行智能的回应，其生成的所有回应都应该是模仿人类智能的，这一目标从20世纪中叶就已经被提出。全球范围内大量的研究人员、科学家团体都在进行相关研究以使得机器像人类一样智能。

我们期待在机器获得智能后，能够以更高的精度完成人类的大部分工作，这是一个单一的概括性的期望。在过去的四至五年里，我们开始成功达成这一广义目标。作为多年努力的结果，谷歌近期宣称谷歌语音助理能够像人类一样准确地解读人类自然语音中的语音信号。另一个例子则是脸书研究组在建立一个善于进行推理的问答系统方面进行的有效的研究。特斯拉和谷歌的自动驾驶汽车也是一种复杂但有效且智能的人工智能系统。自动驾驶汽车和聊天机器人都是狭义人工智能的一部分，网络上还可以找到层出不穷的此类例子。
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图9.3　智能的子构成要素

图9.3展示了一些可以被视为智能的一部分的子构成要素。

智能是图9.3中描述的所有构成要素的结合。所有的这些构成要素——推理、从经验中学习、问题解决、感知和语言智能——对人类来说都是与生俱来的，对机器则不然。因此我们需要令机器变得智能的技术。

在学习本章将介绍的相关技术之前，首先介绍AI的不同阶段。


9.1.2　人工智能的阶段

人工智能系统有三个主要阶段，下文将详细介绍：

●机器学习

●机器智能

●机器意识

图9.4是关于它们的一个概览。

[image: ]


图9.4　AI的阶段

图片来源：https://cdn-images-1.medium.com/max/1600/0*aefkt8m-V66Wf5-j.png


我们将以机器学习，机器智能和机器意识的顺序自底向上进行介绍。

9.1.2.1　机器学习

前几章已经介绍了机器学习的许多内容，但本章将从人工智能角度阐述机器学习。

机器学习技术是一组解释如何生成或得到预期的输出的算法。智能系统使用这种算法尝试从经验中进行学习。使用机器学习算法的系统期望通过历史数据或实时数据进行学习。在人工智能的这一阶段，我们关注那些使用提供给机器学习系统特征，从数据中学习模式或特定结构的算法。下面举一个例子以便说明。

假设你要构建一个情感分析应用，我们可以使用历史标注数据，人工特征和朴素贝叶斯机器学习算法。因此，我们将得到一个从样本数据中学会了如何为一个新数据样例标注一个情感分类的智能系统。

9.1.2.2　机器智能

机器智能也是一组算法，但其中的大部分都受到人类思考和行为方式的影响。利用神经科学、生物学以及数学，人工智能研究者提出了一组高级算法，令机器不使用人工标注特征也能从数据中进行学习。在这一阶段，算法可以使用已标注或未标注的数据。你只需要定义最终目标，高级算法能够自己找到达到预期效果的方法。

如果你将我们在这一阶段使用的算法和传统机器学习算法进行比较，那么主要的区别在于，在机器智能阶段，我们不为算法提供任何人工标注的特征输入。这些算法由人脑得到启发，它们自身进行特征的学习并生成结果。当前的人工智能领域正处于这一阶段。研究人员们使用这些大有作为的高级算法实现类人的机器智能。


人工神经网络
 （ANN）和深度学习技术被用于实现机器智能。

9.1.2.3　机器意识

作为人工智能的终极目标，机器意识是人工智能领域最常被谈论的话题之一。

我们希望机器能够像人类一样进行学习。人类不需要大量的数据，也不需要大量时间来理解抽象概念，而是通过少量数据或无需数据进行学习。大部分情况下，人类通过经验进行学习。如果想要构建一个像人类一样有意识的系统，我们需要了解如何为机器创造意识。但是，我们是否完全理解了人类大脑的工作和反应机制，以便将其传递给机器，使它们像人类一样有意识呢？不幸的是，目前为止我们仍无法做到这一点。我们期望在这一阶段，机器无需或只需要很少量的数据进行学习，并通过它们自身的经验实现预定的输出。
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 注意：
 这一方向有很多有趣的研究，我建议你观看John Searle在YouTube上讨论机器意识的视频：https://www.youtube.com/watch?v=rHKwIYsPXLg
 。这段视频可以让你对人工智能中的意识有一个全新的认识。

前文已经提到了人工智能的不同阶段。人工神经网络和深度学习是机器智能阶段的一部分。这一节的后半部分将会说明为什么深度学习是人工智能领域的新流行技术。


9.1.3　人工智能的种类

人工智能包括以下三种类别：

●弱人工智能

●通用人工智能

●超人工智能

9.1.3.1　弱人工智能


弱人工智能
 （ANI）是一种包含诸如基于模板的聊天机器人，苹果公司的Siri的初始版本那样的基础私人助理应用等的人工智能。

这种智能主要关注应用的基本原型，它是应用的出发点，在此之上可以对原型进行改进。如果用户对进一步的智能化有所需求，你可以添加通用人工智能使其更加智能。在第7章中介绍了这类基本的弱人工智能聊天机器人。

9.1.3.2　通用人工智能


通用人工智能
 （AGI）是一种用于构建能够执行人类级别的任务的系统的人工智能。人类级别的任务是指诸如自动驾驶汽车之类的任务。谷歌的自动驾驶汽车和特斯拉的自动驾驶仪是最著名的例子。仿真机器人也尝试使用这一级别的人工智能。

这类人工智能在NLP方面的例子是能够忽略拼写和语法错误理解查询或提问的复杂聊天机器人。深度学习技术对于理解人类自然语言大有可为。

现在，世界各地的研究人员和团队正使用基本概念，并彼此借鉴研究成果，以试图构建一个具有通用人工智能的系统。

9.1.3.3　超人工智能

实现超人工智能
 （ASI）对我们来说有一定困难，因为我们期待这一类型的人工智能能够令机器比人更加聪明，能够学会特定的任务并足以完成人类一生所需的多项任务。这种超级人工智能目前还只是我们的一个梦想，但我们正以机器应始终补足人类技能，并永远不会对人类造成威胁的策略实现它。


9.1.4　人工智能的目标和应用

这一小节将在整体上，从多个领域帮助我们理解人工智能的目标和应用。这些目标和应用只是帮助你对人工智能应用有一个概念，如果你能想到任何领域的其他应用，它们也可以被包含在这个列表里。你可以尝试在应用中实现多种类型和阶段的人工智能。

下面是一些我们想要集成不同阶段的人工智能并使应用启用人工智能的领域：

●推理

●机器学习

●自然语言处理

●机器人技术

●实现通用智能

●计算机视觉

●自动学习与调度

●语音分析

图9.5展示了这些不同的领域和相关的应用。
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图9.5　人工智能的不同领域和应用

图片来源：http://vincejeffs.com/


下一节会介绍列表中给出的部分领域的应用。

9.1.4.1　使用人工智能的应用

这一小节对使用人工智能的应用进行简单的介绍，其中的一部分同NLP领域相关：

●对任何系统来说，能够推理都是令人兴奋的。在这一领域，我们可以构建一个应用推理从问题中得到答案的问答系统。

●如果为一个基于人工智能的系统应用推理机制，这个系统将更善于决策，并形成决策系统。

●在机器学习中，我们希望有一个能够让机器自己进行决策的完美的基于机器学习的应用架构。这也就是机器学习领域使用人工智能应用的一个例子。

●当我们谈论使用人工智能的NLP应用时，我们实际上需要NLP系统理解人类自然语言的内容，并表现得更像一个人类。

●类人机器人是描述基于人工智能的系统的最佳应用。机器人需要获得感知，这是人工智能的一个长期目标。

●当我们讨论通用智能的时候，我们希望系统能像人类一样做出回应，尤其是机器的回应应该和真人行为相匹配。通过对一些情况进行分析，机器应该做出和人类相同甚至更好的回应。

●当今，计算机视觉方面的诸多应用向我们证实了AI将很快在这一领域实现。这些应用有物体识别，图像识别，使用图像识别技术的皮肤癌预测，机器生成人脸图像，从图像生成文本以及从文本生成图像等。所有这些应用都为我们提供了人工智能的计算机视觉的有力证据。

●自动学习和日程安排是指构建一种安排个人事务和日程的系统。在人工智能方面，我们期望系统的每个用户都能够得到个性化的体验，因此对于人工智能驱动的日程安排来说自动学习用户的个人选择是非常重要的。要达到这个目标，自动学习系统还需要学习如何为一个特定的用户选择最合适的模型。

●语音分析是自然语言处理的另一种形式，不过不在本书讨论这部分内容。这里，将语音识别系统作为潜在的应用人工智能的领域进行讨论。通过在语音识别领域应用人工智能，可以理解人类环境和思维过程，这是在人类社会学、心理学和哲学的影响下产生的。进而可以预测他们的人格。

在看了所有这些有趣的应用后，有三个有趣的问题：制造人工智能驱动的系统的原因是什么？为什么说现在构建一个人工智能驱动的系统时间正好？要怎样构建一个应用人工智能的系统？

从20世纪中叶以来，人类一直尝试为机器赋予智能。在这一阶段，研究人员和科学家提出了很多新奇的概念。比如人工神经元，也称为麦卡洛特-皮特斯模型
 （MCP），是由人脑启发得到的，这一概念的目的是理解人脑的生物工作过程，并在数学和物理上表达这一过程。这对于实现机器人工智能很有帮助。

他们成功地给出了单个神经元工作的数学表示，但这个模型并不适合于训练目的。因此研究员弗兰克·罗森布莱特在他1958年的论文中提出了感知机，介绍了动态权值和阈值的概念。此后，许多研究人员在早期概念的基础上发明了诸如反向传播和多层神经网络等概念。研究团队希望能够在一些应用上实现这些概念，而其中的第一个研究者，杰弗里·希尔顿，论证了广义反向传播算法用于多层神经网络的训练。自此，研究者和团队们开始使用这一通用模型，但20世纪后期的数据资源相比现在要少，计算设备则又慢又昂贵，因此人们没有得到期待的结果。但研究人员们坚信当时所取得的成果将能够被用于创造一个人工智能的世界。现在我们有了大量的数据，以及足够快、廉价、并且能够处理大量数据的计算资源。当我们将这些人工神经网络的传统概念应用到如今的应用开发，如通用机器翻译系统、语音识别系统、图像识别系统等时，我们得到了令人瞩目的结果。其中的一个例子是，谷歌使用人工神经网络开发通用机器翻译系统，这个系统能够翻译多语种。这是因为我们拥有了大量的数据，同时还有能够使用人工神经网络处理它们的计算资源。我们不仅仅使用一个或两个神经网络，而是多个。其结果是如此的令人印象深刻以至于所有的科技巨头都开始使用深度学习模型开发应用人工智能的系统。我认为，数据、计算性能和坚实的概念是开发人工智能驱动系统的完美关键构成要素。图9.6展示了神经网络简史。
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图9.6　人工神经网络的历史

图片来源：https://image.slidesharecdn.com/deeplearning-170124234229/95/deep-learning-9-638.jpg?cb=1485303074


在图9.7中，你将看到神经网络的长期历史。

现在谈一谈下一个问题：我们要如何实现人工智能？答案是深度学习。这是为非人工智能系统实现人工智能的最受欢迎的技术之一。有少量的深度学习不被用于实现人工智能的例子，不过在NLP领域，深度学习主要被用来实现人工智能。我们使用深度学习开发通用智能，并得到了前途无量的结果，诸如机器生成人脸、在嘈杂环境中更准确地理解语音、自动驾驶、问答系统推理等只是这些实验中的一小部分。深度学习技术使用大量数据和高性能计算在给定数据上对系统进行训练。当我们在大规模数据上应用了合适的深度学习模型，我们将得到一个神奇的、引人注意的、富有希望的结果。这就是深度学习在当下引起巨大反响的原因。我想现在你明白为什么深度学习是人工智能世界的流行词了。

在这一章的后续部分，我们将详细地学习深度学习技术，并用它开发NLP应用。
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图9.7　人工神经网络历史

图片来源：http://qingkaikong.blogspot.in/2016/11/machine-learning-3-artificial-neural.html



9.2　NLU和NLG之间的区别

在第3章中，我们已经介绍了NLU和NLG的概念、细节和区别。在这一小节中，我们通过一个人工智能应用比较这两个NLP的子领域。


9.2.1　自然语言理解

之前我们已经提到，NLU更多的是对于语言结构的理解，无论是词、短语还是句子。NLU更注重在已经生成的自然语言上应用不同的机器学习技术。在NLU中，我们同时关注语法和语义。我们还试图解决自然语言在语法和语义上的各种歧义，之前我们已经学习了词汇歧义、句法歧义、语义歧义和语用歧义。

现在让我们看一看人工智能是如何帮助机器更加准确和有效地理解语言结构和含义的。人工智能和机器学习技术在解决自然语言的这些方面也并没有落后。深度学习在机器翻译方面的成就引人瞩目。而当我们涉及解决句法歧义和语义歧义的时候，也可以使用深度学习。假设你有一个使用深度学习和word2Vec的NER工具，你就可以解决语义歧义。这是一个其中的一个应用，你还可以对句法分析和词性标注的结果进行改进。

现在说说语用歧义，当你试图理解一句包含前面的语句的长距离上下文时会发生这种歧义，这也和说话者或书写者的意图有关。

举一个语用歧义的例子：你和你的朋友正进行一场聊天，你的朋友在很久之前曾告诉过你，她加入了一个非政府组织，并为贫困学生做一些社会活动。现在你正在询问她社会活动的情况。在这个例子中，你和你的朋友了解你们正在谈论的是什么社会活动。这是因为作为人类，我们的大脑存储了信息，并了解何时去使用这些信息，如何解读它们，以及这些信息和当前对话的关联。你和你的朋友都能够理解彼此问答的内容和其间的关联，但机器不具备这种理解说话者意图的能力。

这是我们对于一个智能机器的期望，我们期望机器也能够理解这种复杂情况。令机器拥有能够处理语用歧义的能力是超人工智能的一部分，它可能在未来会被实现。但是现在，我们仍处于让机器使用通用人工智能和统计学技术以理解语义的阶段。


9.2.2　自然语言生成

在NLG中，我们试图教会机器如何合理地生成自然语言，这是一个富有挑战性的人工智能任务。深度学习确实帮助我们完成了这项任务。举个例子，如果你正在使用谷歌的新收件箱，那你也许会注意到当你回复任何邮件的时候，你会得到基于当前邮件最相关的三句回复。谷歌使用数以百万计的电子邮件，通过深度学习构建了一个NLG模型以对任何邮件生成或预测一个最相关的回复。你可以在图9.8看到这样的回复。

除此之外还有一些其他应用：为一幅图片生成一个标题也是使用深度学习的一个NLG应用。生成流畅的语言没有生成自然语言那么复杂，这也是我们需要使用通用人工智能的地方。

我们已经谈论了很多关于术语深度学习的内容，但它到底是怎样工作的，为什么它如此富有希望？本章接下来的内容会进行说明。我们将解释NLU和NLG应用的编码部分，还将从头开发NLU和NLG应用。在此之前，你一定要先理解人工神经网络和深度学习的概念，在下一节将尽可能简单地介绍一些这方面的数学内容。
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图9.8　谷歌的新收件箱的智能回复


9.3　深度学习概览

机器学习是人工智能的子分支，而深度学习是机器学习的子分支，如图9.9所示。
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图9.9　深度学习是机器学习的分支

使用多层而非一层或两层人工神经网络进行学习的深度学习叫作深度神经网络
 （DNN）。当我们使用深度神经网络预测可能的答案来解决问题时，就叫作深度学习
 （deep learning）。

深度学习可以使用有标注或无标注的数据，因此我们说深度学习可以使用有监督方法，也可以使用无监督方法。深度学习的主要思想是使用DNN和巨大的数据量，我们希望机器能够泛化特殊的任务并生成只有人类才能生成的结果。深度学习包括一系列技术和算法，帮助我们解决各种NLP问题，如机器翻译、问答系统、摘要等。除了NLP之外，它也应用在其他领域上，如图像识别、语音识别、物体识别、手写数字识别、人脸识别和人工人脸生成等。

深度学习在建立通用人工智能和超人工智能上看起来富有希望，图9.10展示了深度学习被使用的一些应用场景。

这一小节对深度学习进行了概述。本章将介绍深度学习的许多方面，但在此之前，我想解释与深度学习和人工神经网络有关的概念。这些概念将有助于你理解深度学习技术。
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图9.10　使用深度学习的应用

图片来源：http://www.fullai.org/



9.4　神经网络基础

神经网络是机器学习领域最老的概念之一，它源自于人类大脑。这一节将首先介绍人类大脑的构成，并从中导出人工神经网络。

要理解人工神经网络，首先要理解人脑的基本工作流，如图9.11所示。
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图9.11　人类大脑神经元

图片来源：https://en.wikipedia.org/wiki/File:Blausen_0657_MultipolarNeuron.png


人类大脑由大约100亿个神经元
 （neuron）组成。每个神经元执行下面三项作业：

●接收信号：从树突接收一组信号。

●决策是否将信号传递给细胞体：将信号集成起来并决策这些信号是否需要被传递给细胞体。

●传递信号：如果某些信号超过了一定的阈值，这些信号被称为动作电位，它们将通过轴突传递给下一组神经元。

图9.12展示了生物学神经网络中用于执行这三项作业的部分。
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图9.12　执行这三项作业的部分

这是关于我们的大脑如何学习和处理决策的一个简介。现在的问题是：我们是否能够使用非生物基底或其他金属建立一个人工神经网络？答案是肯定的。通过大规模计算能力和数据，机器可以比人类更快地解决问题。

人工神经网络是一种生物学启发的算法，它学习识别数据集中的模式。

在本章的早些时候我们简要介绍了人工神经网络的历史，现在是时候详细了解它的历史了。


9.4.1　神经元的第一个计算模型

在1943年，研究员麦卡洛克-皮特斯提出了第一个单个神经元的计算模型。这个模型相当简单。模型由一个神经元接收二值输入，将它们相加，如果加和超过了固定的阈值，那么输出是1，否则是0。图9.13给出了模型的图形表示。

它看起来非常简单，但这一模型产生在人工智能的早期，具有重大意义。
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图9.13　麦卡洛克-皮特斯的神经元计算模型

图片来源：http://wwwold.ece.utep.edu/research/webfuzzy/docs/kk-thesis/kk-thesis-html/node12.html



9.4.2　感知机

在第一个单神经元计算模型被发明几年后，一个叫作弗兰克·罗森布莱特的心理学家发现麦卡洛克-皮特斯模型不具有从输入数据中进行学习的机制。于是他发明了建立在第一个单神经元计算模型思想之上的神经网络。弗兰克·罗森布莱特将这一模型命名为感知机
 （perceptron），也被称为单层前馈神经网络
 （single-layer feedforward neural network）。我们称之为前馈神经网络是因为在这个神经网络中，数据流是单向的——只向前传递。

现在介绍感知机的工作原理，它包含了对输入给定权值的思想。当你给定了一些输入和输出的训练样本，感知机通过根据每个训练样例和相对应的输出，不断地增加或减少不同的权值的方式，学习得到一个函数。这些权值被应用在输入上，因此每轮迭代之后对于输出的预测将更加准确。这整个过程叫作训练
 （training）。图9.14是罗森布莱特感知机的示意图。
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图9.14　罗森布莱特感知机示意图

图片来源：http://sebastianraschka.com/Articles/2015_singlelayer_neurons.html



9.4.3　理解人工神经网络中的数学概念

本节非常重要，因为机器学习和深度学习都使用了大量的数学概念，现在我们要学习其中最重要的一部分。这些概念将有助于优化你的模型。我们还将介绍不同类型的激活函数，以及一些关于如何选择激活函数的建议。本节涵盖了如下的数学概念：

●梯度下降

●激活函数

●损失函数

9.4.3.1　梯度下降

梯度下降是在绝大多数神经网络中被使用的重要的优化技术。我们通过例子来说明梯度下降方法。有一个学生测验得分和学习时长的数据集，我们希望只通过学生的学习时长预测他的测验得分。这看起来很像一个机器学习中的线性回归问题。是的，这里我们使用线性回归进行预测。为什么使用线性回归，它和梯度下降有什么关系？下文将配合一些代码和可视化进行说明。

线性回归是建模统计学方法学习两个连续数值变量之间的关系的机器学习技术。在这个例子里，变量是学生的得分和学习时长。在线性回归里，我们试图得到一条最适合表示数据集中两种变量关系的直线，这是线性回归的目的。

梯度下降是用来优化线性回归的正确率，最小化损失或误差函数的最流行的优化技术。梯度下降是用于帮助我们最小化误差函数，最大化预测准确率的方法。梯度下降的数学定义是一阶迭代优化算法。这种算法通过梯度下降找到函数的局部最优解。它的每一步都与函数在当前点的梯度呈负比。你可以通过这个实际生活中的例子想象梯度下降：假设你正在一座山的山顶，你想要去山脚，那里有一个漂亮的湖泊，那么你需要向下走。但你不知道应该往哪个方向走。这种情况下，你注意观察附近的土地并寻找土地下降的方向，这将给你一个方向。如果你按照这个下降的方向迈出第一步，并在之后的每一步遵从相同的逻辑，那么很可能你最终将到达山脚的湖泊。这正是我们通过梯度下降的数学公式所做的。在机器学习和深度学习中，我们从最优化的角度考虑一切，而梯度下降正是用来随时间降低损失函数的技术。
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图9.15　梯度下降示例

图片来源：https://iamtrask.github.io/img/sgd_optimal.png


另一个例子是：从一个很深的碗的一边向碗底丢下一颗小球，你可以观察到球的运动轨迹，它会逐渐减速并到达碗底，就像图9.15中展示的：
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 注意：
 请一定要去看看这个GitHub链接给出的梯度下降的变化图像：


https://github.com/jalajthanaki/NLPython/blob/master/ch9/gradientdescentexample/gradient_descent_example.gif




这张图展示了通过梯度下降获取最适合数据集的直线的过程，这一可视化将让你对我们在代码中要做什么有一个直观的概念。另外，损失函数、误差函数和代价函数都是同义词。梯度下降也叫作最速下降
 （steepest descent）。

现在让我们来了解代码。我们不是要开发一个预测模型，而是实现和理解梯度下降。数据集和代码在：https://github.com/jalajthanaki/NLPython/tree/master/ch9/gradientdescentexample
 。

首先是数据集，这是一个学生测验得分和学习小时数的数据集。在这两个属性之间，我们认为应该有某种联系——学习时长越少，测验得分越低；学习时长越多，测验得分越高。我们将用线性回归证明这种关系。X值代表数据集的第一列，即学生的学习时长，而Y值代表第二列，即测验得分。如图9.16所示。
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图9.16　数据集中的样例数据

下面将定义读取数据集和定义超参数的主函数体。我们还将调用一个用来计算误差和进行实际梯度下降步骤的函数。分别如图9.17和图9.18所示。
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图9.17　梯度下降代码

如图9.18所示，我们调用了两个函数：compute_error_for_line_points()函数计算了实际值和预测值之间的误差，而gradient_descent_runner()函数则计算了梯度。我们将按顺序介绍计算误差和梯度下降这两个过程。
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图9.18　输出梯度下降结果

1.计算误差或损失

有很多计算机器学习算法损失的方法，这一章我们将使用最常用的一种：误差平方和。下面将介绍其中的细节。
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图9.19　直线斜率方程

图片来源：https://www.tes.com/lessons/Xn3MVjd8CqjH-Q/y-mx-b


这个误差函数要做什么？回想我们的目标：我们希望得到最适合表示数据集的那条直线。图9.19给出了直线斜率方程。其中，m表示直线的斜率，b是y轴截距，x和y分别是数据点——在这个例子中，x是学生的学习时长，y是测验得分。

通过上面的方程，使用随机的斜率m和y轴截距b，可以得到一条直线，将第一列的数据用作x，将得到相对应的y。在训练数据集中，已知y的值，也就是说我们知道每个学生的测验得分。那么需要为每个学生计算这之间的误差。举一个直观的例子，要注意的是，这个例子使用的是虚拟值。假设通过随机的m和b，计算得到的y值是41.0，而已知的实际y值是52.5，那么预测值与真实值之差是11.5。这只是单个数据点的值，而我们需要为每个数据点进行计算。我们使用误差平方和来计算误差。

那么如何计算误差平方和，又为什么选用这种误差计算方法呢？

先看第一个问题，下面给出了计算误差平方和的公式：
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公式来源：https://spin.atomicobject.com/wp-content/uploads/linear_regression_error1.png


如图所示，公式后半部分的mxi+b是通过随机的m和b画出来的直线，我们使用mxi+b替换了y。因此，我们计算的是实际的y值和计算得到的y值之差。对每一个数据点，将实际y值和计算得到的y值相减后进行平方。平方操作的目的在于去除负数，我们需要对所有数据点的误差进行加和以衡量整体的误差级数。因此我们不采用实际值，因为其中可能有负数，而我们要试图最小化整体误差。回到等式中，我们计算了实际y值和计算得到的y值的差并进行了平方操作。之后我们对所有点的误差进行加和，我们使用∑符号表示数据集中所有数据点的求和操作。现在，我们得到了一个表示整体误差大小的加和值，用数据点的总数量除它。之后，就得到了实际的误差值。

在下面的GitHub链接可以看到对应的动画：https://github.com/jalajthanaki/NLPython/blob/master/ch9/gradientdescentexample/gradient_descent_example.gif
 。
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图9.20　计算当前迭代内直线和数据点之间的距离

图片来源：http://statutor.org/c3/glmregression/IMAG004.JPG


每一次迭代后，直线都会移动以生成最适合数据集的直线，我们根据误差值更新m和b。在单轮迭代内，直线都是固定的，因为需要依此计算误差，如图9.20所示。

现在，用一种技术的方式表达之前的例子和等式。我们计算每一个数据点到所绘出直线的距离，对它们进行平方、加和，然后除以数据点的总数。因此，在每一轮迭代或循环后，我们可以计算得到误差，了解我们绘出的直线有多差或多好。如果当前直线不好，那么为了得到最好的适合数据集的直线，我们对m和b进行更新。因此，误差值提示了我们是否还存在改进的可能性，我们依此生成最好的那条直线。最终，我们希望最小化误差值，并拟合出最合适的直线。如何最小化误差以生成最合适的直线？下一步就是梯度下降
 （gradiant descent）。

使用误差平方和的原因是，对于线性回归，这是最常用的计算误差的技术。当你的数据集很大时也可以使用这种误差计算方法。

图9.21展示了代码部分。
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图9.21　计算误差平方和的代码

现在让我们看看下一步——梯度下降。

2.计算梯度下降

通过误差函数，我们了解了是否需要更新直线以使得它更适合数据集，本节将要讲述的就是如何对直线进行更新。如何最小化误差并拟合出最合适的表示数据关系的直线？要回答这个问题，需要先对梯度下降和编码部分进行基本的了解，现在只剩一个函数：gradient_descent_runner()。

如图9.22所示，这是一张三维示意图，其中的两张图是相同的，但视角不同。这张图展示了斜率m、y轴截距b和误差（error）的所有可能值，这是一个包含m、b、误差的三维矩阵。图中的x轴是斜率值，y轴是y轴截距值，z轴是误差值。我们试图达到误差值最小的那个点。仔细观察这张图，你会发现曲线底部的误差值最小。这一点在机器学习中被称为局部极小值
 （local minima）。在复杂的数据集中，你会看到多处局部极小值，由于我们所采用的数据集比较简单，其中只包含一个局部极小值。如果数据集很复杂，是高维的并包含多个局部极小值，为了更高的准确率，你需要进行二阶优化以决定选择哪个局部极小值。本书不包含二阶优化的内容。现在回到图中，我们可以在图中直观地看到达到最小误差值的那一点，并知道那一点的y轴截距b和斜率m。当我们得到了最优的b和m后，将它带入到等式y=mx+c中，奇妙的是，这就是最适合当前数据集的那条线。这不是得到最优拟合线的唯一方法，目的是让你通过这一过程深入理解梯度下降以便在之后的深度学习中用到它。
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图9.22　一张用于理解梯度下降的3D图片

图片来源：https://spin.atomicobject.com/wp-content/uploads/gradient_descent_error_surface.png


现在你从视觉上看到了误差最小的那一点，那么如何到达这一点呢？答案是计算梯度。梯度也叫作斜率，但和斜率m的斜率并不相同，因此不要混淆这两者。我们讨论的是指向最小误差值方向的斜率。在每一轮迭代后，我们更新当前的b和m以到达局部极小值所在的点。从三维图的角度来看，如果你在曲线顶端，每一轮迭代中，我们计算梯度和误差，然后更新m和b的值以到达曲线的底端。通过计算梯度，我们获取了到达底部的方向。因此梯度实质上是切线，它告诉我们到达误差最小值的点的方向，获取最优的b和m，拟合出最优直线。如图9.23所示。
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图9.23　梯度值和方向

图片来源：https://sebastianraschka.com/images/faq/closed-form-vs-gd/ball.png


现在介绍计算梯度下降的最后一个公式。下面给出了梯度下降的等式，它只不过是误差函数的偏导数而已。我们计算了平方和误差，并分别对m和b计算偏导以得到梯度。
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公式来源：https://spin.atomicobject.com/wp-content/uploads/linear_regression_gradient1.png


等式左边的∂符号是偏导数符号。图中有两个等式，第一个为计算误差函数对于变量m的偏导数，第二个则为对变量b的偏导。根据这两个公式，我们得到对于b和m的更新。

要计算梯度，需要得到误差函数的偏导。但对于机器学习和深度学习中的某些问题，我们无法得知误差函数的偏导，这意味着我们无法找到梯度。此时，我们不知道如何处理这类函数。因此你的误差函数应该是可导的，即它具有偏导数。另一个问题是，例子中使用的是线性函数，但如果你有高维数据和误差函数的话，也可以使用非线性函数。梯度下降并不能在最开始就告诉我们最小值，它只是告诉我们如何更新m和b的值，用正数还是负数进行更新。通过计算梯度，我们获得了达到最小误差值的点的方向，并尝试达到这一点，得到最优的m和b。

图9.24给出了梯度下降的代码。
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图9.24　gradient_descent_runner函数的代码

在代码中，我们分别将m_gradient和b_gradient与学习速率相乘。学习速率是一个重要的超参数，需要小心选取它的值。如果学习速率过高，你的模型根本不会得到训练。如果学习速率过低，则需要很长时间进行训练，同时会有过拟合的风险。图9.25展示了不同的学习速率的结果。
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图9.25　了解不同的学习速率

图片来源：http://cs231n.github.io/assets/nn3/learningrates.jpeg


以上就是线性回归和梯度下降的代码。代码的运行结果如图9.26所示。
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图9.26　代码输出

有几种类型的梯度下降，我会列举一些，但并不进行细节讨论。你可以探索Momentum、Adagrad、Adam等方法。
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 注意：
 如果你想了解更多有关不同的梯度下降方法，可以看这个链接：


https://www.analyticsvidhya.com/blog/2017/03/introduction-to-gradient-descent-algorithm-along-its-variants/




9.4.3.2　激活函数

首先介绍激活函数的概念。在介绍感知机时提到，如果其中的值大于某个阈值，神经网络将输出1，否则输出0。这整个计算阈值并基于该阈值生成输出的机制由激活函数完成。

激活函数为我们提供介于0和1之间的值。之后，通过阈值输出1或者0。假设阈值是0.777，而激活函数的输出是0.457，那么我们得到的输出是0；如果激活函数的输出是0.852，那么得到的输出是1。这就是激活函数在人工神经网络中的工作方式。

通常，在神经网络中，对每一个神经元都有一定的权重和输入值。我们将它们相加并得到加权和。当我们通过非线性函数传递这些值时，非线性函数激活部分神经元并得到复杂任务的输出；对神经元进行激活的非线性函数叫作激活函数
 （activation funetion）或传递函数
 （transfer fuction）。激活函数通过一定的数学运算将输入节点以某种方式映射至输出节点。

在ANN中引入激活函数的目的是令网络具有非线性，让我们逐步介绍这一点。

注意ANN的结构，ANN的结构可以被进一步分为三部分：

●架构：架构是ANN中神经元和层的排列方式。

●活动：为了生成复杂任务的输出，我们需要了解神经元的活动——一个神经元如何响应另一个神经元并产生复杂的行为。

●学习规则：当ANN生成了输出后，我们需要通过误差函数在每一轮迭代中更新ANN的权值。

激活函数是活动那一节的一部分。如上所述，我们希望把非线性函数引入ANN，因为没有非线性，ANN无法产生复杂行为来处理复杂任务。在深度学习中，大部分时间我们使用非线性激活函数以获得复杂行为。此外，我们也希望通过一个非线性的方式将输入映射到输出。

如果不使用非线性激活函数，人工神经网络不会得到能够处理复杂任务的有效输出，因为传递的是矩阵。如果你使用超过一层的人工神经网络和线性的激活函数，那么得到的输出是所有层的输入、权重和偏差的总和。这个输出可以通过另一个线性函数得到，也就是说这个线性函数将多层ANN转换成单层ANN。这对于解决复杂任务毫无用处。
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图9.27　包含激活函数的ANN

图片来源：https://cdn-images-1.medium.com/max/800/0*bWX2_ecf3l6lKyVA.png


我需要强调联结的概念。ANN中的联结是指使用相互连接的神经元产生复杂的行为，就像人类的大脑一样。如果不使用非线性函数，我们无法获得这种行为。图9.27将帮助你理解激活函数。

现在，我们要介绍图片中提到的这些函数：

●线性函数
 ：这个函数集成输入和权重，或者说，这个函数对输入按权重进行加和。

●激活函数
 ：这个函数接收转移电位函数的输出作为输入，并使用一个激活函数对其应用非线性数学变换。

●阈值函数
 ：基于激活函数，阈值函数决定是否激活神经元。

线性函数是一个简单的加和函数，它计算输入和权重的內积。下面给出了函数公式：
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公式来源：https://cdn-images-1.medium.com/max/800/0*005k9F1JxQ0oKEeM.png


这个线性函数是一个点乘，但你可以用其他任何数学函数，如多元二次函数来替换它。

另一方面，激活函数应该是任何可导的非线性函数。它需要是可导的，因为我们需要依此计算误差梯度，同时这个函数应该是非线性的，从而为神经网络引入复杂行为。通常使用sigmoid函数作为激活函数，将线性函数的输出值作为输入，计算最终输出，然后计算实际输出和生成的输出之间的误差。然后，我们使用计算误差梯度的概念，以及应用反向传播优化策略更新ANN中连接的权重。

下面展示了线性函数的公式，我们将在下面的sigmoid激活函数中用到它：
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公式来源：https://cdn-images-1.medium.com/max/800/0*mPYW0-FKPTOSACPP.png


下面给出了sigmoid函数的公式：
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公式来源：https://cdn-images-1.medium.com/max/800/0*SwSxznoodb2762_9.png


激活函数背后的想法大致模拟了神经元在大脑中相互交流的方式。神经元的动作电位达到一定的阈值后，它将被激活。激活函数模拟了大脑中动作电位的尖峰。深度神经网络
 （DNN）也叫作泛逼近器
 （universal approximator），因为它们可以模拟任何函数。它们可以计算任何的线性或非线性函数。你也许会问何时使用激活函数，下一段将介绍这一点。

有很多种类的激活函数，需要小心使用它们。我们不该根据名称随意选择激活函数。尽管还有其他的激活函数，我们将讨论其中最重要的三种，它们在DL中被广泛使用。

这三种激活函数分别是：

●sigmoid函数

●tanh

●ReLU和它的变体

1.sigmoid函数

sigmoid函数的数学概念很容易理解。图9.28给出了它的数学公式。

sigmoid函数采用图9.28中的函数式，将一个值压缩进0到1的范围内。它产生了一条S形的曲线。
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图9.28　S形函数公式

图片来源：https://cdn-images-1.medium.com/max/800/1*QH PXkxGmIyxn7mH4BtRJXQ.png


这个函数是第一个用作ANN的激活函数的函数，因为它可以被解释为神经元的激活状态——0表示完全不激活，1表示完全激活。当我们将它应用于DNN时，我们发现了这个激活函数的一些缺陷，这导致它在如今不是那么流行。

该函数的一些主要问题是：

●它受到梯度消失问题的困扰。

●它的收敛速度很慢。

●它不是以零为中心点的函数。

下面将详细解释这些问题。

1）梯度消失问题
 ：当你使用基于梯度的方法训练神经网络时会发现这个问题，梯交消失主要发生在使用反向传播的神经网络中。这个问题使得学习和调整神经网络前几层的参数非常困难。当你向网络添加更多层时就变得更麻烦了。如果选择合适的激活函数，这个问题将得到解决。我将先详细地讨论问题，然后再解释原因。

基于梯度的方法通过了解输入参数和权值的微小变化如何影响神经网络的输出来学习参数的值。如果梯度太小，那么参数的变化带来的神经网络的输出的变化将非常微小。在这种情况下，神经网络无法通过迭代有效地学习这些参数，也不会以我们期望的方式收敛。这正是梯度消失问题中所发生的。网络输出相对于网络前几层的梯度太小，可以说，即使输入层和权重参数的值发生了很大的变化，也不会对输出产生太大影响。

以上的这些问题当你在使用sigmoid函数时也会遇到。最基本的是，梯度消失问题取决于激活函数的选择。sigmoid函数通过非线性的方式将输入压缩至一个小范围的输出空间内。如果向sigmoid函数输入一个实数，这个数将被压缩至[0,1]区间内。因此，大范围的输入空间被压缩到很小的输出范围内，即使输入参数发生了很大变化，输出的变化也十分微小，因为输出空间的梯度很小。对sigmoid函数来说，当它的值接近0或1，附近的梯度都接近于0。在反向传播过程中，这个局部梯度将同每一层的输出梯度相乘。因此如果第一层对应一个很大的输入空间，我们得到的梯度将很小，而第一层的输出的变化也会很小。这一细微的变化被传递到下一层，造成第二层输出的更细微的变化。在深度神经网络中，这几层的输出几乎不会发生变化。这就是sigmoid激活函数的问题。
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 注意：
 你可以在这个链接详细了解梯度消失问题：https://ayearofai.com/rohan-4-the-vanishing-gradient-problem-ec68f76ffb9b




2）低收敛率
 ：由于梯度消失问题，有时使用sigmoid激活函数的神经网络的收敛速度非常慢。

[image: ]
 注意：
 如果你希望深入了解梯度消失问题，可以看这个链接：https://cs224d.stanford.edu/notebooks/vanishing_grad_example.html
 。

3）非零中心函数
 ：sigmoid函数不是以零点为中心的激活函数。这意味着sigmoid激活函数的输出空间是[0,1]，函数的输出永远是正数，这使得权重的梯度全部是正数或全部是负数。所以梯度更新在不同的方向上走得太远，令优化变得困难。

由于这些缺点，sigmoid函数近来在深度神经网络中已经不常用了。虽然其他的函数解决了这些问题，你也可以在人工神经网络的最后一层使用sigmoid函数作为激活函数。

2.tanh

为了解决sigmoid函数的问题，我们将介绍双曲正切函数（tanh）
 。tanh的函数式如图9.29所示。
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图9.29　tanh激活函数公式

图片来源：https://cdn-images-1.medium.com/max/800/1*HJhu8BO7KxkjqRRMSaz0Gw.png


这个函数将输入空间压缩至[-1,1]区间内，它的输出是以零点为中心的，这使得优化变得容易一些。但这个函数也会受到梯度消失问题的困扰，因此我们需要再看看其他的激活函数。

3.ReLU和它的变体


线性整流函数（ReLU）
 是工业界最受欢迎的函数，图9.30给出了它的公式。
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图9.30　ReLU激活函数公式

图片来源：https://cdn-images-1.medium.com/max/800/1*JtJaS_wPTCshSvAFlCu_Wg.png


当你看到ReLU的数学公式后，你会发现它只是max（0，x），这意味着当x小于0时，函数值为0，而当x大于0时，函数是斜率为1的线性函数。研究员Krizhevsky发表了图像分类方面的论文，宣称使用ReLU作为激活函数后，模型的收敛速度快了六倍。你可以在http://www.cs.toronto.edu/~fritz/absps/imagenet.pdf
 看到这篇论文。这个函数非常简单，不需要复杂的计算，相比sigmoid函数和tanh的消耗更少，这是它学习得更快的原因。此外，它不会遇到梯度消失问题。

除了这些优点之外，ReLU也存在一个问题：神经网络中的一些神经元会变得很脆弱并且死在训练过程中，即流经ReLU神经元的一个很大的梯度可能会带来一次权重更新使得这个神经元以后在遇到任何数据点时都不再被激活，此后流经那个单元的梯度将永远是0。为了解决ReLU的这一问题，ReLU的一个变种产生了——Leaky ReLU。当x小于0的时候，Leaky ReLU采用了一个较小的负斜率，而不是令函数值为0，如图9.31所示。
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图9.31　Leaky ReLU

图片来源：http://wangxinliu.com/images/machine_learning/leakyrelu.png


另一种变体maxout是ReLU和Leaky ReLU的一般形式，但它成倍地增加了每个神经元的参数，这是它的一个缺点。

现在你对激活函数有了足够的了解，那么该用哪一个呢？答案是ReLU，但是原始ReLU会导致太多神经元死掉，所以最好使用Leaky ReLU或maxout。这个激活函数被用于网络的隐层。而在输出层，如果你要解决一个分类问题，可以用softmax函数，如果是回归问题，就用线性激活函数。sigmoid函数和tanh函数不该用于深度神经网络。这是一个很有趣的研究领域，还有很多好的激活函数可以发掘。

还有很多其他的激活函数：恒等函数、阶跃函数、反正切函数等。下面，我们将进入第三个重要的概念——损失函数。

9.4.3.3　损失函数

损失函数有时也叫作代价函数
 （cost function）或误差函数
 （error function）。损失函数告诉我们神经网络在给定的训练集上表现如何。首先，我们定义一个损失函数，当我们开始训练神经网络后，将会得到输出。我们比较生成的输出和训练集中给出的目标输出，然后计算当前误差函数的梯度。我们在网络中向后传播误差梯度，更新当前的参数和偏差，以优化生成的结果。误差函数是训练的主要部分。有很多可用的误差函数。如果你要问该选择哪个损失函数，这个问题没有确定的答案，因为所有的神经网络的训练和优化都是基于损失函数的。这取决于你的数据和问题陈述。如果你问别人在神经网络中选择了怎样的损失函数，实际上你间接地询问了训练算法的全部逻辑。无论选择怎样的损失函数，都需要确保它们可导。下面列出了一些最常用的损失函数：

●二次代价函数，也叫作均方差或误差平方和。

●交叉熵代价函数，也叫作伯努利负对数似然比或二元交叉熵。

●Kullback-Leibler散度，也叫作信息散度、信息熵、相对熵、或KL信息准则。

●除此之外，还有很多其他的损失函数，如指数代价、海林格距离、广义Kullback-Leibler散度、以及板仓斋藤距离。

通常情况下，我们采用误差平方和训练回归问题，用交叉熵训练分类数据和任务。

现在，我们已经学习了神经网络中最重要的数学理论概念。在下一节中，我们将学习实现一个神经网络。


9.5　实现神经网络

在这一节，我们将通过Python实现第一个神经网络，使用numpy作为依赖库。在实现的过程中，你会看到梯度下降、激活函数和损失函数是如何被集成进代码中的。此外，我们还将介绍反向传播的概念。

我们要实现的是一个单层反向传播神经网络。


9.5.1　单层反向传播神经网络

首先要介绍的是反向传播的概念，然后开始编码。

9.5.1.1　反向传播

在单层神经网络中，我们向第一层输入数据。层与层之间的连接有一定的权重。我们使用输入、权重和偏差，并将它们相加。这个加和被传递给激活函数然后生成输出。一个重要的步骤是无论生成的输出怎样，都该将它和实际输出进行比较，根据误差函数计算误差，然后使用误差函数的梯度计算误差梯度，这一过程和我们在介绍梯度下降的章节看到的相同。误差梯度将提示你该如何优化生成的输出，并回流至神经网络中更新权重，以便在下一次迭代中获得更好的输出。在神经网络中回流误差梯度更新权重以生成更准确的输出的过程叫作反向传播
 （backpropagation）。总之，反向传播是一种通过梯度下降更新权重来训练神经网络的技术。

所有计算和数学的其他部分也将在编码中得到体现，下面就将进入编码部分。

首先定义main函数和抽象步骤。我们在编码中直接给出了输入和输出值，由于数据是有标注的，因此这是一个有监督学习的样例。第二步是训练，我们将重复训练步骤，迭代10000次。训练过程从随机权重开始，根据激活函数和误差函数不断进行权重调整。代码如图9.32所示。

本例中选用sigmoid函数作为激活函数，我们使用sigmoid导数计算sigmoid函数曲线的梯度。误差函数是简单地将实际输出和生成输出相减。我们将这个误差值和梯度相乘，得到误差梯度以调整网络的权值。新的权值和输出将再次通过ANN，计算S形曲线的梯度下降和误差梯度，不断调整直至最小化误差，如图9.33和图9.34所示。
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图9.32　单层神经网络的main函数代码
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图9.33　单层神经网络的代码
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图9.34　神经网络的代码

运行代码后的结果如图9.35所示。
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图9.35　单层ANN的输出


9.5.2　练习

使用numpy作为依赖库，构建一个三层深度的神经网络（提示：在单层神经网络中，我们只使用了一层网络，但这里要使用三层。反向传播通常需要递归求导，书中的单层示例中不存在递归，但在练习中需要进行递归求导。）


9.6　深度学习和深度神经网络

现在，从ANN转到DNN。在下面的章节里我们将探讨深度学习、DNN的架构，并比较DL和ML分别应用于NLP的方法。


9.6.1　回顾深度学习

我们已经学习了深度学习的一些基本细节，本节将进行一个回顾。不止一层两层，而是由很多层网络构成的神经网络叫作深度神经网络。当我们使用大量计算资源，在大数据上使用多层深度神经网络时，这一过程叫作深度学习。

下面将介绍深度神经网络的架构。


9.6.2　深度神经网络的基本架构

本节将介绍深度神经网络的基础架构。它的可视化表示非常简单，使用激活函数、隐层激活函数、损失函数等数学公式进行定义。图9.36给出了深度神经网络的基础架构。
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图9.36　深度神经网络的架构

图片来源：https://cdn-images-1.medium.com/max/800/1*5egrX--WuyrLA7gBEXdg5A.png


为什么我们要使用多层深度神经网络，这其中是否存在什么原因，使用多层的意义是什么呢？

我将解释使用多层深度神经网络的原因。假设，作为一个程序员，你希望开发一个识别水果图像的系统。现在你有一些橙子和苹果的图像，你使用的开发逻辑是通过水果的颜色来识别图像，另外，形状也被作为识别参数之一。你进行了一些编码并开始等待结果。现在，如果有人告诉你我们的图片是黑白的，那么你需要重做你的编码工作。尽管人类的大脑非常善于识别出真正的水果，但有些图像对于编码来说太难了。因此，如果你有一个类似的复杂问题，你不知道如何编码，或者说你不知道该采用什么特征或参数来帮助机器解决问题，那么你可以使用深度神经网络。其中的一些原因如下：

●深度神经网络衍生自人类大脑工作的抽象概念。

●深度神经网络颠覆了我们编码的方式。最初，我们提供诸如颜色、形状等特征，帮助机器识别给定的图像中的水果。但在深度学习方法中，我们提供许多例子给机器，而机器能够自己学习特征。之后，当我们输入一张新的水果图片时，它将预测水果的名称。

现在你一定很好奇深度神经网络是如何自动学习特征的，所以我们强调以下几点：

●深度神经网络使用多层非线性处理单元的串联进行特征提取和转化。深度神经网络中相连的每一层使用上一层的输出作为输入，这个过程非常类似于人类大脑将信息从一个神经元传递到另一个神经元。因此我们试图通过深度神经网络实现相同的结构。

●在DL中，特征通过深度神经网络中的多层表示进行学习。高层特征或表示衍生自低层的特征，因此我们说深度神经网络中衍生的特征或表示的概念是层级的。我们使用低层的部分学习新事物，并尝试学到额外的内容。人类大脑也采用层级的方法使用和衍生概念。不同层级的特征或表示代表着不同层次的抽象。

●多层深度神经网络帮助机器派生得到层级表示，这是将多层网络作为架构的一部分的意义。

●在深度神经网络和数学概念的帮助下，机器可以模拟人脑的部分过程。

●深度学习方法既可以用于有标准的数据集，也可以用于无标准数据集以开发NLP应用程序，如机器翻译、摘要、问答系统、文章生成，图像标题标注等。

现在进入下一节，我们将讨论NLP中使用深度学习的必要性。


9.6.3　NLP中的深度学习

早期NLP是基于规则的系统，对许多应用来说，采用规则系统作为原型的原因是缺乏大量的数据。现在，我们使用机器学习技术处理自然语言，使用统计学和基于概率的方法，将单词表示为one-hot编码或共生矩阵的形式。

这种方法得到的更多的是句法表示而不是语义表示。当我们使用基于词汇的方法，如词袋、几元语法等，我们无法区分特定的语境。

我们希望所有这些问题都能被深度学习方法解决，因为现在我们能够使用大规模数据。我们发明了word2vec、GloVe等算法来获取自然语言中的语义内容。此外，深度学习方法具有如下的几个特性：

●表达性
 ：这个性能表达了机器有很好的对通用函数进行近似的能力。

●可训练性
 ：这种能力对于NLP应用程序非常重要，它表明深度学习系统能很好和快速地了解给定的问题，并开始生成有意义的输出。

●泛化能力
 ：这代表机器能够泛化当前任务，对未出现过的数据也能进行准确的预测或生成。

除了以上三点，深度学习方法还有很多其他的性能，如可解释性、模块化、迁移能力、延迟、对抗稳定性和安全性。

语言是很复杂的，有时候我们也不知道该如何解决某些NLP问题。这之后的原因是世界上有太多的语种，每一个语言都有自己的句法结构、词汇用法和意义，你无法用另一种语言通过同样的方式表达它们。因此我们需要一些帮助我们将它们一般化并给出好结果的技术。所有这些因素让我们将深度学习方法应用于NLP应用开发。

现在让我们看看传统NLP技术和基于深度学习方法的NLP技术之间的区别，这将告诉我们如何通过深度学习方法更加有效地解决NLP领域相关的问题。


9.6.4　传统NLP和深度学习NLP技术的区别

本节将对传统NLP技术和基于深度学习方法的NLP技术进行比较，如图9.37和9.38所示。

在传统NLP技术中，在从数据中生成特征之前，我们先对数据进行预处理。在下一阶段，我们使用NER、词性标注、句法分析工具生成人工特征。这些特征被作为机器学习算法的输入以训练模型。我们检查模型的准确率，如果准确率不好，则对算法中的参数进行优化以生成更准确的结果。根据不同的NLP应用，在生成特征前还可以包含语种识别模块。

现在让我们看看应用深度学习技术的NLP应用。在这种方法中，我们对数据进行一些基本预处理。然后将我们的文本输入数据转换为词嵌入向量的模式，这些向量使用word2vec、GloVe、doc2vec等词嵌入方法生成，并被输入到神经网络中。我们不使用人工特征，但对不同的NLP应用使用不同的神经网络，如在机器翻译中，我们使用一种称为序列到序列模型
 （sequence-to-sequence model）的神经网络，而对摘要任务，我们使用另一种，长短时记忆单元
 （LSTM）。多层深度神经网络泛化了目标并且学习了达到预设目标的步骤。在这一过程中，机器学习了层级表示，并给出了我们需要的用来验证和调试模型的输出。
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 注意：
 如果你想了解不同神经网络的代码，可以在这个GitHub链接看到：https://github.com/wagamamaz/tensorflow-tutorial


下一节是本章最有趣的部分。我们将构建两个应用：一个用于自然语言理解另一个用于自然语言生成。我们将使用TensorFlow和Keras作为主要依赖库进行代码开发，对不同的神经网络如序列到序列模型和LSTM进行编码以便更好地理解。

我们要构建一个机器翻译系统作为NLP应用的一部分，另外我们还将从菜谱中生成摘要。下面就进入编码部分！
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图9.37　传统NLP方法

图片来源：https://s3.amazonaws.com/aylien-main/misc/blog/images/nlp-language-dependence-small.png
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图9.38　深度学习NLP方法

图片来源：https://s3.amazonaws.com/aylien-main/misc/blog/images/nlp-language-dependence-small.png



9.7　深度学习技术和NLU

这一节主要进行编码的讲解，我们将要构建的应用是NLU最主要的应用之一。

人类用于说、写、读的语言有很多。你试过学一门新语言吗？如果是的，那你就知道掌握一门新语言有多困难了。你是否好奇过Google翻译是怎样翻译语言的？如果是的，下面我们将用深度学习技术开发一个机器翻译应用。不用担心要使用什么样的神经网络之类的问题，因为下面都会进行讲解。

[image: ]
 注意：
 需要注意的是，深度学习需要大量的计算资源，所以我们不会实际训练模型，尽管我们会接触实际的训练代码。在最后，我们将使用训练好的模型替换代码结果。在计算资源方面，Google使用了100个GPU连续训练一个星期来训练翻译模型。因此在例子中，我们通过代码理解概念，并使用一个训练好的模型直接查看结果。

你可以指定TensorFlow的安装版本。如果你希望安装TensorFlow0.12，你可以使用下面的命令进行安装：
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如果你想要指定TensorFlow的版本，在执行代码的时候需要更新你自己的export语句。你也可以通过下面的简单命令安装CPU版本的TensorFlow。本例中使用的就是CPU版本的TensorFlow：
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如果你想要在GPU上运行，你可以使用Google云、AWS等云平台，或者是一台支持GPU的计算机。你可以按照下面这个链接的指引安装GPU版本的TensorFlow：https://www.tensorflow.org/install/
 。


9.7.1　机器翻译


机器翻译
 （MT）是一种使用广泛的应用。科研人员和科技巨头们进行了大量实验试图构建一个能够翻译任何语种的单一机器翻译系统。这个机器翻译系统叫作通用机器翻译系统。也就是说我们的长期目标是建立一个机器翻译系统，它能够将英语翻译成德语，也能够将英语翻译成法语。我们正尝试构建一个这样的系统，首先我们会介绍迄今为止在构建通用机器翻译系统方面，研究员们所进行的实验和努力。

1954年，第一个机器翻译示例被开发出来，它能够翻译250个俄文和英文单词。这是一个基于词典的方法，它使用了源语言和目标语言词汇间的映射。在这个系统中，翻译是逐字完成的，系统无法捕捉句法信息，这意味着翻译的准确率并不好。

下一个版本是中间语言，这种方法接收源语言，生成一种中间语言用以编码和表示源语言的一系列规则、句法等，然后从中间语言生成目标语言。这种方法比第一种要好，但很快它就被统计机器翻译技术
 （SMT）取代了。

IBM使用了SMT的方法，文本被划分成段，然后和对齐的双语语料进行对比。之后，通过统计技术和概率，选择最可能的翻译。

目前最常用的SMT系统是Google翻译，最近Google发表了一篇论文说明它们使用深度学习的机器翻译系统生成了很好的结果。我们使用TensorFlow库，这是一个Google开发的用于深度学习的开源库。我们将通过编码了解如何使用深度学习进行机器翻译。

我们使用电影对白数据库作为语料库，这个数据库包含了德语和英语两个语种。我们将构建一个能够在德语和英语之间进行翻译的模型。你可以从http://opus.lingfil.uu.se/OpenSubtitles.php
 下载数据，我使用的是pickle格式的数据。pickle是一个Python库，它可以对数据进行序列化。

首先，我们使用LSTM网络来记住长期和短期的依赖关系，用TensorFlow内置的data_utils类进行数据预处理。然后我们需要定义模型的词汇表的大小。在本例中，数据集所包含的词汇量很小，所以我们可以考虑数据集中的所有词汇，但我们将词汇表的大小定义为30000，这是一个小于数据集中词汇量的数字。我们通过data_utils类从数据路径读取数据，这个类对两种语言的单词都进行词条化和格式化。之后，我们定义TensorFlow的占位符，也就是编码器和解码器的输入，它们都是表示离散变量的整型张量。在模型中，它们被转化为词嵌入向量。之后将单词输入给编码器，然后将编码器的编码结果输入给解码器。你可以在这个GitHub链接查看代码：https://github.com/jalajthanaki/NLPython/tree/master/ch9/MT/Machine_Translation_GR_EN
 。

现在我们可以开始构建模型了，如图9.39～图9.41所示。
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图9.39　MT代码
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图9.40　MT代码
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图9.41　MT代码

现在让我们来了解这个基于编码器和解码器的系统。Google最近发表的论文讨论了它们集成进机器翻译应用的系统，即神经机器翻译
 （NMT）。这是一个基于编码器和解码器的模型，使用了最新的NMT架构。之前，Google将语言A先翻译为英语，然后再翻译成语言B。现在，Google翻译可以直接从一种语言翻译为另一种语言了，如图9.42所示。
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图9.42　基于LSTM的编码器解码器架构

图片来源：https://camo.githubusercontent.com/242210d7d0151cae91107ee63bff364a860db5dd/687474703a2f2f6936342e74696e797069632e636f6d2f333031333674652e706e67


现在随着NMT的出现，短语到短语的翻译系统就无须再提了。在NMT的帮助下，一个翻译系统能够对句子的语义进行编码。这种编码是广义的，因此它可以应用在汉语到英语、法语到英语、韩语到日语等各个语言上并进行翻译，这是之前没有出现过的。

如何使用这个简单的基于LSTM的编码器解码器架构？让我们来学习这个架构的一些基础细节，如图9.43所示。

[image: ]


图9.43　用于翻译的LSTM循环神经网络

图片来源：https://smerity.com/articles/2016/google_nmt_arch.html


我们使用LSTM循环神经网络对语种A的一个句子进行编码，编码器生成一个隐状态S，如图9.43所示。这个S表示句子的向量化内容。之后，这个向量被传递给解码器，逐词生成语种B的对应翻译。这个架构很容易理解，但它也存在缺陷，它的记忆是受限的。LSTM的隐状态S试图记住需要我们翻译的整个句子，但实际上S通常是几百个浮点数。我们需要将句子内容限定在这个维度内，而此时网络就会变得有损，这意味着当我们把句子强行固定在限定维度上时，我们损失了一些信息。我们可以增加LSTM的隐层的大小，因为隐层的主要目的就是记住长期依赖关系，但此时训练时间就会指数级增加。需要大量时间来收敛的架构是不该被使用的。

我们还将介绍另一种架构——基于注意力机制的编码器解码器模型。当人类对一句长句子进行翻译的时候，我们很可能回看原句好几遍以确保我们捕捉到了所有的细节，在这一过程中，人类的思维反复关注源语句的相关部分。我们令神经网络存储并参考编码器LSTM每一轮的输出，希望它也能够做同样的事情。这增加了模型的记忆能力，同时不改变LSTM的性能，如图9.44所示。
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图9.44　基于注意力机制的NMT的结构

图片来源：https://heuritech.files.wordpress.com/2016/01/trad_attention1.png?w=470


当得到了编码器的LSTM的输出后，在解码过程中，每生成一个词前，遍历每一个编码器的输出，计算它们和当前解码计算的相关性。每一个编码器的输出会得到一个相关性得分，softmax函数将它转化为概率，如图9.45所示。

之后，对这些输出根据相关性进行加权求和，得到一个内容向量。现在回到代码。TensorFlow提供了许多易于使用的内建模型，使用其中的embedding_attention_seq2seq函数来实现这一基于注意力机制的模型。这个函数获取编码器和解码器的输入以及一些超参数作为参数，采用我们之前讨论的架构进行计算，如图9.46所示。

图9.47给出了上述代码的输出。
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图9.45　使用softmax函数生成相关得分

图片来源：https://smerity.com/
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图9.46　基于注意力机制的序列到序列模型的代码
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图9.47　MT的输出

你可以按照这个链接的教程直接运行MT的示例代码而不用编写自己的代码：https://www.tensorf low.org/tutorials/seq2seq
 。教程是一个英语到法语和一个法语到英语的翻译系统。有一个很简单的运行这个示例的方法，推荐你使用这个方法，因为编写自己的代码要复杂得多：

1）首先从http://www.statmt.org/wmt10/training-giga-fren.tar
 下载2.4GB大小的训练数据集giga-fren.tar。

2）现在将它存储在data_dir目录下，你还需要实时保存你的模型，因此你需要在data_dir目录下建立一个checkpoint目录。

3）执行如下代码：
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4）如果上面的代码占用了太多GPU内存，那么改为执行如下代码：
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5）当你使用大小是64的batch，经过了34万次训练后，你就可以使用这个模型进行翻译了。在此之前模型也是可用的，但是准确率不会太高：
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我们的德语到英语（GR_EN）的翻译模型能够给出相当不错的翻译结果，而我们只做了一轮训练。但如果我们想要得到和Google翻译系统相同的准确率，那需要使用将近100个GPU的计算性能持续训练数周之久。我们肯定不会在这里直接实现模型，但我将解释它的工作，深入理解它的理念。

如果源语句的编码不包含上下文内容，模型的翻译结果不会很好。在这种情况下，我们需要获取上下文信息，以便编码器的输出是由左右两边的词共同决定的。人类基于这样的上下文环境理解句子。我们在机器中使用双向编码器来实现这样的功能，它包含两个循环神经网络
 （RNN）。一个前向遍历句子，另一个则后向遍历句子，它们的输出被拼接起来，从而每个词的输出结果包含了上下文的信息，如图9.48所示。
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图9.48　MT的双向RNN架构

图片来源：http://img.yantuwan.com/weiyuehao.php?http://mmbiz.qpic.cn/mmbiz_png/KmXPKA19gW81aVM2Gdgrxfsa0vR4YVib2wCIHNabCic1Hr144r4PAuSDMLNMHGgWz12GtibYdgF1jTvHtuniauHYSw/0?wx_fmt=png


Google在模型中加入了很多层，包括编码器中的一个双向RNN层和七个单向层，解码器则包含八个单向层。如果增加更多层，那么训练时间也会增加。这里我们只使用一个双向层。如果所有层都是双向的，那么在其他层开始计算之前，必须完成整层的计算。而在单向层中，我们可以进行并行计算。

这就是机器翻译的全部内容，我们能够生成机器翻译的结果，但仍有很多需要探索的空间。通过DL，我们可以构建一个通用机器翻译系统。

现在来到NLG的编码部分。


9.8　深度学习技术和NLG

在这一小节，我们要构建一个简单但直观的NLG应用：为短文生成一句话的摘要。本节将介绍有关摘要生成的全部细节。

这个应用需要大量的训练时长，所以你可以让CPU进行模型的训练，同时去做一些其他的工作。如果你没有其他的工作，那么我来为你找一个。


9.8.1　练习

尝试弄明白在只给出开头几个词的情况下如何生成一篇维基百科文章。你需要认真地考虑这个问题。下面是你可以使用的数据集：


https://einstein.ai/research/the-wikitext-long-term-dependency-language-modeling-dataset
 ，下载数据集Download WikiText-103 word level(181MB)
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 提示：
 可以看这个链接：https://github.com/kumikokashii/lstm-text-generator


不用担心，当理解了摘要的概念后，你就可以尝试这个任务了。


9.8.2　菜谱摘要和标题生成

在进入代码部分之前，需要介绍有关摘要的一些背景知识，架构和其他的技术部分会在编码部分被提及。

语义在NLP中是个大问题。随着文本密度的增加，其中的数据和信息也增加了。现在，周围的人真的希望你能够在短时间内高效地说出最重要的东西。

文本摘要始于20世纪90年代。加拿大政府建立了一个叫作forecast generator(FoG)
 的系统，使用天气预报数据生成一份摘要。这是一个基于模板的方法，机器只需要填充一些数值。举个例子：Saturday will be sunny with 10%chances of rain。这里的单词sunny和10%就是由FoG生成的。

其他的应用领域还有金融、医药等。最近，医生发现病人就医历史的摘要非常有用，他们可以依此有效地对病人进行诊断。

有两种摘要类型：

●抽取式

●生成式

过去的大部分摘要工具是抽取式的，它们从文章中选择一些出现过的词并组成文章的摘要。人类则做的更多，当人类在进行摘要时，对所读到的内容构建了一个语义表示，并通过这个语义表示对文章进行摘要。这种摘要叫作生成式摘要
 （abstractive summarization）。

下面我们使用Keras构建一个生成式摘要工具。
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 提示：
 Keras是对于TensorFlow和Theano的一个高级封装。这个例子需要多个GPU运行超过12小时。如果你希望在你的终端重现结果，那你需要较多的计算资源。

下面是代码部分的步骤，在这个例子中，我们第一次使用Python3进行编码：

1）从GitHub仓库拷贝代码：


https://github.com/jalajthanaki/recipe-summarization




2）初始化submodules：
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3）进入文件夹：
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4）安装依赖库：
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5）配置目录：
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6）从网络上爬取菜谱，或者使用这个链接的数据：

[image: ]


7）对数据进行词条化：
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8）使用GloVe进行词嵌入初始化：

①获取GloVe的训练好的向量模型：
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②初始化词嵌入：
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9）训练模型：
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10）进行预测：
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在本例中，我们使用GloVe进行向量化，因为我们希望为摘要系统构建一个全局的词表示。另外，我们使用序列到序列（Seq2Seq）模型来训练数据，Seq2Seq模型在前一节的机器翻译部分已经进行了说明。代码如图9.49～图9.51所示，训练后的输出如图9.52所示。
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图9.49　词条化代码
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图9.50　使用GloVe初始化词向量
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图9.51　训练模型

示例输出如图9.52所示。
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图9.52　模型的预测结果

生成摘要的例子需要很多的计算资源，有可能你的机器没有足够的内存（RAM）来运行代码。如果是这样的话，有很多云平台可以使用，如谷歌云、亚马逊云计算服务（AWS）等。

现在你理解了NLU和NLG应用。还有一个有关NLG的应用，可以在这里获取：https://github.com/tensorflow/models/tree/master/im2txt


这个应用为图片生成标题，这是计算机视觉和NLG的结合应用。必要的信息在GitHub上给出了，所以看看这个例子吧。

下一节将介绍基于梯度下降的优化策略。TensorFlow提供了一些梯度下降算法的变体。当我们了解了这些变体的工作方法和各自的优缺点后，我们就能很容易地为DL算法选取优化算法了。


9.9　基于梯度下降的优化

本节将讨论TensorFlow提供的基于梯度下降的优化算法选项。在最开始，你也许不清楚该选择哪种优化方法，但是当了解了DL算法的实际逻辑后，一切就很清晰了。

我们使用基于梯度下降的方法开发人工智能系统。通过这个算法，机器可以学习如何从数据中识别模式。这里我们的目的是获取局部极小值，而目标函数是机器最终预测或产生的结果。在基于梯度下降的算法中，我们不关心如何在一开始就到达目标函数的最优结果，而是重复地采取中间的最佳步骤，这些步骤将令我们最终达到最佳目标，即局部极小值。这种有根据的猜测和检查的方法能够很好地达到局部极小点。当DL算法达到局部极小值时，算法能够生成最佳结果。我们已经学习了基础的梯度下降算法，如果你遇到了过拟合和欠拟合，你可以使用不同类型的梯度下降优化你的算法。有很多不同的用于生成理想的局部极小值的梯度下降方法，控制算法的变化，更新参数，并最终导致ML和DL算法的收敛。以函数Y=X2
 为例，它的偏导数是Y′=2X。我们从一个随机值开始求函数的局部最小值，如X=3，那么Y′=2×3=6，要获取局部最小值，就要向着Y′为负的方向，即Y′=-6移动。在第一轮迭代后，你可以取这个方向上的下一个值，X=2.3，那么Y′=2×2.3=4.6，Y′仍是正值，我们仍需要向着Y′为负的方向——Y′=-4.6移动。同理，如果Y′是一个负数，则向着它的反方向，也就是为正数的方向移动。在几轮迭代后，Y′的值将非常接近于0，在这个点，函数Y取得了局部极小值。现在让我们从基本的梯度下降开始，学习各种梯度下降的变体。

1.基本梯度下降

在基本梯度下降中，我们计算整个训练集的损失函数的梯度来执行一次更新。在一次更新的过程中，需要考虑完整的训练集和所有参数，因此它非常慢。公式如下所示：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


图9.53给出了简单的示例代码帮助理解。
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图9.53　梯度下降示例代码

图片来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


由于这种方法过于缓慢，我们将介绍随机梯度下降。

2.随机梯度下降

在这种方法中，我们对每个训练样例和标注都进行一次参数更新，因此我们只需要在训练集外添加一个循环。这种方法的参数更新速度比基本梯度下降要快。下面给出了它的公式：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


辅助理解的代码如图9.54所示：
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图9.54　随机梯度下降示例代码

图片来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


这种方法也存在一定的问题，它令收敛变得更复杂。有时对参数更新过快，算法越过了局部极小值并继续运行。为了避免这样的问题，下面介绍批量梯度下降算法。

3.批量梯度下降

批量梯度下降算法吸取了基本梯度下降和随机梯度下降两者的优点。我们从训练集中抽取一个子集作为批量，并在训练一个批量之后更新一次参数。这种梯度下降方法用于基本的ANN中，它的公式如下所示：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


该方法的示例代码如图9.55所示。
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图9.55　批量梯度下降示例代码

图片来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


如果我们的数据是高维的，那么可以采用一些其他的梯度下降方法，从momentum开始介绍。

4.基于动量（momentum）的方法

如果所有的参数值构成曲面上一面比另一面更陡峭，此时算法非常容易陷入局部最优解。在这种情况下，随机梯度下降算法将持续震荡。为了解决这个问题，我们引入了momentum方法，下面给出了它的公式：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


在公式中，从上一步到当前步所做的是增加了当前梯度方向的一部分，放大了正确方向上的参数更新，因此加快了收敛速度，减少了震荡。这里的momentum类似于物理学中的动量概念。由于这种方法在经过局部最优值时不会停下来，因为动量值仍然很高，可能会错过局部最优值。这个问题可以被Nesterov梯度下降方法解决。

5.Nesterov方法加速梯度

该方法由尤里·涅斯特罗夫提出，他试图解决momentum所导致的问题。Nesterov加速梯度的公式如下所示：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


如你所见，我们做了和momentum方法中同样的计算，但改变了计算顺序。在momentum中，我们首先计算梯度，并通过动量增强它。而在Nesterov加速梯度算法中，我们首先计算基于动量的更新，然后计算当前梯度，之后为它添加校正，并执行最后的更新。这有助于我们更动态地更新参数值。

6.Adagrad

Adagrad代表自适应梯度，这种方法允许学习速率根据参数进行调整。对不频繁更新的参数，算法进行较大的更新，而对于频繁更新的参数，算法执行较小的更新，公式如下所示：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


这种方法在每一轮为每个参数基于历史的梯度提供不同的学习速率，我们不需要手动进行学习速率的调整。但是，这一方法也有局限，公式中显示，由于分母中梯度开方的加和总是正数，随着分母的增大，整体学习速率将总是越来越小。有时候学习速率变得过小，导致ML模型停止学习。为了解决这个问题，Adadelta方法被引入。

7.Adadelta

Adadelta是Adagrad的扩展。在Adagrad中，持续地对分母进行累加将导致学习速率越来越小。在Adadelta中，我们不将过去的开方根相加，而是限制了过去梯度的大小。

下面给出了它的公式：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


公式中显示，我们使用所有历史梯度的平方的期望作为平均衰减，当前迭代的均值E[g2
 ]t
 依赖于过去所有梯度的均值和本轮的梯度。

在看到所有的优化方法之后，你已经知道了如何为每个参数计算单独的学习速率，如何计算动量，以及如何防止学习速率的过分衰减。我们仍可以通过添加自适应动量来进行改进，这就是Adam。

8.Adam

Adam指自适应动量估计。我们已经为每个参数计算了它的学习速率，那么同时也可以为它们计算单独的动量，如下所示：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


首先，我们需要计算梯度的均值，然后计算方差，并使用它们更新参数，就像Adadelta一样。Adam的公式如下所示：
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公式来源：http://sebastianruder.com/optimizing-gradient-descent/index.html#challenges


现在你该明白自己要采用哪种方法了。我认为整体上Adam是最好的选择，因为它具有优于其他算法的性能。你也可以使用Adadelta和Adagrad。如果数据很稀疏，那你不应该使用SGD、momentum或Nesterov方法。


9.10　人工智能与人类智能

在过去的一年里，你也许已经听过这样的问题，在人工智能领域，它们已经是普遍现象了。人们制造了一场关于AI将导致人类消失，机器将夺取权力的炒作。现在让我告诉你，这不是真的，这些威胁听起来更像是科幻小说。我认为，人工智能正处于高速发展阶段，但其目的是为了作为人类的补充，让人类生活得更容易。我们仍在探索宇宙中复杂和未知的真理，并希望以此帮助我们建立应用人工智能的系统。人工智能本身仅仅是帮助我们，令我们的生活更精彩，但人类不会被AI所淹没。因此，享受现阶段的人工智能并以积极的方式面对人工智能生态系统吧。

人们担心人工智能会夺走他们的工作，但它并不会，它会令你们的工作更轻松。如果你是一名医生，现在正在某个癌症报告上书写你的结论，人工智能将帮助你。在信息技术（IT）行业，人们担心人工智能将取代程序员。如果你相信很快研究者们和科技公司就能够生产出比人类更强大的机器，机器将很快取代所有人类，那么你最好尽快学习ML、DL和AI相关的技术，这样也许你就是这个行星上最后一个有工作的人类了！我们总是认为AI将夺取人们的工作，但这个AI生态系统也将创造许多工作，因此无须担心。


9.11　总结

在这一章中，我们学习了很多东西，比如为什么深度学习是当前人工智能的热门、人工神经网络的概念，以及梯度下降算法、各种激活函数和损失函数。我们还学习了DNN的架构和DL的生命周期，并接触了基础的序列到序列模型，开发了机器翻译、标题生成和自动摘要等应用。此外，我们还研究了基于梯度下降的优化方法。

下一章将为你提供hadoop、spark等框架的概述，你还可以看到这些框架以及其他工具和库的安装指南。此外，如果你是Python新手，你还可以找到很多便捷的Python库的列表。如果你想要提高你的数据科学和NLP技能，我还给出了一些建议。最后，我也提供了我的Gitter链接，如果有任何问题，欢迎与我联系。


第10章　高级工具

本章会关注怎么在NLP应用中使用多种框架。我们会对这些框架进行概述，学习它们的基本特性和功能。我们不会深入到每个框架细节中进行学习。讲述这些框架的目的是让你意识到在搭建多样的NLP应用时，可以同时使用各种不同的工具和框架。我们还会学习一些可视化类库来帮你开发一个可视化面板（dashboard）。


10.1　使用Apache Hadoop作为存储框架

Apache Hadoop是一个被广泛使用的框架，该框架提供了简单的编程模型来实现在普通计算机集群上分布式地处理大规模数据集。Hadoop使用了MapReduce的概念，可以将输入查询分解成小模块然后并行地处理数据，并存储到分布式文件系统
 （Hadoop Distributed File System，HDFS）中。

Hadoop框架具有以下特征：

●可伸缩（scalable）

●成本划算（cost-effective）

●鲁棒的生态系统（robust ecosystem）

●快速的数据处理能力（faster data processing）

Hadoop可以被用作NLP应用中的数据存储框架。如果你想存储大规模的数据，可以使用多节点的Hadoop集群，将数据存储到HDFS上。很多NLP应用都使用HDFS来存储历史数据。Hadoop分发给每个数据块一段处理程序，每块数据在本地被处理。这些特性使得Hadoop程序运行速度非常快。Hadoop中的程序虽然是运行在比较慢的磁盘层面，但是分布式的方式可以加快整体速度。你可能会觉得内存层面的操作会比磁盘层面的操作快很多，但是当数据量非常大的时候，是不能一次性地装入到内存中去的。因此，使用一个多节点的集群并行地在本地处理数据的方法可以提供很好的数据吞吐能力。

Hadoop平台的核心架构由如下部分组成：

●HDFS

●MapReduce

●YARN

●其他常用组件

图10.1展示了Hadoop的架构。
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图10.1　Hadoop 2.x yarn架构

图片来源：https://github.com/zubayr/big_config/blob/master/hbase/hbase_tuning.md


图10.2展示了Hadoop生态系统。

对于实时数据处理任务（real-time data processing）来说，Hadoop有一点慢，效率比较低。不用担心，有另一个框架可以帮助我们处理实时数据。

很多NLP应用使用Hadoop做数据存储，因为Hadoop可以很好地处理数据。我个人也使用Hadoop中的HDFS来存储我的语料，然后使用Spark MLlib来开发机器学习算法。对于实时的数据处理任务，我会使用Apache Flink。

为了方便进行实验，这里会提供搭建一个单节点Hadoop集群的步骤，链接如下：


https://github.com/jalajthanaki/NLPython/blob/master/Appendix3/Installationdocs/App3_3_Hadoop_installation.md.
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图10.2　Hadoop生态系统

图片来源：https://s3.amazonaws.com/files.dezyre.com/images/blog/Big+Data+and+Hadoop+Training+Hadoop+Components+and+Architecture_1.png


可以在下面链接的文档中找到一些Hadoop的使用命令：

●https://dzone.com/articles/top-10-hadoop-shell-commands


●https://hadoop.apache.org/docs/current/hadoop-project-dist/hadoop-common/FileSystemShell.html



10.2　使用Apache Spark作为数据处理框架

Apache Spark是一个大规模的数据处理框架，运行速度比较快，是一个通用的引擎。Spark是运行速度最快的处理框架之一，能够进行内存数据处理和硬盘数据处理。

Spark具有以下几个重要的特性。

●速度快：Apache Spark数据内存运行的速度可以达到Hadoop MapReduce的100倍，数据硬盘运行的速度可以达到10倍。

●方便使用：Spark提供了多种多样的API接口，可以使用Scala、Java、Spark和R等语言进行调用。

●通用性好：Spark提供了一些很有用的特性，包括可以结合SQL命令（combine SQL），进行流处理（streaming）和复杂数据分析。

●跨平台性好：Spark可以运行在Hadoop、Mesos等平台上，也可以独立运行或是在云端运行。你可以使用多种数据源，包括HDFS、Cassandra、HBase和S3。

我会使用MLlib来训练我们的模型，也会使用Spark Java和PySpark API。这种方式的好处是可以很方便地重定向到HDFS，即可以把训练好的模型存储到HDFS上，然后在使用的时候加载出来。我亲身体验过，Spark会加速程序的运行速度。加速背后的原因是Spark的内存处理架构。图10.3给出了Spark的架构。
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图10.3　Spark运行架构

图片来源：https://www.slideshare.net/datamantra/spark-architecture


图10.4展示了Spark生态系统。
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图10.4　Spark生态系统

图片来源：http://jorditorres.org/spark-ecosystem/


你可以通过访问下面的GitHub链接来学习Spark的安装步骤：


https://github.com/jalajthanaki/NLPython/blob/master/Appendix3/Installationdocs/App3_4_Spark_installation.md




访问下面的链接，可以获取到关于Spark的更多知识：

●https://jaceklaskowski.gitbooks.io/mastering-apache-spark/content/


●https://www.gitbook.com/book/jaceklaskowski/mastering-apache-spark/detail


●http://spark.apache.org/


●http://spark.apache.org/docs/latest/ml-guide.html


●http://spark.apache.org/docs/latest/mllib-guide.html



10.3　使用Apache Flink作为数据实时处理框架

Apache Flink可以用于实时的数据流处理和批处理。我前面提到我们并不需要担心实时处理框架，原因就是可以使用Flink。

Flink是一个开源的流处理框架，面向分布式的高性能、高可用和高精度的数据处理应用。可以访问如下链接了解更多关于Flink的知识：


https://flink.apache.org/




Flink会在未来提供非常强大的服务，如图10.5所示。
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图10.5　Flink的特性

图片来源：https://flink.apache.org/


Flink是一个比较新的框架，如果你想要开发实时的情感分析或是推荐引擎，Flink会非常有用。你可以访问下面的链接来了解如何使用HDFS、Flink、Kappa、Lambda等框架的使用：


https://www.youtube.com/watch?v=mYGF4BUwtaw




这个视频会让你知道多个框架是如何结合使用来开发一个优秀的实时处理程序的。


10.4　Python中的可视化类库

可视化是一个重要的任务，可以用来追溯特定的处理过程和展示程序的输出结果。我们在第6章和其他章中使用了matplotlib库进行可视化操作。

包括matplotlib，我们可以使用多样的可视化类库。

●matplotlib：使用简单，用途广泛

●bokeh：提供定制化的主题和图表

●pygal：可以生成比较美观的图表

你可以访问下面的链接来学习每个类库。所有的类库都有自己的文档供查询，以便你能制作自己的图表。

Matplotlib的相关链接：


https://matplotlib.org/
 。

Bokeh的相关链接：


http://bokeh.pydata.org/en/latest/docs/gallery.html
 。

pygal的相关链接：


http://pygal.org/en/stable/documentation/index.html
 。


10.5　总结

如果你想了解这些框架和类库的详细信息，可以使用Gitter来联系我，因为深入地讲解这些知识已经超出了本书的范畴。

对这些框架的概述可以帮助你知道它们是怎样在NLP应用中使用的。Hadoop可以用来存储。Spark MLlib可以用来开发机器学习模型，模型可以存储到HDFS中，随时被加载出来使用。当实时数据分析和处理完全实现后，Flink可以让我们的生活发生非常大的变化。你可以使用Flink搭建实时的情感分析、文档分类、推荐等应用。Matplotlib可以在开发机器学习模型时使用。pygal和bokeh可以给用户提供良好的可视化面板。


第11章　如何提高你的NLP技能

本章会提供一些提高NLP技能的方法，从而帮助你提高NLP技能。


11.1　开始新的NLP职业生涯

如果你是一个程序员，想进入NLP领域发展，那么要记得下面的建议：

●NLP和AI发展的速度非常快，对你来说，仅仅获取技能是不够的，需要随时更新这些技能。

●对所有研究NLP和数据科学的人来说，Kaggle都是一个最好的学习平台。如果你是第一次听说这个比赛平台，可以访问下面的链接，你一定不会失望的：


https://www.kaggle.com/




●参与Kaggle竞赛，进行学习、讨论和系统实现。

●如果你有编程背景，那么GitHub会是你的新简历，试着创建新项目然后上传到GitHub。

●为开源社区中的项目做贡献，这会帮助你思考并提高你的编程能力。

●参加各种会议，努力探索新的想法和技术。

●读学术论文。

●成为一个社区或是讨论组的成员。

●多问问题，解锁你自己。

●思考产品的架构。

●结合你所学的知识，从更高的层面来看待你开发的产品。

●如果你认为你已经学得够多了，那么就思考吧！有时候，你接触的用户的场景、应用等可能比较简单，不能激发你的兴趣，那么停止学习和体验，给你的思维一个更好和更新的方向（像牛顿和爱因斯坦一样，他们停下学习，开始思考，然后给我们提供大量的科学理论）。努力创造一些能够正面影响其他人生活的东西。


11.2　备忘列表

我在如下链接中提供了各种类库和框架的备忘列表：
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备忘列表中包括了下面的所有类库、工具和框架。这些备忘单并不是我编写的，在这里向制作这些备忘列表的作者致敬，备忘列表中涉及的主题包括：

●针对初学者的Linux图书

●Python

●NumPy

●SciPy

●pandas

●Fask

●scikit-learn

●TensorFlow API：https://www.tensorflow.org/api_docs/python/


●TensorFlow备忘单：https://github.com/crscardellino/cheatsheets/blob/master/tensorflow.md
 （由Cristian Cardellino制作）

●Keras

●PySpark

●Math

●Git

●Linux


11.3　确定你的领域

读过本章后，你可能会对你喜欢做什么事有了充足的认识。你是想搭建核心的机器学习模块？你喜欢在类似于Hadoop、Spark等框架上工作吗？你对设计系统架构比较有热情？你想为可视化做出贡献？考虑清楚，然后决定。

你可以选择进入数据科学中的某个领域或负责数据科学产品开发周期中的一部分。这里以我个人的经历举例说明。我曾经在中等规模和初创的组织中工作。现在，我可以有自由的空间来探索数据科学中的多个方面，例如我可以提出一个数据科学产品并发布。我通常会对商业机会进行分析后提出一个新的数据科学产品。我会通过想象如果我们推出了这项产品，用户会如何使用它，以及我所在的公司会从中得到什么正面的影响，来对我的这项产品策划做评价。然后，我以提出问题的方式来开始设计部分的工作，例如我们需要哪种类型的数据，需要什么样的数据源，需要收集哪些关键的数据样本，产品的架构应该是怎么样的，需要使用哪个机器学习模型，怎么和现有的产品进行集成，什么时候进行产品发布，等等。如果你希望能够像我一样研究所有的领域和数据科学产品，也是非常好的，只需要你能够由衷地富有激情地工作，同时要有宏观的视野。


11.4　通过敏捷的工作来实现成功

NLP或是其他数据科学相关的项目需要多轮的迭代来得到较好的输出。为获取好的效果，你需要先深入理解问题的描述，然后对数据进行分析，搭建一个基本的原型，接着对原型模型进行验证。如果模型的效果足够好，那么工作就完成了；如果模型效果不好，那就需要尝试不同的算法，对超参进行调整或是改变特征集。你需要在工作中保持敏捷性，尝试确定问题的原因然后进行更好的迭代。在Stack Overf low网站上提出你的问题，努力搜索问题的答案，这会对你帮助很大。对于所有的技术和工具，要随时保持更新，总会存在一些类库可帮助你解决问题。寻找一些付费的第三方工具，然后弄明白它们是如何工作的。通过使用这些工具，你可以成为产品专家，你的产品可能会给用户带来更大的价值。


11.5　NLP和数据科学方面一些有用的博客

下面是一些NLP和数据科学领域内重要的博客：

●http://www.datasciencecentral.com/


●https://nlp.stanford.edu/blog/


●http://www.kdnuggets.com/


●https://nlpers.blogspot.in/


●https://lingpipe-blog.com/lingpipe-home-page/



11.6　使用公开的数据集

下面是一些可用的数据集：

●Kaggel数据集：https://www.kaggle.com/datasets


●UCI机器学习：http://archive.ics.uci.edu/ml/


●Reddit：https://www.reddit.com/r/datasets/


●一个非常棒的GitHub代码库包含了一个公开数据集的列表：


https://github.com/caesar0301/awesome-public-datasets




●Google Advanced Search在你搜索数据集时也非常好用：


https://www.google.co.in/advanced_search





11.7　数据科学领域需要的数学知识

如果你没有技术背景，想要学习对NLP或是数据科学方面有用的数学知识，那么可以访问下面的地址进行学习：


https://www.khanacademy.org/math




如果你想要寻找相关的链接、研究论文和书籍等，可以访问如下GitHub链接：


https://github.com/jalajthanaki/NLPython/tree/master/Appendix2




如果你想对这个页面增加新的内容，就放手去做，我们一起来完善这段学习旅程。


11.8　总结

本章主要是和大家分享我的个人观点。这些观点或许可以帮助你前行。我提供了一些建议、操作步骤和一些供你学习的领域，也提供了很多Python类库的备忘单。


第12章　安装指导

本章会讲解Python类库的安装、单节点Hadoop集群的搭建和单节点Spark集群的搭建。如果你想要问我一些关于本书或是任何NLP相关的问题，可以在Gitter上找到我。


12.1　安装Python、pip和NLTK

Pip表示使用pip命令来安装Python环境或是Python包。

访问下面的链接，你可以看到如何安装pip和nltk工具：


https://github.com/jalajthanaki/NLPython/blob/master/Appendix3/Installationdocs/App3_1_Install_python_pip_NLTK.md




Python在Linux和macOS系统中会被预先安装，建议使用Linux或是macOS系统，这样会比较方便搭建机器学习相关的框架。


12.2　安装PyCharm开发环境

你可以通过访问下面的链接来完成Linux系统下PyCharm开发环境的安装：


https://github.com/jalajthanaki/NLPython/blob/master/Appendix3/Installationdocs/App3_2_Pycharm_installation_guide.md





12.3　安装依赖库

你可以运行下面的命令来安装NLP应用程序所需的多种Python依赖库：
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下面的链接是依赖库相关的文件：


https://github.com/jalajthanaki/NLPython/blob/master/pip-requirements.txt





12.4　框架安装指导

单节点Hadoop集群的搭建指导：


https://github.com/jalajthanaki/NLPython/blob/master/Appendix3/Installationdocs/App3_3_Hadoop_installation.md




单节点Spark集群的搭建指导：


https://github.com/jalajthanaki/NLPython/blob/master/Appendix3/Installationdocs/App3_4_Spark_installation.md




Tensorf low安装指导：


https://www.tensorflow.org/install/





12.5　解决你的疑问

如果你对安装过程存在疑问，可以访问下面的链接在Gitter上找到我：


https://gitter.im/NLPython/Installation_queries?utm_source=share-link&utm_medium=link&utm_campaign=share-link




如果你对代码或是本书存在疑问，可以访问下面的链接在Gitter上找到我：


https://gitter.im/NLPython/Lobby?utm_source=share-link&utm_medium=link&utm_campaign=share-link





12.6　总结

本章主要给你提供安装各种类库的细节指导，同时也给出了安装各种开发环境的步骤。为了更方便安装，我给出了一个pip安装的依赖文件。通过运行前面给出的命令就可以安装Python依赖库。我也给出了安装单节点Hadoop和Spark集群的步骤。如果你对安装过程有任何疑问，可以联系我。
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import re
1from collections import Counter|
def words(text):

return re.findall(r'\w+', text.lower())

WORDS = Counter(words(open('/home/jalaj/PycharmProjects/NLPython/NLPython/data/big.txt').read()))

def P(word, N=sum(WORDS.values())):
“Probability of ‘word .*
return WORDS[word] / N

def correction(word):
“Most probable spelling correction for word.*
return max(candidates(word), key=P)

def candidates(word):
“Generate possible spelling corrections for word.”
return (known([word]) or known(editsl(word)) or known(edits2(word)) or [word])

def_known(words) :
“The subset of “words® that appear in the dictionary of WORDS.*
return set(w for w in words if w in WORDS)

def editsl(word):
“All edits that are one edit away from “word™.”
letters = 'abcdefghijklmnopgrstuvwxyz'
splits = [(word[:i], word[i:]) for i in range(len(word) + 1)]
deletes = [L + R[1:] for L, R in splits if R]
transposes = [L + R[1] + R[8] + R[2:] for L, R in splits if len(R) > 1]
replaces = [L + c + R[1:] for L, R in splits if R for c in letters]
inserts = [L + ¢ + R for L, R in splits for c in letters]
return set(deletes + transposes + replaces + inserts)

def edits2(word):
“All edits that are two edits away from “word’.®
return (e2 for el in editsl(word) for e2 in editsl(el))

if _name_ = "_main
print correction(‘aple')
print correction("correcton’)
print correction("statament')
print correction(" tutpore')
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vector_size = 300
window_size = 15
min_count = 1

sampling_threshold = le-5
negative size = 5
train_epoch = 100

dn=6 #0=dbow; 1= dnpy

worker_count = 1 # nunber of parallel processes

# pretrained word embeddings
pretrained_emb = “/home/jalaj/PycharmProjects/NLPython/NLPython/ch6/doc2vecdata/pretrained word_embeddings. txt"

# None If use without pretrained embeddings

# dnput corpus
train_corpus = "/home/jalaj/PycharnProjects/NLPython/NLPython/ch6/doc2vecdata/train_docs. txt"

# output model
saved_path = "/home/jalaj/PycharmProjects/NLPython/NLPython/ch6/doc2vecdata/model . bin"

# enable logging

logging. basicConfig(format="(asctine)s : %(levelnane)s : %(message)s', level=logging. INFO)

# train doc2vec model

docs = g.doc2vec. TaggedLineDocunent (train_corpus)

model = g.Doc2vec(docs, size=vector_size, window-window size, min_count=min_count, sample=sampling_threshold,
workers=worker_count, hs=0, dn=dm, negative=negative size, dbow words=1, dm conca
iter=train_epoch)
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King - man + woman:

[
(u'queen’, 0.7118192315101624),

(u'monarch’, 0.6189674139022827),
(u'princess’, 0.5902431607246399),
(u'crown_prince’, 0.5499460697174072),
(u'prince’, 0.5377321243286133),

(u'kings', 0.5236844420433044),
(u'Queen_Consort, 0.5235946178436279),
(u'queens’, 0.5181134343147278),
(u'sultan’, 0.5098593235015869),
(u'monarchy’, 0.5087411999702454)

1

Similarity between man and woman:
0.7664012231
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Trom gensin import models
w = models.Word2vec. load word2vec_format (*/home/jalaj/Downloads/GoogleNews-vectors-negative300.bin*, binary=True)
if “the’ in w.wv.vocab:

print “Vector for word “the’ \n"

print w.wv['the']
else:

print "Vocabulary doesn't include word ‘the’\n"
if 'a’ in w.wv.vocab:

print “Vector for word ‘a’ \n"

print w.wv['a']
else:

print "Vocabulary doesn't include word ‘a’\n"
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def advanceregex():
text = "I play on playground. It is the best ground.”

positivelookaheadobjpattern = re.findall(r"play(7=ground)", text,re.M | re.I)
print “Positive lookahead: " + str(positivelookaheadobjpattern)
positivelookaheadobj = re.search(r'play(?=ground)’, text,re.M | re.I)

print "Positive lookahead character index: "+ str(positivelookaheadobj.span())

possitivelookbehindobjpattern = re.findall(r" (7<=play)ground’ text,re.M | re.I)
print "Positive Lookbehind: " + str(possitivelookbehindobjpattern)
possitivelookbehindobj = re.search(r (7<=play)ground’, text, re.H | re.I)

print "Positive lookbehind character index: " + str(possitivelookbehindobj.span())

negativelookaheadobjpattern = re.findall(r'play(?!ground)’, text, re.M | re.I)
print “Negative lookahead: " + str(negativelookaheadobjpattern)
negativelookaheadobj = re.search(r'play(?!ground)’, text, re.M | re.I)

print "Negative lookahead character index: " + str(negativelookaheadobj.span())

negativelookbehindobjpatter

= re.findall(r' (?<!play)ground’, text, re.M | re.I)
print “negative lookbehind: " + str(negativelookbehindobjpattern)
negativelookbehindobj = re.search(r'(?<!play)ground’, text, re.M | re.I)

print "Negative lookbehind character index: " + str(negativelookbehindobj.span())

searchvsmatch()
print "\n"
basicregex()
print "\n"
advanceregex()
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thrones2vec.wv.most_similar("Stark”)
2017-65-22 12:53:41,884 : INFO : precomputing L2-norms of word weight vectors

[(u'Eddard", ©.7480276226997375),
(u'Winterfell', ©.6750659346580565),
(u'direwolf', 0.6425904035568237),
(u’Hornwood', 0.6366876363754272),
(u'Lyanna’, ©.6365906000137329),
(u'beheaded’, 0.6254189014434814),
(u'Karstark', 0.6238248348236084),
(u'executed', 0.6236813068389893),
(u'Brandon", '0.6221044659614563) ,
(u'Robb*, ©.620850682258606) ]
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Positive lookahead: [*play']
Positive lookahead character index: (16, 14)
Positive lookbehind: [ground']

Positive lookbehind character index: (14, 20)
Negative lookahead: ['play’]

Negative lookahead character index: (2, 6)
negative lookbehind: ['ground"]

Negative lookbehind character index: (37, 43)
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def nearest_similarity_cosmul(startl, endl, end2):
similarities = thrones2vec.most_similar_cosmul(

end2, startl],

end1]

start2 = similarities[e][0]
print("{start1} is related to {end1}, as {start2} is related to {end2}".format(**locals()))
return start2

nearest_similarity cosmul(*Stark", "Winterfell*, "Riverrun®)
nearest_similarity_cosnul(*Jaine”, “sword", "wine")
nearest_similarity_cosnul *Arya®, "Nymeria“, *dragons®

Stark is related to Winterfell, as Tully is related to Riverrun
Jaime is related to sword, as drank is related to wine
Arya is related to Nymeria, as Dany is related to dragons

u'Dany"
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Vector for word

[ 6.68007812 ©.
0.03515625 -0.
0.01287842 6.
0.02026367 O.
0.06542969 0.
-0.03491211 -0.
-0.07226562 -0.
0.03271484 -0.
0.03833008 0.
-0.04272461 0.
-0.11328125 0.
0.02636719 6.
0.68544922 -0.
0.0267334 0.
-0.03735352 -0.
0.05078125 .
-0.00692749 0.

"the’

10498047
11865234
04980469
01330566
05834961
0123291

05224609
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04443359
09765625
09326172
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03686523
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Input: Two String, X and Y

Output: cheapest possible sequences of the character edits for converting
string from X to Y. D( i , j ) = minimum distance cost for converting X
string to Y
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0.11474609
0.01367188
-0.04516602
0.12207631
0.04516602
-0.0402832
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-0.07128906
-0.01831055

.03173828
.02734375
01733398
.12353516
.08691406
.14648438
.09326172
.08935547
.01483154

coooooDDD

02209473
00592041
02111816
.0039978

02941895
02441406
06542969
07128906
00500488

Vocabulary doesn't include word 'a’

07226562
06738281
03515625
04516602
03759766
01953125
.01843262
.03015137
00366211

03686523
05053711
.04296875
01855469
03442383
0065918

09326172
01300049
04760742

.02563477
.02832031
.06640625
04833984
.07373047
.0018158
01574707
.01635742
.06884766]
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X points = hours student study

Y points = Test score

32.5023452695

31.7070058466

53.4268040333

68.7775959816

61.5303580256

62.5623822979

47.4756396348

71.5466322336

59.8432078695

87.2309251337

55.1421884139

78.2115182708

52.2117966922

79.6419730498

39.2995666943

59.1714893219

48.1050416918

75.3312422971
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|def run():
# Step 1 : Read data

# penfromtext is used to read out data from data.csv file.
points = genfromtxt("/home/jalaj/PycharmProjects/NLPython/NLPython/ch9/gradientdescentexanple/data. csv"

# Step2 : Define certain hyperparaneters

# how fast our model will converge means how fast we will get the line of best fit.
# Converge means how fast our M_ model get the optimal line of best fit.
learning_rate = 6.0001

# Here we need to draw the Line which is best fit for our data.

#50 we are using y =mx + b ( x and y are points; m is slop; b is the y intercept)
# for initial y-intercept guess

initial b = 6
# initial slope guess
initial m =

# How much do you want to train the model?
# Here data set is small so we iterate this model for 1000 times.
num_iterations = 1009
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wget http://mattmahoney.net/dc/text8.zip -P /tmp
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Hi Jalaj,

Thanks for informing.

| will check it and revert back soon.

Reply

Thank you. || Thanks a lot. H ‘Thank you for your response.
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[(u'plun’, 0.7604337930679321)
,(u'bag', 0.7604188919067383)
,(u'tow', 0.7603976726531982)
,(u'clingstone', 0.7594519853591919)
,(u'peach', 6.7581210136413574)
,(u'andirons', ©.7574816942214966)
,(u'harnonica', ©.7570903301239014)
,(u'dragonfly', ©.7570433616638184)
,(u'burlap', 6.7561445236206055)
,(u'harp', ©.7559112906455994)

1
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[
(u'stampede’, ©.68898890286508008),
(u'dome’, ©.6877015439616696),
(u'dodo’, ©.66880217191693259)
,(u'coffin', 0.66225539108457376)
,(u'cerebral’, ©.66159020499848764)
,(u'mysterious', 6.65478733848138226)
,(u'giant’, ©.65038313074580578)
,(u'triangle’, 0.64855186344301308)
,(u'vicious', 0.64641885680231859)

1

[
(u'man’, ©.75136637433681674)
,(u'young', ©.7469214969113348)
,(u'baby', ©.73726725663573894)
,(u'woman', ©.72547071513284545)
,(u'wise', 0.68475484060033442)
,(u'girls’, ©.67454497245994827)
,(u'boys', ©.67019967099320665)
,(u'teenage’, ©.66537740499008224)
,(u'sick', ©.65327444225489562)

1
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unzip text8.zip

cd /tmp

sudo chmod 777 ./text8

sudo chown yoursystemusername:yoursystemusername ./text8
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import itertools
from gensim.models.word2vec import Text8Corpus
from glove import Corpus, Glove

sentences = list(itertools.islice(Text8Corpus(*/tmp/texts" ), None))
corpus = Corpus()

corpus. fit(sentences, window=10)

glove = Glove(no_components=100, learning_rate=0.05)

glove. fit(corpus.matrix, epochs=30, no_threads=4, verbose=True)
glove.add_dictionary(corpus.dictionary)

print glove.most_similar(frog*, number=10)
print glove.nost_similar('girl’, number=10)
print glove.most_sinilar('car’, nunber=10)
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Xe,= Xp+ Xp)/2=(2+3)2=25
Yo, = (Yp+Y)/2=(4+5)/2=45
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C,=(1,05),ED=~/G -1+ (5-0.5)7 =49

C,= (1.66,3.66), ED =~/(3 - 1.66)*+(5 - 3.66)>= 1.9
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rom sklearn.cluster import KMeans
um_clusters = 5

= KMeans (n_clusters=num_clusters)
stime km.fit(tfidf matrix)

lusters = km.labels_.tolist()
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C,= (1.66,3.66), ED =~/(0 — 1.66)>+ (2 -3.66)%> =2.4
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C,=(1,05),ED=~/1-1%+ (1-0.57=0.5

C,= (1.66,3.66), ED=~/(1-1.66)>+ (1-3.66)>=2.78
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--0utput of re.findall()-
['sentence’, 'sentence’, 'sentence']

Output of Groups--

1st group ------- Doe
2nd group - - John
3rd group ------- 1111-1212

--Output of re.sub()--------
Phone Num : 1111-2222-3333
Revised contactINFO : Doe, Peter: 1111-1212
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inport re

+def searchvsmatch():

def basicregex():
line = "This is test sentence and test sentence is also a sentence."
contactInfo = ‘Doe, John: 1111-1212'
print " Output of re.findall()---
# re.findall() finds all occurences of sentence from line variable.
findallobj = re.findall(r'sentence’, line)
print findallobj

# re.search() and group wise extraction
groupwiseobj = re.search(r'(\w+), (\wk): (\S#)', contactInfo)
print "\n"
print ------Output of Groups-
print "1st group - + groupwiseob;j .group(1)
print "2nd group - + groupwiseobj .group(2)
print “3rd group ------- " + groupwiseobj.group(3)

# re.sub() replace string
phone = "1111-2222-3333 # This is Phone Number"

# Delete Python-style comments
num = re.sub(r"#.
print "\n
print
print

# Replace John to Peter in contactInfo
contactInforevised = re.sub(r'John', "Peter”, contactInfo)
print “Revised contactINFO : ", contactInforevised

if _name_ — "

print ----re.match() vs re.search()"
searchvsmatch()

print "\n'{

basicregex()
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from gensim import models

W = models.Word2Vec .load_word2vec_format ( */home/jalaj/Downloads/GoogleNews-vectors-negative300.bin’, binary=True)
print(‘King - man + woman: ')

print(*")

print w.wv.most_sinilar(positive=[ 'woman', 'king'], negative=['man'])

print('Similarity between man and woman: ')

print(w.similarity('woman’, 'man’))
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Top terms per cluster:

uster 0 words: family, home, mother, war, house, dies,

luster 0 titles: Schindler's List, One Flew Over the Cuckoo's Nest, Gone with the Wind, The Wizard of Oz, Titanic, Forrest Gump, E.T}
e Extra-Terrestrial, The Silence of the Lambs, Gandhi, A Streetcar Named Desire, The Best Years of Our Lives, My Fair Lady,
en-Hur, Doctor Zhivago, The Pianist, The Exorcist, Out of Africa, Good Will Hunting, Terms of Endearment, Giant, The Grapes of
rath, Close Encounters of the Third Kind, The Graduate, Stagecoach, Wuthering Heights,

luster 1 words: police, car, killed, murders, driving, house,
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Stemming is funnier than a bummer says the sushi loving computer
scientist.She really wants to buy cars. She told me angrily. It is better
for you.Man is walking. We are meeting tomorrow. You really don''t know..!
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from nltk.corpus import stopwords

def stopwordlist():
stopwordlist = stopwords.words('english’)
for s in stopwordlist:
print s

if _name__ == "_main_":
Stopwordlist()
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Stemmer

stem is funnier than a bummer say the sushi love comput scientist. she
realli want to buy cars. she told me angrily. It is better for you. man is
walking. We are meet tomorrow.

Verb lemma

Stemming be funnier than a bummer say the sushi love computer scientist.
She really want to buy cars. She tell me angrily. It be better for you. Man
be walking. We be meet tomorrow.

Noun lemma

Stemming is funnier than a bummer say the sushi loving computer scientist.
She really want to buy cars. She told me angrily. It is better for you. Man
is walking. We are meeting tomorrow.

Adjective lemma

Stemming is funny than a bummer says the sushi loving computer scientist.
She really wants to buy cars. She told me angrily. It is good for you. Man
is walking. We are meeting tomorrow.

Satellite adjectives lemma

Stemming is funny than a bummer says the sushi loving computer scientist.
She really wants to buy cars. She told me angrily. It is good for you. Man
is walking. We are meeting tomorrow.

Adverb lemma

Stemming is funnier than a bummer says the sushi loving computer scientist.
She really wants to buy cars. She told me angrily. It is well for you. Man
is walking. We are meeting tomorrow.
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from nltk.corpus import stopwords

def customizedstopwordremove() :
stop_words = set(["hi", "bye"]1)
line = """hi this is foo. by
print .join(word for word in line.split() if word mot in stop_words)

|
def stopwordlist():...
“def stopwordremove():...

“def fileloadandremovestopwords():.. |

Sif _name_ = "_main
| #stopwordlist()
customizedstopwordremove()
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1 cat an apple everyday.

/YN

I cat an orange everyday.

1 like driving my scooter to work.
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def stopwordrenove():

if

Stop = set(stopwords.words (*english'))
sentence = "this is a test sentence. I am very happy today."

---Stop word removal from raw text--- -
“.join([i for i in sentence.lower().split() if i not in stopl)

__name_ = "_main_":
Stopwordlist()
customizedstopwordremove()
stopwordremove()
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https://github.com/jalajthanaki/NLPython/blob/master/ch8/sentimentanalysis/sent
imentanalysis_SVM.py
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this is foo.
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from nltk. tokenize import word_tokenize

def wordtokenization() :
content = """Stemming is funnier than a bummer says the sushi loving computer scientist.
she really wants to buy cars. She told me angrily. It is better for you.

Man is walking. We are meeting tomorrow. You really don't know..!
print word_tokenize(content)

if _name__ =="_main_":
wordtokenization()
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Input raw sentence: ""this is a test sentence. I am very happy today.""

test sentence. happy today.
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# Create Teature vectors

vectorizer = TfidfVectorizer(min_df=
nax _df = 0.8,
sublinear tf=True,
use_idf=True)

train vectors = vectorizer. fit_transforn(train_data)

test_vectors = vectorizer. transforn(test_data)

€lf = MultinomialNB()

16 = tine. tine()
clf.fit(train_vectors, train_labels)
1 = time. tine()

prediction = cUf..predict (test_vectors)
t2 = tine. tine()

tine_train = £1-to

tine predict = t2-t1
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[Results for NaiveBayes (MultinomialNB)
[Training time: 6.003268s; Prediction time: ©.000266s|
precision  recall fl-score support|

neg 0.81 0.92 0.86 160)
pos 0.91 0.78 0.84 160)

lava / total 0.86 0.85 .85 200]
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text = """Stemming is funnier than a bummer says the sushi loving computer
scientist.She really wants to buy cars. She told me angrily.It is better
for you. Man is walking. We are meeting tomorrow."""
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For 1 in range(nb_epochs):
np.randon. shuffle(data)
for batch in get_batches(data, batch_size=50):
params_grad = evaluate_gradient(loss_function, batch, params)
params = params - learning_rate * params_grad
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import re

def searchvsmatch():
line = “I love animals."j

matchObj = re.match(r'animals’, line, re.M | re.I)

it matchob;
print "match: ", match0bj.group()

else:

print "No match!1"

search0bj = re.search(r'aninals’, line, re.M | re.I)
if searchobj
print “Search: ", search0bj.group()
else:
print “Nothing found!!"

if _name_ — *_main_":
Searchvsmatch()
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C,=(1,1D),ED=~/1-1)+ (0-1)?=1

C,=(0,2),ED=-/(1-0)2+ (0-2)% =2.23
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Input is: wordlemma.lemmatize(''cars'') Output is: car

Input is: wordlemma.lemmatize(''walking'',pos=''v'') Output is: walk
Input is: wordlemma.lemmatize(''meeting'',pos=''n'') Output is: meeting
Input is: wordlemma.lemmatize(''meeting'',pos=''v'') Output is: meet
Input is: wordlemma.lemmatize(''better'', pos: a'') Output is: good
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C,=(1,1),ED=~/(0-1)"+ (2-1)*= 1.4

C,=(0,2),ED=-/0-0)2+ (2-2)2 =0
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[ 0.143073 0.094925 0.114441 0.111166 0.149289 0.122874
0.119431 0.144800 ]
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No match!!
search: animals
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C,=(, 1D, ED=~/1-1)+10-1)2=0

C,=(0,2),ED=~/(1-0)2+ (1-2)2=1.41
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C,=(1,1),ED=~/2-1)*+ 4-1)2=3.16

C,= (0,2),ED=~/2-0)%+ (4 -2)% =2.82
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C,=(1,1),ED=~3-1)2+ (5-1)% =4.47
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sudo pip install -r pip-requirements.txt
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import numpy as np

def stablesoftmax(x):

"""Compute the softmax of vector x in a numerically stable way."""
shiftx = x - np.max(x)

exps = np.exp (shiftx)

return exps / np.sum(exps)

print stablesoftmax([0.100934,-0.309331,-0.122361,-0.151399,
0.143463,-0.051262,-0.079686, 0.112928])
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from nltk.tokenize import word_tokenize
from nltk.stem.wordnet import WordNetLemmatizer

def wordtokenization():
content = """Stemming is funnier than a bummer says the sushi loving computer scientist.
she really wants to buy cars. She told me angrily. It is better for you.
Man is walking. We are meeting tomorrow. You really don't know..!"
print word_tokenize(content)

def wordlematization():
wordlenna = WordNetLemnatizer()
print wordlenna. lemnatize(" car:
print wordlenna. lennatize( walking' ,pos
print wordlenna. lennatize( 'meeting’ ,pos
print wordlenna. lennatize( 'meeting" ,pos:
print wordlenna. lemnatize('better,pos=

if _name_ =="_main_
wordtokenization()
print "\

@ print " Word Lemmatization
wordlemmatization()
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# Create feature vectors
vectorizer = TfidfVectorizer(in_df=5,
max_df ='0.8,
sublinear_tf=True,
use_idf=True)
train_vectors = vectorizer.fit_transforn(train_data)
test_vectors = vectorizer. transforn(test_data)

# Perforn classification with SVN, kernel=rbf
Classifier_rbf = svm.SVC()

0 = tine. Tine()

classifier rbf.fit(train vectors, train_labels)

£1 = tine. tine()

prediction rbf = classifier rbf.predict(test vectors)
2 = tine. tine()

time_rbf_train = t1-tg

time_rbf predict = t2-t1

# Perforn classification with SW, Kerne
classifier linear = svm.SVC(kernel="linear")

t0 = tine. tine()

classifier_linear. fit(train_vectors, train_labels)

t1 = time.Time()

prediction linear = classifier_linear.predict(test_vectors)
2 = time. Tine()

tine_linear_train = t1-t0

time_Uinear predict = t2-t1

near
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Results Tor SVC(kernel=rbf)

Training time: 6.319218s; Prediction tim

precision  recall fl-score

neg 0.85
pos. 0.78
avg / total 0.82

0.75
0.88

0.81

Results for SVC(kernel=linear)
Training time: 5.752379s; Prediction time:
precision  recall fl-score

neg .91
pos. 0.92
avg / total 0.92

Results for LinearSVC()

0.92
0.91

0.92

0.80
0.83

0.81

0.2
0.91

0.91

Training time: 0.034271s; Prediction time:
precision  recall fl-score

neg 0.92
pos. 0.94

avg / total 0.03

0.94
0.92

0.93

0.03
0.93

0.93

6.6800475
support

108
100

200
0.5654935
support

108
100

200
6.0001855
support

108
100

200
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https://github.com/jalajthanaki/NLPython/tree/master/Appendix2/Cheatsheets
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from _future_ import division
from textblob import TextBlob
import math

def tf(word, blob):
return blob.words. count (word) / len(blob.words)

def n_containing(word, bloblist):
return 1 + sum(1 for blob in bloblist if word in blob)

def idf(word, bloblist):
X = n_containing(word, bloblist)
return math.log(len(bloblist) / (x if x else 1))

def tfidf(word, blob, bloblist):
return tf(word, blob) * idf(word, bloblist)

text = 'tf idf, short form of term frequency, inverse document frequency
text2 = ‘is a numerical statistic that is intended to reflect how important'
text3 = ‘'a word is to a document in a collection or corpus’

blob = TextBlob(text)

blob2 = TextBlob(text2)

blob3 = TextBlob(text3)

bloblist = [blob, blob2, blob3]

tf_score = tf('short’, blob)

1dF _score = idf(’short’, bloblist)

tfidf_score = tfidf('short’, blob, bloblist)

print "tf score for word short--- "+ str(tf_score)+"\n"
print "idf score for word short--- "+ str(idf_score)+"\n"
print "tf x idf score of word short--- “sstr(tfidf score)
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# calculate accuracy of class predictions
from sklearn import metrics
metrics.accuracy_score(y_test, y pred class)

©.98851399856424982

# print the confusion matrix
metrics.confusion_matrix(y_test, y_pred_class)

array([[12e5, 3],
[ 13, 172]])

# print message text for the false positives (ham incorrectly classified as spam)
X_test[y_test <y pred_class]

2340 Cheers for the message Zogtorius. I[ve been st.
4009  Forgot you were working today! Wanna chat, but.
1497  I'm always on yahoo messenger now. Just send t.
Name: message, dtype: object

# print message text for the false negatives (spam incorrectly classified as ham)
X_test[y_test > y pred class]

1777 Call FREEPHONE 0800 542 0578 n
763 Urgent Ur £560 guaranteed award is still uncla.
3132 LookAtMe!: Thanks for your purchase of a video.
1875  Would you like to see my XXX pics they are so .
1893  CALL 09096906040 & LISTEN TO EXTREME DIRTY LIV.
4298  thesmszone.com lets you send free anonymous an.
4394 RECPT 1/3. You have ordered a Ringtone. Your o.
4949 Hi this is Amy, we will be sending you a free
761 Romantic Paris. 2 nights, 2 flights from £79 B.
19 England v Macedonia - dont miss the goals/team.
2821 INTERFLORA - [JIt's not too late to order Inter
2247 Hi ya babe x u 4goten bout me?' scammers gett:
4514  Money i have won wining number 946 wot do i do.
Name: message, dtype: object
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python src/config.py
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wget -P recipe-box/data https://storage.googleapis.com/recipe-
box/recipes_raw.zip; unzip recipe-box/data/recipes_raw.zip -d recipe-
box/data
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python src/config.p
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# inport and instantiate CountVectorizer (with the default parameters)
from sklearn. feature extraction.text import CountVectorizer

# instantiate the vectorizer

vect = CountVectorizer()

# learn training data vocabulary, then use it to create a document-term matrix
vect. fit(X_train)

X_train_dtm = vect. transforn(X_train)

# equivalently: combine fit and transforn into a single step
X_train_dtm = vect.fit_transform(X_train)

# examine the document-term matrix
X_train_dtm

<4179x7456 sparse matrix of type '<type ‘numpy.int64'>*
with 55209 stored elements in Compressed Sparse Row format>

# transforn testing data (using fitted vocabulary) into a document-term matrix
X_test_dtm = vect.transform(X_test)
X_test_dtm

<1393x7456 sparse matrix of type '<type ‘numpy.int64'>"
with 17604 stored elements in Compressed Sparse Row format>

from sklearn import linear_model
clf = linear_model.LogisticRegression(C=1e5)

# train the model using X train_dtm (timing it with an IPython “magic command")
stime CUf.fit(X_train_dtm, y_train)

o ns, total: 32 ms

CPU times: user 32 ms, sy
wall time: 32.2 ms

LogisticRegression(C=100000.0, class_weight=None, dual=False,
fit_intercept=True, intercept scaling=1, max_iter=100,
multi_class="ovr', n_jobs=1, penalty="12', randon_state=None,
solver="liblinear’, t0l=0.8001, verbose=0, warm_start=False)

# make class predictions for X test dtm
y_pred_class = clf.predict(X_test_dtn)
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pip install -r requirements.txt
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python src/vocabulary-embedding.py
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python src/train_seqg2seq.py
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python src/tokenize_recipes.py
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wget -P data http://nlp.stanford.edu/data/glove.6B.zip;
unzip data/glove.6B.zip —d data
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git submodule update --init -recursive
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Inport pandas as pd
from sklearn.feature_extraction import DictVectorizer

df = pd.DataFrame([['rick’, 'young'],['phil’, old"]],columns=["name’, *age-group'])
print df

print “\n----By using Panda ----\n"

print pd.get_dunmies (df)

X = pd.DataFrame({'income': [160060,110000,90000,30000,14000,50000],
"country’:['US’, 'CAN', 'US', 'CAN', 'MEX', 'US'],
e ‘race’:['White', 'Black’, ‘Latino’, 'White', 'White', 'Black'l})

print "\n----By using Sikit-learn ----\n"

v = DictVectorizer()

qualitative_features = ['country']

X_qual = v.Fit_transform(X[qualitative_features].to_dict('records'))
print v.vocabulary_

print X qual.toarray()
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[for T tn range(nb_epochs):
parans_grad = evaluate_gradient(loss_function, data, parans

parans = parans - learning_rate * parans_grad
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for subdir, dirs, files in os.walk(path):...

# this can take some time
tfidf = TfidfVectorizer(tokenizer=tokenize, stop words='english')
tfs = tfidf.fit_transform(token_dict.values())

str = 'this sentence has unseen text such as computer but also king lord juliet'
response = tfidf.transform([str])
#print response

feature_names = tfidf.get_feature_names()
for col in response.nonzero() [1]:
print feature names[col], ' - ', response[8, col]

feature_array
tfidf sorting
n=3

top_n = feature_array[tfidf_sorting][:n]
print top n

np.array(tfidf.get_feature names())
np.argsort (response. toarray (). flatten()[::-1]

=4
op_n
rint

FE]

= feature_array[tfidf_sorting][:n]
top_n
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7 STart with a stangaed stacked LSTH

node1 = gaguential()

[node1..ada(Enbedding(vocab_size, embedding size,
input_length=maxlen,
W_regularizer=regularizer, dropout=p_emb, weights=[eabedding], mask_zero=True
nane="embedding 1'))

for 1 in range(rnn_layers):

1stm = LSTH(rnn_size, return sequences=True,
gularizer, U_regularizer=regularizer,

b_regularizer=regularizer, dropout_W=p_W, dropout_Usp_U,
nane='1stn_{}*.format(i + 1))

model..add( 1stm)

model.add(Dropout (p_dense, name='dropout (}'.format(i + 1)))

W_regularizer=i
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thi - 0.346181611599
lord - 6.663384613852
king - 0.663384613852
[u'king' u'lord’ u'thi']
[u'king' u'lord’ u'thi' u'youth']
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[Example 1:

+ Generated: Chicken Cake

- Original: Chicken French - Rochester , Y Siyle

« Recipe: all purpose flour ;salt; eggs ; white sugas; grated parmesan cheese ; olive oil ; kinless ; butter ; minced garic |
ary sherry ; lemon jice ;low sodium chicken base ; Mix together the lour,salt, and pepper in a shallow bowi . In
another bow , whisk beaten eggs . sugar , and Parmesan cheese untthe mixture is thoroughiy blended and the sugar
has dissolved . Heat olve 0l in a large skillt over medium heat unt the oil shimmers . Dip the chicken breasis ito the
flour mixure , then ino the egg mixture , and genty fay them nto the skilet. Pan-fy the chicken breasts unti golden
brown and o longer pink i the middle , about 6 minutes on each side . Remove from the skilet and set aside . I the
‘same skilet over medium-dow heat , melt the butter, and s in garic., sherry . lemon juice , and chicken base ...

Example 2:

+ Generated: Frut Soup.
« Original: Red Apple Mikshake

= Recipe: red apple peeled ; cold skim milk ; white sugar  fresh mint leaves for ganish ; in a blender , bend the apple ,
‘skim mikk , and sugar unti smooth . Garmish with mint 10 serve.
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X, y = transforn_to_dataset (training_sentences]
cif = Pipeline([

('vectorizer', DictVectorizer(sparse=False)),
(*classifier’, DecisionTreeClassifier(criterion='

n

|
CLF. fit(X[:10008],
yi:100881)

ntropy'))

# Use only the first 10K samples if you're running it multiple times. It takes a fair bit

i
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<s>|am Sam </s>

clw._,,w.

P(w;lw,_)= 0¥, W) <s>Sam | am </s>
cwyy) <s> | do not like green eggs and ham </s>|
P(I|<s>)=2=067 P(sam|<s>)=1=033 P(am|1)=2%=0.67
P(</s>|sam)=1=05 P(sam|am)=1=05 P(do|I)=1=033
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# import and instantiate CountVectorizer (with the default parameters)

from sklearn. feature extraction.text import CountVectorizer

# instantiate the vectorizer

vect = CountVectorizer()

# learn training data vocabulary, then use it to create a document-term matrix
vect.fit(X_train)

X_train_dtm = vect.transform(X_train)

# equivalently: combine fit and transform into a single step
X_train_dtm = vect.fit_transform(X_train)

# examine the document-term matrix
X_train_dtm

<4179x7456 sparse matrix of type ‘<type 'numpy.int64'>'
with 55209 stored elements in Compressed Sparse Row format>

# transform testing data (using fitted vocabulary) into a document-term matrix
X_test_dtm = vect.transform(X_test)
X_test_dtm

<1393x7456 sparse matrix of type ‘<type 'numpy.int64'>'
with 17604 stored elements in Compressed Sparse Row format>

from sklearn import tree
Clf = tree.DecisionTreeClassifier(criterion="entropy’)

# train the model using X_train_dtm (timing it with an IPython “magic command")
xtime clf.fit(X_train_dtm, y_train)

CPU times: user 88 ms, sys: O ns, total: 88 ms
Wall time: 89 ms

DecisionTreeClassifier(class weight=None, criterion=
max_features=None, max_leaf_nodes=None,
min_impurity split=le-67, min_samples leaf=1,
min_sanples_split=2, min weight_fraction leaf=0.0,
presort=False, randon_state=None, splitter='best')

ntropy’, max_depth=None,

# make class predictions for X_test dtm
y_pred_class = clf.predict(X_test_dtm)
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# make class predictions for X_test_dtm
y_pred_class = clf.predict(x_test_dtn)

# calculate accuracy of class predictions
fron sklearn import metrics
metrics.accuracy_score(y_test, y_pred_class)

0.97056712132089018
# print the confusion matrix
metrics.confusion_matrix(y_test, y_pred_class)

array([[1184, 24],
[ 17, 1681])
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for 1 in range(nb_epochs):
np.randon. shuffle(data)
for example in data:
parans_grad = evaluate_gradient(loss_function, example, parans)
parans = parans - learning_rate * params_grad
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GeT Tokenize_recipes(recipes)s
tokenized = []
N = len(recipes)
for 1, r in enumerate(recipes.values()
1f recipe_is_complete(r):
ingredients = '; '.join(parse_ingredient_list(r['ingredients'])) + *
tokenized. append( (
tokenize_sentence(r['title']),
tokenize_sentence(ingredients) + tokenize_sentence(r['instructions'])))
1if 1 % 10000 = 0:
print('Tokenized {:,} / {:,} recipes'.format(1, N))
return tuple(map(list, zip(*tokenized)))

def pickle_recipes(recipes):
# pickle to disk
with open(path.join(config.path_data, 'tokens.pkl'), 'wb') as
pickle.dump(recipes, f, 2)
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tf score for word short--- 0.1
idf score for word short--- 0.405465108108
tf x idf score of word short--- 0.0405465108108
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FN = "vocabulary-embedding"
seed = 42

vocab_size = 40000
embedding_dim = 100

lower = False

# read tokenized headlines and descriptions
with open(path.join(config.path_data, 'tokens.pkl'), 'rb') as fp:
heads, desc = pickle.load(fp)

if lower:
heads = [h.lower() for h in heads]

1f lower:
desc = [h.lower() for h in desc]

# build vocabulary
def get_vocab(lst):
vocabcount = Counter(w for txt in 1st for w in txt.split())
vocab = list(map(lambda x: x[0], sorted(vocabcount.items(), key=lambda x: -x[1]))
return vocab, vocabcount

vocab, vocabcount = get_vocab(heads + desc)
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use src/predict.ipynb
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['Stemming’, is’, ‘funnier’, ‘than’, ‘a’, 'bummer’ ‘says’, ‘the’, 'sushf, ‘loving’, ‘computer’,
‘scientist, ', ‘She', really’, wants', 10', 'buy’, ‘cars’, ", ‘She', ‘told", ‘me’, ‘angrily’, ", I, s,
“better’, ‘for', 'you', ", 'Man', 'is, ‘walking', ", 'We, ‘are’, 'meeting’, ‘tomorrow’,
‘really’, ‘do’, "n't", ’know..', ]

—-eemeee-Word Lemmatization-———-—

car

walk

meeting

meet

good

be

funny

expect

fantasize
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Trom nltk.tokenize import word tokenize
from nltk.stem.wordnet import WordNetLemmatizer

def wordtokenization() :
content = temming is funnier than a bummer says the sushi loving computer scientist.
She really wants to buy cars. She told me angrily. It is better for you.
Man is walking. We are meeting tomorrow. You really don't know.
print word_tokenize(content)

def wordlemmatization():

wordlenma = WordNetLemnatizer ()

print wordlenma.lemmatize( " cars')

print wordlenma.lenatize( 'walking',pos:
print wordlenma.lenmatize( meeting',po
print wordlemma.lemmatize( ‘meeting’,po:
print wordlemna.lemnatize( ‘better",po:
print wordlenma.lenmatize('is',pos="v")
print wordlenma.lenmatize(" funnier",po
print wordlenma.lemmatize( expected’ ,pos
rrint wordlenma.lematize( ‘fantasized' ,pos="v")

if _name main_’
“wordtokenization()
print "\n"
print --Word Lemmatization--

wordlemmatization()
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# This script is for generating parsing tree by using NLTK.
# We_are using python wrapper for stanford CoreNLP called-"pycorenlp” to generate Parsing result for us.
|# NLTK gives us tree representation of stanford parser.

pimport nltk

from nltk import CFG

from nltk.tree import *

from pycorenlp import StanfordCoreNLP

|from collections import defaultdict

# Part 1: Define a grammar and generate parse result using NLTK
def_definegrammar_pasrereult():
| Grammar = nltk.CFG. fromstring("
S -> NP VP
PP -> P NP
NP -> Det N | Det N PP | 'I*
VP -> VNP | VP PP

Det -> ‘an' | 'my’
N -> ‘elephant’ | ‘pajamas’
V -> 'shot’

int

"I shot an elephant*.split()
parser = nltk.ChartParser(Granmar)
trees = parser.parse(sent)
for tree in trees:

b print tree

# Part 2: Draw the parse tree

idef draw_parser_tree():
dpl = Tree("dp*, [Tree('d", ['the']), Tree('np', ['dog']
dp2 = Tree('dp’, [Tree('d*, ['the’]), Tree('np’, [‘cat']
vp = Tree(*vp', [Tree('v', [‘chased']), dp2])
tree = Tree('s*, [dpl, vpl)
print(tree)
print(tree.pformat latex gtree())

M
M
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-------- Parsing result as per defined grammar-------
(S (NP I) (VP (V shot) (NP (Det an) (N elephant))))

-------- Drawing Parse Tree-------

(s (dp (d the) (np dog)) (vp (v chased) (dp (d the) (np cat))))
\Tree [.s

[.dp [.d the ] [.np dog ]

[.vp [.v chased ] [.dp [.d the ] [.npcat ] ] 1]
s

(N N
| vp

| —
dp | dp
R | R
d np v d np
| | | | |
the dog chased the cat

-Stanford Parser result--

(ROOT
(s
(NP (PRP 1))
(VP (VBD shot)
(NP (DT an) (NN elephant)))

Lz 20
(ROOT

(s
(NP (NNP School))
(VP (VB go)
(PP (TO to)
(NP (NN boy))))
(+ )))
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# Part 3: Stanford parser wrapper library “pycorenlp”
# you need to install pycorenlp as well as you need to download stanford-corenlp-full-* from standford corenlp website.
def stanford_parsing_result():
" I shot an elephant. The dog chased the cat. School go to boy. "
nlp = StanfordCoreNLP( 'http://localhost: 9600 ")
res = nlp.annotate(text, properties={

‘annotators': 'tokenize,ssplit,pos, depparse, parse’,

‘outputFormat': ‘json’

H
print(res[ ‘sentences'][0][ ‘parse'])
print(res[ 'sentences'][2][ 'parse'])

if _ name, " _main_":
print "\n- -Parsing result as per defined grammar-
definegranmar_pasrereult()
print "\n--------Drawing Parse Tree---
draw_parser_tree()
print "\n- -Stanford Parser result--
stanford_parsing_result()
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Derivational Morphemes
happi
unkind

Inflectional Morphenes
dog
expect

Some examples
unexpect
disagr
disagre
agreement
quirki

histor

canon

Derivational Morphemes using polyglot library
happiness ['happi’, 'ness']
unkind ['un', 'kind']

Inflectional Morphemes using polyglot library
dogs {'dog’, 's']
expected ['expect', 'ed']

Some Morphenes examples using polyglot library
dogs ['dog’, 's']
expected ['expect', ‘ed']
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converting data to lower case —————————-—
i am a person. do you know what is time now?
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def wordlowercase():
text= "I am a person. Do you know what is time now?"
print text.lower{()
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from nltk.sten inport PorterStemer

text =

temming is funnier than a bummer savs the sushi loving computer scientist. She really wants to buy cars. She told me anarilv.

def stemmer_porter():
port = PorterStemmer()
return " “.join([port.stem(i) for i in text.split()])

if _name_ == *_main_":
@ print stemmer_porter()
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inport nltk
from nltk.corpus import gutenberg as cg

from nltk.tokenize import sent_tokenize as st
inport re

# Get raw data form file

+def fileread():...

| assign text data to local variable
#def localtextvalue():...

# Use MLTK corpus which we seen in chapter 2 as well
ndef readcorpus():

if _ name
print "
print
print
Filecontentdetails = fileread()
print filecontentdetails
# sentence tokenizer
st_list_rawfile = st(filecontentdetails)
print len(st_list_rawfile)

print
print
print
localveriabledata = localtextvalue()
print localveriabledata

# sentence tokenizer

st_list_local = st(localveriabledata)
print len(st_list_local)

print st_list_local

---Output from assigned variable----

print
print
print
froncorpusdata = readcorpus()
print froncorpusdata

# sentence tokenizer
st_list_corpus = st(froncorpusdata)
print len(st_List_corpus)

---Output Corpus data
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Stemming is funnier than a bummer says the sushi loving computer scientist.
She really wants to buy cars. She told me angrily.
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stem is funnier than a bummer say the sushi love comput scientist. she
realli want to buy cars. she told me angrily.
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From nltk.sten import PorterStemer
from nltk.sten import WordNetLemnatizer
text = """Stemning is funnier than a bumer says the sushi loving computer scientist.
She really wants to buy cars. She told me angrily.

It is better for you. Man is walking. We are meeting tomorrow."""

def stemer_porter():
port = PorterStemmer ()
print "\nStemmer"
return * “.join([port.stem(i) for i in text.split()])

def lammatizer():
wordnet_lemmatizer = WordNetLemmatizer()
D), ADJ_SAT, ADV, NOUN, VERB = ‘a’, 's’, "
# Pos = verb
print "\nverb lemna"
print " ".join([wordnet_lematizer.lemnatize(i,pos="v") for i in text.split()])
# Pos = noun
print "\nhoun lemna"
print " ".join([wordnet_lematizer. lemnatize(i,pos='
# Pos = Adjective
print "\nAdjective leana"
print " ".join([wordnet_lematizer. lemnatize(i, pos:
# Pos = satellite adjectives
print "\nSatellite adjectives lemna"
print " ".join({wordnet_lematizer. lemmatize(i, pos:
print "\nAdverb lemna"
# POS = Adverb
print " ".join([wordnet_lematizer.lennatize(i, po:

SRR

for i in text.split()])

") for i in text.split()])

") for i in text.split()])

") for i in text.split()])

if _name_ == "_main_":
“print stemmer_porter()
lamnatizer()
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inport nltk
from nltk.corpus import gutenberg as cg
inport re

# Get raw data form file

def fileread():
file_contents = open(*/home/jalaj/PycharmProjects/NLPython/NLPython/data/rawtextcorpus . txt", "
# print file_contents
return file contents

.read()

# assign text data to local varisble
def localtextvalue():

text = """ one paragraph, of 160-250 words, which summarizes the purpose, methods, results and conclusions of the paper.

It is not easy to include all this information in just a few words. Start by writing a sumsary that includes whatever you think is imoortant,

and then gradually prune it down to size by removing unnecessary words, while still retaini ng the necessary concepts.

Don't use abbreviations or citations in the abstract. It should be able to stand alone without any footnotes. Fig 1.1.1 shows below."""

# print text

return text

# Use NLTK corpus which we seen in chapter 2 as vell

def readcorpus():
raw_content_cg = cg. raw("burgess-busterbrown. txt")

# print raw_content_cg[0:1000]
return raw_content_cg[0:1008]

if _name_ = "_main
print
print
print
Filecontentdetails = fileread()
print filecontentdetails

--output from Raw Text file

print
print
print
localveriabledata = localtextvalue()
print localveriabledata

-output from assigned variable-

print
print
print
fromcorpusdata = readcorpus ()
print froncorpusdata
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Text = This is the sentence, this is another example.
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# - coding: Utf-8 —*-

# Define here the models for your scraped items
#

# See documentation in:

# http://doc.scrapy.org/en/latest/topics/itens. html

import scrapy

class WebScrapingTestIten(scrapy.Item) :
title = scrapy.Field()
url = scrapy.Field()
pass
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* scrapy startproject web_scraping_test (naster 5) jalaj-System-Product-Name
New Scrapy project 'web scraping test', using template directory '/usr/local/lib/python2.7/dist-packages/scrapy/templates/project’, created in:
7home/jalaj/PycharnProjects/NLPython/NLPython/web_scraping_test

You can start your first spider with:
cd web_scraping_test

Scrapy genspider example example.con
i}

(master 5) jalaj-System-Product-Name
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[(u'while', u'0'), (u'in', u'0'), (u'France', u'LOCATION'),

(u',', u'0'), (u'Christine', u'PERSON'), (u'Lagarde', u'PERSON'),
(u'discussed', u'0'), (u'short-term', u'0'), (u'stimulus', u'0'),
(u'efforts', u'0'), (u'in', u'0'), (u'a', u'0'), (u'recent', u'0'),
(u'interview', u'0'), (u'at', u'0'), (u'5:00', u'0'), (u'P.M', u'0'),
(u'with', u'0'), (u'the', u'0'), (u'wall', u'0'), (u'Street', u'0'),
(u'Journal', u'0'), (u'.', u'0")]
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= transform_to_dataset (training_sentences)
Pipeline([

(*vectorizer', DictVectorizer(sparse=False)),
(*classifier', DecisionTreeClassifier(criterion="entropy'))

# Use only the first 1
print 'Training conpleted’
X_test, y_test = transforn_to_dataset test_sentences)

print "Accurac

+ clf.score(X_test, y_test)

def pos_tag(sentence) :
tagged sentence = []
tags = clf.predict([features(sentence, index) for index in range(len(sentence))])
return zip(sentence, tags)

print pos_tag(word_tokenize('This is my friend, John.'))

samples if you're running it multiple times. It takes a fair bit :
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cutoff = int(.75 * len(tagged_sentences))
training_sentences = tagged_sentences[:cutoff]
test_sentences = tagged sentences[cutoff:]
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——pyThon
Python'2.7.6 (default, Oct 26 2016, 20:30:19)
6CC 4.8:4] on inux2
Type "heip®, “copyrignt, “credits* or *license’ for nore infarmation
>3 import k. corpus
>3 Gir(nltk. corpus)
["AUignedCorpusReader, *AlpinoCorpusReader, 'BNCCorpusReader” , ‘BracketParseCorpusReader’, 'CHILDESCorpusReader , 'CHUDICtCorpusReader , 'CategorizedBracket
ParseCorpuseader, 'Categor izedCorpusReaer , 'CategorizedPlaitextCorpusheader, 'Categor zedSentencesCorpusReador, ' CategorizedTaggedCorpusheader , 'Chase
nCorpusRaadar-, ChunkedCorpusReader', *ComparativeSentencesCorpusReadar*, *Conl1ChunkCorpusReadar, +ConllCorpusReader', 'CorpusReadar-, *CrubadanCorpusReade
7" "DependencyCorpusheader , 'EurcparlCorpusheader', 'FranenstCorpusResder, 'IEERCorpusReader ', 'IPIPANCorpusReader’, ‘IndianCorpusheader, 'KNBCorpusReader
‘LozyCorpustoader . 'LinThesourusCorpusReader , 'HTECorpusReader, 'MactorphoCorpusReader ', 'HCPCorpusReader, 'IPSChatCorpusReader ', "NombankCorpusReader
. “MonbreakingPrefixesCorpusReader", *OpinionLexiconCorpuseader, ‘PPAttachmentCorpusReader , ‘PanLexiteCorpushieader’, 'PUISExCorpusReader , *PlaintextCorp
uiReader , ‘PortugueseCotegorizedPlointexiCorpusResder , 'PropbankCorpusReader , 'ProsCansCorpiseater, 'RTECorpusReader ', ‘RegexpTokenizer , ‘ReviesCorpusk
eader", *SencorCorpusheader", *SensevalCorpusheader, ‘SentiSynset”, 'SentiWordiietCorpusReader", 'SinicaTreebankCorpusReadar", *StringCategoryCorpusReader, '
SwadeshCorpusReader’, 'SwitchboardCorpusReader , 'SyntaxCorpusReader”, 'TEICorpusView’, 'TaggedCorpusReader’, 'TinitCorpusReader’, 'TinitTaggedCorpusReader ,
“ToolboxCorpushesdar, ‘TwitterCorpusReater’, ldnrCorpusheader, ‘UnichorsCorpusReaer ' , ‘VrbnetCorpusReader, WordListCorpusheader , 'WordstCorpusReader
, “WordletICCorpuseader, 'XMLCorpusReader", *YCOECorpusfeader”, *_Lazyodule. lazymodule globals’, ' LazyModule lazynodule import’, * LazyModule. ~lazymodul
einit', ' Lazyhodule lazymodule loaded', ' LazyModule lazymodule locals', ' TozyModule lozynoduie Rame’, ' builtins ', * doc ', 7 file ', " getattr
TU anit” Y, lazymodule loaded’, ' module ', 'neme ', 'package ', ' path ', " repr ', ' sefattr ', “abc’, “alpino’, brown’, 'cess cat’,
TCess @p', TCIET', 'comparative senteiices’, ‘comtrans’, 'coni12080', 'Conl3662", 'canli2607', 'Crubadan’, ‘dena’, dependency treebank’, 'find corpus fil
eids’, ‘Tloresta’, 'framenet’, 'framenctls’, 'gacetteers', 'genesis’, 'gutenberg', 'ieer, 'inaugural', 'indian’, 'ipipan’, 'jeita’, 'knbc’, 'lin thesaurus’,
“nac_morpho", ‘machado’, 'masc_tagged', 'movie reviews', ‘multext cast’, ‘names', 'nkip', ‘nombank’, ‘nombank ptb', 'nonbreaking prefixes:, 'nps chot, ‘opini
on Lexicon’, ‘paniex_Lite', *perluniprops, 'pUI96x", 'ppattach’, 'product reviews 1', 'product. reviews 2', 'propbank’, 'bropbank ptb', 'pros cons’, 'ptbr, 'q
€' Vre, reader, Treuters’. 'rte’, 'seacor’, 'senseval', 'sentence polarily', 'sentiordnel', 'shakespeare’, 'sinica tresbank’: 'state union’, 'stopwords’
“Subjectivity’, ‘ivadesh’, ‘swodeshilo’, 'swodesn207’, 'suitchboard', 'tagged iresbonk para block reader’, teardown module', ‘timit', 'Tinit togged'. 'toolb
ox', ‘treebank ', ‘tresbank chunk', 'treebonk row:, tuitter samples’, 'udnr', Tuohr2, Universal freebanks’, 'Ll ‘verbnet', ‘Webtext', 'vardnet', ‘wordne
it ‘words', ycoe']
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Tom pycorenlp import StanfordCoreNLP
nlp = StanfordCoreNLP('http://localhost:9600")

def stnfordpostagdemofunction(text):

output = nlp.annotate(text, properties={
*annotators': 'pos’,
‘outputFormat’: 'json'

b

for s in output["sentences"]:
for t in s["tokens"]:

print str(t["word"])+

--- postag --"+ str(t["pos"])

if _nane '_main__":
“Stnfordpostagdenofunction("This is a car.")
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import nltk.corpus
dir (nltk.corpus) # Python shell
print dir(nltk.corpus) # Pycharm IDE syntax
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[[(u'Pierre’, u'NNP'), (u'Vinken', u'NNP' , (u'6l', u'cD
u'years', u'nns*), (u'old’, u'33'), (u',*, u','), (u'will', u'MD'), (u'join', u'Ve'),
u'the', u'DT*), (u‘board", u'NN'), (u'as*, u'IN'), (u'a’, u'DT'),

l(u'nonexecutive’, u'33'), (u'director’, u'NN'), (u'Nov.’, u'NNP'),

(ur29", u'cd®), (u'.', u'.")]

‘capitals inside': False,

‘has_hyphen': False,
‘is_all_caps': False,

‘is_all lower': True,
. i : False,

'is_first’

'is last’

'is numeric': False,
‘next_word': ‘sentence’,
‘prefix-1': ‘'a’,
‘prefix-2': ‘'a‘,
‘prefix-3': ‘a’,
‘prev word': ‘is’,
'suffix-1': ‘a’,
‘suffix-2': 'a’,
‘suffix-3': ‘a’,
‘word': 'a'}

[raining completed
Rccuracy: ©.896271894585

[(‘This', u'DT'), ('is', u'VBZ'), (‘my’, u'NN'), (*friend', u'NN'), (',", u',*), (*John', u'NNP'), (*.", u'.")]
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[fus7bin/pythona .7 Thane/Jala]/PycharnProfects /NPy Ehon NLPython/ch2 Webscr aping by
[7ust Tocal /1ib/pythonz. 7/dist -packages/ requests /packages /urL1ib3/uti1/ssL_.py:334: SMIMLssingarning: An HITPS request has been made, but the SNI (Subject Name Indication)
xtension to TLS is not available on this platforn. This may cause the server to present an incorrect TLS certificate, which can couse validation fatlures. You can upgrade to a
iewer_verston of Python to solve this. For more infornation, see Attps://urlLib3. readthedocs. Lo/en/Latest/advanced-usage. htnlgssl-warntngs

SNINLsstngHarntng

[/usr /1ocal/11b/python2. 7/dtst-packages/ requests /packages /urLLb3/uttL/ss1_.py:132: InsecurePlatforsHarning: A true SSLContext object is not available. This prevents urllib3
[fron confluring 55U appropriately and may cause certatn SSL connectlons ©o fall. You can upgrade to & newer version of Python to solve ths. For more lnfornation, see https://
FLUb3. readthedocs  o/en/Latest/advanced-usage . htnl¥ss1-warnings

InsecirePlatformarning

inplify data science
5

[1’n data science researcher by practice and data sclentist by profession. I like to deal with data sclence related problens. My research interest lies into Bl Data Analytics ,
atural Language Processing , Machine Learning and Deep Learning.

1 an SEULL learning myself, but I found that writing posts and tutorials is the best way to deepen my own understanding and knouledge. On this platform, I'n sharing my
xperiences and also coning up with tutortals for beginners and posting articles. I an happy to help in any way I can. So don’t hesitate to get tn toucht
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[import polyglot

from polyglot.text import Text, Word

# EXECUTE THIS COMMAND ON YOUR TERMINAL

# polyglot download embeddings2.en pos2.er|

text = Text("Bonjour, Mesdames.")

print("Language Detected: Code={}, Name={}\n".format(text.language.code, text.language.name))

zen = Text("Beautiful is better than ugly.
“Explicit is better than mpuc i o
“Simple is better than complex.")

print (zen.words)

text = Text("This is a car")

print("{:<16}{}". format ("Word"
for word, tag in text.pos tags:
print(u"{:<16}{:>2}" . ornat (ord, tag))

POS Tag")+"\n"+"-"*38)
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# Various ways to screpe the page here I'm using my own blog pages.

import requests
from bs4 import BeautifulSoup

def Get_the_page_by_beautibulsoup(
page = requests.get("https: //simplifydatascience.wordpress. com/about/")
#print page.status_code
#print page.content
soup = BeautifulSoup(page.content, ‘html.parser")
#print soup()
#print (soup.prettify()) #display source of the html page in readable format.
soup = BeautifulSoup(page.content, 'html.parser")
print soup.find all('p')(6].get_text()
print soup.find_all('p')[1].get_text()
print soup.find_all('p*)[2].get_text()
print soup.find all('p*)[3].get _text()

if _name__ ="_ main_'
@ “Get_the_paga by beautibulsoup()
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This --- postag --DT
is --- postag --VBZ
a --- postag --DT
car --- postag --NN
. --- postag --.
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$ scrapy startproject web_scraping_test
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from nitk.tag import StanfordNERTagger
from nltk.tokenize import word_tokenize

st = StanfordNERTagger (" /home/jalaj/stanford-ner-2016-10-31/classifiers’
*/english.muc.7class. distsim.crf.ser.gz',
* /home/jalaj/stanford-ner-2016-10-31/stanford-ner-3.7.0. jar",
encoding="utf-8")

text = 'While in France, Christine Lagarde discussed short-term ' \
*stimulus efforts in a recent interview at 5:00 P.M with the Wall Street Journal.

tokenized_text = word_tokenize(text)
classified_text = st.tag(tokenized text)
print(classified text)
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$ scrapy startproject project_name





OEBPS/Image00139.jpg
Language Detected: Code=fr, Name=French

[u'Beautiful’, u'is’, u'better’, u'than’, u'ugly’,
u'.', u'Explicit’, u'is', u'better’, u'than’,
u'implicit’, u'.', u'Simple’, u'is', u'better’,
uthan', u'complex’, u'."]

Word POS Tag

[This DET
is VERB
a DET

car NOUN
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det features(sentence, index):
" sentence: [wl, w2, ...], index: the index of the word "
return {
‘word': sentence[index],
‘is_first': index == 0,
‘isTlast': index == len(sentence) - 1,
'is_capitalized': sentence[index][0].upper() == sentence[index] (6],
‘is7all caps': sentence[index].upper() == sentence[index],
‘is_all lower': sentence[index].lower() == sentence[index],
‘prefix-] 1': sentence[index][6],
‘prefix-2': sentence[index]
‘prefix-3': sentence[index]

‘suffix-1': sentence[index][-1

‘suffix-2': sentence[index][-2:],

‘suffix-3': sentence[index][-3:

‘prev_word': '* if index == 0 else sentencelindex - 1],

‘next_word': '* if index == len(sentence) - 1 else sentence[index + 1],
*has_hyphen’: '-' in sentence[index],
‘is_numeric': sentence[index].isdigit(),
‘capitals_inside': sentence[index][1:].lower() !

}

pprint.pprint(features(['This', *is’, 'a’, 'sentence’], 2))

entence[index] [1:]

def untag(tagged_sentence):
return [w for w, t in tagged sentence]

def transform_to_dataset(tagged sentences):
X,y =11, 01
for tagged in tagged_sentences:
for index in range(len(tagged)):

X.append( features (untag(tagged), index))
y.append tagged[index] [1])
#orint "index: "+str(index)+"original word.

return X, y

"+str(tagged)+ Word: "+str(untag(tagged))+" Y:"+y[index]
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def polygolt_stem():
print "\nDerivational Morphemes using polyglot library"
for w in words_derv:
w = Word(w, language="en")
print("{:<20}{}".format (w, w.morphemes))
print "\nInflectional Morphemes using polyglot library"
for w in word_infle:
w = Word(w, language="en")
print("{:<20}{}".format (w, w.morphemes))
print "\nSome Morphemes examples using polyglot library"
for w in word_infle:
w = Word(w, language="en")
print("{:<20}{}".format (w, w.morphemes))

if __name__ == "__main__":
stemmer_porter()
polygolt_stem()
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2-gram

Name of domain

items

sample sequence of the data

bigram

Computational biology ( DNA sequence )

base pair

..-AGCTTCGA...

.., AG,GC,CT,TC,CG,GA ,...

Computational biology ( Protine sequence )

Amino acid

..., Cys-Gly, Gly-Leu, Leu-Ser, Ser-Trp, ...

NLP

character

...Cys-Gly-Leu-Ser-Trp ...
..this_i

s_a_pen...

<., thhijis,s_,_iis;s_,_aa_,_ppeen ...

NLP

words

...This is a pen...

..., this is, is a, @ pen ,...
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PriTitte

/questions/43223545/what -should-be-my-application-type-in-google-console-if-i-am-working-on-a-cordov,What should be my applicaticn type in google consol]
/questions/43223543/drop-values -saved-comma-separated-in-a-cell-in-excel ,Drop values saved conma separated in a cell in excel

7questons/43223541 /android-using- incompat ible-pLugins- for-the-annotat Lon-processing, Android Using incompatible plugins for the annotation processing
/questions/43223536/1in-python3-what -is-called-when-a-number-is-referenced, "In python3, what is called when a number is referenced?"
/questions/43223535/how-to-send-message -to-skpe-user-from-chatbot ,How to send message to skpe user from chatbot

7questions/43223534/how-to-Use-session- to-avoid-sone-user-to-view Some-pages,how to USe session to avold Some user to view sona pagas?

/quest ions/43223533/how-to-do-auto-vari fy-otp-1ika-whatsup-in-racharga-app-in-ionic2,How to do auto verify OTP like Whats'up in Recharga App in TONIC2
/questions/43223531/how-can-i-install-1ibrados-on-mac-osx,How can I install librados on mac osx?

/questons/43223528 /how-do-1.-ret rieve-1inks-inside-a-href -fron-a-page-and-show-on-rails-page.How do I retrieve links inside <a href> fron a page and shol
/questions/43223526/ rest -post -http-] son-obj ects-408 -error-android,REST POST HTTP JSON Objects 468 error Android

/quest ions/43223575 /how- to-add- fixed-header-and- footer-to-each-pdf-page-using-jspdf How to add fixed header and footer to each pdf page using jspdf .7
/questions/43223521 /how-to-design-enail -tenplate,How To design Email Template

/questions/43223526/how-to-manage-mul tiple-database-schema- from-simple-docker,How to manage multiple database schema from simple docker?
/questions/43223515/ faceted-search-with-a-sample, Faceted search with a sample
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1-gram

Name of domain items Sample sequence of the data unigram
Computational biology ( DNA sequence ) | base pair ceTiccAm Mt c oo
Computational biology ( Protine sequence )|Amino acid| ...Cys-Gly-Leu-Ser-Trp ... Cys, Gly, Leu, Ser, Trp, .

NLP character ...this_is_a_pen... NENEE s Wi sa e n b

NLP words ...This is a pen... ..., this,is,a,pen ...
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from nitk import ngrams
sentence = 'this is a foo bar sentences and i want to ngramize it
n =4 # you can give 4, 5, 1 or any number less than sentences length
ngramsres = ngrams(sentence.split(), n)
for grams in ngramsres:
print grams
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3-gram

Name of domain

items

sample sequence of the data

trigram

Computational biology ( DNA sequence )

base pair

...AGCTTCGA...

AGE GO GGG GG i

omputational biology ( Protine sequence ) Amino acid

...Cys-Gly-Leu-Ser-Trp ...

.., Cys-Gly-Leu, Gly-Leu-Ser, Leu-Ser-Trp ,..

NLP

character.

..this_is_a_pen...

... thijhis,is_,s_

is,is_,s_a,_a_a

_pe,pen ...

NLP

words

...This is a pen...

this is a, is a pen
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List of words= ["John", "likes", "to", "watch", "cricket", "Chris", "too",
"also", "movies"]
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("this', 'is’, 'a’, 'foo’)

('is*, 'a', 'foo', 'bar')

(‘a', 'foo', 'bar', 'sentences')
('foo’, ‘'bar', 'sentences’, 'and')
('bar', 'sentences', 'and', 'i')
('sentences’, 'and’, 'i', ‘want')
(‘and’, 'i', 'want', 'to')

(i, ‘want', 'to', 'ngramize')
(‘want’, 'to', 'ngramize’, 'it')
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from nltk.stem import PorterStemmer
from polyglot.text import Text, Word

word = “unexpected"

text sagreement™

textl isagree"

text2 greement”

text3 uirkiness™

textd istorical®

textS anonical”

text6 appiness™

text7 inkind"

text8 ogs"

text9 xpected”

words_derv ‘happiness”, "unkind"]
word_infle = [“dogs”, “expected"]

words = [“unexpected”, “disagreement",

def stemmer_porter():
port = PorterStemmer()
print “\nDerivational Morphemes"
print join([port.stem(i) for i

print .join([port.stem(i) for i
print "\nInflectional Morphemes"
print join([port.stem(i) for i
print oin([port.stem(i) for i
print "\nSome examples"

print .join([port.stem(i) for
print .join([port.stem(i) for

print
print
print
print
print

.join([port.stem(i) for
oin([port.stem(i) for
.join([port.stem(i) for
oin([port.stem(i) for
.join([port.stem(i) for

e b e b b e

“disagree", “agreement", "quirkiness", “canonical" “historical"]

in text6.split()])
in text7.split()])

in text8.split()])
in text9.split()])

in word.split()])
in text.split()])
in textl.split()])
in text2.split()])
in text3.split()])
in text4.split()])
in text5.split()])
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[from sklearn. feature_extraction.text import CountVectorizer
limport numpy as np

Ingram_vectorizer = CountVectorizer(analyzer='char_wb', ngram_range=(2, 2), min_df=1)

|# List is noumber of document here there are two document and each has only one word

¢ we are considering n_gram = 2 on chapracter unit leve

lcounts = ngram_vectorizer.fit_transform([‘words’, ‘wprds'])

[# this check weather the given word character is present in the above teo word which are documents here.
Ingram_vectorizer.get_feature names() = ([' w', 'ds', ‘or’', 'pr', 'rd’, 's ', 'wo', 'wp'l)

lprint counts. toarray() .astype(int)
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from scrapy import Spider
from scrapy.selector import Selector

class WebScrapingTestspider(Spider) :
name = "WebScrapingTestspider"
allowed_domains = [“stackoverflow.com"]
start_urls = i
“http: //stackoverflow. com/questions?pagesize=50&sort=newest",

def parse(self, response):
questions = Selector(response) .xpath('//divi@class="summary"]/h3")

for question in questions:
item = dict()
iten['title']
‘a[@class:
iten['url'] =
‘a[@class:

yield item

question.xpath(

uestion-hyperlink"] /text() ') .extract() (0]
Juestion.xpath(

uestion-hyperlink"]/ghref') .extract() (0]

#Now you can run this by using following commands.

#6 cd web_scraping_test/web_scraping_test

#If you wnat to export data in csv format execute the following command
#5 scrapy crawl WebScrapingTestspider -o result.csv -t csv






OEBPS/Image00143.jpg
------- Exanple 1 ------

(u'GPE', u'London’)
(u'GPE', u'the United Kingdom')

rrrrrrr Example 2 ------

(u'GPE', u'France')
(u'PERSON', u'Christine Lagarde')
(u'TIME', u'5:00')
(u'ORG', u'Wall Street Journal')
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[import spacy
Inlp = spacy.load('en’)
ldoc = nlp(u‘London is a big city in the United Kingdom.')
lprint "\n-------Exanple 1 ------ "
[for ent in doc.ents:
print(ent.label , ent.text)
# GPE London
# GPE United Kingdom
ldocl = nlp(u'While in France, Christine Lagarde discussed short-term stimulus efforts in a
u'recent interview on 5:00 P.M. with the Wall Street Journal')
lprint "\n. Exanple 2 -
[for entl in docl.ents:
@ printfentl.label_, entl.text)

\n"
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$ cd stanford-corenlp-full-2016-10-31/
$ java -mx4g -cp "*"
edu.stanford.nlp.pipeline.StanfordCoreNLPServer
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S—= NP VP
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VP - VNP
V-V

VP —V@VP_V
VP -= VPP
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NP == NP NP
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PP =P NP

N == people
N fish
N = tanks
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V == people
V= fish
V= tanks
P — with

09
0.1
0s
01
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1.0
01
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05
0.2
0.2
01
0.1
06
03
1.0

Call buildTree(score, back) to get the best parse
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['A', 'Programming', 'The', 'Musa’, 'Baghdad,', 'Islamic', 'Golden',
'Age”.[1]', 'From', 'Jacquard’, 'Thousands', 'Many', 'The', 'Some',

'1S0', 'Standard)', 'Perl)', 'Some', 'A', 'Some,', 'Traits', 'Markup',
'XML,', 'HTML,', 'Programming’, 'XSLT,', 'Turing', 'XML', 'Moreover,',
‘LaTeX,', 'Turing', 'The', 'However,', 'One', 'In', 'For', 'Another',
'John', 'C.', 'Reynolds', 'He', 'Turing-complete, ', 'The', 'The’,
'Absolute', 'The', 'These', 'The', 'An', 'Plankalk\xc3\xbcl,', 'German',
'23', 'Konrad', 'Zuse', 'However,', 'John', "Mauchly's", 'Short', 'Code,',
'Unlike', 'Short', 'Code', 'However,', 'At', 'University', 'Manchester,',
'Alick', 'Glemnie', 'Autocode’, 'A', 'The', 'Mark', 'University',
‘Manchester', 'The', 'Mark', 'R.', 'A.', 'Brooker’, 'Autocode".',
‘Brooker', 'Ferranti', 'Mercury', 'University', 'Manchester.', 'The',
'EDSAC', 'D.', 'F.', 'Hartley', 'University', 'Cambridge', 'Mathematical',
'Laboratory', 'Known', 'EDSAC', 'Autocode, ', 'Mercury', 'Autocode’, 'A',
‘Atlas', 'Autocode', 'University', 'Manchester', 'Atlas', 'In', 'FORTRAN',
'IBM', 'John', 'Backus.', 'It', 'It', 'Another', 'Grace', 'Hopper', 'US,',
'FLOW-MATIC.', 'It', 'UNIVAC', 'I', 'Remington', 'Rand', 'Hopper',
'English', 'The', 'FLOW-MATIC', 'Flow-Matic', 'COBOL,', 'AIMACO’, 'The',
'These', 'The', 'Each', 'The', 'Edsger', 'Dijkstra,', 'Communications',
'ACM,', 'GOTO', 'The', 'C++', 'The', 'United', 'States', 'Ada,', 'Pascal’,
'In', 'Japan', 'The', 'ML', 'Lisp.', 'Rather', 'One', 'Modula-2,', 'Ada,’,
'ML', 'The', 'Internet', 'Perl,', 'Unix', 'Java', 'Pascal’, 'These', 'C',
'Programming', 'Current', "Microsoft's", 'LINQ.', 'Fourth-generation',
'Fifth', 'All', 'These', 'A', 'Most’, 'On', 'The', 'The', 'Since',
'Programming', 'Backus\xe2\x80\x93Naur', 'Below', 'Lisp:', 'Not', 'Many',
'In', 'Even', 'Using', 'The', 'C', 'The', 'Chomsky', 'The', 'Type-2',
'Some', 'Perl', 'Lisp,', 'Languages', 'In', "Lisp's", "Perl's", 'BEGIN',

'C', 'The', 'The', 'For', 'Examples', 'Many', 'Other', 'Newer' K 'Java',

‘C#', ‘Once', 'For', 'The', 'There', 'Natural', 'A', 'Results', 'A', 'The',
‘Any', 'In‘', 'In', 'The', 'A', 'For', 'The', 'Many', 'A', 'These', 'REXX',
'SGML,', 'In', 'High-level', 'BCPL,', 'Tcl,’', 'Forth.', 'In', 'Many',
‘Statically', 'In', 'In', 'Most', 'C++,', 'CH', 'Java,', 'Complete’,
‘Haskell', 'ML.', 'However,', 'Java', 'CH#', 'Additionally,', 'Dynamic',
'As', 'Among', 'However,', 'Lisp,', 'Smalltalk,', 'Perl,', 'Bythonm,',
‘Javascript, ', 'Ruby', 'Strong', 'An', 'Strongly', 'An', 'Perl’,
'Javascript,', 'In', 'JavaScript,', 'Array,', 'Such', 'Strong', 'Some',
'Thus', 'C', 'Most', 'Core', 'The', 'In', 'However,', 'Indeed,', 'For',
‘Java,', 'Smalltalk,', 'BlockContext', 'Conversely,', 'Scheme',
'Programming’, 'But', 'A', 'By', 'While', 'Many', 'Many', 'Although',
'The', 'One', 'The', 'As', 'Because', 'This', 'Natural', 'However,',
'Edsger ', ', 'Dijkstra', 'Alan', 'Perlis’', 'Hybrid', 'Structured',
'English', 'SQL.', 'A', 'The', 'The', 'A', 'An', 'There', 'It', 'Although’,
‘Proprietary’, 'Some', 'Oracle', 'Corporation', 'Java', "Microsoft's",
‘C#', 'Common', 'Language', 'Runtime', 'Many', 'MATLAB', 'VBScript.',
'Some', 'Erlang', "Ericsson's", 'Thousands', 'Software', 'Programming’,
'When', 'However,', 'The', 'On', 'A', 'A', 'These', 'Programming’,
‘Programs', 'In', 'When', 'Unix', 'It', 'One’', 'CPU', ‘'Some', 'For',
'COBOL', 'Fortran', 'Ada', 'C', 'Other', 'Various', 'Combining', 'C,',
‘Java,', 'PHP,', 'JavaScript,', 'C++,', 'Python,', 'Shell,’', 'Ruby,',
‘Objective-C', 'CH.[70]', 'There', 'A', 'Languages', 'Ideas', 'The', 'For',
'Java', 'Python', 'In', 'Traditionally,', 'These', 'A', 'More', 'An', 'By',

'Some', 'A', 'For', 'English', 'Other']
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\b([1-9]110[1-9]111[0-2]{1,2}) (am)\b
\b([1-9]110[1-9]111[0-2]{1,2}) (pm)\b
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S— NPVP

VP — VNP

S — VNP

VP —V @VP_V
@VP_V — NP PP
S—=V@s_v
@S_V— NPPP
VP - VPP
S— VPP

NP — NP NP
NP — NP PP
NP — P NP

PP — P NP

NP — people
NP = fish
NP — tanks
NP — rods
V = people
S — people
VP — people
V = fish

S — fish
VP — fish

V = tanks
S — tanks
VP — tanks
P — with
PP — with
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S—NPVP
S—VP

VP - VNP
-V

VP =V NP PP
VP - VPP
NP — NP NP
NP — NP
NP - NP PP
NP — PP
NP-N
PP — PNP
PP—P

Step 1

S—=NPVP S NPVP

VP VNP woyne N people
S—=VNP S—VNP N - fish
Wy WV N = tanks
S—v VP = VNP PP

VP ==VNP PP S—=VNPPP N= rods
S—=VNPPP w-vep  V->people
VPP S— VPP
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NP — NP NP e V= fish
NP = NP NP—=NPPP S fish
NP — NP PP NP = PP
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Step 2 Step 3

S—=NPVP
VP - VNP
S—=VNP
VP —= VNP PP
S~ VNPPP
VP - VPP
S—=VPP
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NP — NP
NP == NP PP
NP — PP
NP —N
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Step 4

S—=NPVP
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VP - VNP PP
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A programming language is a formal language that specifies a set of instructions that can
be used to produce various kinds of output. Programming languages generally consist of

instructions for a computer. Programming languages can be used to create programs that
implement specific algorithms.

The earliest known programmable machine preceded the invention of the digital
computer and is the automatic flute player described in the 9th century by the brothers
Musa in Baghdad, "during the Islamic Golden Age".[1] From the early 1800s, "programs”
were used to direct the behavior of machines such as Jacquard looms and player pianos.
[2] Thousands of different programming languages have been created, mainly in the
computer field, and many more still are being created every year. Many programming
languages require computation to be specified in an imperative form (i.e., as a sequence
of operations to perform) while other languages use other forms of program speci ion
such as the declarative form (i.e. the desired result is specified, not how to achieve it).

The description of a programming language is usually split into the two components of
syntax (form) and semantics (meaning). Some languages are defined by a specification
document (for example, the C programming language is specified by an ISO Standard)
while other languages (such as Perl) have a dominant implementation that is treated as a
reference. Some languages have both, with the basic language defined by a standard
and extensions taken from the dominant implementation being common.
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Generate sentense

fish people fish tanks

Pair of two words like Fish people and fish tanks for each cell

Pair of two words like Fish people, People fish, fish tanks for each cell

single words fish, prople, fish, tanks for each cell
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from bsé import Beautifulsoup
import requests

def savedatainfile(filecontent):
file = open("/home/jalaj/PycharnProjects/NLPython/NLPython/data/simpleruledata. txt",
file.write(filecontent + "\n")
file.close()

def rulelogic(filecontent):
programinglanguagelist = (1
with open(filecontent)as file:
for Line in file:
if *languages’ in line or 'language’ in Line:
# print line
words = Line.split()
for word in words:
if word[e] .isupper():
programminglanguagelist . append (word)
# print prograsminglanguagelist
print programminglanguagelist

def scrapdata():
url = 'https://en.wikipedia.org/wiki/Programming_language'
content = requests.get(url).content
soup = Beautifulsoup(content, "Lxal')
tag = soup.find(*div', {'class': 'me-content-ltr'})
paragraphs = tag.findALL('p')
for para in paragraphs:
paraexport = para. text.encode('utf-8')
savedatainfile(paraexport)
rulelogic("/home/jalaj/PycharnProjects/NLPython/NLPython/data/sinpleruledata. txt")

if _name_ — "_main
Scrapdata()
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for split = begin+1 10 end-1

for AB.C in nonterms.
probescorefbeginlispMIIB]'scorelspitend)iCIP(A->BC)
# peod > scorefbegniiendiA
scoreeginjend)iA] = probd
Dack{beginliendJA] = new Triple(spit.8.C)
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Pip install -r pip-requirements.txt
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from bs4 import BeautifulSoup
inport requests|

def

def

if

savedatainfile(filecontent):

file = open("/home/jalaj/PycharmProjects/NLPython/NLPython/data/simpleruledata. txt", "a+")
file.write(filecontent+"\n")

file.close()

scrapdata():
url = ‘https://en.wikipedia.org/wiki/Progranming_language'
content = requests.get(url).content
soup = BeautifulSoup(content, 'Lxml’)
tag = soup.find('div’, {'class’ : 'mw-content-ltr'}
paragraphs = tag.findAlL('p')
for para in paragraphs:
paraexport = para. text.encode('utf-8')
print paraexport
savedatainfile(paraexport)

nane
scrapdata()

_main_"
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Tagged_sentences = nitk.corpus.treebank.tagged sents()
print tagged sentences[0]
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[GYH - Symbol
0 - to

UH - Interjection

VB - Verb, base form

- Verb, past tense

- Verb, gerund or present participle
- Verb, past participle

Verb, non-3rd person singular present
Verb, 3rd person singular present

- Wh-determiner

- Wh-pronoun

P$ - Possessive wh-pronoun (prolog version WP-S)

- Wh-adverb|
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"current_form_action": "/welcomemsg_chat",
"message_bot": [
"Hi, I'm personal loan application assistant.",
"You can apply for loan with help of mine.",
"To keep going say Hi to me."
1,
"message_human": "",
"next_field_type"
"next_form_action
"placeholder_text
"previous_field_type" .
"previous_form_action": "",
"suggestion_message": [
THiv
1

button",
"/hi_chat?msg=",

i,
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nlp = StanfordCoreNLP{'http://localhost:9060" )]
def stanfordparserdemo(sentnece) :
text = (sentnece)

output = nlp.annotate(text, properties={
*annotators': 'tokenize,ssplit,pos,depparse,parse’,
‘outputFormat': ‘json'

Stanford Parser Parseing Result--
output[sentences’][0] [ 'parse’]

print “\n------parsing------\n"
print parsetree
print “\n------ Words inside NP ------ A\

for i in Tree.fronstring(parsetree).subtrees():
if i.label() = 'NP'
print i.leaves(),1.label()
print "\n------ Words inside NP with POS tags -
for i in Tree.fromstring(parsetree).subtrees():
if i.label() == 'NP":
print 1

==\n"

|def NLTKparserfordependancies (sentnece):

path_to_jar = '/hone/jalaj/stanford-corenlp-full-2016-10-31/stanford-corenlp-3.7.0. jar’

path_to_models_jar = */home/jalaj/stanford-corenlp-full-2016-10-31/stanford-corenlp-3.7.0-nodels. jar"
dependency_parser = StanfordDependencyParser (path_to_jar=path_to_jar, path_to_models_jar=path_to_models_jar)
result = dependency_parser.raw_parse(sentnece)

result.next()

print "\n------Dependencies--
print list(dep. triples())

if _name_ == "_main_":
Stanfordparserdeno( The boy put tortoise on the rug.')
NLTKparserfordependancies ('The boy put tortoise on the rug.')
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13:30:40 as jalaj on jalaj in ~
- cd stanford-corenlp-full-2016-16-31

13:30:44 as jalaj on jalaj in ~/stanford-corenlp-full-2016-10-31
- java -mx2g -cp "** edu.stanford.nlp.pipeline.StanfordCoreNLPServer

[main] INFO CoreNLP - -

[main] INFO
[main] INFO

CoreNLP
CoreNLP

ishsR.ser.gz

[main] INFO
2 instead
[main] INFO
n:

[main] INFO
[main] INFO
[main] INFO

[main] INFO
]

CoreNLP
CoreNLP

CoreNLP
CoreNLP
CoreNLP
CoreNLP

StanfordCoreNLPServer#main() called ---
setting default constituency parser
warning: cannot find edu/stanford/nlp/models/srparser/engl

using: edu/stanford/nlp/nodels/lexparser/englishPCFG.ser.g

to use shift reduce parser download English models jar fro

http://stanfordnlp. github. io/CoreNLP/download. html
Threads: 4

starting server...
stanfordCoreNLPServer listening at /
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vt spacy

from spacy.en import English
parser = English()

Inlp = spacy.load("en")

def spacyparserdemo():
exanple = u"The boy

parsedEx = parser (ex
# shown as: original
v print "\n-
for token in parsedE
print(
if _name_ == "_main

Spacyparserdanol)

with the spotted dog quickly ran after the firetruck."

ample)

token, dependency tag, head word, left dependents, right dependents
original token, dependency tag, head word, left dependents, right dependents

token.orth_, token.dep_, token.head.orth_, [t.orth_ for t in token.lefts], [t.orth_ for t in token.rights])






OEBPS/Image00243.jpg
Toport e

inputstring = “Our meeting will be at Spm tomorrow."
# inputstring = “0ur meeting will be schedule at 1lam tomorrow.*

findpattern_am = re.search(r*\b([1-9]|0[1-9] |1[6-2]{1,2}) (am)\b",
inputstring, re. | re.I)

findpattern_pm = re.search(r'\b([1-9]]0[1-9] |1[6-2]{1,2}) (Pm)\b",
inputstring, re.M | re.I)

if findpattern am:

print findpattern am.group()

print re.sub(r'\b([1-9]|0[1-9]|1[6-2]{1,2}) (am)\b*, r'\1 a
elif findpattern pm:

print findpattern pn.group()

print re.sub(r'\b([1-9]]0[1-9]]1[6-2]{1,2}) (pm)\b", r'\l p.m.’, inputstring)
else:

print "Not matched.

. inputstring)
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(NP (DT The) (NN boy))
(VP (VBD put)
(NP (NN tortoise))
(PP (IN on)
(NP (DT the) (NN rug))))
(1))

------ Words inside NP ------

l[u'The', u'boy'] NP
l[u'tortoise' ] NP
[u'the’, u'rug'] NP

------ Words inside NP with POS tags ------

(NP (DT The) (NN boy))
(NP (NN tortoise))
(NP (DT the) (NN rug))

I[((u'put’, u'VBD'), u'nsubj’, (u'boy’, u'NN')), ((u'boy’, u'NN'),
b'det’, (u'The', u'DT*)), ((u'put’, u'VBD'), u'dobj’, (u'tortoise’, u'NN')),

l((u'put’, u'VBD'), u'nmod’, (u'rug’, u'NN')), ((u'rug’, u'NN'), u'case’, (u‘on', u'IN')),
[((u'rug', u'NN'), u'det’, (u'the', u'DT'))]
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Our meeting will be at 5 p.m. tomorrow.
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NLTK Downloader

[ @ ¢ Tk Downloader
a

a

ot instaled
not installed

" Allthe corpora

Everything used in the NLTK Book it

1

1

Download Refresh

Server Index: https: //raw. githubusercontent .com/nltk/nltk_data/gh-pages/index.
Download Directory: /home/ jalaj/nltk_data

Python 2.7.6 (default, Oct 26 2016, 20:30:19)

f6cC 4.8.41 on Linux2

Type "help®, *copyright®, *credits® or “license" for more infornation.
>> tmport mk

>>> nltk. download ()

[showing info https://raw. githubusercontent. con/nltk/nltk_data/gh-pages/index.xul

@3

nd the cache has been disabled. Please check the permissions

ching wheels has been disabled. check the permissions and own

ingarning: An HTTPS request has been nade, but the SNI (Subj
present an incorrect TLS certificate, which can cause validat
tps://urlLib3. readthedocs. io/en/ latest/security. htnl#sninissi

replatforamarning: A true SSLContext object is not available.

. You can upgrade to a newer version of Python to solve this.
ing.

replatforamarning: A true SSLContext object is not available.

. You can upgrade to a newer version of Python to solve this.
ing.
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print "\n------------Stanford Parser Parseing Result--
parsetree = output['sentences'](0]['parse’]

print “\n------parsing------\n"

print parsetree

print “\n------ Words inside NP ------\n"
for i in Tree.fromstring(parsetree) .subtrees():
if i.label() = 'NP':
print i.leaves(),i.label()
print -~ Words inside NP with POS tags -
for i in Tree.fromstring(parsetree).subtrees():
if i.label() = 'NP':
print i

S
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def start_converation_action(hunanmessage) :
START_CONV_KEYWORDS L
START_CONV_RESPONSES
ease provide me borrower's full name"]
text = hunannessage
start_res =
if text.lower() in START_CONV_KEYWORDS:
# start_res = random. choice (START_CONV_ RESPONSES)
start_conv_json_obj = json.dumps (
{"message_human': text, 'message_bot': START CONV_RESPONSES,
*suggestion message': ["Please provide me borrower's full name"],
*current_form_action _chat7sg=",
*next_form_action': "/asking_borowers_full_name7msg=", ‘previous_form_action
“next_field_type’:

Hello")

welcomensg_chat",

*previous_{ “Enter borrower's full name”,
“max_length"

sort_Keys=True, indent=4,

separator: *: '), default=json_util.default)

elif text.lower() = "" or text.lower() is None or len(text) =
start_conv_json_obj = json.dunps ({'message_husfn': text,

‘message bot': defualt missing data error,
*suggestion_message . “current_form_action': "/hi_chat7msg",
*next_form_action’: "*, 'previous_form action': "/welcomensg_chat",
*next_field_type’ *previous_field_type': "butto
“placeholder_text" 1.
sort_keys=Trug, indent=4,
separators=(*,", ': '), default=json_util.default)
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pPip install nltk or sudo pip install nltk
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u'det’, u'boy', [1, (1)

u'nsubj’, u'ran’, [u'The'], [u'with'])
(u'with', u'prep’, u'boy', (1, [1)

(u'the’, u'det’, u'dog’, [1, [])

(u'spotted', u'amod’, u'dog’, (], [1)

(u'dog’, u'nsubj', u'ran’, [u'the’, u'spotted'], [])
(u'quickly’, u'advmod’, u'ran’, [1, [1)

(u'ran', u'R0OT', u'ran’, [u'boy’, u'dog', u'quickly'], [u'after’, u'."])
(u'after', u'prep’, u'ran’, [1, [u'firetruck'])
(u'the', u'det’, u'firetruck’, [], [])
(u'firetruck’, u'pobj', u'after’, [u'the'], [])
(u'.', u'punct', u'ran', [1, [1)






OEBPS/Image00250.jpg
@app. route('/')
def hello_world(
return ‘Hello from chat bot Flask.

(@app. route("/welconensg_chat")
def welcomemsg_chat () :
welcone_msg = cs. loan_assistant_welcone_msg()
conversation_List_history.append(welcone_msg)
# db_handler = mongo. db. chathistory
# db,handler,mserﬂ ‘request_user_1d"

request_user_id, “conversation": conversation list_history,

# “tine*: now_india.strftine(fmt)})

# db_handler.update ({"request_user_id": request user_id}, {

#__ '$set': {request user id": request user_id, ‘conversation®: conversation list history, *time": now india.strftime(fmt)},
# *scurrentDate": {*lastModified*: True}}, upsert=True)

Fesp = Response(welcone_msg, status=200, mimetype="application/json’)
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EORM ik
fileids() IR [P A S
fileids([categories]) AR S R ] Ak S
categories() B i Rk PR A i 25

categories([fileids])

R SO i 2 51

raw()

R B9 JG %E

raw(fileids=[f1, £2, f3])

SRR RE SO LG P %

raw(categories=[cl, ¢2])

R RE S Y G P9 A

words()

R BN HPRHEE Y L i)

words(fields=[f1, 2, f3])

SRR RE SO 7 Y i

words(categories=[cl, ¢2])

ARG RE S 7 Y L i

sents()

SRR PR R L A T

sents(fields=[fl, {2, f3])

R RE UL & R T

sents(categories=[c1, ¢2])

i A E S AL YT

abspath(fileid) SRR E SO AR AR
encoding(fileid) SR S SRS (IS E )
open(fileid) HEST BRGSO A
Root SR AN 2R R AR H

readme()

{i R i RER) README S
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$ java -mx1500m -cp "stanford-parser.jar"
edu.stanford.nlp.parser.lexparser.LexicalizedParser -sentences newline -
tokenized -tagSeparator / —outputFormat "penn" englishPCFG.ser.gz
/home/xyz/PROJECT/COMPARING_PARSER_NOTES/data/483_18.taggedsents >
/home/xyz/PROJECT/COMPARING_PARSER_NOTES/data/483_18.stanford.parsed
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[from pycorenlp import StanfordCoreNLP
from nltk.tree import Tree

nlp = StanfordCoreNLP(*http://localhost:9660" )

def rulelogic(sentnece):
leaves_list = [
text = (sentnece)

output = nlp.annotate(text, properties={
*annotators': 'tokenize,ssplit,pos,depparse, parse’,
‘outputFormat’: *json'

H
parsetree = output[*sentences'][0]["parse’]
print parsetree
for i in Tree.fronstring(parsetree).subtrees():
if i.label() = 'PRP':
print i.leaves(), i.label()
if i.label() = 'VBP' or i.label() = 'VBZ':
print_i.leaves(), i.label()

if _name i

Tulelogic('We plays game online.')

# 'He drink tomato soup in the morning. '
@ #|'we plays game online. '
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~~~~~~ Words inside NP with POS tags ------

(NP (DT The) (NN boy))
(NP (NN tortoise))
(NP (DT the) (NN rug))
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(ROOT
(s
(NP (PRP We))
(VP (VBZ plays)
(NP (NN game))
(PP (NN online)))
(. .)))
[u'We'] PRP
[u'plays'] VBZ
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r'\b([1-9]1|0[1-9]|1[0-2]{1,2}) (am)\b', r'\1l a.m.'
r'\b([1-9]1]0[1-9]|1[0-2]{1,2}) (pm)\b', r'\1l p.m.'
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# read dataset

X, Y, en_word2idx, en_idx2word, en_vocab, de_word2idx, de_idx2word, de_vocab = data_utils.read_d

ataset ('data.pkl')

# inspect data

print 'Sentence in English - encoded:', X[6]
print 'Sentence in German - encoded A )]
print 'Decoded:\n -

for i in range(len(X[11)):
print en_idx2word[X[11[i]],

print "\n'

for i in range(len(Y[1])):
print de_idx2word[Y[11[i]],
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# data processing

# data padding
def data_padding(x, y, length = 15):
for 1 in range(len(x)):
x[i] = x[i] + (length - len(xlil)) * [en word2idx['<pad>'1]
ylil = [de word2idx['<go>'1] + y[i] + [de word2idx['<eos>'1] + (length-len(y[il)) * [de|
word2idx[ ' <pad>'11

data_padding(X, )

# data splitting
X_train, X_test, Y_train, Y_test = train_test_split(X, Y, test_size = 6.1)

del X
del Y
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Randon starting synaptic weights:
{{-6.16595509]

[ ©.44064899]

[-0.99977125]]

New synaptic weights after training:

([ 9.67299363]

[-6.2078435 ]

[-4.62963669] 1

Considering new situation [1, @, 8] -> 7:
{ 6.99993764]
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From numpy import exp, array, random, dot

class NeuralNetwork():
def _init (self):
# Seed the random number generator, so it generates the same numbers
# every time the program runs.
randon. seed(1)

# We model a single neuron, with 3 input connections and 1 output connection.
# We assign random weights to a 3 x 1 matrix, with values in the range -1 to
# and mean 0.

self.synaptic weights = 2 * random.random((3, 1)) - 1

# The Signoid function, which describes an S shaped curve.
# We pass the weighted sum of the inputs through this function to
# normalise them between 0 and 1.
def _signoid(self, x):
return 1 / (1 + exp(-x))

# The derivative of the Sigmoid function.
# This is the gradient of the Signoid curve.
# It indicates how confident we are about the existing weight.
def _signoid_derivative(self, x):
return x * (1 - x)
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# We train the neural network through a process of trial and error.
# Adjusting the synaptic weights each time
def train(self, training_set_inputs, training_set_outputs, number of training_iterations):
for iteration in xrange(number of training_iterations):
# Pass the training set through our neural network (a single neuron).
output = self.think(training_set_inputs)

# Calculate the error (The difference between the desired output
# and the predicted output).
error = training_set_outputs - output

# Miltiply the error by the input and again by the gradient of the Sigmoid curve.
# This means less confident weights are adjusted more.

# This means inputs, which are zero, do not cause changes to the weights.
adjustment = dot(training set inputs.T, error * self. signoid derivative(output))

# Adjust the weights.
self.synaptic weights += adjustment

# The neural network thinks.
def think(self, inputs):
# Pass inputs through our neural network (our single neuron).
return self. _signoid(dot(inputs, self.synaptic weights))
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$ export
TF_BINARY_URL=https://storage.googleapis.com/tensorflow/linux/cpu/tensorflo

w-0.12.1-cp27-none-linux_x86_64.whl
$ sudo pip install --upgrade $TF_BINARY_URL
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$ pip install tensorflow
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jiijd word2vec, doc2vec,

GloVe %1k%
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python translate.py —--decode --data_dir [your_data_directory] --
train_dir [checkpoints_directory]Reading model parameters from
/tmp/translate.ckpt-340000> Who is the president of the United
States? Qui est le président des Etats-Unis ?
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g(z) =
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Er liebte zu essen
A

NULL Er liebte zu essen
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python translate.py --data_dir [your_data_directory] --train_dir
[checkpoints_directory] --en_vocab_size=40000 --
fr_vocab_size=40000
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python translate.py --data_dir [your_data_directory] --train_dir
[checkpoints_directory] --size=256 num_layers=2 --
steps_per_checkpoint=50
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GUTputs, states = TF.contrib. legacy seqZseq. embedding attention seqzseq(
encoder_inputs,
decoder_inputs,
tf.contrib. . BasicLSTHCe (size),
nun_encoder_symbols = en_vocab_size,
nun_decoder_symbols = de_vocab_size,
embedding_size - 100,
feed _previous = False,
output_projection = output_projection,
dtype = tf.float32)
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What' s your name
Was ist dein Sohn

2

My name is
Meine Sohn

what are you doing
Was machst du denn

I an reading a book
Ich bin ein Frihstiick

How are you
wie sind du -

I anm good
Ich bin gut
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1nput_seq_len = 15
output_seq_len = 17

en_vocab_size = len(en_vocab) + 2 # + <pad>, <ukn>
de_vocab_size = len(de_vocab) + 4 # + <pad>, <ukn>, <eos>, <go>

# placeholders
encoder_inputs = [tf.placeholder (dtype
for i in range(input_seq_len)]
decoder_inputs = [tf.placeholder (dtype
for i in range(output_seq_len)]

[None], name = 'encoder{}'.format(i))

tf.int32, shape

tf.int32, shape = [Nonel, name = 'decoder{}'.format(i))

targets = [decoder_inputs[i+1] for i in range(output_seq_len-1)

# add one more target

targets.append(tf.placeholder (dtype = tf.int32, shape = [Nonel, name = 'last_target'))
target_weights = [tf.placeholder(dtype = tf.float32, shape = [Nonel, name =
“target_w{}'.format(i)) for i in range(output_seq len)

# output projection
size = 512

W_t = tf.get_variable('proj w', [de vocab_size, sizel, tf.float32
tf.get_variable('proj_b', [de_vocab_sizel, tf.float32

w = tf.transpose(w_t)

output_projection = (w, b)
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def step_gradient(b_current, m_current, points, learningRate):
b_gradient =
m_gradient = &
float (len(points))
for i in range(s, len(points)):
x = points(i, 6]
y = pointsi, 11
# Here we are coding up out partial derivatives equations and
# generate the updated value for m and b to get the local minima
b_gradient += -(2/N) * (y - ((n_current * x) + b_current))
m_gradient += -(2/N) * x * (y - ((m_current * x) "+ b_current))
# we are multiplying the b_gradient and m_gradient with learningrate
# so it is inportant to choose ideal learning rate if we make it to high then our model learn nothing
# 1f we make it to small then our training is to slow and there are the chances of over fitting
| # 50 Tearning rate 1s inportant hyper parameter.|
new b = b_current - (learningRate * b_gradient)
newm = m_current - (learningRate * m_gradient)
return [new b, new_m]

def gradient_descent_runner (points, starting b, starting m, learning rate, nun_iterations):
starting b
n = starting m
for i in range(nun_iterations):
# e are using step_gradient function to calculate the actual partisl derivatives for error function
b, m = step_gradient(b, m, array(points), learning_rate)
return [b, m]
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# Step 3 - print the values of b, m and all function which calculate gradient descent and errors

# Here we are printing the initial values of b, m and error.

# As well as there is the function compute_error._for_line_given_points()

# which compute the errors for given point

print "Starting gradient descent at b = {8}, m = {1}, error = {2}".format(initial b, initial m,
frompute_error_for_line_given points(initial b, initial m, points))

print “Running.

# By using this gradient_descent_runner() function we will actually calculate gradient descent
[b, m] = gradient_descent_runner (points, initial b, initial m, learning_rate, num_iterations)

# Here we are printing the values of b, m and error after getting the line of best fit for the given dataset.
print "After {6} iterations b = {1}, m = {2}, error = {3}".format(nun_iterations, b, m, compute error_for line given points(b, m, points))
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y=m b
 is slope, b is y-intercept
h

7
#
# here we are calculating the sun of squared error by using the equation which we have seen in the book.|
def compute_error_for_line_given points(b, m, points):
totalError = 6
for i in range(®, len(points)):
x = points[i, €]
y = points[i, 1]
totalError 4= (y - (m * x + b)) ** 2
return totalError / float(len(points))
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IF _name_ = "_main_

#Intialise a single neuron neural network.
neural_network = NeuralNetwork()

print “Random starting synaptic weights: "
print neural_network.synaptic weights

# The training set. We have 4 examples, each consisting of 3 input values
# and 1 output value.

training set_inputs = array([[e, 6, 1], [1, 1, 1], [1, 8, 1], [6, 1, 1]])
# Python store output in horizontally so we have use transpose
training_set_outputs = array([[e, 1, 1, 0]]).T

# Train the neural network using a training set.
# Do it 10,000 times and make small adjustments each time.
neural_network. train(training_set_inputs, training_set_outputs, 16660)

print “New synaptic weights after training: "
Print neurat.netvor' STETIGRTSAIE

# Test the neural network with a new situation.
print "Considering new situation [1, 0, 0] ->
print neural_network. think(array([1, 0, 6]))
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