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内容简介

本书是一本机器学习算法方面的理论+实践读物，主要包含机器学习基础理论、线性回归模型、分类模型、聚类模型、降维模型和深度神经网络模型六大部分。机器学习基础理论部分包含第1、2章，主要介绍机器学习的理论基础和工程实践基础。第3章是线性回归模型部分，主要包括模型的建立、学习策略的确定和优化算法的求解过程，最后结合三种常见的线性回归模型实现了一个房价预测的案例。第4至11章详细介绍了几种常见的分类模型，包括朴素贝叶斯模型、K近邻模型、决策树模型、Logistic回归模型、支持向量机模型、随机森林模型、AdaBoost 模型和提升树模型，每一个模型都给出了较为详细的推导过程和实际应用案例。第12章系统介绍了五种常见的聚类模型，包括K-Means聚类、层次聚类、密度聚类、谱聚类和高斯混合聚类，每一个模型的原理、优缺点和工程应用实践都给出了较为详细的说明。第13章系统介绍了四种常用的降维方式，包括奇异值分解、主成分分析、线性判别分析和局部线性嵌入，同样给出了详细的理论推导和分析。最后两章分别是Word2Vec和Doc2Vec词向量模型和深度神经网络模型，其中，第14章详细介绍了Word2Vec和Doc2Vec模型的原理推导和应用；第15章深度神经网络模型系统介绍了深度学习相关的各类基础知识。
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前言


首先解答读者可能产生的一个疑问：本书的书名是《机器学习基础：从入门到求职》，但本书几乎通篇都在讲机器学习各种模型的原理推导和应用实例，这是为什么呢？其实本书的定位是帮助求职者快速入门并掌握机器学习相关的基础核心知识，降低学习成本，节省更多的时间。

为什么要这样做呢？原因也很简单。机器学习算法相关的岗位待遇比一般的开发岗位要好一些，但要求也变得更多。从目前的行情来看，站在公司招聘的角度，是一个既要、又要、还要的过程，即：既要掌握比较扎实的机器学习理论基础，又要有实践经验、懂业务场景，还要能编码、会计算机算法题。

对求职者来说，要求确实是太高了些。但这个岗位待遇好，有前途，也有“钱途”，因而很多人都报以极高的热情涌入，导致这个行业的招聘水涨船高，毕竟企业永远都是择优而选，优中取优！亲历过这几年求职或招聘的人可能会比较有感触：

2015年，机器学习在国内市场刚兴起的时候，懂机器学习算法的人不多，那时候企业招聘，只要是懂些皮毛的，可能都有机会去试一试。

2016年，市场开始火热，只懂些皮毛就不行了，必须还要懂得比较系统一点，要求求职者能够“手推”模型原理，再附加一些业务实践经验和计算机基础知识。

2017年，招聘的人不仅会问“手推”算法原理，还会细问项目内容及对业务的理解，再附加两道算法题。

2018年，招聘方希望你既要像算法工程师一样能“手推”模型原理，又要像传统程序员一样会写代码，还要像有工作经验的员工一样，有一些比较拿得出手的项目。

看到这里，如果你被这么多的要求吓到了，那么恭喜你，借这个心理转换过程重新定位自己，你可以学习本书；如果你决定迎难而上，那么也恭喜你，借这个机会赶紧查漏补缺，同样可以阅读本书。但是，如果你是计算机科班出身，已经信心满满，手握重点高校学历，拥有重大科研项目经历及各种大厂实习经验，还有多篇“顶会”论文，那么这本书真的不适合你。

回到关于本书的定位问题上。上面说了既要、又要、还要的过程，也就是理论基础+业务能力+工程实践能力的过程。理论基础就是我们一直所说的机器学习算法理论，业务能力是指相关的项目或者工作经验，工程实践能力就是动手写代码的能力。对于一个想求职机器学习相关岗位的应届生，或者是想将机器学习应用到自己专业领域的人士，再或者是一个有一定编程经验想要转算法岗位的人来说，机器学习理论可能都是第一拦路虎。本书希望可以帮助读者用最短的时间、最少的精力，攻克这最难的一关。所以，再次提醒大家，本书并没有讲述如何面试求职，而是可以带你快速入门并应用机器学习，带你走近机器学习求职的起点，帮你节省一些学习和摸索的时间，本书并不是一本机器学习岗位求职大全，也绝非是你求职准备的终点。

如果看到这里，还不确定是否适合学习本书，那么看看本书的“机器学习求职60问”吧，这些都是求职过程中可能遇到的高频问题，也是机器学习需要掌握的核心理论基础，而这些问题，在本书中都有较为详细的推导和解答。如果你看了这些问题以后觉得都已经掌握了，那么本书不适合你。如果对一半以上问题觉得没什么概念或者似懂非懂，那么建议你看一看本书，相信你会有所收获！

机器学习求职60问

类型一：基础概念类


问题1：
 过拟合与欠拟合（定义、产生的原因、解决的方法各是什么）。


问题2:
 L1正则与L2正则（有哪些常见的正则化方法？作用各是什么？区别是什么？为什么加正则化项能防止模型过拟合）。


问题3：
 模型方差和偏差（能解释一下机器学习中的方差和偏差吗？哪些模型是降低模型方差的？哪些模型是降低模型偏差的？举例说明一下）。


问题4：
 奥卡姆剃刀（说一说机器学习中的奥卡姆梯刀原理）。


问题5：
 模型评估指标（回归模型和分类模型各有哪些常见的评估指标？各自的含义是什么？解释一下AUC？你在平时的实践过程中用到过哪些评估指标？为什么要选择这些指标）。


问题6：
 风险函数（说一下经验风险和结构风险的含义和异同点）。


问题7：
 优化算法（机器学习中常见的优化算法有哪些？梯度下降法和牛顿法的原理推导）。


问题8：
 激活函数（神经网络模型中常用的激活函数有哪些？说一下各自的特点）。


问题9：
 核函数（核函数的定义和作用是什么？常用的核函数有哪些？你用过哪些核函数？说一下高斯核函数中的参数作用）。


问题10：
 梯度消失与梯度爆炸（解释一下梯度消失与梯度爆炸问题，各自有什么解决方案）。


问题11：
 有监督学习和无监督学习（说一下有监督学习和无监督学习的特点，举例说明一下）。

问题12：生成模型与判别模型（你知道生成模型和判别模型吗？各自的特点是什么？哪些模型是生成模型，哪些模型是判别模型）。

类型二：模型原理类


问题13：
 线性回归（线性回归模型的原理、损失函数、正则化项）。


问题14:
 KNN模型（KNN模型的原理、三要素、优化方案以及模型的优/缺点）。


问题15：
 朴素贝叶斯（朴素贝叶斯模型的原理推导，拉普拉斯平滑，后验概率最大化的含义以及模型的优/缺点）。


问题16：
 决策树（决策树模型的原理、特征评价指标、剪枝过程和原理、几种常见的决策树模型、各自的优/缺点）。


问题17：
 随机森林模型（RF模型的基本原理，RF模型的两个“随机”。从偏差和方差角度说一下RF模型的优/缺点，以及RF模型和梯度提升树模型的区别）。


问题18:
 AdaBoost（AdaBoost 模型的原理推导、从偏差和方差角度说一下AdaBoost、AdaBoost模型的优/缺点）。


问题19：
 梯度提升树模型（GBDT模型的原理推导、使用GBDT模型进行特征组合的过程、GBDT模型的优/缺点）。


问题20:
 XGBoost（XGBoost模型的基本原理、XGBoost模型和GBDT模型的异同点、XGBoost模型的优/缺点）。


问题21:
 Logistic回归模型（LR模型的原理、本质，LR模型的损失函数，能否使用均方损失、为什么）。


问题22：
 支持向量机模型（SVM模型的原理，什么是“支持向量”？为什么使用拉格朗日对偶性？说一下KKT条件、软间隔SVM和硬间隔SVM的异同点。SVM怎样实现非线性分类？SVM常用的核函数有哪些？SVM模型的优/缺点各是什么）。


问题23:
 K-Means聚类（K-Means聚类的过程和原理是什么？优化方案有哪些？各自优/缺点是什么）。


问题24：
 层次聚类（层次聚类的过程、原理和优/缺点）。


问题25：
 密度聚类（密度聚类的基本原理和优/缺点）。


问题26：
 谱聚类（谱聚类的基本原理和优/缺点）。


问题27：
 高斯混合聚类（高斯混合聚类的原理和优/缺点）。


问题28:
 EM算法（EM算法的推导过程和应用场景）。


问题29：
 特征分解与奇异值分解（特征分解与奇异值分解的原理、异同点、应用场景）。


问题30：
 主成分分析（PCA模型的原理、过程、应用场景）。


问题31：
 线性判别分析（LDA模型的原理、过程、应用场景）。


问题32：
 局部线性嵌入（LLE模型的原理、过程、应用场景）。


问题33：
 词向量（Word2Vec模型和Doc2Vec模型的类别，各自原理推导、应用和参数调节）。


问题34：
 深度神经网络（深度神经网络模型的原理，反向传播的推导过程，常用的激活函数，梯度消失与梯度爆炸问题怎么解决？说一下深度神经网络中的Dropout、早停、正则化）。

类型三：模型比较类


问题35:
 LR模型与SVM模型的异同点。


问题36:
 LR模型与朴素贝叶斯模型的异同点。


问题37:
 K近邻模型与K-Means模型的异同点。


问题38:
 ID3决策树、C4.5决策树、CART决策树的异同点。


问题39:
 PCA模型与LDA模型的异同点。


问题40:
 Bagging模型与Boosting模型的异同点。


问题41:
 GBDT模型与XGBoost模型的异同点。


问题42:
 Word2Vec模型中CWOB模式与Skip模式的异同点。


问题43:
 Word2Vec模型和Doc2Vec模型的异同点。

类型四：模型技巧类


问题44：
 模型调参（随便选一个上述涉及的模型，说一下它的调参方式与过程）。


问题45：
 特征组合（常见的特征组合方式有哪些？各自特点是什么）。


问题46：
 特征工程（结合实践解释一下你所理解的特征工程）。


问题47：
 缺失值问题（说一下你遇到的缺失值处理问题，你知道哪些缺失值处理方式？你使用过哪些，效果怎样）。


问题48：
 样本不平衡问题（你知道样本不平衡问题吗？你是怎样处理的？效果怎么样？除上采样和下采样外，你还能自己设计什么比较新颖的方式吗）。


问题49：
 特征筛选（特征筛选有哪几种常见的方式？结合自己的实践经验说一下各自的原理和特点。）


问题50：
 模型选择（你一般怎样挑选合适的模型？有实际的例子吗？）


问题51：
 模型组合（你知道哪些模型组合方式？除了运用AdaBoost和RF，你自己有使用过Bagging和Embedding方式组合模型吗？结合实际例子说明一下）。


问题52:
 A/B测试（了解A/B测试吗？为什么要使用A/B测试）。


问题53：
 降维（为什么要使用降维？你知道哪些降维方法？你用过哪些降维方式？结合实际使用说明一下）。


问题54：
 项目（你做过哪些相关的项目？挑一个你觉得印象最深刻的说明一下）。


问题55
 ：踩过的坑（你在使用机器学习模型中踩过哪些坑？最后你是如何解决的）。

类型五：求职技巧类


问题56：
 机器学习求职要准备哪些项？各项对应如何准备？


问题57：
 机器学习相关的学习内容有哪些？学习路线应该怎么定？有什么推荐的学习资料？


问题58：
 机器学习岗位求职的投递方式有哪些？什么时间投递最合适？投递目标应该怎样选择？


问题59：
 机器学习岗位求职的简历最好写哪些内容？所做的项目应该如何描述？


问题60：
 面试过程中自我介绍如何说比较合适？求职心态应该如何摆正？如果遇到压力该如何面对？面试过程中如何掌握主导权？怎样回答面试官最后的“你还有什么要问我的”问题？怎样面对最后的人力资源面试？
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第1章 机器学习概述


本章主要介绍机器学习相关的基本理论，共包含3节，即机器学习介绍、机器学习分类和机器学习三要素。1.1节主要讲解机器学习的基本特点、机器学习的对象和机器学习的应用等。1.2节主要讲解机器学习常见的分类方式，包括按任务类型分类和按学习方式分类两种。1.3节主要介绍机器学习模型的三要素，即机器学习=模型+策略+算法。在该节中，我们会通过一个实际的房价预测案例来一步步解释机器学习的三要素。通过对本章的学习，读者会对机器学习的基本概念有较为深刻的理解。


1.1 机器学习介绍



1.1.1 机器学习的特点


在开始介绍机器学习之前，我们先看一下传统编程模式，如图1-1所示。


图1-1 传统编程模式



从图1-1可以看出，传统编程其实是基于规则和数据的，目的就是快速得到一个答案。这里的规则一般指的就是我们熟悉的数据结构与算法，是计算机程序的核心。当规则确定好后，将需要处理的数据输入计算机，计算机充分发挥其计算能力的优势，快速得到一个答案输出给用户。一般而言，当规则制定好后，对于每一次输入的数据，计算机程序输出的答案应该也是唯一确定的，这就是传统编程模式的特点。

机器学习模式又是怎样的呢？我们同样用一个基本模型将其表述出来，如图1-2所示。


图1-2 机器学习模式



从图1-2可以看出，机器学习模式其实是从已知的数据和答案中寻找出某种规则。也就是说，对机器学习而言，我们输入的是数据及其对应的答案，而寻找的是满足这样一种答案的数据背后的某种规则。

学术一点来讲，机器学习的特点就是：以计算机为工具和平台，以数据为研究对象，以学习方法为中心，是概率论、线性代数、信息论、最优化理论和计算机科学等多个领域的交叉学科。其研究一般包括机器学习方法、机器学习理论、机器学习应用三个方面：

（1）机器学习方法的研究旨在开发新的学习方法。

（2）机器学习理论的研究旨在于探求机器学习方法的有效性和效率。

（3）机器学习应用的研究主要考虑将机器学习模型应用到实际问题中去，解决实际业务问题。


1.1.2 机器学习的对象


机器学习的对象是数据，即从数据出发，提取数据的特征，抽象出数据模型，发现数据中的规律，再回到对新数据的分析和预测中去。下面我们就以一个实际例子来看看机器学习中数据的特点，如表1-1所示。


表1-1 机器学习数据示例
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表1-1是一份历史房价统计数据，假设该数据一共包含M个房子样本，每个样本都统计了“位置”“面积”“装修”等多个特征的取值情况，最后还给出了这些房子样本对应的价格取值。这其实就是一份最典型的机器学习数据，特征就是上面我们所说的“数据”，而价格标签就是我们所说的“答案”，我们将这份数据应用到某个回归模型进行训练，就可以学习出一个可以预测房价的模型。当然，现实中，我们会进一步将训练数据按比例进行划分（比如按8∶2划分），形成训练集和验证集两部分；然后在训练集上训练模型，在验证集上验证模型。如果验证效果较好，则可以将该模型作为我们要寻找的“规则”，对以后每一个新的数据样本（称为测试集），将其对应的数据输入该规则即可得到一个预测的输出值。机器学习的过程如图1-3所示。


图1-3 机器学习的过程



另外需要说明的是，在实际业务场景中，机器学习的数据对象可能是多种多样的，比如文本、图像、语音等。一般在做机器学习之前，我们会先把这些数据统一为同一种格式类型，如矩阵的形式。比如给定的是多个文本类型的数据，那么我们可以将各个文本分别进行分词处理，然后统计文本中各个词在全文中出现的频率值，这样就形成一个文档的词频矩阵。再比如给定的是多幅图像数据，那么我们可以将每幅图片当作一个像素矩阵。


1.1.3 机器学习的应用


机器学习的可应用场景比较多，图1-4列出了一些机器学习的典型应用场景。从图中可以看出，目前机器学习可应用于自动驾驶、人脸识别、垃圾邮件检测、信用风险预测、工业制造缺陷检测、商品价格预测、语音识别和智能机器人等领域。相信在不久的将来，随着机器学习及其相关技术的进一步发展，其所能应用的场景肯定会越来越多。


图1-4 机器学习的典型应用场景



这里需要补充说明一下初学者常常容易混淆的几个概念，即深度学习、机器学习和人工智能。实际上，这三者之间是包含与被包含的关系，具体如图1-5所示。


图1-5 深度学习、机器学习、人工智能三者之间的关系



可以看到，深度学习其实是机器学习的一个子集，而机器学习又是人工智能的一个子集。深度学习目前主要指以深度神经网络为基础的一系列模型。近年来，它们在自然语言处理和计算机视觉等领域取得了本质性的突破，被业界大力推崇。机器学习是一个比深度学习更宽广的概念，除深度学习外，它还包含一系列其他模型，如决策树、支持向量机等，这些模型的核心思想及本质是整个机器学习的核心所在。人工智能的概念则更为宽广，其除了研究机器学习模型算法等核心领域，还扩展到了认知、心理、控制等诸多领域，算是一个综合性和交叉性的学科。


1.2 机器学习分类


机器学习的分类方式有很多种，最常见的方式是按任务类型分类和按学习方式分类。


1.2.1 按任务类型分类


按任务类型分类，机器学习可分为回归问题、分类问题、聚类问题和降维问题等，如图1-6所示。


图1-6 机器学习分类（按任务类型）



1．回归问题

回归问题其实就是利用数理统计中的回归分析技术，来确定两种或两种以上变量之间依赖关系。如图1-7所示，实线表示的是某只股票随时间变量的实际波动情况，而虚线是基于线性回归模型进行回归预测得到的结果。


图1-7 回归问题举例



2．分类问题

分类问题是机器学习中最常见的一类任务，比如我们常说的图像分类、文本分类等，如图1-8所示。


图1-8 分类问题举例



3．聚类问题

聚类问题又称群分析，目标是将样本划分为紧密关系的子集或簇。简单来讲就是希望利用模型将样本数据集聚合成几大类，算是分类问题中的一种特殊情况。聚类问题的常见应用（市场细分、社群分析等）如图1-9所示。


图1-9 聚类问题举例



4．降维问题

降维是指采用某种映射方法，将原高维空间中的数据点映射到低维空间。为什么使用降维呢？可能是原始高维空间中包含冗余信息或噪声，需要通过降维将其消除；也可能是某些数据集的特征维度过大，训练过程比较困难，需要通过降维来减少特征的量。

常用的降维模型有主成分分析（PCA）和线性判别分析（LDA）等，在后续章节会详细介绍这两个降维模型。基于PCA和基于核化的PCA进行降维后的样本数据效果图如图1-10所示，可以看到，通过降维，我们让原本非线性可分的数据集转化成线性可分的了。


图1-10 PCA模型降维实例




1.2.2 按学习方式分类


按学习方式来分类，机器学习可分为有监督学习、无监督学习和强化学习等，如图1-11所示。


图1-11 机器学习分类（按学习方式）



1．有监督学习

有监督学习（Suprevised Learning），简称监督学习，是指基于一组带有结果标注的样本训练模型，然后用该模型对新的未知结果的样本做出预测。通俗点讲就是利用训练数据学习得到一个将输入映射到输出的关系映射函数，然后将该关系映射函数使用在新实例上，得到新实例的预测结果。例如，某商品以往的销售数据可以用来训练商品的销量模型，该模型可以用来预测该商品未来的销量走势。常见的监督学习任务是分类（Classify）和回归（Regression）。

● 分类：当模型被用于预测样本所属类别时，就是一个分类问题，例如，要区别某张给定图片中的对象是猫还是狗。

● 回归：当所要预测的样本结果为连续数值时，就是一个回归问题，例如，要预测某股票未来一周的市场价格。

2．无监督学习

在无监督学习（Unsuprevised Learning）中，训练样本的结果信息是没有被标注的，即训练集的结果标签是未知的。我们的目标是通过对这些无标记训练样本的学习来揭示数据的内在规律，发现隐藏在数据之下的内在模式，为进一步的数据处理提供基础，此类学习任务中比较常用的就是聚类（Clustering）和降维（Dimension Reduction）。

● 聚类：聚类模型试图将整个数据集划分为若干个不相交的子集，每个子集被称为一个簇（Cluster）。通过这样的划分，每个簇可能对应于一些潜在的概念，如一个簇表示一个潜在的类别。聚类问题既可以作为一个单独的过程，用于寻找数据内在的分布结构，又可以作为分类等其他学习任务的前驱过程，用于数据的预处理。假设样本集通过使用某种聚类方法后被划分为几个不同的簇，则一般我们希望不同簇内的样本之间能尽可能不同，而同一簇内的样本能尽可能相似。

● 降维：在实际应用中，我们经常会遇到样本数据的特征维度很高但数据很稀疏，并且一些特征可能还是多余的，对任务目标并没有贡献的情况，这时机器学习任务会面临一个比较严重的障碍，我们称之为维数灾难（Curse of Dimensionality）；维数灾难不仅会导致计算困难，还会对机器学习任务的精度造成不良影响。缓解维数灾难的一个重要途径就是降维，即通过某些数学变换关系，将原始的高维空间映射到另一个低维的子空间，在这个子空间中，样本的密度会大幅提高。一般来说，原始空间的高维样本点映射到这个低维子空间后会更容易进行学习。

3．强化学习

强化学习（Reinforcement Learning）又称再励学习、评价学习，是从动物学习、参数扰动自适应控制等理论发展而来的。它把学习过程看作一个试探评价过程，强化学习模式如图1-12所示。


图1-12 强化学习模式示意图



机器先选择一个初始动作作用于环境，环境接收到该动作后状态发生变化，同时产生一个强化信号（奖赏或惩罚）反馈给机器，机器再根据强化信号和环境当前状态选择下一个动作，选择的原则是使受到正强化（奖赏）的概率增大。通俗地讲就是：让机器自己不断去尝试和探测，采取一种趋利避害的策略，通过不断地试错和调整，最终机器将发现哪种行为能够产生最大的回报，从而学习出其自己的一套较为理想的处理问题的模式，当以后再面临一些问题时，它就可以很自然地采用一种最佳模式去处理和应对。

强化学习是一种重要的机器学习方法，在智能控制机器人及分析预测等领域有许多应用，比如在围棋界打败世界冠军的AlphaGo就运用了强化学习。


1.2.3 生成模型与判别模型


这里补充一个比较重要的概念，即生成模型与判别模型。在有监督学习中，学习方法可进一步划分为生成方法和判别方法，所学到的模型对应称为生成模型和判别模型。

1．生成模型

生成方法是由数据学习训练集的联合概率分布P（X,Y），然后求出条件概率分布P（Y|X）作为预测的模型，即做成模型再运用这个模型对测试集数据进行预测，即




这样的方法之所以被称为生成方法，是因为模型表示了给定输入X产生输出Y的生成关系。典型的生成模型有：朴素贝叶斯模型和隐马尔科夫模型。

2．判别模型

判别方法是由数据直接学习决策函数f（X）或条件概率分布P（X,Y）作为预测模型，即判别模型。

判别方法关心的是对给定的输入X，应该预测出什么样的输出Y。典型的判别模型包括K近邻、感知机、决策树、Logistic回归、最大熵模型、支持向量机、提升方法、条件随机场等。

3．生成方法的特点

● 生成方法可以还原出联合概率分布P（X,Y），而判别方法不能。

● 生成方法的学习收敛速度一般更快。

● 当存在隐变量时，生成方法仍可以使用，而判别方法不能。

4．判别方法的特点

判别方法直接学习条件概率或决策函数，即直接面对预测，往往学习的准确度更高。

由于可以直接学习P（Y|X）或f（X），可以对数据进行各种程度的抽象，能定义特征并使用特征，因此可以简化学习问题。


1.3 机器学习方法三要素


机器学习方法都是由模型、策略和算法三要素构成的，可以简单表示为

机器学习方法=模型+策略+算法

下面进行详细的讲解。


1.3.1 模型


先举个例子来形象地认识一下模型。

假设我们现在要帮助银行建立一个模型用来判别是否可以给某个用户办理信用卡，我们可以获得用户的性别、年龄、学历、工作年限和负债情况等基本信息，如表1-2所示。


表1-2 用户信用模型数据

[image: ]


如果将用户的各个特征属性数值化（比如性别的男女分别用1和2来代替，学历特征高中、本科、硕士、博士分别用1,2,3,4来代替），然后将每个用户看作一个向量xi
 ，其中i=1,2,…,M，向量xi
 的维度就是第i个用户的性别、年龄、学历、工作年限和负债情况等特征，即[image: ]
 ，那么一种简单的判别方法就是对用户的各个维度特征求一个加权和，并且为每一个特征维度赋予一个权重wj
 ，当这个加权和超过某一个门限值（threshold）时就判定可以给该用户办理信用卡，低于门限值就拒绝办理，如下：

● 如果[image: ]
 ，则准予办理信用卡。

● 如果[image: ]
 ，则拒绝办理信用卡。

进一步，我们将“是”和“否”分别用“+1”和“-1”表示，即




上式刚好可以用一个符号函数来表示，即




符号函数的图像如图1-13所示。


图1-13 符号函数的图像



f（xi
 ）就是我们对上述用户信用卡额度问题建立的一个模型，有了该模型后，每当有一个新的用户来办理信用卡时，我们就可以将其填写的基本信息输入该模型中自动判别是否同意给其办理。

但别高兴得太早，因为其实还有一个问题没有解决：上面模型中有一些未知参数wj
 ，如果不知道这些参数的值，我们是无法计算出一个新用户对应的值的。

所以下一步我们的目标就是想办法求解这些未知参数wj
 ,j=1,2,…,N的值，我们采取的方法就是通过训练集（即一批我们已经知道结果的用户数据）将其学习出来。至于为什么可以由训练集数据学习出来wj
 ，以及如何学习wj
 ，就是下面要讲的策略问题。


1.3.2 策略


训练集指的是一批已经知道结果的数据，它具有和预测集相同的特征，只不过它比预测集多了一个已知的结果项。还是以上面的例子为例，它对应的训练集可能如表1-3所示。


表1-3 用户信用模型数据（训练集）

[image: ]


要由给定结果的训练集中学习出模型的未知参数wj
 ,j=1,2,…,N，我们采取的策略是为模型定义一个“损失函数”（Loss Function）（也称作“风险函数”），该损失函数可用来描述每一次预测结果与真实结果之间的差异，下面先介绍损失函数的基本概念，以及机器学习中常用的一些损失函数。

（1）0-1损失函数




0-1损失函数在朴素贝叶斯模型的推导中会用到。

（2）绝对损失函数

L（Y,f（X））=|Y−f（X）|

（3）平方损失函数

L（Y,f（X））=（Y−f（X））2


平方损失函数一般用于回归问题中。

（4）指数损失函数

L（Y,f（X））=e−Yf（X）


指数损失函数在AdaBoost模型的推导中会用到。

（5）Hinge损失函数

L（Y,f（X））=max（0 ,1−Yf（X））

Hinge损失函数是SVM模型的基础。

（6）对数损失函数

L（Y,P（Y|X））=−log P（Y|X）

对数损失函数在Logistic回归模型的推导中会用到。

对于上面的例子，我们可以采用平方损失函数，即对于训练集中的每一个用户xi
 ，我们可以由上面建立的模型对其结果产生一个预测值f（xi
 ）=（yi
 −f（xi
 ））2
 ，那么对于训练集中所有M个用户，我们得到模型的总体损失函数为




上面式子中的w指的就是模型中的权重参数向量，b就是设置的门限值。得到上面关于模型未知参数的损失函数表达式后，很明显，我们的目标就是希望这个损失函数能够最小化。因为损失函数越小，意味着各个预测值与对应真实值之间越接近，所以，求解模型未知参数的问题其实就转化为求解公式：





1.3.3 算法


通过定义损失函数并采用最小化损失函数策略，我们成功地将上面的问题转化为一个最优化问题，接下来我们的目标就是求解该最优化问题。


注意：
 有些初学者可能会把“机器学习”称为“机器学习算法”，实际上，这是不大妥当的。机器学习理论上来说还是偏模型一些，算法只是模型中用来求解优化问题的。所以准确来说，这里的“算法”其实指的是求解最优化问题的算法。


求解该问题的优化算法很多，最常用的就是梯度下降法。下面介绍优化问题中几种典型的求解算法，这个问题在面试过程中经常会被问到。

1．梯度下降法

（1）引入

前面讲解数值计算的时候提到过，计算机在运用迭代法做数值计算（比如求解某个方程组的解）时，只要误差能够收敛，计算机经过一定次数的迭代后是可以给出一个跟真实解很接近的结果的。进一步考虑：目标函数按照哪个方向迭代求解时误差的收敛速度会最快呢？答案就是沿梯度方向，这就引入了我们的梯度下降法。

（2）梯度下降法原理

在多元微分学中，梯度就是函数的导数方向。梯度法是求解无约束多元函数极值最早的数值方法，很多机器学习的常用算法都是以它作为算法框架进行改进的，从而导出更为复杂的优化方法。

在求解目标函数L（w,b）的最小值时，为求得目标函数的一个凸函数，在最优化方法中被表示为

min L（w,b）

根据导数的定义，函数 L（w,b）的导函数就是目标函数在变量w和b上的变化率。在多元的情况下，目标函数L（w,b）在某点的梯度 [image: ]
 是一个由各个分量的偏导数构成的向量，负梯度方向是L（w,b）减小最快的方向。

二维情况下函数f（x）的梯度如图1-14所示（为了方便，下面推导过程均假设是在二维情况下）。


图1-14 函数f(x)的梯度



如图1-14所示，当需要求f（x）的最小值时，我们就可以先任意选取一个函数的初始点x0
 ，让其沿着途中红色箭头（负梯度方向）走，依次到x1
 ,x2
 ,…,xn
 ，这样即可最快到达极小值点。

（3）梯度下降法的推导

先将f（x）在x=xk
 处进行一阶泰勒展开，即

f（x）≈f（xk
 ）+∇f（xk
 ）（x−xk
 ）

再取x=xk+1
 ，得：

f（xk+1
 ）≈f（xk
 ）+∇f（xk
 ）（xk+1
 −xk
 ）

整理得：

f（xk+1
 ）−f（xk
 ）≈∇f（xk
 ）（xk+1
 −xk
 ）

又因为要使f（x）下降，使得f（xk+1
 ）≤f（xk
 ）恒成立；结合上式即等价于要使f＇（xk
 ）（xk+1
 −xk
 ）≤0恒成立。

显然，当我们取

xk+1
 −xk
 =−λ∇f（xk
 ）

即

xk+1
 =xk
 −λ∙∇f（xk
 ）

时，上面的等式是恒成立的。

（4）梯度下降法过程

输入：目标函数f（x），每一次的迭代步长为λ，计算精度为ε。

输出： f（x）的极小值点x∗
 。

步骤如下。

第1步：任取初始值x0
 ，即置k=0。

第 2 步：计算f（x）在xk
 处的函数值f（xk
 ）和f（x）在xk
 处的梯度值[image: ]
 [image: ]
 。

第3步：若∇f（xk
 ）＜ε，则停止迭代，极小值点为x∗
 =xk
 。

第4步：置xk+1
 =xk
 −λ∙∇f（xk
 ），计算f（xk+1
 ）。

第5步：若|f（xk+1
 ）−f（xk
 ）|＜ε或|xk+1
 −xk
 |＜ε时，停止迭代，极小值点为x∗
 =xk+1
 。

第6步：否则，置k=k+1，转到第2步。

对于多维情况，如上面的损失函数L（w,b），利用梯度下降法求解的步骤也是如此，只不过每次求解时，上述过程中的梯度应换成各自的偏导数。

上面的过程称为批量梯度下降法。

（5）随机梯度下降法

从上述过程可知，在梯度下降法的迭代中，除梯度值本身的影响外，每一次取的步长λ也很关键：步长值取得越大，收敛速度就越快，但是带来的可能后果就是容易越过函数的最优点，导致发散；步长值取得太小时，算法的收敛速度又会明显降低。因此，我们希望找到一种比较好的平衡方法。

另外，当目标函数不是凸函数时，使用梯度下降法求得的结果可能只是某个局部最优点，因此我们还需要一种机制，避免优化过程陷入局部最优。

为解决上述两个问题，引入了随机梯度下降法。随机梯度下降法原理与批量梯度下降法原理相同，只不过做了如下两个小的改进：

● 将固定步长λ改为动态步长λk
 ，具体动态步长如何确定可参见下文随机梯度下降法的过程，这样做可保证每次迭代的步长都是最佳的。

● 引入随机样本抽取方式，即每次迭代只是随机取了训练集中的一部分样本数据进行梯度计算；这样做虽然在某种程度上会稍微降低优化过程的收敛速度并导致最后得到的最优点可能只是全局最优点的一个近似，但却可以有效避免陷入局部最优的情况（因为批量梯度下降法每次都使用全部数据，一旦到了某个局部极小值点可能就停止更新了；而随机梯度下降法由于每次都是随机取部分数据，所以就算到了局部极小值点，在下一步也还是可以跳出的）。

两者的关系可以这样理解：随机梯度下降法以损失很小的一部分精确度和增加一定数量的迭代次数为代价，保证了迭代结果的有效性。

（6）随机梯度下降法过程

输入：目标函数f（x），计算精度ε。

输出： f（x）的极小值点x∗
 。

步骤如下。

第1步：任取初始值x0
 ，即置k=0。

第2步：计算f（x）在xk
 处的函数值f（xk
 ）和f（x）在xk
 处的梯度值[image: ]
 [image: ]
 。

第3步：若∇f（xk
 ）＜ε，则停止迭代，极小值点为x∗
 =xk
 。

第4步：否则求解最优化问题：min f（xk
 −λk
 ∙∇f（xk
 ）），得到第k轮的迭代步长λk
 ；再置xk+1
 =xk
 −λk
 ∙∇f（xk
 ），计算f（xk+1
 ）。

第5步：当|f（xk+1
 ）−f（xk
 ）|＜ε或|xk+1
 −xk
 |＜ε时，停止迭代，极小值点为x∗
 =xk+1
 。

第6步：否则，置k=k+1，转到第2步。

2．牛顿法

（1）牛顿法介绍

牛顿法也是求解无约束最优化问题的常用方法，最大的优点是收敛速度快。

（2）牛顿法的推导

将目标函数f（x）在x=xk
 处进行二阶泰勒展开，可得：




因为目标函数f（x）有极值的必要条件是在极值点处一阶导数为0，即f＇（x）=0，所以对上面的展开式两边同时求导（注意，x是变量，xk
 是常量，f（xk
 ）、∇f（xk
 ）和∇2
 f（xk
 ）都是常量），并令f＇（x）=0，可得：

f＇（x）=∇f（xk
 ）+∇2
 f（xk
 ）（x−xk
 ）=0

取x=xk+1
 ，可得：

∇f（xk
 ）+∇2
 f（xk
 ）（xk+1
 −xk
 ）=0

整理后得到：

xk+1
 =xk
 −∇2
 f（xk
 ）−1
 ∙∇f（xk
 ）

上式中，∇f（x）是关于未知变量x（1）
 ,x（2）
 ,…,x（N）
 的梯度矩阵表达式，即




∇2
 f（x）是关于未知变量x（1）
 ,x（2）
 ,…,x（N）
 的Hessen矩阵表达式，一般记作H（f），即




（3）牛顿法的过程

输入：目标函数f（x），计算精度ε。

输出： f（x）的极小值点x∗
 。

步骤如下。

第1步：任取初始值x0
 ，即置k=0。

第2步：计算f（x）在xk
 处的函数值f（xk
 ）,f（x）在xk
 处的梯度值[image: ]
 [image: ]
 , f（x）在xk
 处的Hessen矩阵值∇2
 f（xk
 ）。

第3步：若−∇2
 f（xk
 ）−1
 ∙∇f（xk
 ）＜ε，则停止迭代，极小值点为x∗
 =xk
 。

第4步：置xk+1
 =xk
 −∇2
 f（xk
 ）−1
 ∇f（xk
 ），计算f（xk+1
 ）。

第5步：当|f（xk+1
 ）−f（xk
 ）|＜ε或|xk+1
 −xk
 |＜ε时，停止迭代，极小值点为x∗
 =xk+1
 。

第6步：否则，置k=k+1，转到第2步。

现在可以回答开始时的那个问题了，即为什么牛顿法收敛速度比梯度下降法快？

从本质上看，牛顿法是二阶收敛，梯度下降是一阶收敛，所以牛顿法更快。

通俗地讲，比如你想找一条最短的路径走到一个盆地的底部，梯度下降法是每次从你当前所处位置选一个坡度最大的方向走一步，而牛顿法在选择方向时，不仅会考虑坡度是否够大，还会考虑你走了一步之后，坡度是否会变得更大。也就是说，牛顿法比梯度下降法看得更远一点，因此能更快地走到底部。

或者从几何上说，牛顿法就是用一个二次曲面去拟合你当前所处位置的局部曲面，而梯度下降法是用一个平面去拟合当前的局部曲面，通常情况下，二次曲面的拟合会比平面更好，所以牛顿法选择的下降路径更符合真实的最优下降路径。

（4）阻尼牛顿法

但是牛顿法有一个问题：当初始点x0
 远离极小值点时，牛顿法可能不收敛。原因之一是牛顿方向d=−∇2
 f（xk
 ）−1
 ∙∇f（xk
 ）不一定是下降方向，经迭代，目标函数值可能上升。此外，即使目标函数值是下降的，得到的点xk+1
 也不一定是沿牛顿方向最好的点或极小值点。因此人们提出阻尼牛顿法对牛顿法进行修正。

阻尼牛顿法在牛顿法的基础上增加了动态步长因子λk
 ，相当于增加了一个沿牛顿方向的一维搜索。阻尼牛顿法的迭代过程如下。

（5）阻尼牛顿法的过程

输入：目标函数f（x），计算精度ε。

输出： f（x）的极小值点x∗
 。

步骤如下。

第1步：任取初始值x0
 ，即置k=0。

第2步：计算f（x）在xk
 处的函数值f（xk
 ）,f（x）在xk
 处的梯度值∇f（x）|x=xk
 =∇f（xk
 ）,f（x） 在xk
 处的Hessen矩阵值∇2
 f（xk
 ）。

第3步：若−∇2
 f（xk
 ）−1
 ∇f（xk
 ）＜ε，则停止迭代，极小值点为x∗
 =xk
 。

第4步：否则求解最优化问题：min f（xk
 −λk
 ∙∇2
 f（xk
 ）−1
 ∇f（xk
 ）），得到第k轮的迭代步长λk
 ；再置xk+1
 =xk
 −∇2
 f（xk
 ）−1
 ∇f（xk
 ），计算f（xk+1
 ）。

第5步：当|f（xk+1
 ）−f（xk
 ）|＜ε或|xk+1
 −xk
 |＜ε时，停止迭代，极小值点为x∗
 =xk+1
 。

第6步：否则，置k=k+1，转到第2步。

3．拟牛顿法

（1）概述

拟牛顿法的优势是收敛较快，但是从上面的迭代式中可以看到，每一次迭代都必须计算Hessen矩阵的逆矩阵，当函数中含有的未知变量个数较多时，这个计算量是比较大的。为了克服这一缺点，人们提出用一个更简单的式子去近似拟合式子中的Hessen矩阵，这就有了拟牛顿法。

（2）拟牛顿法的推导

先将目标函数在x=xk+1
 处展开，得到：




两边同时取梯度，得：

∇f（x）=∇f（xk+1
 ）+∇2
 f（xk+1
 ）（x−xk+1
 ）

取x=xk
 ，得：

∇f（xk
 ）=∇f（xk+1
 ）+∇2
 f（xk+1
 ）（xk
 −xk+1
 ）

即

∇2
 f（xk+1
 ）（xk+1
 −xk
 ）=∇f（xk+1
 ）−∇f（xk
 ）

记：

pk
 =xk+1
 −xk


qk
 =∇f（xk+1
 ）−∇f（xk
 ）

则有：

∇2
 f（xk+1
 ）pk
 =qk


推出：

pk
 =∇2
 f（xk+1
 ）−1
 qk


上面这个式子称为“拟牛顿条件”，这样，每次计算出pk
 和qk
 后，就可以根据上式估计出Hessen矩阵的逆矩阵表达式∇2
 f（xk+1
 ）−1
 。


1.3.4 小结


从上面的过程可以看出，机器学习方法从数学的角度来看其实就是：模型+策略+算法。模型就是对一个实际业务问题进行建模，将其转化为一个可以用数学来量化表达的问题。策略就是定义损失函数来描述预测值与理论值之间的差距，将其转化为一个使损失函数最小化的优化问题。算法指的是求解最优化问题的方法，我们一般将其转化为无约束优化问题，然后利用梯度下降法和牛顿法等进行求解。



第2章 机器学习工程实践


本章主要介绍机器学习相关的工程实践问题，主要包含三节内容：模型评估指标、模型复杂度度量、特征工程与模型调优。2.1节主要讲解回归模型、分类模型、聚类模型对应的评估指标，这些对于我们验证模型的有效性是十分重要的。2.2节介绍模型的复杂度度量方式，重点包含模型的方差和偏差分解及模型的过拟合与正则化两个概念。2.3节首先介绍一个数据挖掘项目的完整流程，然后重点讲解项目中常常涉及的特征工程和模型调优两个概念。通过对本章的学习，读者会对机器学习项目相关的实际操作有一个比较直观的认识。


2.1 模型评估指标


不同机器学习任务往往需要使用不同的评估指标，下面分别介绍机器学习中回归模型、分类模型和聚类模型的评估指标。


2.1.1 回归模型的评估指标


回归模型任务目标是使得预测值能尽量拟合实际值，因此常用的性能度量方式主要有绝对误差和均方误差两种。

1．绝对误差（mean_absolute_error）

绝对误差即预测点与真实点之间距离之差的绝对值的平均值，scikit-learn实现如下：





例1
 绝对误差计算




输出：




2．均方误差（mean_squared_error）

均方误差即预测点与实际点之间距离之差平方和的均值，scikit-learn实现如下：




例2 均方误差计算




输出：





2.1.2 分类模型的评估指标


分类模型的评估指标较多，不同评估指标的侧重点可能不同，有时不同的评估指标彼此之间甚至有可能相互冲突，比如，精度和召回率就是一对矛盾的量，后面会介绍二者各自的含义及相互之间的关系。

1．准确率（accuracy）

准确率就是用来衡量模型对数据集中样本预测正确的比例，即等于所有预测正确的样本数目与所有参加预测的样本总数目的比：




scikit-learn实现如下：




其中，y_true是验证集的实际类别，y_pred是验证集的预测类别，参数normalize选择输出结果的类型（选择True，输出为准确率；选择False，输出为验证集被正确分类的数目）。


例3
 准确率计算




输出：




2．精度（precision）

精度指的是所有预测为正例的样本（TP+FP）中真正为正例的样本（TP）的比率。一般来说，就是你找出的这些信息中真正是我想要的有多少，又叫“查准率”，即




scikit-learn实现如下：




其中，y_true是验证集的实际类别，y_pred是验证集的预测类别；参数average有None、binary、macro、weighted、micro几种选择，默认选择为binary，适用于二分类情况。在多分类问题中，不同的参数表示选用不同的计算方式：

● 当选择None时，会直接返回各个类别的精度列表。

● 当选择macro时，直接计算各个类别的精度值的平均（这在类别不平衡时不是一个好的选择）。

● 当选择weight时，可通过对每个类别的score进行加权求得。

● 当选择micro时，在多标签问题中大类将被忽略。


注意：
 查准率在购物推荐中比较重要。



例4
 精度计算




输出：




表示类别0、类别1、类别2的查准率分别为0.8、0.33333333、0.5。

3．召回率（recall）

召回率指的是所有为正例的样本（TP+FN）中真的正例（TP）的比率，用来评判你有没有把样本中所有的真的正例全部找出来，所以又叫“查全率”。通俗地讲，就是你有没有把所有我感兴趣的都给找出来，计算公式为




scikit-learn实现如下：




参数与precision_score中一样。


注意：
 查全率在犯罪检索等行为中可能比较重要。



例5
 召回率计算




输出：




4.F1值

在搜索引擎等任务中，用户关注的是“检索出的信息有多少是用户感兴趣的”“用户感兴趣的信息有多少被检索出来了”，这时候，查准率和查全率比较适合。

但是一般来说，查准率和查全率是一对相矛盾的量，用 P-R 曲线来展示，如图2-1所示。


图2-1 P-R曲线



图2-1中的横轴是“查全率”，纵轴是“查准率”，可以看到曲线的变化趋势：当recall值变大时，precision值会逐渐变小。

图2-1中的直线和各个机器学习曲线的交点表示recall=precision，这个交点就是recall和precision的一个“平衡点”，它是另外一种度量方式，即定义F1值：




scikit-learn实现如下：




参数与precision_score中一样。


注意：
 如果一个机器学习的曲线被另一个机器学习的曲线完全包住，则可断言后者优于前者，如图2-1所示，曲线B代表的模型就优于曲线A
 。


例6
 F1值计算




输出：




以上三者也可以作为一个整体用一个函数 classification_report 进行输出， scikit-learn实现如下：




上面结果输出是一个矩阵的形式，矩阵的行是各个类别，列分别是precision（查准率）、recall（查全率）、f1-score（F1值）、support（预测的各类别下的样本数目）;y_true是验证集的实际类别，y_pred是验证集的预测类别，target_names是一个字符列表形式，可以用来指定输出类别的名字。


例7
 一次性计算查全率、查准率和F1值




输出：




5.ROC曲线

很多学习器是为了测试样本产生一个实值或概率，然后将这个预测值与一个分类阈值进行比较，大于阈值就取1，小于阈值就取0。在不同应用中，我们可以根据任务需要选取不同的阈值点；ROC曲线就是从这个角度来研究学习器的泛化性能的。

我们根据学习器预测结果（概率）对样例进行排序，按此顺序逐个把样本作为正例进行预测，每次计算出两个重要的值（纵轴：真正率TP；横轴：假正率FP），分别以它们为横轴和纵轴作图就可得到ROC曲线。具体如下：

（1）假如已经得到了所有样本的概率输出prob值，我们就可以根据每个测试样本属于正样本的概率值从大到小排序。

（2）接下来，我们从高到低，依次将prob值作为阈值（threshold），当测试样本属于正样本的概率大于或等于这个 threshold 时，我们认为它为正样本，否则为负样本。

（3）每次选取一个不同的threshold，我们就可以得到一组FP和TP，即ROC曲线上的一点。这样我们可以得到很多组FP和TP的值，将它们画在ROC曲线上的结果如图2-2所示。


图2-2 ROC曲线



scikit-learn实现如下：




其中，参数y_true是验证集样本的实际类别，y_pred_prob是验证集样本的预测概率值；pos_label是指正例的类别。


注意：
 和 P-R 曲线图相似，如果一条曲线完全包裹另一条曲线，则外面曲线的性能更优。


6.AUC

当两条ROC曲线发生交叉时，谁的性能更优就难以判定了，这时就要根据两条ROC曲线下面的面积大小来比较判断，即面积大者相对更优。这个ROC曲线下面的面积就是AUC。

AUC的scikit-learn实现如下：




其中，y_true 是验证集样本的实际类别，y_pred_prob 是验证集样本的预测概率值，返回结果为ROC曲线下的面积，即AUC。


注意：
 此实现仅限于真实值为二分类的情况。



例8
 AUC计算




输出：




7．混淆矩阵

混淆矩阵（Confusion Matrix）是一种评估分类模型好坏的形象化展示工具。例如，有150个样本数据，把这些数据平均分成3类，每类50个。分类结束后得到的混淆矩阵如图2-3所示。


图2-3 混淆矩阵



每行之和为50，表示50个样本，第一行说明类1的50个样本有43个分类正确， 5个错分为类2,2个错分为类3。

由此可以看出，如果混淆矩阵中非对角线元素全为0，则表示是一个完美的分类器。

混淆矩阵的scikit-learn实现如下：




其中，y_true是验证集的实际类别；y_pred是验证集的预测类别；labels参数是一个字符类别的形式，可以用来指定各个类别显示的名称，默认为None。


例9
 混淆矩阵计算




输出：





2.1.3 聚类模型的评估指标


前面说过，聚类是将样本集划分为若干个不相交的子集，即样本簇，同样需要通过某些性能度量方式来评估其聚类结果的好坏。直观上看，我们是希望同一簇内的样本能尽可能相似，而不同簇的样本之间尽可能不同。用机器学习的语言来讲，就是希望簇内相似度高，而簇间相似度低。

实现这一目标主要有外部指标和内部指标两种方式。

1．外部指标（External Index）

外部指标需提供一个参考模型，然后将聚类结果与该参考模型进行比较得到一个评判值；常用的有Jaccard系数、FM指数、Rand指数和标准化互信息。

假设给定数据集为T={x1
 ,x2
 ,…,xM
 }，其被某个参考划分为[image: ]
 ，即被划分为J个簇；现采用某种聚类模型后，其实际被划分为C={c1
 ,c2
 ,…,cK
 }，即被划分为K个簇。相应地，令λ∗
 和λ分别表示C∗
 和C的簇标记向量。我们将样本两两配对考虑，则定义如下指标。

● SS：同时隶属于λi
 和[image: ]
 的样本对，设对应数目为a。

● SD：隶属于λi
 但不属于[image: ]
 的样本对，设对应数目为b。

● DS：隶属于[image: ]
 但不属于λi
 的样本对，设对应数目为c。

● DD：既不隶属于λi
 ，又不隶属于[image: ]
 的样本对，设对应数目为d。

假设现在有5个样本{x1
 ,x2
 ,x3
 ,x4
 ,x5
 }，它们的实际聚类结果和用聚类算法预测的聚类结果分别如下所示：




根据上面的定义，可知λi
 取值为0或1,[image: ]
 取值为0或1或2，可以得到如表2-1所示聚类结果。


表2-1 聚类结果

[image: ]



说明：
 样本对x
 1
 ,x
 2
 在 labels_pred 中对应的是0,0，属于同一类别；在labels_true中对应的是0,0，也属于同一类别，所以数目a计一分。样本对x
 1
 ,x
 3
 在labels_pred中对应的是0,1，不属于同一类别；在labels_true中对应的是0,0，属于同一类别，相当于样本对x
 1
 ,x
 3
 隶属于
 [image: ]
 但不属于λ
 i
 ，所以数目c计一分。依次类推，可以统计出所有样本对的标签，最后求得a,b,c,d的值。


（1）Jaccard系数（Jaccard Coefficient,JC）




（2）FM指数（Fowlkes and Mallows Index,FMI）




（3）Rand指数（Rand Index,RI）




其中，M是样本总数，[image: ]
 表示N个样本可组成的两两配对数。a表示在C与K中都是同类别的元素对数，b表示在C与K中都是不同类别的元素对数；RI的取值范围为[0,1]，值越大意味着聚类结果与真实情况越吻合。

另外，在聚类结果随机产生的情况下，为了使结果值尽量接近于零，进一步提出调整的兰德指数（Adjusted Rand Index,ARI），它比兰德指数具有更高的区分度，定义如下：




其中，（RI）E
 是随机聚类时对应的兰德指数。ARI的取值范围为[−1,1]，值越大意味着聚类结果与真实情况越吻合。从广义的角度来讲，ARI 衡量的是两个数据分布的吻合程度。

ARI的scikit-learn实现如下：




（4）标准化互信息（Normalized Mutual Information,NMI）

标准化互信息是信息论里一种有用的信息度量方式，它可以看成是一个随机变量中包含的关于另一个随机变量的信息量，或者说是一个随机变量由于已知另一个随机变量而减少的不肯定性，用I（X,Y）表示，表达式如下：




实际上，互信息就是后面决策树中要讲到的信息增益（Information Gain），其值等于随机变量Y的熵H（Y）与Y的条件熵H（Y|X）之差，即

I（X,Y）=H（Y）−H（Y|X）

NMI的scikit-learn实现如下：




2．内部指标（Internal Index）

内部指标不需要有外部参考模型，可直接通过考察聚类结果得到，常用的有DB指数和 Dunn 指数。假设给定数据集为T={x1
 ,x2
 ,…,xM
 }，被某种聚类模型划分为C={c1
 ,c2
 ,…,cK
 } 个簇，则定义

● avg（ck
 ）：簇ck
 中每对样本之间的平均距离。

● diam（ck
 ）：簇ck
 中距离最远的两个点之间的距离。

● dmin
 （ck
 ,cl
 ）：簇ck
 和簇cl
 之间最近点的距离。

● dcen
 （ck
 ,cl
 ）：簇ck
 和簇cl
 中心点之间的距离。

（1）DB指数（Davies-Bouldin Index,DBI）




即给定两个不同簇，先计算这两个簇样本之间的平均距离之和与这两个簇中心点之间的距离的比值，然后再取所有簇的该值的平均值，就是 DBI。显然，每个簇样本之间的平均距离越小（表示相同簇内的样本距离越近），簇间中心点距离越大（表示不同簇样本相隔越远）,DBI值就越小，所以DBI值可以较好地衡量簇间样本距离和簇内样本距离的关系，其值越小越好。

（2）Dunn指数（Dunn Index,DI）




即用任意两个簇之间最近距离的最小值除以任意一个簇内距离最远的两个点的距离的最大值就是 DI。显然，任意两个不同簇之间的最近距离越大（表示不同簇样本相隔越远），任意一个簇内距离最远的两个点之间的距离越小（表示相同簇内的样本距离越近）,DI值就越大；所以DI值也可以较好地衡量簇间样本距离和簇内样本距离的关系，其值越大越好。

3．轮廓系数

轮廓系数适用于训练样本类别信息未知的情况。假设某个样本点与它同类别的群内点的平均距离为a，与它距离最近的非同类别的群外点的平均距离为b，则轮廓系数定义为




对于一个样本集合，它的轮廓系数是所有样本轮廓系数的平均值。

轮廓系数的取值范围是[−1,1]，同类别样本点的距离越近，且不同类别的样本点距离越远，则得到的轮廓系数的值就越大。

轮廓系数的scikit-learn实现如下：




其中，X是样本特征矩阵；labels是每个样本的预测类别标签；metric是计算距离选用的度量方式，默认是 euclidean，表示欧氏距离；sample_size 是设定计算轮廓系数时采用的样本数，相当于对数据做一个采样，默认是None，表示不进行采样。


2.1.4 常用距离公式


上面讲轮廓系数时提到了欧氏距离，实际上，除欧氏距离外，在机器学习中还可能用到各种其他类型的距离度量方式，所以这里补充讲解一下常用的几种距离公式的Python实现。

设有两个n维向量A=（x11
 ,x12
 ,…,x1n
 ）和B=（x21
 ,x22
 ,…,x2n
 ）。

1．曼哈顿距离

曼哈顿距离也称为城市街区距离，数学表达式为




Python实现：




2．欧氏距离

欧氏距离就是我们熟悉的L2范数，数学表达式为




Python实现：




3．闵可夫斯基距离

闵可夫斯基距离可以看作欧氏距离的一种推广，数学表达式为




可以看到，当p值取1时，闵可夫斯基距离就是曼哈顿距离；当p值取2时，闵可夫斯基距离就是欧氏距离。

4．切比雪夫距离

切比雪夫距离就是无穷级数，即

d12
 =max（|x1i
 −x2i
 |）

Python实现：




5．夹角余弦

夹角余弦的取值范围为[-1,1]，可以用来衡量两个向量方向的差异。夹角余弦越大，表示两个向量的夹角越小。当两个向量的方向重合时，夹角余弦取最大值1；当两个向量的方向完全相反时，夹角余弦取最小值-1。机器学习中用这一概念来衡量样本向量之间的差异，其数学表达式为




Python实现：




6．汉明距离

汉明距离定义的是两个字符串中不相同位数的数目。例如，字符串‘1111’与‘1001’之间的汉明距离为2。

7．杰卡德相似系数

两个集合A和B的交集元素在A和B的并集中所占的比例称为两个集合的杰卡德相似系数，用符号J（A,B）表示，数学表达式为




杰卡德相似系数是衡量两个集合相似度的一种指标，一般可以将其用在衡量样本的相似度上，在聚类问题中会用到。

8．杰卡德距离

与杰卡德相似系数相反的概念是杰卡德距离，其数学表达式为





2.2 模型复杂度度量



2.2.1 偏差与方差


偏差—方差分解是解释学习模型泛化能力的一种重要工具。

对训练集T中的测试样本x，设y为x的真实结果，[image: ]
 为x的观测结果，观测结果与真实结果之间的观测误差为[image: ]
 ,fT
 （x）为在训练集T上学得模型f对x的预测输出，则：

● 噪声的方差为[image: ]
 。

● 模型在训练集T上预测期望为[image: ]
 。

● 模型在训练集T上预测方差为[image: ]
 。

● 模型在训练集T上预测偏差为[image: ]
 。

由上可得模型在训练集T上泛化误差期望为







从上可知，模型的泛化误差可以分解为偏差+方差+噪声，其中：

● 偏差bias2
 度量了学习算法的预测期望[image: ]
 与真实结果y的偏离程度，即刻画了算法本身的拟合能力。

● 方差var（x）度量了同样大小的训练集的变动所导致的学习性能的变化，即刻画了数据扰动所造成的影响。

● 噪声var（∈）表达了当前任务上任何学习算法所能达到的期望泛化误差下界，即刻画了学习问题本身的难度。

偏差—方差分解说明，泛化性能是由所用模型的能力、数据的充分性及学习任务本身的难度共同决定的。给定学习任务，为了取得好的预测性能，则需使模型偏差较小；而为了能够充分利用数据，则需使方差较小，如图2-4所示。


图2-4 偏差—方差分解说明



● 圆心为完美预测的模型，点代表某个模型的学习结果（离靶心越远，准确率越低）。

● Low Bias表示离圆心近，High Bias表示离圆心远。

● High Variance表示学习结果分散，Low Variance表示学习结果集中。

一般来说，偏差和方差是有冲突的，偏差随着模型复杂度的增加而降低，而方差随着模型复杂度的增加而增加，如图2-5所示。


图2-5 偏差、方差与模型复杂度的关系



方差和偏差加起来最优的点就是模型错误率最小的点，对应的位置就是最佳模型复杂度。


2.2.2 过拟合与正则化


1．过拟合与欠拟合

我们把模型的实际预测输出与样本的真实输出之间的差异称为“误差”；把模型在训练集上的误差称为“训练误差”或“经验误差”；把模型在新样本上的误差称为“测试误差”或“泛化误差”。很明显，我们最终希望得到泛化误差小的学习器，但我们事先并不知道新样本是什么样的，所以只能先努力使经验误差最小化，如图2-6所示。

过拟合是指模型对已知数据（即训练集中的数据）预测得很好，但是对未知数据（即测试集数据）预测得很差的现象。举一个简单的例子来说明，如图2-7所示。


图2-6 训练误差、测试误差与模型复杂度的关系




图2-7 模型过拟合与欠拟合



假设我们现在要训练一个模型来识别树叶，给定的数据集是图2-7左图中的两片叶子，则图2-7右图中上下两种情况可分别形象地表示为过拟合现象和欠拟合现象。

（1）过拟合现象

左边两片树叶的共同点是都有锯齿，所以我们的模型完全记忆下了这一特征，以为树叶一定是锯齿状的，结果将右上图中的叶子判别为不是树叶，因为该叶子没有锯齿特征。

（2）欠拟合现象

左边两片树叶都是绿色的，我们的模型学习不到位，将绿色这一粗略特征作为树叶的充分必要条件，因此将图2-7右图中的一棵绿树判别为树叶。

造成过拟合的原因如下：

● 样本的特征数量较多而训练样本数目较少。

● 样本噪声过大。

● 模型参数太多，复杂度过高。

解决过拟合的方法如下：

● 获取额外数据进行交叉验证。

● 重新清洗数据。

● 加入正则化项。

2．经验风险与结构风险

一般来说，机器学习模型学习过程采用的策略就是使损失函数最小化，这其实就是一个最小化误差的过程。也就是说，最小化误差可通过最小化损失函数达成，这个损失我们称之为“经验损失”。

规则化模型参数的目标是防止模型过拟合，这个可通过限制模型的复杂度来达成。根据奥卡姆剃刀（Occam's Razor）原理：在模型能够较好地匹配已知数据的前提下，模型越简单越好。而模型的“简单”程度可通过模型的参数情况来度量，所以一般采用在经验损失的基础上加上一项关于模型参数复杂度的规则化函数J（w）来平衡。加上约束项的模型我们称之为“结构风险”，至此，我们的目标由原来的最小化经验损失变成最小化结构损失，即




其中，第一项[image: ]
 就是经验风险函数，一般由前面提到的各种损失函数组成；第二项J（w）称为正则化函数，一般是一个关于模型待求权重向量w的函数，其值随模型复杂度单调递增。

所以，正则化函数项的作用是选择经验风险与模型复杂度同时较小的模型，对应结构风险最小化。

3．正则化

和经验损失函数一样，正则化函数也有很多种选择，不同的选择对权重向量w的约束不同，取得的效果也不同，常用的有L0范数、L1范数和L2范数三种。

（1）L0范数

权重向量w的p范数的定义为




这里，[image: ]
 表示的是一个含有N个特征的样本向量，而w=（w1
 ,w2
 ,…,wN
 ）表示的是与样本向量N个特征相对应的特征权重向量。

L0范数的物理意义可以理解为向量中非0元素的个数。如果我们用L0范数来规则化权重向量w，就是希望w中的大部分元素都是0；换句话说，就是让权重向量w是稀疏的。

这里解释一下为什么我们想要稀疏。

稀疏其实能够实现特征的自动选择。在训练我们的机器学习模型时，为了获得较小的训练误差，我们可能会利用xi
 中的每一个特征，但实际上，[image: ]
 这全部特征中，有一些特征并不重要，如果把这样一部分并不重要的特征全部加入模型构建，反而会干扰对样本xi
 结果的预测。针对这一事实，我们引入了稀疏规则化算子，它会学习怎样去掉这些没有信息的特征（即把这些特征对应的权重系数Wj
 置为0）。

实际中，我们并不使用L0范数，而是用L1范数去代替。主要原因是：一方面，L0范数是个NP问题，很难优化求解；另一方面，L1范数其实是L0范数的最优凸近似，而且它比L0范数要容易优化求解得多。一句话总结就是：L0范数和L1范数都可以实现稀疏，但L1具有比L0更好的优化求解特性，所以大家就把目光转向了L1范数。

（2）L1范数

L1范数是指向量中各个元素绝对值之和，即




为什么L1范数也会使权重稀疏呢？举个例子说明。

假设原来的风险函数为L0，现在加一个L1正则化项，变为结构风险函数L，即

L=L0
 +|w|

对w中的各个元素wj
 ,j=1,2,…,N依次求偏导，得：




所以，根据梯度下降法，w的权重更新公式为




效果：

当wj
 为正时，每次更新时相较于不加正则化项会使wj
 变小。

当wj
 为负时，每次更新时相较于不加正则化项会使wj
 变大。

所以整体的效果就是让wj
 尽量往0处靠近，使第j个特征对应的权重尽可能为0，这里j=1,2,…,N。


注意：
 上面没有提到一个问题，就是当w
 j
 等于0时，|w
 j
 |是不可导的，这时候我们只能按照原始的未经正则化的方法更新w
 j
 ，即去掉sign（w
 j
 ）这一项；所以我们可以规定sign（0）=0（即在编程的时候，令sign（w
 j
 =0）=0,sign（w
 j
 ＞0）=1,sign（w
 j
 ＜0）=−1），这样就可以把w
 j
 =0的情况也统一进来了。


（3）L2范数

除了L1范数，还有一种更受欢迎的正则化范数，那就是L2范数||w||2
 。L2范数是指向量各元素的平方和的开方，即




与L1正则类似，加L2正则后的结构损失变为




对w中的各个元素wj
 ,j=1,2,…,N，依次求偏导，得：




根据梯度下降法，wj
 的权重更新公式为




效果：

与没有加正则化项相比，在添加了L2正则后，第j个特征对应权重wj
 由原来的wj
 变成了（1−η）wj
 ；由于η都是正数，所以1−η≤1，因此它的效果就是减小wj
 ，这就是所谓的权重衰减。


2.3 特征工程与模型调优


前面已经学习了机器学习的常用工具 Pandas 和 scikit-learn、模型的评估指标与复杂度度量，下面接着介绍机器学习项目中的特征工程、模型选择与模型调优问题。在此之前，我们先来了解一个数据挖掘项目的完整流程。


2.3.1 数据挖掘项目流程


一个完整的数据挖掘项目流程主要包含六大部分，分别是业务理解、数据分析、特征工程、模型选择、模型评估、项目落地，如图2-8所示。


图2-8 数据挖掘项目流程



1．业务理解

拿到一个数据挖掘任务后，先不要急着一头钻进去，而是先要准确地理解该业务问题，即你需要弄明白你要干一件什么事情，比如是做分类问题还是聚类问题；要达到什么效果，比如预测准确率达到什么级别；项目规模有多大，比如是否需要大数据分布式平台处理；是否要求实时性等。建议大家在做数据挖掘项目时，可以至顶向下去考虑，这样不只是对于该问题的解决比较有帮助，同时还可以锻炼你的架构思维，这对于一个优秀的数据工程师是很有必要的。

2．数据分析

准确理解业务问题后，接下来需要做的就是数据分析。数据挖掘项目终归还是面向数据的，因此在正式使用模型之前，我们需要进一步了解数据情况。具体来讲，一般包括：

● 数据规模有多大？即考虑：样本数目有多少，特征维度有多大，需要什么级别的数据处理平台？

● 特征数据的类型有哪些？比如最常见的数值型和类别型。

● 各样本特征的取值是否存在缺失，如果有缺失，那么缺失规模各自有多大？

● 各特征取值的分布情况，比如类别型特征一共包含多少个类别，每个类别占比多少？数值型特征的分布情况怎样，是否满足高斯分布等？

3．特征工程

做好基本的数据分析后，就可以开始结合实际业务逻辑做一些特征工程了。这里记住一句话：特征决定你最后结果的上限，模型所做的其实是尽可能地逼近这一上限。由此可见特征工程的重要性。

什么是特征工程呢？特征工程其实是一个比较宽广的概念，最基本的如特征数据清洗、归一化/标准化处理、特征交互、特征映射等都属于特征工程的范畴。

怎样做特征工程呢？这一点会在后面详细介绍。

4．模型选择

做好特征工程后，就需要为我们的数据选择合适的模型了。这里模型的选择一般还是需要借助经验来挑选，没有万能的模型，不同的模型适用的范围是不同的；也没有最好的模型，只有最适合的模型。大家不要迷信某一类模型，比如有的使用者可能觉得深度学习模型一定比普通机器学习模型效果更佳。其实未必，比如在数据规模较小时，深度学习模型很容易发生过拟合，而有的普通模型，比如最简单的KNN，反而在这时候表现得还可以，这是完全有可能的。具体选择什么样的模型，一方面要结合具体的业务场景，另一方面要求我们熟悉各个模型的原理与特点，这在后续专门介绍各个模型的章节中会详细介绍。

这里补充说明一下，模型选择和特征工程这两步可能需要反复进行。因为不同的模型，其对特征的提取能力不同，比如Logistic回归模型是一个线性模型，只能进行线性分类；而决策树模型是一个非线性模型，其本身可以进行线性划分。所以，如果你要使用Logistic回归模型，但又希望其具有非线性划分能力，那么你可以采用的办法就是去做一些人工交互特征，再把它用在新的数据上。

5．模型评估

选择好我们认为合适的模型并将其应用于处理好的数据上之后，我们需要使用一些评估方法来检测我们的选择是否合理。最基本的评估方法就是前面介绍的回归问题、分类问题、聚类问题等各自对应的评估指标。但一个有经验的工程师应该想到，模型评估的本质其实还是根植于我们的业务场景当中的。通俗地讲就是：一切有利于提高实际业务场景目标的评估指标都可以作为我们模型的评估指标，所以有时候你可能会看到，在有些项目中，我们会直接使用损失函数的值作为评估指标，而并非一定要使用前面我们介绍的种种固定的评估指标。

6．项目落地

模型训练好后，工作其实并没有结束，因为还有一个很重要的环节需要考虑，那就是项目落地。如果一个数据挖掘项目在理论阶段验证得很好，但是却没法实践，比如实际场景需要进行实时推荐，而你的模型每次训练和预测就要几个小时甚至更长时间，这时候是不是很尴尬？所以，在项目的设计之初，在中途模型选型之时，我们就需要考虑到后续的落地实践是否可行。


2.3.2 特征工程


1．数据清洗

数据清洗主要是对原始给定的数据进行规整化，目的是得到一份适合机器学习模型处理的基本数据集。

从某网页中提取的原始数据如图2-9所示。


图2-9 原始网页数据示例



可以看到，网页中除含有文本数据外，还含有一些我们不需要的标签数据，这时我们就应该进行数据清洗工作，清洗后的数据示例如图2-10所示。


图2-10 清洗后的数据示例



当然，这只是一个基本的例子，实际的数据清洗过程往往复杂得多。比如，不同类型的数据（如文本、图像）、不同格式的数据（如．txt、.csv、.json、. html、.jpg）等，一般来说，首先我们需要理解业务目标，然后借助各种工具（如各种Python库、数据库等）去进行解析和处理，最终得到一份或多份比较规整的结构化数据表。

一般在实际业务场景下，我们获得的数据或多或少存在缺失的情况，缺失数据如图2-11所示。


图2-11 缺失数据



大部分机器学习模型并不能自动处理数据含有缺失的情况，所以在正式开始模型训练前，必不可少的就是确定各个特征所含缺失值的情况，以及制定相应的处理方式。假设原始数据标定名称是data，已经转化成Pandas熟悉的DataFrame格式；填充后得到的新数据为 data_new，也是 DataFrame 格式，下面演示几种常用的缺失值处理方式。

（1）直接删除缺失数据

当数据量比较大而缺失情况又不是很严重时，可以考虑直接删除训练集中含有缺失值样本的数据（即含有缺失值的行）。




直接删除缺失数据的好处是可以降低数据中的噪声，毕竟对一个缺失值进行填充不可能做到百分之百准确，而不准确的填充会给数据带来额外的噪声。坏处也很明显，首先，这会减少我们的训练数据，在数据量本来就不多的情况下可能会造成比较坏的影响；其次，测试集中的样本你是不能删除的，这样可能造成测试集和训练集数据分布不一致，而很多时候，数据分布对模型训练和预测是有比较大的影响的。

（2）固定值填充

固定值填充是一种很简单的方式，比如直接用“0”填充缺失值。




使用固定值填充也不是一种科学的方法，特别是当缺失比例较大时，如果强行用固定值去填充，给数据带来的噪声是非常大的，很容易造成模型的过拟合。简单来说，模型是从数据中去寻找规律的，如果强行改变数据中的某些值，其实就是在诱导模型将注意力转移到那个错误的方向。

（3）均值/中位数填充

使用均值和中位数填充算是固定值填充的一个优化方案。




对于各个特征来说，其本质上还是使用固定值填充，只不过这个固定值（各个特征的均值/中位数）可能离实际情况更接近一些，毕竟大部分数据取值的分布还是服从高斯分布的，而高斯分布的中间部分是占据了整体取值情况的大部分的。

（4）相邻值填充

使用相邻值填充也算是固定值填充的一个改进方案，比如使用缺失位置前面或后面的值进行缺失值的填充。




这种方式的优点是填充的值来源于特征取值的某个真实情况，并且不同缺失位置填充的是不同的值，数据的扰动比直接使用固定值或均值填充要好，因而模型可能不那么容易过拟合。缺点也比较明显，那就是采用相邻值代替时，偶然性比较大，即有可能某个缺失值正好跟它相邻位置的取值是接近的，但也有可能相差很大；当相差很大时，这种方式的填充肯定是不如均值填充的。

（5）模型预测填充

还有一种方式是使用模型来预测进行填充。还是以图2-11为例，例子中的特征f1、f2、f3、f4、f6和f7不存在缺失，假设现在要用模型预测填充f5的缺失部分，则处理方式为：先将不含缺失的特征（f1,f2,f3,f4,f6,f7）和待填充的特征（f5）取出来，然后按f5特征是否缺失将数据集分为测试集和训练集两部分，如上例中就是将样本（0,1,2,4）作为训练集，样本（1,3）作为测试集；在训练集上训练某个回归模型后对测试集进行预测，再用预测值代替原来的缺失值即可。

这样做的好处是在尽量保证填充准确度的同时增加数据扰动，理论上来说会比前面的方法要好一些。但根据个人的实践来看，有时候直接使用均值/中位数填充得到的效果更好一些。可能的原因是，一般用来做训练集特征的数目（即不含缺失值的特征数目）还是比较少的，在它们的基础上训练得到的模型很明显会存在欠拟合。

综合来讲，具体问题还是需要具体分析和对待，没有哪种方式是万能的，也没有一个绝对的指导方针。特征工程本来就是一个考验耐心的工作，需要我们去多尝试、多理解和多积累经验。

2．特征处理

特征处理的主要目的是结合我们后续所使用模型的特点（不同模型对输入数据类型的要求可能不一样），将清洗后的数据进行相应的转化。比如，数值型特征一般需要进行归一化、标准化、离散化等处理，类别型特征一般可以进行one-hot编码处理。

（1）归一化

一般我们需要将不同特征取值的量纲统一，这在有些情况下极其重要。图2-12是从某个数据项目中取出的5个样本对应特征的实际数据，可以看到，f5和f288这两个特征的取值完全不在一个量级上。


图2-12 不同量级的特征取值



这时候假设我们直接用它来训练一个线性回归模型，最终会得到一个表达式

h（x）=w1
 x（1）
 +⋯+wN
 x（N）
 +b

式中，x（j）
 ,j=1,2,…,N，表示样本数据中的N个特征，即图2-12中的date, f1, f2, …, f291等；wj
 是特征x（j）
 对应的权重系数。

由于f5和f288这两个特征的量纲不一样，因此会导致f5和f288这两个特征对应的权重系数的量纲也不一样，而在很多情况下，特征对应的权重系数值大小是可以直接反映对应特征在模型中的重要性的。所以对于上述例子中的情况，如果我们不先将f5和f288特征的量纲进行统一化，而直接比较这两个特征的权重系数是没有意义的，或者说是错误的。

特征归一化的原理为




式中，x表示某个特征的原始取值，x＇表示该特征被归一化处理后对应的取值，xmin
 和xmax
 分别表示该特征原始取值中的最小值和最大值。

可以看到，将特征数据进行归一化处理后，该特征的所有取值都将被压缩至[0,1]这个区间。所以，如果我们分别对训练集和测试集数据中的所有特征进行归一化处理，就可以得到一个统一量纲的特征数据集了。

（2）标准化

标准化是另外一种统一特征量纲的方法，表达式为




式中，μ是某个特征的原始取值的均值，σ是对应标准差。


注意：
 进行特征标准化处理后，特征数据的取值范围并不在[0,1]区间，这点和归一化不同。实际上，特征标准化就是将原始的特征数据转化成一个标准的正太分布，所以它的前提其实假设了原始特征数据的取值分布服从正太分布。


至于什么时候使用归一化，什么时候使用标准化，则要看实际情况，一个基本的指导原则是：特征标准化不会改变特征取值的分布，而特征归一化会改变特征取值的分布。

（3）离散化

数值型特征除直接使用外，还有一种更精细的处理方法，那就是离散化。离散化的方式比较灵活，最简单的，你可以直接将某个数值型特征根据其取值大小做均分，比如1~100被均分成10等份，即1~10对应类别“1”,11~20对应类别“2”……91~100对应类别“10”。

但实际情况下，我们一般会根据实际的业务特征或者数据的分布情况来决定离散化的划分区间。比如数据集中年龄的取值为1~80岁，那么一种可能的划分为：0~18为类别“1”，表示未成年人；19~36为类别“2”，表示青壮年；37~48为类别“3”，表示中年……以此类推。具体划分为多少个等级可以根据实际的业务场景来决定，比如你需要建立用户的血糖预测模型，那么将年龄按照上述阶段划分就比较有意义（不同年龄段的血糖特性是不一样的，如图2-13所示）。


图2-13 年龄特征离散化



（4）one-hot编码

对于类别型特征，有些模型是无法处理的。比如在线性回归模型或者Logistic回归模型中，模型的基本原理是赋予各个特征一个权重系数，即用该特征的取值乘以它对应权重系数得到的结果作为该特征在模型中的贡献值。很明显，对于类别型特征（比如性别的“男”和“女”），你无法直接将其视为一个具体的数值，且要求该数值能代表该特征的重要性大小。这种情况下一般就需要使用one-hot编码。

对类别型特征进行one-hot编码的过程如图2-14所示。例子中有性别特征（取值为“男”和“女”两种）和年龄特征（取值为1~7共七个级别）；所以，对于第一个样本，它的原始类别是“年龄-3”“性别-男”，因此它进行one-hot编码后对应的向量就是[0,1,0,0,1,0,0,0,0]，即只有对应类别型的数值为“1”，其他均为“0”。


图2-14 对类别型特征进行one-hot编码



3．特征交互

特征交互就是人为的或者通过构造模型自动将两个或两个以上的特征进行交互，常用的交互方式有求和、最差、相乘、取对数等。假设原始特征为f1和f2，则这两个特征之间的交互可以是f1+f2、 f1−f2或f1 × f2等。scikit-learn中有实现做特征交互的功能，在preprocessing模块下。下面的例子是对原始特征数据train_matrix中的所有特征做二阶的多项式交互。

scikit-learn实现如下：







4．特征映射

特征映射是一个比特征交互更高级的问题，一般使用某些机器学习模型来实现，比如后面讲树模型及其集成学习模型后，我们会专门介绍基于梯度提升树（GBDT）的高阶特征映射，所以这里先不进行详细展开。


2.3.3 模型选择与模型调优


1．模型选择

模型选择的典型方法是正则化（Regularization）和交叉验证（Cross Validation），其中正则化方式上面应介绍过，所以这里介绍基于交叉验证的模型选择方法。顺便说一下，二者进行模型选择的思路是不同的：正则化进行模型选择是从模型的角度来考虑的，而交叉验证其实是从数据层面来考虑的。

在有监督学习问题中，一般会给定两部分数据集，即训练集（Training Set）和测试集（Test Set）。训练集是已知结果标签的数据集，主要用来训练模型；测试集是结果标签未知的数据集，一般就是我们需要预测结果标签的数据集。在进行模型选择时，我们一般将原始的训练集按比例（如8∶2）分为两部分，一部分作为训练集，另一部分作为验证集。我们利用训练集数据训练模型，并在验证集上进行验证，最后把在验证集上表现较好的模型当作我们最终的模型，然后使用该模型在原始的全量训练集上再重新训练后对测试集进行预测输出，如图2-15所示。


图2-15 训练集和测试集



另一种更为可靠的方法是S折交叉验证（S-fold Cross Validation），其基本操作是：首先随机地将原始训练集划分为 S 个相互无交集的数据子集，然后每次利用其中的S-1个子集数据作为训练集，剩下的那1个子集作为验证集，将模型的训练和验证过程在这可能的S种数据组合中重复进行，最后选择S次评测中平均测试误差最小的模型，如图2-16所示。


图2-16 S折交叉验证



数据集切分和交叉验证在scikit-learn中均有完整实现，具体如下。

（1）数据集切分

使用cross_validation类中的train_test_split函数可以很容易地将原始数据按照指定比例切成训练集（train）和验证集（test），如下：




上面的程序就表示将原始数据按照7∶3划分成训练集和验证集，其中参数x和参数y分别表示原始数据中的样本特征和样本标签，x_train和x_test分别表示训练集和验证集的样本特征，y_train和y_test分别表示训练集和验证集的样本标签。

（2）交叉验证

使用cross_validation 类中的cross_val_score函数可以很容易地实现S折交叉验证，如下：




其中，clf是指定的模型类别；x和y分别表示原始数据中的样本特征和样本标签；cv参数指定S折中交叉验证中的S值，默认为5;scoring指定模型采用的评估标准，默认为None。


注意：
 从 scikit-learn 0.18版本开始，上面的 cross_validation 类将被model_selection 类替代，所以读者在使用过程中请注意查看自己的scikit-learn版本号。


2．模型调优

前面说过，在模型选定后，一般还需进行模型的参数调优工作。各个模型对应的参数在后续章节中将陆续进行讲解，这里先简单介绍使用 scikit-learn 进行模型调优的两种基本方式：网格搜索寻优（GridSearchCV）和随机搜索寻优（RandomizedSearchCV）。

（1）网格搜索寻优

网格搜索寻优其实是一种暴力寻优方法，它的做法就是将模型的某些参数放在一个网格中，然后通过遍历的方式，用交叉验证对参数空间进行求解，寻找最佳的参数。scikit-learn中的GridSearchCV类实现了该功能，下面介绍该类的参数、属性和方法。

scikit-learn实现如下：







参数

● estimator：指定需要调优的基学习器模型。

● param_grid：给出学习器要优化的参数（以字典形式），字典的每个键放基学习器的一个参数，字典的值用列表形式给出该参数对应的候选值。

● scoring：指定模型采用的评估标准，如scoring='roc_auc’就表示寻优过程使用 AUC 值来评估，具体使用哪种评估标准可以根据前面讲解的模型评估标准确定。

● cv：确定S折交叉验证的S值，默认为3。

● iid：可选True或False。如果为True，则表示数据是独立同分布的，默认是True。

● n_jobs：指定计算机运行使用的CPU核数，默认为−1，表示使用所有可用的CPU核。

属性

● grid_scores_：列表形式，列表中的每个元素对应一个参数组合的测试得分。

● best_params_：最佳参数组合（字典形式）。

● best_score_：最佳学习器的评估分数。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率。

● predict_log_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的对数概率。

例10 网格搜索寻优




输出：




（2）随机搜索寻优

在参数较少时，采用暴力寻优是可以的；但是当参数过多，或者当参数为连续取值时，暴力寻优明显不大可取，所以提出随机搜索寻优的方式，其做法是：对这些连续值做一个采样，从中挑选出一些值作为代表。scikit-learn 中的RandomizedSearchCV类实现了该功能，下面介绍该类的参数、属性和方法。

scikit-learn实现如下：







参数中的大部分与网格搜索寻优的相同，下面仅列出不同之处。

● param_distributions：给出学习器要优化的参数（以字典形式），字典的每个键放基学习器的一个参数，字典的值用列表形式给出该参数对应的候选值。

● n_iter：一个整数，指定参数采样的数量，默认是10。

● refit：可选True或False，默认为True，表示在参数优化之后使用整个数据集来重新训练该最优的estimator。

属性和方法与网格搜索寻优的相同，这里不再赘述。



第3章 线性回归



3.1 问题引入


回归分析是一种预测性建模技术，主要用来研究因变量（yi
 ）和自变量（xi
 ）之间的关系，通常被用于预测分析、时间序列等。

简单来说，回归分析就是使用曲线（直线是曲线的特例）或曲面来拟合某些已知的数据点，使数据点离曲线或曲面的距离差异达到最小。有了这样的回归曲线或者曲面后，我们就可以对新的自变量进行预测，即每次输入一个自变量后，根据该回归曲线或曲面，我们就可以得到一个对应的因变量，从而达到预测的目的。

以二维数据为例，假设有一个房价数据如表3-1所示。


表3-1 房价数据

[image: ]


将上面的数据可视化后可以得到图3-1。


图3-1 房价数据可视化



假设特征（横轴）和结果（纵轴）满足线性关系，则线性回归的目标就是用一条线去拟合这些样本点。有了这条趋势线后，当新的样本数据进来时（即给定横轴值），我们就可以很快定位到它的结果值（即给定的横轴值在预测直线上对应的纵轴值），从而实现对样本点的预测，如图3-2所示。


图3-2 线性回归模型拟合数据




3.2 线性回归模型



3.2.1 模型建立


假设我们用x（1）
 ,x（2）
 ,…,x（N）
 去代表影响房子价格的各个因素。例如，x（1）
 代表房间的面积，x（2）
 代表房间的朝向……,x（N）
 代表地理位置，房子的价格为h（x）；显然，房子价格h（x）是一个由变量x（1）
 ,x（2）
 ,…,x（N）
 共同决定的函数，而这些不同因素对一套房子价格的影响是不同的，所以我们可以给每项影响因素x（j）
 赋予一个对应的权重wj
 ，由此我们可以得到因变量h（x）关于自变量x（1）
 ,x（2）
 ,…,x（N）
 的函数表达式：




写成矩阵的形式，即向量w=（w1
 ,w2
 ,…,wN
 ）是由各个特征权重组成的；向量x=（x（1）
 ,x（2）
 ,…,x（N）
 ）是某个样本数据的特征向量；b为偏置常数，则：

h（x）=wx+b

得到该表达式后，以后每当要预测一个新的房子的价格时，我们只需拿到房子对应的那些特征即可。比如某套房子xi
 （对于不同房子的样本，我们用不同的下标i来表示，这里i=1,2,3,…,M），其特征为[image: ]
 ，那么我们利用上面得到的回归模型就可以很快预测出该套房子大概的售价应该为




这种从一个实际问题出发得到表达式的过程就是我们常说的建立模型，也是机器学习的第一步“模型”。

细心的读者应该发现了一个问题，那就是上面式子中的权重系数wj
 ,j=1,2,…,N和偏置常数b不是还没确定吗？是的，所谓机器学习，实际上就是从过去的经验中学习出这些权重系数wj
 和偏置常数b各自取多少时可以使得该回归模型对后面的房子售价的预测准确度更高。在该场景下，“过去的经验”指的就是过去的房屋的交易数据。怎样从过去的数据中学习出模型中的未知参数就是下面要讲的“策略”。


3.2.2 策略确定


假设我们现在拥有一份数据，该数据包含了N套房子过去的交易情况，如下：

T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}

其中的xi
 ,i=1,2,…,M表示第i套房子，每套房子包含N项特征[image: ]
 ，对应的价格为yi
 ,i=1,2,…,M。

对于回归问题，我们采用的策略是使用最小均方误差损失来描述模型的好坏，即




其中，h（xi
 ;w;b）是对样本数据xi
 的预测值；yi
 是样本数据xi
 的实际值；样本总数为M;w=（w1
 ,w2
 ,…,wN
 ）是各个特征权重组成的向量，b为偏置常数。当上面的损失函数L（w,b）取最小值时意味着所有样本的预测值与实际值之间的差距是最小的，这时候相当于我们模型的预测效果是最好的。

所以我们的策略就是最小化上面的损失函数L（w,b），即




通过求解上面的最优化问题，我们可以得到其中的待定参数wj
 ,j=1,2,…,N和偏置常数b的值。而求解的过程就是下文要介绍的“算法”。


3.2.3 算法求解


对于上面的优化问题，可以使用最常用的梯度下降法求解，对损失函数求偏导数，公式为







所以可以得到权重系数向量w和偏置常数b的更新式为




其中，0＜η≤1是学习率，即学习的步长。这样，通过迭代可以使损失函数L（w,b）以较快的速度不断减小，直至满足要求。


3.2.4 线性回归模型流程


输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xN
 ,yN
 ）}，学习率η。

输出：线性回归模型h（x）=wx+b。

步骤如下。

第1步：选取初值向量w和偏置常数b。

第2步：在训练集中随机选取数据（xi
 ,yi
 ），进行更新。

w←w−η（wxi
 +b−yi
 ）xi


b←b−η（wxi
 +b−yi
 ）

第3步：重复第2步，直至模型满足训练要求。


3.3 线性回归的scikit-learn实现


在scikit-learn中，线性回归模型对应的是linear_model.LinearRegression类；除此之外，还有基于L1正则化的Lasso回归（Lasso Regression），基于L2正则化的线性回归（Ridge Regression），以及基于L1和L2正则化融合的Lasso CNet回归（ElasticNet Regression）；在scikit-learn中对应的分别是linear_model.Lasso类、linear_model.Ridge类和linear_model.ElasticNet类，下面逐一介绍。


3.3.1 普通线性回归


普通线性回归的原理如上面所述，在 scikit-learn 中通过 linear_model. LinearRegression类进行了实现，下面介绍该类的主要参数和方法。

scikit-learn实现如下：




参数

● fit_intercept：选择是否计算偏置常数b，默认是True，表示计算。

● normalize：选择在拟合数据前是否对其进行归一化，默认为False，表示不进行归一化。

● n_jobs：指定计算机并行工作时的 CPU 核数，默认是1。如果选择-1，则表示使用所有可用的CPU核。

属性

● coef_：用于输出线性回归模型的权重向量w。

● intercept_：用于输出线性回归模型的偏置常数b。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test, y_test)上的预测准确率，计算公式为




上述计算在测试集上进行，其中，yi
 表示测试集样本xi
 对应的真值，[image: ]
 为测试集样本xi
 对应的预测值，[image: ]
 为测试集中所有样本对应的真值yi
 的平均；score是一个小于1的值，也可能为负值，其值越大表示模型预测性能越好。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的预测结果[image: ]
 。


3.3.2 Lasso回归


Lasso回归就是在基本的线性回归的基础上加上一个L1正则化项。前面讲过，L1正则化的主要作用是使各个特征的权重wj
 尽量接近0，从而在某种程度上达到一种特征变量选择的效果。

α||w||1
 , α≥0

Lasso回归在scikit-learn中是通过linear_model.Lasso类实现的，下面介绍该类的主要参数和方法。

scikit-learn实现如下：




参数

● alpha:L1正则化项前面带的常数调节因子。

● fit_intercept：选择是否计算偏置常数b，默认为True，表示计算。

● normalize：选择在拟合数据前是否对其进行归一化，默认为False，表示不进行归一化。

● precompute：选择是否使用预先计算的Gram矩阵来加快计算，默认为False。

● max_iter：设定最大迭代次数，默认为1000。

● tol：设定判断迭代收敛的阈值，默认为0.0001。

● warm_start：设定是否使用前一次训练的结果继续训练，默认为 False，表示每次从头开始训练。

● positive：默认为False；如果为True，则表示强制所有权重系数为正值。

● selection：每轮迭代时选择哪个权重系数进行更新，默认为cycle，表示从前往后依次选择；如果设定为random，则表示每次随机选择一个权重系数进行更新。

属性

● coef_：用于输出线性回归模型的权重向量w。

● intercept_：用于输出线性回归模型的偏置常数b。

● n_iter_：用于输出实际迭代的次数。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的预测结果[image: ]
 。


3.3.3 岭回归


岭回归就是在基本的线性回归的基础上加上一个L2正则化项。前面讲过，L2正则化的主要作用是使各个特征的权重wi
 尽量衰减，从而在某种程度上达到一种特征变量选择的效果。




岭回归在scikit-learn中是通过linear_model. Ridge类实现的，下面介绍该类的主要参数和方法。

scikit-learn实现如下：




参数

● alpha:L2正则化项前面带的常数调节因子。

● fit_intercept：选择是否计算偏置常数b，默认为True，表示计算。

● normalize：选择在拟合数据前是否对其进行归一化，默认为False，表示不进行归一化。

● max_iter：设定最大迭代次数，默认为1000。

● tol：设定判断迭代收敛的阈值，默认为0.0001。

● solver：指定求解最优化问题的算法，默认为auto，表示自动选择，其他可选项如下。

svd：使用奇异值分解来计算回归系数。

cholesky：使用标准的scipy.linalg.solve函数来求解。

sparse_cg：使用scipy.sparse.linalg.cg中的共轭梯度求解器求解。

lsqr：使用专门的正则化最小二乘法scipy.sparse.linalg.lsqr，速度是最快的。

sag：使用随机平均梯度下降法求解。

属性

● coef_：用于输出线性回归模型的权重向量w。

● intercept_：用于输出线性回归模型的偏置常数b。

● n_iter_：用于输出实际迭代的次数。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的预测结果[image: ]
 。


3.3.4 ElasticNet回归


ElasticNet回归（弹性网络回归）是将L1和L2正则化进行融合，即在基本的线性回归中加入下面的混合正则化项：




scikit-learn实现如下：







参数

● alpha:L1正则化项前面带的常数调节因子。

● l1_ratio:l1_ratio参数就是上式中的ρ值，默认为0.5。

● fit_intercept：选择是否计算偏置常数b，默认为True，表示计算。

● normalize：选择在拟合数据前是否对其进行归一化，默认为False，表示不进行归一化。

● precompute：选择是否使用预先计算的Gram矩阵来加快计算，默认为False。

● max_iter：设定最大迭代次数，默认为1000。

● tol：设定判断迭代收敛的阈值，默认为0.0001。

● warm_start：设定是否使用前一次训练的结果继续训练，默认为 False，表示每次从头开始训练。

● positive：默认为False；如果为True，则表示强制所有权重系数为正值。

● selection：每轮迭代时选择哪个权重系数进行更新，默认为cycle，表示从前往后依次选择；如果设定为random，则表示每次随机选择一个权重系数进行更新。

属性

● coef_：用于输出线性回归模型的权重向量w。

● intercept_：用于输出线性回归模型的偏置常数b。

● n_iter_：用于输出实际迭代的次数。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的预测结果[image: ]
 。


3.4 线性回归实例


下面使用波士顿房价预测来展示线性回归模型的应用。波士顿房价数据于1978年开始统计，共包含506个样本数据点，每个样本都涵盖房屋的13种特征信息和对应的房屋价格，特征情况如表3-2所示。


表3-2 特征情况

[image: ]


程序如下：







结果如下：

ElasticNet模型得分：0.704890476332

特征权重：




偏置值：1.31392467426e-15

迭代次数：12

在验证集152个样本点上的房价预测值（图中虚线）和对应的房价真实值（图中实线）的比较如图3-3所示。


图3-3 房价预测值和房价真实值的比较




3.5 小结


本章详细介绍了线性回归模型的基本原理和过程，展示了线性回归模型的scikit-learn实现，包括：普通线性回归、基于L1正则化的线性回归、基于L2正则化的岭回归、基于L1和L2正则化融合的ElasticNet回归四种，最后基于ElasticNet Regression 在波士顿房价数据集上进行了实践展示，从结果来看，ElasticNet 回归对房价的预测值和房价的真实值基本吻合。

这里说明一下，上面例子主要展示的是线性回归对于不同样本的结果值的预测能力，本章开头说过，回归技术比较适合用于序列预测问题，比如常见的股市走势问题。对于序列预测问题，我们的特征可以是各个样本在不同时间点的情况，比如每只股票为一个样本，每小时采集一下各只股票的价格信息，最后得到某一段时间内各股票的价格信息。这些数据就可以作为一个训练集数据来训练回归模型，用于预测各只股票随时间的走势情况。

当然，对于股票走势这种时间序列数据，也可以采用上面的房价预测方法来做：我们知道，股票的涨跌其实是很受外界环境因素影响的，比如新出台的政策、金融市场状况、突发事件等。如果我们可以找到影响股市变化的一些关键因素，将其作为样本集的特征，然后采集各股票在某个时间点上这些关键因素的情况，将其作为特征的取值，并记录此时各股票对应的实时价格，将其作为结果标签值，那么同样可以得到一个用于预测股票价格的训练集。


注意：
 这种情况下，同一只股票在不同时刻的特征取值情况将作为不同的样本处理。


实际应用中，还有很多模型可以处理回归问题，比如后面要学的 CART 回归树及基于回归树的一些集成模型。这些模型往往既可以处理分类问题，又可以处理回归问题，并且在实际中可能会取得比线性回归更好的效果。后面在讲到这些模型时会进行一个较为详细的比较，这里先不展开。



第4章 朴素贝叶斯



4.1 概述


朴素贝叶斯是一个基于贝叶斯定理和特征条件独立假设的分类方法，属于生成模型。对于给定训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xN
 ,yN
 ）}，特征的条件独立假设指的是：假设训练集第i个样本xi
 的M个特征[image: ]
 彼此之间相互独立，这里i=1,2,…,N。如此，我们便可以基于条件独立假设求出输入—输出的联合概率P（X,Y），然后对于新的输入xi
 ，利用贝叶斯定理求出后验概率P（yi
 |xi
 ），即该对象属于某一类的概率，然后选择具有最大后验概率的类作为该对象所属的类别，达到分类预测的目的。


4.2 相关原理



4.2.1 朴素贝叶斯基本原理


要想掌握朴素贝叶斯，需要先理解几个基本概念，这里结合机器学习中的实际样本数据特征，即通过给定训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xN
 ,yN
 ）}，我们可以知道分类结果yi
 的种类。假设一共有 K 种，用c1
 ,c2
 ,…,ck
 ,…,cK
 表示，则先验概率分布P（Y=ck
 ）和P（X=xi
 |Y=ck
 ）是可以先求出来的，现在我们的目标是求出后验概率分布P（Y=ck
 |X=xi
 ）

1．条件概率公式




这就是我们所希望求得的结果概率值，但是它的表达式中含有两个我们未知的概率分布，即P（X=xi
 ,Y=ck
 ）和P（X=xi
 ），所以下面需要进一步想办法对其进行转化。

2．乘法公式

P（X=xi
 ,Y=ck
 ）=P（X=xi
 |Y=ck
 ）×P（Y=ck
 ）

通过乘法公式，可以解决上面式子中的P（X=xi
 ,Y=ck
 ）概率问题，可以看到，我们将其转化为求P（X=xi
 |Y=ck
 ）和P（Y=ck
 ），这是两个先验概率，可以直接由训练集样本数据统计得到。

3．全概率公式




通过全概率公式，可以解决上面式子中的P（X=xi
 ）概率问题。

4．贝叶斯定理




由上面三步可以得到上面的P（Y=ck
 |X=xi
 ）的表达式，这就是贝叶斯定理；也就是说，通过上述三步我们相当于自己推导出了贝叶斯定理。

5．特征条件独立假设

得到贝叶斯定理后，我们再考虑特征条件独立假设，即假设样本中各个特征之间是相互独立的，则我们可以将其展开为




最终，由贝叶斯定理和特征条件独立假设可以得到所求概率P（Y=ck
 |X=xi
 ）的完整表达式为




上式就是朴素贝叶斯分类的基本公式，当需要判定输入样本xi
 的分类类别时，只需依次计算在样本xi
 条件下yi
 属于各类别c1
 ,c2
 ,…,ck
 ,…,cK
 的条件概率P（Y=ck
 |X=xi
 ）,k=1,2,…,K的大小，然后选择该条件概率最大的一个所对应的类别ck
 作为我们预测的yi
 的类别。

需要注意的是，对于不同类别，上式的分母[image: ]
 [image: ]
 其实是一个固定的量，也就是说，上式的分母其实对于xi
 属于各个类别ck
 ,k=1,2,…,K的影响是相同的。因此，我们可以通过直接比较上式分子的大小来进行判定。


4.2.2 原理的进一步阐述


仅用公式推导还是不太好理解，下面我们就用一个实际的例子来进一步阐述上面所求的P（Y=ck
 |X=xi
 ）。在实际应用中，上面的X=xi
 就代表“具有某些特征”，而Y=ck
 则代表“属于某类别”。我们求P（Y=ck
 |X=xi
 ），即已知某个样本具有某些特征的情况下，求具有这些特征的该样本属于各个类别的概率，公式为

P（“属于某类别
 ”|“具有某些特征
 ”）

利用贝叶斯公式，上式可转化为







假设样本具有多个特征，如特征1，特征2,…，特征N，则基于特征的条件独立假设为




所以：




而某类别的概率P(“属于某类别”)和特征j在各个类别下的概率P（“特征j”|“属于某类别”）属于先验概率，可以由已知的训练集样本数据统计出来。另外，一旦某个样本给定时，对该样本来说，其具有的特征P（“具有某些特征”）已经固定。所以，要想确定该样本属于某类别，只需找出该样本的P（“属于某类别”）[image: ]
 （“特征j”|“属于某类别”）最大者，则对应的类别就是样本最有可能的类别。

下面以常见的垃圾邮件识别为例。假设我们现在有10000封邮件，这些邮件是我们已经标记好的，即我们已经人为地将其分为“垃圾邮件”和“非垃圾邮件”两类，其中垃圾邮件有3000封，非垃圾邮件有7000封，则现在一共有垃圾邮件和非垃圾邮件两个类别，对应的概率分别为

P（“垃圾邮件
 ”）=0.3

P（“非垃圾邮件
 ”）=0.7

现在我们就将这些数据应用于朴素贝叶斯模型，操作过程如下。

第1步 分词

把训练集中的每一封邮件文本都以词或短语为单位进行切分（可以利用专门的分词工具，比如Python中自带的jieba分词）。假设一封需要预测的邮件的内容为“我司开设机器学习系统课程，并可办理各种正规发票”，那么分词后可能就是：“我司”“开设”“机器学习”“系统课程”“并可”“办理”“各种”“正规”“发票”。分好的词按类别混合放在一起，我们称之为“词袋”。

第2步 统计

统计词袋中各个词在各个类别下出现的概率为

P（“我司
 ”|“垃圾邮件
 ”）,P（“我司
 ”|“非垃圾邮件
 ”）

P（“开设
 ”|“垃圾邮件
 ”）,P（“开设
 ”|“非垃圾邮件
 ”）

P（“机器学习
 ”|“垃圾邮件
 ”）,P（“机器去学
 习”|“非垃圾邮件
 ”）

P（“系统课程
 ”|“垃圾邮件
 ”）,P（“系统课程
 ”|“非垃圾邮件
 ”）

P（“并可
 ”|“垃圾邮件
 ”）,P（“并可
 ”|“非垃圾邮件
 ”）

………………………………………………………….............

比如：




其中，Nk
 表示类别ck
 中包含的总邮件文本数目；Nkj
 表示类别ck
 中包含“我司”这个词的邮件文本数目。

第3步 计算预测

假设现在出现一封新的邮件：“机器学习精英计划系统课程直播答疑”，分词后为“机器学习”“精英计划”“系统课程”“直播”“答疑”。要判断该邮件是否为垃圾邮件，则进行以下计算：




可以看到，在计算中，分母始终是一致的，因此直接将分母当作固定值，在计算时不予考虑，即

P（“垃圾邮件
 ”|“机器学习
 ”,“精英计划
 ”,“系统课程
 ”,“直播
 ”,“答疑
 ”）≈P（“机器学习
 ”,“精英计划
 ”,“系统课程
 ”,“直播
 ”,“答疑
 ”|“垃圾邮件
 ”）×P（“垃圾邮件
 ”）

P（“非垃圾邮件
 ”|“机器学习
 ”,“精英计划
 ”,“系统课程
 ”,“直播
 ”,“答疑
 ”）≈P（“机器学习
 ”,“精英计划
 ”,“系统课程
 ”,“直播
 ”,“答疑
 ”|“非垃圾邮件
 ”）×P（“非垃圾邮件
 ”）

进一步利用特征条件独立假设，这里即假设各个词之间是相互独立的，则有：

P（“机器学习
 ”,“精英计划
 ”,“系统课程
 ”,“直播
 ”,“答疑
 ”|“垃圾邮件
 ”）×P（“垃圾邮件
 ”）=P（“机器学习
 ”|“垃圾邮件
 ”）⋯×P（“答疑
 ”|“垃圾邮件
 ”）×P（“垃圾邮件
 ”）

P（“机器学习
 ”,“精英计划
 ”,“系统课程
 ”,“直播
 ”,“答疑
 ”|“非垃圾邮件
 ”）×P（“非垃圾邮件
 ”）=P（“机器学习
 ”|“非垃圾邮件
 ”）×⋯×P（“答疑
 ”|“非垃圾邮件
 ”）×P（“非垃圾邮件
 ”）

将之前从词袋中统计的各个特征词的条件概率P（“机器学习”|“垃圾邮件”）、P（“机器学习”|“非垃圾邮件”） ⋯⋯和先验概率P（“垃圾邮件”）、P（“非垃圾邮件”）等分别代入上面两式并比较两式值的大小，如果垃圾邮件的概率大就判断该邮件为垃圾邮件，否则判断为非垃圾邮件。

上述过程基本可以实现垃圾邮件的分类了，实际上还可以增加一些细节处理，比如分词后一般会先进行一些去停用词等过程后再进行统计，而统计过程可能也会用更高级的词频—逆文档频率（TF-IDF）来替代。另外，更一般的基于朴素贝叶斯的中文文本分类与这个过程是完全一致的。


4.2.3 后验概率最大化的含义


从上面的原理分析可知，朴素贝叶斯其实是将实例xi
 分到了后验概率P（Y=ck
 |X=xi
 ）最大的类中。其实这与风险函数最小化是一致的，下面进行证明。

取0-1损失函数：




式中的f（X）指的是分类决策函数，Y是实例所属的实际类别值。这时的期望风险函数为




所以：




即当取0-1损失函数时，朴素贝叶斯的最大化后验概率其实相当于最小化期望风险原则，这进一步验证了朴素贝叶斯方法的合理性。


4.2.4 拉普拉斯平滑


上面的计算过程存在一个小缺陷，那就是在计算先验概率[image: ]
 [image: ]
 的过程中可能出现计算不合法的问题。

从上面的例子我们知道，[image: ]
 表示样本xi
 中各个特征[image: ]
 在各个类别ck
 下出现的概率，比如，P（“机器学习”|“垃圾邮件”），其值就等于所有包含“机器学习”特征词的邮件数目除以所有垃圾邮件的总数目，但是，如果整个训练集样本中都没有出现过“机器学习”这个词呢？那就相当于P（“机器学习”|“垃圾邮件”）=0，这样，不管样本xi
 中其他特征词在多少垃圾邮件中出现，最终[image: ]
 的值均为0，即该邮件在垃圾邮件这一类别下的概率始终都为0，这明显不合理。

为了避免这一问题，朴素贝叶斯需要加入一个平滑因子，即在计算每个[image: ]
 时，在分母和分子当中同时增加一个较小的值，一般分子当中加入平滑因子α，在分母中对应加入一个Kα，即




这里K表示训练集中类别ck
 的总数，如上面垃圾邮件的例子中就是K=2。当我们取α=1时，对应的平滑就称为“拉普拉斯平滑”。


4.3 朴素贝叶斯的三种形式及scikit-learn实现


朴素贝叶斯有三种形式，即高斯型、多项式型、伯努利型。上面阐述的其实就是多项式型，另外两种形式的基本原理总体来讲基本一致，即都需要假设特征条件独立，然后利用先验概率去预测后验概率，其区别主要是假设[image: ]
 具有不同分布，下面具体介绍。


4.3.1 高斯型


高斯型朴素贝叶斯分类器假设特征的条件概率服从高斯分布，即




写成表达式为




其中，μk
 和[image: ]
 分别为第k类别上各个特征的均值和方差。

scikit-learn实现如下：




高斯型朴素贝叶斯分类器没有输入参数。

属性

● class_prior_：数组形式，存放训练集数据中各个类别的概率P（Y=ck
 ）。

● class_count_：数组形式，存放训练集数据中各个类别包含的训练样本数目。

● theta_：各个类别上各个特征的均值μk
 。

● sigma_：各个类别上各个特征的标准差σk
 。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● partial_fit(X_train,y_train)：当训练数据集规模较大时，可以将其划分为多个小数据集，然后在这些小数据集上连续调用该方法来多次训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率。

● predict_log_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的对数概率。


4.3.2 多项式型


多项式型朴素贝叶斯分类器假设特征的条件概率分布满足多项式分布，即




其中，Nk
 表示类别ck
 包含的样本数量；Nkj
 表示属于类别ck
 且特征等于[image: ]
 的样本数量；K是训练集中样本类别总数；α是人为设置的平滑因子。

与高斯型不同，多项式型只适用于处理特征离散的情况。

scikit-learn实现如下：




参数

● alpha：指定平滑因子α的值，如α=0.01。

● fit_prior：指定是否计算P（Y=ck
 ），默认为 True，表示不计算P（Y=ck
 ），而直接用均匀分布代替；如果为False，则表示计算实际的P（Y=ck
 ）。

属性

● class_count_：数组形式，存放训练集数据中各个类别包含的训练样本数目。

● feature_count_：数组形式，存放训练集数据中各个特征包含的训练样本数目。

方法与高斯型相同，不再赘述。


4.3.3 伯努利型


伯努利型朴素贝叶斯分类器假设特征的条件概率分布满足二项分布，即




其中，特征[image: ]
 的取值只能是0或1,P（X（j）
 =1|Y=ck
 ）=P。

与多项式型一样，伯努利型也只适用于处理特征离散的情况，并且更进一步，只能是特征为0或1的情形。当特征为非二值型时，可以为模型里面的参数binarize设置一个门限值来让模型自己将特征二值化，但实际上最好先自己对各个不同特征进行不同的二值化，然后再使用该模型。

scikit-learn实现如下：




参数

● alpha：指定平滑因子α的值，如α=0.01。

● binarize：默认为一个浮点数0.0，表示以该数值为界，将特征取值大于它的编码为1，小于它的编码为0，从而实现对数据集的二值化。当使用binarize=None时，模型会假定你已经先将数据集二值化了。

● fit_prior：指定是否计算P（Y=ck
 ），默认为 True，表示不计算P（Y=ck
 ），而直接用均匀分布代替；如果为False，则表示计算实际的P（Y=ck
 ）。

属性与伯努利型相同，不再赘述。

方法与高斯型相同，不再赘述。


4.4 中文文本分类项目



4.4.1 项目简介


中文文本分类是文本处理中的一个基本问题，后面涉及的文本情感分析、利用文本内容进行用户画像等更高层次的项目都可以转化成一个文本分类项目。

文本分类有多种方式可以做（后面会介绍），既可以是有监督的，又可以是无监督的。本节我们主要介绍基于朴素贝叶斯模型的中文文本分类，因此用的是一种有监督模型。


4.4.2 项目过程


第1步 训练集文本预处理

通常，我们拿到的文本数据是含有很多噪声的，比如我们用爬虫从网上爬取的文本数据，可能会包含一些HTML标签和特殊符号等噪声，因此一般在进行分词之前，需要对其进行预处理。

由于本节主要目标是讲解用朴素贝叶斯做文本分类项目的整个过程，因此暂时不考虑数据预处理的事情，后期的综合项目中我们再来详细讲解。这里先使用别人已经处理好的训练集语料库。

网上比较好的中文文本分类语料是搜狗新闻分类语料库，但是因完整版数据量过大，所以这里使用“复旦大学计算机信息与技术系国际数据库中心自然语言处理小组”提供的小样本中文文本分类语料，语料包和程序可直接在本书相关的 GitHub上下载。

第2步 中文文本分词

中文分词一般可以使用Python中的jieba分词，jieba分词有三种分词模型：默认切分模式、全切分模式和搜索引擎分词模式，如下例所示。

程序如下：




输出如下：




实际应用中可根据具体的业务情况选择分词模式，本书涉及的分词，采用的都是默认切分模式。

第3步 统计文本词频并计算TF-IDF

通过分词，中文文本实现了基本的结构化，下一步就是统计文档词频矩阵并转化为TF-IDF矩阵的形式。

1.TF-IDF的概念

TF-IDF全称为“词频—逆文档频率”，实际上由两部分组成，即词频（Term Frequency, TF）和逆文档频率（Inverse Document Frequency,IDF）。

TF指的是某一给定词语在该文件中出现的频率。假设第i篇文档中共含有K个不同的词，其中，第j个词在该文档中出现的次数为nij
 ，则该词的TF值就等于该词在本文档中出现的次数nij
 除以本文档中所有词出现的总数，即




IDF 指的是含有某一给定词的文档在整个文档集合中出现的频率的倒数再取对数。假设整个训练集文档集合一共由N篇文档组成，其中包含某个给定词语的文档数为M，则该给定词的IDF值为




而某个词的TF-IDF值就等于它的TF值和IDF值的乘积。

采用词的TF值来衡量一个词在文档中的重要性很容易理解：一个词在某个文档中出现的频次越高，其在该文档中可能越重要；那为什么还要加上一个IDF值呢？

实际上，IDF值反映的是一个词语普遍重要性的程度，即如果一个词语仅在某一些文档中出现得比较频繁，而在其他文档中出现得比较少，那我们就说该词具有较好的分类特征，应该受到更多的重视（如词语“导弹”明显在军事类文章中出现的频次会更高，而在经济类和文化类文章中出现的频次要低得多，因此该词应该是一个很好反映文章自身类别的词，理应获得较高的IDF）；而如果一个词虽然在这篇文档中出现频次极高，但它在其他各类别文章中出现的频次也都很高，那么这个词明显不应该被特别对待（如词语“的”虽然在各类文章中出现的频次均很高，但它的IDF值依然较低）。

所以综合来看，一个词的TF值反映了该词在某一篇文档中的重要性，而它的IDF值则反映了它在整个文档集中的重要程度。二者的乘积（TF-IDF）相当于取TF和IDF的交集，其值理论上可以较好地反映各个词的分类特征。

2.scikit-learn实现

scikit-learn中的CountVectorizer类和TfidfTransformer类可以实现文本词频的统计和 TF-IDF 的转换。其中，CountVectorizer 类负责将文档集合转化为词频矩阵；TfidfTransformer类负责将词频矩阵转化为归一化TF或TF-IDF表示。

（1）CountVectorizer类




参数

● input：输入文本内容。

● decode_error：默认为strict，遇到不能解码的字符将报UnicodeDecodeError错误。若设为ignore，将会忽略解码错误。

● stop_words：设置停用词，若设为English，将使用内置的英语停用词；可使用列表自定义停用词。

● max_df：默认为1.0，可设置为一个范围在[0.0,1.0]的浮点数，该参数的作用是作为一个阈值，当构造语料库的关键词集时，如果某个词的document frequence大于max_df，则该词不会被当作关键词。

● min_df：类似于max_df，不同之处在于，它是当某个词的document frequence小于min_df时，则不将该词当作关键词。

● vocabulary：指定词袋中特征词的选取数目，默认为 None，表示由输入文档确定。

上述参数就是CountVectorizer类的基本参数，其他参数一般选择默认即可。

属性

● vocabulary_：该属性可以查看词袋中的特征词数目。注意，在对预测集数据进行处理时，一定要记得使用该属性，即在预测集的CountVectorizer类中指定参数值 vocabulary= vectorizer.vocabulary_（这里的 vectorizer=CountVectorizer()，表示训练集的词频统计类名称），否则会出现预测集特征词维度和训练集特征词维度不一致的错误。

方法

● fit_transform（corpus）：将文本转为词频矩阵（矩阵的每一行表示一个文档，每一列表示一个词，所以该矩阵中存放的就是每篇文档中各个词对应的词频）；方法中传入的参数 corpus 是各个文档组成的列表形式，列表中的每个元素均存放一篇文档内容（已分词的文档）。

● get_feature_names()：获取corpus中所有有效词的名称。

（2）TfidfTransformer类




参数

● norm：用于归一化向量，可选‘l1’和‘l2'，分别表示L1范数和L2范数，默认为‘l2'。

● use_idf：选择是否计算IDF值，默认为True；如果选择False，则表示只使用TF。

● smooth_idf：选择是否在计算IDF值时加入一个平滑因子，默认为True，表示增加。

● sublinear_tf：选择是否应用子线性TF缩放，即用1+log（TF）替换TF，默认为False。

方法




3．程序




4．输出

上面三个 print 分别输出训练集词袋中的所有有效词和各个文档语料形成的TF-IDF 矩阵，以及打印的每篇文档中的各个词在该词袋中对应的 TF-IDF 值。为了方便理解，这里稍微加工一下，将上面的输出整理成表格的形式，如表4-1所示。


表4-1 整理成表格

[image: ]


从表4-1可以清晰地看出整个训练集词袋中所包含的词语情况及其所对应的TF-IDF值，后期的模型训练就是基于这一文档的TF-IDF矩阵来进行的。

第4步 模型训练和模型评估

得到训练集文档集合的TF-IDF矩阵后，我们就可以很容易地调用scikit-learn中的各个模型来进行训练和预测了，以朴素贝叶斯模型为例。

假设经过上面几步的处理，我们得到了M个训练集文本整体的TF-IDF矩阵X。X的每一行是一个文档，分别为x1,
 x2
 ,…,xM
 ，且这M个训练集文本对应的类别标签分别为y1
 ,y2
 ,…,yM
 。整个训练集文档集合在分词后得到的有效词语个数为N，即矩阵X的列数。矩阵的各个元素就是各列对应词语在整个训练集文本集合中的 TF-IDF 值。对于训练集{X,y}，有：








4.4.3 完整程序实现


下面在复旦大学语料集上演示文本分类的完整流程，训练集语料的目录结构如图4-1所示。


图4-1 训练集语料的目录结构



可以看出，训练集语料均存放在母文件夹train_corpus中，该母文件夹下一共包含art等10个类别子文件夹，每个类别子文件夹中存放250篇左右该类别下的TXT文档，其中一篇文档内容如图4-2所示。


图4-2 文档内容示例



下面演示一个完整的文本处理和模型训练过程，感兴趣的读者可以下载语料在自己机器上跑一遍（下文中的程序是可运行的完整程序，读者只需下载语料到本地，并将程序中涉及的所有文件路径改成自己存放语料的对应路径即可，例如，笔者的train_corpus存放在“D:/workspace/Wenben_classify/”下）。

1．利用训练集语料训练模型










2．输出结果

交叉验证结果：




查准率、查全率、F1值：




混淆矩阵：





说明：
 classification_report(y_test, y_pred, target_names=None)可以一次性输出验证集中各个类别的precision、recall和f1-score情况，由此我们可以清楚地看到模型对验证集中各个类别的预测情况。


confusion_matrix(y_test, y_pred)输出模型在验证集上的混淆矩阵，通过混淆矩阵可以清晰地看到各个类别被预测正确的情况（看矩阵对角线）和被预测为其他类别的情况。

3．利用训练好的模型对新的文本进行预测

从上面可以看到，通过在训练集文本上训练，我们得到的朴素贝叶斯模型bayes_clf在验证集上的precision达到0.93左右。如果你对这个准确率比较满意，那么接下来就可以用bayes_clf模型对新的未知类别的文本进行分类预测了。

但是预测之前，你需要先用处理训练集文本同样的步骤处理好测试集文本，即先进行文本预处理再分词，统计词频计算得到TF-IDF矩阵。假设得到的测试集文档的TF-IDF矩阵为test_tfidf，则调用上面得到的朴素贝叶斯模型bayes_clf进行预测，程序如下：








说明：
 将这里的预测程序段加到之前的模型训练程序后面一起运行，就可以一次性完成模型的训练和预测过程了，至此，一个完整的文本分类项目就已经基本完成了。


感兴趣的读者在后期学习完机器学习的模型调参后，可以回过头来再对上面模型的相关参数（如平滑因子alpha的值，max_df和min_df的值）进行优化。另外，也可以采用更大的数据集（如前面提到的搜狗新闻语料）来训练模型，还可以对该模型进行进一步扩展（如增加一个根据文档的预测类别对文档进行自动化归整的功能）。


4.5 小结


1．优点

（1）过程简单且速度较快，因为它的预测过程实际就是进行概率的乘积（实际中还可转换成log域，把乘法转换成加法，进一步加快速度）。

（2）对于多分类问题也很有效，计算复杂度不会有大幅度的上升。

（3）对于类别型特征变量，在分布独立这个假设成立的情况下，效果可能优于Logistics回归，且需要的样本更少。

2．缺点

（1）朴素贝叶斯模型基于特征独立的假设前提在现实中往往很难满足。

（2）对于连续数值型变量特征，要求它服从正太分布。

3．应用场景

（1）垃圾识别。

（2）文本分类。

（3）情感识别（一般可以转换成文本分类）。

（4）多分类实时预测（因为速度快）。

（5）推荐系统（朴素贝叶斯和协同过滤是一对好搭档，因为协同过滤是强相关性的，而泛化能力弱，所以朴素贝叶斯和其一起可以增强推荐的覆盖度和效果）。

4．注意点

（1）在处理特征时，尽量把相关特征去掉。

（2）一般其他模型（如 SVM、LR）做完之后都可以尝试利用 Bagging 或者Boosting做一下集成，但这对朴素贝叶斯模型并没有什么作用，因为朴素贝叶斯模型实在是太稳定了，导致它已经没有很大的可提升空间。



第5章 K近邻



5.1 概述


K近邻（K-Nearest Neighber,KNN）可以说是机器学习中最好理解的方法。

对于给定训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}，假设训练集第i个样本xi
 的N个特征为[image: ]
 , i=1,2,…,M，则每一个样本都可以看成是一个向量，向量的维度为N。我们知道，N维向量也可以看成是N维空间的一个点，这样，我们就可以把训练集中的M个样本当作N维空间的M个样本点，每个样本点xi
 对应的输出yi
 表示该样本点的类别标签。

K近邻的思想就是：对于任意一个新的样本点，我们可以在这M个已知类别标签的样本点中选取K个与其距离最接近的点作为它的最近邻点，然后统计这K个最近邻点的类别标签，采取多数投票表决的方式，即把这K个最近邻点中占绝大多数类别的点所对应的类别拿来当作要预测点的类别。


5.2 K近邻分类原理


通过上面的描述我们可以看出，K近邻模型主要有三个要素，即K值的选择、距离度量方法、分类决策规则。当三要素确定后，对任何新的输入样本实例它所属的类别都可以利用K近邻确定。下面进一步阐述这三要素。


5.2.1 K值的选择


K值的选择会对K近邻法的结果产生较大的影响：

如果K值选得太小，相当于使用一个比较小的邻域中的训练实例来训练模型。这种情况下得到的模型，只有与训练实例比较靠近的实例才会对预测结果起作用，理论上来说，学习的近似误差会比较小。这种方式的缺点是模型估计误差比较大，预测结果对少部分邻近的实例点十分敏感（我们不能保证邻近的实例点会不会正好是噪声点，如果是噪声点，那么模型的预测结果就会出现较大偏差）。

如果K值选得太大，相当于使用一个比较大的邻域中的训练实例来训练模型。这种情况下得到的模型的优点是可以降低学习的估计误差，缺点是学习的近似误差会增大，因为这这种情况下与输入较远的训练实例（不相似的）也会对预测起作用。

实际上，对于一个给定的包含M个样本的训练集，利用 K 近邻模型相当于先对这M个样本组成的特征空间进行划分，而K值的选取决定了这个特征空间被划分成的子空间数量。所以，当K值较大时，相当于对特征空间进行了较为复杂的划分，因而相应的模型自然会变得更加复杂，从而更容易发生过拟合。当K值较小时，对特征空间只是进行简单的划分，模型的复杂度降低，从而容易产生欠拟合。实际中，一般采用交叉验证来选取合适的K值。


5.2.2 距离度量


前面讲过，距离度量方式有多种，一般使用较多的是欧氏距离。假设现在我们有两个N维的向量xi
 和xj
 ，如下：




则它们之间的闵可夫斯基距离为




当p=1时，上面的距离就是曼哈顿距离；当p=2时，上面的距离就是欧氏距离。

当然，我们还可以用其他距离，具体选什么距离可以根据实际的数据类型去抉择。比如，欧氏距离比较适合连续型变量，但当样本数据被处理成0-1二值编码时，使用汉明距离可能更方便。

汉明距离定义的是两个字符串中不相同位数的数目。例如，字符串‘1111’与‘1001’之间的汉明距离为2。所以，如果我们先把向量xi
 和xj
 中的N个特征进行one-hot编码，就可以很方便地使用汉明距离了。

另外，需要注意的是，在使用距离度量之前，一般应先对数据做归一化处理，因为每个样本xi
 都有多个特征参数，每一个特征参数都有自己的取值范围，不同参数之间的大小差别可能会很大（比如特征参数[image: ]
 =1，而[image: ]
 =666），不同范围的特征参数取值对距离计算的影响是不一样的，如果不先做归一化处理，那些取值较小但实际比较重要的特征参数的作用可能就会被掩盖掉。


5.2.3 分类决策规则


前面说过，K近邻中主要使用多数表决规则。具体如下。

与朴素贝叶斯一样，可以使用0-1损失函数来衡量，误分类的概率为

P（Y≠f（X））=1−P（Y=f（X））

其中，f（X）就是分类决策函数。

对于给定的预测样本实例xj
 ，假设最后预测它的分类为cr
 （cr
 为所有训练集类别中的某一个），即f（xj
 ）=cr
 。再假设xj
 最近邻的K个训练样本实例xi
 ,（ i=1,2,…,K），构成的集合为Nk
 （训练样本实例xi
 对应的类别标签为yi
 ），则误分类率为




这里I为指示函数，即I（true）=1,I（False）=0。

显然我们的目标就是使误分类率L最小化，即




即




等价于：




从上面的式子可以看出：使误分类率最小等价于使预测样本实例xj
 选定的K个最近邻训练样本实例xi
 （i=1,2,…,K）的类别标签yi
 尽可能多的和预测样本实例xj
 的预测类别cr
 相同。而实际情况是训练样本实例xi
 的类别yi
 是已知的，而预测样本实例xj
 的类别cr
 是未知的，所以，要想获得预测样本实例xj
 的类别cr
 ，只需选取训练样本实例xi
 ,（i=1,2,…,K）中所属类别最多的一类。

另外，误分类率就是训练数据的要想，所以 K 近邻里面的多数表决规则等价于使训练数据的经验风险最小化。


5.2.4 K近邻分类算法过程


输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}，其中[image: ]
 为第i个训练样本实例，yi
 ∈{c1
 ,c2
 ,…,cR
 }为xi
 对应的类别标签选定的K值，这里i=1,2,…,M。

输出：待预测实例xj
 所属的类别yj
 。

步骤如下。

第1步：根据选定的K值，选择合适的距离度量方式，在训练集T中找出待预测实例xj
 的K个最近邻点xi
 , i=1,2,…,K，这K个训练样本实例构成的集合记为Nk
 。

第2步：根据多数表决规则决定待预测实例xj
 所属的类别yj
 ，即




这里i=1,2,…,K ; r=1,2,…,R。


5.3 K近邻回归原理


其实 K 近邻不仅可以用于分类，还可以用于回归。当用于回归时，基本原理和分类是一致的，仍然是三要素：K值的选择、距离度量方法、回归决策规则。前面两个完全一样，最后一点是将分类决策规则改成回归决策规则，下面具体说明。


5.3.1 回归决策规则


在找到待预测实例xj
 的K个最近邻训练样本实例xi
 （i=1,2,…,K）后，分类问题采取的决策规则是统计这K个训练样本点的类别情况，然后选择其中占实例数最多的类别为待预测实例xj
 的类别。回归问题其实只是稍加变化，即把这K个最近邻训练样本实例xi
 的输出值yi
 的平均作为待预测实例xj
 的值，表达式为





5.3.2 K近邻回归算法过程


输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}，其中[image: ]
 为第i个训练样本实例，yi
 为xi
 对应的值选定的K值，这里i=1,2,…,M。

输出：待预测实例xj
 的值yj
 。

步骤如下。

第1步：根据选定的K值，选择合适的距离度量方式，在训练集T中找出待预测实例xj
 的K个最近邻点xi
 , i=1,2,…,K，这K个训练样本实例构成的集合记为Nk
 。

第2步：根据取平均规则决定待预测实例xj
 所属的输出值yj
 ，即





5.4 搜索优化——KD树


上面只是从原理上讲解了K近邻的流程，但在实际实现K近邻法时，还需考虑计算过程优化问题。比如，在训练数据量较多或特征空间的维数较大时，如果直接采用暴力计算的方式去遍历所有点来确定K个最近邻点，则明显计算开销是过大的。

为了提高计算效率，可以考虑使用特殊的数据结构来组织和存储训练数据。KD树方法就是其中的一种。


5.4.1 构造KD树


简单来说，KD树就是一种特殊的二叉树数据结构，其思路是对K维空间中的实例点进行树状划分和存储，以便对其进行快速搜索。

构造KD树的过程相当于不断地用垂直于坐标轴的超平面对K维空间进行切分，构成一系列的K维超矩形区域。KD树的每一个节点对应于一个k维超矩形区域。

下面以一个简单直观的实例来介绍KD树算法。

假设有6个二维数据点[image: ]
 ∈{（2,3）,（5,4）,（9,6）,（4,7）,（8,1）,（7,2）}，数据点位于二维空间内（如图5-1中黑点所示）,KD树算法就是要确定图5-1中这些分割空间的分割线（多维空间即为分割平面，一般为超平面），最后得到图5-2所示的KD树。


图5-1 二维空间中的数据点划分情况

注：图5-1引自 https://blog.csdn.net/xum2008/article/details/44274615




图5-2 构造的KD树



下面讲解KD树的构造过程。


第1步：确定左、右子空间。
 选择[image: ]
 为轴，对其按从小到大顺序排序，选出其中位数（奇数时选中间的作为中位数，偶数时选中间偏后一位的作为中位数，我们的目标是将点划到分割线上）。这里[image: ]
 按顺序排列为2,4,5,7,8,9，所以中位数为7，第一次按[image: ]
 =7划分矩形区域，确定左右子空间，根节点为（7,2）；分割超平面[image: ]
 =7将整个空间分为两部分： [image: ]
 ≤7的部分为左子空间，包含3个节点{（2,3）,（5,4）,（4,7）}；另一部分为右子空间，包含2个节点{（9,6）,（8,1）}。


第2步：确定上、下子空间。
 对于左子空间包含的节点{（2,3）,（5,4）,（4,7）}，按照[image: ]
 =4划分，得到上、下两个子空间，分别包含节点{（2,3）}和{（4,7）}；对于右子空间包含的节点{（9,6）,（8,1）}，按照[image: ]
 =6 划分，得到另一个上、下子空间，上子空间不包含任何节点，下子空间包含节点{（8,1）}；


第3步：重复第1步和第2步，
 直至每个点都被划分后停止。

图5-1所示的就是三维空间中的数据点划分结果，划分结束后会得到如图5-2所示的KD树。


5.4.2 搜索KD树


假设我们需要找到点（9,4）的最近邻，步骤如下。

第1步：在KD树中找到包含目标点（9,4）的叶子节点。

先从根节点出发，递归向下访问KD树：若目标点当前维的坐标小于切分点坐标，则移动到左子节点，否则移动到右子节点；直到子节点为叶子节点为止。

这里就是先从根节点（7,2）出发到第一层子节点（5,4）和（9,6），因为目标点的横轴为9，大于7，所以移至右子节点（9,6）。

因为（9,6）的左子节点为（8,1），右子节点没有，而且（8,1）已经是叶子节点了，所以确定叶子节点（8,1）暂时为目标节点的最近邻点。

第2步：从上面确定的最近邻点递归向上回退至父节点，并进行以下操作。

如果该节点保存的数据点比当前最近邻点距离目标点更近，则以该数据点为新的当前最近邻点。

检查该新的当前最近邻点的另一子节点对应的区域内是否有更近的点（相当于以该新的当前最近邻点为球心，以目标点和当前最近邻点间的距离为半径画球，看有无子节点在球内），如果另一子节点离目标点更近，就移动到该子节点，作为新的最近邻点；否则继续向上回退至上一层的父节点。

当回退到根节点时，搜索结束，最后的“当前最近邻点”即为目标节点的最近邻点。

下面用实例说明，如图5-3所示。

从当前最近邻点（8,1）往上回退至它的父节点（9,6），并且看（9,6）到目标点（9,4）是否比当前最邻近点（8,1）更近；这里是更近，所以重新把（8,1）选为新的当前最近邻点。

然后判断（8,1）的另一子节点是否距离目标点（9,4）更近；这里（9,6）不存在另一子节点，所以这一步省略。

然后（9,6）再往上回退，就到了根节点（7,2），搜索结束，最后的最近邻点就是（9,6）。


图5-3 回退流程




5.5 K近邻的scikit-learn实现


scikit-learn中实现了K近邻分类模型和回归模型。


5.5.1 K近邻分类


scikit-learn实现如下：







参数

● n_neighbors：指定最近邻点的个数，默认为5。

● weights：指定投票权重类型，默认为uniform，表示K个最近邻点的投票权重均等。如果选择distance，则表示K个最近邻点最后的投票权重与它们距待预测点的距离成反比。

● algorithm：指定寻找最近邻点的算法，默认为 auto，表示自动选择。可以直接指定为kd_tree（KD树算法）、ball_tree'（BallTree算法）或brute（暴力搜索法）中的一种。

● leaf_size：指定KD树算法或BallTree算法中叶子节点的数目，默认为30。

● metric：指定距离度量的类型，默认为 minkowski（闵可夫斯基距离），和后面的参数p配合使用。

● p：配合上面的 metric 参数使用，当选择p=1时，表示使用曼哈顿距离；当选择p=2时，表示使用欧氏距离。

● n_jobs：选择使用计算机的核数，默认为-1，表示使用当前计算机所有可用的CPU核。

方法

● fit(X_train, y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test, y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率。

● kneighbors([X, n_neighbors, return_distance])：返回待预测样本点的K个最近邻点，当return_distance=True时，还会返回这些最近邻点对应的距离。

● kneighbors_graph([X, n_neighbors, model])：返回样本点的连接图。


5.5.2 K近邻回归


scikit-learn实现如下：




KNeighborsRegressor和KNeighborsClassifier的参数、方法都完全一致，这里不再赘述。


5.6 K近邻应用实例


这里以scikit-learn自带的Iris数据为例。Iris是鸢尾花的特征和类别数据集，该数据集总共包含150个样本，分为setosa、versicolor和virginica三类，每类各包含50个样本。每个样本包含4个特征属性，即萼片长度、萼片宽度、花瓣长度和花瓣宽度。为了用可视化的方式展示分类效果，本实例我们只取其中两个特征维度，即萼片长度和萼片宽度。

程序如下。










结果如图5-4所示。


图5-4 结果



可以看到，当只取数据集的前两个特征维度，K值取15，分别采用uniform（均等投票）和distance（投票权与距离成反比）方式时，三个类别的鸢尾花基本能够被分辨开来，而且采用distance方式的效果稍优于uniform方式，这在预料之中。感兴趣的读者可以自己采用所有的特征，利用混淆矩阵来评估一下 K 近邻的效果，这里不再赘述。


5.7 小结


1．优点

（1）简单且易于实现。

（2）比较适合多分类问题。

（3）对异常值不大敏感。

（4）无数据输入假定。

2．缺点

（1）预测精度一般，对于大部分问题比不上基于树的方法。

（2）当样本存在范围重叠时，K近邻的分类精度很低。

（3）即便分类一个样本也要计算所有数据，在大数据环境下很不适应。

3．场景

（1）比较适合小量且精度要求不高的数据。

（2）比较适合不能一次性获取训练样本的情况。

4．注意点

K近邻有3个参数对结果影响较大，一个是数据归一化，另一个是K值的选择，还有一个是距离的度量方式。

如果不先对数据进行归一化，那么当多个特征的取值范围相差较大时，就会发生距离偏移，最终结果也会受到很大影响。

K值的选择还是比较关键的，如果K值定得太小，那么模型对噪声样本就会非常敏感，分类时可能会产生较大误差；但K值若定得太大，则计算量就会变得很大，所以需要根据实际数据量进行权衡。

距离的计算方式也是K近邻的核心，一般使用较多的还是欧氏距离。



第6章 决策树



6.1 概述


决策树（Decision Tree）是一种树状结构模型，可以进行基本的分类与回归，另外它也是后面要讲的集成方法经常采用的基模型。下面以一个实际例子引入。

假设现在有一批客户银行贷款逾期，如表6-1所示。


表6-1 银行贷款逾期情况表

[image: ]


表6-1中包含了8位客户的数据，每位客户都给出了3个特征，分别为：是否拥有房产、婚姻状况、年收入；后面还给出了各客户贷款是否逾期，现在使用决策树建立模型，如图6-1所示。


图6-1 决策树模型



建立决策树模型后，后面再来一位新的客户，只需获取他的上述三个特征就可以对其进行分类预测了。如果某客户无房产、未婚、年收入11万元，则其对应的分类路径会如图6-2中的箭头所示，其预测结果为“不逾期”。


图6-2 决策树模型的预测过程



上面就是一个最基本的决策树模型的构建和预测过程。实际上，我们的训练数据往往比这多得多，因此建立起来的决策树也会比上面复杂得多。另外，决策树还有多种类型，如基本的ID3决策树、C4.5决策树，以及后面要重点介绍的CART决策树。不同决策树之间可能存在一些差异，但总体来说，各种决策树的主体思想大同小异，都主要涉及三要素，分别是特征选择、决策树的生成和决策树的剪枝，下面一一介绍。


6.2 特征选择


在上面的例子中，我们只是根据对训练集的主观观测建立了一棵决策树，即通过对整体样本的观测发现：如果第一次按“是否拥有房产”特征划分，第二次按“年收入”特征划分，第三次按照“婚姻状况”特征划分，我们可以将训练样本中的所有用户划分为“逾期”和“不逾期”两者之一，从而建立一个决策树模型。

这在数据量很小的时候是可以使用的，但一旦数据量较大时，仅凭我们主观观测去生成决策树明显是不可行的。而实际情况中，我们得到的训练集样本数据一般都是数以万计的，而且样本的特征也可能达到数十甚至上百，这时候怎么办呢？

其实，在实际建立决策树的过程中，每次特征选择时，是有一套科学标准的，这就是下面我们需要讲解的信息增益、信息增益比、基尼系数等。


6.2.1 信息增益


1．熵

日常生活中，当我们要搞清楚某件事情时，这件事情的不确定性越大，我们需要了解的信息就越多。由此可以看出，一条信息的信息量大小和它的不确定性有直接关系。受此启发，人们就拿不确定性这个量来度量信息量的大小。

在信息论或概率统计中，用熵度量随机变量的不确定性。熵值越大，随机变量的不确定性就越大。

如果一个随机变量Y的可能取值为Y={c1
 ,c2
 ,…,cK
 }，其概率分布为P（Y=ci
 ）=pi
 ,i=1,2,…,K。则随机变量Y的熵定义为H（Y），即




log为以2或者e为底的对数。

2．联合熵

当有两个随机变量X和Y时，同理可以定义它们的联合熵H（X,Y），即




3．条件熵

有了联合熵，就可以得到条件熵的表达式了。在随机变量X发生的前提下，随机变量Y发生，新带来的熵，定义为Y的条件熵，用H（Y|X）表示：




条件熵用来衡量在已知随机变量X的条件下，随机变量Y的不确定性。

4．信息增益

随机变量Y的熵H（Y）与Y的条件熵H（Y|X）之差就是信息增益（Information Gain），记为g（Y,X），即

g（Y,X）=H（Y）−H（Y|X）

实际上，熵与条件熵的差也称为互信息（Mutual Information）。ID3决策树使用应用信息增益作为特征选择标准，信息增益依赖于特征，不同特征往往具有不同的信息增益，信息增益大的特征具有更强的分类能力。

5．信息增益的计算实例

以上面例子中的数据为例，下面计算选择各个特征时产生的信息增益。

（1）首先，计算各个类别的熵。

样本标签一共包含“是”和“否”两类，其中，P（是）=[image: ]
 ,P（否）=[image: ]
 ，

所以：




（2）其次，计算各个特征（是否拥有房产，婚姻状况，年收入）对 Y的信息增益。

对于房产特征

一共有“是”和“否”两种，两种出现的概率为P（是）=[image: ]
 ,P（否）=[image: ]
 ，所以由条件概率的性质有：




所以，如果采用有无房产特征来进行决策树划分，则产生的信息增益为

g（Y，房产
 ）=H（Y）−H（Y|房产
 ）=0.2873−0.1827=0.1046

对于婚姻特征

一共有“已婚”“未婚”“离婚”三种，出现的概率分别为P（已婚）=[image: ]
 ,P（未婚）=[image: ]
 , P（离婚）=[image: ]
 ，所以由条件概率的性质有：




所以，如果采用婚姻特征来进行决策树划分，则产生的信息增益为

g（Y，婚姻）=H（Y）−H（Y|婚姻）=0.2873−0.1844=0.1029

对于年收入特征

可以看到，年收入特征的取值是数值型而非类别型，对于这类特征，无法直接计算其信息增益，一般需要先对其进行离散化处理，比如收入0~10万元为一个类别， 10万元~20万元为另一个类别，将其转化为类别型特征，然后用与上面类似的方法计算信息增益。

在 ID3决策树中，对于数值型特征是无法直接处理的，必须先提前人工将特征量化好；后面的C4.5决策树和CART决策树均对其做了改进，可以自动处理连续特征，具体的处理方式在后面会详细介绍，这里不再深入。


6.2.2 信息增益比


用信息增益作为划分训练集特征的标准时，有一个潜在的问题，那就是相比之下其会倾向于选择类别取值较多的特征。因此人们提出使用信息增益比（Information Gain Ratio）来对这一问题进行校正。

特征X对训练集的信息增益比定义为特征X的信息增益g（Y,X）与特征X的取值的熵H（X）的比值，记为gR
 （Y,X），即




以上面例子中房产特征的信息增益比计算来说明，具体如下。

房产特征一共有“是”和“否”两种，两种出现的概率为P（是）=[image: ]
 ,P（否）=[image: ]
 。

房产特征取值的熵：




房产特征的信息增益：

g（Y，房产
 ）=H（Y）−H（Y|房产
 ）=0.1046

所以房产特征的信息增益比为





6.2.3 基尼系数


基尼系数（Gini）可以用来度量任何不均匀分布，且介于0~1之间的数（0指完全相等，1指完全不相等）。分类度量时，总体包含的类别越杂乱，基尼系数就越大（与熵的概念相似）。

基尼指数主要用来度量数据集的不纯度。基尼指数越小，表明样本只属于同一类的概率越高，即样本的纯净度越高。在计算出数据集某个特征所有取值的基尼指数后，就可以得到利用该特征进行样本划分产生的基尼指数增加值（GiniGain）；决策树模型在生成的过程中就是递归选择 GiniGain 最小的节点作为分叉点，直至子数据集都属于同一类或者所有特征用光。

在分类问题中，假设有K个类别c1
 ,c2
 ,…,cK
 ，样本点属于第k类的概率为pk
 ，则该概率分布的基尼系数定义为




对于给定的样本集合D，其基尼系数为




式中，ck
 是D中属于第k类的样本子集，K是类别的个数。

如果样本D根据特征A的某个值a，把D分成D1
 和D2
 两部分，则在特征A的条件下， D的基尼系数表达式为




二分类问题中基尼系数Gini（p）、熵之半[image: ]
 和分类误差率之间的关系如图6-3所示，横坐标表示概率p，纵坐标表示损失。


图6-3 二分类问题中基尼系数、熵之半和分类误差率之间的关系




6.3 决策树的生成



6.3.1 ID3决策树


ID3决策树使用信息增益作为特征选择标准。

输入：假设训练数据集D包含M个样本；样本一共含有K个类别，类别集合为C；每个样本含有N个特征，特征集合为F；停止分裂的阈值为ε。

输出：决策树T。

步骤如下。

第1步：如果训练集D中的M个样本已经属于同一类别，则直接返回单节点树T，并将该唯一类Ck
 作为该树节点的类别。

第2步：如果训练集D中的M个样本不属于同一类别，但是特征集合只含有单个特征，则也直接返回单节点树T，且该样本集合D中实例数最大的类作为该树节点的类别。

第3步：如果非以上两种情况，则分别计算特征集合F中的N个特征的信息增益，选择信息增益最大的特征Fn
 。如果该信息增益小于阈值ε，则返回上述单节点树T，且将该样本集合D中实例数最大的类作为该树节点的类别。

第4步：否则，按照特征Fn
 的不同取值种类，将对应的样本D分成不同的子类别Di
 ，每个子类别产生一棵树的子节点。

第5步：对于每个子节点，令D=Di
 ,F=F−Fn
 ，递归调用第1步到第4步，直到得到满足条件的ID3决策树。


6.3.2 C4.5决策树


使用信息增益来选择特征的一个缺点就是容易偏向于优先选取取值种类较多的特征，除此之外，ID3决策树还有两个缺点：①不能处理连续值特征，②容易过拟合。

针对以上三个缺点，C4.5决策树给出了解决办法。

针对缺点1:ID3决策树容易偏向于优先选取取值种类较多的特征。

解决办法就是用信息增益比替代信息增益。

针对缺点2:ID3决策树不能处理连续值特征。

C4.5决策树的思路是先将连续的特征离散化，比如，年收入特征是一个连续特征，我们可以先对训练样本中年收入特征下的所有取值进行排序，从小到大依次为“6,9,10,12,14,16,18,20”，它们对应的类别标签依次为“是，是，是，否，否，否，否，否”；找出类别标签有变化的地方，这里只有一次变化，对应的是特征取值10到12之间，这里取12作为阈值进行划分，即将年收入特征中小于12的作为一类，大于等于12的作为另一类。

针对缺点3:ID3决策树容易过拟合。

决策树的过拟合问题主要是由于树的分叉过细造成的，决策树分叉过细会导致最后生成的决策树模型对训练集中的数据拟合得特别好，但是对新的预测集数据却预测得很差，即模型的泛化能力不好。

C4.5决策树引入了正则化系数进行初步的剪枝来缓解过拟合问题，具体的剪枝策略在下节的CART决策树中会详细介绍。

除上述三点改进外，C4.5决策树和ID3决策树几乎一样。


6.3.3 CART决策树


C4.5决策树虽然在ID3决策树的基础上做了一些改进，但还是存在一些不足，主要表现在以下三点。

首先，C4.5决策树使用了熵模型，以信息增益比作为特征的选择标准，每次划分子树的过程中会涉及很多的对数计算，计算过程较为复杂。

其次，ID3决策树和C4.5决策树采用的都是多叉树形式，即每次分叉成子树时都是按照其所选特征包含的所有种类数来划分的。例如，婚姻状况特征有“已婚”“未婚”“离婚”三种取值，因而采用婚姻特征划分子树时，会直接一次性生成3棵子树，而且后面的过程中不会再用到婚姻状况这个特征。也就是说，一旦按某特征切分后，该特征在之后的算法执行过程中将不再起作用。但事实证明，这样划分特征是过于粗糙的，特征信息的利用率较低。另外，C4.5决策树对连续值的处理方式是按区间将其离散化的，这样或多或少会损失一部分信息。比如，把年收入值在区间[0,12)的全部归为类别“1”，在区间[12,20)的全部归为类别“2”，但明显年收入为3万元的用户和年收入为11万元的用户是有一定区别的，所以强制将其归为同一类时，就相当于主动放弃了该特征的某些内部信息。

最后，当我们面对的不是一个类别预测问题，而是一个连续结果值预测的回归问题时，ID3决策树和C4.5决策树均无法处理。

针对上述问题，人们进一步提出了一种叫作分类回归树（Classification And Regression Tree,CART）的模型，CART既可以用于分类任务，又可以用于回归任务。

针对问题1:ID3决策树和C4.5决策树特征选择过程对数计算过于复杂。

当 CART 决策树用于分类任务时，采用基尼系数作为特征选择标准（基尼系数可达到与熵值近似的效果，但是其计算要比基于熵的情况简捷很多）。当CART决策树用于回归任务时，采用平方误差最小化准则进行特征选择（和普通的回归问题是一样的）。这样可以减少大量的对数运算问题。

针对问题二：ID3决策树和C4.5决策树对特征划分过于迅速。

与ID3决策树和C4.5决策树采用多叉树进行特征划分不同，CART分类树与回归树采用二叉树来对每一个特征进行划分，具体过程如下。

当某一特征是离散值时，比如样本的某特征有{1,2,3}三种可能取值，那么CART将分别计算按照{1}和{2,3}、{2}和{1,3}、{3}和{1,2}三种情况划分时对应的基尼系数或平方误差，然后从中选择基尼系数最小或平方误差最小的划分组合来进行二切分，分叉成两个二叉子树。

当某一特征是连续值时：比如样本中的年收入特征的取值可能有“6,9,10, 12,14,16,18,20”等多个值，那么就先将这些值按从大到小的顺序排列好，然后依次取每两个相邻值的中位数作为划分点（假设上面年收入特征在样本中一共有n个，则相当于要进行n−1次划分），然后比较这n−1次划分对应的基尼系数或者平方误差，选择基尼系数或平方误差最小的划分来生成二叉子树。

这里补充说明一下：ID3决策树和C4.5决策树每次在选择一个特征后，是直接按照该特征下面所包含的所有特征类目数来生成多叉子树的，所以每次只需计算该特征的加入带来的信息增益（比）即可。但 CART 采用的是二叉树划分，因此实际上在每次特征选择时其实是计算了某个特征下某个切分点的基尼系数或平方误差的，即ID3决策树和C4.5决策树每次特征选择的最小单位是训练集中的某一个特征（一旦特征确定，后面的划分就已经确定了），而CART每次进行特征选择的最小单位其实是某个特征下的某个切分点（每次确定的不是整个特征，而是某个特征下的一个最优二切分点）。正是这个原因，使得CART可以对同一特征进行多次利用。

针对问题三：ID3决策树和C4.5决策树不能处理回归问题。

回归问题的结果取值是很多个连续值，因此不能像分类问题一样采用信息增益或基尼系数等特征选择标准，怎么办呢？很简单，直接使用均方误差就行，即计算每一次特征划分后的结果与实际结果值之间的均方误差，采用均方误差最小的划分作为最优划分。

解决了特征选择问题，还剩另外一个结果处理问题，所有决策树采用的结果处理方式都是对每一个叶子节点里面包含的所有样本的类别进行统计，然后选择样本类别占多数者对应的类别标签作为该叶子节点的类别标签。换到回归问题，其实只需稍作变化即可，比如每个叶子节点对应的结果值就取该叶子节点中所有样本点标签值的均值。

1.CART分类树

CART分类树的生成过程以基尼系数最小准则来选择特征。

输入：假设训练数据集D包含M个样本；样本一共含有K个类别，类别集合为C；每个样本含有N个特征，特征集合为F。

输出：CART分类树T。

步骤如下。

第1步：如果训练集D中的M个样本已经属于同一类别，则直接返回单节点树T，并将该唯一类Ck
 作为该树节点的类别。

第2步：否则，分别计算特征集合F中N个特征下面各个切分点的基尼系数，选择基尼系数最小的划分点将训练集D划分为D1
 和D2
 两个子集，分别对应二叉树的两个子节点上。

第3步：令左、右节点的数据集D1
 =D, D2
 =D，分别递归调用第1步和第2步，直到得到满足条件的CART分类树。

2.CART回归树

前面说过，CART 回归树和 CART 分类树的生成过程基本类似，差别主要体现在特征选择标准和结果输出处理方式两点上，下面进一步阐述。

差别1：特征选择标准不同。

对于 CART 分类树，在选取特征的最优划分点时，使用的是某一特征的某个划分点对应的基尼系数值；而对于CART回归树，我们使用了均方误差来衡量。

具体做法是：对于含有M个样本、每个样本的特征维度为N的训练数据集D，遍历样本的特征变量Fn
 ,n=1,2,…,M，对每一个特征变量Fn
 ，扫描所有可能的K个样本切分点Sk
 ,k=1,2,…,K，样本切分点Sk
 每次将数据集D划分为D1
 和D2
 两个子集。我们的目标是选出划分点Sk
 ，使D1
 和D2
 各自集合的标准差最小，同时D1
 和D2
 的标准差之和也最小，写成数学表达式为




其中，c1
 为D1
 数据集中所有样本的输出均值，yi
 是D1
 数据子集中各样本的实际值， c2
 为D2
 数据集中所有样本的输出均值，yj
 是D2
 数据子集中各样本的实际值。

差别2：决策树结果输出处理方式不同。

对于分类情况，CART分类树对结果的处理方式是对每一个叶子节点里面包含的所有样本的类别进行统计，然后选择样本类别占多数者对应的类别标签作为该叶子节点的类别标签；CART回归树的输出结果不是类别，因而它把最终各个叶子中所有样本对应结果值的均值或者中位数当作预测的结果输出（注：最后生成的决策树的各个叶子节点中一般仍含有多个样本）。

具体做法是：对于每一个选定的Fn
 ，通过求解上面的最优化式子，可以找到一个最优划分点Sk
 。Sk
 将训练数据集D划分为D1
 和D2
 两个子集，分别进入CART决策树的左右两个分支节点，两分支节点的输出值分别取为




其中，N1
 和N2
 分别表示D1
 和D2
 两个子数据集中的样本数目。

这样，经过多次二叉划分后，输入空间最终会被划分为很多个小的单元，假设一共有L个，即D1
 ,D2
 ,…,DL
 ；并且第l个小单元Dl
 中仍然包含Nl
 个样本数据，则每个小单元里面的样本的输出均值为




所以最终迭代停止后生成的CART回归树为




除上述两点外，CART分类树和CART回归树的生成过程和预测过程基本一致。

3.CART回归树的过程

输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}。

输出：回归树f（x）。

步骤如下。

第1步：选择最优切分特征变量Fn
 与切分点Sk
 ，求解




即遍历Fn
 ，对每个选定的Fn
 ，扫描切分点Sk
 ，最后从得到的结果中选择使上式达到最小的（Fn
 ,Sk
 ）对。

第2步：用选定的（Fn
 ,Sk
 ）对二划分区域，生成二叉树的左右分支，并用下式决定两分支的输出值。




第3步：重复第1步和第2步，直至满足迭代停止条件，将样本空间划分成D1
 ,D2
 ,…,DK
 ，共K个小单元，生成最终的决策树f（x），即





6.4 决策树的剪枝


决策树算法很容易对训练集过拟合，从而导致泛化能力较差。为了解决这个问题，一般需要对CART决策树进行剪枝。

剪枝有先剪枝和后剪枝两种，先剪枝是在生成决策树的过程中就采取一定措施来限制某些不必要的子树的生成（比如前面在C4.5决策树的生成过程中设置一个阈值，当小于阈值时就不再分叉子树了）。后剪枝就是先使用训练集中的大部分数据去尽可能生成一棵最大的树，然后从决策树的底端开始不断剪枝，直到形成一棵只有一个根节点的子树T0
 ，得到一个剪枝后的子树序列{T0
 ,T1
 ,…,TK
 }，最后利用余下的数据进行交叉验证，选出其中的最优子树。

实际使用较多的还是后剪枝，下面就以 CART 为代表来具体说明决策树的后剪枝过程。这里先说明一下，CART 分类树和 CART 回归树的剪枝策略是一样的，唯一的区别在于度量损失时一个使用基尼系数，另一个使用平方误差，所以下面就将其统一起来进行讲解。

按照假设，我们现在已经生成了一棵最大树T，以及由该树不断剪枝得到的一个子树序列{T0
 ,T1
 ,…,TK
 }。设第i棵子树Ti
 的预测误差为L（Ti
 ）,i=1,2,…,K（该误差由验证集数据通过特征选择标准得到，分类用基尼系数，回归用平方误差），加入一个关于该子树的正则化项α|Ti
 |（|Ti
 |是子树Ti
 的叶子节点的数量，α≥0，为一个系数，用来权衡模型在训练集上的预测准确度和模型的复杂度），则任意一棵子树Ti
 的预测损失函数为

L（α,Ti
 ）=L（Ti
 ） + α|Ti
 | ,i=1,2,…,K

我们的目标是希望损失函数L（α,Ti
 ）最小。对于同一批测试集样本数据，当α设定好后，L（α,Ti
 ）其实是一个关于叶子节点数的函数，上式中的L（Ti
 ）是关于叶子节点数的递减函数，α|Ti
 |是关于叶子节点数的递增函数，所以为了得到最小的L（α,Ti
 ），我们需要平衡好二者，因此选定合适的权衡系数α是很重要的。一旦α的值被设定，我们就只能通过调节上式中Ti
 的值来找到损失函数L（α,Ti
 ）的最优点，而Ti
 值变小就相当于选择了剪枝更多的子树，所以α值就是决定我们剪枝强度的那个量。

对于最大树T内部的任意一个节点t，以t为根节点的子树Tt
 的损失函数为

L（α,Tt
 ）=L（Tt
 ） + α|Tt
 |

以t为单节点树时（即对该节点t剪枝至只剩一个根节点t）的损失函数为

L（α,t）=L（t）+α

● 当α=0或α很小时，明显有L（α,t）＞L（α,Tt
 ）。

● 当α很大时，α|Tt
 |会占绝对优势，因此L（α,Tt
 ）＞L（α,t）。

● 自然，当α取一个适当的值时，会存在L（α,t）=L（α,Tt
 ）。即α取适当值时，可以使得剪枝后的损失函数L（α,t）等于未剪枝时的损失函数L（α,Tt
 ），此时：

L（Tt
 ） + α|Tt
 |=L（t）+α

推出：




因为当满足条件[image: ]
 时，子树Tt
 和其对应剪枝后的子子树t具有相同的损失函数，但是此时子子树t的节点数更少，因此它比子树Tt
 更可取；所以此时可以对Tt
 进行剪枝，也就是将它的子节点全部剪掉，变为一个叶子节点t。

在剪枝后的子树序列{T0
 ,T1
 ,…,TK
 }中，每棵子树Tt
 都对应一个是否剪枝的阈值αt
 ,t=1,2,…,K,αt
 由式子[image: ]
 计算得到。利用验证集数据，依次测试各棵子树Tt
 的基尼系数或平方误差；基尼系数或平方误差最小的子树被认为是剪枝后最优的决策树，与此树对应的α为最优阈值。

所以最终CART的剪枝过程如下。

输入：由训练集数据生成的CART最大树T。

输出：由验证集数据参与剪枝后得到的最优决策树Tα
 。

步骤如下。

第1步：初始化剪枝阈值αmin
 =∞，最优子树集合W={T}。

第2步：从叶子节点开始，自下而上，计算各内部节点t的训练误差函数L（Tt
 ）和剪枝后的误差函数L（t）、叶子节点数|Tt
 |，得到剪枝阈值[image: ]
 ，取α=min{αt
 ,αmin
 }，更新αmin
 =α，其中t=1,2,…K，得到所有节点的α值的集合M。

第3步：从M中选择最大的αk
 ，自上而下访问内部节点t，如果αt
 ≤αk
 ，则进行剪枝，并决定新的叶子节点t的预测输出值（如果是分类，则取节点t中出现概率最高的类别作为预测输出类别；如果是回归，则取节点t中所有样本的输出值的均值作为输出），这样得到αk
 对应的最优子树Tk
 。

第4步：更新最优子树集合W=W∪Tk
 ，剪枝阈值集合M=M−{αk
 }；

第5步：如果M不为空，则返回第3步；否则已经得到所有可选的最优子树集合W。

第 6 步：利用验证集数据交叉验证，从上面得到的最优子树集合中选择出最优子树Tα
 。


6.5 决策树的scikit-learn实现


决策树的scikit-learn实现使用了优化后的CART模型，既可以做分类，又可以做回归。CART 分类树对应的是 DecisionTreeClassifier，而 CART 回归树对应的是DecisionTreeRegressor。DecisionTreeClassifier和DecisionTreeRegressor的参数基本一样，下面对二者的重要参数进行说明。

scikit-learn实现如下：




参数

● criterion：特征选择标准；可选gini或entropy，前者代表基尼系数，后者代表信息增益。默认为基尼系数，即CART。如果想使用ID3决策树或C4.5决策树，可以改用entropy。

● splitter：特征划分点选择标准。可选best或random，前者代表每次按照特征选择标准选择最优划分，后者是在部分划分点中随机地找局部最优划分点。默认为best，当数据量较大时，为了加快训练速度可以考虑改用random。

● max_features：划分时考虑的最大特征数；可选 None、log2、sqrt、auto，默认是None，表示划分时考虑所有的特征数。如果选择log2，则表示划分时最多考虑log2
 N个特征（N为样本的特征总数）。如果选择sqrt或auto，则表示划分时最多考虑[image: ]
 个特征。如果样本特征数不多，则使用默认的None就可以了。

● max_depth：决策树最大深度。默认不输入，表示决策树在建立子树时不会限制子树的深度。当模型样本量多、特征也多的情况下可以设置该参数进行限制，常用取值在10~100之间。

● max_leaf_nodes：最大叶子节点数。默认是None，即不限制最大的叶子节点数量。如果特征数较多时可以加以限制，防止过拟合。

● min_samples_split：内部节点划分所需最小样本数。如果某节点的样本数小于设置的min_samples_split值，则不会继续分叉子树；默认是2。当样本数较大时建议增大这个值。

● min_impurity_split：节点划分的最小不纯度。该值用来限制决策树的分叉，如果某节点的不纯度（信息增益（比）、基尼系数、标准差）小于这个阈值，则该节点不再分叉成子节点，即直接作为叶子节点。

● min_samples_leaf：叶子节点最少样本数。如果某叶子节点中的样本数目小于设置的 min_samples_leaf 值，则会和兄弟节点一起被剪枝； 默认是1,如果样本数较大时建议增大这个值。

● class_weight：样本所属类别的权重。该参数仅存在于分类树中，默认为None，表示不考虑样本类别分布情况。但对于训练集数据类别分布非常不均匀（正负样本不平衡问题十分常见）的情况，建议使用该参数来防止模型过于偏向样本多的类别。可以设置为 balanced，此时算法会自动计算样本类别权重，类别量少的样本所对应的样本权重会变高。当然，也可以自己指定各个样本的权重。

属性

● feature_importances_：给出各个特征的重要程度，值越大表示对应的特征越重要。

● tree_：底层的树对象。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率，回归树没有该方法。

● predict_log_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的对数概率，回归树没有该方法。


6.6 决策树应用于文本分类


程序1







输出结果如图6-4所示。


图6-4 输出结果



可以看出，当数据特征维度和第5章的K近邻一样使用前面两个维度时，利用决策树模型进行训练和预测，得到的结果（图6-4中的右侧图像）和样本实际类别几乎没有区别，由此可以看出树模型的强大。

下面再使用全部四个特征，模型参数仍使用默认设置，量化来看模型预测结果，程序如下。

程序2




交叉验证结果：




查准率、查全率、F1值：




混淆矩阵：




可以看出，模型在该数据集上已经达到了非常完美的效果，但有可能存在过拟合。即使没有过拟合，也不要想当然地觉得决策树模型就一定比其他模型优秀，因为不同模型的适用场景不同，没有在各个方面都完美的模型。一定要深入了解实际业务问题，结合实际业务选取最适合它的模型，方有可能得到一个较为理想的结果。


6.7 小结


1．优点

（1）简单且易于理解。对决策树模型进行可视化后可以很清楚地看到每一棵树分支的参数，而且很容易理解其背后的逻辑。

（2）可以同时处理类别型和数值型数据。

（3）可以处理多分类和非线性分类问题。

（4）模型训练好后进行预测时运行速度可以很快。决策树模型一经训练后，后面的预测过程只是对各个待预测样本从树的根节点往下找到一条符合特征约束的路径，几乎不存在其他额外的计算量，因此预测速度很快。

（5）方便做集成。树模型的精度较高，虽然存在易过拟合的风险，但可以通过集成来改善，后面的随机森林和GBDT等集成模型都是使用决策树作为基学习器的，随后会对这些集成模型进行详细介绍。

2．缺点

（1）决策树模型对噪声比较敏感，在训练集噪声较大时得到的模型容易过拟合（但可以通过剪枝和集成来改善）。

（2）在处理特征关联性较强的数据时表现不太好。

3．注意点

本章详细介绍了 ID3、C4.5和 CART 三种决策树模型的原理，并用 scikit-learn自带的Iris数据展示了其强大的非线性分类效果。实际应用中虽然很少直接使用单棵决策树模型处理分类或回归任务，但是其通常被用作随机森林和 GBDT 等集成学习模型的基学习器，因此我们有必要弄清楚其工作原理和过程。下面对决策树模型做一个基本的比较，如表6-2所示。


表6-2 决策树模型的比较

[image: ]




第7章 Logistic回归



7.1 Logistic回归概述


简单来说，Logistic回归模型就是将线性回归的结果输入一个Sigmoid函数，将回归值映射到0~1，表示输出为类别“1”的概率。


7.2 Logistic回归原理



7.2.1 Logistic回归模型


线性回归表达式如下：

zi
 =w · xi
 +b

式中，xi
 是第i个样本的N个特征组成的特征向量，即[image: ]
 ;w为N个特征对应的特征权重组成的向量，即w=（w1
 ,w2
 ,…,wN
 ）;b是第i个样本对应的偏置常数。

Sigmoid函数：




其中，Zi
 是自变量，yi
 是因变量，e是自然常数。

Sigmoid函数的图像如图7-1所示。


图7-1 Sigmoid函数的图像



在线性回归的结果上套一个Sigmoid函数就能得到Logistic回归的结果，即




如果我们将yi
 =1视为xi
 作为正例的可能性，即




那么反例yi
 =0的可能性就为




定义两者的比值[image: ]
 为“概率”，对其取对数得到“对数概率”，可得：




上面定义的对数概率[image: ]
 的结果正好是线性回归的预测结果w·xi
 +b。由此可知，Logistic回归的本质其实就是用线性回归的预测结果w·xi
 +b去逼近真实标记的对数概率[image: ]
 ，实际上这也是Logistic回归被称为“对数概率回归”的原因。


7.2.2 Logistic回归学习策略


上面已经知道，在Logistic回归模型中，正例和反例各自的表达式分别如下：




接下来我们就可以构造似然函数，将其转化为一个优化问题来估计出w和b了，具体如下。

对给定数据集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）} ，定义似然函数：




取对数，得对数似然函数：




我们只需使每个样本属于其真实标记的概率越大越好，即




可以用梯度下降法或拟牛顿法来求解上述优化问题。


7.2.3 Logistic回归优化算法


这里选用（批量）梯度下降法，先分别对权重矩阵w和偏置常数b求偏导数：







实际过程中就是每次随机选取一个样本点（xi
 ,yi
 ），对w,b进行一次更新，所以迭代式如下：




其中，0＜η≤1是学习率，即学习的步长。这样，通过迭代可以使损失函数L（w,b）以较快的速度不断减小，直至满足要求。

综上，可归纳出Logistic回归的过程如下。

输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}，学习率η。

输出：Logistic回归模型[image: ]
 。

步骤如下。

第1步：选取初值向量w和偏置常数b。

第2步：在训练集中随机选取数据（xi
 ,yi
 ），进行更新。




第3步：重复第2步，直至模型满足训练要求。


7.3 多项Logistic回归


上面介绍的Logistic回归是二分类模型，但实际中往往是多分类情况，因此将其推广为多项Logistic回归。

假设样本的类别标签yi
 的取值集合为{1,2,…,K}，即一共有K个类别，那么多项Logistic回归模型为




二项Logistic回归的参数估计也可以推广到多项Logistic回归，在此不再赘述。


7.4 Logistic回归的scikit-learn实现


Logistic回归在scikit-learn中通过linear_model. LogisticRegression类进行了实现，下面介绍该类的主要参数和方法。

scikit-learn实现如下：




参数

● penalty：指定（对数）似然函数中加入的正则化项，默认为l2，表示添加L2正则化[image: ]
 ，也可以使用l1添加L1正则化||w||1
 。

● c：指定正则化项的权重，是正则化项惩罚项系数的倒数，所以c越小，正则化项越大。

● fit_intercept：选择是否计算偏置常数b，默认是True，表示计算。

● class_weight：指定各类别的权重，默认为 None，表示每个类别的权重都是1。当数据的正负样本不平衡比较明显时，可以考虑设为 balanced，表示每个类别的权重与该类别在样本集中出现的频率成反比。另外，还可以利用一个字典{class_label:weight}来自己设置各个类别的权重。

● solver：指定求解最优化问题的算法，默认为liblinear，适用于数据集较小的情况。当数据集较大时，可使用 sag，即随机平均梯度下降法。另外，还可使用newton-cg（牛顿法）和lbfgs（拟牛顿法）。注意，sag、newton-cg和lbfgs只适用于penalty='l2’的情况。

● max_iter：设定最大迭代次数。

● tol：设定判断迭代收敛的阈值，默认为0.0001。

● multi_class：指定多分类的策略，默认是ovr，表示采用one-vs-rest，即一对其他策略；还可选择multinomial，表示直接采用多项Logistic回归策略。

● dual：选择是否采用对偶方式求解，默认为False。注意，只有在penalty='l2'且solver='liblinear’时存在对偶形式。

● warm_start：设定是否使用前一次训练的结果继续训练，默认为 False，表示每次从头开始训练。

● n_jobs：指定计算机并行工作时的 CPU 核数，默认是1。如果选择-1，则表示使用所有可用的CPU核。

属性

● coef_：用于输出线性回归模型的权重向量w。

● intercept_：用于输出线性回归模型的偏置常数b。

● n_iter_：用于输出实际迭代的次数。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率。

● predict_log_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的对数概率。


7.5 Logistic回归实例


电影《泰坦尼克号》很多人都看过，一艘豪华游轮上面载着上千名游客和船员，撞到冰山后游轮开始沉没，但是游轮上的救生艇数量有限，因此船长决定女士和小孩优先上救生艇。现在有一份当时船上的船员数据，一共包含891个样本，如表7-1所示。


表7-1 船员数据

[image: ]


第1步：查看数据情况




输出：




输出：




可以看到，训练集一共包含891个样本，每个样本含有12个特征，其中Age、Cabin、Embarked三者有缺失值，特别是Cabin特征，只有204个样本无缺失。测试集一共包含418个样本，其中Age、Fare、Cabin三者有缺失值。

由于 Cabin 特征缺失较多，因此我们直接将其舍弃，以免引入较大的噪声；而Age特征非常重要（女士和小孩优先，说明年龄的大小对最后是否获救可能有很大的影响），因此我们需要对其进行填充。Embarked特征在训练集中有缺失的样本仅有2个，且其在测试集中没有缺失，因此这里可以直接将Embarked特征有缺失的样本删除。

第2步：缺失值处理

缺失值的处理在第2章中介绍过，这里采用随机森林预测的方式填补缺失值，如下：




输出：




可以看到，通过上述手段，年龄缺失值已经被顺利填充。下面处理Cabin特征和Embarked特征，如下：




输出：




输出：




可以看到，经过上述处理，还剩下889个样本和9个特征（Pclass、Name、Sex、Age、SibSp、Parch、Ticket、Fare、Embarked），并且所有样本的特征均无缺失值。现在再来看看训练集数据情况：




输出：

[image: ]


第3步：特征处理

现在的数据还存在一些问题，比如Name特征是文本型，不利于后续处理，所以我们训练模型时暂时将其忽略；Ticket特征比较乱，我们也先将其忽略；Pclass特征、Sex特征和Embarked特征是类别型，一般需要先将其进行one-hot编码；Age特征、SibSp特征、Parch特征和Fare特征为数值型特征，取值变化范围较大，一般最好将其先标准化。下面开始处理：




输出：




输出：




输出：




第4步：模型训练




查准率、查全率、F1值：







AUC值：




混淆矩阵：




第5步：结果分析

从上面的输出结果来看，仅使用简单的Logistic回归模型，AUC值就达到0.81以上，算比较理想的了。

进一步查看各个特征的权重因子，如下：




输出：

[image: ]


可以看到，所有用到的特征中，Sex_female所占的权重最大，为2.78，这和“女士优先”还是很相符的；但是Age特征的权重为-0.73，这有点出乎我们的意料。另外，Embarked特征（登船港口类别）所占权重也比较重要，可以看到，Embarked特征类别为Q的获救概率﹥类别为C的获救概率﹥类别为S的获救概率。

第6步：运用得到的模型对测试集数据进行预测

上面得到的模型效果还可以，所以我们可以考虑将其运用到测试集数据上，这里不再详述具体过程，前面章节都讲过。具体的处理流程与训练集的处理类似，也是先填充缺失值，然后采用和训练集特征同样的处理方式处理测试集中的相关特征（训练集中用到的所有特征），最后将模型运用到处理好的测试集上进行预测就可以得到需要的结果了。所以，项目数据流程图如图7-2所示。


图7-2 项目数据流程图




7.6 小结


注意，虽然Logistic回归的名字叫作回归，但其实它是一种分类方法，下面阐述Logistic回归模型的优/缺点，以及其与线性回归模型的异同点。

1．优点

（1）Logistic回归模型直接对分类的可能性进行建模，无须事先假设数据满足某种分布类型。

（2）Logistic回归模型不仅可以预测出样本类别，还可以得到预测为某类别的近似概率，这在许多需要利用概率辅助决策的任务中比较实用。

（3）Logistic回归模型中使用的对数损失函数是任意阶可导的凸函数，有很好的数学性质，可避免局部最小值问题。

（4）Logistic回归模型对一般的分类问题都可使用，特别是对稀疏高维特征的处理没有太大压力，这在处理类似广告点击率预测问题很有优势。

2．缺点

（1）Logistic回归模型本质上还是一种线性模型，只能做线性分类，不适合处理非线性的情况，一般需要结合较多的人工特征处理使用。

（2）Logistic回归对正负样本的分布比较敏感，所以要注意样本的平衡性，即y=1的样本数不能太少。

3．与线性回归模型的区别

（1）Logistic回归模型用于分类任务，而线性回归模型用于回归任务。

（2）线性回归模型一般采用均方误差损失，而Logistic回归模型不能使用均方误差损失。如果采用均方误差损失，那么将Logistic回归模型的决策函数代入均方误差函数后，得到的损失函数是非凸的，而非凸函数的极值点不唯一，因此最终可能会得到一个局部极值点。



第8章 支持向量机



8.1 感知机



8.1.1 感知机模型


假设现在要判别是否给某个用户办理信用卡，我们已有的是用户的性别、年龄、学历、工作年限、负债情况等信息，用户金融信息情况统计表如表8-1所示。


表8-1 用户金融信息情况统计表

[image: ]


我们可以将每个用户看成一个向量xi
 ,i=1,2,…，向量的维度由他的性别、年龄、学历、工作年限、负债情况等信息组成，即[image: ]
 ，那么一种简单的判别方法就是对用户的各个维度求一个加权和，并且为每一个维度赋予一个权重wj
 ,j=1,2,…,N，当这个加权和超过某一个门限值时，就判定可以给这个用户办理信用卡，低于门限值就拒绝办理，如下：

● 如果[image: ]
 ，则可以给用户xi
 办理信用卡。

● 如果[image: ]
 ，则拒绝给用户xi
 办理信用卡。

进一步，我们将“是”和“否”分别用“+1”和“-1”表示，那么，上面的加权和减去门限值正好就可以用一个符号函数来表示，即




h（x）就称为一个感知机函数，可以更简单地表示为两个“长”向量的内积形式，即




w=（w1
 ,w2
 ,…,wN
 ）是各个特征权重组成的向量；[image: ]
 是对象的特征向量；b=−threshold是阈值取负（也叫偏置常数）。

所以感知机模型的表达式如下：




当x的维度是2时，对应的就是二维平面上的一些点。比如我们将-1和+1两类分别用圆圈和星表示，则感知机的分界函数[image: ]
 对应的就是一条直线（x（1）
 和x（2）
 分别对应x轴和y轴，常数项b对应的是截距），二维平面上点的分割如图8-1所示。


图8-1 二维平面上点的分割



感知机对应于输入空间将实例划分为正负两类的分割超平面w·x+b=0，属于判别模型。


8.1.2 感知机学习策略


有了上面的感知机模型后，下一步就是确定感知机模型中的参数w,b。方法仍然是从过去已知结果的数据集（训练集）T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}中进行学习。

训练集如表8-2所示。


表8-2 训练集

[image: ]


假设训练数据集是线性可分的，则感知机学习的目标就是求得一个能够将训练数据集中正负实例完全分开的分类超平面。和前面一样，采取损失函数最小策略，即定义一个损失函数，并通过将损失函数最小化来求w和b。

这里选择的损失函数是误分类点到分类超平面S的总距离。输入空间中任意一点xi
 到超平面S的距离为




其中，||w||2
 为向量w的L2范数。

因为对于数据样本xi
 ，对应的感知机的模型函数为




由该表达式可知：

● 对于分类正确的点（即当实际值为yi
 =−1时，预测w · xi
 +b＜0；当实际值为yi
 =1时，预测w · xi
 +b＞0），恒有：yi
 （w · xi
 +b）＞0。

● 对于分类错误的点（即当实际值为yi
 =1时，预测w · xi
 +b＜0；当实际值为yi
 =−1时，预测w · xi
 +b＞0），恒有：yi
 （w · xi
 +b）＜0。

但不管预测是否正确，|yi
 |=1恒成立，所以误分类点（xi
 ,yi
 ）到分类超平面S的距离可等价为如下表达式：




假设所有误分类点的集合为M，则所有误分类点到分割超平面S的总距离（即我们定义的损失函数）为




明显，当该损失函数最小时，所有误分类点离分割超平面的距离是最近的，因此这时候对应的模型是最优的。

又由于[image: ]
 对于所有样本值都是一样的，因此最小化上面的损失函数等价于：




所以实际使用时采用的损失函数为





8.1.3 感知机优化算法


至此，感知机模型已经转化成求解上面的最优化问题，仍然可以采用梯度下降法求解，即




实际过程就是每次随机选取一个误分类点（xi
 ,yi
 ），对w,b进行一次更新，所以迭代式如下：

w←w+ηyi
 xi


b←b+ηyi


其中，0＜η≤1是学习率，即学习的步长。注意，w=（w1
 ,w2
 ,…,wM
 ）是各个特征权重组成的向量；[image: ]
 是对象的特征向量。

这样，通过迭代可以使损失函数L（w,b）以较快的速度不断减小，直至满足要求。


8.1.4 感知机模型整体流程


输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xN
 ,yN
 ）}，学习率η。

输出：感知机模型h（x）=sign（w · x+b）。

步骤如下。

第1步：选取初始值向量w和偏置常数b。

第2步：在训练集中选取数据（xi
 ,yi
 ）。

第3步：如果yi
 （w · xi
 +b）＜0（判定为误分类点），则进行更新。

w←w+ηyi
 xi


b←b+ηyi


第4步：重复第2步和第3步，直至训练集中没有误分类点或满足迭代截止要求，得到感知机模型h（x）=sign（w · x+b）。


8.1.5 小结


感知机模型的基本思想是：先随机选择一个超平面对样本点进行划分，然后当一个实例点被误分类，即位于分类超平面错误的一侧时，则调整w和b，使分类超平面向该误分类点的一侧移动，直至超平面越过该误分类点为止。所以，如果给的初始值不同，则最后得到的分割超平面wx+b=0也可能不同，即感知机模型的分割超平面可能存在很多个。


注意：
 感知机模型有两个缺点，即当训练数据集线性不可分时，感知机的学习算法不收敛，迭代过程会发生震荡。另外，感知机模型仅适用于二分类问题，在现实应用中存在一定局限性。



8.2 硬间隔支持向量机



8.2.1 引入


假设样本点是线性可分的，感知机模型的思想是：利用分割超平面w·x+b=0将样本点划分为两类；假设存在误分类点，则通过使误分类点到分割超平面的距离最小来不断调整超平面，直至所有误分类点被纠正后迭代停止。

由于初始的w和b取值不同，因此最后得到的分割超平面也可能不同，所以感知机模型的分割超平面w·x+b=0是有多个的。既然这样，那能不能进一步找到一个最优的分割超平面呢？办法就是下面要介绍的支持向量机（Support Vector Machines, SVM）模型。

SVM模型和感知机模型一样，也是一种二分类模型。SVM模型的思想是：不仅要让样本点被分割超平面分开，还希望那些离分割超平面最近的点到分割超平面的距离最小。


8.2.2 推导


假设样本点（xi
 ,yi
 ）到超平面w · x+b=0的几何间隔为γi
 ，则：




又因为|yi
 |=1恒成立，且对于正确分类点有yi
 ×（w · xi
 +b）＞0恒成立（前面在感知机里推导过），所以进一步有：




取训练数据集T中离超平面的最小几何间隔min γi
 （i=1,2,…,N）为数据集T关于超平面w·x+b=0的几何间隔，记为γ，即




按SVM模型的思想，即需要求解以下优化问题：




即




即




取[image: ]
 =γ∙||w||，则上式又等价于：




又因上式中[image: ]
 的取值对该优化问题不产生影响，所以为了简单，不妨直接取[image: ]
 =1。所以上式等价于：




等价于：




1．求最优解

利用拉格朗日对偶性，通过求解对偶问题得到原始问题的最优解（对偶问题：更容易求解，且后面可自然引入核函数）。

首先构造拉格朗日函数：




其中，α=（α1
 ,α2
 ,…,αM
 ）是拉格朗日乘子向量，αi
 ≥0 , i=1,2,…,M。

根据拉格朗日对偶性，原始问题的对偶问题是极大极小问题，这里为




（1）先求min w,b
 L（w,b,α）

对w,b求偏导，并令偏导为0，得：




反代入L（w,b,α），得到只带拉格朗日系数αi
 的函数：




所以：




从上式可以发现，L（w,b,α）的结果居然只取决于（xi
 ∙xj
 ） ，即两向量的点乘结果（这为后面核函数的引入提供了基础）。

（2）再求max α
 min w,b
 L（w,b,α）

将上面求得的min w,b
 L（w,b,α）表达式及其约束条件代入对偶问题[image: ]
 ，可得对偶优化问题：







等价为最小问题：




求解上面的优化问题得到α向量的值α∗
 ,α已知后就可以求出w向量和偏置常数b了。求解上面的优化问题时，原则上可以使用各种合适的优化方法，但一般采用的是SMO算法，感兴趣的读者可以自己查阅相关资料，这里不展开讨论。

2．求解w和b

现在假设我们已经求得了α向量的值α∗
 。

（1）求解w

直接利用上面求出的迭代式得到，即




所以将α∗
 的值代入上式可得到w向量的值为




（2）求解b

由于上面没有直接得到关于b的表达式，所以求解b的过程还需进一步推导。

通过前面我们知道，SVM模型的原始优化问题为




转化成对偶问题后为




w∗
 、b∗
 和α∗
 分别是原问题和对偶问题的解的充分必要条件，w∗
 、b∗
 和α∗
 满足KKT条件，这里就是




特别需要注意最后一项，被称为KKT的对偶互补条件。

由上面已经知道：




所以，当[image: ]
 时，必有w∗
 =0；而w∗
 =0没有实际应用价值，因此进一步可以确定αi
 需满足条件：

αi
 ＞0

结合KKT的对偶互补条件可知，对于线性可分SVM，必有：

yi
 （w∗
 · xi
 +b∗
 ）−1=0

即

yi
 （w∗
 · xi
 +b∗
 ）=1

又因原始优化问题的约束边界是：

yi
 （w · xi
 +b）=1

所以，当αi
 ＞0时，对于线性可分SVM, w∗
 只依赖于在临界边界yi
 （w · xi
 +b）=1上的点，与其他点无关。

又由于yi
 =1或−1，所以yi
 （w · xi
 +b）=1等价于w · xi
 +b=−1或w · xi
 +b=1，支持向量如图8-2所示。


图8-2 支持向量



这里先说明一下：为了以示区分，将上面线性可分SVM模型中的两个临界超平面w·xi
 +b=1和w·xi
 +b=−1之间的间隔称为“硬间隔”，将下文增加松弛因子后的间隔称为“软间隔”。

我们将满足[image: ]
 的点（即对应临界超平面上的点）称为支持向量点，利用这些支持向量点我们就可以求出b的值，即假设样本集中一共有S个点处于临界超平面上，则这些点必然满足条件：

ys
 ∙（w · xs
 +b）=1 , s=1,2,…,S

因为：




恒成立。

所以将上式两边同乘一个ys
 ，可得：




即

w · xs
 +b=ys


所以

b=ys
 −w · xs



注意：
 理论上我们只需取任何一个支持向量点（x
 s
 ,y
 s
 ）的值即可利用上式求得b的值，但是为了增加模型的鲁棒性（防止样本中存在某些噪声点），我们一般是先求出所有支持向量点（x
 s
 ,y
 s
 ） , s=1,2,…,S所对应的b的值b
 s
 ，然后取这S个b值的平均值作为最后的b值，即





所以




将w∗
 的值代入上式，可得b∗
 的值为




得到w∗
 和b∗
 的值后，就得到了 SVM 模型的分类决策函数，即h（x）=sign（w∗
 · x+b∗
 ）

3．小结

上面的过程中，除用SMO算法求解拉格朗日乘子向量α的过程还没有详述外，一个完整的线性可分SVM模型过程已经介绍完毕，下面总结一下过程。

输入：线性可分训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xN
 ,yN
 ）}，且yi
 ∈{−1,1} ,i=1,2,…,M。

输出：分割超平面w∗
 · x+b∗
 =0和分类决策函数h（x）=sign（w∗
 · x+b∗
 ）。

步骤如下。

第1步：构造约束优化问题。




第2步：利用SMO算法求解上面的优化问题，得到α向量的值α∗
 。

第3步：利用下式计算w向量的值w∗
 。




第4步：找到满足[image: ]
 对应的支持向量点（xs
 ,ys
 ） , s=1,2,…,S，利用下式计算b的值b∗
 。




第5步：由w∗
 和b∗
 得到分割超平面w∗
 ·x+b∗
 =0和分类决策函数h（x）=sign（w∗
 · x+b∗
 ）。


8.3 软间隔支持向量机


前面说过，线性可分SVM模型虽然比感知机具有更好的鲁棒性，但它的一个前提是要求样本数据点线性可分，这在实际情况中明显不大可能，一般情况下，不同类别的样本点很有可能存在部分混叠的情况，样本混叠如图8-3所示。


图8-3 样本混叠



这种情况下连分割超平面都找不到，更别说使SVM模型的间隔最大化了。针对这种情况，SVM模型提出了增加一个松弛因子的办法，下面具体讲解。

上面线性可分SVM模型的原始优化问题为




现在考虑到实际情况下有些样本点存在混叠的情况，所以我们为每一个样本点（xi
 ,yi
 ） , i=1,2,…,M增加一个对应的松弛变量ξi
 ，当然ξi
 ≥0，将约束条件变为

yi
 （w · xi
 +b）≥1−ξi
 , i=1,2,…,M

因为1−ξi
 ≤1，所以这相当于在原来的基础上对每个样本点（xi
 ,yi
 ）降低了限制要求。这个特权可以随便给吗？明显不行，如果仅仅只是给予各个样本点特权而不对其进行适当的约束，那么这个模型之前建立的约束就变得毫无意义了。所以SVM模型采取的措施是：每个样本点在软间隔里面享受了优惠，对应的就要在优化问题里面接受惩罚，具体就是在优化目标里面加上一个对应的惩罚项cξi
 ，所以原来的优化问题变为




其中，c＞0是一个惩罚参数。

采取跟之前同样的步骤，即先将上面的原始优化问题转化为对偶优化问题，然后依次求解出拉格朗日乘子向量、权重向量w和偏置常数b，得到分割超平面和分类决策函数。

1．转化为对偶问题

先写出对应的拉格朗日函数：




（1）先求min w,b,ξ
 L（w,b,ξ,α,β）

对w、b、ξ求偏导，并令偏导为0，得：




反代入L（w,b,ξ,α,β），得到只带拉格朗日系数α,β的函数：




即




将其与前面的线性可分 SVM 模型比较可以发现，加入松弛因子后， min w,b,ξ
 L（w,b,ξ,α,β）的表达式并没有变化，只是约束条件增加了一些。

（2）再求max α,β min w,b,ξ
 L（w,b,ξ,α,β）

将上面求得的[image: ]
 的表达式及其约束条件代入：




可得对偶优化问题为




进一步，考虑到优化式子中没有βi
 的出现，所以我们直接利用c−αi
 −βi
 =0和βi
 ≥0消去变量βi
 ，即

βi
 =c−αi
 ≥0 ⇒ αi
 ≤c

同时将最大问题等价转换为最小问题，则得到新的对偶优化问题如下：




依然利用SMO算法求解出α向量的值α∗
 ,α已知后就可以求出w向量和偏置常数b了。

2．求解w、b和ξ

现在假设我们已经求得α向量的值α∗
 ，下面开始求解w、b、ξ。

（1）求解w

仍然直接利用上面求出的迭代式得到w，即




所以将α∗
 的值代入上式可得到w∗
 向量的值为




（2）求解b

求解b需要用到支持向量，所以先分析软间隔情况下的支持向量相比于线性可分情况下的支持向量有什么变化。

软间隔情况下的原始优化问题为




对偶优化问题：




同样需满足KKT条件：







后面两项是KKT对偶互补条件。

对[image: ]
 分情况讨论：

①当[image: ]
 时，w∗
 =0，此时决策函数为一个常数，任意训练集样本点对模型均不起作用，故可排除。

②当[image: ]
 时，由[image: ]
 知[image: ]
 恒成立；又[image: ]
 =0，所以这种情况下，恒有[image: ]
 成立；再结合[image: ]
 可知：

yi
 （w∗
 ∙xi
 +b∗
 ）=1

所以，此时的样本点就是位于分割超平面w∙xi
 +b=±1上的点。

③当[image: ]
 时，必有：

w∗
 ∙xi
 +b∗
 =±（1−ξi
 ）

进一步分为以下几种情况。


情况1:
 0＜ξi
 ≤ 2时，恒有−1＜w∗
 ∙xi
 +b∗
 ＜1；此情况对应的样本点全部位于分割超平面w∙xi
 +b=−1和w∙xi
 +b=+1之间。


情况2:
 ξi
 ＞2时，恒有w∙xi
 +b＜−1或w∙xi
 +b＞+1；此情况下对应的样本点位于w∙xi
 +b=−1和w∙xi
 +b=+1的外侧。

我们把[image: ]
 情况中的点称作支持向量。类似硬间隔情况，由所有支持向量点（假设有S个）可以求得b的值，软间隔支持向量机如图8-4所示。


图8-4 软间隔支持向量机



3．小结

整个过程和线性可分SVM模型差不多。

输入：线性可分训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}，且yi
 ∈{−1,1} ,i=1,2,…,M。

输出：分割超平面w∗
 x+b∗
 =0和分类决策函数h（x）=sign（w∗
 x+b∗
 ）。

步骤如下。

第1步：构造约束优化问题。




第2步：利用SMO算法求解上面的优化问题，得到α向量的值α∗
 。

第3步：利用下式计算w向量的值w∗
 。




第4步：找到满足[image: ]
 对应的支持向量点（xs
 ,ys
 ） , s=1,2,…,S，利用下式计算b的值b∗
 。




第5步：由w∗
 和b∗
 得到分割超平面w∗
 ·x+b∗
 =0和分类决策函数h（x）=sign（w∗
 · x+b∗
 ）。


8.4 合页损失函数


硬间隔支持向量机和软间隔支持向量机都叫作线性支持向量机，是一种线性模型。线性支持向量机还有另外一种解释，那就是最小化下述目标函数：




式中第一项L（y（w∙x+b））=[1−y（w∙x+b）]称为合页损失函数（Hinge Loss Function），如图8-5所示。





图8-5 合页损失函数



第二项λ||w||2
 是正则化项。

合页损失：




当样本点（xi
 ,yi
 ）被正确分类且函数间隔yi
 （w∙xi
 +b）大于1时，损失是0；否则损失是1−yi
 （w∙xi
 +b）。

令[1−yi
 （w∙xi
 +b）]=ξi
 ，则ξi
 ≥0成立，且有：

（1）当1−yi
 （w∙xi
 +b）＞0时，有ξi
 =1−yi
 （w∙xi
 +b），即 yi
 （w∙xi
 +b）=1−ξi
 成立。

（2）当1−yi
 （w∙xi
 +b）≤0时，有ξi
 =0，即 yi
 （w∙xi
 +b）≥1−ξi
 成立。

综合（1）和（2）可知：yi
 （w∙xi
 +b）≥1−ξi
 恒成立。

进一步我们取[image: ]
 ，则[image: ]
 等价于下述约束优化问题：




上式就是前面软间隔支持向量机模型的原始最优化问题。

即软间隔支持向量机模型的原始最优化问题等价于最小化合页损失，从损失函数的角度证明了线性SVM模型的合理性。


8.5 非线性支持向量机


通过引入松弛变量，线性支持向量机可以有效解决数据集中带有异常点的情况。但实际中，很多数据可能并不只是带有异常点这么简单，而是完全非线性可分的，这种情况下SVM模型怎么处理呢？很简单，就是通过上文提到过的核函数。

前面总结的线性SVM模型的第一步就是构造约束优化问题：




可以看到，优化问题中，特征xi
 和特征xj
 仅仅以内积的形式出现。如果定义一个低维特征空间到高维特征空间的映射φ，利用这个映射函数，将所有特征映射到一个更高的维度，让数据线性可分（Cover定理：复杂的模式分类问题非线性地映射到高维空间将比投射到低维空间更可能是线性可分的），然后继续按前面的线性方法来优化目标函数，求分离超平面和分类决策函数。新的优化问题为




比如图8-6中的问题。


图8-6 利用核函数将非线性问题转化为线性可分问题



看起来问题好像已经解决了，但怎样确定这个映射函数是一件极不容易的事情。SVM模型并没有直接寻找和计算这种复杂的非线性变换，而是通过一种巧妙的方法来间接实现这种变换，它就是“核函数”。它不仅具备这种映射能力，同时又不会增加太多计算量。具体操作是将对偶问题中的内积xi
 ∙xj
 换成核函数K（xi
 ,xj
 ），即将原优化问题转化为如下公式。




同样把决策函数中的内积用核函数代替，公式如下。




常用的核函数如下。

线性核函数：K（xi
 ,xj
 ）=xi
 ∙xj


高斯核函数：[image: ]


多项式核函数：K（xi
 ,xj
 ）=[γ（xi
 ∙xj
 +1）+r]p


Sigmoid: K（xi
 ,xj
 ）=tanh[γ（xi
 ∙xj
 +r）]

这里特别说明一下高斯核函数里面的参数对模型的影响：

σ2
 越小，对应的高斯核函数形状越尖，越容易过拟合。可以考虑极限情况，比如特别小，当xi
 =xj
 时，K（xi
 ,xj
 ）=1；当xi
 ≠xj
 时，K（xi
 ,xj
 ）=0。这种情况下的高斯核函数像一个脉冲函数，即每一个xi
 都在判断新样本是不是和自己一样，所以就过拟合了。

除高斯核函数中的σ2
 参数外，线性支持向量机还引入了松弛变量和对应的惩罚参数c。c越大，对误分类惩罚越大，支持向量个数越多，模型越复杂。


8.6 SVM模型的scikit-learn实现



8.6.1 线性SVM模型


scikit-learn实现如下：




参数

● penalty：指定（对数）似然函数中加入的正则化项，默认为l2，表示添加L2正则化[image: ]
 ，也可以使用l1添加L1正则化||w||1
 。

● c：指定正则化项的权重，是正则化项惩罚项系数的倒数，所以c越小，正则化项越大，默认为1.0。

● loss：选择的损失函数类型，可选Hinge（合页损失函数）或squared_hinge （合页损失函数的平方），默认为squared_hinge。

● fit_intercept：选择是否计算偏置常数b，默认是True，表示计算。

● class_weight：指定各类别的权重，默认为 None，表示每个类别的权重都是1。当数据的正负样本不平衡比较明显时，可以考虑设为 balanced，表示每个类别的权重与该类别在样本集中出现的频率成反比。另外，还可以利用一个字典{class_label:weight}来自己设置各个类别的权重。

● max_iter：设定最大迭代次数，默认为1000。

● tol：设定判断迭代收敛的阈值，默认为0.0001。

● multi_class：指定多分类的策略，默认是ovr，表示采用one-vs-rest，即一对其他策略。还可选择multinomial，表示直接采用多项Logistic回归策略。

● dual：选择是否采用对偶方式求解，默认为False。

● intercept_scaling：该参数默认为1。

属性

● coef_：用于输出线性回归模型的权重向量w。

● intercept_：用于输出线性回归模型的偏置常数b。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。


8.6.2 非线性SVM模型


scikit-learn实现如下：




参数

与线性SVM模型相同的参数不再赘述，下面仅列出不同的参数。

● kernel：指定核函数类型，可选项如下。

linear：线性核函数。

poly：多项式核函数。

rbf：高斯核函数。

Sigmoid：多层感知机核函数。

precomputed：表示已经提供了一个kernel矩阵。

● degree：当核函数是多项式核函数时，指定其p值，默认为3。

● gamma：指定多项式核函数或高斯核函数的系数，当选择其他核函数时，忽略该系数，默认为auto。

● coef0：当核函数是poly或Sigmoid时，指定其r值，默认为0。

属性

● support_：支持向量的下标。

● support_vectors_：支持向量。

● n_support_：每一个分类的支持向量的个数。

● coef_：用于输出线性回归模型的权重向量w。

● intercept_：用于输出线性回归模型的偏置常数b。

方法

与线性SVM 相同的有fit(X_train,y_train)、score(X_test,y_test)和predict(X)，不再赘述，其他方法如下。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率。

● predict_log_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的对数概率。


8.7 SVM模型实例


下面用一个简单的例子来看看带核函数的SVM模型的非线性分类效果。

1．程序







2．输出

原始数据及其分类结果如图8-7所示。


图8-7 原始数据及其分类结果



从输出结果可以看出，采用核函数的支持向量机模型可以较好地完成对样本点的非线性划分。


8.8 小结


1．优点

（1）SVM模型具有较好的泛化能力，特别是在小样本训练集上能够得到比其他算法好很多的结果。这是因为其本身的优化目标是结构风险最小，而不是经验风险最小，因此通过margin的概念，可以得到对数据分布的结构化描述，从而降低了对数据规模和数据分布的要求。

（2）SVM模型具有较强的数学理论支撑，基本不涉及概率测度及大数定律等。

（3）引入核函数后可以解决非线性分类问题。

2．缺点

（1）不方便解决多分类问题；经典的SVM模型只给出了二分类算法，对于多分类问题，只能采用一对多模式来间接完成。例如，结果标签为1、2、3三个类别，那么可以先将标签1看作一个类别，将标签2和3看作另一个类别，进行一次SVM模型二分类，可以识别出类别为1的样本；然后再将标签2看作一个类别，将标签1和3看作另一个类别，进行第二次二分类，就可以识别出类别为2的样本；所以对于有N个类别的样本，需要进行N−1次二分类。

（2）SVM 模型存在两个对结果影响较大的超参数，比如采用 rbf 核函数时，超参数惩罚项系数c和核函数参数gamma是无法通过概率的方法进行计算的，只能通过穷举遍历的方式或者根据以往经验推测获得，导致其复杂度比一般的非线性分类器要高。

3.SVM模型与LR模型的异同点

（1）SVM模型与LR模型（Logistic回归模型）都是有监督学习算法，都属于判别模型。

（2）如果不考虑核函数，则二者都是线性分类算法。

（3）构造原理不同： LR模型使用Sigmoid来映射出属于某一类别的概率，然后构造log损失，通过极大似然估计来求解模型参数的值；而SVM模型使用函数间隔最大化来寻找最优超平面，对应的是Hinge损失。

（4）SVM模型与LR模型学习时考虑的样本点不同：LR模型学习过程中会使用全量的训练集样本数据；而SVM模型学习过程中只使用支持向量点，即只考虑离分割超平面在一定范围内的样本点。

（5）SVM模型通过引入核函数的方法，可以解决非线性问题，而LR模型一般没有核函数的概念（注意，核函数只是一种方法和思想，并不是SVM模型特有的技能，LR模型不使用核函数的主要原因之一是训练过程需要使用全量样本，如果使用核函数，则带来的计算复杂度会很大）。

（6）SVM模型中自带正则化项[image: ]
 ，与LR模型相比，更不易发生过拟合。



第9章 随机森林


集成学习的核心思想是将若干个个体学习器以一定策略结合起来，最终形成一个强学习器，以达到博采众长的目的。所以，集成学习需要解决的核心问题主要有两点：（1）如何得到若干个个体基学习器，（2）以什么策略把这些个体基学习器结合起来。具体细化又有很多点，例如：

（1）关于基学习器

● 可以采用相同类别，也可以采用不同类别。

● 各个基学习器之间有关联，还是无关联？

（2）关于组合策略

● 采用均等投票机制，还是采用权重投票机制？

根据以上几点不同，集成学习衍生出两类比较流行的方式，即 Bagging 模型和Boosting模型。


9.1 Bagging模型


Bagging模型的核心思想是每次同类别、彼此之间无强关联的基学习器，以均等投票机制进行基学习器的组合。

具体的方式是：从训练集样本中随机抽取一部分样本，采用任意一个适合样本数据的机器学习模型（如前面学过的决策树模型或者Logistic回归模型）对该样本进行训练，得到一个训练好的基学习器；然后再次抽取样本，训练一个基学习器；重复你想要的次数，得到多个基学习器；接着让每个基学习器对目标进行预测，得到一个预测结果；最后以均等投票方式，采用少数服从多数原则确定最后的预测结果。

需要注意的是，Bagging模型每次对样本数据的采样是有放回的，这样每次采样的数据可能会部分包含前面采样的数据，Bagging模型如图9-1所示。


图9-1 Bagging模型



scikit-learn中的BaggingClassifier类实现了Bagging模型，下面采用K近邻作为基学习器，程序如下：





说明：
 scikit-learn中的BaggingClassifier类除实现每次训练对样本随机采样外，还可对特征进行随机选择，两者分别通过max_samples和max_features设定
 。


9.2 随机森林


Bagging模型的代表是大名鼎鼎的随机森林（RandomForest,RF）。

RF默认采用CART作为基学习器，而且它在Bagging模型的基础上再进一步，每次训练基学习器时，除对样本随机采样外，对样本的特征也进行随机采样，随机森林如图9-2所示。


图9-2 随机森林



由于采用的是CART，所以RF既可以用来分类，又可以用来回归。RF用来分类时使用 CART 分类树作为基学习器，最后的投票结果是取票数最多的类别作为最终的预测结果；RF用来回归时使用CART回归树作为基学习器，最后的预测结果是采用所有CART回归树的预测值的均值。

由于RF每次都是对样本及样本的特征进行随机采样来训练基学习器，因此泛化能力比较强。


9.3 RF的推广——extra trees


extra trees是RF的一个变种，原理和RF几乎一致，区别主要有以下两点：

（1）对于单个决策树的训练集，RF采用随机采样来选择部分样本作为每个决策树的训练集，而extra trees不进行采样，直接使用整个原始训练集。

（2）在选择特征划分点时，RF中的CART决策树会基于基尼系数或标准差最小等原则来选择一个最优的特征划分点生成决策树，而extra trees是随机地选择一个特征划分点来生成决策树。

由于extra trees是随机选择特征划分点，而不是根据某类准则来选取最优划分点，因此会导致生成的决策树的规模比RF生成的决策树的规模要大，但某些时候，extra trees的泛化能力比RF更好。


9.4 RF的scikit-learn实现


前面说过，RF基于CART决策树实现，既可以用于分类，又可以用于回归。在scikit-learn中，RF的分类模型对应的是sklearn.ensemble.RandomForestClassifier类，回归模型对应的是sklearn.ensemble.RandomForestRegressor类。其变种extra trees对应的分类模型是sklearn.ensemble.ExtraTreesClassifier类，对应的回归模型是sklearn. ensemble.ExtraTreesRegressor类。分类模型和回归模型对应的参数基本相同，下面对二者的重要参数进行说明。

scikit-learn实现如下：







参数

RF需要调参的参数包括两部分，第一部分是Bagging模型的参数，第二部分是CART决策树的参数。

● n_estimators：基学习器的最大迭代次数，即基学习器的个数。n_estimators设置太小时模型容易欠拟合，设置过大时模型又容易过拟合，因此需要根据实际情况选择一个适当的数值，默认是100。

● criterion:CART决策树进行特征划分时采用的评价标准。该参数对于分类模型和回归模型是不一样的：RandomForestClassifier可选gini（基尼系数）和entropy（信息增益），默认是gini;RandomForestRegressor可选mse（均方误差）和mae（绝对误差），默认是mse。该参数一般直接选择默认标准即可。

● oob_score：是否采用袋外样本来评估模型的好坏。由于RF采样时可能会重复采样，即训练集样本中的部分数据可能一次都没有被抽到过，因此这部分数据可以用来作为验证集辅助评估模型的好坏。是否使用这部分数据就是由oob_score参数来设置的。该参数默认为False，表示不使用。但这里推荐将其设置为True，这对提升模型的泛化能力有一定作用。

● max_features：划分时考虑的最大特征数，可选 None、log2、sqrt、auto，默认是None，意味着划分时考虑所有的特征数。如果选择log2，则表示划分时最多考虑log2
 M个特征（M为样本的特征总数）。如果选择sqrt或auto，则表示划分时最多考虑[image: ]
 个特征。

● max_depth：决策树最大深度，默认不输入，表示决策树在建立子树的时候不会限制子树的深度。当模型样本量多、特征也多的情况下可以设置该参数以限制子树的深度，常取值在10～100之间。

● max_leaf_nodes：最大叶子节点数，默认是None，即不限制最大叶子节点数量。如果特征数较多时可以加以限制，防止过拟合。

● min_samples_split：内部节点在划分所需最小样本数。如果某节点的样本数小于设置的min_samples_split值，则不会继续分叉子树；默认是2。当样本数较大时，建议将这个值加大一点。

● min_impurity_split：节点划分的最小不纯度。该值用来限制决策树的分叉，如果某节点的不纯度（信息增益（比）、基尼系数、标准差）小于这个阈值，则该节点不再分叉成子节点，即直接作为叶子节点。

● min_samples_leaf：叶子节点最小样本数。如果某叶子节点中的样本数小于设置的 min_samples_leaf 值，则会和兄弟节点一起被剪枝；默认是1。如果样本数较大，建议增大这个值。

● class_weight：样本所属类别的权重。该参数仅存在于分类树中，默认为None，表示不考虑样本类别分布情况。但对于训练集数据类别分布非常不均匀（正负样本不平衡问题其实很常见）的情况，建议使用该参数来防止模型过于偏向样本多的类别，可以设置为 balanced，此时算法会自动计算样本类别权重，样本少的所对应的样本权重会变高。当然，也可以自己指定各个样本的权重。

● n_jobs：使用的 CPU 核数，默认是1，如果设定为-1，则表示使用所有可用的CPU核。

属性

● feature_importances_：给出各个特征的重要程度，值越大表示对应的特征越重要。

● estimators_：存放各个训练好的基学习器情况，为一个列表。

● n_features_：模型训练好时使用的特征数目。

● n_outputs_：模型训练好后输出的数目。

● oob_score_：模型训练好后使用训练集袋外样本验证得到的分数。

● oob_prediction_：训练好的模型对训练集袋外样本预测的结果。

方法

● apply(X)：获取样本X中各个样本在集成模型的各基学习器（为一棵CART分类树）中的叶子节点位置信息。

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率，回归树没有该方法。

● predict_log_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的对数概率，回归树没有该方法。


9.5 RF的scikit-learn使用实例


这里使用一份含有55596个训练样本的数据，数据截图如图9-3所示。


图9-3 数据截图



样本数据中，每一行表示一个用户特征信息，包括用户的基本特征信息和银行账户特征信息，如表9-1所示。


表9-1 用户特征信息

[image: ]



续表

[image: ]


从表9-1中的数据可以看出，提供的用户特征为12种，包括用户基本信息5种，均为类别型；用户的银行账户信息6种，均为数值型；还有用户的结果类别标签overdue，也是类别型，取值为0和1两种，0表示无逾期，1表示有逾期。现在我们需要根据这份数据建立一个基本模型，预测用户是否可能逾期。

明显这是一个二分类问题，这里采用本章所学的RF来训练。从表9-1可以看出，各特征的数值取值区间存在较大的差异，因此有必要先对其进行标准化处理。另外，各机器学习模型在类别较多时效果一般也不够理想，所以我们同时对数据集中的类别型特征进行one-hot编码。


9.5.1 程序












9.5.2 结果及分析


1．输出结果

（1）标准化后的数值型特征情况




（2）one-hot编码后的特征情况




（3）数据预处理后的总体特征情况




（4）模型结果

交叉验证结果：




查准率、查全率、F1值：




混淆矩阵：




2．结果分析

从验证结果来看，表面上好像得到的RF的整体预测水平还可以，交叉验证时准确率基本稳定在0.85左右，平均查准率0.79，平均查全率0.86，平均F1值0.82。但其实不然，这个模型在该业务中可以说效果极其一般，下面具体分析。

在这个任务中，我们面临的业务问题是预测用户银行贷款是否会逾期，从给出的训练集样本分布来看，逾期用户为7183人，而非逾期用户为48413人，即逾期用户在总用户中明显占比较少。但站在银行的角度来看，银行的主要目的是希望能够尽量准确地预测出所有可能逾期的用户（金融的三大核心之一就是风险控制），从而降低坏账率。

意识到这一点后我们再来看上面的结果：该模型在类别“1”上的查准率（precision）仅为0.24，查全率（recall）仅为0.06。也就是说，模型之所以平均水平达到了0.79的查准率和0.86的查全率，其实都是因为类别“0”的预测造成的。

从混淆矩阵也可以看出：混淆矩阵中，总共14536个非逾期用户中有14158个被正确识别出来，而总共2143个逾期用户中仅有122个被正确识别出来。也就是说，总共2143个逾期用户中居然有2021个被错误判别成了非逾期！

造成这一结果的原因可能有多个，大致总结为以下几点。

首先，从原始数据特征信息来说，由于提供的这份数据中样本的特征并不是十分丰富，所以数据源本身就存在一定局限性。对于这种情况，只能想办法搜集更多的用户特征信息，以及在已有的特征上进一步通过特征工程挖掘新特征来弥补。

其次，样本中有些特征存在较为严重的数据缺失（具体缺失量读者可以自己通过统计各特征中类别为“0”的用户数目来得到），因此数据的噪声是很大的。对于这种情况，耐心的读者可以根据我们之前介绍过的缺失值处理方法结合实际的特征意义进行缺失值填充。

再次，像这类贷款逾期预测问题本身就属于异常检测问题，一般都会存在明显的正负样本不均衡情况，是一类比较难处理的问题。对于这种情况，可以考虑通过对正样本过采样或对负样本降采样来提升预测准确率。

最后，对于这一类异常检测问题，RF并不是最适合的，这里之所以使用RF，仅仅只是为了对本章所学习的内容进行尝试和分析，因此读者千万不要对号入座，平时还是需要多积累、多思考和多实践的。


9.5.3 扩展


1.RF辅助特征选择

RF和GBDT等基于树的集成学习模型除本身功能比较强大外，还有一个常被用到的重要功能，那就是可以输出训练样本中各个特征的重要程度系数，这对于我们进行特征选择是很有辅助意义的。现在我们接着上面的程序进行展示。

输入：




输出：




以上输出的就是前面训练样本中的30个特征对应的重要性指数，该指数的值越大，表示该特征在模型的训练中起到的作用越大。可以看出，四舍五入值最大的特征分别是第二（0.28199）和第四（0.21808），对应的是salary_change特征和total_amount特征；其次是第一（0.13671）和第六（0.13387），对应的是browse_his特征和pre_repay特征。知道这一点后我们就可以有针对性地挖掘这几个特征，以及和它们相关的特征，并且当特征较多时，可以直接设定一个阈值来截取最重要的那部分特征。

2.RF获取高阶交互特征

另外，我们还可以通过apply()方法获取数据集在各基学习器（一棵CART分类树）中的叶子节点位置，具体如下。

输入：




输出：




上面输出的，一个16679行10列的矩阵其实是验证集X_test中的各样本被分到各个基学习器叶子节点的位置矩阵。矩阵的每一行表示一个验证集样本，每一列表示最终的RF中的一个基学习器。也就是说，这里我们有16679个样本，10个基学习器。矩阵的每一个元素都表示该样本在该基学习器中叶子节点的位置，比如矩阵的第一行第二列元素值是5211，表示的就是验证集中第一个样本被分到了RF中第二棵CART树的第5211个叶节点上。

知道这一信息有什么用呢？比如图9-4所示的CART分类树。


图9-4 CART分类树



假设这棵树是通过一系列的训练样本和特征训练得到的。从图9-4可以看出，该树一共用到了5个特征，最后生成了6个叶子节点，每个叶子节点其实对应了该CART树的一条路径？比如第4个叶子节点对应的路径就是：特征1→特征3→特征4→类别1。要知道，这棵树可不是随便生成的，而是从上万个训练样本的数据中学习出来的，那么是不是意味着节点4在某种程度上就相当于是对通过学习得到的特征1、特征3、特征4和类别1的一种组合呢？

到这里就很明了了，通过学习得到的每一棵树，实际上可以反映出样本中各个特征之间的组合特性，即树的每一个叶子节点其实对应了一种不同的特征组合方式，这样我们就可以很轻松地得到样本特征的高阶特征，而不用完全依靠人工方式去进行特征组合。

但实际中我们更多的是用GBDT来进行高阶特征映射，而不是RF，原因很简单， RF示意图如图9-5所示。


图9-5 RF示意图



从图9-5中可以看出，RF模型最后得到的是很多棵不同的树，比如上面例子中最终生成了10棵树，而且每一棵树的叶子节点数都非常多（上万很常见），这导致使用RF进行高阶特征映射时会产生大量的高阶特征，从而可能出现维度灾难。但使用GBDT不会出现这一问题。


9.6 小结


树模型本身具有较强的非线性拟合能力，在分类和回归问题中都表现得比较出色，而RF是将多棵CART树进行集成，博采众长，使其功能更加强大。RF每次都是通过随机抽取训练样本中的一部分样本和随机选择被抽取样本的一部分特征进行单个基模型训练的（RF的两个“随机”，面试经常被问到），一方面，增强了模型的泛化能力；另一方面，各个基模型的训练过程都是相互独立的，因此可以并列进行，在处处都是大数据的今天，这点十分关键。

总之，由于RF的种种优良品质，使得它成为目前产业界最常用的几大模型之一，下面归纳一下其优/缺点。

1．优点

（1）由于RF各个基学习器之间没有强关联，因此学习过程可以分开，实现并行化，这在处理大样本数据的时候具有很大的速度优势。

（2）由于RF每次训练时，各个基学习器只是抽取样本的部分特征进行训练，因此对于样本特征维度很高的情况，RF仍能高效地训练模型。

（3）由于RF的每个基学习器只是随机抽取部分样本和部分特征进行学习，因此模型的泛化能力较强。

（4）由于RF采用的基学习器是CART决策树，而CART决策树对缺失值不敏感，因此RF对部分特征缺失也不敏感。

（5）RF训练模型后可以顺便输出各个特征对预测结果的重要性，因此可以辅助我们进行特征选择。

正是由于上述几大优点，使得RF被各大公司广泛使用。

2．缺点

RF的基学习器采用了决策树模型，而决策树模型的一个缺点是对噪声比较敏感，所以RF在某些噪声较大的样本集上容易陷入过拟合。



第10章 AdaBoost


与Bagging模型不同，Boosting模型的各个基学习器之间存在强关联，即后面的基学习器是建立在它前面的基学习器的基础之上的。Boosting模型的代表是提升算法（AdaBoost），更具体的是提升树（Boosting Tree），而提升树比较优秀的实现模型是梯度提升树（GBDT和XGBoost），本章介绍AdaBoost。


10.1 AdaBoost的结构


AdaBoost 每次训练基模型时都使用所有的训练集样本以及样本的所有特征，具体操作过程是：每一轮训练结束后得到一个基学习器，并计算该基学习器在训练样本上的预测误差率，然后根据这个误差率来更新下一轮训练时训练集各样本的权重系数和本轮基学习器的投票权重，目标是使得本轮被错误预测了的样本在下一轮训练中得到更大的权重，使其受到更多的重视，并且预测越准确的基学习器在最后集成时占的投票权重系数越大。这样，通过多轮迭代可以得到多个基学习器及其对应的投票权重，最后按照各自的权重进行投票来输出最终预测结果。AdaBoost 的结构如图10-1所示。


图10-1 AdaBoost的结构




10.1.1 AdaBoost的工作过程


从图10-1可以看出，AdaBoost的运行过程主要涉及4个问题：

问题1 如何计算每一次训练集样本的权重？

问题2 如何训练基模型？

问题3 如何计算基模型的预测误差率？

问题4 如何计算各个基学习器的投票权重？

解决上面4个问题，即可获得一个完整的AdaBoost。实际上，上述4个问题也是所有Boosting系列模型的共同关注点。

问题1 如何计算每一次训练集样本的权重？

AdaBoost 每一轮都会使用全部的训练集样本，但每一轮都会改变样本的权重分布，其方法是：用本轮得到的基学习器对所有训练样本进行一次预测，得到一个预测误差率；下一轮训练中各个训练样本的情况由该训练样本自身、本轮基学习器对该样本的预测值、本轮基学习器对训练样本的整体预测误差率三者共同决定。

问题2 如何训练基模型？

实际上，AdaBoost 与 RF 一样，既可以用于分类问题，又可以用于回归问题，因为它们默认使用的基学习器都是 CART 决策树。所以，只要每一轮将原始样本按新的权重系数重新计算出来后，基学习器的训练与普通的单模型训练过程是完全一致的。

问题3 如何计算基模型的预测误差率？

对于分类问题，计算模型的预测误差率可以直接使用0-1损失函数；对于回归问题，计算基模型的预测误差率可以使用平方损失函数或指数损失函数。

问题4 如何计算各个基学习器的投票权重？

各个基学习器的投票权重αk
 是根据每一轮的预测误差率计算得到的，假设通过K轮迭代，我们得到了各个基学习器的投票权重αk
 , k=1,2,…,K，那么对于结果为{−1,1}的二分类问题，最后的投票公式就是：




其中，Tk
 （x）是第k个基学习器的预测结果值。

当然，实际情况可能不只是二分类问题，甚至不是分类问题，而是回归问题，下面分别介绍。


10.1.2 AdaBoost多分类问题


AdaBoost多分类问题有两种实现算法，分别称作SAMME算法和SAMME.R算法。二者的主要思想一致，只不过在分类过程中，某些步骤采用了不同的处理方式。

对于含有M个样本的训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}，假设样本总共含有L个类别，即yi
 ∈{c1
 ,c2
 ,…,cL
 } ,i=1,2,…,M。AdaBoost多分类问题的处理过程如下。

1.SAMME算法

第1步：初始化数据的分布权重，采用平等对待的方式，即




第 2 步：利用具有权重D1
 的训练数据集，采用某个基本模型（可以是适合训练集数据类型的任意模型）进行训练，得到第一个基分类器T1
 （x）。

第3步：计算基分类器T1
 （x）在训练集上的分类误差率e1
 ，即




第4步：按下式计算基分类器T1
 （x）的投票权重α1
 。




这里的L值就是多分类问题的类别数，当L=2时，相当于是一个二分类问题。

按上式来取值，当分类误差率[image: ]
 时，一方面，可以保证基分类器的投票权重α1
 ＞0；另一方面，可以保证基分类器的投票权重α1
 随着e1
 的减小而增大。这样产生的效果是：当基分类器的分类误差率小于[image: ]
 时，分类器的分类误差率越小，最后它获得的投票权重就越大，从而自动让最终的模型偏向于预测效果较好的基学习器，这就是AdaBoost的第一个巧妙之处。

第5步：按下式更新第二轮训练集的权重分布。

D2
 =（w21
 ,w22
 ,…,w2i
 ,…,w2M
 ）

其中：




上式的分母看似复杂，其实就是一个归一化因子，将其记为Zk
 ,k=1,2,…,K，这里下标k表示的是第k轮，所以第2轮就是Z2
 ，即




则：




又因为yi
 ∈{−1,1} （ i=1,2,…,M）是样本xi
 的实际值，G1
 （xi
 ）是样本xi
 的预测值，即∈{−1,1}，所以上式可等价写成：




前面说过，α1
 是第一轮训练的基分类器的投票权重，它的值是大于0的，所以上面的式子其实反映的是：当T1
 （xi
 ）≠yi
 时，在下一轮训练中，其对应的样本权重w2i
 会在w1i
 的基础上变大；而当T1
 （xi
 ）=yi
 时，在下一轮训练中，其对应的样本权重w2i
 会在w1i
 的基础上缩小。

这样导致的一个效果就是：上一轮被错误分类了的样本，在这一轮中，其对应的样本权重会被放大；而上一轮被正确分类了的样本，在这一轮中，其对应的样本权重会被缩小。随着基学习器的一轮轮迭代，AdaBoost 会越来越把注意力集中到之前分类错误的样本上。这就是AdaBoost的第二个巧妙之处。

第6步：利用更新后得到的第2轮的样本权重再次训练得到第2个基分类器T2
 （x），由T2
 （x）计算分类误差率e2
 和投票权重α2
 ，最终重复上述过程多次，总共可得到K个基分类器T1
 （x）,T2
 （x）,…,TK
 （x）及其对应的投票权重α1
 ,α2
 ,…,αK
 ，然后按照下式做集成：




上式表示让每个基分类器Tk
 （x） （k=1,2,…,K）对样本x进行一次带权投票，最后选出得票分数最大的类别cl
 作为样本x的最终预测类别。这里l取所有L个类别c1
 ,c2
 ,…,cL
 中的一个。实际上，当为二分类问题时，上式就等价于下面的形式：




2.SAMME.R算法

第1步：先初始化数据的分布权重，采用平等对待的方式，即




第2步：利用具有权重D1
 的训练数据集，采用某个基本模型（可以是适合训练集数据类型的任意模型）进行训练，得到第一个基分类器T1
 （x）。

第3步：利用基分类器T1
 （x）计算各训练集样本xi
 属于各类别cm
 的加权概率[image: ]
 ，即





注意：
 由于 SAMME.R 算法需要计算每一轮基学习器对各个样本属于各个类别的概率，所以当采用 SAMME.R 算法做多分类时，基分类器不仅要满足可以做多分类，还要满足可以输出样本属于某类别的概率值。


第4步：计算基分类器T1
 （x）对样本xi
 在第l个类别上的投票权重。




第5步：按下式更新第二轮训练集的权重分布。

D2
 =（w21
 ,w22
 ,…,w2i
 ,…,w2M
 ）

其中：




其中：




第6步：归一化训练集样本权重D2
 =（w21
 ,w22
 ,…,w2i
 ,…,w2M
 ），使得权重之和为1。

第7步：利用更新后得到的第2轮的样本权重再次训练第2个基分类器T2
 （x）；由T2
 （x）计算[image: ]
 和[image: ]
 ，得到D3
 ；重复此过程多次，直到最终得到K个基分类器及K个基分类器所对应的[image: ]
 ,k=1,2,…,K,l=1,2,…,L，并按照下式进行组合得到最终的多分类器：





说明：
 SAMME算法中不同基分类器的投票权重是不一样的，但同一基分类器对样本属于不同类别的情况是无差别对待的；而 SAMME.R 算法中，不仅不同基分类器的投票权重不一样，而且更进一步，同一基分类器对样本属于不同类别的影响也不一样，会和样本属于各类别的概率值挂钩；所以某些情况下，SAMME.R算法性能会优于SAMME算法，但这不是绝对的。



10.1.3 AdaBoost的回归问题


AdaBoost 的回归问题与分类问题的过程及原理基本类似，只是在计算预测误差率时采用的方式不同。分类问题采用的是0-1损失来衡量误差率，而回归问题一般采用平方和或指数误差来衡量误差率。进行基学习器集成时，分类问题采用的是按权重投票决定最终结果，而回归问题是取各基学习器预测结果乘以各自权重后的求和作为最终结果。

AdaBoost回归问题的处理过程如下。

输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}。

输出：最终的集成模型f（x）。

步骤如下。

第1步：先初始化数据的分布权重，采用平等对待的方式，即




第2步：利用具有权重D1
 的训练数据集，采用某个基本模型（可以是适合训练集数据类型的任意模型）进行训练，得到第一个基分类器T1
 （x）。

第3步：计算基分类器T1
 （x）在训练集上的预测误差率e1
 。

（a）先计算训练集上的最大误差：E1
 =max|yi
 −T1
 （xi
 ）|。

（b）再计算每个样本的相对误差e1i
 ,i=1,2,…,M。

● 如果是线性误差，则[image: ]
 。

● 如果是平方误差，则[image: ]
 。

● 如果是指数误差，则[image: ]
 。

（c）计算回归预测误差率：




第4步：按下式计算基分类器T1
 （x）的投票权重α1
 。




第5步：按下式更新第二轮训练集的权重分布。

D2
 =（w21
 ,w22
 ,…,w2i
 ,…,w2M
 ）

其中：




第6步：利用更新后得到的第2轮的样本权重再次训练一个基学习器，重复上述过程K次，得到K个基学习器T1
 （x）,T2
 （x）,…,TK
 （x）及其对应的权重α1
 ,α2
 ,…,αK
 ，最后按照下式做集成。





10.2 AdaBoost的原理


上面介绍了AdaBoost分类问题和回归问题的过程并分析了其合理性，但还不够严谨，特别是在利用分类误差率构造基学习器的投票权重及下一轮训练样本数据的权重时，有点突兀的感觉，所以下面进一步利用加法模型从构造损失函数的角度来推导AdaBoost分类模型的原理。

AdaBoost 分类模型的模型为加法模型，学习算法为前向分步学习算法，损失函数为指数函数。模型为加法模型比较好理解，我们最终的强分类器是由若干个弱分类器加权求和得到的。前向分步学习算法也比较好理解，AdaBoost 利用前一轮的弱学习器对训练集的预测误差率来更新后一轮的弱学习器的训练集权重，然后用更新后的样本训练新一轮的基学习器，即每次都是建立在前向基础之上的。

假设第k−1轮的强学习器为




而第k轮的强学习器为




两式相减可得：

fk
 （x）=fk−1
 （x）+αk
 Tk
 （x）

可见强学习器的确是通过前向分步学习算法一步步得到的。

AdaBoost的损失函数为指数函数，即定义损失函数为




优化目标是最小化指数损失函数，即




将fk
 （x）=fk−1
 （x）+αk
 Tk
 （x）代入目标函数，得：




则我们第k轮的优化目标就是最小化上面的损失函数，求解出参数αk
 和Tk
 （xi
 ）。

又因为[image: ]
 项相当于是第k−1轮的损失函数，与αk
 和Tk
 （xi
 ）无关，所以在本轮优化过程中，该项可当作固定的常数项，将其记为Wki
 ，令：




则上式进一步变为







L对αk
 取偏导数并令其为0，得：




其中：




αk
 为基训练器Tk
 （x）的投票权重系数，ek
 是第k轮的预测误差率。

而上面的[image: ]
 就是第k轮时训练集数据的权重系数；将其和αk
 一起代入前向分步学习算法fk
 （x）=fk−1
 （x）+αk
 Tk
 （x）中，可得到第k+1轮的训练数据权重为




可以看到，第k个基学习器的投票权重αk
 和前面AdaBoost中的完全一样；第k个基学习器的预测误差ek
 与前面相比仅多出一个归一化因子[image: ]
 ；第k+1次训练样本的权重更新系数Wk+1,i
 与前面相比仅少了一个归一化系数[image: ]
 。

上面就是AdaBoost分类模型的原理推导，AdaBoost回归模型也可以推导出来，感兴趣的读者可以自己尝试，在此不再赘述。


10.3 AdaBoost的scikit-learn实现


AdaBoost在scikit-learn中也有实现，分类模型对应的是AdaBoostClassifier类，回归模型对应的是 AdaBoostRegressor 类。二者的参数大体相同，主要分为两部分，即AdaBoost框架的参数和选择的基学习器的参数。下面对其进行说明，分类模型和回归模型的不同点会特别指出。

scikit-learn实现如下：




参数

● base_estimator：指定基学习器类型。理论上可以选择任何满足条件（这里主要指符合数据集数据情况）的基学习器，如 CART 决策树或神经网络。默认是CART，即分类使用CART分类树，回归使用CART回归树。

● n_estimators：指定基学习器的个数（即AdaBoost的迭代次数），默认是50。n_estimators 太小容易欠拟合，n_estimators 太大又容易过拟合，需要根据实际情况选择一个合适的数值。

● algorithm:AdaBoost 分类特有的参数，用于指定 AdaBoost 分类模型里基学习器的投票权重的计算方式。scikit-learn为AdaBoost分类指定了两种基学习器的权重计算算法，即SAMME和SAMME.R。如果选择前者，则最后各个基学习器的投票权重就是由每一个基学习器对训练集的预测误差率决定。默认选择后者，此时使用基学习器对样本集分类的预测概率大小来作为弱学习器的权重（所以如果选择 SAMME.R，还需要注意上一步选择的基学习器必须是支持输出预测概率的模型）。

● learning_rate：指定各个弱学习器的权重缩减系数η，默认是1。AdaBoost的前向分布算法公式为fk
 （x）=fk−1
 （x）+αk
 Gk
 （x），在实际实现中，我们会在每个弱学习器Gk
 （x）的前面再加上一个权重缩减系数η（0＜η≤1），即fk
 （x）=fk−1
 （x）+ηαk
 Gk
 （x）；它可以起到协调迭代次数的作用，一般和上面的n_estimators一起进行调参。

● loss:AdaBoost回归特有的参数，指定AdaBoost回归里面的损失函数类型，有linear、square、exponential三种选择，分别表示线性损失、平方损失和指数损失，默认是linear。

● random_state：选择的基学习器的参数，基学习器的参数需要根据具体选择的基学习器来定，比如默认使用CART作为基学习器，那么该项的参数就是CART决策树的各个参数。

属性

● feature_importances_：给出各个特征的重要程度，值越大表示对应的特征越重要。

● estimators_：存放各个训练好的基学习器情况列表。

● estimator_weights_：各个基学习器的投票权重列表。

● estimator_errors_：各个基学习器的预测误差率列表。

● n_classes_：分类的类别数目（AdaBoostClassifier特有）。

● classes_：分类结果列表（AdaBoostClassifier特有）。

方法

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率，回归树没有该方法（AdaBoostClassifier特有）。

● predict_log_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的对数概率，回归树没有该方法（AdaBoostClassifier特有）。


10.4 AdaBoost使用实例


在scikit-learn自带的数据集上选用SAMME算法测试AdaBoost的效果，具体如下。

1．程序







2．结果

AdaBoost训练结果如图10-2所示。

在图10-2中，第一个图是AdaBoost在验证集上的误差率变化，可以看到，随着基学习器数量的增加，集成模型的预测误差率在逐渐下降。第二个图是各个基学习器的分类误差率，也就是前面讲过的e1
 ,e2
 ,…，可以看到，在AdaBoost中，后面的基学习器的分类误差率一般会大于前面的基学习器的分类误差率。因为越到后面，那些之前容易被分错的样本所占的权重越大。第三个图是各个基学习器的投票权重，前面讲过，基学习器的分类误差率越大，其获得的投票权重就越小，因此可以看到它的变化趋势和第二个图中基学习器的分类误差率大致是呈对应关系的。


图10-2 AdaBoost训练结果




10.5 AdaBoost的优/缺点


1．优点

（1）基学习器可以有多种选择，构建比较灵活。

（2）AdaBoost作为分类器时，分类精度较高，而且不容易发生过拟合。

2．缺点

（1）AdaBoost 对噪声比较敏感，因为异常样本在迭代中很可能会获得较高的权重。

（2）由于各个基学习器之间存在强关联，不利于模型的并行化，因此在处理大数据时没有优势。



第11章 提升树



11.1 提升树的定义


提升树（Boosting Tree）是一种以分类树或回归树作为基分类器的提升方法，具有非常好的性能。实际上，提升树就是一种采用加法模型与前向分步算法，并以决策树为基分类器的提升方法。当处理分类问题时，基分类器采用 CART 分类树；当处理回归问题时，基分类器采用CART回归树。

提升树的原理

前面说过，提升树采用加法模型，假设第k轮训练得到的基学习器为Tk
 （x;θk
 ），这里k=1,2,3,…,K，则最后的集成决策函数为




其中，θk
 为第k个基学习器CART分类树或回归树的参数。这里注意上式中k和K的区别：前者表示变量；后者表示模型最后基学习器的个数，是常量。

再利用前向分布算法，可知第k轮得到的提升树模型为

fk
 （x）=fk−1
 （x）+Tk
 （x;θk
 ）

假设提升树模型的整体损失函数为L（yi
 ,fk
 （xi
 ）），则可通过使损失函数最小化的策略来确定下一棵决策树的参数θk
 ，即




具体来说，不同类型的提升树模型使用不同的损失函数。

1．分类问题

使用指数损失函数：




其中，y表示样本x的真实值，[image: ]
 为集成模型对样本x的预测值，比如对于二分类就是：




模型在训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}上的整体损失函数为




当然，除了指数损失函数，还可使用对数损失函数：




2．回归问题

使用平方损失函数：




其中，y表示样本x的真实值，[image: ]
 为集成模型对样本x的预测值，有：




所以：

L（y,fk
 （x））=[y−fk
 （x）]2


进行如下转化：




令：

Rk
 =y−fk−1
 （x）

明显，Rk
 表示的是样本的实际值y减去第k−1轮模型的预测值fk−1
 （x），因此Rk
 其实就是模型经过k−1轮迭代后对实际值y进行预测剩下的残差。

而上面的损失函数可表示为

L（y,fk
 （x））=[Rk
 −Tk
 （x;θk
 ）]2


所以要想使上面的损失函数最小，只需使Tk
 （x;θk
 ）尽量接近Rk−1
 即可。这相当于第k轮迭代时，我们的目标其实是使该轮建立的 CART 回归树T（x;θk
 ）能尽量拟合前面k−1轮迭代后剩余的残差Rk−1
 。

所以，回归提升树模型的完整过程如下。

输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}。

输出：回归提升树[image: ]
 。

步骤如下。

第1步：初始化f0
 （x）=0。

第2步：对于k=1,2,…,K，按下述步骤进行。

● 计算经过k−1轮迭代后样本xi
 的残差：Rki
 =yi
 −fk−1
 （xi
 ） ,i=1,2,…,M。

● 基于各样本的残差学习出第k轮的CART回归树Tk
 （x;θk
 ）。

● 更新提升树：fk
 （x）=fk−1
 （x）+Tk
 （x;θk
 ）。

● 重复上述过程，直到k=K，得到K轮迭代后的回归提升树模型：




从上述过程可以看出，回归问题的提升树模型其实就是一个不断去逼近上一轮预测后剩余的残差的过程，下面用一个例子说明。

假设现在需要建立一个回归提升树模型，用来预测用户的年龄值，而给定的训练样本数据包含A、B、C、D四位用户，训练数据如表11-1所示。


表11-1 训练数据

[image: ]


由于训练数据很少，这里我们限制每棵树的叶子节点个数≤2，迭代两次。假设首先根据月消费特征建立了第一棵CART回归树，CART回归树第一次划分如图11-1所示。


图11-1 CART回归树第一次划分



根据月消费金额是否大于1500元可以将A和B两位用户分到第一棵树的左叶子节点，将C和D两位用户分到右叶子节点，这样左叶子节点中所有样本点的年龄均值就为15，右叶子节点中所有样本点的年龄均值就为25。因为CART回归树在预测时就是取各叶子节点中所包含样本值的均值，所以经过第一棵树，A 和 B 两位用户的预测值与实际值之间的残差分别为-1和1,C和D两位用户的预测值与实际值之间的残差也分别为-1和1。

按照提升树的思想，后面一棵树的目标是拟合前面所有树预测后的残差，所以这里第二棵树的目标就从原来的14,16,24,26变成了-1,1,-1,1，更新后的数据如表11-2所示。


表11-2 更新后的数据

[image: ]


发现用上网类型特征可以很好地进行分叉（实际情况按照决策树相关准则进行特征选择）,CART回归树第二次划分如图11-2所示。


图11-2 CART回归树第二次划分



两叶子节点的均值分别为-1和1，在训练样本上的残差正好全为0，这是比较理想的情况。当然，这里由于设定了迭代次数为两次，所以就算此时残差还没有到0，也不会再继续生成新的树。

所以最终的提升树模型如图11-3所示。


图11-3 最终的提升树模型



该模型在训练集上已经达到了百分之百的准确率：用户A的预测值为15+（-1）=14，用户B的预测值为15+1=16，用户C的预测值为25+（-1）=24，用户D的预测值为25+1=26。假设现在有一个测试集样本E，其月消费金额为1800元，上网类型倾向于网购，实际年龄为30岁，则使用上面训练好的模型对其预测产生的预测值应该是25+1=26，虽然达到了最好的分类选择，但是可以看到其与实际值之间还存在4岁的误差。当然，实际中我们会有很多棵树的组合，并且每一棵树的层数也要比这多得多，因此最终模型的预测效果还是比较理想的。


11.2 梯度提升树


前面讲的提升树模型中，使用的指数损失函数和平方损失函数都有一个比较大的优点，那就是它们都在向量x上可微，因此我们一般可以直接使用梯度下降法进行求解，来求得各个基学习器中的参数，但如果损失函数L（y,fk
 （x））对x不可微呢？

针对这一问题，Friedman 提出了用梯度提升的方法来解决。梯度提升简单来说就是利用损失函数的负梯度将当前模型的值来作为提升树算法中残差的近似替代，即




对于分类问题，一般称作Gradient Boosting Decision Tree（GBDT）；对于回归问题，一般称作Gradient Boosting Regression Tree（GBRT）。


11.2.1 梯度提升树的原理推导


将函数f（x）在x=xk−1
 处进行一阶泰勒展开，得：




再取x=xk
 ，得：




类似的，对提升树模型的损失函数L（y,f（x））在f（x）=fk−1
 （x）处进行一阶泰勒展开，可得：




再取f（x）=fk
 （x），得：




又：

fk
 （x）−fk−1
 （x）=Tk
 （x;θk
 ）

所以有：




推出：




其中L（y,fk
 （x））和L（y,fk−1
 （x））分别代表经过k轮和k−1轮迭代后提升树模型的损失，显然我们的目标是希望每一轮迭代都能在前面一轮的基础上减小损失值，即

L（y,fk
 （x））≤L（y,fk−1
 （x））

要使：




显然，当取：




时能保证该目标恒成立。

上式左边是当前需要学习得到的基学习器（第k轮得到的 CART 回归树），右边是损失函数L（y,f（x））的负梯度在当前模型fk−1
 （x）处的值。从上面的过程来看，我们并没有将提升树模型的损失直接对变量x进行展开，而是将其在f（x）=fk−1
 （x）处进行展开，因此我们只需要损失函数对f（x）可微，而不需要f（x）对变量x也可微，这进一步扩大了提升树模型的适用范围。

综上所述，在提升树模型中，我们只需用第k轮的CART回归树去拟合损失函数L（y,f（x））的负梯度在当前模型fk−1
 （x）处的值即可保证模型的整体损失不断下降，直至收敛于一个比较理想的值。损失函数的负梯度在当前模型的值是数值类型的，具有可加性，这也是为什么我们强调梯度提升树模型中使用的基学习器被限定为CART回归树的原因（分类树的结果直接做加法没有意义）。另外，值得注意的是，上述梯度提升树模型的推导中并没有定位为只适用于回归问题，由于 CART 回归树拟合的是损失函数的负梯度在当前模型的值，而不是直接的模型预测结果，因此该模型也可以用于分类问题，只不过对于分类问题，需要将平方损失函数换成对应的对数损失函数或者指数损失函数。

实际上，对于回归问题，当损失函数取平方损失函数[image: ]
 时，损失函数的负梯度在当前模型的值为







即损失函数的负梯度在当前模型的值就为残差Rk
 ，验证了前面的结论。


11.2.2 GBDT和GBRT模型的处理过程


1.GBDT回归

输入：训练集T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}。

输出：最终经过K轮迭代得到的集成学习器fK
 （x）。

步骤如下。

第1步：利用训练集样本，使用CART回归树训练第一个基模型f1
 （x）=T1
 （x）。

第2步：对迭代次数k=2,…,K，按下述步骤操作。

● 对样本i=1,2,…,M，计算损失函数关于预测函数的负梯度：




● 用Rki
 作为第k−1轮残差的估计，所以用Rki
 代替原来的yi
 ，然后使用数据集{（x1
 ,Rk1
 ）,（x2
 ,Rk2
 ）,…,（xM
 ,RkM
 ）}继续训练得到第k棵CART回归树。

● 假设其对应的叶子区域样本子集为Dk1
 ,Dk2
 ,…,DkJ
 ，且第j个小单元Dkj
 中仍然包含Nkj
 个样本数据，计算每个小单元里面的样本的输出均值为




● 得到第k轮的CART回归树：




● 得到经过K轮迭代后的集成学习器：





注意：
 实际处理中，会在负梯度R
 ki
 前面增加一个步长因子，起到缩减的作用。


它的指导思想是：每次走一小步逐渐逼近的结果要比每次迈一大步逼近的结果更精细，即每一棵 CART 树的结果都不完全可信，所以每次只取一棵树的一部分，最后通过多学习一些树来弥补。

2.GBDT分类

前面说过，GBDT 处理分类问题和处理回归问题的思路是一致的，都是通过其损失函数的负梯度去拟合其残差Rki
 ，然后下一轮利用该残差Rki
 代替训练集样本中的yi
 ，重新训练下一轮的CART回归树，二者的区别仅在于采用的损失函数不同。

对于二分类问题，类似于Logistic回归中，可以采用对数似然损失函数，即

L（y,f（x））=log（1+e−yf（x）
 ）

其中y∈{−1,1}，此时损失函数的负梯度为




所以对于生成的决策树，各个叶子节点的最佳残差拟合值为





11.2.3 梯度提升模型的scikit-learn实现


梯度提升模型在 scikit-learn 库中也有实现，分类对应的是GradientBoostingClassifier类，回归对应的是GradientBoostingRegressor类。二者的参数大致相同，主要分为两部分，即 GBDT/GBRT 框架的参数和其基学习器的参数。下面对其进行说明，部分分类和回归的不同点会特别指出。

scikit-learn实现如下：




参数

● n_estimators：指定基学习器的个数（即 GBDT/GBRT 的迭代次数），默认是100。n_estimators太小容易欠拟合，n_estimators太大又容易过拟合，需要根据实际情况选择一个合适的数值，可以使用超参数搜索的方式确定。

● learning_rate：指定各个弱学习器的权重缩减系数η。前面讲过，GBDT 的前向分布算法公式为fk
 （x）=fk−1
 （x）+T（x;θk
 ），在实际实现中，依然会在每个弱学习器T（x;θk
 ）的前面再加上一个权重缩减系数η（0＜η≤1），即fk
 （x）=fk−1
 （x）+η∙T（x;θk
 ），它可以起到协调迭代次数的作用，默认取0.1，一般和上面的n_estimators一起进行调参。

● subsample：选择对样本采样的程度（默认是1，表示每次使用全部样本）。该值是一个0~1之间的数，表示对训练样本的采样。如果设置为小于1的小数，则表示只使用样本中的一部分去训练，合理选择可以增加模型的泛化能力，但是不能选得过小，否则会增加模型的偏差（推荐在0.5至0.8之间）。

● max_features：划分时考虑的最大特征数；可选None、log2、sqrt或auto，默认是None，意味着划分时考虑所有的特征数。如果选择log2，则表示划分时最多考虑log2
 M个特征（M为样本的特征总数）。如果选择sqrt或auto，则表示划分时最多考虑[image: ]
 个特征。

● loss：指定模型损失函数；对于分类模型，有deviance（对数似然损失函数）和 exponential（指数损失函数）两种选择，默认是 deviance。对于回归模型，有 ls（标准差函数）、lad（绝对损失函数）、huber（Huber 损失函数）和 quantile（分位数损失函数）4种选择，默认是 ls。如果样本噪声较大，推荐使用huber。

● criterion：特征选择标准，一般直接选择默认即可。

● max_depth：决策树最大深度，默认为3；调节此参数可对模型产生较大的影响。

● max_leaf_nodes：最大叶子节点数，默认是None，即不限制最大的叶子节点数量。如果特征数较多时可以加以限制，防止过拟合。

● min_samples_split：内部节点进行再划分所需最小样本数。如果某节点的样本数小于设置的min_samples_split值，则不会继续分叉子树。默认是2，当样本数较大时推荐将这个值加大一点。

● min_samples_leaf：叶子节点最少样本数。如果某叶子节点中的样本数目小于设置的 min_samples_leaf 值，则会和兄弟节点一起被剪枝。默认是1，如果样本数较大时，推荐加大这个值。

● min_impurity_split：节点划分的最小不纯度。该值用来限制决策树的分叉，如果某节点的不纯度（信息增益（比）、基尼系数、标准差）小于这个阈值，则该节点不再分叉成子节点，即直接作为叶子节点。

属性

● feature_importances_：给出各个特征的重要程度，值越大，表示对应的特征越重要。

● estimators_：存放各个训练好的基学习器情况，为一个列表。

● loss_：损失函数列表。

● train_score_：各轮迭代后模型整体损失函数的值，为一个列表。

方法

● apply(X)：获取样本X中各个样本在集成模型的各基学习器（为一棵CART分类树）中的叶子节点的位置信息，得到的结果是一个矩阵。矩阵的每行表示一个样本，每列表示该样本在各个基学习器的叶子节点的位置。

● fit(X_train,y_train)：在训练集(X_train,y_train)上训练模型。

● score(X_test,y_test)：返回模型在测试集(X_test,y_test)上的预测准确率。

● predict(X)：用训练好的模型来预测待预测数据集X，返回数据为预测集对应的结果标签y。

● predict_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的概率，回归树没有该方法（GradientBoostingRegressor特有）。

● predict_log_proba(X)：返回一个数组，数组的元素依次是预测集X属于各个类别的对数概率，回归树没有该方法（GradientBoostingRegressor特有）。


11.2.4 梯度提升模型的scikit-learn使用实例


实例1:GBDT用于获取高阶组合特征

在随机森林（RF）的拓展中，我们讲到过RF和GBDT/GBRT都可以用来获取高阶组合特征，并且详细介绍了RF获取高阶组合特征的原理，GBDT/GBRT获取高阶组合特征的原理和RF的完全相同，区别是GBDT/GBRT使用的树的叶子节点数量要远小于RF的。下面就用GBDT来实现这一原理。

1．程序










2．输出

（1）原始数据集




（2）直接使用GBDT模型进行训练和预测得到的结果

查准率、查全率、F1值：




AUC值：




混淆矩阵：




（3）训练集和验证集经过GBDT模型后的高阶组合特征




（4）对得到的高阶组合特征进行one-hot编码后得到的新的训练集和验证集数据情况




（5）用one-hot编码后的训练集训练LR模型并在验证集上验证得到的结果

查准率、查全率、F1值：




AUC值：




混淆矩阵：




经比较可知，经过 GBDT 对特征进行高阶组合后再用 LR 模型训练得到的结果确实要优于直接对原始特征使用 GBDT 模型训练得到的结果，前者的 AUC 值约为0.9717，而后者的AUC值约为0.9576。

实例2:GBRT与现行回归的比较

前面在讲线性回归时介绍过，用梯度提升模型处理回归问题，效果可能比一般的线性回归模型表现要好，下面进行比较验证。

1．程序










2．输出




从上面的结果可以看到，GBRT 模型在处理回归任务时的准确率是远高于ElasticNet的。


11.2.5 GBDT模型的优/缺点


1．优点

（1）模型的预测准确率相对较高。

（2）由于指定使用 CART 回归树当作基学习器，因而既可以处理标称型数据，又可以处理标量型数据。

（3）在处理回归问题时，由于可以选择Huber损失函数或Quantile损失函数，因此相对于AdaBoost而言，对噪声的敏感性大大降低。

2．缺点

和AdaBoost一样，各个基学习器之间存在强关联，不利于做并行化处理。


11.3 XGBoost


XGBoost（eXtreme Gradient Boosting）是GBDT的一种改进形式，具有很好的性能，在各大比赛中大放异彩，下面对其原理进行详细介绍。


11.3.1 XGBoost的原理


设经k轮迭代后，GBDT/GBRT 的损失函数可写为L（y,fk
 （x）），将fk
 （x）视为变量（是一个复合型变量），对L（y,fk
 （x））在fk−1
 （x）处进行二阶泰勒展开，可得：




然后取[image: ]
 ,[image: ]
 （即g和h分别代表一阶导和二阶导的信息），代入展开式，可得：




又在GBDT中，利用前向分布算法，有fk
 （x）=fk−1
 （x）+Tk
 （x），即

fk
 （x）−fk−1
 （x）=Tk
 （x）

代入上式，可得：




上面的损失函数目前还是仅针对一个样本数据而言的，对于整体的样本，其损失函数为




等式右边中的第一项L（yi
 ,fk−1
 （xi
 ））只与前k−1轮有关，第k轮优化中可将该项视为常数。另外，在GBDT的损失函数上再加上一项与第k轮的基学习器CART决策树相关的正则化项Ω（Tk
 （x））防止过拟合，可得到新的第k轮迭代时的等价损失函数：




Lk
 就是XGBoost模型的损失函数。

假设第k棵CART回归树其对应的叶子区域样本子集为Dk1
 ,Dk2
 ,…,DkT
 ，且第j个小单元Dkj
 中仍然包含Nkj
 个样本数据，则计算每个小单元里面的样本的输出均值为




得到：




正则化项Ω（Tk
 （x））的构造如下：




其中，参数T为Tk
 （x）决策树的叶子节点的个数，参数[image: ]
 ,j=1,2,…,T，是第j个叶子节点的输出均值；γ和λ是两个权衡因子。叶子节点的数量及其权重因子一起用来控制决策树模型的复杂度。

将Tk
 （x）和Ω（Tk
 （x））一起代入Lk
 ，可得




可以看到，XGBoost 模型对应的损失函数Lk
 主要与原损失函数的一阶、二阶梯度在当前模型的值gi
 、hi
 及第k棵CART树的叶子节点参数值[image: ]
 有关，而gi
 和hi
 与第k轮迭代无关，这里先将其视为常数，所以现在要训练第k棵CART树，只需考虑[image: ]
 参数。

对[image: ]
 求导并令其为0，可得：




将其反代入上式可得第k轮迭代时的等价损失函数为




实际上第k轮迭代的损失函数的优化过程对应的就是第k棵树的分裂过程：每次分裂对应于将属于某个叶子节点下的训练样本分配到两个新的叶子节点上；而损失函数满足样本之间的累加性，所以可以通过将分裂前叶子节点上所有样本的 loss 与分裂之后两个新叶子节点上的样本的 loss 进行比较，以此作为各个特征分裂点的打分标准；最后选择一个生成该树的最佳分裂方案（这个过程在形式上就和利用基尼系数或平方误差为CART寻找最佳特征分裂点一样，区别仅在于该特征分裂打分标准是我们直接从目标损失函数中推导得到的）。

需要注意的是，在实践中，当训练数据量较大时，我们不可能穷举每一棵树进行打分来选择最好的，这个计算量过于庞大。那怎么办呢？很简单，直接采用贪心方式来逐层选择最佳分裂点。假设一个叶子节点I分裂成两个新的叶子节点IL
 和IR
 ，则该节点分裂产生的增益为




上面的Gspilt
 表示的就是一个叶子节点I按照某特征下的某分裂点分裂成两个新的叶子节点IL
 和IR
 后可以获得的“增益”，该增益值与模型的损失函数值成负相关关系（因为它在损失函数的基础上取了负号），即该值越大，就表示按照该分裂方式分裂可以使模型的整体损失减小得越多。

所以反过来看，其实XGBoost采用的是解析解思维，即对损失函数进行二阶泰勒展开，求得解析解，然后用这个解析解作为“增益”来辅助建立 CART 回归树，最终使得整体损失达到最优。


11.3.2 XGBoost调参


XGBoost的作者把所有的参数分成了三类：通用参数、Booster参数和学习目标参数。

1．通用参数：宏观函数控制

● booster：基学习器的选择。有两种选择：gbtree（基于树的模型）和gbliner （线性模型），默认为gbtree。

● nthread：开启的线程数。用来进行多线程控制，应当输入系统的核数；默认为最大可能的线程数。

2.Booster参数：控制每一步的booster

● learning_rate：通过减少每一步的权重，来提高模型的鲁棒性，默认为0.3。

● min_child_weight:XGBoost的这个参数是最小样本权重的和，而GBM参数是最小样本总数，默认为1。

● max_depth：树的最大深度，默认为6。

● max_leaf_nodes：树上最大的节点或叶子的数量。

● gamma：指定了节点分裂所需的最小损失函数下降值，默认为0。

● max_delta_step：限制每棵树权重改变的最大步长。该参数一般用不到，但当各类别的样本十分不平衡时，它对Logistic回归是很有帮助的，默认为0。

● subsample：控制对于每棵树随机采样的比例，默认为0。

● colsample_bytree：用来控制每棵树随机采样的列数的占比，默认为1。

● reg_lambda：权重的L2正则化项，用来控制XGBoost的正则化部分，默认为1。

● reg_alpha：权重的L1正则化项，默认为1。

● scale_pos_weight：在各类别样本十分不平衡时，把这个参数设定为一个正值，可以使算法更快收敛，默认为1。

3．学习目标参数：控制训练目标的表现

（1）Objective：定义需要被最小化的损失函数。最常用的值有binary:logistic（二分类的Logistic回归，返回预测的概率，不是类别）、multi:softmax（使用softmax的多分类器，返回预测的类别，不是概率。在这种情况下，还需要多设置一个参数：num_class，即类别数目）、multi:softprob（和multi:softmax参数一样，但是返回的是每个数据属于各个类别的概率）。

（2）eval_metric：对于有效数据的度量方法，对于回归问题，默认值是rmse；对于分类问题，默认值是error。典型值有：rmse（均方根误差）、mae（平均绝对误差）、logloss（负对数似然函数值）、error（二分类错误率（阈值为0.5））、merror（多分类错误率）、mlogloss（多分类logloss损失函数）和AUC（曲线下面积）。

（3）seed：随机数的种子，设置它既可以复现随机数据的结果，又可以用于调整参数，默认为0。


11.3.3 XGBoost与GBDT的比较


与传统的GBDT/GBRT相比，XGBoost的主要优势如下。

1．引入损失函数的二阶导信息

传统的GBDT/GBRT模型只用到了损失函数的一阶导信息（一阶泰勒展开），而XGBoost模型用到了损失函数的二阶展开，效果上更好一些。

2．支持自定义损失函数

XGBoost 支持自定义损失函数，只要满足定义的损失函数二阶可导即可，这大大增加了处理问题的灵活性。

3．加入正则化项

XGBoost在GBDT的基础上加入了一个正则化项，用于控制模型的复杂度，正则化项里面包含了树的叶子节点数和各个叶子节点输出值的平方之和。从方差—偏差角度来看，正则化项可以降低模型的方差，使学习出来的模型更加简单，防止模型过拟合。

4．引入列抽样

XGBoost 模型借鉴了随机森林的做法，支持对特征进行抽样，这也可以起到降低过拟合风险和减少计算量的作用。

5．剪枝处理

当遇到一个负“增益”时，GBDT/GBRT 会马上停止分裂，但 XGBoost会一直分裂到指定的最大深度，然后回过头来剪枝。如果某个节点之后不再有负值，则会除掉这个分裂；但是如果负值后面又出现正值，并且最后综合起来还是正值，则该分裂会被保留。

6．增加对缺失值的处理

XGBoost 对于不同节点遇到的特征缺失将采用不同的处理方式，并且会逐渐学习出处理缺失值的方式，当后面再遇到有缺失特征时就可以按学习出的处理方式进行处理，这样更加科学。

7．支持并行

XGBoost支持并行，但是注意，XGBoost的并行和RF的并行不是同一类型的：RF可以并行是因为其基学习器之间是没有关联的，每个基学习器的训练都是在总体训练样本中由放回的随机采样得到，因此可以同时训练各个基学习器；而 XGBoost的基学习器之间具有强关联，每一个基学习器的训练都是建立在前面基学习器基础之上进行的，因此不可能直接做到各个基学习器之间的并行化处理。我们知道，决策树的学习过程最耗时的一个步骤就是对特征的值进行排序以确定最佳分割点，所以XGBoost在训练之前，预先对各特征数据进行了排序，并将其保存为block结构，利用这个block结构，各个特征的增益计算可以多线程进行，而且后面的迭代中可以重复地使用这个结构，从而大大减少了计算量。所以XGBoost的并行不是在tree粒度上，而是在特征粒度上。

8．模型训练速度更快

GBDT/GBRT 模型采用的是数值优化思维，即利用 CART 回归树去拟合损失函数的负梯度在当前模型的值，达到减小损失函数的目的；而XGBoost采用的是解析解思想，即对损失函数进行二阶泰勒展开，求得解析解，然后用这个解析解作为“增益”来辅助建立CART回归树，最终使得整体损失达到最优，因此XGBoost的训练速度更快。



第12章 聚类



12.1 聚类问题介绍


我们常说“物以类聚，人以群分”，当一群人在一起的时候，我们可以根据大家的兴趣爱好或者职业性质等特征将这群人划分成几类，这其实就是一个聚类的过程。聚类又称为群分析，目标是将样本划分为有紧密关系的子集或簇。聚类后的结果如图12-1所示。


图12-1 聚类后的结果



常见的聚类方法有 K-Means 聚类、层次聚类、密度聚类、谱聚类和高斯混合聚类等，本章我们将对这几种聚类方式进行详细说明。


12.2 K-Means聚类



12.2.1 K-Means聚类过程和原理


1.K-Means聚类过程

K-Means 算法是一种无监督的聚类算法，在聚类问题中经常被使用。其核心思想是：对于给定的样本集，按照样本点之间的距离大小，将样本集划分为K个簇，并让簇内的点尽量紧凑，而让簇间的点尽量分开。

K-Means算法流程如图12-2所示。


图12-2 K-Means算法流程



如图12-2所示，以K=2为例：我们需要将图12-2(a)中的样本点划分为两类，则K-Means聚类过程如下。

第1步：从M个数据对象中任意选择2个对象作为初始聚类中心，如图12-2（b）所示。

第2步：计算每个对象到这两个聚类中心的距离，把各样本划分到与它们最近的中心所代表的类别中去，如图12-2（c）所示，并计算当前状态下的损失值。

第3步：计算各类别所包含点的均值点，将其作为新的类别中心，如图12-2（d）所示。

第4步：重复第2步和第3步，直到连续两次的损失值相差为某一设定值为止。

可以看到，虽然刚开始时是随机选择的两个点作为初始聚类中心，但经过反复迭代第2步和第3步后，最终聚类中心会逐渐趋于稳定，如图12-2（f）所示；聚类中心稳定后，所有样本点的划分也会趋于稳定，从而达到比较理想的聚类效果。

2.K-Means聚类原理

前面讲K-Means聚类过程时，涉及四个关键点，即聚类簇数K值的选择、K个聚类中心点的初始值选择、距离度量方式、损失函数的选择。

（1）聚类簇数K值的选择

聚类簇数K值的选择是一个比较难处理的点，它会对K-Means算法的最终结果起到关键作用，但实际情况下，一般我们很难事先知道应该聚成几类。传统的K-Means算法在处理这个问题时主要依靠人工试探或者超参数搜索的形式来确定。

（2）K个聚类中心点的初始值选择

K个聚类中心点的初始值选择也很关键，它会直接影响需要更新迭代的次数。传统的K-Means算法是先随机从样本点中选择K个点作为聚类中心点的初始值，这并不是最好的方式，后面会讲到它的改进方法。

（3）距离度量方式

样本点之间的距离度量用得比较多的还是欧氏距离。假设样本点的特征维度是N维，则两个N维向量A=（x11
 ,x12
 ,…,x1N
 ）和B=（x21
 ,x22
 ,…,x2N
 ）之间的欧氏距离为




（4）损失函数的选择

判断聚类迭代是否趋于稳定需要根据聚类损失函数的变化情况来判断。聚类问题的损失函数是各个簇中样本向量到对应簇均值向量的均方误差，假设样本点{x1
 ,x2
 ,…,xN
 }需要被聚类成K个簇{C1
 ,C2
 ,…,CK
 }，则各个簇内样本点的均值向量为




其中，Nk
 为簇Ck
 中包含的样本数目，所有簇的总均方误差为




显然，我们的目标就是最小化这个均方误差。

3.K-Means算法流程

输入：待聚类样本集D={x1
 ,x2
 ,…,xM
 }，聚类簇数K，最大迭代次数n。

输出：聚类好的簇C={C1
 ,C2
 ,…,CK
 }。

步骤如下。

第1步：从数据集D中随机选择K个聚类中心，设对应向量为（μ1
 ,μ2
 ,…,μK
 ）。

第2步：计算各个样本点到K个聚类中心的距离[image: ]
 ，将各个样本点归入离其距离最近的簇中。

第3步：重新计算第2步得到的K个簇的中心向量。




将其作为新的聚类中心。

第4步：重复第2步和第3步，直到满足最大迭代次数n或所有簇的中心向量不再发生变化，输出聚类好的簇C={C1
 ,C2
 ,…,CK
 }。


12.2.2 K-Means算法优化


1.K个聚类中心初始值的选择

前面说过，K-Means算法中K个聚类中心的初始值选择会直接影响需要迭代的次数，传统的K-Means算法是先随机从M个样本点中选择K个点作为聚类中心点的初始值，但这样有较大的偶然性，并不是最好的方法。

一种改进方法叫作k-means++，如图12-3所示。


图12-3 k-means++改进方法



第1步：先随机从M个样本点中选择一个样本点作为聚类中心，设其为μ1
 ，然后计算各个样本点到该聚类中心的距离[image: ]
 ；选择距离最远的一个样本点，将其作为第二个聚类中心μ2
 。

第2步：计算各个样本点到已有的聚类中心的距离，并将各样本点归入离其最近的一个聚类中心。

第3步：把到自身聚类中心距离最远的那个样本点作为新加入的聚类中心。

第4步：重复第2步和第3步，直到获得K个聚类中心，然后利用这K个聚类中心作为初始聚类中心，重新开始前面的K-Means算法流程。

2．样本数据较大时

传统的 K-Means 算法中，需要计算所有的样本点到所有聚类中心的距离，如果样本量较大，则这个过程将非常耗时。而大数据时代，这样的场景越来越多，因此研究者提出K-Means算法的另一种改进版——Mini Batch K-Means。

Mini Batch KMeans就是在做K-Means算法前先对大样本数据进行一个随机采样（一般是无放回的），对采样得到的样本再用 K-Means 算法进行聚类。为了提高聚类的准确性，一般进行多次Mini Batch后再进行多次K-Means聚类，最后选择最优的聚类簇。


12.2.3 小结


1．优点

（1）原理简单，容易实现，收敛速度较快，可解释性较强。

（2）需要调节的参数较少（主要是聚类簇数K），且聚类效果较好。

2．缺点

（1）聚类簇数K值的选择不好把握，一般只能通过暴力搜索法来确定。

（2）只适合簇型数据，对其他类型的数据聚类效果一般。

（3）当数据类别严重不平衡时，聚类效果不佳。

（4）当数据量较大时，计算量也比较大，采用Mini Batch K-Means的方式虽然可以缓解，但可能会牺牲准确度。


注意：
 不要把K-Means中的K和K近邻算法中的K相混淆。K-Means中的K指的是聚类后的类别数目，而K近邻中的K指的是与待分类样本点相距最近的K个样本点，二者所指的对象完全不同。



12.2.4 K-Means应用实例


K-Means和Mini Batch K-Means在scikit-learn分别通过sklearn.cluster.KMeans类和sklearn.cluster.MiniBatchKMeans类进行实现，下面介绍主要参数和方法，并介绍一个实际的K-Means聚类例子。

1.K-Means的scikit-learn实现




参数

● n_clusters：即K值，一般需要多试一些值，以获得较好的聚类效果。

● max_iter：最大迭代次数，默认为300。

● init：选择初始化聚类中心的方式，可选 k-means++或 random，默认是k-means++，建议选择默认。

● n_init：指定选择不同的初始化聚类中心运行算法的次数，默认是 10。由于K-Means的结果是受初始值影响的局部最优迭代算法，因此一般需要多选择几组初始聚类中心进行尝试，最后选择最好的结果作为最终聚类结果。

● algorithm：选择距离度量算法，有auto、full和elkan三种选择。full表示传统的K-Means算法，使用二范数度量距离；elkan表示使用elkan K-Means算法，当数据比较稠密时，选择该算法可以减少计算量。一般建议直接选择默认的auto，让其自动选择。

● random_state：用于产生初始化聚类中心的随机化种子。

属性

● cluster_centers_：输出各个聚类中心向量。

● labels_：输出各个簇的标签。

方法

● fit(X)：训练聚类模型。

● fit_predict(X)：在X上执行数据集，返回样本X的簇标记。

● predict(X)：预测样本集X中每个样本最接近的簇。

2.Mini Batch K-Means的scikit-learn实现







参数

● n_clusters：即K值，默认为8，一般需要多试一些值，以获得较好的聚类效果。

● max_iter：最大迭代次数，默认为100。

● init：选择初始化聚类中心的方式，可选 k-means++或 random，默认是k-means++，建议选择默认。

● n_init：指定选择不同初始化聚类中心运行算法的次数，默认是3；这里和K-Means稍有不同：K-Means类里的n_init是用同样的训练集数据来“跑”不同的初始化聚类中心，而Mini Batch K-Means类的n_init每次用不同的采样数据集来“跑”不同的初始聚类中心。

● init_size：用来做聚类中心初始值候选的样本个数，默认是batch_size的3倍。

● random_state：用于产生初始化聚类中心的随机化种子。

● batch_size：采样得到的各个小批量样本中包含的样本数目，默认为100。

● reassignment_ratio：某个聚类中心被重新赋值的次数占所有聚类中心被重新赋值的次数的比例，默认是0.01。

● max_no_improvement：当连续多少个Mini Batch没有改善聚类效果时，就停止算法，用于控制算法运行时间，默认为10。

属性

● cluster_centers_：输出各个聚类中心向量。

● labels_：输出各个簇的标签。

方法

● fit(X)：在X上执行数据集，可以配合labels_属性使用。

● fit_predict(X)：在X上执行数据集，返回样本X的簇标记。

● partial_fit(X)：在单个Mini Batch上更新K-Means。

● predict(X)：预测样本集X中每个样本最接近的簇。

3.K-Means应用实例

程序如下：




结果如图12-4所示。


图12-4 结果



在图12-4中，K=1表示原样本数据集分布情况，K=2 、K=3 和 K=4分别表示不同K值时的聚类结果。可以看出，当K值选择得当时（此例中K=4）,K-Means的聚类效果还是比较理想的。


12.3 层次聚类



12.3.1 层次聚类的过程和原理


1．层次聚类介绍

层次聚类（Hierarchical Clustering），顾名思义，就是一层一层地进行聚类。它是一类算法的总称，主要通过从下往上不断合并簇，或者从上往下不断分离簇形成嵌套的簇。我们把从下往上对小类进行聚合的方式叫作凝聚法，把从上往下将大类分割成小类的方式叫作分裂法。

2.AgglomerativeClustering算法

AgglomerativeClustering算法是一种典型的层次聚类算法，其原理很简单：开始时将所有数据点本身作为簇，然后找出距离最近的两个簇将它们合并为一个，不断重复以上步骤，直到达到预设的簇的个数，如图12-5所示。


图12-5 层次聚类原理



具体步骤如下。

第1步：将每个样本点当作一个类簇，原始类簇大小等于样本点的个数。

第2步：计算各簇间的距离，然后合并距离最近的两个簇。

第3步：重复第2步，直到达到某种条件或者达到设定的聚类数目。

从上面的过程可以看出，AgglomerativeClustering算法的原理非常简单，关键之处就是计算簇间的距离后合并相近的簇。距离度量方式有三种：

● 最小距离：由两个簇的最近样本决定。

● 最大距离：由两个簇的最远样本决定。

● 平均距离：由两个簇的所有样本共同决定，即各类簇中心之间的距离。

以图12-6所示为例，假设现在所有样本已经被划分成了三类，而我们的目标是将所有样本聚为两类。这时候如果使用AgglomerativeClustering算法，就是需要将图12-6中的其中两个类别再合并一次。

● 如果按照最小距离，应该是上方的两类合并为一类。

● 但如果按照平均距离，那么应该是右侧的两类进行合并，因为右侧两类的簇中心距离比上方两类的簇中心距离要近。


图12-6 层次聚类示例



实际上，这些聚类方式各有利弊。综合来说，若采用最小距离或最大距离，则聚类结果可能受噪声点的影响较大，但计算量较小；若采用平均距离，则抗噪声能力较强，但计算量会增大。


12.3.2 小结


1．优点

（1）能够展现数据层次结构，易于理解。

（2）可以先基于层次，然后再选择类的个数（可以先将样本点自下而上凝聚成一棵树，然后聚类的时候由上往下选择；比如需要聚成K类，那么选择子节点个数为K的那一层就可以）。

2．缺点

计算量比较大（需要计算所有样本点相互之间的距离），不适合样本量大的情况。


12.3.3 层次聚类应用实例


AgglomerativeClustering算法在scikit-learn通过sklearn.cluster.AgglomerativeClustering类进行了实现，下面介绍该类的主要参数和方法，并介绍一个实际的层次聚类例子。

1.scikit-learn实现




参数

● n_clusters：指定聚类簇的数量。

● affinity：选择用于计算距离的方式。可选项有：euclidean、l1、l2、mantattan、cosine和precomputed，如果linkage=ward，则affinity必须为euclidean。

● linkage：选择用于度量距离的方式，可选项如下。

ward：采用最小距离dmin（默认选择）。

complete：采用最大距离dmax。

average：采用平均距离davg。

● compute_full_tree：通常训练了n_clusters后，训练过程就会停止。但是如果compute_full_tree=True，则会继续训练，从而生成一棵完整的树。

属性

● labels_：每个样本的簇标记。

● n_leaves_：分层树的叶子节点数量。

● children：每个非叶子节点包含的子节点数量。

方法

● fit(X)：在X上执行数据集，可以配合labels_属性使用。

● fit_predict(X)：在X上执行数据集并返回样本X的簇标记。

2．应用实例

（1）程序




（2）结果

样本点数目：1500，如图12-7所示。


图12-7 结果




12.4 密度聚类



12.4.1 密度聚类过程和原理


密度聚类算法假设聚类结构能够通过样本分布的紧密程度确定，其从样本密度的角度考察样本之间的可连接性，并且基于可连续样本不断扩展聚类簇，以获得最终的聚类结果。

基于密度的空间聚类噪声应用（DBSCAN）算法

DBSCAN 算法是一种著名的密度聚类算法，其基于一组“邻域”（∈,MinPts）参数来刻画样本分布的紧密程度。

这里涉及一些基本概念，说明如下。

● ∈-邻域：对样本xi
 ，其∈-邻域包含样本集中与xi
 的距离不小于∈的样本。

● 核心对象：若xi
 的∈-邻域至少包含MinPts个样本，则xi
 是一个核心对象。

● 密度直达：若xi
 是核心对象，且xi
 位于xi
 的∈-邻域中，则称xi
 由xi
 密度直达。

● 密度可达：若存在样本序列p1
 , p2
 ,…, pN
 ，且pi+1
 可由pi
 密度直达，而xi
 =p1
 ,xj
 =pN
 ，则xj
 可由xi
 密度可达（密度直达的传递性）。

● 密度相连：所有密度可达样本序列的ϵ-邻域内的所有的样本相互为密度相连。举个实际的例子，如图12-8所示。


图12-8 密度相连示例



当MinPts=5时，红色点（箭头连起来的点）都是核心对象（因为其ϵ-邻域至少有5个样本），黑色样本（其他点）是非核心对象。所有核心对象密度直达的样本在以红色核心对象为中心的超球体内。箭头连起来的核心对象组成了密度可达的样本序列。在这些密度可达的样本序列的ϵ-邻域内，所有的样本都是密度相连的。

算法过程如下。

第1步：通过距离度量确定各样本的∈-邻域，判断是否为核心对象，得到核心对象集合Ω。

第2步：如果核心对象集合Ω=∅，算法结束，否则转到第3步。

第3步：在集合Ω中，随机选择一个核心对象o作为种子，找到由它密度可达的所有样本构成一个聚类簇Ck
 。

第4步：从集合Ω中剔除聚类簇Ck
 中包含的核心对象作为新的核心对象集合Ω 。

第5步：重复第2步、第3步和第4步，直到集合Ω=∅，得到最后的聚类簇C1
 ,C2
 ,…,CK
 。

算法注意点：

（1）有些样本点不在任何一个核心对象的周围，在DBSCAN算法中，我们一般将这些样本点标记为噪声点。

（2）距离度量问题；一般采用某一种距离度量来衡量样本距离，如欧氏距离。若样本量较大，可采用KD树搜索。

（3）某些样本到两个非密度直达核心对象的距离都小于∈，此时 DBSCAN 算法采用先来后到的方式，即先进行聚类的类别簇会标记这个样本为它的类别（所以BDSCAN算法不是完全稳定的算法）。


12.4.2 小结


1．优点

（1）不需要指定簇的个数。

（2）聚类结果没有偏倚（K-Means的初始值聚类中心对聚类结果有很大影响）。

（3）可以在聚类的同时发现异常点，对数据集中的异常点不敏感。

（4）可以对任意形状的稠密数据集进行聚类（K-Means 聚类一般只适用于凸数据集）。

（5）速度较快，可适用于较大的数据集。

2．缺点

（1）如果样本集的密度不均匀，簇间距差相差很大时，聚类质量较差。

（2）调参相比K-Means之类的聚类算法稍复杂（需要对距离阈值∈与邻域样本数阈值MinPts联合调参）。

（3）当样本集较大时，内存消耗较大（距离矩阵的存储比较耗内存），聚类收敛时间较长，这时可以通过对搜索最近邻时建立的KD树来改进。


12.4.3 密度聚类应用实例


DBSCAN算法在scikit-learn库中通过sklearn.cluster. DBSCAN类进行了实现，下面介绍该类的主要参数和方法，并介绍一个实际的密度聚类例子。

1.scikit-learn实现




参数

● eps:∈-邻域。

● min_samples：一个点被判定为核心对象时，其∈-邻域中至少包含的样本个数。

● metric：选择距离度量方式，可选项如下。

manhattan：曼哈顿距离。

euclidean：欧氏距离（默认选择）。

chebyshev：切比雪夫距离。

minkowski：闵可夫斯基距离。

wminkowski：带权重闵可夫斯基距离。

● algorithm：选择最近邻点的搜索算法，可选项如下。

auto：自动选择。

kd_tree：基于KD搜索树。

ball_tree：基于球搜索树。

brute：暴力计算法。

● leaf_size：当选择KD树或者球搜索树时，用来限定停止建子树的叶子节点数，该参数可影响计算的速度。

属性

● Labels_：每个样本的簇标记。

方法

● fit(X)：在X上执行数据集，可以配合labels_属性使用。

● fit_predict(X)：在X上执行数据集并返回样本X的簇标记。

2．应用实例

程序1：生成原始数据




结果如图12-9所示。


图12-9 程序1结果



程序2：对上面的数据运用密度聚类




结果如图12-10所示。


图12-10 程序2结果



从上面的结果可以看出，对于同一个数据集，∈-邻域取不同值时，聚类的效果相差可能非常大。当∈=0.5时，DBSCAN算法将整体聚成了一个类，也就是没有类别间的区分；而当∈=0.08时，DBSCAN基本可以顺利地将类别分开；但当∈的值进一步减小时，周围的非密度可达点就变多了。

从这个例子我们可以看出两个问题：

（1）DBSCAN中的∈参数对聚类结果的影响非常大，调参时需要谨慎。

（2）不同的数据集类型，适用的聚类方法可能不同，因而选择聚类算法时要根据实际情况灵活处理，不要迷信某一个模型。


12.5 谱聚类



12.5.1 谱聚类的过程和原理


1．谱聚类介绍

谱聚类（Spectral Clustering）是从图论中演化出来的算法，也是一种广泛使用的聚类算法。与传统的 K-Means 算法或层次聚类算法等相比，谱聚类对数据分布的适应性更强，聚类效果比较优秀，同时聚类的计算量也小很多。

谱聚类的主要思想：把所有的样本数据看作空间中的点，点之间用边连接起来形成图。图里面边的权重与点之间的距离有关，距离较远的两点之间的边权重值较低，而距离较近的两点之间的边权重值较高。对所有数据点组成的图进行切图，让切图后不同子图间边的权重和的值尽可能小，而子图内边的权重和的值尽可能下，从而达到聚类的目的，如图12-11所示。


图12-11 谱聚类



2．谱聚类原理

在介绍了谱聚类的主要思想后，下面讲解谱聚类的详细原理。

（1）邻接矩阵&度矩阵

了解图论的读者应该知道，对于一个图G，一般用点的集合V和边的集合E来描述，记为 G(V,E)。其中，V 包括我们数据集里面所有的点{v1
 ,v2
 ,…,vN
 }；对于 V中的任意两个点，可以有边连接，也可以没有边连接。

定义点vi
 和点vj
 之间的边权重为wij
 。其中，对于有边连接的两个点vi
 和vj
 , wij
 ＞0；对于没有边连接的两个点vi
 和vj
 ,wij
 =0，无向图即满足wij
 =wji
 。利用所有点之间的权重值，可得到图的邻接矩阵W ，第i行的第j个值对应我们的权重wij
 ，即




对于图中的任意一个点vi
 ，它的度di
 定义为和它相连的所有边的权重之和，即




利用每个点的度的定义，可得到一个N×N的度矩阵D ；其为一个对角矩阵，主对角线值di
 对应第i行的第i个点vi
 的度数，定义如下：




（2）邻接矩阵的获取

邻接矩阵W的获取方法有三种，即∈-邻近法、K邻近法、全连接法。

∈-邻近法

第一种方法是∈-邻近法。首先设置一个距离阈值∈，然后用两点间的欧氏距离sij
 和该阈值的关系来定义任意两点xi
 和xj
 的边权重，具体为




这里欧氏距离为[image: ]
 。

由上式可知，两点间的权重要么为∈，要么为0。很明显，采用这种方法来度量距离的远近其实是很不精确的，因此在实际应用中，较少使用∈-邻近法。

K近邻法

第二种方法是K近邻法。首先利用KNN算法遍历所有的样本点，找出每个样本xi
 最近的K个点作为近邻，然后根据两个点相互之间是否为最近邻来定义这两个点（xi
 和xj
 ）之间的边权重wij
 。具体来说，一般采取以下两种方法之一：




全连接法

第三种方法是全连接法，这三种方法会使所有的点之间的权重值都大于0，即选择不同的核函数来定义边权重，常用的有多项式核函数、高斯核函数和Sigmoid核函数。最常用的是高斯核函数，此时的邻接矩阵定义为




（3）拉普拉斯矩阵

拉普拉斯矩阵L定义为度矩阵D与邻接矩阵W的差，即

L=D−W

拉普拉斯矩阵有一些很好的性质：

● 由D和W都是对称矩阵可知，拉普拉斯矩阵是对称矩阵。

● 由于拉普拉斯矩阵是对称矩阵，因此它的所有特征值都是实数。

● 对于任意向量f，有：




推导过程：




● 拉普拉斯矩阵是半正定的，且对应的N个实数特征值都大于等于0，且最小的特征值为0（由性质3得出），即λN
 ≥…≥λ2
 ≥λ1
 =0。

（4）谱聚类切图

谱聚类切图有两种主流方式：RatioCut 和 Ncut，其目的是找到一条权重最小，又能平衡切出子图大小的边，如图12-12所示。


图12-12 谱聚类切图



假设V为所有样本点的集合，{A1
 ,A2
 ,…,AM
 }表示V的所有非相交子集集合，即A1
 ∪A2
 ∪…∪AM
 =V且Ai
 ∪Aj
 =∅，则子集与子集之间连边的权重和为




其中，[image: ]
 为Ai
 的补集，W（Ai
 ,[image: ]
 ）为Ai
 与其他子集的连边和，即




其中，wm,n
 为邻接矩阵W中的元素。

切图的目的是使得每个子图内部结构相似，这个相似表现为，子图内连边的权重都互相连接且平均值都较大，而子图间则尽量没有边相连，或者连边的权重很低。可以表述为

min cut（A1
 ,A2
 ,…,AM
 ）

使用这种方法切图时，会使V被切成很多个单点离散的图，如图12-13所示。


图12-13 散点



这样虽然最快且最能满足最小化要求，但明显并不是我们想要的结果，所以有了RatioCut切图和Ncut切图，具体为：




其中|Ai
 |为Ai
 中点的个数，vol（Ai
 ）为Ai
 中所有边的权重和。RatioCut切图考虑了目标子图的大小，避免了单个样本点作为一个簇的情况发生，平衡了各个子图的大小。

RatioCut切图

引入指示向量hj
 =（hj1
 ,hj2
 ,…,hjN
 ）,j=1,2,…,M，它是一个N维向量（N为样本数目）,hji
 定义如下：




即每个子集Aj
 对应一个指示向量hj
 ，而每个hj
 里有N个元素，分别代表N个样本点的指示结果。如果在原始数据中第i个样本被分割到子集Aj
 里，则hj
 的第i个元素为[image: ]
 ，否则为0。

可以推导出：




即对于某一个子图i ，它的RatioCut 对应于[image: ]
 。

那么M个子图对应的RatioCut 函数表达式为




其中，tr（HT
 LH）为矩阵的迹。

所以，RatioCut切图实际上就是最小化tr（HT
 LH）。

矩阵H中每一个指示向量都是N维的，向量中每个变量的取值为0或[image: ]
 ，有2N
 种取值。果有M个子图，就有M个指示向量；因此共有M × 2N
 种H，这是一个NP难题。


注意，
 tr（H
 T
 LH）中每一个优化子目标为
 [image: ]
 ，其中，L为对称矩阵，h
 i
 为单位正交基，因此
 [image: ]
 的最大值为L的最大特征值，最小值为L的最小特征值。所以，这里找最佳二分切图等价于找到目标的最小特征值，并得到对应的特征向量，即这里使用降维的思想去近似解决该NP难题。


通过找到L的K个最小特征值得到对应的K个特征向量，这K个特征向量组成一个N×K维度的特征矩阵，记为F 。由于我们在使用降维的时候损失了少量信息，导致得到的优化后的指示向量 h 对应的H不能完全指示各样本的归属，因此一般在得到N × K维度的矩阵H后还需对每一行进行一次传统的聚类，比如使用K-Means聚类。

Ncut切图

Ncut切图和RatioCut切图类似，但是把RatioCut的分母|Ai
 |换成了vol（Ai
 ），即把Ai
 中点的个数，换成了Ai
 中所有边的权重和。

由于子图样本的个数多并不一定权重就大，从而切图时基于权重也更符合我们的目标，一般来说，Ncut切图要优于RatioCut切图。具体推导过程这里不再详述。

3．谱聚类过程

输入：样本集D={x1
 ,x2
 ,…,xN
 }，相似矩阵的生成方式（∈-邻近法、K 近邻法、全连接法），降维后的维度K1
 ，聚类方法（如K-Means），聚类后的维度K2
 。

输出：簇划分C={C1
 ,C2
 ,…,CK
 }。

步骤如下。

第1步：根据输入的相似矩阵的生成方式构建样本的邻接矩阵W。

第2步：由邻接矩阵W，按照关系式[image: ]
 构建度矩阵D。

第3步：计算出拉普拉斯矩阵L=D−W。

第4步：构建标准化后的拉普拉斯矩阵[image: ]
 。

第5步：计算[image: ]
 最小的K1
 个特征值所各自对应的特征向量f。

第6步：将各自对应的特征向量f组成的矩阵按行标准化，最终组成N × K1
 维的特征矩阵F。

第7步：将F中的每一行作为一个K1
 维的样本，共N个样本，用输入的聚类方法进行聚类，聚类维数为K2
 。

第8步：得到簇划分C={C1
 ,C2
 ,…,CK2
 }。


注：
 最常用的相似矩阵的生成方式是基于高斯核距离的全连接方式，最常用的切图方式是Ncut，最常用的聚类方法为K-Means。



12.5.2 小结


1．优点

（1）谱聚类对数据结构并没有太多的假设要求（K-Means 要求数据为凸集，后面要讲的GMM假设数据集服从高斯分布）。

（2）谱聚类通过构造稀疏相似图，在大数据集上的计算速度明显优于其他算法。

（3）谱聚类对处理稀疏数据的聚类很有效。

（4）由于使用了降维，因此在处理高维数据聚类时的复杂度比传统聚类算法要好。

2．缺点

（1）如果最终聚类的维度非常高，并且降维的幅度不够，则会大大降低谱聚类的运行速度，最后的聚类效果也不好。

（2）聚类效果依赖于相似矩阵，不同的相似矩阵得到的聚类效果可能有很大不同。


12.5.3 谱聚类应用实例


在scikit-learn中通过sklearn.cluster. spectral_clustering类实现了基于Ncut的谱聚类，下面介绍该类的主要参数和方法，并介绍一个实际的谱聚类例子。

1.scikit-learn实现




参数

● n_clusters：指定聚类簇的数目，默认是8；在scikit-learn中，降维后的维度K1
 ，聚类后的维度K2
 被统一于这个参数，简化了调参过程。

● affinity：选择邻接矩阵的获取方式，可选项如下。

nearest_neighbors：最近邻法。

全连接法：可以使用各种核函数来定义邻接矩阵，最常用的是内

置高斯核函数rbf。

precomputed：自定义邻接矩阵的方式。

● assign_labels：选择聚类的方式，可选项如下。

kmeans:K-Means聚类，为默认选择。

discretize:K-Means聚类虽然是比较受欢迎的选择，但其对

初始聚类中心的选择比较敏感，所以提供另外一种discretize

方式供选择，读者可自行查阅相关资料了解。

属性

● labels：簇的类别标签。

2．应用实例

程序




结果如图12-14所示。


图12-14 结果




12.6 高斯混合聚类



12.6.1 高斯混合聚类过程和原理


1．高斯混合模型介绍

高斯混合模型（Gaussian Mixture Model,GMM）简单来说，就是K个服从高斯分布的成分混合而成的一种概率模型，如图12-15所示。


图12-15 高斯混合模型



GMM的基本思想是：任意形态都来可以用多个高斯函数来加权求和得到，只不过这些高斯函数有不同的维度和不同的中心，用数学表达式写出来如下：




其中，πk
 是权重因子；N（x;μk
 ,∑k
 ）,k=1,2,…,K，表示任意一个单高斯分布，叫作该模型的一个component（成分）。K需要先确定好，只要K足够大，该模型就可用来逼近任意连续的概率密度分布，即 GMM 可以模仿出特征空间中的任意一个样本点。

将 GMM 用于聚类时，相当于假设数据服从混合的高斯分布；我们先根据数据推出GMM的概率分布，然后GMM的K个component就对应所要聚类的K个簇。

2．高斯混合模型原理

（1）单高斯分布

概率论中学过，如果随机变量X服从均值为μ、方差为σ2
 的高斯分布，即X～N（μ,σ2
 ），则X的概率密度函数为




假设随机变量x是一个M维向量，则上式变为：




其中，μ是模型的期望，为一个向量；∑是模型的协方差矩阵。

（2）混合高斯分布

混合高斯分布就是多个单高斯分布（k=1,2,3,…）按照一定比例（比例因子πk
 ）加权得到的分布，表达式为




这里我们以K=2为例，即假设高斯混合模型由两个单高斯模型混合而成，则有：




现在所有样本点均服从概率分布为Pr（x）的混合分布。那么反过来，利用一批服从该分布的给定样本点，理论上我们可以估计出该混合分布中的π1
 、μ1
 、∑1
 和π2
 、μ2
 、∑2
 这6个未知参数。而一旦这6个未知参数被估计出来后，对于这批样本点，我们就可以很清楚地知道各个样本属于N（x;μ1
 ,∑1）和N（x;μ2
 ,∑2）的概率各为多少；然后将样本点划分到概率最大的那一个单高斯分布中去，最终即可实现聚类的目的。

但问题是，我们如何从一批给定的数据中去估计出这些未知参数πk
 、μk
 、∑k
 （k=1,2,…,K）呢？这就需要用到EM算法。


12.6.2 EM算法


EM算法是一种用来求解含有隐变量优化问题的方法，推导过程中主要会用到数学期望的性质、Jessen不等式和似然函数。

1．期望的性质

若随机变量X的概率分布为pk
 ,k=1,2,…，则X的数学期望定义为




若随机变量Y与随机变量X之间存在映射关系Y=f（X），则随机变量Y的数学期望为




2.Jessen不等式

如果f（x）是凸函数，X为随机变量，那么存在：

E[f（X）]≥f（E（X））

如果f（x）是严格的凸函数，那么当且仅当X为常数C时，上式成立。


注意：
 如果是严格凹函数，则E[f（X）]≤f（E（X））。


3．似然函数

最大似然也称为最大概似估计，即在“模型已定，但模型中的参数θ未知”的情况下，通过观测数据集估计未知参数θ的一种思想或方法。其基本思想是：给定样本取值后，该样本最有可能来自参数为何值的总体。

若随机变量X的概率分布为p（xi
 ,θ）,k=1,2,…,M，则X的似然估计函数为




对应的对数似然函数为




4.EM算法原理

EM算法的全称是Expectation-Maximization Algorithm。其基本思想是：先随机选取一个值θ0
 去初始化待估计的参数θ，然后不断地迭代寻找更优的θn+1
 ,n=0,1,2,…，使得其对应的似然函数L（θn+1
 ）比原来的L（θn
 ）要大。其关键之处在于找到L（θ）的一个下界（假设为q（θ）），然后通过不断最大化这个下界来近似得到L（θ）的最大值。

（1）建立含有未知参数θ的分布p（xi
 ,θ）的对数似然函数





说明：
 从第一步到第二步运用了概率的性质，即将p（x
 i
 ,θ）展开成关于z
 i
 的完全分布；从第二步到第三步相当于引入一个新的随机变量Z，其对应的概率分布为q（z
 i
 ），这个分布目前还是未知的，后面可以推导出其就是随机变量X的后验概率p（z
 i
 |x
 i
 ;θ）。


（2）“E步”和“M步”。

令：




则g（z）就是一个关于随机变量Z的复合分布，而前面说过，随机变量Z的概率分布为q（zi
 ），所以根据复合分布期望的性质，g（z）的期望为




又因log函数为严格的凹函数，所以由 Jessen 不等式有log E[g（z）]≥E[log g（z）] （当且仅当g（z）=C时等号成立）。

再把log g（z）看成是关于随机变量Z的另外一个复合分布，利用复合分布期望的性质有：




将其代入log E[g（z）]≥E[log g（z）]，得：




进一步推出：




即




前面说了，当且仅当g（z）=C时上式中的等号成立，即：




推出：

p（xi
 ,zi
 ,θ）= C∙q（zi
 ）

即

q（zi
 ）∝p（xi
 ,zi
 ;θ）

又q（zi
 ）是随机变量Z的概率分布，因此必须满足：




所以综合上述两式可以推断出q（zi
 ）的关系式为




又：





说明：
 上式第一步到第二步运用的是将p（x
 i
 ,θ）展开成关于z
 i
 的完全分布的逆过程；第二步到第三步运用的是贝叶斯定理。


所以最终有：

q（zi
 ）=p（zi
 |xi
 ;θ）

即前面我们假设的关于随机变量Z的未知概率分布q（zi
 ）原来就是随机变量Z关于随机变量X的后验概率，知道这个后我们就知道实际操作中q（zi
 ）该如何选择了。

（3）总结一下前面的过程

对数似然函数L（θ）表示的是对复合分布g（z）求期望后取对数再求和，我们利用期望的性质和Jessen不等式将其等价转换成≥先对g（z）取对数再求期望再求和，所以这一步就称为“E步”。

经过“E步”后我们就可以确定出L（θ）的下界，然后，下一步只要不断最大化这个下界（可以使用任意最优化算法）就可以使L（θ）逐渐变到最优，因此下一步称为“M步”。

（4）EM算法的整体步骤

第1步：随机选取初始化值θ（0）
 。

第2步：不断迭代以下两步。

E步：对于每一个i，计算隐变量的后验概率q（zi
 ）=p（zi
 |xi
 ;θ）。

M步：使用任意一种优化算法（如梯度下降法）计算下式：




5．高斯混合聚类参数的EM算法学习过程

利用EM算法估计高斯混合聚类参数的步骤如下。

第1步：猜测有几个类别，即有几个高斯分布，假设为K。

第2步：针对每一个高斯分布，随机给其均值和方差进行赋值。

第3步：针对每一个样本，计算其在各个高斯分布下的概率。




第4步：针对每一个高斯分布，每一个样本对该高斯分布的贡献可由其下的概率p（xi
 ,k）表示，概率越大，表示贡献越大，反之亦然。以样本对该高斯分布的贡献作为权重来计算加权的均值和方差，用其代替原本的均值和方差。

第5步：重复第3步和第4步，直到每一个高斯分布的均值和方差收敛。


12.6.3 小结


1．优点

（1）多维情况下，高斯混合模型在计算均值和方差时使用了协方差，应用了不同维度之间的相互约束关系，在各类尺寸不同、聚类间有相关关系时，GMM可能比K-Means聚类更适合。

（2）GMM基于概率密度函数进行学习，所以除在聚类应用外，还常应用于密度检测。

（3）K-Means 是硬分类，要么属于这类，要么属于那类；而 GMM 是软分类，比如一个样本60%属于A,40%属于B。

2．缺点

（1）类别个数只能靠猜测。

（2）结果受初始值的影响。

（3）可能限于局部最优解。


12.6.4 GMM应用实例


在scikit-learn中通过sklearn.cluster. GaussianMixture类实现，下面介绍该类的主要参数和方法，并介绍一个实际的高斯混合聚类的例子。

1.scikit-learn实现




参数

● n_components：指定混合高斯模型的成分数目。

● tol：指定收敛阈值，当下限平均增益低于该阈值时，EM停止迭代。

● max_iter：指定要执行的EM迭代次数。

方法

● fit(X, y)：使用EM算法估计模型参数。

● predict(X)：预测样本X的标签。

● predict_proba(X)：预测样本X属于各个成分的概率。

● score(X, y)：计算样本的平均对数损失值。

2．应用实例

程序







结果如图12-16所示。


图12-16 结果





第13章 降维


训练机器学习模型时，往往需要将样本处理成标准的矩阵形式。但很多时候，样本的特征数目会比较大，而且有些特征对模型训练可能并无贡献，所以在训练之前，一般需要对特征进行降维。

奇异值分解（Singular Value Decomposition,SVD）、主成分分析（Principal Components Analysis,PCA）和线性判别分析（Linear Discriminant Analysis,LDA）都可以用于样本的特征降维。SVD将矩阵分解为奇异向量和奇异值的形式，PCA和LDA 都是通过某个投影矩阵对原始样本点进行投影来降维，只不过二者的指导思想不同，导致寻找投影矩阵的方式不同。PCA 的核心思想是投影后的样本点在投影超平面上尽量分开，即投影方差最大；LDA 的核心思想是投影后类内方差最小，类间方差最大，选择分类性能最好的方向进行投影。二者的不同思想导致二者寻找的投影矩阵不同，但二者在求解投影矩阵时默认使用的都是SVD。


13.1 奇异值分解



13.1.1 矩阵的特征分解


如果一个方阵（方块矩阵）A相似于对角矩阵，或者说，如果存在一个可逆矩阵P使得P−1
 AP是对角矩阵，则矩阵A被称为可对角化的。可对角化的矩阵可以做特征分解，即可以将可对角化的矩阵分解为由其特征值和特征向量表示的矩阵之积：

A=Q∑Q−1


其中∑是由方阵A的各个特征值组成的对角矩阵，Q是由方阵A的各特征值对应的特征向量标准化后组成的矩阵。

但实际情况中，大部分矩阵并不是可对角化的，比如训练集样本数据T={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}，由M个样本组成，每个样本xi
 含有N个特征，则样本和样本特征组成一个M行N列的矩阵A=（x1
 ,x2
 ,…,xM
 ），其中样本向量[image: ]
 ，这时候不能直接利用上面的分解方法，而是需要引入一种叫奇异值分解的方法。


13.1.2 奇异值分解


奇异值分解（SVD）就是用来解决非方阵型矩阵的特征分解的，其将矩阵分解为奇异向量和奇异值：设A是一个M×N矩阵，且其秩为R（A）=K，则可将A分解为如下形式：

AM×N
 =UM×M
 ∑M×NVT
 N×N


其中， U是M×M方阵，里面的向量是正交的，称为左奇异向量； V是N×N方阵，里面的向量是正交的，称为右奇异向量；∑是M×N矩阵，除对角线外其他元素全部为0，即




从图13-1可以很形象地看出上面SVD的定义。


图13-1 SVD分解示意图



根据正交矩阵的性质，有：

UUT
 =I

VVT
 =I

A是M×N矩阵 ⇒ AAT
 是M×M方阵，AT
 A是N×N方阵。

利用下面的式子可以求出两方阵各自的特征值和特征向量，即

（AAT
 ）u=λu

（AT
 A）v=λv

又：




而∑是对角矩阵，假设σi
 ∙σi
 =λi
 ，这里i=1,2,…,K，有：




将其记为矩阵M，即




则有：

AAT
 U=U∑∑T
 =UM=MU

AT
 AV=V∑T
 ∑=VM=MV

即

AAT
 U=MU

AT
 AV=MV

与公式（AAT
 ）u=λu和（AT
 A）v=λv比较可知：

● 左奇异矩阵U对应的是矩阵AAT
 的特征向量组成的矩阵，为M × M方阵。

● 右奇异矩阵V对应的是矩阵AT
 A的特征向量组成的矩阵，为N × N方阵。

● 对角矩阵∑中元素σi
 对应的是矩阵AAT
 的特征值λi
 开平方，即




例子：将矩阵[image: ]
 进行奇异值分解。

第1步：先求AAT
 和AT
 A。




第2步：再求AAT
 的特征值和特征向量。

λ1
 =1 ,λ2
 =2

对应的特征向量为[image: ]
 ,[image: ]
 。

第3步：再求AT
 A的特征值和特征向量。

λ1
 =1 ,λ2
 =2 ,λ3
 =0

对应的特征向量为[image: ]
 。

第4步：得到左奇异矩阵U，右奇异矩阵V，对角阵∑。




第5步：最终得到矩阵A的奇异值分解为




将奇异值在矩阵按从大到小的顺序排列，然后截取其中的前百分之多少作为整体的一个近似。实际上，在很多情况下，前 10%的奇异值就占了所有奇异值之和的90%以上，所以一般可以用前K个奇异值和对应的奇异向量来近似描述矩阵，即

AM×N
 =UM×M
 ∑M×NVT
 N×N
 ≈UM×K
 ∑K×KVT
 K×N


其中，K要比M和N小得多。正是由于这个性质，所以SVD可以被降维，应用在图像压缩、降噪等业务当中。


13.2 主成分分析


主成分分析（PCA）也是一种很重要的无监督降维方法，其基本思想是：找出原始数据里最主要的方面来代替原始数据，使得在损失少部分原始信息的基础上极大地降低原始数据的维度。

先用一个简单的例子来说明：假设现在有一批样本，样本类别数为3，每个样本的特征数维数为2，样本可视化如图13-2所示。


图13-2 样本可视化



现在，想把这批样本数据降维到一维，我们可以选择一个投影方向将这批样本数据投影到该方向上的一条直线上；但这条直线的方向就比较关键了。如图13-2中有u1
 和u2
 两个方向，明显将样本点投影到u1
 方向时比投影到u2
 方向时对三种类别的区分度要好。

这里有两个基本原则，第一是样本点到u1
 方向直线的距离更近，第二是样本点在u1
 方向直线上的投影能尽可能地分开，即同时满足紧凑性和可分性的要求。

下面我们将一维推广到多维，并基于这两个要求从数学上对PCA的原理进行推导，这里先说明一下，上面所说的“投影”用矩阵表述就是“坐标变换”。


13.2.1 PCA原理推导


假 设 有 M 个 样 本 x1
 ,x2
 ,…,xM
 ，每 个 样 本 xi
 含 有 N 个 特 征，即[image: ]
 ，这个N维特征空间的原始坐标系为I=（i1
 ,i2
 ,…,iN
 ）,I是一组标准正交基，即[image: ]
 , s≠t，则样本点xi
 在该原始坐标系中的表示为




假设经过线性变换后的新坐标系为J=（j1
 ,j2
 ,…,jN
 ＇），这里J是一组标准正交基，即[image: ]
 , s≠t，设样本点xi
 在该新坐标系中的近似表示为




又利用is
 的正交性质，js
 可以等价写成如下形式：




记：




则ws
 是一个新的基向量，其各分量就是基向量js
 在原始坐标系（i1
 ,i2
 ,…,iN
 ）中的投影；至此，js
 又可写为




并且根据正交基的性质，有||ws
 ||2
 =1, [image: ]
 , s≠t。

类似的有w1
 ,w2
 ,…,wN
 ＇，将其写成矩阵形式为：




将其记为W，即W=[w1
 ,w2
 ,…,wN
 ＇]，则W就称为坐标变换矩阵，且有W=WT
 ,WWT
 =I。利用坐标变化矩阵，新坐标系和原始坐标系间的关系可表示为

[j1
 ,j2
 ,…,jN
 ＇]=[i1
 ,i2
 ,…,iN
 ]W

将其代入前面xi
 在新坐标系中的近似表达式，可得：




再将其与xi
 在原坐标系中的表达式[image: ]
 比较可知，通过坐标变换来降维，相当于是用Wzi
 去近似表示了xi
 ，使：

xi
 =Wzi


即

zi
 =W−1
 xi
 =WT
 xi


则有：




一般，N＇会远小于N，这样就可以达到降维的目的了。这个过程相当于我们人为的丢弃了部分坐标，将维度由M降到M＇，但问题是到底丢弃了多少坐标，丢弃哪些坐标呢？我们的要求是：基于降维后的坐标重构样本时，得到的重构样本与原始样本坐标尽量相近。对于样本点xi
 来说，即要使Wzi
 和xi
 的距离最小化；推广到整体样本点，即




先计算[image: ]
 ，即




因为对于给定的M个样本，[image: ]
 是一个固定的值，因此最小化上面的结果等价于：




构造拉格朗日函数：

L（W）=−tr（WT
 XXT
 W）+λ（WT
 W−I）

对W求导，可得：

−XXT
 W+λW=0

整理，得：

XXT
 W=λW

可以看出：坐标变换矩阵W为XXT
 的M＇个特征向量组成的矩阵，而λ为XXT
 的特征值。当我们将原始数据集从N降到N＇维时，只需找到XXT
 最大的N＇个特征值对应的特征向量，将其组成投影矩阵W，然后利用zi
 =WT
 xi
 即可实现目标降维。

另外可以证明，满足上述条件（重构样本与原始样本坐标尽量相近）等价于满足最大可分条件（变换后的样本点在投影超平面上尽量分开，即投影方差最大）。

对于任意一个样本xi
 ，经过投影矩阵W投影后，在新坐标系中为zi
 ，则有zi
 =WT
 xi
 ；其在新坐标系中的投影方差为




所以最大投影方差，即




利用拉格朗日函数，可得：

L（W）=tr（WT
 XXT
 W）+λ（WT
 W−I）

对W求导，可得：

XXT
 W+λW=0

整理，得：

XXT
 W=−λW

和前面一样，坐标变换矩阵W为XXT
 的N＇个特征向量组成的矩阵，而−λ为XXT
 的特征值。当我们将原始数据集从N降到N＇维时，只需找到XXT
 最大的N＇个特征值对应的特征向量，将其组成投影矩阵W，然后利用zi
 =WT
 xi
 即可实现目标降维。

PCA 的本质是将方差最大的方向作为其主成分，然后将最相关的特征投影到同一个主成分上，从而达到降维的效果。投影的标准是保留最大方差。实际中，我们一般计算特征之间的协方差矩阵，通过对协方差矩阵的特征分解来得出特征向量和特征值。当将特征值由大到小排列时，相对应的特征向量所组成的矩阵就是我们所需的降维后的结果。


注意：
 协方差矩阵作为实对称矩阵，其主要性质之一就是可以正交对角化，因此就一定可以分解为特征向量和特征值。


PCA过程

输入：样本数据D={x1
 ,x2
 ,…,xM
 }，目标维数为N＇。

输出：降维后的样本集D＇={z1
 ,z2
 ,…,zM
 }。

步骤如下。

第1步：对样本进行去中心化操作。




第2步：计算样本矩阵的协方差矩阵[image: ]
 。

第3步：对协方差矩阵S进行特征分解，设特征值为λk
 ，对应特征向量为vk
 ，即

Svk
 =λk
 vk


第4步：取出最大的N＇个特征值对应的特征向量w1
 ,w2
 ,…,wN
 ＇，将其标准化后组成投影矩阵W=[w1
 ,w2
 ,…,wN
 ＇]。

第5步：利用投影矩阵对各个样本向量进行转化，即

zi
 =WT
 xi
 , i=1,2,…,M

得到新的降维后的样本集D＇={z1
 ,z2
 ,…,zM
 }。

说明

上面的低维空间维数N＇的选取一般有两种方法：

（1）从算法原理的角度预先设立一个阈值，比如0.95，然后选取使得下式成立的最小的N＇值




（2）通过交叉验证方式选择较好的N＇值，即降维后机器学习模型的性能比较好。


13.2.2 核化PCA


前面讲到的PCA方法将样本特征从高维投影到低维时，采用的是一种线性映射的方式，即默认存在一个线性超平面，可以让我们对样本数据点进行投影。但在很多实际任务中，可能并不存在这样一个比较理想的线性超平面，所以研究者想到能否用一个非线性的超平面来进行投影呢？答案是肯定的。

前面我们看到，在线性投影中，当需要将原始数据集从N降到N＇维时，只求解XXT
 W=λW就可得到投影矩阵W，然后利用zi
 =WT
 xi
 即可达到降维的目的。类似于支持向量机中的思想，我们引入核函数，先将需要降维的样本数据进行一次非线性映射，对映射后得到的结果使用线性PCA的流程，即




这种基于核技巧的PCA方法称为核主成分分析（Kernelized PCA,KPCA）。


13.2.3 PCA/KPCA的scikit-learn实现


PCA在scikit-learn通过sklearn.decomposition.PCA类进行了实现，下面介绍该类的主要参数和方法。

1.PCA的scikit-learn实现




参数

● n_components：指定降维后的维度；默认为 None，选择的值为min(n_samples,n_features)。如果选择mle，则使用Minka's MLE算法来猜测降维后的维度。如果给定一个浮点数，则表示指定降维后的维度占原始维度的百分比。

● whiten：选择是否进行白化操作，默认是False，如果选择True，则会将特征向量除以n_samples倍的特征值，从而保证非相关输出的方差为1。对于PCA 降维本身来说，一般不需要白化，但如果 PCA 降维后有后续的数据处理动作，可以考虑白化。

● svd_solver：指定奇异值分解SVD的方法，有4个可以选择的值：{‘auto',‘full', ‘arpack', ‘randomized'}。特征分解是奇异值分解SVD的一个特例，因而一般的PCA库都是基于SVD实现的。full是传统意义上的SVD，使用了scipy库对应的实现。arpack直接使用了scipy库的sparse SVD实现。randomized一般适用于数据量大，数据维度多，同时主成分数目比例又较低的情况，它使用了一些加快SVD的随机算法。默认是auto，即PCA类自己在前面讲到的三种算法里面，选择一个合适的SVD算法来降维。

属性

● n_components_：指示主成分有多少元素。

● components_：主成分数组。

● explained_variance_：降维后的各主成分的方差值，该值越大，说明对应的主成分越重要。

● explained_variance_ratio_：降维后各主成分的方差值占总方差值的比例，这个值越大，表示对应的主成分越重要。

方法

● fit(X)：在X数据集上训练模型。

● transform(X)：执行降维。

● fit_transform(X)：训练模型并降维。

2.KPCA 的scikit-learn实现




参数

● n_components：指定降维后的维度；默认为 None，选择的值为min(n_samples,n_features)。如果选择mle，则会使用Minka's MLE算法来猜测降维后的维度。如果给定一个浮点数，则表示指定降维后的维度占原始维度的百分比。

● kernel：指定选用的核函数类型，可选 linear（线性）、poly（多项式核）、rbf（高斯核）、sigmoid（多层感知机核）、cosine（余弦）或 precomputed （表示已经提供了一个kernel矩阵），默认为linear。

● gamma：指定poly或rbf的系数，当选择其他核函数时，忽略该系数，默认为特征总数的倒数。

● degree：当核函数是poly时，指定其p值，默认为3。

● coaf0：当核函数是poly或Sigmoid时，指定其r值，默认为1。

● tol：设定判断迭代收敛的阈值，默认为0。

● max_iter：设定最大迭代次数，默认为None，表示无限制。

● n_jobs：运行的 CPU 核心数，默认为1。如果为-1，则将使用所有可用的CPU内核。

● remove_zero_eig：如果为 True，那么所有具有零特征值的组件都被删除。默认为False，表示忽略此参数。

方法

● fit(X)：在X数据集上训练模型。

● transform(X)：对X数据集的特征进行转换。

● fit_transform(X)：对X数据集的特征进行转换并训练模型。

● get_params()：获取本轮参数。

3.PCA的应用实例

例1 使用scikit-learn自带的人脸图片库，用PCA来生成特征脸。该数据集一共包含40个人的脸部图像，每个人取10张不同表情的图片，各张图片均为64×64像素。

程序如下：







结果如图13-3所示。


图13-3 结果



例2 比较PCA和KPCA的降维效果。

程序如下：







结果如图13-4所示。


图13-4 结果



从结果图中可以看出，使用PCA和KPCA降维后，两类样本点均能被分开，但是使用 KPCA 的结果是直接把数据变成了线性可分的，即这里我们只需再利用一个简单的线性分类器就可以完美地对KPCA降维后的两类样本点进行分类。


13.3 线性判别分析


线性判别分析（Linear Discriminant Analysis,LDA）也叫作 Fisher Linear Discriminant，在模式识别领域应用非常广泛。与 PCA 相同的是，LDA 也基于某个投影矩阵对样本点进行降维；与PCA不同的是，LDA需要利用样本的类别信息，是一种有监督降维方法。

这里有必要将其与自然语言处理中的隐含狄利克雷分布（Latent Dirichlet Allocation,LDA）区分开，在自然语言处理领域，Latent Dirichlet Allocation是一种文档主题模型，和这里的Linear Discriminant Analysis是两个不同的概念，本章后面所讲的LDA指的都是线性判别分析LDA。

用一句话概括LDA的思想就是：投影后类内方差最小，类间方差最大。即我们要将数据投影到低维空间，并希望投影后每一种类别数据的投影点尽可能接近，而不同类别数据的类别中心之间的距离尽可能的大。下面阐述其详细原理。


13.3.1 LDA原理推导


PCA降维的核心思想是使投影方差最大，以此为出发点可推导出，只需找到XXT
 最大的N＇个特征值对应的特征向量，将其组成投影矩阵W，然后利用zi
 =WT
 xi
 即可实现目标降维。LDA和PCA的核心思想有些差别，LDA的核心思想是：投影后类内方差最小、类间方差最大。但它的实现手段和PCA是一致的，即找到一个满足该思想的投影矩阵W，然后利用zi
 =WT
 xi
 实现目标降维。所以，LDA 和 PCA 的主要区别在于采用不同的思想，得到不同的投影矩阵。

下面从数学的角度进行阐述和推导。由于LDA需要借助样本的类别信息，这里为了简单，我们先以两种类别的样本点为例，不同投影矩阵的结果如图13-5所示，假设有下面红蓝两类样本点，左图为采用投影矩阵W1
 得到的结果，右图为采用投影矩阵W2
 得到的结果。直观上看，二者都可以将两类样本点投影到自身投影矩阵所对应的直线上，从而把数据从二维降到一维。但很明显，采用第一种方式降维后，红色和蓝色两类样本点的某些部分相互混叠在了一起，无法区分出来，而采用第二种方式降维后两类样本点能较好地被区分，因此第二种投影方向更优。


图13-5 不同投影矩阵的结果



采用不同的投影矩阵，投影出来的效果是不一样的，而LDA是有监督学习，所以我们的目标是借助已有样本的类别信息，学习出一个最优的投影矩阵W，具体过程如下。

假设有一批K个类别的样本点D={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）},yi
 ∈{C1
 ,C2
 ,…,CK
 } ,i=1,2,…,M，则第k类样本的均值向量为




其中，Nk
 为第k类样本的数量。

假设投影矩阵为W，则样本的均值向量μk
 投影后的值为

ak
 =WT
 μk


同样，样本xi
 经过投影后的值为

zi
 =WT
 xi


则投影后第k类样本的类内方差为




1．对于二分类问题

由于是两类数据，因此我们只需将数据投影到一条直线上即可，所以投影矩阵W此时是一个向量，记为w。

又两类样本的均值向量分别为




投影后的值分别为a1
 和a2
 ，所以两类样本的类间方差为




定义类间方差和类内方差的比值为J（w），对于二分类：




即




记类内散度矩阵Sw
 和类间散度矩阵Sb
 如下：




则有：




根据 LDA 的思想（投影后类内方差最小，类间方差最大），即得到如下优化函数：




实际上，J（w）就是广义瑞利熵，利用广义瑞利熵的性质，可以得到：J（w）的最大值为矩阵[image: ]
 的最大特征值，而对应的取该最大值时的w为该最大特征值对应的特征向量。

设[image: ]
 的特征值为λ，特征向量为w，则：




又对于二分类情况，由Sb
 =（μ2
 −μ1
 ）（μ2
 −μ1
 ）T
 可知Sb
 w的方向总与μ2
 −μ1
 一致，不妨设Sb
 w=λ（μ2
 −μ1
 ），将其代入上式，则有：




即




也就是说，只要求出原始二类样本的均值和方差就可以确定最佳的投影方向了。

2．对于多分类问题

类内散度矩阵：




类间散度矩阵：




其中Nk
 为第k类样本的数量，μk
 为第k类样本的均值向量，μ为所有样本均值向量。优化目标变为




和上面不同的是，这里WT
 Sb
 W和WT
 Sw
 W都是矩阵，不是标量，我们想办法来构造一个标量。有多种构造方式，一般我们选择：




其中∏diag A表示取矩阵A的对角线元素的乘积；这里因为投影矩阵W为N×N＇（N＇为降维后的维度），所以有：




其中wi
 为投影矩阵W的列向量。这样，上式就转化成了和二分类类似的广义瑞利熵形式，所以直接利用广义瑞利熵性质有：最大值为矩阵[image: ]
 的最大特征值，最大的N＇个值的乘积就是[image: ]
 的最大的N＇个特征值的乘积，此时对应的投影矩阵W为该最大N＇个特征值对应的特征向量组成的矩阵。

3.LDA过程

输入：样本数据D={（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）},yi
 ∈{C1
 ,C2
 ,…,CK
 }，目标维数为N＇。

输出：降维后的样本集D＇={（z1
 ,y1
 ）,（z2
 ,y2
 ）,…,（zM
 ,yM
 ）}。

步骤如下。

第1步：计算类内散度矩阵Sw
 和类间散度矩阵Sb
 ，即




第2步：计算矩阵Sw
 −1Sb
 。

第3步：对矩阵Sw
 −1Sb
 进行特征分解，设特征值为λk
 ，对应特征向量为vk
 ，即

Svk
 =λk
 vk


第4步：取出最大的N＇个特征值对应的特征向量w1
 ,w2
 ,…,wN
 ＇，将其标准化后组成投影矩阵W=（w1
 ,w2
 ,…,wN
 ＇）。

第5步：利用投影矩阵对各个样本向量进行转化，即

zi
 =WT
 xi
 , i=1,2,…,M

得到新的降维后的样本集D＇={（z1
 ,y1
 ）,（z2
 ,y2
 ）,…,（zM
 ,yM
 ）}。


说明：
 有一点需要注意，LDA 降维要基于样本的类别信息，是一种有监督学习方法，也因为这一点，使得采用LDA降维时，降维后样本特征的维度N
 ＇
 ≤k−1，所以如果想要降维后的样本特征维度N
 ＇
 ＞k−1，一般不能使用LDA。



13.3.2 LDA与PCA的比较


从 LDA 过程可以看出，其与 PCA 有一定的区别，但又有一定的联系，下面列出二者的主要异同点。

1．不同点

（1）LDA降维利用了样本的类别信息，属于一种有监督学习方法，而PCA是无监督的。

（2）LDA 降维的核心思想是投影后类内方差最小，类间方差最大，选择的是分类性能最好的方向进行投影；而PCA降维的核心思想是投影后的样本点在投影超平面上尽量分开，即投影方差最大。

（3）LDA降维后的维度有限制，必然小于类别总数，即N＇≤k−1，而PCA无该限制。

（4）LDA不仅可以进行降维，稍加改造还可以用于分类。

2．相同点

（1）二者都可以用于降维。

（2）二者降维时均采用了矩阵的特征分解思想。

（3）二者默认都假设被降维的样本数据服从高斯分布。


13.3.3 LDA应用实例


LDA在scikit-learn中通过sklearn.discriminant_analysis.LinearDiscriminantAnalysis类进行了实现，下面介绍该类的主要参数和方法。

1.LDA的scikit-learn实现




参数

● n_components：降维后的维度N＇，要求小于样本的类别总数，即N＇≤k−1。

● solver：矩阵的特征分解采用的方法，可选项如下。

svd：奇异值分解，默认选择svd。

lsqr：最小二乘。

eigen：特征分解。

● tol：用于SVD求解器中的秩估计的阈值。

属性

● coef_：权重向量。

● intercept_：偏置。

● covariance_：协方差矩阵。

● explained_variance_ratio_：降维后各主成分的方差值占总方差值的比例，这个值越大，表示对应的主成分越重要。

● means_：类别均值。

● scalings_：对各个特征取值按类别中心进行缩放。

● xbar_：总体均值。

● classes_：类别标签。

方法

● fit(X)：在X数据集上训练模型。

● transform(X)：对X数据集的特征进行转换。

● fit_transform(X)：对X数据集的特征进行转换并训练模型。

● predict(X)：预测测试集X的类别。

● predict_proba(X)：预测测试集X属于各类别的概率。

● predict_log_proba(X)：预测测试集X属于各类别的对数概率。

● score(X, y)：返回在测试集(X, y)上的平均准确度。

2.LDA的应用实例

这里在Iris数据集上比较一下PCA和LDA的效果。Iris数据集共有4个特征，分为3个类别。特征有Sepal.Length（花萼长度）、Sepal.Width（花萼宽度）、Petal.Length （花瓣长度）和Petal.Width（花瓣宽度）。种类有Iris Setosa（山鸢尾）、Iris Versicolour （杂色鸢尾）及Iris Virginica（维吉尼亚鸢尾）。

下面分别用PCA和LDA将Iris数据集降维到2维。

程序如下：







结果如图13-6所示。

从降维结果可以看出，PCA和LDA都顺利地将原来4维的数据集降到了2维，而且都较好地维持了原类别间的区分度。维持甚至改善类别间的区分度一般是我们期待降维算法能做到的，因为降维完成后，一般下一步的目标就是进行分类了。如果降维后不同类别都混在了一起，那么降维后的分类效果肯定是特别不理想的。


图13-6 结果




13.4 局部线性嵌入



13.4.1 局部线性嵌入介绍


局部线性嵌入（Locally Linear Embedding,LLE）也是非常重要的降维方法。与PCA和LDA等关注样本方差的降维方法相比，LLE更关注于降维时保持样本局部的线性特征，局部线性嵌入如图13-7所示。


图13-7 局部线性嵌入



LLE 首先假设数据在较小的局部是线性的，即某一个数据可以由它邻域中的几个样本来线性表示，例如：

x1
 =w12
 x2
 +w13
 x3
 +w14
 x4


其中，w12
 、w13
 、w14
 为权重系数。

通过LLE降维后，希望x1
 在低维空间对应的投影x1
 ＇和x2
 ,x3
 ,x4
 对应的投影x2
 ＇,x3
 ＇, x4
 ＇也尽量保持同样的线性关系：

x1
 ＇ ≈w12
 x2
 ＇ +w13
 x3
 ＇ +w14
 x4
 ＇

即投影前后线性关系的权重系数w12
 、w13
 、w14
 尽量不变或改变是最小的。


13.4.2 局部线性嵌入过程和原理


LLE 主要分为两步，第一步是求出线性关系权重系数，第二步是求出映射后的低维数据，下面对其过程和原理进行详细推导。

1．求出线性关系权重系数

假设以K个最近邻作为样本xi
 的邻域，先采取类似K近邻的欧氏距离法确定这K个最近邻点。其次，找出样本xi
 与其K个最近邻之间的线性关系，这是一个回归问题，以均方误差作为损失，即




一般对权重系数wij
 做归一化限制，即




通过上面两式求出我们的权重系数，即







先做如下转化：




即Wi
 =（wi1
 ,wi2
 ,…,wiK
 ）T
 ，则：




令Zi
 =（xi
 −xj
 ）T
 （xi
 −xj
 ），则：




又式子[image: ]
 等价于：

Wi
 TlK
 =1

其中，lK
 为全1的K维列向量。

综上，运用拉格朗日乘子法，原优化问题转化为




对Wi
 求导并令其为0，得：

2Zi
 Wi
 +λlK
 =0

即




将其代入Wi
 T
 lK
 =1 ，可得：




又：

Zi
 =（xi
 −xj
 ）T
 （xi
 −xj
 ） ⇒ Zi
 T
 =Zi


整理，得：




所以，最终的Wi
 为




2．求出映射后的低维数据

假设原样本数据集D={x1
 ,x2
 ,…,xM
 }为N维，目标维数为N＇，降维后的样本集D＇={y1
 ,y2
 ,…,yM
 }。

得到高维权重系数向量Wi
 后，希望这些权重系数对应的线性关系在降维后的低维样本中得到保持，即希望对应的标准差损失函数最小：




上式与在高维的损失函数几乎相同，唯一区别是高维式子中，高维数据已知，目标是求最小值对应的权重系数矩阵W，而在低维是权重系数矩阵W已知，求对应的低维数据。

为得到标准化的低维数据，加入如下约束条件：




其中，I为N＇×N＇阶的单位矩阵。

则：




令M=（I−W）T
 （I−W），则优化的目标函数为

J（Y）=tr（YT
 MY）

约束条件为[image: ]
 。

综上，运用拉格朗日乘子法，原优化问题转化为




对Y求导并令其为0，得

2MY+2λY=0

即

MY=λ＇Y

很明显，所求的Y矩阵就是矩阵M最小的N＇个特征值所对应的特征向量组成的矩阵V=（v1
 ,v2
 ,…,vN
 ＇）。

一般，M最小的特征值为0，此时对应的特征向量为全1，不能反映数据特征，因此实际情况中往往选择M的第2~N＇+1个最小的特征值对应的特征向量组成V=（v2
 ,v3
 ,…,vN
 ＇+1）。

3.LLE步骤

输入：样本数据集D={x1
 ,x2
 ,…,xM
 }，目标维数为N＇。

输出：降维后的样本集D ={y1
 ,y2
 ,…,yM
 }。

步骤如下。

第1步：依次计算样本xi
 的K个最近邻xi1
 ,xi2
 ,…,xiK
 , i=1,2,…,M。

第2步：求出局部协方差矩阵Zi
 =（xi
 −xi
 ）T
 （xi
 −xi
 ），并计算相应的权重系数向量。




第3步：权重系数向量Wi
 组成权重系数矩阵W，计算矩阵M=（I−W）T
 （I−W）。

第4步：计算矩阵M的前N＇+1个特征值及其对应的特征向量（v1
 ,v2
 ,…,vM
 ＇+1）。

第5步：2～（N＇+1）个特征向量所组成的矩阵即为输出的低维样本集D＇={y1
 ,y2
 ,…,yM
 }。

4.LLE小结

优点：

（1）可学习任意维的局部线性的低维流形。

（2）算法归结为稀疏矩阵特征分解，计算复杂度相对较小。

缺点：

（1）算法所学习的流形只能是不闭合的，且样本集是稠密均匀的。

（2）算法对最近邻样本数的选择敏感。


13.4.3 LLE应用实例


LLE算法在scikit-learn中通过sklearn.manifold.LocallyLinearEmbedding类进行了实现，下面介绍该类的主要参数和方法，并介绍一个实际的局部线性嵌入例子。

1.scikit-learn实现




参数

● n_neighbors：指定每个点要考虑的邻居数量，默认是5。

● n_components：指定需要降到的维数。

● method:standard、hessian、modified或ltsa。

● neighbors_algorithm：最近邻搜索算法，可选项有 auto、brute、kd_tree 和ball_tree。

方法

● fit(X)：计算数据集X的嵌入向量。

● fit_transform(X)：计算数据集X的嵌入向量并转换X。

2．应用实例

程序







结果如图13-8所示。


图13-8 结果





第14章 Word2Vec和Doc2Vec词向量模型



14.1 Word2Vec



14.1.1 Word2Vec概述


Word2Vec是Google在2013年推出的一个NLP工具，它的基本思想是：把自然语言中的每一个词都表示成一个统一意义、统一维度的短向量（Word Embedding），这样，词与词之间的关系就可以用短向量之间的关系度量。值得说明的是，Word2Vec可以在百万数量级的词典和上亿的数据集上进行高效训练，得到每一个词语的短向量；并且词语向量之间的距离可以表示词语之间的相似度。

Word2Vec 模型包括两种：CBOW（Continuous Bag-of-Words Model）模型和Skip-gram（Continuous Skip-Gram Model）模型。两种模型都可以使用基于哈夫曼树的Hierarchical Softmax方法或基于负采样的Negative Sampling方法来进行设计，关系如图14-1所示。

从图14-1可知，CBOW模型的目标是在给定某个词Wt
 的上下文的情况下，需要预测词Wt
 自身；而Skip-Gram模型正好相反，它是给定某个词Wt
 的情况下，需要预测该词的上下文。下面对这两个模型的结构和对应的原理进行详细讲解。


图14-1 CBOW模型和SKip-Gram模型的关系




14.1.2 基于Hierarchical Softmax方法的CBOW模型


假设没有一批文本语料，我们首先可以对其进行分词，分词后统计语料中各个词的出现次数，然后根据各个词在整个语料中的频次生成一棵 Huffman 树并进行Huffman编码。这些准备好后就可以构造CBOW模型了，CBOW模型如图14-2所示。


图14-2 CBOW模型



当然，上面的 Huffman 树并不是完整的通用情况，而是具体例子中所用到的实际情况。下面进一步定义通用型Huffman树的基本数值特征：

● Pw
 ：从根节点到达W对应子节点的路径。

● Lw
 ：路径Pw
 中节点的个数。

● [image: ]
 ：路径Pw
 中第j个非叶子节点对应的向量。

● [image: ]
 ：路径Pw
 中第j个非叶子节点对应的编码，即[image: ]
 =0或1。

1．推导

一般化，就是：




其中：




写成整体表达式就是：




所以，对于每一次预测，我们最终得到的目标函数如下




前面说过，我们的目标就是使P（W|context（W））最大，则问题就转化成了使上面的目标函数最大化的优化问题。为了方便计算，将目标函数取对数（取对数可以将乘法运算转化为加法运算），得到：




进一步，令：




则最大化L可以等价于最大化L（Xw
 ,[image: ]
 ）。

采用随机梯度下降法，分别求L（Xw
 ,[image: ]
 ）对未知参数Xw
 和[image: ]
 的偏导。

（1）求目标函数对未知参数[image: ]
 的偏导




前面在 Logistic 回归中已经推导过，[log σ（x）]＇=1−σ（x）,[log（1−σ（x））]＇=−σ（x），所以




代入上面的求导式子中，可得：







于是神经网络的权重系数[image: ]
 的更新公式如下：




其中，η为学习的步长。

（2）求目标函数对未知参数Xw
 的偏导

考虑L（Xw
 ,[image: ]
 ）中Xw
 和[image: ]
 的对称性，所以它们的求导结果也具有对称性，所以可直接写出L（Xw
 ,[image: ]
 ）对Xw
 的偏导数如下：




但是我们知道，Xw
 其实是输入的2n个词向量求和的结果，而我们最终的目标是得到词典中各个词的词向量V（W），怎么得到呢？Word2Vec采用的策略很简单，即直接取：




即




其实这也比较合理。考虑整个CBOW的结构，Xw
 本来就是各个V（W）的累加结果，因此将目标函数对Xw
 的偏导数累加起来后分摊到各个V（W）中去也是合适的。

2．层次Softmax方法的实现过程

第1步 利用训练语料数据创建词典，对词典中的每个单词进行二叉树Huffman编码。

第2步 根据定义的窗口大小，截取一个窗口内的单词作为一个训练样本进行一次训练。

第3步 对窗口内的左右单词对应的词向量进行累加（不包含自身），并计算出其平均向量V(W)。

第4步 每个二叉树非叶子节点链接到V(W)后都有一个可学习的参数W，通过Sigmoid函数可以得到每个非叶子节点的激活值（即概率值）。

第5步根据输出文字的节点路径，反向求导更新新路径上每个非叶子节点到隐藏层的参数值W，更新窗口内各个单词的词向量。


14.1.3 基于Hierarchical Softmax方法的Skip-Gram模型


Skip-Gram模型是由给定的某个词向量V（W）来预测它的上下文，Skip-Gram模型如图14-3所示。


图14-3 Skip-Gram模型



可以看出，它的训练过程其实和CBOW模型是一样的。只不过由于它需要预测出V（W）的上下文的2n个词向量，因此需要将CBOW的训练过程重复2n次。

由上可知，输入层是单个词向量V（W），因此它的投影层也是Xw
 =V（W），所以我们可以直接套用CBOW模型的训练结果，将其中的Xw
 用V（W）代入。

（1）模型的权重参数[image: ]
 的更新公式




（2）输入词向量V（W）的更新公式





14.1.4 基于Negative Sampling方法的CBOW模型


Negative Sampling（NEG）方法是Tomas Mikolov等人提出的，目的是用来提高Word2Vec模型的训练速度，改善得到的词向量的质量。

与基于Hierarchical Softmax的方法相比，NEG不再使用Huffman树，而是改用更加简单的随机负采样法。下面详细介绍其原理。

1．正负样本概念

在 CBOW 模型中，目标是通过某个词W的上下文context（W）来预测出W本身，因此我们可以将词W记为一个正样本，而将W以外的词全部记为负样本。

NEG 的核心思想是：把整个预测输出当作一个二分类过程，即分类结果为正、负两类；其目标就是增加正样本出现的概率，同时降低负样本出现的概率。这点不难理解，因为在分类预测过程中，预测结果属于哪一类实际先得到的是一个属于各类的概率，所以我们的目标肯定是增大正确分类的概率，降低错误分类的概率。这里正确分类就对应着正样本。

可以定义如下标记函数：




则Lw
 （u）可表示为词u的正负标签。

2．基于Negative Sampling方法的CBOW模型训练过程

这里训练过程中的二分类还是采用Logistic回归，则有：




即




对于一个给定的训练集正样本（W,context（W）），设它的分类目标函数为g（w），则有：




代入P（u|context（W））的表达式，即




σ（Xw
 ·[image: ]
 ）代表上下文为context（W）时，预测中心词为W的概率，即被正确分类的概率；σ（Xw
 ·[image: ]
 ）表示上下文为context（W）时，预测中心词为u的概率，即被误分类的概率。当我们最大化g（w）时，会使σ（Xw
 ·[image: ]
 ）和1−σ（Xw
 ·[image: ]
 ）变大，使σ（Xw
 ·[image: ]
 ）变大而使σ（Xw
 ·[image: ]
 ）变小，这就达到了前面所说的NEG方法的核心思想。所以接下来的重点就转移到怎样使g（w）最大化了。

为了简化计算，我们对目标函数g（w）取对数，将乘法运算转化为加法运算，在此之前先利用上面的正负样本符号Lw
 （u）将g（w）等价写成如下形式：




再取对数，得：




进一步取：




则最大化g（w）等价于最大化L（Xw
 ,[image: ]
 ）。同前面一样，对其求偏导数。

（1）求目标函数L（Xw
 ,[image: ]
 ）对未知参数[image: ]
 的偏导

仍然利用 Logistic 回归中的性质：[log σ（x）]＇=1−σ（x）,[log（1−σ（x））]＇=−σ（x）。

得到：




代入，可得到：




所以模型的权重系数θj
 u−1的更新公式为




（2）求目标函数L（Xw
 ,[image: ]
 ）对未知参数Xw
 的偏导

同样利用Xw
 和[image: ]
 的对称性，可以得到：




做跟基于Hierarchical Softmax方法的CBOW的类似处理，得到输入词向量的更新公式如下




即





14.1.5 基于Negative Sampling方法的Skip-Gram模型


和基于Hierarchical Softmax方法的Skip-Gram模型一样，基于Negative Sampling方法的Skip-Gram模型和基于Negative Sampling方法的CBOW模型训练过程类似，这里不再详述，结果如下。

（1）模型的权重参数[image: ]
 的更新公式




（2）输入词向量V（W）的更新公式




（3）Word2Vec需要注意的点

● 架构：Skip-Gram（慢、对罕见字有利）vs CBOW（快）。

● 训练算法：分层Softmax（对罕见字有利）vs 负采样（对常见词和低维向量有利）。

● 使用负例采样准确率提高，但速度会慢；不使用 Negative Sampling 的Word2Vec本身非常快，但是准确性不高。

● 欠采样频繁词：可以提高结果的准确性和速度（适用范围1e−3到1e−5）。

● 上下文窗口（window）大小：Skip-Gram通常在10附近，CBOW通常在5附近。


14.1.6 Word2Vec应用实例


Gensim是笔者较常用的一个NLP工具包，特别是其中的Word2Vec模块。下面讲解Word2Vec的Gensim实现，并展示一个实际的例子。

1.Gensim实现




参数

● sentences：需要训练的句子列表，如果不提供句子，则默认为None，表示模型未初始化。对于大语料集，可以考虑使用流式方式构建。

● sg：用于选择训练模型，默认为0，表示使用CBOW模型；如果设置sg=1，则表示采用Skip-Gram模型。

● hs：用于选择学习算法，默认为0，表示采用Negative Sampling方法；如果设置为1，则采用Hierarchica Softmax方法。

● cbow_mean：用于选择CBOW模式下投影层向量的计算方式；如果设置为0，则采用上下文词向量的和；如果设置为1，则采用均值，默认为1。

● size：用于指定特征向量的维度，默认为100；大的维度需要更多的训练数据，但是效果会更好，建议选择几十到几百之间。

● window：定义上下文窗口大小，是训练词向量时，取上下文的大小，默认为5。Word2Vec每次截取出一个窗口内的词作为一个样本进行训练，该参数值只是设定一个max window size,Word2Vec底层会生成一个随机大小的窗口，只要满足其范围在max window size内即可。Skip-Gram通常在10附近，CBOW通常在5附近。

● min_count：设定对字典做截断的阈值，词频少于min_count次数的单词会被舍弃掉，默认为5。

● seed：随机数发生器种子，与初始化词向量有关。

● alpha：初始学习速率（随着训练进度，线性下降到min_alpha）。

● min_alpha：最低学习速率。

● iter：用于设定迭代次数，默认为5。

● batch_words：用于设置每一批传递给线程的单词数量，默认为10000。

● workers：控制训练时CPU的并行数。

● max_vocab_size：设置词向量构建期间的RAM限制值，如果所有独立词总数超过这个值，则消除其中最不频繁的一个（每一千万个单词需要大约1GB的RAM）；默认为None，表示不做限制。

● sample：用于配置那些高频词汇被随机降采样的阈值，默认为1e−3，可用范围是(0,1e−5)。

● sorted_vocab：默认为1，表示在分配词索引之前对词汇按频率降序排列。

● negative：如果大于0，则使用负采样，int值指定应该绘制多少“噪声字”（通常在5～20），默认为5。

2．应用实例

程序如下：








14.2 Doc2Vec模型



14.2.1 Doc2Vec模型原理


通过前面的学习我们知道，Word2Vec模型训练完成后可以得到语料中各个词（如词W）的向量表示形式（V（W））。不管是CBOW模型还是Skip-Gram模型，在训练过程中都考虑到了词的上下文 contest(W)，因此得到的词向量维度比之前的 one-hot向量要短很多，另外还有一个特别有利的性质就是：各个词对应的词向量（之前说过，每个词向量表示一个点）之间的距离远近可以反映这些词语义之间的关系。简单说来就是：该模型不仅考虑了上下文语境信息，还压缩了数据规模。

有了Word2Vec模型训练的词向量后，我们可以做的事情很多，最常见的有文本分类和文本聚类。具体做法就是：对测试集中每一篇文档中的词向量求一个平均值，这个平均值就相当于代表了这一篇文章的语义，然后通过比较该平均词向量和训练集文档中各文档对应的平均词向量的距离，就可以预测这篇文档最有可能属于哪一类了。

但是上述对文档中所有词向量取平均的处理方式有一个小小的缺点，那就是会抹灭文档中各个词的排列顺序产生的作用。为了解决这一问题，就有了下面要介绍的Doc2Vec模型了。

实际上，Doc2Vec模型除在Word2Vec模型的基础上增加了一个段落向量（注意，这里实际是将一整篇文档当作一个段落了）外，其他部分和Word2Vec模型几乎是完全一样的。同样，Doc2Vec 模型也有两种处理方法，即 Distributed Memory（DM）和Distributed Bag of Words（DBOW）。

● DM 的目标是在给定某个词的上下文和段落向量的基础上预测该词出现的概率。

● DBOW 则是在仅给定段落向量的基础上预测段落中一组随机单词出现的概率。

Doc2Vec模型结构如图14-4所示。


图14-4 Doc2Vec模型结构



先看CBOW方法，相比于Word2Vec的cbow模型，区别点如下。

● 训练过程中新增了paragraph id，即训练语料中每个句子都有一个唯一的id。paragraph id 和普通的 word 一样，也是先映射成一个向量，即 paragraph vector。paragraph vector与word vector的维数虽然一样，但是来自两个不同的向量空间。在之后的计算里，paragraph vector和word vector累加或者连接起来，作为输出层Softmax的输入。在一个句子或者文档的训练过程中，paragraph id保持不变，共享着同一个paragraph vector，相当于每次在预测单词的概率时，都利用了整个句子的语义。

● 在预测阶段，给待预测的句子新分配一个 paragraph id，词向量和输出层Softmax 的参数保持训练阶段得到的参数不变，重新利用梯度下降训练待预测的句子。待收敛后，即得到待预测句子的paragraph vector。

Sentence2Vec模型与Word2Vec的Skip-Gram模型相比，区别点是：在Sentence2Vec里，输入都是Paragraph Vector，输出是该Paragraph中随机抽样的词。Sentence2Vec模型如图14-5所示。


图14-5 Sentence2Vec模型




14.2.2 Doc2Vec应用实例


1.Doc2Vec的Gensim实现







参数

● documents：需要训练的文档列表。如果不提供句子，则默认为 None，表示模型未初始化。对于大语料集，可以考虑使用流式方式构建。

● dm：定义训练模式。如果选择dm = 0，表示使用Distributed Bag of Words （DBOW）模式。默认选择dm = 1，表示选择Distributed Memory（DM）模式。

● hs：用于选择学习算法，默认为0，表示采用Negative Sampling方法；如果设置为1，则采用Hierarchica Softmax方法。

● dm_mean：用于选择DM模式下投影层向量的计算方式。如果设置为0，则采用上下文词向量的和；如果设置为1，则采用均值，默认为1。

● dm_concat：用于选择DM模式下投影层向量的计算方式；默认为0，表示不选择。如果选择 dm_concat=1，则表示对上下文词向量进行拼接，而不是求和或取均值。

● dm_tag_count：当使用 dm_concat 模式时，每个文档需要一个文档标签常数，默认为dm_tag_count=1。

其他参数释义在前面讲过，不再赘述。

方法

● train(sentences)：通过给定的sentences训练模型参数，每个sentences必须是一个unicode字符串。

● save(fname)：存储模型，fname为文件路径。

● load(fname)：加载模型。

● update_weights()：更新模型的权重系数。

● similarity(w1,w2)：输出两个词语的相似度。

● accuracy()：计算准确度值。

● create_binary_tree()：使用存储的语料创建一棵Huffman树。

● estimate_memory()：评估现有模型需要的内存。

● get_latest_training_loss()：获取最新的训练损失。

● initialize_word_vectors()：初始化词向量。

● most_similar(topn=10)：输出和某个词最相似的top n个词。

2．应用实例









第15章 深度神经网络模型


神经网络简单地说就是将多个神经元连接起来组成的一类网络，常见的有深度神经网络（Deep Neural Networks,DNN）、卷积神经网络（Convolutional Neural Network, CNN）、循环神经网络（Recurrent Neuron Network,RNN），以及由这些基本网络优化改进而成的各类深度学习模型。本章我们主要学习深度神经网络的相关内容。首先介绍一下深度学习的基本概念和发展历史；然后讲解深度神经网络的基本原理，包括前向传播和反向传播过程、常用的激活函数、优化算法等；最后会以一深度学习中著名的手写数字识别案例来展示神经网络的训练过程和效果。


15.1 深度学习



15.1.1 概述


深度学习在图像和自然语言等领域取得了十分不错的成就，其实深度学习只是机器学习的一个分支，它的很多基本理论和思想还是根植于机器学习的。图15-1展示了人工智能、机器学习和深度学习三者之间的关系。

从图15-1可以看到，三者之间是一个包含、继承与发展的关系：人工智能最大，概念也最先问世；然后是机器学习，出现得稍晚；最后才是深度学习。

机器学习的概念来自早期的人工智能研究者，典型的算法模型有决策树、贝叶斯网络等。机器学习简单来说就是使用算法模型分析数据，从中学习并做出推断或预测。前面讲过，与传统软件编程主要使用特定指令集来实现特定任务的做法不同，在机器学习中，我们使用大量数据和算法来“训练”机器，由此来学习如何完成任务。


图15-1 人工智能、机器学习和深度学习三者之间的关系



众所周知，普通机器学习算法模型并没有实现通用人工智能的目标。近年来，随着深度学习的出现，人们才重新看到了通用智能的曙光。但深度学习其实出现已经有一段时间了，并且其发展历程也是一波三折。下面就一起看一下深度学习发展史上的标志性进程。


15.1.2 深度学习发展历史


深度学习发展重要历史进程如图15-2所示。


图15-2 深度学习发展重要历史进程



1943年，心理学家麦卡洛克和数学逻辑学家皮兹一起发表论文提出了神经元模型。神经元模型是模仿神经元的结构和工作原理，构造的一个基于神经网络的数学模型称为MP模型。

MP模型作为人工神经网络的起源，开创了人工神经网络的新时代，也奠定了神经网络模型的基础。

1．第一代神经网络：单层感知机（1957—1969）

1957年，感知机模型的提出引起了大家的关注，带起了第一次深度学习发展高潮。在第8章中我们介绍过感知机模型及其原理，实际上就是取上面神经元模型中的激活函数为符号函数，写成向量的形式，即




其分割超平面为

h（x）=w·x+b

但有研究者发现，感知机模型存在一个致命问题，那就是无法解决“异或问题”，如图15-3所示场景。


图15-3 感知机模型无法解决异或问题



这意味着感知机模型只能做线性切割任务，其本质是一种线性组合方式，无法解决复杂的非线性问题，这极大地打击了研究者们的信心，第一次人工智能的低潮也随之来临，人工智能因此一度停滞近20年。

2．第二代神经网络：多层感知机（1986—1998）

感知机模型无法解决异或问题打消了大部分研究者的热情，直到1986年Hinton前辈提出多层感知机模型（MLP）。多层感知机模型采用Sigmoid函数进行非线性映射，解决了单层感知机模型的这一窘境。下面用一个实际例子展示MLP模型的非线性分类原理，如图15-4所示。


图15-4 MLP的非线性分类原理



异或问题的示意图如图15-5所示，图15-6是利用MLP解决异或问题的演示流程。

除了解决异或问题，Hinton还提出了用于学习MLP参数的反向传播算法，该算法在后来的深度神经网络中占据及其重要的位置。1989年，MLP被证明可以万能逼近任意连续函数，即对于任何闭区间内的一个连续函数f（∙），都可以用含有一个隐含层的BP网络来逼近。该定理的发现极大地鼓舞了神经网络的研究人员。同期，LeCun设计出卷积神经网络模型LeNet，并将其用于数字识别任务，取得了较好的成绩。研究者们开始不断设计更深、更复杂的网络结构，自此，深度学习的发展进入第二次热潮，更深的神经网络结构如图15-7所示。


图15-5 异或问题的示意图




图15-6 利用MLP解决异或问题的演示流程




图15-7 更深的神经网络结构



但到了1991年时，冰点又来了。神经网络模型的反向传播算法被指出存在梯度消失问题，即在误差梯度后向传递的过程中，后层梯度以相乘的方式叠加到前层，而由于Sigmoid函数的饱和特性，后层梯度本来就较小，因此误差梯度传到较前前面的网络层时几乎变成了0，导致前层网络无法进行参数更新。该发现再次把深度学习从神坛上拉了下来，深度学习再次开始走向下坡期。这也导致即使1997年LSTM模型被发明，且该模型在序列建模上的特性非常突出，也没有能引起大家的足够重视。

而这期间，统计机器学习方法进入一个良好的发展状态：1986年，决策树方法被提出，很快ID3、ID4、CART等改进的决策树方法相继出现。1995年，SVM被统计学家Vapnik提出，后来带有核函数的SVM模型也相继出现，解决了SVM的非线性分类问题，SVM模型拥有良好的数学特性，极受研究者们的推崇。1997年，AdaBoost模型被提出，催生了一系列的集成学习方法，这些集成学习方法在目前应用依然十分广泛。

3．第三代神经网络：DL（2006—至今）

2006年，Hinton再次提出了深层网络训练中梯度消失问题的解决方案：无监督预训练对权重进行初始化+有监督训练微调，有效地缓解了梯度消失问题。2011年， ReLU激活函数被提出，该激活函数能够有效地抑制梯度消失问题。同年，微软首次将深度学习应用在语音识别上，取得了重大突破。2012年，Hinton课题组首次参加ImageNet图像识别比赛，他们通过构建的CNN网络AlexNet一举夺得冠军，且碾压第二名（SVM方法）的分类性能，证明了深度学习的潜力。2013、2014和2015年，随着网络结构、训练方法和GPU硬件计算能力的不断进步，深度学习在自然语言处理和其他领域也在不断地征服战场，取得了一系列激动人心的成绩。尤其是2016年，谷歌基于深度学习开发的AlphaGo以4∶1的比分战胜了国际顶尖围棋高手李世石，更使得深度学习的热度一时无两。


15.2 神经网络原理


神经网络的基本原理主要涉及前向传播和反向传播两个过程，看似比较难以理解，但如果一层层展开来看，会发现实际并不复杂。


15.2.1 前向传播


图15-8是含一个隐藏层的神经网络。


图15-8 含一个隐藏层的神经网络



简单起见，我们假设输入层的维度是3，中间隐藏层含有4个神经元，输出层含有2个神经元。我们先来看一下其前向传播的过程。

第2层







第3层




第l 层

这里引申一下，假设样本x包含N个特征，即x=（x1
 ,x2
 ,…,xN
 ），神经网络一共有L层，其中第l层含有Kl
 个神经元，则上述表达可推广为




其中，o（l）
 是第l层的输出，是一个Kl
 维列向量；W（l）
 是第l层的权重系数矩阵，是一个Kl
 × Kl−1
 的矩阵；b（l）
 是第l层的偏置常数，也是一个Kl
 维列向量；函数σ表示激活函数，如Sigmoid函数。

注意，将一个向量应用于激活函数时，表示对该向量逐元素应用激活函数，即向量化函数运算。例如，假设我们的作用函数是f（x）=x2
 ，则向量化的f函数作用就起到下面的效果：





注：
 上面其实就是神经网络前向传播的通用表达式，写成矩阵和向量的表示形式，其实是十分简捷的。大家注意式中各个矩阵或向量的含义，以及其构成。比如上标在这里始终对应的是神经网络的层，下标则一般对应矩阵或向量的元素编号。


DNN前向传播算法步骤

输入：总层数L，输入样本的N个特征组成的向量x。

输出：第l层的预测输出o（l）
 ,l=2,3,…,L。

步骤如下。

第1步：令o（1）
 =z（1）
 =x，并初始化W（2）
 和b（2）
 。

第2步：for l from 2 to L，计算

o（l）
 =σ（z（l）
 ）=σ（W（l）
 o（l−1）
 +b（l）
 ）

最后的结果即为输出的o（L）
 。


15.2.2 反向传播


选择一个损失函数，度量训练样本计算的输出和真实的训练样本输出之间的损失。这里我们使用最常见的标准差来度量损失，即




其中， [image: ]
 表示第L层的第i个节点的真实值；[image: ]
 表示模型预测的第L层的第i个节点的输出值，满足：

oi
 （l）=σ（（∑wi
 （jl）oj
 （l−1））+bi
 （l）） , l=2,3,…,L j

损失函数有了，现在我们开始用梯度下降法迭代求解每一层的W和b。

1.Hadamard积

这里先介绍Hadamard积的概念，在下面的反向传播推导中会用到。

假设s和t是两个相同维度的向量，我们使用s⊙t来表示按元素的乘积运算，即




（1）第L层（即输出层）

采用梯度下降法，求解W和b的梯度




因为[image: ]
 ,z（L）
 =W（L）
 o（L−1）
 +b（L）
 ，所以有：




令[image: ]
 ，则：




（2）第l层（l=2,3,…,L−1，即隐藏层）




其中：




由链式求导有：




推出：




又由z（l）
 =W（l）
 a（l−1）
 +b（l）
 ,a（l）
 =σ（z（l）
 ）可推出：

z（l+1）
 =W（l+1）
 σ（z（l）
 ）+b（l+1）


所以有：




综合可得反向传播的递推关系式为




2．反向传播的步骤

输入：总层数L、各隐藏层与输出层的神经元个数、激活函数类型、损失函数类型、迭代步长η、最大迭代次数Max、停止迭代阈值∈，以及输入的M个训练样本{（x1
 ,y1
 ）,（x2
 ,y2
 ）,…,（xM
 ,yM
 ）}。

输出：各隐藏层/输出层对应的权重系数矩阵W（l）
 和偏置常数b（l）
 （l=1,2,…,L）。

步骤如下。

第1步：初始化各隐藏层/输出层对应的权重系数矩阵W（l）
 和偏置常数b（l）
 （ l=1,2,…,L）为一组随机值。

第2步：for iter from 1 to Max。

（1）for i from 1 to M。

（a）将DNN输入a（1）
 设置为xi
 。

（b）for l from 2 to L，进行前向传播计算：

a（l）
 =σ（z（l）
 ）=σ（W（l）
 o（l−1）
 +b（l）
 ）

（c）计算：

δ（L）
 =（o（L）
 −y）⊙σ＇（z（L）
 ）

（d）for l from L−1 to 2，进行反向传播计算：

δ（l）
 =δ（l+1）
 ∗（W（l+1）
 ）T
 ⊙σ＇（z（l）
 ）

（2）for l from 2 to L，更新第l层的W（l）
 和b（l）
 ：




（3）如果W（l）
 和b（l）
 的变化值都小于停止迭代阈值∈，则跳出迭代循环到第3步。

第3步：各隐藏层/输出层对应的权重系数矩阵W（l）
 和偏置常数b（l）
 （ l=1,2,…,L）。


15.2.3 实例


上面的理论推导过程看着十分烦琐，可能看完觉得还是一头雾水。没关系，现在我们用一个实际的例子将深度神经网络一层层展开来看，以便对深度神经网络的前向传播和反向传播过程有一个切身的体会。权重矩阵和偏置常数如图15-9所示。


图15-9 权重矩阵和偏置常数



1．前向传播

假设样本点特征为x=（neti1
 ,neti2
 ）T
 =（0.05,0.1）T
 ，其被判定为类别1和类别2的概率分别为0.01和0.99，权重矩阵和偏置常数的初始化值如图15-10所示。


图15-10 权重矩阵和偏置常数的初始化值



首先是前向传播，隐藏层计算过程如下：




类似地，有：

outh2
 =0.59688

对输出层，同样有：




得到输出节点计算值后，可以计算其和理论值之间的均方误差，为




类似地，可以计算第二个输出节点和理论值之间的均方误差为Eo2
 =0.02356，所以这一轮的总输出均方误差为

Etotal
 =Eo1
 +Eo2
 =0.27481+0.02356=0.29837

2．反向传播

现在开始利用反向传播更新各个权重和偏置常数，目标是使最后输出的总均方误差最小，采用梯度下降法更新。

从最后的输出层开始，先以w5
 的更新为例，由梯度下降法可知，其更新公式为




其反向传播示意图如图15-11所示。


图15-11 反向传播示意图



可以看到，Etotal
 是关于outo1
 的函数，outo1
 是关于neto1
 的函数，neto1
 又是关于w5
 的函数，因此，由函数的链式求导规则可以得到：




现在只需分别求[image: ]
 、[image: ]
 和[image: ]
 这三项。

因为：

Etotal
 =Eo1
 +Eo2


所以：




因为：




所以：




因为：




所以：




因为：

neto1
 =w5
 ×outh1
 +w6
 ×outh2
 +b2


所以：




综合得：




所以有：




本例中，假设学习因子取η=0.5，则：




用类似步骤可计算出输出层其他所有权重参数，结果如下：







输出层更新完成后，开始更新前面的隐藏层参数，以权重w1
 为例，其反向传播示意图如图15-12所示。


图15-12 反向传播示意图



由梯度下降法更新公式很容易知道：




同样的，根据隐藏层神经元的链式关系先将该神经元的求导链式展开，即




其中，[image: ]
 和[image: ]
 与前面的输出层类似，分别由




推出：




由：

neth1
 =w1
 × i1
 +w2
 × i2
 +b1


推出：




所以，剩下的就是求[image: ]
 这一项。

由：

Etotal
 =Eo1
 +Eo2


知：




又由：




知：




前面已经求过：




而根据：

neto1
 =w5
 × outh1
 +w6
 × outh2
 +b2


可知：




所以综合得：




类似可求出：




所以可得：




最后汇总得：




所以：




类似可得：




至此，权重系数w通过第一轮反向传播后全部更新完毕，更新偏置常数b与之类似，然后重新开始第二轮训练，直至最终结果收敛。


15.2.4 几种常用激活函数


神经网络层将给定输入与当前层的权重相乘，并向该乘积添加偏置，这是一种线性运算。如果只是将多种线性运算进行组合，那么其结果还是线性运算。如果希望模型有非线性划分能力，应该怎么办呢？答案就是引入激活函数，即将每个神经元的线性组合结果送入一个非线性数激活函数中，将输出结果再作为下一层神经元的输入。非线性函数有许多，代表性的激活函数有Tanh、Sigmoid、ReLU、Leaky ReLU等，下面介绍几种常用的激活函数及其特点。

1.Sigmoid函数

Sigmoid函数的值域为 [0,1]，它的表达式如下：




Sigmoid函数的导数可以表达为

σ＇（x）=σ（x）（1−σ（x））

该激活函数如今并不常用，因为它的梯度太容易饱和，不过RNN-LSTM网络如今还会用到它。Sigmoid函数和它的导数如图15-13所示。


图15-13 Sigmoid函数和它的导数



2.Tanh函数

Tanh函数的值域为 [−1, 1 ]，它的表达式如下




Tanh函数的导函数为

tanh＇（x）=1−tanh2
 （x）

Tanh函数和它的导数图15-14所示。


图15-14 Tanh函数和它的导数



Tanh函数因为ReLU函数的普及使用而不那么流行了，然而Tanh函数仍然用于许多标准的RNN-LSTM模型。

3.ReLU函数

线性修正单元（ReLU）的值域为 [0,+∞]，它的表达式为




ReLU的导数为




线性修正单元ReLU函数和它的导数如图15-15所示。


图15-15 线性修正单元ReLU函数和它的导数



目前，ReLU 函数的应用最为广泛，还有一些基于它的变体，比如 leaky-ReLU函数和ELU函数等。

4.leaky-ReLU函数

leaky-ReLU函数就是为了解决ReLU函数的0区间带来的影响所设计的函数，其数学表达为

g（x）=learReLU（x）=max（kx,0）

其中k是leak常数，一般取0.01或0.02，或者通过学习而来。

leaky-ReLU函数和它的导数如图15-16所示。


图15-16 leaky-ReLU函数和它的导数



5.ELU函数

ELU函数也是为了解决ReLU函数的0区间带来的影响所设计的函数，其数学表达为




ELU函数和它的导数如图15-17所示。


图15-17 ELU函数和它的导数




15.2.5 梯度消失与梯度爆炸


前面讲到，Sigmoid函数的导数可以表达为σ＇（x）=σ（x）（1−σ（x）），而σ（x）是一个区间在(0,1)的函数，因此σ＇（x）的值肯定是小于1的。但在反向传播过程中，权重系数的梯度更新会涉及很多次σ＇（x）的累乘。造成的结果就是反向传播过程中权重的更新值越来越小，最后当网络层级深到一定程度后，这个梯度更新值几乎为0，从而发生梯度消失的情况。在深层网络和权重初始化值太大时会出现梯度爆炸。

梯度消失的解决方法主要有以下几种。

1．预训练加微调

此方法来自Hinton于2006年发表的一篇论文，Hinton为了解决梯度消失问题，提出采取无监督逐层训练的方法。其基本思想是每次训练一层隐节点，训练时将上一层隐节点的输出作为输入，而本层隐节点的输出作为下一层隐节点的输入，此过程就是逐层“预训练”（pre-training）。在预训练完成后，再对整个网络进行“微调”（fine-tunning）。

Hinton在训练深度信念网络（Deep Belief Networks）中，使用了这个方法，在各层预训练完成后，再利用BP算法对整个网络进行训练。此思想相当于是先寻找局部最优，然后整合起来寻找全局最优，此方法有一定的好处，但是目前应用得不是很多。

2．梯度剪切

梯度剪切这个方案主要是针对梯度爆炸提出的，其思想是设置一个梯度剪切阈值，然后更新梯度的时候，如果梯度超过这个阈值，那么就将其强制限制在这个范围之内，以防止梯度爆炸。


15.2.6 几种常用的优化算法


除梯度下降法外，深度神经网络模型的训练还可以采用很多其他的优化算法，典型的有普通平均法、指数平均法、梯度下降法、Momentum算法、NAG算法、Adagrad算法、RMSprop算法、Adam算法等，下面对这些常用的优化算法进行总结和介绍。

（1）普通平均法

假设现在有10天的温度值v1
 ,v2
 ,…,v10
 ，要求这10天的平均温度值为




（2）指数平均法

vt
 =βvt−1
 +（1−β）θt


其中，vt
 表示截止到t时刻的平均温度，θt
 代表t时刻的实际温度，β是可调节的超参数因子，将其展开即为




所以有

v10
 =（1−β）θ10
 +βv9


=（1−β）θ10
 +β[βv8
 +（1−β）θ9
 ]

=（1−β）θ10
 +β（1−β）θ9
 +β2
 v8


=（1−β）θ10
 +β（1−β）θ9
 +β2
 （1−β）θ8
 +β3
 v7


⋯⋯

=（1−β）θ10
 +β（1−β）θ9
 +β2
 （1−β）θ8
 +⋯+β9
 （1−β）θ1


通过上面的表达式可以看到，v10
 等于各时刻温度值的加权求和。因为0＜β＜1，所以上式的本质就是以指数式递减加权的移动平均，越近期的数据其权重越大。很明显，指数平均将参与平均的项进行了差别对待，这在对与时间相关的项取平均上应该是更科学的（即最近发生的事情对现在的影响会比更远时间发生的事情对现在的影响大）。

（3）梯度下降法

梯度下降法的原理和作用在前面的章节中已经详细介绍过，其更新公式为

θt+1
 =θt
 −η × gt


其中gt
 为损失函数J（θ）在当前地方的梯度，即




如果把优化过程看作一颗小球从高低起伏的山坡上滑下，那么梯度下降法的迭代过程就是每次小球滚动都选择当时小球所在位置山坡的切线方向，小球在下滑的过程中震荡前进，Momentum算法迭代过程如图15-18所示。


图15-18 梯度下降法迭代过程



SGD算法的一个缺点是：其更新方向完全依赖于当前的batch，因而更新十分不稳定，解决这一问题的一个简单的做法便是引入momentum。

（4）Momentum算法

momentum即动量，它模拟的是物体运动时的惯性，即更新的时候在一定程度上保留之前更新的方向，同时利用当前 batch 的梯度微调最终的更新方向。这样一来，可以在一定程度上增加稳定性，从而学习得更快，并且还有一定摆脱局部最优的能力，更新公式为

θt+1
 =θt
 −vt


vt
 =βvt−1
 +η × gt


Momentum 算法的本质就是使用梯度的指数加权平均数vt
 去代替该点的梯度值。这样替换之后，每一步更新时，更新值不再只与当前地方的梯度有关，还与之前步骤的梯度有关，好处就是每一步更新的时候波动性变小了（因为历史梯度的作用相当于动量，具有惯性作用，使得每次更新时候的随机性变小了），其效果如图15-19所示。


图15-19 Momentum算法迭代过程



（5）NAG算法

Momentum算法减小了随机梯度下降法的波动性，但其和梯度下降法一样，小球会一直沿着当前斜坡的方向往前走，不考虑后面的情况到底怎样的。NAG（Nesterov Accelerated Gradient）算法就是期望小球更聪明，即它可以预知之后关于坡度的一些情况，这样当它发现快到达山底时就自动减速，准备停下来。

怎样实现这一期望呢？很简单，就是在 Momentum 算法的基础上，把对当前位置求梯度换成对近似的下一个位置求梯度，即

θt+1
 =θt
 −vt


vt
 =βvt−1
 +η ×∇J（θ）|θ=θt
 −βvt−1


NAG算法通过引入下一个时刻位置的梯度信息，来感知之后的坡度，从而调整我们的更新步伐。具体为：先按照历史累积动量走一次，把新的位置近似认为是下一个时刻的位置，然后求出下一个时刻的位置的梯度，再把原位置的梯度换成下一个时刻位置的梯度，NAG算法迭代过程如图15-20所示。


图15-20 NAG算法迭代过程



第一段蓝线：当前位置的梯度[image: ]
 。

第二段蓝线：之前积累的动量βvt−1
 。

棕线：先近似滚动一下，把历史动量滚出来，即βvt−1
 。

红线：小球近似滚动后，新位置的梯度[image: ]
 。

绿线：NAG算法最终的更新动量为[image: ]
 。

（6）Adagrad算法

相比于随机梯度下降法和Momentum算法，NAG算法可以做到每次学习过程中自动根据损失函数下一步的斜率去调整当前的方向，达到自适应更新的效果。它们三者存在一个共性，就是对模型中的每个参数都使用相同的学习速率，相当于将所有参数的重要性平等对待。Adagrad算法则希望能够对每个参数自适应不同的学习速率，比如：对稀疏特征，得到较大的学习更新；对非稀疏特征，得到较小的学习更新（因此该优化算法适合处理稀疏特征数据）。怎样才能达到这一效果呢？Adagrad算法采用的方式是给原来的学习因子增加一个由前面所有轮迭代的梯度值决定的变量，其迭代更新公式如下：




其中，i表示的是要学习的第i个变量； ∈是一个常量，目的是确保分母不为零，一般取∈=1×10−8
 ;Gt,i
 表示前t步参数θi
 梯度的平方和累加，即




容易看出，Adagrad算法其实就是在梯度下降法的基础上增加了一个动态学习因子[image: ]
 ，该动态学习因子由前面所有轮迭代的梯度值决定；随着迭代次数的增加，新的学习因子是逐渐递减的（在参数空间更为平缓的方向，会取得更大的进步。因为平缓，所以历史梯度平方和较小，对应学习下降的幅度较小），所以Adagrad算法越到后面优化速度越慢。

如上所述，Adagrad算法的主要优势在于它能够为每个参数自适应不同的学习速率（一般的优化算法都是人工设定固定学习因子，如η=0.01）；但这样带来的缺点就是需要计算各个参数梯度序列的平方和再开方；并且学习速率会不断衰减，最终可能达到一个非常小的值，不利于学习过程。

（7）RMSprop算法

由于Adagrad算法中采用积累梯度的平方做分母，因此会导致学习率过早或过量减少，容易造成训练的早停。针对这一问题，RMSprop 算法使用指数平均衰减的方法来解决，即利用梯度平方的指数平均




来代替Adagrad算法中的梯度平方和累加，迭代更新式如下




RMSprop 算法改变梯度累积为指数衰减的移动平均，丢弃了遥远的历史，在非凸条件下结果更好。

（8）Adam算法

Adam（Adaptive Moment Estimation）算法是将Momentum算法和RMSProp算法融合起来使用的一种算法，其本质是带有动量的 RMSprop 算法。Adam算的基本原理是利用梯度的一阶矩估计mt
 和二阶矩估计nt
 来动态调整每个参数的学习率，即

mt
 =α × mt−1
 +（1−α）× gt





为了使其为期望的无偏估计，将其校正为




最后的迭代更新公式为




对梯度求矩估计对内存没有额外的要求，因此Adam算法对内存的要求较小。由于结合了Momentum算法和RMSprop算法的优点，因此Adam算法擅长处理稀疏梯度和非平稳目标。另外，其还比较适合大数据和高维空间，并且可用于大多数非凸优化问题，因而Adam算法成为深度学习优化算法的常用选择。


15.3 神经网络应用实例


MNIST 是机器学习领域中的一个经典问题。每一个 MNIST 数据单元均由两部分组成：一张包含手写数字的图片和一个对应的标签。我们把这些图片设为“xs”，把这些标签设为“ys”。数据集被分成两部分：60000行的训练数据集（mnist.train）和10000行的测试数据集（mnist.test）。训练数据集和测试数据集都包含xs和ys，比如训练数据集的图片是 mnist.train.images，训练数据集的标签是 mnist.train.labels。

我们把这个数组展开成一个向量，长度是28×28=784。如何展开这个数组（数字间的顺序）不重要，只要保持各个图片采用相同的方式展开即可，从这个角度看， MNIST数据集中的图片就是784维向量空间里面的点，如图15-21所示。


图15-21 数字图片展成像素形式后的效果



下面我们用TensorFlow实现一个含有两个隐藏层的神经网络来对这一数据集进行分类。

程序如下：







训练100次后，准确率为0.9842。可以看到，含有两个隐藏层的神经网络模型，在运用了Dropout和ReLU函数后，对手写数字识别的识别率达到了0.98以上，效果已经比较理想了。


15.4 小结


本章主要介绍深度神经网络模型及其相关原理，其中很多东西都是深度学习中通用的，比如前向传播和反向传播过程，同样也适用于卷积神经网络CNN和循环神经网络RNN，只不过对于后两者，会有一些新的东西需要加上一起考虑。另外，像本章所讲的激活函数和优化算法，同样不只是适用于本章所学的 DNN 模型。所以，本章的目的并不是给读者讲解DNN的内容，而是希望读者对以DNN为代表的深度学习模型的通用基础有一个比较好的理解和把握，只有这样，在以后面对各种层出不穷的改进模型时，才能很快理解并很容易看出它的本质。
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from sklearn import preprocessing

standard X = preprocessing.StandardScaler ()
X _train = standard X.fit_transform(X_train)
X_test = standard X.transform(X_test)

standard y = preprocessing.StandardScaler ()
y_train = standard y.fit_transform(y_train.reshape(-1, 1))
y_test = standard y.transform(y_test.reshape (-1, 1))

# 4. 38l ElasticNet [EJHHBIELYIZEAI B

from sklearn.linear model import ElasticNet

ElasticNet clf = ElasticNet(alpha=0.1, 11 _ratio=0.71)
ElasticNet clf.fit(X train,y train.ravel())

ElasticNet clf score = ElasticNet clf.score(X test,y test.ravel())
print 'lasso #Mf4}: ', ElasticNet clf score

print "FHEMUE: ', ElasticNet clf.coef

print 'fWEff:' ElasticNet clf.intercept

print "MRUH: ', ElasticNet clf.n iter

# 5. M

import matplotlib.pyplot as plt

fig = plt.figure(figsize=(20, 3))

axes = fig.add subplot(l, 1, 1)

linel, = axes.plot(range(len(y test)), y test,
'b',label='Actual Value')

ElasticNet clf result = ElasticNet clf.predict (X_test)

line2, = axes.plot (range(len(ElasticNet clf result)),ElasticNet
clf_result,'r--',6label='ElasticNet Predicted',linewidth=2)

axes.grid()

fig.tight_layout ()

plt.legend(handles=[linel,line2])

plt.title('ElasticNet')

plt.show ()
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from sklearn.cross_validation import train_test_split

X_train, X test, y train, y test = train_test_split(X, y,
train_size=0.7)

# 3. M bRl





OEBPS/Image00427.jpg
1 2
min < ||w|
ez vl

s.it. y(w-x;+b)>1,






OEBPS/Image00669.jpg
hlLh;





OEBPS/Image00185.jpg





OEBPS/Image00424.jpg
a; >0





OEBPS/Image00666.jpg





OEBPS/Image00184.jpg
[-0.02835506 0. -0.

=1

-0.15906209

0.05034107
0.06060331

0

0.25862581
-0.40741361)

=0





OEBPS/Image00425.jpg





OEBPS/Image00667.jpg





OEBPS/Image00187.jpg
P(X =x,Y =¢)
P(Y = c|X = x;) :W





OEBPS/Image00186.jpg





OEBPS/Image00189.jpg
PX=x|Y = P(Y =
P(Y = clX = x) C il ck)xP( i)

XKL P(X = x|Y = c)xP(Y =)





OEBPS/Image00428.jpg
M
1
min E”WHZ +c2&

i=1

s.t. yw-x; +b)=1-§






OEBPS/Image00188.jpg
K
PX=x)= Z P(X = %Y = c)xP(Y = c)
k=1





OEBPS/Image00429.jpg
M

M M
1
Low b g ) =51 +c ) §i= ) alnwx +b)— (L= )] = ) fif
i=1

i=1 =1





OEBPS/Image00660.jpg
cut(4y, 4z, .., Ay) =

M
D W)






OEBPS/Image00661.jpg





OEBPS/Image00422.jpg
M

M
1
EZ a;a; y;y;(x; - x;) —Z i

= i=1

min
a






OEBPS/Image00664.jpg





OEBPS/Image00423.jpg





OEBPS/Image00665.jpg
w4, A)
14i]

W(A,A)
Neut(4y, Ay, ..., M)—ZZ ol

Ratiocut(4,, 4, ..., Ay) =






OEBPS/Image00181.jpg
HHEBER

ZN AL AT L)

INDUS SRR LA L 5
NOX IR iR

RM SRR T

AGE 1940 FEPARTRERY £ 5 prEL )
RAD B AR R

TAX g FTUAE R
LSTAT I3 BB
MEDV FHER R B i






OEBPS/Image00420.jpg





OEBPS/Image00662.jpg





OEBPS/Image00180.jpg





OEBPS/Image00421.jpg
S
1
b= EZD/S —wx]
5=





OEBPS/Image00663.jpg
WA= D Wnn

mEA;NEA,





OEBPS/Image00194.jpg
P CBFEEN | “RARLALE" )





OEBPS/Image00437.jpg





OEBPS/Image00679.jpg





OEBPS/Image00193.jpg
2Pl = o)





OEBPS/Image00438.jpg





OEBPS/Image00196.jpg
N
Pt | BFRIN )= [P( i | ETRER")
j=1





OEBPS/Image00435.jpg
1 M M
max =3 Z 0 y;y;(x; - X)) + Z a;
i=1 =1
M

Siti Zaly, =0

i=1

c—a—pi=0






OEBPS/Image00677.jpg
sklearn.cluster.spectral_clustering(n_clusters=8,
affinity,
assign_labels='kmeans')





OEBPS/Image00195.jpg
_p( AR | CETREA P(CBTREN)
B P “BAEEAIE )






OEBPS/Image00436.jpg
M

LS -

i=1
M

s.t. Zalyl =0

i=1





OEBPS/Image00678.jpg
import time
import numpy as np

import scipy as sp

import matplotlib.pyplot as plt

from sklearn.feature extraction import image
from sklearn.cluster import spectral clustering

# IR

from scipy.misc import face

face = face(gray=True)

face = sp.misc.imresize (face, 0.10)/255.

# FNRERE 105, LLINEI LR

# FFE e

graph = image.img to_graph(face)

beta = 5
eps = le-6
graph.data = np.exp(-beta * graph.data / graph.data.std()) + eps

# LRSI AT ATRLAL
for assign_labels in ('kmeans', 'discretize'):
t0 = time.time ()
labels = spectral _clustering(graph, n_clusters=25,
assign_labels=assign_labels, random state=1)
tl = time.time ()
labels = labels.reshape (face.shape)

plt.figure (figsize=(5, 5))
plt.imshow(face, cmap=plt.cm.gray)
for 1 in range (N_REGIONS) :
plt.contour (labels == 1, contours=1,
colors=[plt.cm.nipy spectral (1/float (N_REGIONS))])
plt.xticks(())
plt.yticks(())
title = "WHK: %5, $.2fs' % (assign labels, (tl - t0))
plt.title(title)
plt.show()
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from sklearn.cluster import DBSCAN
# eps HHIMAFIRIME, HASHE—F

eps_list = [0.5, 0.2, 0.08, 0.05]
for eps in eps_list:
y_pred = DBSCAN (eps=eps) .fit_predict (X)
plt.title ('DBSCAN ¥%: eps=%s'%eps)
plt.scatter(X[:, 01, X[:, 11, c=y_pred)

plt.show()
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sklearn.cluster.DBSCAN (eps=0.5,
min_samples=5,
metric='euclidean',
algorithm='auto',

leaf_size=30)
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import numpy as np

from sklearn.datasets.samples generator import make blobs
from sklearn import datasets

import matplotlib.pyplot as plt

# RPN EHR R

centersi=N[[1-4,811,0[=1 -4, =11,5[1-2, <1]]

X1, yl1 = make_blobs (n_samples=600, centers=centers, cluster std=0.1,
random_state=0)

X2, y2 = datasets.make_circles (n_samples=6000, factor:

X = np.concatenate ( (X1, X2))

» noise=.05)

plt.title ('FIGHIE")

plt.scatter (X[:, 0], X[:, 1], marker='o')
plt.show ()
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sklearn.cluster.AgglomerativeClustering (n_clusters=2,
affinity=' euclidean’
compute_full_tree='auto',
linkage='ward')
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import numpy as np
import matplotlib.pyplot as plt

import mpl_toolkits.mplot3d.axes3d as p3

from sklearn.cluster import AgglomerativeClustering

from sklearn.datasets.samples_generator import make_ swiss_roll

# A
n_samples = 1500

noise = 0.05

) make_swiss_roll(n_samples, noise)

X[:, 11 *= .5

# W%

ward = AgglomerativeClustering(n_clusters=3, linkage='ward').fit(X)
label = ward.labels_

print ("HEAMEH: $i" % label.size)

# AR R
fig = plt.figure ()
ax = p3.Axes3D(fig)
ax.view_init (7, -80)
for 1 in np.unique(label):
ax.scatter (X[label==1,0], X[label==1,1], X[label==1,2],
color=plt.cm.jet (np.£float (1) /np.max (label+l)),s=20, edgecolor="'k')
plt.show()
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# SIAMATR

import jieba

# SINH R

raw_sentences = ["{EMTHICRARIIRL BHRARKI A", " FrUBIE— PR

ikl

# DI
sentences = []
for s in raw_sentences:
tmp = []
for item in jieba.cut(s):
tmp.append (item)
sentences.append (tmp)
print (sentences)

# A

model = word2vec.Word2Vec(sentences, min_count=1)

# HEAT I ) A
model ['H13C']
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gensim.models.word2vec.Word2Vec (sentences=None,

hs=i
cbow_mean=1,

size=100,

window=5,
min_count=5,
seed=1,
alpha=0.025,
min_alpha=0.0001,

iter=5,
batch_words=10000,
workers=3,
max_vocab_size=None,
sample=0.001,
sorted_vocab=1,
negative=5)
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# 3IA Word2vec
from gensim.models import word2vec

# SIANHERE
import logging

logging.basicConfig (format='% (asctime)s : %(levelname)s

e)s', level=logging.INFO)

% (messag
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gensim.models.doc2vec.Doc2Vec (documents=None,
dm=1,
hs=0,
dm_mean=1,
dm_concat=0,
dm_tag_count=1,
size=100,
windows=5,
min_count=5,
seed=1,
alpha=0.025,
min_alpha=0.0001,
iter=5,
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max_iter=100,
init="k-means++',
n_init=3,
init_size=None,
random_state=None,
batch_size=100,
reassignment_ratio=0.01,
max_no_improvement=10)
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import numpy as np

from sklearn.datasets.samples generator import make blobs

X, y = make_blobs (n_samples=1000, n_features=2, centers=[[-1,-1],
0,01, 1,1, [2,2]], cluster_std=[0.4, 0.2, 0.2, 0.2],
random_state=6)

import matplotlib.pyplot as plt
from sklearn.cluster import KMeans
for index, k in enumerate((1,2,3,4)):
plt.subplot (2,2, index+1)
y_pred = KMeans (n_clusters=k, random state=6).fit predict (X)
plt.scatter (X[:, 0], X[:, 1], c=y pred)
plt.text (.99, .06, 'k=3d' %k, transform=plt.gca().transAxes,

horizontalalignment="right")

plt.show ()
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sklearn.cluster.KMeans (n_clusters=8,
max_iter=300,
init='k-means++',
n_init=10,
algorithm='auto’,
random_state=None)






OEBPS/Image00875.jpg
. -1, . b<o0
h(x):slgn(w»erb):{ 1 :-:Ib>0





OEBPS/Image00392.jpg
max ¥V
wb

sty (wex + b)Y -|wl|,  i=






OEBPS/Image00634.jpg
sklearn.cluster.MiniBatchKMeans (n_clusters=8,
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workers=3,
max_vocab_size=None,
sample=0.001,
negative=5)
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import numpy as np

# HSCARHHE LA T /730 F A Doc2vec H

sources = { '/ HTYIZER/neg_train.txt': TRAIN NEG',
/TS TSR /pos_train.txt':'TRAIN_POS',
' /AR UIZRER} /uns_train.txt':'TRAIN_UNS',

' /AR ATYIZRER} /uns_test.txt': "TEST UNS'}

# VAR AR LabeledLineStentece M &I (Doc2vec FELL
# LabeledLineSentece XfR{ENHIA)
sentences = LabeledLineSentence (sources)

# HE Doc2vec HIH

model = Doc2Vec (min_count=1, window=8, size=80, sample=le-4,
negative=5, workers=8)

model.build vocab (sentences.to array())

# Y% Doc2vec BB CABIEMRUHECA 10, MR EIRYE, ATLLUARE S KRED
for epoch in range(10):
model.train(sentences.sentences perm())

# KGRI IR T R array B, JR3CEASHBHBA
train arrays = numpy.zeros((18000, 80))
train_labels = numpy.zeros(18000)

test arrays = []

true labels = []

train data = []

train 1b = []

for i in range(18001):
if (i<=12000):

prefix_train neg = 'TRAIN NEG ' + str(i)
train arrays[i] = model.docvecs[prefix train neg]
train_labels(i] = 0

if(i>12000 and i<=18000) :
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j = i-12001
prefix train pos = 'TRAIN POS ' + str(j)
train_arrays[i] = model.docvecs[prefix train pos]

train labels[i] = 1
# R HEAE
a = open ("/HHEMHTIIZIER /pos_test.txt™)
b = open ("/tHEAHIUIZEIEE/neg_test.txt")

test_contentl = a.readlines ()

test_content2 = b.readlines ()

for i in test_contentl:
test_arrays.append (model.infer vector(i))
true_labels.append (1)

for i in test_content2:

test_arrays.append (model.infer vector (i))
true_labels.append(0)

# Fak GBDT S} K%

from sklearn.ensemble import GradientBoostingClassifier

GBDT = GradientBoostingClassifier(n_estimators=1000,max_depth=14)
GBDT.fit(train arrays, train_labels)

# 7 Test HARHAT RN
test labels GBDT=[]
for i in range(len(test arrays)):
test_labels GBDT.append (GBDT.predict (test_arrays[il))

# it o a5 R

import sklearn.metrics as metrics

from sklearn.metrics import confusion matrix

print (metrics.accuracy_score (test_labels GBDT, true_ labels))
print (confusion matrix(test labels GBDT, true labels))
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from sklearn.metrics import confusion matrix
print confusion matrix(y_true, y pred, labels=None)
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y_true = [1,0,2,0,1,0,2,0,0,2]
y_pred = [1,0,1,0,0,0,2,0,2,1]
from sklearn. metrics import confusion matrix

print confusion matrix (yv_true, y_pred, labels=[0,1,2])
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import numpy as np
from sklearn. metrics import roc_auc_score

y_true = np.array([0, 0, 1, 1)
y_pred_prob = np.array([0.1, 0.4, 0.35, 0.8])

roc_auc_score(y_true, y_pred_prob)
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from sklearn import metrics
metrics.roc_curve (y_true, y_pred prob, pos_label=1)
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from sklearn.metrics import roc_auc_score
print roc_auc_score(y_true, y_pred_prob)
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metric="minkowski’,
p=2,
n_jobs=-1)
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sklearn.neighbors.KNeighborsClassifier (n_neighbors=5,
weights="uniform',
algorithm='auto',
leaf size=30,
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from sklearn.metrics import classification_report
classification_report (y_true, y pred, target names=None)
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from skleam. metrics import classification report
target_names = ['class 0’, "class 1’, 'class 2]
print classification report (y_true, y_pred, target_names=target_names)
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from sklearn. metrics import f1_score
F1 = f1_score(y_true, y_pred, pos_label=1, average=
int F1

weighted’)
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from sklearn.metrics import fl_score
F1 = f1_score(y_true, y_pred, pos_label=1, average=None)
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3-Class classification (k = 15. weights = ‘uniform’)
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# AL

clf2 = neighbors.KNeighborsClassifier(n_neighbors=n_neighbors,
weights=weights)

clf2.£it (X, y)

# BRITI R 5y A5 R TR

x min, x max = X[:, 0].min() - 1, X[:, O0].max() + 1

y_min, y max = X[:, 1].min() - 1, X[:, 1].max() + 1

xx, yy = np.meshgrid(np.arange(x_min, x max, .02), np.arange(y min,
y_max, .02))

z = clf2.predict (np.c_[xx.ravel(), yy.ravel()])

Z = Z.reshape (xx.shape)
plt.figure ()
plt.pcolormesh (xx, yy, Z, cmap=cmap_light)

plt.scatter (X
plt.xlim(xx.min(), xx.max())
plt.ylim(yy.min(), yy.max())
plt.title("3-Class classification (k = %i, weights = '$s')"%

0], X[:, 1], c=y, cmap=cmap_bold)

(n_neighbors, weights))
plt.show()
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y_true = [1,0,2,0,1.
y_pred = [1,0,1,0,0,0,
from sklearn. metrics import recall_score

Recall = recall_score(y_true, y_pred, average=' weighted')
print Recall
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from sklearn.metrics import recall score
Recall = recall score(y_true, y_pred, average=None)
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sklearn.neighbors.KNeighborsRegressor (n_neighbors=5,
weights="‘uniform’,
algorithm="‘auto’,
leaf size=30,
metric="‘minkowski’,
=
n_jobs=-1)
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print iris.target

X = iris.datal:, :2] & T AR, R MR
G e & kbR
+ Wi

cmap_light = ListedColormap (['#FFAAAA', '#AAFFAA', '#AAAAFF'])
cmap_bold = ListedColormap(['#FF0000', '#00FF00', '#0000FF'])

# BE KNN BRI SH: K H 15, BETAN uniform
n_neighbors = 15
weights = 'uniform'

# BRI

clf = neighbors.KNeighborsClassifier (n_neighbors=n_neighbors,
weights=weights)

clf.fit(X, y)

# BRI K oy A R AT R

x_min, x max = X[:, 0].min() - 1, X[:, O0].max() + 1

y min, y max = X[:, 1].min() - 1, X[:, 1].max() + 1

XX, yy = np.meshgrid(np.arange(x min, x max, .02), np.arange(y min,
y_max, .02))

2 = clf.predict(np.c_[xx.ravel(), yy.ravel()])

Z = Z.reshape (xx.shape)
plt.figure()
plt.pcolormesh(xx, vy, Z, cmap=cmap_light)

plt.scatter(X[:, 0], X[:, 1], c=y, cmap=cmap_bold)

plt.xlim(xx.min(), xx.max())

plt.ylim(yy.min(), yy.max())

plt.title("3-Class classification (k = %i, weights = '3s')"%
(n_neighbors, weights))

plt.show()
# BUE kNN BASH: K HR 15, BETAN distance

n_neighbors = 15
weights = 'distance’
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import numpy as np
import matplotlib.pyplot as plt

from matplotlib.colors import ListedColormap
from sklearn import neighbors #+ SAKNNE

# SRR
from sklearn import datasets
iris = datasets.load iris()

+ AR

print iris.data.shape
print iris.target.shape
print iris.data
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v_true = [1,0,2,0,1,0,
ypred = [1,

from sklearn. metrics import precision score
Precision = precision_score(y_true, y_pred, average=None)
print Precision
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from sklearn.metrics import precision_score
Precision = precision score(y_true, y pred, average=None)
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# 58S AMEBIRR SRS 4 R I8 %

test_corpus_file name = []

# 58 S AMEBENERE S 5 & SCR M A B R

test_corpus = []

# RO R R AR

test_corpus_path = 'D:/workspace/Wenben_classify/test corpus/'

# TR

test_file list = os.listdir(test_corpus_path)

for test_file path in test file list: # Wl test_file list
full name = test_corpus_path + test file path # HHUXHFZ LR
test_content = readfile(full name).strip() # BN
test_content = test_content.replace('\r\n', '').strip()

# MERBATAIE R0 24

# AN B, S B SCRIAEN test_corpus S (BIRME—IEH
# Al —RSCRIM N D

test_content_seg = jieba.cut (test_content)

test_corpus.append(' '.join(test_content_seg))

# R TSSO IS4 47 B R

test_corpus_file name.append(test_file path)

# IO TR OISR (R, ## vocabulary ZHUS IS4
# B BRI SR BEA — BB

test_vectorizer = CountVectorizer (stop_words=stpwrdlst, max df=0.5,
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from sklearn.metrics import accuracy score

Accuracy = accuracy_score(y_true, y_pred, normalize=True)
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from sklearn. metrics import accuracy_score
Accuracy = accuracy_score(y_true, y_pred, normalize=True)
print Accuracy
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vocabulary=vectorizer.vocabulary )
+ ZREGIHEANFEER TF- 1DF AE

test_transformer = TfidfTransformer ()

# #—A fit_transform AT it8 TF-1DF, H A fit_transform HTH X AHN

# TSR

test_tfidf = test_transformer.fit transform(test vectorizer.fit_
transform(test corpus))

# VA IZRAT OB AT 2 5 T
predicted = bayes_clf.predict (test_tfidf)

# KT B 25 RN 308 RESCR B 42 5 0 sk (B SR 7 BT — A DataFrame)

import pandas as pd

result = pd.DataFrame ({'file name':test corpus file name,
'cate_predicted':predicted})

# B REN csv AT IR
result.to_csv(r'D:/workspace/Wenben _classify/result.csv',
encoding='utf-8', index=False)
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from sklearn.metrics import mean squared error
mean_squared_error (y_true, y_pred)
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y_true = [[0.5, 1], [-1, 1],[7, 611
ypred = [[0, 2],[-1, 2],[8, 511

from skleam. metrics import mean_squared_error
print mean_squared_error (v_true, y_pred)
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y_true
y_pred

0.5, 11,01, 13,7, 611
0, 21,[-1, 21,[8, -51]

from sklearn. metrics import mean_absolute_error
mean_absolute_error (y_true, v_pred)
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from sklearn.metrics import mean absolute error
mean_absolute_error (y_true, y_pred)





OEBPS/Image00250.jpg
1
min |1 X Z 1y =¢)

XiEN





OEBPS/Image00227.jpg
TfidfTransformer (norm ='12',
use_idf = True,
smooth_idf = True,
sublinear tf = False)
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CountVectorizer (input=u'content',
decode_error=u'strict',
stop_words=None,
max_df=1.0,
min_df=1,
vocabulary=None)
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# —*- coding:utf-8 —*-

from sklearn.feature extraction.text import CountVectorizer
from sklearn.feature extraction.text import TfidfTransformer

# SRR, HE—ATIRS, GRS TTRAR RO
corpus = ["HI XA 4 R AREF LI b A HA FEE,
"R E AREE AHE",
MR R AN AT AR B EE )

vectorizer = CountVectorizer () AL SO A R
transformer = TfidfTransformer () » R LA IR TF-1DF i

# $5—A fit_transform &4 TF-IDF, =4 fit_transform WA AiAM
# FERE

tfidf = transformer.fit transform(vectorizer.fit transform(corpus))

# RIS o 1 i A5 1 1
word = vectorizer.get feature names ()
for i in range(len(word))

print word[i]

# TEFTH ORI TF-TDF R, RIS TR R, &SRR — Ml
weight = tfidf.toarray ()
print weight

# FTENMG0A M TF-IDF B AIUE CGB—A for BIITH A, HA for WK
# R AR ED
for i in range(len(weight)):
print u"H", i+l ,u"FSCRYHOEE tE-idE WE:
for j in range(len (word)):
print word[j],weight[i] (3]
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class sklearn.naive bayes.BernoulliNB(alpha=0.01, binarize=0.0,
fit_prior=True)
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# -*- coding:utf-8 —*-

import sys
import os
import jieba

# BE UTF-8 FhE
reload (sys)
sys.setdefaultencoding ('utf-8')

content = "HIIUAGHR LA —NERRE. "

seg_listl = jieba.cut (content, cut_all=False)
print 'BRAIAEER: ¢

print " ".join(seg listl)

seg list2 = jieba.cut (content, cut all=True)
print ‘&4

print " ".join(seg_list2)

seg_list3 = jieba.cut for search(content)
print "RSIFEHALK:

print " ".join(seg list3)
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tfidf = transformer.fit transform(vectorizer.fit transform(train
corpus))

# BEFA ORI TF-10F HFF, FREAR—7 8RR — RO, SRR — s
weight = tfidf.toarray ()

print weight

print 'R TP-IDF FERELSHL L1 Y

# SRR R

from sklearn.cross_validation import train_ test_split

# BRI 7 0 3 RIS 9IRS
X train, X test, y train, y test = train_test_split(tfidf, train_
L8}

label, test size=i

$ SAGRIEE

from sklearn import metrics

# FAZTA SR

from sklearn.naive bayes import MultinomialNB

# VIR
bayes clf = MultinomialNB(alpha=0.01, fit prior=True)
bayes clf.fit(X train, y train)

A B R0 ARG T4
y_pred = bayes clf.predict (X_test) # T

# ARESEI LRI

print "HBEIIZRAER ! | ! FERIES EOTRRG T

print 'ZXRIELR:

from sklearn.cross validation import cross_val_score
print cross_val_score(bayes_clf, X test, y test, cv=5)

print 'FEMEER. AR, F1H: '
from sklearn.metrics import classification_report
print classification_report(y_test, y pred, target_names=None)

print "IRWHERE:
from sklearn.metrics import confusion matrix
print confusion matrix(y_test, y_pred)





OEBPS/Image00479.jpg
from sklearn.ensemble import BaggingClassifier # B\ Bagging Hi%
# SN KIEABAAE RIS 2 8

from sklearn.neighbors import KNeighborsClassifier

# BRRIIZRBELE IR A 0. 6 fif, BAFHER 0. 6 fif

bagging = BaggingClassifier (KNeighborsClassifier (), max_samples=0.6,
max_features=0.6)

bagging.fit (X_train,y_train)

y_pred = bagging.predict (X_test) # TR
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class sklearn.svm.SVC(c=1.0,
kernel='rbf',
degree=3,
gamma='auto',
coef0=0.0,
tol=0.001,
class_weight=None,
max_iter=-1)
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# 1. AR
from sklearn.datasets import make circles
X, y = make circles(noise=0.2, factor=0.5, random state=1)

# 2. briEfh
from sklearn.preprocessing import StandardScaler
X = StandardScaler().fit transform(X)
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# VI
bayes_clf = MultinomialNB(alpha=0.01, fit prior=True)
bayes_clf.fit (X train, y_train)

# AFBBURL R T 45
y_pred = bayes_clf.predict (X_test) # B
y_predprob = bayes_clf.predict proba (X test)[:,1] # TidlET&AKAMME

# PSRRI SRR

precision = metrics.precision_score(y_test, y pred)
recall = metrics.recall score(y_test, y pred)

F1 = metrics.fl_score(y_test, y_pred)

# SIAZEXBRIE
from sklearn.cross_validation import cross_val_score
cross_result = cross_val_score (bayes_clf, X_test, y_test, cv=5)

print "MIBIERRE EHBRIKROT:
print ' #Mi%: %0.6£'% cross_result
: %0.6£'%precision
print 20.6£'srecall

print ' F1{H: %0.6f'%F1

print
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class sklearn.svm.LinearSVC(penalty='12",
c=1.0,
loss='squared_hinge',
fit_intercept=True,
class_weight=None,
max_iter=1000,
t01=0.0001,
multi class='ovr',

dual=True,
intercept_scaling=1)
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# —*- coding:utf-8 —*-

# SRR R 2

from sklearn.cross_validation import train_test_split

# BRIZEAE 7 0 3 R4 eI RE A ke
X_train, X test, y train, y test = train_test_split(X, y,
test_size=0.3)

# KRR TR

from sklearn.naive bayes import MultinomialNB

# SR

from sklearn import metrics
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# 58 X MPBON R & SR 25 5

train_label = []

# ARG BERHE B

corpus_path = 'D:/workspace/Wenben classify/train_corpus/'

# IR FMIERE FI9FTH T HRFIE cate list

# cate list MIAEN

# ['art','computer','economic', ... ,'politics', 'sports','traffic']
# cate_list = os.listdir (corpus_path)

# HHLEEAT H R T RATE S

for mydir in cate list:

class_path = corpus_path + mydir + '/'  # VIZRESCARSEITIH Rk

file list = os.listdir (class_path) # FKEREAI H F T MPTA 3%
# file list

for file path in file list: # W file list
fullname = class_path + file path # PRSI A R
content = readfile(fullname).strip() # BN
content = content.replace('\r\n', '').strip()

# MIERIAT A Z AR i 4%

# AAF A, HAE AR RISCRAEA train_corpus SR (BIEME—
# DICEAEE— R A A

content _seg = jieba.cut (content)

train corpus.append(' '.join(content seg))
train_label.append (mydir) # RAF ISR 5 A

print 'XASTRL L L

# EHLE A
stopword path = 'D:/workspace/Wenben classify/hlt_stop words.txt'
stpwrdlst = readfile (stopword path).splitlines ()

# L SO B T R O R SR
vectorizer = CountVectorizer (stop_words=stpwrdlst, max df=0.5)
# ZE LG AR TF-10F UK

transformer = TfidfTransformer ()

# A fit_transform AXKIIS TF-1DF, A fit_transform NI AN
# EBUERE
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# 3. WAL

import matplotlib.pyplot as plt

from matplotlib.colors import ListedColormap

cm = plt.cm.RdBu

cm_bright = ListedColormap(['#FFFFFF', '#0000FF'])
ax = plt.subplot ()

.set_title("Input data")

ax.scatter (X[:, 0], X[:, 1], c=y, cmap=cm bright)
ax.set_xticks(())

ax.set_yticks(())

plt.tight layout()

a:

x

plt.show ()

# PR R

import numpy as np

x min, x max = X[:, 0].min() - 1, X[:, 0].max() + 1
y min, y max = X[z, 1]l.min() - 1, X[:, 1].max() + 1

xx, yy = np.meshgrid(np.arange (x_min, x max,0.02), np.arange(y_min,
y_max, 0.02))

# 4. (EFIERINI bt 10 svM BALHEATIZR

from sklearn.svm import SVC

cEb

gamma = 0.1

clf = SVC(C=C, gamma=gamma)

GLE . PLENE,v)

Z = clf.predict(np.c_ [xx.ravel(), yy.ravel()])

# 5. WALk

7 = Z.reshape (xx.shape)

plt.subplot ()

plt.contourf (xx, yy, 2, cmap=plt.cm.coolwarm, alpha=0.9)
plt.scatter(x[:, 0], X[:, 1], c=y, cmap=cm bright)
plt.xlim(xx.min(), xx.max())

plt.ylim(yy.min(), yy.max())

plt.xticks(())

plt.yticks(())

plt.xlabel ("C=" + str(C)+ ',' + "gamma=" + str(gamma))
plt.show ()
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# —*- coding: utf-g8 —*-

import os
import sys

import jieba

from sklearn.feature_extraction.text import CountVectorizer
from sklearn.feature extraction.text import TfidfTransformer

# ME UTF-8 MiHIREL
reload (sys)
sys.setdefaultencoding ('utf-8')

# S SGRIUCCIE P 2 1 R 5
def readfile (path):
fp = open(path, 'rb')
content = fp.read()
fp.close ()
return content

# 8 ARG  7J5 4 SO A 1R

train_corpus = []
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estisize=0-3)

# 4. JHAEERYE G BRI SRR AR

from sklearn.ensemble import RandomForestClassifier

RF_clf = RandomForestClassifier (oob_score=True, random state=10)
RF_clf.fit(X train,y train)

y_pred = RF_clf.predict (X_test) # TS

# RS RRIE

from sklearn.cross_validation import cross_val_score
print 'ZXBHELR:
print cross_val score(RF_clf, X_test, y_test, cv=5)

from sklearn.metrics import classification report
print 'EER. HEK. F1{H:

print classification_report(y_test, y pred, target_names=None)

from sklearn.metrics import confusion matrix
print “IRHSERE:

print confusion_matrix(y_test, y_pred, labels=None)
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# 1. HEREBUEE

import pandas as pd

df = pd.read csv(":/Desktop/user_info_overdue.
csv™)
# 2. HoRBUEHE

from sklearn.feature extraction import DictVectorizer

# ESRRHERE] A aict &

featureConCols =

['browse_his', 'salary change’, 'card num','total_amount','av_amount
', 'pre_repay']

dataFeatureCon = df [featureConCols]

X_dictCon = dataFeatureCon.T.to_dict().values ()

# HEFH R 5 — 4 dice th
featureCatCols ['gender', 'job', 'edu', 'marriage’, 'family type']
dataFeatureCat = df [featureCatCols]
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X_dictCat = dataFeatureCat.T.to dict().values()

# [RAAFE

vec = DictVectorizer(sparse = False)
X_vec_con = vec.fit_transform(X_dictCon
X_vec_cat = vec.fit transform(X_dictCat)

# bR E S HOE

from sklearn import preprocessing

scaler = preprocessing.StandardScaler () .fit (X_vec_con)
X _vec_con = scaler.transform(X_vec_con)

print X _vec_con.shape

print X _vec_con

# MHAARHERAT one-hot %

from sklearn import preprocessing
enc = preprocessing.OneHotEncoder ()
enc. fit (X _vec_cat)

X_vec_cat = enc.transform(X_vec_cat).toarray(

# BT HE A B B U AR 0
print X vec cat.shape
print X vec cat

# AEACTRJE () R AAE A B GE TR A
import numpy as np
X_vec = np.concatenate((X vec con,X vec cat), axis=1)

# e KR AR ) S A
print X vec.shape
print X vec

# XEERARE v kAL

Y vec = df['overdue'].values.astype (float

# il RS v
print Y vec.shape
print Y vec

# 3. BdRSs

from sklearn.cross_validation import train_ test_split

X_train, X_test, y_train, y test = train_test split(X vec, Y_vec
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class sklearn.ensemble.RandomForestClassifier (n_estimators=10,
criterion="gini',
oob_score=False,
max_features= 'auto',
max_depth=None,
max_leaf nodes=None,
min_samples_split=:

min_impurity split=le-07,
min_samples_leaf=l,

class weight=None,

n_jobs=1)

class sklearn.ensemble.RandomForestRegressor (n_estimators=10,
criterion='mse',
oob_score=False,
max_features='auto',
max_depth=None,
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max_leaf nodes=None,
min_samples_split=2,
min_impurity split=le-07,
min_samples_leaf=1,
n_jobs=1)
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/.t _his | salary_ 1_num | total_amount|av_amount | pre_repay
1]o 2 [3 |1 3 00 00 00 0000000 |0.000000 |0.000000
2o 2 [3 |2 1 13050 |00 30 61012424 |20.337475 |-9.368108
3o 4 fa 1 4 3420 00 10 18361833 |18.361833 |0.426806
4|1 4 ]a [3 2 3640 00 30 58956699 | 19.652233 |-83.497208
5o 2 |2 [3 1 00 00 10 20664418 | 20664418 |4.278933
6 [1 2[4 |1 3 150 00 30 61600211 | 20533404 |-74.384600
7 [o 2 [3 [ 1 10080 |00 60 101260762 |16.876794 |998.980126
8o 2[4 1 2 1111.0 00 10 21069883 |21.069883 |70.682736
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# WHEBITERTEEELTE (—FOARTSEFY) FHH FHRE
print RF_clf. apply ({_test). shape
print RF_clf. apply ({_test)
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mnist = input _data.read data_sets("MNIST data/", one hot=True)
trX, trY, teX, teY = mnist.train.images, mnist.train.labels,
mnist.test.images, mnist.test.labels

X = tf.placeholder("float", [None, 784])
Y = tf.placeholder ("float", [None, 10])

# VUM R, X EAALERE N 784, B AMEBEML UM ER 625, BB
# HETTHER 10

w_h = init weights([784, 625])

w_h2 = init_weights([625, 625])

w_ o = init weights([625, 10])

p_keep_input = tf.placeholder ("float")

p_keep_hidden = tf.placeholder("float")

# AR A o
py x = model(X, w_h, w_h2, w_ o, p_keep_input, p_keep_hidden)

# PSS AR
cost = tf.reduce mean(tf.nn.softmax cross_entropy with logits
(logits=py x, labels=Y))

# {#ifi] RMSPropOptimizer MRALEIE
train op = tf.train.RMSPropOptimizer (0.001, 0.9).minimize (cost)

+ HulAh
predict op = tf.argmax(py x, 1)

# RIEAR AT IS
with tf.Session() as sess:
# WL
tf.global variables initializer().run()

# TFERIIZ
for i in range(100):
for start, end in zip(range(0, len(trX), 128), range (128,
len(trX)+1l, 128)):
sess.run(train op, feed dict={X: trX[start:end], Y:
trY[start:end], p_keep_input: 0.8, p_keep hidden: 0.5})
print (i, np.mean(np.argmax(teY, axis=1) ==

sess.run(predict op, feed dict={X: teX,
p_keep_input: 1.0, p_keep_hidden: 1.0})))
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# B FFUENEEEE

print RF_clf. feature_importances_
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precision  recall  fl-score  support
0 0.88 0.97 0.92 14536
1 0.24 0.06 0.09 2143

avg / total 0.79 0.86 0.82 16679
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import numpy as np
import tensorflow as tf
from tensorflow.examples.tutorials.mnist import input data

#SE SCHIH6 (U B 2
def init_weights (shape) :
return tf.Variable (tf.random normal (shape, stddev=0.01))

# JE S AR

def model (X, w h, w h2, w o, p keep input, p keep hidden):
# BBUE 1

X = tf.nn.dropout (X, p_keep_input) # f#f dropout
h = tf.nn.relu(tf.matmul (X, w_h)) # i ReLU BRAL

# Bl 2
h = tf.nn.dropout (h, p_keep_hidden)
h2 = tf.nn.relu(tf.matmul (h, w_h2))

+ iz
h2 = tf.nn.dropout (h2, p_keep hidden)
out = tf.matmul (h2, w_o)

return out

# SHER
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sklearn.mixture.GaussianMixture (n_components=1,
tol=0.001,
max_iter=100)
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import numpy as np
import matplotlib.pyplot as plt
from sklearn import mixture

# R FA S

C = np.array([[0., -0.08], [1.4, .3]])

X = np.r_[np.dot (np.random.randn (1000, 2), C), .8 *
np.random.randn (800, 2) + np.array([-6, 3])]

# EHRMRERRE: &2 RS

components = 5

gmm = mixture.GaussianMixture (n_components=components,
covariance_type='full').fit(X)

y_pred = gmm.predict (X)

title = 'FHIBA RS, : components=%s' %components
plt.title(title)
plt.scatter (X

0], X[:, 1], c=y _pred)
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from sklearn import metrics
metrics.adjusted_rand_score(labels_true, labels_pred)
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sklearn.metrics.silhouette_score (X,
labels,
metric='euclidean',
sample_size=None)
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from numpy import *

vectorl = mat([2.1, 2.5, 3.81)
vector? = mat (1.0, 1.7, 6.6])
print sun(abs (vectorl-vector2))
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from numpy import *

vectorl = mat([2.1, 2.5, 3.8])

vector2 = mat ([1.0, 1.7, 6.6])

print sqrt((vectorl-vector2) #(vectorl-vector2). T)
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from sklearn import metrics
metrics.adjusted mutual_info_score(labels_true, labels_pred)
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class sklearn.ensemble.AdaBoostClassifier (base estimator=None,
n_estimators=50,
algorithm='SAMME.R',
learning rate=1.0,
random_state=None)

class sklearn.ensemble.AdaBoostRegressor (base_estimator=None,
n_estimators=50,
learning_rate=1.0,
loss='linear',
random_state=None)
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# 1. AR (3% 12000 MEAR, HARHER 10 4 4 3 AKHED

from sklearn.datasets import make gaussian quantiles

X, y = make gaussian quantiles(n samples=12000, n_features=10,
n_classes=3, random state=l

# 2. RS HEgE

from sklearn.cross validation import train test split

X_train, X _test, y train, y test = train_test split(X, y,
train_size=0.7)

+ 3. IR

from sklearn.tree import DecisionTreeClassifier

from sklearn.ensemble import AdaBoostClassifier

bdt_discrete = AdaBoostClassifier (DecisionTreeClassifier
(max_depth=2) ,

n_estimators=600,learning rate=1.5,algorithm="SAMME")

bdt discrete.fit (X train, y train

# 4. WY
from sklearn.metrics import accuracy score

discrete_test_errors = []

from sklearn.externals.six.moves import zip

for discrete train predict in bdt discrete.staged predict (X_test):

discrete test errors.append(l. - accuracy score(discrete train
predict, y_test))

n_trees discrete = len(bdt discrete)

discrete estimator errors = bdt_discrete.estimator errors
[:n_trees discrete]

discrete_estimator weights = bdt discrete.estimator weights_
[:n_trees discretel

# 5. mE
import matplotlib.pyplot as plt
plt.figure (figsize=(15, 5))

# HRTEIRESE b A R AR B 2 5] B R A R (L 3
plt.subplot (131)
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# BT R oy KSR TR

x min, x_max = X[:, 0].min() - 1, X[:, 0].max() + 1
y_min, y max = X[:, 11.min() - 1, X[:, 1].max() + 1
xx, yy = np.meshgrid(np.arange (x_min, x max, .02),

y_max, .02))
DT_clf.predict(np.c_[xx.ravel(), yy.ravel()])

Z.reshape (xx.shape)
.figure()
.pcolormesh (xx, yy, 2, cmap=cmap_light)

.scatter(X[:, 0], X[:, 1], c=y, cmap=cmap bold)
-xlim(xx.min(), xx.max())

-ylim(yy.min(), yy.max())

.title("decision tree use default parameter")

.show ()

np.arange (y min,
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from sklearn import datasets
iris = datasets.load_iris()

X = iris.datal:, :2]  # RTIH(EAHA, RESLRRAAERENHEGE
y = iris.target # HRIRE

# FATHRLAE

import numpy as np

import matplotlib.pyplot as plt

from matplotlib.colors import ListedColormap

# BEHIA
cmap_light = ListedColormap (['#FFAAAA', '#AAFFAA', '#AAAAFF'])
cmap_bold = ListedColormap(['#FF0000', '#00FF00', '#0000FF'])

# BIRIZR

from sklearn.tree import DecisionTreeClassifier

# A cART 72 ERIN S ST
DT_clf = DecisionTreeClassifier ()
DT_clf.fit (X, y)
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# M Tris BURIFTHRHE

XX = iris.data

# FRVIZRSEDE 6 © 4 R AIIAERAIR S
from sklearn.cross_validation import train test split
X _train, X test, y train, y test = train_test_split(XX, y,

test_size=0.4)

# M CART S A IIBRINSHL
DT_clf2 = DecisionTreeClassifier ()
DT_clf2.fit(X_train, y_train)

# A B R A T 5 R
y_pred = DT_clf2.predict (X_test) L iES]

# HERILS RBRE

from sklearn.cross validation import cross val score
print 'ZEXRIESR:

print cross_val score (DT clf2, X_test, y test, cv=5)

from sklearn.metrics import classification_report
print 'EMEE. TEX, F1{H: '

print classification_report(y_test, y pred, target names=None)

from sklearn.metrics import confusion matrix
print 'RIAHFE:

print confusion matrix(y_test, y_pred, labels=None)
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plt.plot(range(l, n_trees discrete + 1),discrete test_errors,"r",
label='SAMME')

plt.legend ()

plt.ylim(0.18, 0.62)

plt.ylabel ('Test Error')

plt.xlabel ('Number of Trees')

# FIESEZ BRI

plt.subplot (132)

plt.plot(range (1, n_trees_discrete + 1), discrete_estimator_errors,.
"g", label='SAMME', alpha=.5)

plt.legend()

plt.ylabel ('estimator_errors')

plt.xlabel ('Number of Trees')

plt.ylim((.2, discrete_estimator_errors.max() * 1.2))

plt.xlim((-20, len(bdt_discrete) + 20))

# R ST

plt.subplot (133)

plt.plot(range (1, n_trees discrete + 1), discrete estimator_ weights,
"b", label='SAMME')

plt.legend ()

plt.ylabel ('estimator Weight')

plt.xlabel ('Number of Trees')

plt.ylim((0, discrete estimator weights.max() * 1.2))

plt.xlim((-20, n_trees discrete + 20))

plt.subplots_adjust (wspace=0.25)

plt.show()
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class sklearn.tree.DecisionTreeClassifier(criterion='gini',
splitter='best',
max_features=None,
max_depth=None,
max_leaf_nodes=None,
min_samples_split=2,
min_impurity_split=le-07,
min_samples_leaf=1,
class_weight=None)






OEBPS/Image00553.jpg
) = arg mmz Ly fi(x))





OEBPS/Image00289.jpg





OEBPS/Image00282.jpg
@ |wun





OEBPS/Image00525.jpg
Dy = (Wy1, Wiz, ooy Waiy oo, Wipg) , Wi =






OEBPS/Image00767.jpg
S A(ny — ) = 2w





OEBPS/Image00281.jpg





OEBPS/Image00526.jpg
= =Tl
ey ==





OEBPS/Image00768.jpg
w =S, (2 — 1)





OEBPS/Image00284.jpg





OEBPS/Image00523.jpg
(l)(xl)





OEBPS/Image00765.jpg
S'Sy





OEBPS/Image00283.jpg
HEY) = =2 utog % log2 = 02873
= —gxlogg —oxlogg = 0.





OEBPS/Image00524.jpg
K
f(x) =arg rr{_ax[ a,((l)(xi)l

k=1





OEBPS/Image00766.jpg
(S 1Spw = Aw





OEBPS/Image00286.jpg
H(Y\%F)=§H(Y=)+§H(Y)
7—><0+ ><( ><log5 leog)

=0.1827





OEBPS/Image00529.jpg
M
€ Z Wii€qi






OEBPS/Image00285.jpg





OEBPS/Image00288.jpg





OEBPS/Image00527.jpg
_ i=m@)?
U





OEBPS/Image00769.jpg
w = i z (i = ) e — )™

“

1i€Cy





OEBPS/Image00287.jpg





OEBPS/Image00528.jpg
;=L exp[ (y—'r(x))]





OEBPS/Image00760.jpg
Sy = wh(uy — ), — )W
B WT[Ziecj(xi — ) — ) T|w + WT[ZL‘EC;(X: — ) (x; — )T |w






OEBPS/Image00521.jpg
®





OEBPS/Image00763.jpg
w

wis,w
wTs,w





OEBPS/Image00522.jpg
aP(x)





OEBPS/Image00764.jpg





OEBPS/Image00280.jpg
N
HEX) = = ) pG ) logpGilx)

i=1





OEBPS/Image00761.jpg
Sw= ) (= 1 = T + ) (6 = ) (ki — )"

i€C, i€c,

Sp = (2 = 1) (2 — )"





OEBPS/Image00520.jpg





OEBPS/Image00762.jpg
Jw) =

w's,w
wTs,w






OEBPS/Image00293.jpg





OEBPS/Image00536.jpg
M

Z e Vifk(x)

=1





OEBPS/Image00778.jpg
# 1. BAHgRE





OEBPS/Image00292.jpg
@ lw





OEBPS/Image00537.jpg
M
I= z ek
i

- Z eVilfks G +arTi (el
f
M
= z eVt () g ViaiTi(x)

i=1





OEBPS/Image00779.jpg
from sklearn import datasets
iris = datasets.load iris()

X = iris.data

y = iris.target

target_names = iris.target names
print X.shape,y.shape

# 2. ff pca #1 LDA

from sklearn.decomposition import BCA
pca = PCA(n_components=2)

X r = pca.fit(X).transform(X)

from sklearn.discriminant_analysis import LinearDiscriminantAnalysis
1da = LinearDiscriminantAnalysis (n_components=2)
X_r2 = 1da.fit (X, y).transform(X)

# 3. AL

import matplotlib.pyplot as plt

print 'first two components: %s' % str(pca.explained variance ratio )
plt.figure()

colors = ['navy', 'turquoise', 'darkorange']

1 =

for color, i, target name in zip(colors, [0, 1, 2], target names):
plt.scatter(X rly == i, 0], X rly == i, 1], color=color, alpha=.8, lw=lw,
label=target name)
plt.legend(loc="best', shadow=False, scatterpoints=1)
plt.title('PCA of IRIS dataset')

plt.figure()
for color, i, target name in zip(colors, [0, 1, 2], target names):
plt.scatter (X r2[y==i, 0], X r2[y==4, 1], alpha=.8, color=color,
label=target_name)
plt.legend(loc='best', shadow=False, scatterpoints=1)
plt.title('LDA of IRIS dataset')

plt.show ()
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sklearn.discriminant_analysis.LinearDiscriminantAnalysis (
n_components=None,
solver='svd’,
£01=0.0001)
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class sklearn.decomposition.PCA(n_components=None,
whiten=False,
svd_solver='auto")
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n_components = n_row * n_col  # HEMMEE N4

# ARIE

faces_centered = faces - faces.mean (axis=0)

# HEAE

faces_centered

= faces_centered.mean (axis=1) .reshape (n_samples, -1)
print ("Dataset consists of %d faces" % n_samples)
image_shape = (64, 64) # BRIEE T RN

# AL B B
def plot gallery(title, images):
plt.figure (figsize=(2. * n_col, 2.26 * n_row))
plt.suptitle(title, size=16)
for i, comp in enumerate(images) :
plt.subplot (n_row, n_col, i + 1)
vmax = max (comp.max (), -comp.min())
plt.imshow (comp.reshape (image shape), cmap=plt.cm.gray,
interpolation="'nearest",

Vmin=-vmax, vmax=vmax)
plt.xticks(())
plt.yticks(())

plt.subplots adjust(0.01, 0.05, 0.99, 0.93, 0.04, 0.)

# B

plot_gallery("original face", faces_centered[:n_components])

# PCA L HUER

estimator = decomposition.PCA(n_components=None,whiten=True)
estimator.fit (faces_centered)

plot_gallery('PCA face', estimator.components_[:n_components])
plt.show ()
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sklearn.decomposition.KernelPCA (n_components=None,
kernel="'linear',
gamma=None,
degree=3,
coef0=1,
tol=0,
max_iter=None,
remove _zero_eig=False,
n_jobs=1)
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from sklearn.datasets import fetch olivetti faces
from sklearn import decomposition
import matplotlib.pyplot as plt

# S fetch olivetti_ faces $i#f

dataset = fetch olivetti_ faces(shuffle=True)
faces = dataset.data

n_samples, n_features = faces.shape

print n_samples, n_features

n_row, n_col =3, 8
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blues = y

plt.plot(X[reds, 0], X[reds, 11, "ro")
plt.plot (X[blues, 0], X[blues, 1], "bo")
plt.xlabel ("$x 1$")
plt.ylabel ("$x 25")

X1, X2 = np.meshgrid (np.linspace(-1.5, 1.5, 50), np.linspace
(=105, 155D} )

X _grid = np.array([np.ravel(X1), np.ravel(X2)]).T

Z_grid = kpca.transform(X grid) [:, 0].reshape (X1.shape)

plt.contour (X1, X2, Z grid, colors='grey', linewidths=1,

origin="'lower')

plt.subplot (2, 2, 2, aspect='equal')
plt.plot (X back[reds, 0], X back[reds, 1], "ro")
plt.plot (X_back[blues, 0], X_back([blues, 1], "bo")
plt.title("Original space after inverse transform")
plt.xlabel ("$x_1§")

plt.ylabel ("$x_2$")

plt.subplot(2, 2, 3, aspect='equal')

plt.plot (X pcalreds, 0], X pcalreds, 11, "ro")
plt.plot (X pcalblues, 0], X pcalblues, 11, "bo")
plt.title ("PCA")

plt.xlabel ("lst principal component")

plt.ylabel ("2nd component")

plt.subplot(2, 2, 4, aspect='equal')
plt.plot (X kpcalreds, 0], X kpcalreds, 11, "ro")
plt.plot (X kpcalblues, 01, X_kpcal[blues, 11, "bo")

plt.title ("KPCA")

plt.xlabel ("1st principal component in space induced by $\phi$")
plt.ylabel ("2nd component")

plt.subplots_adjust (0.02, 0.10, 0.98, 0.94, 0.04, 0.35)

plt.show ()
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# 1. AR

import numpy as np

from sklearn.datasets import make_circles
np.random.seed (0)

X, y = make_circles(n_samples=400, factor=.3, noise=.05)

print X.shape, y.shape

# 2. fifi] pcA R4
from sklearn.decomposition import PCA
pca = PCA()

X _pca = pca.fit_transform(X)

# 3. kpCA W4k

from sklearn.decomposition import KernelPCA

kpca = KernelPCA (kernel="rbf", fit inverse transform=True, gamma=10)
X _kpca = kpca.fit_transform(X)

X back = kpca.inverse_ transform(X_kpca)

# 4. WAL
import matplotlib.pyplot as plt

plt.figure ()

plt.subplot(2, 2, 1, aspect='equal')
plt.title("Original space")

0

reds = y
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class sklearn.linear model.LinearRegression(fit_intercept=True,
normalize=False, n_jobs=1)





OEBPS/Image00169.jpg





OEBPS/Image00160.jpg
M
h(x) =wx;+b = ZWJXJ(’) +b
=





OEBPS/Image00162.jpg
M
1
L(w,b) =3 ) Th(w;wi b) = yil?
=T





OEBPS/Image00161.jpg





OEBPS/Image00175.jpg
class sklearn.linear_model.Ridge (alpha=1.0,
fit_intercept=True,
normalize=False,
max_iter=None,
tol=0.001,

solver='auto')
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fit_intercept=True,
normalize=False,
precompute=False,
max_iter=1000,
tol=0.0001,
warm_start=False,
positive=False,
selection='cyclic')
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class sklearn.linear model.ElasticNet (alpha=1.0,
1L e 5
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class sklearn.linear model.Lasso(alpha=1.0,
fit_intercept=True,
normalize=False,
precompute=False,
max_iter=1000,
t01=0.0001,
warm_start=False,
positive=False,
selection="cyclic')
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class sklearn.model_selection.GridSearchCV (estimator,
param_grid,
scoring=None,
n_jobs=1,
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train array = np.squeeze (np.asarray (train matrix))

# ZCEAHFE

from sklearn.preprocessing import PolynomialFeatures
poly = PolynomialFeatures (2)

train array2 = poly.fit transform(train array)

# AL
import numpy as np
train array3 = np.hstack((train array,train array2))
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# BUATFE

train_matrix = X.as_matrix()
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from sklearn.cross_validation import cross_val_score
scores = cross_validation.cross_val_score(clf, x, y, cv=5,
scoring=None)
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from sklearn.cross_validation import train_test_split
x_train,x_test,y train,y_test =
cross_validation.train_test_split(x,y,test_size=0.3)
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class sklearn.grid search.RandomizedSearchCV(estimator,
param distributions,
n_iter=10,
scoring=None,
cv=None,
iid=True,
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% BEHEE
from sklearn import cross_validation, metrics
from sklearn. grid_search import GridSearchCV

param_testl = {'n_estimators’ :range(10,71,10)}

gsearchl = GridSearchCV(estimator = RandomForestClassifier (min_samples_split=100,
min_samples_leaf=20,
nax_depth=8,
max_features= sart’ ,
random_state=10),
roc_auc’, cv=5)

param_grid = param_testl, scorin,

gsearchl. fit(X_train, y_train)
gsearchl. grid_scores_, gsearchl. best params_, gsearchl.best score_
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# 8. WEKITHE
feature_list = list(df_train.colums(1:]) # df traindlF—i7it/E, b Hindextbstl, HREEKIIFBE
print feature_list

# WALRBETFZ TR E

ht_array = LR clf. coef_ # it KA
weight_array(0] # FRAFE—TT, MLRPIRBR
print weight
# #ﬁfﬁ)?ﬂst.:ﬁ-meﬁi‘ﬁw
oy

L D tar et fomtie s Fantes _list, weight’ :weight})
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id date f1 f2 3 f4 [ 6| f6 7 f8 .. [7288] f289 290 f291
0 20180120 0 1 1 |1o0s090| 1 3 2 3020 1340
1 20180105 1 1 0 0 [1008080| 1 5 2 400 390
2 20180109 0 0 0 0 [1008030] 0 6 1 20 20
3 20180118 1 1 1 1 [t008080| 0 3 2 3020 1220
4 20180109 1 1 1 1 [1008090] 0 2 2 3020 1180
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2 20171022 0 0 1 0 1001020 6 .. [NaN NaN NaN NaN NaN NaN_ NaN|
3 20171020 0 0 0 1 4 .. 3020 3220 3410 570 2510 1750 1760
4 20171002 1 1 0 1 1008050 5 .. 3020 3010 3010 740 3020 1820 181.0
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# FBEEERTE (10
data_nev = data. fillna(0)
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# B EHREENT
data_new = data. dropna(axis=0)
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# HE— P MAEFCENaN: method="pad’; SpadfiR, bfillF7/E/E— NI CENaN
data_new = data. fillna(method="pad’)
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# (TR ER AL it BB NN

data_new = data. fillna(data mean())
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# 3 BREEAIE (RIFIH AN TN RT)
from skl ble import

# 2.
age_df = data_train[[’ Age’," Fare’, ’Parch’, "SibSp’, 'Pelass’]]

#
age_know = age_df[age_df. Age. notnull (). as_matrix()
age_unknow = age_dflage_df. Age. isnull (. as_matrix 0

# BRNGEFERGREE

X = age_know(:, 1:] # SRR

v = age_know[:, 0] # WEGENEREE
# ﬁﬁiﬁﬂgﬂwﬁfﬂﬁwﬂﬁxﬂﬁﬂf

ate=0, n_esti , n_jobs=-1)

RF_clf Prrae]

# PEREIN RIS ERAITPI R 21T I
age_predicted = RF_cl£. predict (age_unknow(:, 1::1)

# AN TNER R FRISE
data_train. loc[ (data_train. Age. isnull()), 'Age’] = age predicted

data_train. info()
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Passengerld 418 non-null int64
Pelass 418 non-null int64

Name 418 non-null object
Sex 418 non-null object
Age 332 non-null float64
SibSp 418 non-null int64
Parch 418 non-null int64
Ticket 418 nomnull object
Fare 417 non-null float6d
Cabin 91 non-null object

Enbarked 418 non-null object
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fx) = E(fr(®)
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var(e) = E[(y — 9)?]
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Passengerld 891 non-null int64

urvived 891 non-null int64
Pelass 891 non-null int64
Name 891 non-null object
Sex. 891 non-null object
Age 891 non-null float64
SibSp 891 non-null int64
Parch 891 non-null int64
Ticket 891 non-null object
Fare 891 non-null float64
Cabin 204 non-null object

Embarked 889 non-null object
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var(x) = E [(fr(x) —f(x))z]
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vectorl = mat([2.1, 2.5, 3.8])
vector? = mat([1.0, 1.7, 6.61)
print abs (vectorl-vector2).max
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class sklearn.linear model.LogisticRegression(penalty='12",
c=1.0,
fit_intercept=True,
class_weight=None,
solver='liblinear’,
max_iter=100,
to1=0.0001,
multi_class='ovr',
dual=False,
warm_start=False,
n_jobs=1)
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import numpy as np
vectorl
vector2 1
print vectorl. dot (vector2)/(np. linalg. norm(vectorl)#np. linalg. nor(vector2))
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Cabin %
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Passengerld 891 nomnull int6d

Survived 891 nonnull int64
Pelass 891 nonnull int64
Name 891 nornull object
Sex 891 nomrnull object
Age 714 nonnull floatét
SibSp 891 nonnull int64
Parch 891 nornull int64
Ticket 891 nonnull object
Fare 891 nornull float6d
Cabin 204 non-null object
Enbarked 889 nonnull object

# 2. ZEFMR:

data_test = pd.read csv('C /Users/Admini strator/Desktop/Titanic_project/Test. csv”)
print data_test. shape
data_test. info ()
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#1 Eit’//é;?iﬁﬁ/!}i

R 10l st can (5C: e a/heint s oatan/ Detk /T et g oot a1 Cav)
print data_train. shape
data_train. info()
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#7. Wﬁlogxsn clEl TR T BeiE
from Linear_model

# ﬁw#ﬁmnazafzme&i‘ﬁfﬁfﬁﬁﬁ
d

rain mat = df_train. as_matrix()

# }f&/w%wwgfw
_train mat(:, 1:] # WERRIE
y df_tmnunat[ o # WEGEEREE

dﬂ/}/x///ﬁﬁ £z 3
rom sklearn. cross_validation import train_test_split
A_zmn, X_test, y_train, y_test = train_test_split(¥, y, test_size=0.3, random_state=0)

# JGRE
clf = linear_model. LogisticRegression(C=1.0, penalty='11', tol=le-6)
IR clf. fit (X_train, y_train)

# FRIEELET
y_predict = LR_clf. predict (X_test)
y_predict_prob = LR_clf. predict_proba(X_test)[:, 1]

from sklearn. metrics import classification report
print ' EEE, FLE, FIE
print classification report (y_test, y_predict, target_names=None)

skleam. metrics import roc_auc_score
ntmt * AUCEH:
print roc_auc_score (y_test, y_predict_prob)

from sklearn. metrics import confusion matrix
print ' B ER-
print confusion matrix(y_test, y_predict, labels=None)
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fomale | Sex s Embarked_S | Age_scaled | Fare_scalea | Sibsp._scaled| Parch_scalsd
00 0 oo 10 osssaro |o0s0z40 [0a3ram0 | 0arazs
0 00 |10 00 00 0617944 [o788047 [0431380  |-0.474325
10 00 |oo 00 10 ‘0264566 | 0436550 |-0a7s199  |-0.474325
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Passengerld 891 nomnull int64

Survived 891 nonnull int64
Pelass 891 nomrnull int64
Name 891 nonnull object
Sex 891 non-null object
Age 891 nomrnull float6d
SibSp 891 nonnull int64
Parch 891 nomrnull int64
Ticket 891 non-mull object
891 nomrnull float6d
Enbarked 889 nonnull object

2 8 52

I
data_train = data_train. dropna (axis=0)
data_train. info()
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# BCabinfFiEEEZHR
data_train = data_train. drop ([’ Cabin'], axis=1)
data_train. info()
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=var@ +E[(F® -y +y-9)’]
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data_train. head(6)
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bias? = E [(y —f_(x))z]
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Passengerld 889 non-null int64

Survived 889 non-null int6d
Pelass 889 nornull int64
Name 889 non-null object
Sex 889 non-null object
Age 889 non-null float64
SibSp 889 nor-null int64
Parch 889 non-null int64
ot 889 non-null object

Eoberked 889 non-null object
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# 4. PRIEBITIRFIERUI Hi% frone-hot #F5
cate_df = data_train([’Pelass’,’ Sex', Enbarked']]
cate_onehot_df = pd. get_dumies(cate_df)

cate_onehot_df. head(3)
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Age_scaled | Fare_scaled |SibSp_scaled| Parch_scaled
0/-0559270 |-0.500240 [0.431350  |-0.474326
1/0617944 0788947 0431350  |-0.474326
2(-026496 0486650 |-0475199  |-0.474326

df_t
48 train. hend

3)

= d_concat ([data_trainl Survived

#“ g
], cate_onehot_df, cont_df], axis=1)
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Pclass | Sex_female |Sex_male | Embarked_C|Embarked_Q |Embarked_S

0[3 0.0 10 0.0 0.0 10
101 1.0 0.0 10 0.0 0.0
2|3 10 0.0 00 0.0 10

# 5 FMETFERGHITEL
cont_df = data_train[['Age’, Fare’," SibSp’, " Parch’ 1]

import sklearn. preprocessing as preprocessing
scaler = preprocessing. StandardScaler ()

# AgefHiE
age_scale = scaler. fit (cont_df[’ Aze'])
cont_df[" Age_scaled ] = scaler. fit_transfor(cont_df[’ Age'], age_scale)

# Fareffif
fare_scale = scaler. fit(cont_df[’ Fare'])

cont_df[’ Fare_scaled ] = scaler. fit_transform(cont_df['Fare'], fare_scale)

# SibSpHFEE

SibSp_scale = scaler. fit (cont_df [’ SibSp'])

cont_df[’ SibSp_scaled’ ] = scaler. £it_transform(cont_df [’ SibSp’], SibSp_scale)
# Parchf$iE

Parch_scale = scaler. fit (cont_d [ Parch 1)

cont_df[’ Parch_scaled'] = scaler. fit_transform(cont_df [’ Parch’], Parch_scale)
# BB RARIE

cont_df. drop ([ Age’, " Fare’,"SibSp’, Parch' ], axis=l, implace=True)

cont_df. head (3)
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# 1. b o B

from sklearn.datasets import load boston
boston = load boston ()

X = boston.data

y = boston.target

print X.shape

print y.shape

# 2. RIS

from sklearn.cross validation import train test split

X train, X test, y train, y test = train_test_split(X, y,
train_size=0.7)
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# 3. HoEbriElL

from sklearn import preprocessing

standard X = preprocessing.StandardScaler ()

X_train = standard X.fit_transform(X_train)

X test = standard X.transform(X test)

standard y = preprocessing.StandardScaler ()

y_train = standard y.fit transform(y train.reshape (-1, 1))
y_test = standard y.transform(y test.reshape(-1, 1))

# 4. (EFHBERILE [E SR

from sklearn.linear model import ElasticNet

ElasticNet clf = ElasticNet(alpha=0.1, 11 ratio=0.7)
ElasticNet clf.fit(X train,y train.ravel())

ElasticNet clf result = ElasticNet_clf.predict (X test)
ElasticNet_clf score = ElasticNet clf.score(X test,y test.ravel())
print 'ElasticNet #i#f34}: ' ElasticNet_clf score

# 5. {8 GBRT M%)

from sklearn.ensemble import GradientBoostingRegressor

GBRT clf = GradientBoostingRegressor (learning rate=0.1,max depth=6,
max_features=0.5,

min_samples leaf=14,n_estimators=70)

GBRT clf.fit (X train,y train.ravel())

GBRT clf result = GBRT clf.predict (X test)

GBRT clf_score = GBRT clf.score (X test,y test.ravel())

print 'GBRT BUBIf§J}: ', GBRT clf score

# 6. ML

import matplotlib.pyplot as plt

fig = plt.figure(figsize=(20, 3))

axes = fig.add_subplot(l, 1, 1)

linel, = axes.plot(range(len(y test)), y test, 'b' label=
'Actual Value')

line2,= axes.plot (range (len(ElasticNet clf result)), ElasticNet
clf result,

'g--',label='ElasticNet_Predicted',linewidth=2)

line3, = axes.plot(range(len(GBRT clf result)),GBRT clf result,

'r--',label="GBRT Predicted',linewidth=2)

axes.grid()

fig.tight layout ()

plt.legend(handles=[linel,line2,line3])

plt.title('ElasticNet & GBRT')
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class sklearn.ensemble.GradientBoostingClassifier (n_estimators=100,
learning rate=0.1,

a0

max_features=None,

subsample:

loss='deviance',

criterion='friedman mse',
max_depth=3,

max_leaf nodes=None,

min samples split=2,

min samples leaf=l,

min impurity split=le-07)

class sklearn.ensemble.GradientBoostingRegressor (n_estimators=100,
learning rate=

subsample:

max feature

loss='1s",
&l

criterion="friedman mse',

max_depth=
max_leaf nodes=None,
min_samples_split=2,
min_samples_leaf=1,
min_impurity split=le-07)
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-1.0 0.90 0.91 0.90 1229
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from sklearn.datasets import make hastie 10 2
X, y = make hastie 10 2(random state=0)

print X.shape,y.shape

print y

from sklearn.cross_validation import train test split

X_train, X test, y train, y test = train test split(X, y,
test_size=0.2, random state=0) + %0 8 1 2 R e

print X train.shape, X test.shape, y train.shape, y test.shape

# 2. EHEH cBDT BT IIZRAIE, 1XHRA 50 B

from sklearn.ensemble import GradientBoostingClassifier

gbdt clf = GradientBoostingClassifier(n estimators=50)
gbdt_clf.fit(X_train, y_train)

y_predict = gbdt clf.predict (X test)

y predict prob = gbdt clf.predict proba (X test) [:, 1]

from sklearn.metrics import classification report
print 'BHER. HEK, F1{H.

print classification report(y test, y predict, target names=None)

from sklearn.metrics import roc auc score
print 'AUCfH: '
print roc_auc_score(y test, y predict prob)

from sklearn.metrics import confusion matrix
print 'R,

print confusion matrix(y test, y predict, labels=None)

# AR R R AR R R N i 51

print gbdt model.train score_

# 3. REUNZREERIRIEL L GBDT BUALJR M B4 & RFE
print gbdt clf.apply(X train).shape
print gbdt _clf.apply(X_test).shape

X train new = gbdt clf.apply (X train)[:
X_test_new = gbdt_clf.apply(X test)[:,

print X train_new
print X_test_new
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# 4. % GBDT BRI (VIR E G BB RFEREAT one-hot 4REY
from sklearn.preprocessing import OneHotEncoder
grd_enc = OneHotEncoder () # Vi one-hot %%
grd_enc.fit (X_train_new) # fit one-hot Zmi%a%

# X GBDT M HY Y I ZRAEAFAE R BRAELE R RFHAEREAT one-hot 4F%

X_train_onehot = grd_enc.transform(X_train_new) + IRk
X_test_onehot = grd_enc.transform(X_test_new) # Bk

# #fith one-hot 4i%JE VI ZRIAISEHLA) AL E
print X train_onehot.shape
print X_test_onehot.shape

# 5. H one-hot #ili%/GE MIVIZRAEIILE LR BAL, FFAEGGUESE EIOTE
from sklearn.linear model import LogisticRegression
LR clf = LogisticRegression ()

LR clf.fit(X_train onehot, y_train)

# FMVIZREFH) LR BURXS one-hot /Rl X_test HEATHII
y_pred = IR clf.predict (X _test onehot)
y_pred prob = LR_clf.predict proba (X_test_onehot) [:, 1]

# Hith LR BLRLRIO RSN T ES R
from sklearn.metrics import classification report
print 'H#ER, HELE, F1HE: !

print classification report(y test, y pred, target names=None)

from sklearn.metrics import roc_auc_score
print 'AUCfH: '
print roc_auc_score(y_test, y pred_prob)

from sklearn.metrics import confusion matrix
print RIARIE:

print confusion matrix(y_test, y_pred, labels=None)
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precision  recall fl-score support
-1.0 0.85 0.91 0.88 1229
1.0 0.90 0.83 0.87 1171

avg / total 0.88 0.87 0.87 2400
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sklearn.manifold.LocallyLinearEmbedding (n_neighbors=>5,
n_components=2,
method=’standard’,
neighbors_algorithm='auto’)
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from time import time
import matplotlib.pyplot as plt

from mpl_toolkits.mplot3d import Axes3D
from matplotlib.ticker import NullFormatter
from sklearn import manifold, datasets
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# R
n_points = 1000

X,

color = datasets.samples_generator.make s_curve(n_points,
random_state=0)

# AR R
fig = plt.figure(figsize=(15, 8))

ax
ax
ax
ax

= fig.add_subplot (251, projection='3d')

.scatter(X[:, 0], X[:, 1], X[:, 2], c=color, cmap=plt.cm.Spectral)
.view_init (4, -72)

= fig.add subplot (252 + i)

plt.scatter(Y[:, 0], Y[:, 1], c=color, cmap=plt.cm.Spectral)
plt.title("%s (%.2g sec)" % ('LLE', tl1 - t0))

ax

ax

.xaxis.set_major_formatter (NullFormatter())
.yaxis.set major formatter (NullFormatter())

plt.axis('tight')

# VIR R T R 4 R

n_neighbors = 10

n_components = 2
methods = ['standard', 'ltsa', 'hessian', 'modified']
labels = ['LLE', 'LTSA', 'Hessian LLE', 'Modified LLE']

fo.

r i, method in enumerate (methods) :
t0 = time()

Y = manifold.LocallyLinearEmbedding (n neighbors, n_components,

method=method) . fit transform(X)
tl = time()

ax = fig.add_subplot (252 + i)

plt.scatter(Y[:, 0], Y[:, 1], c=color, cmap=plt.cm.Spectral)
plt.title("%s (%.2g sec)" % (labels[i], tl - t0))

ax.xaxis.set _major formatter (NullFormatter())

ax.yaxis.set _major formatter (NullFormatter())
plt.axis('tight')

plt.show ()
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