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译者序

本书是一本比较全面的预测建模教材，覆盖了最常见的一些技术，例如逻辑回归、神经网络、支持向量机、隐马尔可夫模型、时间序列分析、推荐系统等。本书属于Packt出版社系列图书中的Mastering级别，是有一定难度和深度的高级教程。

作为一位兼具科研和产业经验的专家，作者很巧妙地把握了理论和实践之间的平衡。他的做法是，先以比较通俗的方式讲解理论背景，再通过一些实际案例的直观示范来帮助读者理解相关的理论和方法。这样就让读者既能对各种预测分析方法的理论基础有更深入的认识，又能掌握在实际工作中运用这些技术的方法。此外，作者还提供了大量的参考资料和在线资源，供学有余力的读者进一步提高。

在翻译完成《基于R语言的自动数据收集：网络抓取和文本挖掘实用指南》
[1]

 一书后，我就在机械工业出版社编辑推荐的后续书单中挑出了这本书。我之所以会对这本书感兴趣，是因为之前那本书的核心内容是如何在线抓取数据，而现在这本书的核心内容则是如何对数据进行预测建模，两本书结合起来，就构成了一个完整的技术体系。

在多年的应用开发经历中，我一直更喜欢这种个人能掌控完整技术链条的工作风格，相信很多科研工作者和小团队的技术带头人也会有同感。其实这种风格和团队合作并不矛盾。实际上，只有具备了掌控全局的能力，才能提高团队合作的效率，降低沟通成本。

在之前那本书的读者评论里，有一条我想分享出来：“这本书值得一读，作者很诚实，确实一本书不能解决你所有的问题，但是可以给你一些思路，顺着这个思路不断扩展自己的知识，最后娴熟运用。阅读纸质书最大的好处就是系统性，书中很多知识都通过网络资源零散地学过，但始终不成体系，本书能给你一个很好的网络数据获取的系统框架。”

确实，学习技术的过程是无止境的，但一套科学的体系能让读者把握全局，少走弯路。本书就比较系统地讲解了有监督学习的预测建模技术。

作为译者，我想给读者的一条建议就是多动手。在技术领域，看懂了书不等于掌握了技术。读者如果没有经过实际的应用，对书中内容的理解不但达不到足够的深度，而且很容易遗忘。针对自己感兴趣的某个问题，先把模型设计出来，把代码调通，再对模型进行优化，最后得到理想的结果，这个过程是非常关键的。

比如在之前那本书的GitHub讨论区里就有一个很有意思的话题，有一位读者在尝试抓取某个新闻下的所有评论时遇到了问题，后来才发现是iFrame元素的原因，进而引出了一些原书中没有讲到的技术。在和我一起分析讨论并调通了代码后，这位读者觉得收获很大。

照例，我也给本书开通了一个GitHub讨论区，链接是：https://github.com/coderLMN/MasteringPredictiveAnalyticsWithR/issues
 ，欢迎读者去提出问题、解答和建议，参与讨论。

另外需要说明的一点是，我在译稿中加入了不少译者注，目的是帮助读者理解某些比较晦涩的概念、公式和代码。但是因为个人水平有限，译者注里的解释和说明难免会有不严谨甚至错误的地方，请读者多多指正。

最后，我要感谢我的家人在本书翻译过程中的付出和耐心。因为有他们的支持，我才能以一种精耕细作的方式完成本书的翻译工作。

吴今朝


[1]
 书号是978-7-111-52750-3。——编辑注


前言

预测分析以及更一般意义上的数据科学当前正处于被追捧的热潮中，因为像垃圾邮件过滤、单词补全和推荐引擎这样的预测性技术已经被广泛运用于日常生活。这些技术现在不仅越来越被我们所熟悉，还赢得了我们的信任。在计算机处理能力和软件方面（例如R语言及其大量专用的扩展包）的发展产生了这样的局面：用户经过培训就可以使用这些工具，而无需具备统计学的高级学位，也不需要使用公司或大学实验室专用的硬件。技术的成熟度和基础软硬件的可用性结合起来，让很多该领域的从业者倍感兴奋，他们感到可以为自己的领域和业务设计一些能产生重要影响的工具，事实也确实如此。

与此同时，很多新进入该领域的人士很快发现其中有很多陷阱需要克服。实际上，没有哪个学位足以把一位学生或从业者训练为成功的预测建模者。该领域依赖于很多学科，例如计算机科学、数学和统计学。当前，进入该领域的人们不仅只在其中的一门学科有比较强的背景，还往往会比较专精于其他学科。在给研究生和从业者们讲授了有关本书材料的几次课程之后，我发现学员们反复表达的两个最大担忧是对编程和数学的恐惧。有意思的是，对这两者的表达几乎总是互斥的。预测分析学实际上是一种实践性的学科，但同时也是一种具备较强理论基础的学科，这些理论基础的知识对于从业者是很关键的。因此，掌握预测分析需要一系列不同的技能，从编写良好的软件到实现一种新技术或对数据进行预处理，再到理解某个模型的假设条件，如何有效地训练该模型，如何对该模型出现的问题进行诊断，以及如何调整模型的参数以获得更好的结果。

讨论到这里，很自然地会反向思考预测分析学作为一个领域实际会覆盖的内容。事实上，该领域和机器学习、数据挖掘、商业分析学、数据科学等其他相关领域的边界是比较模糊的。本书中会用到的定义非常宽泛。对于本书的主题而言，预测分析学是一个领域，它利用数据建立模型来预测未来我们感兴趣问题的结果。当然，它和机器学习领域会有很大的重叠，机器学习更多地研究从数据中学习的程序和算法。这种重叠的情况对于数据挖掘（以从数据中提取知识和模式为目标）也同样成立。数据科学正在迅速成为覆盖所有这些领域的综合术语，它还包括了其他主题，例如呈现数据分析结果的信息可视化，围绕在实际环境中部署模型的业务概念，以及数据管理。本书会着重于机器学习，但我们不会覆盖学习可行性的理论探索，也不会讲解着眼于从无特定预测目标的数据中寻找模式和聚类的无监督学习方法。取而代之，我们会探索像时间序列这样的一些主题，通常在机器学习的教材里不会讲解它们。

无论对于学习预测分析学还是解决实际环境中的问题，R语言都是一个优秀的平台。它是一个开源项目，有一个持续快速增长的用户社区。在编写本书时，它和Python是全世界数据科学家最常用的两种语言。它有很多适用于不同建模技术和应用领域的扩展包，其中很多可以通过连接到Comprehensive R Archive Network（CRAN）从R语言平台本身直接获取。该语言还有很多在线资源，从教程到在线课程都包含在内。我们尤其要提到优秀的交叉验证式论坛（http://stats.stackexchange.com/
 ）以及R-bloggers网站（http://www.r-bloggers.com/
 ），该网站包含了大量来自不同博客的关于R语言应用的文章。对于那些对R语言有点生疏的读者，我们提供了一个免费在线教程章节，它是从我们在AUEB学生的课程讲义演化而来的。

本书的主要任务是在（强调直觉及实践而不是理论的）低端入门教程和（专注于数学、细节和严谨性的）高端学术教材之间的鸿沟上架起桥梁。另一个同等重要的目标是给读者灌输一些良好的实践经验，比如学习如何适当地测试和评估一个模型。我们还要强调一些重要的概念，例如偏误-方差权衡
[1]

 和过拟合，这些概念在预测建模中是普遍存在的，并会在不同模型中以多种形式反复出现。

从编程的角度来说，虽然我们假定你已经熟悉R语言，不过还是会详细解释并讨论每个代码示例，以便读者提高他们的自信心，循序渐进。尽管如此，在学习的过程中，或者至少在转到下一章之前，实际运行代码的重要性是如何强调都不为过的。为了尽可能让这个过程顺利进行，我们已经为教材中的所有章节提供了代码文件，其中包含了教材中所有的代码示例
[2]

 。此外，我们还在很多地方编写了自己对于特定技术的简单实现方法。典型的两个示例是第4章里的口袋感知器算法和第7章的AdaBoost自适应增强方法。在某种程度上，这么做是为了鼓励用户学习如何编写他们自己的函数，而不是完全依赖于已有的实现方法，因为并不是所有方法都有现成的函数可用。

重现能力是数据分析的一项关键技能，而且它并不限于教育领域。因此，我们大量使用了可自由获取的数据集并尽力在需要随机数生成器的地方运用特定的种子值。最后，我们尽可能尝试利用相对小规模的数据集，以确保读者在阅读本书时运行代码不需要等待太长的时间或被迫寻求更好的硬件。我们要提醒你，在真实世界里，耐心是一种非常有益的美德，因为你感兴趣的大部分数据集会比我们学习本书时用到的更大。

每章的结尾是两个或多个实际的建模案例，每章的开始则是一些理解新模型或技术所必需的理论和背景知识。虽然不避讳用数学解释重要的细节，但是我们在这方面很慎重，相关的介绍适可而止，以确保读者能理解相关的基本概念就可以了。这样做符合本书的理念，即弥补入门教程和涉及更多细节的学术教材之间的差距。具备高中数学背景知识的读者可以确信，他们能够借助基本的数学知识完整地学习本书的所有内容。学习所需的关键技能是简单微积分（例如简单微分）、概率论的关键概念（例如均值、方差、相关系数），以及重要的概率分布（例如二项分布和正态分布）。虽然我们不提供这方面的教程，但在前面几章我们的确是循序渐进的。为了照顾那些数学爱好者的需求，我们经常会以提示的形式提供额外的技术细节，并给出一些参考资料作为所讨论内容的自然延伸。

有时候，我们需要给出某个概念的直观解释，以节省篇幅，避免另辟一章专门讨论不必要的纯理论。在这么做的时候（例如对第4章里的反向传播算法），我们会确保前后的衔接性，让读者能具备坚实的基础知识来进一步掌握更详细的内容。同时，还会给出精心挑选的参考文献，其中很多都是可读性好而且可以免费获取的文章、论文或在线教材。当然，我们会在任何必要的地方引用重要的教材。

本书没有练习题，但是鼓励你把好奇心发挥到极致。好奇心对于预测建模者来说是一种巨大的天赋。我们从中获取了分析数据的很多网站上都有我们没有研究到的其他大量数据集。我们偶尔还会讲解如何创建人工数据来演示某个特定技术背后的概念验证过程。很多用来创建和训练模型的R语言函数都有一些其他调优参数是本书中没有时间讲解的。用到的扩展包也往往会包含和我们讲解的函数相关的其他函数，正如用到的扩展包本身也往往会有其他替代包可用。所有这些都是进一步研究和实验的途径。要掌握预测分析学，认真学习和个人的探索及练习都是同等重要的。

学生在该领域的一个普遍诉求，是用额外的实例来模拟有经验的建模者针对数据集所遵循的实际过程。在现实中，可信的模拟过程从分析开始后可能会持续很多小时。这是因为花在预测建模上的大部分时间都用来研究数据、尝试新特征和预处理步骤，以及对结果试验不同的模型。简而言之，正如我们在第1章中将要看到的，探索、试验和误差是有效分析的关键组成部分。编写一本讲解关于每个数据集的错误或不成功方案的书是完全不现实的。相反，强烈推荐读者将本书中的所有数据分析过程视为改进的起点，并自己延续这个过程。好的思路是尝试把其他章节讲解的技术运用于特定数据集，以便观察其他方法是否有效。从简单地给某个输入特征运用不同的变换方式到采用另一章里讲解的完全不同的模型，任何尝试都是可以的。

作为最后一个提示，我们要指出，创建美观规范的图来呈现数据分析结果是一项重要的技能，尤其是在职场中。虽然R语言的基础绘图能力覆盖了基本的需求，但它往往缺乏美观性。因此，除了用分析代码中的某些函数产生的特定图形之外，我们会用ggplot2包绘图。虽然我们不提供这方面的教程，但是本书中包括的所有产生绘图的代码都在配套的代码文件里，希望用户可以从中受益。ggplot2包的一个很有用的在线参考资料是“the Cookbook for R”（http://www.cookbook-r.com/Graphs
 ）网站上有关图形的章节。

本书内容

第1章会讲解统计模型的通用语言和在对这些模型进行分类时所依据的一些重要差别，由此开启我们的学习之旅。本章的亮点是对预测建模过程的探索，我们会通过它展示第一个模型，即k近邻（k Nearest Neighbor，kNN）模型。

第2章会介绍预测数量值最简单且最著名的方法。本章的重点是理解线性回归的假设，以及一些可以用来评估训练模型质量的诊断工具。此外，本章还会涉及正则化的重要概念，它可以用于避免预测模型常见的一种瑕疵——过拟合（over fitting）。

第3章会对前一章里线性模型的思想进行扩展，方法是引入广义线性模型的概念。虽然这类模型有很多示例，但本章的重点是逻辑回归这样一个针对分类问题的流行方法。我们还会探讨该模型扩展到针对多类别的情况，发现该方法对于二元分类（binary classification）的效果最好。

第4章会讲解能够处理回归及分类两种任务的一种仿生模型。神经网络有很多种，而本章会重点关注多层感知网络（multilayer perceptron network）。神经网络是复杂的模型，本章的主要关注点是理解在训练过程中起作用的一组不同的配置和优化参数。

第5章会通过学习支持向量机来掌握非线性模型的问题。在这部分，我们会通过利用最大边缘分离（maximum margin separation）来尝试以几何方式拟合我们的训练数据，以探索对分类问题进行思考的另一种方法。本章还会介绍交叉验证（cross-validation）这一评估和优化模型的基本技术。

第6章讲解决策树（decision tree）这样另一类已经成功运用于回归和分类等问题的模型。决策树的类型有很多种，本章会介绍一批不同的训练算法，例如CART和C5.0。我们还可以看到，树形方法具有独特的优点，例如内建的特征选择、支持缺失数据和类别变量，以及非常易于解释的输出。

第7章不同于以往章节，本章会采用一种迂回方式，不会讲解新类型的模型，而是尝试解答如何把不同模型有效地结合起来的问题。我们会讲解装袋（bagging）和增强（boosting）这两种著名的技术，并会把随机森林（random forest）作为树的装袋的一种特例进行介绍。

第8章讲解的是机器学习研究领域的一个活跃领域，即概率图模型。这些模型通过一个图结构把变量之间的条件性独立关系（conditional independence relation）进行编码，已经成功运用于从计算机视觉到医疗诊断等很多领域的问题中。本章会学习它的两种主要表现形式，即朴素贝叶斯（Naive Bayes）模型和隐马尔可夫（hidden Markov）模型。尤其是，后一种模型已经成功运用于序列预测（sequence prediction）问题，例如基因测序的预测和通过词性标注对句子进行标记。

第9章研究的是对特定的时间过程建模的问题。它的一个典型应用是根据一段时间内的原油价格历史数据来预测原油的远期价格。对时间序列建模有很多不同的方式，而本章的重点是ARIMA模型，也会讨论一些替代方案。

第10章在本书中的独特之处是它会讲解主题建模，这是一种源于聚类和无监督学习的方法。不过，我们会在一个预测建模场景下学习如何运用这种重要的方法。本章会强调主题建模里最著名的方法，即隐含狄式分布（Latent Dirichlet Allocation，LDA）。

第11章会通过讨论推荐系统对全书的内容进行总结。推荐系统会分析和商品进行交互的用户的喜好，从而做出推荐。它的一个著名示例是Netflix，它利用一个用户对所观看电影进行评分的数据库来进行电影的推荐。本章会重点讲解协同过滤（collaborative filtering），这是一种产生推荐内容的纯数据驱动方法。

《Introduction to R》给出了对R语言的介绍和概述。它是为了让用户能快速入门以便理解本书中的代码样例而提供的。它作为本书的在线章节，可以从https://www.packtpub.com/sites/default/files/downloads/Mastering_Predictive_Analytics_with_R_Chapter.pdf
 ）访问。

阅读准备

运行本书代码的唯一硬性要求就是安装R。它可以从http://www.r-project.org/
 自由获取，并可以在所有主流操作系统上运行。本书中的代码已经在R的3.1.3版本上测试过。

所有的章节都至少会引入一个R基础安装包里没有预装的新扩展包。我们不会在教材中专门讲解安装R包的过程，但是如果某个包当前没有安装在你的系统里，或它需要更新，你就可以利用install.packages（）函数来安装它。例如，下面的命令会安装tm包：
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我们使用的所有包都可以在CRAN上获取。下载和安装它们以及获取我们在实例中使用的开源数据集都需要Internet连接。最后，虽然不是绝对必需，但我们要推荐你养成利用集成开发环境（Integrated Development Environment，IDE）进行R语言编程的习惯。有个很棒的IDE是RStudio（http://www.rstudio.com/
 ），它是开源的。

读者人群

本书是为预测建模相关领域的从业者中的新秀和老手编写的。本书大部分的内容已经在研究生、专业人士和R语言培训的授课中使用过，因此它在策划的时候就已经把这些学员的情况都考虑到了。读者必须熟悉R语言，不过即便是那些从来没有接触过这种语言的人，也能够通过阅读在线教程的章节掌握必要的背景知识。不熟悉R语言的读者至少要接触过某些编程语言，例如Python。那些具备MATLAB背景的人会发现切换到R语言相当容易。正如之前提到的，本书对数学的要求是非常适度的，只需要中学数学的某些元素，例如均值和方差的概念及基础的微分。

本书约定

在本书中，你会看到用来区分不同类型信息的多种文本样式。这里是一些关于这些样式的示例及其含义的解释。

代码段的样式设置如下：
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新术语和重要的关键字会用粗体
 显示。
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 警告或重要的注解会出现在像这样的一个方框内部。
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 提示和小技巧的样式是这样的。

下载样例代码

你可以从http://www.packtpub.com
 通过个人账号下载你所购买的所有Packt书籍的样例代码文件。如果你从其他地方购买了本书，你可以访问http://www.packtpub.com/support
 并完成账号注册，以便直接通过电子邮件获得相关文件。

你也可以访问华章图书官网http://www.hzbook.com/
 ，通过注册并登录个人账号，下载本书中的源代码。
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第1章　准备预测建模

在第1章，我们首先要学习的内容是掌握模型的通用语言，并深入了解预测建模的过程。预测建模的很多方面会涉及统计学和机器学习的关键概念，本章会对这些领域的核心特征进行简短的介绍，它是预测建模者所需的基础知识。我们会重点强调的一个重要知识点是如何对适用于我们要解决的问题类型的模型进行评估。最后，我们会讲解第一种模型，即k近邻（k-nearest neighbor）模型，以及对预测建模者非常有用的一个R语言包caret。


1.1　模型

模型是预测分析学的核心，因此，本书一开始会讨论各种模型及其形式。简而言之，模型是我们要理解和分析的状态、流程或系统的一种表现形式。我们创建模型的目的是根据它得出推论以及（在本书中对我们更为重要的一点）对世界进行预测。模型的格式和风格有很多种，我们在本书中会探讨这种多样性中的一部分。模型可以是和我们能够观察或测量的数量值相关的一些方程，也可以是一套规则。我们大部分人在学校都熟悉的一个简单模型是牛顿第二运动定律。该定律表明，一个物体受到的合力会使之在合力作用的方向加速，加速度和合力大小成正比，和物体的质量成反比。

我们通常会用一个以字母F、m和a代表模型包含的量的方程总结这个规则。我们还利用大写希腊字母sigma（Σ）来表示要对受力求和，用字母上的箭头表示它们是向量（就是既有大小也有方向的量）：
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这个简单却强大的模型让我们能够对世界进行某些预测。例如，如果对已知质量的物体施加已知的作用力，我们就可以利用这个模型来预测它的加速度。如同大部分模型一样，该模型也会作出某些假设和概括。例如，它会假设物体的颜色、它所处环境的温度，以及它所处空间的准确坐标都和模型中列出的三个数值的相互影响无关。这样，模型就可以把待分析的流程或系统中的特定实例（在这个示例中，就是我们对其运动状况感兴趣的物体）的各种细节进行抽象化，从而把我们的关注点限制在重要的性质上。

牛顿第二运动定律并不是描述物体运动的唯一模型。物理学专业的学生很快会发现其他更复杂的模型，例如那些把相对论质量考虑进去的模型。总体而言，如果模型需要考虑更多数量的数值或具有更复杂的结构，它们往往就会更复杂。例如，非线性模型一般会比线性模型更复杂。在实际工作中，要决定采用哪个模型，并不仅仅是选择更复杂的模型而不是相对简单的模型那么简单。实际上，我们在本书中逐步讲解很多不同模型的过程中，会把这个问题作为核心主题反复进行讨论。为了直观地理解其中的道理，可以考虑一下这个案例：我们用来测量物体质量和施加作用力的设备是非常粗糙的。在这样的情况下，寄希望于采用更复杂的模型也许就没有什么意义，因为我们知道，由于输入中的这种噪声，这样的预测所额外增加的精确度对结果产生不了什么差别。我们需要采用更简单模型的另一种情况是，在应用中我们根本不需要更高的精确度。第三种情况是更复杂的模型涉及我们无法测量的数值。最后，如果因为复杂度的关系，模型会需要太长时间进行训练或预测，我们也不会使用更复杂的模型。


1.1.1　从数据中学习

在本书中，我们要学习的模型具有两种重要和本质的特征。第一个特征是我们不会用数学推理或逻辑归纳的手段从已知事实产生模型，也不会根据技术规范或商业规则来构建模型；相反，预测分析学领域是根据数据来构建模型的。更具体地说，我们会假设，对于要完成的任何具体预测任务，我们会把该任务以某种方式关联或以衍生出来的某些数据作为起点。例如，如果要创建一个预测某国各地全年降雨量的模型，我们也许已经收集了（或具备了收集的手段）关于不同地点降雨量的数据，同时会测量一些我们会关心的数值（例如海拔高度、经度和纬度）。我们创建的这个模型之所以有能力执行预测任务，是因为我们可以利用一组有限地点的降雨量测量数据的样例来预测我们没有收集过任何数据的地点的降雨量。

我们建立模型时所针对的问题的第二个重要特征是，在根据某些数据创建模型来描述特定现象的过程中，我们必然会遇到某些随机性的来源。我们称之为模型的随机成分
 （stochastic）或不确定成分
 （nondeterministic component）。有时候，我们要尝试建模的系统本身并不具有任何内在的随机性，而是数据包含了随机成分。数据中的随机来源的一个范例是在测量时对温度之类的数量进行读取时所产生的误差。不包含内在随机成分的模型称为确定型模型
 （deterministic model），比如牛顿第二定律就是这类模型的一个范例。随机模型则是假设在建模的过程中含有内在的随机源的模型。有时候，这种随机性的来源是来自这样一个事实：对最有可能影响系统的所有变量都进行测量是不可能的，因而我们只能利用概率来对其进行建模。纯粹随机模型的一个著名示例是扔一个六面无偏误的骰子。回顾一下，在概率中，我们使用随机变量
 （random variable）这个术语来描述某个实验或随机过程的特定结果值。在扔骰子示例中，我们可以定义随机变量Y作为每次扔骰子之后朝上的那一面的点数，由此产生了下面的模型：
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该模型告诉我们，扔到一个特定数字（比如3）的概率是六分之一。注意，我们没有对具体扔骰子的结果进行明确的预测，相反，我们表明的是，每种结果出现的可能性是均等的。
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 概率是在日常交流中经常会用到，但有时也导致其准确含义产生混淆的一个术语。其实，对概率有很多不同的理解方式。两种常常被援引的解释方式是频率论概率
 （Frequentist probability）和贝叶斯概率
 （Bayesian probability）。频率论概率是和重复试验相关的，例如扔单面骰子。在这种情况下，如果该实验重复了无穷次，那么看到数字3的概率就是数字3出现的相对比例。贝叶斯概率则是和在看到特定结果时主观上置信或意外的程度相关的，因此可以用于对一次性事件赋予含义，例如某位总统候选人赢得大选的概率。在我们的扔骰子试验里，我们看到数字3时的意外程度和看到其他数字时是一样的。注意，在这两种情况下，我们讨论的仍然是同一个数字概率（1/6），而只是解释不同而已。

在扔骰子模型的情况下，我们没有任何变量需要测量。不过，在大部分情况下，我们会看到包含了一批需要测量的自变量的模型，而这些模型会用来对某个因变量进行预测。预测性建模依赖于很多不同的领域，因此，根据你所学习的具体学科，你会发现它关联了不同的一些领域。在展开讲解这个问题之前，让我们把一个数据集加载到R语言里。R语言预装了很多常被引用的数据集，我们要挑出其中可能最著名的一个，即鸢尾花数据集（iris data set）。
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 要查看R还绑定了哪些其他的数据集，我们可以利用data（）命令获取一个数据集清单及每个数据集的简短描述。如果要修改一个数据集里的数据，我们可以把待分析的数据集名作为输入参数提供给data（）命令，例如，data（iris）会重载iris数据集。

[image: ]


iris数据集由鸢尾花的3个不同品种的共150个样本的测量数据组成。在前面的代码中，我们可以看到对每个样本产生了4种测量值，分别是花瓣（petal）和萼片（sepal）的长度和宽度。iris数据集常被用来作为一个典型的标杆，用于评估根据前文中4种测量数据来预测鸢尾花样本品种的不同模型。花瓣长、花瓣宽、萼片长、萼片宽合在一起，在文献中会被称为特征
 （feature）、属性
 （attribute）、预测因子
 （predictor）、维度
 （dimension）或自变量
 （independent variable）。在本书中，我们会优先使用特征这个词，但其他术语也同样是可以用的。类似地，该数据框中的品种（species）列是我们要利用模型来进行预测的，因此它被称为因变量
 （dependent variable）、输出
 （output）或目标
 （target）。同理，为了保持一致性，在本书中我们会优先使用其中之一，即输出。该数据框的每一行对应单个数据点，被称为一条观测数据（
 observation），不过它通常会包括对一组特征的观测值。

由于我们将要用到一些数据集（比如前面讲解的iris数据集）来构建预测模型，因此设定一些符号惯例会大有帮助。这里要讲解的惯例在大部分文献里很常见。我们会用大写字母Y来代表输出变量，带下标的大写字母Xi
 来表示第i个特征。例如，在我们的iris数据集里，我们有4个特征，分别表示为X1
 到X4
 。我们会用小写字母表示单条观测数据，因此x1
 就对应第一条观测数据。注意，x1
 本身是由特征分量xij
 组成的一个向量，因此x12
 就代表第一条观测数据中的第二个特征值。为简单起见，我们会尽量谨慎使用双后缀，也不会使用箭头或其他向量标记的形式。通常情况下，我们会讨论观测数据或特征两者之一，因此变量的大小写就能让读者明确到底它指的是这两种情况中的哪一个。

在考虑对应某个数据集的预测模型时，我们通常会假设，对于具有n个特征的模型，有一个真实或理想的函数f可以把特征映射到输出：
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我们会把这个函数称为目标函数
 （target function）。在实践中，我们只能用可以获得的数据来训练我们的模型，这就需要创建我们自己的函数，寄希望于它对于目标函数是个良好的评估。我们可以通过在符号f上插入符号“^”来表示我们的预测函数，对于输出Y也同样是如此表示的，因为我们的预测函数的输出就是预测的输出。不幸的是，对于所有（我们数据中的或一般情况下的）观测数据而言，我们的预测输出并不总是和实际输出相符：
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有了这些背景，我们基本上就可以把预测建模的过程总结为：创建一个函数来预测数量值，并使它产生的相对目标函数的误差最小化。到这里我们能问的一个好问题就是，误差是从何而来？换句话说，为什么我们通常无法通过分析一个数据集，准确地重现它背后的目标函数？

这个问题的答案是：在现实情况下，有几种潜在的误差源是我们必须面对的。记住，数据集里的每条观测数据包含了n个特征的值，因此我们可以把观测数据看作几何学中n维特征空间里的点。在这个空间里，根据目标函数的确切定义，我们的目标函数必须经过这些点。如果现在思考用一个函数来拟合有限个点的一般性问题，我们会很快发现，实际上有无限个函数可以通过这些点的集合。预测建模的过程会涉及我们用于数据的模型类型的选择，因而会限定我们用于拟合数据的目标函数的范围。同时，无论我们选择什么模型，数据内在的随机性都无法消除。这些思想就引出了建模过程中会遇到的误差类型的重要差别，具体而言，它们可以分为可化简误差
 （reducible error）和不可化简误差（
 irreducible error）。

可化简误差本质上是预测建模者能够通过选择模型结构使之最小化的误差，选择的模型应该能对要建模的过程作出有效的假设，且其预测函数和基础目标函数的形式相同。例如，我们在下一章会看到，线性模型会给特征值之间加入一个线性关系来产生输出。这个约束性的假设意味着无论我们采用什么训练方法，拥有多少数据，投入多少计算能力，如果在现实世界里的特征并非线性相关，那么我们的模型就必然对某些观测数据产生误差。反过来，一个不可化简误差的示例是当我们尝试根据不充分的特征集来创建模型时产生的。这种误差通常是普遍的而不是异常情况下的。通常，发现要采用哪些特征是创建精确模型的工作中最耗时的活动。

有时候，我们知道的重要特征不一定能直接测量。其他时候，要收集太多特征的数据也许就是不现实的或者成本太高了。此外，这类问题的解决办法也不仅仅是尽可能增加特征的问题。给模型增加更多特征会让它变得更复杂，而且还存在因为引入和输出无关的特征而给模型里加入噪声的风险。这样还意味着我们的模型函数会有更多的输入，因而变成在更高维空间里的函数。给一个模型加入更多特征的一些潜在的实际后果包括：增加训练模型所需的时间，增大收敛到最终解决方案的难度，以及在特定情况下（例如特征值是高度相关的）实际上会降低模型的精确度。最后，另一个我们必须接受的不可化简误差来源是测量特征产生的误差，即数据本身可能就是有噪声的。

为了使可化简误差最小化，不仅要选择合适的模型，也要确保模型的训练是正确的。因此，可化简误差也可能源于没有找到适用于模型假设的特定函数。例如，即使我们准确地选择了对一个线性模型进行训练，我们可以使用的特征也会有无限多的线性组合。正确地选择模型的参数（在该示例中就是线性模型的系数）也是使可化简误差最小化的一个方面。当然，准确训练模型的一个重要部分是利用良好的优化过程来对模型进行拟合。在本书中，我们对要学习的每个模型的训练方式至少会给出一个总体性的直观讲解。总体上，我们会避免深入钻研优化过程的数学原理，但是会为感兴趣的读者提供相关文献作为参考资料。


1.1.2　模型的核心组成部分

到目前为止，我们已经明确了模型背后的一些核心概念，以及讨论数据的通用语言。在本节，我们要了解统计学模型的核心组成部分有哪些。这些主要组成部分通常是：

·带有需要调优参数的一组方程

·代表我们建模所针对系统或过程的一些数据

·描述该模型拟合优度的一个概念

·更新参数以改善该模型拟合优度的一种方法

正如我们会在本书中看到的，像神经网络、线性回归和支持向量机这样的大部分模型都有描述它们的特定参数化方程。让我们来观察一个要根据3个我们称为[image: ]
 的输入特征来预测输出Y的线性模型：
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该模型正好是用一个方程描述的，并且该方程提供了模型的线性结构。该方程由4个参数（在本例中也称为系数）进行了参数化。在下一章，我们会看到这些参数扮演的确切角色，但是对于目前的讨论，重要的是注意到线性模型是参数化模型的一种样例。参数集合通常会比可用的数据量小得多。

有了一组方程和一些数据，我们就可以来讨论模型的训练了。它涉及为模型的参数赋值，从而让模型更精确地描述这些数据。我们通常会运用特定的标准衡量指标来表示模型对数据的拟合优度，也就是模型描述训练数据的精确程度。训练过程通常是一个涉及对数据进行计算的迭代程序，通过它可以为参数计算新值，从而增加该模型的拟合优度。例如，一个模型可能有一个目标或误差函数。通过对它求微分并设置微分为零，我们就可以找到产生最小误差的参数组合。一旦我们完成这个过程，就称该模型为完成训练的模型，并称该模型根据数据进行了学习。这些术语是从机器学习学科派生出来的，虽然通常在统计学学科也有类似的说法，而统计学对于该过程也有自己的术语。在本书里主要会采用来自机器学习领域的术语。


1.1.3　我们的第一个模型：k近邻

为了正确地理解本章的某些思想，我们会讲解本书的第一个模型，即k近邻模型，它通常简称为kNN。简而言之，这种简单的方法实际上会避免构建一个明确的模型来表示数据中的特征如何组合从而产生一个目标函数。相反，它依赖于一个概念，也就是如果我们要对之前没有见过的数据点进行预测，就要在原始训练数据中查找k个和新数据点最相似的观测数据。然后就可以针对已知的这k个邻居的目标函数值，利用某种求均值的技术来计算出一个预测值。让我们利用iris数据集，通过示例的方式来理解这个思路。假设我们收集了一份未识别的新鸢尾花样本，它具有如下测量值：
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注：这里的new_sample可以用这2条命令生成：



>new_sample <- c(4.8, 2.9, 3.7, 1.7)
>names(new_sample)<-c("Sepal.Length","Sepal.Width","Petal.Length","Petal.Width"




书中省略了一些不太重要的代码，但是在本书配套的代码文件里有完整的代码。——译者注

我们打算采用kNN算法来预测应该用鸢尾花的哪个品种来标识新样本。运用kNN算法的第一步，是确定新样本的k个最邻近样本。为此，我们要给出关于两条观测数据之间相似性的更准确定义。常用的方法是计算特征空间里两条观测数据之间的数量化距离。直觉上，两个相似的观测数据会在特征空间里相互接近，因此它们之间的距离会比较小。要在特征空间里计算两条观测数据之间的距离，我们经常利用欧几里得距离
 （Euclidean distance），它是两点之间直线的长度。两条观测数据x1
 和x2
 之间的欧几里得距离的计算方法如下：
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回想一下，在前面的公式里的第二个下标j对应的是第j个特征。因此，这个公式实质上是告诉我们，对于每个特征，取两条观测数据之差的平方，并把所有这些平方差叠加，然后对结果取平方根。距离还会有其他的很多种定义，但这一种是在kNN领域最常见到的。我们会在第11章里看到更多的距离衡量指标。

为了给鸢尾花新样本找到最邻近样本，我们就必须计算它到iris数据集里每个点的距离，然后对结果进行排序。首先，对鸢尾花数据构造子集，让它只包含我们需要的特征，这样就排除了品种（species）列，而这一列正是我们想要预测的。然后，要自定义一个函数来计算欧几里得距离。下一步，调用apply（）函数，运用自定义函数来对数据框里的每个鸢尾花观测数据进行计算。最后，调用R语言的sort（）函数，并设定其index.return参数为TRUE，这样就可以把每个计算的距离和它在鸢尾花数据框里的行号索引对应起来。
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$x属性包含了鸢尾花新样本和鸢尾花数据框里的观测数据之间计算距离的实际值。$ix属性则包含了对应观测数据的行号。如果要找出距离最近的5个邻居，我们就可以把$ix属性中的前5个数据项作为行号，对原始的鸢尾花数据框划分子集：
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正如我们所见，5个最邻近的新样本中有4个属于versicolor品种，而另一种是virginica品种。对于这类要挑出一个类别标签的问题，可以把多数票作为计算均值的技术，从而得出我们的最终预测。因此，我们会把新样本标记为属于versicolor品种。注意，设定k的值为奇数是一个好的思路，因为这样需要应付票数平局问题的可能性更小（在输出的标签数为2时，则完全消除了平局）。对于票数平局的情况，惯例上的解决办法是在票数平局的标签中进行随机抽取。注意，在该过程中，我们根本没有尝试去说明这4个特征是如何与输出相关联的。因此，我们经常把kNN模型称为一种惰性学习方法
 （lazy learner），因为实际上它只是记住了训练数据，并在预测过程中直接使用它。对于kNN模型，还有更多内容可以讨论，但首先我们要回到关于模型的一般性讨论，并讲解对模型进行分类的不同方式。


1.2　模型的类型

掌握了模型基本组成部分的总体思路之后，就可以进一步探讨建模者用来给不同模型分类的一些常用区分方式。


1.2.1　有监督、无监督、半监督和强化学习模型

我们已经观察了iris数据集，它由4个特征和1个输出变量（即品种species变量）组成。在训练数据中包含了所有观测数据的输出变量值，这就是有监督学习
 （supervised learning）环境的关键特性，它代表了我们会遇到的大部分常见场景。简而言之，在有监督学习的环境下训练模型的优势在于，对于训练数据中的数据点，已经有了要预测变量的正确答案。正如在上一节所见，kNN就是一个使用有监督学习方法的模型，因为该模型对一个输入点的预测是通过组合该点的一小批邻近点的输出变量值来进行的。在本书中，主要会重点讲解有监督学习。

按照上面这种根据能否获得输出变量值来区分不同模型的方式，我们还会看到第二种场景，即输出变量不明确的情况。这种场景被称为无监督学习
 （unsupervised learning）的环境。iris数据集的一个无监督版本只包含4个特征。如果我们得不到品种（species）这个输出变量，那么显然就无从知道每条观测数据对应的是哪个品种。实际上，我们都不会知道鸢尾花在该数据集里有多少个品种，或每个品种里各有多少观测数据。初看上去，似乎在缺少这个信息的条件下开展不了什么有用的预测性工作。实际上，我们能做的是利用我们能获得的4个特征，查看数据并根据它们之间的相似程度给观测数据分组。这个过程被称为聚类
 （clustering）。聚类的一个好处是我们可以在数据中发现数据点的自然分组，例如，我们也许能发现iris数据集的一个无监督版本里的鸢尾花样本形成了3个互不相同的分组，而它们对应着3个不同的品种。

在根据能否获得输出变量划分出来的无监督和有监督方法两个极端之间，还有半监督
 （semi-supervised）和强化学习
 （reinforcement learning）两种环境。半监督模型是利用一部分（通常很少）包含输出变量值而其他部分完全无标签的数据来创建的。很多这类模型会首先利用数据集的有标签部分来粗略地训练模型，然后引入无标签数据，用训练的模型对其产生预测的标签。

在强化学习环境里无法获得输出变量，但提供了其他和输出变量直接关联的信息。这样的一个示例是，根据已完成的棋谱数据，对赢得国际象棋比赛的下一步最佳走法进行预测。在训练数据中并没有单步走法的输出值，但对于每一局比赛，每个玩家下棋的整体序列产生赢或输的结果。由于篇幅所限，在本书中不会讲解半监督和强化学习的内容。


1.2.2　参数化和非参数化模型

在前面已经讲到了，我们遇到的大部分模型都是参数化模型
 （parametric model），我们还看到了一个简单线性模型的示例。参数化模型的一个特征是它们往往会定义一个函数形式
 （functional form）。这意味着它们把在所有可能的函数中选择目标函数的问题化简为一个具体的函数族，这个函数族就构成了一个参数集合。选择能定义模型的特定函数，实质上就是为这些参数选取确切的值。因此，回到那个有3个特征的线性模型示例，我们可以看到，有下面两种可能的参数选择（当然，选择是无穷的，这里我们只是演示了两个具体的选择）：
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这里，我们给输出Y使用了一个下标来注明两种不同的参考模型。这其中的哪一个会是更优的选择？答案是，这取决于数据。如果我们把每个模型运用于数据集里的观测数据，就会对每条观测数据产生预测输出。对于有监督学习而言，训练数据中的每条观测数据都标记了输出变量的正确值。为了评估模型的拟合优度，可以定义一个误差函数，用它来衡量我们的预测输出和正确输出的差异程度。然后，这个误差函数就可以用来对案例里的两个候选模型进行挑选，但是它更一般的作用在于通过渐进地逐步优化候选模型，对模型进行迭代式的改进。

某些参数化模型比线性模型更灵活，这意味着它们可以用来表达更多种可能的参考函数。线性模型会要求输出是输入特征的线性加权组合，这是比较严格的。可以直观地看出，更灵活的模型往往能让我们更精确地对输入数据进行近似，不过，当观察到过拟合问题时，我们就会发现这样并不总是好事。更灵活的模型往往也更复杂，因而对它们的训练往往会比训练不那么灵活的模型更难。

模型并不一定都是参数化的，实际上，没有参数的那一类模型被（名正言顺地）称为非参数化模型
 （nonparametric model）。非参数化模型一般对输出函数的具体形式不作任何假设。构建一个没有参数的目标函数有不同的方式。样条
 （spline）是非参数化模型的常见示例。样条背后的核心思想是，对于形式未知的输出函数，我们设想它是准确定义于训练数据的所有观测数据对应的点上。在这些点之间，可以利用平滑多项式函数对输出函数进行局部插值。实质上，输出函数是以分片方式在训练数据的点之间的空间中构建的。不像大部分场景那样，样条可以对训练数据确保百分之百的精确度，然而，在训练数据中存在某些误差是完全正常的。另一个非参数化模型的范例是我们已经看到的k近邻算法。


1.2.3　回归和分类模型


回归
 （regression）和分类
 （classification）模型的差别和我们要预测的输出类型有关，并且通常会关联到有监督学习。回归模型会预测一个数量或量化的值，例如证券市场指数、降雨量或某项目的成本。分类模型则会从一个有限的（然而可能还是会很大）类别或分类的集合中预测其中一个值。分类的示例包括预测某个网站的主题、某用户会输入的下一个单词、某人的性别，或根据一系列症状判断某病人是否患有某种疾病。我们要在本书中学习的大部分模型都刚好属于这两种类型之一，虽然有一些模型可以用于解决这两类问题，比如神经网络。这里要重点强调的是，这种区分只是针对输出的，而不是针对用来预测输出的特征值本身是定量还是定性。总体而言，在回归和分类等模型中使用的特征，既可以编码为定性的，也能编码为定量的特征形式。之前，当我们构建kNN模型来根据鸢尾花样本测量值预测鸢尾花品种的时候，就是在解决一个分类的问题，因为我们的品种输出变量只能从3个不同的标签中选取1个。kNN方法也可以被用到回归环境里；在这种情况下，模型可以通过取均值或中位数，把被选中的最近邻的输出变量的数量值进行合并，从而产生其最终预测结果。因此，kNN也是一种可以用于回归和分类两种环境的模型。


1.2.4　实时和批处理机器学习模型

预测模型可以利用实时机器学习
 （real-time machine learning），也可能涉及批处理学习
 （batch learning）。实时机器学习这个术语可以参考两种不同的场景，虽然它的思路明显不是指实时机器学习必须实时（也就是说，在一个预先设定的、通常比较小的时间范围内）作出预测。例如，一个神经网络模型在完成训练后，只需要少量的计算（取决于输入和网络层的数量）就能产生输出的预测。不过，这并不是我们所讨论的实时机器学习的含义。

运用实时机器学习的模型的一个范例是天气预报，它会利用从各种气象设备获取其读数的数据流。在这里，模型的实时性是指这样的事实：我们为了进行天气预报，只选取在最近的时间窗口里获取的一批读数。时间回溯得越远，读数的相关度就越低，因此我们可以选取最近的信息来进行预报。当然，要在实时环境下使用的模型也必须能快速计算出它们的预测结果——如果系统需要几个小时根据早晨的测量值计算晚上的预测结果那这就没多大用处，因为等到计算完成的时候，预测结果已经没什么价值了。

说到利用最近一段时间范围内获取的信息来进行预测的模型，通常指那些已经用一些能代表所有将来要预测的数据的典型数据进行了训练的模型。如果描述的是能探测目标过程的性质以某种方式变化的模型，会产生对实时机器学习的第二种诠释。在本书中讨论到时间序列模型时，我们会把重点放在第一种情况的示例上。


1.3　预测建模的过程

通过观察模型的某些不同特征，我们已经对预测建模过程的各种步骤有所了解。在本节，我们要顺序讲解这些步骤，并理解每个步骤是如何对该任务的整体成功起作用的。


1.3.1　定义模型的目标

简而言之，每个项目的第一步是准确找出期望的结果是什么，因为这样有助于引导我们在项目的进展过程中做出正确的决定。在一个预测分析学项目里，这个问题包括深入研究我们要进行的预测的类型，以及从细节上去理解任务。例如，假定我们要尝试创建一个模型来预测某公司的雇员流失。我们首先需要准确定义这个任务，同时尽量避免把问题发散得太广或收敛得过细。我们可以把雇员流失的情况用全职的新雇员在入职后的最初六个月之内跳槽的比例来衡量。注意，一旦合理地定义了问题，对于采用什么数据开展工作的思考而言，我们就已经取得了一些进展。例如，我们不需要对兼职的合同工或实习生收集数据。这项任务也意味着只需要从所在公司收集数据，但同时我们也认识到，该模型不一定适用于为其他公司的职员进行预测。如果只对流失情况感兴趣，也就意味着不需要对员工的工作效率或病假情况作出预测（不过，问一下负责我们要创建的模型的主管领导也没有坏处，免得将来出问题）。

一旦我们对要创建的模型有了足够明确的思路，下一个要问的逻辑性问题就是我们想要达到的性能是怎样的，以及该如何衡量它。那就是说，需要为模型定义一个性能指标，以及满足要求的性能的最低阈值。在本书中，我们会针对评估模型性能的方法进行相当详细的讲解。就目前而言，我们要强调的是，虽然在用某些数据训练模型之后再讨论其性能评估问题的情况并不少见，但是在实践中要记住的很重要的一点是，定义模型的期望值和性能目标是预测建模者在一开始就必须和项目利益相关方讨论的问题。模型从来都不是完美无瑕的，建模者很容易陷入尝试改善性能的无限循环中。清楚的性能目标不仅对于我们决定采用哪些方法有指导意义，也有助于使我们了解模型是否满足要求。

最后，还需要考虑到收集数据的时候能够获得的数据，以及使用该模型时所处的场景。例如，假定我们知道，雇员流失模型要被用作决定是否聘用某个应聘者的因素之一。在这个背景下，就只能从现有雇员的数据中收集他们被聘用之前的那部分数据。我们不能使用他们的第一次绩效评价的结果，因为对于应聘者来说，这些数据还不存在。


1.3.2　收集数据

训练一个模型用于预测往往是一种数据密集型的探险，如果这里面有一种东西是多多益善的话，那就是数据。数据收集经常是整个过程中最耗费时间和资源的部分，这也就是要在第一步把定义任务和正确识别要收集的数据两项工作做好的重要性所在。当我们学习诸如逻辑回归之类模型的工作原理时，通常会通过一个示例数据集来进行，这也是我们在本书中遵循的主要方法。不幸的是，没有模拟收集数据这个过程的方法，这样看起来我们的大部分精力是花在训练和改进模型上的。在利用已有数据集来学习模型的时候，必须牢记，通常有很多精力是花在收集、甄选和预处理数据上的。我们会在后续章节更仔细地观察数据预处理
[1]

 。

在收集数据的时候，要一直关注我们收集的数据种类是否正确。很多在预处理阶段进行的合理性检查在收集过程中也适用，这是为了让我们能发现是否在该过程的早期犯了错误。例如，总是要检查对特征的测量是否正确，是否采用了正确的度量单位。还必须确保数据是从足够近期、可靠且与手头任务相关的数据源收集的。在上一节讲解的雇员流失模型里，当收集以往雇员的信息时，必须确保对特征的度量是一致的。例如，在度量某个人在公司里工作了多少天的时候，必须一致地使用日历天或工作日。在收集日期数据的时候还必须进行格式检查，例如当某人加入或离开公司的时候，要统一使用美国日期格式（月份后面是日期）或欧洲格式（日期后面是月份），这两种格式不能混用，否则，一个类似03/05/2014的日期就会带有歧义。我们还要尽可能从较大范围的样本获取信息，以免在数据收集过程中引入隐藏的偏误。例如，如果我们需要雇员流失的通用模型，就不能只从女性雇员或者单个部门的雇员收集数据。

我们如何知道已经收集了足够多的数据了？一开始，在收集数据的过程中，没有创建和测试任何模型的时候，还无从得知最后需要多少数据，而且这时候也没有任何简单的经验规则可以照搬。不过，我们可以预见问题的某些特征会需要更多的数据。例如，在创建一个可以从3个类别中学习预测的分类器的时候，可能就需要检查是否有足够的观测数据来代表每个类别。

输出类别的数量越大，需要收集的数据就越多。类似地，对于回归模型，对照预测结果的范围来检查训练数据里的输出变量范围也是有用的。如果要创建一个覆盖很大输出范围的回归模型，与同等精确度需求下覆盖较小输出范围的回归模型相比，也需要收集更多的数据。

另一个有助于估算需要多少数据的重要因素就是模型的性能要求。直观地说，模型所需要的精确度越高，必须收集的数据就越多。还必须注意，改善模型的性能并非一个线性的过程。把精确度从90%提高到95%往往会比从70%到90%的飞跃还需要更多的努力以及多得多的数据。有更少参数或设计更简单的模型，例如线性回归模型，需要的数据往往比类似神经网络等更复杂的模型更少。最后，要放到模型里的特征数目越多，必须收集的数据量就越大。

此外，必须注意到一个事实：对额外数据的需求也不会是线性的。也就是说，创建一个带有2倍数量的特征的模型往往需要的数据量远远多于原有数据量的2倍。考虑到模型所需要处理的输入的不同组合的数量，这个道理应该是显而易见的。增加2倍的维度数量会导致远大于2倍的可能的输入组合数量。为了理解这个道理，假定有个模型带有3个输入特征，每个特征可以取10个可能的值，我们就有了103
 ＝1000种可能的输入组合。如果加入1个额外的特征，它也可以取10个可能的值，就把可能的组合增加到了10000个，这就比原先输入组合数量的2倍大多了。

有一些研究工作在尝试从更定量的视角讨论某个数据集是否有足够数据的问题，但我们在本书中没有时间讲解它们。更深入学习预测建模的这个领域的一个好的起步点是研究学习曲线
 （learning curve）。简而言之，借助这种方法，通过先从小部分数据起步并逐渐增加更多数据，可以对同一组数据创建连续的模型。这里的思路是，通过这个过程，如果预测的精确度对于测试数据总是在改善而不是递减，我们就很可能可以通过获取更多数据受益。作为数据收集阶段的最后一个提示是，即使我们认为已经有了足够的数据，在选择终止收集并开始建模之前，也总是应该考虑为了获得更多数据会给我们带来多少成本（从时间和资源方面而言）。


[1]
 收集数据尤其是在线收集数据是一项很重要的技术，本人翻译的上一本书《基于R语言的自动数据收集：网络抓取和文本挖掘实用指南》很全面地讲解了这方面的内容。——译者注


1.3.3　选取模型

一旦明确了预测任务，并得到了合适的数据，下一步就是选取我们的第一个模型。首先，根本就没有什么最好的模型，甚至运用某些经验法则的最优模型也是不存在的。在大部分情况下，明智的做法是在起步阶段先用一个简单模型，例如在分类任务的情况下采用朴素贝叶斯模型（Naie Bayes model）或逻辑回归（logistic regression），或在回归的情况下采用线性模型（linear model）。简单的模型会让我们得到一个初始的基线性能，然后我们就可以努力地改进它。起步的简单模型也有利于回答一些有用的问题，例如有多少特征对结果有贡献，也就是说，每个特征的重要性有多大，它和输出是正相关还是负相关。有时候，这种分析本身就是产生第一个简单模型并延续到用于最终预测的更复杂模型的依据。

有时候，简单模型可能就对我们手头的任务给出了足够的精确度，因此我们就无需投入更多精力来获得那么一丁点额外的改进。另一方面，简单模型通常对于任务来说是不够的，这就要求我们挑出更复杂的模型。选择更复杂模型而非简单模型并不总是简单直接的决定，即使我们可以看到复杂模型的精确度会高很多。具体的一些限制条件（例如现有的特征数量或能够获得的数据）都可能阻碍我们转而使用更复杂的模型。要了解如何选择一个模型，就涉及理解工具箱里的那些模型的各种优势和限制。对于在本书遇到的每种模型，我们都要特别注意学习这些要点。在实际项目中，为了帮助指导我们的决定，需要经常回顾任务需求，并提出一些问题，例如：

·承担的任务是什么类型的？某些模型只适合特定任务，例如回归、分类或聚类。

·模型是否需要解释它的预测结果？某些模型，例如决策树，更善于给出易于解读的要点，用于解释它们作出具体预测的原因。

·是否有任何关于预测时间的限制？

·是否需要频繁更新模型？从而导致的训练时间是否很关键？

·如果特征高度相关，该模型是否能正常工作？

·该模型是否能根据特征的数量和得到的数据量有效地进行伸缩？例如，如果我们有海量的数据，我们可能需要一个训练过程能够并行化的模型，以便利用并行计算机架构。

在实践中，即使初步分析指向了特定模型，在作出最终决定之前，也很有可能需要尝试很多其他选项。


1.3.4　数据的预处理

在使用数据训练模型之前，通常需要对它进行预处理。在本节，我们会讨论一批一些常用到的预处理步骤。其中一些是为了检测并解决数据中的问题所必需的，而其他的则是用于变换数据让它们适用于选择的模型。

探索性的数据分析

一旦有了一些数据，并决定针对某个具体模型开始工作，首先需要做的事情就是查看数据本身。这不一定是流程中非常结构化的一部分，它主要包括理解每个特征测量的是什么，以及对我们已经收集的数据进行初步了解。理解每个特征代表了什么，以及它的度量单位是什么，这些步骤确实是非常重要的。对其度量单位的一致性进行检查也是一个很好的思路。我们有时把这项对数据进行探索并可视化的分析过程称为探索性数据分析
 （exploratory data analysis）。

一个很好的实践是对我们的数据框调用R语言的summary（）函数，获得每个特征的一些基础衡量指标，例如均值和方差，还有极大极小值等。有时候很容易通过数据中的不一致发现在数据收集过程中有一些错误。例如，对于一个回归问题，多条观测数据具有相同的特征值，输出却大相径庭，这就有可能（取决于应用的情况）是一个信号，表明存在错误的测量值。类似地，了解特征的测量过程中是否存在显著的噪声也是一个好的思路。这样有时候可能会产生不同的模型选择，或意味着该特征必须被忽略。
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 另一个对数据框里的特征进行概括的有用函数是psych包里的describe（）函数。它返回有关每个特征的偏斜程度，以及针对位置（例如均值和中位数）和分布情况（例如标准差）的常规衡量指标。

探索性的数据分析的一个重要部分是利用绘图把数据可视化。根据情景的不同，有多样化的绘图可以供我们使用。例如，为数值特征创建箱线图（box plot）来对范围和四分位数（quartiles）进行可视化。条形图（bar plot）和马赛克图（mosaic plot）可以用于数据的分类输入特征在不同组合下的比例情况进行可视化。本书不会在信息可视化方面探讨更多的细节，因为它是一个自成体系的领域。

[image: ]
 R是一个创建可视化的完美平台。基础R软件包提供了很多不同的函数来对数据进行绘图。有两个能创建更多高级绘图的杰出扩展包，它们是lattice和ggplot2。有两本关于这两个扩展包的参考书，其中还讲解了有效进行可视化的原理，它们是《Lattice：Multivariate Data Visualization with R》和《ggplot2：Elegant Graphics for Data Analysis》，它们都是Springer出版社出版的，属于Use R！系列教材之一。

特征变换

通常，我们会发现数值特征是用完全互不相同的进位制来衡量的。例如，用摄氏度来衡量某人的体温，因此它的数值通常会在36~38的范围之内。同时，我们也会测量某人每微升血液中的白细胞计数。这个特征一般是以千来取值的。如果要把这些特征作为某个算法（例如kNN）的输入，会发现白细胞计数的较大数值会在欧几里得距离的计算中处于支配地位。在输入里可能还有一些对于分类重要且有用的其他特征，但如果衡量它们的进位制产生的是比1000小很多的值，我们实际上就主要是根据单个特征（也就是白细胞计数）来选取我们的最邻近的样本。这种问题通常会出现于并影响到很多模型，而不仅仅是kNN。我们处理这种问题的方法是，在将这些输入特征用于我们的模型之前，对这些特征进行变换（也称为比例缩放）。

我们会讨论特征比例缩放的三种流行方法。当我们知道我们的输入特征接近正态分布的时候，一种可能用到的变换是Z评分归一化
 （Z-score normalization），它的原理是对特征减去其均值并除以其标准差：
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E（x）是x的期望或均值，标准差是x的方差的平方根，该方差表示为Var（x）。注意，这种变换的结果是，新的特征将以均值0为中心，方差为1。另一种可能的变换更适合输入符合均匀分布的情况，就是按比例缩放所有的特征和输出，让它们处于单个区间内，典型的是单位区间[0，1]：
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第三种方法被称为博克斯-考克斯变换
 （Box-Cox transformation）。这种变换通常运用在输入特征呈现高度偏斜（不对称）而我们的模型要求输入特征符合正态分布或至少是对称分布的情况：
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因为λ是在分母里，所以它必须取非0的值。该变换实际上对值为0的λ是有定义的：在本例中，它就是输入特征的自然对数，即ln（x）。

注：这是用微积分方法计算出来的，当λ无限趋近于0时，有
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——译者注



注意，这是一种参数化的变换，因而需要给λ指定一个具体的值。有多种方式可以根据数据本身给估算一个适当的值。我们会为此讲解一种进行这种λ估算的技术，称为交叉验证（cross-validation），我们会在本书第5章里遇到它。
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 博克斯-考克斯变换的原始参考资料是在1964年发表在皇家统计学会杂志（the Journal of the Royal Statistical Society）上的一篇论文，名为《An analysis of Transfor-mations》，作者是G.E.P.Box和D.R.Cox两人。

为了直观感受这些变换在实践中的应用情况，我们要在iris数据集的Sepal.Length特征上进行尝试。不过，在开始之前，要介绍需要运用的第一个R扩展包，即caret。

caret包是一个具备多种用途的非常有用的组件。它提供了预测建模过程中常用的一组辅助函数，覆盖了从数据预处理和可视化到特征选择和再抽样技术。它的特性还包括：具有针对很多预测模型函数的统一接口，并提供了并行处理的功能。
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 利用caret组件进行预测建模的权威参考资料是一本名为《Applied Predictive Modeling》的书，该书由Max Kuhn和Kjell Johnson编写，Springer出版社出版。Max Kuhn是caret包本身的主要作者。该书还有一个配套的网站：http://appliedpredic-tivemodeling.com
 。

当对用来训练模型的数据进行输入特征的变换时，必须记住，对于在预测时要用到的后续输入，也需要对其中的特征运用同样的变换。因此，利用caret包对数据的变换是分两步完成的。在第一步，调用preProcess（）函数保存要运用到数据上的变换参数，然后在第二步，调用predict（）函数对变换进行实际的计算。我们往往会只调用一次preProcess（），然后在每次需要对某些数据进行同样的变换时就调用predict（）函数。preProcess（）函数会把一个带有某些数量值的数据框作为它的第一个输入，我们也会给method参数指定一个包含要运用的变换名的向量。然后predict（）函数会一并读入前面函数的输出和我们要变换的数据——对于训练数据本身，它很可能是同一个数据框。让我们看看这整个过程的实际运用：

[image: ]


下载样例代码
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 你可以从你在http://www.packtpub.com
 的账号下载你已经购买的所有Packt出版书籍的样例代码文件。如果你是在其他地方购买本书，你可以访问http://www.packtpub.com/support
 并注册，文件会直接通过电子邮件发送给你。

我们已经创建了鸢尾花数据的数值特征的3个版本，它们的区别在于每个版本用到了不同的变换。为了把变换的效果可视化，我们可以通过调用density（）函数，对每个比例缩放后的数据框绘制萼片长度（Sepal.Length）特征的密度图，并绘制结果，如下所示
[1]

 ：

注意，Z评分（Z-score）和单位区间（unit interval）变换在对数值进行了平移和缩放的同时保留了密度图的总体形态，而博克斯-考克斯变换还改变了整体形态，产生了比原始图偏斜更少的密度图。
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类别特征的编码

从线性回归到神经网络，很多模型都要求所有输入是数值型的，因此我们经常需要一种把分类字段在某个数值标尺中进行编码的方法。例如，如果我们有一个尺寸特征，它3从一个集合{small，medium，large}中取值，我们就会需要用数值1、2、3来分别代表它。在有序分类的情况下（例如刚才描述的尺寸特征），这种映射应该是合理的。

数字3是这个数值区间里最大的，它对应的是large分类，相比用取值2代表的medium分类，它离用数字1代表的small分类更远。这个数值区间的用法只是一种可能的映射，尤其是它强制让medium分类与large和small分类的间距相等，这样做是否合适，取决于我们对于具体特征的认知。在无序分类的情况下，例如品牌或颜色，总体上我们会避免把它们映射到单个数值区间里。例如，如果把集合{blue，green，white，red，orange}相应地映射为数字1到5，那么这个区间就是随意的，没有什么理由让red离white更近而离blue比较远。为了克服这个问题，我们创建了一系列指示特征Ii
 ，它的形式如下：
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我们需要和分类一样多的指示特征，因此对于颜色示例，可以创建5个指示特征。在这个情况下，I1
 就可以是：
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通过这种方式，原始的颜色特征会被映射为5个指示特征，对于每条观测数据，这些指示特征中只有一个会取值为1，其他的都为0，这是因为在原始特征中，每条观测数据只包含一种颜色值。指示特征是二进制的特征，因为它们只会取两个值：0和1。
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 我们经常还会遇到另一种方法，即利用n－1个二进制特征对一个因素的n个级别进行编码。这是通过选择一个级别作为参考级别，它用所有n－1个二进制特征都取值为0的情况来表示。这样对于特征数量而言更为经济，并且可以避免在它们之间引入一种线性依赖关系，但是它违反了所有特征相互之间等距的性质。

缺失数据

有时候，数据会包含缺失的值，这是因为对于某些观测数据，某些特征是无法获取或无法合适地测量的。例如，假定在iris数据集里，缺少了某条观测数据里的花瓣长度（petal length）的测量值。这样，在这个鸢尾花样本的Petal.Length特征里就会有一个缺失值。大部分模型并不先天具备处理缺失数据的能力。通常情况下，数据里的缺失值会用空条目或NA符号表示。我们必须检查是否在数据中实际存在着缺失值，但被错误地分配了一个像0这样的（通常是非常合法的）特征值。

在决定如何处理缺失数据之前，尤其是当我们的方法是直接丢弃带有缺失值的观测数据时，必须认识到具体缺失的值可能会符合某个模式。具体而言，我们经常要区分不同的所谓缺失值机制。在理想的随机完全缺失
 （Missing Completely At Random，MCAR）情况下，缺失值的出现是独立于它们所属的特征以及其他特征的真实值的。在这种情况下，如果某个鸢尾花花瓣长度缺失了一个值，那么这个缺失的情况是独立于该花瓣实际有多长以及其他任何特征（例如该观测数据是否来自versicolor或setosa品种）的。随机缺失
 （Missing At Random，MAR）的情况就更不那么理想。在这种情况下，某个缺失值是独立于其所属特征的真实值的，但可能会和其他特征相关。这种情况的一个示例是，缺失的花瓣长度值主要在iris数据集的setosa品种样本里出现，但它们的出现仍然独立于实际花瓣长度的值。在问题最多的非随机缺失
 （Missing Not At Random，MNAR）情况里，存在某种模式能够解释缺失值会根据该特征本身的真实值出现。例如，如果在测量非常小的花瓣长度时遇到困难，并且最终产生了一些缺失值，那么，在这种情况下简单地丢弃不完整样本，就可能只得到花瓣长度较大的观测数据样本，因而使数据产生偏误。

处理缺失值有很多种方法，但在本书中我们不会深入钻研这个问题。在有缺失值的少数情况下，我们会从数据集里排除它们，但是要当心，在一个实际项目里，要调研缺失值的来源，以便确保能安全地进行排除操作。另一种方法是尝试猜测或估算缺失值。kNN算法本身就是一种这样的方法，它会给某个特征有缺失值的样本找到最邻近的样本。具体做法是先排除缺失值所在的维度（即特征），再进行距离的计算。随后，这个缺失值就可以被计算为最邻近的样本在该维度取值的均值。

[image: ]
 对如何处理缺失值感兴趣的读者可以在Wiley出版社出版的《Statistical Analysis with Missing Data》（第二版，由Roderick J.A.Little和Donald B.Rubin编写）一书中找到详细的论述。

离群值


离群值
 （Outlier）也是经常需要处理的一种问题。离群值是其中一个或多个特征严重偏离了其他数据的某条观测数据。在某些情况下，这也可能是某个真实的罕见状况，代表了在我们要建模的系统里的一种合乎情理的表现。在其他情况下，这可能说明在测量数据中存在一个错误。例如，在记录人口年龄的时候，一个110的值可能会是离群值，有可能是因为对实际值11的记录错误而产生的。但它也有可能是一个正确而极为罕见的测量值。通常，要处理的问题领域会对于离群值是否属于测量错误给出很好的指示，如果是这样的话，作为数据预处理的一部分，常常会需要从数据中完全排除离群值。在第2章中我们会看到排除离群值的更多细节。

丢弃有问题的特征

预处理数据集也包括了丢弃某些特征的决定，如果知道它们会给我们的模型带来问题的话。一个常见的示例是两个或多个特征相互之间高度相关的情况。在R里，可以利用cor（）函数轻松地对某个数据框计算其中每一对特征的相关系数：
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在这里，可以看到Petal.Length特征和Petal.Width特征是高度相关的，它们的相关系数大于0.96。caret组件提供了findCorrelation（）函数，它把一个相关系数矩阵作为输入，还可以选用为特征配对的相关系数的绝对值指定一个阈值的cutoff参数。它会返回一个（有可能长度为0的）向量，该向量会显示由于相关性而需要从该数据框里删除的列。cutoff的默认设置是0.9：
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消除相关性的另一种方法是对整个特征空间进行完全的变换，例如在很多降维（dimen-sionality reduction）方法里采用的技术，比如主成分分析
 （Principal Component Analysis，PCA）和奇异值分解
 （Singular Value Decomposition，SVD）。我们稍后会介绍前者，后者则会在第11章里介绍。

类似的，还会需要删除相互为线性组合
 （linear combinations）的特征。对于特征的线性组合，指的是把每个特征乘以一个标量常数所得到的特征之和。为了查看caret包是如何处理这些特征，我们要创建一个新的鸢尾花数据框，在它里面增加两个列，分别名为Cmb和Cmb.N，如下所示：
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正如我们所见，Cmb是Sepal.Length和Petal.Width特征的完全线性组合。Cmb.N则是和Cmb相同但加上了某些均值为0且标准差很小（0.1）的高斯噪声的特征，因而它的值很接近Cmb的值。利用findLinearCombos（）函数，caret包能够检测出严格的特征线性组合，不过当这些特征有噪声时就检测不到了：
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正如我们所见，该函数只建议我们应该从该数据框中删除第5个特征（Cmb），因为它是第1和第4个特征的一个严格的线性组合。严格的线性组合很少见，不过当有很大数量的特征并且它们之间存在冗余时会出现。具有相关性的特征以及线性组合都是线性回归模型里的问题，我们很快会在第2章看到。在本章，我们也会看到一种检测相互之间非常接近线性组合的特征的方法。

对于有问题的特征要审视的最后一个问题，就是在数据集里存在根本不变化或者说方差近似为0的特征。对于某些模型，具有这种类型的特征不会给我们带来问题。对于其他模型，它可能就会产生问题，我们会演示为何会是这样的。正如前一个示例，我们会创建一个新的鸢尾花数据框，如下所示：
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这里，ZV列对于所有观测对象都是一个常数6.5。Yellow列则是一个虚构的列，用来记录观测对象在花瓣上是否带有黄色。除了第一个以外，其他所有的观测对象都设定这个特征为FALSE，因而让它成为方差近似为0的列。caret包采用的是方差近似为0的定义，这个定义会检查某个特征取的唯一值数量和总观测对象数量相比是否非常小，或者最常见值和第二常见值出现数量的比例（被称为频数比，frequency ratio）是否非常高。把nearZeroVar（）函数运用到一个数据框，会返回包含了方差为0或近似为0的特征构成的一个向量。通过设定saveMetrics参数为TRUE，我们可以看到更多关于我们数据框里的特征的信息：
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在这里，我们可以看到，ZV列被识别为方差为0（zeroVar＝TRUE）的列（由定义可知，它也是方差近似为0的列）。Yellow列确实有非0方差，但它较高的频数比和较低的独特值比例使它被判定为方差近似为0的列（nzv＝TRUE）。在实践中，往往会删除方差为0的列，这是因为他们不会为我们的模型提供任何信息。不过，要删除方差近似为0的列就比较微妙，必须小心从事。要理解这一点，可以考虑这样一个事实：利用上面那个newer_iris数据集进行品种预测的某个模型会学习到，如果某个样本在花瓣里有黄色，那么不管所有其他预测因素如何，我们都会预测出它是setosa品种，因为它对应的是整个数据集里唯一的一个在花瓣里有黄颜色的观测数据。这在现实中也许确实成立，如果是这样的话，这个黄色的特征就是有信息量的，我们也应该保留它。另一方面，在鸢尾花瓣中出现黄颜色也可能是完全随机的，不仅不能标识品种，而且是极罕见的情况。这就解释了为什么在数据集中只有一条观测数据在花瓣里带有黄色。在这种情况下，由于前面所说的结论，保留该特征就是危险的。保留该特征的另一个潜在问题会在我们把数据划分为训练和测试数据集或以其他方式划分数据（比如第5章里讲解的交叉验证）的时候浮现出来。这里的问题是，对我们数据的划分会导致方差近似为0的列里出现唯一值，例如某个数据集的Yellow列里只有FALSE值。


[1]
 原书中没有绘制这个陡坡图的代码，读者可以在代码文件chapter1.R里查找标题为“Preprocessing with caret”的那一段代码。后续内容的绘图代码也都可以在相应章节的代码文件里找到。——译者注


1.3.5　特征工程和降维

在模型里采用的特征数量和类型是在预测建模过程中要作出的最重要决定。为模型配备正确的特征，就是确保我们为预测准备了充分的依据。在另一面，要处理的特征数量就正好是该模型具有的维度数量。大量的维度会成为复杂度加剧的根源。高维的问题通常来自于数据的稀疏性
 （data sparsity），它意味着由于存在的维度数量的原因，会导致覆盖所有特征取值的可能组合范围的极大增长，以至于难以收集足够的数据为训练过程提供足够的有代表性的样本。我们还通常谈到维度诅咒
 （curse of dimensionality）。它描述了一个事实：由于可能的输入产生的空间之大是压倒性的，导致我们所收集的数据点在特征空间里很可能会相互远离。其结果是局部方法（例如利用训练数据中靠近待预测点的观测数据来进行预测的kNN算法）在高维空间里的效果不佳。太大的特征集合还会产生显著增加训练模型（以及在某些情况下作出预测）所需时间等方面的问题。

因此，特征工程包括两类流程。第一类会增大特征空间，它会根据我们数据里的特征来设计新的特征。有时候，由两个原始特征的乘积或比率构成一个新特征会有更好的效果。有多种方法可以把已有特征组合为新特征，而这通常需要相关问题具体应用领域的专业知识的指导。从总体思路而言，这个过程需要经验和大量的反复试验。注意，无法保证加入新特征一定不会降低性能。有时候，增加一个噪声很大或者与已有特征高度相关的特征确实会导致我们损失精确度。

特征工程的第二类过程是特征缩减或收缩，它会减小特征空间的尺寸。在前面关于数据预处理的小节可以看到如何检测会给模型带来某些问题的个别特征。特征选择
 （feature selection）指从原始的一组特征中选取对于目标输出最具信息量的特征子集的过程。某些方法（例如树形模型）具备内建的特征选择方法，这是我们将会在第6章里看到的。在第2章我们也会探讨对线性模型进行特征选择的一些方法。另一种减少总特征数的方法，即降维（dimensionality reduction）的概念，是把整个特征集变换为全新的一个数量更少的特征集。这方面的一个经典范例是主成分分析
 （Principal Component Analysis，PCA）。

简而言之，PCA会创建一个输入特征的新集合，它被称为主成分
 （principal components），这个集合中全部都是原始输入特征的线性组合。对于第一个主成分，要选取线性组合的权值，以便能获取数据中最大量的变异（variation）。如果我们能够把第一个主成分可视化为原始特征空间里的一条直线，它应该是上面的数据变异最大的一条直线。它还恰好应该是最接近原始特征空间上所有数据点的一条线。后续的每个主成分要尽可能获取最大变异的一条直线，但是要满足的条件是，新的主成分和之前计算得到的主成分不相关。因此，第二个主成分要选取在数据中具有最高程度变异的原始输入特征的线性组合，同时和第一个主成分不相关
[1]

 。

主成分是根据它们获取的变异量以降序进行自然排序的。这让我们能够通过保留前N个组成部分来以简单的方式进行降维，我们在这个过程中选取N的依据是，这样选取的主成分元素要包含来自原始数据集最小量的方差
[2]

 。我们不会深入介绍计算主成分所需的相关线性代数方面的细节
[3]

 。

相反，我们会把关注点转移到一个事实：这个过程是对原始特征的方差和度量单位敏感的。为此，我们经常会在进行这个过程之前对特征进行比例缩放。为了可视化地讲解PCA多么有用，我们会再一次转到我们忠实的鸢尾花（iris）数据集。可以利用caret包执行PCA算法。为此，指定在preProcess（）函数的method参数为pca。也可以利用thresh参数，它指定了必须保持的最小方差。我们会显式使用0.95这个值，这样就保持了原始数据95%的方差，但是注意，这也是该参数的默认值：
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这个变换的结果是，我们现在只剩下了2个特征，所以我们可以得出结论：鸢尾花的数值特征的前2个主成分就包含了该数据集里超过95%的变异。

如果我们对了解用来计算主成分的权值感兴趣，可以查看pp_pca对象的rotation属性：
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这意味着第一个主成分PC1的计算方法如下：
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有时候，相比直接指定一个主成分获取的总方差的阈值，我们可能会想要查看每个主成分及其方差的绘图。这种图称为陡坡图
 （scree plot），要绘制这样的图，可以先进行PCA并声明我们要保留所有的主成分元素。为此，不要指定一个方差的阈值，而是设定要保留的主成分数量的pcaComp参数。主成分的总数和开始时的原始特征或维度数是相等的，所以就设置它为4，也就是包括了所有主成分。然后计算这些组成部分的方差和累积方差，并把它保存在一个数据框里。最后，我们要在后续的图表中绘制它，并注意图中括号里的数字是获取方差的累积百分比
[4]

 ：
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正如我们所见，第一个主成分占到了iris数据集总方差的73.45%，再加上第二个主成分，获得的总方差是96.27%。PCA是一种无监督的降维方法，它不需要利用输出变量，即使输出结果能够获得。相反，它是从几何的角度去看待特征空间里的数据的。这意味着我们不能确保PCA给出的新特征空间一定能在预测问题里有良好表现，它只能带来更少特征的计算优势。即使PCA减少了模型的精确度，但是只要这种精确度的减少比较小而且对于特定任务是可以接受的，计算上的这些优势就会让它成为可行的选择。作为最后一条提示，必须指出，通常被称为荷载
 （loading）的主成分权值在归一化的情况下是唯一的，只有正负号的变化。在特征之间具有完全相关或完全线性组合的情况下，我们会得到一些恰好为0的主成分。


[1]
 从直观的角度来解释，第一个PCA就是一条拟合原始数据最近似的直线；第二个PCA拟合的不是原始数据，而是第一条直线拟合原始数据的误差；第三个PCA拟合的则是第一个和第二个PCA拟合后剩下的误差……以此类推。——译者注


[2]
 这里说的最小量指预先设定的一个阈值，例如95%，N个主成分包含的方差不能少于这个比例。详见后面的示例。——译者注


[3]
 从线性代数角度的方法是不同的。简单地说，这个过程就是把原始样本数据矩阵中心化，并计算其协方差矩阵，再得出协方差矩阵的特征值和特征向量，从中选取最大的N个特征值及其对应的N个特征向量，用原始样本数据矩阵乘以这N个特征向量构成的矩阵，就得到包含了主成分向量的新矩阵。——译者注


[4]
 原书中没有绘制这个陡坡图的代码，读者可以在代码文件chapterl.R罩查找标题为“Principal Components Analysis”的那一段代码。——译者注


1.3.6　训练和评估模型

在之前对参数化模型的讨论中，我们看到这些模型会有一个利用训练数据集对模型进行训练的过程。而对于非参数化模型来说，通常它们要么进行惰性学习——也就是除了记住训练数据之外并没有真正的训练过程；要么像样条的情况那样，会对训练数据进行局部的计算。

无论哪种方式，如果要评估模型的性能，就需要把数据分拆为一个训练集
 （training set）和一个测试集
 （test set）。这里的关键思路是，要根据模型处理后续未知数据的预期表现来评估我们的模型。我们的做法是利用测试集，也就是把收集到的数据的一部分（通常是15%~30%）留出来，在训练过程中不要用到它们。例如，一种可能的分拆方式是把原始数据里80%的观测数据作为训练集，把剩下的20%作为测试集。需要一个测试集的原因是，我们无法用训练集公平地评估模型的性能，因为训练数据是用来拟合模型的，而它并不能代表我们之前没有看到过的数据。从预测的角度来说，如果我们的目标只是针对训练数据产生最佳性能，那么最好的手段就是直接记住输入数据和期望的输出值，这样我们的模型就成了一个简单的查找表了！

有一个好问题是，如何决定把多少数据分别用于训练和测试。这里就涉及一些权衡，让这个问题的答案意义重大。一方面，我们会想把尽可能多的数据放在训练集里，这样模型就可以根据更多的样本进行学习。另一方面，我们也想有一个大的测试集，这样就能使用很多样本对训练好的模型进行测试，以便让我们对该模型预测性能的估算具有最小的方差。如果我们的测试集里只有少量观测数据，那么我们就无法真正总结出模型用于未知数据的性能的一般规律。

另一个起作用的因素是，初始收集的数据量有多大。如果只有很少的数据，我们可能就必须用其中的大部分去训练模型，比如划分为85%/15%。如果我们有充足的数据，那么我们也许会考虑70%/30%的划分，这样就能对于测试集产生更精确的预测。

要利用caret包划分数据集，可以用createDataPartition（）函数创建一个抽样向量，里面包含了要在测试集里用到的那些行的索引。对这些行的选取过程是通过利用p参数对行进行随机抽样，直到抽样的行数达到预先指定的比例：

[image: ]
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 在报告涉及生成随机数的统计学分析结果时，有一种可取的做法是，用随机选取但固定的一个数值调用set.seed（）函数。该函数会确保从后续关于随机数生成的函数调用所生成的随机数在代码每次运行的时候都是相同的。这样做能让其他阅读这个分析过程的人能准确地重现分析结果。注意，如果代码里有几个函数进行了随机数的生成，或同一个随机数生成函数被调用了多次，原则上我们必须在每一次调用之前先调用set.seed（）。

利用为iris数据集创建的抽样向量，我们就能构建自己的训练集和测试集了。我们会对之前在试验不同的特征变换方法时构建的一些iris数据集版本进行这个操作。
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现在我们就可以为iris数据集创建并测试3种不同的模型。它们分别是未归一化（unnormalized）模型、输入特征已通过Z评分（Z-score）变换进行中心化和比例缩放的模型，以及带有两个主成分的PCA模型。在创建好这些模型之后，可以使用测试集来衡量它们中每一个的预测性能。不过，这样就意味着在我们对其未知精确度的最终估算中，已经在模型选取过程中用到了测试集，因而产生了有偏误的估算。因为这个原因，我们经常会保持一套单独划分的数据，通常和测试集一样大，被称为验证集
 （validation set）。这个数据集是用来在运用测试集预测未知性能之前对模型参数（例如kNN里的k值）以及输入特征的不同编码和变换进行调优的。在第5章中，我们会讨论这种方法的一种替代方法，称为交叉验证（cross-validation）。

一旦划分了数据，按照所要求的相关训练过程训练了模型，并对模型参数进行了调优，我们就必须在测试集上评估它的性能。通常我们不会在测试集里得到和训练集里相同的性能。有时候我们甚至可能会发现，当部署模型的时候，看到的性能和根据训练集或测试集的性能而得到的预期并不相符。这种性能上的不一致有很多可能的原因。其中第一个原因就是，之前收集的数据要么对建模的过程不具有代表性，要么就是某些特征输入的组合没有纳入训练数据中。这样就可能产生和预期不一致的结果。这种情况既可能发生在真实世界中，也可能发生在测试集里，比如它包含了离群值（outlier）的情况。另一种普遍存在的情况是模型过拟合
 （over fitting）问题。

过拟合问题的表现是这样的：某些模型，尤其是更灵活的模型，在它们的训练数据集里表现良好，但对于未知的测试集就明显表现更差。在这种问题里出现的情况是，某个模型对训练数据中的观测数据拟合得过于严密，却无法对未知数据广义化。换言之，该模型在训练数据集中提取了不真实的细节和变异，而这些细节和变异对于整体的基础观测数据并不具有代表性。过拟合是我们不能根据训练数据的性能来选取模型的关键原因之一。其他训练和测试数据性能不一致的来源还包括模型偏误和方差。这些因素合在一起就构成了统计性建模领域中的一种著名的权衡，即偏误-方差权衡
 （bias-variance tradeoff）。

统计性模型的方差是指，如果使用另一个选取的训练集（但还是从要预测的同一个原始过程或系统生成的）来训练模型，模型预测出的函数会有多大的变化。我们想要的是一个较低的方差，因为我们当然不希望从同一个过程生成的不同训练集预测出很不一样的函数。模型偏误则是指在预测函数中内生出来的错误，它是关于具体的一个模型能够学习哪些函数形式的局限性的结果。例如，线性模型会在试图拟合非线性函数的时候引入偏误，这是因为它们只能学习线性函数。一个良好的预测模型的理想状况是它兼具了低方差和低偏误。对于一个预测建模者，很重要的一点是注意这样的事实：偏误-方差权衡（bias-variance trade-off）来源于对模型的选择。对目标函数作出更少假设而产生的复杂模型，相比于更简单却更严格的模型（例如线性模型），往往会有更少的偏误和更大的方差。究其原因，是因为更复杂模型具有的灵活性让它们能够更近似地估算训练数据，但这样的结果是它们对训练数据里的变化也会更敏感。当然，这种情况和复杂模型经常会表现出来的过拟合问题也是相关的。

我们可以通过先在iris数据集上训练某些kNN模型来实际观察过拟合的效果。有很多扩展包都提供了kNN算法的实现，但是我们会使用我们熟悉的caret包提供的knn3（）函数。要用这个函数训练模型，我们所要做的就是给它提供一个包含数值输入特征的数据框、一个输出标签的向量，以及我们要用于该预测的最近邻数量k：
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要观察k的不同取值的效果，我们可以利用现成的2个维度的鸢尾花PCA模型，用来进行可视化和反复训练：
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在前面的图中，我们使用了不同的符号来注明对应不同品种的数据点。图中显示的线对应了不同鸢尾花品种之间的判定边界
 （decision boundary），这些品种也就是我们输出变量的类别标签。注意，使用一个较低的k值（例如1），会非常严密地获得在数据中的局部变异，结果是判定边界非常不规整。更大的k值要利用很多邻近点来创建一个预测，产生的是平滑的效果和更平滑的决策边界。在kNN里对k值进行调优就是一个对模型参数进行调优以平衡过拟合效果的示例。

在本节，我们还没有提到过任何具体的性能衡量指标。回归和分类对于模型的质量有不同的衡量指标，我们会在对关于预测建模过程的讨论进行总结之后再讲解它们。


1.3.7　重复尝试不同模型及模型的最终选择

在这个过程（而且肯定是一个迭代过程）的第一次迭代中，我们通常会在训练并评估完一个简单模型后到达这个阶段。简单模型通常让我们能以最少的精力获得一个快速而粗略的解决方案，从而让我们大致感受到离一个会产生合理精确度预测的模型还有多远。简单模型还可以给我们产生一个性能的基线水平，我们可以用它作为未来模型性能的标杆。作为建模者，我们在不同方法之间往往会厚此薄彼，但重要的是记住，要对解决问题的不同方法进行尝试，并利用数据帮助我们决定最终采用哪一个，这是值得花费精力的事情。

在选取最终的模型之前，有必要考虑的事，采用多个模型来解决我们的问题是否是个好的思路。在第7章里，我们会用一整章来学习涉及多个模型共同作用来提高整体系统的预测精确度的技术。


1.3.8　部署模型

一旦选取了采用的最终模型，我们就需要落实它的实现，这样最终用户就能可靠地使用它。程序员们称该过程为部署到生产系统
 （deploying to production）。这是扎实的软件工程原理会起到极其重要作用的领域。下面的指导原则给出了一些有用的建议：

·模型必须进行优化，以提高它计算预测结果的速度。例如，这意味着确保任何要在运行时计算的特征能高效地完成处理。

·模型必须有完备的文档。最终的输入特征必须清晰定义，用于训练的方法和数据必须保存，以便在需要更改时易于重新进行训练。训练集和测试集的原始性能也必须保存下来，作为后续改进的参考。

·模型性能必须持续进行监控。它的重要性不仅在于作为验证模型是否达到预期效果的手段，而且在于捕捉任何潜在的数据变化。如果要建模的过程随时间改变了，我们模型的性能就有可能下降，这就表明了训练一个新模型的必要性。

·用来实现该模型的软件必须利用标准的单元和集成测试方法进行适当的测试。通常，我们会利用大量已有的R语言包，它们的函数已经通过了测试，但模型最终的部署会需要我们自己编写某些额外的代码，比如用来进行特征计算的代码。

·部署的模型必须能处理输入中的错误。例如，如果某些输入特征是缺失的，它应该通过适当的错误信息让用户明确了解模型无法作出预测的原因。错误和警告也必须写进日志，尤其是对于模型被部署用于实时环境下的持续性预测的情况。


1.4　性能衡量指标

在上一节讨论预测建模过程的时候，我们讨论了利用训练集和测试集对被训练模型的性能进行评估的重要性。在本节，我们要审视在描述不同模型的预测精确度时常遇见的某些性能衡量指标。其实，根据问题的不同类型，会需要使用略有差异的性能评估方式。由于本书讨论的重点是有监督的模型，所以我们会审视如何评估回归模型和分类模型。对于分类模型，我们还会讨论二元分类任务这样一个非常重要且经常遇到各类问题的模型所采用的某些额外的衡量指标。


1.4.1　评估回归模型

在一个回归的场景里，让我们回顾一下，通过模型，我们要构建一个函数[image: ]
 ，它是理论上的基础目标函数f的近似。该模型的输入是我们选择的输入特征的值。如果我们把这个函数运用到训练数据里的每个用函数真实值yi
 标记的观测数据xi
 ，我们就会得到一组[image: ]
 的配对数据。为了确保我们清楚最后一点，这里的第一个数据项是在我们训练数据的第i条观测数据的输出变量实际值，而第二个数据项则是把我们的模型运用到该观测数据的特征值上产生的预测值。

如果模型和数据拟合得很好，在训练集里这两个值就会相互非常接近。如果在测试集里也是如此，那么就认为这个模型应该能对将来的未知观测数据有良好的表现。为了对预测值和正确值在一个数据集的所有观测数据中相互接近的概念进行量化，我们要定义一个衡量指标，它称为均方差
 （Mean Square Error，MSE），如下所示：
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这里的n是数据集里观测数据的总数。因此，这个方程告诉我们，首先要对测试集里每条观测数据i计算其输出值及预测值之差的平方，然后把它们累加起来再除以观测数据的数量，得到所有这些值的平均数。这样，这个衡量指标被称为均方差的原因就很清楚了。这个数值越低，观测数据中输出变量的实际值和我们预测结果之间的平均误差越小，我们的模型就越准确。我们有时候也会参考均方根误差
 （Root Mean Square Error，RMSE），它是均方差和误差平方和
 （Sum of Squared Error，SSE）的平方根，其中误差平方和SSE和均方差MSE是相似的，只是它没有除以训练样本个数n而产生归一化结果。对训练数据集计算得到的这些数量值是很有价值的，它的较小数值就表明我们充分训练了模型。总体而言我们并不期望它达到0，而且由于过拟合的问题，我们也不能根据这些数量值在模型中进行取舍。而计算这些衡量指标的关键领域是测试数据。在大部分情况下，某个模型训练数据的均方差（或者等同的指标：均方根误差或误差平方和）会比对测试数据计算出的相应衡量指标更小。存在过拟合数据情况的模型m1
 和另一个模型m2
 对比，往往可以通过m1
 模型产生了更低的训练均方差却有更高的测试均方差来进行识别。


1.4.2　评估分类模型

在回归模型里，我们的预测函数对于特定观测数据xi
 产生近似输出yi
 的不正确程度是在均方差里体现的。具体而言，对较大的误差取平方会导致在某个数据点上的很大误差比多个数据点上的一些小误差影响更大。这恰恰是因为在回归中，我们处理的是数值型输出，这样不仅可以衡量我们对于哪些观测数据的预测不够好，还可以衡量我们偏离了多远。

对于进行分类的模型，我们也可以定义一个误差率，但这里我们只能讨论模型作出错误分类的数量。具体地说，错误率是由如下公式给出的：
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这个衡量指标利用了指示函数（indicator function），它在预测类别和标签类别不同的情况下返回的值为1。因此，误差率就可以这样进行计算：对输出变量的类型预测错误个数进行计数，然后把这个计数除以数据集里的观测数据数量。在这种方式下，可以看到，误差率实际上是模型作出错误分类的观测数据所占的百分比。必须要指出的是，这种衡量指标把所有类型的分类错误视为等同的。如果某些错误分类的成本要高于其他错误分类，那么这种衡量指标可以通过加入权值来进行调整，这些权值的作用是给每种错误的分类乘以一个与其成本成比例的数量。

如果要诊断某个回归问题中误差的最大来源，我们往往会先查看预测值和实际值之间误差最大的那个点。而在进行分类时，计算所谓的混淆矩阵
 （confusion matrix）往往是很有用的。它能显示在数据上产生的所有配对的错误分类
[1]

 。现在，我们要回到鸢尾花品种分类问题了。在前面的小节，我们训练了3个kNN模型。我们现在会看到如何能够评估它们的性能。和很多分类模型一样，kNN返回的预测既可以是最终的类别标签，也可以是与每种可能的输出类型相关的一组评分。有时候就像这里的示例一样，这些评分实际上是该模型给出的每种可能输出的概率。不管该评分是不是概率，我们都可以根据这些评分来决定选取哪个输出标签，通常就是直接选取评分最高的那个标签。在R语言里，用来作出模型预测的最常见函数是predict（）函数，我们在自己的kNN模型里会用到它：
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在该kNN模型里，我们可以通过计算属于每个输出标签的最邻近样本的比例，从而把输出的评分指定为直接概率。在上面显示的三个测试示例中，virginica品种在其中两个示例中的概率为1，而在另一个示例中只有60%的概率。另外的40%属于versicolor品种，因此看起来在后面那个示例中，每5个最邻近样本中有3个属于virginica品种，而另外2个属于versicolor品种。很显然，相比这个分类结果，我们应该会对前面两个分类结果更有信心。我们现在要在测试数据上对这三个模型进行类别预测的计算：
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我们可以利用caret包的postResample（）函数来显示模型在测试集上的精确度指标：
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在这里，精确度等于1减去误差率，也就是正确分类的观测数据比例。可以看到，所有的模型在精确度方面都非常接近，其中使用了Z评分（Z-score）变换进行归一化的那个模型胜出了。由于测试集较小，这个差别并不显著。卡巴统计量
 （Kappa statistic）的定义如下所示：
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注：即：Kappa＝（观测到的精确度－期望精确度）/（1－期望精确度）——译者注

卡巴统计量是设计用来抵消随机因素的，它的取值空间为[-1，1]，其中1代表完全精确，-1代表完全不精确，而0是在精确度恰好等于随机猜测法的结果时出现的。注意，对于一个分类模型来说，随机猜测法猜测的是最常见的那个类别。在鸢尾花分类模型的示例中，3个品种在数据中出现的机会是均等的，因此期望精确度等于三分之一。我们鼓励读者通过给期望精确度运用这个值来进行检验，我们可以根据各个精确度的值来获得卡巴统计量的观测值。

我们还可以利用一个混淆矩阵来检查模型作出的特定错误分类。它可以通过用正确的输出标签对预测结果进行交叉分析（cross-tabulating）直接构建出来：
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 caret包还有一个非常有用的confusionMatrix（）函数，它能自动计算这张表以及几种其他的性能衡量指标，该函数功能的说明可以查阅http://topepo.github.io/caret/other.html
 。

在前面的混淆矩阵里，我们可以看到正确分类的观测数据的数量是28个，它是主对角线上的数值10、9、9之和。该表格给我们展示的是setosa品种看起来用我们的模型更易于预测，因为它从来没有和其他品种混淆。不过，versicolor和virginica品种会互相混淆，该模型对这两个品种都各有1次错误的分类。因此，我们可以推测，计算混淆矩阵可以作为一个有用的练习。找出经常混淆的类别配对可以指导我们对模型作出改进，例如去寻找有助于区分这些类别的特征。

评估二元分类模型

有一种特殊的分类任务被称为二元分类
 （binary classification），它是在我们只有两个类别的情况下出现的。一些典型的二元分类的场景如下：

·根据收到的电子邮件的内容和标题，把它们分类为垃圾邮件或非垃圾邮件

·根据病人的症状和病史，把他们分类为是否患有某疾病

·根据查询关键字和文档中的单词，把一个文档的大数据库中的某个文档分类为是否和该查询相关

·把生产线上的某个产品分类为次品或不是次品

·根据客户的信用评分和财务状况，预测在某银行申请贷款的某位客户还款时是否会发生违约

在二元分类任务里，通常把两个类别称为阳性类
 （positive class）和阴
 性类
 （negative class）。按照惯例，阳性类对应的是模型尝试预测的一种特殊情况，并且通常比阴性类更为少见。从之前的示例，我们可以给垃圾邮件、生产线的次品、违约客户等等使用阳性类标签。现在考虑医疗诊断领域的一个示例，在这个领域，我们要尝试训练一个模型来诊断某个在10000人中只出现1例的疾病。我们会把阳性类分配给患有这个疾病的病人。注意，在这样的一个场景中，误差率本身不是模型的充分衡量指标。例如，可以通过把每个病人都预测为健康的来设计出最简单的分类器，它只有0.01%的误差率，但这样的一个分类器是没有用的。通过分析混淆矩阵，可以得出更有用的衡量指标。假定已经构建了一个诊断罕见疾病的模型，对于100000病人的测试样本，我们获得了如下的混淆矩阵：
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二元分类问题是如此常见，以至于它的二元混淆矩阵的单元都有它们自己的命名。在包含了正确分类条目的主对角线上，我们称其元素为真阴性
 （true negative）和真阳性
 （true positive）。在示例中，我们有99900例真阴性和13例真阳性。当把实际上属于阴性类的观测数据错误分类为阳性类时，就得到了一个假阳性
 （false positive），也称为第一类错误
 （Type I error）。假阴性
 （false negative）或第二类错误
 （Type II error）则出现在把阳性类的观测数据错误分类为阴性类的情况下。在这个示例中，模型得到了78例假阳性和9例假阴性。

现在我们要引入两个在二元分类环境中非常重要的衡量指标，它们是查准率
 （precision）和查全率
 （recall）。查准率的定义是准确预测的阳性类例数占预测的阳性类总例数的比例。利用前面的二元混淆矩阵的标签，查准率可由如下公式得出：
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注：查准率＝真阳性/（真阳性＋假阳性）——译者注

因此，查准率实际上衡量的是我们对阳性类进行预测的精确度。根据定义，只要从不预测阳性类就能达到100%的查准率，因为以这种方式可以保证不会犯任何错误。反过来，查全率的定义是阳性类的正确预测数在数据集里所有阳性类成员中的占比。同理，利用二元混淆矩阵中的标签，可以把查全率的定义表示为：
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注：查准率＝真阳性/（真阳性＋假阳性）——译者注

查全率衡量的是从数据集中识别所有阳性类成员的能力。可以通过把所有数据点都预测为阳性类来轻松达到最大查全率。这样我们会犯很多错误，但永远不会有假阴性。注意，查准率和查全率构成了模型性能的一个权衡。一方面，如果对任何数据点都不预测为阳性类，我们会得到0查全率，但查准率是最大的。而另一方面，如果把所有的数据点都预测为属于阳性类（记住，阳性类是罕见的类），我们会得到最大查全率，但查准率是非常低的。换言之，尝试减小第一类错误会导致第二类错误增加，反之亦然。这种相反的关系经常可以针对具体的问题在查全-查准曲线
 （precision-recall curve）上绘制出来。通过采用一个适当的阈值参数，我们就可以对模型的性能进行调优，从而达到这个查全-查准曲线上适合我们情况的某个点。例如，在某些问题的领域，由于把阳性类的观测数据错误分类为阴性类的成本很高，因此，我们会偏向于得到更高的查全率而不是查准率。因为经常要用单个数值描述某个模型的性能，我们定义了一个叫做F1分数
 （F1 score）的衡量值，它合并了查全率和查准率。具体来说，F1分数的定义是查准率和查全率之间的调和平均数：
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注：F1＝2×查准率×查全率/（查准率＋查全率）——译者注

读者应该在示例的混淆矩阵里检验一下，查准率是14.3%，查全率是59.1%，而F1分数是0.23。


[1]
 此处“配对的”原文是pairwise，指错误的分类预测和正确的分类标签之间一一对应的统计，比如在针对三种分类A、B、C的预测中，如果有3条分类B的观测数据被错误分类为A，那么混淆矩阵中对应B、A这个配对的那个元素的值就是3。——泽者注


1.5　小结

在本章，我们探讨了关于预测模型的一些基本思想。我们看到有很多种方式可以对模型进行分类，并在这个过程中学习了一些重要的区分方式，例如有监督和无监督学习，回归和分类等。然后，我们列出了构建预测模型所需要的步骤，从数据收集的过程开始，一直到模型的评价和部署。关键在于，这个过程是迭代式的，往往要尝试并训练很多不同的模型才能得到最终的模型。为了比较我们创建的不同模型的性能，我们讲解了一些模型性能的基本概念，例如回归的均方差和分类的分类误差率。

我们还介绍了我们的第一个模型，即k最近邻模型，它对于分类和回归都是有用的。kNN是一个很灵活的模型，它不对基础数据作出任何明确的假设。因此，它能拟合非常复杂的判定边界（decision boundary）。它是一种惰性学习方法，因为它不会构建一个模型来描述输入特征和输出变量之间的关系，因此，它不需要一个很长的训练过程。而另一方面，对于具有很多维度的数据，它会需要很长时间才能产生预测结果，而且由于这种模型需要记住所有的训练数据才能找到目标点的最邻近样本，它往往需要很多存储空间。kNN对不同特征的重要性是不加区分的，而且它在预测中采用了距离度量，这些事实意味着，在一方面，它不具备内建的处理缺失数据的方法，而另一方面，它经常需要把特征变换到相似的比例尺度。最后，该模型可以通过选择合适的k值（即最邻近样本的数量）来进行调优，以便平衡过拟合的程度。在对预测建模过程的基本知识具备了坚实的基础之后，我们在下一章要学习线性回归。


第2章　线性回归

我们从第1章了解到回归问题会预测一个数值型的输出。最简单和最常见的回归类型就是线性回归。本章要探讨为什么线性回归如此常用，以及它的局限性和扩展问题。


2.1　线性回归入门

在线性回归
 （linear regression）中，输出变量是通过输入特征的一个线性加权组合来预测的。下面是简单线性模型的一个示例：
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上述模型实质上表达的是，我们要估算一个用表示的输出，它是由字母x标记的一个预测变量（也就是特征）的一个线性函数。由希腊字母表示的项是模型的参数，被称为回归系数
 （regression coefficient）。一旦我们训练好模型并给这些参数选定了值，我们就可以通过在方程里直接代入x的任何值对输出变量进行预测。另一个线性模型的示例由下面的方程给出，这次的模型带有三个特征，回归系数也已经赋值了：
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和前面那个方程一样，在该方程中我们也可以看到系数比特征数多1个。这个附加的系数β0
 被称为截距
 （intercept），它是当所有输入特征值都为0时模型的期望值。其他的β参数可以解释为某特征每增加1个单位时输出值的预期变化。例如，在前面的方程中，如果特征x1
 的值增加1个单位，输出的期望值就会增加1.91个单位。类似地，特征x3
 的值增加1个单位会让输出减少7.56个单位。在简单的一维回归问题中，我们可以把输出绘制在图的y轴，把输入特征绘制在x轴。在这个示例中，模型预测了两个轴之间的一种直线关系，其中β0
 代表该直线和y轴交叉或相交的交点，而β1
 则代表该直线的斜率。我们通常把这种一个特征（因而有两个回归系数）的情况称为简单线性回归
 （simple linear regression），把两个或多个特征的情况称为多元线性回归
 （multiple linear regression）。

线性回归的假设

在深入钻研线性回归模型的训练方法及其性能的细节之前，我们要来看一下模型的假设。模型假设主要描述了模型对于我们尝试预测的输出变量y的判断。具体来说，线性回归模型会假设输出变量是一组特征变量的加权线性函数。此外，该模型还假设对于特征变量的固定值，输出是具有常数方差的正态分布。这就等于说，以两个输入特征为例，该模型假设的是，真实的输出变量y可以用如下的一个方程表示：
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这里，ε代表一个误差项，它是一个均值为0且方差为常数σ2
 的正态分布：
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我们可能听说过更正式地描述常数方差概念的术语——同方差性
 （homoscedasticity）。说到同方差性或者常数方差（constant variance），我们指的是这样的事实：误差部分的方差不会随着输入特征的值或水平
[1]

 （level）而变化。在下面的绘图中，我们可视化了一个具有异方差
 （heteroskedastic）误差（也就是不具有常数方差的误差）的线性关系虚构示例。其中，输入特征值较小的数据点离直线较近，因为在绘图的这个区域方差比较低，而较大的输入特征值就离直线更远，因为它的方差更大。
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ε项是实际函数y的一个不能化简的误差分量，可以用来表示随机误差，例如在特征值里的测量误差。在训练一个线性回归模型时，即使得到了所有合适的特征和充足的数据，并且要建模的系统也确实是线性的，但我们还是会预期在对输出的估算中观测到一定数量的误差。换言之，即使是线性的实际函数，我们还是会预期，一旦找到了对训练样本拟合最佳的一条直线，但由于该误差分量体现的这个固有方差，这条直线也不会正好穿过所有（或者甚至不会穿过任何一个）数据点。不过，需要记住的关键一点是，在这个理想化的场景里，因为误差分量的均值为0且方差为常数，所以在具有足够大的样本的前提下，训练准则让我们能接近回归系数的真实值，因为这些误差会互相抵消。

另一个重要的假设和误差项的独立性有关。这意味着我们不希望和某条具体的观测数据相关的残差
 （residual）或误差项以某种方式也和另一条观测数据具有相关性。作为测量过程有误的典型结果，当观测数据相互之间具有函数关系时，这个假设就不成立了。如果取出训练数据的一部分，把所有的特征值和输出值乘以2，并把这些新数据点加入训练数据，我们就会产生一种拥有更大数据集的错觉，不过，这样做的结果是导致存在误差项互相有依赖关系的配对观测数据，从而使我们的模型假设不能成立。附带再说一句，对于任何模型，这种人工扩大数据集的方式都永远是不可取的。类似地，如果观测数据以某种方式通过某个未测量的变量相互关联，也会产生互相关联的误差项。例如，如果我们在测量某个生产线零件的故障率，那么来自同一个工厂的零件可能会在误差里具有相关性，比如，来源于在组装过程的不同标准和规程。因此，如果不把工厂作为一个特征加进来，我们就会在样本里看到，来自同一个工厂的零件的观测数据之间会存在相互关联的误差。实验设计
 （experimental design）的研究内容就是关于识别并消除误差项里的相关性的，但这个主题超出了本书的范围。

最后还有一个重要的假设，它表达了这样一个概念：特征本身在统计学上是相互独立的。这里有必要阐明的是，在线性模型中，虽然输入特征必须是线性加权的，但是它们本身可以是另一个函数的输出。举例说明，如下方程式是一个具有三个特征sin（z1
 ），ln（z2
 ）和exp（z3
 ）的线性模型，这看起来也许有点令人吃惊：
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通过对输入特征进行一些变换并替换到模型中，我们就可以看出它其实是一个线性模型：
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现在，我们有了一个更易于识别为线性回归模型的方程式。如果前面的示例让我们相信几乎任何方程都可以变换为一个线性模型，那么下面两个示例会有力地说服我们，实际上并非如此：
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由于第一个回归系数（β1
 ）的存在，上面两个模型都不是线性模型。第一个模型之所以不是线性模型，是因为β1
 成为第一个输入特征的指数。在第二个模型里，β1
 在一个正弦函数的内部。从这些示例要吸取的重要教训是，有些情况下，为了让数据符合线性模型，我们可以对输入特征进行变换，但是，需要小心从事，让回归系数始终是变换后新特征的线性权值。


[1]
 这里的“水平”是指在分类模型中一个特征里可以划分的类别，例如性别特征的两个水平是男和女，学历特征的四个水平是大专、本科、硕士、博士。其实level翻译成水平有点生硬，但是国内不少文献都是这样用，为了避免再造新词产生混乱，也就只能从众了。——译者注


2.2　简单线性回归

在着眼于某些真实环境的数据集之前，尝试在人造数据上训练模型是非常有帮助的。在这样的人造场景里，我们事先就知道了实际输出函数是什么，而这对于真实环境的数据来说通常是不成立的。进行这种练习的好处是，它会让我们对自己的模型在所有假设都完全成立的理想场景下的工作情况有清楚的了解，而且它有助于对具备理想的线性拟合时发生的情况进行可视化。我们先模拟一个简单线性回归模型。后面的R语言代码片段会为下面这个只有1个输入特征的线性模型创建一个带有100条模拟观测数据的数据框：
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下面是用于这个简单线性回归模型的代码：

[image: ]


对于输入特征，我们要从一个均匀分布中随机抽样一些点。我们用均匀分布让数据点理想地分散开。注意，最后那个df数据框的用途是模拟我们在实践中会获得的一个数据框，因此，其中并没有包含误差项e，因为它在实际环境里是无法得到的。

当利用类似上述数据框里的某些数据训练一个线性模型的时候，实际上希望的是能产生一个和数据背后的模型具有相同系数的线性模型。换言之，原始的系数就定义了一个总体回归线
 （population regression line）。在这种情况下，总体回归线代表了数据实际对应的模型。一般来说，我们会发现自己在试图对一个未必线性的函数进行建模。在这种情况下，仍然可以把总体回归线定义为最有可能的线性回归线，但一个线性回归模型显然不会有实际模型那样良好的表现。

估算回归系数

对于简单回归模型来说，训练模型的过程相当于根据数据集对两个回归系数进行估算。正如从之前构建的数据框里所看到的，我们的数据实际上是一系列的观测数据，其中每一个数据是一对值（xi
 ，yi
 ），其中第一个元素是输入特征值，第二个元素是它对应的输出标签。其实，对于简单线性回归，有可能写出两个方程，用来计算这两个回归系数。我们不会直接给出这些方程，而是先要用简短篇幅来回顾一些读者在之前很可能遇到过的非常基础的统计量，因为它们很快就会起重要作用。

一组值的均值
 （mean）就是这些值的平均值，它经常被描述为位置的衡量指标，用来大致表示这些值在衡量它们的标尺上居中的位置。在统计学专业里，一个随机变量的平均值经常被称为期望值
 （expectation），因此我们经常可以看到一个随机变量X的均值被标记为E（X）。另一个普遍使用的记号是上横杠标记（bar notation），即可以通过给一个变量顶部加上一个横杠表示对一个变量取平均值的概念。要对此进行图示，下面的两个方程就表示了输出变量y和输入特征x的均值：
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第二个很常见的统计量应该也是大家所熟悉的，它就是变量的方差
 （variance）。方差衡量的是每个变量值和均值之间距离的平方的平均值。从这个意义上说，它是一个离散度的衡量指标，因此低方差意味着大部分值是靠近均值进行聚集的，而更大的方差则会导致变量值是扩散开的。注意，方差的定义中包含了均值的定义，因此，我们会看到在下列显示输入特征x的方差的方程里用到了上部带一个横杠的x变量：
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最后，用下列方程来定义两个随机变量x和y之间的协方差
 （covariance）：
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从前面这个方程可以清楚地看到，前面定义的方差实际上就是协方差在两个变量相同时的一种特殊情况。协方差衡量的是两个变量相互之间关联的紧密程度，可以是正值或负值。正的协方差表明了正相关性，也就是说，当一个变量增大时，另一个也会增大。负的协方差则代表相反的含义，当一个变量增大时，另一个往往会减小。当两个变量从统计学角度是互相独立因而不相关的，它们的协方差就是0（不过需要说明的是：反过来，协方差为0并不一定能得出统计学角度的相互独立关系）。

掌握了这些基本概念之后，现在我们就可以给出简单线性回归里两个回归系数的近似计算公式了：
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第一个回归系数等于输出与输入特征的协方差除以输入特征的方差所得到的比例。注意，如果输出变量和输入特征相互独立，则协方差为0，因而线性模型就是一条没有斜率的水平直线。在实践中要注意的是，即使两个变量从统计学角度是互相独立的，通常还是会得到少量的协方差，这是由于误差的随机性所致，因此如果要训练一个线性回归模型来表示它们之间的关系，第一个回归系数一般会是一个非零值。后面我们会看到，如何运用显著性检验（significance test）来检测出我们不应该纳入模型中的特征。

要在R语言中实现线性回归，进行这些计算并不是必需的，因为R语言提供了lm（）函数，它会为我们构建一个线性回归模型。下面的代码样例会用到之前创建的df数据框，并计算出回归系数：
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在第一行我们可以看到lm（）函数的用法：首先指定一个公式，然后接着给出data参数，它在示例中就是df数据框。对于简单线性回归，给lm（）函数指定公式的语法是：输出变量的名字后面跟一个波浪符（~），然后再跟一个输入特征的名字。在本章后续内容里，当我们学习多元线性回归时，会看到如何指定更复杂的公式。最后，输出内容给出的是两个回归系数的值。注意，β0
 系数被标记为截距（Intercept），而β1
 系数是用线性模型方程里对应特征的名字（在这个示例中是x1）来标记的。

下图在同一张图上显示了总体回归线和近似线：
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正如我们所见，这两条线互相非常贴近，以至于几乎难以区分，这表明该模型对于实际总体回归线的近似是非常接近的。根据第1章的内容，我们知道可以用均方差作为规范来表示该模型拟合当前数据集的紧密程度，以及该模型将来会拟合类似测试集的紧密程度。我们在本章要了解它和其他几种模型性能及质量的衡量指标，但我们首先要把这个回归模型广义化，用来处理超过1个的输入特征。


2.3　多元线性回归

只要有多于一个输入特征，并且要构建一个线性回归模型，我们就处于多元线性回归的领域了。具有k个输入特征的多元线性回归模型的一般方程如下所示：
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关于模型和误差分量ε的假设还是和简单线性回归的一样，记住，因为现在有了超过1个的输入特征，我们假设它们是相互独立的。我们在讲解多元线性回归时不会再使用模拟数据，而是要分析两套实际环境下的数据集。


2.3.1　预测CPU性能

我们的第一个实际环境下的数据集由研究者Dennis F.Kibler，David W.Aha，和Marc K.Albert于1989年在一篇论文中所提出，该论文名为《基于实例的实值属性预测》（Instance-based prediction of real-valued attributes），发表于《计算智能杂志》（Journal of Computational Intelligence）。该数据包含了不同CPU型号的特征，例如周期时间和缓存数量。在选择不同的处理器时，要考虑到所有这些因素，但理想情况下，我们希望在单一的数值标尺上对处理器进行比较。因此，我们经常会开发程序，用标杆来比较某个CPU的相对性能。数据集还带有已发布的CPU相对性能数据，我们的目标就是把这些可以获得的CPU特性作为预测所采用的特征。该数据集可以从UCI机器学习资源库（UCIMachine Learning Repository）在线获取，它的链接是：http://archive.ics.uci.edu/ml/datasets/Computer+Hardware
 。
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 UCI机器学习资源库是一个非常好的在线资源，它存放了大量数据集，其中很多都经常被各种著作和教材的作者引用。花费精力去熟悉这个网站及其数据集是非常值得的。有一种学习预测分析技术的好方法，就是把你在本书中学习的技术实际运用到不同的数据集上，而UCI资源库恰恰为此提供了很多这样的数据集。

machine.data文件包含了我们所有的数据，它使用逗号分开的格式（类似于.CSV文件），每一行对应一个CPU型号。我们要把它导入R并标记所有的列。注意，里面一共有10列，但我们的分析不需要前两列，因为它们不过是CPU的品牌和型号名。类似地，最后一列是研究者们自己得出的相对性能预测估算，实际输出变量PRP在第9列。我们会把需要的数据保存在一个名为machine的数据框里：
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该数据集还带有各列数据的定义：
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该数据集不包含缺失值，所以就不需要删除或修改任何观测数据。我们会注意到的一个问题是我们只有大约200个数据点，一般来说这算是非常小的样本了。尽管如此，我们还是会继续把数据划分为训练集和测试集，划分比例是85%/15%，如下所示：
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既然已经把数据设置好了，我们通常就要继续分析和检查针对线性回归的假设是否成立。例如，我们会希望了解是否存在任何高度相关的特征。为此，可以用caret包的cor（）函数构建一个相关度矩阵，并利用findCorrelation（）函数获得关于哪些特征应该去掉的建议：
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在采用代表高度相关性的默认阈值0.9的情况下，我们发现没有哪个特征应该去掉。当把这个阈值减小到0.75的时候，我们会看到caret包推荐去掉第三个特征（MMAX）。正如前面代码的最后一行所显示的，该特征和MMIN之间的相关度为0.768。虽然这个值并不是特别大，但它还是大到让我们会在某种程度上担心它会影响我们的模型。当然，直观地说，如果我们看一下输入特征的定义，当然我们往往会预期某个具有相对较高的最小主内存的型号也会具有相对较高的最大主内存。线性回归有时候对于具有相关性的变量也能给出一个较好的模型，但如果变量是不相关的，我们会期望得到更好的结果。就目前而言，我们决定还是保留数据集里的所有特征。


2.3.2　预测二手汽车的价格

我们的第二个数据集是在caret包里包含的汽车数据框，它是由Shonda Kuiper于2008年从Kelly Blue Book网站www.kbb.com
 收集的。这是一个获取二手车可靠价格的在线资源。该数据集包括了804种通用汽车（GM）品牌的汽车，所有汽车都是2005年出厂的。它包含了一组汽车属性，例如里程数、发动机排量，以及建议的销售价格。其中很多特征是二元的指示变量，例如Buick（别克商标）特征，它代表具体的某辆车的商标是否是Buick。所有的二手车在标价时都处于完好状态，使用时间少于一年，因此车况没有作为一个特征被纳入。我们对这个数据集的目标是创建一个能根据这些属性预测二手车售价的模型。特征的定义如下所示：
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和前面关于CPU数据的machine数据集的处理方式一样，我们要分析输入特征的相关系数：
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注：这里的cars_train_features没有定义，应该是前面遗漏了如下代码：



>cars_train_features <- cars[, 2:18]



这条代码用来把cars矩阵里除了第一列price输出变量以外的所有列作为训练特征。——译者注



类似对前面CPU数据的machine数据集的处理，我们把caret包中findCorrelation（）函数的cutoff参数设定为0.75，就得到了特征之间的相关情况。通过直接查看相关矩阵，我们发现在Doors特征和coupe特征之间存在相对较高程度的相关性。通过对这两个特征进行交叉分析（cross-tabulating），可以看到为什么会存在这种情况。如果知道某个汽车的类型是双门轿车，那么车门的数量就总是等于2。如果该汽车不是双门轿车，那么它最有可能的车门数是4。

这些二手车数据的另一个有问题的表现是，某些特征是其他一些特征的完全线性组合。这个问题是通过使用caret包里的findLinearCombos（）函数发现的：
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在这里，我们获得的指示是去掉coupe列和wagon列，它们分别是第15和第18个特征，因为它们恰好是其他特征的组合。我们会从我们的数据框里去掉它们，这样还能消除之前看到的相关性问题。

下一步，我们要把数据划分为训练集和测试集：
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既然已经准备好了数据，我们就要创建一些模型了。


2.4　评估线性回归模型

再次利用lm（）函数，用线性回归模型来拟合数据。我们的两套数据集会用到上述数据框里剩下的所有输入特征。R提供了一种编写公式的简写方式，它可以把某个数据框里的所有列作为特征，除了被选为输出的列之外。这是利用一个句号符来完成的，如下列代码片段所示：
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一旦我们准备好了所有的数据，训练一个线性回归模型就是一行代码的事情，但是如果要研究这个模型以便判定其效果，后面就会有重要的工作。幸运的是，我们可以利用summary（）函数立刻获得某些关于这个模型的重要信息。该函数对于CPU数据集的输出如下所示：
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在重复了一次之前对lm（）函数本身的调用之后，summary（）函数给出的信息形成了三个独立的部分。第一部分是模型残差（residual）的摘要，它是模型对训练它的数据中的观测数据产生的误差。第二部分是一个表格，包含了模型各系数的预测值及其显著性检验的结果。最后几行则显示了该模型的一些总体性能衡量指标。如果在二手车数据集上重复同样的过程，我们会在该模型的摘要里注意到如下的一行：
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产生这个结果的原因是由于潜在的依赖关系，导致我们还有1个特征对输出的作用无法和其他特征分清楚。这种现象被称为混叠
 （aliasing）。alias（）命令会显示我们需要从模型中去除的特征：
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正如我们所见，有问题的特征就是Saturn特征，所以我们会去除这个特征并重新训练模型。要从一个线性回归模型去除某个特征，可以把它加到公式中的句点之后，并在它之前加上一个减号：
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2.4.1　残差分析

残差就是模型对特定观测数据产生的误差。换言之，它是输出的实际值和预测值之间的差异：
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在构建一个良好的回归模型时，对残差的分析是非常重要的，因为它能体现这个模型的很多方面，从不能成立的假设和拟合的质量到其他问题（比如离群值）。要理解残差摘要里的衡量指标，可以想象把残差从小到大排序。除了在这个序列里两个极端位置上的最小值和最大值之外，这个摘要还会显示第一个和第三个四分位数（quartile），它们分别是这个序列中处于四分之一和四分之三位置的值。中位数
 （median）则是序列正中位置的值。四分位间距
 （interquartile range）是序列处于第一和第三个四分位数之间的部分，根据定义可知，它包含了一半数据。首先来看一下CPU模型里的残差摘要，其中有趣的一点是，第一个和第三个四分位数的值与最小和最大值相比是很小的。这是存在一些具有很大残差误差的点的首要迹象。在理想情况下，残差应该具有0中位数和较小的四分位数值。可以通过关注lm（）函数所产生模型具有的residuals属性，来重现summary（）函数产生的残差摘要：
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注意，在前面关于二手车模型的示例中，我们需要把残差的值和输出变量的平均值进行比较，以获得残差是否过大的印象。这样，前面的结果显示在训练数据中二手车的平均售价为$21k，预测结果的50%基本是在正确值的±$1.6k范围内，这个情况看起来是相当合理的。显然，CPU模型的残差的绝对值都小得多，这是因为该模型的输出变量（即发布的CPU相对性能）比二手车模型里的Price变量值要小得多。

在线性回归里，我们假设模型里不能化简的误差是以正态分布的形式随机分布的。一种称为分位图
 （Quantile-Quantile plot，Q-Q plot）的诊断图有助于从视觉上评判该假设的符合程度。这种图背后的关键思想是，我们可以通过比较它们分位数
 （quantile）的值来比较两种分布。一个分布的分位数基本上是一个随机变量的距离均等的区间，这样的每个区间具有相同的概率。例如，四分位数把一个分布划分为4个概率相等的部分。如果两个分布相同，那么分位图就应该是直线y＝x的图形。要检查残差是否符合正态分布，可以用它们的分布和一个正态分布进行比较，查看得到的图形和y＝x的接近程度。
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 有很多其他的方法可以检查模型残差是否是正态分布。有一个很好的工具是R语言的nortest包，它实现了很多知名的正态性检验方法，包括Anderson-Darling检验和Lilliefors检验。此外，stats包包含了shapiro.test（）函数，可以用于进行Shapiro-Wilk正态性检验。

下列代码会对两个数据集创建分位图：
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两个数据集的分位图如下所示：
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两个模型的残差看起来和理论上的正态分布分位数相当贴近，虽然拟合程度并非完美，但是这对于大部分实际环境数据来说是典型的情况。第二种对线性回归非常有用的诊断图被称为残差图
 （residual plot）。它是反映训练数据中观测数据的残差和对应拟合值之间关系的一种图表。换言之，它是配对[image: ]
 的一个图。残差图有两个重要属性是我们特别感兴趣的。首先，我们希望通过检查残差是否在不同的拟合值范围中保持大小一致，来确认有关常数方差的假设是成立的。其次，我们必须检验在残差中不存在某种模式。但是，如果我们观察到了某种模式，它就有可能是一个迹象，表明对应的模型对于涉及的特征是非线性的，或者在模型里有缺失的特征没有被纳入。实际上，一种发现新特征的有用方法就是寻找和模型残差相关的新特征。
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这两张图在图的左侧部分都显示了细微的残差递减模式。稍微更令人担心的是，对于两个输出变量的较大值，残差的方差（the variance of the residual）看起来有点大，这有可能表明误差并不是同方差的（homoscedastic）。这个问题在第二个有关二手车信息的图中更为显著。在前面的两个残差图中，我们也标记了某些较大的残差（绝对值大小）。我们很快还会看到可能有一些潜在的离群值。另一种获得残差图的方法是对lm（）函数本身产生的模型调用plot（）函数。这样会创建4个诊断图，包括残差图和分位图。


2.4.2　线性回归的显著性检验

在检查了残差的摘要之后，我们应该关注的下一个东西是模型所产生的系数表。在这里，每个估算出来的系数都配套了额外的一组数值，在最后还有一组星号或点。首先，这样一连串的数值看起来可能有点混乱，但是把所有这些信息包括进来是有充分理由的。当对某些数据收集测量值并指定一组特征来构建一个线性回归模型时经常会遇到的情况是，里面有一个或多个特征和我们要预测的输出实际上并不相关。当然，这是我们在之前收集数据的时候并没有在意的问题。理想情况下，我们会希望这个模型不但找到和输出变量确实存在依赖关系的那些特征所对应的最佳系数值，而且能告诉我们哪些特征是不需要的。

判定模型是否需要某个特征的一种可参考的方法是训练两个模型而不是一个。第二个模型会包含第一个模型的所有特征，再去掉需要确认其显著性的那个特征。然后就可以通过它们残差的分布情况来检验两个模型是否有差别。实际上这就是R语言会对我们在每个模型里指定的所有特征进行的处理。对于每个系数，都会针对它对应的特征和输出变量无关的无效假设（null hypothesis）构建一个置信区间
 （confidence interval）。具体而言，对于每个系数，我们都会考虑一个包括除了该系数对应的特征之外的所有其他特征的线性模型。然后，我们会检验把这个特征加入模型是否能显著改变残差误差的分布，这种改变会是该特征和输出存在线性关系的证据，如果成立，则该系数就应该是一个非0值。R语言的lm（）函数会自动为我们进行这些检验。
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 在统计学里，置信区间会把一个点估计（point estimate）和该估计的精度合并在一起。具体做法是指定一个区间，在某种程度的可信度下，可以期望要估计的参数的实际值会处于该区间内。某个参数的95%置信区间实际上告诉我们的是，如果要从同一个实验收集100个数据样本，并在每个样本里为这个估计的参数构建一个95%的置信区间，那么这些数据样本里有95个会满足目标参数的实际值，处于它所对应的置信区间内。对于同样程度的可信度，为方差较大的点估计（例如对只有很少的数据点作出估计的情况）构建的置信区间，和对较小方差作出的估计相比，往往会定义出范围更大的区间。

我们来看看CPU模型的摘要输出的一个快照，它显示了CPU模型中截距和MYCT特征的系数：
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我们目前关注的是MYCT特征，它所在行里的第一个数值是其系数的估算值，这个值大约是0.05（5.210×10-2
 ）。标准误
 （standard error）是这个估算值的标准差
 （standard deviation），它等于下一个数值给出的0.01885。我们可以通过对在0和该系数估算值之间的标准误个数进行计数，判定该系数是否实际为0（代表该特征与输出线性无关）的置信度。为此，我们可以用系数估算值除以标准误，这就是t值
 （t-value）的定义，也就是该行里的第三个值：
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这样，我们的MYCT系数值和0值之间几乎隔开了3个标准误的数值，这个指标很好地表明该系数不太可能为0。t值越大，就越能说明我们应该给模型中的这个特征赋予非0的系数值。我们可以把这个绝对数值转变为一个概率，它可以告诉我们该系数的真实值为0的可能性。这个概率是从学生t分布（Student’s t-distribution）得到的，被称为p值
 （p-value）。对于MYCT特征，这个概率是0.006335，是很小的。可以利用pt（）函数得到这个值：
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pt（）函数是t分布的分布函数，而t分布是对称的。为了理解p值以上面这种方式进行计算的原因，要注意我们感兴趣的是t值的绝对值比我们计算的值更大的概率。要得到这个结果，我们首先要获得该t分布上尾或右尾（the upper/right tail）部分的概率，然后将其乘以2，这样就把下尾（the lower tail）部分也包含进来了
[1]

 。运用基本的分布函数在R语言里是一项非常重要的技能，如果前面这个示例看起来难度太大，我们在关于R语言的在线教程里还有一些示例可供参考。t分布是以自由度
[2]

 作为参数的。
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 自由度的数量实际上是在计算某个统计量（例如某个系数的估计值）时能够自由变化的变量数。在线性回归主题下，它就相当于训练数据中观测数据的个数减去模型中参数的个数（即回归系数的个数）。对于我们的CPU模型，这个数字就是179－7＝172。对于具有更多数据点的二手车模型，这个数字是664。自由度这个名字来源于它和独立维度（或者说，作为某个系统的输入的信息片段）的数量之间的关系，从而反映系统能够（在不违反任何对于输入的约束条件的条件下）自由配置的程度。

作为一般的经验规则，我们会希望p值小于0.05，这相当于我们希望系数不为0值的估计具有95%的置信区间。每个系数旁边的星号数量给我们提供了一种关于置信度水平的快速视觉辅助，其中一颗星对应95%的经验规则，而两颗星代表了99%的置信区间。因此，在模型摘要里，每个不带任何星号的系数对应的就是一个按照经验规则我们没有把握将其纳入模型的特征。在CPU模型里，CHMIN特征是唯一可疑的特征，而其他特征的p值都非常小。二手车模型的情况就不同了。这里，有4个特征都是可疑的，截距也是如此。

在线性回归模型主题下正确理解p值的含义是很重要的。首先，我们不能也不应该对p值进行互相比较来评判哪个特征是最重要的。其次，较高的p值并不一定代表某个特征和输出之间不存在线性关系；它只表明在所有其他模型特征存在时，这个特征对于输出变量不能提供任何新的信息。最后，我们必须永远记住，95%的经验规则并非绝对真理，它只是在特征（以及对应的系数）的数量不是特别大的时候确实有用。在95%的置信度下，如果在模型里有1000个特征，可以预期得到错误系数的结果是50个。因此，线性回归系数的显著性检验对于高维问题并不是那么有用。

最后一个显著性检验值实际上出现在lm（）输出摘要的最下部，并且是在最后一行。这一行给我们提供了F统计量
 （F statistic），其命名来源于检查两个（理想状况下是正态的）分布的方差之间是否存在统计显著性（statistical significance）的F检验（F test）。这个示例中的F统计量尝试评价某个所有系数都为0的模型中的残差方差（the variance of the residuals）是否和我们训练的模型的残差方差有显著性的差异。

换言之，F检验会告诉我们训练的模型是否能解释输出中的某些方差，如果能，我们就知道至少有一个系数必须为非0值。虽然这个检验对于我们有很多系数的情况不是那么有用，但它还是能检验系数的整体显著性，而不会遇到t检验对于单个系数的那种问题
[3]

 。摘要部分对此显示了一个非常小的p值，所以我们知道我们的系数里至少有一个是非0值。我们可以调用anova（）函数重现运行过的F检验，该函数代表方差分析
 （analysis of variance）。该检验会用只有截距而没有特征的方式建立的空模型
 （null model）和训练模型进行比较。我们要用CPU数据集对这个函数进行如下演示：
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注意，空模型的公式是PRP~1，其中的1代表截距。


[1]
 因为t分布是对称的，而对于大于0的t值，绝对值的比较应该利用上尾，再用×2把另一半包涵进来。——译者注


[2]
 自由度degrees of freedom，即参数中的df。——译者注


[3]
 这里的t检验是指p值对应的学生t检验，这里没有明确说明的“对于单个系数的那种问题”可以参考前两段的内容：“在我们的线性回归模型主题下正确理解p值的含义是很重要的……因此，线性回归系数的显著性检验对于高维问题并不是那么有用。”——译者注


2.4.3　线性回归的性能衡量指标

在摘要里，最后的细节是和该模型作为一个整体的性能以及该线性模型和数据的拟合程度相关的。要理解我们如何评估线性回归的拟合，必须首先指出的是，线性回归模型的训练准则是使均方差（MSE）在训练数据上最小化。换言之，把一个线性模型拟合到一组数据点相当于找到一条直线，它的斜率和位置要让它与这些点的距离的平方的总和（或平均值）最小。因为我们把某个数据点和它在该直线上的预测值之间的误差称为残差，我们可以定义残差平方和
 （Residual Sum of Square，RSS）为所有残差的平方之和：

[image: ]


换言之，RSS就是误差平方和（Sum of Squared Error，SSE），因此我们可以通过下面的简单公式把它和我们已经熟悉的均方差（MSE）联系起来：
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除了某些历史原因之外，RSS之所以成为值得注意的重要衡量指标，是因为它和另一个被称为RSE的重要衡量指标相关，我们后续会讨论到RSE。为此，我们需要先对训练线性回归模型的过程有个直观的了解。如果用人工数据多次进行简单线性回归实验，每次改变随机种子（random seed）以获得不同的随机样本，就会得到一组很可能非常接近实际总体回归线的回归线，正如进行单次实验所看到的那样。这表明了一个事实，即线性模型总体而言是具有低方差的特点的。当然，尝试近似的未知函数也有可能是非线性的，如果是这样，那么即使总体回归线也不太可能对于非线性函数的数据产生良好的拟合。这是因为线性假设是非常严格的，因此，线性回归是一种带有较高偏误的方法。

我们要定义一个叫作残差标准差
 （Residual Standard Error，RSE）的衡量指标，它会估计我们的模型和目标函数之间的标准差。这就是说，它会大致地衡量模型和总体回归线之间的平均距离。它是以输出变量的单位衡量的，并且是一个绝对值。因此，它需要和y的值进行比较，以便判定它对于特定样本是高还是低。带有k个输入特征的模型的一般RSE可以按如下公式计算：
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对于简单线性回归，其特征数k＝1：
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可以利用前面的公式对两个模型计算RSE值，结果如下所示：
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要解释这两个模型的RSE值，就需要把它们和输出变量的均值进行比较：
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注意，在CPU模型中，其取值为61.3的RSE值和二手车模型大约为2947的RSE值相比是相当小的。但是，就它们和对应输出变量的均值的近似程度而言，我们可以看到反而是二手车模型的RSE表现了更优的拟合。

现在，虽然RSE作为一个绝对数值在和输出变量的均值进行比较方面是有用的，但是我们经常需要一个相对数值用来在不同的训练场景下进行比较。为此，在评估线性回归模型的拟合情况时，我们也经常观察R2
 统计量
 （R2
 statistic）。在摘要信息里，它是用“multiple R-squared”来指示的。在提供它的计算公式之前，我们首先要讲解总平方和
 （Total Sum of Square，TSS）的概念。总平方和是和输出变量里的总方差成比例的，它的设计思路是，在进行回归之前，用它来衡量输出变量内在的变异性大小。TSS的计算公式是：
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R2
 统计量背后的思想是，如果一个线性回归模型是对实际总体模型比较接近的拟合，它就应该能完整地获得输出中的所有方差。实际上，我们经常把R2
 统计量当做一个相对数值，用它来指明某个回归模型解释了输出变量的方差中多大的比例。当运用回归模型得到了输出变量的一个估计值时，可以看到，观测数据中的误差被称为残差，而RSS实际上是与预测值和输出函数真实值之间留下的差异成比例的。因此，可以把R2
 统计量（即线性回归模型所解释的输出y中方差的数量）定义为起始方差（TSS）和终结方差（RSS）之间的差值相对于这个起始方差（TSS）的比例。用公式表示，这个计算就是：
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从这个公式我们可以看到，R2
 的范围在0和1之间。接近1的值表明良好的拟合，因为它意味着大部分输出变量里的方差已经被回归模型所解释。另一方面，一个较小的值表明模型里的误差中还有显著的方差，说明模型拟合得不够好。让我们来看看，对于这两个模型，R2
 统计量是如何手工计算出来的：
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我们用到了lm（）函数训练的模型的fitted.values属性，它是模型对于训练数据作出的预测。计算出的两个值都相当大，其中二手车模型又一次显示出了略微更好一些的拟合。现在我们看到了评价线性回归模型的两个重要衡量指标，即RSE和R2
 统计量。现在，我们要考虑两个变量之间的线性关系是否还有一种更总体性的衡量指标，也可以运用到示例中。从统计学角度，我们可以想起相关系数的概念，它正好是描述这个问题的。

两个随机变量X和Y之间的相关系数
 （correlation）可以由下面的公式得出：
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其实，在简单回归的情况下，输出变量和输入特征之间相关系数的平方就是R2
 统计量，这个结果进一步增强了后者作为一种有用的衡量指标的重要性。


2.4.4　比较不同的回归模型

当需要对用同一组输入特征训练的两个不同回归模型之间进行比较时，R2
 统计量就会非常有用。不过，我们还经常需要对输入特征数量并不相等的两个模型进行比较。例如，在特征选择的过程中，我们会需要知道把某个特征纳入模型是否是个好的思路。R2
 统计量的一个局限性是它对具有更多输入参数的模型往往会产生更大的值。


调整后的R2

 （adjusted R2
 ）试图纠正一个问题，即R2
 统计量对具有更多输入特征的模型总是会产生更大的值，因而容易受到过拟合的影响。调整后的R2
 总体上比R2
 本身更小，这是我们可以通过检查模型摘要里的值来检验的。调整后的R2
 的计算公式如下所示：
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其中n和k的定义和在R2
 统计量里是一样的。现在，让我们在R语言里实现这个函数，并对我们的两个模型计算调整后的R2
 ：
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 另外还有几个常用的性能衡量指标也可以用来比较带有不同数量特征的模型。赤池信息准则
 （Akaike Information Criterion，AIC）使用了一种信息论方法，通过平衡模型的复杂性和精确度来评估模型的相对质量。在我们按方差最小化方法训练的线性回归模型上，它和另一个著名统计量——马洛斯Cp

 （Mallow’s Cp
 ）是成比例的，所以这两个性能衡量指标是可以互换使用的。第三个衡量指标是贝叶斯信息准则
 （Bayesian Information Criterion，BIC）。它和前两个衡量指标相比，对带有更多变量的模型往往会产生更不利的结果。


2.4.5　在测试集上的性能

到目前为止，我们在训练数据上观察了模型的性能。这对于判定一个线性模型能否很好地拟合数据有重要意义，但不会让我们对它处理未知数据的预测精确度有清晰的认识。为此，我们要转到测试数据集。要利用模型进行预测，可以调用predict（）函数。这是R语言里的一个通用函数，有很多包扩展了它。对于用lm（）训练过的模型，我们只需要提供模型和带有我们需要进行预测的观测数据的数据框即可：
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下一步，要定义我们自己的函数，用来计算均方差（MSE）：
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对于每个模型，我们已经调用了compute_mse（）函数来返回训练和测试的均方差。在这个示例中，碰巧两个测试均方差的值都比训练均方差的值更小。测试均方差是略微大于还是略微小于训练均方差并不是特别重要的问题。重要的问题是测试均方差并没有显著大于训练均方差，因为测试均方差显著大于训练均方差就表明我们的模型对数据是存在过拟合的。注意，尤其是对于CPU模型，在原始数据集里的观测数据数量很少，这就导致测试集也是很小的。因此，就上述模型对于未知数据的预测性能而言，我们会在估计的精确度方面持保留态度，因为利用一个小的测试集作出的预测会具有更大的方差。


2.5　线性回归的问题

在本章，我们已经看到了在尝试构建线性回归模型的时候遇到某些问题的一些示例。我们讨论过的一大类问题是和模型在线性、特征独立性和同方差性及误差的正态性等方面的假设相关的。我们还具体看到了诊断这类问题的方法，要么借助像残差图这样的图，或者利用能识别非独立成分的函数。本节要探讨线性回归中可能出现的一些其他问题。


2.5.1　多重共线性

作为预处理步骤的一部分，我们会尽力去除相互线性相关的特征。在此过程中，我们寻找的是一种完全的线性关系，这就是完全共线性
 （perfect collinearity）的示例。共线性
 （collinearity）是描述两个特征近似具有一种线性关系的性质。这对于线性回归会产生一个问题，因为我们会尝试给相互之间接近是线性函数的变量分配独立的系数。这样会导致的情况是：两个高度共线性的特征具有较大的p值表明它们和输出变量不相关，但如果去除其中一个特征并重新训练该模型，剩下的那个特征就会具有较小的p值。共线性的另一种典型迹象是某个系数出现不正常的符号，例如在一个预测收入水平的线性模型里，教育背景的系数为负。两个特征之间的共线性可以通过配对相关系数进行检测。处理共线性的一种方式是把两个特征合并为一个（例如通过取平均值）；另一种方式是直接去除其中一个特征。


多重共线性
 （multicollinearity）出现在线性关系涉及多于两个特征的情况。检测它的一种标准方法是对线性模型中的每个输入特征计算其方差膨胀因子
 （variance inflation factor，VIF）。简而言之，VIF可以用来估计由于该特征和其他特征共线性而直接导致在具体系数的估计过程中能观察到的方差的增量。这通常是通过拟合一个线性回归模型来进行的，我们把其中的一个特征作为输出特征，把其他特征仍保留为常规的输入特征。然后我们对这个线性模型计算R2
 统计量，并据此利用公式1/（1－R2
 ）计算我们选取的那个特征的VIF。在R语言中，car包包含了vif（）函数，它能方便地对一个线性回归模型中的所有特征计算VIF值。这里有一个经验规则是，VIF分数为4或更大的特征就是可疑的，而分数大于10就表明了多重共线性的极大可能性。既然看到了二手车数据中存在必须去除的线性依赖特征，就让我们来调查在余下的特征中是否存在多重共线性：
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这里有3个值略大于4，但没有更大的了。作为一个示例，如下的代码演示了sedan特征的VIF值是如何计算的：
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2.5.2　离群值

当观察我们的两个模型的残差时，我们会看到有某些观测数据比其他数据具有明显更大的残差。例如，根据CPU模型的残差图，我们可以看到观测数据200有非常大的残差。这就是一个离群值
 （outlier）的示例，它是一种预测值距离其实际值非常远的观测数据。由于对残差取平方的原因，离群值对RSS往往会产生显著的影响，给我们带来模型拟合效果不佳的印象。离群值可能是因为测量误差产生的，对它们的检测很重要，因为它们可能预示着不准确或非法的数据。另一方面，离群值也可能只是没有选对特征或创建了错误种类的模型的结果。

因为我们通常并不知道某个离群值是一个数据收集过程中的错误数据还是真实的观测数据，处理离群值会非常棘手。有时候，尤其是当我们有很少的离群值时，一种常见的手段是去除它们，因为包括它们往往会产生显著改变预测模型系数的效果。我们要说，离群值经常是具有较高影响
 （influence）的点。
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 离群值并不是具有高影响的唯一观测数据。高杠杆率点
 （high leverage point）也是这样的观测数据，在它们的特征中至少有一个具有极端值，因而远离大部分其他观测数据。cook距离
 （cook's distance）是一个结合了离群值和高杠杆率的概念来识别对数据具有高影响的那些点的典型衡量指标。要更深入地探索线性回归的诊断方法，有一个很好的参考书是John Fox编写的《An R Companion to Applied Regression》，由Sage Publications出版。

为了展示去除一个离群值的效果，我们要通过利用去掉观测数据200的训练数据创建一个新的CPU模型。然后，观察新模型是否在训练数据上有所改善。这里，我们会显示所采取的步骤和只有最后三行的模型摘要片段：
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正如从减小的RSE和调整后的R2
 统计量看到的，我们在训练数据上得到了更好的拟合。当然，模型精确度的实际衡量还要看它在测试数据上的表现，我们也无法保证把观测数据200标记为虚假离群值的决定一定是正确的。
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我们得到了一个比以前更小的测试MSE，这往往是表明我们作出了正确选择的一个良好迹象。这里要再说一遍，因为测试集比较小，所以我们也无法肯定这个事实，尽管从MSE迹象来看是正面的。


2.6　特征选择

我们的CPU模型只有6个特征。通常，我们遇到实际环境的数据集会具有来自多种不同观测数据的非常大量的特征。另外，我们会在不太确定哪些特征在影响输出变量方面比较重要的情况下，不得不采用大量的特征。除此之外，我们还有会遇到可能要分很多水平的分类变量，对它们我们只能创建大量的新指示变量，正如在第1章里所看到的那样。当面对的场景涉及大量特征时，我们经常会发现输出只依赖于它们的一个子集。给定k个输入特征，可以形成2k
 个不同的子集，因此即使对于中等数量的特征，子集的空间也会大到无法通过逐个子集的拟合来进行完整的探索。
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 要理解为什么可能的特征子集会有2k
 个，一种简单的方式是这样的：我们可以给每个子集分配一个独立的识别码，这个识别码是k位的二进制数字构成的字符串，如果我们选择在该子集中包含第i个特征（特征可以任意排序），那么第i个位上的数字就是1。例如，如果我们有三个特征，字符串101就对应了只包括第一个和第三个特征的子集。在这种方式下，我们构建了所有可能的二进制字符串，它从由k个0构成的字符串一直排到由k个1构成的字符串，因此我们就得到了从0到2k-1
 的所有整数，也就是总计2k
 个子集。


特征选择
 （feature selection）指在模型中选择一个特征子集以构成一个带有更少特征的新模型的过程。它会去除我们认为和输出变量无关的特征，因而产生一个更易于训练和解释的更简单模型。有很多方法被设计用来进行这项任务，它们一般不会用穷举的方式去搜遍可能的子集空间，而是在该空间进行引导式搜索（guided search）。

这类方法之一是前向选择
 （forward selection），它是通过一系列步骤进行特征选择的逐步回归
 （stepwise regression）的一个范例。对于前向选择，它的思路是从一个没有选择特征的空模型起步，接着进行k次（针对每个特征进行一次）简单线性回归并从中选取最好的一个。这里比较的是有相同特征数量的模型，因此可以使用R2
 统计量来指导我们的选择，虽然我们也可以使用AIC之类的衡量指标。一旦选择了要加入的第一个特征，我们就可以从余下的k－1个特征中选取要加入的另一个特征。因此，现在我们可以针对每个可能的特征配对进行k－1次多元回归，配对中的其中一个特征是在第一步选择的那个特征。我们可以继续按这种方式增加特征，直到我们评价了包含所有特征的模型并结束这个过程。注意，在每一个步骤里，我们都为所有后续的步骤作出了把哪个特征包含进来的艰难选择。例如，在多于一个特征的模型当中，没有包含我们在第一步选择的那个特征的那些模型就永远不需要考虑了。因此，我们并不是穷举式地搜索我们的空间。实际上，如果考虑到我们还评估了空模型，我们就可以计算进行了线性回归的模型总数为：
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这个计算结果的数量级是在k2
 的量级上，即使对于比较小的k值而言，也已经明显比2k
 小多了。在前向选择过程的最后阶段，我们必须从对应每个步骤结束时得到的子集所构成的k＋1个模型中进行选择。由于过程的这个最终部分要比较带有不同数量特征的模型，我们通常会使用诸如AIC的准则或调整后的R2
 来作出模型的最终选择。对于CPU数据集，可以通过运行下列命令来演示这个过程：
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step（）函数实现了前向选择的过程。我们首先给它提供了通过在训练数据上拟合无特征的线性模型而得到的空模型。对于scope参数，我们指定的是要求算法从空模型开始一直逐步处理到包含所有6个特征的完整模型。在R语言里发出这条命令会产生一个输出，它会显示迭代每一步指定了哪个特征子集。为了节省空间，我们在下表呈现这个结果以及每个模型的AIC值。注意，AIC值越小，模型就越好。
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step（）函数对前向选择采用了一种替代性的规格，它会在任何一个剩余的特征加入当前特征子集都无法改善总体评分的情况下终止。对于数据集而言，只有一个特征会从最终模型中排除，因为把它加入进来并没有提高总体评分。既有趣又令人放心的是，这个被排除的特征就是CHMIN，它也是唯一具有相对较高p值的变量，说明在有其他特征存在的情况下我们无法确信输出变量和这个特征是相关的。

有人可能会想知道是否可以从相反方向进行变量选择，也就是从一个完整的模型开始，根据去除哪个特征会给模型评分带来最大的改善来逐个去除特征。这样实际上是可以的，这样的过程被称为后向选择
 （backward selection）或后向淘汰
 （backward elimination）。在R语言里的做法是利用step（）函数，指定direction参数为backward并从完整模型开始。可以用二手车数据集来演示这个过程，并把结果保存到一个新的二手车模型里：
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在二手车数据集上得到的最终线性回归模型的公式如下：
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正如我们所见，最终的模型丢弃了Cruise、Sound和Chevy特征。观察我们之前的模型摘要，我们可以看到，这三个特征都具有较高的p值。前面的两种方法是一种贪心算法
 （greedy algorithm）的示例。这也就是说，一旦作出了是否包含某个变量的选择，它就是最终决定，之后也不能撤销了。为了对它进行弥补，就有了第三种变量选择的方法，它称为混合选择
 （mixed selection）或双向淘汰
 （bidirectional elimination），它一开始会表现为前向选择方法，采用的是增加变量的前向步骤，但是在能够改善AIC的情况下也可以包含后向的步骤。不出所料，step（）函数在direction参数被指定为both时就是这样做的。

既然有了两个新模型，我们就可以观察它们在测试集上的表现：
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对于CPU模型，我们在测试数据集上的表现比初始模型略有改善。合适的下一步的工作可以是探索这个缩减后的特征集是否和去除离群值配合起来效果更好，这个问题留给读者作为练习。相比之下，对于二手车模型，作为去除所有这些特征的结果，我们看到测试MSE略有增加。


2.7　正则化

变量选择是一个重要的过程，因为它试图通过去除与输出无关的变量，让模型解释更简单、训练更容易，并且没有虚假的关联。这是处理过拟合问题的一种可能的方法。总体而言，我们并不期望一个模型能完全拟合训练数据。实际上，过拟合问题通常意味着，如果过分拟合训练数据，对我们在未知数据上的预测模型精确度反而是有害的。在关于正则化（regularization）的这一节，我们要学习一种减少变量数以处理过拟合的替代方法。正则化实质上是在训练程序中引入刻意的偏误或约束条件，以此防止系数取值过大的一个过程。因为这是一个尝试缩小系数的过程，所以我们要观察的这种方法也称为收缩方法
 （shrinkage method）。


2.7.1　岭回归

当参数的数量非常大的时候，尤其是和能获得的观测数据的数量相比很大时，线性回归往往会表现出非常高的方差。这也就是说，在一些观测数据中的微小变化会导致系数的显著变化。岭
 回归
 （ridge regression）是一种通过其约束条件引入偏误但能有效地减小模型的方差的方法。岭回归试图把残差平方和（RSS）加上系数的平方和乘以一个用希腊字母λ表示的常数构成的项[image: ]
 的累加和最小化。对于一个带有k个参数的模型（不包括常数项β0
 ）以及带有n条观测数据的数据集，岭回归会使下列数量最小化：
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在这里，我们还是想把RSS最小化，但第二个项是惩罚项，当任何系数很大时它也会很大。因此，在最小化的时候，我们就会有效地把系数压缩到更小的值。λ参数被称为元参数
 （meta parameter），它是我们需要选择或调优的。一个非常大的λ值会掩盖RSS项并把系数压缩到0。过小的λ值对于过拟合就没什么效果，而一个等于0的λ参数则只是进行普通的线性回归。

当进行岭回归时，经常需要通过把所有特征值除以它们的方差来进行比例缩放。这对于普通线性回归不适用，因为如果某个特征用一个等于10的因子进行缩放，那么系数也会被一个等于1/10的因子进行缩放来补偿。在岭回归里，特征的缩放则是通过惩罚项来影响所有其他特征的计算的。


2.7.2　最小绝对值收缩和选择算子


最小绝对值收缩和选择算子
 （lasso）是岭回归的一种替代正则化方法。它们之间的差别只是体现在惩罚项里，它最小化的是系数的绝对值之和。
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注：预测的误差是由三个部分组成的：偏误＋方差＋不可化简误差。顾名思义，其中的不可化简误差是无法消除的，例如测量读数时产生的误差。而对于其他两部分，普通的最小二乘法是在无偏误的前提下把方差最小化，但是对于类似存在无关特征或多重共线性这样的问题而导致方差很大的情况，加入偏误也许可以有效地减小方差，这就是岭回归和lasso的思路。

但这两者引入偏误的方式有所不同，在惩罚项里，岭回归取系数的平方和，而lasso取系数绝对值之和，因此岭回归的惩罚项等值曲线比较平滑，而lasso则会存在一些拐角，这些拐角就对应了某些特征的系数收缩到0的情况。二元模型的一个示例如下图所示：
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Lasso（左）和岭回归（右）的估计图。显示的是误差和约束的围线。实心区域分别是约束区域|β1
 |＋|β2
 |≤t和[image: ]
 ，而椭圆是最小二乘方误差函数的围线。



这张图来自统计学习.领域最权威的教材之一《The Elements of Statistical Learning》第71页，作者是三位宗师Trevor Hastie、Robert Tibshirani和Jerome Friedman。作者之一TrevorHastie教授在斯坦福大学的个人主页上分享了出版社授权的电子版pdf文件，感兴趣的读者可以去下载：https://web.stanford.edu/~hastie/local.ftp/Springer/ESLII_print10.pdf
 。——译者注



其实，惩罚项里的这个差别是非常显著的，由于lasso会把某些系数完全收缩到0，所以它兼具了收缩和选择的功能，而这对于岭回归是不具备的。即便如此，在这两种模型之间并没有明确的赢家。依赖于输入特征的某个子集的模型往往用lasso表现更好；很多不同变量的系数具有较大分散度的模型则往往在岭回归下有更好的表现。两者通常都是值得尝试的。

[image: ]
 岭回归里的惩罚项经常被称为l2
 惩罚项，而lasso里的惩罚项被称为l1
 惩罚项。这是来自向量的范数
 （norm）的数学概念。向量的范数是一个函数，它会给该向量分配一个代表其长度或大小的正数。l1
 和l2
 范数都是一类被称为p范数
 （p-norm）的范数中的范例，对于具有n个分量的向量v，p范数具有下面的一般形式：[image: ]



2.7.3　在R语言里实现正则化

有很多不同的函数和扩展包都实现了岭回归，例如MASS包里的lm.ridge（）函数和genridge包里的ridge（）函数。对于lasso来说，也有lars包可用。在本章，我们会采用来自glmnet包的glmnet（）函数，这是因为它具有一致且友好的接口。正则化处理的关键是确定采用一个适当的λ值。glmnet（）函数采用的方法是利用一组不同的λ值，并针对每个λ值训练一个回归模型。然后，你既可以手工挑出一个λ值，也可以利用某个技术来估算最佳的λ值。我们可以通过lambda参数指定要尝试的λ值序列；否则，函数会采用默认的100个值的序列。给glmnet（）函数的第一个参数必须是一个特征矩阵，它可以利用model.matrix（）函数来构建。

第二个参数是一个带有输出变量的向量。最后，alpha参数是岭回归（参数取值为0）和lasso（参数取值为1）之间的切换开关。我们现在准备用二手车数据集来训练一些模型：
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因为提供了250个λ值的序列，所以我们实际上训练了250个岭回归模型和另外250个lasso模型。可以对第100个模型来查看glmnet（）函数产生的对象的lambda属性里的λ值，并对该对象调用coef（）函数来获得对应的系数，如下所示：

[image: ]


也可以调用plot（）函数来获得一个绘图，显示系数的值是如何随着λ值的对数变化而变化的。把岭回归和lasso的对应绘图并排显示是非常有帮助的：
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这两幅图的关键差异在于，lasso会强制把很多系数减小到正好为0，而在岭回归里，系数往往是平滑地减小，只有当λ取极端值时才会全部一起变为0。这个规律可以进一步从两幅图的上部水平轴上的数值看出来，它显示的是当取不同值时非零系数的个数。从这个意义上说，lasso在两个方面具有明显优势：它经常可以用来进行特征选择（因为系数为0的特征实际上是不包含在模型中的），以及为了把过拟合问题最小化而进行正则化。我们可以通过改变赋予xvar参数的值来获得其他有用的绘图。它取值为norm时会在x轴绘制系数的l1
 范数，取值为dev时则会绘制该模型所解释的偏差（deviance）的百分比。我们会在下一章学习有关偏差的内容。
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为了处理给λ找到一个合适值的问题，glmnet包提供了cv.glmnet（）函数。它对训练数据运用了一种称为交叉验证（cross-validation）的技术（我们会在第5章中学习到它），从而找到能够最小化均方差（MSE）的合适的λ值。
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如果我们绘制cv.glmnet（）函数产生的结果，可以看到MSE是如何随着λ的不同取值而变化的：
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每个点上下的竖条是为每个λ的绘制值而显示的MSE估计值上下的标准差的误差条。绘图还显示了两条垂直的虚线。第一条垂直线对应的是lambda.min的值，它是交叉验证提出的优化值。右侧的第二条垂直线是lambda.1se属性的值。它对应了距离lambda.min一个标准误（standard error）的值，并产生了一个更为正则化的模型。

在glmnet包里也有一个predict（）函数，它现在可以在多种不同的背景下执行。例如，可以针对某个不在原始清单里的λ值求得模型的系数。例如，进行如下操作：
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注意，貌似lasso在这个示例中并没有把任何系数强制为0，这说明根据MSE的情况，不建议去除二手车数据集里的任何系数。最后，我们可以再次调用predict（）函数，通过newx参数为要进行预测的观测数据提供一个特征矩阵，从而用一个正则化的模型来作出预测：
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在测试数据上，lasso模型的效果最好，且略好于普通模型，而不像岭回归在这个示例中的表现那么不理想。


2.8　小结

在本章，我们学习了线性回归，这是一种让我们能在有监督学习环境下拟合线性模型的方法，在这种环境下，我们有一些输入特征和一个数值型的输出。简单线性回归是对只有一个输入特征的情况的命名，而多元线性回归则描述了具有多个输入特征的情况。线性回归是解决回归问题很常用的第一步骤。它假定输出是输入特征的线性加权组合，再加上一个无法化简、符合正态分布、具有0均值和常数方差的误差项。这种模型也假设特征是相互独立的。线性回归的性能可以通过一组不同的衡量指标来进行评价，从更标准的MSE到诸如R2统计量等其他指标。我们探讨了几种模型诊断和显著性检验方法，它们用于检测从不成立的假设到离群值等问题。最后，我们还讨论了如何用逐步回归进行特征选择，以及利用岭回归和lasso进行正则化。

线性回归模型具有多种优势，包括快速和开销小的参数计算过程，以及易于解释和推断的模型，这是因为它具有形式简单的优点。有很多检验方法可以用来诊断关于模型拟合的问题，并对系数的显著性进行假设检验。总体来说，可以认为它是低方差的一种方法，因为它对于数据中的小误差比较健壮（robust）。就其不足之处而言，因为它作出了非常严格的假设，尤其是输出函数在模型参数里必须是线性的，所以它就会引入很高程度的偏误，对于比较复杂或高度非线性的一般函数，这种方法往往就表现不佳。此外，我们也看到了，当输入特征数量变得很多时，我们就不能依赖于系数的显著性检验。当我们在一个高维特征空间里工作时，这个事实再加上特征之间的独立性假设，就会使线性回归成为相对较差的一种选择。

在下一章，我们会学习逻辑回归，它是一种用于分类问题的重要方法。


第3章　逻辑回归

对于把预测数值型输出（例如价格或温度）作为目的的回归任务，我们已经看到线性回归也许可以作为一个好的出发点。作为一种模型，虽然它对数据和相应的目标函数作出了很严格的假设，但它的训练比较简单，也易于解释。在学习更先进的处理回归问题的技术之前，我们要介绍逻辑回归
 （logistic regression）。尽管它的命名有某种程度的误导性，但它实际上是我们第一个用于进行分类的模型。正如我们在第1章里所学到的，在分类问题中，输出是定性的，因而是由一组有限的值构成的，我们称这些值为类别（class）。我们会把考虑二元分类的情况作为起点，在这种情况下我们会尝试区分两种类别，把它们任意标记为0和1，在此之后，把它拓展到多个类别的区分。


3.1　利用线性回归进行分类

虽然知道分类问题涉及定性的输出，但我们还是可以比较自然地问，是否可以利用已经掌握的线性回归知识并将其运用到分类环境下？我们记得，可以选择把两个类别分别标记为0和1，这样就可以通过训练一个预测值在[0，1]区间内的线性回归模型来进行分类。然后，可以对这个模型的输出套用一个阈值，使得当模型的输出值小于0.5时，就预测类别0；否则，就预测类别1。下图的示例是只有一个输入特征X1
 的简单线性回归对一个二元分类问题的处理，它对这个概念进行了演示。输出变量y要么是0要么是1，因此所有数据都位于两条水平线上。实线显示的是模型的输出，虚线显示的是判定边界，它是当我们把0.5这个值设置为该模型的预测输出的阈值时产生的。在虚线左侧的点会被预测为属于类别0，而处于右侧的点则会被预测为属于类别1。

这个模型显然并不完美，但看起来它确实能对大部分数据正确地进行分类。

虽然在这个示例中得到了较好的近似结果，但这种方法还是不太可取，有如下一些原因。首先，虽然我们事先知道了，因为只有两个类，所以输出变量要限制在区间[0，1]，但是线性回归的原始输出还是会预测出超出这个范围的值。在输入特征X1取非常小或非常大的值时，我们可以从图中看到这一点。其次，线性回归用于解决最小化MSE的问题，在目前的情况下它看起来对我们并不适用。我们的目标实际上是找到划分两个类的方法，而不是针对最佳拟合线把均方差最小化。由于这个情况导致的结果是，判定边界的位置对高杠杆率点（high leverage point）的出现是非常敏感的。正如我们在第2章中讨论过的，高杠杆率点是远离了大多数数据的点，因为它们的输入特征中至少有一个特征具有极端值。
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下面的图演示了高杠杆率点对分类器的影响：
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在这里，数据和以前是完全一样的，除了我们给类别1加入了两个新的观测数据之外，它们在特征X1
 上具有相对较高的值，因而在图上出现在右侧较远的一端。现在，理想情况下，因为这两个新加入的观测数据在图中正好处于预测类别1的区域内，所以它们应该不会对判定边界有太大的影响。但是，根据我们要把MSE最小化这一事实，原先的线性回归线（显示为实线）现在向右移动了（显示为虚线）。因此，新回归线和y轴上的0.5这个阈值的交叉点也向右移动了。因此，仅仅加入两个新点就让我们的判定边界明显有向右的移动。

逻辑回归处理所有这些点的方法是，产生约束在区间[0，1]内的输出，并利用完全不同于线性回归的优化准则来进行训练，因此我们就不会再通过最小化MSE来拟合函数，下面我们就会看到具体的讲解。


3.2　逻辑回归入门

在逻辑回归里，输入特征会像在线性回归里一样按照线性的比例缩放；不过，产生的结果会作为输入传递给逻辑函数
 （logistic function）。这个函数对它的输入进行了一个非线性变换，确保输出的范围（可以解释为输入属于类别1的概率）处于区间[0，1]内。逻辑函数的形式如下所示：
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一个逻辑函数的图形如下所示：

[image: ]


当x＝0时，逻辑函数取值为0.5。当x趋近于+∞时，分母里的指数项趋近于零，函数取值就趋近于1。当x趋近于-∞时，指数项以及整个分母会趋近于无穷，函数取值就趋近于0。因此，输出就能确保处于区间[0，1]内，这是它作为一个概率值所必需的条件
[1]

 。


[1]
 从曲线可见，它的中段仍然是近似线性的，而两端分别收敛到0和1，因此称为广义线性模型。——译者注


3.2.1　广义线性模型

逻辑回归属于一类被称为广义线性模型
 （generalized linear model，GLM）的模型。广义线性模型具有三个统一的特点。其中第一个特点就是它们都包含了输入特征的一个线性组合，这也解释了其命名的一部分。第二个特点是其输出都被认为具有属于指数分布一类的相关概率分布。这一类包含了正态分布（normal distribution）、泊松分布（Poisson distribution）和二项分布（binomial distribution）。最后一个特点是，输出分布的均值和输入特征的线性组合是通过一种函数的方式关联起来的，这种函数称为联系函数
 （link function）。让我们看看所有这些特点是怎么在逻辑回归（它就是广义线性模型的很多范例中的一种）里结合起来的。我们从一个输入特征的线性组合开始，例如在一个输入特征的情况中，我们可以创建一个x项，如下所示：
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 注意，在逻辑回归的情况里，建模的对象是输出属于类别1的概率，而不是像在线性回归里那样直接对输出进行建模。于是，我们不需要为误差项建模，因为输出也就是一个概率，它直接包含了模型中内在的随机性。

下面，对这个项运用逻辑函数，以便产生模型的输出：
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这里，左边的项直接告诉我们，根据我们所见的输入特征X1的值这样一个依据，我们要计算输出属于类别1的概率。对于逻辑回归，它的输出的概率分布是伯努利分布（Bernoulli distribution）。对于单次实验而言，它和二项分布是相同的，也是在一个具有两个常数概率的输出的实验（例如扔硬币）中会得到的分布。伯努利分布的均值μy
 就是成功（两个类别哪一个算成功是可以随意选择的）的结果（在本例中就是类别1）的概率。因此，前面方程的左边也是相关输出分布的均值。因为这个原因，对输入特征的线性组合进行变换的函数有时候称为均值函数
 （mean function），我们刚刚看到这个函数就是逻辑回归的逻辑函数。

现在，为了确定逻辑回归的联系函数，我们可以进行某些简单的代数运算，以便把输入特征的线性组合分离出来。
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左边的项被称为对数几率
 （log-odds）或洛基函
 数
 （logit function），也就是逻辑回归的联系函数。在对数里面的部分，它的分母是给定数据的输出为类别0的概率。因此，对数里面这部分代表了类别1和类别0出现的概率比，也称为几率比
 （odds ratio）。
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 关于逻辑回归的一本好参考书是CRC Press出版社出版的《Extending the Linear Model with R》，作者是Julian J.Faraway，里面还带有其他GLM的示例（例如泊松回归）。


3.2.2　解释逻辑回归中的系数

观察最后一个公式的右边，我们可以看到，除了没有误差项之外，它几乎和简单线性回归的形式一模一样。但是在左边我们给出的是洛基函数，这一事实表明，我们不能把这里的回归系数按照线性回归的那种方式进行解释。在逻辑回归里，特征Xi
 的单位增量会导致几率比以eβi
 的数量倍增。当某个系数βi
 为正数时，我们就是给几率比乘以一个大于1的数，因而我们就知道增大特征Xi
 将有效地增大输出被标记为类别1的概率。

类似地，增大具有负系数的特征会让平衡向对类别0的预测转移。最后要注意，当我们改变某个输入特征的值时，产生的效果是对几率比而非模型输出本身的倍乘，而输出在我们看来是预测为类别1的概率。从绝对数量上说，由于输入的变化而导致模型输出的变化并非恒定的，而是依赖于输入特征的当前值。这一点也和线性回归不同，在线性回归里，不管输入特征如何取值，回归系数总是代表输入特征的单位增量在输出中所对应的固定增量。


3.2.3　逻辑回归的假设

逻辑回归对于输入作出的假设比线性回归更少一些。具体说，逻辑函数的非线性变换意味着我们可以对更复杂的输入-输出关系进行建模。我们还有一个线性的假设，但在这里是对特征和对数几率而言的。我们不再需要残差的正态性假设，也不需要同方差性假设。在另一方面，误差项还需要是相互独立的。严格地说，特征本身不再需要是相互独立的，但在实践中，如果特征表现出较高程度的多元共线性，我们的模型还是会遇到一些问题。最后，需要注意到，正如非正则化的线性回归一样，特征的比例缩放不会影响到逻辑回归模型。这意味着对某个输入特征进行向中对齐和比例缩放只会让输出模型产生系数的调整，而对模型的性能不会有任何影响。其实，出现这个结果是由于逻辑回归具有一个被称为最大似然的不变性
 （invariance property of maximum likelihood）的性质。最大似然是一种用来选择系数的方法，它是下一节的重点。不过要注意的是，如果特征处于不同的进位制，对它们进行向中对齐和比例缩放仍然是个好的思路。这样做是为了在训练过程中为优化流程提供协助。简而言之，只有在遇到模型收敛性问题时才会用到特征比例缩放。


3.2.4　最大似然估计

当我们学习线性回归的时候，我们通过把误差项的平方和最小化来得到系数。对于逻辑回归，我们是通过把数据的似然
 （likelihood）最大化来进行的。某条观测数据的似然就是在特定模型下看到该观测数据的概率
[1]

 。

在示例中，看到某条观测数据X属于类别1的似然就是由概率P（Y＝1|X）给出的，这个公式的形式是在本章前面的部分讲解过的。因为只有两个类别，看到某条观测数据属于类别0的似然可以由1－P（Y＝1|X）给出。看到观测数据的完整数据集的整体似然则是每个数据点的所有单个似然的乘积，因为观测数据可以看作是独立获得的。由于每条观测数据的似然是以回归系数βi
 为参数，因此整体数据集的似然函数也以这些系数为参数。可以把似然函数表示为一个方程，如下面的方程所示：

[image: ]


现在，这个方程只是计算了某个带有某一组回归系数的逻辑回归模型在训练数据上会产生的概率。这里的思路是，要选择回归系数让似然函数最大化。可以看到，似然函数的形式是两个大π符号里的两个大乘积的乘积。第一个乘积包含了所有类别为1的观测数据的似然，而第二个乘积包含所有类别为0的观测数据的似然。我们经常会提到数据的对数似然
 （log likelihood），它是通过取似然函数的对数来计算的。利用乘积的对数等于其中每项的对数之和的事实，我们可以得出：
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我们可以利用一个构成单个求和形式的经典技巧，对它进一步简化：
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要看懂这样的简化之所以成立的原因，注意，对于那些输出变量y的实际值等于1的观测数据，求和符内部右边的项为0，所以实际上就剩下了前面方程里的第一个求和。类似地，当y的实际值为0时，就剩下了前面方程里的第二个求和。理解对数似然的形式很重要，我们会在下一节里开始用R语言训练一个逻辑回归模型的时候对此做一些练习。注意，把似然最大化是等同于把对数似然最大化的，这两种方法都会得出相同的参数。

最大似然估计是参数拟合的基本技术，我们会在本书中的其他模型里接触到它。尽管它比较流行，我们还是要注意，最大似然并非万能的。构建模型的替代训练准则确实是存在的，并且在一些著名的场景下用这种方法不能得到良好的模型，这些问题我们在后续章节里会看到。最后要注意，实际优化流程的细节，也就是按照最大似然求出回归系数的值的过程是超出本书范围的，因此一般情况下，我们会靠R语言帮我们实现这个过程。


[1]
 在统计学领域，似然和概率在概念上是根据输出与参数的角色来区分的。具体说，概率是在模型参数已知的前提下对未知数据可能产生的输出进行描述；而似然是在模型参数未知的情况下，根据已知的数据和给定的结果来描述未知的模型参数，参数的个数也是未知的。——译者注


3.3　预测心脏病

我们要把逻辑回归运用到二元分类任务，接受来自UCI机器学习知识库（UCI Machine Learning Repository）里的真实数据集的检验。这一次，我们会用到Statlog（Heart）数据集，为简便起见，以后就称之为心脏病数据集（heartdata set）。该数据集可以从UCI机器学习知识库的网站下载：http://archive.ics.uci.edu/ml/datasets/Statlog+%28Heart%29
 。该数据包含了270个可能心脏有问题的病人的观测数据。其中有120个病人表现出心脏有问题，因此两个类别的划分是比较平均的。我们的任务是根据病人的基本情况和一系列的医学检查来预测病人是否患有心脏病。首先，要把数据加载到一个数据框，并根据网站对各列进行重命名：
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下面的表格包含了我们输入特征和输出的定义：
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在为这些数据训练一个逻辑回归模型之前，有一些预处理步骤是我们必须进行的。在处理数值型数据时常遇见的一种陷阱是，当（类别中的各个）水平是用数值编码时，没有注意到某个特征实际上是分类变量而非数值变量。在心脏病数据集中，我们有4个这样的特征。CHESTPAIN、THAL和ECG特征都是分类特征。EXERCISE变量虽然是一个有序的分类变量，但它还是属于分类变量，所以它也必须编码为一个因子：
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在第1章里，我们看到了如何把多个水平的分类特征变换为一系列二元取值的指示变量。通过这种变换，我们可以把它们用到诸如线性或逻辑回归的模型里，这些模型要求所有输入都是数值型的。只要在数据框里的相关分类变量已经编码为因子，R语言就会在进行逻辑回归的时候自动运用一个编码机制。具体而言，R语言会把k个因子水平中的1个作为参考水平，然后根据其他因子水平创建k-1个二元特征
[1]

 。在研究要训练的逻辑回归模型的摘要输出时，我们会看到这方面的可视化证据。

下一步，我们应该能观察到OUTPUT变量是有编码的，即类别1对应的是没有心脏病，而类别2对应的是患有心脏病。作为最后的修改，我们想对OUTPUT变量进行再编码，让我们得到熟悉的0和1类别标签。这个修改只要直接减1就可以做到：
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数据框现在准备就绪了。不过，在训练模型之前，我们要把数据框拆分为两部分，一部分用于训练，一部分用于测试，这就是我们之前在线性回归里的做法。我们再一次采用了85%/15%的拆分方式：
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现在训练集里有230条观测数据，在测试集里有40条观测数据。为了在R语言里训练一个逻辑回归模型，我们可以调用glm（）函数，它代表广义线性模型（generalized linear model）。该函数可以用来训练多种广义线性模型，但我们在这里要专注于逻辑回归的语法和用法。该调用如下所示：
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注意这个格式和我们在线性回归里所看到的非常相似。第一个参数是模型的公式，它指明了输出变量和要用到的特征（在本例中是全部特征）。第二个参数是数据框，最后的family参数则是用来指定我们要进行的是逻辑回归。可以利用summary（）函数来找出刚才训练的模型的更多信息，如下所示：
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[1]
 为什么是k-1个二元特征而不是k个？“参考水平”又是什么？在1.3.4节里的“类别特征的编码”部分，最后部分有相应的说明。——译者注


3.4　评估逻辑回归模型

glm（）函数产生的逻辑回归模型摘要部分的格式类似于lm（）函数为线性回归模型产生的摘要。它显示的是，对于分类变量，二元特征比原始变量的水平数少一个，例如，具有3个值的输入特征THAL产生了2个二元变量，分别标记为THAL6和THAL7。我们首先要查看模型所预测出的回归系数。它们是和对应的z统计量
 （z-statistic）一起显示的。z统计量和我们在线性回归里看到的t统计量类似，同样的，z统计量的绝对值越大，对应的特征和我们的输出变量显著相关的可能性就越高。z统计量旁边的p值用概率的形式表达了这个概念，并用星号和点标记，如同它们在线性回归里的形式一样，表明包含对应p值的最小置信区间。

根据逻辑回归模型按照最大似然准则进行训练的事实，我们会利用标准正态分布对我们的系数进行显著性检验。例如，要重现THAL7特征列出的z值3.362所对应的p值，我们会编写如下代码（在检验负值系数时，设置lower.tail参数为T
[1]

 ）：
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 要学习统计学里概率分布的基本概念，有一本很好的参考书是《统计学大全》（《All of Statistics》），作者是Larry Wasserman，该书由Springer出版社出版。

根据模型摘要，我们看到FLUOR、CHESTPAIN4和THAL7对于心脏病是最强的特征预测因子。很多输入特征有相对较高的p值。这表明在有其他特征存在的情况下，它们很可能不是好的心脏病指标。我们要再次强调正确解释这张表的重要性。比如，该表格并不是说心脏年龄就不是心脏病的良好指标，相反，它表示的是在有其他输入特征存在的情况下，年龄其实并没有给模型带来什么贡献。此外要注意，因为年龄的回归系数是负数，而我们期望发生心脏病的可能性应该随着年龄的增长而增长，所以几乎可以肯定在特征里存在某种程度的共线性。当然，这个假设只有在所有其他输入特征都不存在的情况下才会成立。实际上，如果重新训练一个只有AGE变量的逻辑回归模型，我们会得到一个正的回归系数和一个较低的p值，这两者都支持我们对于特征存在共线性的判断：
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注意，这个更简单模型的AIC（赤池信息准则）值比我们在完整模型里得到的更大，所以我们会预期这个简单模型的表现是更差的。


[1]
 直观地说，pnorm(z,lower.tail=T)是符合正态分布的变量小于等于z的概率，pnorm(z,lower.tail=F)则是它大于等于z的概率。——译者注


3.4.1　模型的偏差

为了理解模型摘要的其他部分，我们就需要介绍一个重要的概念，它叫做偏差
 （deviance）。在线性回归里，残差的定义就是我们尝试预测的输出的预测值和实际值之差。逻辑回归是利用最大似然进行训练的，因此我们会很自然地认为，逻辑回归里和残差相似的概念会与似然有关。关于偏差的概念有一些紧密关联的定义。这里，我们要用glm（）函数使用的一些定义来解释模型的输出。一条观测数据的偏差可以用-2乘以该观测数据的对数似然进行计算。一个数据集的偏差就是所有观测数据的偏差之和。一条观测数据的偏差残差
 （deviance residual）是从偏差本身派生而来，和线性回归的残差是类似的。它可以用如下公式计算：
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对于观测数据i，dri
 代表了偏差残差，而di
 代表偏差。注意，对一个偏差残差取平方有效地消除了正负号函数，并恰好产生了该观测数据的偏差。因此，偏差残差的平方和就是该数据集的偏差，它正好是数据集的对数似然用常数-2进行比例缩放的结果。因此，把数据的对数似然最大化也就等同于把偏差残差平方和最小化，这样我们和线性回归的类比就完成了。

为了重现我们在模型摘要里显示的结果，并且理解偏差是如何计算的，我们要在R语言里编写我们自己的一些函数。我们先要运用本章之前看到的对数似然方程对我们的数据集计算对数似然。根据该方程创建两个函数。log_likelihoods（）函数会根据模型预测的概率和实际的目标标签，为数据集里所有观测数据计算一个对数似然的向量，dataset_log_likelihood（）会给这些值求总和，产生整个数据集的对数似然：
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下一步，我们可以利用偏差的定义来计算两个类似的函数：deviances（）和dataset_deviance（）。第一个函数会计算出观测数据偏差的向量，第二个对整个数据集求总和：
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有了这些函数之后，我们现在可以创建一个能计算模型偏差的函数。为此，我们需要利用predict（）函数对训练数据里的观测数据计算模型的概率预测。它的工作原理和在线性回归中是一样的，只是在默认情况下，它返回的概率是在洛基量尺（logit scale）上的。为了确保获得实际的概率，我们需要给type参数指定response值：
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要检查函数是否管用，让我们计算心脏病模型的偏差，它也称为残余偏差（residual deviance）：
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确实，这个值和我们模型摘要里列出的值是相同的。评价逻辑回归模型的一种方法是计算模型偏差和空模型（即不采用任何特征训练出来的模型）偏差的差值。空模型的偏差被称为空偏差
 （null deviance）。空模型因为没有特征，会以一个常数概率预测类别1。这个概率的估算是根据训练数据中类别为1的观测数据的比例而得出的，我们可以通过直接取OUTPUT列的平均值得到：
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我们再次重现了R在模型摘要里给我们计算出的值。残余偏差与空偏差两个概念和我们在线性回归里看到的残差平方和（RSS）与总平方和（TSS）是类似的。如果两者之间的差值很小，它的意思就类似于线性回归里残差平方和（RSS）主导解释（explaining away）了在输出变量中观测到的方差。要延续这个类比，可以给我们的模型定义一个伪R2

 （pseudo R2
 ）值，采用用来计算线性回归的R2
 统计量的相同公式，但替换成用偏差来计算。在R语言里可以用如下代码实现：
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这个结果说明，逻辑回归模型解释了大约56%的空偏差。这个数字并不是特别大，最有可能的原因是我们具有的特征集还不够丰富，不足以用逻辑模型得出精确的预测。和线性回归的R2
 统计量不同，伪R2
 是有可能大于1的，但这种情况只有在残余偏差大于空偏差的疑难情况下才会出现。如果出现了这种情况，就不应该信任该模型，而是应该采用特征选择方法，或尝试其他模型。

除了伪R2
 之外，我们还需要一种统计学检验来检查空偏差和残余偏差之间的差值是否显著。在模型摘要里，残余偏差旁边缺少了p值说明R语言没有创建任何检验。实际上，残余偏差和空偏差之间的差值是近似并渐进地服从χ2
 分布（即卡方分布）。我们要定义一个函数来计算这个差值的p值，不过要说明的是，这只是一个近似值。

首先，我们需要空偏差和残余偏差之间的差值。还需要关于这个差值的自由度，它是通过用空偏差的自由度数直接减去我们模型的自由度数得到的。空模型只有一个截距，因此它的自由度就是我们数据集里的观测数据总数减1。对于残余偏差，我们会计算一组回归系数，再加上截距，所以我们要把这些数量从观测数据的总数中减去。最后，利用pchisq（）函数获得一个p值，注意，我们要创建的是上尾的计算值，因此需要设置lower.tail参数为FALSE。代码如下所示：

[image: ]


得到的p值很小，所以我们感觉能确定模型产生的预测比平均猜测的结果更好。在原来的模型摘要里，我们还看到了偏差残差的摘要。利用之前给出的偏差残差的定义，可以定义一个函数来计算偏差残差的向量：
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最后，可以对调用model_deviance_residuals（）函数得到的偏差残差再调用summary（）函数，得出一个数据表：
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同样，可以验证得到的结果是正确的。模型摘要在最后还给我们提供了一个诊断，即费雪评分算法的迭代次数（Number of Fisher Scoring iterations），我们目前还没有讲解过它。这个数字通常是在4到8之间，是一种收敛诊断。如果R语言用来训练逻辑模型的优化过程没有收敛，我们就预期会看到一个较大的数字。如果发生了这种情况，模型就是有疑问的，我们可能不能采用它来进行预测。在示例中，这个数据在一个正常范围之内。


3.4.2　测试集的性能

我们已经看到如何利用predict（）函数来计算模型的输出。这个输出就是输入属于类别1的概率。我们可以通过运用一个阈值来进行二元分类。我们可以针对训练和测试数据进行预测，并用我们的预期输出与之比较，来衡量其分类的精确度：
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在训练和测试集上的分类精确度是非常相似的，都接近90%。这对于一位建模者来说是个很好的工作起点。模型里的系数表显示，有几个特征看起来并不显著，我们也看到一定程度的共线性，这意味着现在可以接着进行变量选择，并通过计算或获得关于病人的附加数据来寻找更多特征。伪R2
 的计算让我们看到，在模型中并没有解释足够多的偏差，这也对前面的结论提供了支持。


3.5　利用lasso进行正则化

在前一章关于线性回归的内容里，我们利用了glmnet包来通过岭回归和lasso进行正则化。正如我们已经看到的，去除其中的某些特征也许是个好的思路，我们会尝试对我们的数据集运用lasso并评估结果。首先，我们要调用glmnet（）训练一系列正则化的模型，然后我们调用cv.glmnet（）来估计一个合适的λ值。之后我们会利用这个λ检验我们正则化模型的系数：
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我们看到有一些特征实际上被从模型中去除了，因为它们的系数是0。如果现在利用这个模型来衡量在训练和测试集上的分类精确度，会看到在两个情况下，都得到了略好一些的表现。即使这个差异很小，还是要记住，我们是在少用了3个特征的情况下得到这个结果的：
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3.6　分类指标

虽然我们观察了模型的测试集精确度，但我们从第1章还知道，二元混淆矩阵可以用来计算一些对于数据有用的其他性能指标，例如查准率、查全率和F1分数。

我们现在要对训练集计算这些指标：
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在这里，我们使用了一个技巧，把我们的赋值语句包含在括号里，这样就能在把表达式的结果赋值给一个变量的同时输出这个赋值。现在，查全率是正确识别的类别1的实例数除以实际属于类别1的总观测数据数的比例。在像上述示例的这样一个医疗场景中，它也叫做灵敏度
 （sensitivity），这是因为它是模型对特定条件的检测能力或敏感性的一种有效衡量指标。查全率也被称为真阳性率。还有一种类似的衡量指标称为特异性
 （specificity），它是真阴性率。这涉及的是类别0的查全率的镜像计算，也就是准确识别的类别0实例数除以数据集里所有类别0的观测数据数。例如，在我们的医疗场景中，特异性的解释是它能衡量模型排除不具有类别1代表的条件（在我们的示例中，就是患有心脏病）的观测数据的能力。我们可以用如下代码计算特异性：
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在计算这些衡量指标时，我们先来看设置阈值为0.5的重要性。如果要选择一个不同的阈值，就必须清楚地了解，所有之前的衡量指标都会改变。具体说，有很多情况下我们会想要调整阈值，让它偏向于把观测数据识别为类别1，当前的医疗场景就是一个主要的示例。例如，假定模型会被一位临床医生用来确定是否让一位病人接受一种更详细也更昂贵的心脏病检查。我们很可能会认为把一位心脏有问题的病人错误标记为健康和要求一位健康的病人接受进一步的检查相比是更严重的错误，因为他们其实是不健康的。例如，为了达到这种偏误，我们可以把分类阈值降低到0.3或0.2。

理想情况下，我们想要的是一种评价改变阈值对性能指标影响效果的视觉方式，而查准率-查全率曲线就是这样一种有用的图形。在R语言里，可以利用ROCR包来获得查准率-查全率曲线：
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然后我们就可以绘制perf对象来获得我们的查准率-查全率曲线。
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例如，这个图形为我们显示，要得到0.8以上的查全率值，必须在查准率上作出相当大的牺牲。要对阈值进行调优，我们会需要查看每一个用来计算这个绘图的阈值。一个有用的练习是创建一个阈值的数据框，里面是在数据中查准率和查全率产生变化的阈值，以及它们对应的查准率和查全率值。然后，可以对这个数据框划分子集来逐个检查我们感兴趣的阈值。

例如，假设要寻找一个合适的阈值，具有至少90%的查全率和80%的查准率。我们可以这样做：
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正如我们所见，一个大约为0.35的阈值就可以满足我们的需求。

[image: ]
 你可能已经注意到了，我们利用了@符号来访问perf对象的某些属性。这是因为该对象是一种被称为S4类的特殊类型的对象。S4类用来在R里提供面向对象的特性。要更总体性地学习S4类和在R语言里进行面向对象编程，有一本好参考书是Chapman and Hall出版社出版的《Advanced R》，作者是Hadley Wickham。


3.7　二元逻辑分类器的扩展

至此，本章的重点都是针对有两个类别的二元分类工作。我们现在要转到多个类别的预测问题。在第1章里，我们研究了iris数据集，当时的目标是根据描述鸢尾花样本的外观来区分三种不同的鸢尾花品种。在讲解其他多元分类问题的示例之前，有一个重要的提示。这个提示就是，我们在本书中还会学习其他几种分类方法，例如神经网络和决策树，对于多个类别的分类问题，它们比逻辑回归更自然也更常用。说明了这一点之后，我们要转向多元逻辑回归，也就是我们二元逻辑分类器的第一个扩展。


3.7.1　多元逻辑回归

假设我们的目标变量是由K个类别组成的。例如，在iris数据集里，K=3。多元逻辑回归
 （Multinomial logistic regression）通过拟合K-1个独立的二元回归分类器模型来处理这种多类别问题。这是通过随意选取输出其中一个类别作为参考类别，并拟合K-1个把每个其他类别和这个类别比较的回归模型。例如，如果我们有两个特征X1
 和X2
 ，以及可以称为0、1、2的三个类别，我们就可以构建如下的两个模型：
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在这里，我们用类别0作为基线，并构建2个二元回归模型。在第一个模型里，我们用类别1对类别0进行比较，而在第二个模型里，我们用类别2和类别0比较。注意，因为我们的二元回归模型现在不止一个了，所以模型系数会有2个下标。第一个下标指定模型，第二个下标用来把对应的系数和某个特征进行配对。例如，β12
 是第一个模型里的特征X2
 的系数。当类别总数为K个，编号依次为0到K-1，且类别0被选为参考类别时，我们可以对组合模型预测类别k的概率编写一个通用的表达式：
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读者应该检验一下，按照规则，所有输出类别概率的总和是1。这个由一个指数除以一组指数之和的数学公式就称为softmax函数。对于前面讨论的3个类别的问题而言，我们就可以直接把前面的公式用K＝3进行替换。到这里，我们就应该提到这个方法的某些重要特点。

首先，训练的模型数量比输出变量里的类别总数少1个，因此很容易看出，这种方法在输出具有较大候选类别数量的情况下，是不太好扩展的。如果要创建和训练相当多的模型，这也就意味着我们往往需要一个大得多的数据集才能产生有合理精确度的结果。最后，由于是独立地用每个输出类别去比较一个参考类别，所以我们要作出一个叫做无关选项的独立性
 （Independence of Irrelevant Alternatives，IIA）的假设。

简而言之，IIA假设表达的是，预测某个输出而不是其他输出的几率并不依赖于我们是否通过加入新的类别来增大可能的输出类别数量k。要说明这个假设，为了简单起见，我们利用多元逻辑回归对iris数据集进行建模，使三种不同品种对应的输出类别是0.33∶0.33∶0.33，因此每个品种和其他每个品种的比例都是1∶1。IIA假设表达的是，如果我们重新拟合一个包含了某个鸢尾花新品种（例如，日本鸢尾花ensata）的模型，原来3种鸢尾花品种出现的几率会保持不变。例如，这4个品种之间的新的总体几率比0.2∶0.2∶0.2∶0.4就是合法的，因为原来3个品种之间的1∶1比例仍然保持不变。

预测玻璃的类型

在本节，我们要通过一个示例数据集的方式来讲解如何在R语言里训练多元逻辑回归模型。我们这次要考察的数据来自法医学领域。在这个示例中，我们的目标是检查在犯罪现场所找到玻璃碎片的属性，并预测这些碎片的来源（比如车前灯）。这个玻璃识别数据集（glass identification data set）存放在UCI机器学习知识库，网址是http://archive.ics.uci.edu/ml/datasets/Glass+Identification
 。我们要先把这个数据加载到一个数据框，利用来自网站的信息对各列进行重命名，然后丢弃为每个样本提供唯一识别码的第一列，因为这个识别码是任意分配的，对于我们的模型并非必要：
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下一步，我们来看一个表格，它显示了数据框的每一列代表的含义。
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照例，我们会先为玻璃数据准备一个训练集和一个测试集：
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现在，为了进行多元逻辑回归，我们会用到nnet扩展包。这个包还包含了用在神经网络上的函数，所以我们在下一章也会再次用到这个包。multinom（）函数是用于多元逻辑回归的。它需要给定一个公式和一个数据框来进行调用，所以它有一个我们熟悉的接口。此外，也可以指定maxit参数，它决定了要运行的相关优化程序的最大迭代次数。有时候，我们会发现某个模型的训练会返回一个“未达到收敛”的错误。在这种情况下，一种可能的方法是增大这个参数，让模型能经过更多的迭代次数来进行训练。不过，如果这样做的话，我们必须注意到一个事实，那就是模型会需要更多的训练时间：
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模型摘要表明，我们有5组系数。这是因为TYPE输出变量有6个水平，也就是说我们要从6种不同的玻璃来源中预测出1种。在数据里没有Type取值为4的示例。该模型还为我们显示了标准误，但是没有显著性检验结果。总体而言，对于系数的显著性检验比在二元逻辑回归里棘手得多，这也是这种方法的弱点之一。通常，我们会为每个我们训练的二元模型的系数进行独立显著性检验。

我们不会对这个问题进行更多的详细讲解，而是会针对训练数据来检查整体的精确度，从而让我们对总体拟合质量有一个大致的认识：
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训练精确度是72%，并不是特别高。下面是混淆矩阵：
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混淆矩阵揭示了某些有意思的事实。第一个事实是模型看起来对前面两个类别区分得并不太好，因为很多出现的误差都和这两个类别有关。不过，这个问题的一部分原因是这两个类别在数据中是出现得最频繁的。我们看到的第二个问题是模型从来没有预测出类别3。实际上，它完全把这个类别和前两个类别混为一谈了。类别6的7个示例被完全区分出来了，类别7的精确度也接近完美，在25个示例中只有1个错误。总体而言，在训练数据上的72%精确度算是中等的，不过考虑到我们有6个输出类别，而在训练数据里只有172条观测数据，这个结果对于这类模型也是预料之中的。让我们对测试数据集来重复这个过程：
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正如我们所见，混淆矩阵给出了我们在训练结果里看到的相似内容。同样地，我们的模型没有预测类别3，前面2个类别也还是很难区分。测试集的观测数据数量只有42，所以数据量是非常小的。测试集的精确度只有64%，比我们在训练集里看到的还要低。如果样本数量更大一些的话，我们可能会怀疑模型遭遇了过拟合，但在这个示例中，由于较小的样本量，测试集性能的方差是比较高的。

在多元逻辑回归里，我们假设输出类别不存在自然的顺序。如果我们的输出变量是一个序数，也称为有序因子
 （ordered factor），那么我们就可以训练一种不同的模型，称为有序逻辑回归
 （ordinal logistic regression）。这是我们对二元逻辑回归模型的第二种扩展，会在下一节讲解。


3.7.2　有序逻辑回归

有序因子在很多场景里是很常见的。例如，民意调查的反馈通常是评分从1到5的主观量表，或使用带有内在顺序（例如不同意、中立和同意）的定性标签。我们可以尝试把这些问题作为回归问题来对待，但是我们还是会遇到和在把二元分类问题作为回归问题来对待时所遇到的类似问题。有序逻辑回归会采用在输出上的多个阈值来训练1个模型，而不是和多元逻辑回归那样尝试训练K-1个二元逻辑回归模型。为了做到这一点，它作出了一个重要的假设，被称为比例优势
 （proportional odds）假设。如果我们有K个类别，并需要对一个二元逻辑回归模型的输出设置一个阈值，我们就需要K-1个阈值或截止点。比例优势假设的含义是，在洛基量尺中，所有这些阈值都处于一条直线上。换言之，该模型会使用决定了该直线斜率的一组βi
 系数，但是其中会包含K-1个截距项。对于一个带有p个特征和一个具有K个类别（序号从0到K-1）的输出变量的模型，我们的模型的预测如下：
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这个假设也许有点难于可视化，最好是通过一个示例的形式来理解。假设我们要根据调查参与者的人口学数据来预测公众对某个政府政策的看法的一个民意调查的结果。

输出变量是一个在五点量表（也称为李克特
 量表，Likert scale）上从强烈反对（strongly disagree）到强烈赞同（strongly agree）的有序因子。假设l0
 是强烈反对与一般反对或所有其他更好的结果相对的对数几率，l1
 是一般反对或强烈反对与中立及赞同意见相对的对数几率，以此类推直到l3
 。l0
 到l3
 这4个对数几率构成了一个等差数列（arithmetic sequence），它的含义是相邻数之间的距离是一个常数。
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 虽然比例优势模型是在处理有序因子方面最常被提到的逻辑回归模型，但是也还有一些替代方法。讨论比例优势模型和其他相关模型（例如相邻级别逻辑模型）的一本不错的参考书是《Applied Logistic Regression，Third Edition》，该书由Wiley出版社出版，作者是Hosmer Jr.，Lemeshow和Sturdivant。

预测葡萄酒质量

我们的有序逻辑回归示例采用的数据集是UCI机器学习知识库里的葡萄酒质量数据集（wine quality data set）。这个数据集里的观测数据由来自葡萄牙绿酒（Portuguese Vinho Verde）品种中的红葡萄酒和白葡萄酒样本组成。这些葡萄酒样本已经由葡萄酒专家按1到10的范围进行了评级。该数据集的目标是利用一组理化性质（例如酸度和酒精成分）来预测专家会对某个葡萄酒样本给出的评级。该数据集的网址是https://archive.ics.uci.edu/ml/datasets/Wine+Quality
 。这些数据被划分为2个文件，一个对应红葡萄酒，一个对应白葡萄酒。我们会采用白葡萄酒数据集，因为它包含了比较大的样本量。此外，为简单起见，并且因为葡萄酒样本按现有评分的分布是稀疏的，所以我们要把原始输出变量收缩到范围从0到2这样的3个点。首先，加载并处理数据：
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下面的表格显示了输入特征和输出变量：
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首先，准备一个训练集和一个测试集：
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下一步，调用MASS包的polr（）函数来训练一个比例优势逻辑回归模型。和迄今为止已经看到的其他模型函数一样，我们首先需要指定一个公式和一个训练数据的数据框。此外，必须设定Hess参数为TRUE，让获得的模型包含一些附加信息，例如各个系数的标准误差：
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模型摘要给我们显示的是，我们具有3个输出类别以及2个截距。现在，在这个数据集里，有很多葡萄酒被评分为中级（5或6），因此，这个类别是最常见的。调用table（）函数对样本数量按照输出评分进行计数，并调用prop.table（）来把这些计数表达为相对频率：
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对应中等葡萄酒的类别2目前是最常见的。实际上，一个永远预测这个类别的简单基准模型可以总体达到74.6%的准确率。让我们来看一下我们的模型是否会比这个模型做得更好。我们先看一下在训练数据上的拟合情况，以及对应的混淆矩阵：
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模型在训练数据上的表现只是略好于我们的基准模型。我们可以看到为什么是这样——它非常频繁地预测中等水平（2），几乎从来不预测水平1。在测试集上重复上述过程会得到相似的情况：
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看起来，我们的模型对于这个数据集并不是特别好的选择。正如我们所知，出现这种情况会有多种可能的原因，从给模型选错了类型，到特征不够，或是特征的种类错误，不一而足。有序逻辑回归模型有一个方面是我们必须尝试检查的，那就是比例优势假设是否成立。这种检查并没有公认的方式，但是学术界已经提出了一些不同的统计学检验方法。不幸的是，在R语言里很难找到这些检验的可靠实现。不过，有一种简单易行的检验，就是用多元逻辑回归来训练第二个模型。然后，我们就可以比较两个模型的AIC值。让我们来这么做：
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两个模型在拟合的质量方面几乎没有差异。检查它们的AIC值：
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在多元逻辑回归模型里的AIC更小，这表明也许采用这个模型会更好。另一个在这个数据集上可能改善的领域是进行特征选择。例如，在前一章里看到的step（）函数，也可以和通过polr（）函数训练的模型配合使用。我把它作为给读者的一个练习，通过它来检验是否实际上能够通过去除某些特征得到同样级别的性能。既然对最后一个数据集的逻辑回归结果不满意，那么我们会在后续章节再次用到它，看看更精巧的分类模型是否会有更好的表现。


3.8　小结

逻辑回归是解决分类问题的原型方法，正如线性回归是解决回归问题的原型范例模型一样。在本章的内容里，通过演示让我们看到最小二乘准则（least squares criterion）在尝试划分两个类别时并不是最佳的可用准则，我们解释了为什么和带有阈值的线性回归相比，逻辑回归能提供解决分类问题的更好方法。我们介绍了似然的概念，并把最大似然估计作为训练模型的基础。这是一个屡次出现在各种机器学习环境下的非常重要的概念。逻辑回归是广义线性模型的一个示例。它是一种通过一个联系函数（在本章我们看到的是洛基函数）把输出变量和输入特征的某个线性组合联系起来的模型。对于二元分类问题，我们调用了R的glm（）函数来对一个真实数据集进行逻辑回归，并研究了模型的诊断数据以评估我们模型的性能。我们发现，逻辑回归模型产生的偏差残差和线性回归的最小平方误差残差是相似的，我们也可以计算一个伪R2
 统计量，它和在线性回归里衡量拟合优度的R2
 统计量是类似的。我们还看到，可以对逻辑回归模型采用正则化技术。我们对利用逻辑回归模型进行二元分类学习的最后一个内容是根据查准率-查全率曲线来选择合适的模型阈值，当某条观测数据错误分类的成本对于涉及的两个类别不对称时，它就是很重要的任务。最后，我们学习了二元逻辑回归模型的两种可能的扩展，用来处理具有多个类别标签的输出。它们是多元逻辑回归模型和有序逻辑回归模型，后者在输出类别有序的情况下会很有用。

其实，逻辑回归对于多类别环境总体而言并不是太好的选择。在下一章，我们要介绍神经网络，它是用来解决回归和分类两个问题的非线性模型。我们还会看到神经网络能够如何以一种自然的方式来处理多类别标签。


第4章　神经网络

到目前为止，我们看到了两种最著名的用于预测建模的方法。对于目标是预测一个数量值的问题，线性回归很可能是最典型的起点。这个模型是基于输入特征的一个线性组合的。逻辑回归对这个线性特征组合使用了一个非线性变换，把输出范围限制在[0，1]的区间。这样，它就能预测输出属于两个类别其中之一的概率。因此，它是用于分类的一个非常著名的技术。

这两种方法有一个共同的不足之处，就是它们在处理较多的输入特征时都不够健壮（robust）。此外，逻辑回归通常用于二元分类问题。在本章，我们会介绍神经网络
 （neural network），这是一种既能解决回归又能解决分类问题的非线性方法。它们在处理更高维的输入特征空间时明显更为健壮，对于分类问题，它们在处理超过两个的输出类别时也具有一种自然的方式。

神经网络是一种仿生模型，起源于20世纪40年代。由于第一个模型的表现和当时的期望相比是非常有限的，对于神经网络的兴趣在这些年里也是起伏不定。此外，训练一个大型的神经网络需要相当多的计算资源。最近，由于分布式按需计算资源的普遍流行，以及机器学习的一个重要领域，即深度学习
 （deep learning）已经表现出远大的前景，人们对神经网络的兴趣也随之风起云涌。因此，对这类模型的学习正当其时。


4.1　生物神经元

神经网络模型和人类大脑的神经元是类似的，因此也经常被称为人工神经网络
 （artificial neural network，ANN），以区分它和它的生物学同类。它们之间的关键相似之处是单个生物神经元是作为单个计算单元起作用的，而当大量的神经元组合在一起时，能产生能够进行复杂学习的极其强大的大规模分布式处理机，人类大脑就是更为人所熟知的范例。为了对神经元在大脑里的连接方式有一个认识，下图展示了一个人类神经元细胞的简化图：
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简而言之，我们可以把人类神经元想象为一种计算单元，它会接受来自树突
 （dendrite）的、名为突触神经递质
 （synaptic neurotransmitter）的一系列并行电子信号输入。作为接收突触神经递质后的反应，树突会给细胞体
 （soma）或神经元体传输信号化学物质。这种外部输入信号到本地信号的会话可以想象为树突对它们的输入套用了一个权值
 （weight，它可以是负的或正的，取决于产生的化学物质是抑制因子
 （inhibitor）还是激活因子
 （activator）的过程。

存放细胞核
 （nucleus）或中央处理器的神经元细胞体在一个可以想象为汇总所有信号的过程里把这些输入信号进行混合。结果，原始的树突输入实质上会被变换为一个线性加权的总和。这个总和被传送给神经元的轴突
 （axon），也就是神经元的发送器。电子输入的加权总和在神经元里创建了一个电位（electric potential），而这个电位会在轴突里通过一个激活函数
 （activation function）进行处理，该函数会确定该神经元是否进行发送。

激活函数的典型模式是作为一个开关，它需要达到一个最小电位（即偏置
 ，bias）才会开启。因此，激活函数主要是用来确定神经元是否要输出一个电子信号，如果要输出的话，信号就通过轴突发送并通过轴突末梢
 （axon terminal）传播到其他神经元。这些动作会依次连接到相邻神经元的树突，然后这个输出的电子信号就变成了后续神经处理的输入。

当然，这段叙述是在神经元里发生事情的简化版，不过，这里的目标是解释用到了生物过程的哪些方面来启发神经网络的计算模型。


4.2　人工神经元

利用我们的生物学类比，我们可以构建一个由单个计算神经元构成的模型，该模型被称为单个神经元的莫克罗-彼特氏模型
 （McCulloch-Pitts model）。
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 Warren McCulloch和Walter Pitts在一篇发表在1943年《Bulletin of Mathematical Biophysics》杂志上的名为《A logical calculus of the ideas immanent in nervous activity》的论文里，提出了把这种神经网络模型作为一种计算机器。

这个计算神经元是最简单的神经网络示例。我们可以直接根据上面的草图来构建输出函数y：
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在我们的神经网络里，函数g（）就是激活函数。这里，选定的特定激活函数是阶梯函数（step function）：
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当输入的线性加权总和大于等于0时，阶梯函数就输出1，而当它小于0时，该函数就输出-1。为了把偏置（bias）或阈值w0
 合并到这个总和里，通常可以创建一个虚拟输入特征x0
 ，它永远取值为1：
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利用我们在逻辑回归获得的经验，应该可以很容易得出结论，我们可以把这个设定用于二元分类，由此构建一个简单的分类器。唯一的差别是，在逻辑回归里，我们会选择逻辑函数作为激活函数。实际上，Frank Rosenblatt在1957年提出了一个用来训练莫克罗-彼特氏神经模型的有监督学习算法来进行二元分类，这个算法和由此产生的学习模型被称为罗森布拉特感知器
 （Rosenblatt perceptron）。

到目前为止，我们已经讲解了线性和逻辑回归作为解决有监督学习问题的模型，并展示了用来训练它们的准则，并没有实际深入到相关训练算法的优化细节。这样讲解是有意为之的，目的是让我们把注意力集中到理解模型本身，以及如何在R语言中运用它们。

既然我们已经在分类和回归积累了一些经验，这一章就会有所不同，我们会了解某些预测模型如何训练的细节，因为这也是可以增加我们对模型整体理解的一个重要流程。此外，神经网络和我们迄今为止看到的前面那些模型有显著不同，表现在训练神经网络往往更费时间并涉及调整一批参数，其中很多参数是从优化流程本身产生的。因此，它能帮助我们理解这些参数在训练过程中承担的角色和它们影响最终模型的方式。

在讲解感知器的某个训练算法之前，我们首先要学习一种解决优化问题的最基础的技术。


4.3　随机梯度下降

在我们迄今为止看到过的模型（例如线性回归）里，已经讨论了一个准则或目标函数，模型在训练的时候必须最小化。这个准则有时候也称为成本函数
 （cost function）。例如，一个模型的最小二乘成本函数可以表达为：
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由于一些马上会揭晓的原因，我们在这个式子的前面加入了一个1/2的常量。从基础微分可以知道，在最小化一个函数时，给该函数乘以一个常数因子不会改变该函数的最小化值。在线性回归里，和在我们的感知器模型里一样，模型预测的[image: ]
 就是输入特征的一个线性加权组合。如果假设数据是不变的，而权值是变量且必须按照让准则最小化的条件来选择，我们就可以把成本函数看做一个这些权值的函数：
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在这里，对于更一般性的情况，我们用字母w来代表模型的权值，虽然在线性回归里我们已经看到了，采用希腊字母β是约定俗成的。因为模型变量是权值，可以认为函数是一个权值向量w的函数。为了找到这个函数的最小化条件，就需要让成本函数对这个权值向量求偏导数。对于特定的权值wk
 ，这个偏导数的公式如下：
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注意，系数里的1/2和从偏导数产生的2互相抵消了，这就是1/2的用处。我们现在有了三个不同的下标，所以退一步并尝试理解这个方程会是个好主意。最内层的求和还是在计算，也就是模型的预测输出。让我们把它替换进去，把方程稍微简化一下：
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现在这个方程就不难理解了。这个方程表示的是，我们要在模型里进行最小化的成本函数对于特定权值wk
 的偏导数，就是模型预测输出和实际标签输出之差乘以xik
 （对于第i条观测数据，对应我们权值wk
 的输入特征），然后对数据集里所有n条观测数据取其平均值。
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 如果你对偏导数不熟悉，但是熟悉导数，你就已经掌握了理解这个方程所需的所有知识。在变量多于1个的方程里，我们用偏导数来明确指定求导的变量。在这样做的时候，我们会把所有其他变量视为常数，并按常规方式进行求导。

要得到最佳的权值，必须对权值向量里的每个权值求解该方程。注意，通过预测输出项，在每个权值的偏导数里都会出现模型中所有的权值。换言之，这就产生了一个线性方程的复杂系统，通常是非常大的，所以从计算量的角度而言，直接求解往往开销巨大。

与此不同的是，很多模型实现都采用了迭代式的优化过程，用它来逐步接近正确解。这些方法的其中之一就是梯度下降法
 （gradient descent）。对于权值向量的一个具体值，梯度下降法会找到成本函数的梯度最陡的方向，并在该方向对权值进行微调，微调量是由一个称为学习率
 （learning rate）的参数决定的。因此，更新后的方程为：
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在上面的方程里，学习率是由希腊字母表示的。对于采用梯度下降法的优化而言，把学习率设置到一个适当的值是非常重要的。如果我们选择了一个太小的值，该算法每次就会给权值更新很小的量，因此这个过程就要很长时间才能完成。如果我们使用了太大的值，又会让权值的变化过于剧烈，取值来回振荡，因而让学习算法同样需要很长时间来收敛，或者一直振荡下去。

估算一个合适的学习率有多种复杂方法，我们在这里不会讨论其细节。相反，我们会通过试错来找到一个合适的学习率，这种方法在实践中效果也不错。有一种能持续追踪我们选择的学习率是否恰当的方法，就是给要最小化的成本函数绘制时序图（用在数据集里进行的迭代次数表示）。如果给学习率选择了合适的值，应该会看到成本函数随时间呈递减（或者至少不递增）的变化。

梯度下降法的一种变型是随机梯度下降法
 （stochastic gradient descent），它的计算是相似的，但它会一次取一条观测数据，而不是全部一起用。它的关键思想是，对于特定观测数据计算出来的成本函数的梯度（从平均的角度来说）会等于对所有观测数据计算出来的梯度。当然，这是一个近似结果，但它确实意味着我们可以逐次逐个地处理观测数据，这是非常有用的，尤其是如果我们要进行在线学习的话。随机梯度下降法会在处理第i条观测数据时更新特定的权值wk
 ，如下列方程所示：
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 关于用随机梯度下降法训练模型时的一些实用技巧，有一个很好的资源是Leo Bottou编写的参考书，名为《Stochastic Gradient Descent Tricks》。它的一个版本可以在线访问，其地址是http://research.microsoft.com/pubs/192769/tricks-2012.pdf
 。


4.3.1　梯度下降和局部极小值

梯度下降法依赖于被极小化的成本函数是凸函数
 （convex function）的概念。我们会跳过这个概念的数学细节，仅仅说明凸函数是一种最多只有一个全局极小值的函数。让我们来看一个有单个权值w的非凸成本函数的示例：
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该函数的全局极小值是左侧的第一个波谷，对应的w值大约是4.5。如果对权值w的初始估算是1，成本函数的梯度是指向该全局极小值的，我们就可以逐步逼近并最后到达这个点。如果对权值w的初始估算是12，那么成本函数的梯度会向下指向接近10.5这个值的波谷。一旦达到了第二个波谷，成本函数的梯度就会是0，结果，我们就不能继续向全局极小值作出任何改进，因为我们处在一个局部极小值里。

检测并避免局部极小值是非常棘手的，尤其是当有很多局部极小值的时候。有一种处理方式是用不同的起始点来重复优化过程，然后从优化过程的多次执行中挑出产生了成本函数最小值的权值。如果局部极小值的数量较少并且距离不是太近的话，这个过程还是行之有效的。谢天谢地，我们在前面小节看到的二乘误差成本函数是凸函数，因此梯度下降法肯定能找到全局极小值，但还是要注意，我们会遇到其他非凸函数的成本函数的例子。


4.3.2　感知器算法

言归正传，我们要讲解用神经网络进行分类的第一种训练算法。这是感知器学习算法的一种变型，被称为口袋感知器算法
 （pocket perceptron algorithm）。

输入：

·x：一个二维矩阵，其中的行是观测数据，列是输入特征。

·y：一个对应x里所有观测数据的类别标签（-1或1）的向量。

·learning_rate：一个控制算法学习率的数值。

·max_iterations：在学习过程中，我们的算法允许对数据进行循环的最大次数。

输出：

·w：感知器学习得到的权值。

·converged：算法是否收敛（true或false）。

·iterations：在学习过程中，对数据进行迭代的实际次数。

方法：

1）随机初始化权值w。

2）从x中选取一条观测数据，命名为xi
 。

3）根据当前权值w和感知器输出的方程，计算预测的类别[image: ]
 。

4）如果预测的类别[image: ]
 和实际类别yi
 不同，就利用随机梯度下降法更新权值向量。

5）对我们数据集里的所有观测数据重复步骤2~4，并对错误分类进行计数。

6）如果错误分类次数为0，我们就达到了收敛，算法结束。

7）如果在当前迭代里的错误分类次数少于之前的最小错误次数，就把当前权值向量作为目前得到的最佳权值向量保存起来。

8）如果已经达到了最大迭代次数，停止并返回最佳权值向量的值。否则，从步骤2开始对数据集进行一次新的迭代。

我们会在下面的R代码里直接看到这个过程，并详细讨论这些步骤：
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我们定义的第一个函数是阶梯函数，它会针对数据集里的两个类别分别产生-1或1的值。然后我们定义了我们的主函数，命名为pocket_perceptron（）。这个函数的任务是让感知器学习权值，这样模型就能正确对训练数据进行分类。

注意，为了简单起见，我们还没有在算法里引入任何正则化，因而有可能会得到一个对数据过拟合的模型，因为我们瞄准的目标是100%的训练精确度。现在继续算法说明，函数先把权值向量初始化为一些较小的随机生成数。在实践中，有个好的思路是确保权值不被设置为0而且不是对称的，这里的方法就是一种避免这种情况的好办法。

我们还会把起始权值的估算设置为初始向量，并把初始最佳误差率设置为观测数据总数，它就是在一个数据集上可能的最坏误差率。

该函数的主while循环控制算法会执行的迭代次数。只有当没有收敛且没有达到最大迭代次数时，才会开始一个新的迭代。在while循环内部，我们利用一个for循环来对数据集里的观测数据进行迭代，并利用权值向量的当前版本来进行分类。

每当在分类时出错，我们就会更新错误率，记录在这次迭代里没有收敛，并按照在前面小节学习的随机梯度下降的最小二乘更新规则来更新权值向量。虽然由于为输出设置阈值的阶梯函数所限，感知器的成本函数是不能求导的，但实际上其实还是可以采用同样的权值更新规则。

在对数据集的一次完全迭代的结尾阶段，也可以称为一个周期
 （epoch），我们会检查是否需要更新最佳权值向量并更新迭代次数
[1]

 。只有在当前对训练数据进行迭代的性能是迄今为止在我们看到所有已完成迭代中的最佳性能时，才会更新最佳权值向量。当算法终止时，无论是否达到收敛，都要返回找到的最佳权值，以及完成的迭代总次数。
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 有一本关于神经网络的权威教科书，它更详细地讲解了感知器学习，包括算法的有效性证明，这本书就是《Neural Networks and Learning Machines，3rd Edition》，作者是Simon Haykin，由Prentice Hall出版社出版。

可以通过产生一些人工数据来测试我们的模型。我们会通过从两个均匀分布里抽样一些数值来进行，以便创建两个输入特征x1
 和x2
 。然后根据一个随机选择的线性判定边界，把这些数据点分拆为两个不同的类别：
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一旦获取了这些数据并计算了类别标签，就可以对它运行感知器算法。下面的代码会创建测试数据并构建模型：
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可以看到，在32次迭代之后，我们的感知器算法收敛了。如果我们把权值向量除以2（这不会改变我们的判定边界），可以更清楚地看到，我们得到了一个非常接近前面用来分类数据的判定边界：
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下面的绘图显示，该模型的判定边界和总体回归线基本上是不可区分的。对于人工产生的数据集而言，这是因为两个类别相互非常接近。如果两个类别更为分散的话，我们就可能看到总体判定边界和模型的判定边界有更容易察觉到的差异。这是因为能分离数据的可能的边界线（或平面——对应我们要处理超过两个特征的情况）对应的空间会更大。
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[1]
 周期和迭代概念的差别大致是这样的：一个周期是指对所有观测数据完成一次循环，当数据集较大时，内存不足以容纳所有观测数据，需要将数据集分多次进行批量循环，其中的一次批量循环称为一次迭代。在本例中，数据集是一次完全加载并进入for循环的，因此这里的周期和迭代是相同的概念。——译者注


4.3.3　线性分离

我们创建的数据有一个特别的性质，可以确保感知器算法会收敛——它是线性可分离
 （linearly separable）的。两个类别对于一组特征是线性可分离的就意味着可以找到这些特征的一个线性组合，把它作为判定边界就能够让我们能以100%的精确率对两个类别进行分类。

如果考虑在p维特征空间里绘制属于两个类别的数据点，那么线性分离就意味着可以画出一个平面（或一条直线——对于2维的情况，正如我们在示例中所见）来分离这两个类别。有一个定理称为感知器收敛定理
 （perceptron convergence theorem），它规定对于线性可分离的类别，只要给定足够的时间，感知器学习算法总是会收敛到一个能够正确地对所有数据进行分类的解。


4.3.4　逻辑神经元

感知器也被称为二元阈值神经元
 （binary threshold neuron）。可以通过改变激活函数来创建不同类型的神经元。例如，完全去除阈值函数，我们就得到一个线性神经元
 （linear neuron），它基本上和线性回归执行相同的任务。通过把激活函数改为一个逻辑函数，我们就可以创建一个逻辑神经元
 （logistic neuron）。

逻辑神经元和逻辑回归执行相同的任务，它通过对输入的一个线性组合运用逻辑函数来预测一个在[0，1]区间内的值。为了学习线性神经元和逻辑神经元的权值，可以运用随机梯度下降法。因此，它也可以用来学习逻辑和线性回归的权值。随机梯度下降法的权值更新规则的一般形式是：
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在这里，求导是为了计算成本函数在特定观测数据上的梯度。我们在前面的小节看到了线性回归和线性神经元的简单形式。如果对逻辑回归的成本函数进行微分，就会发现，对于逻辑神经元，随机梯度下降法的更新规则和线性神经元的形式是完全相同的：
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这里的细微差别是的形式完全不同，因为它现在会把权值包含在逻辑函数之内，而在线性回归里则不是这样。逻辑神经元是非常重要的，因为在构建由很多神经元相互连接的网络时，它是最常用到的神经元类型。正如在下一节会看到的，我们通常把神经网络构建为分层的。包含了产生输出的神经元的层级被称为输出层
 （output layer）。输入层
 （input layer）则包含了作为神经网络输入的数据特征。

在输入和输出层之间的层级被称为隐藏层
 （hidden layer）。逻辑神经元是最常见的隐藏层神经元。此外，输出层神经元会在分类任务的情况下采用逻辑神经元，在回归任务的情况下采用线性神经元。


4.4　多层感知器网络

多层神经网络是一种把很多神经元按顺序链接起来形成一个神经元体系结构的模型。就个体而言，神经元是非常基础的单元，但是当它们被组织到一起时，就可以创建一个远比单个神经元更为强大的模型。

前面小节提到，我们可以构建分层的神经网络，并主要根据这些层次之间的连接以及所采用神经元的类型来区分不同种类的神经网络。下图显示了多层感知器
 （multilayer perceptron，MLP）神经网络的总体结构，它显示的是包含2个隐藏层的示例：
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这个MLP网络的第一个特点是，信息从输入层到输出层是单向流动的。因此，它被称为前馈神经网络
 （feedforward neural network）。这是相对于其他存在闭环让信息能作为反馈信号流回之前经过的神经元的神经网络类型而言的。这些网络被称为反馈神经网络
 （feedback neural network）或递归神经网络
 （recurrent neural network）。递归神经网络通常非常难以训练，往往也不容易对输入的数量进行扩展。不过，它们确实能应用到很多地方，尤其适用于天气预报和信号处理这样涉及时间成分的问题。

回到上图显示的MLP架构，我们注意到，左侧的第一组神经元被称为输入神经元，它们构成了输入层。我们总是具有和输入特征一样多的输入神经元。可以这么说，输入神经元会把输入特征值作为输出。因此，我们通常不称它为输入神经元，而是称之为输入源或输入节点。在上图的最右侧，我们看到的是由输出神经元组成的输出层。我们通常有和我们要建模型的输出数量相同的输出神经元。因此，神经网络能够自然地学习同时对多个结果进行预测。这个规则的一个例外是，当我们在为一个多类别的分类问题建模时，每个类别通常对应一个二元输出神经元。在这种情况下，所有的输出神经元都是单个多类别输出因子的一个虚拟编码。

在输入层和输出层之间，是隐藏层。神经元是根据在它们和一个输入神经元之间有多少神经元来组织到各个层里的。例如，在第一个隐藏层里的神经元会直接连接到输入层里的至少一个神经元，而第二个隐藏层里的神经元会直接连接到第一个隐藏层里的一个或多个神经元。上图是一个4-4架构的示例，这意味着里面有2个隐藏层，每个隐藏层里有4个神经元。上图为所有的神经元明确显示了偏置单元，即使它们本身不是神经元。在单个神经元的输出方程里看到，我们可以把偏置单元看作一个值为1的虚拟输入特征，它具有一个权值，对应偏置或阈值。

在这个架构里，并不是所有的神经元都具有相同的激活函数。总体而言，我们对隐藏层和输出层的神经元的激活函数是分开选定的。已经看到的输出层的激活函数是根据输出类型来选择的，而输出类型实际上取决于要进行的是回归还是分类。

隐藏层神经元的激活函数一般是非线性的，因为从代数角度来说，串接起来的多个线性神经元可以简化为带有不同权值的单个线性神经元，所以这样并不能为神经网络增加任何能力。最常用的激活函数是逻辑函数，但是双曲正切函数之类的其他函数也会用到。

神经网络的输出可以通过依次计算每层的神经元输出来进行计算。第一个隐藏层各单元的输出可以利用我们目前看到的神经元输出公式来计算。这些输出会变成第二个隐藏层神经元的输入，因而实质上是那一层的新特征。

神经网络的一大优势是通过在隐藏层对权值的学习来学习新特征的能力。这个过程在神经网络里的每一层重复进行直到最后一层，得到整个神经网络的输出。这个从输入到输出层传播信号的过程被称为正向传播
 （forward propagation）。

训练多层感知器网络

多层感知器网络的训练比单个感知器更为复杂。用来训练它们的著名算法（它从20世纪80年代就出现了）被称为反向传播算法
 （backpropagation algorithm）。在这里，我们会给出该算法工作原理的轮廓，但是强烈推荐对神经网络感兴趣的读者更深入地去了解这个算法。

对于这个算法，要理解两个非常重要的知识点。第一个是对于每条观测数据，它是分两步进行处理的。正向传播步骤从输入层开始，到输出层结束，并对这条观测数据计算该网络的预测输出。这个过程是相对直接的，它利用每个神经元的输出方程来进行，也就是每个神经元把激活函数运用到它的输入的线性加权总和上。

反向传播步骤则是用来在预测输出和预期输出不匹配时对网络的权值进行修改。该步骤始于输出层，计算输出节点的误差及输出神经元权值的必要修正。然后它沿着网络向后移动，反向更新每个隐藏层的权值，直到它到达要最后处理的第一个隐藏层。因此，这种算法有一个正向的对网络的遍历，接着是一个反向的遍历。

第二个需要理解的重要知识点是，更新隐藏层里神经元的权值比更新输出层权值要棘手得多。要看清这一点，想想当更新输出层里神经元的权值时，我们非常清楚对于给定的一个输入，预期的输出是什么。这是因为该输出神经元的预期输出就是该网络本身的输出，它在训练数据里是可以得到的。相反，乍一看去，我们并不知道隐藏层里的某个神经元对于某个输入的正确输出应该是什么。此外，这个输出会被分发给网络里下一层的所有神经元，因而也会影响所有这些神经元的输出。

这里的关键知识点是，要把输出神经元产生的误差反向传播给隐藏层里的神经元。我们通过找出成本函数的梯度来调整处于最大误差削减方向的神经元的权值，并运用微分的链式法则
[1]

 ，通过我们感兴趣的单个神经元的输出来表示这个梯度。这个过程产生了一个更新网络中任何神经元的权重的一般公式，它被称为增量更新法则
 （delta update rule）。
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假设我们正在处理第l层的所有神经元的权值，让我们来理解这个方程。这个方程告诉我们如何更新在第l层的第j个神经元和该层上一层（第l-1层）的第i个神经元之间的权值。上标（n）都是用来表示正在更新的权值是对数据集里的第n条观测数据进行处理的结果。从现在开始去掉这些上标，并假设它们是隐含存在的。

简而言之，增量更新法则告诉我们，要获得神经元权值的新值，必须给旧值加上三个项的乘积。这些项的第一个是学习率η。第二个被称为局部梯度δj
 ，它是神经元j的误差ej
 及其激活函数g（）的梯度的乘积：
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这里，用zj
 来表示神经元j在运用其激活函数之前的输出，让下面的关系成立：
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其实，局部梯度也是该网络的成本函数针对zj计算出来的梯度。最后，增量更新法则里的第三个项是从神经元i到神经元j的输入，它就是神经元i的输出yi
 。在输出层神经元和隐藏层神经元之间唯一不同的项就是局部梯度项。我们会看到自始至终采用逻辑神经元进行分类的神经网络的一个形象示例。当神经元j是一个输出神经元时，局部梯度是由下列公式给出的：
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括号里的第一项就是已知的输出神经元误差，它是目标输出tj
 和实际输出yj
 之差。另外两个项是来自逻辑激活函数的微分。当神经元j是隐藏层神经元时，逻辑激活函数的梯度是相同的，但误差项则被计算为从神经元j接收输入的下一层k个神经元的局部梯度的加权总和：
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[1]
 对于F(x)=f(g(x))，F 的微分可以计算为：F′(x)=f ′(g(x))·g′(x)。——译者注


4.5　预测建筑物的能源效率

在本小节，我们要研究如何用神经网络来解决实际环境下的回归问题。照例，我们要去UCI机器学习知识库寻找我们的数据集。我们选择了利用能源效率数据集，它可以从网址http://archive.ics.uci.edu/ml/datasets/Energy+efficiency
 获得。预测的任务是利用建筑物的各种特性（例如表面积和屋顶面积）来预测某个建筑物的能源效率，它是以两个不同的指标（供暖负荷及制冷负荷）来表示的。

对于我们来说，这是一个值得利用的范例，因为它可以展示神经网络如何用单个网络来预测两个不同的输出。该数据集的完整属性描述见下表：
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这里的数据是用一个叫Ecotect的模拟器生成的。该数据集里的每条观测数据对应了一个模拟的建筑。所有的建筑都有相同的体积，但其他影响它们能源效率的属性，例如它们的玻璃面积，则是有所修改的。
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 这个数据集在论文《Accurate quantitative estimation of energy performance of residential buildings using statistical machine learning tools》里进行了介绍，作者是Athanasios Tsanas和Angeliki Xifara，发表于《Energy and Buildings》杂志2012年Vol.49。

网站上的数据是以Microsoft Excel格式提供的。为了把它加载到R语言中，我们可以利用R语言包xlsx，它能够读取并理解Microsoft Excel文件：

[image: ]


这个导入过程在数据框的最后加入了一些空的观测数据，所以最后一行代码会删除这些空数据。现在，通过参考介绍该数据集的那篇论文，我们发现特征里有两个实际上是因子。为了让神经网络能够处理这些因子，需要把它们变换为虚拟变量。为此，我们会调用caret包里的dummyVars（）函数：
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dummyVars（）函数以一个公式和一个数据框作为参数。它会据此识别输入特征，并对其中的因子进行虚拟编码，以产生新的二进制列。给一个因子创建的列的数量会和该因子里的水平一样多。正如已经用过的preProcess（）函数一样，我们实际上是在调用了predict（）函数之后才得到这些列本身。下一步，我们会对训练和测试数据进行80%/20%的划分：
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在训练神经网络时，最重要的预处理步骤之一就是对输入特征和输出进行比例缩放。进行输入比例缩放的一个重要原因是为了避免饱和
 （saturation）现象，当优化过程的误差函数的梯度绝对值变得非常小时，就会出现这种现象。这通常是因为非线性神经元激活函数有非常大或非常小的输入所导致的。饱和会导致优化过程认为已经达到收敛而终止。

根据特定神经网络的实现，对于回归任务，对输出进行比例缩放也是管用的，因为某些线性神经元的实现会设计成产生一个在[-1，1]区间的输出。比例缩放也能有助于收敛。因此，我们会使用caret来把所有的数据维度比例缩放到单位区间，需要说明的是，这对之前产生的二元因子列没有影响：
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在R语言里有几个不同的包实现了神经网络，每个都有它们不同的优点和长处。因此，熟悉多个扩展包是有帮助的，在本章我们会研究其中的3个，第一个是neuralnet：
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neuralnet（）函数会根据在它的参数里提供的信息来训练一个神经网络。提供的第一个参数是一个公式，该公式和我们在前面章节里在lm（）和glm（）函数中所看到的公式相似。这里的一个有意思的差别是，我们指定了两个输出，即heatLoad和coolLoad。另一个差别是，不能使用点标记（.）来暗指数据框里所有剩余列都可以用作特征，所以我们需要显式地指定它们。

需要说明的是，对于这个公式，我们已经有效地定义了该神经网络的输入和输出层，因此剩下要说明的就是隐藏层的结构了。这是通过hidden参数说明的，它或者用一个标量表示单个隐藏层，或者由一个标量构成的向量指定每一层的隐藏单元数量，从紧接着输入层之后的层开始，到紧接着输出层之前的层结束。

在之前看到的示例中，已经使用了具有10个节点的单个隐藏层。实际上我们可以把神经网络可视化，因为扩展包提供了直接绘制模型的能力（其中带数字的圆是虚拟偏置神经元）：
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对neuralnet（）的调用也允许我们通过参数字符串act.fct指定要给神经元使用哪种类型的激活函数。在默认情况下，设定的是逻辑激活函数，所以也没必要去修改它。另一个非常重要的参数是linear.output，它的取值可以是TRUE或FALSE。这个参数指定我们在输出层的神经元是否应该运用该激活函数。采用的默认值TRUE的意思是我们不要运用该激活函数，因而可以观察到一个线性的输出。对于回归类型的问题，这样的参数是合适的。这是因为，如果我们运用了一个逻辑激活函数，输出就会被约束在[0，1]区间。最后，可以通过err.fct参数指定一个可微分的误差函数，用作优化策略的一部分。因为要进行的是回归分析，所以我们利用它的默认值sse，它对应的是误差平方和。

由于在神经网络训练中有一个随机成分，也就是权值的初始化，因此，我们会需要对同一个模型重复训练几次以便挑出其中能得到的最佳模型（利用诸如SSE这样的判断标准来对它们进行排序）。这可以通过给参数rep指定一个整数值来进行。让我们重写原始调用，明确显示出使用的默认值：
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该模型的输出给我们提供了一些关于神经网络性能的信息，而显示的内容取决于它的配置。因为我们已经指定SSE作为误差指标，显示的误差就是得到的SSE。阈值就是当模型训练终止时的误差函数偏导数值。实际上，我们会指定一个非常小的值，误差梯度如果小于它就会让算法终止，而不是当梯度正好为0时才终止。它的默认值是0.01，可以通过在neuralnet（）函数里给阈值参数赋值来改变它。减小这个值通常会导致更长的训练时间。模型输出还显示了执行训练步骤的数量。最后，如果使用rep参数多次重复这个过程，我们会看到，每次对模型的训练都会有一行结果。这次的输出显示的是我们只训练了一个模型。
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 因为神经网络在权值向量初始化的形式上包含了一个随机成分，因此重复我们的代码不太可能产生完全相同的结果。在运行这个示例时，如果R输出了一个该模型没有收敛的信息，可以尝试再执行一次上述代码。

评估用于回归的多层感知器

neuralnet包提供了一种简洁的方式，通过compute（）函数来使用模型进行预测。实际上，它给提供的不仅是针对观测数据数据框的预测输出，还显示了该模型架构里所有神经元的输出值。为了评估该模型的性能，我们会对该神经网络在测试集上的输出感兴趣：
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可以利用test_predictions对象的net.result属性来访问神经网络的预测输出，如下所示：
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因为这是一个回归问题，我们想要能够利用MSE来评估模型在这两个目标输出上的性能。为此，需要把预测输出变换回它们的原始比例，从而作出一个公正的评价。之前在数据上运用的缩放比例常数保存在eneff_train_out_pp对象的ranges属性里：
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第一行包含了原始数据的极小值，第二行则包含了极大值。我们现在要编写一个函数，它会获取一个已缩放的向量和另一个包含原始极小值和极大值的向量，并返回原始的未缩放向量：
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下一步，利用该函数来获得测试集的未缩放预测输出：
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我们还可以定义一个计算MSE的简单函数，并利用它来检查在这两个任务上的性能：
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这些值是非常小的，表明我们有很好的预测精确度。我们还可以分析相关系数，它是独立于比例缩放的，可以在未缩放的输出上使用它：
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这些值是相当高的，表明我们的性能接近完美，这在实际环境的数据里是极为罕见的。如果精确度不是那么高的话，我们会通过提高架构的复杂性来进行试验。比如，可以通过设置hidden=c（10，5）来构建一个增加一层的模型，这样就会在输出层之前加上由5个神经元构成的一层。


4.6　重新进行玻璃类型预测

在第3章“逻辑回归”中，我们分析了玻璃识别数据集，它的任务是识别在犯罪现场找到的玻璃碎片的玻璃类型。这个数据集的输出是一个因子，它的几个类别的水平分别对应了不同类型的玻璃。之前的方法是利用多元逻辑回归构建一个一对多（one-versus-all）的模型。它产生的结果并不是特别理想，而主要难点之一就是在训练数据上模型拟合的效果不佳。

在本节，我们会再次利用这个数据集，看看一个神经网络模型是否能有更好的表现。同时，我们还会演示神经网络如何处理分类问题：
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输出是一个多类别因子，因此我们会需要把它虚拟编码为一些二进制列。利用neuralnet包，我们通常会需要手工进行这种处理，把它作为预处理的一个步骤，然后才能构建模型。

在本节，我们还会看到第二个包含构建神经网络函数的组件，即nnet包。它就是我们之前用于多元逻辑回归的扩展包。这个包的一大优点是对于多类别分类，训练神经网络的nnet（）函数会自动检测输出中的因子，并进行虚拟编码。记住这一点，就可以准备一个训练集和一个测试集：
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下一步，和之前的数据集处理一样，我们会把输入数据归一化：
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我们现在做好了训练模型的准备。尽管neuralnet包能够给多个隐藏层建模，但nnet包的设计就是用来对具有单个隐藏层的神经网络进行建模的。因此，我们还是像之前一样要指定一个公式，但是这一次，我们指定一个size参数，它是一个代表单个隐藏层里节点数量的整数，而不是指定一个是标量或整数向量的hidden参数。

同时，在nnet包里的缺省神经网络模型是用于分类的，这是由于输出层使用了一个逻辑激活函数。当运用不同的包训练同一类模型（例如多层感知器）时，检查各种模型参数的默认值很重要，因为它们会随包的不同而不同。这里还要提到这两个组件之间的另一个差异，即nnet包目前不提供任何绘图功能。言归正传，我们现在要训练模型了：
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从输出可以看到，模型没有收敛，在默认的100次迭代后终止了。为了达到收敛，我们要么重新再运行这段代码几次，要么利用maxit参数把允许的迭代次数增加到1000：
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首先来分析模型在训练数据上的精确度，以此来评价拟合质量。要计算预测结果，调用predict（）函数并指定type参数为class。这样会让predict（）函数知道想要选择具有最高概率的类别。如果想要看到每个类别的概率，可以为type参数指定response值。最后要记住，必须给predict（）函数传递一个不带输出值的数据框，因此需要对训练数据框进行取子集的处理：
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从第一次尝试可以看到，得到的拟合质量和使用多元逻辑回归模型时是一样的。为了改进这个质量，我们要通过在隐藏层增加更多神经元来增加模型的复杂度。还要把maxit参数增大到10000，因为模型越复杂就越需要更多的迭代才能收敛：
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正如我们所见，现在达到了100%的训练精确度。既然获得了相当好的模型拟合结果，我们就可以分析它在测试集上的性能：
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即使模型对训练数据的拟合达到了完美的程度，我们还是看到在测试集上的精确度只有60%。即使考虑到数据集很小的因素，这一差异还是一个典型的信号，表明模型在训练集上是过拟合的。当学习线性和逻辑回归时，我们看到了一些收缩方法（例如lasso），它们是通过限制模型中系数的大小来对抗过拟合问题的。

神经网络里有一种类似的技术，称为权重衰减
 （weight decay）。利用这种方法，在成本函数里可以加上一个衰减常数和所有网络权值平方和的乘积。这样能限制任何权值取过大的值，因而可以对该网络进行正则化。在neuralnet（）里目前并没有正则化的选项，而nnet（）可以使用decay参数：
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采用这个模型后，训练数据的拟合度还是非常高，并且显著高于用多元回归所达到的拟合度。在测试集上，性能仍然比在训练集上差，但已经比之前的性能大有改善。

我们不会在玻璃识别数据上花费更多的时间。相反，在继续讲解之前我们要思考一些从此得到的经验教训。首先一条就是要在神经网络上获得好的性能，有时候即使只是想达到收敛，都会是比较棘手的。对模型的训练会涉及网络权值的随机初始化过程，最终的结果往往对这些起始条件非常敏感。我们可以对目前所看到的不同模型配置进行多次训练，并注意到某些配置在某些执行过程不一定会收敛，而且在训练集和测试集上的性能确实在每一次执行都会有所不同。

另一个认识是，训练一个神经网络需要对不同范围的参数进行调优，这些参数包括了从隐藏神经元的数量和排列，到decay参数的值等。我们没有试验过的其他参数包括在隐藏层神经元使用非线性激活函数的选择、收敛条件、以及用来拟合我们模型的特定成本函数。例如，我们可以使用一个称为熵
 （entropy）的条件，而不是最小二乘。

因此，在确定模型的最终选择之前，尝试尽可能多的不同参数组合是有用的。一个试验不同参数组合的好工具是caret包的train（）函数。它为我们已经看到的神经网络包提供了统一的界面，和expand.grid（）配合使用还能支持同时训练和评价多个不同的神经网络配置。在这里我们只会给出一个大致的印象，有兴趣的读者可以利用它继续进行更深入的研究：
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4.7　预测手写数字

最后一个神经网络的应用是手写数字预测的任务。在这个任务里，我们的目标是构建一个模型，给它呈现一个数字（0到9）的图片，该模型必须预测出所显示的是哪个数字。我们会利用MNIST的手写数字数据库，它的网址是http://yann.lecun.com/exdb/mnist/
 。

我们从这个网页下载并解压了两个训练文件train-images-idx3-ubyte.gz和train-labels-idx1-ubyte.gz。前者包含了图片数据，后者包含对应的数字标签。这个网站的优点是数据已经进行过预处理，每个数字在图片中都是居中放置的，并且已经缩放为统一的大小。为了加载该数据，我们利用该网站上关于IDX格式的信息编写了两个函数：
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可以通过执行下列两个命令来加载两个数据文件：
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每个图片是由一个28像素×28像素的矩阵表示的，矩阵中每个像素对应从0到255的灰度值，其中的0代表白色，255代表黑色。这样，每条观测数据就有282
 ＝784个特征值。通过从右向左、从上向下栅格化该矩阵，每个图片都被保存为了一个向量。在训练数据里有60000个图片，而mnist_train对象把它们保存为一个60000行乘以784列的矩阵，这样每一行就对应了一个图片。为了对数据的外形有个初步认识，我们可以把最前面的7个图片可视化：
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为了分析这个数据集，我们要介绍用于训练神经网络模型的第三个（也是最后一个）R语言包，即RSNNS。该包实际上是一个斯图加特神经网络模拟器
 （Stuttgart Neural Network Simulator，SNNS）的包装器，这里的SNNS是一个斯图加特大学创建的流行软件包，里面包含了用C语言实现的神经网络标准功能。

这个包的作者为原始SNNS软件里的很多函数加上了方便的接口。使用这个包的好处之一是它提供了一些它自己的数据处理函数，例如把数据拆分为训练和测试集。另一个好处是它实现了很多不同类型的神经网络，而不仅仅是MLP。先通过把数据除以255，将其归一化到单位区间内，然后指定输出为每一个水平对应一个数字的因子：
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虽然MNIST网站已经单独包含了带有测试数据的文件，我们还是选择拆分训练数据文件，因为模型已经需要很长时间来运行了。我们鼓励读者也利用提供的测试文件重复后面的分析过程。为了准备用于分拆的数据，这里会随机打乱我们训练数据里的图片：
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下一步，我们必须对输出因子进行虚拟编码，因为这个过程不会自动完成。来自RSNNS包的decodeClassLabels（）函数为此提供了便利的方法。此外，我们还要利用splitFor-TrainingAndTest（）把打乱后的数据分拆为80%/20%的训练集和测试集。它会把训练集和测试集的特征及标签分开存放，接下来，这对我们会很有用。

最后，我们也可以使用normTrainingAndTestSet（）函数把数据归一化。为了将单位区间归一化，我们必须设置type参数为0_1：
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为了进行比较，我们要利用mlp（）函数训练两个MLP网络。在默认的情况下，它会设置模型用于分类，并采用逻辑函数作为隐藏层神经元的激活函数。第一个模型会带有100个神经元组成的单个隐藏层，第二个模型则会用到300个神经元。

mlp（）函数的第一个参数是输入特征矩阵，第二个参数是标签矩阵。size参数的作用和neuralnet包中的hidden参数是一样的。也就是说，我们可以对单个隐藏层指定单个整数，或者当我们需要多于一个隐藏层时，就用一个整数向量指定每层的隐藏神经元个数。

下一步，我们可以使用inputsTest和targetsTest参数提前指定测试集的特征和标签，让我们可以观察对测试集进行一次调用的性能。训练模型会需要几个小时来运行。如果我们想知道每个模型需要多长时间来运行，可以在训练模型之前用proc.time（）保存当前时间，再和模型结束的时间来比较。综上所述，训练这2个MLP模型的方法如下所示：
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正如我们所见，该模型的运行耗费了很长的时间（以秒为单位）。作为参考信息，这些模型是在一台配置了16 GB内存的2.5 GHz Intel Core i7 Apple MacBook Pro上训练的。该模型对于测试集的预测保存在fittedTestValues属性里（对于训练集，它们保存在fitted.values属性里）。首先，我们必须通过选择带有极大值的二元数据列，对由虚拟编码格式表示的网络输出进行解码。我们还必须对目标输出进行这个操作。注意，第一列对应的是数字0。
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现在我们可以检查这两个模型的精确度，如下所示：
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两个模型的精确度都非常高，其中第二个模型略好于第一个。可以利用confusion-Matrix（）函数来仔细查看产生的误差：
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正如所预期的，我们在这个矩阵里看到了某些对称性，因为某些成对的数字通常会比其他数字更难于区分。例如，该模型最常混淆的数字对是（3，5）这一对。在网站上可以获取的测试数据包含了一些更难与其他数字区分的数字的示例。

在默认情况下，mlp（）函数允许最大100次迭代，这是通过它的maxint参数来设定的。通常，对于特定的模型，我们不知道应该运行多少次迭代。确定它的一种好办法是绘制训练及测试相对迭代次数的误差率。在RSNNS包中，可以利用plotIterativeError（）函数来做这件事。

下面的图显示，对于我们的两个模型，两者的误差都在30次迭代后达到平衡状态：

[image: ]


受试者工作特征曲线

在第3章中，我们学习了查准率-查全率曲线，它作为一个重要的图例，显示了二元分类器两个重要性能指标（查准率和查全率）之间的权衡。在本章，我们会讲解另一个相关且常用的二元分类性能的图例，即受试者工作特征
 （receiver operating characteristic，ROC）曲线。

这个曲线是一条y轴为真阳性率，x轴为假阳性率的绘图。正如我们所知，真阳性率就是查全率，或者说二元分类器的敏感度。假阳性率则是1减去特异性。一个随机二元分类器的真阳性率会和假阳性率相等，因此，在ROC曲线上，直线y＝x显示的就是随机分类器的性能。处于该直线上方的任何曲线都会比随机分类器的性能更好。

一个理想的分类器会呈现一条从原点到（0，1）点的曲线，它对应了100%真阳性率和0%的假阳性率。我们通常把曲线下的ROC面积
 （ROC Area Under the Curve，ROC AUC）作为一个性能指标来讨论。如果在单位正方形上计算直线y＝x下的面积，那么随机分类器之下的面积就是0.5。按照惯例，理想分类器下的面积是1，因为曲线会通过（0，1）点。在实践中，我们得到的值会介于这两者之间。对于MNIST数字分类器，我们处理的是多类别的问题，但我们可以利用RSNNS包的plotROC（）函数来研究该分类器在单个数字上的性能。下面的绘图显示了对应数字1的ROC曲线，它几乎是完美的：
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4.8　小结

在本章，我们看到了神经网络作为一种非线性方法，能够解决回归和分类两种问题。我们从人类神经元的仿生学得到启发，首先介绍了最简单的神经网络，即感知器。它能够在两个类别线性可分离的条件下解决二元分类问题，不过这个条件在实践中很少能成立。

通过改变对输入线性加权组合进行变换的函数（即激活函数），我们发现了创建不同类型的单个神经元的方法。一个线性激活函数会创建一个进行线性回归的神经元，而逻辑激活函数会创建进行逻辑回归的神经元。通过把神经元在层里进行组织和连接，我们可以创建多层神经网络，它对于解决非线性问题是非常有效的模型。

神经元的隐藏层背后的思路是每个隐藏层可以从它的输入里学习一组新的特性。我们介绍了多层感知器，它是最常见的多层神经网络类型，能够自然地在同一个网络里学习多个输出。此外，针对回归和分类两个任务我们在实际环境数据集上进行了实验，还看到一个多类别的分类问题也得到了自然的处理。R语言里有很多实现了神经网络的包，包括neuralnet、nnet、和RSNNS，我们也逐个实验了这几个包。每个包都有其优点和不足，没有哪一个在所有情况下都能明显胜出。

采用神经网络的一个重大好处是，它们在解决高度复杂的非线性回归和分类问题时非常有效，并无需对输入特征之间的关系作出任何重要的假设。另一方面，神经网络往往训练起来比较麻烦。对输入特征进行比例缩放是很重要的。同时注意各种影响模型收敛的参数也非常重要，例如学习率和误差梯度的阈值。另一个要作出的关键决策是隐藏层神经元的数量和分布。随着网络的复杂度，输入特征的数量、或训练数据量的增大，相比其他有监督的学习方法，它的训练时间往往会变得相当长。

我们还在回归的示例中看到，由于神经网络的灵活性和能力，它倾向于过拟合数据，因而高估模型的精确度。有一些诸如权重衰减这样的正则化方法，可以把这个问题缓解到一定程度。最后，它有一个值得关注的不足，那就是神经元的权值没有直接的说明，这是和回归系数不同的，即使神经网络的拓扑结构可以对特征进行学习，但这些权值仍然难以解释或说明。

我们在下一章会继续向有监督学习的世界进发，讲解我们的第三个非线性建模工具——支持向量机，它主要用于处理分类问题。


第5章　支持向量机

在本章，我们会通过介绍支持向量机（Support Vector Machine），从全新的视野来看待非线性预测模型。支持向量机通常缩写为SVM，它在分类问题上很常用，虽然也有某些方式可以使用它来进行函数近似和回归任务。在本章，我们会重点讲解它们更典型的在分类中的角色。为此，我们首先会讲解最大边缘分类（maximal margin classification）的概念，它呈现了另一种在很多可能的分类边界中进行选择的思路，这与我们之前看到的诸如最大似然之类方法是不同的。我们会介绍支持向量的相关思想，以及如何结合最大边缘分类来获得一个支持向量分类器形式的线性模型。最后，我们会讲解如何把这些思路一般化，以便通过利用被称为核（kernel）的特定函数引入非线性，并最终推导出我们的目标——支持向量机。


5.1　最大边缘分类

我们会把回顾二元分类任务这种现在已经很熟悉的情况作为本章的开始。再一次，我们要考虑的问题是，如何设计一个模型来正确预测某条观测数据是否属于两种可能类型中的一种。我们已经看到，当两个类别线性可分离，也就是说我们可以在特征空间里找到一个分离超平面（即多维空间里的一个平面），让所有超平面一侧的观测数据都属于一个类别，在另一侧的所有观测数据都属于另一个类别，这种情况下这个任务是最简单的。根据我们特定模型采用的结构、假设和优化条件，我们可以得到无限多个这种超平面的其中之一。

让我们利用在一个二维特征空间的一些数据对这个场景进行可视化，在这种空间里的分离超平面就是一条分隔线：

在下图中，我们可以看到两组观测数据，每一组属于不同的一个类别。我们也给这两个类别采用了不同的符号来进行明确的标示。下一步，我们要显示三条不同的直线，它们会作为某个分类器的判定边界，每一个都会在整个数据集上产生100%的分类精确度。我们要提醒自己，超平面方程可以表达为输入特征的一个线性组合，这些输入特征就是该超平面所处空间的维度。

[image: ]


[image: ]


分离超平面具有如下性质：
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第一个方程表达的是属于类别1的点全部位于超平面的上方，而第二个方程表达的是属于类别-1的点全部位于超平面的下方。下标i是用来作为观测数据的索引，而上标k则是用来作为特征的索引，因此xik
 代表在第i条观测数据里的第k个特征。为简单起见，我们可以把这两个方程合并成一个，如下所示：
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要理解这样简化能够成立的原因，考虑一个属于类别-1的观测数据（即yi
 ＝-1）。这条观测数据会位于分隔超平面的下方，因此括号内的线性组合会产生一个负值。再把它和它的yi
 值（-1）相乘就得到一个正值。对于类别1的观测数据，推导的方法相似。

再回顾一下上一张图，注意两条虚线和某些观测数据靠得很近。从直观上说，感觉实线比其他两条虚线更适合作为判定边界，因为它是从两个类别的正中穿过的，分隔了两个类别而没有离任何一类太近。通过这种方式，它把两个类别之间的空间进行了均等的划分。我们要定义一个数值量，叫做特定的分隔超平面产生的边缘
 （margin），它是数据集中任何一点到该超平面的最小正交距离。在二维和两个类别的情况下，我们总是会有至少两个点处于和分隔线的正交距离等于其边缘的位置，分隔线的每一侧各有一个。有时候，我们会有多于两个到分隔线的正交距离等于边缘的点，我们刚才看到的数据里就有这种情况。

下图显示了前面那个图中实线的边缘，可以看出我们有三个点到这个分隔线的距离和边缘相等：
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既然掌握了边缘的定义，我们就有办法把（引导我们选择第一个图中的三条直线中的实线作为判定边界的）直觉形成理论。我们可以进一步把在所有可能的分隔超平面中边缘最大的那一个定义为最大边缘超平面
 （maximal margin hyperplane）。在上边的二维示例中，我们实际上要寻找一条直线，它可以分隔两个类别，同时尽可能远离观测数据。其实示例中的实线实际上就是最大边缘线，因为画不出其他具有比两个单位更大的边缘的直线。这就解释了为何我们在第一个图中选择把它标记为最大边缘分隔线。

为了理解我们在这个简单示例中是如何找到最大边缘超平面的，我们需要用下列方程把该问题正式表达为p个特征的优化问题：
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在这个优化问题里，这两个限制条件放在一起表达的思路是，我们数据里的观测数据不仅需要正确分类，而且要离开分隔超平面至少M个单位。这里的目标是通过适当选择系数βi
 使这个距离M最大化。因此，我们需要一个处理这类问题的优化过程。这个优化过程在实践中实际实现方法的细节超出了本书的讨论范围，但我们后面在用R语言进行编程时会看到它的实际运用。



现在有了一种自然的进展方式，也就是先看当数据并非线性可分离的时候情况会如何变化，我们现在知道这在实际环境的数据集里是典型的情况。让我们先回顾一下，我们已经学习了估计模型参数的两种不同方法，即线性回归的最大似然估计和最小二乘准则。例如，当观察逻辑回归的分类时，我们会考虑使数据的似然最大化的思路。这样需要考虑所有可用的数据点。在用多层感知器进行分类时，这种情况也是成立的。不过，利用最大边缘分类器时，判定边界的构建就只是由那些位于边缘上的点所支持。换言之，利用上述二维示例中的数据，我们可以自由地调整边缘上的三个点之外的任何观测数据的位置，只要这种调整没有导致观测数据落到边缘之内，分隔线就会保持原有位置。因此，我们把位于边缘上的点到分隔超平面的正交向量定义为支持向量
 （support vector）。这样，我们就会看到该二维示例有三个支持向量。在我们的数据中，确定分隔超平面位置的，实质上仅仅是所有点的一个子集，这一事实意味着会有过拟合训练数据的潜在问题。

在另一方面，这种方法没有得到什么像样的性质。我们平分了两个类别之间的空间，对任何一方都没有运用任何偏误。和确定判定边界所需的在边缘上的点相比，明显位于某个类别占据的空间范围之内的点就没有扮演这样的重要角色。


5.2　支持向量分类

我们需要数据是线性可分离的，这样可以用一个最大边缘分类器来进行分类。当我们的数据并非线性可分离时，我们也还可以使用定义一个边缘的支持向量的概念，但这时候要允许某些样本被错误分类。因此，我们实际上定义了一个软边缘
 （soft margin），让数据集里的某些观测数据可以违反它们距离分隔超平面的距离至少要和边缘一样远的约束条件。还有重要的一点是要注意，有时候即使对于线性可分离数据，我们也会需要使用一个软边缘。究其原因，是为了限制过拟合数据的程度。注意，边缘越大，我们对于正确分类新观测数据的能力就越有信心，因为在训练数据里，各类别之间的距离会更远。如果利用一个非常小的边缘来进行分隔，我们对自己正确分类数据能力的信心就更为不足，相反，我们会希望允许存在一些误差，从而得到更为健壮的一个较大的边缘。我们来研究下面的图：
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为了更深刻地理解软边缘优于硬边缘（即使对于线性可分离数据而言）的原因，我们对数据进行了细微的改变。我们会使用之前用过的同一套数据，但是额外增加一个属于类别1的观测数据，并把它放在接近类别-1的边界位置。注意，在加入这个特征值f1
 ＝16、f2
 ＝40的新数据点后，新的最大边缘线有很大幅度的移动！边缘也从2个单位减小为0.29单位。看到这个图，我们会倾向于感觉新的点要么是一个离群值，要么是数据集里的错误标签。如果利用软边缘来允许模型作出一个错误分类的话，我们就会回到之前的分隔线，它会让一个宽得多的边缘来分隔两个类别，并且更不容易过拟合数据。我们会通过修改优化问题的设置来对软分类器概念进行正式表达。

[image: ]


在这种新的设置下，我们引入了一组新的变量ξi
 ，它称为松弛变量
 （slack variable）。在我们的数据集里，每条观测数据对应一个松弛变量，松弛变量ξi
 的值取决于第i条观测数据相对于边缘所处的位置。当观测数据在分隔超平面的正确一侧，并处于边缘的外侧时，该观测数据的松弛变量取值为0。对于硬边界下的所有观测数据来说，这是我们之前看到的理想情况。当观测数据被正确分类但处于边缘内部的某个距离时，对应的松弛变量取值为一个小于1的正数。当观测数据实际上是错误分类的，因此完全处于超平面的错误一侧时，它关联的松弛变量取值为一个大于1的数。以上的总结如下所示：
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当观测数据分类错误的时候，松弛变量的大小和观测数据与分隔超平面之间的距离是成正比的。松弛变量的总和必须小于一个常数C，这意味着我们可以把这个常数想象成一个我们准备容忍的误差的预算。由于单个特定观测数据的错误分类会导致一个松弛变量取值至少为1，而常数C是所有松弛变量的总和，把C设为小于1的值就意味着模型可以容忍一些落在边缘内的观测数据，但是不能容忍错误分类。一个较大的C值往往导致很多观测数据要么位于边缘内部，要么是错误分类的，因为它们都是支持向量，结果我们就会有大量的支持向量。这样会产生一个具有低方差的模型，但是因为我们以一种增加对违反边缘条件和误差的容忍度的方式移动了边界，我们可能会得到更高的偏误。相反，依赖于通过更严格的模型以及由此产生的更小的C值而得到的更少的支持向量，会在模型里产生更小的偏误。不过，这些支持向量中的每一个都会对边界的位置产生更大程度的影响。因此，在不同的训练集上，我们会在模型里得到更大的方差。作为预测建模者，我们又一次看到，模型偏误和方差之间的互相影响会在我们要作出的设计决策中反复出现。



内积

关于支持向量分类器模型的参数如何计算的精确细节超出了本书的讨论范围。但是，这种模型本身其实可以利用观测数据的内积
 （inner product）简化为更便利的形式。两个长度相同的向量v1
 和v2
 的内积是这样计算的：首先计算两个向量元素间的乘积，然后取所有结果元素的总和。在R语言里，直接用乘号符就能获得两个向量元素间的乘积，因此我们可以对两个向量的内积计算如下：
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根据数学术语，我们用三角括号表示内积运算，并用如下公式表示该过程：
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在前面的方程里，对于两个向量v1
 和v2
 来说，下标i是对p个特征或维度的迭代。现在，我们把支持向量分类器的原始形式表示如下：
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这就是输入特征的一个标准的线性组合方程。其实对于支持向量分类器而言，该模型的解可以用我们要尝试进行分类的观测数据x和训练数据集里所有其他观测数据xi
 的内积来表示。更具体地说，支持向量分类器的形式也可以表示为：
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这个方程把模型预测结果y明确表示为输入观测数据x的函数。求和函数现在计算了当前观测对象和数据集里所有其他观测数据的内积的加权总和，这就是我们现在要对n条观测数据进行求和的原因。我们要明确表示，我们并没有改变原始模型本身的任何东西，只是对同一个模型编写了两个不同的表示方式。注意，我们不能假设总体上一个线性模型会采用这种形式，它只是对于支持向量分类器成立。现在，在一个实际环境的场景里，数据集里的观测数据数量n通常是远远大于参数数量p的，因此α系数的数量看起来也会比β系数的数量更大。此外，虽然在第一个方程里我们设想观测数据是相互独立的，但是第二个方程向我们表明，要对所有的观测数据进行分类，就需要考虑所有可能的配对并计算其内积。这样的配对有[image: ]
 个，大约是n2
 的量级。因此，这样看起来我们是在增大复杂度而不是产生更为简单的表达式。不过，其实在我们的数据集里，除了那些支持向量之外，其他观测数据的系数都是0。

注：前面那个方程可以理解为支持向量分类器的训练方程，要根据所有x、y使M最大化的一组条件估算出一组β系数；而这个方程表示的是预测方法，即根据所有训练数据得到的α系数来预测某个观测数据x对应的输出y，因此可以通过内积表示为观测数据x与所有训练数据xi
 的“相似性”的加权总和。——译者注

数据集里的支持向量数量通常是比观测数据总数少很多的。因此，可以明确显示求和的项是数据集里的支持向量集合S里的元素，对新的表达式进行简化：
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5.3　核和支持向量机

目前，我们已经介绍了在线性可分离条件下的最大边缘分类概念以及它到支持向量分类器的扩展，支持向量分类器仍然用一个超平面作为分离边界，但通过指定一个可容忍误差的预算来处理不可线性分离的数据集。在边缘之上或之内的观测数据或被支持向量分类器错误分类的就是支持向量。从使用内积表达的支持向量分类器的替代模型表达式中，也可以看到它们在判定边界定位方面扮演的关键角色。

到目前为止我们在本章看到的情况中，普遍的情况是模型对于输入特征来说都是线性的。我们已经看到，要创建让待分离的类别之间具有非线性边界的模型，在运用不同类型的基础目标函数方面所需的能力就要灵活得多。有一种在我们使用包含内积的新表达式的模型里引入非线性的方式，是对这个结果运用非线性变换。可以定义一个通用函数K，我们称之为核函数
 （kernel function），它对两个向量进行运算，产生一个标量结果。这让我们能够把模型广义化为如下形式：
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现在我们的模型有和支持向量一样多的特征数，每个特征被定义为对当前观测数据和其中一个支持向量的核运算结果。对于支持向量分类器而言，我们运用的核被称为线性核
 （linear kernel），因为它只用到了内积本身，所以产生的是一个线性模型。
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核函数也被称为相似函数（similarity functions），因为我们可以把它们产生的输出当做给定的两个输入向量之间相似度的衡量。我们可以利用非线性核在模型里引入非线性，当这样做时，我们的模型就被称为支持向量机
 （support vector machine）。有很多不同类型的非线性核。其中两种最常见的是多项式核
 （polynomial kernel）和径向基函数核
 （radial basis function kernel）。多项式核采用了两个向量之间内积的幂展开。对于d次多项式，该多项式核的形式是：
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利用这个核，我们实际上把特征空间变换成了一个更高维的空间。对运用于内积的核进行计算比先把所有特征变换到一个高维空间然后尝试把一个线性模型拟合到该空间的效率要高得多。这在我们运用径向基函数核
 （radial basis function kernel）的情况下尤其成立，径向基函数核经常被简称为径向核
 （radial kernel），其变换后特征空间的维度数实际上是无限的，这是由于在它的展开中有无限个项。径向核的形式是：
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经过仔细检查，我们应该能够看出，径向核没有用到两个向量之间的内积。相反，在幂中进行求和的只是这两个向量之间的欧几里得距离的平方。径向核经常被称为局部核
 （local kernel），因为当两个输入向量之间的欧几里得距离很大时，由于在幂里的负号，该核计算得到的值是非常小的。因此，当我们使用一个径向核时，只有和待预测的当前观测数据很接近的向量才会在计算中起到重要作用。我们现在准备好了，可以把所有这些知识投入对一些实际环境数据集的实践中
[1]

 。


[1]
 非线性核的作用是把在当前空间无法线性分离的数据变换到某个更高维的空间，让它们在更高维空间里是线性可分离的，从而在更高维空间里构造支持向量并构建模型。MIT 的 Bob Berwick教授有个SVM傻瓜讲义可以参考：http://web.mit.edu/6.034/wwwbob/svm-notes-long-08.pdf。——译者注


5.4　预测化学品的生物降解

在本节，我们要利用R语言的e1071包，在一个真实环境的数据集上试验我们前面讨论过的模型。作为我们的第一个示例，我们选择了QSAR的生物降解数据集（biodegration data set），它可以从https://archive.ics.uci.edu/ml/datasets/QSAR+biodegradation#
 获得。这是一个包含了41个数值型变量的数据集，它描述了1055种化学品的分子组成及属性。建模的任务是根据这些属性来预测某个特定化学品是否会生物降解。属性的示例有碳、氮、氧原子的百分比，以及重原子在分子中的数量。这些特征是高度专业化的，而且数量巨大，因此这里不会给出完整的清单。完整的清单和有关属性的更多细节可以在网站上找到。目前，我们已经把该数据下载到一个bdf数据框里：
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最后一列V42包含了输出变量，它对不可生物降解的化学品取值为NRB，对可生物降解的取值为RB。我们把这一列记录为我们熟悉的标签0和1：
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既然已经准备好了数据，照例，我们就先按80%/20%比例把它们划分到训练集和测试集里。
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在R里有很多现成的包都实现了支持向量机。在本章，我们要探索e1071包的用法，它向我们提供了svm（）函数。如果我们检查训练数据，会很快发现，一方面各种特征的比例尺是很不一样的，而另一方面，很多特征是稀疏特征，也就是说里面有很多数据的取值都是0。像在神经网络里那样对特征进行比例缩放是个好的思路，尤其是在需要用到径向核时。幸运的是，svm（）函数带有一个scale参数，它的默认值设置为TRUE。这样就可以在训练模型之前把输入特征归一化，让它们具有0均值和单位方差。这个参数让我们不必手工进行这个预处理步骤。我们要研究的第一个模型会使用一个线性核：
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对svm（）函数的调用是按照我们熟悉的范例进行的，首先提供一个公式，然后是数据框的名字，最后是其他和该模型相关的参数。在示例中，我们要训练一个模型，最后的V42列是预测值列，而所有其他列都用来作为特征。因此，我们可以直接使用简单公式V42~.而不必完整地枚举所有的其他列。在指定了数据框之后，我们就要指定使用的核的类型，在本例中，我们选择了一个线性核。我们还要为cost参数指定一个值，它是和模型里的误差预算C相关的：
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除了指定参数的细节之外，模型没有给我们提供太多关于其性能的信息。其中一段有意思的信息是模型里成为支持向量的数据点数量，在这个示例中是272。不过，如果调用str（）函数来检查拟合模型的结构，我们会发现它包含了一些有用的属性。例如，fitted属性包含了模型在训练数据上的预测结果。我们会利用它，通过计算训练数据精确度和混淆矩阵来衡量模型拟合的质量。
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我们得到了一个略低于89%的训练精确度，这是一个不错的起点。下一步，我们要调用predict（）函数来检查在测试数据上的性能，看看我们是否能得到一个接近它的测试精确度，或我们是否最后对数据是过拟合的：
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我们得到的测试精确度确实要比期望略低一些，但是和之前得到的训练精确度足够接近，可以比较有把握认为我们所处的状况是没有过拟合训练数据的。现在，我们已经看到cost参数在模型里扮演了重要的角色，而且对它的选择涉及对模型偏误和方差的权衡。因此，在确定最终模型之前，我们想要对cost参数尝试不同的值。在针对这个参数的一些值手工重复了前面的代码之后，我们得到了下面的一组结果：
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 有时候在构建一个模型时，我们会看到一个警告，告诉我们已经达到最大迭代次数。如果发生了这种情况，我们应该对产生的模型产生疑问，因为这也许是一个迹象，表明模型没有求解成功并且优化过程也是不收敛的。在这种情况下，最好是用不同的cost参数值和/或不同类型的核来进行实验。

这些结果表明，对于cost参数的大部分值，我们所看到的训练数据拟合质量都是非常相似的，大约在88%的水平。具有讽刺意味的是，在测试数据上的最佳性能是在训练数据上拟合最差的那个模型上获得的，它采用的cost参数值是0.01。简而言之，虽然在训练和测试数据集上都有过得去的性能，表格里显示的结果中的低方差实质上告诉我们，在这个特定的数据集上，不可能通过调整cost参数在拟合质量上有根本的改进。

现在，让我们尝试使用一个径向核，看看是否能通过引入某些非线性改进性能
[1]

 。当指定一个径向核时，我们必须同时指定一个正的gamma参数。它对应的是径向核方程里的1/2σ2
 参数。这个参数的作用是控制它的两个向量输入之间相似度计算的局部性。一个较大的gamma意味着，除非两个向量互相非常接近，否则核就会产生接近0的值。较小的gamma产生的是一个更平滑的核，会把更远离的向量对计算进来。同样，这个参数的选择也归结为对偏误和方差的权衡，因此和cost参数一样，我们也会对不同的gamma值进行实验。现在让我们来观察一下，利用一个带有特定配置的径向核，如何创建一个支持向量机模型：
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注意，在这个环境下的径向核能够更接近地拟合训练数据，这是由接近100%的训练精确度表明的，但当我们看到测试数据集上的性能时，结果明显低于我们在训练数据上获得的性能。因此，我们得到了一个非常清晰的迹象，表明这个模型对数据有过拟合。要解决这个问题，我们要手工实验gamma和cost参数的一些不同设置，观察是否能够对拟合进行改善：
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正如我们所见，利用径向核，cost和gamma两个参数的组合得到了范围大得多的结果。从之前构建的数据框，我们可以看到，某些参数组合，例如cost=1和gamma=0.05，让我们在测试数据上的精确度提高到了89%，同时在训练数据上保持了同等的性能。同样，在数据框里，我们也看到很多设置的示例中训练精确度接近100%，但是测试精确度却远远低于它。

因此，我们得出结论，使用一个类似径向核的非线性核，必须小心从事以避免过拟合。不过，径向核是非常强大的，对非线性的判定边界的建模非常有效，往往能得到比线性核更高的分类精确率。分析到目前的程度，我们通常需要为cost和gamma参数确定一个具体的值，然后用所有可用的数据来重新训练我们的模型，再把它部署到实际环境中去。

不幸的是，在使用了测试集来指导我们选择参数的决定之后，它已经不再代表能够让我们在实际环境中预测模型精确度的未知数据集。这个问题的一种可能的解决办法是使用一个检验集，但这就要求我们提前留出一些数据，导致训练集和测试集变得更小。下节会提出应对此困境的一种解决办法。


[1]
 在实际工作中，这样随意地尝试各种核是不可取的，最好是先从数据本身入手发现它的一些规律性，比如通过可视化方法观察它的分布情况，再根据这些规律性尝试适用的核函数。——译者注


5.5　交叉验证

我们已经多次看到，在实际环境里会遇到一种情况，即没有可用的测试数据用来衡量模型在未知数据上的性能。最典型的原因是我们总体上只有很少的数据，希望把它们全部用在训练模型上。另一种情况是，我们希望保留数据中的一部分样本作为验证集，用来对模型的某些元参数进行调优，例如使用径向核的SVM的cost和gamma参数，因此我们已经缩减了起始数据，就不希望再让它进一步缩减了。

不管缺少测试数据集的原因是什么，我们已经知道，由于过拟合的问题，永远不要把训练数据作为模型性能及广义化的衡量标准。这对于功能强大且表达能力强的模型（例如神经网络的非线性模型和使用径向核的SVM等）尤其适用，它们通常能够对训练数据作出非常近似的估算，但对未知数据就难以做到很好的广义化。在本小节，我们要引入交叉验证
 （cross-validation）的概念，也许用下图解释它是最合适的：
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实际上交叉验证的种类不止一个，但在上面的图中，我们显示的是最常见的一种，它称为k折交叉验证
 （k-fold cross-validation）。在这个方案下，我们把训练数据拆分为k个同样大小且不重叠的分区。然后，用k-1个分区训练模型，并把剩下的1个分区作为测试集。这样一共进行k次，每次留出一个分区作为测试集。最后，我们对k个不同测试集上获得的所有估计进行汇总，来计算我们的方法在未知数据上精确度的整体估计。例如，对于要计算分类精确度的分类问题，可以通过对所有不同测试集取平均分类精确度，来得到一个整体的测试集分类精确度。

作为示例，假设我们要用一个仅有500条观测数据的数据集训练一个二元分类模型，并且要进行10折的交叉验证。我们创建了每个由50条观测数据组成的10个分区。然后训练10个模型，每个模型用9个这样的分区构成的450条观测数据来训练，并用剩下的1个分区的50条观测数据来测试。对于这些模型中的每一个来说，我们会针对留出来做测试的那个分区来衡量其分类精确度，并充分利用这10个衡量来获得该模型在未知数据上分类精确度的总体估算。单独地说，由于对训练数据抽样的随机性和测试数据量相对较小，这些模型中某一个的测试集精确度也许并不准确。最后的平均过程对于平滑个别模型可能产生的不规则有重要作用。

给k选择一个适当的值是一个重要的设计决策。给k选择一个较小的值会产生仅用输入数据的一小部分进行训练的模型，它会在模型中引入显著的偏误。例如，如果给k选择2这个值，我们就会只用训练数据的一半来训练模型。这也是在统计学建模中经常出现的偏误-方差权衡的另一个示例。相反，如果我们给k选择一个较大的值，每次训练模型的时候，我们会用到大部分训练数据，因此偏误会保持较低水平。不过，因为实际上每次都使用了几乎相同的训练数据，并且在一个较小的测试集上进行测试，在模型对未知数据精确度的预测中就会观察到较大的方差。在极端情况下，我们实际上可以把k值设定为训练数据的观测数据总数。在这种情况下，每次训练模型的时候，测试集里就只有留出的1条观测数据。因此，这个过程被称为留一交叉验证
 （leave-one-out cross validation）。

注意，我们训练的模型数量是和k值相等的。同时，训练数据量也随着k值的增长而增长，因此，当k值较大时，我们最终会耗费较长的总体训练时间。有时候，这对于选取适当的k值也是一个影响因素，尤其是当单个模型的训练时间比较长的时候。一个好的经验法则是把k值选择为10。

回到我们在前面小节里进行过的分析，记得我们在同一个测试集上手工试验了不同的gamma和cost参数，因为我们不想留出一个检验集来做这件事。e1071包提供了一个tune（）函数，它可以进行k折交叉验证，为模型的元参数（例如SVM的cost）确定适当的值。为此，它要接收一个称为ranges的输入，这是一个向量的列表，里面含有我们要在交叉验证的不同轮次进行调整的所有参数值。在这个示例中，有cost和gamma这两个参数，所以我们给它提供了两个向量：
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正如我们所见，k折交叉验证预测了采用的最佳参数组合是cost值为1、gamma值为0.05，在这个示例中和我们之前在专用测试集的性能里看到的情况一致。当然，一般情况下并非总是如此，事实上，交叉验证表明，预期性能实际上更接近88%，而不是我们之前用这些参数得出的89%。注意在调优结果里列出来的最佳性能实际上是从训练数据的10个分区得到的最小平均误差，我们可以从输出中推断这一点。
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 关于支持向量机，有一本非常值得一读的教材是《An Introduction to Support Vector Machines and Other Kernel-based Learning Methods》，作者是Nello Christiani和John Shawe-Taylor。另一本优秀的参考书讲解了SVM和被称为径向基函数网络（Radial Basis Function Network）的相关神经网络类型之间的深入关系，它就是《Neural Networks and Learning Machines》，作者是Simon Haykin，我们在第4章中也引用过这本书。


5.6　预测信用评分

在本小节，我们要探索另一个数据集，这次是在银行和金融领域。我们关心的具体数据集被称为德国信用数据集（German Credit Dataset），它也存放在UCI机器学习知识库（UCI Machine Learning Repository）里。该数据集的链接是https://archive.ics.uci.edu/ml/datasets/Statlog+%28German+Credit+Data%29
 。

在这个数据集里的观测数据是个人在某个银行的贷款申请。该数据集的目标是判断某个申请是否会构成较高的信用风险。
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首先，把这些数据加载到一个叫做german_raw的数据框里，并向它提供和前面的表格匹配的列名：
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从描述特征的表格，我们注意到有很多类别特征需要处理。因此，我们要再一次调用dummyVars（）函数为它们创建虚拟二进制变量。此外，还要记录输出变量risk，把它作为一个因子，水平0代表优良的信用，水平1代表不佳的信用：
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作为这些处理的结果，现在我们得到了一个带有61个特征的数据框，因为一些类别型的输入特征具有多个水平。下一步，我们要把数据划分为训练集和测试集：
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在该网站上提到了这个数据集的一个特性：这些数据产生的背景是两种不同类型的错误具有不同的成本。具体而言，对于银行来说，把一位高风险客户错误分类为低风险客户的成本比把一位低风险客户错误分类为高风险客户的成本要高5倍。这是可以理解的，因为在第一种情况下，银行要承受由于发放了无法偿还的贷款而产生的大量财产损失，而第二种情况下，银行只是错过了发放能够为银行产生利息的贷款的机会。

svm（）函数有一个class.weights参数，我们用它来指定把一条观测数据错误分类到每个类别的成本。这是我们把非对称误差成本信息引入模型的方法。首先，我们要创建一个类别权值的向量，并注意要指定对应输出因子的各个水平的名称。然后，我们会调用tune（）函数来训练使用径向核的不同SVM模型：
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被推荐的最佳模型参数为cost=10、gamma=0.05，达到了74%的训练精确度。让我们看一下该模型在测试数据集上的表现：
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在测试集上的性能是73.5%，和在训练中看到的数据非常接近。正如我们所预期的，我们的模型把低风险客户错误分类为高风险客户的误差会多得多。不出所料，这对按照正确分类的观测数据量占总观测数据量之比计算得出的总体分类精确度产生了负面影响。实际上，如果去掉这个成本的不平衡性，实际上我们可以给模型选择不同的一组参数，那么从无偏误分类的精确度角度而言，得到的性能会更好：
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当然，最后一个模型会作出更多把高风险客户当做低风险客户的代价高昂的错误分类，我们知道这样是非常不理想的。我们会用最后的两点思考来结束本小节。首先，给gamma参数和cost参数选取了相对小的取值范围。作为留给读者的一个练习，可以对这两个参数运用更大的取值范围，重新进行分析过程，看看能否得到更好的性能。不过，这样有可能会导致更长的训练时间。第二，这个特定的数据集是相当有挑战性的，它的基准精确度实际上是70%。这是因为在数据中70%的客户是低风险客户（两个输出类别是不平衡的）。因此，更适合使用的指标可能是计算我们在第1章里看到的卡巴统计量，而不是分类精确度。


5.7　用支持向量机进行多类别分类

正如在逻辑回归里那样，我们看到支持向量机背后的基本前提是，它是设计用来处理两个类别的。当然，我们通常会遇到需要能处理更多类别的情况，例如根据不同的外形特性来对不同植物品种进行分类。应对这种问题的一种方式是一对多
 （one versus all）方法。在这种方法里，如果有K个类别，我们可以创建K个SVM分类器，对于每个分类器，要尝试把特定的一个类别从其他所有类别中区分出来。要判定选择哪个最佳类型，我们可以选取能让观测数据离分隔超平面的距离最大（因此离所有其他类别最远）的那一个类别。更正式地说，要选取让我们的线性特征组合在所有不同分类器里具有一个最大值的那个类别。

另一种方法被称为（平衡的）一对一
 （one versus one）方法。我们为所有可能的输出类别配对都创建一个分类器。然后用这些分类器对观测数据进行分类，并对每次胜出的类别进行累计。最后，选取得到最多票数的那个类别。这个方法实际上就是e1071包里的svm（）函数所实现的方法。因此，当我们遇到多类别问题的时候，就可以利用这个函数。


5.8　小结

在本章，我们讲解了最大边缘超平面，作为一种判定边界，它是通过找到两者之间最大距离的方式来划分两个类别的。当两个类别是线性可分离时，它产生了两个类别之间的空间被均分的状况。

我们看到，在有些情况下条件并非总是那么理想，例如当一些观测数据的类别互相靠近的时候。对这个方法的一种改进是支持向量分类器，它能容忍一些违反边缘条件甚至错误分类的情况，以获得一个更稳定的结果。它也能处理并非线性可分离的类别。支持向量分类器的形式可以按照被分类的观测数据和支持向量之间的内积来表达。这样会把特征空间从p个特征变换为和支持向量数量相等的特征数。对这些新特征运用核函数，我们就能在模型中引入非线性，从而得到一个支持向量机。

在实践中，训练支持向量分类器（也就是一种带有线性核的支持向量机）涉及对cost参数的调整。在训练数据里得到的性能可以接近在测试数据里得到的性能。相反，通过运用一个径向核，我们就有可能让训练数据的拟合更为紧密，但是我们也更有可能落入过拟合的陷阱。

为了应对这个问题，尝试cost和gamma参数的不同组合是有用的。为了有效率地进行这一尝试，并无需牺牲数据用作检验集，我们介绍了交叉验证的概念。实际上，我们对原始训练数据划分为训练和测试集进行了很多不同的实验，并对所有划分方式的测试集精确度取平均值。然后利用这个精确度来决定我们感兴趣的参数的值，并在用我们选择的参数值训练出来的模型上，用原始测试数据集来估算它在未知数据上的性能。

在下一章，我们要探索机器学习的另一块基石：树形模型。也被称为决策树，能够处理回归和多类型的分类问题，它是高度可解释的，并且有内建的处理缺失数据的方法。


第6章　树形方法

在本章，我们要讲解创建预测模型的最直观方式之一——利用树的概念。树形模型也往往称为决策树模型，它可以成功地运用于处理回归和分类两种问题。我们在本章会探索这两种场景，还要学习一些能有效地训练这些模型的不同算法。我们还要学习这些模型具有的一些有用属性，例如它们处理缺失数据的能力，以及它们高度可解释的事实。


6.1　树形模型的直观印象


决策树
 （decision tree）这种模型具有非常直接的结构，让我们能根据安排在树形结构里的一系列规则来对输出变量进行预测。建模的输出变量可以是类别型的，它让我们能利用一个决策树来处理分类问题。同样的，我们也可以利用决策树来预测一个数值型输出，在这种模式下，我们也能处理预测任务属于一种回归任务的问题。

决策树由一系列分裂点组成，它们通常称为节点
 （node）。为了利用决策树进行预测，我们要从树的顶端那个被称为根节点
 （root node）的节点开始。根节点是一个决策或分裂点，因为它根据输入特征之一的值设置了一个条件，根据这个决策就知道应该沿着树的左侧部分还是右侧部分继续前进。在每个遇到的内节点
 （inner node）上重复这个选择向左或向右的过程，直到到达一个叶节点
 （leaf node）为止。叶节点是位于树的底部的节点，它们会把输出的特定值作为我们的预测结果。

作为图示，让我们来看看一个非常简单的决策树，它有两个特征，x1和x2。
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注意，树是一种递归结构，某个节点下的树的左边和右边部分本身也是树。它们分别被称为左子树
 （left subtree）和右子树
 （right subtree），它们通往的节点是左孩子
 （left child）和右孩子
 （right child）。要了解在实践中如何着手使用决策树，我们可以尝试一个简单示例。假设我们要利用上面的树来预测某个x1值为96.0、x2值为79.9的观测数据的输出。我们从根节点开始，并作出沿着哪个子树前进的决策。x2值大于23，因此我们沿着右分支到有一个需要判定的新条件的新节点。x1值大于46，因此我们再一次沿着右分支前进，到达了一个叶节点。这样，我们就把由该叶节点指示的值-3.7作为输出。这就是模型根据给定的一对输入数据所预测出的值。

一种看待决策树的方式是，它们实际上是对一系列通往不同输出的if-then规则进行编码。对于每个叶节点来说，我们可以编写一个规则（如果需要结合多个条件的话，可以利用布尔AND运算符），该规则必须保持为true才能让树输出该节点的值。我们可以从根节点开始，沿着树上每一条通往一个叶节点的路径就能提取出所有这些if-then规则。例如，前面的小回归树会引导出下面的3个规则，每个规则对应它的一个叶节点：

·If（x2<23）Then Output 2.1

·If（x2>23）AND（x1<46）Then Output 1.2

·If（x2>23）AND（x1>46）Then Output-3.7

注意，必须把后两个规则的两个条件用AND运算符连接，因为通往一个叶节点的对应路径包括的决策节点多于1个（把根节点也算进去）。

另一种思考决策树的方式是，它们把特征空间划分为一系列二维空间里的长方形区域、三维空间里的立方体，以及在更高维空间里的超立方体。记住，特征空间里的维度数就是特征的数量。因此，示例的回归树的特征空间有两个维度，我们可以把这个空间分拆为长方形区域的情况可视化，如下所示：
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基于规则的解释和空间分区解释是对同一个模型的同等看法。空间分区解释尤其有助于我们理解决策树的一个特别的性质，即它们必须完全覆盖所有可能的输入特征组合。换言之，不应该有任何一个输入在决策树里找不到能通往一个叶节点的路径。每次给定一组输入特征的值，我们必须总是能返回一个答案。决策树的特征空间分区解释实际上告诉我们，不能存在不属于任何一个对应指定值的分区的单个点或多点空间。类似地，对于决策树的if-then规则集解释，我们表达的是对于任何输入特征组合，总有一个可用的规则，因此可以把规则重新组织为一个对等的if-then-else结构，其中的最后一个规则是一个else语句。


6.2　训练决策树的算法

既然理解了决策树的原理，我们就要解决如何用一些数据来训练一个决策树的问题。已经有一些构建决策树的算法被提出来了，在本节我们会讲解其中一些最为知名的。有一件事要牢记在心，那就是无论选择哪个构建树的算法，我们都必须回答下面4个基本的问题：

·对于每个节点（包括根节点），我们应该如何选择用于分裂的输入特征，给定该特征之后，分裂点的值又是什么？

·我们如何决定，一个节点是否应该成为一个叶节点，或我们是否应该把它作为另一个分裂点？

·我们的树允许的深度是多少？

·当到达一个叶节点时，我们应该预测的值是什么？
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 Tom Mitchell编写的《Machine Learning》一书中的第3章有对决策树很好的介绍。该书很可能是机器学习领域第一本全面的教材，因此很值得一读。虽然它是在1997年出版的，但书里的很多材料在今天仍然不过时。此外，根据该书的网站http://www.cs.cmu.edu/~tom/mlbook.html
 上的信息，计划中的第2版已经在写作中了。


6.2.1　分类和回归树


分类和回归树
 （Classification and Regression Tree，CART）方法，以下我们会简称为CART，是最早提出的构建树形模型的方法之一。顾名思义，这个方法论包括一种构建回归树的方法和一种构建分类树的方法。

CART回归树

对于回归树，CART方法关键的直观思路是，在树的任何给定点，我们要通过找出其中能最大幅度降低误差平方和（SSE）的组合，选择作为分裂依据的输入特征及其分裂点的值。对于用CART构建的回归树的每个叶节点，预测值就是由分配给那个叶节点的所有数据点所预测的输出的平均值。为了确定该决策树应该构造一个新的分裂点还是一个叶节点，我们可以对当前分配给一个节点的数据点数量进行计数，如果这个计数值少于预先确定的一个阈值，我们就创建一个新的叶节点。

对于树中任何给定的节点，包括根节点在内，我们先把一些数据点分配给该节点。在根节点上，所有的数据点都会分配进去，但是一旦做出了一次分裂，某些数据点就会分配给左孩子，其他的点分配给右孩子。SSE的起始值就是用分配给当前节点的n个数据点的输出变量yi
 的平均值y计算出的误差平方和：
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如果我们把这些数据点分裂为两组，大小分别是n1
 和n2
 ，就有n1
 ＋n2
 ＝n，我们对所有数据点计算一个新的SSE，它是这两个新组的SSE值之和，我们就得到了：
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在这里，第一个求和是对j进行迭代，它是对应左孩子的第一组里的数据点的新下标，第二个求和是对k进行迭代，它是对应右孩子的第二组里的数据点的新下标。CART背后的思想是，我们要通过考虑每个可能的特征和该特征里每个可能的分裂点来形成这两个组，让这个新的量值最小化。因此，我们可以认为CART里的误差函数就是SSE。

CART和一般的树形模型的自然优势之一，就是它们能够处理各种输入类型，从数值型输入（离散和连续都可以）到二元输入，以及类别型输入。例如，对数值型输入，可以让它们按升序以自然的方式进行排序。当我们这么做的时候，可以看到，如果我们有k个不同的数值，就有k－1种不同的方式把这些数值分裂到两个组里，让一个组里的所有数值都小于第二个组里的所有数值，且每个组都至少有1个元素。这就是通过挑选这些数值本身作为分裂点，并且不把最小的数值作为分裂点（否则会产生一个空的组）。因此，如果有一个由数值{5.6，2.8，9.0}组成的特征向量x，我们可以先把这些数值排序为{2.8，5.6，9.0}。然后，把除了最小数值（2.8）以外的每个数值构成一个分裂点，并设定一个相应的规则来判定输入值是否小于分裂点。这样，我们就对输入向量产生了两个可能的分组：

·Group1={2.8}，Group2={5.6，9.0}IF x<5.6 THEN Group1 ELSE Group2

·Group1={2.8，5.6}，Group2={9.0}IF x<9.0 THEN Group1 ELSE Group2

注意，很重要的一点是在每个组里至少要有一个元素，否则我们实际上没有分裂数据。对二元输入特征的处理也可以直接运用一个分裂点，该点对应的是把该特征取第一个值的所有数据点放到第一组，把剩下该特征取第二个值的数据点放到第二组。

处理无序的类别型输入特征（因子）要困难得多，因为它没有自然的顺序。因此，因子里水平的任何组合都可以分配给第一组，而剩下的分给第二组。如果我们在处理一个具有k个不同水平的因子，那么就会有2k-1
 -1种构建2个组的可能方式，让每组至少能分配一个水平。

因此，正如我们所知，一个二元取值的特征有一种可能的分裂方式，而有三个取值的特征就有三种可能的分裂方式。对于包含了数值{5.6，2.8，9.0}的数值型特征向量，我们已经看到了两种可能的分裂方式。如果把这些数值作为标签，第三种可能出现的分裂方式就是一组包含该特征取值为5.6的数据点，另一组包含取值为2.8和9.0的。显然，当我们把该特征视为数值型的时候，这种分裂方式是不成立的。

最后强调一点，我们对于类别型输入特征总是可以把一对多方法当做备选方案，它实际上和每组永远由一个元素组成的分裂方式是一样的。这个方法并非总是好的思路，因为有时候其实某些水平的子集放在一起时比单个的水平预测输出的效果更好。但如果情况确实是这样，产生出来的树很可能会更复杂，具有大量的节点分裂。

对于寻找并评估类别型输入特征的所有不同分裂点的相关复杂性，有很多种方法可以应对，但是我们目前不会深入到更多细节里。相反，让我们来编写一些R代码，看看如何运用CART采用的SSE准则，找到一个数值型输入特征的分裂点：
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第一个函数compute_SSE_split（）接受一个特征向量v，一个输出向量y，以及我们要分裂的特征向量的一个特定值，即split_point。它利用这些参数来计算该分裂方式的SSE值。为此，它首先会创建一个索引向量，记录特征向量里所有值小于split_point值的元素。然后用这个索引向量把输出向量分裂为y1和y2两组，前者包含由索引向量记录的元素，后者包含剩余的其他元素。最后，SSE就是用组内均值的距离平方和这个熟悉的公式计算得到的两组SSE之和。

第二个函数compute_all_SSE_splits（）接受一个特征向量v和一个输出向量y，并用特征向量里所有的唯一元素作为可能的分裂点（为简单起见，我们忽略了一个事实，那就是不能用特征向量里最小的值进行分裂）。

为了演示在CART里是如何进行分裂的，我们要创建一个小的人造数据集。下面的代码片段会创建2个输入特征的20个随机观测数据，并把结果保存在数据框rcart_df里：
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在实践中，20个数据点用来作为构建一个叶节点的阈值也许是个合适的数字，但是对于这个示例来说，我们会直接假设要利用这些数据进行一次新的分裂。我们有两个输入特征x1和x2。前者是一个二元输入特征，我们用数值型标签0和1来给它们进行编码。这让我们能复用刚才编写的计算可能的分裂方式的函数。后者是一个数值型输入特征。通过分别对每个特征调用compute_all_SSE_splits（）函数，我们可以对每个特征计算所有可能的分裂点及其SSE。下面两个图依次显示了每个特征的SSE值：
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看看这两个图，我们可以看到最佳的可能分裂方式产生了一个124.05的SSE值，在18.7这个值对特征x2进行分裂可以达到这个值。因此，我们的回归树会包含一个节点，其分裂规则如下：
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CART方法论总是运用上述逻辑来确定是否在每个节点作出一个新的分裂以及如何选择分裂的特征及其取值。这种在每个节点分裂数据点来创建回归树的递归方法就是这个过程被称为递归分区
 （recursive partitioning）的原因。

剪枝

如果允许递归分区过程无限重复，我们最终会终止于每个叶节点里有一个数据点的情况，因为那种情况下无法继续再分裂数据了。这个模型会完全拟合训练数据，但对于未知数据来说，这样的性能能成为一般规律的概率是微乎其微的。因此，树形模型是易于产生过拟合的。为了解决这个问题，我们需要控制最终决策树的深度。

为了限制树的大小和复杂性，从树中删除节点的过程称为剪枝
 （pruning）。一种可能的剪枝方法是，设立一个阈值，规定可以在树上创建新分支（而不是产生一个叶节点）的最少数据点。这样可以在过程中更早地创建叶节点，而分配给它们的数据点不一定都会有相同的输出。在这种情况下，我们可以直接预测回归的平均值（对于分类则是最常见的类别）。这就是预剪枝
 （pre-pruning）的示例，因为剪枝是在构建它的过程中，在它完全构建好之前进行的。

直观地说，我们应该能看到树的深度越大，分配给叶节点的数据点的平均数量越少，过拟合的程度就越高。当然，如果在树里的节点更少，我们对相关数据进行的建模就很可能粒度不够细。

一个树允许增长到什么程度，这个问题也就相当于问，如何尽可能近似地对我们的数据进行建模，同时控制过拟合的程度。在实践中，利用预剪枝比较棘手，因为很难找到一个合适的阈值。

在CART方法里，剪枝的另一种正则化过程叫做成本复杂性调优
 （cost-complexity tuning）。实际上，采用前一节描述的递归分区方法，产生的树总是允许扩展的。一旦该过程完成，我们就要修剪产生的树，也就是说，我们要开始根据某些准则来删除分裂点、合并叶节点，从而缩减树的规模。这个过程被称为后剪枝
 （post-pruning），因为是在树构建之后对它进行剪枝。当构建原始树的时候，使用的误差函数是SSE。为了对树进行剪枝，我们会用一个带有惩罚的SSE版本进行最小化：
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这里的α是一个控制正则化程度的复杂度参数，Tp
 则是树的节点数，它是一种对树的大小进行建模的方法。和lasso在广义线性模型里限制回归系数的大小类似，这个正则化过程会限制产生的树的大小。一个很小的α值会产生较小幅度的剪枝，而α取0值的极端情况对应的是根本不进行剪枝。在另一方面，给这个参数采用一个较大的值会导致树大幅变短，在极端情况下会产生一个大小为0的根本没有分裂的树，它会对所有可能的输入预测一个输出的平均值。

实际上，α的每个具体值都对应着一个唯一的树结构，它会把那个具体值的SSE惩罚形式进行最小化。换言之，给定一个具体的α值，就有一种唯一且可预知的方法对一棵树进行剪枝，从而把有惩罚的SSE最小化，但这个过程的细节已经超出了本书的范围。就目前而言，我们可以直接假定α的每个值都是和一棵树相关联的。

这个特性非常有用，因为我们只要给复杂度参数α设定了一个值，对树的选择就没有任何模糊性了。但是，这个规律并没有提供确定具体应该使用什么值的方法。我们在第5章里看到的交叉验证，就是设计用来给这个参数估计一个合适值的常用方法。要把交叉检验方法运用到这个问题中，就需要把数据分区为k折。然后利用除了1折之外的所有数据对k个树进行训练和剪枝，并对k折中的每一个重复这个过程。最后，我们会衡量留作测试数据的那1折的SSE，并对结果取平均值。我们可以针对不同的α值重复这个交叉检验过程。当有更多数据时的另一种方法是，利用一个验证数据集来评估用不同的α值在同样的训练数据集上训练的模型。

缺失数据

决策树的特性之一就是它们天然具备了在训练过程中处理缺失数据的方式。例如，当考虑在某个节点上用哪个特征进行分裂时，我们可以忽略在某个特征上有缺失值的数据点，并利用剩余的数据点完成对误差函数（偏差、SSE等）可能的约简。注意，虽然这个方法很方便，但是它有可能极大地增加模型的偏误，尤其是当我们由于缺失数据而忽略了可用训练数据中较大一部分的情况下。

有人可能会想知道，我们是否能在对未知数据点进行预测的过程中处理缺失数据。如果我们处在树中某个对某个特征进行分裂的节点上，而测试数据点在这个特征上正好有个缺失值，我们看起来就处于困境了。在实践中，这种状况可以通过利用替代分裂点
 （surrogate split）来应对。这背后的关键概念是，对于树中的所有节点，除了那些用于进行分裂的最理想特征之外，我们还会留意一组其他的特征，它们能在数据中产生和我们实际选择的特征所产生的分裂相似的分裂。在这种方式下，当测试数据点在进行预测所需的某个特征具有缺失值时，我们就可以参考某个节点的替代分裂点，并对这个节点采用一个不同的特征。


6.2.2　回归模型树

CART构建的回归树的潜在缺陷之一，就是即使我们限制了分配给某个叶节点的数据点数量，在这些数据点中的输出变量还是会有相当大的差异。在发生这种情况的时候，取平均值用作该叶节点的单个预测结果未必是最好的办法。


回归模型树
 （regression model tree）试图克服这个局限性，用叶节点的数据点构建一个线性模型来预测输出。最初的回归模型树算法是由J.Ross Quinlan设计出来的，称为M5。M5算法在树中的每个节点计算出一个线性模型。对于一个测试数据点，我们首先计算从根节点到一个叶节点经过的判定路径。然后，和该叶节点相关的线性模型的输出就是做出的预测结果。

M5也和在CART里运用的算法不同，差异在于它运用了一个不同的准则来判定用哪个特征进行分裂。这个准则就是标准差的加权约简：
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这个一般方程假定我们把数据分裂为p个分区（正如我们见过的树结构，p通常等于2）。对于每个分区i，我们要计算其标准差σi
 。然后用每个分区的相对大小（ni
 /n）作为权值来计算这些标准差的加权平均数。这个值会被未分区数据的初始标准差减去。

这个准则背后的思想是，分裂一个节点所产生数据点的分组应该让每个组对于输出变量产生的差异性比把所有数据点集中起来产生的更小。在本章的后续部分，我们会有机会看到M5树以及CART树的实际应用。


6.2.3　CART分类树

利用CART方法论构建分类树延续了为最小化某个误差函数而递归地分裂数据点的概念。我们一开始会猜测适合它的一种误差函数是分类精确度。其实，它并不是特别适合用作构建分类树的衡量指标。

我们实际要用到的是一种节点纯度的衡量指标，它会根据节点是否主要包含属于输出类别之一的数据点来对节点进行评分。这是一种非常直观的思路，因为我们实际上对分类树的目标是最终能把训练数据点按照在叶节点上的数据点集合进行分组，从而让每个叶节点包含只属于某一个类别的数据点。这就意味着，如果在预测时抵达了那个叶节点，我们就能很有信心地预测这个类别。

经常配合CART用于分类树的一种节点纯度的衡量指标是基尼指数
 （Gini index）。对于某个带有K个不同类别的输出变量，基尼指数G的定义如下：
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为了计算基尼系数，我们要计算每个类别概率的估算，并用它乘以不出现该类别的概率。然后我们把所有这些乘积进行累加。对于一个二元分类问题，应该很容易看到基尼系数计算为[image: ]
 ，其中[image: ]
 是类别之一的估计概率。

为了计算树中某个节点上的基尼系数，我们可以直接使用标签为类别k的数据点数量占数据点总数的比例，把它作为在有关节点上某个数据点属于类别k的概率的估算。下面是一个计算基尼系数的简单R语言函数：

[image: ]


为了计算基尼系数，gini_index（）函数首先把一个向量里所有的条目制成表格。它把每个这些频率的计数除以计数总数，把它们变换为概率估计。最后，它对每个这些概率计算[image: ]
 乘积，并累加所有的项。让我们用一些示例来试试：
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注意一个全纯节点（只有单个类别的节点）的基尼系数是如何取0值的。对于一个具有同等比例的两个类别的二元输出，基尼系数是0.5。类似于回归树里的标准差，我们在基尼系数里也用到了加权约简，对每个分区用它的相对大小进行加权，来确定适当的分裂点：
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另一个常用的准则是偏差。在学习逻辑回归时，我们看到它就是常数-2乘以数据的对数似然。在分类树的情况下，我们会这样计算分类树里某个节点的偏差：
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与基尼系数不同，一个节点里的观测数据总数nk
 会影响偏差的值。不同类别的数据点都具有相同比例的所有节点会有相等的基尼系数，但如果它们包含的观测数据数量不同，它们就会有不同的偏差值。不过，在这两种分裂准则里，全纯节点都会取0值，否则会是一个正数值。

除了使用不同的分裂准则，利用CART方法论构建分类树的逻辑和构建回归树的逻辑完全一致。其中对缺失值的处理方式也相同，树的预剪枝方式也相同，也就是对留出来构建叶节点的数据点数量使用一个阈值。树的后剪枝也是用和回归树里同样的成本-复杂度方法进行，不过要先用基尼系数或偏差替换SSE作为误差函数。


6.2.4　C5.0

由Ross Quinlan设计的C5.0算法是一种用于构建分类决策树的算法。该算法是从一个名为ID3的算法开始的一系列持续改进版本的最终版，在完成C5.0之前的版本是C4.5（在Java语言里的开源实现被称为J48）。用于决策树的缩略词有很多，但是好在它们中有很多是相互关联的。C5.0算法系列和CART方法论有一些不同之处，最值得注意的是分裂准则的选择和剪枝过程。

C5.0采用的分裂准则被称为熵
 （entropy）或信息统计量
 （information statistic），它的根源来自信息论。熵的定义是通过一条消息传递信息所需的二进制数字（位）平均数量，它是使用不同符号的概率的一个函数。熵和统计物理学也有颇有渊源，它在其中用来表达一个系统里的混沌度和不确定性。当一个系统的符号或分量具有相等的概率时，不确定性就会比较高，但是当某个符号比其他符号出现的可能大很多时，熵就是比较低的。这种现象让熵的定义在衡量节点纯度方面非常有用。在有K个类别的多类别场景里，熵的正式定义如下：
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在二元类别的情况下，该方程可以简化为（其中p等于两个类别中任意一个的概率）：
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在下图中，我们可以针对二元分类进行熵和基尼系数的比较：
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从上图我们可以看到，两个函数对于二元分类问题具有相同的总体形态。回顾一下，熵越小，我们对类别分布具有的不确定性就越小，因此就具有更高的节点纯度。因此，我们在构建树的过程中希望让熵最小化。在ID3算法里，采用的分裂准则是加权的熵约简，它也被称为信息增益
 （information gain）：
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实际上，这个准则有选择性偏误
 （selection bias）的问题，即它会有利于类别变量，这是因为，和连续特征能找到的线性的分裂范围相比，类别变量的分组数量可能非常大。为了解决这个问题，从C4.5开始，该准则被改进为信息增益率
 （information gain ratio）。这是信息增益的归一化版本，我们会在其中针对一个叫做分裂信息值
 （split information value）的量进行归一化。

这个量用每个分区本身的大小来表示我们能获得信息的潜在增量。较大的分裂信息值出现的情况是我们有大小较为均匀的分区，而较小的值则是当大部分数据点集中于少量分区里的时候出现的。总之，有如下关系：
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C5.0系列算法还纳入了对树进行剪枝的替代方法，这些方法不仅仅是去除节点和子树。例如，叶节点之上的内节点可能会去掉，这样在被去除的节点下面的所有节点（即子树）就会上移并替代被去除的节点。C5.0尤其是一种非常强大的算法，它还包含了对速度、内存使用、局部增强（native boosting，下一章会有介绍）能力的改进，以及指定一个成本矩阵的能力，让算法避免做出某些类型的错误分类，正如我们在上一章的支持向量机部分看到的。

我们会在后续章节讲解如何在R语言里用C5.0来构建树。


6.3　在合成的二维数据上预测类别归属关系

我们在R语言里展示树形方法的第一个示例会在一个我们创建的合成数据集上进行。该数据集可以利用本章配套的R语言文件里的命令来产生，这个文件可以从网上下载得到
[1]

 。该数据由带有2个输入特征x1和x2的287条观测数据构成。

输出变量是一个有3种可能的类别a、b、c的类别变量。如果按照代码文件里的命令执行，我们最后会得到R里的一个数据框mcdf：
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这个问题其实非常简单，因为一方面我们有个非常小的、只有2个特征的数据集，另一方面是类别刚好在特征空间里被完全分离，这是很少见的情况。尽管如此，我们在本小节的目标是在中规中矩的数据上讲解分类树的构建过程，在下一节才会在真实环境的数据集里进行具体操作。

要为这个数据集构建一个分类树，我们会用到tree包，它给我们提供了用CART方法论训练模型的tree（）函数。照例，第一个要提供的参数是一个公式，第二个参数是数据框。该函数也有一个指定分裂采用准则的split参数。在默认情况下，这个参数会设置为对应偏差准则的deviance，我们用它在这个数据集上得到的性能更好。我们鼓励读者自己重复这个实验，把split参数设置为gini，尝试用基尼系数来进行分裂。

此处不再赘述，让我们来训练第一个决策树：
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我们对已经训练好的模型调用summary（）函数来获得关于我们构建的树的某些有用信息。注意，对于这个示例，我们不会把数据拆分为训练和测试集，因为我们的目标是先讨论模型拟合的质量。从结果提供的摘要中，看起来我们在整个数据集里只错误分类了一个样本。通常，这种情况会引发过拟合的疑问，不过，我们已经知道在特征空间里类别是理想分隔的。可以调用plot（）函数来绘制这个树的形状，并用text（）函数显示所有相关的标签，这样就可以把构建好的分类器完整地可视化：
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下面就是产生出来的绘图：

[image: ]


注意，绘图给每个节点（包括非叶节点）显示了一个预测的类别。这就让我们能看出在树的每个步骤，哪个类别是起主要作用的。例如，在根节点我们看到，其主要作用的类别是类别b，因为它在数据集里是最具代表性的类别。能看到我们的决策树代表的二维空间分区情况，这是有指导意义的。

对于一个和两个特征的情况，tree包让我们能用partition.tree（）函数来可视化决策树。我们已经做了这件事，并把原始数据叠加上去，从而看到该分类器是如何给空间分区的：
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大部分人很可能会在我们的数据里识别出6个簇，不过，该图右上角的两个簇都被分配给了类别b，因此我们的树形分类器把这整个区域空间指定为单个叶节点。最后，可以看到那个本来属于类别b却被分配给了类别c的错误分类点（就是图上部中间的那个三角形）。

另一个有意思的观察是，在这个特定案例中，空间是如何高效地分区为长方形的（分为6个簇的数据集只有5个长方形）。另一方面，我们可以预期该模型具有某些不稳定性，因为有几个长方形的边界和数据集里的数据点非常接近（因而靠近某个簇的边缘）。因此，可以预期，在以产生训练数据的相同过程所创建的未知数据上，我们会获得一个更低的精确度。

在下一节，我们要为一个真实环境下的分类问题构建树形模型。


[1]
 本书配套代码的下载链接是：https://www.packtpub.com/code_download/17457/other，解压后找到其中的chapter6.R文件，里面标题为“Synthetic Data Set Generation”的那段代码就是用来合成这个数据集的。——译者注


6.4　预测纸币的真实性

在本节，我们要研究的是预测特定纸币是真实还是伪造的问题。这个纸币真实性验证数据集（banknote authenticationdata set）存放在https://archive.ics.uci.edu/ml/datasets/banknote+authentication
 。该数据集的创建者从真实和伪造两种纸币中各挑选了一些样本，并用工业照相机对它们进行拍照。产生的灰度图用一种被称为小波变换的时间-频率变换进行处理。在这个变换里构建了3个特征，再加上图像的熵，就构成了这个二元分类任务的全部4个特征。

[image: ]


首先，我们要把1372条观测数据划分为训练和测试集：
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下一步，我们要引入R的C50包，它包含了对C5.0分类算法的实现。属于该包的C5.0（）函数也会接受一个公式和一个数据框作为其必需的最小输入。和以前一样，我们可以调用summary（）函数来检查产生的模型。我们只会关注构建好的树，而不是重新产生前面那样的整个输出。
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正如我们所见，在树里多次使用一个特征来进行新的分裂是完全可以接受的。树中叶节点右侧括号里的数字表示的是分配给该节点的类型所包含的观测数据数量。正如我们所见，树中绝大部分的叶节点都是纯节点，只有属于某个类别的观测数据被分配给了它们
[1]

 。

只有两个叶节点里有一条观测数据属于该节点的少数派类别，通过这个情况我们可以推理出，使用该模型在训练数据里只有两个错误。要查看模型是否对数据有过拟合，或它是否真的能很好地广义化，我们就要在测试集上对它进行测试：
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测试精确度是接近完美的，这是极为罕见的情况，也是我们在本章最后一次可以如此轻易完成任务！作为最后一个说明，C50（）也有一个costs参数，它对于处理非对称的误差成本很有用。


[1]
 带有1个误差数据的两个非纯节点是其中的waveletVar>-3.3604:0(93/1)和waveletSkew>-1.8624:0(21/1)。——译者注


6.5　预测复杂的技能学习

在本节中，我们会有机会探索来自一个叫做SkillCraft的创新和前沿项目的数据。感兴趣的读者可以在http://skillcraft.ca/
 找到关于这个项目的更多信息。这个项目背后的关键思路是，通过研究某个涉及复杂资源管理和战略决策的即时策略
 （real-time strategy）游戏的玩家表现，我们可以研究人类如何学习复杂技能并在动态资源分配的场景里提高速度和能力。为此，该项目从暴雪公司（Blizzard）开发的流行即时策略游戏《星际争霸2》（Starcraft 2）收集了玩家的数据。

在这个游戏里，玩家们在很多固定地图和基地之一上互相竞争。每个玩家必须从3个虚构的种族中选择其中之一，开始会配有6个农民，这是用来收集2种游戏资源之一的。要建立各种单位、建造建筑物、每个种族独有的军队、研究技术，以及建造更多的农民，都需要这些资源。该游戏涉及了即时任务里的经济发展、军力增长和军事策略。

通过一个根据玩家表现的技术水平组成联赛的在线匹配算法，玩家们被配对成为对手。该算法对玩家技术的感知会根据该玩家在参加的游戏中的表现而随时间变化。游戏里一共有8级联赛，它们的玩家数量分布不均匀，其中低级别的联赛里玩家更多，而高级别的联赛里玩家更少。

对游戏有个基本的了解之后，我们就可以从UCI机器学习知识库下载SkillCraft1 Master Table数据集，其网址是：https://archive.ics.uci.edu/ml/datasets/SkillCraft1+Master+Table+Dataset
 。这个数据集的行是玩家们玩的每一次游戏，游戏的特征是某个玩家玩游戏时的速度、能力和决策。该数据集作者采用的既有游戏玩家熟悉的表现衡量指标，也有其他的衡量指标，比如感知动作循环
 （Perception Action Cycle，PAC），它会尝试把玩家处于某个时间窗口时在地图上的固定位置的动作进行量化。

目前的任务是根据这些表现的衡量指标来预测某个玩家当前被分配到8个联赛中的哪一个。我们的输出变量是一个有序的类别变量，因为有8个不同的联赛，序号从1到8，最后一个对应的是由技术最高的玩家组成的联赛。

一种对待序号输出的可能方式是把它们当做一个数值型变量，把这个任务作为回归任务来进行建模，并构建一个回归树。下表描述了数据集里的特征和输出变量：
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 如果读者以前从来没有在电脑上玩过像《星际争霸2》这样的即时策略游戏，那么很可能这个数据集里用到的很多特征会听起来怪怪的。如果你把这些特征简单地理解为代表玩家在游戏里表现出水平的不同方面，应该也可以毫无困难地理解围绕训练和测试回归树的所有讨论。

首先，我们要把这个数据集加载到数据框skillcraft。在开始处理数据之前，我们必须先进行一些预处理。首先，我们要丢弃第一列。它里面只是一个我们不需要也不会用到的唯一的游戏标识符。其次，对导入的数据框进行快速检查可以发现，有三个列被当做了因子，因为输入数据集包含一个问号来表示一个缺失值。为了应付这个情况，我们首先需要把这些列转化为数值性的列，这是一个会在我们的数据集里引入缺失值的过程。

下一步，虽然已经看到树是能够处理这些缺失值的，但我们还是要删除一些带有缺失值的行。之所以这么做，是因为我们想要能比较本章和下一章里几个不同模型的性能，而并非所有这些模型都支持缺失值。刚才描述的预处理步骤代码如下所示：
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照例，下一步就是把数据分拆为训练和测试集：
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这次我们会采用rpart包来构建决策树（加上tree包，这两个是在R里构建树形模型最常用的包）。这个包给我们提供了一个构建树的rpart（）函数。和用tree（）函数一样，我们可以只提供一个公式和数据框，利用它的默认特性构建一个回归树：
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绘制回归树，看看它是什么样子：
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下面就是产生出来的绘图：
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要大致了解这个回归树的精确度，我们要在测试数据上计算预测结果并衡量SSE。这可以通过我们要定义的一个简单函数compute_SSE（）来进行，它会根据一个目标值向量和一个预测值向量来计算误差平方和。
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6.5.1　在CART树里对模型参数进行调优

到目前为止，我们所做的就是给构建树的递归分区算法的所有参数使用默认值。rpart（）函数有一个特殊的control参数，可以给它提供一个对象，里面包含我们希望覆盖的任何参数的新值。为了构建这个对象，就必须调用专用的rpart.control（）函数。我们可以进行微调的有很多不同的参数，要了解它们的更多情况，可以去研究一下这个函数的帮助文件。

在这里，我们会把重点放在影响树的大小和复杂度的三个重要参数上。minsplit参数存放了在被迫创建一个叶节点之前，算法尝试一次分裂所需数据点的最小数量。cp参数是之前看到的复杂度参数，它的默认值是0.01。最后，maxdepth参数会限制叶节点和根节点之间节点数量的最大值。这里的默认值30是相当宽松的，允许构建出规模相当大的树。可以通过指定这些参数不同于其默认值的值，从而试验不同的回归树。我们会在测试集上进行这些试验，并观察它是否会影响SSE性能：
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利用这些参数值，我们试图把树的深度限制在10以内，同时通过要求每个节点至少有20个数据点让强制分裂更容易。我们还通过设置复杂度参数为0.001来减弱正则化的效果。这是一个完全随机的选择，结果在测试集上产生了一个更差的SSE值。在实践中需要的是一种系统化的方法，通过试验一些不同组合并使用交叉验证作为估算它们在未知数据上性能的方法，从而给树找到这些参数的合适值。

实际上，我们要对回归树的训练进行调优，而在第5章里，我们接触了e1071包里的tune（）函数，它就能帮助我们做这件事。我们会搭配rpart（）使用这个函数，并给它提供刚才讨论的3个参数的调优范围：
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运行前面的任务很可能会需要几分钟来完成，因为这些参数的组合有很多。一旦这个程序完成，我们就可以用它建议的值训练一棵树：
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确实，在测试集上我们用这些设置得到了一个更小的SSE值。如果输入新的回归树模型名称regtree.tuned，我们会看到在树里有了更多的节点，现在这个树明显更复杂了。


6.5.2　树模型中的变量重要性

对于这样较大的树，绘图就没有那么大的作用，因为很难让绘图易于阅读。我们能够获得的一种有意思的绘图是变量重要性
 （variable importance）的绘图。对于每个输入特征，我们会关注每次它用在树里任何地方时产生的优化准则（例如偏差或SSE）里的约简。然后我们就能把树里所有分裂的这个量值汇总起来，从而得到变量重要性的相对数量。

直观地说，非常重要的特征会比较早就用来分裂数据（因此会出现在树里更高的位置，离根节点更近），也会更常用到。如果某个特征从来没有用到过，那么它就是不重要的，通过这种方式，可以看到我们有了一个内建的特征选择方法。

注意，这个方法是对特征中的相关性敏感的。当要确定在哪个特征上进行分裂时，我们有可能会随机地在两个高度相关的特征之间进行选择，导致模型使用了超出必要数量的特征，结果是这些特征的重要性低于只选取任何一个的情况。变量重要性是由rpart（）自动计算的，并保存在返回的树模型的variable.importance属性里。调用barplot（）绘制这个属性如图所示：
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对于一个即时策略类型的有经验玩家来说，这个图看起来相当有道理且直观。根据这个图，技术上最大的分隔因素是玩家在每分钟内做出的平均游戏操作数量（APM）。有经验并有效率的玩家能做出很多操作，而不那么有经验的玩家的操作会较少。

初步看来，这似乎就是一个获得所谓的肌肉记忆并锻炼更快的反应的问题，但是实际上，知道采取哪些行动，以及在游戏中有策略和有计划地行动（更优秀玩家的一个特征）也会显著地增大这个衡量指标。

另一个关于速度的属性是ActionLatency特征，它实际上是衡量在选择关注战场上特定位置的地图和在该位置执行第一个行动之间的时间。更好的玩家在查看地图位置上花费的时间更少，根据在游戏里某个情况的图像来选择单位、发出指令、决定采取的行动会更快。


6.5.3　回归模型树实用示例

我们要用一个在R语言里如何运行回归模型树的简短演示来总结本章的实验。我们可以利用RWeka包非常容易地做这件事，它包含了M5P（）函数。这个过程遵循了典型的传统，接受一个公式和一个训练数据的数据框：
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注意，采用默认设置就得到了几乎可以和调优CART树匹敌的性能。我们会把更深入探索这个函数的任务留给读者，但我们在下一章关于集成方法的内容里会再次用到这个数据集。
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 关于回归模型树有一个很好的参考资料是Quinlan的原始论文，其中包含了几个案例分析，标题是《Learning with continuous cases》，来自Australian Joint Conference on Artificial Intelligence（1992）的论文集。


6.6　小结

在本章，我们学习了如何为回归和分类任务构建决策树。虽然思路很简单，但是我们必须为构建树模型做出一些决定，例如采用什么样的分裂准则，何时及如何给最终得到的树进行剪枝。

在每个示例中，我们考虑了一些可行的选项，发现有一些算法可以用来构建决策树模型。决策树的一些优秀品质是，它们通常容易实现并且非常易于解释，而无需对数据相关的模型做出任何假设。决策树对于进行特征选择和处理缺失数据都有本地的选项，并且非常善于处理范围很广的特征类型。

尽管如此，我们也看到从计算角度而言，由于可能分裂数量的指数级增长，给类别型变量找到一个分裂的开销是相当大的。此外，我们还看到由于这种大量的潜在分裂，类别型特征经常会在像信息增益这样的分裂准则里产生选择性偏误。

使用决策树模型的另一个不足之处是，在数据中很小的变化可能改变树中较高位置的分裂决策，从而导致我们得到一个完全不同的树，它们会变得不稳定。此外，由于叶节点数量是有限的，模型可能在它的输出里的粒度不够细，这一点对于回归问题尤其突出。最后，虽然剪枝有几种不同的方法，但我们必须注意决策树还是容易遭遇过拟合问题。

在下一章，我们不会关注新的模型类型。相反，我们要审视把多种模型组合起来的不同技术，例如装袋（bagging）和增强（boosting）。总体而言，这些技术被称为集成方法。这些方法在改善简单模型性能和克服刚讨论过的树形模型的某些局限性（例如模型的不稳定性和过拟合的易感性）方面表现得很有效。

我们会讲解一个著名的算法AdaBoost，它可以用于到目前为止我们看到过的很多模型。此外，我们还要介绍随机森林，它是专门为决策树设计的一种特殊类型的集成方法。总体而言，集成方法通常不容易解释，但是对于随机森林来说，还是可以利用在本章看到的变量重要性的概念，得到模型最为依赖的是哪些特征的总体思路。


第7章　集成方法

在本章，我们先暂缓学习新的模型，而是来思考一下，如何让多个训练好的模型作为一个整体协同工作，从而产生一个比其中任何单个模型都更为强大的模型。

我们要学习的第一种集成方法会使用同一个数据集的不同样本来训练同一个模型的多个版本。然后这些模型会对新的观测数据进行投票，并根据问题的类型作出平均或多数的决策。这个过程被称为装袋（bagging），它是自助聚合（bootstrap aggregation）的简写。另一种模型的组合方法是增强（boosting）。它实际上包括训练一系列模型，并给没有正确分类或远离其预测值的观测数据分配权重，以便强制后续训练的模型把它们放在优先地位。

作为集成方法，装袋和增强是相当通用的，也已经运用在很多不同类型的模型上。我们在第6章里学习的决策树就尤其适合集成方法。适合到什么程度呢？有一种树形的集成模型甚至有它自己的名字——随机森林。随机森林对单个决策树产生了明显的改善，通常被认为是非常强大和灵活的模型，我们很快就会发现这一点。在本章，我们会再次用到在前面章节分析过的某些数据集，观察是否能通过运用本章学习的某些原理来改善性能。


7.1　装袋

本章的重点在于把不同模型产生的结果组合起来，以便产生性能优于单个模型本身的一个模型。装袋
 （bagging）实际上是一种把多个在同一数据集上训练的模型组合起来的直观过程，它对分类模型采用多数票，对回归模型使用平均值。我们会先对分类的情况讲解这个过程，之后再演示这个方法是如何轻松扩展到对回归模型的处理的。

二元分类的装袋过程

输入：

·data：包含输入特征和带有二元输出标签的一个列的输入数据框

·M：一个代表我们要训练的模型数量的整数

输出：

·models：一组个训练好的二元分类器模型

方法：

1）创建一个大小为n的有放回的随机样本，其中的n是原始数据集里的观测数据数量。这意味着原始训练集里的某些观测数据会重复使用，而某些则根本不会被选取。这个过程被称为自助法
 （bootstrapping）、自助抽样
 （bootstrap sampling）或自助重抽样
 （bootstrap resampling）。

2）利用这些抽样的数据集训练一个分类模型。典型情况下，我们在该步骤不会选择用于约简过拟合的正则化或收缩方法，因为最终采用的聚合过程会用来消减过拟合。

3）对抽样数据集里的每条观测数据，记录模型给它分配的类别。

4）重复这个过程M次，训练M个模型。

5）对于原始训练数据集里的每条观测数据，通过不同模型的多数票计算预测出的类别。例如，假设M＝61，通过自主抽样，某条观测数据出现在其中50个模型的训练数据中。如果这些模型中有37个对这条观测数据预测了类别1，13个预测了类别-1，根据多数票原则，整体的预测就是类别1。

6）利用训练集提供的标签来计算模型的精确度。

简而言之，我们实际上做的事情是在M个输入训练集的不同版本（通过有放回的抽样来创建）上训练同一个模型，并取结果的平均值。

有个值得探讨的问题是：“每次进行有放回的抽样时，我们能得到多少不同的观测数据？”就平均数而言，我们在每个作出的抽样里最后有63%是不同的观测数据。要理解这个结论是如何得到的，想想因为我们进行的是有放回的抽样，所以在抽样过程中没有抽出某条观测数据x1
 的概率就是伯努利实验失败n次的结果：[image: ]
 。这个数值正好也是在整个训练数据集里没有被选中的观测数据的平均比例，因为我们要计算这个量，就需要用前面的这个表达式先乘以n，再除以n。这个表达式的数值结果可以近似为e-1
 ，大约就是37%。因此，被选取的观测数据比例平均值大约是63%。当然，这个数字只是一个平均值，对于较大的n值会更精确一些。


7.1.1　边缘和袋外观测数据

让我们设想对于某个特定的观测数据x1来说，我们的模型有85%预测了正确的类别，剩下的15%预测了不正确的类别。再设想我们还有另一条观测数据x2，它的同类比例分别是53%和47%。显然，我们的直觉会认为和后者相比，我们应该对于前一条观测数据的分类更有信心。换言之，在分类比例之间的差异，也称为边缘
 （margin，和支持向量机里用到的边缘类似，但不应该混淆），是对于分类结果信心的一种良好指标。

观测数据x1
 的70%的边缘比观测数据x2的6%边缘要大得多，因此我们更坚定地相信我们对前一条观测数据进行正确分类的能力。总体而言，我们盼望的是一个对于所有观测数据都有较大边缘的分类器。对于一个在不少观测数据上具有较小边缘的分类器，我们对它的广义化能力也不会太乐观。

读者在这里会注意到的另一件事情是，在给每个模型产生预测值集合时，使用的是和训练模型所采用的同一批数据。如果仔细观察前面过程的步骤3，会发现分类用的是在步骤2训练模型使用的同一批抽样数据。即使最终会依赖于一个取平均的过程来获得装袋分类器对未知数据的估计精确度，但我们实际上在这个过程的任何步骤都并没有使用过任何未知数据。

在步骤1里，我们构建了一个训练数据的样本，用来训练模型。在原始数据集里，我们把在该过程的某次迭代没有选中的观测数据称为袋外
 （out-of-bag，OOB）观测数据。那么，这些观测数据在那一次迭代中就没有用在模型的训练中。因此，我们实际上可以利用OOB观测数据来记录某个模型的精确度，而不必每一步都依靠那些用来训练模型的观测数据。

最后，对所有OOB精确率取平均值，获得一个平均的精确度。把这个平均的精确度作为装袋分类器在未知数据上实际和客观的性能估计显然会合理得多。对于某个特定观测数据来说，分配给它的类别就是由没有把它选入训练样本的所有分类器产生的多数票决定的。

由原始数据集的有放回的抽样产生的样本被称为自助样本
 （bootstrapped sample），它和从同一个分布中抽取多个样本是相似的。因为我们尝试用很多不同样本而不是单个样本来估算同一个目标函数，平均过程就会减小结果的方差。要看到这一点，可以考虑我们要估算从同一个分布抽取的一组相互独立的观测数据的均值。更正式地说，这些观测数据被称为是独立同分布
 （independent and identically distributed，iid）的。这些观测数据均值的方差是σ2
 /n。

这个结果表明，随着观测数据数量的增长，方差是递减的。装袋算法对于我们要建模的函数也试图达到相同的效果。我们并没有真正独立的训练样本，而是被迫使用自助样本，但这个想象的实验足以说服我们，从原理上说，装袋具有减小模型方差的潜力。同时，这个取平均值的过程也是减缓要估计的函数里的局部起伏的一种方式。假设我们要估计的目标回归函数或分类边界实际上是平滑的，那么装袋也有可能减小模型的偏误。


7.1.2　用装袋预测复杂技能学习

装袋和增强两者在我们在第6章里学习的树形模型里都是非常流行的。有很多值得关注的工具可以把这两个方法运用到像构建树的CART这样的方法论上。

例如，ipred包包含了为通过rpart（）构建的树构建一个装袋预测器的工具。我们可以通过该包提供的bagging（）函数来进行试验。为此，我们要利用nbagg参数（默认值为25）指定装袋树的数量，并通过设置coob参数为TRUE来声明我们要利用袋外（OOB）样本来计算精确度。

我们用同一个训练数据框对前一章的复杂技能学习数据集进行这个试验：
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正如我们所见，测试集的SSE比我们在对单个树进行调优时看到的最小SSE还要小。不过，增加装袋的迭代次数看起来并没有明显改善这个性能。我们在后面还会用到这个数据集。


7.1.3　用装袋预测心脏病

装袋的原型用例是决策树，不过重要的一点是要记住，我们可以把这个方法用到很多不同的模型上。在本节，我们要讲解如何构建一个装袋的逻辑回归分类器。在第3章我们构建了一个针对Statlog心脏病数据集的逻辑回归分类器。现在，重复这个实验，但是会采用装袋算法来看是否能改进分类结果。首先，用有放回的方式抽取样本，并用它们来训练我们的模型：
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在我们的代码里，数据框heart_train和heart_test引用的是我们在第3章中准备的相同数据框。我们先确定要训练的模型数量并设定合适的M值。在这里，我们使用了初始值11。

注意，装袋时采用奇数个模型是个好的思路，这样对二元分类来说，在多数票判定过程中就永远不会出现平局。为了可重现结果，我们设置了要使用的一个种子向量。它就是一个计数器，从任意选取的一个起始种子值70000开始。代码里的sample_vectors矩阵包含了一个矩阵，它的列是从训练数据有放回地随机选取的行的索引。注意，在训练数据里行号是从1到230，这样让抽样过程易于编码。

下一步，定义一个函数，它会根据我们训练数据框的配套索引的一个抽样向量创建单个逻辑回归模型：
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在上述代码的最后一行，我们对之前产生的矩阵sample_vectors的列进行迭代，并把它作为我们逻辑回归模型训练函数train_1glm（）的一个输入。这样产生的模型就保存在我们的最终列表变量models里。它现在包含了11个训练好的模型。

作为评估我们模型的第一个方法，我们要利用每个模型训练用到的数据。为此，我们要构建bags变量，它是这些数据框的一个列表，这次会带有唯一的索引，因为我们不想在评估时用到任何自助抽样过程所产生的重复行。我们还要给这些数据框增加一个叫ID的新列，它保存了来自heart_train数据框的原始行名。我们很快会看到这样做的原因。
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现在我们有了一个模型的列表和一个训练时用到的数据框的列表，且后者中没有重复的观测数据。根据这两个列表，我们可以得出一批预测结果。对于每个训练数据框，我们会附加一个叫PREDICTIONS{m}的新列，其中的{m}会是作出这个预测所用到的模型编号。这样，bags列表里的第一个数据框就会有一个名为PREDICTIONS 1的预测结果列，第二个数据框会有一个名为PREDICTIONS 2的预测结果列，第三个的名为PREDICTIONS 3，以此类推。

下面的调用会产生一组上述的数据框，但只保留PREDICTIONS{m}和ID列，这些数据框会被保存为变量training_predictions里的一个列表：
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下一步，我们要把所有这些数据框合并为一个数据框，其中的行是原始数据框的行（因而对应了数据集里的观测数据），列则是每个模型对该观测数据的预测结果。对于在抽样过程中没有被选取来训练特定模型的特定行（即观测数据），它在对应此模型作出预测结果的列里会有一个NA值。

这里要说明一点，因为每个模型都只是在用来训练它的观测数据上作预测，所以每个模型作出的预测数量会比我们初始数据里可用的观测数据数量要少。

因为我们已经把heart_train数据框里的原始行号保存在前面步骤创建的每个数据框的ID列里，所以我们可以用这个列进行合并。我们会调用Reduce（）函数以及merge（）函数来把training_predictions变量里所有的数据框合并到一个新的数据框。以下是对应的代码：
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让我们来看一下这个汇总的数据框里最前面的几个行和列：
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第一列是用来合并数据框的ID。在该列里的数值是观测数据在初始训练数据框里的行号。PREDICTIONS 1列包含了第一个模型作出的预测结果。我们可以看到，这个模型用了第1、2、5、6行作为其训练数据的一部分。对于第1行，模型预测了类别1，其他三行则预测了类别0。第3和第4行不属于它的训练数据一部分，因此得到两个NA值。这样的推理可以用来理解其余的列，它们对应的是后面三个训练好的模型。

既然这个数据框已经构建好了，根据这个数据框每一行的多数票，我们现在就可以产生整个装袋模型对训练数据的预测结果。一旦我们得到了这些结果，就只需要用预测结果和原始的heart_train数据框里对应的标签值进行匹配，并计算出我们的精确度：
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现在我们有了装袋模型的第一个精确度衡量指标，即91.7%。这和衡量在训练数据上的精确度是类似的。现在对每个模型采用袋外观测数据重复这个过程，计算出袋外精确度。

不过，这里有一个需要警觉的情况。在我们的数据里，ECG列是一个分为三个水平的因子，其中的水平1是非常罕见的。因此，当从原始训练数据抽取自助样本时，可能会碰到在样本里这个因子水平从来不出现的情况。遇到这种情况，glm（）函数会把这个因子当做只有两个水平
[1]

 ，对于产生的模型来说，如果遇到某条观测数据带有它之前从来没在ECG因子里看到的值，它就无法进行预测。

为了处理这种情况，如果某个模型在其训练数据里连一个具有ECG因子水平为1的观测数据都没有的话，我们就需要把该模型的袋外观测数据中该因子水平为1的值替换为一个NA值。实际上，为了简单起见，如果出现了这样的观测数据，我们根本就不会尝试对这些有问题的观测数据进行预测。出于这样的考虑，我们会定义一个函数来为特定样本计算其袋外观测数据，然后用这个函数为所有样本找到袋外观测数据：
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下一步，我们要调用glm_predictions（）函数来使用袋外样本计算出预测结果。这个过程的其他部分和之前的步骤是相同的：
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不出所料，我们看到袋外精确度比训练数据精确度要低，它是更合理的对未知数据性能衡量的指标。在前面代码样本的最后一行，我们在计算袋外精确度的时候排除了NA值。这是很重要的，因为某条观测数据有可能出现在所有的自助样本里，却永远不会在袋外预测中用到。

同等地，我们对ECG因子中很少出现的那个水平的修正意味着，即使某条观测数据没有被抽样过程选中，我们还是可能没法对它进行预测。读者应该检查一下，由于刚才描述的两种现象的组合，导致只有一条观测数据碰巧产生了一个NA值的情况。

最后，利用heart_test数据框第三次重复这个过程，获得测试集的精确度：
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在测试集上的精确度看起来比在没有袋装模型的情况下得到的更低。这对我们并不一定是个坏消息，因为测试集是非常小的。实际上，这个装袋模型和在第3章里训练的模型之间性能的差别是32/40比36/40，也就是说在40条观测数据里只差了4个。

在实际环境里，我们一般会需要一个大得多的测试集来估计对未知数据的精确度。实际上，由于这个原因，我们会更倾向于相信袋外精确度衡量指标，它是在大量观测数据上对很多模型取平均值获得的。

装袋在这个场景下真的是非常有用的，因为它给我们带来了能够得到更好的测试精确度估计的模型，这个估计采用了袋外观测数据，是因为测试集非常小。作为最后一个演示，我们要使用不同的M值把前面的代码运行多次，并把结果保存在一个数据框里：
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从这个表格可以看出，测试精确度是在80%上下浮动的。考虑到我们的小规模测试集只有40条观测数据，这个结果并不是那么令人惊奇。对于训练精确度，我们看到它是在91%上下浮动的。至于OOB精确度，它作为精确度的衡量指标要稳定得多，模型预期的性能大约是85%。随着模型数量的增加，我们在11个以上的模型情况下并没有看到多少改善，尽管如此，对于大部分实际环境下的数据集，我们通常会在这个势头减弱之前看到某些改善。

虽然我们的示例主要专注于分类问题的装袋，但是把它推广到回归问题也是相对直接的。我们可以使用单个模型所预测出目标函数的平均值，而不是对某条观测数据的多数票。装袋并不总是保证能在一个模型上产生性能改善。对于初学者来说，我们必须注意，只有遇到非线性模型时，采用装袋才有意义。因为装袋过程就是对产生的模型进行一次取平均值（线性运算）的处理，从而我们在线性回归里就不会看到任何改善，因为我们没有增加模型的表达力。下一节会讨论装袋的一些其他局限性。
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 要了解装袋的更多信息，可以参考Leo Breiman 1996年发表在Machine Learning杂志的原始论文，标题为Bagging Predictors。


[1]
 在第3章3.3节用glm（）训练的模型里，ECG就只产生了两个因子特征ECGI和ECG2，参见summary(heartmodel)函数显示的结果。——泽者注


7.1.4　装袋的局限性

到目前为止，我们只探讨了使用装袋的优点，但在某些情况下其实它并不是一个好的思路。装袋涉及对多个模型作出的预测结果取平均值，而这些模型是在训练数据的自助样本上进行训练的。这个取平均值的过程会把整体输出平滑化，当目标函数比较平滑时，这样会减少偏误。不幸的是，如果目标函数并不平滑，使用装袋实际上会引入更多偏误。

装袋引入偏误的另一种情况是输出类别之一非常罕见。在这些情况下，多数票系统会偏向于更常见的类别。其他问题的出现则会和抽样过程本身相关。正如我们已经了解的，当某些类别特征包含了罕见的值时，它们可能在某些自助样本里根本不出现。如果发生了这种情况，用这些样本构建的模型在测试集里遇到这个新特征的时候就无法作出预测了。

高杠杆率点，也就是对确定模型的输出函数的影响力比其他点高很多的点，也会是一个问题。如果一个抽取的自助样本没有包括一个或多个高杠杆率点，训练产生的模型就会和包含了这些点的模型很不一样。因此，装袋的性能也取决于这些特定观测数据为了赢得多数票而被抽样的频率有多高。由于这个事实，集成模型会在有高杠杆率点存在的情况下具有一个较高的方差。对于给定的一个数据集，通过查看离群值和高度偏斜的特征，我们往往可以预测自己是否处于这种境地。

还必须记住，我们构建的不同模型严格地说并不是真的相互独立的，因为它们使用的还是同一套输入特征。如果模型是相互独立的，取平均的过程会更有效果。还有，如果我们使用的模型类型预测了一个和目标函数的真实形式相去甚远的函数形式，装袋也不会有什么帮助。当出现这种情况时，训练这种类型的多个模型只不过是在不同的模型中重现了这个系统性误差而已。换言之，装袋会在处理有低偏误和高方差模型时有效果，因为取平均的过程的主要设计是用来减小方差的。

最后一点也适用于一般的集成模型，就是我们往往会弱化模型的解释力。我们在线性回归里看到了解释力的一个示例，其中每个模型参数（即回归系数）对应了该特征增加1个单位时输出中的变化量。决策树是另一种具有较高解释力的模型的示例。使用装袋会损失这种优势，因为经过多数票过程等处理，我们无法直接把输入和预测出来的输出直接关联起来。


7.2　增强


增强
 （Boosting）对如何把模型组合起来达到更大性能的问题给出了另一个思路。它尤其适用于弱学习器
 （weak learner）。弱学习器指能产生比随机猜测模型的精确度略好一点的模型。创建弱学习器的一种方式是采用一个复杂度可配置的模型。

例如，我们可以训练一个只有很少量隐藏层神经元的多层感知器网络。类似地，我们也可以训练一个决策树，但只允许这个树里有一个节点，从而导致在输入数据里只有一个分支。这种特殊类型的决策树被称为树桩
 （stump）。

当我们观察装袋时，关键思路是取一组训练数据的随机自助样本，然后用这些不同的样本训练同一个模型的多个版本。而在经典的增强场景里是没有随机成分的，因为所有的模型都会使用所有的训练数据。

对于分类来说，增强起作用的原理是通过在训练数据上构建一个模型，然后衡量在那些训练数据上的分类精确度。被模型错误分类的每条观测数据会得到一个比正确分类的观测数据更大的权值，然后这个模型会用这些新的权值重新训练。这个过程会重复很多次，每次都会根据上一次迭代时是否正确分类的结果来调整每条观测数据的权值。

为了应对过拟合问题，集成分类器的构建方式是取在这个序列里训练的所有模型的加权平均，其中的权值通常是和每个模型的分类精确度成比例的。因为我们用到了全部训练数据，所以就没有袋外观测数据，因此每个模型的精确度都是用训练数据本身来衡量的。而用增强进行回归的做法，通常是根据预测值和标签值之间距离的某种衡量指标来调整观测数据的权值。

AdaBoost自适应增强

继续关注分类问题，现在要介绍自适应增强
 （AdaBoost，它是adaptive boosting的缩写）。我们尤其关注的是离散自适应增强
 （Discrete AdaBoost），因为它对二元类别进行预测。我们会使用-1和1作为类别标签。连续自适应增强
 （Real AdaBoost）是自适应增强的一种扩展，其中的输出是类别的概率。在我们的自适应增强版本里，所有的训练数据都会使用，不过，也有其他自适应增强的版本，会对训练数据进行抽样。自适应增强还有适用于多类别的扩展以及适合回归类问题的扩展。

用于二元分类的自适应增强

输入：

·data：包含了输入特征和一个二元输出标签列的输入数据框

·M：表示我们需要训练的模型数量的一个整数

输出：

·model：由M个训练好的模型组成的序列

·alpha：包含M个模型权值的向量

方法：

1）初始化一条观测数据权值的向量w，它的长度为n，初始元素为wi
 ＝1/n。该向量会在每次迭代中更新。

2）使用观测数据权值的当前值和训练集里的所有数据训练一个分类器模型Gm
 。

3）计算权值的误差率，用所有错误分类观测数据乘以其权值然后求和，再除以权值向量的总和。根据用xi
 作为一条观测数据并用yi
 作为其标签的惯例，我们可以利用下面的公式来表示：
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4）设置该模型的模型权值αm
 为精确度和误差率之比的对数。用公式表达为：
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5）为下一次迭代更新观测数据权值向量w。错误分类的观测数据的权值会乘以eαm

 ，从而增大它们在下一次迭代时的权值。正确分类的观测数据的权值会乘以e-αm

 ，从而减小它们在下一次迭代时的权值。

6）对权值向量重新进行归一化，使权值的总和等于1。

7）把步骤2到6重复M次，产生M个模型。

8）定义我们的集成分类器为所有增强模型输出的加权总和：
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7.3　预测大气中伽马射线的辐射

为了研究增强在实践中的应用，本节我们会介绍来自大气物理学领域的一个新预测问题。更具体地说，我们会分析望远镜照相机拍下的辐射中出现的模式，以此来预测某个模式是来源于泄露到大气中的伽马射线，还是来自常规的背景辐射。

伽马射线会留下独特的椭圆形态，所以我们可以创建一组特征来描述这些模式。我们要用到的数据集是MAGIC Gamma Telescope data set，它存放在UCI机器学习知识库（UCI Machine Learning repository）里，网址是http://archive.ics.uci.edu/ml/datasets/MAGIC+Gamma+Telescope
 。我们的数据包含了19020条观测数据，其中包含如下属性：
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首先，我们要把数据加载到一个名为magic的数据框里，并把CLASS输出变量重新编码，对伽马射线和背景辐射分别采用1和-1类别：
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下一步，我们要采用典型的80%/20%拆分比例，把这个数据框拆分为一个训练数据框和一个测试数据框：
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我们要用来增强处理的模型是一个带有单个隐藏层的简单多层感知器。回顾一下第4章，我们知道nnet包对于这个任务是一个理想的组件。对于神经网络，我们在对输入进行归一化的情况下往往会得到良好的精确度，因此，在训练任何模型之前，我们会进行这个预处理步骤：
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增强是设计用来和弱学习器搭配发挥最佳效果的，因此，我们会在隐藏层里使用很小数量的隐藏神经元。具体而言，我们会从能做出的最简单的只采用单个隐藏神经元的多层感知器入手。为了理解使用增强的效果，我们会训练单个神经网络并衡量其精确度，从而得到基准性能。做法如下所示：
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这个结果表明我们得到了一个大约等于79.5%的基准精确度。这个结果并不坏，但我们要采用增强来看是否能够改善它。为此，我们要编写自己的函数AdaBoostNN（），它接收的输入是一个数据框、输出变量名、我们要创建的单隐藏层神经网络模型的个数，以及这些神经网络里含有的隐藏神经元个数。然后，这个函数会实现我们在前面介绍过的自适应增强（AdaBoost）算法，并最后返回一个模型及其权值的列表。该函数如下所示：
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在继续处理之前，我们要自己研究这个函数，理解每一行代码的作用。首先我们初始化了模型及其权值（alphas）的空列表。我们还计算了训练数据中观测数据的数量，并把这个数量保存在变量n里。然后，输出列提供的命名被用来创建一个公式，这个公式描述了我们要构建的神经网络。

在数据集里，这个公式会是CLASS~.，它表示这个神经网络会把CLASS作为输入特征的所有其他列的一个函数来进行计算。然后我们会像在前面的自适应增强算法的步骤一那样初始化权值向量，并定义我们要运行M次以构建M个模型的循环。

在每次迭代过程中，第一步是根据输入中指定的隐藏神经元数量hidden_units，使用当前设定的权值向量来训练一个神经网络。然后我们要调用predict（）函数，计算该模型在训练数据上产生的预测结果的一个向量。通过把这些预测结果和训练数据的输出列进行比较，我们会计算出当前模型在训练数据上产生的误差。这些数据就让我们能计算误差率。根据自适应增强算法的第四步，这个误差率会被设置为当前模型的权值。最后，利用自适应增强算法的第五步，要根据每条观测数据是否正确分类，把循环的下一次迭代使用的观测数据权值进行更新。然后这个权值向量会归一化，我们就准备好进行下一次迭代。在完成M次迭代之后，我们会输出各模型及其对应模型权值的一个列表。

现在有了一个能够用自适应增强算法训练集成分类器的函数，但我们还需要一个作出预测的函数。这个函数会接受训练函数AdaBoostNN（）产生的输出和一个测试数据集作为输入。我们把这个函数命名为AdaBoostNN.predict（），它的代码如下所示：
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在这个函数里，我们首先会从前面函数产生的列表中提取模型及模型权值。然后我们会创建一个预测结果的矩阵，其中的每列对应某个模型产生的预测结果向量。这样，在这个矩阵里的列数就会和用于增强的模型数量相等。

然后，把每个模型产生的预测结果乘以它们对应的模型权值。例如，第一个模型的每个预测结果都在预测矩阵第一列里，它们的值会乘以第一个模型的权值α1
 。最终，在最后一个步骤中，通过对每条观测数据求其加权预测结果之和并取结果的正负号，把加权观测数据的矩阵缩减为一条观测数据的向量。然后这个预测结果的向量就会被我们的函数返回。

作为一次试验，我们会训练10个带有单个隐藏神经元的神经网络模型，观察增强是否会提高精确度：
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增强10个模型看起来会给我们在精确度上带来微小的改进，但也许训练更多模型会带来更多不同。我们还对弱学习器之间复杂度的关系感兴趣，它是用隐藏神经元的数量以及在这个数据集上进行增强后能够预期的性能提高来衡量的。下面的绘图显示了使用不同数量的模型和隐藏神经元对我们的函数进行试验的结果：
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对于只有1个隐藏神经元的神经网络，随着增强模型的数量增加，我们看到了精确度的提高，但在100个模型之后，精确度会逐渐减小，到200个模型时实际上精确度反而更小了一点。对于这些网络，性能比单个模型的基准有明显提高。当通过采用带有3个隐藏神经元的隐藏层来增加分类器的复杂度时，我们在性能上得到的提高就小得多。在模型数量为200个时，两种集成方法的性能都在相似水平上，这表明在这个点上，我们的精确度会受限于我们所训练的模型的类型。
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 原始的自适应增强算法是Freund和Schapire于1997年在《journal of Computer and System Sciences》杂志上发表的一篇名为《A Decision-theoretic generalization of on-line learning and an application to boosting》的论文里提出的。这也是更深入学习自适应增强算法的一个很好的起点。


7.4　利用增强算法预测复杂技能学习

在本节，我们要再次用到Skillcraft数据集——这次是在另一种被称为随机梯度增强
 （stochastic gradient boosting）的增强技术的背景下。这种方法的主要特点是，在增强的每次迭代中，我们要计算在当前迭代中训练的模型产生的误差所在方向的梯度。

这个梯度随后会用来指导在下一次迭代要加入的模型的构建。随机梯度增强常用于决策树，在gbm包里有一个很好的实现，它给我们提供了gbm（）函数。对于回归问题，为了指定需要构建树的数量（它等于增强迭代的次数），我们可以通过n.trees参数以及用于控制该算法的学习率的shrinkage参数。
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 要更深入地学习随机梯度增强的原理，有一篇标题为《Stochastic Gradient Boosting》的论文是不错的参考资料。该论文的作者是Jerome H.Friedman，发表在《journal Computational Statistics&Data Analysis》杂志2002年2月月刊上。

为了在这个步骤作出预测，需要调用gbm.perf（）函数，它的任务是获取我们创建的增强模型并得出增强迭代的最优次数。随后可以把这个次数提供给predict（）函数，从而在测试数据上进行预测。要在测试集上衡量SSE，需要调用我们在第6章里编写的compute_SSE（）函数：
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一些实验可以表明，我们无法通过让算法对更多的树进行迭代来得到明显优于这次的结果。尽管如此，采用这个方法已经得到了比单个和装袋的树形分类器都更好的性能。

增强的局限性

增强是一种持续受到大量关注和研究的强大技术，但它也难免有其局限性。增强技术依赖于把弱学习器组合起来。具体说，当要使用的模型本身还不是复杂模型时，可以预期它能最大程度发挥增强的功效。我们已经在它和神经网络配套的一个示例中看到了这个特点，可以注意到，有3个隐藏神经元的更复杂架构会比1个隐藏神经元的较简单架构产生更好的初始分类器。

组合弱学习器可以是消减过拟合的一种方式，但这种方式并不总是有效。在默认情况下，增强会用到它的所有训练数据，并在没有任何惩罚或收缩准则的情况下逐步尝试纠正它犯的错误（虽然要训练的单个模型本身可以是正则化的）。因此，增强有时候也会有过拟合。

最后，一个重要的局限性是很多增强算法具有一个对称的损失函数（symmetric loss function）。具体说，在分类过程中产生的假阳性分类误差和假阴性分类误差是没有差别的。在更新观测数据的权值时，每种类型的误差都是同样处理的。

在实践中，这种情况可能并不理想，因为两种误差之一可能会有更高的成本。例如，在MAGIC Telescope数据集的网站上，作者指出，把没有伽马射线检测为有伽马射线的假阳性错误，比把伽马射线错误分类为背景辐射的假阴性结果更差。不过，也有一些对成本敏感的扩展增强算法已经被提出来了。


7.5　随机森林

本章我们要讨论的最后一个集成模型是树形模型独有的，它被称为随机森林
 （random forest）。简而言之，随机森林背后的思想来源于对装袋树的观察。让我们假设特征和目标变量之间的真实关系可以用一个树结构来充分描述。这样很有可能在用适当大小的自助样本进行装袋的过程中，我们在树的上层分裂时总是会挑出相同的特征。

例如，在Skillcraft数据集里，我们预期会看到APM在大部分装袋树顶端被选中作为特征。这是树的相关性的一种形式，它实际上会阻碍我们从装袋中获得方差缩减这个优点的能力。换言之，我们构建的不同树形模型并非真正相互独立，因为它们会具有很多共同的特征和分裂点。结果，最后的取均值过程对于减少集成方差方面也不会那么有效。

为了抵消这个效应，随机森林算法在树的构建过程中引入了一个随机元素。就像装袋一样，随机森林也会用自助样本构建一些树，并使用它们预测结果的均值来形成集成的预测结果。不过，当我们构建单个树时，随机森林算法是具有一个约束条件的。

在树中的每个节点，我们会从输入特征的总数里抽取一个大小为mtry
 的随机样本。在普通树的构建中，我们在每个节点会考虑所有特征来确定对哪一个进行分裂，而对于随机森林，我们只考虑来自为该节点创建的样本中的特征。我们通常可以采用一个相对较小的mtry
 值。

考虑到我们要构建的树的数量，加上每棵树都有多个节点的事实，往往足以确保更重要的特征得到足够次数的抽样。为了给这个参数选择合适的值，业内提出了多种探视方法，例如所有特征总数的平方根，或者它的三分之一。

这个抽样步骤可以有效地强制让装袋的这些树结构互不相同，还带来了一些不同的好处。特征抽样让我们能够只针对一小部分目标变量考虑能成功分裂数据的输入特征。如果没有这个抽样限制条件，这些局部的相关特征很少会被选取，因为我们通常会优先选择那些在树中给定节点上对数据形成了良好的整体分裂的特征。不过，如果不想忽略输出里的局部变异，我们就会需要把这些特征纳入到模型里。

类似地，当输入特征具有相关性时，对输入特征进行抽样也是有用的。普通树的构建往往会在一个相关的特征集合中只选取其中一个特征，而忽略其他的特征，尽管事实上即使根据高度相关的特征产生的分裂也并非完全相同。当我们对输入特征进行抽样时，得到相互竞争的相关特征的可能性会更小，因此，我们就可以选择较大范围的一些特征用于我们的模型。

总体而言，抽样过程的随机天性是设计用来对抗过拟合的，因为我们可以把这个过程想象成对每个输入特征的影响力运用正则化方法。如果和目标变量相互无关的输入特征碰巧比与之相关的还要多很多，过拟合还会是一个问题，但这种情况是比较罕见的。随机森林总体上能够很好地随着输入特征数量而缩放，就是因为有了这个让我们在每个节点进行分裂时无需考虑所有特征的抽样过程。尤其是当特征数量超过观测数据数量时，这个模型会是一个很好的选择。最后，这个抽样过程可以降低再次构建大量的树的成本，因为我们在每个节点决定如何分裂时只要考虑输入特征的一个子集。树的数量是另一个在随机森林模型里必须决定的调优参数；在任何地方，构建几百到几千个树都是很常见的。

在R语言里，我们可以使用randomForest包来训练随机森林模型。randomForest（）函数会接受一个公式、一个训练数据框和一些其他的可选参数。ntree参数尤其令人感兴趣，它控制的是为集成方法构建的树的数量，还有mtry参数，它是在每个节点上进行分裂时抽样的特征数量。这些参数应该通过尝试不同配置来进行优化，我们也可以使用e1071包的tune（）函数来做这件事：
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结果显示，在这个数据集上，最好的参数组合是训练1000棵树，并给mtry值赋予6这个值。后面这个值对应输入特征数量的三分之一，就是回归问题的典型探视法常用的。在测试集上SSE的值和利用梯度增强时得到的结果几乎完全相同。

随机森林里变量的重要性

我们已经讨论了这样一个事实：总体而言，集成模型不具有解释能力。对于随机森林，其实我们还是可以通过针对整个森林里所有树对误差函数里的消减进行计数和追踪，衡量不同输入特征的变量重要性得分。这样，我们可以获得一个和在第6章里查看这个数据集时类似的绘图。

为了计算变量的重要性，我们会调用importance（）函数并绘制出结果：
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看看这个绘图，可以看到APM和ActionLatency又一次成为最重要的特征，但它们的顺序这次是反过来的。我们还看到TotalHours现在是第三重要的，其重要性比我们之前在单棵树里看到的大得多。

我们已经利用很多不同方法分析了Skillcraft数据集，但每次都把它当做了一个回归问题，并用SSE来衡量精确度。我们的目标变量是联赛索引，它告诉我们该玩家是在哪个游戏联盟里竞争。因此，它实际上是一个有序因子。

正如我们所见，输出是一个有序因子的模型的训练和评估都会比较棘手。例如，也许评估我们的模型有个更合适的方法，就是先把模型的数值输出进行取整，从而得到一个对实际玩家联赛的预测结果。然后，我们可以使用一个加权的分类误差率来评估模型，这个加权误差率会对离实际联赛序号离得非常远的预测联赛序号有更重的惩罚。我们把这个方法作为一个练习留给读者们。

当我们把问题建模为一个回归问题时，经常遇到的问题之一是我们无法强制让输出在原始各水平的完整范围内进行预测。例如，具体在这个数据集里，我们可能永远不会预测最低或最高的联赛。关于用回归树对有序因子进行建模的其他方法，一篇很有深度的论文给出了一些建议，它就是Kramer等人在2000年在IOS Press出版社的《Fundamentals Informaticae》杂志第34期发表的名为《Prediction of Ordinal Classes Using Regression Trees》的论文。
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 对于随机森林，原始参考资料是Leo Breiman在2001年发表在《Machine Learning》杂志上的一篇名为Random Forests的论文。除了这篇文献之外，在Springer出版的《Statistical Learning from a Regression Perspective》一书中也有精彩的一章，其中有很多示例，该书作者是Richard A.Derk。


7.6　小结

在本章，我们偏离了学习新类型模型的惯例，而是专注于构建已经学习过的模型的集成方法。我们发现组合模型有很多种有意义的方法，每种方法都有其优点和局限性。我们第一种构建集成模型的技术是装袋。装袋背后的核心思想是我们可以用训练数据的自助样本构建同一个模型的多个版本。随后我们可以对这些模型作出的预测结果取平均值来构建我们的整体预测。通过构建模型的很多不同版本，我们可以消减由于过拟合产生的误差，从而得到一个减小了方差的模型。

另一种使用所有训练数据来构建集成模型的方法被称为增强。它的根本特点是训练一系列模型，但每次都会根据上一个模型是否正确分类的结果给每条观测数据赋予一个不同的权值。增强有很多变种，我们讲解了其中两个最著名的算法，即自适应增强和随机梯度增强。对每个模型作出的预测结果进行运算从而得到最终预测结果的取平均值过程往往会根据每个模型的性能对它进行加权。

讲解装袋和增强的传统教材会在决策树的环节中介绍它们。这么做是有充分理由的，因为决策树是运用装袋和增强技术的原型模型。增强技术尤其适合和弱学习器模型配套，而决策树可以很容易通过在构建过程中充分限制它们的大小和复杂度来产生弱学习器。

不过，与此同时，这种讲解方式往往给读者留下一个集成方法只能对决策树起作用的印象，或让读者无从体验集成方法如何运用到其他模型。在本章，我们强调了这些技术的通用性，以及它们可以如何用于很多不同类型的模型。因此，我们把这些技术运用到了以前学过的模型，例如神经网络和逻辑回归。

我们学习的最后一类集成模型是随机森林。这是一种基于装袋决策树的非常流行和强大的算法。这种模型背后的关键突破是使用一个输入特征抽样过程，它能在每棵树的构建过程中对用于分裂的特征的选择进行限制。这样做，模型会降低树与树之间的相关性，充分获取在输出中的局部变异，并提高在最终结果中的方差消减程度。这个模型的另一个关键优点是它能支持扩张到很大数量的输入特征。对于在实际环境下的Skillcraft数据集，我们发现随机森林和随机梯度增强产生了最优性能。

在下一章，我们会介绍另一类具有独特结构的模型，它被称为概率图模型。这些模型采用一个图结构来显式代表输入特征之间的条件性独立。概率图模型可以应用于很广泛的预测任务，从垃圾邮件的识别到DNA序列的标记。


第8章　概率图模型

概率图模型，或者说在本章提到的图模型，是一种用图的表示法来描述一系列随机变量之间的条件性独立关系的模型。近年来，这个主题得到了越来越多的关注，概率图模型也成功地运用于从医学诊断到图像分割等一些任务上。在本章，我们会讲解一些必要的背景知识，为理解朴素贝叶斯分类器这个最基础的图模型铺平道路。我们随后会了解一种略为复杂的图模型，即隐马尔可夫模型，简称HMM。为了从这个领域起步，我们必须首先了解图，以及它有用的原因。


8.1　图论入门

图论是和被称为图
 （graph）的数学对象打交道的数学分支。在这里，一个图并不具有我们习惯谈论的日常含义，也就是几何图形或者带有x和y轴的曲线。在图论里，一个图是由两个集合组成的。第一个集合是一组顶点，也称为节点
 （node）。我们通常会用整数来标记和枚举这些顶点。第二个集合则是由这些顶点之间的边
 （edge）组成的。

因此，一个图无非就是对一些点及其之间的连接进行的描述。这些连接可以具有方向性，这样一条边就是从源点
 （source）或尾顶点
 （tail vertex）到目标点
 （target）或头顶点
 （head vertex）的。在这种情况下，我们得到的是一个有
 向图
 （directed graph）。反过来，边也可以是无方向的，这样的图就是无向图
 （undirected graph）。

描述图的常用方法是通过邻接矩阵
 （adjacency matrix）。如果我们在图中有V个顶点，邻接矩阵就是一个V×V的矩阵，当某个行号代表的顶点没有和某个列号代表的顶点连通时，矩阵中对应的项就是0。如果两点之间是连通的，则该项为1。

对于无向图，每个边上的两个节点都是互相连通的，因此它的邻接矩阵是对称的。对于有向图，顶点vi
 通过一条边（vi
 ，vj
 ）连通到顶点vj
 ；即这条边的尾顶点是vi
 ，头顶点是vj
 。下面是一个有7个节点的邻接矩阵的示例：
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这个矩阵不是对称的，所以我们知道我们处理的是一个有向图。矩阵第一行的第一个1值表示的事实是，有一条边从顶点1起始抵达顶点6。当节点数量较少时，图的可视化很容易。我们只要用圆代表顶点，用它们之间的直线来代表边就行了。

对于有向图，我们会用直线上的箭头来表示边的方向。值得注意的是，我们可以在页面上以无限种不同的方式来画同一个图。这是因为图并没有告诉我们节点在空间的位置；我们只关心它们是如何相互连通的。这里有两种不同但同样有效的方式可以画出我们刚才看到的邻接矩阵所描述的图：
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两个顶点之间如果存在一条边就是连通的（当讨论有向图时要注意节点的顺序）。如果我们可以从顶点vi
 开始，沿着边在图中移动，穿过任意数量的顶点，最后抵达顶点vj
 ，那么这些中间经过的边就构成了这两个节点之间的一条路径
 （path）。注意，这个定义要求该路径上所有的顶点和边都是互不相同的（对于第一个和最后一个顶点可以有例外）。

例如，在图中，可以从顶点2开始，通过一条经过顶点1的路径到达顶点6。有时候在图中会有很多这样的可能路径，我们通常会对最短的路径感兴趣，它经过了最少的中间顶点。我们可以把图中两个节点之间的距离定义为两者之间的最短路径。一条起始并终止在同一个顶点的路径被称为一个回路
 （cycle）。没有任何回路的图被称为无环图
 （acyclic graph）。如果一个无环图里存在有向边，它就被称为有向无环图
 （directed acyclic graph），通常简称为DAG。
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 关于图论有很多优秀的参考书。其中一本可以在线阅读的参考书是由Reinhard Diestel编写的《Graph Theory》，它是Springer出版社出版的。这本标志性的参考书现在已经出了第4版，网址是http://diestel-graph-theory.com/
 。

虽然看起来似乎并不明显，但其实真实世界里的很多情况都可以很方便地用图来描述。例如，像Facebook这样的社交媒体网站中的朋友关系网络，以及Twitter上的关注者，都可以表示为图。在Facebook上，朋友关系是相互的，因此这种图是无向图。而在Twitter上，关注关系就不是相互的，因此这种图就是有向图。

另一种图是互联网上的网站的网络，其中从一个网页到另一个网页的链接形成了有向边。运输网络、通讯网络，以及电网都可以表示为图。对于预测建模者而言，有一种特殊类型的模型被称为概率图模型
 （probabilistic graphical model）或简称为图模型
 （graphical model），它就是涉及图结构的模型。

在一个图模型里，节点代表随机变量，它们之间的边则代表依赖关系。在深入到更多细节之前，我们需要绕行一小段路去回顾一下贝叶斯定理，它是统计学中的一个经典定理，尽管它很简单，却对统计推断和预测具有深远且实用的意义。


8.2　贝叶斯定理

假设我们对两个事件A和B感兴趣。在这个示例中，事件A可能代表病人患有阑尾炎，而事件B可能代表病人的白细胞计数较高。在已知事件B的情况下，事件A的条件概率（
 conditional probability）就是当我们知道事件B已经发生的情况下，事件A会发生的概率。

我们可以把已知事件B的情况下事件A的条件概率正式定义为两个事件都发生的联合概率除以事件B发生的概率：

[image: ]


注意，这个定义和我们定义统计性独立的方式是一致的。统计性独立成立的条件是两个事件发生的联合概率正好等于两个事件各自概率的乘积。如果我们把这个关系替换到前面的方程里，就得到如下关系：
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直观地看，这个关系是成立的，因为如果我们知道两个事件相互独立，那么知道事件B已经发生也不会改变事件A发生的概率。现在，我们可以针对条件概率把我们的方程重新整理如下，并注意我们可以把事件A和B进行替换，得到一个替代形式：
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最后一步让我们能用最简单的形式表达贝叶斯定理：
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在前面的方程里，P（A）被称为事件A的先验概率
 （prior probability），它代表了在得到任何新的信息之前事件A发生的概率。已知事件B发生的情况下，事件A的条件概率P（A|B）也常常被称为A的后验概率
 （posterior probability）。它是事件A在获得了某些新信息之后的发生概率；在本例中，这个新信息就是事件B已经发生的事实。

所有这些看起来像是用代数玩的一个花招，但如果我们重新回到前面的示例，即事件A代表病人患有阑尾炎，事件B代表病人的白细胞计数较高，贝叶斯定理的用处就能呈现出来了。了解P（A|B），即已知我们观察到病人的白细胞计数较高（以及其他类似的症状）的情况下患有阑尾炎的条件概率，这对医生来说是非常有用的知识。这些知识可以让他们能利用某些容易观察的情况（例如白细胞计数），对某些不太容易观察到的问题（比如阑尾炎）作出诊断。

不幸的是，这是一种非常难以估计的问题，因为较高的白细胞计数也可能作为其他疾病或病理的宿主的症状。不过，要估算逆概率（即已知病人已经患有阑尾炎的情况下，白细胞计数较高的条件概率）就容易得多。你只需要核查患有阑尾炎病人的既往病例的记录，并检查这些病例的血常规检验结果就行了。贝叶斯定理是预测建模最基本的福音，因为它让我们能通过对结果进行观察，从而估计出它的原因。


8.3　条件性独立

我们从统计学可以知道，统计性独立的概念表达的是两个随机变量A和B联合概率就是它们的（边缘）概率的乘积。有时候，一开始的两个变量不一定相互是统计性独立的，但对第三个变量C进行观察，可能会发现它们相互之间变成了独立的。简而言之，我们说事件A和B是在已知C的情况下条件性独立，那么我们可以把这个关系表达为：
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例如，假设J代表被某个公司聘用的概率，G代表被某个研究生院录取的概率。这两者都可能依赖于一个变量U，即某人在本科时的学习成绩。这个情况可以总结为如下的图：
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当我们不了解某人在本科时的学习成绩U时，如果知道他被研究生院录取，就可能会增加我们对他被公司聘用机会的信心，反之亦然。这是因为我们会倾向于相信他在本科学习时的表现会影响他被聘用的几率。因此，J和G这两个事件就不是相互独立的。

不过，如果我们被告知了某人在本科时的学习成绩，我们可能就会假设他被聘用的几率会独立于他被研究生院录取的几率。这是因为会有其他因素影响这个几率，例如他在某天的面试情况或这份工作的其他应聘者的水平，而这些因素是不受他对研究生院的申请情况影响的。


8.4　贝叶斯网络


贝叶斯网络
 （Bayesian network）是一种涉及有向无环图结构的图模型。我们通常把图模型里一个有向边的尾节点称为双亲
 （parent），把头结点称为孩子
 （child）或后代
 （descendant）。实际上，我们会把后代的概念广义化，这样当在模型里从节点A到节点B有一条路径，那么节点B就是节点A的一个后代。为了区分节点A直接连接到节点B的特殊情况，我们可以说后者是一个直系后代
 （direct descendant）。

双亲关系和后代关系在贝叶斯网络里是互斥的，因为其中不会有环路。贝叶斯网络具有一个独特的性质，即对于每个节点而言，给定了它的双亲之后，它就条件性独立于网络中不是它的后代的所有其他节点。这个性质有时候被称为局部马尔可夫性质
 （local Markov property）。这是一个重要的性质，因为它意味着我们只需要关注图中的边，就很容易对模型中所有随机变量的联合概率函数进行因式分解。

要理解它的原理，我们先从三个变量的概率乘法法则入手，如下所示（以G、J、U作为示例变量）：
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这个法则是一个通用法则，它永远成立而不会损失任何一般性。让我们回到学生入学申请的示例。它实际上是一个简单的贝叶斯网络，其中的G和J的双亲是U。利用贝叶斯网络的局部马尔可夫性质，我们可以对联合概率分布方程进行如下简化：
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通过这种方式对概率分布进行因式分解的能力是很有用的，因为它能简化我们所需进行的计算。它还能让我们以更加简洁的形式来表达整个分布。假设每个随机变量的分布是离散的，并在一个有限集合中取值，例如，随机变量G和J每个都可以从两个离散值{yes，no}中取值。要保存没有进行因式分解的联合概率分布，并把独立关系纳入考量，我们就需要考虑每个随机变量的所有可能的组合。

反之，如果该分布像前面看到的那样被因式分解为一些简单分布的乘积，需要考虑的随机变量组合的总数就会少很多。对于带有多个有很多可取值的随机变量的网络来说，这样节省的计算量确实是相当巨大的。

除了计算和存储之外，另一个明显的益处是，当我们需要根据某些数据来确定随机变量的联合概率分布时，如果知道其中的独立关系而能够进行因式分解，这个任务就会大为简化。我们会在下一节学习贝叶斯网络的一个重要示例时详细了解这个问题。

作为本小节的结尾，我们可以对本章第一个图中表示的贝叶斯网络的联合概率函数进行因式分解，并把它作为一个习题留给读者去证明：
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8.5　朴素贝叶斯分类器

我们现在具备了必要的工具来学习我们第一个和最简单的图模型，即朴素贝叶斯分类器
 （Naie Bayes classifier）。这是一种有向图模型，其中包含了一个双亲节点和一系列代表随机变量的孩子节点，这些孩子节点只依赖于这个双亲节点，在它们之间没有依赖关系。下面是一个示例：
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我们通常会把单个的双亲节点解释为原因节点，因此在我们的这个示例中，Sentiment节点会影响到sad、fun等其他节点的取值。因为这是一个贝叶斯网络，所以可以用局部马尔可夫性质来解释该模型的核心假设。给定了Sentiment节点之后，所有其他节点都是相互独立的。

在实践中，我们会把朴素贝叶斯分类器用在一个我们能观察并衡量孩子节点并把双亲节点的估计作为输出的环境中。这样，孩子节点就是我们模型的输入特征，双亲节点就是输出变量。例如，孩子节点可以代表各种医学症状，而双亲节点代表是否患有某个疾病的情况。

为了理解这个模型在实践中的工作情况，我们可以求助于贝叶斯定理，这里的C是双亲节点，Fi
 则是孩子节点或者说特征节点：
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可以利用网络的条件性独立假设来对它进行简化：
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要根据这个概率模型做出一个分类器，我们的目标是选出类别Ci
 ，它们能够最大化后验概率[image: ]
 也就是给定观测特征情况下该类别的后验概率。分母是观测特征的联合概率，它是不受被选择类别影响的。因此，最大化后验类别概率就相当于把前面那个方程的分子最大化：
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给定某些数据之后，就可以对特征Fi
 的所有不同值估算概率[image: ]
 它等于具有不同的特征Fi
 取值的类别Cj
 观测数据的相对比例。也可以把P（Cj
 ）估算为分配到类别Cj
 的观测数据所占比例。这些都是最大似然估计。在下一节，我们会看到朴素贝叶斯分类器在一个真实示例上的运用情况。

预测电影评论里的情绪

在论坛、在线评论和社交媒体的世界里，有一种任务持续地吸引了越来越多的兴趣，那就是情感分析
 （sentiment analysis）。简而言之，这种任务要对一段文字进行分析，确定作者要表达的情绪。一个典型的场景是收集在线评论、博客文章或推特上的推文（tweets），并构建一个模型来预测用户要表达的感受是正面还是负面的。有时候，这种任务可以构造成能把握更宽泛的情绪种类，例如中性情绪或情绪的程度，比如轻微负面和非常负面等。

在本节，我们会局限于辨别正面和负面情绪这样一个比较简单的任务。我们会采用和前一节看到的贝叶斯网络类似的模型来对情绪进行建模。情绪是我们的目标输出变量，它的取值是正面或负面。我们的输入特征是描述某个具体的单词是否在一个影评中出现的所有二元特征。这里的关键思路是，表达负面情绪的用户在他们的影评中选择的一组特色词往往和撰写正面评论的用户会选择的特色词是不同的。

因为采用了朴素贝叶斯模型，所以我们的假设是，如果我们知道评论中所表达的情绪，那么文字中出现的每个单词都是和所有其他单词独立的。当然，这是一个非常严格的假设，而且完全不代表这些文字写出来的真实过程。不过，我们会看到，即使在这些严格的假设之下，我们也可以构建一个表现相当不错的模型。

我们要采用大电影评论数据集（the Large Movie Review Data Set），它首次出现在一篇名为《Learning Word Vectors for Sentiment Analysis》的论文中，作者是Andrew L.Maas、Raymond E.Daly、Peter T.Pham、Dan Huang、Andrew Y.Ng和Christopher Potts，发表于The 49th Annual Meeting of the Association for Computational Linguistics（ACL 2011）会议。这个数据集存放在http://ai.stanford.edu/~amaas/data/sentiment/
 ，包含了25000条影评的训练集和另外25000条影评的测试集。

为了讲解模型的原理，我们会让模型的训练过程保持在较短的时间内。为此，要把原始的训练集划分为一个新的训练和测试集，但强烈鼓励读者用原始数据里更大的测试集来重复这个练习。这些数据下载完之后，它会组织为一个train文件夹和一个test文件夹。train文件夹里包含了一个名为pos的文件夹，里面有12500条正面的影评，每条都放在单独的一个文本文件里；类似的，另一个名为neg的文件夹里面是12500条负面的影评。

我们的第一项任务是把所有这些信息加载到R语言中，并进行某些必要的预处理。为此，我们要安装并使用tm包，它是用来进行文本挖掘运算的专用包。这个包在处理文本数据时非常有用，我们在后续章节里也会再次用到它。

在使用tm包时，第一项任务就是把各种来源的文本组织到一个语料库
 （corpus）里。在语言学中，语料库这个概念通常指一组文档。在tm包里，它就是一组代表单个文本来源的字符串，以及描述它们的信息的某些元数据，例如可以被检索的文件名。

利用tm包，我们可以调用Corpus（）函数来构建一个语料库，在此过程中必须把想要导入的各种文档的来源提供给该函数。我们可以创建一个字符串的向量，并调用VectorSource（）把它作为一个参数传递给Corpus（）。不过，因为这里的数据源是某个目录下一系列的文本文件，所以要调用的是DirSource（）函数。首先，我们要创建两个字符串变量，里面包含了我们电脑上到前面提到的neg文件夹和pos文件夹的绝对路径（这取决于该数据集下载到了什么地方）。

随后，我们可以调用Corpus（）函数两次，为正面和负面评论创建两个语料库，它们随后会被合并到一个语料库里。
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Corpus（）函数的第二个参数readerControl是一个可选参数的列表。我们用它来指定文本文件的语言是英语。要保持语料库对象里存放的元数据信息，就有必要在用来合并两个语料库的c（）函数里使用recursive参数。

注意，我们可以在实际并不损失情绪标签的情况下来合并两个语料库。代表一条影评的每个文本文件是采用<counter>_<score>.txt的格式取名的，这个信息会存放在Corpus（）函数创建的语料库对象的元数据部分。我们可以调用meta（）函数来看一下语料库里第一条影评的元数据：
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这样，meta（）函数就给我们语料库的每个条目检索出了一个元数据对象。这个对象里的ID属性包含了文件名。这个文件名的评分（score）部分是一个介于0和10之间的数字，其中较大的数字表示正面评论，较小的数字表示负面评论。在训练数据中，我们只有两个极端的评论，也就是评分范围在0~4和7~10的评论。这样，我们就可以利用这个信息来创建一个文档名的向量：
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我们可以调用sub（）函数，利用一个合适的正则表达式从这个文档名的列表中提取出评分部分。如果某个影评的评分小于等于5，它就是一条负面评论，反之如果它大于5，就是一条正面评论。
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 sub（）函数是一个利用正则表达式的R函数。对于不熟悉这个概念的读者来说，正则表达式其实就是用来描述字符串的一种特征语言。正则表达式的在线教程很容易找到。学习正则表达式以及更一般性的文本处理有一个非常好的资源是《Speech and Language Processing Second Edition》，作者是Jurafsky和Martin。

这个模型的特征是描述在辞典里的特定单词是否出现的二元特征。直观地说，对于包含了boring、cliché和horrible（无聊、陈词滥调和可怕的）这种单词的影评，我们就会预期它是负面评价。而包含了类似于inspiring、enjoyable、moving和excellent（鼓舞人心的、愉快的、感人的和优秀的）这些单词的影评就应该是一条正面评价。

在处理文本数据时，几乎总是需要进行一系列的预处理步骤。例如，我们往往会把所有单词转换为小写格式，因为我们不希望把单词Excellent和excellent分成两个单独的特征。我们还需要从文本中去除不能作为特征提供有效信息的任何内容。为此，我们会删除标点符号、数字和停用词
 （stop words）。停用词是类似于the、and、in和he这样的单词，它们在英语语言里会频繁使用，必然会出现在几乎所有影评中。最后，因为我们要从句子中删除单词，所以会产生重复的空格，我们需要删除这些空格，以便为标记化（tokenization，即把文本分拆为单词）的过程提供辅助。

tm包有两个函数tm_map（）和content_transformer（），它们合在一起可以用来对语料库里每个条目的内容进行文本转换：
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既然已经预处理好了语料库，就可以开始对特征进行计算了。总体上，我们需要的是一种被称为文档-词条矩阵
 （document term matrix）的数据结构。这种矩阵的行是文档，列是辞典里的单词。矩阵里的每个元素是一个二元值，1对应的事实是列号代表的单词会在行号代表的影评中出现。例如，如果第一列对应单词action，第四行对应第四个影评，在该矩阵（4，1）这个位置的元素值是1，这就表明第四个影评中包含了单词action。

tm包提供了DocumentTermMatrix（）函数，它会接受一个语料库对象，并构建一个文档-词条矩阵。这个函数构建的特定矩阵的元素都是数值型的，代表某个单词在某个文本中出现的次数，因此后续必须把这些元素变换为二元因子。
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在这个示例中，我们的文档-词条矩阵有117473列，也就是我们在语料库里找到的不同单词的数量。这个矩阵是非常稀疏的，这意味着其中大部分元素都是0。在为文本文档构建文档-词条矩阵时，这是很典型的情况，尤其是对于像影评这样的很短的文本文档。任何单个的影评都只会把这个词库里的极小一部分单词作为特征。让我们来检查一下我们的矩阵，看看它稀疏到什么程度：
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从非稀疏与稀疏元素之比来说，我们可以看到该矩阵（25000×117473）里的2936825000个元素中，只有2493414个不为0。至此，我们必须减少这个矩阵里的列数，这样做有两个原因。一方面，因为词库里的单词会成为模型里的特征，所以我们不希望构建一个用到117473个特征的模型。这样的模型会需要非常长的时间来训练，而且只用25000个数据点来训练也得不到像样的拟合。

另一个我们减少列数的重要原因是，很多单词在整个语料库里只会出现一次或两次，这样的单词和那些几乎在所有文档里都出现的单词一样都是对用户的情绪没有什么信息量的。据此，我们就有了一种减少文档-词条矩阵维度的自然方式，即丢弃那些最稀疏的列（也就是从特征集中删除特定的单词）。可以调用removeSparseTerms（）函数删除具有特定稀疏元素比例的所有列。我们要提供给该函数的第一个参数是一个文档－词条矩阵，第二个是允许的列的最大稀疏程度。选择稀疏程度是比较微妙的，因为我们不希望丢掉太多会成为我们特征的列。我们会用99%稀疏度来进行后面的实验，但还是鼓励读者用不同的值去重复实验，看看这个参数对特征数量及模型性能的影响。

在该矩阵里有25000行，对应了语料库里的文档总量。如果允许最大稀疏度为99%，我们就有效地删除了在这25000个文档中出现的次数不足1%（也就是出现在不到250个文档里）的单词：
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现在列数显著地减少到了1603个。这对于我们的处理来说是明显更合理的特征数量。下一步，调用tm包的另一个函数weightBin（）把所有元素变换为二元因子。
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因为文档-词条矩阵总体来说是一种非常稀疏的矩阵，R会采用一个紧凑的数据结构来保存这个信息。要观察这个矩阵并查看前面的一些词条，我们可以对该矩阵的一小部分调用inspect（）函数：
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看起来单词ability在前面6个文档里没有出现，而单词able出现在文档10004_8.txt里。我们现在得到了特征和输出向量。下一步是把文档-词条矩阵变换为一个数据框。这是训练朴素贝叶斯模型的函数所需要的。随后，在训练模型之前，我们会把数据分拆为一个占文档80%数据量的训练集，和一个占文档20%数据量的测试集，如下所示：
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为了训练一个朴素贝叶斯模型，我们会调用之前看到过的e1071包里的naiveBayes（）函数。要给它提供的第一个参数是特征数据框，第二个参数是输出标签向量：
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可以调用predict（）函数获得在训练数据上的预测结果：
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我们用简单的朴素贝叶斯模型达到了83%的训练精确度，对基于独立性假设（对于我们的数据而言，这个假设并不实际）的这样一个简单模型来说，这固然是一个不错的结果。让我们在测试数据上重复同样的过程：
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这个超过82%的测试精确度和我们在训练数据上看到的结果比较接近。这里有很多潜在的提升空间。首先要注意的是，像movie和movies这样的单词是被当做不同的单词来对待的，即使它们是同一个词，只是在词尾有点变化而已。在语言学里，词形变化
 （inflection）是一种改变单词的基本形式或词目
 （lemma）使之与另一个单词在时态、格、性别、单复数等属性上呼应的过程。例如，在英语中，动词必须和它们的主语一致。tm包支持词干提取
 （stemming），这是一种去除单词的词形变化部分的过程，目的是只保留它的词干或根词。它并不完全等同于对单词的所谓形态词目
 （morphological lemma）进行检索的过程——也就是我们在一本辞典里检索的过程，而只是一种大致的近似。tm包使用了著名的波特词干提取器
 （Porter Stemmer）。
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 波特词干提取器的作者Martin Porter维护了一个网站http://tartarus.org/martin/PorterStemmer/
 ，这是关于他这个著名算法的很好的信息源。

为了对语料库运用词干提取，我们需要调用tm_map（）函数给这个语料库增加最后的一个变换，然后重新计算文档-词条矩阵，因为现在各列（即单词特征）都是单词的词干了：
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注意，我们得到的符合99%最大稀疏度准则的列更少了。我们可以利用这个新的文档-词条矩阵去训练另一个朴素贝叶斯分类器，并在测试集上衡量其精确度：
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80%这个结果略低于在没有进行词干提取时观察到的性能，虽然我们采用了比以前更少一些的特征。词干提取并不能保证总是好的思路，它对某些问题能提高性能，而在其他情况下就会得到无差别甚至更差的结果。不过，在处理文本数据时，它还是一种值得尝试的常用变换。

第二种可以考虑的改进方法是在朴素贝叶斯模型的训练过程中运用添加平滑
 （additive smoothing）技术，它也叫拉普拉斯平滑
 （laplacian smoothing）技术。这实际上是一种正则化的形式，其原理是在训练过程中给所有特征与类别组合的计数增加一个固定的数值。利用原始的文档-词条矩阵，我们可以通过指定laplace参数计算一个加入添加平滑的朴素贝叶斯模型。不过，对于这套数据集，我们没有看到这样做产生了什么改进。

我们还有一些可以用在朴素贝叶斯模型上的方法路线，我们在这里会把它们提出来供读者自行实验。这里面的第一条路线是，对用作模型特征的单词清单手工进行组织，这往往是值得尝试的。当我们研究文档-词条矩阵所选出的词条时，可能会发现某些单词在训练数据里频繁出现，但我们并不预期它们在一般情况下也会出现得如此频繁，或者说对总体情况并不具备代表性。此外，我们可能会希望只对那些我们知道蕴含了情绪和情感的单词进行实验。这条路线可以通过指定一个在构建文档-词条矩阵时使用的特定词条辞典来进行。下面是一个示例：
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在互联网上找这样的单词清单样本是比较直接的。另一个朴素贝叶斯模型常用的预处理步骤是去除特征之间的相关性。这样的一种做法是进行PCA，就像我们在第1章里看到的那样。此外，这种方法也让我们能从一个略微更稀疏、具有更多词条的文档-词条矩阵起步，因为我们知道通过PCA可以减少特征的总体数量。

尽管模型有改善的可能，但重要的是注意到朴素贝叶斯模型具有的局限性，这些局限性会阻碍我们训练出高精确度情绪分析器的能力。假定一旦我们知道了其中的情绪，某个影评里的所有单词就是相互独立的，这是一个相当不实际的假设。例如，某个影评里的短语not bad本来可能是表达了一种正面的情绪，但因为我们是孤立地看待每个单词，我们往往会把单词bad和一种负面情绪关联起来。总体上，否定是文本处理中要处理的最困难问题之一。模型也无法处理常见的语言模式，例如挖苦、讽刺、包含其他人想法的引用句，以及其他类似的语言手段。

下一节会介绍一种更强大的图模型。
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 学习朴素贝叶斯分类器的一个好素材是《An empirical study of the Naie Bayes classifier》，作者是I.Rish，它是在2001年IJCAI的Empirical Methods in AI研讨会上讲解的。对于情绪分析，我们推荐Bing Liu的AAAI 2011教程演示，网址是http://www.cs.uic.edu/~liub/FBS/Sentiment-Analysis-tutorial-AAAI-2011.pdf
 。


8.6　隐马尔可夫模型


隐马尔可夫模型
 （Hidden Markov model）通常缩写为HMM，是一种常用于对序列进行建模和预测的带有重复结构的贝叶斯模型。在本节，我们会看到该模型的两个应用：一个是对DNA基因序列进行建模，另一个是对组成英语文字的字母序列进行建模。HMM的基本示意图如下所示：
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正如我们从图中所见，一个序列从左向右移动，在我们要建模的序列中，每个元素有一对节点。标签为Ci
 的节点可以称为隐含状态
 （latent state）、隐藏状态
 （hidden state）或直接称为状态
 （state），因为它们通常是不可观测的节点。标签为Oi
 的节点是可观测状态
 （observed state）或观测数据
 （observation）。我们在本书中会采用状态和观测数据这两个术语。

现在可以看到，因为这是一个贝叶斯网络，所以我们可以立刻指出某些关键的性质。知道它们对应的状态之后，所有观测数据都是相互独立的。同样，知道某个节点前面的一个状态（也就是它在网络中的双亲节点）后，每个状态都独立于序列中在它之前的其他每个状态
[1]

 。因此，HMM背后的关键思想是，该模型会以一种线性的方式从一个状态转移到下一个状态。

在每个隐含状态中，它会产生一条观测数据，这条数据也被称为一个发出的符号
 （emitted symbol）。这些符号是序列中可观测的部分。隐马尔可夫模型在自然语言处理领域很常见，其中的一个范例是它们对词性标注
 （part of speech tagging）的应用。词性标注器的任务是读取一个句子并返回对应该句子中单词的词性标签。例如，对于前面的那个句子，一个词性标注器会对单词The返回determiner（限定词），对单词task返回singular noun（单数名词），诸如此类。

要采用HMM对这个问题进行建模，我们要把单词作为发出的符号，把词性标注作为隐含状态，因为前者是可观测的，而后者是我们想要判定的。在自然语言处理中有很多运用了隐马尔可夫模型的其他序列标记任务，例如命名实体识别
 （named entity recognition），它的目标是在一个句子里识别出指代个人、地点、组织和其他实体的名称的单词。

隐马尔可夫模型是由5个核心部分组成的。其中第一个是一组可能的隐含类别标签。对于词性标注器的示例来说，它可以是我们会用到的所有词性标注的一个清单。第二个部分是一组所有可能的发出符号。对于英语的词性标注器来说，它就是英语单词的辞典。

后面的3个部分都涉及概率。起始概率向量
 （starting probability vector）是一个概率的向量，它告诉我们在每个隐含状态作为起始的概率。对于词性标注来举例说，可能会有很高的概率是起始于某个像the这样的限定词。转移概率矩阵
 （transition probability matrix）是一个告诉我们当目前状态是Ci
 的情况下转向状态Cj
 的概率的矩阵。因此，对于词性标注示例来说，它包含了从某个限定词转移到某个名词的概率。最后，发出概率矩阵
 （emission probability matrix）告诉我们的是对于我们会遇到的每种状态，在辞典里的每个符号的发出概率。注意，某些单词（例如bank，它既可以是名词也可以是动词）会被标记上多个词性标注，因此会有从多个状态发出的非零概率。

在类似于词性标注的情况里，通常有一组带标签的序列，这样数据就包含了观测数据的序列以及它们所对应的状态。在这种情况下，类似于朴素贝叶斯模型，我们会采用相对频率计数来构成模型的概率部分。

例如，要找到一个合适的起始概率向量，我们可以把数据集里的每个序列的起始状态做成表格，用它来获得每个状态里起始的相对频率。当手头只有无标签序列时，这个任务就困难多了，因为我们甚至都不会知道在模型里需要包含多少个状态。给训练数据中无标签观测序列分配状态的一种方法被称为Baum-Welch算法
 （Baum-Welch algorithm）。

一旦知道了模型的参数，问题就变成如何预测观测数据序列对应的可能性最大的状态序列。基于HMM的词性标注器必须根据一个无标签的英语句子预测出词性标签序列。对于这种任务，最常用的算法是基于一种被称为动态规划
 （dynamic programming）的规划技术，这种算法叫做维特比算法
 （Viterbi algorithm）。

针对隐马尔可夫模型讨论过的算法已经超出了本书的范围，但它是非常直观的，也很值得学习。对该模型及其假设具备了基本的理解之后，我们的下一个目标是学习如何在一些实际环境下的问题中运用它。我们首先要观察一个有标签序列的示例，之后再讨论无标签序列的示例。
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 对于隐马尔可夫模型，或许最权威和最全面的介绍是一篇名为《A Tutorial on Hidden Markov Modelsand Selected Applications in Speech Recognition》的研讨会论文，作者是L.R.Rabiner，发表于the Proceedings of the IEEE 1989。我们之前提到过的Jurafsky和Martin编写的教科书也是深入学习HMM的理想参考书，它包含了对Baum-Welch算法和维特比算法的详细讲解，以及词性标注和命名实体识别等技术的应用。


[1]
 根据局部马尔可夫性质，对于每个节点而言，在给定了它的双亲之后，它就条件性独立于网络中不是它的后代的所有其他节点。而贝叶斯网络不存在回路，所以有上面的性质。——译者注


8.7　预测启动子基因序列

我们要详细研究的第一个应用来自于生物学领域。在这个领域，我们了解DNA分子的基本组成部分实际上是4种被称为核苷酸
 （nucleotide）的基本分子。它们被称为胸腺嘧啶、胞嘧啶、腺嘌呤和鸟嘌呤（Thymine，Cytosine，Adenine，and Guanine），这些分子出现在DNA链中的顺序就编码了DNA所携带的遗传信息。

分子生物学一个有意思的问题是在一个更大的DNA链里找到启动子序列。这些序列是核苷酸的特殊序列，它们在调节一种被称为基因转录
 （gene transcription）的遗传过程中扮演了重要角色。这是DNA中的信息被读取的机制的第一步。

UCI机器学习知识库上的分子生物学（启动子基因序列）数据集（网址是https://archive.ics.uci.edu/ml/datasets/Molecular+Biology+（Promoter+Gene+Sequences）
 ）包含了属于大肠杆菌（E.Coli）DNA的一组基因序列。

我们手头的预测任务是构建一个能辨识非启动子基因序列和启动子基因序列的模型。我们会采用HMM来解决这个问题。具体说，我们会构建一个针对启动子的HMM和一个针对非启动子的HMM，并挑出能对一个测试序列产生最高概率的模型来标记该序列：
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注意，在对read.csv（）的调用中设置strip.white=TRUE参数去掉空格是很重要的，因为某些字段前部会有制表符。这个数据框里的第一列包含了一个+或-号，分别代表启动子或非启动子。第二列就是特定序列的标识符，第三列是核苷酸序列本身。我们先根据第一列把数据拆分为阳性和阴性启动子序列观测数据。
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为了训练HMM模型，我们要把来自每个类别的所有观测数据连接为单个的观测数据。不过，我们确实要保存关于每个序列起始和结尾的信息。因此，我们会在每个序列之前加入一个字符S表示序列的起始，在每个序列之后加入一个字符X表示序列的结束：
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下一步，我们要调用strsplit（）函数把每条观测数据从一个字符串分拆为一个字符的向量，该函数读取的第一个参数是要分拆的字符串，第二个是用来作为拆分点的字符。在这里，我们用一个空字符来进行分拆，这样整个字符串就会分拆为一些单个的字符。
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现在我们必须给要训练的HMM模型指定概率矩阵。在这个具体情况下，状态和发出的符号之间有一对一的对应关系，因此实际上这类问题可以简化为一个可见的马尔可夫模型，在这个示例中就是马尔可夫链。尽管如此，我们把该问题建模为一个HMM所要遵循的过程还是会和每个状态分配多个符号的更一般情况下的过程相同。我们要假设阳性和阴性HMM模型都包含了对应4种核苷酸的4种状态。虽然阳性和阴性两种模型在每个状态都会发出相同的符号，但它们在从一个状态到下一个状态的转移概率会有所不同。

除了之前提到的4种状态之外，我们还利用符号X在每个序列的结尾创建了一个特殊的终止状态。我们还创建了一种称为S的特殊起始状态，这样所有其他状态的起始概率为0。此外，发出的概率计算起来是比较简单的，因为每个状态只会发出一个符号。由于状态和符号之间的一对一关系，我们会利用同一个字母表来代表状态及其发出的符号：
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计算转移概率矩阵要求我们做的事情会更多一些。因此，我们为此定义了自己的函数calculateTransitionProbabilities（）。该函数的输入是一个把训练序列相互连接产生的向量，以及一个包含了状态名称的向量。

该函数首先会计算一个空的转移概率矩阵。通过遍历每个顺序的状态对，它可以汇总出状态转移的总数。在所有数据被遍历完之后，我们可以通过把矩阵的每一行除以该行元素的总和，把转移概率矩阵归一化。这样做的原因是该矩阵的行总和必须为1。我们会调用sweep（）函数，它让我们能在矩阵中的每个元素上运用一个函数，利用一个总和的统计值进行计算。下面就是calculateTransitionProbabilities（）：
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现在我们已经做好了训练模型的准备。在这个数据集上观察到的关键信息是我们只有很少的观测数据，实际上每个类别只有53个。这个数据集太小了，无法留出一部分用来测试。相反，我们要采用只留出1条观测数据的交叉检验方法来评估我们模型的精确度。为此，我们会先从阳性观测数据里留出一条观测数据。这样就让所有阴性观测数据都可以用于计算阴性HMM的转移概率矩阵：
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当我们处于起始状态（S）时，可以随机转移到某个核苷酸状态，但是转移到终止状态（X）或停留在起始状态的概率为0。当处于核苷酸状态时，我们可以随机转移到除了回到起始状态之外的任何状态。最后，从终止状态开始的唯一合法转移就是某个新序列的起始状态。

我们现在要介绍R语言里的HMM包，顾名思义，它是用来支持隐马尔可夫模型的。我们可以调用initHMM（）函数并指定一组参数来初始化一个HMM。正如我们所预料，这个调用需要5个输入，分别对应之前讨论过的隐马尔可夫模型的5个部分。
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下一步是构建阳性HMM，但我们会需要重复多次，每次只留出一条观测数据用于测试。这一条测试观测数据随后会被之前训练的阴性HMM模型及没有用到它训练的阳性HMM模型进行处理。如果阳性HMM对于这一条测试观测数据所预测的概率高于阴性HMM的预测，模型就对该测试观测数据作出了正确的分类。下面的一段代码会对每条阳性观测数据循环，在循环里进行这样的计算：
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现在我们要逐步分析前面的代码。首先，利用incorrect变量对产生的任何错误进行追踪。对于阳性观测数据清单里的每条观测数据，我们会训练一个不包括该观测数据的阳性HMM。这条观测数据随后就成为了测试观测数据。

给定了某个HMM后，为了找到某个序列的概率，我们调用了forward（）函数，它会给观测数据序列的每个步骤计算一个包含所有向前概率（forward probabilities）的对数的矩阵。该矩阵的最后一列（其序号也就是该序列的长度）包含了整个序列的向前概率。我们利用已经训练好的阳性HMM来计算阳性序列概率，并调用exp（）来抵消对数运算（虽然在这个示例中并非严格必要，我们只是因为需要进行对比才这样做的）。我们会采用阴性HMM对阴性序列概率重复这个过程。因为我们的测试观测数据只是一个阳性观测数据，所以只会在阴性序列概率大于阳性序列概率时才算是错误分类。当这段代码运行结束后，可以看看产生了多少错误：
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这意味着在53个阳性观测数据中，有13个错误分类和40个正确分类。不过任务还没有完成，因为我们需要对阴性观测数据进行一次类似的循环。这次，我们会用所有的阳性观测数据再次训练一个阳性HMM：
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下一步，我们要对所有阴性观测数据进行迭代。我们要通过留出一条观测数据作为测试观测数据来训练一个阴性模型。我们随后会用刚才训练的阳性HMM和训练数据中不包括该观测数据所训练出来的阴性HMM对该观测数据进行处理。

最后，我们会比较两个HMM模型对测试数据产生的预测序列概率，并根据哪个模型产生了更高的概率来对该测试数据进行分类。本质上，我们在这里和之前对阳性观测数据进行迭代的过程是完全相同的。下面这段代码会继续更新incorrect变量，其逻辑应该是一目了然的：
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交叉检验中总体的错误分类数量保存在incorrect变量里：
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总体交叉检验精确度大约是76%。考虑到采用的是只留出1条观测数据做测试的方法，并且训练数据的总体数量如此小，我们会预期这个估算具有相对较高的方差。

在HMM模型里，马尔可夫性质实质上作出的假设是，在序列中，只有前面的核苷酸决定了下一个核苷酸的选择。我们可以合理地预期有更大范围的依赖关系存在，因此我们在精确度上受到了模型假设的局限。因此，有一些模型，例如三元HMM
 （Trigram HMM），不止考虑当前状态，也会考虑到其他的历史状态。

在下一节，我们会学习一个用无标签数据训练隐马尔可夫模型的示例。我们会手工定义隐藏状态的个数，并采用Baum-Welch算法，在对状态的转换和发出两者进行估算的过程中训练一个HMM模型。


8.8　预测英语单词里的字母特征

在本节，我们要对构成英语单词的字母的特征进行建模。除了单词不一样、有时候字母表不一样之外，不同语言在用来构成单词的字母特征方面也是各不相同的。英语单词的字母和字母序列具有自己独特的分布情况，在本节，我们会尝试采用一个隐马尔可夫模型以一种非常简化的方式对单词构成的过程进行建模。

模型发出的符号会是字母本身，但这次我们不知道对应的状态是什么，因为我们使用的是无标签数据。因此，我们会只提供打算让模型具有的状态数，随后利用Baum-Welch算法来训练我们的HMM模型参数。

对于这个任务，我们需要的就是一个英语的文字语料库。在本章前面的部分，我们用朴素贝叶斯分类器对一些影评进行了研究，因此为方便起见还会用到这些语料，虽然其他英语文字的数据源也可以用。先重新加载这些影评，并利用tm包把它们全部转换为小写：
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下一步，从每个影评里提取文字，并把它们收集到一个向量中：
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为了简化任务，除了单个字母之外，我们会考虑给所有的空格字符（空格、制表符，等等）设置一个类别，并用大写字母W代表它们。我们会依样画葫芦地把数字对应大写字母N，把所有标点符号对应大写字母P，把余下的所有其他内容对应大写字母O。为此我们要用到正则表达式：
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一旦转换了所有文本之后，我们就会挑出一个样本，并把每个影评分拆为字符。每个影评里的字符序列随后会相互连接，产生一个长字符序列。在本例中，这样做是很有效的，因为影评的语料库包含了完整的句子，把它们进行连接也就等于把完整句子连起来。我们选择了使用100个影评的样本。我们也可以使用更多的影评，但是这样训练模型需要的时间就会更长。
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下一步，我们要初始化HMM模型。在本例中，我们会考虑一个具有3种状态的模型，把这3种状态任意命名为s1、s2和s3。就发出的符号而言，我们有小写字母和之前看到的用来代表4种特殊字符类别（例如数字）的4个大写字母。R语言在变量letters里包含了一个小写字母的向量，这对我们是很方便的：
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下一步，要创建随机的起始、发出和转换概率矩阵。我们会调用runif（）函数产生在[0，1]区间的随机数据。我们需要把这些矩阵里的每一行归一化，从而确保这些数据对应概率。为此，我们会像之前那样调用sweep（）函数：

[image: ]


现在我们要利用之前得到的大字符序列来初始化和训练这个HMM模型。这个过程的运行需要几分钟，具体时间取决于可用的计算资源，这就是我们之前只从整个文本中提取了一部分样本的主要原因。

[image: ]


我们通过直接给它提供字符序列，用一种完全无监督的方式对模型进行训练。我们并没有可以用来评估模型性能的有意义的测试数据集，不过，这个练习的价值在于它产生了具备一些有趣性质的HMM模型。观察一下每个状态的符号发送概率，这是有启发性的。这些概率可以通过hmm_trained对象里的hmm$emissionProbs属性来访问。
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让我们来仔细检查这些状态。所有状态都具有相对较高的发出空格字符的概率。状态3很有意思，因为它除了空格之外，看起来还把所有标点符号和元音字母聚集起来了。在事先没有任何关于英语语言的信息的情况下，该HMM模型成功地把字母a、e、i、o、u聚集到了同一个类别里。

这个状态还以显著的概率发出了2个辅音字母。我们知道，发出的辅音字母y确实会时常在例如rhythm和phylum这样的单词里起到类似于元音字母的作用。发出的辅音字母还有s，这是因为它经常用于构成名词的复数形式，我们它就像标点符号一样在单词的末尾出现。因此，我们看到，这个状态看起来把两种主要的主题聚集到了一起。

相比之下，状态1通常会发出辅音字母而不是元音字母。实际上，貌似仅仅有元音字母u从该状态以较小的概率发出。状态2有一种元音字母和辅音字母的混合，但它是辅音字母h具有较高概率的唯一状态。这是非常有意思的，因为h是字母表里另一个在发音上具有类似元音字母属性的另一个字母（它经常是不发音的，或者是复合元音的一部分）。我们可以通过检查状态之间的转换概率来了解更多信息：
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同样的，我们可以发现很多有意思的属性。例如，当处于状态3即元音字母状态时，会有95%的几率会转到状态1即辅音状态。当在状态1时，会有36%的几率转到元音字母状态，51%的几率转到状态2。

现在可以开始理解状态2代表的意义。它主要代表当有2个连续辅音字母时发出第二个辅音字母的状态。这是字母h在该状态具有如此高的概率的原因，因为它会参与很常见的复合元音，例如ch、sh和th，后者会在类似于the这样的高频词中出现。这个状态的最常见后继状态是元音字母状态，具有72%的概率，它是在两个连续辅音字母之后预期会出现的。

这个实验值得用不同的条件重复进行尝试。如果使用不同的种子来抽样不同数量的影评，我们可能会看到不同的结果，因为Baum-Welch算法对初始条件敏感，并且是无监督的。具体而言，我们的隐马尔可夫模型会学习完全不同的状态集。

例如，在某些迭代上，我们注意到所有的标点和数字都集中到一个状态里，另一个状态称为元音字母状态，第三个状态就是纯粹的辅音字母状态。如果在前面的代码中抽样40个文本并把数字1816、1817和1818作为三个种子的话，我们就可以重现这个特点。还有大量的其他可能性，其中一些比另一些更易于解释。

这里另一个值得变化的参数是状态数量。如果用到2个状态，那么就很可能分拆为元音字母和辅音字母。如果增加状态的数量，我们通常会继续找到可解释的结果，直到10个状态之多。隐马尔可夫模型经常也被称为生成式模型
 （generative model），因为一旦把它们训练好了，我们就可以利用它们来生成状态和观测数据的示例。可以通过提供模型和要生成序列的长度来调用simHMM（）函数做到这一点：

[image: ]


作为最后一个要点，我们可以下载并使用markovchain包，取出学习之后的转移概率矩阵，并找出在长期过程中我们的模型在每个状态中消耗的时间有多长。这是通过进行稳态计算
 （steady state calculation）来完成的，这个数学概念不会在本书中讲解。幸好，当知道其中涉及的概率时，markovchain包有一种简单的初始化一个马尔可夫链的方式。它是通过调用simpleMc（）函数来完成这项任务的，我们可以对前面的马尔可夫链调用steadyStates（）函数，找出稳态的分布：
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从长期来看，我们在第一个辅音字母状态即状态1消耗了38%的时间，在第二个辅音字母状态即状态2消耗了27%的时间，在主元音字母状态即状态3消耗了35%的时间。


8.9　小结

在本章，我们介绍了机器学习非常活跃的研究领域之一，即概率图模型领域。这些模型都使用一个图结构对随机变量之间的条件性独立关系进行编码。我们学习了贝叶斯定理这样一个非常简单的公式，它实质上告诉我们的是如何通过观察效果预测其原因，以及如何将它用于构建一个称为朴素贝叶斯分类器的简单分类器。朴素贝叶斯分类器是一种简单的模型，可以用来预测对一组观察到的特征给出最合理解释的输出类别，而这些特征在已知输出类别的情况下应该是相互独立的。

我们利用这个模型在一组影评上预测用户情绪，其中的特征是影评中出现的单词。虽然获得了相当好的精确度，但我们发现模型里的假设是相当严格的，也阻碍了预测的显著改善。通常，朴素贝叶斯模型是在提供基准性能的建模过程中构建的，我们知道必须用更精巧的模型去超越这个基准性能。

我们还学习了隐马尔可夫模型，它是一种通常用来对序列进行标记和预测的模型。序列中的每个位置都由一个隐藏状态和一个从该状态发出的观测数据组成的。该模型的关键假设是，对于每个状态来说，在紧接它之前的状态已知的情况下，它是独立于整个序列的历史的。此外，对于所有观测数据来说，已知它们发出的状态后，它们都是相互独立的，也是独立于序列中的其他状态的。

当有了带标签的序列时，我们可以通过使用从数据本身获得的状态转移和符号发送计数来训练一个隐马尔可夫模型。利用一个非常聪明的叫做Baum-Welch的算法，也可以训练一个无监督的HMM。虽然没有深入到该算法的细节中，但是我们通过训练一个有关英语单词字符序列的HMM，看到了讲解其工作原理的一个示例。

从这里我们看到，结果模型领悟到了语言的某些有趣的属性。此外，虽然并没有提到这一点，但是训练一个带有缺失类别标签的朴素贝叶斯模型也是有可能的，这里会用到的是EM算法
 （EM algorithm）。尽管HMM也有相对严格的独立性假设，它还是非常强大的，并成功地运用到了从语音处理到分子生物学等多种多样的应用中。

在下一章，我们会观察在时间序列上的分析和预测。很多实际环境下的应用都涉及对特定时间期间进行衡量，并利用它们对未来进行预测。例如，我们也许会根据今天的天气来预测明天的天气，或根据过去几周的市场波动情况预测明天的证券市场指数。


第9章　时间序列分析

我们遇到的很多模型都是关于对某一段时间的过程进行观察并学习预测该过程在未来如何表现的。因为要处理的是一种会生成以时间为索引的观测数据的过程，所以我们称这些模型为时间序列模型。时间序列的经典示例是证券市场指数、某公司产品随时间的销量，以及温度和降雨量之类会在一年内变化的天气属性。

在本章，我们要关注单变量时间序列，即观测单个变量是如何随时间波动的时间序列。为此，我们要先了解描述时间序列的一些基础知识，然后是一些基础示例的概述。其实，对时间序列建模有很多种不同的方法，在本章，我们主要会关注ARIMA模型，但也会提到一些替代模型。


9.1　时间序列的基本概念


时间序列
 （time series）就是随机变量[image: ]
 的一个序列，它是由等距的时间点序列索引的。时间序列在日常生活中无处不在。我们可以观察在连续的年份中以毫米为单位的年度总降雨量，在连续每一天里的日间平均温度，特定股票在每个交易日的证券市场收盘价，或某位医生候诊室里每半小时的病人总数。正如我们所见，这样的示例是无处不在的。

为了分析时间序列数据，我们要利用随机过程
 （stochastic process）的概念，它就是由一种随机机制（和确定性机制相反）所产生的一个随机变量的序列。从预测建模者的角度而言，我们的目标是研究时间序列，以便构建一个能对我们获取的有限样本集的表现进行最优描述的模型，从而预测该时间序列在未来是如何表现的。

例如，如果对外汇汇率产生了兴趣，我们也许会研究过去一段时间欧元和英镑之间的汇率是如何变化的，以便能预测该汇率在不久的将来会是多少。这样就有助于我们作出是否把手头的欧元兑换为英镑的决定，或者在预期将来汇率会对我们有利的情况下，等待以后兑换的机会。

乍看起来，我们会认为分析时间序列的方法应该是获得序列中每个变量的概率分布。实际上，我们的时间序列会相当长，这种方法是不实用也不实际的。相反，我们会先利用均值、协方差和相关系数函数来对随机变量的联合概率分布的主要属性进行总结。

时间序列的摘要函数

从基础统计学的学习中，我们已经熟悉了两个随机变量的均值、方差、协方差和相关系数的概念。我们可以借用这些概念，并通过把时间里的每个点视为一个随机变量，把这些概念运用到时间序列中。一个时间序列的均值函数
 （mean function）就是该时间序列在某个时间索引t上的期望值：
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在一般情况下，某个时间序列在某个时间索引t1
 的均值并不等于该时间序列在另一个不同的时间索引t2
 的均值。自协方差函数
 （autocovariance function）及自相关函数
 （autocorrelation function）是衡量构成时间序列的随机变量在不同时间点上相互的线性依赖性的两个重要函数。自相关函数通常缩略为ACF函数
 （ACF function）。对于两个时间索引t1
 和t2
 ，可以按如下计算自协方差函数：
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当两个时间索引相同时，自协方差函数就是方差：
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方差和自协方差函数是用原始时间序列单位的平方单位衡量的。此外，自协方差是一个对称函数，也就是说，如果在计算过程中调换两个时间索引会得到相同的结果。ACF函数也是对称的，但它是无单位的，其绝对值被值1所约束。当两个时间索引之间的自相关度是1或-1，就代表两者之间存在完全线性依赖或相关，而当该值为0时，两个时间索引就被称为是无关的。ACF函数的计算如下所示：
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从前面的方程容易看出，在针对两个相等的时间索引计算ACF时会得到的值为1，因为分子里的协方差会简化为方差。这个结果当然会成立，因为任何随机变量显然都是和自己完全相关的。


9.2　一些基本的时间序列

我们会通过了解两个著名而简单的示例来启动对时间序列的学习。这些示例不仅会让我们对该领域有初步的感受，而且正如我们后面要看到的，它们还会成为描述更复杂时间序列的必不可少的组成部分。


9.2.1　白噪声

有一类基础但非常重要的时间序列被称为离散白噪声
 （discrete white noise），或直接称为白噪声
 （white noise）。在一个白噪声时间序列中，产生出来的随机变量都具有均值0和有限且相等的方差[image: ]
 ，并且不同时间步骤的随机变量是互相之间不相关的。虽然某些教科书没有强调这个要求，但是大部分教材会指定这些变量也是独立同分布
 （independent and identically distributed，iid）的随机变量。

iid性质实际上要求每个随机变量来源于完全相同的分布，例如具有某个均值和标准差的正态分布。这个性质还要求来自不同时间序列步骤的两个变量不仅相互不相关，而且也是独立的，这是一种更严格的要求。

[image: ]
 在统计学里有一个常见的误解，如果两个变量是不相关的，那么它们也一定是相互独立的。虽然反过来是这样，即两个相互独立的变量必然不相关，但是两个不相关的随机变量未必就是独立的。例如，一个服从中心为0的正态分布的随机变量X和一个以X2计算得到的随机变量Y是不相关的，但显然它们并非相互独立。

在本书中，我们会在白噪声时间序列的定义里包含iid的要求。最后，要注意的是，从正态分布抽取的白噪声时间序列被称为高斯白噪声
 （Gaussian white noise）。我们很容易通过调用rnorm（）函数从均值为0的正态分布创建某个高斯白噪声：
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如下的绘图显示了我们创建的高斯白噪声序列：

[image: ]


假设我们收集了一些时间序列数据，并希望知道该时间序列实际上是否是一个白噪声时间序列。做这件事的一种方法是绘制相关图
 （correlogram）。这是一种对步长为k的时间步骤的配对进行估算的ACF函数的图。对于被称为延迟
 （lag）的k的不同值，我们应该看到的相关性为0，除了k=0的情况之外。这样，从本质上我们是在测试它是否有不相关的性质，这种性质是白噪声序列的一种根本特点。在R语言里通过acf（）函数可以很容易进行这个操作：

[image: ]


下面是之前创建的白噪声序列的ACF绘图：

[image: ]


虚线显示了一个95%的置信区间，特定延迟对应的ACF函数值如果处于该区间内，就不会被认为具有统计显著性（大于0）。由于抽样偏误的原因，这些值在实践中不会正好为0，实际上，对于一个实际的白噪声序列的相关图，我们可以合理预期会看到它们中的5%错误地具有显著性。

拟合白噪声时间序列

绘制的相关图确实是符合我们预期的，其中只有在延迟为0的值是具有统计显著性的。要把我们观察到的时间序列拟合到一个白噪声序列模型，我们需要的就是方差，因为这是白噪声序列唯一的参数。可以通过var（）函数直接估算这个参数，它会给出一个非常接近我们用于创建该序列的值：
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9.2.2　随机漫步

另一类很常见的时间序列被称为随机漫步
 （random walk）。这种模型已经被用于描述放在水面的花粉颗粒的运动，即布朗运动
 （Brownian Motion），以及证券市场的证券价格。一个随机漫步的时间序列是指其连续时间点之间的差异是白噪声。我们描述这个过程可以利用一个递归关系
 （recurrence relation），也就是说，这种关系里的序列中一个项会被定义为之前在序列中出现的项的函数。当利用递归关系时，我们还要指定序列第一个（批）项必须成立的初始状态：
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第一个方程解释了序列中在时间t上的一般项是通过加入et
 项（它是一个白噪声序列中的项）和序列中之前一个步长的项关联起来的。第二个方程显示的是这个随机漫步的起始条件，即第一个项也是一个白噪声序列的第一个项。本质上，我们可以把随机漫步想象为根据一个并行的白噪声序列产生的正或负的数值对它自己的当前值进行调整的一种序列。

[image: ]
 随机漫步的一种变形是带有漂移的随机漫步。它和普通随机漫步的区别在于，我们给序列中的每个点还加上了一个常数项α，它就被称为漂移
 （drift）。由于这个事实，带有漂移的随机漫步具有一个等于t×α的时变均值（但方差还是和之前的相同）。

从随机漫步的定义可知，在时间步骤t，随机漫步的项来源于t个均值为0方差均为[image: ]
 的iid变量之和。当然，这些变量都是属于白噪声序列的项。由于这个事实，并且因为期望值和方差的线性，我们可以推断随机漫步的均值函数对于所有时间点均为0。相比之下，方差是由t×[image: ]
 得出的。因此，在这个时间序列里，方差会随着时间持续增大。要在R语言环境下模拟一个随机漫步，实际上需要一个白噪声随机序列的累积求和。可以用R语言的cumsum（）函数来进行这个计算：
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下面是这个随机漫步的绘图：

[image: ]


拟合随机漫步

要看出某个时间序列是否符合随机漫步，有一种好办法是计算各项之间的连续差值。由这些差值组成的时间序列必须是一个白噪声时间序列。因此，如果我们要绘制后者的一个相关图，应该会看到某种白噪声的形态特征，即在延迟0有一个尖峰，而在其他地方没有明显的尖峰。

要在R语言里计算各项的连续差值，我们可以调用diff（）函数：
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不出所料，这个绘图看起来和我们在本章前面部分产生的白噪声序列的ACF图非常相似。既然手头有了两个时间序列的示例，我们就准备去讲解一个重要的新概念：平稳性。


9.3　平稳性

我们经常看到，在预测建模过程中，我们需要作出某些重要但有限制性的假设，以便构建出实用的模型。对于时间序列模型来说，能够明显简化建模工作的最常见假设之一就是平稳性假设
 （stationarity assumption）。

平稳性实质上描述的是一个时间序列的概率表现不会随着时间的流逝而改变。常用的平稳性的性质有两种版本。一个随机过程被称为是严格平稳
 （strictly stationary）的条件是，从时间t起始的一个点序列[image: ]
 的联合概率分布和从时间T起始的另一个点序列YT
 ，[image: ]
 的联合概率分布相同。

要满足严格平稳，这个性质必须对于我们选择的任何时间t和T都成立。特别是，因为我们可以选择n＝1，这就意味着序列中每个点的概率分布（即单变量概率
 ，univariate probability）必须是相同的。由此可见，在一个严格平稳的时间序列中，均值函数是不随时间变化的常数，方差也是如此。

我们还有一种较弱的平稳性版本，它往往对于我们的需要是充分的。一个随机过程被称为是弱平稳
 （weakly stationary）的条件是，均值函数不随时间变化，是一个常数，且自协方差函数仅仅依赖于序列中两点之间的时间延迟。后面这个性质可以用符号表示为：
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此外，一个弱平稳随机过程必须在所有时间点具有有限方差，这在严格平稳过程里则不是必要条件
[1]

 。如果我们知道所有时间点的方差都是有限的，那么一个严格平稳的过程也总是弱平稳的。出于惯例，我们会使用平稳随机过程（stationary stochastic process）或平稳时间序列（stationary time series）来指代弱稳定性，而在需要的情况下明确声明严格平稳性。掌握了这个新概念之后，我们就能把平稳时间序列过程的均值函数、自协方差和自相关性的公式分别简化为：
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注意，延迟为0的自协方差γ0
 就是方差。让我们从平稳性的角度重新来观察目前看到的两个时间序列的示例。白噪声是一种平稳过程，因为它的均值是一个常数（在这个案例里是0），方差也是常数。还要注意的是前面ACF图的x轴显示的是时间延迟k而不是序列中的位置。

实际上，为了估算这个ACF图，R语言的acf（）函数会使用所有被特定延迟值分开的配对值，而不考虑它们在序列中的位置，这样就确保了平稳性。另一方面，随机漫步的均值确实是常数（不过，对于带有漂移的随机漫步，情况就不是这样了），但它的方差是随着时间的变化而不同的，因此它是不平稳的。


[1]
 例如Cauchy分布就没有均值和方差。——译者注


9.4　平稳时间序列模型

在本节，我们要讲解一些平稳时间序列模型。正如你会看到的，这些模型可以用来对很多实际环境的过程进行建模。


9.4.1　移动平均模型


移动平均
 （moving average，MA）过程是一种随机过程，其中在时间步骤t的随机变量是一个白噪声过程的（时间上）最近的项的线性组合。具体而言，可以把这个概念写成如下的方程：
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在前面的方程及随后的讲解中，我们会假设以e表示的各项是均值为0、方差为[image: ]
 的白噪声随机变量。我们可以等价地把一个移动平均过程通过后移算子
 （backshift operator）B来描述。当后移算子用于一个随机过程中在时间t的随机变量时，会产生前一个时间步骤t-1的随机变量。例如：
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可以通过连续应用后移算子获得时间更早的随机变量。例如，B2
 表示运用后移算子两次，这样就后移了两个时间步骤。明白了这一点，我们就可以利用后移算子对某个MA过程进行如下表达：
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括号里的表达式是一个后移算子B的q阶多项式。这个多项式被称为MA过程的特征多项式
 （characteristic polynomial）。

[image: ]


不管MA过程的系数θ或阶数q如何选择，它总是平稳的。不过，我们感兴趣的是方程θ（x）＝0的根。如果该方程的根的绝对值大于1，我们就可以说这个MA过程是可逆的
 （invertible）。可逆性是MA过程非常受欢迎的一个性质。一个ACF图对应的可逆MA过程是唯一的，而对应的不可逆MA过程则不是唯一的
[1]

 。

例如，对于一个只有一个θ系数的MA（1）过程，我们会得到和该系数等于1/θ的情况一样的ACF图。读者过一会儿可以在我们讲解自相关函数方程的时候验证这一点。现在我们要探讨MA过程的某些统计学性质。记住每个e项都是一个白噪声随机变量，这样就能看出MA过程的均值恒为0，方差是由如下表达式给出的常数，其中我们定义θ0
 为1：
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自相关函数由如下公式给出：
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自相关函数的推导过程会有点冗长乏味，所以我们把它留给感兴趣的读者作为练习。从这个方程里能观察到的重要规律是：MA过程的ACF对小于该过程的阶数q的延迟是非0值，之后就都等于0。这个性质不仅对于通过ACF函数判别MA过程有用，而且在估算MA过程的阶数时也是有用的，因为我们可以把具有统计学显著性的非0值的最大延迟数作为它的阶数。我们会模拟某些MA过程来了解这个特点。

[image: ]
 对于MA过程和实际上所有本章里讨论过的时间序列模型而言，有很多带有R语言示例的非常有用的参考书。在Springer出版社的Use R！系列教材中有一本《Introductory Time Series》是非常优秀的，它的作者是Cowpertwait和Metcalfe。我们还要推荐Springer出版社的《Time Series Analysis With Applications in R》，作者是Cryer和Chan。

在R语言里，我们可以调用arima.sim（）函数来模拟MA（和其他）过程。它实际上是一个我们在本章会经常用到的通用函数。要创建一个MA过程，我们会使用n参数来指定序列的长度，用model参数指定我们要模拟的序列的参数。这个参数是一个列表，其中依次在ma属性里设置了系数的向量，在sd属性里设置白噪声项的标准差。下面就是我们根据MA过程[image: ]
 创建1000个样本的方法，其中的白噪声项的标准差为1.2：
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arima.sim（）函数会在R语言里一个叫做ts的特殊时间序列对象里返回模拟的结果。这个对象对于追踪一个时间序列的某些基本信息和支持专门用于时间序列分析的绘图都是有用的。根据我们在本节学习的内容，这个模拟的时间序列的ACF图应该会在延迟1和延迟2的位置显示两个显著的突起。

现在绘制这个图来确认我们的预期。此外，我们还会绘制另一个用系数0.84和-0.62模拟的MA（2）过程的ACF函数，显示在ACF系数中也可以得到负值：
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[1]
 MA模型可逆的条件是它等于一个收敛的无限阶AR模型，这里的AR是下一节讲解的AutoRegressive自回归模型，而收敛的含义是指AR系数会随着时间回溯而趋向于0。实际上，有限阶MA可以表示为无限阶AR，而有限阶AR可以表示为无限阶MA。可逆的含义就是指模型能在收敛的MA和AR之间互相转换的性质。一般都指定可逆MA模型的θ值<1，这是因为θ和1/θ对应的ACF是相同的。具有特定的某个ACF的MA(q)模型可以有很多，但其中只有一个是可逆的。这个模型可逆的必要条件就是前面所提到的：方程θ(x)=0的根的绝对值大于1。——译者注。


9.4.2　自回归模型


自回归模型
 （Autoregressive models，AR）来源于我们要让一个简单模型根据过去有限窗口时间里的最近值来解释某个时间序列当前值的想法。一个p阶AR模型的方程是：

[image: ]


汇总左边所有的Y项并再次运用后移算子，就得到：
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AR过程并不像MA过程那样总是平稳的。它的平稳条件依赖于AR过程的特征方程，它由如下方程给出：
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如果该方程的根都大于1，该过程就是平稳的。下面两个关系描述了这种情况的必要（但不是充分）条件：
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这个性质经常有助于通过对系数的快速检查发现非平稳的AR过程。注意，随机漫步就是第一个系数[image: ]
 等于1的一种AR（1）。它的自相关函数形式比MA过程里的形式更复杂。具体说，它并没有像MA过程里的那种所有大于MA过程阶数q的延迟值对应的ACF都是0的分段性质。

例如，一个AR（1）过程的自相关函数如下所示：
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我们会再次利用arima.sim（）函数来模拟一个AR（1）过程。这一次，过程的系数是在model列表内部的ar属性里定义的。



[image: ]


如下图所示，ACF随着延迟系数呈指数式衰减，这正是我们对这个模拟AR（1）过程所预期的：

[image: ]


注意，对于移动平均过程而言，ACF图可以用来帮助我们判别过程的阶数。而对于自回归过程则并非如此。为此，我们要改用偏自相关函数
 （partial autocorrelation function，PACF）图。我们把时间延迟k的偏自相关定义为，在消除了小于k的延迟中存在的任何相关性影响的情况下所产生的相关性。根据定义，p阶AR过程仅仅依赖于过去恰好p个单位时间的过程的值。

因此，对于所有大于p的延迟，PACF图会出现0值，这样就产生了一种和MA过程的ACF图类似的情况，让我们可以直接把PACF延迟项呈现了统计学显著性（非0值）的最大时间延迟数当作AR过程的阶数。在R语言里，我们可以调用pacf（）函数产生PACF图。对于我们的AR（1）过程来说，这个函数会不出所料地产生一个只有1个显著的延迟项的图：

[image: ]



9.4.3　自回归移动平均模型

我们可以把移动平均和自回归模型合并为一个兼具移动平均过程和自回归模型的元素的模型。我们把这种广义化的模型称为移
 动平均自回归
 （moving average autoregressive，ARMA）模型。一个ARMA（p，q）过程（即具有p阶自回归项及q阶移动平均项的ARMA过程）的一般方程如下所示：

[image: ]


注意，一个纯移动平均过程MA（q）可以写成ARMA过程ARMA（0，q），一个纯自回归过程AR（p）可以写成ARMA过程ARMA（p，0）。ARMA过程在它的AR成分的特征方程φ（x）＝0有绝对值大于1的根的条件下是平稳的。这正好也是纯自回归模型需要满足的同一个条件。

类似地，这个过程在它的MA成分的特征方程θ（x）＝0具有绝对值大于1的根的条件下是可逆的。要唯一确定一个ARMA过程，我们会进一步要求MA和AR成分的特征方程没有共同的因式，因为它们可以相互抵消，让我们得到一个相等但更低阶的ARMA过程。

拟合ARMA模型有多种技术，它们通常是由两部分组成的。第一个部分的工作是通过找出p和q来判别ARMA过程的阶数。一旦它们被选定之后，第二部分会尝试估算AR和MA成分的系数值，例如，通过把观测到的序列和估算的序列之间的误差平方和最小化的方法。在R语言里有一些帮我们进行这种优化的方法，但在本章后面的部分，当调研实际环境下的数据集时，我们会探讨一种依靠最小化AIC值在训练好的不同阶数的模型中进行选择的方法。


9.5　非平稳时间序列模型

在本节，我们要了解一些非平稳但是仍然具有某些性质的模型，这些性质让我们能派生出一个平稳模型或对其非平稳表现进行建模。


9.5.1　整合自回归移动平均模型

随机漫步过程是一种本身不平稳、但连续点Yt
 和Yt+1
 之间的差DYt平稳的时间序列模型的示例。这个差值序列
 （differenced sequence）不是别的，正是白噪声序列，而对于白噪声序列，我们已经知道它是平稳的。

如果我们对差值序列的连续输出点取差值，我们就会再次得到另一个序列，我们称之为二阶差值序列
 （second order differenced sequence）。

把这个差值的概念一般化，我们就可以说d阶差值
 （dth
 order difference）是通过重复d次计算连续项的差值，从某个原始序列Yt
 得到一个新的点序列Wt
 。我们可以用如下方程表示这个思想：

[image: ]


据此，可以把整合自回归移动平均（ARIMA）过程定义为：它的项的d阶差值是一个平稳ARMA过程。一个ARIMA（p，d，q）过程要求d阶差值、具有q阶的MA成分，以及p阶的AR成分。因此，一个普通的ARMA（p，q）过程就等于一个ARIMA（p，0，q）过程。为了拟合ARIMA模型，我们首先需要确定d的适当取值，即我们需要取差值的次数。一旦我们得到了这个值，我们随后就能按照对ARMA过程采用的同样过程来拟合这个差值序列。

要找到d的适当取值，有一种办法是重复对这个时间序列求差值，在每次取差值的应用之后，检查产生的时间序列是否平稳。有很多平稳性测试可以使用，它们通常被称为单位根检验
 （unit root test）。其中一个范例是扩展Dickey-Fuller
 （Augmented Dickey-Fuller，ADF）检验。这种检验会创建一个如下的回归模型：
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在这里，k代表在模型中包含的最大时间延迟数量。ADF检验的无效假设（null hypothesis）是当前时间序列是非平稳的，因而我们刚看到的回归模型会预测一个近似为0的系数φ。如果该时间序列是平稳的，我们就要否决该无效假设，那么该系数的期望值就会小于0。

我们可以在R的tseries包里找到以adf.test（）函数实现的这种检验。这个检验假设了一个缺省的k值，它等于不超过待检验时间序列长度的立方根的最大整数。这个ADF检验会产生一个供我们检查的p值。小于0.05（如果需要更高的置信度，也可以用更小的阈值，比如0.01）的值通常可以表示这个被检验的时间序列是平稳的。

下面的示例显示了在模拟的随机漫步上进行这种ADF检验的结果，它是非平稳的：
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不出所料，得到的p值远远大于0.05，表示它缺乏平稳性。

[image: ]
 另一种单位根检验是Philips-Perron检验
 （Philips-Perrontest），在R语言里可以调用PP.test（）函数来进行这个检验。Kwiatkowski-Phillips-Schmidt-Shin（KPSS）检验则是另一种单位根检验的示例。在tseries包里也能找到它的一个实现函数。和前面两种检验相比，最后一种检验的空假设是先假定平稳的，因此对结果里的p值的解释正好相反。


9.5.2　自回归条件异方差模型

ARIMA模型的关键前提条件是，虽然序列本身是非平稳的，但是我们可以运用某个变换（在这个示例中是对各项取差值）来获得一个平稳的序列。因此，我们利用到目前为止学习的工具，即自回归和移动平均过程，实质上扩展了能够建模的时间序列的类型范围。当然，很多非平稳过程不能用ARIMA模型进行适当的描述，因此还有很多其他方法来处理非平稳性。

像这样为非平稳时间序列构建模型的方法之一是作出一个假设，假设该模型非平稳的原因是该模型的方差会以一种可预见的方式随时间变化。这样就可以把方差随时间的变化建模为一个自回归过程，因而可以利用我们已经熟悉的工具，产生一个在金融计量经济学中具有重要应用的模型。

这种模型被称为自回归条件异方差
 （autoregressive conditional heteroscedasticity，ARCH）模型。异方差性是描述常数方差的同方差性（homoscedasticity）的反义词。

p阶ARCH模型的方程如下所示：
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在这个过程里，假设序列项εt
 具有0均值，而wt
 项是白噪声。计算该序列的方差如下：
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正如我们所见，ARCH模型在时间t的方差是过去最近的p个时间期间方差的线性加权之和，因此我们得到了一个可识别的p阶AR过程。在该示例中，我们还作出了一个假设，即白噪声过程wt
 的方差为1，这样是为了强调该过程是自回归过程，即使白噪声过程的方差不为1，那也只会在结果里引入一个常数的乘数因子，它并不会改变这个模型的自回归本质。


9.5.3　广义自回归条件异方差模型

ARCH模型在金融领域非常流行，因此它们构成了很多不同扩展的基础。我们在此会提到其中一种扩展，即广义自回归条件异方差
 （generalized autoregressiveconditional heterosce-dasticity，GARCH），因为它的形式实质上是一种加入了移动平均方差成分的ARCH模型。更具体地说，GARCH（p，q）过程的一般形式如下所示：
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同样地，可以看到它明显是ARCH（p）过程的一种扩展，ARCH（p）等价于GARCH（p，0）过程。


9.6　预测强烈地震

分析了几种时间序列模型之后，现在我们准备讨论一些实践的示例。我们的第一个数据集是2000~2008年期间在希腊发生的强度大于里氏4.0级地震的一个时间序列。这个数据集是由雅典天文台记录的，存放在雅典大学地质学院地球物理及地热系的网站上。该数据集可以从网址http://www.geophysics.geol.uoa.gr/catalog/catgr_20002008.epi
 在线获取。

我们要用RCurl包直接导入这些数据。调用这个包的getURL（）函数，它会检索互联网上具体地址的内容，我们还会调用textConnection（）函数，它会把获取的结果解析为纯文本。一旦获取了这些数据，我们就会利用来自该网站的信息给数据列赋予有意义的命名：
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第一列是日期，第二列是月份。后面的四个列代表观测到地震的日期、小时、分钟和秒。后面两列是地震震中的维度和经度。最后两列包含了地震的表面深度及其强度。

我们的目标是汇总这些数据，从而获得在此期间观测到的重大地震的月度计数。为此，我们可以调用R的plyr包的count（）函数来汇总数据，并调用ts（）函数来创建一个新的时间序列。我们要指定时间序列起始和终止的年月，并把freq参数设置为12来代表按月进行读数。最后，绘制这些数据：
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时间序列如下图所示：
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这个数据看起来是在30次左右波动，偶尔出现尖峰，虽然最大的两个尖峰都出现在比较近的时间点，但并不存在总体向上的趋势。

我们希望利用一个ARIMA模型来分析这些数据，不过，我们同时也不太确定应该给阶数确定多大的值。计算它的一种简单办法是获得我们想要训练的所有不同模型的AIC，然后挑出具有最小的AIC的那个模型。具体说，首先要给阶数参数p、d、q创建可取值的范围。下一步，调用expand.grid（）函数，它是一个非常有用的函数，会创建一个数据框，里面是这些参数所有可能的组合：
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下一步，定义一个函数，它会针对某个阶数参数的组合拟合出一个ARIMA模型，并返回它产生的AIC：
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 当本章讨论ARIMA过程的时候，我们是把它按照0均值来描述的。在R语言里，像arima（）这样的很多函数会通过对每个点减去时间序列均值，对均值非0的时间序列的结果自动进行居中。

对于阶数参数的某些组合，函数如果无法收敛，就会产生一个错误。当发生这种情况时，我们会需要返回一个AIC的无限大值，这样当我们尝试选取最优模型时，这个模型就不会被选中。下面的函数就是作为前面那个函数的包装器：
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剩下的事情就是对seismic_models数据框里的每个参数组合调用这个函数，保存结果，并选取给出最小AIC的组合：
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结果表明，对于地震时间序列，最合适的是ARIMA（1，1，1）模型。再次利用这一组参数来训练这个模型：
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forecast包有一个非常有用的预报函数forecast，它可以用在时间序列模型上。这样就不仅给我们提供了一个预测未来值的便利方法，而且让我们能调用plot（）函数对结果进行可视化处理。
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 forecast包还有一个auto.arima（）函数，它可以用来选取ARIMA过程的阶数值，它和我们前面讲解的简单方法类似，但稍微更复杂一些。

让我们来预测一下未来的十个点：
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上图显示，模型预测的是，在后续的一些时间期间里强烈地震的数量会有小幅增加，并预测了一个稳定的均值。注意，显示的条带是对于这些预测的置信区间。这个时间序列带有尖峰的性质是在这些条带的宽度上体现出来的。如果检查这个时间序列的自相关函数，会看到只有一个延迟系数是统计性显著的：
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这个ACF的轮廓表明，简单的AR（1）过程可能是一种合适的拟合方式，确实，它也是调用forecast包的auto.arima（）函数所预测的结果。用一个AR（1）模型重复我们的预测，可以得到和我们之前看到的非常相似的结果。实际上，正如AIC值所表明的，这个模型比一个白噪声模型（AR（0））只是略好一点而已，表明我们得到的时间序列是非常接近白噪声的。对于这个数据集而言并不奇怪，它包含了在希腊不同的震中位置产生的地震。作为最后的提示，我们要补充说明，如果想检查拟合模型的系数，可以调用coefficients（）函数来进行。


9.7　预测猞猁的诱捕

我们的第二个数据集叫做猞猁数据集（lynx data set），它是一个非常著名的数据集，也是包含在R语言的核心发布版里的。该数据集首次出现在C.Elton和M.Nicholson于1942年发表在《Journal of Animal Ecology》杂志的一篇名为《The ten year cycle in numbers of Canadian lynx》的论文中。该数据包含了1821~1934年期间在麦肯齐河里诱捕的加拿大猞猁数量。我们可以加载这个数据集，如下所示：
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猞猁数据集的绘图如下图所示：
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我们会完全重复对地震数据进行的一系列分析步骤。首先，创建一组参数组合并利用它来训练多个模型。随后根据最小AIC值来选取最优的一个模型。最后，利用选中的参数组合来训练模型并预测后续的一些数据点。我们鼓励读者也利用auto.arima（）函数来进行实验。
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这一次，我们预测了一个更高阶的ARIMA模型，并根据观测到的时间序列预测出了一些直观看起来非常合理的值。即使这个时间序列的尖峰是不同的，但是在数据里有一个清楚得多的季节特征。


9.8　预测外汇汇率

我们的第三个也是最后一个数据集，是从欧洲央行网站提供的欧元参考汇率历史数据库创建的。我们可以从http://www.ecb.europa.eu/stats/eurofxref/eurofxref-hist.zip
 下载包含该数据集的一个压缩文档。在解压之后，这个文档包含了一个名为eurofxref-hist.csv的文件，可以调用read.csv（）函数直接把它导入R里：
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正如我们所见，数据框里包含了多个不同货币的兑换汇率。因为这个文件是持续被欧洲央行更新的，现在下载这个文件会得到一个比前面所显示日期更近的数据框。注意，这些数据是按逆向的时间顺序排序的，而且在日期中有一些缺口。这些缺口发生在周末或银行假期，在这些时间段里不会发生兑换交易。

我们选择关注欧元对美元汇率的时间序列。作为第一步，我们会限制时间序列的日期范围。这样可以让所有分析能够准确重现，不管该数据下载的日期是哪一天。具体而言，我们会把该数据框的行限制在2005~2013年（含这两年）并产生一个通过逆转USD列（对数据按时间顺序排序）得到的时间序列：
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绘制这些数据，来看看它的大致形状：
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在这里，我们会用到fGarch包，它提供了用于训练GARCH模型的garchFit（）函数。在金融行业里，GARCH（1，1）过程是很常用的，但我们知道，在采用GARCH模型的情况下，我们预测的是方差随时间的变化情况。为了从整体上对该时间序列的表现进行建模，我们还会加入一个ARMA成分。

我们重复了估算ARIMA模型阶数的步骤，这是在前面两个时间序列上用到过的，并得出ARMA（4，4）模型适用于我们的经济学时间序列。这样，我们就可以分析一个具有ARMA（4，4）和GARCH（1，1）成分的模型会对该时间序列作出什么样的预测。调用garchFit（）函数的时候，我们需要通过一个公式来指定略有不同的模型参数：
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 在本书编写的时间，fGarch包存在一个有文档记载的问题
[1]

 ，对于用阶数高于ARMA（2，2）的ARMA成分训练的模型，这个问题会使predict（）函数不能正常起作用。因此，在后面的绘图里，我们会采用后面这个配置。

对于训练好的模型，现在可以得到一个预测结果：
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下图显示了我们对这个时间序列的预测结果：
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该预测结果是，这个序列会在未来一段时间内略微衰减。注意模型的GARCH成分是如何导致置信区间在未来一段时间区间显著扩大的。


[1]
 在本书翻译的时问，fGarch包的这个问题依然存在，对于ARMA(4，4)无法收敛。实际上，作者是采用l+garch(l，1)作为公式来进行计算的。——译者注


9.9　其他时间序列模型

在本章，我们用大部分时间学习了从不同时间点之间相关性的特征角度描述时间序列的模型。这个方法引导我们学习了ARIMA模型家族，我们看到它们是高度可配置的，并成功地将其运用到了很多真实环境的问题中。有很多不同的方法都能运用到时间序列问题上，实际上我们在本书的其他部分也看到了一些这样的示例。

我们在第4章中学习的神经网络，以及在第8章里学习的隐马尔可夫模型，就是这样的两个示例。有时候，我们可以把一个时间序列看做一个回归问题，因此该领域的技术也可以充分运用。

另一类重要的思路是指数平滑法
 （exponential smoothing）。采用这种思路的方法背后有两个关键前提。第一个前提是时间序列往往可以分解成很多不同的成分。这些成分包括了趋势
 （trend），它描述的是时间序列均值的渐进转变，以及包含了重复特征的季节性
 （seasonal）和循环性
 （cyclical）成分。

第二个主要思路是，如果去除趋势和重复性特征，我们就可以把下一个时间点预测为最近时间点的加权求和，其中的权值是随着过去的时间呈现指数级衰减的。因此，这样的预测就可以计算为指数加权的移动平均。由此可见，我们在本章学习的方法和指数平滑的方法之间是有重叠部分的。

到目前为止，我们提到的所有示例都涉及时间序列随时间的表现。因此，讨论的方法都被称为时域方法
 （time-domain methods）。对时间序列进行建模的另一种截然不同的思路是利用频域方法
 （frequency domain methods）研究它们的频率性质，这种方法也叫频谱方法
 （spectral methods）。这些方法背后的直观思路是，我们实质上可以把任何时间序列分解为不同频率、相位和振幅的正弦和余弦波的线性组合。这个理解又源于一种初始的直觉，即把时间序列进行分解，找出它的周期性成分，也就是那些会随着时间一直重复的成分。

正如我们采用了ACF和PACF绘图来定义时间序列的自相关函数里不同时间延迟的分布，频谱方法会采用谱密度图
 （spectral density plots）来显示构成时间序列的不同频率的分布情况。时间序列的频谱分析领域和数字信号处理
 （digital signal processing）有很多共通之处，都依赖于像快速傅里叶变换
 （Fast Fourier Transform）和小波分析
 （wavelet）这样的重要工具。
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 除了本章前面部分给出的参考资料，还有一个在线教程讨论了指数平滑以及这里没有讲到的其他技术，它就是《Forecasting：principles and practice》，它的作者是Rob J.Hyndman和George Athanasopoulos。该教程的网址是https://www.otexts.org/book/fpp
 。要学习更多数字信号处理的知识，有一本讲解这个领域的权威教材是《Digital Signal Processing》，作者是John G.Proakis和Dimitris K.Manolakis，该书由Prentice Hall出版社出版。


9.10　小结

本章的重点在于理解对研究时间序列有用的基础工具。时间序列分析是一个很大的领域，但在这个简短的介绍中，我们探讨了进一步学习所必需的基本概念。我们先观察了时间序列的某些性质（例如自相关函数），并看到它是怎么通过和偏相关函数一起配合，对涉及的过程提供重要的信息。

接着，我们介绍了平稳性，它是某些时间序列非常有用的一个性质，简而言之，该性质就是相关过程的统计学特征不会随时间而变化。我们把白噪声作为一种能构成很多其他过程的基础的随机过程进行介绍。具体说，它会出现在随机漫步过程、移动平均（MA）过程，以及自回归（AR）过程中。我们看到，这些过程还可以相互组合，产生更为复杂的时间序列。

为了处理非平稳的情况，我们介绍了ARIMA过程，它尝试通过差值来获得时间序列的平稳性。我们还接触了ARCH过程，它会对非平稳时间序列的方差如何变化进行显式的建模。ARCH模型可以和ARMA模型组合。通过一组实际环境下的数据集，我们看到了这些模型的实践情况，并探讨了为它们选择合适参数的一套程序。特别注意到，我们通常首先关注的是找到时间序列的阶数，然后再对该阶的时间序列模型的参数进行学习。最后，我们通过简短介绍一些对时间序列建模的其他重要思路，总结了对时间序列的讨论。

在下一章，我们会了解主题模型，它是随着海量在线文本的出现而变得非常流行的一类预测模型。我们会看到，当输出是不同类别的混合时，可以把主题模型作为一种特殊情况来运用。同时，我们还会看到，主题模型作为在大型特征集上进行降维的一种形式是如何起作用的。


第10章　主题建模

主题建模是一种相对较新和令人激动的领域，它源于自然语言处理和信息检索领域，但在其他很多领域也出现了它的应用。像情绪分析这样的很多分类问题都涉及对具体的观测数据分配一个类别。在主题建模中，关键的思路是我们可以给一条观测数据分配不同类别的混合体。由于该领域受到了信息检索的启发，我们通常把观测数据看作是文档，把输出类别看做主题。这在很多应用里确实是成立的，因此我们会关注文本文档及其主题的领域，这也成为了一种非常自然的学习这种重要模型的方式。具体说，我们会关注一种叫做隐含狄式分布（Latent Dirichlet Allocation，LDA）的技术，它是主题建模领域用到的方法中最为突出的。


10.1　主题建模概况

在第8章，我们看到了如何把一组单词作为一个朴素贝叶斯模型的特征，从而进行情绪分析。在那部分内容里，具体的预测任务是确定某个影评在表达一种正面情绪还是一种负面情绪。我们明确地假定影评专门只是表达一种可能的情绪。在每一种这样的情绪下，用作特征的每个单词（例如bad、good、fun等）出现在某个影评中的似然是不同的。

要计算该模型的判定结果，我们实际上会在一个类别下计算在特定影评里所有单词的似然，并用它和在另一个类别下所有单词产生的似然进行比较。利用每个类别的先验概率来调整这些似然，这样当知道某个类别在训练数据中更流行时，就可以预期它在将来的未知数据中也会更频繁地出现。这里的影评不可能出现一部分是正面（即某些单词来自正面类别）而一部分是负面（即其他单词出现在负面类别）的情况。

而主题模型
 （topic model）背后的核心前提是，在我们的问题里，我们有一组特征和一组产生这些特征的隐藏或隐含的变量。关键的一点是，我们数据中的每条观测数据包含了从这些隐藏变量的一个子集的混合产生的特征。例如，一篇论文、一个网站、或一篇新闻稿可能会有一个政治之类的中心主题或主旨，但也可能会包含一个或多个其他主题的元素，例如人权、历史或经济等。

在图像领域，我们会对识别在一组阴影和表面等视觉特征构成的一个场景里的某个具体对象感兴趣。这些视觉特征反过来也可能是不同对象混合的一个产物。我们在主题建模中的任务是观察文档内部的单词或图像的像素和视觉特征，并据此分别判定对应主题和对象的混合。

针对文本数据的主题建模可以用在很多不同的方面。一种可能的应用是根据最主要的主题或主题的混合把相似的文档组织在一起。这样，它就可以被视为某种形式的聚类。通过学习主题分解、最高频词，以及得到簇的相对大小，我们就能总结出关于特定的一组文档的信息。

我们可以利用最高频词和簇的主题来直接描述一个簇，反过来，这种方法对自动产生标签也是有用的，例如它可以用来改善文档的信息检索服务的搜索能力。而另一个示例是，在构建了一个推文数据库的主题模型的情况下，对推特主题进行自动推荐。

当我们利用一组单词的思路来描述网站之类的文档时，每个文档实质上就是一个由我们辞典里的单词作为索引的向量。向量的元素或者是各种单词的计数，或者是表示一个单词是否在某文档里出现的二元变量。不管是哪一种情况，这种表示法都是把文本编码为数值格式的好方法，但结果是一个在高维空间里的稀疏向量，因为单词辞典通常是很大的。而在一个主题模型下，每个文档是用主题的混合来代表的。因为这个数量往往比辞典的大小要小得多，所以主题建模也可以作为一种降维的形式起作用。

最后，主题建模还可以被视为分类的一种预测任务。如果我们有一批以某个主要主题为标签的文档，我们就可以在这一批文档上进行主题建模。如果根据这个方法获得的主要主题簇和标记类别相符，我们就可以利用这个模型来预测一个未知文档的主题混合，并根据最主要主题来对其进行分类。我们在本章后面部分会看到一个这样的示例。

现在我们要介绍进行主题建模的最著名技术，即隐含狄式分布。


10.2　隐含狄式分布


隐含狄式分布
 （Latent Dirichlet Allocation，LDA）是进行主题建模的原型方法。比较不幸的是，它的缩写LDA也被机器学习的另一个方法用到了，该方法就是线性判别分析
 （Linear Discriminant Analysis）。后面这种方法完全不同于隐含狄式分布，它常用来作为降维及分类的一种方式。毋庸置疑，我们在本书里用到的LDA都是指隐含狄式分布。

虽然LDA涉及大量的数学知识，但还是值得探讨它的某些技术细节，这样能理解该模型的原理及其采用的假设。首先最重要的是，我们必须学习狄式分布（Dirichlet distribution），LDA这个名字就是从它引出的。
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 更完整地讲解采用LDA的主题模型的一本非常好的教材是《Text Mining：Classification，Clustering，and Applications》一书中的《Topic Models》章节，该书由A.Srivastava和M.Sahami编写，由Chapman&Hall出版社于2009年出版。该书在http://www.cs.princeton.edu/~blei/papers/BleiLafferty2009.pdf
 有在线版。


10.2.1　狄式分布

假定我们要解决一个分类问题，里面有K个类别，每个类别的概率是固定的。有了一个长度为K的包含每个类别出现计数的向量之后，我们就能通过直接把向量中的每项除以所有计数之和来估算每个类别的概率。

现在假定我们要预测每个类别在一系列的N次试验中出现的次数。如果我们有两个类别，我们就可以用二项分布对这个问题进行建模，就像在扔硬币实验里通常的做法。对于K个类别的情况，二项分布就广义化为多项分布
 （multinomial distribution），其中每个类别的概率pi
 是确定的，且所有pi
 实例的总和等于1。现在，假定我们要对某个K类别多项分布的随机选择进行建模。狄式分布适合这个任务，其形式如下所示：
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这个方程看起来很复杂，但如果把它分解为几个组成部分并标记用到的符号，就能对它有更好的理解。首先，x项是一个有K个成分的向量，其中的xk
 表示某个多项分布。向量α也是一个有K个成分的向量，它包含了狄式分布的K个参数αk
 。这样，我们计算的是已知特定参数组合情况下选择特定多项分布的概率。注意，我们为狄式分布提供了一个参数向量，它的长度等于它会返回的多项分布的类别数量。

方程右边的累乘前面的分式是一个归一化常数，它只取决于狄式参数的值，可以用伽马函数
 （gamma function）来表示。为了完整起见，伽马函数（阶乘函数的一种广义化形式）如下所示：
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最后，在后面的累乘中我们可以看到，在该累乘项的构成中，每个参数αk
 都和对应的多项分布成分xk
 配对。关于该分布，需要记住的一个要点是，通过修改αk
 参数，我们就修改了能够抽取的不同多项分布的概率。

我们尤其感兴趣的是αk
 参数的总和以及它们之间的相对比例。较大的αk
 参数总和往往会产生一个混合了较多主题的更平滑的分布，并且这个分布会更有可能符合α参数在它们的相对比例方面的特征。

狄式分布的一种特殊情况是对称狄式分布
 （Symmetrical Dirichlet distribution），在这种分布中，所有的αk
 参数具有相等的值。当αk
 参数的值相等且较大时，我们就有可能抽样出一个接近均匀分布的多项分布。因此，对称狄式分布会用在这样的情况下：我们对某个主题分布的倾向性不了解，因而认为所有主题都有相等的可能。

类似地，假定我们有一个带有很大绝对值的αk
 参数偏斜向量。例如可能有一个向量，其中的某个αk
 参数远远大于其他参数，这就表明了选择其中某个主题的倾向性。如果把这个向量用作狄式分布的一个输入，就可能抽样出一个非常有可能出现前面提到的主题的多项分布。

相比之下，如果αk
 参数总和是一个比较小的数，就通常会产生一个比较尖的分布。这就是一种只有一两个主题有可能出现而其他主题不太可能出现的分布。因此，如果要对只选中了几个主题的多项式抽取过程进行建模，我们就会给αk
 参数使用较小的值，而如果需要一个大的混合集，我们会使用更大的值。下面的两个图有助于将这个特点可视化。第一个图对应的是一个对称狄式分布：
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在这个图里，每一列包含了4个利用对称狄式分布对5个主题产生的多项分布的随机样本。在第一列，所有的αk
 参数都设置为0.1。注意这些分布是非常尖的，并且因为所有的αk
 参数都相等，所以对于哪个主题会容易被选中作为最高的尖峰并没有什么偏向性。

在中间一列，αk
 参数设置为1，并且因为参数的总和更大，所以我们看到了更多主题的混合，即便是在这个分布仍然有偏斜的情况下。当在第三列把αk
 参数值设置为10时，我们看到，现在这些样本明显更接近于一个均匀分布。

在很多情况下，我们把狄式分布作为一种先验分布
 （prior distribution）来使用，也就是说，把它作为一种描述我们对于要抽样的多项分布的先验信念。当αk
 参数的总和较大时，我们往往会认为我们的先验具有很强的信念。在下一个图中，我们会让αk
 参数的分布产生偏斜，使之偏向第一个主题：
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在第一列，αk
 参数的均值为0.1，但我们调整了它们的分布，让对应第一个主题的1的值为其他参数值的4倍。我们看到这样就增大了第一个主题在抽样的多项分布里作为主要特征的概率，但并没有保证它成为该分布的模式。

在中间列，αk
 参数的均值现在是1，但是拥有和前面一样的偏斜，主题1是所有样本里的分布模式。此外，在其他主题如何被选中方面，还有较大的方差。在第三列，我们得到的是一个同时混合所有5个主题但强化了对第一个主题的偏好的更为平滑的分布。

既然已经理解了这种分布是如何起作用的，我们就会在下一节看到它怎样和LDA一起用来构建主题模型。


10.2.2　生成过程

我们之前通过大量细节深入探讨了狄式分布，因为它是利用LDA进行主题建模的方法的核心。理解了这些内容之后，我们现在要讲述LDA背后的生成过程
 （generative process）。

生成过程的命名是比较适当的，因为它描述了LDA模型是如何假定文档、主题和单词是在数据中生成的。这个过程本质上是该模型假设的一种阐述。用来对数据拟合某个LDA模型的优化程序主要用来估算该生成过程的参数。我们现在会看到这个过程是如何起作用的：

1）对于K个主题中的每一个主题，利用一个以向量作为参数的狄式分布，从辞典的单词中抽取一个多项分布φk
 。这个向量的长度为V，即辞典的大小。即使每次都从同一个狄式分布进行抽样，我们也会看到抽样的多项分布很可能是相互不同的。

2）对于我们要生成的每个文档d：

·通过从一个狄式分布（这一次是用长度等于主题数K的一个向量β作为参数）抽取一个多项分布θk
 ，确定该文档的主题混合。这样每个文档就会具有不同主题的混合。

·对于我们要生成的文档里的每个单词w：

·利用该文档的多项主题分布θk
 抽取该单词会关联的一个主题。

·利用该主题的分布φk
 挑出那个实际的单词。

注意，我们在生成过程里用到了两个采用不同参数的狄式分布，其中一个用于抽取主题的多项分布，而另一个用于抽取单词的多项分布。虽然这个模型很简单，但它却包含了关于文档和主题的某些直观认识。具体而言，它包含了这样的概念：关于不同主题的文档一般会包含具有不同比例的不同单词。此外，某个单词可以和多个主题相关联，但对于某些主题，它会比其他单词出现的频率更高。文档可能会具有某个中心主题，但它们也可能讨论其他主题，因此我们可以把一个文档看作与多个主题的混合相关。对于在某个文档中更重要的一个主题而言，它之所以重要，是因为该文档里更大比例的单词是关于那个主题的。

狄式分布有可能是平滑的，也有可能是偏斜的，成分的混合可以通过αk
 参数进行控制。因此，通过适当地对狄式分布进行调优，这个过程就可以产生单主题文档，也可以产生覆盖多主题的文档。

同时，牢记该模型由于它作出的某些简化假设而产生的局限性也很重要。该模型会完全忽视单词出现在文档中的顺序，并且生成过程是无记忆的，也就是说当它生成文档中的第n个单词时，它并不会考虑之前为该文档抽取的、现在已经存在的那n-1个单词。

此外，LDA不会尝试对从文档中抽取的主题之间的任何关系进行建模，因而我们不会尝试把更有可能一起出现的主题（例如天气和旅行，或者生物和化学）组织起来。这是LDA模型的一个重大局限，对此也有一些解决方案被提出来了。例如，LDA的一种变形被称为相关主题模型
 （Correlated Topic Model，CTM），它采用了和LDA一样的生成过程，但是采用了一种能够对主题之间的相关性进行建模的不同分布。在我们的实验小节，我们还会看到CTM模型的一个实现案例。
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 相关主题模型是由D.M.Blei和J.D.Lafferty在发表于2007年《Annals of Applied Statistics》年报上的《A Correlated Topic Model of Science》一文中提出的。


10.2.3　拟合LDA模型

对一个文档语料库拟合一个LDA模型的主要任务是，根据LDA生成过程，从计算的角度估算最有可能生成这些数据的多项主题和单词分布k和d。这些变量是隐藏的或隐含的，这就解释了为什么该方法被称为隐含狄式分布。

为了解决这个问题，有很多优化程序被提出来了，但是它们的数学细节超出了本书的范围。我们会提到其中的两种优化程序，在下一节会用到。第一种方法被称为变分期望最大化
 （Variational Expectation Maximization，VEM），它是著名的期望最大化
 （Expectation Maximization，EM）算法的一种变形。第二种被称为吉布斯抽样（Gibbs sampling），它是一种基于马尔可夫链蒙特卡洛
 （Markov Chain Monte Carlo，MCMC）的方法。
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 对于EM算法和VEM的教程，我们推荐Dimitris G.Tzikas等人在《IEEE Signal Processing Magazine》杂志2008年11月月刊发表的《The Variational Approximation for Bayesian Inference》一文。对于吉布斯抽样，有一篇George Casella在1992年的《American Statistician》发表的文章，名为《Explaining the Gibbs Sampler》。这两篇文章都值得一读，但是都比较技术。关于吉布斯抽样有一本更全面的教程是Philip Resnik和Eric Hardisty编写的《Gibbs Sampling for the Uninitiated》。最后这本教材对数学的要求更低一些，而且有在线版。它的网址是：http://www.cs.umd.edu/~hardisty/papers/gsfu.pdf
 。


10.3　对在线新闻报道的主题进行建模

为了看到主题模型在实际数据上是如何起作用的，我们要观察包含源于2004~2005年期间BBC新闻报道的两个数据集。第一个数据集我们称之为BBC data set，包含了2225篇被分组到5个主题中的文章。这些主题是商业、娱乐、政治、体育和技术（business、entertainment、politics、sports和technology）。

第二个数据集我们称之为BBCSports data set，包含了737篇专门关于体育的文章。这些文章也根据它所描述的体育项目种类被分组到5个类别里。我们要讨论的5种体育项目是田径、板球、足球、英式橄榄球和网球（athletics、cricket、football、rugby和tennis）。我们的目的是试验能否为每个数据集构建主题模型，从而把来自同样主题的文章聚集到一起。
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 这两个BBC数据集都是由作者D.Greene和P.Cunningham在2005年8月的第九届Principles and Practice of Knowledge Discovery in Databases（PKDD’5）欧洲会议的会议论文集中发表的论文《Producing Accurate Interpretable Clusters from High-Dimensional Data》中提供的。

这两个数据集可以从http://mlg.ucd.ie/datasets/bbc.html
 获取
[1]

 。下载之后，每个数据集是一个包含了一些不同文件的文件夹。我们会用变量bbc_folder和bbcsports_folder来保存这些文件夹在计算机上的路径。

每个文件夹包含了三个重要的文件。带有.mtx扩展名的文件实质上是一个包含了一个稀疏矩阵形式的词条-文档矩阵的文件。具体而言，该矩阵的行是在文章里能找到的词条，列是文章本身。这个矩阵里的项M[i，j]包含了对应第i行的词条在对应第j列的文档中出现的次数。因此，词条-文档矩阵就是我们在第8章遇到的文档-词条矩阵的转置。在文件里用来保存这种矩阵的具体格式是一种被称为矩阵市场格式
 （Matrix Market format）的格式，它的每一行对应矩阵里的非空单元。

典型情况下，当处理像新闻稿这样的文本时，会需要进行某些预处理步骤，例如删除停用词，类似于我们在第8章的情绪分析示例中利用tm包进行的操作。幸运的是，在这些数据集里的文章都是经过预处理的，它已经被提取了词干，并删除了停用词以及任何出现少于3次的词条。

为了解释词条-文档矩阵，带有.terms扩展名的文件包含了实际的词条，每行一个词条，而词条就是词条-文档矩阵的行名。类似地，作为词条-文档矩阵列名的文档名就保存在带有.docs扩展名的文件里。

我们先给每个数据集都必需的这样3个文件的路径创建变量：
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为了把数据从矩阵市场格式的文件加载到R里，我们可以调用来自Matrix包的readMM（）函数。这个函数会加载数据并把它保存在一个稀疏矩阵对象里。我们可以调用tm包里的as.TermDocumentMatrix（）函数，把这个对象变换为一个tm包能解析的词条-文档矩阵。除了作为该函数第一个参数的这个矩阵对象，我们还需要指定weighting参数。这个参数描述了原始矩阵里对应的数字是什么。在示例中，数字是原始的词条出现频率，因此就指定它的值为weightTf：
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下一步，我们要从剩下的两个文件加载词条和文档标识符，并利用这些信息给词条-文档矩阵分别产生行和列的命名。调用标准的scan（）函数读取每行一项的文件，并把这些项加载到向量里。一旦获得了一个词条向量和一个文档标识符向量，利用这两个向量来更新词条-文档矩阵的行名和列名。最后，把这个矩阵转置为一个文档-词条矩阵，因为这是我们在后续步骤所需的格式：
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现在我们已经得到了两个数据集的文档-词条矩阵。我们看到，BBC数据集有差不多两倍于BBCSports数据集的词条，而后者的文档数量只有前者的大约三分之一，因此它是一个小得多的数据集。在构建主题模型之前，我们还必须创建包含文章的原始主题类别的向量。如果查看文档的ID，我们能看到每个文档标识符的格式是<topic>.<counter>。
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要创建能够正确分配主题的向量，只需要去掉每个项里的最后4个字符。如果随后把结果变换为一个向量，就能看到每个主题有多少文档了：
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这个结果显示，BBC数据集在其主题的分布方面是相当均匀的。但是我们在BBCSports数据集里看到，关于足球的文章数量大约是其他4种运动项目的两倍。

对于这两个数据集中的每一个来说，我们现在要利用topicmodels包来构建某些主题模型。这是非常有用的一个包，因为它让我们能利用通过tm包创建的数据结构来进行主题建模。对于每个数据集，我们要构建如下的4种不同主题模型：

·LDA_VEM：这是一种用变分期望最大化（VEM）方法训练的LDA模型。这种方法会自动估算狄式参数向量α。

·LDA_VEM_α：这是一种用VEM训练的LDA模型，但差别是它没有估算狄式参数向量α。

·LDA_GIB：这是一种用吉布斯抽样方法训练的LDA模型。

·CTM_VEM：这是用VEM训练的相关主题模型
 （Correlated Topic Model，CTM）的一种实现。目前，topicmodels包还不支持用吉布斯抽样法来训练这种方法。

要训练一个LDA模型，topicmodels包给我们提供了LDA（）函数。我们要用到该函数的4个关键参数。第一个参数指定了我们要构建LDA模型的文档-词条矩阵。第二个参数k指定模型里主题数量的目标数字。第三个参数method选择使用哪个训练算法。这个参数的默认设置是VEM，所以我们只需要给使用吉布斯抽样的LDA_GIB模型指定这个参数。最后还有一个control参数，它是一批影响拟合过程的参数构成的列表。由于在训练主题模型的过程中包含了一个内在的随机成分，我们可以在这个列表中指定一个seed参数，使结果可重现。此外，这个列表也是包含吉布斯抽样过程的参数（例如训练过程的起始阶段省略的吉布斯迭代次数burnin，中间阶段省略的迭代数量thin，以及吉布斯迭代总次数iter）的地方。要训练一个CTM模型，topicmodels包给我们提供了CTM（）函数，它具有和LDA（）函数相似的语法。

利用这些知识，我们要定义一个函数，它会根据特定的文档-词条矩阵、要求的主题数和种子（seed）创建一个训练好的4个模型的列表。对于这个函数，我们给之前提到的训练参数采用了某些标准值，并鼓励读者自己进行一些实验，实验的理想条件是在完成两种优化方法的学习之后。
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现在用这个函数为这两个数据集训练一批模型：
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要了解这些主题模型的作用，我们先来看每个模型学习的5个主题是否对应了文章原始分配的5个主题。根据其中一个训练好的模型，我们可以调用topics（）函数得到一个向量，里面是每个文档的最有可能选择的主题。

这个函数实际上会接受第二个参数k，它的默认值是1，这样就会返回该模型预测的前k个主题。在这个具体示例中，我们只需要每个模型的一个主题。找到最可能的主题之后，我们就可以随后用表格列出预测主题和标记主题的向量。下面是LDA_VEM模型对BBC数据集产生的结果：
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从这张表我们可以看出，主题5对应的几乎完全就是sports类别。类似地，主题4和主题3看起来分别匹配了politics和business类别。不幸的是，模型1和模型2都包含了entertainment和technology文章的混合，因此这个模型并没有真的成功区分我们需要区分的类别。

毫无疑问，在理想情况下，每个模型主题应该匹配一个金主题（我们经常用形容词gold来指某个变量的正确值或标记值。这是从表示被广泛接受的标准——gold standard，即金标准这种表达方式引申而来的）。可以在LDA_GIB模型上重复这个过程，得到的结果是不一样的：
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从直观上说，与第一个模型相比，这个主题模型对我们的原始主题匹配得更好，证据就是每个模型主要从一个金主题选择文章的事实。

估算某个主题模型和我们的主题目标向量之间匹配质量的一种粗略方式是，每一行的最大值对应的就是给这一行代表的模型主题分配的金主题。那么，总精确度就是这些行的最大值和文档总数之比。在前面的示例中，对于LDA_GIB模型，这个数值是（471＋506＋371＋399＋364）/2225＝2111/2225＝94.9%。下面的函数会根据给出的一个模型和一个金主题向量来计算这个值：
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利用这个精确度的概念，让我们来看看在两个数据集里，哪个模型的表现更好：
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对于BBC数据集，我们看到LDA_GIB模型的表现明显超过了其他模型，而CTM_VEM模型明显比LDA模型要差。对于BBCSports数据集，所有模型的表现基本都是一样的，不过LDA_VEM模型略好一些。

另一种评估模型拟合质量的方法是根据模型计算数据的对数似然，要记住，这个值越大，说明拟合得越好。我们可以利用topicmodels包里的logLik（）函数来进行这种计算，它表明，在两个示例中，最佳模型都是用吉布斯抽样训练的LDA模型：
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[1]
 下载的数据是预处理过的（pre-processed）那个链接，而不是原始的（raw text）那个。——译者注


10.3.1　模型稳定性

其实，在拟合这些模型时用到的优化程序的随机成分会对训练的模型有显著的影响。换言之，我们会发现，如果使用不同的随机数种子，结果有时候会有明显的变化。

理想情况下，我们希望我们的模型是稳定的
 （stable），也就是说，我们希望由一个随机数种子决定的优化程序的初始条件的影响越小越好。有一种调研不同种子对我们的4个模型的影响的思路，就是用多个种子来训练它们：
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这里，我们利用了5个连续种子值的序列，把模型在两组数据集上分别训练了5次。完成这项任务后，就可以调研模型对于不同种子的精确度。如果某个方法的精确度在不同种子之间没有很大程度的差别，就能推断，该方法相当稳定并产生了类似的主题模型（虽然在这个示例中，我们对每个文档只考虑最突出的主题）。
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在两个数据集上，我们都可以清楚地看到，吉布斯抽样产生了一个更稳定的模型，并且在BBC数据集的示例中，这个方法在精确度方面也是很明显的胜出者。吉布斯抽样通常会产生更精确的模型，虽然在这两个数据集上还不是很明显，但是一旦数据集变得很大，它就会比VEM方法要慢得多。

两个用变分方法训练的LDA模型产生的评分在两个数据集上有10%范围内的差异。对于两个数据集，我们看到LDA_VEM都很一致地小幅领先于LDA_VEM_a。按平均值比较，这个方法还在BBCSports数据集里对所有模型产生了更高的精确度。CTM模型是所有模型里最不稳定的，在两个数据集上都表现出了较高程度的方差。不过，有意思的是，CTM模型在5次迭代里的最高性能和利用其他方法能得到的最佳精确度也只是差之毫厘而已。

如果看到某个模型在一些种子的迭代中并不是特别稳定，我们就可以在训练过程中指定nstart参数，它指定了在优化程序中使用的随机重启的次数。要看这个参数在实践中是如何起作用的，我们创建了一个修正的compute_model_list（）函数，将其命名为compute_model_list_r（），它会接受一个额外的参数nstart。

另一个区别是，现在seed参数需要一个种子的向量，这个向量的项的数量就是随机重启的次数。为此，我们会直接从参数提供的种子开始，创建数量范围正好合适的一批种子。新函数如下所示：
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我们会调用这个函数来创建一个新的模型列表。注意，利用随机重启意味着我们会增加训练所需的时间量，因此，如下的几条命令会需要一些时间才能完成。
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注意，即使在只使用了5次随机重启的情况下，模型的精确度也已经有所改善。更重要的是，我们现在看到使用随机重启能克服CTM模型遇到的波动，结果它在每个数据集里都和最佳模型表现得几乎一样好。


10.3.2　找出主题数量

在这个预测任务里，不同主题的数量是事先知道的。其实这一点非常重要，因为这个数量是作为一个输入提供给训练我们模型的函数的。当利用主题建模作为一种探索性分析的形式时，我们的目标就是根据文档之间的相似度对它们进行聚类，这时候主题的数量可能是未知的。

这是一个有挑战的问题，和我们在进行聚类分析时选择聚类数量的一般性问题也有相似性。对于这种问题提出的一个解决办法是，在不同主题数量的一定范围内进行交叉验证。当数据集很大时，这种方法的扩展性很不好，尤其是当我们要考虑像随机重启这样的问题时，训练一个主题模型的计算量就已经很大了。
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 有一篇讨论估算主题模型中主题数量的一些不同方法的论文是Edoardo M.Airoldi等人于2010年在《Proceedings of the National Academy of Sciences》论文集107卷发表的《Reconceptualizing the classification of PNAS articles》。


10.3.3　主题分布

在生成过程的描述里看到，我们会利用一个狄式分布对主题的多项分布进行抽样。在LDA_VEM模型里会估算αk
 参数向量。注意，在所有的情况下，在这个实现方法中会用到一个对称分布，这样我们就只要估算α的值，它就是所有αk
 参数会取的值。对于LDA模型，我们可以分析在估算和不估算的情况下，用到了该参数的哪个值。
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正如我们所见，当估算α的值时，我们得到了一个比默认采用值小很多的α值，这表明对于两个数据集来说，主题分布应该是比较尖的。我们可以调用posterior（）函数来查看每个模型的主题分布。例如，对于BBC数据集上的LDA_VEM模型，我们发现对于开头的一些文章有如下的主题分布：
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下图是用4个模型预测的最可能主题的后验概率的直方图。LDA_VEM模型呈现了一个非常尖的分布，而其他模型具有更宽的伸展。CTM_VEM模型还有一个概率非常高的尖峰，但是不像LDA_VEM那样，它的概率分布的主体是分散在范围很广的值上面的。我们可以看到，最可能的主题的最小概率是0.2，这是因为我们有5个主题：

[image: ]


估算主题分布平滑度的另一种方法是计算模型熵（model entropy）。我们对它的定义是在不同文档中的所有主题分布的平均熵值。平滑的分布会比尖的分布表现出更高的熵值。要计算模型的熵值，我们要定义2个函数。compute_entropy（）函数会计算文档的某个特定主题分布的熵值，而compute_model_mean_entropy（）函数会计算模型里所有不同文档的平均熵值：
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利用这些函数，我们就可以计算在两个数据集上训练模型的平均模型熵：
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这些结果和前面图里显示的结果是一致的，也就是最尖的LDA_VEM模型比其他模型具有小得多的熵值。


10.3.4　单词分布

和前面小节讨论不同文档的主题分布一样，对于在分配了同一个主题的文档中频繁出现的最重要的词条，我们经常也会有兴趣去了解。可以通过调用terms（）函数看到某个模型主题的k个最高频词条。这个函数会接收一个模型和一个指定了要检索的最高频词条数量的数值作为输入。让我们看看BBC数据集的LDA_GIB模型中每个主题的10个最重要单词：
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正如所见，根据这个单词词干清单就可以很容易猜出我们应该给每个主题分配5个主题标签中的哪一个。有一种非常方便的方法，能把一批文档中的高频词条可视化，那就是关键字云
 （word cloud）。R语言的wordcloud包对于创建这种关键字云非常有用。它的wordcloud（）函数能指定一个词条向量及一个它们出现频率的向量，这些信息随后就能用来进行绘图。

不幸的是，为了得到单词按主题出现的频率，以便将其传递给这个函数，我们必须对文档-词条矩阵进行一些处理。为此，我们创建了自己的plot_wordcloud（）函数，如下所示：
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函数会接收一个模型、一个文档-词条矩阵、一个主题的索引和在关键字云里显示的最高频词条数量。我们首先要像之前那样针对模型按主题计算最高频词条。我们还计算了最有可能分配的主题。下一步，给文档-词条矩阵划分子集，这样就能只获取我们感兴趣的词条以及对应该索引主题的文档有关的元素。

对这个缩小的文档-词条矩阵，对各列进行求和，计算出最高频率词条出现的频率，并最终绘制关键字云。我们已经利用这个函数绘制了在BBC数据集里运用LDA_GIB模型得出的主题，并按每个主题25个单词的条件得到的关键字云。该图如下所示：
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10.3.5　LDA扩展模型

主题模型是一个活跃的研究领域，因此，研究者们提出了LDA模型的一些扩展。我们会简短地提到其中的两个。第一个是有监督的LDA
 （supervised LDA）模型，在R语言的lda包里有它的一个实现。这是一种用标准LDA方法对一个响应变量进行建模的更直接的方式，对于本章讨论的应用来说，它是可以继续研究的下一个步骤。

第二个有意思的扩展是作者-主题模型
 （author-topic model）。这个模型的设计会在生成过程中增加一个额外的步骤来考虑作者的信息，当要构建一个模型来总结或预测作者的写作习惯或主题的时候，它就是一个很好的模型。
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 标准的有监督的LDA教材是David M.Blei和Jon D.McAuliffe的论文《Supervised Topic Models》。这篇论文在2007年发表于《journal Neural Information Processing Systems》杂志。对于作者-主题模型，可以参考Michal Rosen-Zvi等人发表的名为《The Author-Topic Model for Authors and Documents》的论文。这篇论文收录在20th conference on Uncertainty In Artificial Intelligence的会议论文集里。


10.4　小结

本章致力于学习主题模型，继对于影评的情绪分析之后，这是我们第二次遇到实际环境下对文本数据的处理。这一次，我们的预测任务是对网络上的新闻文章的主题进行分类。我们所关注的主题建模的主要技术是隐含狄式分布（LDA）。它的命名源于它假定在文档里能找到的主题和单词分布是来源于事先按照狄式分布抽样的隐藏多项分布。我们看到，从这些多项分布对单词和主题进行抽样的生成过程反映了我们对这个领域具有的很多自然的直观印象。不过，在解释在一个文档内部共存的多个主题之间的相关性方面，它显然是失败的。

在对LDA的实验中，我们看到拟合LDA模型有多种方式，尤其是我们看到了一种叫做吉布斯抽样的方法往往会更精确，虽然它在计算开销上经常会更大。从性能角度而言，当涉及的主题相互之间更为独特时（例如在BBC数据集里的主题），我们就会在主题预测中获得非常高的精确度。

不过，与此同时，当对具有相互类似主题的文档进行分类时（例如在BBCSports数据集里的不同运动项目），这个情况更具挑战性，得到的结果也不是那么理想。在这个情况下，可能起到了一定作用的另一个因素是BBCSports数据集的文档数和可用特征数都相对少得多。目前，有越来越多的LDA扩展方法正处于研究和开发中，它们可以用来应对LDA在性能和训练速度两方面的局限性。

主题模型可以视为聚类的一种形式，这就是我们在该领域的第一印象。在下一章“推荐系统”中，我们会更加深入地探索聚类领域，以便理解像亚马逊这样的网站能根据购物者之前的购物历史和类似购物者的购物习惯，预测购物者最有可能感兴趣的商品，从而进行产品推荐的方法。


第11章　推荐系统

在最后一章，我们要处理一个在电子商务界无处不在的普遍性问题，也就是给客户作出有效的产品推荐。推荐系统（Recommendation system，也可以叫作recommender system）往往依赖于对象之间相似度的概念，采用一种叫做协同过滤的方法。它的基本前提是，如果有一些客户购买的大部分商品都是相同的，就可以认为这些客户是互相类似的；同理，如果有一些商品有很多共同的购买者，那么就可以认为这些商品是类似的。

有很多不同的方法可以量化这种相似度的概念，我们会讲解其中某些常用的方法。无论我们要推荐的是电影、书籍、宾馆还是餐厅，构建一个推荐系统往往涉及处理非常大的数据集。因此，我们会介绍一些用R语言处理大数据的思路和选项，总结我们关于用R语言构建预测模型的探讨。


11.1　评分矩阵


推荐系统
 （recommendation system）通常包括对一组商品[image: ]
 具有不同喜好的一组用户U=[image: ]
 。在一般情况下，用户数量|U|=m和商品数量|I|=n是不同的。此外，用户通常会通过对商品作出某个数值范围内的评分来表达他们的喜好。例如，我们可以把用户当做某个城市的餐厅的食客，把商品当做他们光顾的餐厅。在这种情况下，用户的喜好可以表达为5颗星范围内的评分。当然，我们在一般情况下并不要求商品是有形商品或者用户是真实的个人——这只是一种对常用的推荐系统问题的抽象。

作为一种形象化的讲解，考虑一个婚恋网站，用户可以给其他用户评分；在这种情况下，被评分的商品就是实际用户自身的个人资料。让我们回到餐厅推荐系统的示例，构建一些样本数据。推荐系统流行使用的一个自然的数据结构是评分矩阵
 （rating matrix）。这是一个m×n矩阵，其中的行代表用户，列代表商品。矩阵的每个项ei，j
 代表用户i对商品j作出的评分。一个简单的示例如下所示：
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在这里，我们用到了一个10个点的得分范围作为评分系统，其中10是最高评分，1是最低评分。另外一种评分范围是二元评分范围，其中1表示正面评分，0表示负面评分。这第二种方法会产生一个二元评分矩阵。我们如何利用这个评分矩阵来为其他用户提供一个简单的推荐系统呢？

具体而言，假设一个新用户Silvan给一些餐厅进行了评分，我们要对他没有去过的餐厅进行合适的推荐。另外，我们也可能会推荐3个最好餐厅的清单，或者甚至预测Silvan是否会去某个正在考虑的餐厅。

考虑这个问题的一种方式是找出那些对Silvan已经评分的餐厅具有相似观点的用户。随后，我们会利用他们对Silvan还没有评分的餐厅的评分，来预测Silvan对这些餐厅的评分。这样看起来是可行的，但我们应该先考虑我们怎样根据用户对商品的评分对两个用户的相似度这个概念进行量化。

衡量用户的相似度

对于一个真实环境下的推荐系统来说，即使有一个非常庞大的用户数据库，想找到对我们商品集里所有商品都给出完全相同的评分的两个用户，机会也是非常渺茫的——如果不是基本不可能的话。即便如此，根据用户对不同商品是如何评分的，我们还是可以判断某些用户比其他用户更相似。例如，在餐厅评分矩阵里，可以看到Ines和Oliver给前面4个餐厅评了低分，给最后4个餐厅评了高分，因此就可以认为他们的口味比Thibault和Pedro这样的一对组合更相似，因为后两个用户对特定餐厅的看法有时相同、有时则完全相反。

通过用评分矩阵的特定行表示用户，可以把一个用户当做在n维空间里的一个向量，其中n就是商品的数量。这样，可以利用适合向量的不同距离指标来衡量两个不同用户的相似度。注意，距离的概念是和相似度的概念成反比的，因此，可以通过把两个向量之间较大的距离解释为相似度较低评分的类比，从而把距离指标作为相似度的衡量标准。

我们最熟悉的两个向量a和b之间距离的衡量指标是欧几里得距离
 （Euclidean distance）：
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调用R内置的dist（）函数来计算评分矩阵里所有配对的距离，如下所示：
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结果是一个下三角矩阵，因为欧几里得距离是一个对称函数。那么，（maria，pedro）对应的项和（pedro，maria）对应的项是完全一样的，因此只需要显示这两者之一。在这里，我们可以明确地看到Ines和Oliver是两个最相似的用户，因为他们之间的距离是最短的。注意，也可以根据商品从不同用户获得评分的相似度来讨论商品之间的距离。要计算这个距离，所要做的就是把评分矩阵进行转置：
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正如我们所见，两个最不相似的餐厅（也就是说，相互之间具有最大差异的）是Acropolis和Berny’s。回顾一下评分矩阵，我们应该很容易说服自己为什么是这样。前面那个餐厅在我们的客户群体里获得的大部分是正面评价，而后者得到的评价则很低。

欧几里得距离（或者叫做L2
 范数）的一个常用替代指标是余弦距离
 （cosine distance）。这个指标衡量了两个向量之间最小角度的余弦值。如果两个向量是相互平行的，意味着它们之间的角度是0，那么余弦距离就也是0。如果两个向量是相互垂直的，那么根据这个指标的计算方式，它们的距离是最大的。余弦距离的公式如下所示：
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在这个公式里，分子是两个向量的点积，分母是两个向量大小（通常通过L2范数进行计算）的乘积。余弦距离无法通过R的基本发行版的dist（）函数进行计算，但我们可以安装proxy包，它用一些新的距离指标增强了这个函数，这样就能对评分矩阵计算余弦距离：
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假设我们的用户改用二元范围进行评分。我们可以通过把5分以上的评分当做正面评价并给它们赋予一个新评分1，其他评分则全部变换为评分0，这样就把前面的评分矩阵变换为一个二元评分矩阵。对于两个二元向量，杰卡德相似度
 （Jaccard similarity）是由逻辑交集的基数除以逻辑并集的基数计算出来的。这样，杰卡德距离就可以计算为1减去这个值：
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简而言之，这个公式计算的是1减去两个向量都有正面评分的位置数占两个向量之一有正面评分的位置总数之比。所有正面评分位置完全相同的两个二元向量就是相同的，因此它们之间的距离为0。利用proxy包，可以显示餐厅食客的Jaccard距离如下：
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 对衡量方法及距离指标的研究是很广泛的，有很多合适的指标已经被运用到推荐系统的环境。对于距离指标的权威教材是Springer出版社出版的《Encyclopedia of Distances》，作者是Michel Marie Deza和Elena Deza。


11.2　协同过滤

讨论了各种距离指标之后，我们现在可以深入到协同过滤
 （collaborative filtering）这个主题，它会帮助我们定义一种作出推荐的策略。协同过滤描述了一种算法，或者更准确地说是一类算法，这一类算法的目标是只根据其他用户通过评分矩阵给出的评分和被测试用户已经给出的评分为该测试用户产生推荐商品。

协同过滤有两种很常见的变形，即基于记忆的协同过滤
 （memory-based collaborative filtering）和基于模型的协同过滤
 （model-based collaborative filtering）。在基于记忆的协同过滤算法里，为了作出推荐，所有用户作出的所有评分的完整历史都会记忆下来，并且都必须进行处理。基于记忆的协同过滤的原型方法是基于用户的协同过滤
 （user-based collaborative filtering）。虽然这种方法使用了所有可用的评分，但是不足之处是它的计算开销比较大，这是因为要用到整个数据库才能为我们的测试用户作出评分的预测。

它的另一种替代方法就是基于模型的协同过滤。对此，我们会首先创建一个关于我们用户评分喜好的模型，例如喜欢相似商品的用户聚类的一个集合，然后利用这个模型来产生推荐商品。我们会学习基于商品的协同过滤
 （item-based collaborative filtering），它是最知名的基于模型的协同过滤方法。


11.2.1　基于用户的协同过滤

基于用户的协同过滤通常被描述为一种基于记忆的或惰性学习的方法。不像我们在本书中构建的大部分模型那样假设我们会用数据去拟合某个模型然后利用这个模型作出预测，惰性学习就是直接用训练数据本身去作出预测。我们在第1章里看到了用k最近邻进行惰性学习的一个示例。实际上，基于用户的协同过滤方法的前提就是直接构建在k最近邻方法之上的。

具体而言，在基于用户的协同过滤中，当需要为一个新用户作出推荐时，我们首先会利用特定距离指标挑出一组相似的用户。然后，对于目标用户对他或她还没有评分的商品会分配的评分，我们可以尝试按照这些相似用户对这些商品作出的评分的平均值来推断。我们通常称这一组相似用户为该用户的邻居
 （neighborhood）。这样的思路就是一个用户会喜好他的邻居喜欢的商品。

典型地，有两种方法定义用户的邻居。我们可以通过找到k最近邻来计算固定数量的邻居。他们就是在数据库里和目标用户之间距离最近的k个用户。

或者，我们可以指定一个相似度临界值，并选出数据库里和目标用户的距离不超过这个临界值的所有用户。第二种方法具有的优势是，可以利用那些接近目标用户的程度符合要求的用户来作出推荐，因此我们对推荐结果的信心会很高。另一方面，可能会只有非常少的用户符合要求，这意味着我们会依赖于这些少量用户的推荐结果。更糟糕的情况是，在数据库里可能没有用户和目标用户足够相似，我们可能根本就无法作出推荐。如果不介意我们采用的方法有时候无法作出推荐，比如因为我们对这种特殊情况已有一个备用方案，第二种方法就会是一种好的选择。

在真实环境下需要考虑的另一个重要问题是稀疏评分的问题。在餐厅简单示例中，每个用户都对每个餐厅进行了评分。这种情况在真实环境里很少发生（如果不是根本不会发生的话），这是因为商品数量通常会大到让一个用户无法给它们全部作出评分。比如，如果我们考虑像亚马逊（amazon.com）这样的电子商务网站，不难想象，大部分用户作出了评分的商品只占售商品总体数量的很小一部分而已。

为了计算用于判定相似度的用户之间的距离指标，通常只会引入两个用户都作出了评分的那些商品。因此在实践中，经常是在更小的维度数里对用户进行比较。

一旦确定了距离指标以及构成与测试用户相似的用户邻居的方法，我们随后就会利用这些邻居来为测试用户计算其缺失的评分。最简单的做法就是直接在用户邻居里计算每一种商品的平均评分并报告这个平均值。这样，对于测试用户t和该测试用户尚未作出评分的一件商品j，我们就可以按如下公式预测该测试用户对该商品的评分[image: ]
 ：
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这个方程表达了一个简单的思想，即我们的测试用户t对商品j的预测评分就是该测试用户的邻居对该商品作出评分的平均值。假定在餐厅背景里，我们有了一个新用户，该用户已经给一些餐厅进行了评分。那么想象一下，根据这些评分，我们发现了新用户的邻居是由Oliver和Thibault组成的。如果我们希望对该用户会对El Pollo Loco餐厅作出的评分进行预测，就可以通过取得Oliver和Thibault对该餐厅作出评分的平均数来进行，在这个示例中会是2和4的平均数，得到的评分就是3。

如果我们的目标是获得一个给用户推荐的top-N的列表，我们可以对数据库里所有商品重复这个过程，按评分的降序对它们进行排序，这样得到最高评分的商品就会出现在第一位，然后从该列表里挑出排在top N的商品。在实践中，我们只需要检查那些在新用户的邻居里至少有一个用户已经评过分的商品，从而简化这个计算过程。

我们可以对这个非常简单的方法作出一些改进。第一种可能的改进来自我们的观察：和其他用户相比，某些用户往往会比较一致地对商品作出更严格或更宽容的评分，我们希望能消减这种差异。在实践中，经常利用Z评分归一化，它会把评分的方差纳入考虑。还可以通过对某个用户给所有商品的评分减去该用户评分的均值，对用户作出的评分进行居中处理。在评分矩阵里，这意味着对每行的元素减去该行的均值。让我们对我们的餐厅评分矩阵运用最后这个变换，看看结果是什么：
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即使Ines和Gertrude原来都对Berny’s餐厅给出了相同的评分1，居中运算还是让Ines对这家餐厅给处于低于Gertrude的评分。这是因为平均地看，Ines往往作出了比Gertrude更高的评分，因此Ines的评分1就可以被解读为比Gertrude更强烈的负面评分。

另一个改进的地方和引入新用户的邻居的评分来产生最终评分的方式有关。如果把所有邻居用户的评分视为平等的，我们就忽略了这样的事实：我们的距离矩阵可能会显示，相比其他用户，在新用户邻居中的某些用户会和该新用户更为相似。

正如我们从杰卡德相似度和杰卡德距离的示例中所见，我们经常可以根据一个距离指标，通过将其以某种方式进行反转（例如用1减去它或取它的倒数），定义出一个相似度指标。因此，对于选择的距离指标，我们可以定义它对应的相似度指标并用sim（u，t）来表示。一个用户相似度指标会对相似用户取较大的值，这些用户就是那些距离指标取较小值的用户。

进行了这些澄清之后，我们就可以通过给新用户的邻居用户作出的评分取加权平均数，在前面的方程里引入用户u和t之间的相似度，如下所示：

[image: ]


我们之所以会在其他用户作出的评分里加上权重，原因之一是信任度。例如，和较新的用户相比，我们可能会更信任一个使用我们的餐厅推荐服务时间比较长的用户。同理，我们也会考虑到某个用户和新用户共同评过分的商品总数。例如，如果一个用户和新用户共同有评分的商品只有2个，那么即使他们对应这2个商品作出的评分是相等的，说明这两个用户确实非常相似的证据也不够充分。

总而言之，对基于用户的协同过滤来说，最大的困难就是，为了给一个测试用户作出推荐，需要访问整个用户数据库才能确定用户的邻居。这是通过对测试用户和每个其他用户进行一个相似度计算来完成的，是一种计算开销巨大的过程。下一步，我们会了解基于商品的协同过滤，用它尝试改善这种状况。


11.2.2　基于商品的协同过滤

基于商品的协同过滤是一种基于模型的协同过滤方法。这个方法背后的核心思想是，不用观察其他和测试用户相似的用户，我们会直接推荐那些和获得测试用户高评分的商品类似的商品。因为我们是直接比较商品而不是先比较用户再推荐商品，我们可以构建一个描述商品相似度的模型，然后用这个模型而不是整个数据库来作出推荐。

构建一个基于商品的相似度模型的过程需要对我们数据库中所有商品的配对计算一个相似度矩阵。如果有N种商品，那么我们会得到一个一共具有N2
 个元素的相似度矩阵。要缩减我们的大小，我们可以对数据库里的每种商品的k个最相似商品保存一个相似度值的列表。

由于k会远远小于N，我们会大大缩减需要为模型保留的数据的规模。对于我们数据库中的每种商品，这个k种最相似商品就相当于基于用户的协同过滤方法里的用户邻居。在基于用户的协同过滤中对用户评分的偏误和方差归一化的相同讨论在此也是适用的。也就是说，我们可以在对评分矩阵进行归一化后再计算商品和商品之间的相似度。

这种方法也并不是没有缺点。在基于记忆的推荐系统里，一个新的用户评分能被自动引入到推荐过程，因为那种方法会使用整个数据库（评分矩阵）。基于模型的协同过滤需要我们周期性地重新训练模型，才能把来自这些新的评分的信息引入进来。此外，由于只为每种商品保留最相似商品的一个短列表，建模过程会丢弃某些来自原始评分矩阵的信息，这意味着它有时候可能作出并非最优的推荐。

尽管有这些不足，基于商品的协同过滤在空间和时间上的性能让它已经被非常成功地运用在大量实际环境的应用上。模型的重新训练可以离线进行并安排它自动完成，而且推荐的非最优情况往往是可以容忍的。

我们可以设计一个类似在基于用户的协同过滤方法中看到的方程，用它解释如何根据基于商品的协同过滤模型预测一个新的评分。假设我们要估算测试用户t会对某个商品i作出的评分[image: ]
 。再假设我们已经选择了一对商品i和j之间的一个相似度函数sim（i，j），并据此构建了我们的模型。利用这个模型，我们可以检索存放了我们感兴趣的商品的邻居商品S（i）。为了计算测试用户会对这件商品作出评分的预测值，我们要计算用户对类似它的商品已经作出的评分的加权总和：
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虽然在用户没有对任何与该商品类似的商品进行过评分的情况下，这种方法不会奏效，但它不需要找到和测试用户有类似喜好的用户。


11.3　奇异值分解

在一个实际环境下的推荐系统里，随着用户被不断加入系统以及提供的商品清单不断增长，评分矩阵最终会变得非常庞大。结果，我们会希望对这个矩阵运用一种降维技术。理想情况下，我们在这么做的时候，会希望从原始矩阵保留尽量多的信息。有一种这样的方法已经应用到了很多不同的学科，那就是采用奇异值分解
 （singular value decomposition），或者通常缩写为SVD。

SVD是一种矩阵分解技术，它具备很多有价值的应用，其中之一就是降维。它和我们在第1章里看到的降维PCA方法是相关的，有很多人把这两种方法混为一谈。SVD其实描述的只是一种矩阵分解的数学方法。实际上，某些PCA的实现会利用SVD来计算主成分。

让我们先看一下这个过程是如何起作用的。SVD是一种矩阵分解过程，因此我们先从一个表示我们数据的原始矩阵开始，并把这个矩阵表示为一些矩阵的乘积。在降维的场景里，输入数据矩阵可能是这样的：行是数据点，列是特征。这样，在R语言里，它其实就是一个数据框。在我们的推荐系统场景里，用到的矩阵是评分矩阵。假设我们把评分矩阵命名为D，表示m个用户（行）对n个商品（列）进行评分。这个矩阵的SVD分解如下列公式所示：
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在前面的方程里，矩阵U和V是方阵，矩阵则是和我们的输入矩阵D具有相同维度的矩阵。此外，它还是一个对角矩阵，也就是说，该矩阵除了在主对角线上的元素之外，其他所有元素都是0。这些元素照惯例是从大到小排序，被称为矩阵D的奇异值，奇异值分解也就由此而得名。
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 熟悉线性代数的读者会知道，我们通常会说矩阵的特征值包含了该矩阵重要维度的信息。其实一个矩阵的特征值是通过如下关系和奇异值相关的——一个矩阵D的奇异值和其矩阵积D×DT
 的特征值的平方根是相等的。

我们可以很容易在R语言里通过svd（）函数对一个矩阵进行SVD运算，该函数可以在R语言的base包里找到。让我们用之前就存在的ratingMatrix来观察这个函数的作用：
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奇异值是作为一个向量d返回的，利用diag（）函数可以很容易根据它构建出对角矩阵。为了检验这个分解确实是我们所预期的正确结果，可以通过直接乘以已经得到的矩阵因子，重新构建原始评分矩阵：
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这里要注意的一点是，如果要尝试和原始矩阵进行直接的相等性检查，很有可能会得到否定的结果。这是由于保存分解矩阵时引入了取整误差。可以调用all.equal（）函数来检查两个矩阵是否非常接近相等：
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我们鼓励读者减小tolerance（可容忍的误差）参数的大小，注意它改成高位小数后，相等性检查会不成立。虽然两个矩阵并不是完全相等，但是它们的差别小到对我们没有任何实质性的影响。现在，一旦得到了这个分解，就让我们来分析奇异值。第一个奇异值35.6比最小奇异值1.3大了很多倍。

我们可以通过保留最大的奇异值并丢弃其他值来进行降维。为此，我们要知道应该保留多少和丢弃多少奇异值。解决这个问题的一种方法是计算奇异值的平方，它可以当做是矩阵能量
 （matrix energy）的向量，然后选择保留了原始矩阵至少90%总能量的最大的奇异值。这个计算用R语言是很容易做到的，因为我们可以调用能创建一个累计求和的cumsum（）函数，并且奇异值已经按照从大到小顺序排好序了：
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保留最靠前的2个奇异值可以保留原始矩阵92%的能量。仅仅利用这2个值，我们可以重新构建评分矩阵，并观察其中的差别：
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正如我们所见，在绝对值里有一些差异，但不同用户的大部分特征在很大程度上保留下来了。丢弃奇异值在分解过程中会有效地在矩阵D的主对角线里引入0值，因此这个矩阵最后会有整行和整列都只包含0值。因此，我们不仅可以截短这个矩阵，还可以截短来自矩阵U和V的行。这样，就缩减了必须保存的数据的大小。


11.4　R语言和大数据

在深入到利用实际环境数据集来构建一些推荐系统之前，我们会进行一个简短的回顾，并花费一些时间来思考大数据
 （Big Data）技术。很多实际环境的推荐系统都来源于对海量数据集进行的分析。这样的示例包括亚马逊amazon.com的产品推荐引擎和Netflix的电影推荐引擎。

所有我们在本书中看到的数据集的规模都相对较小，并且经过有意的挑选，以便让读者能够跟着示例进行学习，而不必担心缺乏性能强大的计算资源。在当今的时代，预测分析领域和机器学习、数据科学和一般意义上的数据分析等相关领域一样，都是和处理大数据的重要性紧密联系的。

[image: ]
 大数据这个术语已经成为进入日常对话的流行词，作为一种不可避免的结果，我们经常遇到的一些提法会产生冲突或混淆的解释。例如，大数据不仅和数据集的容量有关，而且包括了像我们在实时需要以多快的速度处理数据，以及我们需要处理的数据的多样性等问题。因此，容量、速度和多样性（volume、velocity和variety）经常被称为大数据的三个V。要学习关于这个激动人心的领域的更多知识，有一本优秀的教材是Jason Kolb和Jeremy Kolb编写的《The Big Data Revolution》。

基础的R语言发行版是设计用于对计算机内存能容纳的数据进行操作的。而我们需要分析的数据往往过于庞大，在单台计算机的内存里对所有数据进行处理是不太可能的。在某些情况下，我们可以利用按需计算资源，例如亚马逊的EC2，可以用到超过100 GB内存的计算机。不过，为了有效率地进行这样的计算，我们往往需要注意，即使在内存中处理非常大的数据集，在R语言里也是非常耗时的，因此我们还需要一种改善性能的方式。因此，在R语言里处理大数据的方法可以大致划分为3个比较广泛的领域。

处理大数据的第一种方法是进行抽样。也就是说，我们不会利用所有可以得到的数据来构建模型，而是创建这些数据的一个有代表性的样本。抽样总体上是最不推荐的方法，因为当我们用到更少的训练数据时，很自然地可以预料到模型性能的下降。如果我们能用到的样本的大小在绝对规模上仍然非常大（例如，10亿行）并且相对原始数据集的相对比例也很大的话，这种方法也有可能是管用的。这样做的时候，必须非常小心避免在样本中引入任何形式的偏误。

处理大数据的第二种方法是利用分布处理。这里的关键思路是把我们的数据进行分解，放到作为集群一起工作的不同的机器上。单个机器的性能并不需要非常强劲，因为他们只会处理数据的一部分。

Programming with Big Data in R项目里有很多用于高性能计算的R语言扩展包，它们和并行处理库有接口。关于这个项目的更多细节可以在该项目的网站http://r-pbd.org/
 里找到，可以先从pbdDEMO包开始学习，它是为该项目的新手所设计的。

另一种替代方法是通过接口让R语言直接和一个像Apache Hadoop这样的分布式处理平台配合起来。这种方法的一个优秀教材是Packt出版社出版的《Big Data Analytics with R and Hadoop》。最后，有一个令人激动的能够与Hadoop配合的新平台是Apache Spark项目。SparkR包支持从R命令行直接在一个Spark集群上运行任务。该组件目前可以从http://amplab-extras.github.io/SparkR-pkg/
 获取。

第三种可行的处理大数据的思路是利用（可以是按需的）具有很高内存量的资源，并在单机上优化性能。这样的一种可能性是通过和像C++这样的语言的接口，并利用能够针对具体问题对数据处理进行优化的高级数据结构。这样，某些处理过程就可以在R语言之外完成。

在R语言里，Rcpp包为我们提供了和C++配合的接口。另一个处理大型数据集的包（也是在本章我们会用来加载某些实际环境数据集的包）是data.table包，它专门设计用来在具有大量内存的机器上进行计算。

在用到data.table包的时候，在一台64位计算机上加载100 GB量级的数据集是常见的用例。该包设计的目标是大量减少对数据框进行的常见运算所需的计算时间。更具体地说，它引入了一个数据表（data table）的概念，作为R语言无处不在的数据框这种数据结构的替代品。这不仅仅是一种进行运算更高效的数据结构，而且还有很多快捷方式和命令可以让针对数据集的编程更快。

该扩展包的一个关键优势是，数据表是其他接受数据框的包也能接受的数据结构。不识别数据表语法的包可以利用数据框语法来处理数据表。有一个能更多了解data.table包的优秀在线资源是该包主要作者Matt Dowle的在线课程，可以在https://www.datacamp.com/courses/data-analysis-the-data-table-way
 看到。闲话少说，我们要开始构建某些推荐系统，在里面我们会利用data.table包把数据加载到数据表里。


11.5　预测电影和笑话的推荐

在本章，我们会关注利用两个不同的数据集来构建推荐系统。为此，我们要利用recommenderlab包。这个包不仅给我们提供了进行推荐的算法，还提供了高效保存系数评分矩阵的数据结构。我们会用到的第一个数据集包含了对来自Jester Online Joke recommender system的笑话的匿名用户评论。

这些笑话的评分落在一个连续的区间里（-10~+10）。从Jester系统收集的一些数据集可以在http://eigentaste.berkeley.edu/dataset/
 找到。我们会使用该网站上标记为Dataset 2+的那个数据集。这个数据集包含了50692个用户对150个笑话作出的评分。作为实际环境下应用的典型情况，这个评分矩阵是非常稀疏的，每个用户只对所有笑话中的一部分作出了评分，单个用户的评分数量的最小值是8。我们称这个数据集为jester数据集。

第二个数据集可以在http://grouplens.org/datasets/movielens/
 找到。这个网站包含了关于用户在MovieLens网站http://movielens.org
 上对电影作出的评分数据。同样的，在这个网站上有多个数据集，我们会使用标记为MovieLens 1M的那一个。这个数据集包含了6040个用户对3706个电影在一个5点区间（1~5）上作出的评分。每个用户作出的最少电影评分数量是20。我们会称这个数据集为movie数据集。
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 这两个数据集实际上是很著名的开源数据集，著名到什么程度呢？连recommen-derlab包自己都包含了它们的较小版本作为该包本身的一部分。对于想跳过加载和预处理数据过程或由于计算能力有限希望用更小的数据集运行示例程序的读者，我们鼓励利用该包中的data（Jester5k）或data（MovieLense）来进行尝试。


11.6　加载和预处理数据

我们在构建推荐系统的时候，第一个目标就是把数据加载到R语言里，对它进行预处理，并把它转换成一个评分矩阵。更准确地说，在每个案例里，我们都会创建一个realRatingMatrix对象，它是recommenderlab包用来保存数值型评分的指定数据结构。我们会先从jester数据集开始。如果我们从网站下载并解压存档文件，我们会看到jesterfinal151cols.csv文件里包含了评分。更具体地说，在这个文件里的每一行对应了某个用户作出的评分，每一列对应的是某个笑话。

数据的各个列都是用逗号分开的，也没有标题行。实际上，如果不是因为第一列是个包含某个用户作出的总评分数的特殊列，这个格式几乎已经完全是一个评分矩阵了。我们会调用fread（）函数把这些数据加载到一个数据表里，这个函数是read.table（）函数的快速实现，能高效率地把数据文件加载到一个数据表里。我们随后会利用data.table语法高效率地删除第一列：
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最后一行代码使用赋值操作符：=把第一列V1设置为NULL，这就是我们在一个数据表里删除一列的方法。现在我们对数据表jester还有一个最后的预处理步骤，然后就能把它转换为一个realRatingMatrix对象了。具体而言，我们会把这个数据表转换为一个矩阵，并把其中所有出现的99这个评分替换为NA，因为99是用来代表缺失值的特殊评分值：
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根据可以用到的计算机的计算资源（最主要的是可用内存），我们也许会需要尝试对数据集逐个进行完整的处理，而不是同时加载两个数据集。在这里，我们选择的是并行处理两个数据集，这是为了展示在分析过程中的主要步骤并强调每个数据集关于具体步骤的任何区别或特殊性。

让我们继续来看MovieLens数据。下载并解压MovieLens1M存档文件会得到3个主要的数据文件。users.dat文件包含了关于用户的背景信息，例如年龄和性别。而movies.dat文件包含了关于被评分的电影的信息，即电影名称和该电影属于哪些体裁的列表（例如，comedy——喜剧）。

我们主要对ratings.dat文件感兴趣，它包含了评分本身。不像原始的jester数据，这个文件的每一行对应了一个用户作出的一个评分。行的格式包含了用户ID、电影ID、评分和时间戳，所有这些数据都由两个冒号∷分开。不幸的是，fread（）要求的分隔符是单个字符，所以我们会指定单个冒号。在原始数据里的双冒号分隔符导致我们额外创建了一个全是NA值的列，我们必须删除它和包含了时间戳的最后一列：
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正如我们所见，现在剩下了3列，其中第一列是UserID，第二列是MovieID，最后一列是评分。现在把一个用户作出的所有评分汇总起来，以便形成一个可以解释为或转换为评分矩阵的对象。我们必须以一种内存消耗最少的方式来汇总数据。通过利用Matrix包里的sparseMatrix（）命令构建一个稀疏矩阵来完成这个任务。

该包是在我们使用recommenderlab包时自动加载的，因为recommenderlab包是它依赖的一个包。要利用这个函数构建一个稀疏矩阵，我们可以直接指定一个行坐标向量、一个匹配列坐标的向量，以及一个用非0值填充该稀疏矩阵的向量。记住，因为矩阵是稀疏的，所以我们所需的只是那些非0项的位置和值。

现在，我们不能直接把用户ID和电影ID解释为坐标，这样就略有不便。这是因为，如果我们有一个用户ID为1的用户和一个用户ID为3的用户，R会自动创建一个用户ID为2的用户并创建一个空行，即使那个用户在训练数据中并不存在。对于列来说，情况也是类似的。因此，在继续创建之前描述的评分矩阵之前，我们必须首先把UserID和MovieID列变成因子。下面是给MovieLens数据构建评分矩阵的代码：
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读者可以检查结果的维度是否分别符合我们对于用户数和电影数的期望，这是一个很好的练习。


11.7　对数据进行探索

在利用已经加载的两个数据集来构建并评估推荐系统之前，先初步了解这些数据是一个好的思路。一方面，我们可以利用getRatings（）函数从评分矩阵中检索评分。这对于构建一个商品评分的直方图是有用的。此外，我们还可以像之前讨论过的那样把关于每个用户的评分归一化。下面的代码片段显示了我们可以怎样为jester数据计算评分并把评分归一化。随后可以对MovieLens数据做同样的事情，并产生评分的直方图：
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下图显示了不同的直方图：
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在jester数据中，我们可以看到，大于0的评分比小于0的评分更显著，最常见的评分是10，即最大评分值。归一化评分创建了一个以0为中心的更对称的分布。对于在5个点评分区间的MovieLens数据，4是最显著的评分，而更高的评分比较低评分更常见得多。

我们还可以通过分别观察评分矩阵的行的计数和列的均值，找到每个用户评分的商品数和每个商品的平均评分。同理，如下代码小片段显示了如何对jester数据计算这些值，我们随后用直方图显示两个数据集的结果：
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这两个数据集都显示出每个用户的平均评分的曲线看起来像是一个功率曲线。大部分用户都只给很少的商品作出了评分，但是有少量铁杆用户确实给大量商品作出了评分。在Jester案例中，某些用户对数据集里所有的笑话都作出了评分。这是一个例外，并且只是因为该数据集里的商品（笑话）数量相对较少才会发生。平均的笑话评分的分布是在-3和4分之间，但是对于电影来说，我们看到整个评分的范围表明，有某些用户给他们认为极其糟糕或极其伟大的所有电影作出了评分。我们可以找到这些分布的均值，以便确定每个用户作出了评分的商品平均数量，以及每个商品的平均评分。

注意，我们需要把Jester数据集里的NA值去除，不予考虑，因为某些列里面可能并没有评分：
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11.7.1　评估二元的top-N推荐

现在我们对两个数据集的情况有了一定的了解，可以开始构建一些模型了。我们会先观察为一个二元推荐系统作出top-N推荐的问题，这比我们对颗粒度更大的数据进行评分的情况更简单。回顾一下，top-N推荐就是最有可能让用户感兴趣的N个推荐的列表。为此，我们会使用jester数据集并给评分矩阵创建一个二元版本。我们可以把任何大于等于5的评分当做正面评分。由于这样做可能会导致某些用户没有正面评分，我们还会清理评分矩阵，只保留那些在这个模式下至少有10个正面评分的用户：
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recommenderlab包的一个优势是它让我们能很容易比较多种算法产生的结果。对于top-N的推荐来说，训练和评估多个算法的过程首先是创建一个包含我们要用到的算法的定义的列表。这个列表中的每个元素都会被赋予一个我们选择的命名，但是它本身必须是一个包含了一组用来配置某个已知算法的参数的列表。具体而言，这个内层参数列表的name参数必须是recommenderlab包能够识别的。用这个包创建并登记你自己的算法也是可以的，但我们的关注点是已经存在的实现，它们已经足以达到我们的意图和目的了：
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这里的RANDOM算法是随机作出推荐的一种基准算法。而POPULAR算法是有时候很难超越的另一个基准算法。这个算法会按整体流行度的降序推荐商品，因此对于top-1推荐来说，它会推荐数据集里得到最高平均评分的那个商品。我们选择对这个示例尝试2种基于用户的协同过滤方法。第一个利用余弦距离并指定采用的最近邻数量为50。第二个是一样的，不过利用的是杰卡德距离。

下一步，我们要通过evaluationScheme（）函数来定义一种评估模式。这个函数会记录我们是如何把数据拆分为训练和测试集，通过given参数从测试用户获取的已知评分的数量、以及要执行多少轮计算。我们会对训练和测试集进行一个直接的80%/20%分拆，把来自测试用户的10个评分作为已知评分，并通过一轮计算进行评估：
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注意，given参数至少要和数据集里的某个用户评分商品的最少数量一样大。我们之前对数据集进行了过滤，以确保每个用户至少给10个商品进行了评分，因此这个案例里是满足条件的。最后，我们会利用evaluate（）函数，根据评估模式对这一组算法进行逐个的评估。除了一个评估模式和一组算法之外，我们还会通过n参数指定在作出top-N推荐的时候要用到N值的范围。我们会对从1~20的值进行这样的评估：
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现在我们得到了4个对象组成的一个列表，它代表了每种算法在数据中的评估结果。我们可以通过查看混淆矩阵得到一些重要的衡量指标，例如查准率。注意，因为我们针对1~20范围内的N值进行了作出top-N推荐的实验，我们预期对每个算法都会得到20个这样的混淆矩阵。当getConfusionMatrix（）函数被运用到这些对象之一时，可以用来检索折叠为表格形式的混淆矩阵，从而让每一行代表特定N值的混淆矩阵：
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要把这些数据可视化并对算法进行比较，可以利用plot（）函数尝试直接绘制这些结果。对于评估结果来说，默认采用的是真阳性率（TPR）对比假阳性率（FPR）的绘图。这个图其实就是ROC曲线，是我们在第4章里学习的。
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二元Jester数据的ROC曲线如下所示：
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该图显示，基于用户的两种协同过滤算法比两个基准算法的表现更好，但这两种算法之间的分别不大，其中余弦距离在这些数据上的表现略微优于杰卡德距离。我们可以再绘制一个查准率-查全率曲线，对结果的这个视图进行补充：
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这个二元Jester数据的查准率-查全率曲线如下所示：

查准率-查全率曲线绘制了一个类似的图像，其中利用余弦距离的基于用户的协同过滤算法成为了获胜者。注意，在查准率和查全率之间的权衡在top-N推荐系统里是通过系统作出的推荐数量来体现的。评估模式的原理是，把测试数据里的用户视为在系统里刚刚贡献了一定数量评分的新用户。我们会根据given参数允许的数量尽可能多地保留评分用来训练。然后，运用模型来检查我们建议的评分是否和剩下的评分一致。我们会把作出的推荐按置信度降序排序，因而在top-1推荐系统里，我们会推荐最有把握让用户感兴趣的商品。这样，增大N的值就像撒出一张更大的网。这样，推荐的内容会更不精确，但找到用户会喜欢的商品的可能性会更大。
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 对于推荐系统，有一个优秀并且可以自由获取的资源是ure Leskovec、Anand Rajaraman和Jeffrey David Ullman编写的在线教材《Mining of Massive Datasets》的第9章。该教材也是处理大数据的一个优秀的参考资料。它的网站是http://www.mmds.org/
 。


11.7.2　评估非二元的top-N推荐

在本节，我们会利用movie数据集来了解在非二元场景里如何进行推荐。首先，定义如下的算法：
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这一次，我们的算法会通过指定normalize参数来处理归一化的评分。我们会只给基于用户的协同过滤采用余弦距离，因为杰卡德距离只适用于二元环境。此外，我们还会尝试基于商品的协同过滤和基于SVD的推荐。我们会演示能够如何通过修改评估模式进行10折的交叉验证，而不是直接分拆我们的数据。我们会继续调研在1~20范围内作出top-N推荐。利用10折交叉验证对5个算法在中等大小的数据集进行评估，这意味着这个过程会预期需要很长时间完成，取决于我们能够支配的计算能力：
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为了节约空间，我们已经截短了显示对不同算法的每次迭代运行所消耗时间的输出。注意，训练过程中开销最大的算法是基于商品的协同过滤算法，因为它会构建一个模型而不仅仅是进行惰性学习。一旦这个过程完成，我们就可以用和刚才对二元Jester数据集相同的处理方式来比较算法的性能：
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MovieLens数据的ROC曲线如下图所示：
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正如我们所见，基于用户的协同过滤在这里是很明显的胜出者。SVD的表现和POPULAR基线差不多，虽然后者在N较大的情况下会变得更好一些。最后，我们看到基于商品的协同过滤比它们表现差了很多，仅仅优于随机基线。根据这些实验，我们看到很明显的一点是，对推荐系统进行调优往往会是一件非常耗时且需要大量资源的工作。

我们指定的所有算法可以通过各种方式进行调优，我们已经看到了一些参数（从邻居的数量到相似度指标）对结果会有影响。此外，我们还看到，即使单单对于top-N推荐的场景，也有很多种方式可以用来评估推荐系统，因此，如果要尝试用很多这样的场景来进行比较，我们也会需要在模型训练上消耗更多的时间。

我们鼓励读者使用不同的参数重复这些实验，并评估其中的模式，以便获得关于设计和训练推荐系统过程的实际体验。此外，通过访问我们这两个数据集的网站，读者可以找到常用于学习推荐系统的类似数据集的其他链接，例如图书漂流（book-crossing）数据集。

为了完整性起见，我们要对MovieLens数据绘制查准率-查全率曲线：
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MovieLens数据的查准率－查全率曲线如下图所示：
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11.7.3　评估每种预测方法

另一种评估推荐系统的方式是，让它对一组测试用户作出的已有评分的其中一部分的具体值进行预测，并把这些用户的其他评分作为given的训练数据。这样，我们可以用预测评分的平均距离指标来衡量精确度。这些指标包括我们之前看到过的均方差（MSE）和均方根误差（RMSE），以及均值平均差
 （mean average error，MAE），即绝对误差的平均值。我们会针对普通的（没有二元化的）Jester数据集来进行分析。我们照例会先定义一个评估模式：

[image: ]


下一步，我们会利用Recommender（）和getData（）函数逐个定义基于用户和基于商品的协同过滤推荐系统。这些做法的逻辑是，getData（）函数会提取按评估模式划分出用于训练的那些评分数据，而Recommender（）函数会利用这些数据来训练一个模型：

[image: ]


随后可以利用这些模型来预测那些在测试数据中被分类为known（已知）的评分（其数量是由given参数指定的）：

[image: ]


最后，可以用这些已知评分在留出来做测试的评分上计算预测精确度：

[image: ]
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可以看到两种算法的性能是相当接近的。在我们用取平方来对更大的误差进行惩罚（通过RMSE和MSE）的情况下，基于用户的协同过滤表现得更好一些。从均值平均差的角度而言，基于商品的协同过滤的表现略微更好一点点。

因此，在这个案例中，我们会根据更密切符合业务需求的误差表现来决定采用哪种类型的推荐系统。在本节，我们给这两个算法使用了默认参数，但通过在Recommender（）函数中利用parameter参数，我们可以像以前那样尝试不同的配置。这个尝试就留给读者作为练习吧。


11.8　推荐系统的其他方法

在本章，我们集中精力于按照协同过滤范式来构建推荐系统。这是一种非常流行的思路，因为它有很多优点。它主要通过模仿口口相传的推荐方式，实际上并不要求关于被推荐商品的相关知识，也不需要了解相关用户的任何背景。

此外，协同过滤系统可以通过内存存放法或基于模型的常规重新训练法，在新的评分出现时将其引入。这样，对于用户来说，它会随着时间学习更多信息并适应变化的喜好，从而自然地改进自己。另一方面，该系统也并不是没有不足之处，至少有一个事实是，它不会把任何商品的信息及其内容纳入考量，即使这些信息和内容是可以得到的。


基于内容的推荐系统
 （Content-based recommendation system）尝试在内容的基础上为用户推荐类似的商品。这个思路背后的关键前提是，如果某个用户刚好喜欢奇幻和科幻小说作家George R.R.Martin的小说，那么某个书籍推荐系统给他推荐像Robert Jordan这样的类似作家就是说得通的。

就其天性而言，协同过滤系统需要某种反馈系统，以便让推荐系统记录某个评分。具体而言，理想的情况是借助显式反馈
 （explicit feedback），即用户自己记录一个实际的评分或评级。隐式反馈
 （Implicit feedback）则是一种非直接的反馈，例如仅仅根据某个用户选择观看了某个电影就相信他是喜欢这个电影的。基于内容的推荐系统更加适合隐式反馈，因为它会利用关于商品内容的信息来提高它们对于用户喜好的知识。

此外，基于内容的推荐系统往往会利用用户的个人信息，用户在里面可能会通过一组关键字来记录他或她喜欢什么。另外，如果系统有查询功能，关于喜好的关键字可以通过用户在商品数据库里进行的查询来学习。

某些类型的内容更适合基于内容的方法。基于内容的推荐系统的经典场景是，内容是以文本形式存在的。这样的示例包括书籍和新闻文章的推荐系统。对于基于文本的内容，我们可以利用来自信息检索领域的技术来理解不同商品是如何相互类似的。例如，我们已经在第8章里的情绪分析部分以及在第10章的主题建模部分看到了利用词袋特征来分析文本的方法。

当然，像图片和视频这样的内容就不像文本那样适合这种方法。对于一般产品而言，基于内容的方法需要在数据库里有所有商品的文本描述，这是它的一个缺点。此外，利用基于内容的推荐，我们往往有可能总是推荐过于相似的商品，也就是说，我们的推荐可能会不够多样化。例如，我们可能会一直推荐同一个作者的书籍或具有相同主题的新闻报道，只是因为它们的内容太相似了。

相比较而言，协同过滤范式利用了只根据喜好在用户和商品之间发现的实证性关系。因此，这种方法会更难以预测（不过在某些情况下，这也未必是好事）。

类似于协同过滤和基于内容的推荐系统面临的一项典型困难是冷起始问题
 （cold start problem）。如果我们提供的推荐需要利用用户作出的评分或表达的对内容的喜好，那我们如何对待根本没有得到评分的新用户和新商品呢？处理这个问题的一种方法是利用探试法或经验法则，例如，就像POPULAR算法那样，推荐大部分用户会喜欢的商品。


基于知识的推荐系统
 （Knowledge-based recommendation system）通过把推荐建立在规则和关于用户及商品的其他信息源的基础上，完全避免了这个问题。这些系统的表现通常是相当可预测的，具有可靠的质量，而且能够在作出推荐时强化某些业务实践，例如销售驱动的策略。这样的推荐系统通常会在一个交互式的尝试中询问用户一些具体问题，从而学习它们的喜好，并利用规则或限制条件来确定应该推荐的商品。

通常，这样会产生一种（虽然是可预测的）能够解释其输出的系统。这意味着它能够说明给用户作出的推荐的理由，这是大部分按照其他范式的推荐系统所缺乏的一种性质。除了它的设计需要初始阶段的工作量之外，基于知识的范例有一个重要的缺点：它是静态的，无法适应用户行为的变化或趋势。

最后，值得说明的是，我们可以设计混合型的推荐系统，让它把多种方法结合起来。这样的一个示例是，某个推荐系统会为大部分用户采用协同过滤，而对于系统的新用户用一个基于知识的模块来作出推荐。另一种混合推荐系统的可能方案是，构建一批推荐系统，利用一个投票机制把它们结合成一个集成系统，再作出最终的推荐。

[image: ]
 有一本覆盖了广泛种类的不同推荐系统范式及实例的大全式教材是Dietmar Jannach等人编写的《Recommender Systems：An Introduction》。该书由Cambridge University Press出版社出版。


11.9　小结

在本章，我们探讨了在R语言里用recommenderlab包构建及评估推荐系统的过程。我们主要重点讨论了协同过滤的范式，简而言之，它形式化了通过口口相传的方式为用户推荐商品的思路。作为一般规律，我们发现基于用户的协同过滤的速度很快，但需要所有的数据才能作出预测。基于商品的协同过滤在训练模型时会比较慢，不过一旦模型训练好了，作出预测的速度是非常快的。这在实践中很有用，因为它不需要我们保存所有的数据。在某些场景中，在这两者之间对于精确度的差别会比较大，但在其他情况下，两者的差别是可以接受的。

训练推荐系统的过程是相当耗费资源的，很多重要的参数在设计中会起到作用，例如用来对相似度及商品和用户之间距离进行量化的指标。由于在这个领域经常遇到的数据集通常非常大，所以我们还接触了大数据的某些关键思想，并初步尝试了利用data.table包，把它作为在内存中加载和处理大数据集的一种方法。

最后，我们还接触到了一些协同过滤范式的替代方法。基于内容的推荐系统会根据商品的内容来利用它们之间的相似度。因此，它在文本领域有比较理想的适用性。基于知识的推荐系统则是根据专家设计的一套规则或限制条件来为用户作出推荐的。这些方法可以和其他方法结合起来，解决新用户或新商品的冷起始问题。
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> set.seed(2002)

> bdf radial tune <- tune(svm, V42 ~ ., data = bdf train,
kernel = "radial", ranges = list(cost = c¢(0.01, 0.1, 1, 10, 100),
gamma = c¢(0.01, 0.05, 0.1, 0.5, 1)))

> bdf radial tune

Parameter tuning of 'svm':
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> radialPerformances

[,11 ,21 [,31 [,41 [,51 [,el [,71 [,8]1 [,9]
cost 0.01 0.1 1 10 100 0.01 0.1 . 10
gamma 0.01 ©0.01 ©0.0L 0.01. 0©.01. 0.05 ©0.05 ©0.05 0.05
training 0.663 0.824 0.88 0.916 0.951 0.663 0.841 0.918 0.964
test 0.662 0.871 0.89 0.89 0.886 0.662 0.848 0.89 0.89
(,10] [,21] [,22] [,23] [,14] [,15] [,16] [,17]
cost 100 0.01 0.1 1 10 100 0.01. 0.X
gamma 0.05 0.1 0.1 0.1 0.1 0.1 0.5 0.5
training 0.989 0.663 0.815 0.937 0.985 0.995 0.663 0.663
test 0.838 0.662 0.795 0.886 0.867 0.824 0.662 0.662

[,18] [,19] [,20] [,21] [,22] [,23] [,24] [,25]
cost 1 10 100 0.01 0.1 1 10 100
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gamma 0.5 0.5 0.5 1 1 1 1 1
training 0.98 0.996 0.998 0.663 0.663 0.991 0.996 0.999
test 0.79 0.805 0.805 0.662 0.662 0.748 0.757 0.757





OEBPS/Image00058.jpg
y=px, T+ X1+ pot+e





OEBPS/Image00057.jpg
y=1.91x,+2.56x,—7.56x3+0.49





OEBPS/Image00289.jpg
> library(el071)
> model lin <- svm(V42 ~ ., data = bdf train, kernel = "linear", cost
= 10)





OEBPS/Image00290.jpg
> model lin

Call:

svm(formula = V42 ~ ., data = biodeg training2, kernel =
"linear", cost = 10)

Parameters:

SVM-Type: C-classification
SVM-Kernel: linear
cost: 10
gamma: 0.02439024

Number of Support Vectors: 272
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> linearPerformances

0.01 0.1 1 10 100 1000
training 0.858 0.888 0.883 0.889 0.886 0.886
test 0.886 0.876 0.876 0.862 0.862 0.862
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> postResample (knn_predictions_pca, iris_test_ labels)
Accuracy Kappa
0.90 0.85
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> model_ radial <- svm(V42 ~ ., data = bdf train, kernel = "radial",
cost = 10, gamma = 0.5)

> mean (bdf_ train[,42] == model radials$fitted)

[1] 0.9964497

> test_predictions <- predict (model_ radial, bdf_test[,1:41])

> mean (bdf_ test[,42] == test_predictions)

[1] 0.8047619
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> table(actual,predicted)

predicted
actual negative positive
negative 99900 78
9 13

positive
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> mean (bdf train[,42] == model lin$fitted)
[1] 0.8887574
> table(actual = bdf train[,42], predictions = model lin$fitted)

predictions
actual 0 1
0 519 41

1 53 232
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> table (knn_predictions, iris_test_labels)
iris_test_labels
knn_predictions setosa versicolor virginica
setosa 10 0 0
versicolor 0 9 1
virginica 0 1 9
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> test_predictions <- predict (model_lin, bdf_test[,1:41])
> mean (bdf_ test[,42] == test predictions)
[1] 0.8619048
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set .seed(5427395)
nObs = 100

xlminrange = 5

xlmaxrange = 25

x1 = runif (nObs, xlminrange, xlmaxrange)
e = rnorm(nObs, mean = 0, sd = 2.0)

y = 1.67 * x1 - 2.93 + e
df = data.frame(y, x1)
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> german_model <- german radial tune$best.model
> test predictions <- predict (german model, german test[,1:61])
> mean(test_predictions == german_test[,62])
[1] 0.735
> table(predicted = test predictions, actual = german test[,62])
actual
predicted 0 il
0 134 47
1. 6 13
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> set.seed(2423)
> german_radial_tune_unbiased <- tune(svm,risk ~
data = german_train, kernel = "radial", ranges

cost = ¢(0.01,
> german_radial_tune_unbiased$best.parameters

cost gamma

3

1 0.01

1090 B

1,

10,

100),

gamma

e (0,01,

> german_radial_tune_unbiased$best.performance

[1]

0.23875
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- sampling method: 10-fold cross validation
- best parameters:
cost gamma

1 0.05

- best performance: 0.1194818
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set.seed (977)

german_sampling vector <- createDataPartition(germans$risk,
p = 0.80, list = FALSE)

german_train <- german[german_sampling vector, ]

german_test <- german|[-german_sampling vector,]
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> class_weights <- c(1, 5)

> names (class_weights) <- c("0", "1")

> class_weights

01

15

> set.seed(2423)

> german_radial tune <- tune(svm,risk ~ ., data = german train,
kernel = "radial", ranges = list(cost = c¢(0.01, 0.1, 1, 10, 100),
gamma = c(0.01, 0.05, 0.1, 0.5, 1)), class.weights = class_weights)

> german_radial tuneS$best.parameters
cost gamma

9 10 0.05

> german_radial_tuneSbest.performance

[1] 0.26
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> german_raw <- read.table("german.data", quote = "\"")

> names (german_raw) <- c("checking", "duration", "creditHistory",
"purpose", "credit", "savings", "employment", "installmentRate"
"personal", "debtors", "presentResidence", "property", "age",
"otherPlans", "housing", "existingBankCredits", "job",

"dependents", "telephone", "foreign", "risk")
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> library (caret)

> dummies <- dummyVars(risk ~ ., data = german raw)

> german <- data.frame(predict (dummies, newdata = german_raw),
risk = factor((german_raw$risk - 1)))

> dim(german)
[1] 1000 62
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> nearZeroVar (newer_ iris)

[1] 5 6

> nearZeroVar (newer_ iris,

Sepal.Length
Sepal.Width
Petal.Length
Petal.Width
v

Yellow

freqRatio percentUnique zeroVar

1.

111
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.000
“23L
.000
149.

000

saveMetrics = T)
23..3333 FALSE
15.:3333 FALSE
28.6667 FALSE
14.6667 FALSE

0.6667 TRUE
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nzv
FALSE
FALSE
FALSE
FALSE
TRUE
TRUE
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newer iris <- iris_numeric
newer iris$zv <- 6.5

newer iris$Yellow <- ifelse(rownames (newer iris) == 1, T, F

head (newer_iris, n = 3)

Sepal.Length Sepal.Width Petal.Length Petal.Width ZV Yellow
5.1 3.5 1.4 0.2 6.5 TRUE
4.9 3.0 1.4 0.2 6.5 FALSE

4.7 3.2 1.3 0.2 6.5 FALSE





OEBPS/Image00276.jpg
> vl <- ¢(1.2, 3.3, -5.6, 4.5, 0,

> v2 <- c¢(-3.5, 0.1, -0.2, 1.0, -8.

> vl * v2

[1] -4.20 0.33 1.12 4.50 0.00
> inner_ product <- sum(vl * v2)

> inner_ product

[1] 1.75
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> options(digits =

> pp_pcasrotation

Sepal.
Sepal.
Petal.
Petal.

Length
width
Length
width

0
-0
0
0

PC1
.52
.27
.58
.57

2)

PC2

.386
.920
.049
.037
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pp_pca <- preProcess(iris_numeric, method = c("BoxCox",

"center", "scale", "pca"), thresh = 0.95)
iris_numeric_pca <- predict (pp_pca, iris_numeric)
head(iris_numeric_pca, n = 3)

PC1 PC2

-2.304 -0.4748
-2.151 0.6483
-2.461 0.3464
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> pp_pca_full <- preProcess(iris_numeric, method c ("BoxCox",
"center", "scale", "pca"), pcaComp = 4)

> iris_pca_ full <- predict (pp_pca full, iris_numeric)

> pp_pca_var <- apply(iris_pca_full, 2, var)

> iris_pca_var <- data.frame(Variance =
round (100 * pp pca var / sum(pp_pca_var), 2), CumulativeVariance
= round (100 * cumsum(pp _pca var) / sum(pp pca var), 2))

> iris_pca_var

Variance CumulativeVariance

PC1 73.45 73.45
PC2 22.82 96.27
PC3 3.20 99.47

PC4 0.53 100.00
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> set.seed(2412)
> iris_sampling vector <- createDataPartition(iriss$Species, p =
0.8, list = FALSE)
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> gselector <- (eurofxref.hist$Date <= as.Date('2013-12-31')) &
(eurofxref .hist$Date >= as.Date('2005-01-01"'))

> eurofxref . hist <- eurofxref.hist[selector, ]

> euro_usd <- ts(rev(eurofxref.hist$USD))
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> predict (euro_usd _garch, n.ahead 20, plot = TRUE)
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> findLinearCombos (new_iris)
SlinearCombos
SlinearCombos[[1]]

[1] 51 4

Sremove
[1] 5
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> euro_usd_garch <- garchFit(~ arma(4,4) + garch(1, 1),
data = euro_usd, trace = FALSE)
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> bdf <- read.table("biodeg.csv", sep = ";", quote = "\"")
> head(bdf, n = 3)
V1 V2 V3 V4 V5 Ve V7 v8 V9 V10 V11 V12 V13
1 3.919 2.6909 0 O O O O0 31.4 2 0 0 0: 3.1.06
4.170 2.1144 0 0 O O 0 30.8 1 1 0 0 2.461
3 3.932 3.2512 0 O O O 0 26.7 2 4 0 0 24279
V14 V15 Vie v1i7 V18 V19 V20 V21 V22 V23 V24
1 2,550 9%002 0 0.960 1.142 0 0 0 1.201 0 0
1.393 8.723 1 0.989 1.144 0 0 0 1.104 1 0
3 2.585 9.110 0 1.009 1.152 0 0 0 1.092 0 0
V25 V26 v27 V28 V29 V30 V31 V32 V33 V34 V35
. 0 0 1.932 0.011 0 0 4.489 0 0 0 0
0 0 2.214 -0.204 0 0 1.542 0 0 0 0
3 0 0 1.942 -0.008 0 0 4.891 0 0 0 il
V36 V37 V38 V39 V40 V41l V42
1 2.949 1.591 0 74253 0 0 RB
2 3,315 1,967 Q T . 25F 0 0 RB
3 3.076 2.417 0 ‘7 .601 0 0 RB
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> model topics <- topics(bbc_models$LDA_ VEM)
> table (model topics, bbc_gold factor)

bbc_gold factor
model topics business entertainment politics sport tech
1 11 174 2 0 176
2 4 192 1 0 202
3 483 3 10 0 7
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> levels (bdfsv42) <- c(0, 1)
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compute_model_list <- function (k, topic_seed, myDtm) {
LDA VEM <- LDA (myDtm, k = k, control = list(seed = topic_seed))
LDA_VEM a <- LDA(myDtm, k = k, control = list(estimate.alpha =
FALSE, seed = topic_seed))
LDA GIB <- LDA(myDtm, k = k, method = "Gibbs", control
list (seed = topic_seed, burnin = 1000, thin =
100, iter = 1000))
CTM_VEM <- CTM(myDtm, k = k, control = list(seed = topic_seed,
var = list(tol = 10%-4), em = list(
tol = 10™-3)))
return(list (LDA VEM = LDA VEM, LDA VEM a = LDA VEM a,
LDA GIB = LDA GIB, CTM VEM = CTM_VEM))
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library("topicmodels")

k <- 5

topic_seed <- 5798252

bbc_models <- compute model list (k, topic_seed,bbc_dtm)

bbcsports_models <- compute model list(k, topic_seed,
bbcsports_dtm)
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> knn_predictions <- predict (knn _model, iris_test, type = "class")
> knn_predictions_z <- predict(knn model_z, iris_test_z,
type = "class")
> knn_predictions_pca <- predict (knn_model pca, iris_test pca,
type = "class")
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> knn_predictions_prob <- predict (knn model, iris_test,
type = "prob")
> tail (knn_predictions_prob, n = 3)
setosa versicolor virginica
[28,] 0 0.0 1.0
[29,] 0 0.4 0.6
[30,] 0 0.0 1.0
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library (caret)

set.seed (23419002)

bdf sampling vector <- createDataPartition (bdf$v42, p = 0.80,
list = FALSE)

bdf train <- bdf [bdf_ sampling vector, ]

bdf test <- bdf[-bdf_sampling vector, ]
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> postResample (knn_predictions, iris_test_labels)
Accuracy Kappa

0.9333333 0.9000000

> postResample (knn_predictions_z, iris_test_labels)
Accuracy Kappa

0.9666667 0.9500000
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bbc_folder <- "~/Downloads/bbc/"

bbcsports folder <- "~/Downloads/bbcsport/"
bbc_source <- paste(bbc_folder, "bbc.mtx", sep = "")
bbc_source_terms <- paste (bbc_folder, "bbc.terms", sep = "")
bbc_source_docs <- paste(bbc_folder, "bbc.docs", sep = "")

bbcsports_source <- paste (bbcsports_folder, "bbcsport.mtx",
sep = "")
bbcsports_source_terms <- paste(bbcsports_folder,
"bbcsport .terms", sep = "")
bbcsports_source_docs <- paste (bbcsports_folder,
"bbcsport .docs", sep = "")
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library ("tm")

library ("Matrix")

bbc_matrix <- readMM (bbc_ source)

bbc_tdm <- as.TermDocumentMatrix (bbc_matrix, weightTf)

bbcsports_matrix <- readMM(bbcsports_source)
bbcsports_tdm <- as.TermDocumentMatrix(bbcsports matrix,
weightT£)
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iris_train <- iris_numeric[iris_sampling_ vector,]
iris_train_z <- iris_numeric_zscore[iris_sampling_ vector,]
iris_train_pca <- iris_numeric_pcaliris_sampling_ vector,]
iris_train labels <- iris$Species[iris_sampling_ vector]

iris_test <- iris_numeric[-iris_sampling_vector,]
iris test =z <- iris_numeric_zscore[-iris_sampling vector,]
iris_test_pca <- iris_numeric_pcal[-iris_sampling_vector,]

iris_test_labels <- iris$Species[-iris_sampling_vector]
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> bbc_cols[1:5]
[1] "business.001" "business.002" "business.003" "business.004"
[5] "business.005"

> bbcsports_cols[1:5]
[1] "athletics.001" "athletics.002" "athletics.003"

[4] "athletics.004" "athletics.005"
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> bbc_gold topics <- sapply(bbc cols,

function (x) substr(x, 1, nchar(x

> bbc_gold_ factor <- factor(bbc_gold topics)
> summary (bbc_gold_factor)

business entertainment politics sport
510 386 417 511
tech
401

> bbcsports_gold topics <- sapply (bbcsports cols,

function (x) substr(x, 1, nchar(x

> bbcsports_gold factor <- factor (bbcsports gold topics)
> summary (bbcsports_gold factor)
athletics cricket football rugby tennis

101 124 265 147 100

)

)





OEBPS/Image00041.jpg
iris TR 1R SR iris TSRS MR SR






OEBPS/Image00280.jpg





OEBPS/Image00522.jpg
> bbc_rows <- scan(bbc_source_terms, what = "character")

Read 9635 items

> bbc_cols <- scan(bbc_source_docs, what = "character")

Read 2225 items

> bbc_tdm$dimnames$Terms <- bbc_rows

> bbc_tdm$dimnames$Docs <- bbc_cols

> (bbc_dtm <- t (bbc_tdm))

<<DocumentTermMatrix (documents: 2225, terms: 9635)>>

Non-/sparse entries: 286774/21151101

Sparsity : 99%

Maximal term length: 24

Weighting : term frequency (tf)

> bbcsports_rows <- scan(bbcsports_source_terms, what =
"character")

Read 4613 items

> bbcsports_cols <- scan(bbcsports_source_docs, what =
"character")

Read 737 items

> bbcsports_tdm$dimnames$Terms <- bbcsports_rows





OEBPS/Image00040.jpg
> knn_model <- knn3(iris_train, iris_train labels, k = 5)
> knn_model_ z <- knn3(iris_train z, iris_train_labels, k = 5)
> knn _model pca <- knn3(iris_train pca, iris_train_labels, k = 5)
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> bbcsports_tdm$dimnames$Docs <- bbcsports_cols

> (bbcsports_dtm <- t(bbcsports_tdm))
<<DocumentTermMatrix (documents: 737, terms: 4613) >>
Non-/sparse entries: 85576/3314205

Sparsity : 97%

Maximal term length: 17

Weighting : term frequency (tf)
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read idx_image data <- function(image file path) {

con <- file(image file path, "rb")

magic_number <- readBin(con, what = "integer", n = 1, size
endian = "big")
n_images <- readBin(con, what = "integer", n = 1, size = 4,

endian="big")

n_rows <- readBin(con, what = "integer",
endian = "big")

n_cols <- readBin(con, what = "integer",
endian = "big")

n_pixels <- n_images * n_rows * n_cols
pixels <- readBin(con, what = "integer",
signed = F)

n

n

n

1, size = 4,

1, slze = 4,

n pixels, size

image data <- matrix(pixels, nrow = n_images, ncol = n rows

n_cols, byrow = T)
close (con)
return (image_data)

4,
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read_idx_label data <- function(label file path) {
con <- file(label file path, "rb")

magic_number <- readBin(con, what = "integer", n = 1, size = 4,
endian = "big")
n_labels <- readBin(con, what = "integer", n = 1, size = 4,
endian = "big")
label data <- readBin(con, what = "integer", n = n labels, size = 1,

signed = F)
close (con)
return (label data)
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> glass_model3 <- nnet (Type~., data = glass_train, size = 10, maxit =
10000, decay = 0.01)
> train predictions3 <- predict(glass_model3, glass_train[,1:9],
type = "class")
> mean (train predictions3 == glass_train$Type)
[1] 0.9367816092
> test_predictions3 <- predict(glass_model3, glass_test[,1:9],
type = "class")
> mean (test_predictions3 == glass_tests$Type)
[1] 0.775
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> library ("RCurl")
> seismic_raw <- read.table (textConnection (getURL (

"http: WWW . geo sics.geol.uoa.gr/catalog/catgr 20002008.epi" -
http:// geophysics.geol gr/ log/catgr_ pi"))

sep = "", header = F)

> names (seismic_raw) <- c("date", "mo", "day", "hr", "mn", "sec",
"lat", "long", "depth", "mw")

> head(seismic_raw, n = 3)
date mo day hr mn sec lat long depth mw

1 2000 1 1 1 19 28.3 41.950N 20.63 5 4.8

2 2000 1 1 4 2 28.4 35.540N 22.76 22 3.7

3 2000 1 2 10 44 10.9 35.850N 27.61 3 3.7
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library (caret)

nnet _grid <- expand.grid(.decay = c(0.1, 0.01, 0.001, 0.0001),
.size = c(50, 100, 150, 200, 250))

nnetfit <- train(Type ~ ., data = glass_train, method = "nnet",

maxit = 10000, tuneGrid = nnet grid, trace = F, MaxNWts = 10000)
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> library("plyr")

> seismic <- count (seismic raw, c("date", "mo"))

> seismic_ts <- ts(seismic$freq, start = c(2000, 1),
end = ¢ (2008, 1), frequency = 12)
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> mnist_input <- mnist train / 255
> mnist_ output <- as.factor(mnist_ train labels)
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> set.seed (252)
> mnist_index <- sample(l:nrow(mnist_input), nrow(mnist_input))
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> mnist_train <- read idx_image_data("train-images-idx3-ubyte")

> mnist_train labels <- read idx label data("train-labels-idxl-
ubyte")

> str(mnist_train)

int [1:60000, 1:784] 0 0 0 0 0 0 0 0 0O

> str(mnist_train_ labels)

int [1:60000] 5041921314
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getTSModelAIC <- function(ts_data, p, d, q) {
ts_model <- arima(ts_data, order = c(p, d, q))
return(ts_model$aic)

}
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getTSModelAICSafe <- function(ts_data, p, d, q) {
result = tryCatch({
getTSModelAIC(ts_data, p, 4, q)
}, error = function(e)
Inf

b
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> glass_model2 <- nnet (Type ~ ., data = glass_train, size = 50, maxit =
10000)
> train predictions2 <- predict(glass_model2, glass_train[,1:9],
type = "class")
> mean(train predictions2 == glass_train$Type)
[1] 1
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> test predictions2 <- predict(glass_model2, glass_test[,1:9],
type = "class")

> mean (test_predictions2 == glass_tests$Type)

[1] 0.6
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> library(tseries)
> adf.test (random walk, alternative = "stationary")

Augmented Dickey-Fuller Test
data: random walk

Dickey-Fuller = -1.5881, Lag order = 4, p-value = 0.7473

alternative hypothesis: stationary
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> confusionMatrix (mnist_class_test, mlp2_class_test)

predictions
targets 0 1 2 3 4 5 6 7 8 g
0 1226 0 0 1 - 0 1 1 3 1
1. 0 1330 5 3 0 0 0 3 0 1.
2 3 0 1135 3 2 1 1 5 3 0
3 0 0 6 1173 0 11 1 5 6 1
4 0 5 0 0 1143 1. 5 5 0 10
5 2 2 1 12 2 1077 7 3 5 4
6 3 0 2 1 1 3: 119877 0 1 0
7 0 0 7 1 3 1 0 1227 1 4
8 5 4 3 5 1 4 4 0 1110 5
S . 0 0 6 8 5 0 1.4 6 1164
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>d <- 0:2
> p <~ 0:6
g &~ 0316
> lynx models <- expand.grid(p = p, d = d, g = q)

\

lynx models$aic <- mapply (function(x, y, 2z)
getTSModelAICSafe (lynx, x, y, z), lynx models$p, lynx modelss$d,
lynx modelss$q)
> subset (lynx models,aic == min(aic))
pdg aic
124 4 2 5 1845.407
> lynx model <- arima(lynx, order = c(4, 2, 5))
> plot (forecast (lynx model, 10))
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> mnist_class_test <-
(0:9) [apply (mnist_norm$targetsTest, 1, which.max)]

> mlp class_test <-
(0:9) [apply (mnist _mlp$fittedTestValues, 1, which.max)]

> mlp2_ class_test <-
(0:9) [apply (mnist _mlp2$fittedTestValues, 1, which.max)]
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> data (lynx)
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> mean (mnist_class_test == mlp class_test)
[1] 0.974
> mean (mnist_class_test == mlp2 class_test)
[1] 0.981
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eurofxref.hist <- read.csv("eurofxref-hist.csv",
stringsAsFactors = F)
eurofxref.hist[l : 6, 1 : 6]
Date USD JPY BGN CYP CZK
2014-09-05 1.2948 136.27 1.9558 N/A 27.596
2014-09-04 1.3015 136.89 1.9558 N/A 27.662
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> seismic_models$aic <- mapply (function(x, y, z)

getTSModelAICSafe(seismic_ts, x, y, z), seismic_models$p,
seismic_models$d, seismic_models$q)

> subset (seismic_models,aic == min(aic))
dpa aic

26 1 1 1 832.171
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library ("RSNNS")

mnist out <- decodeClassLabels(mnist_out_ shuffled)

mnist_ split <- splitForTrainingAndTest (mnist_ data, mnist_out,
ratio = 0.2)

mnist norm <- normTrainingAndTestSet (mnist_ split, type = "0_1"
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start_time <- proc.time ()

mnist mlp <- mlp(mnist norm$inputsTrain,

mnist norm$targetsTrain, size = 100, inputsTest =

mnist norm$inputsTest, targetsTest = mnist norms$targetsTest)

proc.time() - start_ time
user system elapsed
2923.936 5.470 2927.415

start_time <- proc.time ()
mnist mlp2 <- mlp(mnist_norm$inputsTrain,

mnist norm$targetsTrain, size = 300, inputsTest =
mnist norm$inputsTest, targetsTest = mnist norm$targetsTest)
proc.time() - start_ time

user system elapsed
7141.687 7.488 7144 .433
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> seismic_model <- arima(seismic_ts, order = c(1, 1, 1))
> summary (seismic_model)

Series: seismic_ts

ARIMA(1,1,1)

Coefficients:
arl mal
0.2949 -1.0000
g.e: 0.0986 0.0536

sigma®2 estimated as 306.9: log likelihood=-413.09
AIC=832.17 AICc=832.43 BIC=839.86

Training set error measures:
ME RMSE MAE MPE MAPE
MASE ACF1
Training set -0.2385232 17.42922 11.12018 -14.47481 29.84171
0.8174096 -0.02179457
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> mnist_data <- mnist_input [mnist_index, 1:ncol (mnist_input)]
> mnist_out_shuffled <- mnist_output [mnist_ index]
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> plot (forecast (seismic_model, 10))
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> head(test_predictions$net.result)

14
21
23
29

o O O O O o

[,1]

.38996108769
.38508402576
.29555228848
.49912349400
.50036257800
.01133684342

o O O O O o

[,2]

.39770348145
.46726904682
.24157156896
.51244876337

.47436990729
.01815294595
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> eneff train out_ pp$ranges
heatLoad coolLoad

[1,1 6.01 10.90

[2,] 42.96 48.03
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eneff pp <- preProcess(eneff train, method = c("range"))
eneff train pp <- predict(eneff pp, eneff train)
eneff test pp <- predict (eneff pp, eneff test)

eneff train out_pp <- preProcess(eneff train_outputs, method =
c("range"))

eneff train outputs _pp <-

predict (eneff train out pp, eneff train outputs)
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> eneff test outputs_pp <-
predict (eneff train out_pp, eneff test outputs)
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library (caret)

eneffSorientation <- factor (eneffsSorientation)

eneff$glazAreaDist <- factor(eneff$glazAreaDist)

dummies <- dummyVars (heatLoad + coollLoad ~ ., data = eneff)

eneff data <- cbind(as.data.frame(predict (dummies, newdata =
eneff)), eneffl[,9:10])

dim(eneff data)

[1] 768 18





OEBPS/Image00471.jpg
O(x)=1+0,x+0x°+ -+ +0,x1






OEBPS/Image00230.jpg
vV V. Vv

\

set.seed (474576)

eneff sampling vector <- createDataPartition(eneff datasheatLoad, p
= 0.80, list = FALSE)

eneff train <- eneff datal[eneff sampling vector, 1:16]

eneff train outputs <- eneff dataleneff sampling vector, 17:18]
eneff test <- eneff data[-eneff sampling vector, 1:16]

eneff test_outputs <- eneff data[-eneff sampling vector, 17:18]
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> eneff model <- neuralnet (f,

data = cbind(eneff train pp, eneff train outputs pp), hidden =

10, act.fct = "logistic", linear.output TRUE, err.fct =
"sse", rep = 1)
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> test_predictions <- compute (eneff model, eneff test pp)
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> library("neuralnet")
> n <- names (eneff data)
> f <- as.formula(paste ("heatLoad + coolLoad ~", paste(n[!n %in%
c("heatLoad", "coolLoad")], collapse = " + "))
> eneff model <- neuralnet(f,
data = cbind(eneff train pp, eneff train outputs pp), hidden = 10)
> eneff model

Call: neuralnet (formula
outputs_pp) , hidden

f, data = cbind(eneff train pp, eneff train
10)

1 repetition was calculated.

Error Reached Threshold Steps
1 0.3339635783 0.009307995429 9998
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> set.seed (2357977)

> ma_tsl <- arima.sim(model = list(ma = c(0.84, 0.62), sd = 1.2),
n = 1000)

> head(ma_tsl, n = 8)

[1] -2.403431159 -2.751889402 -2.174711499 -1.354482419

[5] -0.814139443 0.009842499 -0.632004838 -0.035627181
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> train_predictions <- predict(glass_model, glass_train[,1:9],
type = "class")

> mean(train predictions == glass_train$Type)

[1] 0.7183908046
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> cor(test_ predictions_unscaled[,1], eneff test outputsl[,1])
[1] 0.9986655316
> cor(test_predictions_unscaled[, 2], eneff test outputsl[,2])
[1] 0.9926735348
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> glass <- read.csv("glass.data", header = FALSE)

> names(glass) <- C("id", "RI", "Na", "Mg", "AlM, "Si", "gn, nca",
llBall’ llFell’ llTypell)

> glass$id <- NULL
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> output_ranges <- eneff train out_ppS$ranges
> test_predictions_unscaled <- sapply(1:2, function(x)
reverse range_scale (test_predictions[,x], output_ranges[,x]))
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mse <- function(y p, vy) {
return(mean((y - y_p) = 2))

}

> mse (test_predictions unscaled[,1], eneff test outputsl[,1])
[1] 0.2940468477
> mse (test_predictions unscaled[,2], eneff test outputsl[,2])

[1] 1.440127075
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> set.seed(634090)

> ma_ts3 <- arima.sim(model = list(ar

n

1000)
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> glass_model <- nnet (Type ~ ., data = glass_train, size = 10)
# weights: 166

initial wvalue 343.685179
iter 10 value 265.604188
iter 20 value 220.518320
iter 30 value 194.637078
iter 40 value 192.980203
iter 50 value 192.569751
iter 60 value 192.445198
iter 70 value 192.421655
iter 80 value 192.415382
iter 90 value 192.415166
iter 100 value 192.414794
final wvalue 192.414794
stopped after 100 iterations
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> glass_model <- nnet (Type ~ ., data = glass_train, size = 10, maxit =
1000)
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glass$Type <- factor(glass$Type)

set.seed (4365677)

glass_sampling vector <- createDataPartition(glass$Type, p =
0.80, list = FALSE)

glass_train <- glass[glass_sampling vector,]

glass_test <- glass[-glass_sampling vector,]
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glass_pp <- preProcess(glass_train[1:9], method = c("range"))
glass_train <- cbind(predict(glass_pp, glass_train[1:9]),
Type = glass_trainsType)

glass_test <- cbind(predict(glass_pp, glass_test[1:9]),
Type = glass_test$Type)
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reverse range scale <- function(v, ranges) {
return( (ranges[2] - ranges[l]) * v + ranges[1l] )
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compute mse <- function(predictions, actual) {
mean( (predictions - actual) * 2 )

}

> compute_mse (machine modells$fitted.values, machine train$PRP)
[1] 3611.616

> compute_mse (machine modell_predictions, machine_test$PRP)
[1] 2814.048

>

> compute_mse (cars_model2$fitted.values, cars_train$Price)
[1] 8494240

> compute_mse (cars_model2 predictions, cars_test$Price)
[1] 7180150
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> machine modell predictions <- predict (machine modell,
machine_ test)
> cars_model2 predictions <- predict(cars_model2, cars_test)





OEBPS/Image00114.jpg
> sedan_model <- Ilm(sedan ~ .-Price -Saturn, data = cars_train)

> sedan_r2 <- compute_rsquared(sedan_model$fitted.values,
cars_train$sedan)

> 1 / (l-sedan_r2)

[1] 4.550556
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> library("car")
> vif (cars_model2)

Mileage
1.010779
Leather
1.205977
Saab
3.515018

Cylinder
2.305737
Buick
2.464238
convertible
1.620590

Doors
4.663813
Cadillac
3.158473

hatchback
2.481131

Cruise

.527898

Chevy

.138318

sedan

.550556

Sound
1.137607
Pontiac
3.201605
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> machine model2 predictions <- predict (machine model2,
machine_ test)

> compute_mse (machine model2 predictions, machine_ test$PRP)

[1] 2555.355
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> machine_model2 <- 1m(PRP ~ ., data = machine_ train[!(
rownames (machine_train)) %in% c(200),])

> summary (machine_model2)

Residual standard error: 51.37 on 171 degrees of freedom
Multiple R-squared: 0.8884, Adjusted R-squared: 0.8844
F-statistic: 226.8 on 6 and 171 DF, p-value: < 2.2e-16
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> machine_model3 <- step(machine_model_null, scope =
list (lower = machine model null, upper = machine modell),
direction = "forward")
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compute adjusted_rsquared <- function(x, y, k) {
n <- length(y)
r2 <- compute_rsquared(x, Yy)
return(l - ((1 - r2) * (n - 1) / (n - k - 1)))

}

> compute_adjusted_rsquared(machine modell$fitted.values,
machine_train$PRP, k_machine)

[1] 0.8695947

> compute_adjusted_rsquared (cars_model2$fitted.values,
cars_train$Price, k_cars)

[1] 0.9101407
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> machine model3 predictions <- predict(
machine model3, machine_ test)

> compute_mse (machine model3 predictions, machine_ test$PRP)
[1] 2805.762

>

> cars_model3 predictions <- predict(cars_model3, cars_test)
> compute_mse (cars_model3 predictions, cars_test$Price)

[1]1 7262383
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0 {1} 1839.13
1 {MMAX } 1583.38
2 {MMAX, CACH} 1547.21
3 {MMAX, CACH, MMIN} 1522.06
4 {MMAX, CACH, MMIN, CHMAX} 1484.14
5 {MMAX, CACH, MMIN, CHMAX, MYCT} 1478.36
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Call:
Im(formula = Price ~ Mileage + Cylinder + Doors + Leather + Buick
+ Cadillac + Pontiac + Saab + convertible + hatchback + sedan,
data = cars_train)
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> cars_model null <- 1lm(Price ~ 1, data = cars_train)
> cars_model3 <- step(cars_model2, scope = list(
lower=cars_model null, upper=cars_model2), direction = "backward")
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> machine _model null <- 1Im(PRP ~ 1, data = machine_train)
> anova (machine _model null, machine modell)

Analysis of Variance Table

Model 1: PRP ~ 1
Model 2: PRP ~ MYCT + MMIN + MMAX + CACH + CHMIN + CHMAX

Res.Df RSS Df Sum of Sg F Pr (>F)
1 178 5130399
2 172 646479 6 4483919 198.83 < 2.2e-16 ***

Signif. codes: 0 '#***' Q0,001 '**' 0.01 '*' 0.05 '.' 0.1
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> pt(g, df = 172, lower.tail = F)
[1] 0.006333496
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> summary (cars_model2$residuals)

Min. 1st Qu. Median Mean 3rd Qu. Max.
-9325.0 -1607.0 150.5 0.0 1445.0 13460.0
> mean (cars_trains$Price)

[1] 21320.2
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par (mfrow = c(2, 1))
machine residuals <- machine modell$residuals

ggnorm(machine residuals, main = "Normal Q-Q Plot for CPU
data set")

ggline (machine residuals)
cars_residuals <- cars_model2S$residuals

ggnorm(cars_residuals, main = "Normal Q-Q Plot for Cars
data set")

ggline (cars_residuals)
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> (g <- 5.210e-02 / 1.885e-02)
[1] 2.763926
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Estimate Std. Error t value Pr(>|t])
(Intercept) -5.963e+01 8.861e+00 -6.730 2.43e-10 ***
MYCT 5.210e-02 1.885e-02 2.764 0.006335 **
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> n_machine <- nrow(machine_ train)

> k_machine <- length(machine_modell$coefficients) - 1

> sgrt (sum(machine modell$residuals * 2) / (n_machine - k machine - 1)
[1] 61.30743

> n_cars <- nrow(cars_train)

> k_cars <- length(cars_model2$coefficients) - 1

> sgrt (sum(cars_model2$residuals * 2) / (n_cars - k_cars - 1))
[1] 2946.98





OEBPS/Image00102.jpg
RSE=

RSS
n—2






OEBPS/Image00105.jpg
TSS (v)=n - Var (y)=Z,(y[—?)2





OEBPS/Image00104.jpg
> mean (machine_train$PRP)
[1] 109.4804
> mean (cars_trains$Price)
[1] 21320.2
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compute rsquared <- function(x, y) {
rss <- sum((x - y) * 2)
tss <- sum((y - mean(y)) * 2)
return(l - (rss / tss))

> compute_rsquared(machine modell$fitted.values, machine_ train$PRP)
[1] 0.8739904

> compute_rsquared(cars_model2$fitted.values, cars_trains$Price)

[1] 0.9119826
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> machine correlations <- cor(machine_train features)
> findCorrelation(machine_ correlations)

integer (0)

> findCorrelation(machine correlations, cutoff = 0.75)
[11 3

> cor (machine_ train$MMIN, machine_ train$MMAX)

[1] 0.7679307
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library (caret)

set.seed (4352345)

machine_ sampling vector <- createDataPartition(machine$PRP,
p = 0.85, list = FALSE)

machine train <- machine[machine_ sampling vector,]

machine_train features <- machine[, 1:6]

machine_train_ labels <- machine$PRP[machine_sampling_vector]

machine_ test <- machine[-machine_sampling vector,]

machine_test_labels <- machine$PRP[-machine_sampling_vector]
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compute_SSE split <- function(v, vy,

index <- v < split_point
vyl <- yl[index]

y2 <- yl[!index]

SSE <- sum((yl - mean(yl))
return (SSE)

A )

+ sum( (y2

split point) {

- mean(y2))
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> myfit <- lm(y~x1, df)
> myfit

Call:
lm(formula

y ~ x1, data = df)

Coefficients:
(Intercept) x1
-2.380 1.641
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compute _all SSE splits <- function(v, y) {
sapply (unique (v), function(sp) compute SSE split(v, y, sp))





OEBPS/Image00073.jpg
machine <- read.csv("machine.data", header = F)

names (machine) <- c¢("VENDOR", "MODEL", "MYCT", "MMIN",
"MMAX", "CACH", "CHMIN", "CHMAX", "PRP", "ERP")
machine <- machine[, 3:9]
head (machine, n = 3)
MYCT MMIN MMAX CACH CHMIN CHMAX PRP

125 256 6000 256 16 128 198

29 8000 32000 32 8 32 269

29 8000 32000 32 8 32 220
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1, 0.5)

round (10 + rnorm(20, 5,

(x2 * 2 / 5)

5) ¢

+ x1

rcart_df <- data.frame(xl, x2, y)

set.seed (99)

x1 <- rbinom(20,

set.seed (100)

X2 <-

set.seed (101)

y <- round ((1 +

rcart_df

x1 x2 y
1 12.49 7.97
0 15.66 5.61
1 14.61 9.87
1 19.43 9.13
1 15.58 7.30
1 16.59 5.11
1 12.09 4.98
0 18.57 8.77
0 10.87 2.60
0 13.20 6.95
1 15.45 6.60
1 15.48 10.58
0 13.99 2.31
1 18.70 13.88
1 15.62 8.96
1 14.85 8.52
0 13.06 8.77
0 17.55 7.84
0 10.43 7.63
0 26.55 17.77

2)

- rnorm(20,
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> cars_model2 <- Ilm(Price ~. -Saturn, data = cars_train)

> summary (cars_model2)

Call:
Im(formula = Price ~ . - Saturn, data = cars_train)
Residuals:

Min 1Q Median 3Q Max

-9324.8 -1606.7 150.5 1444.6 13461.0
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> alias(cars_modell)
Model
Price ~ Mileage + Cylinder + Doors + Cruise + Sound + Leather +

Buick + Cadillac + Chevy + Pontiac + Saab + Saturn +
convertible + hatchback + sedan

Complete

(Intercept) Mileage Cylinder Doors Cruise Sound
Saturn 1 0 0 0 0 0

Leather Buick Cadillac Chevy Pontiac Saab convertible
Saturn 0 =il -1 -1 ~1 ~1 0

hatchback sedan
Saturn 0 0
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Binary Class Entropy=—[2 * log,P+(1—p) * log. (1—p)]
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Coefficients:

Estimate Std. Error

(Intercept) -954.
Mileage -0.
Cylinder 3640.
Doors 1552.
Cruise 33.0:
Sound 388
Leather 851.
Buick 1104
Cadillac 13288.
Chevy =553
Pontiac -1450
Saab 12199.
convertible 11270.
hatchback -6375
sedan -4441

Signif. codes: 0

Residual standard

Multiple R-squared:
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> library (caret)

> data (cars)

> cars_cor <- cor(cars_train_features)c

> findCorrelation(cars_cor)

integer (0)

> findCorrelation(cars_cor, cutoff = 0.75)
[1] 3

> cor (cars$Doors, carsS$Scoupe)

[1] -0.8254435

> table (carss$coupe, cars$Doors)

2 4
0 50 614
1 140 0





OEBPS/Image00322.jpg
gini_index <- function(v) {
t <- table(v)
probs <- t / sum(t)
terms <- sapply (probs, function(p) p * (1 - p) )
return (sum(terms) )
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cars <- cars[,c(-15, -18)]

set.seed (232455)

carg sampling vector <~ createDataPartition(cars$Price, p =
0.85, list = FALSE)

cars_train <- cars[cars_sampling vector,]
cars_train_features <- cars[,-1]

cars_train_labels <- carss$Price[cars_sampling_vector]
cars_test <- cars[-cars_sampling_vector,]

cars test labels <- cars$Price[-cars sampling vector]
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> findLinearCombos (cars)
SlinearCombos
SlinearCombos [[1]]

[1] 15 4 8 9 10 11 12 13 14

SlinearCombos [ [2]]
[1] 18 4 8 9 10 11 12 13 16 17

Sremove
[1] 15 18
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>
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> summary (machine_modell)

Call:
Im(formula = PRP ~ ., data = machine_train)
Residuals:

Min 1Q Median 30 Max

-199.29 -24.15 6.91 26.26 377.47





OEBPS/Image00326.jpg





OEBPS/Image00082.jpg
> machine modell <- 1m(PRP ~ ., data = machine_train)
> cars_modell <- 1lm(Price ~ ., data = cars_train)
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K
Entropy=— Zpk * log.p,
k=1
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Coefficients: (1 not defined because of singularities)
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> gini_index (v

1

1

1

1

0.5

> gini_index (v

0.4444444

> gini_index (v

0.6666667

> gini_index (v

0
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Coefficients:

(Intercept) -
MYCT
MMIN
MMAX
CACH
CHMIN
CHMAX

(SRR B2 B O R i O O |

Signif. codes:

Residual standard error:
Multiple R-squared: 0.874,

F-statistic: 198.8 on 6 and 172 DF,

(R

N B RON R

.861e+00
.885e-02
.025e-03
.867e-04
.494e-01
.055e+00
.304e-01

+ 002 YhE

Estimate Std. Error t value
.963e+01
.210e-02
.543e-02
.852e-03
.311e-01
.761le-02
.498e+00

Pr(>|t])
-6.730 2.43e-10
2.764 0.006335
7.621 1.62e-12
8.522 7.68e-15
3.555 0.000488
0.074 0.941450
6.504 8.20e-10
0.01 '*' 0.05 '.

p-value:

Adjusted R-squared:

* Kk Kk
* %

* k%
* k%

* Kk Kk

* Kk Kk

L Py E

61.31 on 172 degrees of freedom
0.8696
< 2.2e-16

1
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> library (caret)
> set.seed(266)
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> (jester_avg items_rated_per user <- mean(rowCounts(jester_rrm)))
1] 34.10493

> (jester_avg item rating <- mean(colMeans(jester rrm), na.rm = T))
1] 1.633048

> (movies_avg items rated per user <- mean(rowCounts(movies_rrm)))
1] 165.5975

> (movies_avg_item rating <- mean (colMeans (movies_rrm)))

1] 3.238892
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Information Gain

Information Gain Ratio= Split InformationValue

P
Split InformationValue = — Z 10g2( i )
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> userid factor <- as.factor(movies[, V1])
> movieid factor <- as.factor (movies[, V3])

Vv

movies sm <- sparseMatrix(i = as.numeric(userid factor),
as.numeric (movieid factor), x = as.numeric(movies[,V5]))
movies_rrm <- new("realRatingMatrix", data = movies_sm)

colnames (movies_rrm) <- levels(movieid_ factor)

vV V VvV

rownames (movies_rrm) <- levels(userid_factor)
> dim(movies rrm)
[1] 6040 3706
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jester m <- as.matrix(jester)
jester m <- ifelse(jester m == 99, NA,
library (recommenderlab)

jester_m)

jester_rrm <- as(jester m, "realRatingMatrix")
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> movies <- fread("ratings.dat", sep = ":", header = F)
> movies[, c("v2", "v4", "ye", "V7") := NULL]
> head (movies)
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> plot (d2tree)
> text (d2tree, all = T)
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> jester_ items_rated per user <- rowCounts(jester rrm)
> jester_ average item rating per item <- colMeans(jester rrm)
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head(medf, n = 5)
x1 x2 class
18.58213 12.03106 a
22.09922 12.36358
11.78412 12.75122
23.41888 13.89088
16.37667 10.32308

Q9 0 o o
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> jester ratings <- getRatings(jester rrm)
> jester normalized ratings <- getRatings (normalize(jester_rrm,
method = "Z-score"))
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> library (tree)

> d2tree <- tree(class ~ ., data mcdf)

> summary (d2tree)

Classification tree:

tree (formula = class ~ ., data = mcdf)

Number of leaf nodes: 5

Residual mean deviance: 0.03491 = 9.844 / 282
Misclassification error rate: 0.003484 = 1 / 287
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> library(data.table)
> jester <- fread("jesterfinallS5lcols.csv", sep = ",", header
> jester[, V1 := NULL]

F)
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> plot (regtree, uniform = TRUE)
> text (regtree, use.n = FALSE, all = TRUE, cex = .8)
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4.122
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2.459 5.295
SelectByHotkeys<0.001102
1.831 2.712 3.093 3.962 3.825 4.554 5.033 5.592
3.419 4219
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> bnote_predictions <- predict (bnote_tree, bnote_test)
> mean (bnote_test$class == bnote_predictions)
[1] 0.9890511
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> options (digits = 4)
> getConfusionMatrix(jester_split_eval[[4]])
[[1]]

TP FP FN TN precision recall TPR FPR
1 '0.5181 0.4819 18.47 1205 0.5181 0.06272 0.06272 0.003867
2 1.0261 0.97839 17.96 120..0 0.5131 0.12042 0.12042 0.007790
3 1.4953 1.5047 17.49 119.5 0.4984 0.16470 0.16470 0.012011
4 1.9307 2.0693 17.06 118.9 0.4827 0.20616 0.20616 0.016547
5 2.3575 2.6425 16.63 118.4 0.4715 0.24215 0.24215 0.021118
6 2.7687 3.2313 16.22 117.8 0.4614 0.27509 0.27509 0.025791
7 3.1530 3.8470 15.83 117.2 0.4504 0.30508 0.30508 0.030709
8 3.5221 4.4779 15.46 116.5 0.4403 0.33216 0.33216 0.035735
9 3.8999 5.1001 15.,09 1159 0.4333 0.36069 0.36069 0.040723
10 4.2542 5.7458 14.73 115.3 0.4254 0.38723 0.38723 0.045890
11 4.6037 6.3963 14.38 114.6 0.4185 0.40927 0.40927 0.051036
12 4.9409 7.0591 14.04 114.0 0.4117 0.43368 0.43368 0.056345
13 5.2534 7.7466 13.73 113.3 0.4041 0.45345 0.45345 0.061856
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> bnote_sampling vector <- createDataPartition(bnote$class, p
0.80, list = FALSE)

> bnote_train <- bnote[bnote_sampling vector, ]
> bnote_test <- bnote[-bnote_sampling vector, ]
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> jester split_scheme <- evaluationScheme (jester bn, method =
"split", train = 0.8, given = 10, k = 1)
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> bnote_tree <- C5.0(class ~ ., data = bnote_train)
> summary (bnote_tree)
waveletVar > 0.75896:
...waveletCurt > -1.9702: 0 (342)
waveletCurt <= -1.9702:
. .waveletSkew > 4.9228: 0 (128)

waveletSkew <= 4.9228:

:...waveletVar <= 3.4776: 1 (34)
waveletVar > 3.4776: 0 (2)
waveletVar <= 0.75896:
. .waveletSkew > 5.1401:
..waveletVar <= -3.3604: 1 (31)
waveletVar > -3.3604: 0 (93/1)
waveletSkew <= 5.1401:
. .waveletVar > 0.30081:
...waveletCurt <= 0.35273: 1 (25)
waveletCurt > 0.35273:
..entropy <= 0.71808: 0 (24)
entropy > 0.71808: 1 (3)
waveletVar <= 0.30081:
:...waveletCurt <= 3.0423: 1 (241)
waveletCurt > 3.0423:
.waveletSkew > -1.8624: 0 (21/1)
waveletSkew <= -1.8624:
..waveletVar <= -0.69572: 1 (146)
waveletVar > -0.69572:
<« siENntropy <= =0.73535: 0 (2)
entropy > -0.73535: 1 (6)
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> jester split_eval <- evaluate(jester split_ scheme, algorithms,
n=1: 20)

RANDOM run

1 0.015sec/1.87sec]
POPULAR run

1 0.006sec/12.631sec]
UBCF run

1 0.001lsec/36.862sec]
UBCF run

1 0.002sec/36.342sec]
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library (caret)

> set.seed(133)
> skillcraft_sampling vector <- createDataPartition(

skillcraft$LeagueIndex, p = 0.80, list = FALSE)
skillcraft_train <- skillcraft[skillcraft_sampling_ vector,]
skillcraft_test <- skillcraft[-skillcraft_sampling_ vector,]
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> plot(jester split eval, "prec/rec", annotate = 2,
legend = "bottomright")
> title(main = "Precision versus Recall Binary Jester Data")
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> library (rpart)
> regtree <- rpart (LeagueIndex ~ ., data = skillcraft train)
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> plot (jester split_eval, annotate = 2, legend = "topright")
> title(main = "TPR vs FPR For Binary Jester Data")
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> skillcraft <- read.csv("SkillCraftl Dataset.csv")

> skilleraft <- skillecraft[-1]

> skillcraft$TotalHours <- as.numeric(
levels(skillcraft$TotalHours)) [skillcraft$TotalHours

Warning message:

NAs introduced by coercion

> skillcraft$HoursPerWeek <- as.numeric (
levels(skillcraft$HoursPerWeek) ) [skillcraft$HoursPerWeek

Warning message:

NAs introduced by coercion

> skillcraft$Age <- as.numeric(
levels (skillcraft$age)) [skillcraft$Age]

Warning message:

NAs introduced by coercion

> skillcraft <- skillcraft[complete.cases(skillcraft),]
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> jester _bn <- binarize(jester rrm, minRating = 5)
> jester_bn <- jester bn[rowCounts(jester bn) > 10]
> dim(jester_ bn)
[1] 13789 150
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> algorithms <- list(

"Random" = list(name = "RANDOM", param = NULL),
"Popular" = list(name = "POPULAR", param = NULL),
"UserBasedCF_COS" = list (name = "UBCF",
param = list(method = "Cosine", nn = 50)),
"UserBasedCF_JAC" = list (name = "UBCF",
(

param = list(method = "Jaccard", nn = 50))
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> binaryRatingMatrix <- ratingMatrix > 5

> dist (binaryRatingMatrix, method = 'jaccard')
oliver thibault maria pedro ines
thibault 0.6000000
maria 0.2500000 0.5000000
pedro 0.5000000 0.6666667 0.6666667
ines 0.0000000 0.6000000 0.2500000 0.5000000
gertrude 1.0000000 0.7500000 1.0000000 0.8333333 1.0000000
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> dist (ratingMatrix, method = 'euclidean')

oliver thibault maria pedro ines
thibault 12.529964
maria 8.000000 11.000000
pedro 10.723805 9.899495 10.246951
ines 3.316625 11.224972 6.082763 10.583005

gertrude 10.488088 10.344080 8.717798 8.062258 10.440307
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> colnames (ratingMatrix)

Loco",
Moon",

"Joey's Pizza",

"Acropolis")

> ratingMatrix

oliver
thibault
maria
pedro
ines

gertrude

oliver
thibault
maria
pedro
ines

gertrude

<- c("Berny's",
"The 0ld West",

"La Traviata",

"Jake and Jill",

Berny's La Traviata El Pollo Loco Joey's Pizza

1

BN R oa

1
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> library ("proxy")
> dist (ratingMatrix, method =

thibault 0.
maria 0.
pedro 0
ines 0.

gertrude 0.

oliver
28387670
12450495

.20947046

02010805
22600742

29 D O

thibault

.23879093
.17687385
22821528
.21481973

'cosine')

maria

0.20854178
0.06911870
0.19156876

pedro ines

0.20437426
0.12227138 0.22459114
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> dist (t (ratingMatrix), method =

La Traviata
El Pollo Loco
Joey's Pizza
The 0ld West
Jake and Jill
Full Moon
Acropolis

La Traviata
El Pollo Loco
Joey's Pizza
The 0ld West
Jake and Jill
Full Moon
Acropolis

'euclidean')

Berny's La Traviata El Pollo Loco Joey's Pizza

8.366600
6.708204
9.643651
13.038405
12.000000
125369317
14.212670

The 0ld West Jake and Jill Full Moon

8.246211
8.062258
8.831761
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> energy <- rm svd$d * 2
> cumsum(energy) / sum(energy)
[1] 0.85 0.92 0.96 0.98 1.00 1.00
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> d92 <- c(rm _svds$d[1:2], rep(0, length(rm svds$d
> reconstructed92_rm <- rm_svdsu %*% diag(d92) %

> reconstructed92_rm

(.21 [,21 ,3] [,4] [,5]1 (,6] [,7]1 [,8]
[1,] 0.8 2.0 1.9 5.1 8.3 8.0 6.7 7.2
[2;,] 3.37 8.3 5.9 2.7 2:9 3.3 5.9 8.6
[3,] 1.10 3.0 2.4 4.1 6.4 6.3 5.9 6.7
[4,] 3.02 7.5 5.4 3.2 3.9 4.2 6.2 8.6
[5,] 0.87 2.5 2.2 5.1 8.1 7.9 6.8 7.5
[6,] 2.20 5.5 4.0 2.6 3.3 3.5 4.9 6.6
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> centered_rm <- t(apply(ratingMatrix,
> centered_rm
Berny's La Traviata El Pollo Loco Joey's Pizza

oliver
thibault
maria
pedro
ines
gertrude

oliver
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> reconstructed rm <- rm svd$u %*% diag(rm_svds$d)
> reconstructed_rm
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[ el I i 2 T
N W o b 0 R
Ul g o N Ul v
U9 vV o vV 3+





OEBPS/Image00566.jpg
> all.equal (ratingMatrix, reconstructed rm, tolerance = 0.000001,
check.attributes = F)
[1] TRUE
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> options (digits = 2)

> (rm_svd <- svd(ratingMatrix))
sd

[1] 35.6 10.6 7.5 5.7 4.7 1.3

su

[l ] [,2] [,3] [,4] [4:5] [,6]
[1,] -0.44 0.48 -0.043 -0.401 0.315 0.564
[2,] -0.41 -0.56 0.703 -0.061 0.114 0.099
[3,] -0.38 0.24 0.062 0.689 -0.494 0.273
[4,] -0.43 -0.40 -0.521 -0.387 -0.483 -0.033
[5,] -0.44 0.42 0.170 -0.108 -0.003 -0.764
[6,] -0.33 -0.26 -0.447 0.447 0.641 -0.114
S

[,1] (.21 [,3] [,4] [,5] [,6]
-0.13 -0.255 0.30 -0.0790 0.013 0.301
-0.33 -0.591 0.16 0.3234 0.065 -0.486
=0 .25 =0,382 =0,36 =0.0625 =0.,017 =0..200
-0.27 0.199 -0.36 0.5796 0.578 0.284
-0.38 0.460 -0.30 0.1412 -0.556 -0.325
-0.39 0.401 0.68 0.0073 0.239 -0.226
-0.42 0.044 -0.26 -0.7270 0.369 -0.047
-0.52 -0.161 0.11 0.0279 -0.398 0.628

W o0 U W N
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compute_model_ list_r <- function (k, topic_seed, myDtm, nstart)
seed_range <- topic_seed : (topic_seed + nstart - 1)

LDA VEM <- LDA (myDtm, k = k, control = list(seed = seed_range,

nstart = nstart))
LDA VEM a <- LDA(myDtm, k = k, control = list(estimate.alpha
FALSE, seed = seed _range, nstart = nstart))
LDA GIB <- LDA(myDtm, k = k, method = "Gibbs", control =
list (seed = seed_range, burnin = 1000, thin =
100, iter = 1000, nstart = nstart))

CTM_VEM <- CTM (myDtm, k = k, control = list(seed = seed_ range,

{

var = list(tol = 10%-4), em = list(tol = 10™-3),

nstart = nstart))
return(list (LDA VEM = LDA VEM, LDA VEM a = LDA VEM a,
LDA GIB = LDA GIB, CTM VEM = CTM_VEM))
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nstart <- 5

topic_seed <- 5798252
nstarted_bbc_models_r <-
compute _model list r(k, topic_seed, bbc_dtm, nstart)
nstarted _bbcsports_models_r <-
compute_model_list_r(k, topic_seed, bbcsports_dtm,
nstart)
sapply (nstarted_bbc_models_r, function (x)
compute_topic_model_accuracy (x, bbc _gold factor))
LDA VEM LDA VEM a LDA GIB CTM VEM
.7959551 0.7923596 0.9487640 0.9366292

> sapply (nstarted bbcsports_models_r, function(x)

compute topic_model_ accuracy (x, bbcsports_gold factor))
LDA VEM LDA VEM a LDA GIB CTM VEM
.9050204 0.8426052 0.7991859 0.8995929
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> seeded bbc _models <- lapply (5798252 : 5798256,
function (x) compute model list(k, x, bbc_dtm))
> seeded bbcsports models <- lapply (5798252 : 5798256,

function (x) compute model list (k, x,
bbcsports_dtm))
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> seeded_bbc_models_acc <- sapply(seeded bbc_models,
function (x) sapply(x, function (y)
compute_topic_model_accuracy(y, bbc_gold factor)))
> seeded_bbc_models_acc

[,1] [,2] [,3] [,4] [,5]
LDA VEM 0.7959551 0.7959551 0.7065169 0.7065169 0.7757303
LDA VEM a 0.7923596 0.7923596 0.6916854 0.6916854 0.7505618
LDA GIB 0.9487640 0.9474157 0.9519101 0.9501124 0.9460674
CTM_VEM 0.6148315 0.5883146 0.9366292 0.8026966 0.7074157

> seeded bbcsports models_acc <- sapply(seeded bbcsports_models,
function (x) sapply(x, function (y)
compute_ topic_model_accuracy (y, bbcsports gold factor)))

> seeded_bbcsports_models_acc

[,1] [,2] [,31] [,4] [,5]
LDA_VEM 0.7924016 0.7924016 0.8616011 0.8616011 0.9050204
LDA VEM a 0.7788331 0.7788331 0.8426052 0.8426052 0.8914518
LDA GIB 0.7856174 0.7978290 0.8073270 0.7978290 0.7761194
CTM_VEM 0.7503392 0.6309362 0.7435550 0.8995929 0.6526459
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> bbc_models[[1]]@alpha

1] 0.04893411

> bbc_models[[2]]@alpha

1] 10

> bbcsports_models[[1] ]@alpha
1] 0.04037119

> bbcsports_models[[2] ]@alpha
1] 10
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sapply (bbc_models, function (x)
compute_topic_model_accuracy(x, bbc_gold factor))

LDA VEM LDA VEM a LDA GIB CTM VEM

.7959551 0.7923596 0.9487640 0.6148315

> sapply (bbcsports_models, function (x)

compute topic_model_ accuracy(x, bbcsports gold factor))
LDA VEM LDA VEM a LDA GIB CTM VEM

.7924016 0.7788331 0.7856174 0.7503392
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> sapply (bbc_models, logLik)

LDA VEM LDA VEM a LDA GIB CTM VEM
-3201542 -3274005 -3017399 -3245828
> sapply (bbcsports_models, logLik)

LDA VEM LDA VEM a LDA GIB CTM VEM
-864357.7 -886561.9 -813889.7 -868561.9
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> model topics <- topics(bbc_models$LDA GIB)
> table(model topics, bbc_gold factor)
bbc_gold factor
model topics business entertainment politics sport tech

1 471 2 12 1 5
2 0 0 3 506 3
3 9 4 1 0 371
4 27 16 399 3 9
5 3 364 2 1 13
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compute topic model accuracy <- function(model, gold factor) ({
model topics <- topics(model)
model table <- table(model topics, gold factor)
model matches <- apply(model table, 1, max)
model_accuracy <- sum(model matches) / sum(model_table)
return (model_accuracy)
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1,1,2,5,7,8,9,7)
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<-
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[e]

<-

> ines

> gertrude <- c
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gertrude)

> ratingMatrix <- rbind(oliver,
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Weord Clouds for 25 Most Frequent Terms using LDA_GIB on the BBC Dataset
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> options(digits = 4)
> head (posterior (bbc_models|[[

business.
business.
business.
business.
business.
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> GIB_bbc_model <- bbc_models[[3]]
> terms (GIB_bbc_model, 10)

Topic 1 Topic 2 Topic 3 Topic 4 Topic 5
1’ llyearll llplaill llpeopl n llgovernll llfilmll
2,] "compani" "game" "game" "labour" "year"
3, "market" "win" "servic" "parti" ‘"best"
4,] "sale" "against" "technolog" "elect" "show"
5, "firm" "england" "mobil" "minist" "includ"
6, n expectll llfirstll n 01’1" llplanll "01’1"
7 "share" "back" "phone" "sai" "award"
8,] "month" "player"” Mget™ toldr "music"
9 i llbankll "WOI‘ld" "WOI‘k" llpeopl n lltop n
[10,] "price" "time" "wai" "public" "star"
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plot_wordcloud <- function(model, myDtm, index, numTerms) {

model_terms <- terms(model,numTerms)
model topics <- topics(model)

terms_1i <- model_terms [, index]

topic_i <- model_ topics == index

dtm i <- myDtm[topic_1i, terms i]

frequencies_i <- colSums(as.matrix(dtm_i))
wordcloud (terms_1i, frequencies i, min.freq = 0)
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compute entropy <- function(probs) {
return (- sum(probs * log(probs)))

compute model mean entropy <- function (model) {
topics <- posterior (model) $Stopics
return (mean (apply (topics, 1, compute_entropy)))





OEBPS/Image00542.jpg
sapply (bbc_models, compute model mean entropy)
LDA_VEM LDA VEM a LDA_GIB CTM_VEM

.3119491 1.2664310 1.2720891 0.8373708
sapply (bbcsports_models, compute model mean entropy)
LDA_VEM LDA VEM a LDA_GIB CTM_VEM

.3058856 1.3084006 1.3421798 0.7545975
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library (ROCR)
train predictions <- predict (heart model, newdata = heart_ train,

type = "response')
pred <- prediction(train predictions, heart trains$OUTPUT)

perf <- performance (pred, measure = "prec", x.measure = "rec")
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> nb_model stem <- naiveBayes (nb_df train, scores_train)
> nb_test_predictions_stem <- predict (nb_model stem, nb df_ test)

> mean(nb_test_predictions_stem == scores_test)
[1] 0.8
> table(actual = scores_test, predictions =

nb_test_predictions_stem)

predictions
actual negative positive
negative 2067 433

positive 567 1933





OEBPS/Image00174.jpg
> (specificity <- confusion matrix[1,1]/sum(confusion matrix[1,]))
[1] 0.880597 B
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> thresholds <-
perfex.values[[1]], precision =

> subset (thresholds, (recall > 0.9)

112
1.1.3
114
115

0 O o

cutoffs

.3491857
.3472740
.3428354
.3421438

o O O O

data.frame (cutoffs

recall precision

.9019608
.9019608
.9019608
.9019608

0

0
0
0

.8288288
.8214286
.8141593
.8070175

perf@alpha.values[[1]],

perfe@y.values[[1]])

&

(precision > 0.8))

recall
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> nb_test predictions <- predict(nb model, nb_df test)

> mean (nb_test predictions == scores_test)
[1] 0.8224
> table(actual = scores_test, predictions = nb_test predictions)
predictions
actual negative positive
negative 2090 410

positive 478 2022
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%

nb all <- tm map(nb_all, stemDocument, language = "english")
nb_dtm <- DocumentTermMatrix(nb all)

nb_dtm <- removeSparseTerms (X
nb_dtm <- weightBin (nb_dtm)

nb_df <- as.data.frame(as.matrix(nb_dtm))
nb df train <- nb_df[nb sampling vector,]

nb_dtm, sparse = 0.99)

nb_df_ test <- nb df [-nb sampling_vector,]
dim(nb_dtm)

[1] 25000 1553
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> nb_dtm <- removeSparseTerms(x = nb_dtm, sparse = 0.99)
> dim(nb_dtm)
[1] 25000 1603
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> nb_dtm <- weightBin(nb_dtm)
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> train predictions <- predict (heart model, newdata = heart_train,
type = "response")

> train_class_predictions <- as.numeric(train predictions > 0.5)

> mean (train_class_predictions == heart_ train$OUTPUT)

[1] 0.8869565

> test_predictions = predict (heart_model, newdata = heart_test,

type = "response")
> test_class_predictions = as.numeric(test_predictions > 0.5)
> mean (test_class_predictions == heart_test$OUTPUT)

[1] 0.9
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> nb_dtm
<<DocumentTermMatrix (documents: 25000, terms: 117473) >>

Non-/sparse entries: 2493414/2934331586
Sparsity : 100%

Maximal term length: 64

Weighting : term frequency (tf)
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CHESTPAIN3
CHESTPAIN4 1.521164330

RESTBP 0.013456000
CHOL 0.004190012
SUGAR -0.587616822
ECG1 .

ECG2 0.338365613
MAXHR -0.010651758
ANGINA 0.807497991
DEP 0.211899820
EXERCISE2 0.351797531
EXERCISE3 0.081846313
FLUOR 0.947928099
THALG6 0.083440880
THAL7 1.501844677
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> library("el071")
> nb_model <- naiveBayes(nb df train, scores_train)
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> library (glmnet)
> heart_train mat <- model.matrix (OUTPUT ~ ., heart_train) [, -1]
> lambdas <- 10 * seq(8, -4, length = 250)
> heart models_lasso <- glmnet (heart train mat,
heart train$OUTPUT, alpha = 1, lambda = lambdas, family = "binomial")
> lasso.cv <- cv.glmnet (heart_train mat, heart_ train$OUTPUT,
alpha = 1,lambda = lambdas, family = "binomial")
> lambda_lasso <- lasso.cv$lambda.min
> lambda_lasso
[1] 0.01057052

> predict (heart_models lasso, type = "coefficients", s = lambda_lasso)
19 x 1 sparse Matrix of class "dgCMatrix"

1.
(Intercept) -4.980249537
AGE .
SEX 1.029146139

CHESTPAIN2 0.122044733
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> nb_train predictions <- predict (nb_model, nb df train)

> mean(nb_train predictions == scores_train)
[1] 0.83015
> table(actual = scores_train, predictions = nb train_ predictions)
predictions
actual negative positive
negative 8442 1558

positive 1839 8161
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> (confusion matrix <- table(predicted =
train_class_predictions, actual = heart_train$OUTPUT))

actual
predicted 0 1
0 118 16
1 10 86
> (precision <- confusion matrix([2, 2] / sum(confusion matrix([2,]))
[1] 0.8958333
> (recall <- confusion matrix([2, 2] / sum (confusion matrix[,2]))
[1] 0.8431373
> (£ = 2 * precision * recall / (precision + recall))
[1] 0.8686869
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> inspect (nb_dtm[10:16, 1:6])
<<DocumentTermMatrix (documents: 7, terms: 6)>>
Non-/sparse entries: 2/40

Sparsity : 95%
Maximal term length: 10
Weighting : binary (bin)
Terms
Docs ability able absolute absolutely absurd academy
10004_8.txt 0 il 0 0 0

10005 7.txt
10006_7.txt
10007 _7.txt
10008 7.txt
10009 9.txt
1001 8.txt

o QO O 0O
o O O O O O
o0 0 O 0 o
o O O O O O
o0 0 O 0 o
O O B O o o o





OEBPS/Image00172.jpg
> lasso_train predictions <- predict (heart models_lasso,
s = lambda_lasso, newx = heart_train mat, type = "response")

> lasso_train class_predictions <-

as.numeric (lasso_train_predictions > 0.5)

> mean(lasso_train_class_predictions == heart_train$OUTPUT)
[1] 0.8913043
> heart_test_mat <- model.matrix (OUTPUT ~ ., heart_test) [, -1]

> lasso_test predictions <- predict (heart_models_lasso,
s = lambda_lasso, newx = heart_test_mat, type = "response")

> lasso_test_class_predictions <-

as.numeric (lasso_test_predictions > 0.5)
> mean(lasso_test_class_predictions == heart_test$OUTPUT)
[1] 0.925
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nb _df <- as.data.frame (as.matrix(nb_dtm))

library (caret)

set .seed (443452342)

nb_sampling vector <- createDataPartition(scores, p = 0.80,
list = FALSE)

nb _df train <- nb df [nb_sampling vector,]

nb _df test <- nb df[-nb_sampling vector,]

scores_train = scores([nb_sampling vector]

1

scores_test = scores[-nb_sampling vector
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> glass_predictions <- predict(glass _model, glass_train)
> mean(glass_predictions == glass_train$Type)
[1] 0.7209302
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K Ca Ba Fe

2 1.98021049 0.4897356 1.473156e+00 2.45881312
3 2.35233084 0.5948799 4 .222783e+00 3.45835575
5 2.78360034 0.9807043 5.471887e+00 5.52299959
6 0.02227295 7.2406622 1.656563e-08 0.01779519
7 3.25038195 1.7310334 4.381655e+00 0.28562065

Residual Deviance: 219.2651
AIC: 319.2651
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> glass_test_predictions <- predict(glass_model, glass_test)

> mean(glass_test predictions == glass_test$Type)

[1] 0.6428571

> table(predicted = glass_test_ predictions, actual =
glass_tests$Type)

actual

predicted 1 2 3 5 6 7
i 7 2 2 0 0 O
2 415 1 2 0 O
3 0 0 0O O 0 O
5 0 0 0O 1 o0 2
6 0 0O O O 2 O
7 0 1 0 1 o0 2
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> table(predicted

predicted

N oy U W N R

actual
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calculateTransitionProbabilities <- function(data, states) {

transitionProbabilities <- matrix (0, length(states), length(states))
colnames (transitionProbabilities) <- states
rownames (transitionProbabilities) <- states

for (index in 1:(length(data) - 1)) ({
current_state <- data[index]
next_state <- datalindex + 1]
transitionProbabilities [current state, next state] <-
transitionProbabilities [current_state, next_state] + 1

transitionProbabilities <- sweep(transitionProbabilities, 1,
rowSums (transitionProbabilities), FUN = "/")
return (transitionProbabilities)
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> promoters <- read.csv("promoters.data", header = F, dec = ",",
strip.white = TRUE, stringsAsFactors = FALSE)
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> promoters|[1,]
Vi V2 V3
1 + S10 tactagcaatacgcttgcgttcggtggttaagtatgtataatgcgcgggcttgtegt
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> glass <- read.csv("glass.data", header = FALSE)

> names(glass) <- c("id","RI","Na", "Mg", "AlY, "Si", "K", "ca",
llBa n " llFell N n Type n )

> glass <- glass/[, -1]
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> emotion_words <- c("good", "bad", "enjoyed", "hated", "like")
> nb_dtm <- DocumentTermMatrix(nb_all, list (dictionary =
emotion words))
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> positive observations <- strsplit(positive_observations,
> negative observations <- strsplit(negative_observations,
> head(positive_observations[[1]], n = 15)

RIS
URLD)

[1] mgn mgn nmgn nmgn o wgn o ngn llgll "ol ngm o ngnongn o ngnonan llgll nan
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> library (nnet)

> glass_model <- multinom(Type ~ ., data = glass_train, maxit = 1000)
> summary (glass_model)
Call:
multinom(formula = Type ~ ., data = glass_train, maxit = 1000)
Coefficients:

(Intercept) RI Na Mg Al
2 52.259841 229.29126 -3.3704788 -5.975435 0.07372541
3 596.591193 -237.75997 -1.2230210 -2.435149 -0.65752347
5 -1.107583 -22.94764 -0.7434635 -4.244450 8.39355868
6 -7.493074 -11.83462 11.7893062 -6.383788 35.54561277
7 -55.888124 442.23590 -2.5269178 -10.479849 1.35983136

Si K Ca Ba Fe

2 -4.0428142 -3.4934439 -4.6096363 -6.319183 3.2295218
3 -2.6703131 -4.1221815 -1.7952780 -3.910554 0.2818498
5 0.6992306 -0.2149109 -0.8790202 -4.642283 4.3379314
6 -2.2672275 -138.1047925 0.9011624 -161.700857 -200.9598019
7 -6.5363409 -7.5444163 -8.5710078 -4.087614 -67.9907347

Std. Errors:
(Intercept) RI Na Mg Al Si

2 0.03462075 0.08068713 0.5475710 0.7429120 1.282725 0.1392131
3 0.05425817 0.08750688 0.7339134 0.9173184 1.544409 0.1805758
5 0.06674926 0.11759231 1.0866157 1.4062285 2.738635 0.3225212
6 0.17049665 0.28791033 17.2280091 4.9726046 2.622643 4.3385330
7 0.06432732 0.10522206 2.2561142 1.5246356 3.244288 0.4733835
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> positive_observations <- subset (promoters, V1
> negative observations <- subset (promoters, V1
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set.seed (4365677)

glass_sampling_ vector

<- createDataPartition(glass$Type, p = 0.80, list = FALSE)
glass_train <- glass[glass_sampling vector,]

glass_test <- glass[-glass_sampling vector,]
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> positive observations <- sapply(positive_observations,
function(x) paste("sS", x, "X", sep=""))

> negative observations <- sapply(negative_ observations,
function(x) paste("S", x, "X", sep=""))

> positive observations[1]

[1] "StactagcaatacgcttgcgttcggtggttaagtatgtataatgcgegggettgtegtX"
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> heart _model <-
glm(OUTPUT ~ ., data = heart train, family = binomial ("logit"))





OEBPS/Image00396.jpg
P(Al, Az’ A3, A4, A5, A6: A7):P(A2) * P(A1|A2) * P(A6|A1) * P(A4|A6) * P(A3|A4) *
P(A7|43, Aa, Ag) = P(As|A4, As, A7)
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library (caret)

set.seed (987954)

heart_ sampling vector <-

createDataPartition (heart$OUTPUT, p = 0.85, list = FALSE)
heart_train <- heart[heart_ sampling vector,]
heart_train_labels <- heart$OUTPUT [heart_ sampling_vector]
heart_test <- heart[-heart_sampling vector,]

heart_test_ labels <- heart$OUTPUT[-heart sampling vector]
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> pnorm(3.362 ,

[1]

0.0007738012

lower.tail

F)

*
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P(G,J, U)=P(G|J, U) - P(J, U)=P(G|J,U) + P(J|U) - P(U)
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> summary (heart_model)
Call:
glm(formula = OUTPUT ~ .,

heart_train)

Deviance Residuals:

Min 10 Median
-2.7137 -0.4421 -0.1382
Coefficients:

Estimate Std.
.477686 -2.
.029580 -0.
.656291
.000913
.865114
.820521
.013357
.004790
.732414
.287293
.461872
.012873
.525996
.282891
.560700
.165567
.308348
.995464
.510986

(Intercept) -7.946051 3
AGE -0.020538 0
SEX 1.641327 0
CHESTPAIN2 1.308530 1
CHESTPAIN3 0.560233 0
CHESTPAIN4 2.356442 0
RESTBP 0.026588 0
CHOL 0.008105 0
SUGAR -1.263606 0
ECG1 1.352751 3
ECG2 0.563430 0
MAXHR -0.013585 0
ANGINA 0.999906 0
DEP 0.196349 0
EXERCISE2 0.743530 0
EXERCISE3 0.946718 1
FLUOR 1.310240 0
THAL6 0.304117 0
THAL7 1.717886 0

Signif. codes: 0 '***' 0.

(Dispersion parameter for

Null deviance: 315.90
Residual deviance: 140.36
AIC: 178.36

family = binomial("logit"),

30
0.3588

Error z value

[N)

wowoHORHERFEFORHERENDOHR

00L '¥*' 0.

Max

2.8118

Pr(>|z|)
285 0.022321 *
694 0.487482
.501 0.012387 *
.307 0.1910098
.648 0.517255
.872 0.004080 **
.991 0.046529 *
.692 0.090593
.725 0.084480
.412 0.680699
.220 0.222509
.055 0.291283
.901 0.057305
.694 0.487632
.326 0.184815
.812 0.416655
.249 2.15e-05 ***
.306 0.759983
.362 0.000774 ***
01 '*' 0.05 '.!

data

0.1

binomial family taken to be 1)

on 229
on 211

Number of Fisher Scoring iterations:

6

degrees of freedom
degrees of freedom

1
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PG, J, U)=P(G|U) - PUJIU) - P(U)
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Signif. codes: 0O '*¥**' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1
(Dispersion parameter for binomial family taken to be 1)

Null deviance: 315.90 on 229 degrees of freedom
Residual deviance: 306.89 on 228 degrees of freedom

AIC: 310.89

Number of Fisher Scoring iteration: 4
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> heart _model2 <- glm(OUTPUT ~ AGE, data = heart train, family =
binomial ("logit"))
> summary (heart_model2)

Call:
glm(formula = OUTPUT ~ AGE, family = binomial ("logit"),
data = heart_train)

Deviance Residuals:
Min 10 Median 30 Max
-1.5027 -1.0691 -0.8435 1.2061 1.6759

Coefficients:

Estimate Std. Error z value Pr(>|z|)
(Intercept) -2.71136 0.86348 -3.140 0.00169 **
AGE 0.04539 0.01552 2.925 0.00344 **
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dri=[d, + sign( y,—P(y:=1x)))
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P(ANB|C)=P(A4|B) + P(B|C)
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> heartSOUTPUT = heart$OUTPUT - 1
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P(ANB)=P(A|B) - P(B)=P(B|A) + P(4)
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heart $CHESTPAIN

factor (heart SCHESTPAIN)

heart$ECG = factor (heartsSECG)
heart$THAL = factor (heart$STHAL)

heart$EXERCISE

factor (heartSEXERCISE)
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null deviance <- function(data, output column) {
y_labels <- datal[[output_column]]
y_probs <- mean(datal[ [output_column]])
dataset_deviance (y labels, y probs)

> null deviance(data = heart_ training, output_column = "OUTPUT")
[1] 314.3811
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nb_all
nb_all
nb_all
nb_all

nb_all

tm _map (nb_all,

(

tm map(nb_all,

tm _map(nb_all,
(

tm map (nb_all,

tm _map(nb_all,

content_transformer (removeNumbers) )
content_transformer (removePunctuation) )

content_transformer (tolower))

(
(
(
content_transformer (removeWords) ,
stopwords ("english"))

content_transformer (stripWhitespace))
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> model deviance (heart _model, data = heart train, output column =
"OUTPUT")
[1] 140.3561
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> nb_dtm <- DocumentTermMatrix(nb all)
> dim(nb_dtm)
[1] 25000 117473
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model chi squared p value <- function(model,
data, output column) {

null df <- nrow(data) - 1

model_df <- nrow(data) - length(model$coefficients)
difference df <- null df - model df

null deviance <- null deviance(data, output_column)
m_deviance <- model_deviance (model, data, output_column)
difference deviance <- null deviance - m deviance
pchisg(difference_deviance, difference df,lower.tail = F)

> model chi_squared p value (heart model, data = heart_train,

output_column = "OUTPUT")
[1] 7.294219e-28
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> ids <- sapply( 1 : length(nb all),
function(x) meta(nb_all[[x]], "id"))
> head (ids)
[1] "0_9.txt" "l 7.txt" "10_9.txt" "100_7.txt"
[5] "1000_8.txt" "10000_8.txt"
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model pseudo r squared <- function(model, data, output column) {
1 - ( model deviance(model, data, output_column) /
null deviance(data, output_ column) )

> model pseudo_r squared (heart _model, data = heart_train,
output_column = "OUTPUT")
[1] 0.5556977
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> scores <- as.numeric (sapply(ids,
function(x) sub (" [0-9]+ ([0-91+)\\.txt", "\\1", x)))
> scores <- factor(ifelse(scores >= 5, "positive", "negative"))
> summary (scores)
negative positive
12500 12500
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> summary (model deviance residuals (heart model, data =
heart_train, output_column = "OUTPUT"))

Min. 1st Qu. Median Mean 3rd Qu. Max.

-2.71400 -0.44210 -0.13820 -0.02765 0.35880 2.81200
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model deviance residuals <- function(model, data, output column) {
y_labels = datal[output_column] ]
y_probs = predict (model, newdata = data, type = "response")
residual_sign = sign(y labels - y probs)
residuals = sqrt(deviances(y labels, y probs))
residual sign * residuals
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deviances <- function(y labels, y probs) ({
-2 * log_likelihoods (y_labels, y probs)
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path _to_neg folder <- "~/aclImdb/train/neg"

path to_pos folder <- "~/aclImdb/train/pos"

library ("tm")

nb_pos <- Corpus (DirSource (path _to_pos_folder),
readerControl

list (language = "en"))
nb_neg <- Corpus(DirSource (path to_neg_ folder),

readerControl = list (language = "en"))
nb_all <- c(nb_pos, nb_neg, recursive = T)
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log likelihoods <- function(y labels, y probs) {
y_a <- as.numeric(y labels)
Yy_P <- as.numeric(y probs)
y_a * log(y_p) + (1L - y a) * log(l - y p)

dataset log likelihood <- function(y labels, y probs) {
sum(log likelihoods(y_labels, y_probs))
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> meta(nb_all[[1]])

Metadata:
author : character (0)
datetimestamp: 2015-04-19 09:17:48
description : character(0)
heading : character(0)
id : 0_9.txt
language :en

origin : character(0)
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model deviance <- function(model, data, output_ column) {
y_labels = datal[output_column]]
y_probs = predict (model, newdata = data, type = "response")
dataset_deviance(y labels, y probs)

}
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Classify C;: argmax P(C) - [ P(F|C)
c i=1
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dataset deviance <- function(y labels, y probs) {
sum (deviances (y_labels, y probs))
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> layout (matrix(c (1, 2), 1, 2))

> plot (cars_models_ridge, xvar "lambda", main = "Ridge

Regression\n")

"lambda", main "Lasso\n")

> plot (cars_models_lasso, xvar





OEBPS/Image00374.jpg
> magic <- read.csv("magic04.data", header = FALSE)

> names (magic) <- c("FLENGTH", "FWIDTH", "FSIZE", "FCONC", "FCONC1",
"FASYM", "FM3LONG", "FM3TRANS", "FALPHA", "FDIST", "CLASS")

> magic$CLASS <- as.factor(ifelse(magic$CLASS =='g', 1, -1))
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> cars_models_ridge$lambda[100]

[1] 1694.009

> coef (cars_models_ridge) [,100]

(Intercept)
6217.5498831
Cruise

1694 .6023651
Cadillac
11160.4861489
convertible
10576.9050477

Mileage
-0.1574441
Sound
100.2323812
Chevy
-2370.3268837
hatchback
-3263.4869674

Cylinder
2757.9937160
Leather
1326.7744321
Pontiac
-2256.7482905
sedan
-2058.0627013

Doors
371.2268405
Buick
-358.8397493
Saab
8416.9209564
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library (caret)

set.seed (33711209)

magic_sampling vector <- createDataPartition(magic$CLASS,
p = 0.80, list = FALSE)

magic_train <- magic[magic_sampling vector, 1:10]
magic_train output <- magic[magic_sampling vector, 11]
magic test <- magic[-magic_sampling vector, 1:10]
magic_test_output <- magic[-magic_sampling vector, 11]
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> ridge.cv <- cv.glmnet (cars_train_mat, cars_train$Price, alpha
> lambda_ridge <- ridge.cv$lambda.min
> lambda_ridge

[1] 641.6408

> lasso.cv <- cv.glmnet (cars_train mat, cars_train$Price, alpha
> lambda lasso <- lasso.cv$lambda.min

> lambda_lasso

[1] 10.45715
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G(x)= sign( mflame(x))
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> predict (cars_models_lasso, type = "coefficients", s = lambda_ lasso)
15 x 1 sparse Matrix of class "dgCMatrix"

1
(Intercept) -521.3516739
Mileage -0.1861493
Cylinder 3619.3006985
Doors 1400.7484461
Cruise 310.9153455
Sound 340.7585158
Leather 830.7770461
Buick 1139.9522370
Cadillac 13377.3244020
Chevy -501.7213442
Pontiac -1327.8094954
Saab 12306.0915679
convertible 11160.6987522
hatchback -6072.0031626

sedan -4179.9112364
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AdaBoostNN <- function(training data, output_column, M,
hidden_units) {
require ("nnet")
models <- list()
alphas <- list()
n <- nrow(training_data)

model formula <- as.formula(paste(output_column, '~ .', sep =

w <- rep((1/n), n)
for (m in 1:M) {
model <- nnet (model_ formula, data = training_data,
size = hidden_units, weights = w)
models [[m]] <- model
predictions <- as.numeric (predict (model,
training datal[, -which(names (training data)
output_column)], type = "class"))
errors <- predictions != training datal, output_column]
error rate <- sum(w * as.numeric(errors)) / sum(w)
alpha <- 0.5 * log((1l - error rate) / error_rate)
alphas[[m]] <- alpha
temp w <- mapply(function(x, y) if (y) { x * exp(alpha) }
else { x * exp(-alpha)}, w, errors)
W <- temp_w / sum(temp_w)

}

return(list (models = models, alphas = unlist (alphas)))
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magic pp <- preProcess(magic_train, method = c("center",
"scale"))
magic_train pp <- predict(magic_pp, magic_train)
magic_train df pp <- cbind(magic_train pp,
CLASS = magic_train_ output)
magic_test _pp <- predict(magic_pp, magic_test)
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> cars_test mat <- model.matrix(Price ~ . -Saturn, cars test) [,-1]

> cars_ridge predictions <- predict(cars models ridge, s =
lambda_ridge, newx = cars_test_mat)

> compute_mse (cars_ridge_predictions, cars_test$Price)

[1] 7609538

> cars_lasso predictions <- predict(cars models lasso, s =
lambda_lasso, newx = cars_test_mat)

> compute_mse (cars_lasso_predictions, cars_test$Price)

[1] 7173997
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> library (nnet)

> n_model <- nnet (CLASS ~ ., data = magic_train df pp, size = 1)
> n_test predictions <- predict(n_model, magic_test_ pp,
type = "class")

> (n_test_accuracy <- mean(n_test predictions ==
magic_test_output))
[1] 0.7948988
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library (glmnet)
cars_train _mat <- model.matrix(Price ~ .-Saturn, cars_train) [,-1]

lambdas <- 10 * seqg(8, -4, length = 250)

cars_models_ridge <-

glmnet (cars_train_mat, cars_train$Price, alpha = 0, lambda = lambdas)
cars_models_lasso <-
glmnet (cars_train_mat, cars_train$Price, alpha = 1, lambda = lambdas)
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> heart_bagger_ df

M Training Accuracy Out-of-bag Accuracy Test Accuracy

1 11 0.9173913
2 51 0.9130435
3 101 0.9173913
4 501 0.9086957
5 1001 0.9130435

o O O O O

.8515284
.8521739
.8478261
.8521739
.8565217

0.
.800
.800
.775
. 775

o O O o

800
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> adjacency_m
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> best.iter <- gbm.perf (boostedtree, method = "OOB")
> boostedtree predictions <- predict (boostedtree,
skillcraft test, best.iter)
> (boostedtree_ SSE <- compute_ SSE (boostedtree predictions,
skillcraft test$Leaguelndex))
[1] 555.2997
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library ("randomForest")

library ("el071")

rf _ranges <- list(ntree = c(500, 1000, 1500, 2000), mtry
rf tune <- tune(randomForest, LeaguelIndex ~ ., data =

vV V Vv

\

skillcraft_train, ranges = rf_ranges)

> rf tunesbest.parameters

ntree mtry
14 1000 6
> rf_best <- rf_tuneSbest.model
> rf_best_predictions <- predict(rf_best, skillcraft_test)
> (rf_best_ SSE <- compute_SSE(rf_best_ predictions,

skillcraft_testS$Leaguelndex))

[1] 5557611

3:

8)
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> heart <- read.table("heart.dat", quote = "\"")

> names (heart) <- c("AGE", "SEX", "CHESTPAIN", "RESTBP", "CHOL",
"SUGAR", "ECG", "MAXHR", "ANGINA", "DEP", "EXERCISE", "FLUOR",
"THAL", "OUTPUT")
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> boostedtree <- gbm(LeagueIndex ~ ., data = skillcraft_train,
distribution = "gaussian", n.trees = 10000, shrinkage = 0.1)
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AdaBoostNN.predict <- function(ada_model, test_data) ({
models <- ada model$models
alphas <- ada_model$alphas
prediction matrix <- sapply(models, function (x)
as.numeric (predict (x, test_data, type = "class")))
weighted predictions <- t(apply(prediction matrix, 1,
function (x) mapply (function(y, z) y * z, x, alphas)))

final predictions <- apply(weighted predictioms, 1,
function(x) sign(sum(x)))
return(final_ predictions)
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> ada_model <- AdaBoostNN(magic_ train df pp, 'CLASS', 10, 1)
> predictions <- AdaBoostNN.predict (ada_model, magic_ test pp

> mean (predictions == magic_ test output)
[1] 0.804365
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train 1glm <- function(sample indices) {
data <- heart train[sample_indices,];
model <- glm(OUTPUT ~ ., data = data, family = binomial ("logit")) ;
return (model)

> models <- apply(sample vectors, 2, train_lglm)
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> regtree.tuned <- rpart (Leaguelndex ~ ., data = skillcraft_ train,
control = rpart.control (minsplit = 35, cp = 0.002, maxdepth = 6))

> regtree.tuned predictions <- predict (regtree.tuned,
skillcraft_test)

> (regtree.tuned SSE <- compute_ SSE(regtree.tuned predictions,
skillcraft tests$Leaguelndex))

[1] 701.3386
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> jester split_scheme <- evaluationScheme (jester rrm, method =
"split", train = 0.8, given = 5, goodRating = 5)
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> regtree.random <- rpart (LeagueIndex ~ ., data = skillcraft_ train,
control = rpart.control (minsplit = 20, cp = 0.001, maxdepth = 10))
> regtree.random predictions <- predict (regtree.random,
skillcraft_ test)
> (regtree.random SSE <- compute_ SSE(regtree.random predictions,
skillcraft_test$Leaguelndex))
[1] 748.6157
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> library(el071)

> rpart.ranges <- list (minsplit = seq(5, 50, by = 5), cp = c(0,
0.001, 0.002, 0.005, 0.01, 0.02, 0.05, 0.1, 0.2,0.5), maxdepth =
1:10)

> (regtree.tune <- tune(rpart,Leaguelndex ~ .,
data = skillcraft train, ranges = rpart.ranges))

Parameter tuning of 'rpart':

- sampling method: 10-fold cross validation
- best parameters:

minsplit cp maxdepth

35 0.002 6

- best performance: 1.046638
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> plot (movies_split_eval, "prec/rec", annotate = 3,
legend = "bottomright")
> title(main = "Precision versus Recall For Movielens Data")
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> baggedtree <- bagging(LeagueIndex ~ ., data = skillcraft_ train,
nbagg = 100, coob = T)
> baggedtree predictions <- predict (baggedtree, skillcraft test)
> (baggedtree SSE <- compute SSE(baggedtree predictions,
skillcraft tests$Leaguelndex))
[1] 646.3555
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> (jester ubcf_acc <- calcPredictionAccuracy(jester_ubcf known,
getData (jester split_scheme, "unknown")))
RMSE MSE MAE
4.70765 22.16197 3.54130
> (jester_ibcf_ acc <- calcPredictionAccuracy(jester_ibcf known,
getData (jester split_scheme, "unknown")))
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M <- 11
seeds <- 70000

n <- nrow(heart_train)

(70000 + M -

1)

sample vectors <- sapply(seeds, function(

return (sample(n, n,

replace

) })

x)

{ set.seed(x);
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library ("RWeka")
m5treee <- M5P(LeaguelIndex ~ ., data = skillcraft train)
m5tree predictions <- predict (m5tree, skillcraft_ test)

vV V. V Vv

m5tree SSE <- compute SSE(mbtree predictions,
skillcraft_ test$Leaguelndex)

> mS5tree SSE

[1] 714.8785
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> jester ubcf srec <- Recommender (getData (jester split_ scheme,
"train"), "UBCF")

> jester ibcf srec <- Recommender (getData (jester split_ scheme,
"train"), "IBCF")
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> jester ubcf known <- predict(jester ubcf srec,
getData(jester split_ scheme, "known"), type="ratings")

> jester ibcf known <- predict(jester ibcf srec,
getData(jester split_ scheme, "known"), type="ratings")
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> movies cross_scheme <- evaluationScheme (movies rrm, method =
"cross-validation", k = 10, given = 10, goodRating = 4)
> movies_ cross_eval <- evaluate(movies_cross_scheme,
normalized algorithms, n = 1 : 20)
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compute SSE <- function(correct, predictions)
return (sum( (correct - predictions) * 2))

> regtree predictions <- predict(regtree, skillcraft test)

s

(regtree SSE <- compute SSE(regtree predictions,
skillcraft test$Leaguelndex))

[1] 740.0874
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> plot (movies_cross_eval, annotate = 4, legend = "topright")
> title(main = "TPR versus FPR For Movielens Data")
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> normalized algorithms <- list(

"Random" = list(name = "RANDOM", param = list (normalize =
"Z-score")),

"Popular" = list (name = "POPULAR", param = list(normalize =
"Z-score")),

"UserBasedCF" = list (name = "UBCF", param = list (normalize =
"Z-gscore", method = "Cosine", nn = 50)),

"ITtemBasedCF" = list(name = "IBCF", param = list (normalize =
"Z-score")),

"SVD" = list(name = "SVD", param = list(categories = 30,
normalize = "Z-score", treat_na = "median"))
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> head(training pred_df[, 1:5])
ID PREDICTIONS 1 PREDICTIONS 2 PREDICTIONS 3 PREDICTIONS 4

1 1 1 NA 1 NA
2 2 0 NA NA 0
3 3 NA 0 0 NA
4 4 NA 1 1 1
5 5 0 0 NA
6 6 1 0 0
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> train_pred vote <- apply(train pred df[,-1], 1,

function (x) as.numeric (mean(x, na.rm = TRUE) > 0.5))
> (training_accuracy <- mean(train pred vote ==

heart train$OUTPUT [as.numeric(train pred df$ID)]))
[1] 0.9173913
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mapply (glm predictions, models, bags, 1 : M, SIMPLIFY = F)
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> train_pred df <- Reduce(function(x, y) merge(x, y, by = "ID",
all = T), training predictions)
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get ltest bag <- function(sample indices) ({
df <- heart_test;
df$SID <- row.names (df) ;
if (length (unique (heart train[sample_indices,]$ECG)) < 3)
df [Af$ECG == 1,"ECG"] = NA;
return (df)

> test_bags <- apply(sample_vectors, 2, get_ ltest bag)
> test_predictions <- mapply(glm_predictions, models, test_ bags,
1 : M, SIMPLIFY = F)
> test_pred df <- Reduce (function(x, y) merge(x, y, by = "ID",
all = T), test_predictions)
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> test_pred vote <- apply(test pred df[,-1], 1,

function(x) as.numeric(mean(x, na.rm = TRUE) > 0.5))
> (test_accuracy <- mean(test_pred vote ==

heart_test [test pred dfs$ID,"OUTPUT"], na.rm = TRUE))
[1] 0.8
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get_loo_bag <- function(sample_indices) {
unique sample <- setdiff (1 : n, unique(sample_indices)) ;
df <- heart_train[unique_sample,];
df$ID <- unique_ sample;
if (length(unique (heart train[sample_indices,]$ECG)) < 3)
df [dfSECG == 1,"ECG"] = NA;
return (df)

> oo_bags <- apply(sample vectors, 2, get_loo bag)
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> oob_predictions <- mapply(glm predictions, models, oo bags,
1 : M, SIMPLIFY = F)
> oob_pred df <- Reduce(function(x, y) merge(x, y, by = "ID",
all = T), oob_predictions)
> oob_pred vote <- apply(oob pred df[,-1], 1,
function (x) as.numeric (mean(x, na.rm = TRUE) > 0.5))

> (oob_accuracy <- mean(oob_pred_vote ==
heart train$OUTPUT [as.numeric (oob_pred df$ID)],
na.rm = TRUE))

[1] 0.8515284
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get 1bag <- function(sample indices) ({
unique_sample <- unique (sample_indices) ;
df <- heart_train[unique_sample, ];
df$ID <- unique_ sample;

return (df)

> bags <- apply(sample vectors, 2, get_lbag)
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glm predictions <- function(model, data, model_ index) {
colname <- paste("PREDICTIONS", model index) ;
data[colname] <- as.numeric(

predict (model, data, type = "response") > 0.5);
return(datal,c("ID", colname), drop = FALSE])

> training predictions <-
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RMSE MSE MAE
5.012211 25.122256 3.518815
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> new_sample
Sepal.Length Sepal.Width Petal.Length Petal.Width
4.8 2.9 3.7 1.7
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> iris_features <- iris[1:4]
> dist_eucl <- function(xl, x2) sqgrt(sum((xl - x2) & 2))
> distances =- applyliris_ features, 1,
function(x) dist_eucl (x, new_sample))
> distances_sorted <- sort (distances, index.return = T)

> str(distances_sorted)
List of 2
$ x : num [1:150] 0.574 0.9 0.9 0.949 0.954
$ ix: int [1:150] 60 65 107 90 58 89 85 94 95 99
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> nn 5 <- iris[distances_sorted$ix[1:5],]

> nn 5
Sepal.Length Sepal.Width Petal.Length Petal.Width
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> cor(iris_numeric)
Sepal.Length Sepal.Width Petal.Length Petal.Width

Sepal.Length
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Petal.Width

Ay
0
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new_iris <- iris_numeric
new_iris$Cmb <- 6.7 * new_iris$Sepal.Length -
0.9 * new_iris$Petal.Width

set.seed (68)
new_iris$Cmb.N <- new_iris$Cmb +

rnorm(nrow (new_iris), sd = 0.1)
options (digits = 4)
head (new_iris,n = 3)
Sepal.Length Sepal.Width Petal.Length Petal.Width

Cmb Cmb.N

5:1 35 1.4 0.2 33.99 34.13
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> iris_cor <- cor(iris_numeric)
> findCorrelation(iris_cor)
[11 3

> findCorrelation(iris_cor, cutoff = 0.99)
integer (0)
> findCorrelation(iris_cor, cutoff = 0.80)

[1] 3 4
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library ("caret")

iris_numeric <- iris[1:4]

pp_unit <- preProcess(iris_numeric, method
iris_numeric_unit <- predict(pp_unit, iris
pp_zscore <- preProcess (iris_numeric, meth
"scale"))

iris_numeric_zscore <- predict (pp_zscore,
pp_boxcox <- preProcess (iris_numeric, meth
iris_numeric_boxcox <- predict (pp_boxcox,

= c("range"))

_numeric)

od = c("center",

iris_numeric)
od c ("BoxCox"))
iris_numeric)
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> install.packages ("tm")
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> iris_cor <- cor(iris_numeric)

> findCorrelation(iris_ cor)

[1] 3

> findCorrelation(iris cor, cutoff = 0.99)
integer (0)

> findCorrelation(iris_cor, cutoff = 0.80)
[1] 3 4
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>

head(iris, n=23)
Sepal.Length Sepal.Width Petal.Length Petal.Width Species
5.1 3.5 1.4 0.2 setosa

4.9 3.0 1.4 0.2 setosa
4.7 3.2 1.3 0.2 setosa
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step_function <- function(x) {
if (x < 0) -1 else 1

pocket perceptron <- function(x, y, learning rate,
max_iterations) {

nObs = nrow (x)
nFeatures = ncol (x)
w = rnorm(nFeatures + 1, 0, 2) # Random weight initialization
current_iteration = 0
has_converged = F
best _weights = w
# Start by assuming you get all the examples wrong
best_error = nObs
while ((has_converged == F) &
(current_iteration < max_iterations)) ({
# Assume we are done unless we misclassify an observation
has_converged = T
# Keep track of misclassified observations
current_error = 0
for (i in 1:nObs) {
xi = c(1, x[i,]) # Append 1 for the dummy input feature x0
yi = yli]
y_predicted = step_function(sum(w * xi))
if (yi != y predicted) ({
current error = current erroer 4+ 1
# We have at least one misclassified example
has converged = F

w = w - learning rate * sign(y predicted - yi) * xi
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if (current error < best error) {
best_error = current_error
best_weights = w

}

current_iteration = current iteration+l

}

model <- list("weights" = best weights,
"converged" = has_converged,
"iterations" = current_iteration)

model
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> model$weights / 2
x1 x2
-0.8741571 2.1420697 -3.2122627
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set.seed(4910341)

x1 <- runif (200, 0, 10)

set.seed(2125151)

x2 <- runif (200, 0, 10)

X <- cbind(xl, x2)

y <- sign(-0.89 + 2.07 * x[,1] - 3.09 * x[,2])
pmodel <- pocket perceptron(x, y, 0.1, 1000)
pmodel

Sweights

V V.V V V V V V

x1 x2
-1.738271 4.253327 -6.360326

Sconverged
[1] TRUE

Siterations
[1] 32





OEBPS/Image00209.jpg
dJw) 1
oWy n ;

()A}i_yi)xik
=1





OEBPS/Image00222.jpg
o,
wW—whpy oM.y





OEBPS/Image00221.jpg
EBREMLTE

AR B4 HmA MR
BEE  BEE






OEBPS/Image00224.jpg
vi=g(z))





OEBPS/Image00223.jpg
d;=e;* g'(z)





OEBPS/Image00226.jpg
j (%5/{ W) yi- (=)





OEBPS/Image00225.jpg
0,=(t—y) ¥+ (1—y)





OEBPS/Image00228.jpg
library (x1lsx)
eneff <- read.xlsx2 ("ENB2012 data.xlsx", sheetIndex = 1,

colClasses = rep("numeric", 10))
names (eneff) <- c("relCompactness", "surfArea", "wallArea",
"roofArea", "height", "orientation", "glazArea",
"glazAreaDist", "heatLoad", "coolLoad")

eneff <- eneff [complete.cases (eneff),]
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> wine test predictions <- predict (wine model, wine_test)
> mean(wine_test predictions == wine_ tests$quality)
[1] 0.7681307
> table(predicted = wine test predictions,
actual = wine_test$quality)
actual
predicted 1 2 3
1 2 2 0
2 33 693 155
3 1 36 57
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> wine predictions <- predict (wine_model, wine_ train)

> mean(wine_predictions == wine train$quality)
[1] 0.7647359
> table(predicted = wine predictions,actual = wine_ trains$qualit;
actual
predicted 1 2 3
1 4 1 0

2 141 2764 619
3 2 159 229
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> wine model2 <- multinom(quality ~ ., data = wine_train,
maxit = 1000)
> wine_ predictions2 <- predict(wine_model2, wine_test)
> mean(wine_predictions2 == wine_ test$quality)
[1] 0.7630235
> table (predicted = wine predictions2, actual = wine test$quality)
actual
predicted 1 2 3
1 2 2 0
2 32 682 149
3 2 47 63
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> wine <- read.csv("winequality-white.csv", sep =
> wineSquality <- factor (ifelse (wine$Squality < 5,
ifelse (wine$Squality > 6,
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> library (MASS)
> wine _model <- polr(quality ~ ., data = wine train, Hess = T)

> summary (wine_model)

Call:
polr (formula = quality ~ ., data = wine_train, Hess = T)
Coefficients:

Value Std. Error t value
fixed.acidity 4.728e-01 0.055641 8.4975
volatile.acidity -4.211e+00 0.435288 -9.6741
citric.acid 9.896e-02 0.353466 0.2800
residual.sugar 3.386e~01 0.009835 34.4248
chlorides -2.891e+00 0.116025 -24.9162
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set.seed(7644)

wine_sampling vector <- createDataPartition(wine$quality, p =
0.80, list = FALSE)

wine_ train <- wine[wine_sampling vector,]

wine test <- wine[-wine_sampling vector,]
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> prop.table (table (wine$quality))

1 2 3
0.03736219 0.74622295 0.21641486
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free.sulfur.dioxide 1.176e-02
total.sulfur.dioxide -1.618e-04

density

pH
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> AIC(wine_model)
[1] 4438.75
> AIC(wine_model2)
[1] 4367.448
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> var (white_noise)
[1] 9.862699
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> acf (white_noise)
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> set.seed(9571)
> white noise <- rnorm(100, mean = 0, sd = 3.0)
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> acf (diff (random_walk))
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> set.seed(874234242)
> random walk <- cumsum(rnorm (100, mean

0,

sd
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> texts <- sapply(l : length(nb_all), function(x) nb_all[[x]])
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gsub("[o_9]"’ "N"’
gsub (
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"[[:punct:1]1",

x))

non,
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> incorrect

[1] 25

> (cross validation accuracy <- 1 - (incorrect/nrow(promoters)))
[1] 0.7641509
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library ("tm")
nb_pos <- Corpus (DirSource (path_to_pos_folder),

readerControl = list(language = "en"))
nb_neg <- Corpus (DirSource (path_to_neg folder),

readerControl = list (language = "en"))
nb_all <- c(nb_pos, nb neg, recursive = T)

nb_all <- tm map(nb_all, content_ transformer (tolower))





OEBPS/Image00429.jpg
Q Q o9 X n

negative_observation<-Reduce (function(x, y) c(x, y),
negative observations, c())
(transitionProbabilitiesNeg <-
calculateTransitionProbabilities (negative observation, states))

S X a & g t
0 0.00000000 0.2264151 0.2830189 0.1320755 0.3584906
1 0.00000000 0.0000000 0.0000000 0.0000000 0.0000000
0 0.02168022 0.2113821 0.2696477 0.2506775 0.2466125
0 0.01256983 0.2500000 0.1634078 0.2667598 0.3072626
0 0.01958225 0.3133159 0.2480418 0.1919060 0.2271540
0 0.01622971 0.1885144 0.2434457 0.2946317 0.2571785
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library ("HMM")

negative_hmm <- initHMM(states, symbols, startProbs =
startingProbabilities, transProbs = transitionProbabilitiesNeg,
emissionProbs = emissionProbabilities)
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positive observation <- Reduce (function(x, y) c(x, y),

positive observations, c())
transitionProbabilitiesPos <-
calculateTransitionProbabilities(positive observation, states)
positive_hmm = initHMM(states, symbols, startProbs =
startingProbabilities, transProbs = transitionProbabilitiesPos,
emissionProbs = emissionProbabilities)
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> for (obs in 1l:length(negative observations)) {

negative_ observation<-Reduce (function(x, y) c(x, y).,

negative observations[-obs], c())
transitionProbabilitiesNeg <-

calculateTransitionProbabilities (negative observation, states)
negative_hmm <- initHMM(states, symbols,
startProbs = startingProbabilities,
transProbs = transitionProbabilitiesNeg,
emissionProbs = emissionProbabilities)

test_observation <- negative_observations[[obs]]
final_index <- length(test_observation)

pos_probs <- exp (forward (positive_ hmm, test observation))
neg_probs <- exp (forward(negative hmm, test observation))
pos_seq_prob <- sum(pos_probs[, final index])
neg_seq_prob <- sum(neg probs[, final index])

if (pos_seq prob > neg seqg prob) incorrect <- incorrect+l
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> incorrect <- 0
> for (obs in 1 : length(positive observations)) ({

positive observation <- Reduce (function(x, y) c(x, y),
positive_observations[-obs], c())
transitionProbabilitiesPos <-
calculateTransitionProbabilities (positive observation, states)
positive hmm <- initHMM(states, symbols,

startProbs = startingProbabilities,
transProbs = transitionProbabilitiesPos,
emissionProbs = emissionProbabilities)

test_observation <- positive_observations|[[obs]]
final_index <- length(test_observation)

pos_probs <- exp (forward(positive hmm, test_ observation))
neg_probs <- exp (forward(negative hmm, test observation))
pos_seq_prob <- sum(pos_probs[, final_ index])
neg_seq _prob <- sum(neg probs[, final_ index])

if (pos_seq prob < neg seq prob) incorrect <- incorrect + 1
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> incorrect
[1] 13
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> set.seed(987987)
> simHMM (hmm traineds$hmm, 30)
Sstates

[1 "S2 n IIS3II "Sl" IIS3II IIS3II "Sl" ll53ll IIS3II "Sl" "Sl" IIS2II IIS3II
[13 IIS3II "Sl" "S2 n IIS3II "Sl" "S2 n "S2 n "S2 n IIS3II "Sl" IIS2II IIS2II
[25 IIS3II "Sl" "S2 n IIS3II "Sl" "S2 n

Sobservation
[1 llhll lloll IIPII IIPII llall llnll llwll llill llrll llrll llhll llell llill llnll llhll
[16 lloll llnll lllll IIWII llhll llell llsll lltll IIWII llell lltll llcll llell IIPII IIWII
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> library ("markovchain")
> simpleMc<-new("markovchain", states = c("sl1", "s2", "s3"),
transitionMatrix = trained transition probabilities,
name = "simpleMc")
> steadyStates (simpleMc)
sl 82 s3
[1,] 0.3806541 0.269171 0.3501748
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states <- c("s1", "s2", "g3")
numstates <- length(states)
symbols <- c(letters, "W", "N",
numsymbols <- length(symbols)

npn,

nom)
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set.seed(124124)

startingProbabilities <- matrix(runif (numstates), 1, numstates)
startingProbabilities <- sweep(startingProbabilities, 1,
rowSums (startingProbabilities), FUN = "/")

set.seed (454235)

> transitionProbabilities <- matrix(runif (numstates * numstates),

numstates, numstates)
transitionProbabilities <- sweep(transitionProbabilities, 1,
rowSums (transitionProbabilities), FUN = "/")
set.seed (923501)
emissionProbabilities <- matrix(runif (numstates * numsymbols),
numstates, numsymbols)
emissionProbabilities <- sweep (emissionProbabilities, 1,
rowSums (emissionProbabilities), FUN = "/")
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> big text splits <- lapply(texts[1:100],
function(x) strsplit(x, ""))
> big text splits <- unlist(big text splits, use.names = F)
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> (trained transition probabilities <- hmm trained$hmm$transProbs)
to

from sl s2 s3
sl 1.244568e-01 5.115204e-01 0.36402279
s2 7.739387e-05 2.766151e-01 0.72330746
53 9.516911e-01 5.377194e-06 0.04830349
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> hmm <- initHMM(states, symbols, startProbs =
startingProbabilities, transProbs = transitionProbabilities,
emissionProbs = emissionProbabilities)

> hmm_trained <- baumWelch(hmm, big text_splits)
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